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Abstrakt

Tato prace se zabyva tématikou z oblasti klasifika¢nich tloh v data miningu. Resi vyukovou
implementaci algoritmu CHAID v modifikaci Exhaustive. Jedna se o algoritmus vytvarejici
rozhodovaci stromy. Pfed samotnym popisem implementace je ¢tenaf seznamen se zakladnimi
pojmy data miningu, statistickymi postupy pouzitymi v algoritmu CHAID a nasledn¢ je samotny

algoritmus detailn¢€ popsan.

Zadani bylo feSeno formou modularniho systému, ktery oddéluje implementaci algoritmu
od prezentacni vrstvy. Prezentacni vrstva byla realizovana formou WPF aplikace za dodrzeni
navrhového vzoru MVVM. V této praci je popsdn proces optimalizace algoritmu a jeho
paralelizace. Vysledkem optimalizace a paralelizace je témét trojnasobné zlepseni oproti prvotni
implementaci. Dale jsou v diplomové praci popsany zpusoby, jakymi bylo dosazeno zminované

vyukovosti.

Ptinos vysledku této diplomové prace je v navrzeni mozného zpusobu, jak vytvaret

podobné vyukové implementace algoritmu z oblasti data miningu.

Klicova slova

CHIAD, Chi square automatic interaction detector, EXHAUSTIVE CHAID, rozhodovaci

stromy, data mining, Big Data



Abstract

This thesis focuses on the area of classification tasks in Data mining. It solves the
implementation of the EXHAUSTIVE CHAID algorithm in an educational form. It is an algorithm
that creates decision trees. Prior the description of the implementation, the thesis introduces reader
to the fundamental terms of Data mining, statistical approaches used in the algorithm and provides

detailed description of the algorithm itself.

Solution of the task is a modular system, where the implementation of the algorithm and
the presentation layer is separated. The presentation layer is implemented as WPF application.
MVVM design pattern is used. In the thesis the optimization and parallelization process is
described. The result of this process is that the algorithm has been improved almost three times in
the terms of computing time from the initial implementation. The thesis also discuss the approaches

chosen to meet the educational goal.

Acquisition of the thesis is the prototype of modular system that can be used on similar

tasks that target on the education of students.

Keywords

CHIAD, Chi square automatic interaction detector, EXHAUSTIVE CHAID, decision trees,
data mining, Big Data
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1 Uvod

Mg¢l-1i bych vyjmenovat zajimavé trendy a otdzky dnesni doby v oblasti informacnich
technologii, ur¢it¢ bych v jednu chvili zminil zplsoby vyuzivani dat, kter¢ kazdym dnem
poskytujeme riznym spolecnostem. Skutecnost je takova, Ze jsou sledovana a ukladana data téméet
vSeho druhu. Od dat, kterd jsou intuitivné uzitecna, jako tfeba adresy osob, odpovédi v dotaznicich
¢i zaslané emaily, az po data, kterd by na prvni pohled nemusela najit zddna dalsi uplatnéni.
Naptiklad pohyb mysi po webové strance, zvukova charakteristika hlasu béhem telefonniho hovoru
nebo tfeba fraze vyhleddvané v internetovych vyhledavacich. Je zfejmé, Ze mnozstvi takovych dat
je velice objemné a vyzaduje velikou kapacitu datovych ulozist, stejné tak jako nékolik dal§ich
technickych pozadavkd. Témto pozadavkim je vSak dnes mozné dostat diky technologickému
pokroku minulych desetileti. Zbyva tedy otazka, jak s témito daty nakladat dal, mame-li potiebné

prostfedky. Tim se dostavam k fenoménu Big Data

Pojem Big Data obsahuje nékolik dil¢ich ¢innosti, jez se vztahuji k nakladani s velkym
mnozstvim dat. Jednou z téchto Cinnosti je analyza dat. V prvnim odstavci jsem zminil nékolik
typt ulozenych informaci, které, ackoli se to nemusi na prvni pohled zdat zfejmé, maji sva
sekundarni vyuZiti. Naptiklad evidovani vyhledavanych frazi na internetovém vyhledavaci Google.
Lze odhadovat, Ze primarni ucel uchovavani takovych dat byl vylepSovat takzvané vyhledavaci
,haseptavace”. AvSak spole¢nost Google tato stejna data analyzovala a vyuzila pro predikci $ifeni
epidemie chiipky v USA, a to s velice dobrym vysledkem [1]. Povedlo se jim ze stovek miliont
frazi z minulosti vytipovat desitky, které mély vysokou korelaci s vyskytem nemoci v danych
letech. Divody, pro¢ se jednalo pravé o tyto fraze, vSak nebyly podstatné —informace byla

nalezena.

Tento ptistup, pii kterém kauzalita ustoupila do pozadi, je dle mého nazoru pfinejmensim
zajimavy, a to je diivod, pro¢ jsem se rozhodl zabyvat se tématikou z oblasti Big Data. Konkrétné
algoritmem ze sféry data miningu, ktery je jednim z nastroji analyzy dat, a jeho implementaci ve

vyukové formé.

[10]



2 Zakladni popis problematiky a seznameni s pojmy

2.1 Data mining a ziskavani znalosti z databazi

Data mining je analyticka ¢ast procesu, ktery nazyvame ziskdvani znalosti 7 databazi. L.ze
ho popsat jako vyhleddvani novych, neocekdvanych informaci vV rozsahlych datech [2], pticemz
vyraz rozsahla data dostava kazdym rokem jiny vyznam, proto bych objem dat nepovazoval za

stézejni v této definici.

Procesu ziskavani znalosti z databazi vyuzivaji lidé v mnoha profesnich odvétvich. Vyuziti
ve zdravotnictvi jiz bylo naznaceno v uvodu. DalSimi jsou napiiklad firmy, které za pomoci tohoto
ptistupu hledaji moznosti k vétsimu profitu [3]. Vyuziti neni zdaleka jen v komer¢ni sféfe, ale také

napiiklad u kriminalistd. Tyto skupiny budu v navazujicich ¢astech kapitoly nazyvat zadavateli.

Zadavatel zn4 hrubé cile, kterych chce dosdhnout. V piikladu z tvodu by to mohla byt
otazka, zda lze dat do souvislosti vyhledavané fraze a vyskyt chfipky. V tuto chvili se takto
formulovaného problému chopi specialisté zoblasti ziskdvani znalosti z databazi
a predzpracovavaji data. Potom na jiz predzpracovana data pouzivaji dostupné néstroje data

miningu.

2.2 Nastroje DM

Metody data miningu jsou zaloZené na algoritmech, nastrojich a pfistupech z nékolika
oblasti pocitacové védy. Témito oblastmi jsou naptiklad ume¢lad inteligence, strojové uceni ¢i
statistika. Tyto algoritmy pfitom lze zafadit do ptibuznych skupin. Mezi piiklady takovych skupin

se fadi napfiklad:

o Klasifikacni a regresni stromy
e Metody shlukové analyzy

e Neuronové sité

2.3 Typy uloh

2.3.1 Klasifikace / predikce
Algoritmiim data miningu jsou pfedlozena data obsahujici historické zdznamy
akazdy tento zaznam je soucasti néjaké tfidy, nebo nabyvd néjaké hodnoty.

V klasifika¢nich / predikénich ulohach se pak snazime najit zpisob, jak pokud mozno co

[11]



nejspolehlivéji piifadit nové zdznamy do danych tiid, popfipadé odhadnout hodnotu

ur¢itého atributu nového zaznamu.

2.3.2 Deskripce
Ukolem je zde nahliZet na vztahy v datech. Pomoci algoritmi shlukové analyzy se
tak mohou vyhledavat skupiny dat majici podobny charakter svych hodnot, takzvané
shluky. Nebo naopak data, ktera se vyznamné lisi, takzvané anomalie. Pro zménu pomoci
algoritmu regresni analyzy se vyhledavaji vazby mezi jednotlivymi proménnymi.

vvvvvv

interpretovat. Vystupu se musi pfifadit kontext dané problematiky a vyznam. Rovnéz je
tieba vyradit vysledky, které jiz byly zjevné pied pouzitim algoritmil, a nemaji proto zadnou
informativni hodnotu. Je také potieba zvazit, zda dany konkrétni vysledek neni jen

dusledkem nedostate¢ného mnozstvi dat ¢i nedostate¢né kvality dat.

2.4 Metodiky v data miningu

V ptedchozich odstavcich jsem zminoval, ze jeSté pfedtim, nez se v datech zacnou
vyhledéavat nové informace, je tieba do nich nahlédnout. Dochazi ke zhodnoceni, zda jsou v dané
podobé vhodna pro vybrany algoritmus. Dal$i ze zminénych Cinnosti byla interpretace vysledk
a jejich zhodnoceni. Toto jsou dva piiklady procesu, které se béhem ziskavani znalosti z databazi
déji vzdy. To, v jakych fazich se tyto ¢innosti budou provadét, uz zalezi na konkrétni feSitelské

skuping, respektive firmé.

Tim se dostavam k metodikam, neboli k posloupnosti téchto procestt béhem dolovani.
Jednotny ramcovy pfistup k problémim umoznuje efektivnéjsi aplikaci na nova zadani. Stejné tak
je mozné mit specialisty na konkrétni proces. Reseni zadaného problému se totiz zpravidla uéastni

nékolik lidi. Kromé jiZz zminéného zadavatele to jsou naptiklad:

e Specialisté na dany manazersky problém, kteti chapou motivace zadavatele

e Specialisté na ptipravu dat, ktefi jednak upravuji data z Casto slozitych struktur do
struktur plochych, a navic védi, v jaké podobé jsou data potieba pro jednotlivé
algoritmy

e Specialisté na algoritmy a vytvareni modeld

e Lidé, kteri data dosadi do kontextu

[12]



Existuji metodiky proprietarni pro dany software a existuji metodiky navrzené pro prostredi

nezavislé na konkrétnim software.

2.5 CRISP-DM
Pravé piikladem metodiky nezavislé na software a prostiedi, ve kterém se aplikuje, je

CRoss-Industry Standard Process for Data Mining (CRISP-DM), jejiz vytvoieni mélo za cil

navrhnuti univerzalniho postupu pouzitelného v nejriiznéjsich komerc¢nich aplikacich [4].
Reseni zadaného problému se pak déli na nékolik &asti.

Porozuméni problematice

V této casti se tym zabyva pfevodem formulace ulohy z manaZerského pojeti do pojeti
Z oblasti ziskavani znalosti z databazi. Probiha zde dialog mezi specialisty z oblasti zadavatele, coz
muze byt naptiklad zdravotnictvi, a mezi specialisty na data mining. Prvotni plany pro postup

Vv dal$ich castech jsou vytvotfeny zde, popiipad¢ se zde konzultuji dosazené vysledky.

Porozumeéni datum
Tento proces se zabyva tim, jaka data jsou k dispozici. Posuzuje se jejich mnozstvi, kvalita

a délaji se prvni odhady, jaka data by mohla byt zajimava pro feSeni zadaného pozadavku.

Priprava dat

Data ve své surové podobé jsou vétSinou uchovavana ve slozitych strukturach. Takova
podoba neni vhodnd pro navazujici Cast, a tak se transformuji do mnohem jednodussich struktur.
Rovnéz se zde jiz bere v potaz algoritmus planovany k pouziti, a tak se data navic musi upravit
s ohledem na schopnosti daného algoritmu. Nekteré algoritmy si napfiklad neumi poradit

S prazdnymi hodnotami v datech ¢i s daty urcitého typu.

Modelovani
Vytvareni modell aplikaci jednoho nebo vice analytickych algoritmii. MoZnost je vytvaret

modely s riznymi nastavenimi.

Viyhodnoceni vysledkd
Ziskéni modelu jesté¢ neznamend, ze takovy model ptfindsi néjaké cenné informace. Proto

je tfeba dany model konzultovat s odborniky na doménu problematiky.

[13]



Viyuziti vysledki
Jsou-li vysledky vyhodnoceny jako pfinosné, zadavatel zareaguje na zéklad€ nalezenych

modelu.

Zminéné Casti na sebe navazuji, avSak jde o iterativni proces, kdy na zaklad¢é vysledka

z ¢asti jedné upravujeme postup Vv ¢asti jiné. Toto je znazornéno na llustrace 1

Business Data
Understanding Understanding
Data
! Preparation
Modeling

—
Deployment —
—=

Evaluation

lustrace 1: Posloupnost jednotlivych cinnosti CRISP-DM (zdroj: en.wikipedia.org)

2.6 Zakladni pojmy oblasti data miningu

Vzhledem k tomu, Ze v nasledujicich kapitolach jiz budu popisovat konkrétni algoritmy,
zavedu zde terminologii pro popis dat, kterou hodlam po zbytek prace pouzivat. Ilustrace 2
obsahuje velice jednoduchou a malou mnozinu dat, na které jsou vyznaceny ty naprosto zakladni

pojmy, kterym se text vénovat nebude.
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Atribut
Data /

\ Audi 16n 9.1 2013 134 1 000 000
Skoda 8 8.5 2005 100 850 000
VW 8 8.1 2003 76 400 000
Skoda 4 5.1 2010 55 300 000
Audi 8 6.2 2012 98 550 000
VW 16 8 2010 82 500 000

llustrace 2 Primitivni datovd struktura

2.6.1 Typ atributu
1. Kontinualni — takovy atribut nabyva hodnot z intervalu na ¢iselné ose. Na llustrace
2 to je atribut Cena
2. Kategoricky — jedna se o atribut, jehoz hodnoty nejsou nijak porovnatelné a kazda
unikatni hodnota tvoii vlastni kategorii. Pfikladem na llustrace 2 je atribut Znacka
3. Ordinalni — Podobné jako u kategorickych typl tvoii kazda unikatni hodnota
vlastni kategorii s tim, ze nyni je mozné jednotlivé kategorie porovnavat. Pocet

valci je prikladem takového atributu na llustrace 2.

2.6.2 Role atributu
e Vstupni atribut — hodnoty tohoto atributu zname i pro nova data, ze kterych se
model nevytvarel. Témto atributim se také n¢kdy fika nezavisla proménna.
e Vystupni atribut — hodnoty téchto atributii zndme pouze pro ta data, kterd slouzi

k vytvofeni modeli. U novych dat se hodnoty snazime urcovat (predikce,
klasifikace)
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3 Rozhodovaci stromy

Tato diplomové prace je zaméfend na implementaci algoritmu, ktery fesi klasifikac¢ni /

predikéni tllohy. Jednim ze zptsobt, jak fesit tyto ulohy, jsou rozhodovaci stromy.

Tato metoda je metodou uceni s ucitelem. Na pocatku je tedy ptfedloZena trénovaci
matice dat, jejiz fadky tvofi jednotlivé instance a sloupce jsou tvofeny nékolika vstupnimi atributy

a jednim vystupnim atributem.

Obecny princip rozhodovacich stromil 1ze popsat nasledovné. Vstupni matice dat tvoii
koten stromu. V tomto koteni se vyhledava takovy vstupni atribut, ktery nejlépe déli vstupni data
vzhledem k vystupnimu atributu. Na zaklad¢ tohoto atributu se koten rozdéli zpravidla na takovy
pocet uzld, jaky je pocet kategorii v daném atributu. Stejny princip se provadi i pro nové vytvorené
uzly, dokud nenastane néktera z podminek ukonceni rlstu stromu. Listy stromu pak reprezentu;i

vysledné zatazeni novych ptipadd. Ptiklad rozhodovaciho stromu je zobrazen na llustrace 3:

Rok vyroby Pocet majitelti Servisni knizka Najeto [tkm] Dobra prodejnost
Ordinalni Ordinélni Ano/Ne Kontinudlni Ano/Ne

Rok vyroby

<200 >2013
2000,2013>

<70 000
Ano
Ne >70 000
E

% N‘

!

llustrace 3 Rozhodovaci strom
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Konkrétni algoritmy se pak lisi pfedevsim v téchto bodech:
1. Jakych typti mize byt vystupni atribut

2. Jakych typti mohou byt jednotlivé vstupni atributy

3. Jak se urCuje nejlepsi Stépici atribut
4. Jaka jsou pravidla pro zastaveni rstu stromu
5. Kolika n-arni stromy produkuji

S prvnim zminénym bodem tzce souvisi nasledujici zakladni déleni rozhodovacich stromi:
1. Klasifikacni stromy
2. Regresni stromy

Klasifika¢ni stromy ptredpokladaji kategoricky vystupni atribut a vysledkem je prohlasent,
do jaké kategorie dany nove ptichozi ptipad spada. Pti vyhodnocovani vhodnosti atributu k Stépeni

se miiZze vyuzivat naptiklad Informacni zisk ¢i chi-kvadrat test.

Oproti tomu regresni stromy predikuji hodnotu pro kontinualni vystupni atribut. Vybér
vhodného $tépiciho atributu je proveden napiiklad na zdkladé zkouméni rozptyld vystupniho
atributu pro jednotlivé kategorie ve vstupnich atributech. Vystupem pak mize byt konkrétni

hodnota doplnéna o moznou odchylku.

Vyse zminéné rozdéleni se mliZe stirat u takovych algoritmt, které jsou uzplsobené pro
akceptovani cilovych atributti jak kategorického, tak spojitého typu. CHAID je toho piikladem

a konkrétni feSeni bude vysvétleno v jemu vénované ¢asti tohoto dokumentu.

V piipad¢ spojitych vstupnich atributli mohou byt hodnoty kategorizovany do urcitého
poctu kategorii, napfiklad tak, aby kategorie obsahovaly pokud moZno stejny pocet instanci.
Vyhodou rozhodovacich stromt je jejich snadna ¢itelnost, na rozdil od jinych metod data miningu.

Navic strom Ize snadno transformovat do rozhodovacich pravidel if — else.
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Nekolik ptikladt rozhodovacich stromu a jejich vlastnosti je uvedeno v Tabulce 1

Algoritmus Binarni strom Typ vstupnich atributi Typ vystupnich atributd

Ne Kategoricke Kategorické
C&RT Ano Vsechny Vsechny

CHAID Ne Vsechny Vsechny

Tabulka 1 Prehled zakladnich viastnosti vybranych algoritmii

3.1 Vybrany rozhodovaci strom — CHAID

Pro implementaci jsem si vybral algoritmus CHAID (Chi-squared Automatic Interaction
Detector). Jeho navrh se datuje k roku 1980 a je piipisovan Gordonu V. Kassovi [5]. Ve své
puvodni podobé umél pracovat pouze s kategorickymi atributy, avsak tento algoritmus doznéaval

zmén az do 90. let 20. stoleti.

CHAID v dnes$ni podob& dokaze pracovat jak s kategorickymi, tak redlnymi hodnotami,
a to jak v atributech vstupnich, tak i vystupnich. Z toho vyplyva, ze CHAID je schopen vytvofit
regresni i klasifika¢ni stromy. Kategorie v jednotlivych atributech podléhaji procesu sluc¢ovani. To
znamena, Ze dvé kategorie daného atributu jsou vyhodnoceny jako jedna, pokud splni jista kritéria.
Tyto dvé sloucené kategorie pfitom jiz mohly vzniknout pfedchazejicim sloucenim. Stromy, které
jsou vytvarené, nemusi byt binarni, coz znamend, Ze algoritmus neni omezen nutnosti

vyprodukovat pouhé dvé kategorie ze vSech kategorii atributu.

Zpisob, kterym CHAID rozhoduje o (ne)slucovani kategorii daného atributu, je zaloZen na
aplikovani statistickych testd. Stejnym zpiisobem se rozhoduje i o rozdélovani uzlu do potomkut na
zaklad¢ (ne)sloucenych kategorii. V pfipad¢ kontinualniho cilového atributu se jedna o F-Test a
v pfipadé kategorického cilového atributu se jedna o Pearsonliv chi-kvadrat test ¢i G-Test.
Kritériem potom je p-hodnota, kterou ve spojeni s témito testy obdrzime. Testim, p-hodnoté a
dal$im pojmim z oblasti statistiky se v ramci potfeb pochopeni tohoto algoritmu budu vénovat

v nadchdazejicich kapitolach.

3.2 Modifikace Exhaustive CHAID

CHAID ve svém pluvodnim provedeni skonci krok slu€ovani kategorii v momenté, kdy
p-hodnota nejlepsi dvojce pro slouceni presahne mez, ktera urCuje, zda kategorie jsSou podobné

vzhledem Kk vystupnimu atributu. Pokud existuje lepsi rozd€leni kategorii, které by vzniklo tim, ze
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by CHAID pokracoval ve sluCovani, tento piistup ho nenalezne. Prave tento nedostatek se snazi
eliminovat modifikace algoritmu s nazvem Exhaustive CHAID. Tato modifikace vznikla v roce
1991.

V Exhaustive CHAID sluc¢ovani kategorii atributu pokracuje do té doby, dokud nezbyvaji
pouze dv¢ kategorie. Nasledné se pro kazdy atribut vybere ta nejlep$i sada kategorii. Jeji p-hodnota
se modifikuje pomoci Bonferroniho korekce a porovna se stejn¢ vzniklymi p-hodnotami ostatnich
atributii. Ta nejlepsi udava, podle kterého atributu se dany uzel rozstépi. PoCet potomkii bude

pochopitelné shodny s poctem nejlepsi sady kategorii tohoto atributu.

wewvr

pokazdé zastavuje, az kdyZz zbyvaji jen dvé dvojice. Pouzité testy jsou shodné s plivodnim
CHAIDem. Stejn¢ tak vSechny ostatni vlastnosti. Detailni algoritmus bude ptedstaven ve vlastni

kapitole poté, co uvedu statistické pojmy pouzité v predeslém textu.
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4 Statistické pfistupy pouzité v algoritmu

Myslenka algoritmu CHAID spocivd ve vyuzivani metod z oblasti testovani hypotéz
k tomu, aby rozhodnul, jak dané kategorie vstupnich atributi uréuji hodnoty vystupniho atributu.

Uvedu zde zakladni pojmy z této oblasti a poté konkrétni testy pouzité v algoritmu CHAID.

4.1 Testovani statistickych hypotéz

Na pocatku zformulujeme néjaké tvrzeni, kterému budeme fikat nulova hypotéza (HO).
K nému sestavime takzvanou alternativni hypotézu (HA), ktera nulovou hypotézu popira. Je-li
nulova hypotéza formulovéna jako ,,Stfedni hodnota parametru pro danou populaci se rovna 100,

tedy x« = 100, pak alternativni hypotéza muze byt formulovana nasledujicimi zptsoby:

a. u#100
b. pu>100
c. u<100

V ptipadé€ a) se jedné o oboustrannou alternativni hypotézu a ve zbylych ptipadech se jedna
o jednostrannou alternativni hypotézu. Ukolem testovani statistickych hypotéz je tedy bud’
zamitnout, nebo nezamitnout nulovou hypotézu. K tomu, abychom toto mohli u¢init, potiebujeme
testovaci kritérium neboli statisticky test. Je zpravidla neredlné pracovat s celou skute¢nou
populaci pii rozhodovani o platnosti hypotézy. Proto se vzdy pracuje s jistym vybérem populace,
diky ¢emuz se béhem vyhodnocovani testu mizeme dopustit dvou typti chyb, které jsou zobrazeny

v Tabulka 2.

Vysledek testu
Skutecnost Nezamitnuti HO Zamitnuti HO
Plati HO Spolehlivost testu Chyba I. typu
Plati HA Chyba I1. typu Sila testu

Tabulka 2 Varianty rozhodnuti pro testované hypotézy

Chybou typu I nazyvame situaci, kdy nulovou hypotézu zamitneme i pfesto, Ze plati. Tato
chyba také nese nazev hladina vyznamnosti, jez znac¢ime a a jeji hodnota udava, s jak velkou
pravdépodobnosti se takové chyby dopustime. Chybou typu Il je pak situace, kdy nezamitneme

nulovou hypotézu, v ptipad¢ Ze je platna alternativni hypotéza. Znacime ji p.
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Mezi spravna rozhodnuti se pak fadi stav, kdy nezamitneme nulovou hypotézu v ptipadé,
ze plati. Tomuto fikame spolehlivost testu a je dana vztahem 1 —a. Silou testu je rozhodnuti

0 zamitnuti nulové hypotézy, pokud plati hypotéza alternativni, a zcela analogicky je vypocitdna
jako 1 - .

Samotny proces testovani hypotéz muize mit dva ptistupy [6]. Jeden z nich je klasicky test,
kdy hladina vyznamnosti je pfedem zvolena, a druhy z nich je €isty test vyznamnosti, kdy na

zéklad¢ jeho vysledku mtizeme rozhodnout, na jakych hladinach vyznamnosti nulovou hypotézu

(ne)zamitneme. Vzhledem Kk pouziti testd v algoritmu CHAID se budu vénovat pouze druhému

typu.

Cisty test vyznamnosti spo¢ivd ve stanoveni obou hypotéz, volbé testovaciho kritéria
(testu), vypoctu hodnoty tohoto kritéria a také p-hodnoty. P-hodnota udava, na jaké minimalni
hladiné vyznamnosti lze nulovou hypotézu zamitnout [7]. P-hodnota je v podstaté plocha pod
kiivkou, tvofenou pravdépodobnostnim rozdélenim daného testovaciho kritéria a z jedné strany

ohrani¢enou vypocitanou hodnotou testovaciho kritéria. Viz llustrace 4:

0.2 :
0.18 N
016 | X
0.14
0121 | \

01} | | \
0.08 [ |
0.06 [ \

0.04 1 )

0.027

D 1
0 5 10 15
hodnota testovaciho kriteria

llustrace 4 Demonstrace p-hodnoty
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4.2 Statistické testy

Ptestoze existuje mnoho riznych testli pro mnoho konkrétnich aplikaci, omezime se pouze
na ty testy, které vystupuji v implementaci CHAID. Terminologie, pouzita v popisech jednotlivych
testti, bude v souladu s oblasti tématu této diplomové prace a pouzitym vzorcim bude dosazovan

vyznam z hlediska algoritmu CHAID.

4.2.1 Pearsonuv chi kvadrat test (Test dobré shody)
Tento test se pouziva pro situace, ve kterych chceme rozhodnout, zda data pochazi

Z urcitého rozde€leni. Konkrétné se d€li na dveé varianty:

a. Chceme ov¢étit, zda Cetnosti jednotlivych variant populace jsou rovny definovanym
cetnostem. Je tedy tfeba rozdélit populaci do onéch variant podle n¢jakého znaku.

b. Chceme ovéfit, zda populace ma né&jaké definované rozdéleni. Naptiklad normalni

Nas bude zajimat prvni varianta. V piipadé pouziti v algoritmu CHAID je znakem, podle
kterého se déli populace do variant, vybrany vstupni atribut. Vzhledem k tomu, Ze vstupni atributy
jsou vzdy kategorické, pak kazdou variantu zastupuje jedna kategorie. Chi-kvadrat testy je mozné
pouzit pouze v piipadé, kdy vystupni atribut je kategoricky. Tento test se pouziva také pii

ovefovani hypotéz v kontingenc¢ni tabulce, a pravé touto formou ho budu dale demonstrovat.

Kontingen¢ni tabulka bude tvotena kategoriemi z jednoho vstupniho atributu a kategoriemi
z vystupniho atributu. Tabulka 3 je pfikladem takto vytvofené struktury. Data jsou fiktivni,
populace ¢itad 150 pozorovani, za hodnoty vstupniho atributu povazujeme znacky automobill a za

vystupni atribut potom hodnoceni kvality jizdnich vlastnosti.

Vlastnosti/Znacka Skoda Renault
Dobré 30 20
Priumérné 50 20
Spatné 15 15

Tabulka 3 Kontingencni tabulka pro demonstraci chi kvadrat testu — empirické Cetnosti

Obsahem Tabulky 3 jsou empirické (skute¢né) ¢etnosti v dané populaci. K tomu, abychom

mohli provést test, je tieba vypocitat o¢ekavané Cetnosti jednotlivych variant.
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Jejich vypocet vychazi ze soucinu prislusnych marginalnich relativnich ¢etnosti, a to proto,

ze testujeme nezavislost dvou nahodnych veli¢in (nezévislost vstupniho a vystupniho atributu).

Vztahy pouzivané ve vypoctu ocekdvanych cCetnosti jsou uvedeny nize.

©)

(4)

Kde | je pocet kategorii vstupniho atributu, J je pocet kategorii vystupniho atributu a i a j

jsou indexy jednotlivych kategorii. Aplikace vztahti (1), (2), (3) a (4) je obsahem Tabulka 4

Viastnosti/Znacka

nij

Dobré

Pramérné

Spatné

J
n; = Z nij

j=1

Renault
55 %50
50 - 18,3
55%70 25 7
150 '
5530 1
150
n, = 55

Tabulka 4 Kontingencni tabulka - ocekdvané cetnosti

Oznacime-li skute¢né Cetnosti n;j, pak vypocCet hodnoty tohoto testovaciho kritéria se fidi

dle rovnice (5).

P-hodnotu ziskdme jakoZzto plochu pod kiivkou v chi-kvadrat rozd€leni se stupném volnosti

(I —1)(J — 1), z levé strany ohranienou vypoctenou hodnotou X?2.




4.2.2 ANOVA F-Test

V piipadé, Ze vystupni atribut je kontinualniho typu, musime pouzit jiny pfistup k testovani
nezavislosti vstupniho a vystupniho atributu. Timto pfistupem je analyza rozptylu hodnot —
ANOVA (ANalysis Of VAriance). Pro potiecby CHAIDu ve varianté, kdy nam staci jeden faktor,
tedy jeden vstupni atribut.

Myslenka [8] spociva v tom, Ze vybrand populace je rozdélena do urcitého poctu skupin —
poctu kategorii v daném vstupnim atributu. Kazda tato skupina ma néjaky prameér / rozptyl
vzhledem k hodnotam vystupniho atributu. Opét se piedpoklada, ze vystupni atribut je nezavisly
na vstupnim atributu, a tak se o¢ekavaji malé rozdily mezi odchylkami pramért skupin od praméru

celé populace. Konkrétni vztah pro vypocitani hodnoty testu je obsahem (6),

L O
b= 1 ZNL' Vin — 371)2 ©)
i=1&n=1 (N —1)

kde I reprezentuje pocet kategorii vstupniho atributu, ¥, je pramér hodnot vystupniho
atributu v i-té kategorii vstupniho atributu, y je celkovy primér vystupniho atributu, y;,, je hodnota
vystupniho atributu pro n-ty prvek ze vsech prvki i-té kategorie, N je celkovy pocet prvka a N; je

pocet prvki i-té kategorie.

P-hodnotu ziskdme obdobné jako u chi-kvadrat testu stim, ze tentokrat pouzivame

F-rozdé€leni o stupnich volnosti (I — 1), (N —I).

4.3 Vyuziti p-hodnot v algoritmu

U obou testll jsem zminil, ze nulovou hypotézu tvoii predpoklad o nezavislosti vybraného
vstupniho atributu a vystupniho atributu. P-hodnota, jez je vysledkem testu, svéd¢i o tom, na kolik
je toto pravda pro vybrané kategorie daného atributu — obsahem testu totiz nemusi byt vSechny

kategorie vybraného atributu.

Velikost p-hodnoty hraje roli pfi slu¢ovani kategorii atributu a nasledné pii vybéru atributu,

podle kterého dojde k vétveni stromu. Cim vétsi je p-hodnota, tim spi by mélo dojit ke slouceni

cvwr

by mélo dojit k vétveni stromu dle testovaného vstupniho atributu — existuje zde zavislost mezi

kategorii a vystupni hodnotou.
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5 Konkrétni popis implementovaného algoritmu

5.1 Parametry vstupujici do implementace

e Pocet kategorii, do kterych se maji rozdélit kontinualni vstupni atributy
CHAID sice akceptuje kontinualni vstupni atributy, ale to jen proto, aby si je jesté
pied samotnym béhem algoritmu rozdélil do urcitého poctu skupin. Tento pocet je
jednim z uzivatelsky definovanych parametra.

e Vybér chi-kvadrat testu
V této praci je popsan pouze Pearsoniiv chi-kvadrat test, nicméné implementovana
podoba umi navic Likelihood-ratio Chi-squared test. Uzivatel si mize vybrat, ktery
ze dvou zminénych se ma pouzit, je-li vystupni atribut kategoridlni.

e Hladina vyznamnosti pro rozvétveni stromu
UZivatel ma rovnéZ moZznost nadefinovat si hladinu vyznamnosti, kterou minimalné
musi spliiovat p-hodnota, aby mohl byt dany uzel stromu dale vétven.

e Maximalni hloubka stromu
V jistych ptipadech by mohl riist stromu pokracovat do vétsi urovné, nez by uzivatel
potfeboval, proto je zde moznost zastavit riist na ur¢ité hloubce.

e Minimalni pocet instanci v rodi¢ovském uzlu
Algoritmu lze nastavit, aby nepokracoval s rustem v ur¢itém uzlu, pokud tento uzel
nema vice nez definovany pocet instanci.

e Minimalni pocet instanci v potomkovi
Pokud jeden z potomku by svym poc¢tem klesl pod minimalni pocet instanci v uzlu,
k vétveni nedojde.

e Definice skore pro ordinalni atributy

Je-li atribut ordinélni, uzivatel ma moznost nadefinovat kazdé kategorii svoji vahu.
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5.2 Algoritmus

5.2.1 Diagram
[lustrace 5 zobrazuje diagram podoby algoritmu, ve které bude v nasledujicich odstavcich
prezentovan. Text se bude vztahovat K této ilustraci. Pro jednoduchost je zde prezentovan

algoritmus v ryze synchronni varianté. V praktické ¢asti vSak byl implementovan paralelné.

inicializace

¥

vytvofeni kofene a jeho vybrani
jako aktivnino uzlu

START

nezpracavany
atribut v aktivnim
uzlu?

Vyber nezpracovany uzel
jako aktivni

Vyber nezpracovany atribut
jako aktivni

v

Sluéovani kategorii v aktivnim atributu

v

Oznad aktivni atribut jako zpracovany

existuje néjaky
ezpracovany uzel?

oznad aktivni uzel jako Zpracovany

v

Vyber nejlepsiho kandidata na rozdéleni

fiotomcei vyhowuj
podminkam rostu
stromu?

fyhovuje podminka
rozdéleni?

KOMEC

Rozdeleni uzlu
na potomky

Oznac potomky jako nezpracované uzly

lustrace 5 Algoritmus CHAID
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5.2.2 Popis algoritmu

1. Inicializace

Inicializaci se zde mysli pfedevsim transformace vSech kontinualnich vstupnich atributt do
ur¢itého poctu kategorii. Takovy pocet mize byt bud’ preddefinovany, uzivatelsky specifikovany,
nebo algoritmem vynuceny. Vynucenost pfichazi v momenté, kdy neni mozné dany atribut
kategorizovat do zamysleného poétu skupin. Naptiklad pokud mnozZstvi skupin je vys$si neZ pocet
unikatnich hodnot, anebo pokud se jedna hodnota v datech vyskytuje vicekrat, nez je podil poctu
vSech instanci a poctu zamyslenych skupin. Dalsi ¢innosti, jez Ize v tomto kroku provadeét, je
validace vstupnich dat. Napiiklad co se chyb¢jicich hodnot tyce, spravnych hodnot pro kontinualni
data, filtrace téch instanci, které nemaji bud’ zadny vstupni atribut vyplnény, ¢i jim chybi vystupni

atribut.
2. Vytvoreni kofene stromu a jeho vybrani jako aktivniho uzlu

V tuto chvili jiz vS§echna transformovana a validovana data utvoii pocatecni uzel, ze kterého

bude strom nadale rast.
3. Hledani nezpracovaného atributu a jeho pripadny vybér

Nachdzi-li se v aktivnim uzlu néjaky doposud neslu¢ovany atribut, provede se jeho vybér a

pokracuje se nasledujicim krokem. Jinak se pokracuje krokem 5.
4. Sludovani kategorii v aktivnim atributu aktivniho uzlu

V prvni fazi tohoto kroku se nejprve hledé takova dvojice kategorii, ktera je sob¢ ,,nejvice
podobna®“. K rozhodnuti o miry podobnosti se vyuziva jiz zminovanych statistickych testu.
V ptipadé¢ kategoridlniho vystupniho atributu je to jeden z chi-kvadrat testl a v pfipadé
kontinualniho vystupniho atributu je to pak ANOVA F-Test.

Do testi tedy vstupuje pouze podmnozina instanci z daného uzlu, ktera je definovana
nalezitosti instance do jedné ze dvou testovanych kategorii. Pro tuto dvojici je spocitana p-hodnota.
Cim vyssi je vysledna p-hodnota, s o to vétsi pravdépodobnosti bychom se dopustili chyby, pokud
bychom zamitli nulovou hypotézu neboli hypotézu, ze vystupni atribut je nezavisly na vstupnim
atributu. Ze vSech dvojic tak vybereme tu dvojici, kterd obdrZela nejvyssi p-hodnotu jakoZto

vysledek testu.
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Vzhledem Kk tomu, ze se jedna o implementaci CHAID s modifikaci EXHAUSTIVE,
spocitdme p-hodnotu nového uskupeni kategorii aktivniho atributu. Tentokrat budou soucasti
prislusného statistického testu vSechny kategorie. Tuto p-hodnotu si uchovdme v paméti
a pokracujeme ve sluCovani tohoto atributu az do doby, kdy zbyvaji pouze dvé kategorie,

potencionalné vytvorené sloucenim vSech ostatnich kategorii.

Nyni nastava chvile, kdy pro aktivni atribut chceme vybrat takovou sadu kategorii, ktera je
Vv jistém smyslu nejlepsi. Kvalita sady kategorii je urCena opét ptislusSnou p-hodnotou. Tentokrat
nas vSak nezajima maximalni p-hodnota, nybrz minimalni. Je to pochopitelné proto, ze v takové
sad¢ kategorii, by méla byt hodnota vystupniho atributu pokud mozno co nejlépe odhadnutelna z
kategorie vstupniho atributu stejné instance. Takovou nejlepsi sadu kategorii a pfisluSnou p-
hodnotu si zapamatujeme, atribut oznacime jako zpracovany a déle pokracujeme ndvratem do

kroku 3.
5. Oznaceni uzlu jako zpracovaného a vybrani nejlepSiho kandidata na rozdéleni

Poté, co jsou vSechny atributy v aktivnim uzlu zpracovany, oznac¢i se aktivni uzel jako
zpracovany a za¢nou se porovnavat p-hodnoty nejlepsich sad pro jednotlivé zpracované atributy.
Ten atribut, ktery nabyva nejmensi p-hodnoty pro svou nejlepsi sadu kategorii, je vybran jako

kandidat pro rozdéleni.
6. Test, zda miZe byt atribut pouzit k riistu stromu a pripadné rozdéleni

Pokud vybrany kandidat pro rdst stromu vyhovuje podminkam, jako naptiklad
minimalnimu poctu instanci v potomku, hladin€ vyznamnosti pro rozdéleni, z jednotlivych

kategorii kandidata se vytvori dalsi uzly a strom dale roste. Pokud ne, pieskakujeme do bodu 8.
7. Test vyhovéni podminkam dalSiho riistu stromu v novych potomcich

Pokud i podminky jako minimalni pocet instanci v rodi¢ovském uzlu, maximalni hloubka

stromu, atd. jsou splnény, tak se nové uzly oznaci jako nezpracované.
8. Test existence nezpracovaného uzlu a jeho vybrani jako aktivniho uzlu

V piipadé splnéni tohoto testu se pokracuje krokem 3 snové vybranym uzlem. Jinak

algoritmus konci svoji ¢innost.
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6 Navrh aplikace

6.1 Napln praktické casti
Soucasti praktické ¢asti této diplomové prace bylo:

1. Implementovat algoritmus CHAID v modifikaci Exhaustive

2. Navrhnout systém, ktery provede uzivatele algoritmem ve vyukové forme
zpracovani
Zvolit technologie pro vyvoj systému

4. Téma zpracovat jako soucast univerzitniho e-learningového portalu ALS

6.2 Klicova hlediska pfi navrhu systému

Béhem néavrhu a nasledné realizaci systému jsem se drzel zasad, které jsem ve spolupraci

s vedouci prace stanovil jiz pti zadani této prace.
e Modularita

Vzhledem k oc¢ekavané slozitosti systému bylo jiz od pocatku ziejmé, ze nejlepsi bude
udélat systém modularni. Timto jsem chtél docilit moznosti, aby casti vysledného systému byly
Vv ptipad¢ potieby zaménitelné, ¢i aby je bylo mozné pouzit v jinych, naptiklad navazujicich,

akademickych pracich.
e Testovatelnost

Na prav€ zminénou modularitu navazuje pozadavek mit moZznost jednotlivé moduly
testovat. Rozhodl jsem se, Ze tedy alespont vybrané moduly, bude-li to moZné a pfinosné, pokryji

takzvanymi jednotkovymi testy.

Jednotkové testy (unit testy) maji za kol otestovat konkrétni ¢asti aplikace, napiiklad
metody. Jednotkovych testil v redlnych aplikacich mizZe byt velmi mnoho a je to pfimo imérné
testd, jelikoz na rozsdhlych aplikacich zpravidla nepracuje pouze jeden cloveék. Modifikaci
zdrojového kodu jiného vyvojaie bychom mohli nevédomé porusit Zadanou funkcionalitu.
Jednotkovy test by takovy stav odhalil. Tyto testy mohou byt, a z pravidla byvaji, automatické a na

sob€ nezavislé.
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e Vyukové zaméreni aplikace

Pravdépodobné nejdulezitéjsSim aspektem vytvoreného systému je jeho vyukovost.
Vysledna aplikace mé slouzit jako vyukova pomiicka algoritmu CHAID na zdej$i univerzit¢.
Doposud se k praktické ukazce tohoto algoritmu na nasi $kole vyuziva profesionalni software IBM
SPSS Modeler, ktery je cilen na komer¢ni prostiedi, respektive aplikace. Motivace v takovém
prostfedi je samoziejm¢ odstinit uzivatele od detailii konkrétniho algoritmu a poskytnout mu
jakousi ¢ernou skiinku. Smyslem takové cerné skiinky je potom danému uzivateli poskytnout co
nejlepsi vysledek s minimem pro néj nepodstatnych informaci. Napiiklad pro manazera, jenz
pomoci analyz v data miningu hleda odpovédi na to, jak zvysit efektivitu svého podnikani, je
prab¢h algoritmu jako takového nepodstatny. Pro vyukové potieby studentt IT je vSak naopak

zadouci poskytnout ndhled do utrob algoritmu a jeho b&hu.
e Podpora pro starsi operacni systémy

Poslednim aspektem, na ktery byl bran zfetel jiz od pocatku, byla podpora pro operaéni
systémy, které se na univerzité¢ vyuzivaji. Ackoli jsem se nevyhnul omezeni pouze na operacni
systémy Windows, zvolené technologie alespoii umoznily provozovat aplikaci i na starSich verzich,

a to uz od verze Windows XP.

6.3 Pouzité technologie

Jiz v ptedchozi sekci jsem piedeslal, ze zvolené technologie vedly k vyuziti aplikace na
operacnich systémech Windows. Konkrétnim nastrojem pro vyvoj bylo Microsoft Visual
Studio 2013 a platforma .Net framework. Za t¢elem provozovani aplikace na Windows XP jsem
zvolil .Net framework ve verzi 4. Zvolenym programovacim jazykem byl C#. Béhem vyvoje jsem
pouzil technologie Windows Presentation Foundation (WPF), ve kterém jsem dodrzoval navrhovy
vzor Model View ViewModel (MVVM).

6.3.1 Windows Presentation Foundation (WPF)

Windows Presentation Foundation je graficky subsystém, ktery pfisel s .Net frameworkem
ve verzi 3. Jednd se 0 pristup k programovani desktopovych aplikaci zavedeny spolecné s Windows
Vista. Pfedstavuje alternativni styl vyvoje aplikaci k doposud vyuZivané technologii WinForms

S dirazem mimo jiné na grafické moZnosti.
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Grafické moznosti WPF spocivaji napiiklad v rozsdhlych moznostech upraveni vzhledu
dobfte znamych vizualnich prvki, takzvanych Controls, pomoci vzhledovych sablon. Dalsi novinku
WPF pftineslo pomoci snadného definovani animaci ptimo v kodu. Nékolik zakladnich, jako
napiiklad Fade-Out, Fade-In, zména pozic ¢i velikosti, je jiz pfipravenych a programator je muze

okamzit¢ vyuzivat.

Veskera grafika, v€etné zminénych animaci, je vykreslovana a vypocitavana na grafické
kart€, pomoci technologie DirectX. To je rozdil oproti WinForms, kdy se k takovému vykreslovani

vyuzival procesor, konkrétné pak ¢asti User32 a GDI/GDI+ opera¢niho systému Windows [9].

Ve WPF ma programator k vytvorteni aplikace moznost pouzit XML Markup-u, respektive
jeho rozsifené verze pojmenované XAML (Extensible Application Markup Language), ve které se
popisuje grafické rozhrani aplikace. XAML si programator mtze zvolit jako alternativu ke

klasickému programovani napt. v C#. Dokonce je mozné oba piistupy kombinovat.

Posledni zasadni vlastnosti, kterd bude zminéna je takzvany data binding, neboli pfimé
mapovani atributl vizualnich prvki, nebo obsahu vizualnich prvkd, na datové zdroje z aplika¢niho
kodu. Diky tomu se programator nemusi starat o aktualizace vizualnich komponent, pokud se
zméni obsah datovych zdroju. V piipadé oboustranného data bindingu se pak nemusi starat ani o

aktualizaci datovych zdrojl v pfipad€ uzivatelské modifikace obsahu vizualnich prvk.

Data binding je mozné aplikovat na celé datové struktury, neboli terminologii
programovani, na netrivialni tfidy. Ty mohou potencionalné obsahovat dalsi netrivialni tiidy, coz
v kombinaci s pouzitim datovych Sablon v XAML markup-u umoziiuje snadné vytvoreni
dynamickych vizudlnich datovych kontejnerii. Jejich provézanost s konkrétnimi instancemi

zbavuje programatora nutnosti psat nepodstatny kod z hlediska funkcionality aplikace.

6.3.2 Model View ViewModel (MVVM)

MVVM je navrhovy vzor vznikly pro WPF a zaméfeny na uZivatelské rozhrani. Jako
mnoho jinych navrhovych vzort si klade za cil segmentovat vyvoj aplikace a umoznit déleni
odpovédnosti mezi vyvojaire. V tomto navrhovém vzoru by uzivatelské rozhrani samo o sob¢

nemélo byt zatiZzeno aplikacni logikou, a aplikaéni logika by se neméla starat o vzhled aplikace.
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Model
Model, stejné jako v ptipad¢ jinych nadvrhovych vzori, pfedstavuje vrstvu zodpovédnou za
data. Nijak se v ni nereflektuje stav aplikace a v podstaté o ném nepotiebuje nic védét. Byvaji v

ném popsany datové struktury, se kterymi pracuje ViewModel a jeho soucasti je i aplikaéni logika.

View

View, opét podobné jako u jinych navrhovych zdrojl, je pro zménu odpovédné pouze za
vzhled aplikace. Jediné, co potiebuje védet, je jaké zdroje dat mu jsou vystavené z ViewModelu
a jakou maji strukturu, aby na né¢ mohl ptfipadn€ mapovat (data bindovat) rizné vizualni prvky.
UZivatel komunikuje s ViewModelem bud’ pomoci data bindingu a nebo pomoci Command-, coz

je obdoba udalosti z WinForms.

ViewModel
ViewModel je potom most mezi Modelem a View. Miize Model transformovat do jiné
podoby pro View, reaguje na Command-y zaslané z View, poskytuje zdroje dat pro View

a odstinuje prezentaéni logiku od View a od Modelu.

Schéma rozdé€leni roli ve vzoru MVVM je zobrazeno na llustrace 6.

Motifications

§ B Data Binding N ViewModel
_ Commands
’\ . Business
Presentation Logi
Ul Logic Logic ogic
(Code Behind) and Data

llustrace 6 Role v MVVM (zdroj: http://msdn.microsoft.com)
6.3.3 Pouzité externi knihovny
Alglib

Prvni zminénou externi knihovnou je multiplatformni knihovna Alglib uréend pro
numerické analyzy a zpracovani dat. Vyuziti v aplikaci nasla tak, Zze vypocitala p-hodnotu pro

vysledek daného statistického testu.
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MathNet

Ke stejnému tcelu jako knihovna Alglib byla vyuzita i knihovna MathNet, ktera je timto

druhou moznosti pro vypocet p-hodnoty.

Graph#

Knihovna Graph# poskytla mé aplikaci vizualni reprezentaci stromu, a to diky vlastni WPF
Control. Navic v ni bylo snadné upravit vzhled uzli, takze o to uzivatelsky pratelstéjsi mohl byt
strom vytvoreny algoritmem CHAID. Tato knihovna mé¢la zavislost na zahrnuti dalsi knihovny, a

to QuickGraph, ktera poskytuje zazemi pro strukturu stromu, neboli se v ni definuji uzly a hrany.

LumenWorks.Framework.IO CSV Parser
Vzhledem k tomu, Ze aplikace poZaduje vstupni data ve formatu Comma Separated Values

(CSV), pouzil jsem CSV Parser z namespace LumenWorks.IO.

NUnit
Pro zminéné jednotkové testy jsem pouzil NUnit Framework, ktery ptavodné vznikl
z takzvaného portu implementace pro jazyk Java - JUnit frameworku do platformy .Net.

6.4 Moduly aplikace

Modul Implementace CHAID Modul statistickych vypoctu

<<interface>>
IStatisticsCalculations (< |--;

< <i';tce|:faff§> > LoggingChaid AlglibStatisticsCalculations
dl b

DependencyRegistrator

al

Ul

Modul prezentacni aplikace

llustrace 7 Moduly v systému
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Vytvofeny systém lze rozdélit do tii, respektive Gtyf modult. Ctvrty modul, modul
S rozhranimi, vSak neni soucasti schématu zobrazeného na llustrace 7. Toto schéma je velice
zjednodusenym UML diagramem tifid systému. Obsazeny v ném jsou pouze naprosto

fundamentalni tfidy nejvyssi trovne.

Modul s rozhranimi
Tento modul je odkazovan ze vSech ostatnich modult, a to proto, ze definuje rozhrani pro

vyménu dat mezi moduly. Na schématu neni zobrazen z diivodu pichlednosti.

Modul Implementace CHAID

Obsahem tohoto modulu je vlastni implementace algoritmu CHAID. Pracuje s modulem se
statistickymi vypocty, respektive s jeho rozhranim. Je pouzivan modulem prezentacni aplikace.
Jeho ukolem je ptevzit data od prezentaéni aplikace a vytvofit strukturu obsahujici rozhodovaci

strom.

Modul statistickych vypoctu

Jedinym modulem, ktery neodkazuje na zadné dal$i moduly, je modul statistickych
vypoctid. Tento modul je pouzivan implementaci CHAID algoritmu. Jeho role je zptistupiiovat
metody pro vypocet p-hodnoty na zaklad¢ vysledku statistického testu. V. mém konkrétnim ptipadé
je vypocet jako takovy provadén jednou ze souvisejicich externich knihoven, ale v principu Ize

tento vypocet implementovat vlastnim zptisobem.

Modul prezentacni aplikace

Tento modul tvoii uZivatelské rozhrani. M4 dvé hlavni &asti.

Prvni ¢ast, ¢ast se samotnym Ul, pouZiva pouze jedno rozhrani, coz je rozhrani CHAID

algoritmu. Dale odkazuje na druhou ¢ast modulu, a to ¢ast nazvanou DependecyRegistrator.

Jak je vidét ze schématu, DependecyRegistrator je jedind tiida, kterd znd konkrétni
implementace jednotlivych rozhrani. Jeho ukolem je tedy pomoci mechanismii Dependecy
Injection (DI) poskytnout UI ¢asti jiz konkrétni instanci implementace CHAID, kterou vytvofil
a které pro zménu poskytl konkrétni implementaci statistickych vypocti. Jedna se tedy o misto,
kde se konfiguruje, jaké konkrétni implementace jednotlivych moduld se maji v aplikaci pouZit.
Zde napriklad mizeme rozhodnout, zda chceme vyuzit pro statistické vypocty knihovnu Alglib
nebo MathNet.
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7 Realizovana aplikace

7.1 Interfaces

V tomto modulu se nachdzeji rozhrani pro tfidy, které se pouzivaji ¢i implementuji i mimo

jejich modul. Piedevsim se jedna o:

e Rozhrani pro implementaci CHAID, pouzivané prezentacni aplikaci

e Rozhrani pro datovou strukturu, ve které se implementaci CHAID ptedéavaji vstupni
data. Toto rozhrani je pouzivano v modulu s implementaci CHAID
a implementovano v modulu prezentacni aplikace

e Rozhrani pro datovou strukturu, ve které je obsazen vysledek z algoritmu CHAID,
tedy rozhodovaci strom. Opaéné k pfedchozimu rozhrani je toto rozhrani
implementovano v implementaci CHAID a pouzivano v modulu prezenta¢ni
aplikace.

e Rozhrani pro tiidu se statistickymi vypocty, které je vyuzivano pouze v modulu
s implementaci CHAIDu.

e Rozhrani pro tiidu, kterd v sobé uchovava parametry pro vytvareni rozhodovaciho
stromu, pouzivané v implementaci algoritmu a implementované v prezentacni
aplikaci.

e Vyctové typy, které jsou sdileny napti¢ moduly.

llustrace 8 Vybranda rozhrani
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7.2 Statistické vypocty

Ve statistickém modulu je pouze jedna tfida, kterd musi implementovat patficné rozhrani.
Zde mam na vybér ze dvou implementaci. Implementace vyuzivajici knihovnu Alglib
a implementaci vyuzivajici knihovnu MathNet. Rozhrani pro tento modul definuje signatury
metod, kterou jiné moduly mohou pouzivat. V obou implementacich takova metoda pouze zavola
metody danych externich knihoven a zprostfedkuje vysledek. Jednéd se tedy o navrhovy vzor

Adapter.

Samoziejmé lze vytvorit i vlastni implementace vypoctu p-hodnoty. Diky modularité

a programovani proti rozhrani se Z hlediska ostatnich modulil viibec nic nezméni.

Krom¢ zminénych vypocéti p-hodnot k danym statistickym testim obsahuje tato tiida
i metody, které naptiklad pocitaji faktorial ¢i kombinace. Obé implementace jsou pokryty

jednotkovymi testy.

7.3 Implementace CHAID

7.3.1 Vybrané datové struktury

Struktura vstupnich dat

Co se vstupnich dat algoritmu tyce, bylo feceno, Ze existuje rozhrani pro data putujici
z prezentaCni aplikace do implementace algoritmu CHAID. AvSak zamérem tohoto rozhrani je
predevsim jeho jednoduchost a plocha struktura. Proto si mé implementace interné transformuje

data z definovaného rozhrani do vlastni datové struktury.

Struktura dat, se kterou se nasledné v algoritmu pracuje, ma své specifikum v tom, Ze kazda
hodnota atributu je transformovéana do paru hodnota:vystup. Vystupem se v tomto pripadé mysli
hodnota vystupniho atributu pro danou instanci. Toto samoziejmé zavadi duplikaci dat, a to tak, Ze
pokud ma instance napiiklad 5 vstupnich atributii, pak stejnd hodnota vystupu se
Vv transformovanych datech pro danou instanci objevi petkrat. Na druhou stranu diky tomuto

pfistupu jsem uSetiil mnoho prochazeni hodnotami vystupniho atributu.
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Struktura pouZita pri béhu algoritmu
Vzhledem k tomu, Ze algoritmus CHAID vytvaii strom, jako strukturu jsem se rozhodl
pouzit navrhovy vzor Composit, ktery spoc¢iva v tom, ze kazda tiida dan¢ho typu v sobé obsahuje

kolekei ttid stejného typu.

Struktura vystupnich dat
Po skonceni algoritmu je tfeba strukturu pouzitou pii béhu algoritmu transformovat do
jednodussi ploché struktury pro vystup. Vystup pak obsahuje v podstaté jen meta-data o daném

uzlu a jeho potomcich. Takové zjednodusSeni zahrnuje napiiklad:

e Zkolekce vstupnich atributll, jeZ obsahuje i jejich hodnoty, se vytvoii jednodussi
kolekce obsahujici pro dany atribut pouze jméno, seznam unikatnich hodnot
a Cetnosti téchto hodnot.
e Vypocitaji se data, ktera pro béh algoritmu jako takovy nejsou podstatnd, ale pro
uzivatele pfindsi cenné informace, jako naptiklad:
o Predikované hodnota pro dany uzel
o Odhad riskantnosti klasifikace/predikce v daném uzlu, kterd vychazi ze
slozeni cilovych atributl instanci daného uzlu
o Podle jakého atributu pokracoval rist z tohoto uzlu

o Jakou hodnotou jakého atributu byl tento uzel vytvoten z rodi¢ovského uzlu

7.3.2  ZpUsob ristu stromu (béhu algoritmu)

JiZ jsem zminil, Ze struktura pouZivana pii béhu algoritmu méla navrhovy vzor Composit.
Na pocatku samotného algoritmu byl tedy vzdy jen jeden uzel — kotfen stromu. Ttidé¢ reprezentujici
uzel jsem implementoval metody pro slu¢ovani kategorii a pro rozdéleni uzlu na potomky. Poté,
co ob¢ metody vyprodukovaly vysledek, rozd€lil jsem zpracovavany uzel (z po€atku jen kotfen) na
jeho potomky, tedy instance stejné tfidy, a rekurzivné volal stejné metody nad kazdym potomkem,

dokud nebylo vyhovéno néjaké podmince pro zastaveni rstu stromu.

7.3.3 Optimalizace rlstu stromu
Jednou z naplni praktické ¢asti bylo také optimalizovat algoritmy. Proto, po dokonceni
funk¢ni verze implementace algoritmu, jsem zacal tuto implementaci profilovat pomoci néstroje

dotTrace od spolecnosti JetBrains. Béhem profilovani jsem pouZzival data, kterd méla 9000 instanci
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a zhruba 30 atributt. K profilovani dochazelo na pocitaci se ¢tyfmi jadry a hyperthreadingem, coz

dava dohromady osm logickych vlaken.

Nejprve byl algoritmus zcela sekven¢ni, bez zavedeni paralelizace. Bez jakékoli
optimalizace. Po profilovani algoritmu jsem zjistil, Ze soucet dob vSech volani jedné konkrétni
metody, ktera se stara o vybér nejlepsiho paru kategorii ke slouceni, trvala 50 procent ¢asu béhu
celého algoritmu. Diky tomu CHAID vytvarel strom 13 sekund. Po optimalizovani této ¢asti jsem

se dostal na 7 sekund pro stejnou Glohu. Diagram synchronniho algoritmu je na llustrace 9.

acatek slucujrozdél slucovaci krokv | 1..n [slucovaci krok v vybér' nejlepsiho -
rocesu aribuw1 | > atibutun atributu pro
P rozdéleni
pocet atributi =n pocet kategorii vybraného atributu =k

sluéuj/rozdél proces
pro kazdého potomka

llustrace 9 Sekvencni algoritmus

llustrace 10 zobrazuje vyuziti systémovych prostiedki pti sekvenéni implementaci. Jak 1ze

vidét, vyuzito je pouze jedno vladkno a celkové vyuziti procesoru je 11,6 procent.

v Process Overview

CPU Utilization (11.6%) 8

Blocking Garbage Collection (4.5%)

U Frre ez | —— ]
3s 4s 5s 65 Ts s 9s
v Threads
D MName bms 1% [ | Running Waiting Ready
[J9736 Main 7065 100 | S NN  ad M1 111l
Visible Threads « 3s 45 55 Gs Ts s 9s

lustrace 10 Vyuziti prostredkii pri sekvencni implem. (vystup z programu dotTrace)

Toto nizké vyuziti systémovych prostifedkli indikovalo, Ze je zde prostor pro optimalizaci
zavedenim paralelismu, jelikoz charakter ulohy (vytvafeni stromu) paralelismus umoziiuje.
Paralelniho zpracovani jsem docilil pomoci tfidy Task, kterd programatorovi nabizi
vysokouroviiové nastroje pro paralelizaci algoritmu. Po n¢kolika pokusech jsem jako idealni miru
paralelismu zvolil stav, kdy se slu¢ovaci kroky provedou ve vsech atributech naraz. Schéma takové

implementace zobrazuje llustrace 11.
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sluéovaci krok v

atributu 1
: : vybér nejlepsiho ; o
atatek slucujrozdél 1.n atributu pro © 1.k Slutujlrozdél proces
procesu rozdéleni pro kazdého potomka

sluéovaci krok v
atributu n

pocet atributd =n pocet kategorii vybraného atributu =k

llustrace 11 Paralelni algoritmus

Diky této zméné jsem dokazal potfebnou dobu zpracovani zminéné testovaci tlohy snizit
az na 4 sekundy. Na llustrace 12 je opét systémové vyuziti pfi takto implementovaném algoritmu.
Nyni zde jiz vidime, ze vSech osm vlaken bylo zaméstnano beéhem ristu stromu. Celkové vytizeni
procesoru se dostalo na 44,9 procent. Zaroven si lze vSimnout momentt, kdy ze vSech osmi vlaken
pracuje pouze jedno. To je zpisobeno rozdilnym poctem kategorii u jednotlivych atributi. V1dkno,
kterému je pfifazen atribut s vice kategoriemi, mad pak vice rliznych kombinaci kategorii
k otestovani. Vzhledem k tomu, Ze k rozhodnuti 0 nejlepsim atributu mtze dojit az poté, co je na
vSechny atributy aplikovan slucovaci krok, ostatni vlakna tedy musi ¢ekat na to nejpomale;jsi. Poté

program pokracuje do takzvané kritické (synchronizované) sekce zabyvajici se St€penim uzlu.

cores

v Process Overview

CPU Utilization (44.9%)

Blocking Garbage Collection (1.7%)

UI Freeze
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lustrace 12 Vyuziti prostiedkit pii paralelni implem. (vystup z programu dotTrace)

Tabulka 5 shrnuje vysledky dosaZzené béhem procesu optimalizace implementace algoritmu

CHAID.
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Cas [9]

Atributu Instanci Paralelizace

30 9000 Ne
s optim. 30 9000 Ne 7 30
30 9000 Ano 4 30

Tabulka 5 Prehled dosazenych vysledkii optimalizace algoritmu

Pamét’ [MB]

7.3.4 Zaznam z béhu algoritmu
Jednou z vlastnosti, kterou jsem piidal mé implementaci algoritmu CHAID, byla podpora
zaznamu z béhu algoritmu. Toto bylo pifidano za uc¢elem vyukovosti aplikace, jednoho z cila této

diplomové préce.

Jedna se o seznam provadénych vypoctul, jejich parametra a jejich vysledki béhem ristu
stromu. Smyslem je, aby uzivatel mél moznost vidét, pro¢ vysledny strom vypada praveé tak, jak
vypada, pro¢ v daném uzlu doslo k rozstépeni pravé podle tohoto atributu, pro¢ byla jako nejlepsi
sada kategorii vyhodnocena prave tato sada kategorii a tak dale. Seznam je vytvaren béhem

vytvatreni stromu a zahrnut ve vystupni struktufe, aby mohl byt zobrazen v prezenta¢ni aplikaci.

O tom, jak detailni tento seznam bude, rozhoduje jeden z parametrti, ktery uzivatel ma

moznost zvolit. Existuji tfi urovné zaznamu:

1. Basic (zékladni)

o Vysledek testovani, zda se v uzlu ma zacit proces slu¢ovani kategorii

e Vyhodnoceni nejlepsi sady kategorii pro kazdy atribut

e Vyhodnoceni nejlepsiho atributu pro $tépeni uzlu

e Vysledek testovani, zda lze uzel roz$tépit pomoci atributu, ktery byl

vyhodnocen jako nejvhodnéjsi pro $té€peni.

e Informace o rozStépeni uzlu
2. Extended (rozsitené)

e Oznameni o aktudlné slu€¢ovaném atributu

e Vysledek vypoctu p-hodnoty pro dosud neslu¢ovany atribut

e Oznameni o pocatku hledani nejlepsiho paru v sadé kategorii

e Nalezeny nejlepsi par pro slouceni, v¢éetné jeho p-hodnoty

e Vysledek vypoctu p-hodnoty pro kazdou nové vzniklou sadu kategorii
3. Detailed (detailni)
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e Vysledek vypoctu p-hodnoty pro kazdy slucovany par kategorii

e Informace o nalezeni nové nejlepsi sady kategorii pro dany atribut

7.4 Prezentacni aplikace

Prezentacni aplikace je ta Cast systému, ktera ptichazi do styku s uzivatelem. Jejim tikolem
je umoznit uzivateli nahrat data, ze kterych se ma vytvaret model, umoznit mu nastavit parametry
pro vytvareny model, zobrazit mu vysledny rozhodovaci strom a mnoho detailii, které se k nému

vazou.

Navrhl jsem ji jako jakéhosi pritvodce jednotlivymi kroky tohoto procesu. Od zadani dat az
po zobrazeni vygenerovaného stromu. Struktura visualni ¢asti aplikace je ve stylu Master-Detail.
To znamena, ze hlavni (Master) okno v aplikaci je statické a obsahuje vzdy jedno podtizené okno

(detail), které reprezentuje aktudlni krok, v némz se uzivatel nachazi.

Hlavni okno pak také zajistuje navigaci mezi jednotlivymi podfizenymi okny pomoci
navigacnich tla¢itek Next a Previous. Dale v sobé uchovavaji data, ktera jsou pro vSechna
podfizena okna sdilena. Navic je ukolem hlavniho okna konstruovat okna podfizena a sdilena data
jim predavat v jejich konstruktorech pomoci reference na instance sdilenych dat. Zminéné

rozlozeni je obsahem llustrace 13.

i Chaid Visualization = | B |

HLAVNI OKNO ﬂad Step nézev kroku

[—‘..____-— navigacni tlacitka

PODRIZENE OKNO

llustrace 13 Rozlozeni prezentacni aplikace

Krom¢ hlavnich a podiizenych oken jsou zde jeste samostatna okna. Jejich obsah zpravidla

neni soucasti privodce, takze v nich nelze vyuZivat navigacni tlacitka. Jedna se predevSim 0
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pokrocild nastaveni parametri modelu, ¢i napiiklad detailni informace o uzlech stromu. Diivodem
vytvoreni tohoto typu oken byla skutecnost, Ze jejich obsah je velice rozsahly a nebylo by mozné

udrzet ptehlednost aplikace, pokud by byla zakomponovana do podiizenych oken.

Vytvorena aplikace ma nasledujici kroky a s nimi spojend samostatna okna:

1. Krok nacitani dat
2. Krok nastaveni parametri modelu

e Okno s definici skore pro ordinalni atributy

e Okno s definici postihi za Spatnou klasifikaci vystupniho atributu
3. Krok s vytvofenymi stromy

e Okno s detailem uzlu

Ptechody mezi jednotlivymi kroky jsou hliddny pomoci valida¢nich pravidel pro aktudlni
krok.

7.4.1 Krok nacitani dat

Jako prvni krok je uzivateli pfedstaveno okno, ve kterém musi vybrat, z jakého souboru se
maji nacist data. Jediny piijatelny format souboru je format comma separated values (CSV), u
kterého se ocekava piitomnost hlavicky. Poté, co se za pomoci externiho CSV parseru zpracuje
tento soubor, se data transformuji do struktury, kterd je pfijatelnd jako vstupni parametr pro

implementaci algoritmu CHAID.

V takto transformovanych datech uzivatel zvoli typ a roli pro kazdy atribut. Pokud
nastaveni atributd vyhovuje validacnim pravidlim tohoto kroku, je mozné pokracovat dal§im
krokem. Valida¢nimi pravidly zde je kontrola, zda byl nahran a uspé$né zpracovan né&jaky CSV

soubor a zda v nastaveni atributi je alespon jeden vstupni a jeden vystupni atribut.

7.4.2 Krok nastaveni parametrl modelu
Po nahrani dat a definici jednotlivych atributli ma uZivatel moznost zmeénit vychozi hodnoty
nastavenych parametrii pro generovani stromu. Dale se zde definuje jméno modelu, ktery bude

S témito parametry vytvofen.

Kromé¢ toho jsou mu zobrazeny vSechny jim definované ordinalni atributy, ke kterym ma
moznost pomoci samostatného okna definovat skore. Rovnéz samostatnym oknem je feSen piipad,
pokud chce uzivatel definovat také postihy za nespravné klasifikace vystupniho atributu, neni-li
vystupni atribut kontinudlniho typu. Podfizené okno ndleZejici tomuto kroku je zobrazeno na

ilustraci 14
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Chaid options

<< PREVIOUS [

Generated models: 0 Model name: :L

Parameters Settings Scores for ordinal fields

Number of bins for real predictors: 1 Klobouk_tvar
Klobouk_povrch
Klobouk_barva
Minimum Child Node Size: Vystupky

Maximum Tree Depth:

Minimum Parent Node Size: 1
Split Treshold Level:
Merge Tresheld Level:
Chi Square Test Type:
Logging level:

Costs of misclassification:

nastaveni parametrd definice skore

llustrace 14Krok nastaveni parametrit modelu

Valida¢nim pravidlem v tomto kroku je pouze skute¢nost, zda byl n¢jaky model vytvoien.

Pokud ano, pokracuje se krokem zobrazujicim vytvoreny rozhodovaci strom.

7.4.3 Krok s vytvorenymi stromy

Okno pro tento krok lze rozdélit na Ctyfi ¢asti, které jsou vyznaceny na llustrace 15.

Rozhodovaci strom

Prvni ¢asti je samotny rozhodovaci strom. Pro vykresleni tohoto stromu jsem pouzil tak
zvanou User Control z externi knihovny Graph# uré¢enou specialné pro WPF aplikace. Nicméné
konkrétni vizualni reprezentaci jsem si upravil podle svych potieb. Jako vhodnou reprezentaci
zastoupeni vystupniho atributu v uzlu jsem zvolil kola€ovy diagram. Nad kazdym uzlem je
zobrazeno, jakymi kategoriemi rodicovského uzlu byl vytvofen. Pod nim je pro zménu nazev

atributu, podle kterého se dany uzel dale Stépi.

Obarveni vystupnich atributd
Kazd¢ kategorii vystupniho atributu, je-1i kategoricky, je pfifazena nahodné vybrana barva,
kterd se pouziva v koldCovych diagramech napfi¢ celym stromem. Takto pfifazené barvy jsou

4

obsahem druhé¢ ¢asti tohoto okna. MlZe se vSak stat, Ze ndhodné vybrané barvy nejsou dostate¢né
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kontrastni, proto je uzivateli umoznéno tyto barvy ,,pfegenerovat* pomoci urceného tlacitka, dokud

nenarazi na n¢jakou vhodngjsi kombinaci barev.

Volby parametri pro zobrazeny strom
Dalsi c¢asti je segment, kde jsou zobrazeny hodnoty parametrl, pouzitych k vytvoreni
zobrazeného stromu. Navic se zde objevuji n¢ktera data, ktera se vazou k celému stromu. Naptiklad

odhad riskantnosti pouziti tohoto stromu ke klasifikaci.

Seznam vytvorenych modeli a jejich stromu
Posledni casti ve vizudlni reprezentaci tohoto kroku je ¢ast obsahujici seznam vSech

vytvofenych modelii pro dana data.

Built Tree Graph (model 1)

<< PREVIOUS

Color Assignment

' PRIRAZENI BAREV
2
3
petalarea Generate new colors ‘
(-, 06> (06, 675> (675, 864> . (8.64,15.87> Model parameters ZVOLENE PARAM.

Mumber of bins for real predictors: 10
Maximum Tree Depth: 5
Minimum Child Node Size: 5
Count; 46 Minimum Parent Node Size: 10

Soplit Treshold Level: 0.07

sepalarea

Merge Treshold Level: 0.05

{---, 183> (183, 216>
Chi Square Test Type: Pearson
Calculated Tree Risk Estimate: 0. 7
Models
corts I model 0 SEZNAM MODELU
model 1

llustrace 15 Krok zobrazujici vygenerovany strom

Samostatné okno pro detaily uzlu
Pouhé zobrazeni kolaCového diagramu a poctu instanci v daném uzlu nema dostacujici

informativni hodnotu pro uzivatele, jehoz cilem je pochopit algoritmus CHAID. Proto bylo
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vytvofeno samostatné okno, zobrazené na llustrace 16, které uzivateli poskytuje dva zasadni

nahledy do daného uzlu.

Jedna se nejprve o nahled ve smyslu rozsitenych informaci ohledné uzlu. Takovymi

informacemi jsou napiiklad:

e odhad riskantnosti klasifikace ve vybraném uzlu

e nejlepsi atribut a jeho sada kategorii, podle kterého se bude uzel dale stépit

e p-hodnota sady kategorii, podle které ma dojit ke St€peni

e predikovana kategorie

e Vpfipadé kontinualniho vystupniho atributu informace o jeho stfedni hodnoté

a rozptylu pro obsazené instance

Druhym nahledem, ktery poskytuje toto zobrazenti, je vizualni reprezentace zdznami z béhu

algoritmu, o kterém jiz byla fe¢ v kapitole o implementaci algoritmu CHAID. Podrobn¢ se touto

reprezentaci budu zabyvat v nasledujici ¢asti diplomové prace.

Node detail

Close node details

Info about no

Ttems count: 15
Node risk estimate:
Predicted value: 2
Targetinfo: 2 -

3.

de

01

9
4

Formed by spliting predictor: petalarea
Formed by categories: ([6.75, 8.64>

Split info

Split predictor:  sepalarea

Adjusted p-value: 0.0687629215526347
Formed categories: - [--- 183>

- (183, 216>

ROZSIRENE INFORMACE O UZLU

Phase

Stopping Rules

Message

Applying before merge stopping rules

Result

Passed

Best predictor set selected

Best merge set for predictor sepalarea is: [ --—-, 18.3>] [(18.3, 21.6>]

0.00082327450751925

Selecting best predictor

Best predictor to split evaluated as sepalarea with adjusted pvalue of 0.0687629215526347

Stopping Rules

Applying before split stopping rules

Splitting

Node splitted to 2 nodes

ZAZNAM Z BEHU ALGORITMU

llustrace 16 Samostatné okno s informacemi o uzlu
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7.4.4 Vlastnosti aplikace za Ucelem vykladu pfi studiu algoritmu CHAID
V cilech praktické casti bylo n€kolikrat zminéno, ze aplikace je urCena predevsim pro
studenty. Proto i prezentacni aplikace obsahuje nékolik vlastnosti, které maji pravé studentim

pomoci pii seznamovani se s algoritmem CHAID.

Zdznam z béhu algoritmu

O této konkrétni vlastnosti jiz byla v této praci fe¢ n€kolikrat, proto se zde budu nadale

vénovat jen jeji vizualizaci, zobrazené na llustrace 17.

No  Phase Message Result

1 | Stopping Rules Applying before merge stopping rules Passed

2 | Merge Step Starting merge step for predictor "sepalarea’

3 | Category set evaluation Calculating pvalue for non merged category set of predictor sepalarea 0.146055973243006

4 | Finding best pair Search for best pair in category set started Expand |

12 | Finding best pair Best pair to merge is [{ 18.3, 19.5=] and [(19.5, 20.77>] 1

13 | Category set evaluation Calculating pvalue of merge set [(---, 13.64>] [{ 15.75, 15.75>] [( 15.75, 16.8>] [( 16.8, 17.64> 0.0936660810093714

14 | Best predictor set replacing | New best set for predictor sepalarea found -

llustrace 17 Zdznam z béhu algoritmu

Jednotlivé urovné zdznami byly barevné odliSeny pro uzivatelovu lepsi orientaci. Zakladni
zdznamy jsou modré, pokroCilé zaznamy jsou Sedé a detailni zdznamy jsou zluté. Soucasti
detailnich zaznamu jsou i vysledky testovani jednotlivych pard z faze hledani nejlepsiho paru pro
slouceni. Pfesné tyto zdznamy maji pak v seznamu nejvétSi zastoupeni. UZivatele vSak tato
informace nemusi zajimat pro vSechny atributy, proto jsem se rozhodl ve vychozim stavu toto
testovani skryt. Pokud ma uzivatel zajem vidét takto podrobné informace pro né&jaky atribut, Ize je

zobrazit.
Kazdy zaznam ma:

e Fazi, do které je zatazen
e Zpravu, kterd ho a jeho parametry charakterizuje

e Vysledek, pokud se jednd o zdznam o vypoctu.

Podpora vice model( pro stejnd data
Druhou zasadni vlastnosti prezentacni aplikace za Ucelem vyukovosti je umoznéni
uzivateli, aby si nad stejnymi daty vytvofil n€kolik modeld. Kazdy model mliZze mit jin4 nastaveni

parametri. Cilem je, aby mél lehce dostupné vizualni porovnani toho, jak zména danych parametrii
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ovlivni vzhled vygenerovaného stromu. Z tohoto divodu je v kroku s vygenerovanym stromem
seznam vytvorenych modell a predevsim informacni ¢ast o parametrech zvolenych pro zobrazeny

rozhodovaci strom.

Tooltipy
Posledni vlastnosti, pfidanou specialn¢ jako pomucku studentim, jsou textové bohaté
tooltipy. Tooltip je v béznych aplikacich mala a kratka napovéda, ktera se uzivateli zobrazi, pokud

najede kurzorem mysi nad néjakou konkrétni oblast. Naptiklad na tlacitko, zaSkrtavaci pole, atd.

Diky WPF a jeho moznostem upravovat si témét jakoukoli béznou komponentu dle svych
potieb jsem zménil jednoduché a kratké textové policko za informacni pole, které za pomoci

nastrojii pro formatovani textu zobrazuje uzivateli informace v graficky bohaté formé.

Tyto upravené tooltipy pak byly pouzity na kroku, ve kterém uZivatel nastavuje parametry

modelu, aby mohl Iépe odhadovat, jak zména daného atributu ovlivni rist vysledného stromu.

Ukazka upraveného tooltipu je na llustrace 18.

Generated madels: 0 Model name: S}

Parameters Settings Scores for ordinal fields

Number of bins for real pﬁdictors: 10

Maximum Trg

vinmum chigy INumber of bins
Minimum Parent M . . . . .
CHAID transforms continual predictors into bins (categories).
split Treshi  The number, to how many categories the predictor is splitted is
Merge Tresh defined using this parameter.
Chi square1  Although there might be a scenario where the number defined
here is not suitable for the attribute. This includes for example
Logg  following cases:
Costs of misclas
O  Number of unique values is less than given value
O  Number of instances is less then given value
O  Count of instances belonging to one category is higher
then

In those cases, the value of this parameter is resolved in an
automatic way.

llustrace 18 Upraveny tooltip
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8 Zavér

Nejriznéjsi aplikace, kde oblast souhrnné oznacovana jako Big Data nachazi uplatnéni
a jeji vyuzivani velkymi korporacemi jako je Google ¢i Facebook, svéd¢i o novém trendu, ktery se
muze vic a vic promitat do kazdodenniho zivota jedince. At uz se jedna o cilenou reklamu na
zakladé konverzaci ze socialnich siti, cileny marketing na zakladé historie nakupt v obchodech, ¢i
predikce vyskytu epidemie chiipky z tivodu. Pravé tyto Siroké moznosti, zvySujici se popularita
a zvySena poptavka pro analyticich z této oblasti je diivod toho, pro¢ na univerzitach, jako je
naptiklad TUL, vznikaji pfedméty na tuto oblast orientované. To byl divod vzniku této diplomové

prace, jejiz vypracovani je snahou podpofit vyuku o oblastech analyzy dat.

Ve snaze pomoci studentim se studiem algoritmu CHAID jsem cerpal z vlastnich
zkuSenosti a snazil jsem se do programu zavést to, co bych si pfal ja v momenté¢, kdy jsem se
seznamoval s nalezejici teorii. O tom, nakolik se toto osvéd¢i v praxi, rozhodne az prvni skute¢né

pouziti studenty.

Algoritmus CHAID se podafilo implementovat, a vysledky, a¢koli nebyly naprosto stejné
s komerénim software, byly uspokojivé. Dokonce jsem mél prostor i pro optimalizaci algoritmu, a
tak po optimalizaci a nasledné paralelizaci doslo k trojnasobnému zrychleni béhu algoritmu na

testovaci uloze.

Zavedend modularita a rozvrzeni systému, které jsem volil, mize byt jakousi pfedlohou
nebo odrazovym mistkem pro to, jak podobné aplikace vytvaret. Oddélil jsem algoritmus jako
takovy od vrstvy, kterd se stara o jeho prezentaci uzivateli. Diky tomu neni problém, aby pfiisel

nékdo jiny a piidal dalsi zpusoby jak stejny, mnou implementovany, algoritmus prezentovat.

Vytvoril jsem systém, ktery nema ambice na to, aby piimo konkuroval profesionalnim
nastrojiim, ale ma za ukol byt dobrou pomickou pro studenta zabyvajiciho se vybranym
algoritmem. Budoucnost této prace je rozhodné v moznosti ovéfit v praxi jeji ptinos pro studenty
a adekvatné reagovat na zpétnou vazbu. Stejné tak lze diky modularité ptidat dals$i zplsob

prezentace, a to naptiklad pomoci webové aplikace, coz miize byt tématem jiné zavérecné prace.
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