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Abstrakt

Biogeography-based optimization je dnes uz skupinou evolu¢nich algoritmt inspiro-
vanych teorii ostrovni biogeografie, coZz je studium migrace druhi mezi jednotlivymi
habitaty. V ptivodni podobé byl algoritmus piedstaven Danem Simonem v roce 2008. Od
té doby byl vicekrat modifikovan a hybridizovan s dalsimi optimaliza¢nimi metodami. V
ruznych podobach dosahl srovnatelnych ¢i lepsich vysledki nez nejmodernéjsi algoritmy
jak na testovacich, tak na skuteénych problémech.

Cilem tohoto textu je posoudit moZnosti BBO jako potencidlniho nastroje pro
optimalizaci hydrologického modelu BILAN. V teoretické ¢ésti je ivod do problematiky
globalni optimalizace a rozbor optimaliza¢ni metody BBO. Nésledné praktické posouzeni
je provedeno ve dvou krocich. Prvné je pro srovnéni vykonnosti a uréeni kandidétniho
srovnan s jiz implementovanymi algoritmy SCDE a BS v modelu BILAN pomoci tii
hydrologickych indexti na deseti povodich.

Prace na testovacich tlohach CEC 2013 prokazala riznou vykonnost mezi Sesti
testovanymi algoritmy a potvrdila nékteré diive publikované zavéry. Nejlepsi ze Sestice
algoritmi — BBOSCA dosahl v piipadové studii vykonnostni tirovné srovnatelné s jiz im-
plementovanymi metodami. V préci jsou obsazeny navrhy pro dalsi rozvoj metaheuristik
BBO.

Kli¢ova slova: metaheuristiky, evolu¢ni algoritmy, globalni optimalizace, BILAN,
BBO



Abstract

Biogeography-based optimization is already a family of evolutionary algorithms inspired
by the process of insular biogeography, which is the study of the migration of species
between habitats. Original form was introduced by Dan Simon in 2008. Since then,
the algorithm has been modified and hybridized with other optimization methods. In
it’s various forms it has been proven capable of achieving similar or better results
as state-of-the-art metaheuristic algorithms both on benchmark as well as practical
problems.

The aim of this thesis is to evaluate BBO as a potential tool for optimization of
BILAN hydrological model. The theoretical part contains comprehensive introduction of
global optimization and BBO analysis. The evaluation then is done in two steps. First
the 28 CEC 2013 10D benchmark problems will be used to compare and determine the
best performing variant of BBO. The best algorithm is then set to outperform BILAN’s
currently implemented optimization tools BS and SCDE through a set of three efficiency
criteria on ten catchments.

The work has proven performance differences between six tested algorithms and
confirmed some previously published conclusions. In the case study, the best algo-
rithm — BBOSCA showed similar results as already implemented optimization methods.
Proposals about the future development of BBO metaheuristics family are included.

Keywords: metaheuristics, evolutionary algorithms, global optimization, BILAN,
BBO
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Predmluva

Pf1i studiu globalni optimalizace lze narazit na Sirokou paletu znaceni. Proto je pro
usnadnéni orientace v praci ¢tendfi dan k dispozici oddéleny seznam zkratek. V textu je
odkazovano na mnoZstvi optimaliza¢nich metod. Rada z nich je notoricky znama, ma
zazity Cesky jmenny pfeklad a ten je v textu pouzit. Ne nepodstatnou skupinu ovsem
tvori algoritmy, které na svij ¢esky nazev stéle ¢ekaji. Ty jsou v textu uvedeny pod
puvodnim nepfeloZzenym oznacenim.

Préce je ¢lenéna v logické posloupnosti ukonid vedoucich k plnéni hlavniho cile.
Uvodem je naznacena aktualnost tématiky a zdtivodnéna volba Feeni. Poté je v teoretickeé
¢asti vyloZeno pozadi numerické globalni optimalizace, rozebréana rodina metod BBO,
popséana tloha testovacich funkei a kalibrace konceptuélnich srazko-odtokovych modeli,
zahrnujicich model BILAN. Nésledujici kapitoly ,,Metodika®, , Vysledky* a ,Diskuze*
jsou vzdy ¢lenény dle dvou dominantnich partif — testovacich tloh a pfipadové studie.

Prilohy jsou razeny opét dle sledu vykonanych tkoli. Z dtvodu jisté celistvosti textu
je v prilohach zafazen i popis feSenych testovacich funkci.
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Kapitola 1
Uvod

Optimalizace je tikon, proces, nebo metodologie vedouci k nalezeni takové alternativy
feSeni, kdy se predmét optimalizace stava tak funkéni nebo Géinny, jak jen to je za
stanovenych podminek mozné.

Priroda optimalizuje, stale.

Patrné vSechny optimalizacni procesy v pfirodé je mozno charakterizovat jako op-
timalizaci energetickou. Molekuly v izolovaném chemickém systému vzajemné reaguji
dokud neni celkova potencialni energie jejich elektronti minimalizovana.

Clovek také optimalizuje.

Je proto prizna¢né, Ze prirodnimi procesy se inspiroval pii konstrukci celé fady
optimaliza¢nich algoritmii (Nocedal et Wright, 2006). Jednu skupinu $iroce pouzivanych
optimalizacnich technik predstavuji Evolu¢ni algoritmy (EA) (Zelinka et al., 2009). V
hydrologickém modelovani se EA pouzivaji pfi kalibraci empirickych a konceptualnich
srazko-odtokovych modeli. Kalibrace srazko-odtokovych modeli je poc¢etné komplexni
problém — nékteré celistvé modely mohou sice mit i méné nez pét parametri, ale ¢asto
jich obsahuji velké mnozstvi (i desitky) a jejich hodnoty se typicky nachazi v redlném
prostoru (Cohen et al., 2013; Duan, 1992). Ptislusné objektivni funkce jsou sloZeny
ze vztaht, které jsou velmi ¢asto nelinearni, multimodalni a nekonvexni (Duan, 1992).
Ukézka toho, jak takové funkéni vztahy mohou vypadat, je na obr. 1.1. Aby byl model

Obr. 1.1: Grafy povrchd funkénich vztaht vztahu mezi dvéma parametry modelu SIXPAR (Duan et
al., 1992).

v praxi pouzitelny, musi mit hodnoty parametri odladény kalibraci (Beven, 1993).
Vzhledem k vySe uvedenym vlastnostem, nejsou pii této ¢innosti rychlé lokalni gradientni
metody prili§ tspésné. Vyhodou nasazeni metaheuristickych technik, je moznost ladéni
vnitinich parametri algoritmu v zavislosti na feseném problému (Zelinka et al., 2009).

vvvvvv

¢im dal vice preferované. Relativné dobrych vysledki vzhledem k vypocetnimu ¢asu bylo
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Kapitola 1. Uvod

dosazeno naptiklad s genetickymi algoritmy (GA) (Duan et al. 1993) a Shuffled complex
evolution (SCE) (Duan et al., 1994; Seibert, 2000).

V roce 2008 byl predstaven novy metaheuristicky algoritmus — Biogeography-based
optimization (Simon, 2008). Tab. 1.1 obsahuje dobové srovnéani vykonnosti s dalsimi
sedmi algoritmy. BBO doséahla dobrych vysledki na vSech FeSenych problémech, na
¢tyfech dokonce vysledku nejlepsiho. Jiny algoritmus predstihl BBO desetkrat, nejlépe si
pritom vedl SGA, oviem ve vét§iné piipadti dosdhla BBO druhého nejlepsiho vysledku.
V nésledujicich letech byla opakované vyzdvihovana schopnost algoritmu BBO rychle
konvergovat (Ma, 2010; Mirjalili et al., 2014).

Lze se opravnéné domnivat, Ze pii kalibraci konceptualniho hydrologického modelu
by BBO mohla dosahovat dobrych vysledki.

Tab. 1.1: Srovnani BBO s dalsimi metaheuristikami (Simon, 2008). Hodnoty jsou normalizovany na
nejlepsi — 100. ACO — optimalizace mravenéi kolonii, DE — diferencialni evoluce, ES — evolué¢ni strategie,
GA — geneticky algoritmus, PBIL — population based incremental learning, PSO — optimalizace rojem
Gastic, SGA — stud genetic algorithm.

ACO BBO DE ES GA  PBIL PSO SGA
Ackley 205 100 178 220 224 325 262 114
Fletcher-Powell 1711 109 527 544 632 1947 1451 100
Griewank 240 181 576 1081 404 4665 2241 100
Penalty #1 100 3660 267E5 547E7 6198 1,65E10 4,05E7 1090
Penalty #2 100 4651 342E7 4,68E8 8,79E5 2,60E10 1,13E9 4878
Quartic 1,64E4 432 4847 2,50E4 4378 1,57E5 3,51E4 100
Rastrigin 541 100 502 564 466 798 544 123
Rosenbrock 2012 100 418 615 443 2696 558 103
Schwefel 1.2 391 174 1344 1209 186 2091 1742 100
Schwefel 2.21 259 109 571 381 249 597 307 100
Schwefel 2.22 779 100 374 560 468 1297 670 142
Schwefel 2.26 100 119 215 174 161 231 188 104
Sphere 1721 115 278 111 751 5196 1445 100
Step 279 106 585 1155 530 5595 1580 100
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Kapitola 2

Cile prace

V kap. 1 bylo zdiraznéno, jak je dilezité mit pro kalibraci konceptualniho srézko-
odtokového modelu k dispozici nejlepsi dostupnou optimaliza¢n{ metodu. BBO dosud
k takovému tcelu pouzita nebyla. Hlavnim cilem prace je ozkouSet schopnosti vhodné

varianty BBO na realné uloze kalibrace modelu BILAN.

Systematického naplnéni hlavniho cile dojde postupné témito dilé¢imi tikony:

1. shrnutim teorie feSené problematiky v kontextu dnesni trovné poznani,

2. naprogramovanim nékolika variant BBO v prostiedi R,

3. vyhodnocenim téchto variant na sadé testovacich funkci CEC 2013 s pouzitim

vhodného statistického testu,

4. kandidatnim fesenim provedeni kalibrace 10 vybranych povodich.

15



Kapitola 3

Teoreticky zaklad

3.1 Globalni optimalizace

Optimaliza¢ni algoritmy jsou silnym néastrojem pii feSeni mnoha inzenyrskych tloh.
Obvykle nachézi uplatnéni tam, kde je ziskani analytického FeSeni piilis obtizné, nebo
primo nemozné. Jak bylo naznaceno v tivodu, vétSina problémii lze prevést na optimali-
zani tlohu, kterou lze popsat jako minimalizani, nebo maximaliza¢ni proces (Zelinka,
2002). Oba typy jsou zapisy téhoz, nebot

min f(z) <= max|[— f(x)]. (3.1)
x xX
Je zvykem dodrzovat zavedenou terminologii:

min f(x) = f(z) je zvana ,nakladovou* nebo ,objektivni*
x

max f(z) = f(x) je zvana ,fitness“ nebo také ,objektivni*
xT
(Simon, 2013).

Objektivni funkce

Na kazdou objektivni funkci Ize nahlizet jako geometricky problém v N-rozmérném
prostoru. Pocet dimenzi tohoto prostoru je dén poctem argumentt v objektivni funkci.
Hledana FeSeni se nachézi v N 4 1-rozmérném prostoru (nékdy oznafovaném jako
whyperplocha®). Objektivni funkce muze byt omezena, nebo neomezena, spojité, nespojita,
diskrétni (Zelinka, 2009). Pokud se v daném hyperprostoru nachazi vice nez jedno globalni
optimum, znamené to, Ze existuje vice vzajemné rovnocennych hodnot parametri. Tento
koncept je zvan ekvifinalita (Beven, 1993)

3.1.1 Optimaliza¢ni algoritmy

Optimalizacni techniky lze ¢lenit z nékolika thli pohledi. Lze je délit na gradientni,
bodové a popula¢ni (Luke, 1985). Mezi metody gradientni patii Newtonova metoda,
nebo metoda nejvétsiho spadu. Mezi metody bodové patii simulované Zihani (SA)
nebo horolezecky algoritmus (HC). Populacné definované techniky obsahuji evoluéni
strategie (ES), genetické algoritmy (GA), diferencialni evoluci a v této praci pouzitou
BBO. Algoritmus BBO spadé pod evolu¢ni algoritmy, protoze jeho vypocet je provadén
iterativné. PTesnéji jej lze zafadit pod metaheuristiky®, protoZe obsahuje parametry,

'Lepsi oznadent by v tom pfipadé bylo ,,rodina algoritmt BBO“.
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Kapitola 3. Teoreticky zaklad

které je mozno ladit. Zde BBO patii do stejné skupiny jako GA, algoritmi populacné
orientovanych.

Zelinka (2009) rozlisuje optimalizaéni metody jesté na deterministické a stochastickeé.
Stochastické metody se oznacuji jako metaheuristiky, protoze poskytuji obecny ramec
feSeni a jejich parametry se idealné voli vzhledem k optimalizovanému problému. Tyto
metody se od deterministickych metod lisi tim, Ze s jistou pravdépodobnosti propoustéji
do dalsi iterace horsi FeSeni, ¢imZ se snazi vyhnout lokdlnimu minimu.

3.1.2 Teorémy obédu zdarma

David Wolpert a William Macready fesili fundamentalni otdzku problematiky funkéni
optimalizace, a sice zda teoreticky existuje jeden obecné nejlepsi optimaliza¢ni algoritmus.
Pfitom formulovali dva principialni teorémy obédu zdarma. Prvni teorém je urcen pro
objektivni funkce invariantni v ¢ase, druhy se vztahuje k objektivnim funkcim v case
proménlivym. Vzhledem k zamé¥eni prace je na tomto misté uvedeno pouze znéni prvniho:

Z‘P(d%m|fvmva1) = ZP(d%m|fam7a2) (32)
f !

kde d?, oznacuje sefazenou mnozinu velikosti m s funkénimi hodnotami objektivni funkce
y € Y vztaZzenymi na optimalizovanou funkci z € X, f : X — Y. P (d%,|f,m,az2) vyja-
diuje podminénou pravdépodobnost zisku posloupnosti fitness hodnot m-krat spusténym
algoritmem a na funkci f.

Rovnice 3.2 vyjadiuje, ze kterékoliv dva optimaliza¢ni algoritmy budou pfi aplikaci
na mnozinu vdech moznych optimalizacnich dloh? stejné vykonné (Wolpert et Macready,
1997). Jinymi slovy neexistuje jediny univerzalné nejlepsi algoritmus (Simon, 2013; Luke
2014). Zpusob, jakym lze v priméru zlepsit kvalitu vysledk, je pouze apriorni znalost
feeného problému (Wolpert et Macready, 1997).

3.1.3 Neomezena a omezena optimalizace

A Piipustné feseni
Y Y

f(x)

»

Y

Obr. 3.1: Neomezena a omezené optimalizace.

2Technicky se teorém vztahuje na diskrétné formulované problémy, nicméné p¥i pouziti vypocetni
techniky k funkéni diskretizaci eventualné dojde.
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Pri konstrukei objektivni funkce mohou byt jeji jednotlivé ¢leny vazany pouze na uréity
interval. Vazana optimalizace je v hydrologické optimalizaci bézna, neni napiiklad mozné,
aby precipitace, pozorovany pritok nebo aktualni zasoba vody nabyvaly zapornych
hodnot. Jak piiklad naznacuje, tato omezeni vyplyvaji z redlného prost¥edi (Nocedal et
Wright, 2006). Konstrukce vazané optimalizace miize mit znacny vliv na celkovy vysledek.
Ke vhodnému omezeni jednotlivych kritérii je mozné napriklad dosahnout expertni
znalosti. Mnozina vSech pripustnych feSeni se nazyva proveditelnd oblast. Hodnoty, které
se dostanou mimo tuto oblast, lze budto penalizovat, nebo jednozna¢né zakazat (Zelinka,
2002).

3.1.4 Problém explorace a exploatace

Zde se nabizi paralela se stfedovékymi moteplavci, zadmorskymi objeviteli jako byl
Krystof Kolumbus nebo Fernao de Magalhaes. Jejich vypravy slibovaly mecenastm
pohédkové zisky, avSak neziidka kdy vedly k fatalnimu netspéchu. Rovnovaha mezi
moznym ziskem a pfiméfenym riskem je také bézné pouzivanym schematem v investi¢nim
rozhodovéani (Nocedal et Wright, 2006). U optimaliza¢nich algoritmi tomu neni jinak. Pfi
explorativnim pfistupu je mozné, Ze dojde k nalezeni globéalntho ¢i obecné lepsiho nového
optima. Zéasadni podil hraje prvek nahody. Naopak akcent exploatace pravdépodobné
povede k nalezeni lepsiho FeSeni, ovSem pouze v ramci blizstho okoli (Simon, 2013).

3.1.5 Hybridizace

V kapitole 3.1.1 je uvedeno, ze evolu¢ni algoritmy jsou meteheuristické. Casto jsou
sloZené z ¢asti, které je mozné vzajemné kombinovat a vytvafet metody vice §ité na miru
FeSenému problému. Kombinaci dvou a vice algoritmi, s amyslem vytézit z kazdého
algoritmu lepsi vlastnost, lze pri apriorni znalosti o problému dosdhnout vyrazného
zkvalitnéni dosazenych vysledk. Casto se pritom kombinuji algoritmy globalni s lokalnimi
(El-Mihoub et al, 2006). Hybridizace byla provadéna i s BBO, napt. s DE (Bhattacharya
et Chattopadhyay, 2010).

3.1.6 Inicializace

Pfi nedostatku informaci se EA typicky inicializuji generovanim nahodné populace
rovnomérné v prostoru (obr. 3.2). Stejné jako v predchozi podsekei 3.1.5, lze uréitou
vstupni znalosti docilit znatelné lepsiho vysledku. Jednim ze zpisobii (obr. 3.3) jak toho
dosdhnout, je generovat vice populaci v prostoru, ktery jiz diive poskytl zajimavé feSent,
nebo pifmo néktera vhodna feseni pfimo vlozit (Simon, 2013).

Jinymi variantami je v prvotni generaci vyhodnotit nasobné vice feSeni a poté pro
dalsi vypocet ponechat pouze jejich nejlepsi ¢ast (Bhattacharya, 2008), nebo ndhodné
generovat a v prvinim kroku vypoc¢tu provést lokalni gradientni optimalizaci (Simon,
2013.)
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Obr. 3.3: Cilena inicializace v prostoru.

Obr. 3.2: Nahodn4 inicializace v prostoru.

3.2 Teorie ostrovni biogeografie jako optimaliza¢ni proces

Vyznam ostrova pii odhalovani zakonitosti evolu¢nich procest byl rozpoznan uz Alfre-
dem Wallacem pfi praci na souostrovi Malay (Wallace, 1876) a Charlesem Darwinem
na Galapagach (Darwin, 1909). Do 60. let 20. stoleti byla biogeografie spiSe popisnou a
historickou védni disciplinou. V nésledujicich letech Arthur Wilson a Robert Wallace
zacali formulovat matematicky popis biogeografie s primarnim cilem modelovat distri-
buci druhii na sousedicich ostrovech, s pomoci mechanismii extinkce a migrace. Jejich
snaha kulminovala v roce 1967 dnes jiz klasickou publikaci Teorie ostrovni biogeografie
(MacArthur et Wilson, 1967).

JiZz v tvodu bylo Teceno, Ze piiroda optimalizuje. Nabizi se tedy otézka, zda hledani
rovnovazného stavu v druhovém rozlozeni mezi sousedicimi habitaty je také optimaliza¢ni
proces a zda takto formulovany proces je mozné pouZzit v inzenyrskych alohach (Simon,
2013). V pruméru se zvyseni diverzity v ekosystému rovna zvyseni stability, pFicem?
evidence naznacuje, Ze diverzita neni v tomto vztahu Fidici. Stabilita ekosystému zavisi na
schopnosti spolecenstev obsahovat druhy nebo funkéni skupiny, které dovedou rozdilné
reagovat na zmény v prostiedi. Takova stabilita je v prirodé obecné povazovana za
optimalni stav (McCann, 2000).

3.3 Matematicky model biogeografie

Jak jiz bylo uvedeno, BBO je popula¢né zaloZena, optimalizuje objektivni funkci
pomoci stochasticky a iterativné zlepSovanych kandidatnich feSeni s ohledem na miru
kvality nebo fitness funkce. Tak jako je tomu i v redlném svété, nékteré habitaty jsou pro
organismy vhodné&jsi nez jiné. Mira vhodnosti habitatu je reprezentovana tzv. habitat
suitability index (dale v textu HSI), slozeného z jednotlivych SIV, coz jsou parametry

19



Kapitola 3. Teoreticky zaklad

prost¥edi odpovidajici napf¥. topografii, srazkam, teploté atd. (Simon, 2008). CoZ lze
vyjadrit nasledujici rovnici:

HSI = f(SIVy,SIV,,...,SIVp) (3.3)

Se zvySujicim se HSI roste pocet druhi v habitatu, roste mira emigrace (vice druhu
opousti habitat) a klesé imigrace (méné druhu pfichazi).

P, = Pravdépodobnost, Ze habitat obsahuje pravé S druht:

S druhi v ¢ase t Zadny druh nemigroval

Pt + A = POl NAL—mAl) 4+ (3.4)
Psfl(t))\sflAt + Psfl(t),usflAt (3.5)
—_— —_—

S—1 druht v ¢ase t, 1druh imigroval = S+1 druhd v ¢ase ¢, 1druh emigroval

—(As + ps)Ps + ps+1Ps 11 S=0
P(S) =9 (As + ps)Ps + As—1Ps—1 + Ast1Psy1 1< S5 < Spaz — 1 (3.6)
_(>\S+NS)PS+M571P371 S = Sma:r:
kde n = Sy a P = [P,. .. ,Pn]T. n + 1 rovnic vztahu 3.6 lze zapsat maticové jako

P = AP pak matice A je definovana jako

—(Ao + ko) 0] 0 e 0
Ao (M 1) pe ' .
A : . : (3.7)
. . )\n—2 _(An—l - ,Ufn—l) Hn,
0 e 0 An—l _()\n - ,Ufn)
Hodnota rovnovaZzného stavu S druht v habitatu:
v
P = 3.8
(00) = 5o (33
kde v a v; se spocte:
v=[v1,v9,...,0041]" (3.9)
" (=12 ((n+1)/2)
— 1=1,2,...,strop((n +
v =4 (n—1—=4)!(i—1) P (3.10)
Unt2—i (i =strop((n+1)/2)+1,2,...,n+1)

a n je pocet habitati.

3.4 Biogeography-based optimization

Ptvodni algoritmus sestava z po sobé jdoucich procesii migrace a mutace. Migrace
je faze exploatacni, kdy se mezi populacemi favorizuji feSeni produkujici lepsi fitness,
mutace je faze exploracni, zvySujici populacni diverzitu.

Zakladni algoritmus byl od roku 2008 vicekrat modifikovan. Nékteré z rozsifeni navrhl
Dan Simon pfimo v pavodni praci (Simon, 2008) a jsou uvedeny v sekci 3.5.
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Parametry BBO
e celkovy pocet habitati,
e mira emigrace A,
e mira imigrace p,
e maximalni mira mutace Mmyqz,

e pomér elitnich FeSeni v populaci.

3.4.1 Migrace

Migrace je proces, pii kterém dochézi k prenosu informace prostfednictvim imigrace
A a emigrace u kazdého feSeni, jez jsou funkcemi poc¢tu habitatt. Migracni strategie
je podobna evolu¢ni strategii, ve které vice rodi¢ti mize piispét k vyvoji jednoho
potomka (Li et al., 2011). Dan Simon (2008) v ptuvodni praci predstavil linedrni migra¢ni
vztahy (3.11). Nicméné v pfirodé je migrace komplexni proces, ktery je linearitou piilis
zjednoduSen, nebot ekosystémové vztahy jsou ve své podstaté nelinearni. Prirozenéjsi
cestou je pouZiti nelinearnich vztaht, jez byly predstaveny v pracech Ma et al., (2009) a
Ma (2010). Jmenovité model s konstantni emigraci a linearni imigraci (a vice versa), déle
model s kvadratickou migraci (3.17) a s migraci sinusoidalni (3.21). Nejslibngjsi vysledky
prinesl posledni jmenovany. Nové vzniklé habitaty jsou neobydlené, a tudiz s nulovou
mirou emigrace, ale maximalni moznou mirou imigrace. Takovy postup schematizuje
obr. 3.4.

habitat 5 habitat 3 _ _ o ext.

habitat 2 habitat 1 habitat 4

Obr. 3.4: Schéma ekosystémové vymény parcidlnich vlastnosti (SIV) mezi jednotlivymi habitaty.
Habitaty s lepsim HSI (1, 2 a 4) dotuji parcialnimi SIV; habitaty s horsim HSI (3 a 5). Pfi¢emz jejich
pavodni SIV; spéje k zaniku.

Volba migrac¢nich kiivek je tedy volbou selekéniho postupu v rdmci hodnocenych

reSeni.
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Obr. 3.5: Vztah emigrace a imigrace. S Ilustrace dvou kandidatnich feSeni stejného problému. Sy
je relativné Spatné reSeni, zatimco S> je FeSeni relativné dobré. Vztah je zde zjednoduSen na linearni,
oviem muze byt charakterizovan jakoukoliv jinou fadnou funkci. Upraveno dle Dan Simon (2008).

Model s linearni migraci

e =1 (1 - k) (3.11)

n
k
wr = E— (3.12)
n
Model s konstantni imigraci a linearni emigraci
I
A = 5 (konstanta) (3.13)
k
= E— (3.14)
n

Model s linearni imigraci a konstantni emigraci

e =1 (1 - k) (3.15)

(konstanta) (3.16)
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Model s kvadratickou migraci

Ao =1 (1 - k)2 (3.17)
py = E <k>2 (3.18)

I, E<i (319)
Ap = k 3.19

2I(1 — =), i <k<n

2F

—k, E<i

E, i <k<n

Model se sinusoidalni migraci

Miry imigrace a emigrace jsou sinusoidalni funkei po¢tu druhu k, coz se promita do
kfivek ve tvaru S. Tento model je spolu s kvadratickym ve shodé s modely migrace
mezi pfirodnimi habitaty. Sinusoidalni kiivky berou v tivahu vztahy predéator-kofist,
populacni velikost a mobilitu druhi (Li et al., 2011). Ma (2010) dospél k zavéru, ze tyto
krivky vykazuji vyrazné lepsi chovani.

(s () 1) -

1
2
i = g (—cos <IZT> + 1> (3.22)

Migraéni schémata
V soucasné dobé existuji pro vypocet migracnich kiivek ¢tyfi néasledujici schémata:
1. PMB-BBO — Partial migration based BBO,
2. SMB-BBO - Single migration based BBO,
3. SPMB-BBO — Simplified partial migration based BBO,
4. SSMB-BBO - Simplified single migration based BBO.

Verze ,simplified nemaji vnoreny vnitini cyklus pro prochazeni populace za tcelem
vybéru vhodného darce migranta. V téchto feseni jsou migrovina pouze feSeni z prviniho
elitniho habitatu. Pti vypoctu ,partial“ schémat je pocitana pouze jedna migracéni kiivka,
druhé je z ni posléze odvozena (Simon, 2013).
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3.4.2 Mutace

Diverzita FeSeni je u popula¢né zalozenych algoritmu klicovy faktor. Zatimco migrace
zajistuje propagaci kvalitnich jedincti v ramci populace a tim ji také homogenizuje,
mutace vpravuje do populace prvek ndhody. Byla zavedena jako prevence pied stagnaci
v lokalni extrému (Simon, 2008). V ramci filozofie ostrovni biogeografie pripodobnuje
kataklyzmatickou udéalost, pfi které dojde k vice ¢i méné ndhodné zméné parametri
habitatu. Na druhou stranu pozitivni zménu HSI vlivem mutace lze chapat napiiklad
jako

Mutace habitatu opét probihé ve dvou fazich. Prvni faze je selekéni a druhé exekutivni.
Jednim zptisobem jak, je mozné realizovat selekci, je

(i) = Mimas (113_ PZ') (3.23)
max
kde m(7) je mira mutace konkrétniho habitatu, M4, je zvolend maximalni mira mutace.
Timto zptusobem pocitana selekce mutace vychazi z matematického modelu (sekce
3.3) pro implementaci velmi rigorézni, komplikovana na numericky vypocet. K selekci
pro mutaci je mozné pouzit kterykoliv selekéni operator typicky pro GA, rovnice 3.24
reprezentuje selekci ruletou, kdy pravdépodobnost mutace jednotlivého FesSeni je funkci
jeho fitness v ramci celkové mnoziny feseni (Simon, 2017). Algoritmus mutace je uveden
na obr. 3.6.
Je lehké nahlédnout, Ze migrace a mutace pusobi antagonisticky a nastaveni procesu
mutace je ladici parametr algoritmu.

v; fi

R T

(3.24)

Mutace s mutaénimi operatory

Mutacni operatory jsou v EA bé&Zné a existuje jich cela fada. Pro zlepSeni exploracni
schopnosti navrhli nahradit (Gong et al. 2010) puvodni generator nahodnych ¢isel
mutacnimi operatory. Takovy postup je uveden na obr. 3.7.

Mutace gaussovska s funkci hustoty rozdélent:

1 gt (3.25)
ex 20 .
oV 2T P

kde 4 je stiedni hodnota, o2 je rozptyl. Generovana ¢isla maji tedy rozdéleni N (u,o?)

fp,,ch (.f) -

Mutace cauchyovska s funkei hustoty rozdélent:

1 ¢

fe(z) = T2 (3.26)

kde t je parametr polohy a x je parametr variability rozdéleni. Generovana ¢isla maji
rozdéleni Y ~ 0(t)
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Mutace Lévyho Vyuziva stejné jako pfedchozi tzv. stabilni rozdéleni, tzn. ma funkéni
vyjadieni hustoty pravdépodobnosti jez analyticky vyjadritelné. Formulovatelné napiiklad
takto:

1 [ a
Loy = / e 1" cos(qy)dq (3.27)
0

™

kde y € R, v je parametr polohy a 0 < a < 2 kontroluje tvar distribuéni kfivky.

Pti vazané optimalizaci mohou muta¢ni operatory generovat feSeni, ktera se ocitnou
mimo vypocetni prostor. Existuje vice moznosti, jak takové chovani ogetfit. Jednim z
moznych je odrazeni od vypocetni hranice, odmitnuti generovaného feseni, pripadné
penalizace takového FeSeni (Simon, 2013).

X,() = {2 x 1 — Xi(j)  pokud X;(j) < (328)
2 xu; — X;(j) pokud X;(j) > u;
1: begin
2: fori=1aZ NP do
3: Spocti pravdépodobnost P; Vyber SIV X;(j) s pravdépodobnosti o< P,
4: if X;(j) je vybrdn then
5: vyber ndhodné SIV z X;
6: nahrad vybrané SIV v X;
7: end
8: end
9: end
Obr. 3.6: Algoritmus mechanismu mutace bez muta¢niho operétoru.

1: begin
2: for j =1 azm do
3: Pouzij \; a p; k vypoctu pravdépodobnosti Vyber SIV X;(j) s

pravdépodobnosti < P;
4: if X;(j) je vybrdn then
5: vyber ndhodné SIV z X;
6: nahrad SIV v X; pomoci muta¢niho operatoru
7: end
8: end
9: end

Obr. 3.7: Algoritmus mutace s pouzitim muta¢niho operatoru.
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3.4.3 Selekce

Standardni postup je v rdmci EA tzv. selekce ruletou. Jednoduchy mechanismus
znazoriuje obr. 3.8. Pravdépodobnost vybéru jedince je u vybéru ruletou proporéni jeho
fitness. V tomto schématu je pravdépodobnost vybéru jedince s vysokou mirou fitness
velmi mala. V pfipadé, Ze je z néjakého diuvodu pozadovano, aby byl do selekéniho
procesu zafazena i elitni feSeni, je moZné pouZit jako vstupni data mist hodnot fitness
jejich poradi (Simon, 2013). Nebo je mozné pomyslnou ruletu rozto¢it pouze jednou, ale
fixné rozdélit pomyslné kolo rulety na proporéné stejné veliké ¢asti a tim zajistit vetsi
diverzitu mezi vybranymi jedinci.

Habitat 5
Habitat 2 25%
35%
Habitat 5
20%
Habitat 4
Habitat 1 5%

5%

Obr. 3.8: Selekce ruletou dle (Simon, 2013). Kazdému FeSeni je pfifazena hodnota pravdépodobnostni
hodnota k dalsimu procesu dle jeho fitness. Habitat 1 ma nejvétsi fitness, habitat 2 nejmensi.

3.4.4 Elitismus

Je implementovéan ve vétsing EA, puvodné byl navrzen pro GA (De Jong, 1975). Vyvoj
populace musi byt konvergentni k lep§im hodnotam, nemtze nikdy vykazovat divergenci.
Tento princip je nazyvan elitismem?®. V pfipadé, Ze by tento filtr nefungoval, degradoval
by postup na nahodné hledani (Zelinka, 2009). Implementaci elitismu je mozné nalézt
vice, zvlasté u GA, v principu se jedna opét o selekei (Simon, 2013).

Jednoduché provedeni v algoritmu BBO se skldda nejprve ze setiidéni souboru feseni
a nasledné zachovani jejich pomérné ¢asti s nejlepsim vysledkem. Tato ¢ast je volitelnym
parametrem algoritmu (Simon, 2014).

Postup reseni BBO

1. Inicializace mnoziny kandidatnich feseni daného problému.

v puvodnim znéni elitism policy.
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2. Vypocet ,fitness“ tzn. HSI pro kazdé reSeni.
3. Vypocet S, A, a u pro kazdé reSeni.

4. Modifikace habitatu (migrace) na zakladé A, p.
5. Mutace na zakladé pravdépodobnosti.

6. Implementace elitismu.

7. Pokud je tieba dalsi iterace — krok 2.

3.5 Modifikace BBO

Daji se rozdélit do dvou skupin. Jednu tvoii modifikace zédkladnich parametri a
druhou skupinu tvori modifikace dodatecéné pridanych parametri. Mezi takové parametry
patfi michana migrace (Ma et Simon, 2010). Koncept michani se d¥ive osvédéil v GA.
V michané migraci je generovino nové feseni z; konvexni kombinaci obou migranti.
Parametr michédni « a jeho adaptivita jsou volitelné.

21 (s) = azi(s) + (1 — a)xj(s) (3.29)

Mezi teoretické koncepty patii habitatova pfibuznost. Vzdalené ostrovy jsou vice
izolované, a tudiz tézsi pro osidleni. Mira imigrace mtze byt vztazena k vzdalenosti mezi
jednotlivymi feSenimi. U blizsich habitatd tak mize byt proporéné zvysena rychlost
vymény SIV. Dalsi teoretickou ipravou muze byt stanoveni parametru minimalni fitness,
kdy ostrov je osidlen pouze v pfipads, Ze spliluje minimalni podminky na HSI (Simon
D., 2013).

Konceptem jiz realizovanym je obohaceni migrace o vztahy predator—korist. Indivi-
dualni feSeni predstavuje populaci predatori/kofisti. Predator vzdy usiluje o ,zabiti*

Ppred = Pror + P(l - t/tma:c) (330)

kde p je mira aktivity predatora a t, f,,4. je pocet generaci resp. maximalni pocet
generaci lovu.

Samotnou kapitolou jsou hybridizace dalsich algoritmt s BBO. Namatkou lze jme-
novat hybridizaci se simplexovou optimalizaci (Arora, 2012) nebo diferencialni evoluci
(Bhattacharya et Chattopadhyay, 2010).

3.6 Testovani vykonnosti algoritmii

Testovaci funkce

K porovnani vykonnosti jednotlivych algoritmii, ¢i jejich verzi slouzi cela fada testova-
cich funkci s raznymi vlastnostmi. Jsou to funkce unimodélni, multimodélni, asymetrické,
atd. Casto obsahuji velké mnozstvi lokdlnich optim nebo nemaji témér zadny sklon.
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Mezi klasické testovaci problémy patii napiiklad funkce Rastrigin, Ackley, a Sphere (Ze-
linka, 2009). Pomoci téchto funkci lze provéfit schopnosti algoritmi s ohledem na jejich
kyzeny efekt. Hodnoty testovacich funkei byvaji velmi citlivé na soufadnice globalniho
extrému. Ve vysoko-dimenzionalnich prostorech zptisobi mala odchylka v souifadnicich
od globélniho extrému citelny narist hodnoty funkce.

60

—60 _
Y —1066100

Obr. 3.9: Priklady 2D testovacich funkci. Nahote vlevo Rosenbrockova funkce s minimem v ...,vpravo
Bukinova funkce ¢.6 s minimem ve. Dole Schaefferova funkce

Statistické testovani

Evoluéni algoritmy jsou stochastické, jejich vykonnost je zavisla na generovanych
nahodnych ¢&islech. Pro posouzeni, zda byl rozdil ve vykonnosti rtiznych algoritmi
statisticky vyznamny, je zapotiebi provést testu (Derrac et al., 2014).

Pro tento ucel se aplikuji jak testy parametrické (Czarn et al., 2004), tak v posledni
dobé testy neparametrické (Garcia et al., 2009; Derrac et al., 2011). Testy se pouzivaji k
porovnani kone¢nych vysledka algoritmu reprezentovanych stejnym kritériem: priméru,
medianu a dalich, pfi stejném poc¢tu béhu na stejnych funkcich (Derrac et al., 2014).
Silnéjsi parametrické testy vyzaduji jisté predpoklady (normalita, homoskedasticita),
které se obvykle nepodaii splnit. V téchto pripadech se pouzivaji robustnéjsi testy
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neparametrické.

Na poli inferené¢ni statistiky je nutné nejprve stanovit nulovou hypotézu Hy, stan-
dardné reprezentovanou prohldSenim o zaddném efektu ¢ neprikazném rozdilu mezi
subjekty. Nulova hypotéza je poté testovana oproti hypotéze alternativni H,, repre-
zentujici naopak signifikantni rozdil mezi subjekty. K zamitnuti Hy musi byt budto a
priori stanovena hladina vyznamnosti «, nebo spoctena tzv. p-hodnota, jez predstavuje
pravdépodobnost ziskani alespon tak extrémniho vysledku, jako je ten pravé pozorovany
(ZVéra, 2008; Crawley, 2007).

Parametricky test, vhodny pro srovnani stfednich hodnot vykonnosti dvou algoritmii
je parovy t-test. V pripadé, Ze je méfeny ansambl vice algoritmii, pouziva se ANOVA s
opakovanymi méfenimi.

Neparametrické testy pracuji s poradim. Obdobou parového t-testu je zde Wilcoxontuv
parovy test, situace s vice algoritmy vyzaduje metody mnohonésobného porovnéavani s
Post-hoc korekcemi.

Pokud by bylo pouzito vice nez jedno parové porovnani pro porovnani mezi vice
testovanymi skupinami, trpéla by vysledna analyza znasobenou chybou prvniho druhu.
Spravny vypocet p-hodnoty:

p = P(zamitnuta Hy|H plati) (3.31)
= 1 — P(zamitnuta) (3.32)

k—1
-1- H P() (3.33)
=1

k—1
=1 — []IP(zamitnuta)] (3.34)
=1

Nedostatek tohoto testovani tkvi v tom, Ze bere v tivahu pouze kone¢né hodnoty,
a proto se objevuji i snahy (Derrac et al., 2014) prosazovat pouZiti testi na pribéh
konvergence jako je napiiklad Pageiv test (Page, 1963).

3.7 Konceptualni hydrologické modely

Hydrologicky model je zjednoduSenim hydrologického systému, které dava do vza-
jemného funkéniho vztahu vstupni a vystupni veli¢iny. Konceptuédlni modely obsahuji
vazby na zékladé zjednodusenych fyzikdlnich zakont. Nalézaji se tak mezi modely Cisté
empirickymi (black-box) a modely teoretickymi (white-box). Casto se takové modely
oznacuji jako bilan¢ni, snazi se popsat hydrologicky systém pomoci tokii a zmén zasob
vody v povodi.

Bilané¢ni rovnici povodi lze zapsat jako

kde P je mnozstvi vody spadlé v srazkach za sledované obdobi, SW,,; je mnoZstvi vody
odteklé povrchovym tokem, GW,,; mnozstvi vody odteklé podpovrchovym tokem, ET
je ubytek zptsobeny evapotranspiraci a GW;, je mnozstvi vody, které zvysilo zédsoby
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SWout

GWout

Obr. 3.10: Schematické znazornéni hydrologické bilance.

povrchové a podzemni vody (Dingman, 2002). Konceptualnich modelu lze rozlisit z
hlediska hydrologické bilance na celistvé (BILAN) a na distribuované. Dalsi déleni je
mozné na modely deterministické a stochastické nebo linarni a nelinearni.

Mezi konceptualni hydrologické modely, které se ve svété ¢asto pouzivaji patii
SAC-SMA, TUW, PDM.

Kalibrace parametri konceptuélniho hydrologického modelu je optimaliza¢ni dloha.
Objektivni funkci odpovidé inverzni tloha v podobé& vhodné zvoleného evalua¢niho
kritéria. Jeho vybér je vétSinou determinovan dalsi praci s modelem.

3.7.1 Inverzni uloha

Kalibrace modelu je provadéna prostfednictvim optimalizace objektivni funkce. Bézné
pouZivané shrnuje tab. 3.1. Hydrologické indexy (jak se jinak také oznacuji) jsou defino-
vany jako matematické vztahy vyjadiujici v jak dobré shodé jsou modelované data s
méfenymi daty (Beven, 2001).

Hydrologické indexy lze ¢lenit do nasledujici skupin:

1. statistické parametry pozorovanych a modelovanych ¢asovych rad,
2. statistické parametry rezidualni chyby,
3. bezrozmérné koeficienty.

Hlavnimi veli¢inami jsou minimum, maximum, median, stfedni odchylka, rozptyl a
autokorela¢ni koeficient (Dawson et al., 2007.)
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Tab. 3.1: Bézné objektivni funkce v hydrologické modelovéni.

Kritérium Rovnice Rozsah Optimum
ME — Z poz mod [_001 +OO] 0
MAE - Z |Rpoz — Rumod| [0; +00] 0
|Rpoz - mod‘
MAPE 0;00 0
Z o [0;00]
MRE - poz m”d> —00; +00 0
2( ) e
MSE — Z poz — mod 2 [Oa +OO] 0
_ 2
PI 1— znizl(R”"Z Fmod) s [—o0;1] 1
Zi:l(Rpoz - Rpoz—l)
i1 (Rpo: = Rinoa)*
NS 1- =1 (Fpoz = Fmo —00;1 1
Z?=1(Rpoz - Rp02)2 [ ]
i1 (Rpoz = Rinoa)®
LNNS 1— =1 (Fpo: s —o0; 1 1
Z?:l(Rpoz - Rp02)2 [ ]
3.8 BILAN

Celistvy konceptuélni hydrologicky model BILAN (Tallaksen et van Lanen (eds.), 2004),
simulujici hydrologickou bilanci v dennim nebo mési¢nim kroku je vyvijen a pouzivan ve
Vyzkumném tstavu hydrologickém. Model naSel vyuziti v mnoha studiich a projektech,
napiiklad pfi modelovani zmén vodni bilance na povodi v disledku klimatickych zmén
(Hanel et al., 2012), nebo pfi aktualizaci bilance zasob podzemnich vod v CR (Kagparek
et al., 2014). V soucasné dobé je implementovéan ve t¥ech podobach. Jednak je k dispozici
C—++ prepis puvodni verze z roku 2011 s grafickym uZivatelskym rozhranim, dale je k
dispozici balik pro software R a také je pifstupny jako webové aplikace® skrze framework
Shiny®.

Parametry modelu reprezentuji celé povodi a jsou pro toto povodi kalibroviny
nezavisle na okolnich. Hydrologickou bilanci popisuje systémem vztaht popisujicich
zékladni principy vodni bilance na povrchu, v z6né aerace véetné vegetaéni pokryvky a v
saturované zoné. Nezbytna vstupni data modelu tvofi ¢asové fady precipitace, relativni
vlhkosti vzduchu a pramérné teploty vzduchu. Uzemni vypar, infiltrace do zény aerace
véetné prusaku, zésoba vody ve snéhu, zasoba vody v pudé a zasoba podzemni vody
jsou ur¢eny vypoctem. Odhad potenciadlni evapotranspirace je moZno provést na zakladé
zemépisné §iiky, nebo metodou dle Oudina (Beran et al., 2011), kde je vypocet zaloZen
na méfeni teploty vzduchu. Pro kalibraci modelu jsou vyuzita odtokova data (Hanel et
al., 2012).

“http://bilan.vuv.cz/shiny /bilan/
®https://cran.r-project.org/package=shiny

31



Kapitola 3. Teoreticky zaklad

Tab. 3.2: Pamatery modelu BILAN pro mési¢ni krok.

Parametr mésiéni model

Spa kapacita zasoby pidni vlhkosti [mm]

Dgm faktor tani snéhové pokryvky

Dgw faktor pro vypocet objemu tekuté vody na zemském povrchu v zimnim obdobi

Alf parametr srazko-odtokové rovnice

Soc parametr kontroly rozlozeni perkolace v hypodermickém odtoku a doplnéni zasob
podzemni vody v letnim obdobi{

Grd parametr urcujici zakladni odtok

Mec parametr rozdélujici perkolaci na hypodermicky odtok a na dotaci podzemni

pro podminky tani snéhu
Wic parametr rozdélujici perkolaci na hypodermicky odtok a na dotaci podzemni

vody pro zimni podminky

E...Evapotranspirace
PS. .. Srazky na snéhovou pokryvku

P. .. Precipitace SS n Zasoba ve snéhové pokryvce

» DR...Piimy odtok

Spa SW y Pudni zdsoba

\

I...Hypodermicky odtok

GS Zasoba podzemni vody

> BF...Z&kladn{ odtok

Obr. 3.11: Schéma modelu BILAN v mé&si¢nim kroku dle Maca (2015).

3.8.1 Optimaliza¢ni metody BILANu

V soucasné verzi software BILAN se nachazi kalni optimaliza¢ni metoda BS (binarni
srovnavani) a t¥i verze jedné globalni optimaliza¢ni metody SCDE (Shuffled compelex
differential evolution).

Binarni prohledavani

Gradientni lokalni optimaliza¢ni metoda, zaloZend na vzajemném porovnavéani. Jeji
vyhodou je rychlost, s jakou naléza feSeni. PTi jejim spousténi je nutné zizit rozsah mezi
pro prvni iteraci, tak aby se nenachazely prili§ blizko okrajt.
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SCDE

,Shuffled Complex Differential Evolution“ je globalni optimaliza¢ni algoritmus, pracuje
s populaci modelu. Ty se snazi najit optimum v parametrickém prostoru za pomoci
vzajemné interakce.

Implementovany jsou tii typy diferencialni evoluce — ,best/1/bin“, | best/2/bin*,
yrand/2/bin“, které se navzajem lisi vypoctem ,Sumového* vektoru (Zelinka, 2002).

best/1/bin . . ;
v = ‘Tbest,j + F- ($T2,j - xr?),j) (336)
best/2/bin ; ; . 3 .
U= Ty + F (a7 + 2 — 25— 2 ) (3.37)
rand/2/bin . ; . 3 ;
v=aps g+ B (2 + ey - av - avy) (3.38)

3.8.2 Evaluaé¢ni kritéria

BILAN mé implementovany nasledujici kritéria: MSE, MAE, MAPE, NS, a LNNS.
Pokryvé tak skalu od logaritmickych, které akcentuji nizké pritoky, az po kvadratické,
kladouci dtraz na povodiiové udalosti.
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Metodika

4.1 BBO varianty

Srovnani bylo podrobeno 6 variant. Jako vychozi varianta BBO poslouzila varianta
algoritmu BBO z balicku bbo (Nikumbh, 2014), ktera Cerpala inspiraci stejné jako
autor této prace u tvirce originalniho kédu (Simon, 2016). Jednim ze sekundarnich
vystupti bude i srovnani s timto kédem. Testovany byly dvé varianty bez muta¢niho
operatoru, tfi varianty s muta¢nim operatorem. Pro varianty 4.-6. byl zvolen sinusoidaln{
migracni model na zékladé vysledka (Ma, 2010; Li et al., 2011). Migrace byla realizovana
schématem PMBBO, mutace realizovana ruletou.

1. BBO - srovnéavaci varianta z balicku bbo

param: Ppyut, Thech, Ngen

2. BBO2 — BBO s kvadratickou migraci bez muta¢niho operatoru

param: Ppyyut, Thech, Ngen

3. BBOSIN — BBO se sinusoidélni migraci bez muta¢niho operatoru

param: Ppyu¢, Thechs Ngen

4. BBOSGA — BBO se sinusoidalni migraci s Gaussovou mutaci

param: Pput, Tnech, Ngen, W, O

5. BBOSCA — BBO se sinusoidélni migraci a Cauchyho mutaci

param: Prut, Tnech, Ngen, t, X

6. BBOSLE — BBO se sinusoidalni migraci a Lévyho mutaci

param: Ppyut, Thech, Ngen, 7V, &

4.2 Soubor optimaliza¢nich tiloh CEC 2013

Vykonnost jednotlivych variant BBO byla porovnana na skupiné 28 minimaliza¢nich
tloh CEC 2013. Sada funkei byla doddna pomoci balicku cec2013 (Zambrano-Bigiaini
M. et Gonzalez-Fernandez Y., 2015). Jejich piehled je uveden v pfiloze A.1 a rozbor v
priloze A.2.
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Testovani probéhlo za nasledujicich podminek:

Objektivni funkce 28 minimaliza¢nich tloh
Dimenze 10
Béhu 51
MaxFES 10 000 - D
Prohledavany prostor [~100,100)7
Inicializace uniformni ndhodné uvniti prohledavaného prostoru
Terminac¢ni kritérium dosazeni MaxFES nebo e < 1078

Byly zaznamenavany hodnoty pro objektivni funkci pro vSechny jedince v kazdé

generaci.

4.2.1 Statistické zpracovani

Pro statistické porovnani mezi algoritmy byl pouZit neparametricky Friedmantv test
na medidnech nejlepsich vysledkt z jednotlivych béhii. Za testovanou stfedni hodnotu byl
pouzit median, protoze funkéni hodnoty vysoko-dimenzionalnich problémii mohou, a také
nabyvaji velmi vysokych hodnot. Citlivost aritmetického priméru na vyrazné odchylky
je v tomto pfipadé nezéddouci. Friedmaniiv test pfedpoklada existenci k nezévislych
méfeni, kde k > 2, ktera je mozné sefadit.

Znéni hypotéz:

=
o
!

| 3<|
I
I

| §<|

Testovaci statistika i
12 b(k+1)\°
T=——— R, — ———~ 4.3
bk(k+1) ; < 2 > (4.3)

kde k je druh algoritmu a b je blok méfeni (viz rovnice 4.4)

blok 1 2 - k
Iz x2 - Tk
2 xn w2 - Tk (4.4)
b xpy1 T2 o Tk
a poradi
b
Ry =) R(Xi) (4.5)
i=1

V pripadé prikazného rozdilu se pfistupuje k Post-hoc parovym Wilcoxonovym testtim
s Wilcoxon-Nemenyi-McDonald-Thompson korekei (Hollander et Wolfe, 1999).
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4.3 BILAN pripadova studie

Vybrana tspésna varianta na CEC 2013 byla nasledné porovnana s jiz implemen-
tovanymi algoritmy v modelu BILAN na 10 ndhodné vybranych povodich. K tomuto
ucelu poslouzila jedna varianta BS a jedna varianta SCDE. K nastaveni jejich parametra
byla pouZzita empirickd zkuSenost (Maca, 2017, in verb.). Vypocet evapotranspirace byl
proveden na zakladé zemépisné sirky.

4.3.1 Nastaveni implementovanych optimaliza¢nich algoritmu

Binarni srovnavani

Maximum iteraci zvoleno 500. Poc¢ateéni hodnoty byly dosazeny generovanim z uni-
formniho rozdélen{ v rozsahu a dimenzich parametriit modelu. Rozsah musel byt pro
prvn{ generaci upraven nasledovné:

Spa  (5; 180)

Dgw (0; 18)

Alf (0,0005; 0,0025)
Dgm (0,5; 19,5)

Soc  (0,05; 0,9)

Wic  (0,05; 0,9)

Mec  (0,05; 0,9)

Grd  (0,05; 0,9)

Diferencialni evoluce

Byla vybréna varianta SCDE: | best one bin“ se 4 komplexy a 10 generacemi na
komplex. Pocet promichévani byl nastaven na 5, pocateéni zasoba na 50 a pocet b&hi v
ansamblu na 5.

BBO

V realné tloze bylo zachovano stejné nastaveni jako na testovaci tloze pii ¢tvrtinovém
poctu generaci — 250 populaci 100 generaci, pocet elitnich habitat roven 10 %, maximalni
mira mutace zvolena 0.05. Pravdépodobnostni selekci mutace podléhala vSechna FeSent,
vybér byl proveden dle rovnice 3.24. Inicializace probé&hla generovanim ¢isel z uniformniho
rozdéleni v celém prostoru.

4.3.2 Evaluaéni kritéria

Vybér byl determinovan jiz implementovanymi optimaliza¢nimi kritérii v modelu
BILAN. Mezi nimi byla vybrana MAE, MSE a NS. Pro kazdy hydrologicky index bylo
provedeno 30 opakovani s kazdym algoritmem.
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4.4 Pouzité zdroje

Vsechny vypocty véetné vyhodnoceni byly provedeny v prostiedi R (R core team,
2016). Grafické vystupy byly zpracovany pomoci balicki ggplot2 (Wickham, 2009)
a viridis (Garnier, 2016). Dale ke zpracovani dat byly pouzity balicky reshape2
(Wickham, 2007) a data.table (Dowle et Srinivasan, 2017).

Pouzita verze balicku bilan byla ze dne 18. 6. 2015 (Kasparek et al., 2015). Kalib-
racni kritéria pro BBO byla doplnéna balickem hydroGOF (Zambrano, 2014).
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Vysledky

Bylo vytvoreno vice nez 8751 souborti obsahujicich udaje o jednotlivych bézich na
kazdé jedné testovaci funkci o celkové velikosti pfesahujici 4,6 Gb. Dale pak 180 soubori
s vysledky kalibrace pomoci BBO v souhrnné velikosti 370 Mb. V souétu vypocty
spotiebovaly pres 550 hodin vypocetniho ¢asu.

5.1 Testovani na sadé funkci CEC 2013

V8echny pripravené varianty byly schopny rychle konvergovat ke globalnimu optimu u
vétsiny 10D problému. Vyjimku tvofila funkece ¢. 26 (obr. B.22), kde BBOSIN evidentné
uvizla v lokdlnim minimu uz po 10 tis. evaluacich. Z hlediska stfednich hodnot kone¢nych
vysledku si viibec nejlépe vedla varianta BBOSCA. Timto zptisobem na 14 funkcich
predéila ostatni (obr. 5.1). Velmi dobrého skore dosahla v pritbéhu testovani i BBOSGA,
nejlepstho primérného vysledku docilila v 10 pfipadech. Pfi zvazeni jednotlivych nejlep-
§ich hodnot doglo k déleni poradi s celkovym poctem BBOSCA i BBOSGA 12 nejlepsich
(obr. 5.2). Vysledky shrnuje tab 5.2 resp. 5.3. Nejlépe jsou vidét rozdily mezi algoritmy na
obr. 5.3 a obr. 5.4, obé funkce jsou multimodalni neseparabilni a asymetrické. Statistické
testovani bylo zaloZeno na stfednich hodnotéch.

. . A

g 3
3 3]
Ay u
2 2
BBO BBO2 BBOSIN BBOSGA BBOSCA BBOSLE BBO BBO2 BBOSIN BBOSGA BBOSCA BBOSLE
Algoritmus Algoritmus

Obr. 5.1: Popisné statistiky dle poc¢tu nejlepsich  Obr. 5.2: Popisné statistiky dle medianu nejlep-
dosazenych hodnot. sich dosazenych hodnot.
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Aplikaci Friedmanova testu byla prokazana oboustranna odlisnost medidnu vykonnosti
mezi skupinami, p-hodnota = 2,2364e-11, Testovaci statistika 7=6,9357. Po Post-hoc
procedufe je upravend p-hodnota = 2,9919e-11. Vzajemnym porovnanim Wilcoxon-
Nemenyi-McDonald-Thompson testem byl nalezen pritkazny rozdil mezi témito tfemi
dvojicemi algoritmi BBO, BBO2 - BBOSCA, BBOSGA — BBOSIN, BBOSLE. Spatné
si vedly BBO a BBOZ2, pricemz BBO2 je z této dvojice horsi. Jediny par s podobnymi
vysledky, ktery je tvofen algoritmy s a bez muta¢niho operatoru, je BBOSLE a BBOSIN.
Zbylé dvé varianty s mutaénim operatorem BBOSGA a BBOSCA dosahovaly signifikantné
lepsich vysledkii nez ostatni. Zaroven mezi témito dvéma neni rozdilu, (p-hodnota je
rovna 0,9999). Vsechny p-hodnoty jsou uvedeny v tab. 5.1. Pfesné prubéhy optimalizaci
obsahuji konvergenéni grafy v priloze B.2. Tabulky B.1, B.2, B.3, B.4, B.5 a B.6 v priloze
B.1 shrnuji statistiky pro jednotlivé funkce u kazdé varianty.

Tab. 5.1: Matice vysledkt Post hoc analyzy.

BBO BBO2 BBOSIN BBOSGA BBOSCA BBOSLE

BBO X

BBB2 0,9995 X

BBOSIN  0,0014 0,0048 X

BBOSGA 0,0000 0,0000 0,0430 X

BBOSCA 0,0000 0,0000 0,0286  0,9999 X
BBOSLE 0,0487 0,0130 0,9056  0,0012  0,0007 X

Pro srovnani vykonnosti na pfipadové studii byla vybrana varianta BBOSCA. Jak
je uvedeno vyse, dosahla celkové vice lepsich primérovanych vysledkia nez BBOSGA.
Dale pti pohledu na tab. B.5 a B.4 je patrny vyrazny rozdil mezi vykonnosti na 2. a 3.
testovaci funkci. V téchto pripadech BBOSCA doséhla nasobné az fadové nizsich hodnot.
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Obr. 5.3: Konvergenéni plot pro 9. funkeci.
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Obr. 5.4: Konvergenéni plot pro 23. funkci.
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&Snosti optimaliza¢nich algoritmt na CEC 2013 dle medianu.

Poradi asp

Tab. 5.2

22 23 24 25 26 27 28%

21

19 20

11 12 13 14 15 16 17 18

10
6

1 2 3 4 5 6 7 8 9

fn CEC 2013
BBO

6 5 5 6 6 5 6 4 6

5 4 4 4 5 6 5

5

1

BBO2

4
1

4 6 3 5 4 3 3 2 4
1 2 2 2 1 2 2 3 2

2

BBOSIN

BBOSGA
BBOSCA

11 2 1 1 1

1

3

3 3 6 3 3 4 4 6 3

BBOSLE

41

&8nosti optimalizacnich algoritmt na CEC 2013 dle nejlepsich hodnot.
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5.2 Porovnani s jiz implementovanymi optimaliza¢nimi al-
goritmy
Je ¢lenéno dle optimalizovanych hydrologickych indexti. 10 povodi je z diivodu lepsi

Citelnosti graficky rozdéleno na dva soubory dle tspésnosti. Statistiky kalibrace jsou
vypséany v piiloze C, tab. C.1, C.2 a C.3.

5.2.1 MAE

BBO *
BS 04 | F-—c —
DE +0

BBO

-
BS D} [ L] o
t

DE

BBO .%‘

DE (1 _J +

BBO +
DE P

BBO %
BS 4]}0 (] ®
DE +

S

Optimaliza¢ni algoritmus

MAE

Rozdil od optima 8_

9 10

Obr. 5.5: Vysledky optimalizace hydrologického indexu MAE na povodich 1, 2, 5, 7, 8.

Vysledky viz obr. 5.5 a 5.6, htfe nez SCDE si BBOSCA vedla zejména na povodi ¢.
5, kdy se SCDE oproti BBOSCA byla schopna dostat z lokalniho minima. V praméru
prii optimalizaci kritéria MAE doséhla varianta BBOSCA horgich vysledkt nezli SCDE
na vSech povodich. Pouze dvakrat dosahla nejlepsitho koneéného minima. P¥i hodnoceni
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prumérnych hodnot nebyla nejlepsi ani jednou. Metoda BS zaostavala zejména u povodi
1,5 a 7, ani v jednom piripadé neposkytla srovnatelny vykon jako druhé dveé.

BBO +
BS D}—
DE +

I
DE +

BBO + L
BS %‘ -~
DE +.

BBO +
BS {I} =
DE +

BBO + [
e :
DE +

0T

Optimalizaéni algoritmus

MAE

Rozdil od optima “‘

56 78 910

Obr. 5.6: Vysledky optimalizace hydrologického indexu MAE na povodich 10, 3, 4, 6, 9.

5.2.2 MSE

Zde BBOSCA dosahla stejnych primérnych koneénych hodnot s SCDE na 3. povodi
(obr. 5.8) a lepsich hodnot v dalgich tfech piipadech. Na zbylych si v praméru vedla
hiife nez SCDE. Zajimavé je, ze pii sou¢tu dosaZenych absolutnich nejlepsich hodnot
dosahla BBOSCA 7 prvenstvi. Obé metody opét predcili BS. Zajimavého vysledku bylo
dosaZzeno zejména pii kalibraci povodi 1 a 7 (obr. 5.8, 5.7), které obé& globalni metody
kalibrovaly vyrazné lépe nez BS, jez evidentné ztistdvala v lokalnich minimech.
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Obr. 5.7: Vysledky optimalizace hydrologického indexu MSE na povodich 1, 10, 2, 7, 8.
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Obr. 5.8: Vysledky optimalizace hydrologického indexu MSE na povodich 3, 4, 5, 6, 9.
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5.2.3 NS

Oproti predchozim dvéma indextim, dosahovaly pri kalibraci modelu pomoci Nash-
Sutcliffova kritéria vSechny tii algoritmy v priméru nejvice konzistentnich vysledki, coze
je dobfe viditelné zejména na obr. 5.10. Tab. C.3 prozrazuje, Ze u maximélnich hodnot
bylo dosahovano zanedbatelnych rozdila. Pouze u povodi 4 nebyl schopen algoritmus
BBOSCA kalibrovat na stejné trovni jako druhé dva. Celkem tfikrat byl rozdil mezi
jednotlivymi priumérnymi hodnotami mensi nez 0,001.

BBO

t
4
¢

DE

01
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DE

BBO % ° °

BBO
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DE
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DE
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0.28.30.3D.349.36).38

Obr. 5.9: Vysledky optimalizace hydrologického indexu NS na povodich 10, 2, 4, 7, 8.
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Obr. 5.10: Vysledky optimalizace hydrologického indexu NS na povodich 1, 3, 5, 6, 9.

5.2.4 Hydrogramy vybranych povodi

Pro zduraznéni vyznamu kvalitni kalibrace byla vybriana dvé povodi, u kterych byl
tento proces z hlediska aplikovanych metod nejproblemati¢téjsi. Jsou to povodi 7 (obr.
5.11), kalibrovano pfes index MAE a povodi 5 (obr. 5.12), kalibrovano pies index MSE. U
povodi 7 nebylo chovani povodi dobfe simulovano zejména v prvni poloviné obsazenych
méfeni. Odezva povodi 5 byla vystizena pomérné dobte (opticky snad i o néco lépe
neZ predchozi) az na 3 velmi vysoké stavy v zavéru méfeni, které vyrazné zvysily
hodnotu sledovaného hydrologického indexu. U obou jmenovanych se zdé, Zze metoda BS
modelovala odezvu ¢asto s nadsazenymi prutoky.
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Kapitola 6

Diskuze

Vysledky potvrzuji, Ze tvar migra¢nich kiivek mé na kvalitu feSeni vyznamny vliv.
Stejné jako v pripadé jinych studii (Feng et al., 2017), i zde doséhla migra¢ni kifivka
ve tvaru sinusoidy nejkvalitnéjsich hodnot. Ponékud pfekvapivym zjisténim je slabé
vykonnost kvadratickych kiivek, které je v rozporu s vysledky (Ma et al., 2009; Ma,
2010), kde se ukazovalo, ze ¢im blizsi migra¢ni model pfirodni skutecnosti, tim lepsi
vysledky.

Vypoéty na tlohdch CEC 2013 potvrzuji zjisténi jinych autori, Ze originalni forma
BBO trpi nedostatky v explorativni fazi (Gong et al., 2010; Al-Roomi et El-Hawary,
2016). Pokud je objektivni funkce vysoko-dimenzionalni, generovana feseni bez muta¢niho
operatoru sice zajistuji vyssi diverzitu populace nez pfi pouZziti mutac¢nich operatort,
ale méloktera feSeni jsou natolik dobré, aby prosla sitem elitismu. Stejné jako u GA
pouzit{ mutacnich operatort je v takovych p¥ipadech u BBO vhodné. Tato zjisténi jsou
v souladu s jiz publikovanymi vysledky (Al-Roomi, 2016). ZlepSeni explora¢ni schopnosti
zejména u mutacnich operatora vyuzivajicich Gaussova a Cauchyova rozdéleni bylo na
testovacich tlohach znatelné. Lepsich vysledkt dosahovalo Cauchyovo rozdéleni ziejmé
proto, ze Gaussovo rozdéleni mé t&zsi konce, a je tak vice nachylné k uviznuti v lokalnim
optimu. Muta¢ni operator vyuzivajici Lévyho rozdéleni se zfejmé nepodafilo vhodné
nastavit. Bylo by nicméné vhodné, se mu déle vénovat pfi meta-optimalizaci. Je schopen
zaroven generovat kromé vétsiny feseni z blizsiho i néktera ze 8irsiho okoli. (Napiiklad
pri parametrizaci v = 0 a a = 0,5 je generovano nasledujicich 10 feseni: 0,329; 0,842;
0,134; 4,5435; 7,420; 0,485; 0,919; 0,894; 0,375; 3,504). Zajimava by mohla byt kombinace
obojiho, tedy na elitni feSeni pouzit mutaci Gaussovu/Cauchyho a na ostatni Lévyho.

Pro srovnani, ani jedna varianta BBO nedosahovala takovych vysledki na funkcich
CEC 2013, jako diferencialni evoluce s riznymi muta¢nimi strategiemi (Zamuda et al.,
2013). Pfi dosud uvedeném a z pohledu dosud implementovanych feSeni v modelu BILAN
je zajimava varianta kompenzace nedostateéné schopnosti explorace BBO hybridizaci s
lokalni explorac¢ni silou DE, ktera je diskutovana naptiklad v (Lohokare et al., 2012). Zde
se tedy ukazuje mozna cesta efektivniho propojeni obou v konceptuélnim hydrologickém
modelovani. Mezi dalsimi feSenimi problému explorace lze uvést vhodnou inicializaci
prvn{ generace pomoci nékterého z mechanismti uvedenych v kapitole 3.1.6. Dalsiho
podstatného zlepgeni by se pravdépodobné dosdhlo vhodnym mechanismem odstrafovani
duplicitnich feSeni. Vlivem migracnich kiivek totiz populace sméfuje k pomérné rychlé
homogenizaci populace, pricemz udrzeni populacni diverzity je pravé z hlediska explora¢ni
funkce velmi podstatné. Zde se potvrzuje zminované paralela v pfirodnim ekosystému,
kde stabilni habitaty jsou ty s nejvétsi diverzitou prostiedi a druhi. Odstrafiovani
duplicitnich feSeni ovSem miize nezadoucim zpusobem zvySovat komplexitu vypoctu,
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protoze se v takovém pfipadé musi znovu prochézet soubor feSeni, generovat nova
a posléze opét fadit. Jedno z moznych feSeni pro implementaci mutZze naptiklad byt
odstranovani duplicitnich poloZek pouze v pfedem dané iteraci. Na piiklad v kazdé
desaté. Casova narocnost tohoto tkolu byla pfi zpracovani této prace obejita pouzitim
vétsi populace, nez v piivodni publikaci (Simon, 2008) i nez doporucuji jini autoii (Feng
et al., 2017).
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Zaveér

Hlavnim cilem této prace bylo zvolit a otestovat nékolik variant feseni BBO pro jejich
mozné pouziti ke kalibraci hydrologického modelu BILAN. Hlavni cil prace se podafilo
naplnit.

V teoretickém tvodu byla tato metaheuristika rozebrana a zasazena do kontextu.
Byly popsény zékladni mechanismy algoritmu a bylo poukédzéno na fakt, Ze diky mi-
gra¢nimu mechanismu dovede tato skupina heuristickych globalnich optimaliza¢nich
algoritmu konvergovat ke globalnimu optimu jak na testovacich tilohéach, tak na realnych
problémech.

Na tdlohach CEC 2013 studie ukazala, ze algoritmus BBOSCA je nejvykonné&jsim
ze Sestice kandidatt na implementaci do jadra modelu BILAN. Na pfipadové studii
kalibrace hydrologického modelu BILAN bylo dosaZeno, za pouZziti tfech inverznich
iloh, jen o malo horsiho vysledku nez predvedla SDCE, véetné nékolika prvenstvi. Zde
dosahovala BBOSCA o néco horsich vysledkii nez SCDE (stale vyrazné lepsich nez BS).

Na zakladé uvedenych vysledka diplomova prace poskytuje nésledujici prinosy:

Za prvé doslo k prvnimu ¢asteénému poméfeni vlivu riiznych migracénich modela
na dosud netestovanych 10D kontinualnich problémech a bylo prokizano, ze mutacéni
operatory pfispivaji k rychlejsi konvergenci.

A za tieti, jelikoZ se v dobé zhotoveni tohoto textu v prostfedi R nachazi pouze
varianta BBO bez mutad¢nich operatort, ktera dospivala k prokazatelné horsim vysledkim,
je mozné po tpravé pracovni verze kdd publikovat v podobé balicku.

Za druhé, vysledek prace a testovaci framework, ktery jeji vznik doprovéazel je dale
mozné pouZit jako znalostni i materialni pfedlohu k meta-optimalizaci BBO parametri
a hybridizaci s dal§imi optimaliza¢nimi algoritmy pfi praci na C+-+ varianté modelu
BILAN.
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Appendix A

A.1 Prehled testovacich funkci CEC 2013

Table A.1: Jmenny soupis testovacich funkci CEC 2013 véetné hodnoty globalniho minima.

Nm. Jméno (e = fI = fi(z"))

Unimodalni 1 Sphere function —1400
funkce 2 Rotated High Conditioned Elliptic Function —1300
3 Rotated Bent Cigar Function —1200

4 Rotated Discus Function —1100

5 Different Powers Function —1000

Zakladni 6 Rotated Rosenbrock’s Function —900
multimodalni 7 Rotated Schaffers Function —800
funkce 8 Rotated Ackley’s Function —700
9 Rotated Weierstrass Function —600

10 Rotated Griewank’s Function —500

11 Rastrigin’s Function —400

12 Rotated Rastrigin’s Function —300

13 Non-Continuous Rotated Rastrigin’s Function —200

14 Schwefel’s Function —100

15 Rotated Schwefel’s Function 100

16 Rotated Katsuura Function 200

17 Lunacek Bi-Rastrigin Function 300

18 Rotated Lunacek Bi-Rastrigin Function 400

19 Expanded Griewank’s plus Rosenbrock’s Function 500

20 Expanded Scaffer’s F6 Function 600

Slozené 21 Composition Function 1 (n = 5, Rotated) 700
funkce 22 Composition Function 2 (n = 3, Unrotated) 800
23 Composition Function 3 (n = 3, Rotated) 900

24  Composition Function 4 (n = 3, Rotated) 1000

25 Composition Function 5 (n = 3, Rotated) 1100

26  Composition Function 6 (n = 5, Rotated) 1200

27 Composition Function 7 (n = 5, Rotated) 1300

28 Composition Function 8 (n = 5, Rotated) 1400

Prohledavany prostor [—100, 100]”
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A.2 Popis testovacich funkci CEC 2013

Funkce spadaji do ruznych kategorii a reprezentuji tak Sirokou paletu vypocetnich
problému. Napiiklad délitelné (x +y) a nedélitelné (xy), symetrické (sin x) a asymetrické
(Jz|) a unimodalni (%) vs. multimodalni (cos z).

fn 1 - Sphere function

Unimodalni, separabilni problém.

fn 2 - Rotated High conditioned elliptic function

Unimodalni, neseparabilni problém.

fn 3 - Rotated Bent cigar function

Unimodalni, neseparabilni, hladka s tizkym hifebenem.

fn 4 - Rotated Discuss function

Unimodalni, neseparabilni, asymetricka, hladké mistni nepravidelnosti, jeden senzitivni

SMeEr.

fn 5 - Different Powers function

Unimodalni, separabilni, rizné senzitivita proménnych z;.

fn 6 - Rotated Rosenbrock’s function

Multimodéalni, neseparabilni s velmi tzkym tdolim od lokalniho ke globalnimu optimu.

fn 7 - Rotated Schaffers function

Multimodéalni, neseparabilni, asymetrickd s velkym mnozstvim lokalnich optim.

n 8 - Rotated Ackley’s function
f y

Multimodélni, neseparabilni, asymetricka.

fn 9 - Rotated Weierstrass function

Multimodalni, neseparabilni, asymetrickd. Kontinuélni, ale diferencovatelnd jen na
mnoziné.

fn 10 - Rotated Griewank’s function

Multimodélni, rotovana, neseparabilni.
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n 11 - Rastrigin’s function
f g

Multimodélni, separabilni, asymetrickd s velmi velkym mnozstvim lokdlnich optim.

fn 12 - Rotated Rastrigin’s function

Multimodélni, separabilni, asymetrickd s velmi velkym mnozstvim lokélnich optim.

fn 13 - Non-continuous rotated Rastrigin’s function

Multimodéalni, rotovana, asymetrickd, nekontinualni s velmi velkym mnoZstvim lokalnich
optim.

fn 14 - Schwefel’s function

Multimodalni, rotované, neseparabilni, asymetrickd, mnoho lokalnich optim z nichz
druhé nejlepsi je velmi vzdalené od globalniho.

fn 15 - Rotated Schwefel’s function

Multimodéalni, rotované, neseparabiln{, asymetrickd, mnoho lokalnich optim z nichz
druhé nejlepsi je velmi vzdalené od globalniho.

fn 16 - Rotated Katsuura function

Multimodéalni, neseparabilni, asymetrickid. Kontinualni, ale nikde nediferencovatelna.

fn 17 - Lunacek Bi-Rastrigin function

Multimodéalni, neseparabilni, asymetrickd. Kontinualni, ale nikde nediferencovatelna.

fn 18 - Rotated Lunacek Bi-Rastrigin function

Multimodéalni, neseparabilni, asymetrickd. Kontinualni, ale nikde nediferencovatelna.

fn 19 - Rotated expanded Griewank’s plus Rosenbrock’s function

Multimodélni, neseparabilni.

fn 20 -Rotated expanded Schaffer’s F6 function

Multimodé&lni, neseparabilni, asymetricka.

fn 21 - Composition function 1

Multimodélni, separabilni, asymetrick4 s rtiznymi vlastnostmi okolo lokalnich optim.

fn 22 - Composition function 2

Multimodéalni, separabilni, asymetrickd s rtiznymi vlastnostmi okolo lokélnich optim.
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fn 23 - Composition function 3

Multimodélni, neseparabilni, asymetricki s rtiznymi vlastnostmi okolo lokdlnich optim.

fn 24 - Composition function 4

Multimodélni, neseparabilni, asymetricki s rtiznymi vlastnostmi okolo lokélnich optim.

fn 25 - Composition function 5

Multimodélni, neseparabilni, asymetricki s riznymi vlastnostmi okolo lokélnich optim.

fn 26 - Composition function 6

Multimodélni, neseparabilni, asymetricki s riznymi vlastnostmi okolo lokédlnich optim.

fn 27 - Composition function 7

Multimodéalni, neseparabilni, asymetricka s riznymi vlastnostmi okolo lokalnich optim.

fn 28 - Composition function 8

Multimodéalni, neseparabilni, asymetricki s rtiznymi vlastnostmi okolo lok&lnich optim.
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Appendix B

B.1 Tabelované vysledky CEC 2013

Table B.1: Vysledky BBO z 51 b&hi pro 10D (linearni migrace bez muta¢niho operatoru)

Funkce Nejlepsi Nejhorsi Median Prameér o
1 16.97 57.57 39.50 38.04 12.21
2 345060.39 3837885.65 1757774.65 1933686.94 997362.51
3 28682005.41 529974740.84 200022347.46 220148342.86 113616371.66
4 3214.11 10442.49 6896.52 6950.39 2026.26
5 5.26 17.98 12.68 13.01 3.20
6 11.61 24.85 14.65 15.13 2.72
7 9.16 36.94 24.09 23.70 6.24
8 20.22 20.52 20.36 20.37 0.07
9 3.60 7.34 5.94 5.80 0.92

10 5.62 31.85 16.58 16.47 6.38
11 4.05 10.72 6.39 6.43 1.49
12 22.72 50.09 37.84 36.70 6.71
13 21.37 47.54 36.43 36.44 6.56
14 9.59 46.55 27.57 27.02 8.38
15 835.88 1592.31 1212.12 1216.20 181.59
16 0.28 1.46 1.00 0.93 0.30
17 10.52 12.31 11.28 11.28 0.43
18 20.50 51.57 38.87 37.67 8.13
19 0.39 1.09 0.67 0.67 0.15
20 2.18 3.71 3.41 3.30 0.37
21 210.75 400.27 400.21 393.90 34.59
22 8.03 212.62 17.88 49.23 51.85
23 318.47 1661.22 1048.52 1049.82 348.68
24 110.61 223.42 213.37 204.07 30.41
25 140.31 221.15 210.13 207.58 16.52
26 110.43 200.35 200.05 163.31 40.96
27 328.54 468.44 367.77 377.93 40.09
28 109.39 329.02 317.66 304.09 52.31
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Table B.2: Vysledky BBO2 z 51 b&hi pro 10D (kvadratickd migrace bez mutaéniho operatoru).

Funkce Nejlepsi Nejhorsi Median Prameér o
1 5.92 55.19 25.96 26.89 8.87
2 331974.76 4321083.41 1724860.50 1785462.44 868284.65
3 55980985.35 734640338.28 178753208.33 214659524.24 127009103.41
4 2974.93 11744.33 5655.94 6281.64 2002.46
5 4.28 18.86 9.89 10.08 3.12
6 8.16 19.38 14.69 14.59 2.19
7 11.96 40.77 23.14 23.21 6.80
8 20.18 20.51 20.34 20.35 0.07
9 4.24 7.50 5.81 5.83 0.79

10 3.96 19.46 13.00 13.19 4.21
11 2.03 8.07 5.60 5.55 1.35
12 26.57 44.92 36.97 35.77 5.10
13 10.50 49.00 34.49 35.62 8.24
14 5.43 43.52 17.90 18.15 6.61
15 736.11 1518.89 1191.91 1177.82 172.05
16 0.64 1.39 1.07 1.09 0.18
17 14.94 24.26 18.76 19.00 2.39
18 42.12 69.48 57.59 56.08 7.66
19 1.43 4.63 3.13 3.29 0.76
20 2.56 3.72 3.33 3.29 0.30
21 276.08 404.40 402.01 399.10 19.97
22 36.23 149.51 62.53 68.20 24.33
23 720.37 1626.48 1376.55 1335.77 206.43
24 138.15 221.89 217.74 208.88 23.33
25 135.67 219.53 214.56 206.45 23.72
26 129.28 200.21 147.31 158.08 25.92
27 400.50 483.47 432.34 432.96 19.52
28 181.81 503.29 426.97 379.00 102.24

62



Table B.3: Vysledky BBO2 z 51 bé&hii pro 10D (sinusoidalni migrace bez mutaéniho operatoru).

Funkce Nejlepsi Nejhorsi Median Pramér o
1 1.35 9.64 4.34 4.63 2.01
2 371380.14 4642827.48  1969476.75  1972891.83 937354.40
3 17340049.06 196928376.29 67385184.35 71744672.27 37429155.09
4 2110.58 13570.38 6137.00 6402.75 2359.58
5 1.03 6.21 3.16 3.24 1.00
6 10.33 13.46 11.15 11.32 0.68
7 7.57 29.74 17.63 17.82 4.91
8 20.20 20.49 20.35 20.35 0.07
9 2.82 8.03 5.47 5.33 1.16

10 1.67 16.64 5.36 6.25 3.37
11 0.27 2.81 1.34 1.46 0.62
12 13.75 42.98 28.91 28.65 6.61
13 18.74 50.18 30.49 30.98 6.57
14 1.38 12.19 4.77 5.32 2.28
15 264.55 1307.78 820.01 786.19 244.99
16 0.32 1.31 0.76 0.77 0.25
17 10.27 10.98 10.60 10.62 0.18
18 19.51 46.01 29.93 31.05 6.22
19 0.11 0.61 0.44 0.42 0.13
20 2.07 3.68 3.11 3.02 0.45
21 400.19 400.21 400.20 400.20 0.00
22 0.48 202.85 3.21 18.63 42.42
23 306.65 1479.74 854.89 867.18 282.47
24 113.08 219.96 211.36 203.02 25.79
25 110.16 217.97 206.46 196.43 29.88
26 106.67 200.18 200.05 166.41 38.43
27 319.35 429.82 335.18 341.10 23.56
28 301.75 310.11 304.70 304.90 1.73
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Table B.4: Vysledky BBOSGA z 51 béht pro 10D (sinusoidalni migrace a mutaéni operétor s
Gaussovym rozdélenim).

Funkce  Nejlepsi Nejhorsi Median Pramér o
1 0.01 0.02 0.01 0.01 0.00
2 71198.60 5491751.80  735412.42  1015013.79 980264.26
3 16301.40 186019602.55 3876563.71 15909607.53 32865622.88
4 537.71 9557.36 3356.67 3836.30 2302.93
5 0.02 0.07 0.04 0.04 0.01
6 0.59 10.03 9.93 9.30 2.23
7 0.38 37.60 8.96 10.69 8.08
8 20.21 20.50 20.36 20.36 0.07
9 1.94 7.26 4.63 4.59 1.47

10 0.44 1.53 0.74 0.80 0.26
11 0.00 1.01 0.01 0.06 0.22
12 2.01 20.94 8.00 8.42 3.88
13 3.35 28.97 15.06 14.48 5.99
14 0.24 0.89 0.65 0.63 0.15
15 224.66 1103.17 714.18 683.26 238.99
16 0.16 0.71 0.42 0.42 0.12
17 10.36 11.56 10.73 10.77 0.25
18 16.19 26.62 22.54 22.24 2.48
19 0.12 0.93 0.56 0.53 0.18
20 1.92 3.64 2.85 2.85 0.46
21 400.19 400.19 400.19 400.19 0.00
22 0.91 104.82 14.17 21.49 28.32
23 439.40 1335.26 917.60 908.67 220.18
24 142.13 217.38 209.67 202.36 19.72
25 126.50 217.51 207.10 201.39 20.05
26 109.02 200.35 155.91 162.66 36.20
27 307.65 343.97 309.56 311.05 6.96
28 101.21 303.66 302.72 292.61 44.34
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Table B.5: Vysledky BBOSCA z 51 béht pro 10D (sinusoidalni migrace a muta¢ni operator s Cauchyho

rozdélenim).

Funkce  Nejlepsi Nejhorsi Median Pramér o
1 0.01 0.05 0.03 0.03 0.01
2 25151.07  3233346.02 396061.88  626360.74 622708.61
3 33518.79 69855009.27 397922.30 3891456.96 11454271.68
4 405.02 7773.31 2036.31 2458.81 1828.93
5 0.04 0.12 0.07 0.07 0.02
6 1.09 10.08 9.92 9.31 2.27
7 0.40 18.55 2.39 4.50 4.59
8 20.17 20.50 20.36 20.36 0.08
9 0.63 5.66 3.22 3.35 1.18

10 0.54 1.79 0.80 0.88 0.28
11 0.02 0.07 0.03 0.04 0.01
12 3.10 18.00 8.13 7.91 3.16
13 2.26 49.75 13.37 14.00 7.96
14 0.66 2.03 1.21 1.21 0.32
15 267.11 1042.58 680.91 668.42 194.68
16 0.15 0.82 0.47 0.45 0.13
17 10.38 11.15 10.75 10.76 0.17
18 15.59 30.98 22.36 22.73 341
19 0.20 0.92 0.61 0.61 0.16
20 1.73 3.52 2.71 2.71 0.42
21 102.12 400.20 400.19 392.74 47.13
22 2.69 114.21 17.75 27.74 31.80
23 305.30 1088.63 820.95 778.45 214.60
24 105.93 218.04 209.36 197.39 29.16
25 130.41 216.57 205.57 202.79 14.65
26 103.29 200.07 137.76 150.29 37.47
27 309.22 413.62 312.47 318.65 22.77
28 101.57 306.09 304.23 294.16 44.73
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Table B.6: Vysledky BBOSLE z 51 béht pro 10D (sinusoidalni migrace a mutaéni operator s Lévyho

rozdélenim).

Funkce Nejlepsi Nejhorsi Median Pramér o
1 0.13 0.80 0.30 0.35 0.16
2 82769.76 4459316.76 941588.69 1163645.78 1002132.26
3 13306451.60 694649007.59 235542436.49 271451634.53 174242288.87
4 936.79 8400.12 3538.23 3668.15 1873.59
5 0.18 1.24 0.46 0.53 0.26
6 10.20 24.91 13.84 14.23 2.92
7 7.02 38.85 21.81 20.99 7.13
8 20.18 20.48 20.37 20.37 0.06
9 2.81 7.93 4.87 4.92 1.14

10 1.02 16.36 3.12 4.09 3.01
11 0.13 1.45 0.33 0.39 0.27
12 5.82 23.16 13.75 14.04 4.72
13 13.74 33.14 20.01 21.22 5.07
14 2.03 12.23 7.62 7.25 2.20
15 244.36 1375.92 942.55 914.54 274.07
16 0.39 1.13 0.75 0.76 0.19
17 11.02 13.86 12.04 12.05 0.56
18 22.61 40.09 29.92 30.63 4.25
19 0.16 1.25 0.60 0.59 0.25
20 2.41 3.70 3.30 3.25 0.28
21 316.37 400.24 400.21 398.12 13.26
22 16.53 187.25 108.22 89.26 53.97
23 405.19 1391.01 1000.12 1006.59 220.50
24 128.28 220.35 213.74 201.98 27.40
25 115.48 219.09 210.92 199.55 28.07
26 107.99 200.10 122.40 136.53 31.26
27 315.97 375.15 322.87 325.31 9.92
28 119.24 444.05 321.39 326.05 48.15

66



B.2 Konvergenc¢ni grafy CEC 2013
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Figure B.1: Konvergené¢ni plot pro 1. funkci.
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Figure B.2: Konvergené¢ni plot pro 2. funkci.
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Figure B.3: Konvergené¢ni plot pro 3. funkci.
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Figure B.4: Konvergen¢ni plot pro 4. funkci.
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Figure B.5: Konvergené¢ni plot pro 5. funkci.
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Figure B.6: Konvergen¢ni plot pro 6. funkci.
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Figure B.7: Konvergené¢ni plot pro 7. funkci.
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Figure B.8: Konvergenéni plot pro 8. funkci.
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Figure B.9: Konvergené¢ni plot pro 10. funkci.
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Figure B.10: Konvergenéni plot pro 11. funkci.
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Figure B.11: Konvergenéni plot pro 12. funkci.
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Figure B.12: Konvergen¢ni plot pro 13. funkei.
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Figure B.13: Konvergenéni plot pro 14. funkci.
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Figure B.14: Konvergen¢ni plot pro 15. funkci.
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Figure B.15: Konvergen¢ni plot pro 16. funkci.
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Figure B.16: Konvergenéni plot pro 17. funkci.
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Figure B.17: Konvergenéni plot pro 18. funkci.
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Figure B.18: Konvergenéni plot pro 19. funkci.
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Figure B.20: Konvergenéni plot pro 21. funkci.
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Figure B.19: Konvergenéni plot pro 20. funkci.
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Figure B.21: Konvergenéni plot pro 22. funkci.
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Figure B.22: Konvergenéni plot pro 24. funkci.
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Figure B.23: Konvergenéni plot pro 25. funkci.
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Figure B.24: Konvergen¢ni plot pro 26. funkci.

78

100



Minimum

Minimum

800

700

600

500

400

300

1250

1000

750

500

250

—BBO

— BBO2

— BBOSCA

— BBOSGA
BBOSIN
BBOSLE

25 50 75
Evaluace (tis.)

Figure B.25: Konvergen¢ni plot pro 27. funkci.
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Figure B.26: Konvergencni plot pro 28. funkci.
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Appendix C

C.1 Vysledky kalibrace modelu BILAN

Table C.1: Kalibrace MAE kritéria. Minimum a maximum jsou vztaZeny k hodnoté optimalni
dosazitelné hodnoté — 0.

Povodi Algoritmus Minimum Maximum Medidn Pramér

1 BS 7.803 9.059 8.591 8.403
DE 7.410 7.484 7.412 7.414
BBO 7.413 7.514 7.465 7.471
2 BS 9.692 10.519 9.879 9.888
DE 9.569 9.667 9.638 9.623
BBO 9.551 10.192 9.750 9.771
3 BS 8.541 10.561 8.599 8.783
DE 8.444 8.584 8.473 8.484
BBO 8.464 8.731 8.573 8.587
4 BS 4.730 5.572 5.174 5.164
DE 4.640 4.741 4.656 4.657
BBO 4.676 4.928 4.739 4.742
5 BS 8.944 9.798 9.223 9.210
DE 7.370 7.872 7.834 7.785
BBO 7.741 8.064 7.917 7.912
6 BS 6.516 6.888 6.674 6.687
DE 6.328 6.382 6.333 6.339
BBO 6.352 6.498 6.412 6.414
7 BS 10.37 10.99 10.52 10.54
DE 9.589 9.670 9.594 9.597
BBO 9.604 9.700 9.647 9.647
8 BS 8.790 9.508 8.824 8.852
DE 8.667 8.707 8.684 8.683
BBO 8.687 8.774 8.723 8.725
9 BS 5.827 6.049 5.943 5.942
DE 5.194 5.288 5.214 5.223
BBO 5.248 5.453 5.300 5.298
10 BS 9.051 9.344 9.182 9.166
DE 8.632 8.678 8.636 8.643
BBO 8.646 8.723 8.676 8.675
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Table C.2: Kalibrace MSE kritéria. Minimum a maximum jsou vztaZeny k hodnoté& optimalni
dosazitelné hodnoté — 0.

Povodi Algoritmus Minimum Maximum Median Pramér

1 BS 128.8 278.6 188.0 174.5
DE 121.5 123. 121.8 122.0
BBO 121.4 121.9 121.7 121.7
2 BS 208.6 244.8 212.8 214.5
DE 203.6 205.8 204.7 204.7
BBO 203.8 206.6 205.5 205.4
3 BS 146.2 149.4 147.3 147.5
DE 142.1 146.2 142.2 143.0
BBO 141.9 142.5 142.2 142.2
4 BS 44.91 84.51 67.43 64.93
DE 40.48 43.81 43.20 43.03
BBO 39.82 44.62 42.81 42.69
5 BS 192.7 212.0 197.4 198.3
DE 125.7 128.0 125.7 126.0
BBO 141.9 142.5 142.2 142.5
6 BS 92.23 114.36 95.46 98.38
DE 84.12 85.57 84.36 84.46
BBO 84.12 84.38 84.23 84.23
7 BS 336.2 390.8 345.8 348.0
DE 240.7 241.5 240.7 240.8
BBO 240.6 241.1 240.8 240.8
8 BS 185.4 189.3 186.2 186.5
DE 173.7 173.8 173.7 173.7
BBO 173.5 174.4 173.8 173.8
9 BS 83.45 124.51 85.21 91.02
DE 70.92 71.06 70.96 70.96
BBO 70.93 71.03 70.98 70.98
10 BS 171.4 204. 175.1 176.1
DE 157.8 157.9 157.8 157.8
BBO 157.7 158.1 157.9 157.9
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Table C.3: Kalibrace pomoci NS critéria. Minimum a maximum jsou vztaZeny k hodnot& optimalni
dosazitelné hodnoté — 1.

Povodi Algoritmus Minimum Maximum Median Pramér

1 BS 0.4796 0.4937 0.4906  0.4908
DE 0.4877 0.4937 0.4924  0.4919
BBO 0.4915 0.4937 0.4930  0.4930
2 BS 0.6149 0.6489 0.6473  0.6438
DE 0.6451 0.6489 0.6489  0.6469
BBO 0.6450 0.6487 0.6464  0.6465
3 BS 0.5934 0.6051 0.6005  0.6006
DE 0.5934 0.6052 0.6045  0.6022
BBO 0.6043 0.6051 0.6049  0.6049
4 BS 0.6549 0.7177 0.7008  0.6994
DE 0.6953 0.7178 0.6956  0.7022
BBO 0.6953 0.6953 0.6972  0.6976
5 BS 0.5019 0.5178 0.5168  0.5154
DE 0.5044 0.5178 0.5176  0.5163
BBO 0.5164 0.5181 0.5176  0.5175
6 BS 0.5588 0.5679 0.5664  0.5658
DE 0.5542 0.5680 0.5666  0.5661
BBO 0.5631 0.5685 0.5669  0.5668
7 BS 0.6288 0.6304 0.6303  0.6302
DE 0.6292 0.6305 0.6304  0.6303
BBO 0.6301 0.6305 0.6304  0.6303
8 BS 0.7066 0.7091 0.7088  0.7087
DE 0.7086 0.7092 0.7090  0.7090
BBO 0.7089 0.7091 0.7090  0.7090
9 BS 0.4340 0.4954 0.4951  0.4825
DE 0.4945 0.4955 0.4952  0.4952
BBO 0.4945 0.4954 0.4949  0.4950
10 BS 0.7202 0.7220 0.7216  0.7214
DE 0.7212 0.7220 0.7220  0.7219
BBO 0.7216 0.7221 0.7219  0.7219
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