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Metodika
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Abstrakt

Druhové distribu¢ni modely (z anglického originalu Species Distribution Models, dale
jen SDM) se staly dulezitym nastrojem pro studovani vztahu mezi druhem a prostfedim ve
kterém se vyskytuje. S rozvojem SDM zacalo byt zfejmé, Zze hlavnim limitujicim faktorem
v modelovani druhové distribuce je pfesnost druhovych dat. Nejsnaze dostupna, pouze
prezencni data, jsou Casto sbirana ve snadno dostupnych lokalitach, v okoli silnic nebo
méstské zastavby. Tento fenomén se nazyva sampling bias a pfedchozi studie ukazaly jeho
negativni vliv na pfesnost na SDM. Nicménég, jejich vliv na ekologickou interpretaci modelu
zustal neprozkouman. Cilem této prace proto bylo prozkoumat vliv sampling bias na
ekologickou interpretabilitu modelt. Pro Ucely bakalarské prace byl pouzit virtualni druh,
pro ktery byly na izemi Spanélska vygenerovany dvé datové sady. Prvni datova sada byla
vygenerovana rovnomeérné po celém vhodném uzemi. Druha datova sada byla pak
vygenerovana jen v blizkosti velkych silni¢nich tah( tak, aby simulovala sampling bias
v realnych datech. Pomoci modelovaci techniky Maxent byly vytvofeny modely druhové
distribuce. Vykon model byl vyhodnocen pomoci tfi validaénich metrik (Sorensen index,
Mira nadhodnocené predikce a Mira podhodnocené predikce). Kromé toho byla téz
porovnana schopnost modelu odhadnout dulezitost jednotlivych environmentalnich
proménnych a vysledné kfivky, ukazujici reakci druhu na zmény v prostfedi. Vysledky
ukazaly, ze ackoliv u modelu ovlivnénych sampling bias klesa jejich pfesnost, ekologicka
interpretabilita je nicméné stale mozna. Modely ovlivnény sampling bias, byly schopny
detekovat dulezitost environmentalnich proménnych stejné jako reakci druhu na zménu
prostiedi, které byly srovnatelné s modely, které byly vytvofeny pomoci rovhomérné
,nhasbiranych® dat. Ackoliv je nutné mé zavéry ovéfit s pouzitim vice environmentalnich
proménnych ¢i v jiném méfitku, jsou moje zavéry dllezité pro budouci aplikace SDM a to

predevSim v ochrané pfirody.

KliCova slova: modely druhové distribuce, virtualni druh, sampling bias, ekologické

modelovani



Abstract

Species Distribution Models (SDMs) have become an important tool for studying the
relationship between species and their environment. With the development of SDMs, it has
become obvious that the main limiting factor in species distribution modelling is the
accuracy of the species data. The most readily available, presence-only data are often
collected in easily accessible locations, around roads or urban developments. This
phenomenon is called sampling bias, and previous studies have shown its negative effect
on accuracy on SDM. However, their effect on the ecological interpretability of the model
remained unexplored. Therefore, the aim of this thesis was to investigate the effect of
sampling bias on the ecological interpretability of the model. For the purpose of this thesis,
a virtual species was used for which two datasets were generated in Spain. The first dataset
was generated uniformly over the suitable territory. The second dataset was then generated
only in the vicinity of major road alignments to simulate sampling bias in the real data.
Species distribution models were generated using the MaxEnt modelling technique. Model
performance was evaluated using three validation metrics (Sorensen index, Over-prediction
rate and Under-prediction rate). In addition, | also compared the model's ability to estimate
the importance of each environmental variable and the resulting curves showing the
species' response to environmental changes. The results showed that although the model's
accuracy decreases for sampling bias-influenced models, ecological interpretability is still
possible. Models influenced by sampling bias were able to detect the importance of
environmental variables as well as the species' response to environmental change, which
were comparable to models that were created using uniformly "collected" data. Although
my conclusions need to be validated using more environmental variables or at a different

scale, my findings are important for future applications of SDM, particularly in conservation.

Keywords: Species distribution models, virtual species, sampling bias, ecological

modelling
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1. Uvod

Druhova data jsou stéle intenzivnégji, védci i Sirokou vefejnosti, zaznamenavana do
verejnych globalnich databazi, jako jsou GBIF (www.gbif.org), eBird (www.ebird.org) nebo
iNaturalist (www.inaturalist.org). Zatimco pocet zaznamu( v téchto databazich neustéle
2020). V praxi jsou obvykle nejCastéji dostupné zaznamy o druzich ziskané pomoci
nesystematickych sbéri dat (napfiklad diky pozorovani lidi, ktefi jdou na vylet a cestou
zaznamenaji nahodny vyskyt nékolika ptacich druhd). Tento typ dat oznacujeme jako pouze
prezencni data (Guillera-Arroita et al. 2015) a €asto trpi tzv. sampling bias, tedy nadmérnym
sbérem v nékterych oblastech. Sampling bias je Casto vazan na data sbirana ve snadno
pfistupnych lokalitach, ve chranénych oblastech, nebo v oblastech s vysokou hustotou
zalidnéni (Boakes et al. 2010, Geldmann et al. 2016). Pfedchozi studie ukazaly, Ze je pfi
modelovani druhové distribuce nutné brat sampling bias v potaz, protoze negativné
ovliviiuje pfesnost modelu (Leitédo et al. 2011, Boria et al. 2014). Pro kompenzovani tohoto
negativniho vlivu byly navrzeny rizné metody, jako je napfiklad manipulace s background
daty pfi pouziti modelovaci techniky Maxent (Phillips et al. 2009) nebo environmentalni a
geografické (prostoroveé) filtrovani (Tessarolo et al. 2014, Varela et al. 2014). Jejich pouziti
nicméné vede ke sniZeni celkového poctu dat, ktera mohou byt pouZita pro tvorbu modelu

a navic, jak bylo ukazano, jejich aplikace je velmi diskutabilni (Gabor et al. 2020).

SDM se také Casto pouzivaji ke zjisténi dllezitosti environmentalnich proménnych na
druhovou distribuci (Smith & Santos 2020) nebo ke zjisténi, jakym zpusobem reaguje druh
na zmény v prostiedi (Dvorsky et al. 2017). Proto je pfekvapivé, Zze az do sou€asné doby
v8echny pfedchozi studie zaméfené na sampling bias zkoumaly pouze vliv na pfesnost

modelu, zatimco ekologicka interpretabilita zlstavala stranou.
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Cilem této bakalarské prace je prozkoumat, jakym zpusobem ovliviiuje sampling bias
ekologickou interpretabilitu modelt. Konkrétné jsem se v této praci zameéfil na vliv sampling
bias na schopnost modell detekovat dullezitost environmentalnich proménnych a

schopnost modell spravné detekovat vliv méniciho se prostfedi na druhouvou distribuci.
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2. Literarni reSerse

2.1 Ekologicka nika

Pod pojmem ekologicka nika chapeme komplexni zaclenéni druhu v prostredi.
Ekologicka nika zahrnuje zapojeni druhu v potravnich sitich (potravni naroky), pozadavky
na dalSi zdroje (svétlo, voda, mineraini latky), jeho prostorové naroky (umisténi hnizda,
mista vyskytu, odpoc€inku, ukryty), ¢asové rozlozeni aktivity (denni a sezdénni rytmy),
pozadavky na mista a obdobi rozmnozovani a dalSi Zivotni projevy (Studijni texty predmétu

Z0025 ekologie a zivotni prostiedi; elektronicka u¢ebnice 2013).

Véda zna vyraz nika od roku 1917, kdy jej poprvé ve svém Clanku o Kalifornském
drozdu pouzil americky biolog Joseph Grinnell. Jeho koncept niky byl zaloZzen na distribuci,
ktera byla dana fyzickymi a klimatickymi bariérami, s malym dlrazem na zasoby potravy
nebo interakce s jinymi druhy (Gaffney 1975). Moderni definice ekologické niky pochazi od
Evelyna Hutchinsona, ktery formalné definoval metodu, jiz Ize popsat zpusob Zivota
organismu pomoci vymezeni pozZadavku, toleranci a jejich vzajemnych interakci

(Hutchinson 1957, Jaro$ik 1987).

Hutchinsonova definice (1957) se nejlépe ilustruje na pfikladech. Podle Hutchinsona
organismy jakéhokoli druhu mohou prFezivat, rust, rozmnozovat se a zachovavat
zivotaschopnou populaci jen v uréitém rozmezi faktor( ovliviiujicich jejich distribuci (napf.
teplota, salinita, srazky apod.). To se da demonstrovat napfiklad na teploté, ktera mize
ekologickou niku ovliviiovat. Teplotni rozsah je ekologickou nikou daného druhu v jednom
rozmeéru (Obr. 1.a). Jisté, na organismus ale nebude plsobit jen teplota. Dany organismus
muUze kupfikladu zaroven tolerovat pouze urCity rozsah salinity. Uvazujeme-li o obou
faktorech soucasné, stava se ekologicka nika dvourozmérnou a mlze byt zobrazena jako
plocha (Obr. 1.b). Vezmeme-li v ivahu dal$i podminky a zdroje (coz bychom nepochybné
méli), pak je dalSim krokem trojrozmérna nika, kterou mizeme znazornit jako objem (Obr.

1.c). Je nasnadé, Ze zaclenéni vice nez tfi rozmeérl jiz nelze graficky znazornit. V tomto
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procesu se da abstrakiné pokraCovat a ekologickou niku si predstavit jako n-rozmérny

nadprostor. Takové pojeti je dnes jednim ze zakladnich kamenl ekologického mysleni

(Jarosik 1987).
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salinita

1

teplota

Obr. 1 Teoreticka definice niky podle Hutchinsona (1957). Ekologicka nika a) v
jednom (teplota), b) dvou (teplota a salinita) a c) tfech (teplota, salinita a
dostupnost potravy) rozmeérech. Upraveno podle Begona et al. (1997)

Ekologickou niku rozliSujeme na fundamentalni (zakladni) a realizovanou (Obr. 2).
Fundamentalni nika je vysledkem evoluéni historie druhu a predstavuje geneticky dany
potencial jeho funkéniho zapojeni. Realizovana nika je vzdy uzsi a je vysledkem konkrétni
situace v obyvaném prostiedi. K jejimu omezeni dochazi jak vlivem abiotickych podminek
(teplota, salinita), tak nejruznéjSimi vztahy k ostatnim druhdm (potravni nabidka,

konkurence) (Studijni texty pfedmétu Z0025 ekologie a Zivotni prostfedi; elektronicka

ucebnice 2013).
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Fundamentalni
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Salinita

Realizovana
Nika

Teplota

Obr. 2 Grafické znazornéni rozpéti fundamentalni a realizované niky plisobenim
abiotickych proménnych (salinity a teploty)
(Studijni texty pfedmétu 20025 ekologie a zivotni prostfedi; elektronicka u¢ebnice 2013).

Tolerované rozmezi pusobeni kteréhokoli ekologického faktoru nazyvame ekologicka
valence (Obr. 3). Organismy vyzaduji ke své zdarné existenci urCitou teplotu, vlhkost,
potravu, stanovisté apod. Organismus nejlépe prospiva, tj. dosahuje nejvyssi zdatnosti, v
oblasti optima. Zdatnost Ize chapat jako schopnost mit nejvice potomkl a tak nejvice

ovlivnit genofond potomstva populace, coz je dulezité k preziti budoucich populaci druhu.
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Obr. 3 Ekologicka valence znazornéna pomoci Gaussovy kfivky
(Studijni texty pfedmétu Z0025 ekologie a Zivotni prostredi; elektronicka u¢ebnice 2013).
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Na obé strany od optima se zivotni projevy nebo néktera z zivotné dulezitych funkci
zpomaluji az do situace, kdy reprodukéni schopnost jiz nedokaze kompenzovat umrtnost.
PrekroCeni mezi ekologické valence tedy obvykle nevede k smrti jedince, ale populace v
daném prostifedi nemuze trvale existovat, rozmnozovani je ztizené nebo k nému nedochazi,
v nékterém stadiu vyvoje nastava vysoka mortalita. Diky modellm druhové distribuce
muUzeme ziskat vysledky, jez nam usnadfiuji chapani rozsifeni druht na uzemich (Studijni

texty pfredmétu Z0025 ekologie a zivotni prostfedi; elektronicka u¢ebnice 2013).

2.2 BAM diagram

Hutchinson (1987) si pfedstavoval fundamentalni niku jako Sirokou, klimaticky uréenou
abiotickou niku, ktera je do urcité miry redukovana biotickymi interakcemi nezbytnymi pro
pretrvavani druhu v regionu, aby se vytvofila ,realizovana® nika, ktera zdurazruje roli
negativnich interakci pfi snizovani ekologického potencialu druhd. Hutchinson (1978) vSak
zanedbaval ucinky geografické heterogenity. Soberdén a Peterson (2005) predlozili ramec
pro pochopeni geografického rozsifeni druhti v podobé BAM (Biotic, Abiotic a Movement,
v Cestiné bioticky, abioticky, pohybovy) diagramu. Dodatec¢ny ramec M od Soberén &
Peterson (2005) tak zahrnuje i Uvahy o pohybu a pfistupu druhu jako dalsi omezeni
distribuéniho potencialu druhl. Tato kombinace aspektu biotickych interakci, abiotickych
podminek a pohybu (odtud ,BAM®) nastifiuje hlavni faktory ovliviiujici distribu¢ni potencial

druhu.

BAM diagram (Obr. 4) je abstraktni reprezentace geografického prostoru (Soberén &
Peterson 2005, Soberéon 2007, Soberon & Nakamura 2009). Diagram je rozdélen do
oblasti, kde tfi hlavni faktory omezuji distribuci druhu (Peterson 2006 ,Hirzel & Le Lay
2008): abiotické (A), biotické (B) a historické nebo rozptylové (M) faktory. Mimo prostor
vymezeny tfemi faktory je stanovisté pro dany druh nevhodné. Nevhodna je vSak i mimo
oblast spole¢nou vS§em tfem faktorim. Tato oblast pfedstavuje oblasti v prostoru, kde se

druh skute¢né vyskytuje. Oblast spole¢na pro A a B proto pfedstavuje oblasti v prostoru,
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kde se vyskytuje realizovana nika (RN); a A pfedstavuje oblasti v prostoru, kde se vyskytuje
zakladni nika (FN). Vhodna oblast definovana rozptylovymi faktory odpovida pfedevSim

populacim (Pulliam 2000).

G

Obr. 4 BAM (bioticky, abioticky, pohybovy) diagram. Oblast G pfedstavuje celou
uvazovanou zemeépisnou oblast. Oblast A je oblast, ve které jsou pro druh pfiznivé
abiotické podminky. Oblast B je oblast, ve které jsou pro dany druh vhodné
biotické podminky. Oblast M je oblast, kterou je druh schopen dosahnout v daném
¢asovém obdobi. Gi pfedstavuje oblast, kde se dany druh mlze vyskytovat diky
pfiznivym podminkam oblasti A a B, ale jelikoZ oblast mize byt potencionalné
napadena predatorem, tak se do ni dosud druh nedostal. Kone¢né Go
predstavuje skuteénou oblast rozsiteni druhu. Cerné body predstavuji zdrojové
populace. Prazdné body predstavuji populace, jez stradaji jeden z faktor( pro
Uspésné rozmnozZeni (Soberdn 2010).

2.2.1 B faktor

Faktor B pracuje se vztahy a s interakcemi mezi organismy v ekosystému. VétSina
modell druhové distribuce (z anglického originalu Species Distribution Models, dale jen
SDM) pracuje s pfedpokladem, Ze biotické interakce nemaji vliv na vyskyt druhd (Huntley
et al. 1995, Bakkenes et al. 2002), pfipadné s domnénim malého rozsahu ovlivnéni

(Pearson & Dawson 2003, Dormann et al. 2007, Heikkinen et al. 2007). Tato tvrzeni vSak
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vyvratil Araujo et al. (2014) podklady, které demonstruji, jak dulezité je zahrnuti biotickych

interakci do SDM (Araujo & Luoto 2007).

Toto vzajemné pusobeni organisml lze rozdélit na vnitrodruhové a mezidruhové.
Vnitrodruhové plasobeni znamena, Ze probiha kompetice mezi organismy stejného druhu
napf. o zdroje nebo o partnera/ku k naslednému rozmnozeni. OvSem k interakci nemusi
dochazet jen mezi stejnymi druhy, ale také mezi druhy odliSnymi. V tomto pfipadé se jedna
o mezidruhové vztahy. Vztahy mohou nabyvat tfi typu - pozitivni, negativni a neutraini.
Pozitivni jsou komenzalismus (jeden tézi vyhody a druhého to nijak neovliviiuje) a symbiéza
(kdy je vztah pro oba prospésny). Mezi negativni fadime parazitismus (kde mame parazita,
ktery se pase na hostiteli) a predaci (kdy je na jedné strané predator a na druhé kofist). PFi

neutralnim vztahu se organismy vzajemné neovliviiuji (Soberdn & Peterson 2005).

2.2.2 A faktor

Vhodné abiotické podminky umoznuji pfetrvani druhu v arealu jeho rozsifeni (Sobéron
& Peterson 2005). Pulliam (2000) zdUraznuje dulezitost abiotickych podminek pro vyskyt
druhu, a proto vyvinul simulaci zaloZzenou na kvantitativnim popisu abiotickych podminek.
Abioticky faktor je neziva Cast ekosystému, ktera utvafi jeho prostfedi. V pozemském
ekosystému mohou pfiklady zahrnovat teplotu, svétlo, vliv klimatu a edafické podminky.
V moiském ekosystému by abiotické faktory zahrnovaly slanost vody a morské

proudy. Abiotické a biotické faktory spolupracuji na vytvoreni jedineéného ekosystému.

2.2.3 M faktor

Faktor M (Movement) je uréen urcitou kombinaci sou¢asné schopnosti rozptylu (napf.
kapacita pro pohyb mezi natalnimi a reproduk&nimi misty) a historickymi posuny kontinentd,
které oteviely pfistup do oblasti relativné vzdalengjSich od sou€asnych distribu¢nich
oblasti. (Soberén & Peterson 2005). Dulezitost posledné jmenovaného fenoménu je

SirsSi (napf. Smith et al. 2000). Migrace byla ovSem &asto zastavena ,tvrdymi“ bariérami (tj.
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bariérami, které se neposouvaji s ménicimi se klimatickymi podminkami), jako jsou
napfiklad brehy velkych vodnich tokl, horska pasma, hluboka udoli. Tyto rysy, alespon
obecné, zustaly do znacné miry neménné, i kdyz doSlo k velkym klimatickym posuniim,
napfiklad béhem poslednich milionl let, s udalostmi zalednéni v pleistocénu (Peterson

2009).

2.3 Druhové distribuéni modely

Modely druhové distribuce maiji svij plvod na konci 70. let minulého stoleti, kdy jesté
ovSem byla omezena vypocetni technika pro velkoobjemové vypocty a také byla znacné
omezena znalost o vyuziti GIS v ekologii. Prvni prace v této oblasti se soustfedila pfedevsim
na vyvoj metod k efektivnimu modelovani druhové distribuce (Austin 1987, Austin et al.
1990). Metodika a jeji ramec byly shrnuty pied vice nez 10 lety a tyto syntézy jsou stale
Siroce pouzivany jako referencni orientaCni body v souCasné literatufe modelovani

distribuce. (Franklin 1995, Guisan 2000, Zimmermann et al. 2010).

SDM jsou statistické nastroje, které kombinuji pozorovani vyskytu s environmentalnimi
proménnymi (Obr. 5) (Jane Elith & John R. Leathwick 2009), aby bylo mozné bud popsat
vztahy mezi nimi anebo vymezit chranéna uzemi (Gaubert Papes & Peterson 2006), nebo
vytvofit mapy druhové bohatosti (Loiselle et al. 2003; Rissler et al. 2006), a k predikovani
geografického rozsifeni invaznich druhl nebo studiu vlivu klimatickych zmén na distribuci

druhu (Peterson 2003).

Udaje o vyskytu druht jsou &im dal tim vice dostupné, a to pfedevsim diky globalnim
databazim jako GBIF (Global Biodiversity Information Facility) (Graham et al. 2004 ; Suarez
& Tsutsui 2004). Zatimco udaje o vyskytu druht poskytuji zaklad pro mnoho vyzkumd, jejich
pouziti muze byt problematické, protoZze obsahuji pouze prezenéni zaznamy, mnozstvi
zaznamu je Casto malé (pfedevsim u ohrozenych druh() a navic tyto data mohou obsahovat

geografické zkresleni a nizkou polohovou presnost. Ackoliv jsou pfesna data pro SDM velmi
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ddlezita, existuje jen malo studii, které se zabyvaji vlivem rizné kvality druhovych dat na

modely druhové distribuce (Hijmans et al. 2000 ; Elith et al. (2006).

Robustnost modelu muze byt ovlivnéna vybérem relevantnich environmentalnich
prediktorl modelovaciho algoritmu, nebo méfitkem, ve kterém je distribuce predikovana
(rozliseni environmentalnich prediktor(l, rozloha studované oblasti) (Jane Elith & John R.

Leathwick 2009).

Vstupni data Modelovani Predikcni mapa
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Obr. 5 Proces tvorby modelu druhové distribuce.
(https://earthdata.nasa.gov/learn/pathfinders/biodiversity/species-distribution)

2.4 Modelovaci algoritmy

Vybér spravného algoritmu neni vzhledem k mnozstvi existujicich algoritma, které se
lisi typem vstupnich dat ((prezenénimi (PO — only presence), prezence-absen¢nimi daty
(PA — presence-absence) nebo s daty prezence a pozadi (PB — presence-background))

nebo pouzitim statistickych metod (glm, gam, brt, machine learning) modell a moznosti
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aplikace mnoha rGznymi zplsoby jednoduchym procesem. V sou€asné dobé podporuje

SDM vice jak 15 modelovacich algoritm( (Tab. 1) (Naimi & Araujo 2016).

Modelovaci algoritmy

Modely presence-absené¢ni

GLM (Obecny linearni model)

GAM (Obecny aditivni model)

MARS (Multivariacni adaptivni regresni spline)
ANN(Umélé neuronové site)

CART (Klasifikacni a regresni strom)

BRT (Posileny regresni strom)
Modely prezenéni

ENFA (Environemtalni analyza faktor()
Bioclim

Domain

Mahalanobis

Maxlike

RF (Nahodné lesy)

Model prezence a pozadi

Maxent (Model maximalni entropie)

Tab. 1 Pfehled modelovacich algoritma (Naimi & Araujo 2016).

KdyzZ jsou pro vyvoj modell k dispozici vyskytova prezence-absen¢ni data druhu ve
studované oblasti, v takovém pfipadé lze pouzit obecné statistické metody (pfehled
rozmanitosti aktualné pouzivanych technik (viz Corsi et al. 2000, Guisan & Zimmerman
2000, Elith 2002, Scott et al. 2002). Pro modelovani s datovymi soubory prezence-absence
se bézné pouzivaji obecné statistické metody, jako jsou zobecnéné linearni modely (GLM)

a zobecnéné aditivni modely (GAM) (Phillips et al. 2006).

VétsSinou jsou ale pfistupna pouze prezenéni data. Pro takova data se da pouzit
BIOCLIM (Busby & Nix 1986), ktery pfedpovida vhodné podminky v ,bioklimatickém obalu®,
sestavajicim z pfimocaré oblasti v environmentalnim prostoru predstavujici rozsah (nebo
urcité procento z nich) pozorovanych hodnot prezence v kazdé dimenzi prostfedi. Podobné
DOMAIN (Carpenter et al. 1993) pouziva metriku podobnosti, kde je pfedpovézeny index

vhodnosti dan vypoc&tem minimaini vzdalenosti v prostoru prostfedi k jakémukoliv zaznamu

21



prezence (Phillips et al. 2006). GARP (Stockwell & Noble 1992, Stockwell & Peters
1999) pouziva ramec umeélé inteligence nazyvany genetické algoritmy. Vytvari sadu
pozitivnich a negativnich pravidel, ktera spole¢né davaji binarni predpovéd. Ecological
niche factor analysis (ENFA, Hirzel et al. 2002) pouziva lokality prezence spolu s Udaji
o zivotnim prostfedi pro celou studovanou oblast, aniz by vyzadoval, aby byl vzorek pozadi
povaZovan za absence. Je podobny analyze hlavnich komponent, ktery zahrnuje linearni
transformaci environmentalniho prostoru na ortogonalni faktory ,marginality” a
~Specializace”. Vhodnost prostiedi je pak modelovana jako vzdalenost Manhattanu v

transformovaném prostoru (Phillips et al. 2006).

S daty prezence a pozadi pracuje model Maxent (maximum entropy model, v ¢estiné
model maximalni entropie). Maxent, pfedpovida vyskyt druhd tak, Ze najde rozdéleni, které
je nejvice rozprostfené nebo nejblize rovhomérné rozlozené v celé studované oblasti,
pficemZ bere v Uvahu limity proménnych prostfedi znamych lokalit. Maxent pouZiva pouze
prezen¢ni Udaje a algoritmus porovnava mista, kde byl druh nalezen, se vSemi prostfedimi,
ktera jsou ve studovaném regionu k dispozici. Tato dostupna prostfedi definuje vybérem
velkého poctu background bodl v celé studované oblasti, které se oznaluji jako body
pozadi (body pozadi zahrnuji lokality, kde je znam vyskyt druhu)
(https://support.bcevl.org.au/support/solutions/articles/6000083216-maxent).  V posledni
dobé je Siroce pouzivan, protoZe si vede lépe ve srovnani s ostatnimi modely distribuce

druht (Elith et al. 2006).

2.5 Validace modelt

Validace neboli hodnoceni je stéZejni sou€asti druhovych distribuénich modelud. Toto
hodnoceni nam umoznuje kvantifikovat vykonnost modell z hlediska toho, jak dobre
predpovédi odpovidaji pozorovanim, coz je zakladni a objektivni soucasti kazdeé teoretické,

aplikované nebo metodické studie.
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Metriky, které jsou pro hodnoceni SDM c¢asto pouzivané, se zakladaji na pouziti
takzvané chybové matice, tj. matice (Tab. 2) porovnavajici pfedpovézené a pozorované

prezence a absence (Alloche et al. 2006).

Data ziskana pozorovanim

Prezence Absence
a b
Prezence e o - = o
. ’ skuteCné pozitivni | faleSné pozitivni
Simulovana
data
& d
Absence L. _ i -
faleSné negativni | skuteCné negtivni

Tab. 2 Chybova matice slozena z presence a absence dat (Kienast et al. 2012)

V literatufe o SDM nejvice rezonuji tfi klasifikaCni metriky, tj. plocha pod kfivkou
operacni charakteristiky (AUC, Area under the ROC curve), statistika skuteCnych
dovednosti (TSS, True skill statistic) a dfive pouzivana Cohenova KAPPA. AUC zavedli v
ekologii Fielding & Bell (1997), ale od té doby byla opakované kritizovana (Lobo, Jiménez-
Valverde & Real 2008; Lobo, Jiménez-Valverde & Hortal, 2010; Jiménez-Valverde, 2012)
kvlli své zavislosti na prevalenci (tj. podil zaznamenanych lokalit, kde se dany druh
vyskytuje). A navic je zaloZzena na pouziti prezenéné-absencnich dat, které se vsak
pouzivaji velice malo. Cohenlv Kappa byl také opakované kritizovan ze stejného davodu
(McPherson, Jetz & Rogers 2004; Allouche, Tsoar & Kadmon 2006; Lobo et al. 2010). Na
druhé strané TSS (Peirce 1884) se od svého zavedeni dafilo pomérné dobfe Allouchem et
al. (2006), a to predevSsim proto, Ze byla prokazana jako nezavisla na prevalenci. V posledni
dobé byla tato metrika zpochybnéna, protoze byla plvodné navrzena pro prezencéné-

absencni data (Leroy B, Delsol R, Hugueny B et al. 2018).
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Prehled validacnich metrik

Metriky Popis Vypocet
Sensitivity pomeér sprefvne predvidané Sn=al(a*c)
pozorované prezence
e A pomér spravné predvidané _
SpREiciy pozorované absence ap)
True skill statistic i e TSS=Sn+Sp-1

Jaccard's similarity index

Sorensen's similarity index

Proxy of F-measure

Overprediction rate

Underprediction rate

Kappa

PPP

NPP

dovednosti

Jaccardlv index podobnosti

Sorensendyv index
podobnosti

zastupce F-méreni

mira nadhodnoceni
predikce

mira podhodnoceni
predikce

procento shody

procento skute¢né
predikované absence

procento skute¢né
predikované prezence

Jaccard=a(c+2a+d)

Sorensen=2a(c+2a+d)
Fpb= 2*Jaccard
Opr=d/(a+d)
Upr=c/(a+c)=1-Sn

Kappa=[(a+d)x(((a +c)(a+b)*(b+d)(c+d))/n)]
[n £ (((a+c)(a +b)+(b+d)(c +d))/n)

PPP=a/(a+b)

NPP=d/(c+d)

Tab. 3 Pfehled valida¢nich metrik (Leroy B, Delsol R, Hugueny B et al. 2018).

et al. 2018).
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Protoze vySe uvedené metriky byly ¢im dal Castéji kritizovany, navrhl Leroy (2018)
pouzivat Sorensenovy index a Jaccardovy index, které pfi vyhodnoceni modelu nepouzivali

faleSné negativni data (Tab. 2), a proto jsou vhodnéjsi pro prezence-only modely.

Kromé vySe uvedenych metrik se daji k vyvhodnoceni modell pouzit také metriky

zkoumajici miru podhodnoceni a nadhodnoceni predikované vhodnosti habitatu OPR ,mira

v v

nadhodnocené predikce” a UPR ,mira podhodnocené predikce®. OPR méfi do jaké miry
model nadhodnocuje vhodnosti habitatu (Barbosa, Real, Muioz, & Brown 2013). UPR méfFi
do jaké miry model podhodnocuje vhodnost habitatu (Fielding & Bell 1997). Pfi hodnoceni
modelu by se vzdy mélo pouzivat vice metrik, coz umozni ziskat Uplny pfehled o pfesnosti

modelu a diky tomu pFesnéji interpretovat vysledné vystupy (Leroy B, Delsol R, Hugueny B




Obecné u vétsiny metrik je rozsah 0 az 1 a ¢im vyssi je Cislo, tim je lepSi pfesnost
modelu, pfi¢emz hodnoty pod 0,5 zejména u AUC a Schoner indexu ukazuji nahodnou

predikci, ktera se realné neda pouzit (Leroy B, Delsol R, Hugueny B et al. 2018).

2.6 Vstupni data

Pro modelovani druhové distribuce jsou potfeba dva typy vstupnich dat, tj. zaznamy

o vyskytu druhu ziskané napfiklad pomoci GPS a environmentalni proménné.

2.6.1 Environmentalni data

Environmentalni data jsou slozena z vrstev vzniklych vyuzitim dat ziskanych
dalkovym prizkumem Zemé a aplikaci nastroju GIS, jez musi podle Millera (2010)
predstavovat vhodnou kombinaci pfimych a nepfimych proménnych. Pfimé proménné jsou
napf. svétlo, teplota, vzduch, voda, pudni ziviny apod., a nepfimé proménné jsou napfr.
pudni struktura, nadmorska vyska, sklon svahu, vitr. Jako opétovné pouzivané prediktory
pfi tvorbé SDMs jsou napfi¢ odbornou verfejnosti aplikovany bioklimatické a topografické
proménné, jejichz kombinace dokaze vystihnout fyziologickou zavislost druhi na vodu,
teplotu a ve vétSich méfitkach i druhovou variaci, zavislost na vlihkosti prostfedi nebo tok

energii v ramci ekosystému (Kienast et al. 2012).

Bioklimatické proménné predstavuji ro€ni trendy (napf. primérna roéni teplota, ro¢ni
srazky), sezonnost (napf. roCni rozsah teplot a srazek) a extrémni nebo limitujici faktory
prostfedi (napf. teplota nejchladnéjSiho a nejteplejsiho mésice a srazky mokrych a suchych
prostor). Mésiéni udaje obsahuji informace o klimatu pro minimalni, stfedni a maximalni
teploty, srazky, sluneéni zareni, rychlost vétru, tlak vodni pary a uhrn srazek. Casto
pouzivanym  zdrojem  téchto  proménnych muze byt napf.  Worldclim
(https://www.worldclim.org), kde je mozné stahnout celkem 12 proménnych (aktualni a
budouci podminky pocasi a klimatu) pro cely svét ve Ctyfech prostorovych rozliSenich, mezi
30 sekundami (~1 km?) az 10 minutami (~340 km?) (https://www.worldclim.org/-
data/bioclim.html).
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Topograficka data poskytuji informace o svaZitosti terénu, proudéni vody, mnoZstvi
slunec¢niho zafeni nebo nadmorské vySce v dostupnych souborech topografickych dat

(Macdonald, H. 2004).

2.6.2 Druhova data

Vyskytova data jsou ziskavana z odbornych terénnich prazkumd, ale také diky
pozorovani laikll napfi¢ celym svétem. Cennym zdrojem dat jsou také muzejni databaze,
prirodovédné sbirky, jez poskytuji rozsahlé informace vice nez 2,5 miliardy vzork( po celém
svété v muzeich, herbafich a dalSich institucich. Tyto udaje jsou stale Castéji
zpfistupfiovany prostfednictvim internetovych portald ((GBIF (Global Biodiversity
Information Facility), iNaturalist, OBIF (The Ocean-Bottom Instrumentation Facility)).
Kli€ovou vyzvou pfi pouzivani téchto dat je nejistota ohledné pfesnosti pozorovani, ktera je
spojena i s modernimi systémy GNSS (Global Navigation Satellite System). Navic velka
Cast dat, ktera byla shromazdéna pfed popularizaci technologie GPS, byla zaznamenana
jako textové popisy mista, kde byl nalez zaznamenan, a proto muze byt ziskani pfesnych
souradnic obtizné, Casto téméf nemozné (poloha muze byt i nékolik kilometrd nepfesna).
Tento problém, takzvana polohova nejistota, se stava dllezitym, kdyz jsou data pouzita
k modelovani druhové distribuce. Soufadnice se pouzivaji k extrakci spole¢né umisténych
proménnych prostfedi, a proto se polohova nejistota pfenese na nepfesné charakterizace

vztahu mezi druhem a prostfedim (Naimi et al. 2014, Gabor et al. 2020).

Vyskytova data jsou také ovlivnéna tzv. sampling bias. Sampling bias je zpUsoben
sbérem dat ve snadno dostupnych lokalitach, v blizkosti silnic, méstskych sidel a fek, a
proto ziskana data nemusi reprezentovat skute¢ny rozsah podminek prostfedi, ve kterych
se druh vyskytuje (Obr. 6). Sampling bias je ¢asto povazovan za jeden z hlavnich faktor,
které maji negativni dopad na SDM (nap¥. Araujo & Guisan 2006, Leitdo et al. 2011, Duputié

et al. 2014, Guillera-Arroita et al. 2015, Ranc et al. 2016).
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Ackoliv se vlivem sampling bias na SDM v posledni dekadé zabyvalo mnoho studii
napf. filtrovani dat v geografickém nebo environmentalnim prostoru (Varela et al. 2014),
v souCasné dobé neexistuje zadny nastroj, ktery by efektivné umoznil obejit negativni vliv
sampling bias na pfesnost modelu. Proto modely druhové distribuce, u kterych se pouziji
takto zkreslena data, ukazuji spiSe usili pfi sbéru dat nez skute€nou distribuci druhu. Proto
je pro budouci studie klicové pochopit, jak sampling bias ovliviiuje vSechny aspekty SDM

(Syfert et al. 2013).

a) Rovnomeérny sbér dat b) Sampling bias
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Obr. 6 Rozdil mezi zplsoby méfeni dat ze stejné oblasti, kde (a) jsou rovhomérné sesbirana data, tedy
mame informace z celé studované oblasti a (b) nerovhomérné sesbirana data z dostupnych lokalit
(komunikaci a sidel), kde dochazi k sampling bias.

2.7 Virtualni druh

Testovani SDM je s realnymi daty vzdy velkou vyzvou, protoze nejistota realnych dat
je vétdinou neznama a navic neni mozné presné kvantifikovat charakteristiky zkoumaného
druhu. Proto se pro metodologické studie feSici vliv rizné kvality prostorovych dat zacal

pouzivat virtualni druh (Hirzel et al. 2001; Meynard & Quinn, 2007 ; Elith &
Graham, 2009 ).

Virtualni druh predstavuje efektni zplsob, jak mit plnou kontrolu, jak nad kvalitou a
kvantitou vyskytovych dat, tak nad ekologickymi vlastnostmi druhu. Generovani virtualniho

druhu se sklada ze Etyf na sebe navazujicich krokt (Obr. 7):
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Obr. 7 Tvorba virtualniho druhu (Leroy et al. 2015)
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1) definovani reakce virtualniho druhu na environmentalni proménné,
2) kombinace jednotlivych reakci a generovani pravdépodobnostniho rasteru,
3) omezeni Sifeni virtualniho druhu pouze na studovanou oblast,

4) prfevod pravdépodobnostniho rasteru na prezence-absenéni raster a samplovani

vyskytovych dat. (Leroy et al. 2015).

2.7.1 Rozdil mezi prahovou metodou a pravdépodobnostnim
pristupem

Pfi generovani virtualniho druhu je dulezité, zda-li se pfi pfevodu vhodnosti habitatu na
prezence-absenc¢ni rastr pouzije prahova nebo pravdépodobnostni metoda. V mnoha
simulaénich studiich se pouziva fixni prahova hodnota k pfevodu simulovanych
pravdépodobnosti vyskytu virtualnich druhl (Obr. 8.a) na prezen&né-absencéni mapu (napf.
Hirzel et al. 2001; Realet al. 2006; Jiménez-Valverde & Lobo, 2007 ; Albert &
Thuiller 2008 ;  Jiménez-Valverde et al. 2009; Santika & Hutchinson, 2009 ;
Peterson 2011 ; Bombi & D'Amen 2012). Tato metoda (Obr. 8.b) nicméné zacina byt ¢im
dal vice kritizovana, protoze v realném prostfedi ma prahovou reakci na zménu v prostfedi
jen minimum druhd (Elith & Graham 2009, Santika 2011, Meynard & Kaplan 2012, Moudry
2015). Proto se Castéji pouziva pravdépodobnostni pfistup, coz je nahodny proces spojeny
s pravdépodobnostmi vyskytu, ktery mize postupné reagovat na proménné prostiedi, a
proto se hodnota mlize pohybovat v rozmezi od 0 do 1. Pfi pouziti tohoto pFistupu bude
pravdépodobnost vyskytu 0,5 vést v prameéru k obsazenosti 5 z kazdych 10 lokalit se
stejnymi podminkami prostfedi (napf. Meynard & Quinn, 2007 ; Elith & Graham, 2009 ; Li et
al. 2011 ; Santika, 2011). Jeho aplikaci je prezence—absence nahodilym procesem
pfevedena na pravdépodobnost vyskytu, jez gradualné odpovida na environmentalni

proménné (Obr. 8.c) (Meynard & Kaplan 2012).
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a) pravdépodobnost viskytu b) prahova metoda

¢} pravdépodobnostni pristup

Obr. 8 Srovnani druhové distribuce aplikaci prahové metody a pravdépodobnostniho pFistupu
(Meynard & Kaplan 2012).
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3. Metodika

Z davodu oveéreni predpokladu, ze sampling bias ovliviiuje schopnost modell spravné
detekovat tvar reakce druh( na prostfedi, byl v ramci pouzité metodiky zvolen pfistup

virtualnich druhd (Zurell et al. 2010, Meynard et al. 2019).

3.1 Charakteristika zajmového uzemi

Pro Ggely této bakalaiské prace bylo jako Uzemi vybrano Spanélské kralovstvi
s rozlohou 505 000 km? (4. nejvétsi zemé v Evropé) (Obr. 9). Na severu panuje oceanské
podnebi s dostatkem srazek a s mirnou celoroéni teplotou oproti jizni &asti Spanélska, kde
se Uzemi nachazi ve stfedozemnim podnebi s vyskytem vySSich teplot a nedostatkem
srazek. Od severu k jihu po vychodni strané zaujima povrch Pyrenejské pohofi, které

primérné dosahuje vysek 2500 - 2900 m n. m.

Obr. 9 Studovana oblast Spanélsko.
(https://commons.wikimedia.org/wiki/File:Spain_in_Europe.svg)
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3.2 Generovani virtualniho druhu

i 08

— 086

L

— 0.4

— 0.2

Obr. 10 Vygenerovany virtualni druh.

Virtualni druh byl pro uzemi Spanélska generovan pomoci baligku 'virtualspecies'
(Obr. 10) (Leroy et al. 2018, ver. 1.5) ve statistickém softwaru R (ver. 4.1.0, R Development

Core Team) ve tfech krocich:

(i) Definovani reakce virtualniho druhu na environmentalni proménné,

(i) zkombinovani jednotlivych reakci a vygenerovani pravdépodobnostniho
rasteru,

(iii) prevedeni pravdépodobnostniho rasteru na prezence-absencni raster a

vysamplovani vyskytovych dat.
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Pro vytvoreni virtualniho druhu byl pouzit model nadmofrské vysky a pokryvnost lesem
(https://centrodedescargas.cnig.es/CentroDescargas/index.jsp). Reakce definovana u
nadmorské vysky (sd = 1600, mean = 300) u pokryvnosti lesem (sd = 20, mean = 80). Diky
tomu byl vygenerovan virtualni druh s nizkou prevalenci a uzkou nikou (ktery je nachylné&jsi
k sampling bias - viz Visscher 2006 nebo Gabor et al. 2020). Vyskytova data byla

vygenerovana pomoci dvou zpusobu:

(i) data byla nahodné generovana pro celé Gzemi Spanélska,
(i) data byla generovana jen pobliz hlavnich komunika¢nich tahu v celém

Spanélsku.

Pro tento ucel byl stazen shapefile vrsty (Obr. 11) silnic a kolem ného byl nasledné
vytvofen buffer ve vzdalenosti 10 km. Pro kazdy scénar bylo vygenerovano 100

prezencnich zaznamu. Diky tomu jsem mohl vygenerovat dataset se sampling bias.

Obr. 11 Shapefile s vrstvou silnic s 10 km buffrem.
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3.3 Environmentalni proménné

Naimi et al. (2011, 2014) ukazali, ze prostorova autokorelace v environmentalnich
proménnych negativné ovliviiuje SDM. Proto byly vybrany proménné prostfedi, které

zahrnovaly rlizné stupné prostorové autokorelace.

Pro vytvoreni modell distribuce bylo pouzito pét environmentalnich proménnych
(Obr. 13). Dvé z proménnych souvisely s charakteristikami stanovist: pokryti travnich
porostd a pokryti lesy (http:/centrodedescargas.cnig.es/; Spanélské narodni zemépisné
centrum); a tfi se tykaly topografie: nadmorska vyska (http://centrodedescargas.cnig.es/;
Spanélsky narodni zemépisny stfed), topograficky index vlhkosti a orientace sklonu svahu.
Topograficky index vlhkosti a orientace sklonu svahu byly odvozeny z vySkového modelu
(SAGA-GIS v. 2.1.4; Conrad et al. 2015). VSechny proménné prostiedi byly pfevzorkovany
z puvodniho rozliSeni 10 x 10 m na rozliSeni 50 x 50 m s pouzitim stfednich hodnot
puvodnich dat (Moudry a kol. 2019) pro ucely modelovani. ZhorSeni bylo nutné kvdli

omezenym vypocetnim mozZnostem mého pocitace.

K identifikaci jakychkoliv potencialnich problém0 multikolinearity mezi proménnymi
prostfedi byla pouzita analyza rozptylovych inflaénich faktort (VIF; bali¢ek 'usdm', verze
1.1-18). Multikolinearita mezi prediktory midze negativné ovlivnit SDM tim, Ze zplsobi
nestabilni odhady parametrl a zkreslené statistiky testl (Belsley 1991, Chatfield 1995,
Dormann et al. 2013). V8echny hodnoty VIF naznaCovaly nizkou multikolinearitu (<3), proto

nebyly vylou€eny zadné proménné (Zuur et al. 2010).
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Obr. 12 Pét environmentalnich proménnych pouzitych pro studovanou oblast.

3.4 Modely druhové distribuce

Modely druhové distribuce byly vytvoreny ve statistickém softwaru R (bali¢ek 'sdm’ ver.
1.0-98; Naimi & Araujo 2016) pomoci modelovaci metody Maxent (Phillips et al. 2006), coz
je metoda Casto pouzivana v ekologickych studiich (Linda a kol. 2016, Rodriguez et al.
2019, Santamarinaet et al. 2019, Ancillotto et al. 2020 El-Gabbas et al. 2020, Boral &
Moktan 2021, Venne & Curie 2021). Modely byly pouzity s 10 000 background body a

defaultnim nastavenim, jak je doporuc¢eno (Phillips et al. 2006).
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K vyhodnoceni prediktivni vykonnosti modelu byly pouzity rizné validaéni metriky. Byl
pouzit Sgrensenuv index (Sl), doporu€eny pro hodnoceni SDM pomoci vyskytd pouze v
pfitomnosti (Li & Guo 2013, Leroy et al. 2018). Kromé toho byla také vypocitana mira
nadhodnocené predikce (OPR, Barbosa et al. 2013) a podhodnocené predikce (UPR,
Fielding & Bell 1997), aby se zjistilo, zda pozi¢ni nejistota vedla ke konzistentnimu zkresleni
nadhodnocené/podhodnocené predikce. Performacni metriky byly ziskany pomoci 5-fold

kiizové validace.

Z duvodu zjisténi ucinku sampling bias na ekologickou interpretaci SDM byly
porovnany informace u dulezitosti jednotlivych proménnych, pfi€emz vygenerované kfivky
ukazaly reakci druhu na zménu prostiedi (Elith et al. 2005, Murray & Conner 2009). U
dalezitosti jednotlivych proménnych byla také uloZena informace o kfivkach, které ukazaly

reakci druhu na zménu v prostfedi. Cely proces byl opakovan celkem 50krat.

3.4.1 Pouzity software

PFi zpracovani bakalarské prace byl pouzit software R, coz je jazyk a prostfedi pro
statistické vypocty a grafiku. R poskytuje Sirokou Skalu statistickych (linearni a nelinearni
modelovani, klasické statistické testy, analyza ¢asovych fad, klasifikace, shlukovani, ...) a
grafickych technik. Jednou ze silnych stranek R je snadnost, s jakou lze vytvaret
sofistikované grafy v kvalité publikace, v€etné matematickych symbolt a vzorcl tam, kde

je to potieba.

Velka pécCe v prostfedi R byla vénovana vychozim nastavenim pro drobné volby
designu v grafice, ale uzivatel si zachovava plnou kontrolu. R je k dispozici jako free
download software za podminek GNU General Public License od Free Software
Foundation ve formé zdrojového kédu. Kompiluje a pracuje na Siroké Skale platforem UNIX

a podobnych systémech (v€etné FreeBSD a Linuxu), Windows a MacOS.

Mnoho uzivatell povaZuje R za statisticky systém, ve kterém jsou implementovany

statistické techniky. S distribuci R je dodavano asi osm balicki a mnoho dalSich je
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dostupnych prostfednictvim rodiny internetovych stranek CRAN, které pokryvaji velmi

Sirokou Skalu modernich statistik (https://www.r-project.org/about.html).

Pouzity skript v mé bakalarské praci je uveden v pfiloze.
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4. Vysledky
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Obr. 13 Porovnani obou typl sbéru dat v podobnostnich metrikach SI, OPR a UPR.

Sorensen(lv index ukazal, ze model performance je lepsi pro modely, kde byla pouzita
rovnomeérné sesbirana data, pro ktera S| dosahoval hodnot 0,932, pfi€emz u sampling bias
dosahl hodnoty pouze 0,91, tedy rovhomérné sesbirana data méla u Sl vy3si vykonnost
nejen diky vysSi pfesnosti 0 0,021 (Obr. 14). Piekvapivé bylo Zze Opr i Upr byly témér stejné,
ackoliv random data vychazela vzdy o néco Iépe. Zaroven doslo k velmi podobnému
vysokému nadhodnoceni prediktivné vhodné plochy pro oba typy dat (OPR>0,8), ovSem
pro rovnomeérné sesbirana data vychazel lepsi vysledek ve vétSi kumulaci bodu v jeho
priméru oproti sampling bias (Obr. 14). Nakonec u sampling bias doSlo k vétSimu
podhodnoceni 0,125 oproti rovnomérné sesbiranym datiim, kde byla hodnota 0,12, tedy
0 0,005 menSi nez u sampling bias a zaroveri mél vétsi kumulaci bod( v priiméru (Obr. 14).
Ve vSech tfech metrikach rovhomérné sesbirana data vychazela vysledkové lépe nez data
se sampling bias. Rozdily byly minimalni a data se sampling bias nijak zasadné

nezkreslovala vysledky oproti rovhomérné sesbiranym datiim.
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Obr. 14 Vliv sampling bias na environmentalni proménné.

Mezi nejvlivnéjSimi proménnymi prostiedi pro oba typy dat byly nadmofiska vyska (pro
rovnomeérné sesbirana data = 47,7% a pro sampling bias = 48,2%) a pokryvnost lesu (pro
rovnomeérné sesbirana data = 48,2% a pro sampling bias = 47,2%). Dal$i proménnou byla
pokryvnost travin, kde pro rovhomérné sesbirana data vysla hodnota = 3% a pro sampling
bias byla hodnota o néco vys8si = 3,4 %. Minimalni vliv na distribuci mély proménné -
topograficky index vihkosti (pro rovhomérné sesbirana data = 0,7% a pro sampling bias =
0,8%) a orientace sklonu svahu (pro rovhomérné sesbirana data = 0,4 % a pro sampling
bias = 0,4 %). Oba typy vyskytovych dat vedly k velmi podobnym vysledkim ve vyznamu
proménnych (Obr. 15). Modely tedy ve vSech pfipadech spravné odvodily nejvlivnéjsi

proménné bez ohledu na sampling bias.
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Obr. 15 Vliv sampling bias na pravdépodobnost vyskytu v riznych environmentalnich proménnych.

K nejvétsimu vychyleni kfivek odezvy probéhlo u orientace sklonu svahu, kde data se
sampling bias vysoce podhodnotila v danych stupnich orientace sklonu svahu svoji
predpovéd oproti rovnomérné sesbiranym datim. U zbyvajicich environmentalnich
proménnych vychazely kfivky odezvy velice podobné. U nadmofské vySky mél sampling
bias tendenci trochu nadhodnocovat svou predpovéd. Topograficky index vihkosti naopak
s daty se sampling bias podhodnocoval svou pfedpovéd, nez udavala rovhomérné
sesbirana data. Stejné dopadl i pokryvnost lesa, kde data se sampling bias podhodnocovala
svou predpovéd. A nakonec pokryvnost travinami, kde sampling bias se snizujicim
pokryvem podhodnocoval pfedpovéd, a naopak se zvySujicim pokryvem svou pfedpoved
nadhodnocoval (Obr. 16). Sampling bias nejvice negativné zasahoval pfi orientaci sklonu
svahu. V ostatnich environmentalnich proménnych data se sampling bias méla mizivy vliv

na vysledky.
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5. Diskuze

Cilem mé bakalarské prace bylo ovéfit, jak mGze sampling bias ovlivnit ekologickou
interpretabilitu modelu druhové distribuce. Konkrétné jsem se v této praci zaméfil na vliv
sampling bias na schopnost modelu detekovat dllezitost environmentalnich proménnych a
schopnost modelu spravné detekovat vliv méniciho se prostfedi na druhovou distribuci pfi

pouziti modelovaci techniky Maxent.

Vysledky mé prace ukazaly, Zze sampling bias negativné ovliviiuje pfesnost modelu
druhové distribuce. To je v souladu s pfedchozimi studiemi, které dospély k zavéru, ze

sampling bias snizuje kvalitu SDM. Pfesné&jSi udaje o vyskytu obecné vedou k lepSi

vykonnosti SDM (Oria et al. 2014, Tessarolo et al. 2014, Gabor et al. 2020).

Na druhou stranu vysledky ukazaly, Zze i modely vytvofené s daty negativné
ovlivnénymi sampling bias mohou byt stale ekologicky interpretovatelné. Ackoliv se mi
v porovnani s modely vytvofenymi pomoci rovhomérné generovanych dat nepatrné zménila
ddlezitost environmentalnich proménnych a tvar kfivek ukazujici reakci druhu na zmény
v prostfedi, rozdily byly pouze nepatrné. To naznaduje, Ze nizka presnost modelu nemusi
nutné vést k nizké schopnosti odvodit, které promé&nné urcuiji distribuci druhu a jak druh na
tyto proménné reaguje. Tyto vysledky jsou dllezité pro budouci studie, protoZze naznacuiji,
Ze data se sampling bias neni nutné filtrovat a tedy snizovat celkovy pocet zaznama, které
se pfi modelovani daji pouzivat, coz jak ukazal Smith et al. (2021) muze negativné ovlivnit
odhad toho, jakym zplsobem se muze zménit druhova biodiverzita vlivem klimatickych

zmeén.

Ackoliv je moje prace optimisticka k dalSimu vyuzivani sampling bias dat v SDM, je
potfeba si uvédomit, ze mé zavéry musi byt podrobeny dalSimu vyzkumu. Budouci studie
by mély ovéfit, jak se mohou mé zaveéry lisit pfi pouziti datovych sad s mensim nebo naopak
vét§im pocétem zaznamu, pfi pouziti jiného rozliseni environmentalnich proménnych nebo

velikosti studované oblasti €i pouziti jiné modelovaci techniky.
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6. Zaveér

Vysledky této studie jsou zaméfeny na zkoumani vlivu sampling bias na ekologickou
interpretabilitu modelt druhové distribuce. Virtualni druh byl vytvofen pomoci balic¢ku
'virtualspecies a pro vytvoreni modell druhové distribuce byl vybran algoritmus Maxent.
Validace modell probéhla pomoci metrik Sorensenlv index podobnosti, miry
nadhodnocené predikce a miry podhodnocené predikce. Ve vSech tfech metrikach méla
data se sampling bias negativni vliv na modely. Pfi hodnoceni vlivu sampling bias na
environmentalni proménné modely ve vSech pfipadech spravné odvodily nejvlivngjsi
proménné bez ohledu na sampling bias. Pfi vlivu sampling bias na pravdépodobnost
vyskytu pro pét pouzitych environmentalnich proménnych, sampling bias nejvice negativné
zasahoval pfi orientaci sklonu svahu, ackoliv i pfesto se kfivka podobala modelu, ktery byl
vytvofen pomoci nahodné vygenerované datové sady. Pro ostatni environmentalni

proménné se data se sampling bias vyraznéji neprojevila.

Zavérem lze Fici, Ze i data se sampling bias mohou byt stale uzite€na pfi tvorbé modelu

druhové distribuce, pokud je jejich cilem ekologicka interpretace.
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8. Priloha

Krok 1: Instalace a nahrani packages
library(dismo)
library(riava)
library(glm2)
library(gam)
library(raster)
library(virtualspecies)
library(ggplot2)
library(sdm)
library(maptools)
library(dplyr)
library(tidyverse)
library(sf)
library(cowplot)

Krok 2: Nahréni funkci
sdm.package.evaluation <- function (fit. model){
th <- mean(getEvaluation(fit. nodel, stat= "threshold", opt = 2)[,2])

cm1 <- as.table(sdm:::.cmx(o = as.vector(fit. nodel@modelsSoccSmaxent$'1' @evaluationStest.dep@observed),
p = as.vector(ifelse(fit. nodel@modelsSoccSmaxent$'1  @evaluationStest.dep@predicted[] >= th, 1, 0))))

cm2 <- as.table(sdm:::.cmx(o = as.vector(fit. nodel@modelsSoccSmaxent$ 2’ @evaluationStest.dep@observed),
p = as.vector(ifelse(fit. nodel@modelsSoccSmaxent$ 2’ @evaluationStest.dep@predicted[] >= th, 1, 0))))

cm3 <- as.table(sdm:::.cmx(o = as.vector(fit. nodel@modelsSoccSmaxent$ '3’ @evaluationStest.dep@observed),
p = as.vector(ifelse(fit. nodel @modelsSoccSmaxent$ 3" @evaluationStest.dep@predicted(] >= th, 1, 0))))

cm4 <- as.table(sdm:::.cmx(o = as.vector(fit. nodel@modelsSoccSmaxent$ 4’ @evaluationStest.dep@observed),
p = as.vector(ifelse(fit. nodel @modelsSoccSmaxent$ ' 4’ @evaluationStest.dep@predicted(] >= th, 1, 0))))

cmb5 <- as.table(sdm:::.cmx(o = as.vector(fit. nodel@modelsSoccSmaxent$'5' @evaluationStest.dep@observed),
p = as.vector(ifelse(fit. nodel@modelsSoccSmaxent$'S @evaluationStest.dep@predicted[] >= th, 1, 0))))

eval <- getEvaluation(fit.model, stat= c("AUC", "Kappa"))

perf <- rbind(data.frame(performance(cm1)), (performance(cm?2)), data.frame(performance(cm3)),
data.frame(performance(cm4)),data.frame(performance(cm5)))

data.frame(TPR = mean(perfSTPR), TNR = mean(perfSTNR), FPR = mean(perfSFPR), FNR = mean(perfSFNR), Sensitivity = mean(perfSSensitivity),
Specificity = mean(perf$Specificity), AUC = mean(evalSAUC), Kappa = mean(eval$SKappa),TSS = mean(perfSTSS),
Jaccard = mean(perfSJaccard), Sorensen = mean(perfSSorensen), F_measure = mean(perfSF_measure), OPR = mean(perfSOPR),
UPR = mean(perfSUPR))
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performance <- function (confusion.matrix) {
tp <- confusion.matrix[1,1]
fp <- confusion.matrix[1,2]
fn <- confusion.matrix[2,1]
tn <- confusion.matrix[2,2]
TPR <-tp / (tp+fn)
TNR <- tn / (tn+fp)
FPR <- fp / (fp+tn)
FNR <- fn / (fn+tp)
Sensitivity <- TPR
Specificity <- TNR
TSS = Sensitivity + Specificity - 1
Jaccard = TPR/(FNR + TPR + FPR)
Sorensen = 2*TPR/(FNR + 2*TPR + FPR)
F_measure= 2 * Jaccard
OPR = fp/(tp+fp)
UPR =1 - Sensitivity
data.frame(TPR = TPR, TNR = TNR, FPR = FPR, FNR = FNR, Sensitivity = Sensitivity, Specificity = Specificity,
TSS =TSS, Jaccard = Jaccard, Sorensen = Sorensen, F_measure = F_measure, OPR = OPR, UPR = UPR)

extract_curves <- function(rc, nfolds = 5){
rc %>%
map(~ mutate(.x,
response = rowMeans(.[,2:(nfolds + 1)]),
variable = names(.x)[1]) %>%
rename(value = 1) %>%
select(-c(2:(nfolds + 1)))) %>%
bind_rows()

}

Krok 3: Nahrani dat (environmentalni proménné, shp. silnic a virtualni druh)
Bioall <- stack("aspect.tif", "dem.tif", "forest.tif", "grassland.tif", "twi.tif")

sfdata <- readShapeSpatial(“data/silnice2.shp”, proj4string=CRS("+proj=longlat"))
Bioall.virtualSpecies <- stack("forest.tif", "dem.tif")

Krok 4: Korelace mezi environmentalnimi proménnymi
Bioall.metrix <- na.omit(as.matrix(Bioall))
cor <- cor(Bioall.metrix);cor

Krok 5: Tvorba virtualniho druhu s rozdilnou Sirkou niky
my.parametrs <- formatFunctions(forest = c(fun = 'dnorm’, mean = 80, sd = 20),
dem = c(fun ="'dnorm’, mean = 1600, sd = 300))

virtual.species <- generateSpFromFun(raster.stack = Bioall.virtualSpecies,
parameters = my.parametrs,
species.type = "multiplicative”,
plot=T)
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Step 6: Prevedeni rastru na prezence-absencni rastr
PA.raster <- convertToPA(virtual.species, alpha =-0.05, beta = 0.3, plot =T)

perf <- numeric()

var.importance <- numeric()
response.curves <- numeric()
var.importance <- numeric()

Krok 7: Samplovéni obou typl dat (random sampling a sampling bias
randomSampling <- sampleOccurrences(PA.raster, n = 100, type = "presence only", plot =T)

samplingBias <- sampleOccurrences(PA.raster, n = 100, type = "presence only", bias = "polygon”,
bias.strength = 6, bias.area = sfdata, plot =T)

Krok 8: Priprava dat pro SDM
DATA.Prep <- chind(randomSamplingSsample.points, samplingBiasSsample.points[,1:2])

sp0 <- na.omit(data.frame(occ=DATA.PrepSObserved, DATA.Prep[,1:2]))

coordinates(sp0) <- ~x+y

sp1l <- na.omit(data.frame(occ=DATA.PrepSObserved, x = DATA.Prepl[,5], y = DATA.Prep[,6]))
coordinates(sp1) <- ~x+y

Krok 9: Tvorba modelu Maxent
dO <- sdmData(train = sp0, predictors = Bioall, bg=list(n=10000,method="gRandom’,remove=TRUE))
d1 <- sdmData(train = sp1, predictors = Bioall, bg=list(n=10000,method="gRandom’,remove=TRUE))

m0 <- sdm (occ™., data = dO, methods = "maxent"”, replication = "cv", cv.folds=5)
m1 <- sdm (occ™., data = d1, methods = "maxent”, replication = "cv", cv.folds=5)

perf <- rbind(perf,
data.frame(sdm.package.evaluation(m0), data = "RandomSampling"),
data.frame(sdm.package.evaluation(m1), data = "SamplingBias"))

response.curves <- rbind(response.curves,
data.frame(extract_curves(getResponseCurve(mO)@response, nfolds = 5), data = "RandomSampling"),
data.frame(extract_curves(getResponseCurve(m1)@response, nfolds = 5), data = "SamplingBias"))

var.importance <- rbind(var.importance,
data.frame(getVarimp(mO0)@varlmportanceMeanS$corTest[,1:2], getVarimp(mO)@varimportanceMean$SAUCtest[,1:2], data = "RandomSampling"),
data.frame(getVarimp(m1)@varlmportanceMeanS$corTest[,1:2], getVarimp(m1)@varimportanceMeanSAUCtest[,1:2], data = “SamplingBias"))

Krok 10: Grafické vystupy

var.importance2 <- var.importance %>%
group_by(variables, data) %>%
summarize(mean_cor = mean(corTest))

ggplot(var.importance2, aes(x = data, y = mean_cor, fill = variables)) +

geom_bar(stat = "identity", position = "fill") +
theme(
plot.title = element_text(hjust = 0.5, size=11, face="bold"),
axis.title.y=element_text(size=10, face="bold"),
axis.title = element_text(size=9),
axis.title.x=element_text(size=10, face="bold"),
legend.title = element_blank()) +
labs(title="Variable Importance”,

x="Different type of data sampling",

y="Variable importance")

ggsave("var_importance.png”, dpi=300, height = 25, width = 35, units = "cm")
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Model performance
sorensen <- ggplot(perf, aes(as.factor(data), Sorensen, fill = data)) +
geom_violin(trim=FALSE, color="black") +
scale_fill_brewer(palette="RdYIGn", direction=-1) +
stat_summary(fun=median, geom="point", size=1, color = "black") +
scale_y_continuous(limits=c(0.8, 1), breaks = ¢(0.75, 0.8, .85, .9, .95, 1)) +
theme_grey() +
theme(
plot.title = element_text(hjust = 0.5, size=11, face="bold"),
axis.title.y=element_text(size=10, face="bold"),
axis.title = element_text(size=9),
axis.title.x=element_text(size=10, face="bold"),
legend.position ="",
legend.title = element_blank()) +
labs(y="Sorensen index", x="Different type of data sampling")
opr <- ggplot(perf, aes(as.factor(data), OPR, fill = data)) +
geom_violin(trim=FALSE, color="black") +
scale_fill_brewer(palette="RdYIGn", direction=-1) +
stat_summary(fun=median, geom="point", size=1, color = "black") +
scale_y_continuous(limits=c(0.8, 1), breaks = ¢(0.75, 0.8, .85, .9, .95, 1)) +
theme_grey() +
theme(
plot.title = element_text(hjust = 0.5, size=11, face="bold"),
axis.title.y=element_text(size=10, face="bold"),
axis.title = element_text(size=9),
axis.title.x=element_text(size=10, face="bold"),
legend.position ="",
legend.title = element_blank()) +
labs(y="Over prediction rate", x="Different type of data sampling")
upr <- ggplot(perf, aes(as.factor(data), UPR, fill = data)) +
geom_violin(trim=FALSE, color="black") +
scale_fill_brewer(palette="RdYIGn", direction=-1) +
stat_summary(fun=median, geom="point", size=1, color = "black") +
scale_y_continuous(limits=c(0.8, 1), breaks =c(0.75, 0.8, .85, .9, .95, 1)) +
theme_grey() +
theme(
plot.title = element_text(hjust = 0.5, size=11, face="bold"),
axis.title.y=element_text(size=10, face="bold"),
axis.title = element_text(size=9),
axis.title.x=element_text(size=10, face="bold"),
legend.position ="",
legend.title = element_blank()) +
labs(y="Under prediction rate", x="Different type of data sampling")

plot.all <- plot_grid(sorensen, opr, upr, nrow = 1, align = "hv")
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Response curves
aspect <- ggplot(response.curves[ which(response.curvesSvariable=="aspect’), ], aes(x=value, y=response, color = data)) +
geom_smooth(method="loess", se=F, size =0.5) +
theme_grey() +
theme(
plot.title = element_text(hjust = 0.5, size=11, face="bold"),
axis.title.y=element_text(size=10, face="bold"),
axis.title = element_text(size=9),
axis.title.x=element_text(size=10, face="bold"),
axis.text.x = element_text(angle = 270, hjust=1, vjust = 0.5, size = 7),
legend.title = element_blank()) +
labs(x="Aspect",
y="0Occurrence probability",
fill="Data Accuracy")
forest <- ggplot(response.curves[ which(response.curvesSvariable=="forest'), ], aes(x=value, y=response, color = data)) +
geom_smooth(method="loess", se=F, size = 0.5) +
theme_grey() +
theme(
plot.title = element_text(hjust = 0.5, size=11, face="bold"),
axis.title.y=element_text(size=10, face="bold"),
axis.title = element_text(size=9),
axis.title.x=element_text(size=10, face="bold"),
axis.text.x = element_text(angle = 270, hjust=1, vjust = 0.5, size = 7),
legend.title = element_blank(),
legend.position = "none") +
labs(x="Amount of Forest",
y="Occurrence probability",
fill="Data Accuracy")
grassland <- ggplot(response.curves[ which(response.curvesSvariable=="grassland’), ], aes(x=value, y=response, color = data)) +
geom_smooth(method="loess", se=F, size = 0.5) +
theme_grey() +
theme(
plot.title = element_text(hjust = 0.5, size=11, face="bold"),
axis.title.y=element_text(size=10, face="bold"),
axis.title = element_text(size=9),
axis.title.x=element_text(size=10, face="bold"),
axis.text.x = element_text(angle = 270, hjust=1, vjust = 0.5, size = 7),
legend.title = element_blank(),
legend.position = “none") +
labs(x="Grassland",
y="Occurrence probability”,
fill="Data Accuracy")
dem <- ggplot(response.curves| which(response.curvesSvariable=="dem’), ], aes(x=value, y=response, color = data)) +

geom_smooth(method="loess", se=F, size =0.5) +
theme_grey() +
theme(
plot.title = element_text(hjust = 0.5, size=11, face="bold"),
axis.title.y=element_text(size=10, face="bold"),
axis.title = element_text(size=9),
axis.title.x=element_text(size=10, face="bold"),
axis.text.x = element_text(angle = 270, hjust=1, vjust = 0.5, size = 7),
legend.title = element_blank(),
legend.position = "none") +
labs(x="Elevation",
y="0ccurrence probability",
fill="Data Accuracy”)
twi <- ggplot(response.curves[ which(response.curvesSvariable=="twi'), ], aes(x=value, y=response, color = data)) +

geom_smooth(method="loess", se=F, size = 0.5) +
theme_grey() +
theme(
plot.title = element_text(hjust = 0.5, size=11, face="bold"),
axis.title.y=element_text(size=10, face="bold"),
axis.title = element_text(size=9),
axis.title.x=element_text(size=10, face="bold"),
axis.text.x = element_text(angle = 270, hjust=1, vjust = 0.5, size = 7),
legend.title = element_blank(),
legend.position = "none") +
labs(x="TWI",
y="Occurrence probability",
fill="Data Accuracy")

plot.response <- plot_grid(dem, twi, forest, grassland, aspect, nrow = 2)
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Variable importance

var.importance2 <- var.importance %>%
group_by(variables, data) %>%
summarize(mean_cor = mean(corTest))

geplot(var.importance2, aes(x = data, y = mean_cor, fill = variables)) +

geom_bar(stat = "identity", position = "fill") +
theme(
plot.title = element_text(hjust = 0.5, size=11, face="bold"),
axis.title.y=element_text(size=10, face="bold"),
axis.title = element_text(size=9),
axis.title.x=element_text(size=10, face="bold"),
legend.title = element_blank()) +
labs(title="Variable Importance”,

x="Different type of data sampling",

y="Variable importance")
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