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ANOTACIA

Hlavnym cielom bakalarskej prace je otestovat moznosti vyuzitia dat sluzby Google
Location pre ¢asopriestorové analyzy pohybu osob.

V teoretickej Casti prace su opisané metédy zaznamu dat sluzby Google Location
a metoédy analyzy dat z GPS prijimacov, socialnych sieti a dotaznikov pre identifikaciu
priestorovych vzorcov pohybu osob.

V praktickej Casti st data zozbierané Studentom a data poskytnuté veducim prace
a Studentami katedry geoinformatiky pouzité pre analyzu priestorovych vzorcov pohybu
osOb. Data su najprv prekonvertované do formatu vhodného na dal§ie spracovavanie v
Statistickych softvéroch a geografickych informaénych systémoch. Nasledne su z dat
vybrané tie, ktoré su pouzitelné pre dalSie analyzy a vizualizacie. Data, ktoré boli
vybrané su najprv podrobené Statistickym analyzam, aby sa lepSie spoznala ich
§Struktara a potom a st vizualizované vo forme webovych aplikacii vyjadrujtacich
intenzitu vSetkych typov aktivity a casové rozptylenie celkovej aktivity, analégovych map
vyjadrujucich intenzitu vybranych typov aktivity vo vybranych tzemiach a digitalnych
map vyjadrujucich liniové trajektérie pohybu v ramci mesta Olomouc. Vysledky analyz a
vizualizacii st nasledne interpretované. Interpretaciou dat st opisané priestorové a
¢asové vzorce pohybu os6b popisujuce ich dopravné spravanie.
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ANOTATION

The main goal of the bachelor thesis is to test the possibilities of the usage of Google
Location data for the spatiotemporal analysis of the human movement.

In the theoretical part the methods of recording the Google Location data are
described together with the methods of the analysis of data from GPS receivers, social
networks and questionnaires for the identification of the spatiotemporal patterns of
movements of the people.

In the practical part the data collected by the student together with the data given
by the mentor and by the students from the department of geoinformatics are being
used for the spatiotemporal analysis of the movement of the people. The data are firstly
converted to the format suitable for the further work in the statistical software and
geographic information systems. Then the data suitable for the further analysis and
visualizations are being chosen from the datasets. Afterwards, the data that were
chosen undergo firstly the statistical analysis, so we can get to know their structure
better and then they are visualized in the form of web applications showing the
intensity of the all types of activity and the temporal distribution of the overall activity,
paper maps showing the intensity of the specific types of activity at the specific regions
and digital maps showing the line trajectories of movement in the city of Olomouc. The
results of the analysis and visualizations are then being interpreted. By their
interpretation the spatial and temporal patterns of the movement of the people
describing their traffic behavior are described.
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-
UVvVOD

K tomu, aby ¢lovek v dneSnych casoch zistil, aké lokality najCastejSie navsStevuje,
akymi trasami sa medzi nimi pohybuje a aky dopravny prostriedok pri tom vyuziva, uz
nie je potrebné, aby si o tom pisal dennik. Rovnako ani ked ¢lovek chce zistit informacie
takéhoto typu o urcitej skupine Iudi v uréitom meste alebo oblasti, uz nie je potrebné,
aby mu na tieto ucely museli vyplnat dotaznik. Rovnako ani nie je potrebné, aby mal
jednotlivec alebo jeho respondenti neustale pri sebe GPS zariadenie, ktoré bude ich
polohu sledovat. Jedina vec, ktora je k takémuto typu sledovania potrebna je mat
mobilny teleféon, na ktorom su Google Mapy a mat v nich povolené zaznamenavanie
polohy.

Takyto spdsob sledovania polohy ma obrovsky potencial a ten doteraz nebol
poriadne vyuzity. Preto cieflom tejto bakalarskej prace je overit, aké st moznosti vyuzitia
dat sluzby Google Location pre ¢asopriestorové analyzy pohybu oséb. Na splnenie tohto
cielu su vyuzité vedomosti a zru¢nosti autora z oblasti prace v Statistickych programoch
a geografickych informacénych systémoch a programovania, ktoré boli poc¢as troch rokov
§tudia na katedre geoinformatiky ziskané.

Na zaciatku prace autor oboznamuje Ccitatela so stCasnym stavom rieSenej
problematiky struéne popisujuc doteraz pouzité metody analyzy dat GPS trajektorii
a dotaznikovych Setreni pre identifikaciu priestorovych vzorcov pohybu osob a taktiez
met6dy zaznamu dat sluzby Google Location.

V praktickej cCasti prace autor vyuziva svoje data, data veduceho prace a data
Studentov KGI k analyzam pohybu oséb za ucelom identifikacie priestorovych vzorcov
popisujucich dopravné spravanie. Pred samotnymi analyzami vybera tie data, ktoré
budu pre analyzy pouzitelné a vysledky analyz réznymi sposobmi vizualizuje.

Vysledky analyz st na konci prace interpretované a pokial je to mozné, tak su
Ccasopriestorové analyzy pohybu oséb aj porovnané so skutoc¢nostou.
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1 CIELE PRACE

Cielom bakalarskej prace je otestovat moznosti vyuzitia dat sluzby Google Location
pre casopriestorové analyzy pohybu os6b. RieSenie ciela vychadza z nastudovania
metdéd zaznamu dat sluzby Google Location a metéd analyzy dat GPS trajektérii pre
identifikaciu priestorovych vzorcov pohybu os6b z odbornej a vedeckej literatiry. Data
autora prace, veduceho prace a Studentov, ktori ich pre ti€ely prace dobrovolne poskytli
su stiahnuté vo formate JSON, nasledne pomocou Python skriptu prekonvertované do
formatu Shapefile a v prostredi ArcMap st z nich vybrané zaznamy vhodné pre dalSie
analyzy a vizualizacie. K analyzam su pouzité nastroje v programoch ArcGIS, V-
Analytics, MS Excel a R Studio. Vizualizacie vo forme grafov a tabuliek st vytvorené
v programe MS Excel. Vizualizacie vo forme boxplotov st vytvorené v programe RStudio.
Vizualizacie vo forme webovych mapovych aplikacii su vytvorené v ArcGIS Online
pomocou nastroja WebApp Builder. Vizualizacie vo forme tlacenych tematickych map su
vytvorené v prostredi ArcGIS. Vizualizacie vo forme map liniovych trajektérii pohybu st
vytvorené programe V-Analytics. Vizualizacie st nasledne interpretované so snahou
identifikovat individualne priestorové vzorce popisujuce dopravné spravanie, napriklad
najnavstevovanejSie miesta ¢i najCastejSie trasy.
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2 METODY A POSTUPY SPRACOVANIA

V tejto kapitole st opisané vSetky metody, data, programy a postupy pouzité pri
rieSeni ciela prace. Postup je opisany strucne, podrobnejSiemu popisu celej prace sa
venuje kapitola Vlastné rieSenie.

2.1 Pouzité metody

Zaznam histérie polohy bol ziskany stiahnutim z Google i¢tu. Veduci prace stiahol
zaznam svojej histérie polohy a autorovi ho poskytol. Studenti KGI boli poziadani
o poskytnutie zaznamu svojej polohy prostrednictvom socialnej siete. Hranica Accuracy,
pod ktorou data nemaju prili§ velku odchylku a hranica pravdepodobnosti (confidence),
nad ktorou sa zaznam zhoduje s realitou boli uréené pozorovanim bodového zaznamu
polohy a jeho porovnavanim so skutocnostou. Data o pohybe boli vizualizované formou
agregovanych bodovych znakov, liniovych znakov a heatmap. Na Statistické
vyhodnotenie zaznamov boli pouzité tabulky, grafy a boxploty. Mapové vystupy aj
vysledky Statistickych analyz boli slovne interpretované.

2.2 Pouzité data

Pri praci boli pouzité zaznamy histérie polohy z Google Location, ktoré je mozné
stiahnut vo formate JSON. Bol pouzity mdj vlastny zaznam polohy z obdobia od
2.5.2018 do 17.3.2019(s vynimkou Prilohy 9, pre ticely ktorej bol 25.4.2019 stiahnuty
novy zaznam), zaznam polohy RNDr. Jaroslava Buriana, Ph.D. z obdobia od 24.5.2017
do 18.2.2019. Boli taktiez pouzité zaznamy 15 Studentov KGI, ktoré pochadzali
z roznych c¢asovych obdobi, boli z nich vSak vybraté len zaznamy z Uizemia mesta
Olomouc z obdobia od 1.1.2019 do 26.3.2019. Na konverziu dat do formatu SHP bol
pouzity skript read_location_data.py z GitHubu, konkrétne zo stranky Android Location
Converter (Boates, 2019). Pévodny skript vSak nekonvertoval do formatu SHP vSetky
udaje o typoch  aktivity, preto bol upraveny abol vytvoreny  skript
read_location_data_upgrade.py (vid podkapitola 2.4)

V mapach mojej aktivity boli ako topograficky podklad zvolené hranice Statov
(NUTS 2016 z Eurostatu) a krajské mesta (pre Cesko z ArcCR500 v3.3, pre Slovensko
z dat zo ZB GIS volne dostupnych na stiahnutie), v pripade Polska sidla vojvodstiev
(novovytvorena bodova vrstva podla podkladovej mapy). V mapach aktivity veduceho
prace boli ako topograficky podklad zvolené hranice krajov, krajské mesta a tienovany
reliéf z datovej sady ArcCR500 v 3.3. V mapach aktivity s$tudentov KGI boli
topografickym podkladom Zeleznice, cesty a tiefiovany reliéf z datovej sady ArcCR500
v 3.3.

Na tvorbu webovej stranky bol pouzity vzor Industrious 2zo stranky
https://templated.co/.

2.3 Pouzité programy

Na sStrukturu zaznamu histéorie polohy vo formate JSON som nahliadal
prostrednictvom programu PSPad Editor. Upravami v tomto programe boli zo
stiahnutého vzoru vytvorené webové stranky prace. Skript na konverziu do formatu
SHP, resp. GEOJSON bol prepisany v programe PyScripter. Skript bol spusteny
pomocou prikazového riadku OSGEO4W.bat. Vyber zaznamov polohy pouzitelnych pre
dalSie analyzy a vizualizacie, rovnako ako aj niektoré analyzy a vizualizacie boli
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prevedené v programe ArcGIS 10.6 od spolo¢nosti ESRI. Pomocou tohto programu boli
data aj publikované do ArcGIS Online. Vizualizacie pohybu v ramci Olomouca
prostrednictvom  liniovych  trajektorii  boli  vytvorené v softvéri V-Analytics,
ver.18.20.2018. Webové mapové aplikacie boli vytvorené v prostredi ArcGIS Online
pomocou nastroja WebApp Builder. Konverzie z formatu GEOJSON do formatu SHP
a z formatu SHP do formatu CSV boli vykonané v programe QGIS Desktop 3.2.3.
Boxploty priblizujuce Struktiru a komplikovanost zaznamov polohy boli vytvorené
v programe RStudio. Tabulka a grafy vyjadrujice presnost zaznamov a pocetnost
jednotlivych typov aktivit boli vytvorené v programe MS Excel. Poster k bakalarskej
praci (Priloha 6) bol vytvoreny v programe Adobe Illustrator CC 2015.

2.4 Postup spracovania

Na zaciatku bola nastudovana odborna literatira. Boli §tudované hlavne clanky
a diplomové prace, ktoré sa venovali analyzam priestorovych vzorcov pohybu osoéb,
dostupna dokumentacia od Google, ktora sa venuje Google Location a niekolko
kratkych internetovych ¢lankov od Tudi, ktori skuimali S§truktaru zaznamu historie
polohy vo formate JSON. Vysledkom S§tudia odbornej literattry sa venuje kapitoly
stc¢asny stav rieSenej problematiky.

Dalsim krokom bolo stiahnutie samotného zaznamu histérie polohy vo formate
JSON. Ako jediny sposob vizualizacie dat v tomto formate bola najdena aplikacia
Location History Visualizer, ktorej sa podrobnej$ie venuju kapitoly 3 a 4. Data boli
konvertované pomocou skriptu read_location_data.py z GitHubu (Boates, 2019)
spustaného pomocou prikazového riadku OSGEO4W.bat , ktory bol ¢iastoéne rozsireny
a ulozeny ako read_location_data_upgrade.py. skript pontuka konverziu do formatov
SHP, GEOJSON a KML. Pri konverzii do formatu SHP sa ale pravdepodobnosti
niektorych typov aktivity nekonvertuji spravne, preto bolo potrebné zaznam najprv
prekonvertovat do formatu GEOJSON (Obr. 2.1) a zaznam v tomto formate potom
v programe QGIS 3.2.3 vyexportovat ako SHP. Rovnaky postup konverzie bol nasledne
pouzity aj pri datach veduceho prace a studentov katedry geoinformatiky.

CAWINDOWS\system32\cmd.exe - O X

rade.py” "D:\UPOL\BP\Takeout\HistoriaPolohy\

IN_RATL_VEHICLE', u'RUNNING', u’IN_ROAD_VEHI
u'EXTTING_VEHTCLE" ]

Obr. 2.1 — Spustanie upraveného skriptu na konverziu dat z formatu JSON

Po konverzii nasledovalo vyhodnotenie vzniknutej bodovej vrstvy. Presnost dat bola
vyhodnotena pozorovanim zaznamov aich porovnavanim so skuto¢nostou. ESte pri
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§tadiu odbornej literatiiry bolo zistené, ze Atribat Accuracy vyjadruje odchylku polohy
zaznamu od skuto¢nosti (nie je vSak jasné, v akych jednotkach) a hodnoty pri
jednotlivych typoch aktivit vyjadrujui ich pravdepodobnost (istotu). Na zaklade
pozorovania vlastnych bodovych dat bolo rozhodnuté, Ze sa bude pracovat s datami,
ktoré maji hodnotu Accuracy 100 a menej. Ak mala aktivita v zazname hodnotu
pravdepodobnosti (confidence) 50 a viac, bola vyexportovana ako dany typ aktivity,
nakolko pri pozorovani sa zistilo, ze keby sa pracovalo len s pravdepodobnostou 100,
zaznamy by boli neuplné a keby zas bol ako aktivita zvoleny kazdy zaznam s jej
pravdepodobnostou nad 25, novovzniknuté data by casto neodpovedali realite.
Podrobnejsi popis vyhodnocovania zhodnosti zaznamu s realitou je uvedeny v kapitole
Vlastné rieSenie. Pri datach od veduceho prace a datach spoluziakov boli uz
automaticky vybrané zaznamy s Accuracy vadcSou alebo rovnou 100 a typ aktivity bol
urceny, pokial mal v zazname pravdepodobnost S50 a viac. Data Studentov KGI boli
spojené do jedného suboru, z nich boli vybrané zaznamy c¢isto pre mesto Olomouc
a z nich zaznamy z ¢asu od 1.1.2019 do 26.3.2019.

Nad novovzniknutymi datami boli prevedené Statistické analyzy v programoch MS
Excel a RStudio. Cielom S§tatistickych analyz v MS Excel bolo zistit, aké presné su data
a aka je pocetnost jednotlivych typov aktivity v zaznamoch. Pre ucely Statistickych
analyz v RStudio boli data prekonvertované do formatu CSV a zaznam v tomto formate
bol nasledne do RStudio nahrany. Cielom Statistickych analyz v RStudio bolo zistit, ako
sa v zaznamoch prekryvaju jednotlivé typy aktivity. Interpretaciou vysledkov
Statistickych analyz sa zaobera kapitola Vysledky prace.

Naslednym krokom bola vizualizacia priestorovych vzorcov pohybu oséb. Bola
prevedena v programe ArcGIS 10.6, kde boli vytvorené heatmapy pomocou nastroja
Kernel Density, V Analytics, kde boli zvizualizované trajektérie pohybu v meste Olomouc
a WebApp Builder v ArcGIS Online, kde boli vytvorené mapové aplikacie. Pred nahranim
do programu V-Analytics boli data prekonvertované do formatu CSV a Ciastocne
upravené (Obr. 2.2).

@

File Display Fifter Analyse Calculate Options Othertools Footoall About B
Vybrat vie

Zrusit wibér

[ invertovat vyber

Vybrat

[ Reading data from ASCII format X

Data sample

pIDxtrN;0BJECTID;Date;Date_Sub;Date_StrDateSubStr Time: Time_Sub;Longitude;Latitude:Ace A
1,1,19,2019-02-18;2019-02-18,2019-02-18,2019-02-18,14:30:20;14:28:10,17 265799249 593698
2,1,20,2019-02-18;2018-02-18;2019-02-18,2019-02-18,14:24:19,14:23: 04,17 2658367,49. 503746
3,1,21,2010-02-18;2010-02-18;2019-02-13;20109-02-18;14:21:15;14:20:57,17.2604101,40.580250
4,1,25,2019-02-18,2019-02-18,2019-02-18,2019-02-18,7:58:10,7:58:37,17.1970548,49.5609 149
5,1,26,2019-02-18;2019-02-18;2019-02-18,2019-02-18,7.65:56,7.65:56,17.1986372,40.6921782;
6.1,28:2019-02-18:2019-02-18;2019-02-18,2019-02-18:7:53:12,7:53:54;17.233039149.6003033;0
7:1;35,2019-02-18;2019-02-18;2019-02-18,2019-02-18,7:51:09,7:50:09; 17238 3595,49.6032958;"
5:1,150:2019-02-17,2019-02-17.2019-02-17,2019-02-17,12:53:14;12.53:04,17 218499449 60226 .
0445490100247 9110.09-4 7 21100047 110,027 49544119 54-A147 DA7AAG-A0 ANPRASA
< >

Encoding: UTF8 Change

Value separator. :
[~ Take field types from the line N (N - numeric, C - character, L - logical, D - date)

¥ Take field names from the line N
Identifiers are in field (enterthe name or the number of the field)
Ifthere is no field with identifiers,the system will produce defaut identifiers from record numbers
™ Multiple lines may describe a single object
For instance, these may be points of a line or trajectary.
In such a case, the ientifiers in the rows describing one and the same ohject must caincide.
Iris, Descartes, CommonGIS, V-Analytics 1995-2017 Names of entities are in field _(emer name or number or leave empty)

J Hudba

= Obrézky

Bl Coordinates of entities are in fields

X Longitude ¥: Latitude (enter names)

radius (enter name)

Plocha
= clear defaults

& StaZené soubory

o]

Cancel

E Videa
080y

Obr. 2.2 — Nahravanie CSV zaznamu do V-Analytics
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Na zaver boli interpretované vysledky S§tatistickych analyz a kartografickych
vizualizacii. Interpretaciou Statistickych analyz sa zistilo, ako velmi sa hodnoty
pravdepodobnosti  jednotlivych typov aktivity prekryvaju a interpretaciou
kartografickych vizualizacii sa urcilo, kde sa pohybovali autor prace, veduci prace
a Studenti KGI a aké typy aktivity vykonavali. V pripade autora prace a veduceho prace
bola aj snaha porovnat vysledky kartografickych vizualizacii so skuto¢nostou.

Stidium doporuéenej Stiahnutie dat vo Konverzia dat do
literatiry formate JSON formatu SHP

Vyber pouzitelnych
zaznamov polohy

Kartograficka

vizualizdcia dat Statistické analyzy dat
(Webové a papierové (R, Excel)
mapy)

Interpretacia
vysledkov

Obr. 2.3 — Postup pri tvorbe bakalarskej prace
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3 SUCASNY STAV RIESENEJ PROBLEMATIKY

Analyza priestorovych vzorcov pohybu oséb bola rieSena uz vo vela pracach
v minulosti (Burian 2018, Wang 2017, atd.), avSak nebola najdena ziadna praca, ktora
by sa zaoberala prave analyzou a vizualizaciou dat ziskanych zo sluzby Google Location.
V nasledujucich podkapitolach su popisané doterajSie spdésoby analyzy pohybu osbéb
pomocou dat ziskanych pomocou dotaznikovych Setreni, pripadne z navigacnych
a inych elektronickych nastrojov. Nasledne sU popisané principy fungovania Google
Location ako aj moznosti ziskania dat z Google Location a naslednej prace s nimi.

3.1 Analyzy pohybu osob z dat ziskanych dotaznikovym
Setrenim

Analyzami pohybu os6b pomocou dat ziskanych z pozorovania a dotaznikov sa na
Katedre geoinformatiky Univerzity Palackého v Olomouci zaoberala vo svojej bakalarskej
praci Vondrakova, 2007. V ramci jej prace bol pozorovany pohyb osoéb v Olomouci,
konkrétne na sidlisku Cerna cesta, na Hornom namesti a v OC Hana. Zber dat trval
§tyri tyzdne, meralo sa od Siestej do dvadsiatej hodiny. Nezmeriaval sa len na pohyb
I'udi do a z sledovanej lokality, ale aj na Struktiru populacie. Okrem toho bol v jej praci
pouzity aj sekundarny zdroj dat, a to idaje poskytnuté spoloénostou Euro Mall Centre
Management s.r.o. (spravca OC Hana) a Magistratom mesta Olomouc (informacie
o trvalom bydlisku os6b na Hornom namesti a sidlisku Cerna cesta). Udaje ziskané v jej
praci boli dalej Statisticky vyhodnocované a kartograficky spracované. Kartograficky
vizualizované boli kvalitativne, ako aj kvantitativhe charakteristiky pohybu mestskej
populacie. Kvalitativne charakteristiky boli vyjadrené formou bodovo lokalizovanych
diagramov. Kvantitativne charakteristiky boli vyjadrené formou diagramov
a interpolacie.

Dotaznikové data k analyze pohybu osdb vo svojej praci vyuzil aj Frantal, 2012.
Zapodieval sa roznymi prejavmi 'udského spravania v Case a priestore so $pecifickym
zameranim na kazdodenné aktivity a mobilitu v urbannom prostredi. Na tivod predstavil
teoretické koncepty a metody pouzivané vo vyskume priestorového spravania. Venoval
sa problematike spracovania, analyzy a vizualizacie casopriestorovych dat v prostredi
geografickych informacénych systémov (GPS) a predstavil niektoré typické priklady
geovizualizacii dat ako v dvojrozmernom, tak i v trojrozmernom priestore. Tvrdil, Ze
geografia Casu je jednym z najcastejSie aplikovanych konceptov ¢i pristupov k vyskumu
a analyze priestorového spravania jedincov. Délezitym konceptom suvisiacim s cestami
su podla neho zvazky (bundles). Zvazky predstavuju Casti casopriestoru, v ktorych sa v
jednej stanici stretavaju dve alebo viac individualnych ciest (jedincov ¢i materialnych
objektov). Data vjeho vyskume boli ziskavané pomocou harmonogramov
casopriestorovych aktivit vyplianom jednotlivcami. V Brne sa do prieskumu zapojilo
150 os6b, v Olomouci 50 Studentov. V Brne boli kartografickym vystupom vyskumu
mapy priestorovej distribucie a funkcie stanic pre S§tudentov. V Olomouci boli
kartografickym vystupom vyskumu mapy intenzity usekov ciest a mapy sposobu
pohybu po vybranych cestach.

Burian a kol., 2018, porovnaval Olomouc a Ostravu z pohladu faktorov
ovplyviujucich priestorové a ¢asové vzory, volbu typu dopravy a dopravné spravanie.
Boli skiimané postoje a motivacie k réznym druhom prepravy uviac nez 500
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respondentov v kazdom meste. Casové vzory v oboch mestach st podobné a nezavisia
na velkosti mesta alebo jeho priestorovej Struktire. Respondenti mali opisat svoje
normalne trasy v priebehu dna. Mali opisat zaciatocné a koncové body svojich ciest,
dizku trvania, pouzité dopravné prostriedky, ucel a frekvenciu. VAé§ina respondentov
tiez opisala svoju motivaciu pouzivat auto alebo verejnt dopravu, pretoze vyskum bol
primarne zalozeny na porovnavani aut a verejnej dopravy. Rozhovory prebiehali na
uliciach skumanych miest a priemerna dizka ich trvania bola 20 minut. Pohyb po
meste bol zvizualizovany pomocou softvéru V-Analytics. Bolo zistené, Zze pomocou
¢asového vzorca spravania populacie je mozné identifikovat Siroku skalu informacii.

Naserian a kol., 2018, rozdelil cestovatelov do Styroch skupin na rodinu, priatelov,
pary a samostatnych jednotlivcov a s skiimané ich pohyby z jedného miesta na druhé.
Prieskum bol robeny na letisku v Guangzhou, kde sa 1000 skupin, pripadne
jednotlivcov pytali, kam cestuju. Bol definovany novy vzorec frekvencie, GFSP, ktory
bral ohlad na cestovatelsku skupinu uzivatelov. Bol navrhnuty novy personalizovany
predikény ramec na predpoved dalSej polohy uzivatela pre aplikacie ako ,sluzby
zalozené na polohe“ (location-based services). Hlavnou myslienkou modelu bola nova
predikéna stratégia vyhodnocujtca skore novej polohy pre daného uzivatela tazenim
vzorcov pohybu uzivatelov podla vSeobecnych vlastnosti a vlastnosti Specifickych pre
skupinu. Na zistenie cestovnych skupin z ¢asopriestorovych trajektoérii bol pouzity novy
objav skupinovych vzorov beruci ohlad na I'udské spravanie pri pohybe. Nasledne bol
podla informacie o jednotlivcovi objaveny typ skupiny. Bola to prva praca , ktora sa
sustredi na predpoved dalSej polohy pomocou ziskavania dat o trajektorii, ktora berie
ohlad na skupiny, s ktorymi I'udia cestujua.

3.2 Analyzy pohybu osob z dat ziskanych z GPS prijimacov
a socialnych sieti

Oproti dotaznikovému Setreniu, pri ktorom autorovi prace zostava len spoliehat sa
na doéveryhodnost respondentov, sa praca nad datami z GPS prijimacov, mobilnych
zariadeni a socialnych sieti rozhodne javi ako lepSia alternativa, zvlast v dnesSnej dobe,
ked uz vacsina ludi vlastni nejaké zariadenie s GPS prijimacom.

3.2.1 Studentské prace

Jarcovjak, 2013, vo svojej praci uviedol, ze vzrast pouzivania socialnych sieti
a sluzieb poskytuje uzitocny zdroj, kde data o lokacii, Tudskej aktivite alebo socialnych
vztahoch vytvaraju dalSie moznosti k sledovaniu pohybu obyvatelov a zachycuju tak
dynamiku mesta. Vo svojej praci sa venoval testovaniu aplikacie Foursquare pre
sledovanie pohybu o0s6b v Olomouci. Foursquare, aplikacia pre mna pre precitanim
prace uplne neznama, je v praci uvedena ako jedna z piatich najviac vyuzivanych
geosocialnych sieti dostupnych v Ceskej republike. Uzivatelia tejto aplikacie sa
nahlasuji na miestach, na ktorych sa prave nachadzaju a preto je mozné data
z aplikacie vyuzit na analyzy pohybu oséb. Pre zaujimavost som si aplikaciu sam skusil
stiahnut na Google Play. Ma velmi privetivé uZivatelské rozhranie a lahko sa s fiou
pracuje, avSak v dneSnych ¢asoch su pre nu Google Mapy prili§ velkou konkurenciou.
Vyskum Jarcovjaka trval od augusta 2012 do marca 2013.26 uzivatelov aplikacie
Foursquare a 12 Studentov katedry geoinformatiky mu svoje data poskytlo vo formate
KML, ktory Foursquare poskytuje k uchovaniu vlastnej aktivity uzivatela. Nad
ziskanymi datami boli v programe ArcGIS 10.1 prevedené analyzy pomocou nastrojov
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Collect Events a Kernell Density. Pomocou sietovej analyzy bola v tomto programe
vytvorena optimalna trasa medzi miestami, na ktorych sa uzivatelia aplikacie nahlasili
(Obr. 3.1). V programe MS Excel boli vytvorené vizualizacie formou grafov.

Obr. 3.1 Vizualizacia predpokladaného pohybu uzivatelov aplikacie Foursquare v praci
Jarcovjaka

Fuskova, 2014, vo svojej praci pracovala s datami zo socidlnych sieti Facebook,
Twitter a LinekdIn. Data do jej prace boli ziskané z API pomocou data miningu. Ulozené
boli do formatu JSON, na ¢o boli nasledné prevedené do formatu GEOJSON
a geokédované. Pri praci sa vSak autorka nezameriava na analyzu a vizualizaciu pohybu
osOb, ale len na geovizualizaciu prispevkov na socialnej sieti Twitter, takze pre moju
bakalarsku pracu informacie z tejto prace nemaju velky vyznam.

Trochu inym spdésobom zberu dat, a to prostrednictvom mytnych bran, sa vo svojej
praci zaoberal Roubalik, 2017. Jeho praca sa zaoberala vyuzitim mytnych usekov
autobusovymi dopravcami a bola primarne zamerana na dialkova autobusovi dopravu
a verejnu linkova dopravu. Tarifnt tabulku mytnych tsekov do prace mu poskytlo
Reditelstvi silnic a dalnic, vrstvu mytnych tsekov mu poskytlo Central European Data
Agency a data intenzit dopravy ziskal z celoStatneho scitania dopravy z roku 2010. Data
Statisticky spracoval pomocou kontingenénej tabulky. Statistické spracovanie zahfnalo
stanovenie priemernej dennej intenzity prejazdov, stanovenie miery vytazenosti tiseku,
zrovnanie zatazenosti smerov Useku, stanovenie zatazenosti Usekov, stanovenie
intenzity prejazdov hraniénymi priechodmi, intenzitu prejazdov individualnych
dopravcov a zrovnanie priemernych intenzit s celoStatnym scitanim dopravy z roku
2010. Ziskané vysledky zvizualizoval formou tabuliek a grafov a taktiez v programe
ArcMap pomocou metod tematickej kartografie, konkrétne metédou liniovych znakov
a Struktirneho kartodiagramu. Vytvoril tiez webova aplikaciu v ArcGIS Online
obsahujucu 18 mapovych vrstiev (Obr. 3.2)

19



Breqenz Budanest

Obr. 3.2 Webova prehliadacka vytvorena ako sucast prace Stépana Roubalika.

Mapovaniu pohybu os6b sa vo svojich zavereénych pracach nevenovali len Studenti
olomouckej katedry geoinformatiky. Pojsl, 2014, z Jihoceskej univerzity v Ceskych
Budégjoviciach sa vo svojej bakalarskej praci snazil zmapovat kazdodennu priestorova
mobilitu v prostredi mesta Strakonice. Behom vyskumu analyzoval data ziskané
dotaznikovym S$etrenim a zaznamy vytvorené GPS lokatormi. Obe metédy boli do
vyskumu zapojené suUbezne. Stanovil predpoklad, ze pravidelné cesty zahfnajuce
dochadzky do prace a do skoly budu zahtnat 40% vSetkych ciest a tento predpoklad sa
mu potvrdil. Jeho druhym predpokladom bolo, ze I'udia stravia denne cestovanim 40 az
60 minut. Tento predpoklad bol taktiez potvrdeny nameranymi 44 mintatami. Prepojenie
klasického zapisu s dotaznikmi a GPS zaznamov sa ukazalo ako velmi efektivne, ide
totiz o kombinaciu dvoch vzajomne sa dopifajucich metéd, ktora zvysuje presnost
a jednoznacne tak pridava na kvalite celej prace.

3.2.2 Prace zahraniénych expertov

Vyuzitim mobilnych dat k vyskumu cestovatelského spravania sa zaoberali Wang
a kol., 2017. Na zaciatku prace diskutovali potencial dat z mobilnych telefénov
v postupujucom vyskume cestovatelského spravania a vyzdvihli vyzvy, s ktorymi si eSte
musia Tudia poradit. Podla nich v dobe ,Velkych dat“ (Big data) mézu byt tradi¢né
zdroje dat pre prieskum cestovatelského spravania (travel behaviour) nahradené datami
¢ipovych kariet, idajmi o trajektoriach taxikov, idajmi snimacov na cestach a datami
z mobilnych telefonov. Okrem GPS prijimacov st dalSimi mozZnostami lokalizacie
mobilnych prijimacov Wi-Fi positioning (v budovach) a Bluetooth positioning. . Pisali,
ze Tudskeé cestovatelské spravanie vykazuje velkti ¢asova a priestorovi pravidelnost.
Indikatorom snaziacim sa posudit nahodnost Iudského cestovatelského spravania bola
Shannonova entropia — vacSia entropia znamena, ze vzorec je nahodnej$i a menej
predpovedatelny. Tvrdili taktiez, Ze trajektorie Fudského pohybu sa viac podobaju kruhu
nez linii a miesta l'udmi navstivené su roztrusené a nie linearne distribuované. Dalsim
sposobom znazornenia Iudského cestovatelského spravania moéze byt napriklad
konvexna obalka. V porovnani so samotnymi GPS jednotkami maji mobilné telefény
niekolko vyhod. Su dneSnou populaciou castejSie pouzivané, maju vAacSsiu
dosiahnutelnu velkost vzorky a ¢asto su vybavené senzormi ako akcelerometer alebo
magnetometer. V porovnani s inymi tradi¢nymi datami maju data z mobilnych telefénov
mnoho wunikatnych atributov a vyhod, napriklad monitoring Iudského pohybu
v realnom Case, pokrytie takmer celej populacie a detailné informacie o pohybe. Vdaka
tymto atributom maju data z mobilnych telefénov potencial identifikovat viac vzorcov
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cestovatelského spravania, ktoré tradiéné data z vyskumov nedokazu odhalit. Tradi¢né
prieskumy vac¢sSinou pokryvaju len normalnych obyvatelov, zatial ¢o data z mobilnych
telefonov moézu poskytnut data o priestorovych vzorcoch pohybu turistov. Data
z mobilnych teleféonov tiez ponukaju potencial obohatit vyskum o data o zmenach
cestovatelského spravania sposobenych zmenou prace, bydliska ¢i roéného obdobia. Na
druhej strane, Statistické modely maja velké poziadavky na presnost a komplexnost
dat, s ktorou moézu mat data z mobilnych telefénov problémy. Tieto data maju tiez
obrovsky objem, vela rozmerov a ne§truktirované formy a tradicné modely ich nemusia
zvladnut, rovnako ako nedokazu zachytit dalekonosné korelacie a zavislosti medzi
jednotlivcami, ktoré st prirodzenou sucéastou dat z mobilnych telefénov. Vyvoj novych
tedrii a modelov pre ,simulaciu cestovatelského spravania“ (Travel behavior simulation)
s datami z mobilnych telefénov by mal byt preto novou vyzvou.

Sohn a kol., 2006, vo svojej praci opisovali, ako mézu byt ,hrubozrnné“ (coarse-
grained) data globalneho systému mobilnych komunikacii (GSM) pouzité na rozpoznanie
uzivatelskej mobility. S nemodifikovanym GSM telefénom moézeme rozpoznat, ¢i uzivatel
kraca, Soféruje, alebo zostava na mieste s 85% presnostou. V experimente boli po dobu
jedného mesiaca zbierané data od troch lIudi. Svoje aktivity si zapisovali do dennika
v telefone Audiovox SMT 5600 (stary tlacidlovy, vtej dobe zrejme S$lo o moderné
zariadenie). Na meranie krokov pouzivali zariadenie Omron Healthcare HJ-112
pedometer. Ako mozné spdsoby vyuzitia vyskumu uviedli koordinovanu starostlivost pre
starych Tudi podporovanu pocitacom a social-mobile aplications, ktoré pomézu 'udom
komunikovat tym, ze budu vediet svoju polohu svojich priatelov a znamych. Na rozdiel
od inych systémov rozpoznavania aktivity, ktoré moézu vyzadovat, aby osoba nosila
§pecidlne zariadenie, v ich vyskume uzivatelia jednoducho pouzivali mobilné telefény
rovnako ako pocas normalnych dni. Vysledky ukazali, ze uz v ¢ase napisania ¢lanku
mobilné teleféony bez Specidlnych senzorov alebo zariadeni dokazali rozlisit Tudskeé
aktivity, poskytujuc 'udom odhad ich vzorcov pohybu v priebehu dna.

Gianotti a kol. 2006, sa venovali ,analyze priestorovych vzorcov trajektorii“
(Trajectory pattern mining). Predstavili vzorce trajektorii ako stru¢né opisy cestovného
spravania ako v priestore, tak aj v ¢ase. Hlavnym objektom ich vyskumu bola
trajektéria opisujuca pohyb objektu. Praca sa snazila zistit uzitoCnost analyzy
priestorovych vzorcov trajektorii (Trajectory pattern mining) v analyze toku dopravy
v metropolitnej oblasti. V opisanom vyskume boli vyuzité GPS data z 273 nakladnych
aut v Aténach. Bolo objavenych niekolko vzorcov ich trajektorie. Na syntetickych,
vygenerovanych datach boli testované algoritmy Static_Rol_T-pattern a Dynamic_Rol_T-
pattern. Vstupmi do Dynamic_Rol T-pattern algoritmu boli trajektérie, mriezka,
minimalny prah podpory/hustoty, priemer pre priestorové susedstva a ¢asovy prah.
(Obr. 3.3)

21



Algorithm: Dynamic_Rol_T-pattern(Tin, Go, d, €, T)

Input: A set of input trajectories Ty, a grid Go, a minimum
support/density threshold 6, a radius for spatial neighbor-
hoods e, a temporal threshold 7.

Output: A set of couples (S, A) of sequences of regions with
temporal annotations.

1. L=0;To={(Tin x {0}, (})}:
2. while Ty, # (0 do
3. Tri1=10;
4. foreach (T, prefiz) € Tr, do
5. if |prefiz| = 2 then
6. A = ExtractFrequentTimings(T'); (Is)
7. Output (prefiz, A);
8. T = PruneEmptyAnnotations(T, A); ([5])
9. G = ComputeDensity (T',Go.€); (Sect.}.2.1)
10. Rol = PopularRegions(G,d); (Sect.4.2.2)
11. D = Translate(T,Rol ); (Sect.4.1)
12. foreach r € Rol do
13. if support,(r) = 6 then
14. D’ =ExtendProjection(D,r); (Is1)
15. T ={ (traj, A") | (traj, A) €T
A (S, A ED,, trajID = §'ID
~ traj’ = Cut(traj, A') }
16. Try1 =Tr U {(T', append (prefiz,r))};
17. L++;

Obr. 3.3 Ukazka algoritmu Dynamic_Rol_T-pattern

Krumm a kol., 2006, pisali o metode ,predestinacie (predestination), ktora vyuziva
historiu destinacii vodi¢a spolu s datami o spravani vodica k predpovedi, kam sa vodi¢
dalej vyberie. Spravanie Soféra zahfna destinacie, Gi¢innost §oférovania a dizky vyletov.
Okrem lokalit nav§tivenych v minulosti metéda predestinacie brala ohlad na
pravdepodobnost navstevy novych lokalit na zaklade trendov v datach a vlastnosti tych
lokalit. V ich vyskume boli pouzité data zo 169 roéznych subjektov. Takmer vSetky
subjekty pochadzali zo Seattle v USA. Subjekty mali GPS prijimac¢ dva tyzdne vo svojom
aute. Data od nich ziskané boli rozdelené na diskrétne vylety. Zmazané boli tie vylety,
ktorych rychlost nepresiahla 25 mil za hodinu, aby boli odstranené peSie a cyklistickeé
vylety, na ktorych mali subjekty GPS zariadenie so sebou. Taktiez boli odstranené vylety
krat§ie nez 1 km, pripadne obsahujuce menej nez 10 GPS bodov. Celkovy pocet vyletov
bol nakoniec 7 335. Na vyletoch z databazy GPS tras bol testovany predestinacny
algoritmus. Nad mapou okolia mesta Seattle bola vytvorena mriezka, v ktorej mal jeden
Stvorec dizku hrany lkm a obsahovala spolu 1600 buniek (Obr. 3.4). Bola pocitana
pravdepodobnost toho, ze bunka sa stane novou destinaciou. Tato pravdepodobnost
bola okrem miest navs§tivenych v minulosti pocitana aj na zaklade dat o pokryve Zeme
z USGS. Najprv bolo predpokladané, ze subjekt navstivi miesto, na ktorom uz
v minulosti bol a lokalitam, ktoré nenavstivil, bola pridana nulova pravdepodobnost,
potom sa pocitalo aj s miestami, ktoré uzivatel eSte nenavstivil.
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Obr. 3.4 Mriezka vytvorena nad okolim mesta Seattle

22



Salomon a kol., 2017, ukazali, ako mo6ze byt histéria polohy pouzivatela spracovana
na ziskanie najrelevantnejSich navstivenych lokalit a na modelovanie uzivatelského
profilu pomocou vazenej konecnej automatizacie (Weighted finite automation). Pisali, ze
socidlne siete povoluju svojim uzivatelom registrovat svoju polohu bez potreby
interakcie a tento sposob nazvali vSadepritomné vypocitavanie (Ubiquitous computing).
Bola navrhnuta metéda extrakcie uzivatelskych profilov z ich histérie polohy. Prvym
krokom je premena trajektorii na sekvencie navstivenych oblasti zaujmu. Boli to oblasti,
v ktorych uzivatel stravil nejaky c¢as. Nasledne niekolko zaznamov toho istého bodu
vytvorilo regién zaujmu. Potom bola pouzitda metdéda zhlukovania zalozena na hustote
(DBSCAN). Nasledne st uz vytvorené samotné uzivatelské profily. Akonahle bol
vytvoreny uzivatelsky profil, mohol byt vytvoreny aj popis uzivatelov. Metéda bola
otestovana na datach z Geolife GPS trajectory datasetu od 182 uzivatelov hlavne
z Ciny, ale aj z USA a Britanie.

Allahviranloo a kol., 2015, sa nezameriavali len na zber c¢asopriestorovych, ale aj
socioekonomickych dat. Vo svojom ¢lanku opisovali pracu s datami z California
household travel survey zrokov 2000 a 2001. Pracuje sa s datami od 31 511
jednotlivcov, ¢o je o dost vacsi pocet oproti inym vyskumom, na ktoré som zatial narazil.
Cielom ich prace bolo odvodzovanie vzorcov trajektérii a Casopriestorova distribucia
cestovatelov v mestskych oblastiach. Snazili sa zistit zavislost socioekonomickych
atribttov a vzorcov aktivit. Klasifikovali aktivity podla atributov do réznych kategorii
podla typu aktivity (domdca, pracouvnd, udrzbovd, prispésobivd,
vyzdvihnutie/vysadenie), ¢asu prichodu (pred obedom, medzi obedom a piatou, po
piatej), trvania aktivity (menej ako 2 hodiny, 2-5Shodin, viac nez 5 hodin), vzdialenosti od
domu (menej ako 10 mil, 10-20 mil, nad 20 mil) avzdialenosti od miesta
predchadzajucej aktivity (menej ako 10 mil, 10-20 mil, nad 20 mil). Pomocou algoritmu
s,adaptivneho zvysenia“ (Adaboosting algorithm) tieto kategérie kombinovali a vzniklo
spolu 405 roéznych tried. Dévodom vyberu tohto algoritmu bol kratky c¢as vypoctu
a vysoka presnost. Autori verili, Zze streaming z GPS location senzorov moéze byt vyuzity
na vyvoj modelov zaloZzenych na aktivite, ktoré mézu byt vyuzité v procese planovania
dopravy.

Liao, a kol., 2006, prezentovali koncept osobnej mapy, ktora bola prispdsobena
jednotlivcovi na zaklade jeho spravania. Osobna mapa obsahovala miesta vyznamné pre
jednotlivca ako domov, miesto prace, nakupné centra, miesta stretnuti a trasy, po
ktorych sa casto pohybuje. V ¢lanku bola osobna mapa pouzitd na rozliSenie
uzivatelskych aktivit, predpoved buducich pohybov uzivatela a ustudenie, ze jeho bezna
rutina bola narusSena, napriklad ked zabudol vystuapit z autobusu. Data boli zbierané
pomocou GPS jednotiek, ktoré uzivatelia nosili. Boli vytvorené dva datasety. Prvy
obsahoval data od jednej osoby zbierané za 4 mesiace, druhy data od piatich Iudi, ktoré
boli zbierané 1 tyzden. Vo vyskume bola pouzita diskriminac¢na relacna Markovova siet
na extrahovanie vyznamnych miest a ich pomenovavanie a dynamicka Bayesovska siet
na naucenie transportacnych rutin, odvodzovanie cielov a potencidlnych chyb
v realnom Case. Systém nielen vyberal miesta, ale aj rozpoznaval aktivity s nimi spojené.
Podla autorov je segment definovany pociatocnou lokalitou, konecnou lokalitou
a pouzitym dopravnym prostriedkom. Bol tu predstaveny systém, ktory dokaze budovat
osobné data z GPS senzorov automaticky. Vyuzitim prace moézu byt osobné riadiace
systémy pre udi s poruchami kognitivnych schopnosti.

Ye, a kol., 2009, tvrdili, Ze zvySujliica sa dostupnost dat o histérii polohy jednotlivcov
nam prinasSa vyzvy ako aj prilezitosti ako objavit ich hodnotu. Z dat o histérii polohy
moéze byt objaveny zivotny S§tyl jednotlivca. Vdaka tomu moéze mobilny telefon ktory

23



pozna zivotné vzorce uzivatela, pomoct uzivatelovi napriklad naplanovat cestu do prace.
Predstavuju normalnu formu zivotného vzorca (LP-normal form) urcéenu k formalizacii
vyjadrenia Zzivotnych vzorcov a ulahceniu tazobného ramca. Dalej predstavili ramec
dobyvania zivotnych vzorcov (LP-mine frame,) urceny k efektivnemu extrahovaniu
zivotnych vzorcov zo surovych GPS dat. Ako vidiet z hierarchie zivotnych vzorcov (Obr.
3.5), zivotny vzorec moze byt podmieneny alebo nepodmieneny. Z podmieneného
zivotného vzorca sa stava zivotné pravdidlo. Nepodmieneny zivotny vzorec moze byt
sekvencény alebo nesekvenény Boli vykonané extenzivne experimenty s pouzitim GPS
dat zbieranych dobrovolnikmi v realnom svete v priebehu 6 mesiacov na verifikovanie
efektivity ramcu dobyvania zivotnych vzorcov. Data boli ziskané z 28 velkych miest
v Cine a dalsich miest v USA, Juznej Korei a Japonsku. Ziskané vzorce boli
vizualizované pomocou GeolLife aplikacie formou webovej mapy.

Life Pattern
P
Non-Conditional Conditional
Life Pattern Life Pattern
P P,
S_equentml )-or}-Seqlle11r1al Life Associate Rule
Life Pattern Life Pattern 3 B
P P, 2P,

Fig. 1 Hierarchy of life patterns

Obr. 3.5 - Hierarchia zivotnych vzorcov

Thudt a kol., 2013, pisali, ze automaticky zbierané ¢asovo oznacené lokalizacné data
neodzrkadluju spésob, akym si udia svoje vylety pamaéataju. Vo svojej praci Visits
(navstevy) vytvorili vizualizaciu automaticky zbieranych c¢asopriestorovych dat
odzrkadlujucu stucasné vedomosti o tom, ako si 'udia prirodzene pamaéataju svoje cesty.
Vyvinuli map-timelines, vizualizaéntl techniku integrujucu casové a priestorové
informacie k zobrazeniu histérii vyletov ako sérii navs§tivenych miest. Definuju miesta
(places) ako oblasti obsahujuce jeden alebo viac lokalizacnych bodov, nezavisle od
casovej informacie a pobyty (stays) ako ¢asové ramce stravené na urcitom mieste, ktoré
maju pociatocny ¢as, trvanie a konec¢ny ¢as. Ich zhlukujuci algoritmus spaja prihlasené
polohy do pobytov. Visits primarne pozostavali z dvoch poloziek, a to z centralne
umiestnenej map-timeline a prehladovej mapy v lavom donom rohu (Obr. 3.6).
Pohybmi mySi modze uzivatel skumat napriklad prihlasené lokality. Aplikacia bola
napisana v jazyku Actionscript 3.0, data do nej su ziskané v Open Street Map pomocou
MapQuest APIL Ich koncept by mohol byt pouzity na rozlicné typy ¢asovo a polohovo
zalozenych dat, napriklad zaznamy historickych ciest, nasadenie vojsk pocas vojen,
histériu objavovania novych krajin alebo teritoridlny rozvoj krajin a miest v priebehu
¢asu. Osobne ma tato praca zaujala najviac zo vSetkych prac na tému vizualizacie
Casopriestorovych dat, ktoré som si preSiel.
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Obr. 3.6 — Histoéria polohy pouzivatela v priebehu Siestich mesiacov v aplikacii Visits

3.3 Google historia polohy

Podla Support.google.com, 2018, Google histéria polohy uklada polohu uzivatela na
kazdom zariadeni, na ktorom je pouzivatel prihlaseny do Google uctu, uzivatel ma
zapnutd histériu polohy a zariadenie ma zapnuté zaznamenavanie polohy.
Prostrednictvom histérie polohy moéze uzivatel vidiet personalizované mapy,
odporucania na zaklade miest, ktoré uz navstivil, sluzba mu dokaze pomoct najst svoj
telefon a moze vdaka nej ziskat aj informacie o aktualnej cestnej premavke. Na svojej
Casovej osi ma uzivatel moznost vidiet miesta, ktoré navstivil a informacie o svojej
polohe moéze upravovat ako aj vymazavat. Rovnako lahko ako zapnut moéze uzivatel
historiu polohy na svojom zariadeni aj kedykolvek vypnut, pripadne nastavit, z ktorych
zariadeni, na ktorych je uzivatel prihlaseny, moze byt zaznamenavana jeho poloha. Ked
je histéria polohy vypnuta, nova informacia o polohe sa uz nezaznamenava, ale predosla
aktivita z nej nie je automaticky vymazana. Celt histériu, pripadne jej cast je mozné
vymazat jednoducho, prostrednictvom nastaveni ¢asovej osi. Zariadenie moéze posielat
informacie o tom, ¢o v histérii polohy funguje a ¢o nefunguje. Informacie, ktoré moze
zariadenie vysielat za Ucelom zlepSenia presnosti historie polohy zahfnaju kvalitu
a dizku pripojeni k mobilnym sietam, GPS, sietam Wi-Fi alebo Bluetooth, stav nastaveni
polohy, ¢i nabitie batérie.

Po prihlaseni do svojho Google Gi¢tu si moze uzivatel na svojej casovej osi najst bud
celkova historiu svojej polohy od povolenia jej zaznamenavania (Obr. 3.7), histériu
polohy v ur¢itom mesiaci (Obr. 3.8) alebo historiu svojej polohy v urcity den s farebnym
rozliSenim dopravnych prostriedkov, ktorymi sa pohyboval. (Obr. 3.9). Uzivatel moze
bud stiahnut zaznam z urc¢itého dna do KML alebo stiahnut képiu vSetkych vlastnych
udajov do formatu JSON alebo KML.

Zaznam histérie polohy vo formate JSON je mozné nahrat do webovej mapovej
aplikacie Location History Visualiser, kde sa z neho automaticky vytvori heatmapa.
Aplikacia pouziva balik leaflet.js na renderovanie interaktivnej mapy, leaflet.heat na
renderovanie heatmapy, filestream, aby si vedel poradit s gigantickymi Google Takeout
stibormi, oboe.js na spracovavanie gignatickych suborov a browserify, aby filestream
spravne fungoval. Aplikacia je volne §iritelna pod GNU GPL licenciou (Patt, 2019).

Google Developers, 2019 piSu, ako Google definuje niektoré typy aktivity.
IN_VEHICLE znamena, ze zariadenie je v dopravnom prostriedku, napriklad v aute.
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ON_FOOT znamena, ze uzivatel kraca alebo bezi. RUNNING znamena, ze uzivatel bezi.
STILL znamena, ze zariadenie sa nehybe. TILTING znamena, ze uhol zariadenia
vzhladom ku gravitacii sa vyrazne zmenil. UNKNOWN znamena, Zze nebolo mozné
rozlisit aktivitu. WALKING znamena, ze uzivatel kraca. Confidence nadobuda hodnotu O
az 100 a vyjadruje pravdepodobnost, ze nastala dana aktivita. Informacie z tejto stranky
boli sice uzitocné, ale nevenuju sa kompletne vSetkym polozkam zo zaznamu vo formate
JSON.

Na internetovych férach boli najdené ¢lanky Iudi, ktori sa snazili roznymi sposobmi
pracovat so zaznamom vo formate JSON. Mathur, 2018, sa venuje vytvoreniu osobnej
heatmapy a grafov zdat 2z Google Histérie polohy. Na zaznam sa pozera
z programatorského pohladu, nepracuje v geografickych informac¢nych systémoch, ale
pouziva len skripty, pomocou ktorych pracuje so suradnicami a odstrafiuje pomocou
neho aj nespravne data. PiSe, ze atribtat Accuracy vyjadruje odhad, o aky presny
zaznam sa jedna a odstranuje vSetky zaznamy s hodnotou Accuracy vacésou nez 1000.
Oglesby, 2018, popisuje, ¢o znamenaju jednotlivé polozky v JSON subore. Na konverziu
dat pouziva BigQuery a pomocou kodu v BigQuery generuje tabulku
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4 VLASTNE RIESENIE

Po studiu odbornej literatiry a spracovani reSerSe sa mohlo pristupit k stiahnutiu
dat z Google Location a ich spracovaniu pre tcely analyz priestorovych vzorcov pohybu
osoOb.

4.1 Stiahnutie a konverzia dat

Zaznam histérie polohy z Google Location bol stiahnuty vo formate JSON (Obr. 4.1 ).
Zaznam je mozné rovnako stiahnut aj vo formate KML. Zaznam vo formate KML sa sice
da jednoducho prekonvertovat na Feature Class (Obr. 4.2) pomocou nastroja v
programe v ArcMap KML To Layer, neobsahuje v§ak niektoré uidaje, ktoré su vo formate
JSON zahrnuté. Zaznam vo formate JSON sa neda prekonvertovat v programe ArcGIS
10.6 pomocou nastroja JSON To Features, pretoze sa nejedna o GEOJSON, rovnako
neexistuje ani spoésob jeho konverzie v programe QGIS 3.2.3. Jediny sposob zobrazenia
zaznamu v tomto formate, ktory bol najdeny, je webova aplikacia Location History
Visualizer (Patt, 2019), kde je mozné vizualizovat ho formou heatmapy (Obr. 4.3).

I
"locations” : [ {
"timestampMs" : "1537397792411",
"latitudeE7" : 4959028290,
"longitudeE7" : 172636926,
"accuracy”™ : 1200
b A

"timestampMs" : "1537397671838",
"latitudeE7" : 495902829,
"longitudeE7" : 172636926,
"accuracy" : 1200,

"activity™ @ [ {

"timestampMs™ : "1537397615615",

"activity" : [ {
"type"™ : "ON_FOOT",
"confidence" : 49

b A
"type” : "WALKING",
"confidence™ : 49

b A
"type"™ : "UNKNOWN",
"confidence" : 21

b A
"type” : "ON_BICYCLE",
"confidence™ : 8

b A
"type"™ : "STILL",
"confidence" : 7

b A
"type” : "IN_VEHICLE",
"confidence™ : 5

b A
"type"™ : "RUNNING",
"confidence" : 5

b A
"type"” : "IN_ROAD_VEHICLE",
"confidence™ : 5

b A
"type" : "IN_RAIL_VEHICLE",
"confidence" : 5

L

Obr. 4.1 Struktura zaznamu histérie polohy vo formate JSON

28


https://locationhistoryvisualizer.com/heatmap/

| OBJECTID* Shape* | Name Deseript Type | Comment | Symbol DateTimeS Elevation DateTime
3 1|Point 7 1 TRKPT 2018-10-12T14:11:08Z 012.10.2018 14:11:08
2|Point 7 2 TRKPT 2018-10-12T13:31:05Z 0]12.10.2018 13:31:05
3|Point Z 3 TRKPT 2018-10-12T12:65:047 0/12.10.2018 12:55:04
4 |Point 7 4 TRKPT 2018-10-12T12:19:027 0/12.10.2018 12:19:02
5|Point Z 5 TRKF 018-10- 43:587 0]12.10.; 43:58
6 [Point Z 6 RKP’ 018-10- 35117 0[12.10. :35:11
7 |Paint Z 7 TRKP’ 018- :33:10Z 0[12.10. :33:10
8 |Point Z 8 TRKP’ 018- :31:092 0[12.10. :31:09
9[Paint Z 9 TRKF’ 018-10- :29:08Z 0[12.10. 29:08
10|Paint Z 10 TRKPT 2018-10-12T11:27.072 0[12.10.2018 11:27:07
11|Paint Z 11 TRKPT 2018-10-12T11:25.052 0(12.10.2018 11:25:05
12|Paint Z 12 TRKPT 2018-10-12T11:23.03Z 0(12.10.2018 11:23:03
13 |Point 7 13 TRKPT 2018-10-12T11:21:027 0/12.10.2018 11:21:02
14 |Point 7 14 TRKPT 2018-10-12T11:19:01Z 0]12.10.2018 11:19:01
15|Point 7 15 TRKPT 2018-10-12T11:16:517 0/12.10.2018 11:16:51
16 |Point 7 16 TRKPT 2018-10-12T11:14:507 0/12.10.2018 11:14:50
Paint Z TRKF 018-10- 12:497 0]12.10.. 124
Point Z TRKP’ 018- -10:467 0[12.10. 10:4
Point Z TRKF 018- :08:462 0[12.10. :08:4
Point Z TRKP’ 018- -06:38Z 0[12.10. -06:3
Point Z 1 RKP 018-10- 04:372 0[12.10. 04:3
22 |Paint Z 22 TRKP’ 018-10- -568:332 0[12.10. -568:33
23|Point Z 23 TRKPT 2018-10-12T10:56:31Z 0[12.10.2018 10:56:31
24 |Point Z 24 TRKPT 2018-10-12T10:54:302 0[12.10.2018 10:54.30
25|Point Z 25 TRKPT 2018-10-12T10:52:292 0[12.10.2018 10:52:29
26 |Point Z 26 TRKPT 2018-10-12T10:60:277 0/12.10.2018 10:50:27
27 |Point Z 27 TRKPT 2018-10-12T10:48:267 0/12.10.2018 10:48:26
28 |Point Z 28 TRKPT 2018-10-12T10:46:257 0]12.10.2018 10:46:25
29 |Point Z 29 TRKPT 2018-10-12T10:38:197 0/12.10.2018 10:38:19
30|Point 7 30 TRKPT 2018-10-12T10:36:16Z 0/12.10.2018 10:36:16
311Paint 7 i TRKPT 2018-10-12T10-30-137 0112 10 2018 10-30-13

Obr. 4.2 Atribuitova tabulka Histérie polohy povodne vo formate KML prekonvertovanom na
Feature Class

jnad velickou

Senica

Obr. 4.3 Zaznam Histérie polohy vo formate JSON zobrazeny vo forme heatmapy na stranke
Location History Visualizer

Pri rieSeni problému z konverziou mi vyrazne pomohol Mgr. Tomas Pohanka, ktory
mi poskytol skript read_location_data.py, ktory ziskal zo stranky Android Location
Converter (Boates, 2019) a taktiez mi ukéazal, ako ho spustit pomocou prikazového
riadku OSGEO4W.bat. Pomocou tohto skriptu je mozné zaznam konvertovat nielen do
formatu SHP, ale aj do formatov GEOJSON a KML, zalezi od toho, akd moznost sa
v prikazovom riadku zvoli. Konverziou ziskany SHP subor je v bodovej podobe a jeho
Atribatova tabulka (Obr. 4.4) obsahuje datum (Date, Date_Sub, Date_Str, DateSubStr),
¢as (Time, Time_Sub), stiradnice (Longitude, Latitude), odhad Googlu, o aké presné data
sa jedna (Accuracy) a hodnoty pravdepodobnosti jednotlivych typov aktivit (STILL,
UNKNOWN, IN_VEHICLE, TILTING, ON_BICYCLE, ON_FOOT, WALKING, RUNNING,
EXITING_VE).Zistilo sa v§ak, ze poskytnuty skript nekonvertuje v§etky polozky, ktoré sa
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https://github.com/iboates/android_location_converter

v zazname nachadzaju. Po konverzii mal typ EXITING_VEHICLE, ktory bol zmeneny na
EXITING_VE zakazdym nulova pravdepodobnost, hoci v zazname vo formate JSON to
nie vzdy tak bolo, a okrem toho sa v povodnom zazname nachadzali aj typy aktivity IN
FOUR WHEEL VEHICLE, IN TWO WHEEL VEHICLE, IN RAIL VEHICLE a IN ROAD
VEHICLE, ktoré sa v prekonvertovanom zazname vOobec neobjavovali. Skript bol preto
prepisany tak, aby konvertoval zaznam aj s tymito typmi aktivity a bol pomenovany ako
read_location_data_upgrade.py. Po konverzii sa tieto typy aktivity sice objavili
v atribttovej tabulke ako nové atribtuity, avSak obsahovali len nulové hodnoty. Problém
spoc¢ival v tom, ze ich nazvy su prili§ dlhé a zrejme kvoli ich skrateniu zostali ich
hodnoty nulové. Skript bol preto spusteny znovu a namiesto formatu SHP bol zvoleny
format GEOJSON. Tento format bol nasledne v programe QGIS konvertovany na format
SHP. Po tejto konverzii uz zaznamy novo objavenych typov obsahovali hodnoty
pravdepodobnosti ziskané z JSON suboru (Obr. 4.4).

IN RAIL VE IN_ROAD VE IN_ TWO WHE IN_ FOUR WH

alolooloolololoalo|o|w|s|e|eeo|loooloolalole

ola|lalo|s|mlelelooooooolooo
olwlwomimielsvwo|oojooololale

ooloooololoowwammelsvoloooloololole

Obr. 4.4 Hodnoty pravdepodobosti novych aktivit v zazanme prekonvertovanom do formatu
GEOJSON, az potom do SHP

Data o historii polohy boli poskytnuté taktiez veduicim prace. Na ich konverziu bol
pouzity rovnaky postup ako pri mojich vlastnych datach. Studenti katedry
geoinformatiky boli o poskytnutie dat poziadani prostrednictvom socialnej siete. Bolo
oslovené vacsie mnozstvo Iudi, ale nie vSetci maju historiu polohy zapnuta a nie kazdy
bol ochotny svoj zaznam poskytnut. Bolo ziskanych 15 zaznamov od Studentov, medzi
poskytovatelmi boli Studenti prvého, druhého, tretieho a piateho rocénika. VSetky
zaznamy boli prekonvertované do formatu SHP rovnakym sposobom ako data mna
a veduceho prace. Nasledne boli data spojené do jedného suboru , z ktorého boli potom
vyexportované len zaznamy z katastralneho tizemia mesta Olomouca z nich len data za
casové obdobie od 1.1.2019 do 26.3.2019. Cielom totiZ bolo zvizualizovat priestorové
vzory pohybu Studentov katedry geoinformatiky v ramci mesta Olomouc za urcité
casové obdobie.
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4.2 Vyhodnotenie vzniknutej bodovej vrstvy

Po tspesnej konverzii zaznamu bolo potrebné zistit, ako velmi sa body zo zaznamu
aktivity zhoduju s realitou. Na toto bol pouzity modj zaznam, kedze som si aspon
priblizne pamatal, kde som sa v priebehu poslednych mesiacov nachadzal a aké aktivity
som tam vykonaval. Export zaznamov bol vykonavany v programe ArcGIS 10.6, ale
vyexportované bodové data bolo vzdy zobrazované v ArcGIS Online z dévodu pomalého
nacitania podkladovych map v programe ArcGIS 10.6.

4.2.1 Odstranenie zaznamov s odchylkou

Na zaciatku som si posvietil na atribut Accuracy. Zo Stidia odbornej literatary
som vedel, ze atribut vyjadruje odhad Googlu, o aké presné data sa jedna, nebolo vSak
jasné, v akych jednotkach je tento odhad uvedeny. Aby mohli byt vykonané analyzy
priestorovych vzorcov pohybu osdb, nepresnych zaznamov sa bolo treba zbavit

Najprv boli odstranené zaznamy s hodnotou Accuracy vacsou nez 1000, pretoze
tato hodnotu ako hrani¢nu pouzil aj Mathur, 2018. Po ich odstraneni vSak bola ich
odchylka nadalej prili§ velka ¢asto sa objavovali body mimo budov a ciest, na ktorych
som sa realne nachadzal, preto som sa rozhodol odstranit vSetky body s Accuracy
vacsSou nez 100. Po odstraneni tychto bodov sa uz v zazname nenachadzali ziadne
vacsie odchylky az na 8 bodov v meste Gdynia z 18.5.2018 (Obr. 4.5), zatial ¢o v tom
Case som sa nachadzal v meste Torun s hodnotou Accuracy 16 a 17 a2 body
s hodnotou Accuracy 16 v meste Verona v Taliansku, zatial ¢o v tom case som sa
nachadzal vo vlaku z Olomouca do VarsSavy. Kedze v§ak hodnoty Accuracy boli pod 100,
rozhodol som sa tieto anomalie v zazname ponechat. Pomer hodnét Accuracy nad 100
a pod 100 zobrazuje Graf 4.1.

Mosty (1z8) » O X

vehicles_pod100: 19:22:08.000

Date 5/18/2018 2:00
Dopoledne

Date_Sub 5/18/2018 2:00
Dopoledne

Date_Str 5/18/2018 2:00
Dopoledne

® DateSubStr 5/18/2018 2:00
Dopoledne

18.5461316
545432073

Obr. 4.5 Chybné urcenie polohy v meste Gdynia, v ktorom som nebol
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PRESNOST ZAZNAMU POLOHY
(LUBOS RYBNIKAR)

B Accuracy pod 100 M Accuracy nad 100

Graf 4.1 — Zastupenie bodov s velkou odchylkou v zazname mojej historie polohy

4.2.2 Urcenie typu aktivity

Po zbaveni sa zaznamov s odchylkou bolo potrebné spravne urcit typ aktivity. Najprv
boli vybrané zaznamy, v ktorych mali jednotlivé aktivity pravdepodobnost 100. Typy
aktivity Unknown, In Rail Vehicle, In Two Wheels Vehicle a In Four Wheels Vehicle
nikdy nemali pravdepodobnost 100.

Typy aktivity pri pravdepodobnosti 100

Zaznam Still obsahuje body z ¢asov, ked som aj realne v pokoji bol. Nemuselo to
vzdy byt sedenie na mieste, Casto sa objavuju aj zastavenia pri cyklistike ¢i chodzi alebo
statie na Zelezniénej stanici. NenaSiel sa ziaden bod, ktorého poloha a ¢as by sa nemohli
zhodovat s realitou.

Typ aktivity Tilting moze nadobudat len hodnoty O alebo 100. velkej casti
zaznamov, ktorej mali byt priradené iné typy aktivity bol priradeny prave Tilting. Pri
zmene uhlu mobilného zariadenia vzhladom ku gravitacii zrejme Google nedokaze urcit
typ aktivity , tak ju automaticky urci ako Tilting.

Typ aktivity In Vehicle len malokedy nadobuda pravdepodobnost 100, ale body,
ktoré tato pravdepodobnost maju, zodpovedaju realite, objavuje sa medzi nimi jazda
autobusom, autom aj lanovkou. Typ aktivity In Road Vehicle ma pravdepodobnost 100
vzdy vtedy, ked ju ma aj In Vehicle, ¢o uz také idealne nie je, pretoze tym padom je
v nom aj niekolko bodov z ¢asu, ked som §iel lanovkou, ktora cestnym vozidlom nie je.

Typ aktivity Exiting Vehicle, ktory nadobuda len hodnoty O alebo 100 pri hodnote
100 vzdy zodpoveda realite. Niekedy Slo a vystupovanie z auta, inokedy z vlaku alebo
z lanovky.

Typ aktivity On Foot, rovnako ako aj Walking a Running, ktoré poden spadaju,
vzdy zodpovedaju realite a pri pravdepodobnosti 100 sa v nich nenasli Ziadne chyby.

Typ aktivity On Bicycle zahfna v prevaznej miere jazdu na bicykli, ale najdu sa
v nom aj zaznamy z jazdy na lyziach.

Typy aktivity pri pravdepodobnosti nad 50

Zaznamy s pravdepodobnostou 100 sice v pomerne velkej miere zodpovedali realite,
bolo ich vSak velmi malo, preto som sa v dalSom kroku rozhodol otestovat do akej miery
zodpovedaju realite body s pravdepodobnostou danej aktivity nad 50.

32



Podobne ako pri pravdepodobnosti 100, aj pri pravdepodobnosti S0 obsahuje typ
aktivity Still zaznamy z ¢asov, ked som bud sedel na mieste alebo sa zastavil pri
vykonavani inej aktivity.

V type aktivity In Vehicle sa okrem zaznamov z jazdy autom, vlakom ¢i lanovkou
vyskytujua obcas aj zaznamy z jazdy na bicykli z kopca. Typ aktivity In Road Vehicle uz
obsahuje o nieco mensi pocet zaznamov nez In Vehicle, ale v oboch sa vyskytuju
zaznamy z jazdy na bicykli z kopca. Zaznamy s typom aktivity In Rail Vehicle nie vzdy
zodpovedaju jazde vlakom, vyskytuje sa vnich aj jazda inymi dopravnymi
prostriedkami. Ziaden méj zaznam nemal pravdepodobnost aktivity In Two Wheels
Vehicle nad 50. Typ aktivity In Four Wheels Vehicle nie vzdy zodpoveda realite,
vyskytuju sa v nom zaznamy z jazdy lanovkou, vlakom aj na bicykli z kopca.

V type aktivity On Foot sa pomerne ¢asto daju najst aj zaznamy z jazdy na bicykli
do kopca. V type aktivity Walking, ktory podenn spada sa takéto zaznamy tiez obcas
vyskytnu, rovnako ako pri type aktivity Running, pri ktorom je ale velmi ¢asta hlavne
zamena s rychlou chodzou.

Typ aktivity On Bicycle sa zhoduje s realitou pomerne dobre, najdu sa ale v iom aj
zaznamy z jazdy na lyziach.

Typ aktivity Unknown sa vyskytuje nepravidelne na réznych miestach a nahradza
najcastejsie jazdu autom.

Typy aktivity pri pravdepodobnosti nad 25

Pri hraniénej pravdepodobnosti 50 uZz sice bolo k aktivitam pridelené vacSie
mnozstvo dat, ale vaéSine bodov nebol priradeny ziaden typ aktivity, preto som eSte
skuisil hraniéna hodnotu pravdepodobnosti znizit na 25

Typ aktivity Still uz nezodpoveda realite tak dobre, casto sa vyskytuje pri jazde
vlakom (nielen na zelezni¢nych staniciach) ¢i lanovkou.

Pri type aktivty In Vehicle sa o nieCo castejSie nez predtym vyskytuju zaznamy
z jazdy na bicyckli z kopca. Podobné je to aj pri type aktivity In Road Vehicle. V type
aktivity In Rail Vehicle sa uz daju najst nielen zaznamy z jazdy cestnymi motorovymi
vozidlami, ale dokonca aj zaznamy z jazdy na bicykli ¢i chdédze. Objavuje sa aj 8
zaznamov aktivity In Two Wheels Vehicle (ale na motorke som nikdy nejazdil), jedna sa
o zaznamy z jazdy na bicykli, autom a lanovkou. In Four Wheels Vehicle obsahuje
okrem zaznamov z jazdy Stvorkolesovym vozidlom aj zaznamy z jazdy lanovkou, vlakom
a bicyklom (uz nielen z kopca).

Pri type aktivity On Foot sa uz velmi ¢asto vyskytuju zaznamy z jazdy na bicykli
a na lyziach a rovnako sa dokonca najdu aj zaznamy z jazdy vlakom. Zaznamy z jazdy
na bicykli, na lyziach aj vlakom sa rovnako vyskytuju aj pri type aktivity Walking.
Running sa velmi ¢asto zamiena s rychlou chédzou a jazdou na lyziach.

Typ aktivity On Bicycle uz obsahuje okrem zaznamov z jazdy na lyziach aj zaznamy
z chédze a jazdy vlakom.

Unknown nahradza rézne typy aktivity okrem jazdy autom je uz velmi casta aj jazda
bicyklom a chédza.

Vyber hraniénej hodnoty pravdepodobnosti pre d'alSiu pracu s datami

Z porovnavania zaznamov so skuto¢nostou vyplyva, ze ak sa urci typ aktivity tak, ze
sa vyberu len zaznamy s pravdepodobnostou 100, ziskaju sa sice data zodpovedajuice
realite, ale je ich velmi malo. Ak sa vybert zaznamy s pravdepodobnostou aktivity 50,
zhodnost s realitou uz nie je vzdy taka velka, ale odchylky st zanedbatelné a data su
dalej pouzitelné. Ak sa vyberu zaznamy s pravdepodobnostou aktivity 25, typy aktivity
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uz velmi Casto nezodpovedaju realite a data uz nie su dalej pouzitelné, aj ked je ich
vacsie mnozstvo. Z tohto doévodu bolo rozhodnuté, ze dalej sa bude pracovat
s aktivitami s pravdepodobnostou 50 a viac a tieto aktivity boli vybrané aj zo zaznamu
veduceho prace a zaznamu Studentov KGI.

Pocéty bodov v mojom zazname Z Google Location s Accuracy pod 100 podla typu
aktivity a hodnoty jej pravdepodobnosti pontuka Priloha 1. Ako vidno z Grafu 4.2, pokial
sa ur¢i ako hraniéna pravdepodobnost urcenia typu aktivity 50, drviva véacSina
zaznamov zostane bez urcenia typu aktivity. D4 sa to povazovat za nedokonalost
sposobu urcenia typu aktivity, ktory som si zvolil a jeho vylepSenie méze byt témou
dalSich bakalarskych ¢i diplomovych prac. Rovnaké grafy boli vytvorené aj pre data
veduceho prace a data Studentov KGI (Priloha 2). Aj z tychto grafov vidno, ze pri vacSine
bodov nebolo mozné urcit typ aktivity.

Typy aktivity pri hranicnej
pravdepodobnosti 50 (Lubos Rybnikar)

Exiting vehicle | 60
In rail vehicle
In road ve

In two whee

In four wheel vehicle
still

Tilting
In Vehicle
On Foot
Walking
On Bicycle
Running
Unkn
Nie je moZné urtit | 249089

250000

Graf 4.2 - Typy aktivity pri hrani¢nej hodnote pravdepodobnosti 50 v mojom zazname

4.3 Statisticka analyza dat

Po vybere zaznamov vhodnych na analyzy a vizualizacie nasledovala Statisticka
analyza. Cielom Statistickej analyzy bolo zistit, aky je rozptyl hodnét pravdepodobnosti
inych aktivit pri pravdepodobnosti daného typu aktivity 50 a viac. Na tento ucel bola
vybrana metéda boxplotov a program RStudio. Skript boxploty BP.R, ktorym boli
boxploty vytvorené je dostupny na prilozenom DVD. Data boli najprv v programe QGIS
3.2.3 prekonvertované do CSV(Obr. 4.8), aby sa s nimi nasledne dalo v programe
RStudio pracovat.
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@ Save Vactor Layer as.. x

Encoding UTF-8
V' Add saved fil to map

b Select fields to export and their export options

v Geometry

Gaometry type Automatic

b Extent (current: layer)

v Layer Options
CREATECSVT [N
GEQMETRY <Defauit>

LINEFORMAT <Default>

oK Cancel Help

Obr. 4.8 Export formatu SHP do formatu CSV

Bolo vytvorenych 14 boxplotov pre data veduceho prace, 13 boxplotov pre data
autora prace (z dovodu absencie typu aktivity In Two Wheels Vehicle) a 14 boxplotov pre
data studentov KGI. Typy aktivity ,,Unknown®, ,Still“, ,In Vehicle“, ,On Foot“, ,Walking“,
,On Bicycle“ a ,Running® boli porovnavané navzajom. Typy aktivity ,Tilting“ a ,Exiting
Vehicle“ neboli do tohto porovnavania zahrnuté, boli pre ne vytvorené len boxploty
dokazujuce, ze pokial maju hodnotu 100, vSetky iné aktivity maju nulova hodnotu.
Typy aktivity ,In Road Vehicle“, ,In Rail Vehicle“, ,In Two Wheels Vehicle“ a ,In Four
Wheels Vehicle“ boli porovnavané len s typom aktivity In Vehicle, pod ktory spadaju
a nie s ostatnymi typmi aktivity, pretoze takéto porovnavanie by bolo zbytoéné.
Interpretacii boxplotov sa venuje kapitola vysledky prace. Voxploty st v dokumente
dostupné ako Priloha 4.

4.4 Kartograficka vizualizacia dat

Poévodnym zamerom bolo vytvorenie liniovych tras pre jednotlivé typy aktivity
pomocou nastroja Points To Line v programe ArcGIS 10.6. Od toho zameru som vs§ak
musel upustit kvoli tomu, Ze vacSine bodov nebol priradeny ziaden typ aktivity. Data
boli nakoniec zvizualizované troma sposobmi, a to prostrednictvom piatich webovych
mapovych aplikacii vytvorenych prostrednictvom WebAppBuilderu v ArcGIS Online
(Priloha 8-12), osemnastich heatmap vytvorenych v prgrame ArcGIS 10.6 (Priloha 13-
30) a patnastich map trajektorii pohybu vytvorenych v porgrame V-Analytics (Prilohay).

4.4.1 Webové mapové aplikacie

Prvym spésobom vizualizacie boli webové mapové aplikacie publikované pomocou
nastroja WebAppBuilder v ArcGIS Online. Prvym krokom bolo nahranie bodovych dat
do ArcGIS Online. Data boli publikované prostrednictvom programu ArcGIS 10.6.
V ArcGIS Online boli vytvorené heatmapy pre vSetky typy aktivit, mna, veduiceho prace
a Studentov KGI. Nevyhodou tvorby heatmap v ArcGIS Online je, ze vyber stupnic nie je
taky Siroky ako v programe ArcGIS 10.6 a nie je ani mozné nahrat svoju vlastnu
stupnicu. Uvedomujem si, Zze na zobrazenie intenzity aktivity by sa viac hodila
konvergentna stupnica, ale z palety pontkanych stupnic sa stupnica vybrana pre ucely
vizualizacie javila ako najlepSia. Zaznamy pre jednotlivé aktvity obsahovali rozne
mnozstva bodov a preto moézu vizualizacie pomocou rovnakych stupnic posobit
zavadzajuco. Jednoznaénou vyhodou je podkladova mapa, ktora sa nenacita tak dlho
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ako programe ArcGIS, jednoduché priblizovanie a oddalovanie a taktiez to, ze uzivatel
webovej aplikacie sa saim moéze rozhodnut, ktoré heatmapy si chce zobrazit.

V aplikacii s heatmapami aktivit autora prace (Obr. 4.9, Priloha 10) je dostupna
jednak celkova vizualizacia zaznamov histérie polohy s Accuracy pod 100, zahtfnajuca
teda aj bodové zaznamy, v ktorych sa nepodarilo urcit typ aktivity (polozka ,Celkova
aktivita“ a sucasne vSetky typy aktivity s vynimkou typu In Two Wheels Vehicle, pre
ktory ziaden moéj zaznam nemal pravdepodobnost nad 50. Zvizualizované st data pre
vSetky Staty, ktoré som v priebehu zaznamenavania histérie polohy navstivil. Uplne
rovnaky sposob je pouzity aj v aplikacii zobrazujucej histériu polohy RNDr. Jaroslava
Buriana, PhD. (Priloha 11). Aj v jeho pripade chyba vizualizacia typu aktivity In Two
Wheels Vehicle, pretoze ten obsahoval len dva bodové zaznamy. Celkova aktivita a typy
aktvity §tudentov katedry geoinformatiky s vynimkou typu In Two Wheels Vehicle, ktory
sa aj v ich pripade vyskytoval len dvakrat, je vizualizovana vo webovej aplikacii (Priloha
12) len v ramci Gizemia mesta Olomouc.

Histéria polohy (Rybnikér 2.5.2018 - 17.3.2019) Piche 101k bakaliesbej prici “Anatjen o ieuskicdcia dbt sy Google Location”
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Obr. 4.9 Webova mapa aktivit autora prace

Okrem toho boli vytvorené aj dve webové mapové aplikacie zobrazujuce histériu
polohy v priebehu dvanastich mesiacov. Poloha v tomto pripade nie je vizualizovana
formou heatmapy, ale formou agregovanych bodovych znakov. V pripade dat veduceho
prace je vizualizovana histéria polohy v priebehu mesiacov roku 2018 (Priloha 8, Obr.
4.10). V pripade mojich dat je vizualizovana histéria polohy od maja 2018 do aprila
2019 (Priloha 9). Pre tucely tejto vizualizacie bol 25.4.2019 stiahnuty novy zaznam
historie polohy.
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Obr. 4.10 Webova animacia celkovej aktivity vedticeho prace

4.4.2 Analogové mapy

Celkove bolo vytvorenych 18 tematickych analégovych map zobrazujuacich aktivitu
metédou heatmapy. Je v nich vyjadrena celkovu aktivita a typy aktivity In Vehicle, On
Bicycle, Running, Still a Walking. Aktivity autora prace je vizualizovana na Slovensku,
v Cesku a v Polsku, pretoze v tychto krajinach sa autor pohyboval vicsinu casu
v priebehu zberu dat. Aktivity autora prace sua vizualizované pre uzemie Ceskej
republiky, pretoze v tejto krajine sa pohyboval vacSinu ¢asu v priebehu zberu dat.
Aktivity Studentov KGI st vizualizované pre uzemie mesta Olomouc, pretoze sa
pracovalo len s datami §tudentov KGI pre mesto Olomouc.

Heatmapy, ktoré tvoria zaklad analogovych map, boli vytvorené pomocou nastroja
Kernel Density. Hodnota velkosti bunky bola vzdy nastavena na 0,01. Vzniknuty
rastrovy subor bol vzdy nasledne upraveny pomocou nastroja Reclassify, aby sa z neho
odstranili hodnoty od O do 1. Pre rovnaké typy aktivity bola vzdy v mapach zvolena
rovnaka stupnica a podla farby stupnice bola zvolena aj farba nadpisu a ramu.
V mapach mojej aktivity boli ako topograficky podklad zvolené hranice §tatov a krajské
mesta, v pripade Polska sidla vojvodstiev. V mapach aktivity veduceho prace boli ako
topograficky podklad zvolené hranice krajov, krajské mesta a tienovany reliéf. V. mapach
aktivity Studentov KGI boli topografickym podkladom Zeleznice, cesty a tienovany reliéf.

4.4.3 Vizualizacie trajektorii vo V-Analytics

Poslednym spdésobom vizualizacie dat boli vizualizacie trajektérii pohybu v ramci
Olomouca v programe V-Analytics. Bolo vytvorenych spolu 15 map, ktoré zahfnali
mapy trajektorii celkovej aktivity a aktivit In Vehicle, On Bicycle, Running a Walking
z dat autora prace, veduceho prace a studentov KGI.

Nahravanie dat do programu je velmi komplikované a vyrazni pomoc mi pri nom
poskytol RNDr. Stanislav Popelka, Ph.D., ktory ma sucasne oboznamil aj s fungovanim
celého programu. Najprv boli zaznamy aktivity z Olomouca v programe QGIS 3.2.3
prekonvertované do formatu CSV. Zaznam vo formate CSV musi byt upraveny, je do
neho potrebné pridat stlpce pIDx (index bodu v linii) a trN (Cislo trajektorie) a format
datumu bol zmeneny na yyyy-mm-dd (Obr. 4.11). Praca s programom je velmi
komplikovana a nepri§iel som na sposob, ako vV priamo vV programe vytvorit
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kartograficky vystup, ktory by obsahoval vSetky zakladné kompozi¢né prvky (Obr. 4.12),
preto boli mapové pole, mierka a legenda vzdy vystrihnuté zvlast, nasledne spojené
v programe Skicar, kde bol pridany aj nazov mapy a tiraz.

olomouc_date.csv - Excel

Soubor Domi VloZeni RozloZenistrinky Vzorce Data Revize Zobrazeni Napovéda O Reknéte mi, co cheete uc

< X vyjmout

Calibri -l - A A= 0 - 20 Zalamovat text Obecny
VioFit E@Kopl’rovat - o
oZi D —— B I U- - &- A - = Slouit a zarovnat nastied - | EE - 9% 000
Schranka M Pismo s Zarovnani ~ Cislo
112 - Je 49.5814803
A B C D E F G H | J K L
1 pIDx trN Name Date_Sub  Date_Str  DateSubStr Time Time_Sub Longitude Latitude Accuracy STILL
2 | 1 1 2019-01-08 2019-01-08 2019-01-08 2019-01-08 15:36:40 15:35:36 17.277684 49.592346 31 0
3| 2 1 2019-01-08 2019-01-08 2019-01-08 2019-01-08 15:43:59 15:43:59 17.274252 49.592044 31 10
4 | 3 1 2019-01-08 2019-01-08 2019-01-08 2019-01-08 15:46:03 15:45:02 17.272805 49.591405 16 4
5 | 4 1 2019-01-08 2019-01-08 2019-01-08 2019-01-08 15:47:05 15:47:04 17.27181249.591112 16 0
6 | 5 1 2019-01-08 2019-01-08 2019-01-08 2019-01-08 16:04:58 16:04:57 17.234733 49.581455 16 1
7| 6 1 2019-01-08 2019-01-08 2019-01-08 2019-01-08 16:06:00 16:05:59 17.23466249.581448 16 7
8 | 7 1 2019-01-08 2019-01-08 2019-01-08 2019-01-08 16:08:02 16:07:08 17.234647 49.581430 17 0
9| 8 1 2019-01-08 2019-01-08 16:08:46 17.234641 49.581463 16 0
10 | 9 1 2019-01-08 2019-01-08 2019-01-08 2019-01-08 16:09:20 16:09:40 17.234638 49.581495 15 0
11 10 1 2019-01-08 2019-01-08 2019-01-08 2019-01-08 16:11:20 16:11:19 17.234705 49.581480 17 69
12 11 1 2019-01-08 2019-01-08 2019-01-08 2019-01-08 16:13:46 16:12:41 17.23470!149.58148% 17 92
13 12 1 2019-01-08 2019-01-08 2019-01-08 2019-01-08 16:15:54 16:15:54 17.234705 49.581480 17 100
Obr. 4.11 Uprava CSV suboru pre nahratim do V-Analytics
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Obr. 4.12 Vystup z V-Analytics (trajektorie aktivity ,,On Bicycle“ autora prae v Olomouci) pfed
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pridanim zakladnych kompozi¢nich prvkov mapy
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5 VYSLEDKY

Nasledujuca kapitola zhfna vysledky, ktoré boli v praci dosiahnuté a snazi sa o ich
interpretaciu. Za prvy vysledok prace sa da povazovat prepisany skript v pythone
(read_location_data_upgrade.py), ktory na rozdiel od povodného skriptu konvertuje 4
nové typov aktivity, ktoré ten stary nekonvertoval. Vysledkami §tatistickych analyz su
tabulka, grafy a boxploty. Hlavnymi vysledkami prace st mapové vystupy a ich
intepretacie. Celkove bolo vytvorenych 5 webovych mapovych aplikacii, 18 analégovych
map a 15 digitalnych map.

5.1 Vysledky statistickych analyz a ich interpretacia

5.1.1 Presnost dat sluzby Google Location

V programe MS Excel 2016 boli vytvorené grafy predstavujuce percentualny pomer
bodovych zaznamov aktivity s hodnotou atributu Accuracy nad 100 a pod 100 v datach
autora prace, veduceho prace a Studentov katedry geoinformatiky v ramci mesta
Olomouc (Priloha 2). Najvac¢Siu presnost ma zaznam aktivity Studentov Katedry
geoinformatiky v ramci mesta Olomouc, kde ma az 97% bodovych zaznamov hodnotu
Accuracy pod 100. Je to mozno aj tym, ze pri datach 15 §tudentov KGI sa pracovalo len
s datami pre mesto Olomouc a keby sa pracovalo s Uplne vSetkymi zaznamami,
presnost by asi nebola az taka vysoka. V datach autora prace ma 87% bodovych
zaznamov Accuracy pod 100 a v datach veduceho prace 83%. Pocet presnych bodovych
zaznamov sa ale da vo v§etkych troch pripadoch povazovat za vysoky.

Bola vytvorena tabulka predstavujuca pocty a percentualne zastupenie bodov
v zazname autora z Google Location s Accuracy pod 100, ktorym boli priradené
jednotlivé typy aktivity pri hodnotach pravdepodobnosti 100, 50 aviac a 25 aviac
(Priloha 1). Tabulka bola vytvorena v case, ked sa rozhodovalo, aka hodnota
pravdepodobnosti bude hraniéna pri urceni typu aktivity. Z tabulky velmi dobre vidiet,
ze vacSine bodovych zaznamov sa ani pri znizovani hrani¢nej pravdepodobnosti aktivity
nepodarilo priradit typ aktivity. Boli taktiez vytvorené grafy vyjadrujace pocty zaznamov
jednotlivych typov aktivity pri hraniénej pravdepodobnosti aktivity 50, ktora bola
nakoniec zvolena ako najvhodnejsia hrani¢na pravdepodobnost typu aktivity (Priloha 3).

5.1.2 Rozptyl hodnoét pravdepodobnosti dat sluzby Google
Location

V programe RStudio bolo vytvorenych spolu 41 boxplotov vyjadrujtacich rozptyl
hodnét inych typov aktivity pri konkrétnom type aktivity. Bolo vytvorenych 14 boxplotov
pre data veduceho prace, 13 boxplotov pre data autora prace (z déovodu absencie typu
aktivity In Two Wheels Vehicle) a 14 boxplotov pre data Studentov KGI. Typy aktivity
,Unknown“,  Still“, ,In Vehicle“, ,On Foot“, ,Walking®“, ,On Bicycle“ a ,Running“ boli
porovnavané navzajom. Typy aktivity ,Tilting“ a ,Exiting Vehicle® neboli do tohto
porovnavania zahrnuté, boli pre ne vytvorené len boxploty dokazujuce, Zze pokial maju
hodnotu 100, teda jedint hodnotu, ktoru okrem nuly mézu nadobudnut, vSetky iné
aktivity maji nulova hodnotu. Typy aktivity ,In Road Vehicle“, ,In Rail Vehicle, ,In Two
Wheels Vehicle“ a ,In Four Wheels Vehicle“ boli porovnavané len s typom aktivity In
Vehicle, pod ktory spadaji a nie s ostatnymi typmi aktivity, pretoze takéto porovnavanie

39



by bolo zbyto¢né. VSetky boxploty sa daju najst v Prilohe 4, vybrané boxploty su
umiestnené aj priamo do textu.

Istoty aktivit pri istote ,In Vehicle“ nad 50

Ako mozeme vidiet z boxplotu vyjadrujuceho pravdepodobnost inych aktivit pri
pravdepodobnosti aktivity ,In Vehicle* nad 50 v mojich datach, niektoré bodové
zaznamy aktivity ,In Vehicle“ maju pravdepodobnost aktivity ,Unknown® vys§iu nez 50.
k tejto hodnote sa priblizuja aj outliery pravdepodobnosti aktivit Still, On Bicycle, On
Foot a Walking. V pripade boxplotu pre tento typ aktivity u veduceho prace je pocet
outlierov aktivity Unkown vySSi a stCasne sa v pocetnej miere objavuju aj outliery
aktivity Still. Mohlo by to napriklad znamenat, Ze pri jazde automobilom sa zastavil na
benzinovej pumpe, pripade pri jazde vlakom na Zzelezni¢nej stanici. V pripade dat
Studentov KGI outliery pravdepodobnosti ziadneho typu aktivity neprekrac¢uju hodnotu
50 ani sa k nej nepriblizuju.

Istoty aktivit pri istote ,,On Bicycle“ nad 50

Ako mozeme vidiet z boxplotu vyjadrujuceho pravdepodobnost inych aktivit pri
pravdepodobnosti aktivity ,,On Bicycle“ nad 50 v datach autora prace (Graf 5.1), ziadna
ina aktivita sa neprekryva s aktivitou ,On Bicycle, aj ked niektoré outliery
pravdepodobnosti aktivit ,In Vehicle“, ,On Foot“ a ,Walking“ sa k tejto hodnote vyrazne
priblizuja. V rovnhakom boxplote pre data veduiceho prace je situacia podobna, ale
v boxplote pre data §tudentov KGI sa outliery k hodnote 50 priblizuju vyrazne mene;.

Istoty aktivit pri istote On Bicycle nad 50 (Rybnikar)
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Graf 5.1 Istoty aktivit pri istote aktivity ,On Bicycle“ nad 50
Istoty aktivit pri istote ,,On Foot“ nad 50
Z boxplotov vyjadrujucich pravdepodobnost inych aktivit pri pravdepodobnosti ,,On
Foot“ nad 50 mozeme pekne vidiet, ze typy aktivity ,Running® a ,Walking“ spadaju pod
,On Foot“. V pripade dat autora (Graf 5.2) a Studentov KGI sa k hodnote 50 priblizujua
rezidua pravdepodobnosti aktivit Still a On Bicycle, v pripade vedtuceho prace aj
Unknown a In Vehicle.
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Istoty aktivit pri istote On Foot nad 50 (Rybnikar)
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Graf 5.2 Istoty aktivit pri istote aktivity ,,On Foot“ nad 50

Istoty aktivit pri istote ,,Running“ nad 50

V boxplotoch vyjadrujucich pravdepodobnost inych aktivit pri pravdepodobnosti
aktivity ,Running® nad 50 znovu pekne vidiet, ze typ aktivity ,Running® spada pod typ
aktivity ,,On Foot“. V pripade dat autora a Studentov KGI sa k hodnote S0 priblizuju
inak len hodnoty pravdepodobnosti aktivity ,Walking“, v pripade dat vediceho prace aj
outliery pravdepodobnosti aktivit ,Unknown®, ,In Vehicle“ a ,,On Bicycle“.

Istoty aktivit pri istote ,,Still“ nad 50

V boxplotoch vyjadrujacich pravdepodobnost inych aktivit pri pravdepodobnosti
aktivity ,Still“ nad 50 v zaznamoch autora prace a Studentov KGI sa outliery
pravdepodobnosti aktivit In Vehicle, On Foot, Walking a On Bicycle blizia k hodnote 50.
V zazname veduceho prace niektoré hodnoty pravdepodobnosti typov aktivity
sUunknown“ a ,In Vehicle prekracuju hodnotu 50.

Istoty aktivit pri istote ,, Exiting Vehicle“ a ,,Tilting® nad 50

V boxplotoch vyjadrujucich pravdepodobnost inych aktivit pri pravdepodobnosti
aktivity ,Exiting Vehicle“ nad 50 (Graf 5.3) a ,Tilting“ nad 50 moézeme vidiet, Ze tieto 2
aktivity nadobudaju len hodnotu pravdepodobnosti 100 a vSetky iné typy aktivity maja
v takom pripade pravdepodobnost 0. Ako piSu Google Developers, 2019, typ aktivity je
urceny ako ,Tilting“ vtedy, ked sa uhol zariadenia vzhladom ku gravitacii vyrazne
zmeni, ale nepodarilo sa zistit, podla ¢oho sa urcuje typ aktivity ,Exiting Vehicle“.

Istoty aktivit pri istote Exiting vehicle nad 50 (Rybnikér)
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Graf 5.3 Istoty aktivit pri istote aktivity ,Exiting Vehicle“ nad 50
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Istoty aktivit pri istote ,,Unknown“ nad 50

V boxplotoch vyjadrujucich pravdepodobnost inych aktivit pri pravdepodobnosti
aktivity ,,Unknown“ nad 50 v pripade mojich dat vidime, ze hodnoty pravdepodobnosti
tohto typy aktivity sa prekryvaju s hodnotami pravdepodobnosti aktivity ,In Vehicle®.
V datach veduceho prace je pozorovany aj Ciastoény prekryv s hodnotami
pravdepodobnosti aktivity ,Still“. V datach Studentov KGI sa da pozorovat zaujimava
vec, a to ze hodnoty pravdepodobnosti typu aktivity ,,Unknown“ nepresahuju hodnotu
50. Pre kontrolu tohto na prvy pohlad podozrivého javu bola skontrolovana atribuitova
tabulka zaznamu, kde sa overilo, ze typ aktivity vaéSiu hodnotu pravdepodobnosti
nedosahuje. Sposobené je to zrejme tym, ze v pripade Studentov KGI sa spracovavali len
ich data za mesto Olomouc, kde je pomerne dobry mobilny signal.

Istoty aktivit pri istote ,,Walking*“ nad 50

V boxplotoch vyjadrujucich pravdepodobnost inych aktivit pri pravdepodobnosti
aktivity ,Walking“ nad 50 znovu pekne vidime, ze typ aktivity ,Walking spada pod typ
aktivity ,,On Foot“. V datach autora prace, vediiceho prace a Studentov KGI vidime, ze
k ¢islu 50 sa najviac priblizuju rezidualne hodnoty pravdepodobnosti aktivit ,Still“ a
,On Bicycle“.

Istoty typov dopravnych protriedkov pri istote ,,In Vehicle“ nad 50

Zaznam histérie polohy zahffia aj pravdepodobnosti jazdy §tyrmi typmi dopravnych
prostriedkov — ,In Two Wheels Vehicle“, ,In Four Wheels Vehicle“, ,In Rail Vehicle“ a ,In
Rail Vehicle“. Tieto typy aktivity boli formou boxplotov porovnavané navzajom a s typom
aktivity ,In Vehicle“.

V boxplotoch porovnavajucich pravdepodobnost jednotlivych typov dopravnych
prostriedkov s pravdepodobnostou aktivity ,In Vehicle“ (Graf 5.4) moézeme vidiet, Zze
velka cast zaznamov ma sucasne vysoku pravdepodobnost aktivity ,In Road Vehicle®
a o nieCo menSia ¢ast ma tiez vysoké hodnoty pravdepodobnosti aktivity ,In Four
Wheels Vehicle“. Len mala ¢ast zaznamov ma hodnoty pravdepodobnosti aktivity ,In
Rail Vehicle“ nad 50. 2 hodnoty pravdepodobnosti aktivity ,In Two Wheels Vehicle“ nad
50 sa vyskytuju v zaznamoch veduceho prace a Studentov KGI a v datach autora prace
sa nenachadza ziaden zaznam, ktory by mal hodnotu pravdepodobnosti tejto aktivity
nad 50.

Istoty typov dopravnych prostriedkov pri istote In vehicle nad 50 (Rybnikar)
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Graf 5.4 Istoty typov dopravnych prostriedkov pri istote aktivity ,In Vehicle“ nad 50
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Istoty typov dopravnych prostriedkov pri istote ,,In Two Wheels Vehicle“ nad 50

V boxplotoch porovnavajucich pravdepodobnost jednotlivych typov dopravnych
prostriedkov s pravdepodobnostou aktivity ,In Two Wheels Vehicle“ nad 50 moédzeme
vidiet, ze pri tomto type aktivity st vysoké hodnoty pravdepodobnosti aktivit ,In Vehicle®
a ,In Road Vehicle“ a pravdepodobnosti aktivit ,In Four Wheels Vehicle* a ,In Rail
Vehicle“ st nizke, az nulové.

Istoty typov dopravnych prostriedkov pri istote , In Four Wheels Vehicle“ nad 50

V boxplotoch porovnavajucich pravdepodobnost jednotlivych typov dopravnych
prostriedkov s pravdepodobnostou aktivity ,In Four Wheels Vehicle* nad 50 vidiet, ze
hodnoty pravdepodobnosti aktivit ,In Vehicle“ a ,In Road Vehicle“ sa pohybuju priblizne
v podobnom rozpati a hodnoty pravdepodobnosti aktivit ,In Rail Vehicle“ a ,In Two
Wheels Vehicle“ st nizke, ¢o je celkom logické a neprekvapivé.

Istoty typov dopravnych prostriedkov pri istote ,,In Road Vehicle“ nad 50

V boxplotoch porovnavajucich pravdepodobnost jednotlivych typov dopravnych
prostriedkov s pravdepodobnostou aktivity ,In Road Vehicle nad 50 vidiet, Zze hodnoty
pravdepodobnosti aktivity ,In Vehicle sa pohybuju v tplne rovnakom rozpéati.
Pravdepodobnost aktivity ,In Four Wheels Vehicle“ sa pohybuje v rozmedzi od 0 do 100,
v datach veduceho prace je vSak median blizko nule, zatial ¢o v datach autora prace
Studentov KGI sa nachadza na hodnotach 60 a 80. Pravdepodobnost aktivity ,In Rail
Vehicle“ je vzdy nizSia nez 50 a len mala ¢ast zaznamov aktivity ,In Two Wheels Vehicle“
ma hodnotu pravdepodobnosti vys§iu nez 50, v datach autora prace ju nemaju ziadne
zaznamy.

Istoty typov dopravnych prostriedkov pri istote ,,In Rail Vehicle“ nad 50

V boxplotoch porovnavajucich pravdepodobnost jednotlivych typov dopravnych
prostriedkov s pravdepodobnostou aktivity ,In Road Vehicle“ nad 50 vidime, ze rozptyl
jeho hodnét je takmer zhodny s rozptylom hodnét aktivity LIn Vehicle“.
Pravdepodobnosti jazdy inymi dopravnymi prostriedkami neprekracuju hodnotu 50,
najblizsie k nej sa pohybuju pravdepodobnosti aktivity ,In Road Vehicle“

5.2 Vysledky kartografickych vizualizacii a ich
interpretacia

Boli vytvorené 3 typy kartografickych vystupov ato webové mapové aplikacie
vytvorené v ArcGIS Online, papierové tlacené mapy vytvorené v programe ArcGIS 10.6
a mapy trajektorii aktivit v Olomouci vytvorené v softvéri V-Analytics.

5.2.1 Popis vysledkov

Bolo vytvorenych spolu 5 webovych mapovych aplikacii. Aplikacie boli vytvorené
v ArcGIS Online pomocou nastroja WebApp Builder. Podrobnej$i postup pri tvorbe
aplikacii je popisany v kapitolach 3 a 4. Prvé dve aplikacie st animaciami, v ktorych je
vizualizovana celkova aktivita autora a veduceho prace v priebehu dvanastich mesiacov.
Zo zaznamu aktivity vediceho prace boli vybrané tdaje za rok 2018 a bola z nich
vytvorena vizualizacia jeho pohybu v priebehu tohto roku (Priloha 8 ) Aby bolo mozné
vytvorit vizualizaciu pohybu autora v priebehu dvanastich mesiacov, musel byt
stiahnuty novy zaznam z Google Location, ktory zahfnal aj Gidaje o pohybe za mesiac
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april. Bola vytvorena vizualizacia jeho pohybu od maja 2018, ked si aktivoval
zaznamenavanie polohy, do aprila 2019. (Priloha 9).

V dalSich troch aplikaciach je vizualizovana celkova aktivita a vSetky typy aktivity
autora prace (Priloha 10), veduceho prace (Priloha 11) a Studentov KGI (Priloha 12)
formou heatmap. Nebolo pristapené jedine k vizualizacii typu aktivity ,In Two Wheels
Vehicle“, pretoze ten v pripade autora prace neobsahuje ziadne zaznamy a v pripade
veduceho prace a Studentov KGI obsahuje po 2 zaznamy.

Analégové mapy boli vytvorené v programe ArcGIS 10.6 vytvorenim heatmap
z bodovych dat pomocou nastroja Kernel Density. Boli vytvorené heatmapy celkovej
histérie polohy a nasledne heatmapy vybranych aktivit. Na rozdiel od webovych
mapovych aplikacii neboli vytvorené mapy pre vSetky typy aktivity, ale len heatmapy pre
aktivity ,In Vehicle“, ,On Bicycle“, ,Running®, ,Still“ a ,Walking“. Na vizualizaciu aktivity
autora prace boli vytvorené heatmapy jeho vybranych aktivit V Cesku, na Slovensku
a v Polsku, teda v Statoch, v ktorych sa pocas zaznamenavania histérie polohy najviac
pohyboval. Analégové mapy vybranych typov aktivity vedtuiceho prace boli vytvorené pre
uzemie Ceskej republiky, pretoze na tUzemi tohto §tatu sa veduci prace najviac
vyskytoval. Analégové mapy aktivity Studentov KGI boli vytvorené pre data z tizemia
mesta Olomouc, pretoze v pripade Studentov KGI boli aj celkove skiimané len ich data
za mesto Olomouc.

Mapy trajektorii aktivit autora prace, vediiceho prace a Studentov KGI v Olomouci
boli vytvorené v softvéri V-Analytics (Priloha 5). Praca pri ich tvorbe je podrobnejsie
popisana v kapitole 4. Podobne ako v predchadzajucom pripade bola zmapovana
celkova aktivita a aktivity ,In Vehicle“, ,On Bicycle“, ,Running“ a ,Walking“. Trajektoérie
aktivity ,Still“ neboli zmapované, pretoze mapovat ,pohyb v pokoji“ by bol nezmysel.

5.2.2 Interpretacia vysledkov

Pohyb v priebehu mesiacov roku 2018 (Burian)

Z webovej mapovej aplikacie zobrazujucej pohyb veduceho prace v priebehu
mesiacov roku mozeme vidiet, Ze v januari sa veduci prace pohyboval hlavne
v Olomouci a v Rakuskych Alpach. Vo februari bol len v Ceskej republike, hlavne
v Olomouci, ale aj v Prahe a v Jesenikoch. V marci sa zdrziaval hlavne v Olomouci, ale
bol aj v rakuiskych Alpach a v slovinskom Maribore. V aprili bol opit len v Ceskej
republike. Najviac bol v Olomouci podnikal aj vylety do hér v jeho okoli. V maji bol tiez
len v Ceskej republike, opat najviac v Olomouci a jeho okoli. Okrem toho podnikol
klasickt cestu do Prahy a vylety do Hostynsko-Vsetinskej hornatiny, Zdarskych vrchov
a navstivil Vysoku §kolu bansku v Ostrave. V jani bol v Cesku a na Slovensku. Okrem
Olomouca sa pohyboval v Zdarskych vrchoch a Jesenikoch a na Slovensku navstivil
Tatry, konkrétne okolie Strbského plesa. V jali stravil vaésinu casu v Tatrach, kde
podnikol niekolko turistik a ubytovany bol v blizkosti Strbského plesa. Okrem Tatier bol
v Olomouci, v Eberswalde pri Berline, v Triglavskom narodnom parku a v Chorvatsku
v okoli Zadaru. V auguste stravil najviac ¢asu v Olomouci, ale bol aj na chorvatskom
ostrove Rab. V septembri stravil va¢Sinu ¢asu v Olomouci, ale zavital aj do Zlatych Hér
a do Viedne. V oktdbri najviac ¢asu stravil v Olomouci, ale bol aj v Tatrach, Jesenikoch,
Prahe, Nameésti nad Oslavou a podla vSetkého zavital aj na Lysu Horu. V novembri
k jeho najvyznamnejSim lokalitam opét patrili Olomouc, Tatry a Jeseniky, ale navstivil
aj slovinsky Maribor. V decembri bol najmé v Olomouci, ale navstivil aj Prahu a Nameést
nad Oslavou.
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Popis bol zostaveny autorom prace bez predchadzajucej konzultacie s jej vedicim.
Po jeho napisani veduci potvrdil jeho spravnost.

Pohyb od maja 2018 do aprila 2019 (Rybnikar)

Ako moézeme vidiet z vizualizacie pohybu autora prace od maja 2018 do aprila 2019,
v maji 2018 stravil autor prace najviac ¢asu v meste Vroclav, ale navstivil aj pohorie
Gory Bystrzyckie a mesta Stara Tura, Olomouc, Watbrzych, Torun, Stetin a Berlin.
Objavuje sa aj agregovany bod v meste Gdynia, ¢o je vSak chyba, pretoze ho nenavstivil.
V jani 2018 sa opéat najviac zdrziaval v meste Vroclav, nejaky ¢as pobudol v Olomouci
a Starej Turej a navstivil aj mesta VarSava a Katovice. Prevaznu cast jala 2018 stravil
v Starej Turej a okoli, ale navstivil aj ostrov Sardinia a mesta Olomouc a Bratislava.
V auguste 2018 bol hlavne v Starej Turej, no navstivil aj Tatry, Cesky Krumlov,
Kosice, Slovensky Kras a Prahu. V septembri 2018 dominuju v jeho aktivite Stara
Tura, Olomouc a ich okolie, ale bol aj v KoSiciach. V oktébri 2018 sa pod vplyvom
§kolskych povinnosti uz zacal koncentrovat viac v Olomouci nez v Starej Turej
a nav$tivil aj Jeseniky a Vroclav. V novembri 2018 v jeho zazname dominuju Olomouc
a Vilnius a pekne tiez vidiet trasu medzi tymito mestami. V decembri 2018 stravil
v Starej Turej viac ¢asu nez v Olomouci a navstivil aj Bratislavu. V januari 2019 najviac
Casu stravil v Starej Turej, ale bol aj v Olomouci, v nemeckom meste Marburg
a v lyziarskom stredisku Maliné Brdo. Vo februari 2019 stravil najviac casu
v Olomouci, ale bol aj v Starej Turej a v lyZiarskom stredisku Jasna. V marci 2019 sa
najviac zdrziaval v Olomouci a Starej Turej, ale navstivil aj VrSatské bradla a rakusky
Semmering. V aprili 2019 najviac ¢asu stravil v Olomouci, ale bol aj v Starej Turej
a v Gdansku.

Ako autor moézem potvrdit, Ze zaznamy mojej aktivity sa pomerne dobre zhoduju
s realitou, s vynimkou nepochopitelnej odchylky v meste Gdynia v maji 2018. Z dat pre
november sa zda, ze viac ¢asu som stravil v meste Vilnius nez v Olomouci, to je vSak
sposobené tym, ze v tomto mesiaci som nejaky ¢as pouzival iny mobilny teleféon, na
ktorom nebolo mozné zaznamenavat historiu polohy.

Vizualizacie jednotlivych typov aktivity (Rybnikar 2.5.2018 - 17.3.2019)

Z heatmapy celkovej aktivity autora vidiet, Ze v priebehu zaznamenavania polohy
sa najviac zdrziaval v okoli Olomouca a Starej Turej. Medzi dalSie jeho vyznamné
lokality patri sever ostrova Sardinia, Vroclav, Vilnius a Marburg. Z mapy intenzity
jeho celkovej aktivity na Slovensku, v Cesku a v Polsku (Priloha 13) vidiet, Zze autor
stravil najviac ¢asu v Starej Turej, ktoré je miestom jeho trvalého bydliska, v Olomouci,
kde Studuje a vo Vroclave, kde bol na vymennom pobyte. Z mapy trajektorii zaznamov
celkovej aktivity autora prace v Olomouci vidno, Zze najéastejSie sa presuval
z centralnej casti mesta na zelezni¢nu stanicu.

Z heatmapy aktivity V Pokoji (Still) vidiet, Ze najviac ¢asu bez pohybu na jednom
mieste stravil v mestach Olomouc, Stara Tura a Vroclav. Rovnaka vec je mozné
pozorovat aj z mapy intenzity jeho aktivity ,Still“ na Slovensku, v Cesku a v Polsku
(Priloha 14).

Z heatmapy aktivity Vo vozidle (In Vehicle) sa da vycitat, 2zZe jeho
najfrekventovanejSou trasou je trasa medzi mestami Stara Tura a Olomouc a vela
¢asu vo vozidle stravil aj v lyziarskom stredisku Jasna v Nizkych Tatrach. Rovnako je to
mozné pozorovat aj z mapy intenzity jeho aktivity ,In Vehicle“ na Slovensku, v Cesku a v
Polsku (Priloha 15). Mapa trajektorii zaznamov aktivity ,In Vehicle“ v Olomouci je
zvlaStna a zda sa z nej, ze autor sa najcastejSie dopravnym prostriedkom pohyboval na
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opacnej strane rieky Moravy, nez je areal Envelopa a od nakupného centra Santovka
smerom do centra mesta.

V heatmape aktivity V cestnom vozidle (In Road Vehicle) znova pekne vidiet trasu
medzi Starou Turou a Olomoucom a taktiez vidiet to, ako je jazda lanovkou chybne
urc¢end ako jazda cestnym vozidlom. V heatmape aktivity V kol'ajovom vozidle (In Rail
Vehicle) sa ako najfrekventovanejSia javi trasa z Nového mesta nad Vahom do
Uherského Hradista, o nieco menej frekventovana je potom dalej do Olomouca.
V heatmape aktivity v Stvorkolesovom vozidle (In Four Wheels Vehicle) je oblastou
s najvacsou intenzitou lyZiarske stredisko Jasnda, o je nezmysel.

Najvacsia intenzita aktivity Vychadzanie z vozidla (Exiting Vehicle) je podla
heatmapy v lyziarskom stredisku Jasna, ¢o je vzhladom k castému vychadzaniu
z lanovky pravdou. Velmi zaujimavé je, ze velka intenzita sa da pozorovat aj v mestach
Velka nad Velickou, Veseli nad Moravou a Uherské Hradisté, v ktorych autor
prestupuje, ked cestuje vlakom z miesta bydliska do Olomouca.

Z heatmapy aktivity Na bicykli (On Bicycle) vidiet, ze autor sa bicykluje najviac
v okoli Starej Turej a Olomouca. Zobrazuje sa aj pocCetna aktivita v lyziarskych
strediskach, tu bol vSak typ aktivity zameneny s lyZovanim. Problémom mozZno je, ze
zaznam historie polohy neobsahuje typ aktivity Skiing. Z mapy intenzity aktivity ,,On
Bicycle“ na Slovensku, v Cesku a v Polsku (Priloha 16) sa da vycitat to isté a tiez je
problém s chybnym uréenim typu aktivity v lyziarskych strediskach. Mapa
trajektoérii zaznamov aktivity ,On Bicycle“ v Olomouci pomerne dobre zodpoveda realite
a je z nej vidiet skutocne casté cyklistické trasy autora prace, napriklad cez Smetanovy
a Cechovy sady smerom na Repéin, zo Smetanovych sadov smerom na Nemilany
a Nedvézi, pozdlz Bystficky smerom na Bystrovany alebo z arealu Envelopa smerom do
Holice.

Z heatmapy aktivity Na nohach (On Foot) vidiet, Ze na nohach sa najviac pohyboval
v mestach Olomouc, Stara Tura a Vroclav. Z heatmapy aktivity Beh (Running) vidiet,
ze najviac behal v mestach Olomouc a Vroclav. Rovnako to vidiet aj z mapy intenzity
aktivity ,Running“ na Slovensku, v Cesku a v Polsku (Priloha 17). Tato mapa vSak
zobrazuje oblasti intenzity tejto aktivity aj v inych oblastiach, ktoré nie su pravdivé
a jednalo sa vich pripade bud o rychlu chédzu alebo o lyZzovanie. V mape trajektorii
zaznamov aktivity ,Running“ najhrubsia linia na ulici tfida Kosmonauti smerom na
zeleznicnu stanicu v skuto¢nosti nepredstavuje beh, ale rychlu chodzu, pretoze autor
ide na vlak vzdy na poslednu chvilu a nestiha. Z heatmapy aktivity Choédza (Walking)
vidiet, Ze chodil najviac v mestach Olomouc a Stara Tura arad chodi aj po horach
a Casto chodil aj v mestach, ktoré navstivil. Z mapy intenzity jeho aktivity ,Walking“ na
Slovensku, v Cesku a v Polsku (Priloha 18) je poznaf, Ze najviac chodil po mestach
Olomouc a Stara Tura, o nieco menej po meste Vroclav. Vyssie hodnoty intenzity
badat tiez v Tatrach, Bystfickych horach, Prahe ¢i KoSiciach. Mapa trajektérii zaznamov
aktivity ,Walking“ je trochu zvlastna, ale da sa z nej vidiet, ze autor velmi ¢asto chodil
z internatu generala Svobody okolo Pevnosti Poznani do centra mesta.

Z heatmapy neznamej aktivity (Unknown) vidiet, Zze najviac neznamych aktivit sa
vykytuje v Starej Turej a v Olomouci, teda v lokalitach, kde sa autor najviac zdrziaval

Z heatmapy preklapania mobilného zariadenia (Tilting) vidiet, Ze mobilné
zariadenie sa mu najviac preklapalo v Starej Turej, Olomouci, Vroclave, v Tatrach
a v KosSiciach.

Ako autor mézem zhodnotit, Ze najvacsie chyby v urceni typu aktivity sa vyskytuja
v lyziarskych strediskach, kde boli jazde lanovkou priradované r6zne typy
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dopravnych prostriedkov a jazde na lyziach bol priradovany typ aktivity ,On Bicycle“.
Kedze mam dost rychle tempo chodze, typ aktivity ,Running“ bol v mojich zaznamoch
Casto prideleny nepravne namiesto ,Walking“® a hoci som behal len v Olomouci
a Vroclave, v heatmape sa objavuju intenzity aktivity aj v inych lokalitach. Nie vSetky
vystupy z programu V-Analytics majua skutoént vypovedni hodnotu. Z vytvorenych
map aktivity autora prace sa k realite najviac priblizuje mapa trajektorii aktivity ,,On
Bicycle“.

Histéria polohy (Burian 24.5.2017 - 18.2.2019)

V heatmape celkovej aktivity veduceho prace vidiet, Ze v priebehu zaznamenavania
histérie polohy sa najviac zdrziaval v Olomouci, ale dost ¢asu stravil aj v Stiavnickych
vrchoch, v Maribore, Bochumi a Amsterdame. Z mapy intenzity celkovej aktivity
veduceho prace (Priloha 19) moézeme vidiet, Ze poCas zaznamenavania histérie polohy
travil v ramci Ceskej republiky najviac ¢asu v Olomouci. Z mapy trajektérii zaznamu
celkovej aktivity vediceho prace v Olomouci je vidiet, Ze najcastejSie sa pohybuje
medzi katedrou geoinformatiky a sidliskom Repéin, kde pravdepodobne byva. Zo
svojho domu c¢asto chodi nakupovat do nakupného centra Globus a z katedry zas do
nakupného centra Santovka.

Z heatmapy jeho aktivity V pokoji (Still) vidime, Ze najviac ¢asu v pokoji na jednom
mieste stravil v Olomouci a v Maribore. V mape intenzity jeho aktvity ,Still* v Cesku
(Priloha 20) dominuje mesto Olomouc.

Z heatmapy aktivity Vo vozidle (In Vehicle) vidime, ze z Olomouca ¢asto chodil do
Tatier, do Namésti nad Oslavou a do Jesenikov. Rovnaké pozorovanie sa da vyvodit
aj z mapy intenzity jeho aktivity ,In Vehicle“ v Cesku (Priloha 21). Z mapy trajektorii
zaznamu jeho aktivity ,In Vehicle“ v Olomouci je vidiet, Ze dopravnymi prostriedkami
sa Casto premiestiiuje z katedry do miesta svojho bydliska a odtial’ do nakupného
centra Globus.

V heatmape aktivity V cestnom vozidle (In Road Vehicle) sa vynimaju trasy
z Olomouca do Namésti nad Oslavou a do Jesenikov. Z heatmape aktivity
V kol'ajovom vozidle (In Rail Vehicle) vidiet, Zze vlakom z Olomouca éasto chodil do
Prahy a do Mariboru. Heatmapa aktivity V Stvorkolesovom vozidle (In Four Wheels
Vehicle) nam hovori, Ze autom najCastejSie jazdil do Jesenikov, Tatier, Nameésti nad
Oslavou a Rakiiskych Alp.

Najvacsia intenzita aktivity Vychadzanie z vozidla (Exiting Vehicle) sa da pozorovat
v Olomouci. Okrem toho veduci prace casto vychadzal zvozidla aj v Tatrach
a v Stiavnickych vrchoch.

Na bicykli (On Bicycle) sa podla heatmap najviac pohyboval v Olomouci,
v Zd'arskych vrchoch a Stiavnickgch vrchoch. Z mapy intenzity jeho aktivity ,On
Bicycle“ v Cesku (Priloha 22) vidiet, Ze najviac na bicykli jazdil hlavne v Olomouci,
odkial sa prestuval aj do Jesenikov. Jazdil taktiez na Vysoéine a v okoli Hostyna.
Z mapy trajektorii zaznamu jeho aktivity ,On Bicycle v Olomouci sa zda, Zze
najcastejsie jazdil po spodnej ¢asti inline okruhu Hejéinské louky.

Intenzita aktivty Na nohach (On Foot) bola podla heatmap najvyssSia v Olomouci,
v Tatrach, Jesenikoch a Maribore. Z heatmapy aktivity Beh (Running) je pekne
vidiet, ze veduci prace si rad zabeha vSade, kam pride. Vysoké intenzity aktivity sa daja
pozorovat v Olomouci, v Jesenikoch, Tatrach, na strednom Slovensku, v Maribore,
Amsterdame a Eberswalde pri Berline. V mape intenzity tejto aktivity v Ceskej
republike (Priloha 23) sa da pozorovat, ze behal najviac v Olomouci a v Jesenikoch.
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V ramci Olomouca podla mapy trajektoérii zaznamu jeho aktivity ,Running® najcastejsie
behal z Repéina na KGI a odtial na Svaty Kopeéek a do Radikova, cela mapa vsak
vyzera zvlastne a podozrivo. Z mapy intenzity aktivity Chédza (Walking) vidiet, ze kracal
najviac v Olomouci a v Tatrdch. Podla mapy intenzity jeho aktivty ,Walking“ v Cesku
(Priloha 24), chodil najviac po Olomouci a jeho okoli, po Jesenikoch a po Prahe.
V ramci Olomouca podla mapy trajektorii zaznamu jeho aktivity Walking (Priloha)
najcastejsie chodi z katedry geoinformatiky do miesta svojho bydliska v Repéine,
ale pouziva pri tom inu trasu, nez pri jazde dopravnym prostriedkom.

Z heatmapy neznamej aktivity (Unknown) vidime, Ze najviac zdznamom bola
priradena jej vysoka pravdepodobnost v Olomouci, ¢o vSak neznamena to, ze by bol
v Olomouci zly signal, ale hlavne to, Ze v tomto meste travil veduci prace najviac ¢asu.

Z heatmapy preklapania mobilného zariadenia (Tilting) vidiet, ze uhol mobilného
zariadenia vzhladom ku gravitacii sa mu najcastejSie menil v Olomouci, teda v meste,
kde travil aj najviac ¢asu.

Histéria polohy v Olomouci (Studenti KGI 1.1.2019 - 26.3.2019)

Z heatmapy celkovej aktivity Studentov KGI v Olomouci vidime, ze Studenti
najviac c¢asu v sledovanom obdobi travili na Katedre geoinformatiky a v areali
Envelopa. Casto sa zdrziavali aj na Zelezniénej stanici. Dalsimi oblastami ¢astého
vyskytu su zrejme lokality, kde v Olomouci byvaju. Podobné zistenie sa da pozorovat
aj z analogovej mapy (Priloha 25). Z mapy trajektoérii zaznamu ich celkovej aktivity
v Olomouci je vidiet, Ze najcastejSie sa pohybuju zo Zeleznic¢nej stanice na katedru
a odtial d’alej do centra mesta, nakupného strediska Santovka a lokalit, kde
v Olomouci byvaju.

V pokoji (Still) Studenti najviac ¢asu v Olomouci travili na katedre, v menze, na
internatoch generala Svobody a Bedricha Vaclavky avinych lokalitach, kde
byvaju. Ukazuje nam to webova aplikacia a rovnako aj analégova mapa (Priloha 26).

Vo vozidle (In Vehicle) sa S§tudenti pohybovali po celom meste, ako dost
frekventovana sa javi trasa z katedry na ZzZelezniéniu stanicu, z analégove] mapy
(Priloha 27) sa ako dost frekventovana javi aj trasa d'alej na autobusovu stanicu.
Z mapy trajektorii tejto aktivity su viditelné aj trasy do centra a do lokalit, kde Studenti
byvaja, frekventovana je taktiez vypadovka z mesta smerom na Ostravu.

Z heatmapy aktivity V cestnom vozidle (In Road Vehicle) vidiet, Ze pomerene
castymi vypadovkami z mesta st cesta 35 smerom do Ostravy a cesta 46 smerom do
Sternberka. Heatmapa aktivity V kolajovom vozidle (In Rail vehicle) sa neda
povazovat za Uplne doéveryhodnu, kedZze jej najvacSia intenzita sa da pozorovat na
katedre geoinformatiky a dosSlo tu zjavne k chybnému urceniu typu aktivity.
V heatmape aktivity V Stvorkolesovom vozidle (In foru Wheels Vehicle) podobne ako
v pripade cestného vozidla dominuju vgpadovky do Sternberka a do Ostravy.

V heatmape aktivity Vychadzanie z vozidla (Exiting Vehicle) vidno, Ze Studenti
z vozidla najCastejsie vychadzali v blizkosti katedry.

Ako najfrekventovanejSia trasa ma bicykli (On Bicycle) sa z webovej aj analogovej
(Priloha 28) heatmapy javi trasa z katedry geoinformatiky na sidlisko Nova Ulice.
Z mapy trajektérii zaznamov aktvity ,On Bicycle“ (Priloha) sa zas zda, ze na bicykli
najcastejsie jazdia po Bezrucéovych a Smetanovych sadoch.

Na nohach (On Foot) sa podla heatmapy §tudenti najviac pohybuju z katedry na
Zelezniéniu stanicu a na sidlisko Neredin. Beh (Running) je frekventovany pozdiz
rieky Morava smerom k sidlisku Nové Sady a taktiez v okoli sidlisk Nova Ulice
a Neredin. V analégovej mape (Priloha 29) sa tento typ aktivity ako frekventovany javi
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v centre mesta, na sidlisku Nefedin a v okoli Svatého Kopecka. Mapa trajektorii
zaznamov aktivity ,Running“ (Priloha) nevyzera velmi déveryhodne a vyplyva z nej, ze
Studenti najviac behali z katedry geoinformatiky na sidlisko Nefedin. Chédza (Walking)
je podobne ako cela aktivita Na mnohach (On Foot) podla webovej mapy
najfrekventovanejSia medzi Zelezniénou stanicou, katedrou a sidliskom Neredin,
podla analogovej mapy (Priloha 30) medzi katedrou, centrom mesta a Zeleznicnou
stanicou. Z mapy trajektoérii zaznamov aktivity ,Walking“ v Olomouci (Priloha) sa da
vyCitat, ze Studenti najcastejSie chodia zo Zeleznicnej stanice na katedru a odtial
d’alej do Santovky a na sidliska Nova Ulice a Nefedin.

Neznamy typ aktivity (Unknown) bol najCastejSie priradeny v lokalitach, kde
Studenti travili najviac ¢asu, teda na katedre, na zZelezniénej stanici a v lokalitach,
kde byvaju.

Podobne aj preklapanie mobilného zariadenia (Tilting) bolo najcastejSie tam, kde
sa Studenti najviac zdrziavali.

Pravdivost vzniknutych webovych, analégovych a digitalnym map neviem
vyhodnotit, musel by som ju na to z kazdym S§tudentom zvlast prekonzultovat, ¢o by
zabralo dost velké mnozstvo ¢asu. Viem vSak urcite povedat, ze zaznam aktivity ,In Rail
Vehicle“ sa v zna¢nej miere nezhoduje s realitou a mapy liniovych trajektorii aktivit ,On
Bicycle“ a ,Running® nevyzeraju prili§ déveryhodne.
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6 DISKUSIA

V tejto praci boli overované moznosti vyuzitia dat sluzby Google Location pre
Casopriestorové analyzy pohybu osbéb. Pracovalo sa s datami autora prace, veduceho
prace a patnastich Studentov katedry geoinformatiky. Pri ich spracovani boli vyuzité
a sucCasne boli pocCas prace rozSirené odborné zrucnosti z programovania, prace
v Statistickych softvéroch a geografickych informacénych systémoch.

Ak by sa mali vytvorit vizualizacie priestorovych vzorcov pohybu v ramci mesta,
bolo by na to urcite data od vacSieho mnozstva Tudi. Ciefom prace vSak bolo hlavne
zistit, ¢i st data pre takyto typ analyz pouzitelné. Témou prace, ktora by na tato
nadvézovala, by mohla byt analyza priestorovych vzorcov pohybu vaésej skupiny oséb
v ramci mesta Olomouc na zaklade dat z Google Location.

Praca so zaznamom histérie polohy ziskanym stiahnutim z Google Location bola
komplikovana a vyzadovala si velké mnozstvo trpezlivosti. Struktiira zaznamu ani po
konverzii do formatu SHP nebola taka, ako sa poévodne predpokladalo a namiesto jasne
stanoveného typu aktivity je priradena kazdému typu aktivity urciti hodnotu
pravdepodobnosti. Po vysktiSani réznych hodnét pravdepodobnosti ako hraniénych pre
urcenie typu aktivity bolo rozhodnuté, Ze touto hodnotou bude 50. Nevyhodou takéhoto
rozhodnutia bolo, Ze vac¢Sina bodov zostala bez urcenia typu aktivity. Z tohto dévodu
bolo problematické vytvorit liniové zaznamy aktivity. Hladanie spésobu, ako priradit
vacsiemu mnozstvu dat typ aktivity a vyskum roéznych moznosti vytvorenia liniového
zaznamu aktivity z dat z Google Location moéze byt témou dalSich bakalarskych ¢&i
diplomovych prac.

Na urcenie prekryvania hodnét pravdepodobnosti pre jednotlivé typy aktivity bola
pouzita metdéda boxplotov, s ktorou sa autor oboznamil v prvom ro¢niku Stadia na
hodinach Statistiky. Da sa predpokladat, Zze existuju aj profesionalnejSie Statistické
metody urcenia prekryvania hodnoét atribuitov. Taktiez sa da predpokladat, ze existuju
iné sposoby, ktorymi by sa dala Struktira zaznamu historie polohy Statisticky
analyzovat a ktoré neboli pouzité. PodrobnejSia Statisticka analyza dat z Google Location
moze byt predmetom vyskumu dalSich prac.

Primarne zameranie tejto prace nie je kartografické a preto vyber stupnice vo
webovych mapovych aplikaciach zobrazujucich intenzitu jednotlivych aktivit nie je
kartograficky najspravnejsi. Webové mapy intenzity typov aktivity si uzivatel stcasne
moze nespravne interpretovat, pretoze na vyjadrenie intenzity zaznamov, ktorych boli
pre jednotlivé aktivity rozne pocty, bola pouzita vzdy rovnaka stupnica. Je to sposobené
nemoznostou nahrania vlastnej stupnice do ArcGIS Online. Analégové mapy mohli
obsahovat viac topografického podkladu, ale vacsi doéraz bol kladeny na vyjadrenie
intenzity aktivit, teda na ich tematicky obsah. Tematickym obsahom bola heatmapa, na
tvorbu ktorej mohlo byt vysktSanych viac nastrojov. Cielom dalSej prace nadvazujucej
na tato by mohla byt vizualizacia dat z Google Location s vyuzitim S§irSej palety
nastrojov a metéd a stcasne s vacSim dorazom na kartografické pravidla.

Program V-Analytics sa rozhodne neda povazovat za kartograficky, ale vystupy
z neho boli upravené tak, aby obsahovali aspon zakladné mapové kompozicné prvky.
Ku zvacéseniu vypovednej hodnoty map z V-Analytics by rozhodne prispelo to, keby sa
venoval VACSi ¢as predpriprave dat pred ich nahranim do tohto programu. Cielom dalSej
préace, ktora by na ttto nadvézovala, by mohlo byt prave dékladnejSie spracovanie dat
z Google Location vo V-Analytics.
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Slovna interpretacia vysledkov sa snazila odhadnut, aké ¢innosti autor prace, veduci
prace a Studenti katedry v priebehu zaznamenavania historie vykonavali a v pripade
autora a veduceho prace aj odhady porovnat s realitou. Nadstavbou k tomuto v dalSej
praci by mohlo byt, Ze respondenti by si v priebehu nejakého c¢asového obdobia
zaznamenavali svoju aktivitu a zmeny svojej polohy do dotaznika a po stiahnuti dat
z Google Location by ich data boli porovnané s realitou.

Pri porovnavani najmé vizualizacii pohybu autora s realitou sa zistilo, Ze problém
dat z Google Location je, ze neobsahuju kategérie pre niektoré typy aktivity, napriklad
lyzovanie a preto su pri lyzovani priradované vysoké hodnoty pravdepodobnosti réznym
inym typom aktivity. Témou dalSej prace by mohlo byt navrhnutie novych typov
aktivity, ktoré by mohli byt do zaznamu z Google Location pridané.

Bolo predstavenych niekolko spoésobov, ako by sa praca na tému analyzy
a vizualizacie dat sluzby Google Location dala dalej rozvijat a kedze ma dana
problematika velmi zaujala, vedel by som si predstavit, ze by som ju sam rozvinul
v ramci svojej diplomovej prace.
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7 ZAVER

Hlavnym cielom bakalarskej prace bolo otestovat moznosti vyuzitia dat sluzby
Google Location pre ¢asopriestorové analyzy pohybu oséb.

Na  zaciatku boli prestudované metody zaznamu dat sluzby Google Location a
metoédy analyzy dat z GPS trajektorii a dotaznikov, ktoré je mozné pouzit na
identifikaciu priestorovych vzorcov pohybu osoéb.

Data boli z Google Location stiahnuté vo formate JSON. Existuje rovnako aj moznost
stiahnut data vo formate KML, av§ak takémuto zaznamu chyba znacna ¢ast informacii,
ktora sa v zazname vo formate JSON nachadza. Pomocou skriptu v jazyku python, ktory
bol ziskany z GitHubu a nasledne Ciastoéne upraveny, boli data prekonvertované do
formatu GEOJSON. V programe QGIS boli nasledne prekonvertované do formatu SHP.

Pozorovanim dat z vlastného zaznamu bola urcéend hodnota odchylky a s datami
s vy§Sou odchylkou sa dalej nepracovalo. Dalej bola uréena hraniéna hodnota
pravdepodobnosti aktivity, na zaklade ktorej bolo nasledne urcené, aké typy aktivity
priradit jednotlivym bodom. Ked sa zistilo, Zze s dat sa daju takymto spésobom vybrat
pouzitelné zaznamy, nad ktorymi bude mozné prevadzat dalSie analyzy, boli rovnakym
sposobom odstranené data s velkou odchylkou aj zo zaznamu veduceho prace
a rovnako v nom boli podla pravdepodobnosti uréené aj typy aktivity.

Kedze bolo vidiet, Zze data su pre analyzy a vizualizacie pouzitelné, bolo rozhodnuté,
ze budu vytvorené aj analyzy priestorovych oséb pohybu Studentov KGI v Olomouci. Pre
tieto Gcely boli ziskané zaznamy historie polohy od 15 Studentov KGI. Tieto data boli po
konverzii spojené do jedného suboru, z ktorého boli vybrané zaznamy pre mesto
Olomouc v urcitom casovom obdobi. Dalej boli data spracované rovnako ako data
autora prace a veduceho prace.

Prva cast Statistickych analyz bola vytvorena v programe MS Excel. Ich vysledky
ukazuju, aké presné su data autora prace, veduceho prace a Studentov KGI , akym
poctom bodov boli priradené jednotlivé typy aktivity a akému velkému poctu bodov
nebolo mozné priradit typ aktivity.

Druha c¢ast Statistickych analyz bola vytvorena v programe RStudio. Ich vysledkami
su boxploty ukazujuce, v akom rozpati sa pri jednotlivych typoch aktivity pohybuja ich
hodnoty pravdepodobnosti a hodnoty pravdepodobnosti inych aktivit.

Z kartografickych vizualizacii boli ako prvé vytvorené webové mapové aplikacie. Boli
vytvorené 3 mapové aplikacie zobrazujuce heatmapy celkovej aktivity a vSetkych typov
aktivity autora prace, veduceho prace a studentov KGI. Dalej boli vytvorené 2 mapové
aplikacie, ktoré formou animacie zobrazuju pohyb autora prace a veduceho prace
v priebehu 12 mesiacov. Dalej boli vytvorené papierové tematické mapy zobrazujuce
intenzitu celkovej aktivity a piatich vybranych typov aktivity. Z dat autora prace boli
tieto mapy vytvorené pre uzemie Ceska, Slovenska a Polska, z dat veduceho prace pre
tzemie Ceska a z dat Studentov KGI pre tizemie mesta Olomouc. Ako posledny typ
vizualizacie boli v programe V-Analytics vytvorené digitalne tematické mapy zobrazujuce
liniové trajektorie celkového pohybu a §tyroch vybranych typov aktivity autora prace,
veduceho prace a Studentov KGI.

Vysledky Statistickych analyz a kartografickych vizualizacii boli na zaver
interpretované a pokial to bolo mozné aj porovnané so skutoc¢nostou. Ciele zadané na
zacCiatku prace boli splnené a individualne priestorové vzory popisujuce dopravné
spravanie sa podarilo popisat.
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Priloha 1: Pocty bodov v zazname autora z Google Location s Accuracy pod 100 podla

typu aktivity a jej pravdepodobnosti
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Priloha 2: Zastuipenie bodov s odchylkou nad 100 v zaznamoch histérie polohy

PRESNOST ZAZNAMU POLOHY
(LUBOS RYBNIKAR)
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PRESNOST ZAZNAMU POLOHY
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Priloha 3: Pocetnost aktivit v zaznamoch pri hrani¢nej pravdepodobnosti 50
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Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity

Istoty aktivit pri istote In Vehicle nad 50 (Rybnikar)
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Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity

Istoty aktivit pri istote On Bicycle nad 50 (Rybnikar)
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Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity

Istoty aktivit pri istote On Foot nad 50 (Rybnikar)
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Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity

Istoty aktivit pri istote Running nad 50 (Rybnikar)
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Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity
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Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity

Istoty aktivit pri istote Unknown nad 50 (Rybnikar)
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Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity
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Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity

Istoty aktivit pri istote Exiting vehicle nad 50 (Rybnikar)
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Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity

Istoty typov dopravnych prostriedkov pri istote In vehicle nad 50 (Rybnikar)
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Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity
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Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity

Istoty typov dopravnych prostriedkov pri istote In 4 wheels vehicle nad 50 (Rybnikar)

|
|
|

80
I

60
I

40

== i
o l—_::_—l ==

T T T T T
In 4 wheels vehicle In vehicle In rail vehicle In road vehicle In 2 wheels vehicle

Istoty typov dopravnych prostriedkov pri istote In 4 wheels vehicle nad 50 (Burian)

o — —

T 1 T

80

60
1

40

T T T T T
In 4 wheels vehicle In vehicle In rail vehicle In road vehicle In 2 wheels vehicle

Istoty typov dopravnych prostriedkov pri istote In 4 wheels vehicle nad 50 (spoluziaci)

|
|

80
I

60
I

40

4

g
:
o - l—_:;_—l _
T T T T T
In 4 wheels vehicle In vehicle In rail vehicle In road vehicle In 2 wheels vehicle



Priloha 4: Rozptyl hodno6t pravdepodobnosti jednotlivych typov aktivity
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Priloha 4:

Rozptyl hodnét pravdepodobnosti jednotlivych typov aktivity

Istoty typov dopravnych prostriedkov pri istote In road vehicle nad 50 (Rybnikar)
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Priloha 5: Trajektoérie zaznamov aktivity v Olomouci
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Priloha 5: Trajektoérie zaznamov aktivity v Olomouci
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Priloha 5: Trajektoérie zaznamov aktivity v Olomouci
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Priloha 5: Trajektoérie zaznamov aktivity v Olomouci
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Priloha 5: Trajektoérie zaznamov aktivity v Olomouci
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Priloha 5: Trajektoérie zaznamov aktivity v Olomouci
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Priloha 5: Trajektoérie zaznamov aktivity v Olomouci
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Priloha 5: Trajektoérie zaznamov aktivity v Olomouci
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