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Abstrakt 
Cílem t é t o d ip lomové p r á c e je analyzovat p ř í s t u p y detekce a klasifikace s v y u ž i t í m konvo-
lučních n e u r o n o v ý c h sí t í na p r o b l é m u poškození o t i sků p r s t ů . P r v n í čás t p r á c e se zabývá 
studiem li teratury týkaj íc í se biometrie a zp racován í o t i sků p r s t ů s d ů r a z e m na m o ž n á one
mocněn í , k t e r é mohou oblast prstu postihnout. N á s l e d n ě se p r á c e zaměřu je na rozpoznáván í 
s v y u ž i t í m neu ronových sí t í . D ip lomová p r á c e popisuje architektury konvolučních neurono
vých sí t í a m o d e l ů pro detekci o b j e k t ů až po nejnovější p ř í s tupy . Je navrhnuto několik 
metod pro detekci a klasifikaci o n e m o c n ě n í o t i sků p r s t ů využívaj ící m o d e r n í architektury, 
rozličné typy p á t e ř n í c h sí t í a metod pro detekci. P r o experimenty je zvoleno osm m o d e l ů 
za ložených na č ty řech různých p ř í s t u p e c h pro detekci a klasifikaci. N á s l e d n ě je k a ž d ý model 
někol ikrá t n a t r é n o v á n s v y u ž i t í m ú p r a v konf iguračních p a r a m e t r ů . Mode ly jsou na zák ladě 
různých metrik posouzeny a p o r o v n á n y z hlediska využ i t í p á t e ř n í s í tě i zvolené metody 
pro detekci. P ř i testu s p r á v n ě de t ekované a klasifikované plochy na reá lných ot iscích bylo 
dosaženo nej lepš ího výs ledku 76,875%. Nejvíce p r o b l e m a t i c k ý m o n e m o c n ě n í m pro detekci 
a klasifikaci by l a top i cký ekzém, j ehož p ř í z n a k y se mohou projevovat mnoha způsoby. 

Abstract 
The a i m of this Master 's thesis is to analyze detection and classification approaches using 
convolutional neural networks on the problem of fingerprint damage. The first part of 
the thesis deals w i t h the study of literature related to biometrics and fingerprint proces
sing wi th emphasis on possible diseases that may affect the fingertip area. Subsequently, 
the thesis focuses on neural network-based recognition. The thesis describes the archi
tectures of convolutional neural networks and object detection approaches up to the latest 
research. Several detection methods for detection and classification of skin diseases affecting 
fingertip are proposed using modern architectures, different types of backbone networks and 
detection methods. Eight models based on four different detection and classification appro
aches are chosen for the experiments. Subsequently, each model is trained several times 
using configuration parameter adjustments. The models are assessed on the basis of various 
metrics and compared i n terms of the use of the backbone network and the chosen method 
for detection. The best result of 76.875 % was achieved i n the test of correctly detected and 
classified area on real fingerprint images. The most problematic disease for detection and 
classification was atopic eczema, whose symptoms can manifest i n many ways. 
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Kapitola 1 

Úvod 

V s o u č a s n é m svě tě je s t á le více rozš í ř eným uži t í biometrie jako součás t i b e z p e č n o s t n í c h 
m e c h a n i s m ů . Jednou z nejrozšířenějš ích b iomet r i ckých charakteristik je otisk prstu. P r o sní
m á n í by mě ly bý t za ručeny ideální p o d m í n k y , avšak j e d n á se o nesp ln i t e lný úkol v b ě ž n é m 
nasazen í . S n í m k y z ískané ze senzoru mohou bý t nekval i tn í , mohou obsahovat nečis toty , 
k t e r é dá le kompl ikuj í proces rozpoznáván í . Vysoké procento populace t r p í kožními one
m o c n ě n í m i . M n o h á š i roce rozš í řená o n e m o c n ě n í , n a p ř í k l a d a top i cký ekzém nebo bradavice, 
pos t ihu j í i oblast b ř í ška prstu. U n ě k t e r ý c h z o n e m o c n ě n í (např . bradavice) je jejich v l iv 
na rozpoznáván í nižší, p ro tože p a p i l á r n í linie jsou zachovány v n e p o s t i ž e n é m m í s t ě ot isku 
prstu, u tol ik rozš í řeného a top ického ekzému však jsou ve vážnějších p o d o b á c h pap i l á rn í 
linie t ěžko r o z p o z n a t e l n é . Po t enc i á ln í detektor a klasif ikátor t ě c h t o o n e m o c n ě n í by mohl 
odhalit m o ž n á pos t i žen í už iva te le využívaj ící b iome t r i cký sys t ém. 

Problemat ika detekce a klasifikace pro rozl ičné typy o b j e k t ů je s t á le j e d n í m z p ř edn í ch 
t é m a t současnos t i . Techniky, k t e r é kdysi spíše využíva ly ručn í extrakci rysů , by ly nahrazeny 
konvolučními n e u r o n o v ý m i s í těmi , k t e r é dosahuj í vyšší p řesnos t i , ale i v ý p o č e t n í ná ročnos t i . 
M o d e r n í detektory t y p ů Faster R - C N N (Region Based Convolut ional Neura l Network) nebo 
S S D (Single Shot Detector) jsou využ ívané v reá lných apl ikac ích a př i r ozpoznáván í rozlič
ných t y p ů o b j e k t ů . C í l em t é t o p r á c e je využ í t někol ika t y p ů t ě c h t o m o d e r n í c h d e t e k t o r ů 
na úloze detekce a klasifikace různých t y p ů o n e m o c n ě n í ot isku prstu. P ř i t o m je kladen 
d ů r a z na experimenty s d o s t u p n ý m i archi tekturami a snahou na léz t co neuniverzá lně jš í de
tektor, k t e r ý by zv lád l rozlišit co nejvíce t y p ů o n e m o c n ě n í - pro experimenty jsou v y b r á n y 
o n e m o c n ě n í a top i cký ekzém, psor iáza , dysh id róza a bradavice. 

V kapitole 2 je p o p s á n o b iomet r i cké rozpoznáván í se z a m ě ř e n í m na otisky prstu. C í lem 
t é t o kapi toly je popsat zák l adn í t e r m í n y oboru biometrie, s t rukturu kůže , n ě k t e r é ze základ
ních t y p ů senzorů a metod u rčené pro s n í m á n í a ná s l edné zp racován í ot isku prstu. K a p i t o l a 
poukazuje i na r ů z n á o n e m o c n ě n í , k t e r é mohou s n í m á n í otisku prstu ovl ivni t . Nakonec se 
kapi tola věnuje problematice generování syn te t i ckých o t i sků p r s t ů , k t e r é slouží pro rozší ření 
t r énovac ího datasetu. K a p i t o l a 3 se zabývá de tekc í a klasifikací s v y u ž i t í m n e u r o n o v ý c h sít í . 
N á v r h řešení p r o b l é m u a jeho implementace je p o p s á n a v kapitole 4. Tato kapi tola popisuje 
tvorbu datasetu, problematiku anotace bounding b o x ů pro o n e m o c n ě n í a p ř edzp racován í 
datasetu. N á s l e d n ě jsou p o p s á n y v y b r a n é modely už i té pro t r énován í a metriky, k t e r é bu
dou složit pro v y h o d n o c e n í p ř í s t u p ů př i experimentech uvedených v kapitole 5. V kapitole 6 
jsou shrnuty závě rem výs ledky d ip lomové p r á c e a m o ž n é b u d o u c í rozšíření . 
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Kapitola 2 

Rozpoznávání podle otisků prstů 

Lidské otisky p r s t ů jsou jednou z nej známějš ích a nej užívanějš ích b iomet r i ckých charakte
ristik. V roce 1823 bylo v y t v o ř e n o Janem Evangelistou P u r k y n ě p r v n í klasifikační s chéma 
o t i sků p r s t ů , k t e r é rozdělovalo otisky p r s t ů do dev í t i t ř í d na zák l adě konfigurace h ř e b e n ů 
pap i l á rn í ch linií. V roce 1863 bylo ve Velké Br i t án i i akcep továno , že ž á d n í dva l idé nemaj í 
t o t o ž n é otisky prstu [36]. Následuj íc í kapi tola se zabývá s t r u č n ý m popisem oboru biometrie 
a je j ími z á k l a d n í m i pojmy. H l a v n í m z cílů t é t o kapi toly je v šak p ř e d s t a v i t o n e m o c n ě n í , 
k t e r é mohou plochu ot isku prstu postihnout a popsat zák l adn í p ř í s t u p y pro zp racován í a 
rozpoznáván í o t i sků p r s t ů . 

2.1 Biometrie 

Cílem biometrie (b iomet r ického rozpoznáván í ) je použ i t í a n a t o m i c k ý c h a behav io rá ln ích 
charakteristik, k t e r é se nazýva j í b iomet r i cké rysy, k a u t o m a t i c k é m u rozpoznáván í j ed inců . 
Biometr ie se postupem času stala e fek t ivn ím ře šen ím lidské identifikace reprezentu j íc í t ě 
lesnou identi tu jednotlivce [36]. P ř e d s t a v u j e jednu z technologi í , k t e r é mohou u m o ž n i t naš i 
společnos t bezpečně jš í a poskytnout vyšší už ivate lské p o h o d l í [36]. B iomet r i cký s y s t é m 
však m ů ž e bý t n a p a d n u t e l n ý a b i o m e t r i c k á identi ta n e m ů ž e bý t v p ř í p a d ě p roz razen í anu
lována [14]. 

2.1.1 Ident i ta , identif ikace, verif ikace a autent izace 

Identita, identifikace, verifikace a autentizace jsou z á k l a d n í m i pojmy, k t e r é biometrie vyu
žívá. R o z p o z n á n í je za loženo na j e d n o z n a č n é iden t i t ě jedince. Identita je j e d n o z n a č n o u cha
rakterist ikou k a ž d é h o z n á s . Rozl i šu jeme fyzickou a elektronickou identi tu. Fyzická identita 
je pouze j e d i n á a je def inována vzhledem a chován ím. E lek t ron ických identit m ů ž e m e m í t 
ovšem v y t v o ř e n ý c h více (nap ř . více ú č t ů na sociálních sí t ích) [14]. 

Identifikace je s i tuac í , kdy d a n á osoba z a d á svoji biometrickou vlastnost s y s t é m u , ale 
nesděl í m u svoji identi tu. D a n ý s y s t é m pak m á za úkol rozpoznat identi tu uživate le - po
rovnává se vzorek z a d a n ý na vs tupu s celou d a t a b á z í . S y s t é m p o t é nalezne nebo nenalezne 
danou identi tu. Identifikaci m ů ž e m e c h á p a t jako p o r o v n á n í 1:N [14]. P ř i verifikaci je sdě
lena s y s t é m u e lek t ron ická identi ta už iva te le a dojde k ověření fyzické identity. V d a t a b á z i 
je v y h l e d á n d a n ý z á z n a m uživate le , k t e r ý obsahuje b iome t r i cká data. P o k u d je z á z n a m 
nenalezen, dojde k z a m í t n u t í p ř í s t u p u uživate le , j inak docház í k p o r o v n á n í dat - výsled
kem je p o t v r z e n í či n e p o t v r z e n í identity. Proces verifikace je t a k é j inak n a z ý v á n p o r o v n á n í 
1:1 [14]. P ř i autentizaci m á s y s t é m za úkol potvrdi t a u t e n t i č n o s t ( hodnově rnos t ) osoby 
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žádaj íc í o p ř í s t u p . Autentizace m ů ž e p r o b í h a t jak př i identifikaci, tak př i autentizaci. Roz
h o d n u t í je obvykle p rováděno na zák l adě n a s t a v e n é hodnoty prahu [14]. 

2.1.2 B i o m e t r i c k é s y s t é m y a v lastnost i 

Biome t r i cký sys t ém, z n á z o r n ě n na o b r á z k u 2.1, je složen z r eg i s t r ačn ího a verif ikačního / iden
t i f ikačního modulu . Součás t í obou uvedených m o d u l ů je b iome t r i cký senzor a b iome t r i cký 
markant - e x t r a h o v a n é rysy z b iomet r i cké informace na vstupu. H l a v n í m rozd í lem obou 
m o d u l ů je pr incip p r á c e s d a t a b á z í a b i o m e t r i c k ý m markantem. P ř i p rác i s r eg i s t r ačn ím 
modulem je b iome t r i cký markant u ložen do d a t a b á z e . Verifikační / ident i f ikační modu l na
opak n e u k l á d á b iome t r i cký markant do d a t a b á z e , ale m í s t o toho n a č í t á data z d a t a b á z e 
pro p o r o v n á n í b iome t r i ckého markantu na vstupu s úda j i d a t a b á z e . P ř i tomto p o r o v n á n í 
o b d r ž í m e výs ledek na zák l adě na lezení p ř í p a d n é shody a p ř í p a d n é h o o p e r a č n í m m ó d u -
verifikaci nebo identifikaci [14]. 

O b r á z e k 2.1: S c h é m a b iomet r i ckého s y s t é m u [14] 

Biomet r i cké charakterist iky m ů ž e m e děl i t na a n a t o m i c k é a d y n a m i c k é vlastnosti . U ana
tomických v l a s t n o s t í je jeden p e v n ý rys jednou biometrickou v la s tnos t í . D o a n a t o m i c k ý c h 
v l a s t n o s t í s p a d á n a p ř . otisk prstu, obličej , duhovka a s í tn ice oka, d l aň nebo geometrie ruky. 
D y n a m i c k é vlastnosti jsou spjaty s ně jakou akcí už ivate le , do t é t o kategorie s p a d á n a p ř . 
chůze, hlas, gestikulace obličeje či d y n a m i c k é vlastnosti podpisu [14]. 

2.2 Struktura kůže 

K ů ž e je ne jvě t š ím l i d ským o r g á n e m , k t e r ý funguje jako p o č á t e č n í obrana prot i p a t o g e n ů m , 
u l t ra f ia lovému ( U V ) záření , chemiká l i ím nebo z raněn í . Také slouží jako r e g u l á t o r teploty. 
P locha kůže tvoř í asi 1,5 - 1,8 m2 a m á hmotnost zhruba 4,5 kg [17]. L idská kůže je s ložena 
ze t ř í vrstev: 

• epidermis (pokožka) , 

• cor ium (dermis - š k á r a ) , 

• tela subcutanea (subcutis — p o d k o ž n í vazivo) [17]. 
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P o k o ž k a (epidermis) je s ložena z někol ika vrstev p lochých b u n ě k . B u ň k y na povrchu 
p o s t u p n ě p rocház í procesem o d u m í r á n í , rohova těn í a od lupovan í , kdy jsou nahrazeny b u ň 
kami z h lubš í e p i d e r m á l n í vrstvy. Zv láš tn í vazivové b u ň k y v h lubš ích v r s tvách obsahuj í 
kožní pigment melanin. Barva l idské kůže pak závisí na m n o ž s t v í melaninu, jeho hloubce 
uložení a p rok rven í kůže . Me lan in m á za funkci pohlcovat U V složku s lunečn ího záření , 
k t e r á by j inak d o k á z a l a poškod i t b u ň k y h lubš ích vrstev [17]. 

Š k á r a (corium) je s ložena z vazivových buněk , e las t ických v láken a t u k o v ý c h b u n ě k . 
E las t i cká v l á k n a ma j í za úkol zajišťovat p r u ž n o s t , roz taž i t e lnos t , pevnost a š t ěp i t e lnos t 
kůže . Ve šká ře jsou u loženy dva typy kožních žláz - mazové a p o t n í žlázy. Také se zde vy
skytu j í k revní , mízn í cévy, vlasové kořeny a nervy. Ve výběžc ích prot i e p i d e r m á l n í v r s tvě se 
vysky tu j í nervová zakončen í - receptory umožňuj íc í v n í m á n í bolesti, tepla nebo chladu [17]. 

P o d k o ž n í vazivo (subcutis) je t v o ř e n é s í t í kolagenních , e las t ických v láken a vaz ivovými 
b u ň k a m i . Slouží jako po t enc i á ln í t uková t k á ň , k t e r á je schopna u k l á d a t v b u ň k á c h velké 
m n o ž s t v í t u k o v ý c h k a p é n e k [17]. 

Nejdůleži tě jš ími funkcemi kůže jsou: 

• Ochrana tě la - K ů ž e z a b r a ň u j e v n i k á n í škodl ivých l á t ek do v n i t ř n í h o p r o s t ř e d í orga
nismu a je odolnou vůči m e c h a n i c k é m u poškození . Pigment melanin ch rán í prot i U V 
zářen í [17]. 

• Smyslová funkce kůže - V kůži se vyskytuje velké m n o ž s t v í receptoru sloužící k vní
m á n í mechan ických , t epe lných a bo les t ivých p o č i t k ů . Specia l izované receptory slouží 
k v n í m á n í tepla, chladu a hmatu [17]. 

• Udržován í tě lesné teploty - Zrohova tě lá vrstva b u n ě k d íky své š p a t n é t e p e l n é vodivost i 
ch rán í organismus p ř e d vě t š ími t e p e l n ý m i z t r á t a m i . P o d k o ž n í vazivo tvoř í p o m ě r n ě 
silnou vrs tvu u k a ž d é h o jedince [17]. 

• Skladovací funkce kůže - M n o ž s t v í t uku v p o d k o ž n í m vazivu tvoř í energetickou zá
s o b á r n u organismu. P r o b í h á zde u s k l a d n ě n í v i t a m í n ů r o z p u s t n ý c h v tuc ích (A , D , 
E , K ) [17]. 

• Vylučovací funkce kůže - Vyloučené sekrety m a z o v ý c h a p o t n í c h žláz se up l a tňu j í 
př i o c h r a n ě kůže i celého organismu [17]. 

2.2.1 P a p i l á r n í l inie 

N a prstech rukou a nohou jsou p ř í t o m n é vyvýšené kožní ú tvary , k t e r é se nazývaj í pap i l á rn í 
linie. Zák lad pap i l á rn í ch linií je formovaný na hranici kožních vrstev epidermis a cor ium, 
kde docház í k v z á j e m n é interakci s p o d n í ep id e rmá ln í vrs tvy a h o r n í vrs tvy coria. P o u r č i t é m 
zvlnění e p i d e r m á l n í vrs tvy se na b ř í škách p r s t ů objeví p a p i l á r n í linie [15]. 

St ruktura kůže a pap i l á rn í ch linií je z n á z o r n ě n a na o b r á z k u 2.2, na o b r á z k u 2.3 je pak 
zobrazen n a s n í m a n ý otisk prstu t vo řený cha rak t e r i s t i ckými p a p i l á r n í m i l in iemi . P a p i l á r n í 
linie slouží k u rčen í identity jedince, tvoř í dermatoglyfy, k t e r é jsou pro jedince charakteris
t ické. P ř e s n ý d ů v o d vzn iku pap i l á rn í ch linií v šak nen í z n á m ý - uvažuje se o hypo téze , že to 
jsou n a p ř . výs ledky n a p ě t í a t l a k ů v kůži b ě h e m e m b r y o n á l n í h o vývoje . U s p o ř á d á n í pap i lá r 
ních linií je z 90 % p o d m í n ě n o geneticky, z 10 % je pak závislé na vnějších p o d m í n k á c h [10]. 
A n i j ednova ječná d v o j č a t a nema j í s h o d n é otisky p r s t ů - shodu j í se sice v zák l adn ích vzo
rech, ale odlišují se v d r o b n ý c h detailech rozhoduj íc ími pro identifikaci osob [10]. P a p i l á r n í 
linie se vyvíjejí b ě h e m n i t rodě ložn ího vývoje a po celý život jedince vykazuj í s tabi l i tu, kdy 
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se s p ř ibýva j íc ím věkem m ě n í r o z m ě r y plošek p r s t ů , d l an í či chodidel, avšak s t ruktura zů
s tává s t e jná [15]. 

O b r á z e k 2.2: S t ruktura kůže [15] 

O b r á z e k 2.3: P ř í k l a d n a s n í m a n é h o ot isku prs tu [16] 

2.3 Nemoci kůže ovlivňující otisky p r s tů 

Nemoci kůže p ř eds t avu j í důleži tý, ale čas to opomí jený faktor ovlivňující s n í m á n í o t i sků 
p r s t ů a jejich n á s l e d n o u ana lýzu . Uvád í se, že zhruba 20 - 25 % p a c i e n t ů t r p í n ě k t e r o u 
z kožních chorob [13]. Tato kapi tola uvád í výče t o n e m o c n ě n í , k t e r é mohou postihnout oblast 
p r s t ů , a způsob , j a k ý m se projevuj í na zachyceném s n í m k u na b i o m e t r i c k é m senzoru. 

2.3.1 A t o p i c k ý e k z é m 

Atop ický ekzém (viz ob rázek 2.1), je j e d n í m z d r u h ů ekzému - nejčas tě jš ího chronického zá-
ně t l ivého o n e m o c n ě n í . P ů v o d o n e m o c n ě n í zahrnu j í n a p ř í k l a d genet ické faktory, defekt kožní 
ba r i é ry a v l i v p ros t ř ed í . P ř e d p o k l á d á se, že a top i cký ekzém je s p j a t ý s p ř í b u z n ý m i onemoc
něn ími jako astma, p o t r a v i n o v á alergie nebo alergická r ý m a . P o k u d jeden z rod ičů d í t ě t e t r p í 
a t o p i c k ý m ekzémem, je více jak poloviční p r a v d ě p o d o b n o s t , že bude symptomy postihnut 
i jeho potomek. P ř i pos t i žen í obou rod ičů je tato šance dokonce 80 % [31]. A top ický ekzém 
se projevuje svěděn ím, sn ížen ím hydratace a zvýšen ím suchosti pokožky. Pos t i žené m í s t o 
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je cit l ivé k a l e r g e n ů m a d r á ž d i v ý m l á t k á m [31]. P ř i léčbě je n u t n é v y h ý b a t se s p o u š t ě c í m 
f a k t o r ů m a zamezit vysušování pokožky. 

P ř i s n í m á n í se o n e m o c n ě n í a t o p i c k ý m e k z é m e m projevuje více způsoby. P ř í k l a d s n í m k u 
a top ického ekzému zachyceného b i o m e t r i c k ý m senzorem je z n á z o r n ě n na o b r á z k u 2.5. U pa
c ien tů s mí rně j š ím p r ů b ě h e m se nemoc projevuje ú z k ý m i b í lými l in iemi přecházej íc í p řes pa-
p i lá rn í l inie. P a p i l á r n í linie zůs táva j í p ř e r u š e n é však pouze na někol ika mís t ech a obvykle 
jsou s tá le uspokoj ivě č i te lné . O v š e m otisky p r s t ů p a c i e n t ů s vážnějš ím p r ů b ě h e m nemoci 
jsou velmi poškozené , p a p i l á r n í linie jsou skoro neč i te lné a vedle bí lých linií se ča s to vysky
tu j í i t m a v é nep rav ide lné skvrny. 

O b r á z e k 2.4: S n í m e k pacienta t rp íc í atopic- O b r á z e k 2.5: A top ický ekzém zachycený bio-
k ý m e k z é m e m [4] m e t r i c k ý m senzorem [4] 

2.3.2 B r a d a v i c e 

Bradavice (verruca vulgaris) (viz ob rázek 2.6) jsou b ě ž n ý m i novotvary z p ů s o b e n é l idskými 
papi lomaviry ( H P V ) . T y t o viry, k t e rých existuje více jak 100 různých t y p ů , dokáž í vstou
pit do kůže p r o s t ř e d n i c t v í m m a l ý c h řezných ran a způsob i t zvýšený rů s t b u n ě k . K ů ž e se 
tedy na d a n é m m í s t ě p o s t u p n ě s t ává silnější - je v y t v o ř e n a bradavice. Bradavice se mohou 
vyskytovat j edno t l ivě nebo ve skup inách na různých čás tech l idského tě la . Zbaven í se bra
davic m ů ž e bý t n á r o č n é ze jména pro l i d i se s l a b ý m i m u n i t n í m s y s t é m e m . U lidí se z d r a v ý m 
i m u n i t n í m s y s t é m e m obvykle bradavice zmizí postupem času [27]. Bradavice se na sn ímcích 
projevuj í jako bílé skvrny k u l a t é h o tvaru, občas s če rnými t e č k a m i u v n i t ř (viz ob rázek 2.7). 
Poškození nen í tol ik závažné , jako n a p ř . u a top ického ekzému a psoriázy, a p a p i l á r n í linie 
zbytku ot isku prstu jsou nepoškozené . 

O b r á z e k 2.6: Sn ímek pacienta t rp íc í bradavi- O b r á z e k 2.7: Bradavice zachycená biometric-
cemi [13] k ý m senzorem [4] 
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2.3.3 P s o r i á z a 

P s o r i á z a ( lupénka ) (viz ob rázek 2.8) se vyskytuje zhruba u 1 - 3 % lidské populace. P ů v o d 
o n e m o c n ě n í je neznámý, avšak je uvažováno o děd ičných predispozic ích . Nejčas tě j š ím proje
vem tohoto chronického o n e m o c n ě n í je od lupovan í pokožky. Výsky t o n e m o c n ě n í na d lan ích 
a prstech se vyznaču je če rvenými plaky. P ř i z h o r š e n é m p r ů b ě h u se m ů ž o u objevit boles t ivé 
t rh l iny a krvácení . P s o r i á z a s te jně jako bradavice n e m á ž á d n o u dostupnou léčbu. Obvykle 
se nemoc p o s t u p n ě zhoršuje a zlepšuje [37, 13]. O n e m o c n ě n í je ča s to na sn ímcích rozpo
zna t e lné p o m o c í t m a v é skvrny n e p r a v i d e l n é h o tvaru, k t e r á je o h r a n i č e n a b í lými l in iemi 
(viz ob rázek 2.9). P a p i l á r n í l inie jsou obvykle č i te lné pouze na m e n š í čás t i sn ímku . 

O b r á z e k 2.8: S n í m e k pacienta t rp íc í psor iá - O b r á z e k 2.9: P s o r i á z a zachycená biometric-
zou [13] k ý m senzorem [4] 

2.3.4 D y s h i d r ó z a 

D y s h i d r ó z a (viz obrázek 2.10) je jednou z nejčastějš ích kožních poruch. P ů v o d o n e m o c n ě n í 
je neznámý , ale uvažuje se n a p ř í k l a d o d ů v o d u s tyku s k o n t a k t n í m alergenem. O n e m o c n ě n í je 
cha rak te r i s t i cké v ý s k y t e m d r o b n ý c h svědivých p u c h ý ř k ů na d lan ích a s t r a n á c h prstu. K ů ž e 
m ů ž e bý t v l h k á a z a r u d l á . Pos tupem času tyto p u c h ý ř k y prasknou a objevuj í se za rud lé 
š u p i n a t é skvrny [13]. P ř í k l a d zachycení o n e m o c n ě n í dysh id rózy b i o m e t r i c k ý m senzorem je 
zobrazen na o b r á z k u 2.11. P ř i sn ímcích na senzoru se o n e m o c n ě n í projevuje více způsoby 
- vě t š inou se j e d n á o bílé čá ry a nep rav ide lné bílé skvrny. P ř i vážně jš ím poškození nejsou 
d o s t a t e č n ě v id i te lné p a p i l á r n í l inie. 

O b r á z e k 2.10: Sn ímek pacienta t rp íc í dyshi- O b r á z e k 2.11: D y s h i d r ó z a zachycená biomet-
d rózou [13] r i ckým senzorem [4] 

2.3.5 A c r o d e r m a t i t i s cont inua 

Acrodermati t is continua (viz ob rázek 2.12) je ch ron ickým o n e m o c n ě n í m , j e d n í m ze zvláš t 
ních d r u h ů psoriázy. Projevuje se v ý s k y t e m pustul - du t in vyp lněných hnisem na špičkách 
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p r s t ů , vě t š inou vyskytu j íc í se častěj i na prstech d l an í než chodidel. Toto o n e m o c n ě n í n e m á 
ž á d n ý s t a n d a r d i z o v a n ý postup léčby a jeho p ů v o d nen í známý, uvažuje se však o n a p ř . in 
fekčním nebo gene t i ckém p ů v o d u . P ř i v á ž n é m p r ů b ě h u o n e m o c n ě n í m ů ž e o n e m o c n ě n í po
škodi t oblast nehtu [50]. S n í m k y na senzoru jsou typické n e r o z p o z n a t e l n ý m i p a p i l á r n í m i 
l iniemi, celý otisk prstu pokrýva j í t m a v é menš í skvrny různých t v a r ů (viz ob rázek 2.13). 

O b r á z e k 2.12: Sn ímek pacienta t rp íc í Aero- O b r á z e k 2.13: Acrodermat i t i s continua zachy-
dermatitis continua [50] cená b i o m e t r i c k ý m senzorem [4] 

2.3.6 R a y n a u d o v a n e m o c 

Raynaudova nemoc (viz ob rázek 2.14) je cha rak t e r i s t i cká k řečov i tými stahy d r o b n ý c h tepen 
a t e p é n e k z důs l edku chladu a stresu. Docház í k p o r u š e k r evn ího zásoben í pos t i žené oblasti 
a p o s t i ž e n á per i ferní oblast (např . prsty) pak p o s t u p n ě m ě n í barvu na bí lou, modrou a 
červenou. Odhad prevalence - p o č t u j e d i n c ů t rp íc í n e m o c í vzhledem k p o č t u j ed inců v d a n é 
populaci - odhadem činí 5 až 20 %. Nemoc se častěj i vyskytuje u žen a p r o b l é m y jsou 
obvykle d l o u h o d o b é . J e d n í m z d ů v o d ů pos t i žen í t í m t o o n e m o c n ě n í m je n a p ř . o n e m o c n ě n í 
poj ivové t k á n ě nebo hemato log ické př íč iny [13]. Toto o n e m o c n ě n í se projevuje pouze z m ě n o u 
zba rven í p r s t ů a s n í m k y ze senzoru se proto jev í jako nepoškozené (viz obrázek 2.15). 

O b r á z e k 2.14: Sn ímek pacienta t rp íc í Raynar- O b r á z e k 2.15: Raynaudova nemoc zachycená 
dovou n e m o c í [38] b i o m e t r i c k ý m senzorem [4] 

2.3.7 S y s t é m o v á Sklerodermie 

Sys témová Sklerodermie (viz ob rázek 2.16) je ch ron ickým a u t o i m u n i t n í m o n e m o c n ě n í m . 
P ro více než 90 % p a c i e n t ů je typ ické o n e m o c n ě n í Raynaudovou n e m o c í a pos t i žené jsou 
více ženy [13]. P ů v o d nemoci je neznámý . O n e m o c n ě n í se projevuje otoky p r s t ů , m a l ý m i 
j i zv ičkami na špičce prstu nebo sk lerodakty l i í . P ř i sklerodaktyl i i se v t k á n í c h ruky u k l á d á 
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vazivo, č ímž je n a r u š e n á pohyblivost a vzn iká cha rak t e r i s t i cká z t u h l á ruka. Nemoc je nelé
či te lná , ke t l u m e n í p ro j evů se mohou využ í t i m u n o s u p r e s i v n í léky t l umíc í i m u n i t n í reakce 
v tě le - kortikoidy. Kožn í pos t i žen í nen í pouze j e d i n ý m projevem sys témové Sklerodermie -
m ů ž e doj í t i k p l i cn ímu pos t i žen í nebo pos t i žen í oběhového s y s t é m u [51]. 

O b r á z e k 2.16: S n í m e k pacienta t rp íc í sys té - O b r á z e k 2.17: Sys t émová Sklerodermie zachy-
movou sk le rodermi í [13] cená b i o m e t r i c k ý m senzorem [4] 

2.4 Zpracování otisku p r s tů 

N a s n í m a n é otisky prs tu jsou nás l edně zp racovány za cí lem nalezení v h o d n ý c h m a r k a n t ů , 
k t e r é mohou bý t využ i t y pro n á s l e d n o u detekci a rozpoznáván í . Nejběžnějš í z p ů s o b zpra
cování ot isku prstu je z n á z o r n ě n na o b r á z k u 2.18. 

Vstupní Pole Extrahované Ztenčené 

O b r á z e k 2.18: S c h é m a zpracován í ot isku prstu [14] 

N a z a č á t k u s a m o t n é h o zpracován í ot isku prstu je n a č t e n v s t u p n í obraz. Sn ímek m ů ž e 
bý t z í skaný z různých d r u h ů senzorů (nap ř . opt ické , k a p a c i t n í nebo bezdo tykové) - vznikne 
tak d ig i tá ln í otisk prstu. V s t u p n í obraz obvykle obsahuje vysokou hodnotu š u m u . Je n u t n é 
d b á t na kontrolu živost i prstu nebo na v l i vy jako je zneč iš těn í a p o r a n ě n í [14]. 

Nás l edně p r o b í h á v ý p o č e t pole o r i e n t a c í . P r inc ipem tohoto algori tmu je s p o č í t á n í 
s m ě r u p a p i l á r n í linie pro k a ž d ý pixel obrazu, kdy se využ ívá š edo tónových hodnot. Nás l edně 
je v y p o č t e n a lokální orientace celého bloku pixelů . Vznikne o r i en tované pole, k t e r é m ů ž e 
bý t n a m a p o v á n o na p ů v o d n í otisk prstu [14]. 

P ř i e x t r a h o v á n í l in i í se používaj í r ů z n é ú p r a v y v s t u p n í h o obrazu. P a t ř í k n i m n a p ř . 
ú p r a v a histogramu, se kterou se spjata kontrola kval i ty obrazu. 2D Gaborovu funkce je 
j e d n í m z m o ž n ý c h z p ů s o b ů filtrování. P r o samotnou detekci pap i l á rn í ch linií je m o ž n é použ í t 
s chéma R A T nebo detekci pap i l á rn í ch linií dle Honga [14]. 
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Detekce pap i l á rn í ch linií dle Honga vycház í z p ř e d p o k l a d u , že p a p i l á r n í linie p rob íha j í 
pa ra le lně vůč i sobě a dosahuj í m a x i m šedo tónové ú r o v n ě u p r o s t ř e d s a m o t n é linie - j e d n á 
se o če rné ( tmavé ) body. Ot i sk prstu je n á s o b e n ý d v ě m a maskami ht a hf,, ty to masky maj í 
n a v z á j e m posunutou fázi o 180 s t u p ň ů . P o apl ikaci a lgori tmu je n u t n é ve v ý s l e d n é m obrazu 
provést kontrolu a ú p r a v u p o r u š e n í pap i l á rn í ch linií a z rušen í z lomů v p r ů b ě h u pap i l á rn í ch 
linií [16]. 

Detekce pap i l á rn í ch linií p o m o c í s c h é m a t u R A T rozděluje ob rázek na bloky o velikost 
8 x 8 pixelů . V t é t o oblasti je s p o č t e n á p r ů m ě r n á ú roveň šedé a levá čás t 8 x 4 pixelů 
se n a s t a v í na tuto z í skanou hodnotu. P o t é je posunuto okno o 4 body doprava. P o k u d je 
dosažený p r a v ý okraj, tak se posouvá okno o 8 b o d ů dolů a o p ě t se zač íná zleva [14]. 

P ro extrakci m a r k a n t ů je n u t n é nás l edně z t e n č i t p a p i l á r n í linie na š í řku 1 pixelu. 
V tomto p ř í p a d u je n u t n é , aby algoritmus z tenčován í b y l všesměrový, kdy v ž á d n é m s m ě r u 
nesmí u b ý v a t p a p i l á r n í l inie. Jednou z v h o d n ý c h metod je M e t o d a Emyrog lu , k t e r á použ ívá 
dva typy b o d ů - R M P (Ridge Meet ing Point) a R C P (Ridge Cont inui ty Point) [14]. 

Obvykle se de teku j í dva z á k l a d n í typy m a r k a n t ů - ukončen í p a p i l á r n í linie a vidl ička. 
T y p ů m a r k a n t ů existuje mnohem více, avšak jsou kombinac í t ě c h t o dvou zák ladn ích t y p ů . 
K e k a ž d é m u m a r k a n t ů je pak u ložena jeho pozice X , pozice Y , typ m a r k a n t ů (ukončení 
nebo vidl ička) a gradient - s m ě r pok račován í p a p i l á r n í linie [14]. 

M e t o d pro p o r o v n á n í o t i sků p r s t ů existuje celá ř a d a . Me toda za ložená na markantech, 
k t e r á je nejčastěj i se vyskytu j íc í metodou, užívá generování g lobá ln ího p ř e k r y v u a nás led
ného h l e d á n í loká ln ího p ř e k r y v u m a r k a n t ů . Také se zavádí oblast tolerance př i h l edán í 
lokáln ího p ř e k r y v u - p o r o v n á n í . Da l š ími způsoby p o r o v n á n í o t i sků p r s t ů je metoda zalo
žená na korelaci, k t e r á využ ívá 2D korelaci mezi vs tupem a šab lonou , a metoda p o r o v n á n í 
za ložená na r o z p o z n á n í vzorů , k t e r á užívá n e u r o n o v ý c h sí t í a je p o u ž i t e l n o u i př i m a l é ploše 
o t i sků (nap ř . senzory na mobi ln ích telefonech) [16]. 

2.4.1 D a k t y l o s k o p i e 

Daktyloskopie je jednou z ne j s ta rš ích discipl ín kr imina l i s t ické techniky, k t e r é se zabývaj í 
identif ikací osob [43]. P l a t í nás leduj íc í dak ty loskopické zákony: 

• P a p i l á r n í linie jsou pro k a ž d é h o z j ed inců u n i k á t n í [14]. 

• Vzor , k t e r ý tvoř í p a p i l á r n í linie, zů s t ává po celý život jedince r e l a t i vně n e m ě n n ý m [14]. 

• D o r ů s t á n í m kůže na povrchu p r s t ů jsou p a p i l á r n í linie obnovovány. P a p i l á r n í linie ne
mohou bý t p o z m ě n ě n y nebo ods t r aněny , pokud nen í poškozena d e r m á l n í vrstva kůže . 
Pokud však k poškození dojde, pak již na tomto m í s t ě nedojde k obnově pap i l á rn í ch 
linií [14]. 

• Konf igurační typy se mohou ind iv iduá lně měn i t , ovšem j e d n á se pouze o m a l é změny, 
k t e ré leží v to le rančn ích l imitech a umožňu j í systematickou klasifikaci [14]. 

2.4.2 T y p y o t i s k ů p r s t ů , d r u h y m a r k a n t ů a t ř í d y o t i s k ů p r s t ů 

Otisky p r s t ů jsou dě leny na zák l adě z p ů s o b u poř ízen í nás l edovně (viz ob rázek 2.19): 

• vá lený otisk (barvený, ro lovaný) , 

• p í chaný otisk (živý) , 
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• l a t e n t n í otisk (skry tý) [14]. 

Válené otisky jsou z í skávány z p ů s o b e m rolování prstu po celé délce, kdy je snahou za
chytit všechny detaily h ř e b e n ů pap i l á rn í ch linií. P í c h a n é otisky vznikaj í p ř i ložen ím bř í ška 
prstu k p l o c h é m u povrchu - rolování nen í p rováděno . P í c h a n é otisky p r s t ů pokrýva j í menš í 
plochu než válené otisky p r s t ů a typicky nejsou zkresleny p r á v ě procesem rolování . O b a tyto 
typy jsou z ískávány p o m o c í senzoru nebo off-line z p ů s o b e m s n í m á n í - n a p ř . n a n e s e n í m in
koustu na bř í ško prstu. L a t e n t n í otisky prstu jsou obvykle z ískávány z ob jek tů , k t e r ý c h se 
d a n á osoba dotkla - t y p i c k ý m p r o s t ř e d í m pro p rác i s t í m t o typem otisku p r s t ů je kr imina
l is t ika [28]. Ve s rovnán í s vá lenými a p í c h a n ý m i otisky, k t e r é maj í obvykle dobrou kval i tu 
a obsahuj í mnoho informace, jsou l a t e n t n í otisky těžší na s p r á v n é z ískání - obvykle se po
užívají spec iá ln í fyzikální a chemické metody (nap ř . dak ty loskop ický p rášek , k y a n o a k r y l á t 
nebo ninhydrin) [43]. 

O b r á z e k 2.19: Válený, p í chaný a l a t e n t n í otisk [14] 

Druhy m a r k a n t ů slouží pro z á k l a d n í r ozpoznáván í o t i sků p r s t ů . Existuje mnoho t y p ů 
m a r k a n t ů (viz ob rázek 2.20), avšak obvykle se u p ř í s t u p o v ý c h s y s t é m ů pracuje pouze s ty
pem markantu ukončen í nebo vidličky: ukončen í (Line Ending), j e d n o d u c h á vidl ička (Sim-
ple Bifurcation), dvo j i t á vidl ička (Double Bifurcation), t r o j i t á vidl ička (Triple Bifurcation), 
h á k (Hook), kř ížení (Crossing), b o č n í kontakt (Side Contact), bod (Point), interval (Inter
val), j e d n o d u c h á smyčka (Single Whorl), dvo j i t á smyčka (Double Whorl), j e d n o d u c h ý most 
(Single Bridge), dvoj i tý most (Twin Bridge), p r ů s e č n á linie (Through Line) [14]. 

O b r á z e k 2.20: T y p y m a r k a n t ů ve v y j m e n o v a n é m p o ř a d í výše [14] 

Ot i sky p r s t ů mohou bý t t a k é roz řazeny do následuj íc ích t ř í d na zák ladě charakteristic
kého p r ů b ě h u pap i l á rn í ch linií (viz ob rázek 2.21): oblouk (Arch), k l enu tý oblouk (Tended 
Arch), sp i rá la / závi t (Whorl), levá smyčka (Left Loop), p r a v á smyčka (Right Loop), dvo
j i t á smyčka (Twin Loop) [14]. V dak tyskop ických (kr imina l i s t ických) sys t émech se obvykle 
používaj í všechny t ř í d y o t i sků p r s t ů s vý j imkou dvoj i té smyčky [14]. 
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2.4.3 M ě ř e n í kval i ty o t i s k ů p r s t ů 

Verifikace ot isku prstu je č a s to ov l ivněna kval i tou s n í m k u ot isku prs tu p o s k y t n u t ý m sen
zorem. Dokonce nejlepší verifikační s y s t é m y ma j í mnohdy p r o b l é m y se z a š u m ě n ý m i a ne
kva l i tn ími sn ímky. V mnoha s tud i ích bylo z j iš těno, že z m ě n a typu senzoru m ů ž e mí t v l iv 
na rozpoznáván í - k a ž d ý z nich poskytuje sn ímek j iné kvality. Vlhkos t / suchost ot isku 
prstu, š u m , neč i s to ty jak na prstu, tak na senzoru nebo o n e m o c n ě n í mohou mí t dů lež i tý 
v l iv na b iome t r i cký s y s t é m . Existuje mnoho různých z p ů s o b ů pro m ě ř e n í kval i ty o t i sků 
prstu - vedle z p ů s o b ů z a m ě ř e n ý c h na a n a l ý z u š í řky a kontinuity pap i l á rn í ch linií se m ů ž e 
využ í t i n a p ř . a n a l ý z a na zák ladě jasnosti pap i l á rn í ch linií [3]. 

Měřen í na zák ladě š í řky pap i l á rn í ch linií: 

• ú roveň j is toty orientace - m ě ř e n í koncentrace energie okolo d o m i n a n t n í h o s m ě r u hře 
b e n ů s v y u ž i t í m gradientu intenzity, 

• s m ě r o d a t n á odchylka v ý s t u p u Gaborova fil tru - sn ímek je fi l trován G a b o r o v ý m fi l
t rem, pro otisk prstu s kva l i tn ími oblastmi bude jeden z mnoha v ý s t u p ů fil tru vyšší jak 
o s t a tn í , s m ě r o d a t n á odchylka m v ý s t u p ů fil tru je p o u ž i t a pro o h o d n o c e n í kval i ty [3]. 

Měřen í na zák ladě p r o p o j e n í (kontinuity) pap i l á rn í ch linií: 

• kval i ta lokální orientace - p r ů m ě r n ý a b s o l u t n í rozdí l ú h l u p a p i l á r n í linie s okoln ími 
bloky obrazu, 

• kontinui ta pole o r ien tac í - u kva l i tn ích s n í m k ů p ř e d p o k l á d á p lynu lý p r ů b ě h h ř e b e n ů 
a údol í v loká lně k o n s t a n t n í m směru , analyzuje náh lé z m ě n y s m ě r u mezi sousedn ími 
bloky [3]. 

2.5 Typy senzorů 

P r v n í techniky pro z ískávání o t i sků p r s t ů byly typu off-line. P r s ty byly oče rnený inkous
tem a p ř i t i s k n u t y nebo rolovány po pap í rové k a r t ě . Tato kar ta byla dá le na skenována a 
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p ř e v e d e n a tak do d ig i t á ln í podoby. Tato technika je s tá le už ívanou v kriminal is t ice pod ná
zvem dak to loskop ická karta . Vedle t é t o metody se však v p ř í s t u p o v ý c h sy s t émech užívají 
techniky pro živé naskenován í ot isku prstu p o m o c í b iome t r i ckého senzoru - tento z p ů s o b je 
mnohem více efekt ivním, l e v n ý m a už iva te l sky p ř í v ě t i v ý m . M ů ž e bý t tedy nasazen v široké 
oblasti ap l ikac í [36]. Existuje mnoho t y p ů senzorů pro s n í m á n í o t i sků p r s t ů , tato kapi tola 
popisuje pouze dosud nejužívanějš í - k a p a c i t n í a op t i cký senzor. 

2.5.1 K a p a c i t n í senzor 

J e d n á se o jeden z nejužívanějš ích t y p ů senzorů . S c h é m a k a p a c i t n í h o senzoru je z n á z o r n ě n o 
na o b r á z k u 2.22. K a p a c i t n í senzor je t v o ř e n 2D polem m i k r o k a p a c i t o r ů , k t e r é jsou u m í s t ě n y 
na č ipu. P o př i ložení prstu se mezi povrchem prstu a k a ž d o u z k řemíkových des t iček vy tvoř í 
m a l ý e lekt r ický n á b o j , j ehož hodnota závisí na vzdá lenos t i mezi povrchem prstu a kapacit
n ími des t i čkami . H ř e b e n y a údol í pap i l á rn í ch linií ma j í j inou hodnotu e lekt r ického n á b o j e 
a od l i šnou výs l ednou intenzi tu ve f inálním s n í m k u . K a ž d ý v ý r o b c e k a p a c i t n í c h senzorů m á 
obvykle v l a s tn í nastavenou hodnotu, jak rozliši t h ř e b e n y a údol í pap i l á rn í ch linií, kterou je 
obvykle ob t í žné upravit . K a p a c i t n í senzory nelze zneuž í t p ř i ložen ím fotografie ot isku prstu 
- senzor m ě ř í d a n é vzdá lenos t i a n a s n í m á n m ů ž e bý t pouze 3D povrch [36]. 

Povrchovou vrs tvu k a p a c i t n í h o senzoru je t ř e b a ch rán i t p ř e d chemickými l á t k a m i , k t e ré 
jsou p ř í t o m n é v po tu (nap ř . sod ík ) . Povrchová vrstva senzoru nesmí bý t v šak příl iš si lná, 
p ro tože pak je sn ížena rozlišovací schopnost senzoru mezi h ř e b e n y a údo l ími pap i l á rn í ch linií. 
Povrchová vrstva nesmí bý t ani příl iš t e n k á , p ro tože pak nen í o d o l n á vůči m e c h a n i c k é m u 
poškození [36]. 

2.5.2 O p t i c k ý senzor 

O p t i c k ý senzor F T I R (Frustrated Tota l Internal Reflection) je ne j s ta r š í a dosud nejužíva
nější z p ů s o b pro z ískávání s n í m k ů o t i sků p r s t ů . S c h é m a op t ického senzoru F T I R je zná
zorněno na o b r á z k u 2.23. Prs t je př i ložen na povrch hranolu, vrcholy pap i l á rn í ch linií se 
povrchu p ř í m o do týka j í a h ř e b e n y pap i l á rn í ch linií zůs táva j í od povrchu vzdá lené . Levá 
čás t hranolu je obvykle nasv í cena n a p ř . L E D (L igh t -Emi t t ing Diode) d iodami . Toto svět lo , 
k t e r é vstupuje do hranolu, je o d r á ž e n o údo l ími a n á h o d n ě rozp ty lováno h ř e b e n y pap i l á rn í ch 
linií. H ř e b e n y se pak d íky neschopnosti o d r á ž e t svět lo jev í na obrazu jako t m a v é oblasti 
ve s rovnán í s b í lými oblastmi údol í , k t e r é svět lo odrážej í . O d r a ž e n é svět lo od povrchu hra
nolu d o p a d á přeš čočku na C C D (Charge-Coupled Device) nebo C M O S (Complementary 
Meta l -Oxide-Semiconductor ) kameru, k t e r á n a s n í m á výs ledný obraz. S te jně jako k a p a c i t n í 
senzory s n í m á F T I R senzor 3D povrch, a proto n e m ů ž e bý t podvrhnut n a p ř . vyt isknutou 
fotografií [36]. 

údolí a hřebeny 
papilárních linií 

pole 
mikrokapacitorů 

O b r á z e k 2.22: S c h é m a k a p a c i t n í h o senzoru [36] 
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Pokud je prst velmi suchý, n e m u s í d o c h á z e t k r o v n o m ě r n é m u kontaktu s povrchem 
senzoru F T I R . N ě k t e ř í vý robc i F T I R senzorů proto používa j í typicky sil ikonovou vrs tvu 
na povrchu hranolu, k t e r á zlepšuje op t i cký kontakt kůže s hranolem. Č a s t o se z d ů v o d u ceny 
použ ívá na v ý r o b u hranolu a čoček plast m í s t o skla a C M O S kamery m í s t o nák ladně j š ích 
C C D kamer [36]. 

O b r á z e k 2.23: S c h é m a F T I R senzoru [36] 

2.5.3 D a k t y l o s k o p i c k á k a r t a 

Dakty loskop ická kar ta je off-line z p ů s o b e m sn ímán í , k t e r á se s tá le užívá v kriminalis t ice. 
O b e c n ě obsahuje osobní úda j e o d a k t y l o s k o p o v a n é osobě , otisky p r s t ů a dalš í z á z n a m y 
týkaj íc í se dak ty loskopován í . P ř í k l a d dak ty loskopické karty Policie Č R je zobrazen na ob
r á z k u 2.24. 

O b r á z e k 2.24: P ř í k l a d dakty loskopické kar ty Pol ic ie Č R [43] 
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Dakty loskop ická kar ta obsahuje následuj íc í otisky p r s t ů : 

• válené otisky pro k a ž d ý prst (každý u m í s t ě n a označen ve z v l á š t n í m pol i ) , 

• p í chaný otisk pro levý a p r a v ý palec (každý u m í s t ě n a označen ve z v l á š t n í m poli) , 

• p í chané otisky o s t a t n í c h p r s t ů (otisky u m í s t ě n y ve dvou pol ích podle levé nebo pravé 
ruky) [43]. 

P ř i dak ty lo skopován í je d b á n o na to, aby kresba pap i l á rn í ch linií na z í skaných ot iscích 
byla p lynu lá , d o b ř e č i te lná a n e p ř e r u š o v a n á . Také se s n a ž í m e o zachycení co největš í plochy 
d a n é o t i skované čás t i prstu [43]. 

2.6 Generování syntet ických otisků p r s tů 

Generován í syn te t i ckých o t i sků p r s t ů je inverzní biometrickou ú lohou . Synte t i cké otisky 
mohou bý t v y t v o ř e n y z n á h o d n ý c h b o d ů nebo ISO šab lony a vygene rovaný otisk je obvykle 
d o k o n a l ý m . M o h o u bý t už i ty pro h o d n o c e n í výkonu nebo učen í m o d e l ů n e u r o n o v ý c h sít í . 
V ý h o d o u je, že nepod léha j í o c h r a n ě osobních ú d a j ů , a proto mohou bý t snadně j i zakompo
novány do součás t í vědeckých č l ánků a p rezen tac í výs ledků [16]. 

Synte t ické otisky p r s t ů jsou ned í lnou součás t í pro učen í m o d e l ů konvolučních neurono
vých sít í , zv láš tě př i m a l é velikosti datasetu reá lných o t i sků p r s t ů z í skaných od p a c i e n t ů 
t rp íc ích o n e m o c n ě n í m . M o d e l je v šak p o t ř e b a otestovat i na r eá lných ot iscích, p ro tože neu
ronová síť m ů ž e m í t tendenci se p ř e t r é n o v a t na pouze vygenerovaných syn te t i ckých ot iscích 
p r s t ů . 

Jel ikož syn te t i cký otisk prstu je obvykle d o k o n a l ý m , př i generování je kladen d ů r a z 
na generování poškození nebo š u m u pro větš í podobnost s r e á l n ý m otiskem prstu. N a ob
r á z k u 2.25 je zobrazen p ř ík l ad syn te t i ckého ot isku prstu g e n e r o v a n ý m g e n e r á t o r e m S F i n G e , 
na obrázc ích 2.26, 2.27, 2.28 a 2.29 se pak nacház í p ř ík l ad generování různých o n e m o c n ě n í 
do syn te t i ckých o t i sků p r s t ů - bradavic, dyshidrózy , a top ického ekzému a psoriázy. 

c t í . " ífc?? 

O b r á z e k 2.25: Syn te t i cký 
otisk prstu vygenerovaný 
g e n e r á t o r e m S F i n G e 

O b r á z e k 2.26: Gene rované 
o n e m o c n ě n í bradavice 
do syn te t i ckého ot isku 
prstu 

O b r á z e k 2.27: Gene rované 
o n e m o c n ě n í dysh id rózy 
do syn te t i ckého otisku 
prstu 
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O b r á z e k 2.28: G e n e r o v a n é o n e m o c n ě n í ato- O b r á z e k 2.29: G e n e r o v a n é o n e m o c n ě n í 
pického ekzému do syn te t i ckého ot isku prstu psor iázy do syn te t i ckého ot isku prstu 
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Kapitola 3 

Detekce a klasifikace pomocí 
neuronových sítí 

Neuronová síť je a b s t r a k t n í m modelem, k t e r ý simuluje chování l idského mozku. O d roku 
1943, kdy bylo p o p r v é p o p s á n o chování n e u r o n ů a i m p l e m e n t o v a n á j e d n o d u c h á neu ronová 
síť využívaj íc í e lektr ické obvody, p roš la problematika ve l ikým vývo jem [18]. Následuj íc í ka
pi tola popisuje z á k l a d n í m y š l e n k u funkce perceptronu, z p ů s o b t r énován í a učen í neuronové 
sí tě . N á s l e d n ě se p r á c e zaměřu je spec iá lně na chování konvolučních n e u r o n o v ý c h sít í . Vedle 
obecného pr inc ipu je p o p s á n obsáh lý výče t dnes už ívaných architektur - od j e d n é z p rvn í ch 
V G G - 1 6 až po architektury z minu lých let, jako je EfficientNet v y v i n u t á spo lečnos t í Goo
gle roku 2019. N á s l e d n ě jsou p ř e d s t a v e n y modely pro detekci o b j e k t ů - opě t jsou kapi toly 
z a m ě ř e n y na popis z a č á t k ů tohoto p r o b l é m u , až po p ř í s t u p y ze současných let. 

3.1 Umělý neuron a perceptron 

Pro u m ě l ý neuron se stal inspi rac í biologický neuron, k t e r ý je z á k l a d e m nervové soustavy 
živých o r g a n i s m ů . L idský mozek obsahuje př ib l ižně 1 0 1 1 n e u r o n ů - 1 0 1 4 synaps í , což je druh 
spojení dvou n e u r o n ů sloužící k p ř e d á v á n í vz ruchů . Tento vysoký poče t synaps í p ř eds t avu je 
paměťové schopnosti člověka a proces učen í spoč ívá ve z p ů s o b u n a s t av o v án í sy n ap t i ckých 
vah j edno t l i vých n e u r o n ů [61]. 

O b e c n é s c h é m a u m ě l é h o neuronu je z n á z o r n ě n o na o b r á z k u 3.1. P r o u m ě l ý neuron se 
používaj í na rozdí l od biologického neuronu pouze s ta t i cké v ý s t u p n í signály. P r o m ě n n á 
u p ř e d s t a v u j e v n i t ř n í po tenc iá l , / bázovou funkci, g ak t ivačn í funkci, vektor ii,Í2, • • - in 
předs t avu j e vstup neuronu a vektor wi, W2, • • • wn je vektorem vah [61]. 

W 

O b r á z e k 3.1: S c h é m a u m ě l é h o neuronu [61] 
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Nejznámějš í u m ě l ý neuron se nazývá perceptron. S c h é m a perceptronu je z n á z o r n ě n o 
na o b r á z k u 3.2. V s t u p n í vektor xo,xi, • • • xn m á fixně nastavenou nultou s ložku na hodnotu 
1 z d ů v o d u z j ednodušen í v z t a h ů pro v ý p o č e t odezvy a pro učení . V á h a wo je pak nastavena 
na hodnotu z á p o r n é h o prahu. Vn i t řn í stav m á následuj íc í rovnici : WQXQ + Yl?=i wixi-> kde 
xo p ř e d s t a v u j e spec iá ln í stav bias a WQ jeho váhu . N a v n i t ř n í reprezentaci je ap l ikována 
ak t ivačn í funkce a z í skaný v ý s t u p je p ř e d á n dalš í v r s tvě . P ř i z p ě t n é propagaci jsou pak 
upraveny váhy neu ronové s í tě [61]. 

X w 

x i = i i < ^ ^ y = g{u)=g{f(x)) 

Xn ~ in 

O b r á z e k 3.2: S c h é m a perceptronu [61] 

3.2 Vícevrstvý perceptron 

Vícev r s tvý perceptron (Mult i layer Perceptron - M L P ) je k las ickým typem neu ronové s í tě . 
O b e c n é s c h é m a sí tě M L P je zobrazeno na o b r á z k u 3.3. D a t a jsou p ř i v e d e n a na vstup v s t u p n í 
v r s tvě , ná s l edně síť obsahuje několik sk ry tých vrstev, k t e r á zajišťuje r ů z n é ú r o v n ě abstrakce. 
V ý s t u p n í vrstva p o t é p rovád í výs l ednou predikci . Všechny vrs tvy jsou p lně p r o p o j e n é -
k a ž d ý perceptron z vrs tvy je propojen s k a ž d ý m perceptronem následuj íc í vrs tvy [6]. 

O b r á z e k 3.3: S c h é m a sí tě M L P 

Sítě M L P jsou v h o d n ý m i pro využ i t í n a p ř . pro klasifikaci na zák ladě a t r i b u t ů př i ta
bulkových datasetech [6]. Jejich využ i t í na problémy, jako je zp racován í obrazu, je však 
velmi n e v ý h o d n é . M L P sí tě obsahuj í velké m n o ž s t v í p a r a m e t r ů a nejsou inva r i an tn í vůč i 
p o s u n u t í . P o k u d by b y l obraz p ř e v e d e n na I D vektor a zp racován M L P sít í , tak je ztracena 
p ros to rová informace [12]. 
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3.3 Aktivační funkce 

Akt ivačn í funkce definuje, jak se suma v s t u p ů bude transformovat na v ý s t u p y v p r ů b ě h u 
p r ů c h o d u neuronovou sí t í . Ak t ivačn í funkce jsou obvykle d i ferencovate lné a r ů z n é ak t ivačn í 
funkce mohou bý t už i ty v různých čás tech neu ronové s í tě . Vo lba ak t ivačn í funkce m á v l iv 
na v ý k o n a konečné výs ledky zvoleného modelu [9]. 

D o b r á ak t ivačn í funkce by m ě l a mí t následuj íc í vlastnosti: 

• M o n o t ó n n í funkce - Ak t ivačn í funkce by m ě l a bý t b u d zcela ne ros touc í , nebo nekle
sající. P o k u d ak t ivačn í funkce m o n o t ó n n í není , pak zvýšení váhy neuronu m ů ž e mí t 
menš í v l iv na minimal izac i hodnoty chyby - p r ů m ě r n é hodnoty loss (viz sekce 3.4) 
přes celý t r énovac í dataset [1]. 

• Diferencovatelnost - U ak t ivačn ích funkcí je n a š í m cí lem, aby byly di ferencovate lné , 
p ro tože chceme s p o č í t a t z m ě n u chyby vzhledem k v á h á m v d a n é m o k a m ž i k u gradi-
en tn ího sestupu (viz sekce 3.5) [1]. 

• Rych lá konvergence - Ak t ivačn í funkce by mě la rychle konvergovat k p o ž a d o v a n ý m 
h o d n o t á m . P o k u d je n a š í m cí lem z íska t n a p ř . dva r ů z n é v ý s t u p y o h o d n o t á c h 0 a 1, 
pak by m ě l a ak t ivačn í funkce rychle konvergovat k t ě m t o d v ě m a h o d n o t á m [1]. 

Sk ry té vrs tvy obvykle užívají stejnou ak t ivačn í funkci, k t e r á se obvykle liší od ak t ivačn í 
funkce zvolené pro v ý s t u p n í vrs tvu . Ak t ivačn í funkce pro v ý s t u p n í vrs tvu obvykle závisí 
na typu úlohy, kterou m á n e u r o n o v á síť realizovat (nap ř . ú l o h a b i n á r n í klasifikace, klasifikace 
do více t ř í d ) [9]. 

3.3.1 A k t i v a č n í funkce s k r y t é v r s t v y 

Pro ak t ivačn í funkci s k r y t é vrs tvy se užívá d i fe rencovate lná ne l ineá rn í ak t ivačn í funkce. 
M o d e l se pak dokáže n a u č i t složitější funkce než model užívající l ineárn í ak t ivačn í funkci. 
Řešené p r o b l é m y reá lného svě ta jsou to t i ž ne l ineá rn ími [9]. 

M e z i z n á m é ak t ivačn í funkce s k r y t é vrs tvy neu ronové s í tě pa t ř í : 

• R e L U - R e L U (Rectified Linear Uni t ) je nejužívanějš í ak t ivačn í funkcí. V k l a d n é čás t i 
n a b ý v á derivace hodnoty 1, v z á p o r n é čás t i je pak derivace nulová (tedy k o n s t a n t n í ) . 
Funkce a její derivace jsou m o n o t ó n n í [48]. Funkc i R e L U lze matematicky vyjádř i t 
jako: 

• Sigmoida - V ý s t u p e m sigmoidy jsou hodnoty z intervalu (0,1). č í m je v ý s t u p vyšší , 
t í m bude hodnota blíže h o d n o t ě 1, č ím je v ý s t u p nižší, t í m více bude hodnota bl ízká 
h o d n o t ě 0. Funkce je m o n o t ó n n í , av šak derivace funkce m o n o t ó n n í nen í [48]. Funkce je 
v h o d n á pro predikci p r a v d ě p o d o b n o s t i d íky p rávě je j ímu def inovanému oboru hodnot. 
S pojmem sigmoidy však souvis í p r o b l é m mizejících g r a d i e n t ů . J e d n á se o p r o b l é m , 
kdy p ř i d á n í vrstev využívaj ící tuto ak t ivačn í funkci m á za nás ledek , že gradient loss 
funkce d o s á h n e k nule. Trénován í modelu se tedy s t ává o b t í ž n ý m , což m ů ž e vést 
k celkové nep řesnos t i celé s í tě . Vysoké z m ě n y vstupu funkce vedou k m a l ý m z m ě n á m 
na v ý s t u p u - hodnota derivace se blíží k nule. Tento p r o b l é m je specifický pro sí tě 
o více v r s tvách [59]. G r a f sigmoidy a její derivace je z n á z o r n ě n ý na o b r á z k u 3.4. 
Sigmoida je def inována nás leduj íc ím p ředp i sem: 

1 
(3.2) 

1 + e —z 
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• Tanh - Rozsah v ý s t u p ů je v intervalu (—1,1). P r o z á p o r n é vstupy je výs ledek funkce 
n e g a t i v n í m . Funkce je m o n o t ó n n í , derivace m o n o t ó n n í nen í [48]. Tato ak t ivačn í funkce 
je def inována nás ledovně : 

•10 -8 -6 -A -2 0 2 4 6 8 10 

x 

O b r á z e k 3.4: Sigmoid funkce a její derivace [59] 

3.3.2 A k t i v a č n í funkce v ý s t u p n í v r s t v y 

Akt ivačn í funkce v ý s t u p n í vrs tvy je závis lá na ř e šeném p r o b l é m u . Obvykle je její v ý b ě r 
sp j a tý i s v ý b ě r e m d a n é loss funkce (viz sekce 3.4), k t e r é jsou t a k é cha rak te r i s t i cké pro různé 
zvolené úlohy. 

Ak t ivačn ími funkcemi už i t ými pro v ý s t u p n í vrs tvy neu ronové s í tě jsou: 

• L inear i ta - L ineá rn í ak t ivačn í funkce n e m ě n í váhovanou sumu vstupu a p ř í m o vrac í 
danou hodnotu. Běžně se užívá př i regresi - predikci numer ické hodnoty [9]. 

• Sigmoida - Sigmoida je vhodnou ak t ivačn í funkcí n a p ř . p ř i b i n á r n í klasifikaci [9]. 

• Softmax - V ý s t u p e m softmax je vektor hodnot, jej ichž součet je j e d n o t k o v ý - j e d n á 
se o p r a v d ě p o d o b n o s t p ř í s lušnos t i v ý s t u p u do d a n é t ř ídy . Je vhodnou použ í t p ř i kla
sifikaci do více než dvou t ř í d [9]. 

3.4 Loss funkce 

S problematikou loss funkce souvis í pojem ob jek t ivn í funkce - funkce, k t e r á m á za úkol 
vyhodnocovat k a n d i d á t n í řešení ( nap ř . m n o ž i n u vah) a úko lem modelu je maximalizovat 
nebo minimalizovat p r á v ě tuto ob jek t ivn í funkci. U neu ronových sí t í se typicky snaž íme 
o minimal izac i chyby - ob jek t ivn í funkce je zde p rávě n a z ý v á n a loss funkcí [8]. S te jně jako 
u ak t ivačn í funkce v ý s t u p n í vrs tvy v ý b ě r d a n é loss funkce závisí na v y b r a n é úloze, kterou 
řeš íme: 
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• M A E (Mean Absolute Error) - J e d n á se o ne j j ednodušš í , avšak r o b u s t n í loss funkci 
už i tou pro regresi. M A E je ideá ln í i p ř i operaci s od leh lými hodnotami. V ý p o č e t je 
p o č í t á n jako p r ů m ě r d r u h ý c h mocnin mezi p red ikovanými a s k u t e č n ý m i hodnotami [8]. 

• Cross-entropy loss - Tato loss funkce je už ívanou př i problematice b i n á r n í klasifi
kace a klasifikace do více t ř íd . P ř i b i n á r n í cross-entropy loss je p red ikovaná hodnota 
p o r o v n á n a se s k u t e č n o u t ř í d o u (hodnoty 0 nebo 1) a v y p o č í t a n é skóre penalizuje 
p r a v d ě p o d o b n o s t na zák ladě vzdá lenos t i od očekávané hodnoty. Penalizace je loga
r i tmická , kdy pro m a l é vzdá lenos t i od s k u t e č n é hodnoty n a b ý v á m a l ý c h hodnot a 
naopak velkých hodnot pro velké rozdíly. B i n á r n í cross-entropy loss je v y p o č í t a n á 
jako p r ů m ě r aplikace cross-entropy p řes všechny vzorky. P ro apl ikaci cross-entropy 
loss př i klasifikaci do více t ř í d se použ ívá one-hot kódován í pro d a n é t ř ídy . Skóre pe
nalizace je v y p o č í t a n é přes k a ž d o u hodnotu vektoru z í sk an ý m one-hot k ó d o v á n í m a 
z p r ů m ě r o v á n o přes všechny vzorky [8]. 

3.5 Trénování neuronové sítě 

Cílem algori tmu učen í je minimalizace ob jek t ivn í funkce, což je suma výs ledků loss funkce 
přes všechny p rvky datasetu. Snahou je na léz t t akové parametry, k t e r é min imal izu j í hod
notu ob jek t ivn í funkce. Gradienty jsou derivacemi ob jek tové funkce s k o n k r é t n í m i parame
t ry a poč í t a j í se pro k o n k r é t n í pa rc iá ln í derivaci - vektor reá lných čísel. Minimal izu je se 
ob jek t ivn í funkce J(9) p a r a m e t r i z o v a n á parametry modelu 9 p o m o c í aktualizace parame
t r ů v o p a č n é m s m ě r u gradientu ob jek t ivn í funkce VQJ(9). Parametr r\ u d á v á learning rate 
- velikost kroku pro dosažen í ( lokálního) min ima [47]. P ř i z p ě t n é propagaci se ak tua l izu j í 
váhy neu ronové s í tě . P ř í t r énován í mohou bý t využ i ty i r ů z n é regu la r izačn í techniky ur
čené pro snížení kompexi ty modelu a p r o b l é m u p o t e n c i á l n í h o p ř e t r é n o v á n í - neschopnosti 
modelu generalizovat na t e s tovac ím datasetu. 

3.5.1 B a t c h gradient descent 

Batch gradient descent p o č í t á gradient ob jek t ivn í funkce s v y u ž i t í m celé d a t o v é sady. 
P ro v y p o č í t á n í j e d n é aktualizace p a r a m e t r ů je tedy z a p o t ř e b í v y p o č í t á n í g r a d i e n t ů pro celý 
dataset: 

Tento v ý p o č e t v šak m ů ž e bý t velmi p o m a l ý m a ne ře š i t e lným pro datasety, k t e r é se 
s v ý m rozsahem nevejdou do p a m ě t i . Tato metoda n á m t a k é n e u m o ž ň u j e online aktual izaci 
modelu - n a p ř . p ř i rozší ření datasetu v p r ů b ě h u t r énován í [47]. 

3.5.2 Stochast ic gradient descent 

Stochastic gradient descent p o č í t á aktual izaci p a r a m e t r ů pro k a ž d ý prvek z t r énovac í sady 
, k t e r ý s p a d á do t ř í d y : 

Tato metoda řeší p r o b l é m p rováděn í r e d u n d a n t n í c h v ý p o č t ů pro rozsáhlé datasety, k t e r ý je 
t y p i c k ý m pro p ř í s t u p batch gradient descent. Stochastic gradient descent je t a k é mnohem 

9 = 9 - r1VEJ(9) (3.4) 

(3.5) 
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rychlejší , umožňu je online aktual izaci modelu a vyh ledáván í nových možných lepších poten
ciálních lokálních m i n i m . P ř i snižování parametru learning rate vykazuje stochastic gradient 
descent s te jné konvergenční chování jako batch gradient descent a konverguje k loká ln ímu 
nebo g lobá ln ímu min imu v závislost i na typu ú lohy [47]. 

3.5.3 M i n i - b a t c h gradient descent 

Mini -ba tch gradient descent p rovád í aktual izaci pro k a ž d ý mini-batch n t r énovac ích vzorků: 

9 = 9 - VVEJ(e;x{i:i+n);y{i:i+n)) (3.6) 

Snižování p o č t u ak tua l i zac í m ů ž e vést ke s tabi lně jš í konvergenci a př i t é t o m e t o d ě m ů ž e 
bý t v y u ž i t o m a t i c o v ý c h op t ima l i zac í typ ických pro současné knihovny s t ro jového učen í -
v ý p o č e t mini-batch gradient descent je pak efekt ivním. Velikost mini-batch se pohybuje 
v š i rokém rozmezí (nap ř . mezi 50 a 256) a liší se na zák ladě řešené ú lohy i v ý p o č e t n í h o 
p r o s t ř e d í [47]. 

3.5.4 R e g u l a r i z a č n í t e chn iky 

Regularizace je m n o ž i n o u různých technik už i tých za cí lem snížení s loži tost i neu ronové sí tě 
a z a b r á n ě n í p ř e t r é n o v á n í - schopnosti modelu n a u č i t se velmi d o b ř e r o z p o z n á v a t t rénovac í 
data, avšak n á s l e d n é neschopnosti generalizovat na t e s tovac ím datasetu [42]. 

Techniky pro regularizaci jsou následuj ící : 

• L 2 regularizace - L 2 regularizace je nej už ívanějš ím typem regularizace. V ý p o č e t loss 
funkce je zde rozš í řen o regu la r izačn í čás t íž, k t e r á se d á vy jádř i t jako: 

i j 

J e d n á se tedy o sumu přes d r u h é mocniny všech vah w matice vah W. Regu la r i začn í 
loss je p o t é s p o č t e n a jako suma loss funkce C{W) a regularizace, k t e r á je váhována 
s v y u ž i t í m parametru a (mí ra regularizace): 

C(W) = ^{W)+C{W) (3.8) 

Za podpory L 2 regularizace jsou hodnoty vah snižovány n e p ř í m o k h o d n o t ě nula. 
V á h y př i k a ž d é aktual izaci jsou p o s t u p n ě nižší nezávis le na gradientu loss funkce [42]. 

• L I regularizace - Regu la r i začn í čás t fž je s p o č t e n a jako suma abso lu tn í ch hodnot 
p a r a m e t r ů vah w v mat ic i vah W. 

Q(W) = \\W\\ = ^2^2 Wij (3.9) 
i j 

Regularizace je opě t p ř i č t e n a k loss funkci CiW) s v y u ž i t í m parametru a: 

C(W) = a í í ( W ) + C{W) (3.10) 
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Za podpory L I regularizace jsou hodnoty vah snižovány p ř í m o k h o d n o t ě nula. Menš í 
váhy obecně snižují v l iv n e u r o n ů s k r y t é vrstvy, tyto neurony se s távaj í z a n e d b a t e l n ý m i 
a celková složi tost neu ronové s í tě je sn ížena [42]. 

Je n u t n é b r á t ohled na zvolení s p r á v n é h o parametru m í r y regularizace a. P o k u d je 
hodnota a pří l iš vysoká , pak se model s t ává m á l o k o m p l e x n í m s r iz ikem tzv. under-
fitting - neschopnosti modelu se d o s t a t e č n ě n a u č i t na t rénovac ích datech. P o k u d je 
hodnota a pří l iš m a l á , pak bude model příl iš k o m p l e x n í m a m ů ž e d o c h á z e t k tzv. over-
fitting - p ř e t r é n o v á n í [42]. 

• Dropout - Dropout m ů ž e bý t využ i tý př i t r énován í s í tě , kdy s nastavenou p r a v d ě p o 
d o b n o s t í P je d a n ý neuron př i t r é n i n k u n e v y u ž i t ý m . P ř i n a p ř . zvo leném P = 0, 5 se 
stane př ib l ižně polovina n e u r o n ů n e a k t i v n í a nebudou tedy b r á n y v potaz jako sou
část neu ronové s í tě - model se tedy s t ává j e d n o d u š š í m a p o t e n c i á l n ě m é n ě n á c h y l n ý m 
pro p ř e t r é n o v á n í [42]. 

3.6 Konvoluční neuronové sítě 

Konvolučn í neu ronové s í tě jsou spec iá ln ím typem neu ronových sít í , k t e r é jsou v dnešn í 
d o b ě v y s o k ý m z p ů s o b e m už ívané př i zp racován í obrazu a řeči . Jejich n á z e v je odvozen 
od m a t e m a t i c k é operace konvoluce, k t e r á je v jejich a r c h i t e k t u ř e p o u ž i t a . Jel ikož konvo
luční neu ronové s í tě exp l ic i tně p ředpok láda j í , že vstupy jsou n a p ř . ve formě o b r á z k ů nebo 
zvuku, tak m ů ž e m e zakódova t u rč i t é vlastnosti do jejich architektury [12]. V ý r a z n ě se sni
žuje p o č e t p a r a m e t r ů modelu oproti tzv. s í t ím M L P , k t e r é byly p o p s á n y v sekci 3.2. O b e c n ě 
se konvoluční n e u r o n o v á síť sk l ádá z: 

• v s t u p n í obraz, 

• konvoluční vrstvy, 

• ne l ineá rn í ak t ivačn í funkce, 

• pooling vrstvy, 

• p lně p r o p o j e n é vrs tvy [7]. 

Konvolučn í neu ronová síť dokáže zohlednit m í s t n í konekt iv i tu - konvoluční filtr je po
s t u p n ě p o s o u v á n po celém vstupu (v n a š e m p ř í p a d ě o b r á z k u ) podle u rč i t é velikosti a kroku. 
Docház í tedy k na lezení a p o r o v n á v á n í vzo rů bez ohledu na to, kde se d a n é vzory v obrazu 
nacház í . V á h y jsou sdí lené a t r énován í je obecně efekt ivnějš ím. K a ž d ý uzel nen í propojen 
s k a ž d ý m da l š ím uzlem [12]. 

N a k a ž d ý pixel obrazu je obecně ap l ikováno více konvolučních filtrů. P r v n í vrs tvy kon
voluční neu ronové s í tě obsahuj í j e d n o d u c h é filtry reaguj íc í pouze na hrany, filtry v j e d n é 
z pos ledn ích vrstev n á m umožňu j í z ískat z obrazu deta i lně jš í informace (nap ř . f i l try reagující 
na barvy) . Apl ikac í k a ž d é h o fil tru je z í skána ak t ivačn í mapa [12]. 

Dalš í ned í lnou součás t í konvolučních neu ronových sí t í je pooling vrstva. Jej í parametry 
jsou nižší, jak velikost z í skané ak t ivačn í mapy konvoluční vrstvou - n a p ř . velikost 2 x 2 
a parametr stride (krok posunu konvolučn ího filtru) 2 pixely. P ř i tomto n a s t a v e n í pooling 
vrs tvy je ak t ivačn í mapa d v a k r á t z m e n š e n a - k a ž d á dimenze je poloviční , p o č e t p ixelů v ak
t ivačn í m a p ě je pak z m e n š e n č t y ř i k r á t - n a p ř . př i vs tupu ak t ivačn í mapy o velikosti 6 x 6 
(36 pixelů) je po apl ikaci pool ing vrs tvy nová velikost ak t ivačn í mapy 3 x 3 ( 9 pixelů) [7]. 
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Pool ing vrs tvy jsou neuč i t e lnou čás t í konvolučních n e u r o n o v ý c h sí t í . Ne jznámějš í ope
rací spojenou s pool ing vrstvou je max pool ing umožňuj íc í na lezení hodnot lokálních max im. 
Pool ing vrstva efekt ivně snižuje p ros to rové dimenze vstupu a pracuje s myš lenkou , že rela
t i vn í u m í s t ě n í p rvku (vlastnosti) vzhledem k o s t a t n í m p r v k ů m (vlastnostem) je důleži tějš í 
jak jeho s a m o t n é p ř e s n é u m í s t ě n í [7]. 

Obraz je p o t é po d o s t a t e č n é m zpracován í s v y u ž i t í m konvolučních vrstev p řeveden na I D 
vektor a p ř iveden na vstup p lně p ropo j ených vrstev. T y t o p lně p r o p o j e n é vrs tvy pak tvoř í 
v ý s t u p n í čás t celého modelu a je u r č e n výs ledek na zák ladě d a n é úlohy. 

3.7 Existující architektury neuronových sítí pro zpracování 
obrazu 

P á t e ř n í konvoluční n e u r o n o v á síť je zák l adn í čás t í k a ž d é h o de t ekčn ího modelu. V p r ů b ě h u 
zpracovávání vs tupu konvoluční neuronovou sí t í jsou e x t r a h o v á n y rysy různých ú rovn í -
v p rvn í ch v r s tvách s í tě se získávají rysy nízké ú rovně , k t e r é ma j í vysoké rozlišení, avšak 
m a l ý p o č e t informací . Naopak na konci jsou z ískány rysy s n í z k ý m rozl išením, ale vysokou 
hodnotou informace. Běžné principy detekce o b j e k t ů jako Faster R - C N N nebo S S D užívají 
jako p á t e ř n í síť n a p ř . ResNet-50 nebo Mobi leNet . Jeden z nejnovějších p ř í s t u p ů EfficientDet 
užívá však speciá ln í EfficientNet síť. 

3.7.1 V G G - 1 6 

V G G - 1 6 je jednoduchou a široce už ívanou konvoluční neuronovou sí t í p ř e d s t a v e n o u roku 
2014. Nen í však příl iš v ý p o č e t n ě optimalizovanou. Jej í architektura je zobrazena na ob
r á z k u 3.5. Vs tupem s í tě je b a r e v n ý ob rázek o rozměrech 224 x 224. Všechny konvoluční 
vrs tvy jsou v ý p o č e t n ě s te jně složi té a z rozlišení se s loži tost p řesouvá do parametru po
č t u k a n á l ů - př i zmenšen í rozlišení se d v a k r á t zvýší p o č e t k a n á l ů . Velikost j á d r a konvo
luční vrs tvy je 3 x 3. Síť m á v h lubš ích v r s tvách více nelinearit a nižší p o č e t p a r a m e t r ů . 
Vs tup p r v n í p lně p r o p o j e n é vrs tvy m á dimenze 7 x 7 x 512. P o p lně p ropo j ených vrst
vách nás ledu je predikce s v y u ž i t í m ak t ivačn í funkce softmax n a p ř . do 1 000 t ř í d pro dataset 
I L S V R C [44]. 

224 k 2 2 4 x 3 224 r. 224 x 64 

1 x 1 x 4096 1 x 1 x 1000 

O b r á z e k 3.5: Arch i tek tu ra V G G 1 6 [44] 
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3.7.2 R e s N e t - 5 0 

ResNet-50 je variantou modelu ResNet . Je složen z 48 konvolučních vrstev, j e d n é max pool 
vrs tvy a j e d n é average pool vrs tvy - celkově tedy obsahuje 50 vrstev. Tento model využ ívá 
rez iduá ln ích p ř ipo jen í - p ř ipo jen í vs tupu ResNet-50 modelu na v ý s t u p , kdy je s p o č í t á n a 
suma p rávě tohoto vstupu (identity) a zp racovaného vstupu. V ý h o d o u tohoto d o d a t e č n é h o 
p ř ipo jen í identity na v ý s t u p je, že modelu nejsou p ř i d a n é ž á d n é nové d o d a t e č n é parametry. 
Tento princip řeší p r o b l é m tendence vyšší chybovosti u m o d e l ů s vyšš ím p o č t e m vrstev. 
Také je vyřešený p r o b l é m mizejících g r a d i e n t ů . Da l š ími z n á m ý m i variantami ResNet jsou 
n a p ř . ResNet-101 (obsahuj íc í 101 vrstev) nebo ResNet-152 (obsahuj íc í 152 vrstev) [29]. 

3.7.3 M o b i l e N e t 

Archi tek tura Mobi leNet byla p o p r v é p ř e d s t a v e n a roku 2017. Svojí myš lenkou se v y h ý b á 
trendu tvo řen í kompl ikovanějš ích sí t í o více v r s tvách pro dosažen í vyšší p ře snos t i . Mís to toho 
se a u t o ř i zaměř i l i na v ý p o č e t n ě l imi tované platformy - na tvorbu v h o d n é s í tě pro mobi ln í 
a ves tavěné aplikace, robot iku, nebo samoř íd ic í auta. Mobi leNet využ ívá tzv. h loubkově 
oddě l i t e lné konvoluce (Depthwise Separable Convolutions) [25]. 

P r inc ip zák ladn ích k roků h loubkově oddě l i t e lné konvoluce je zobrazen na obrázc ích 3.6 
a 3.7. P ř i h loubkově oddě l i t e lné konvoluci je v p r v n í čás t i provedena operace konvoluce 
bez z m ě n y hloubky - k a ž d é z jader je ap l ikováno pouze na 1 odpovída j íc í k a n á l vs tupu 
(nikoliv na všechny jako u b ě ž n é operace konvoluce). N á s l e d n ě p r o b í h á b o d o v á konvoluce 
- r o z m ě r y velikosti j á d r a pro bodovou konvoluci jsou l x l [58]. 

V ý h o d o u tohoto p ř í s t u p u oproti klasické operaci konvoluce je r a p i d n í snížení p o č t u 
aplikace operace n á s o b e n í - n a p ř . p ř i velikosti batche o b r á z k ů o velikosti 256 s r o z m ě r y 
jednoho b a r e v n é h o s n í m k u 1 2 x 1 2 x 3 pixely se j e d n á o snížení ope rac í n á s o b e n í z hodnoty 
1228 800 na 52 952. Síť je pak s c h o p n á zpracovat více dat za nižší čas [58]. 

O b r á z e k 3.6: Hloubkově oddě l i t e lná konvoluce O b r á z e k 3.7: Bodová konvoluce - transfor-
- použ i t í t ř í konvolučních jader [58] mace 3-kanálového obrazu na 1-kanálový [58] 

3.7.4 H o u r g l a s s 

Hourglass je typem konvoluční neu ronové s í tě p ř e d s t a v e n é v roce 2016. P o p r v é byla v y u ž i t a 
na problematiku predikce pozice l idského tě la . H l a v n í m úko lem t é t o architektury je zachytit 
informaci p řes r ů z n á rozlišení v s t u p n í h o obrazu. Cí lem t é t o symet r i cké topologie (viz obrá 
zek 3.8) je p řevés t obraz na velmi nízké rozl išení p o m o c í pool ing vrstev, ná s l edně p r o b í h á 
zvětšení rozlišení . P ř i m a l é m rozl i šením síť dokáže efekt ivně pracovat s ve lkým kontextem, 
avšak se z t r ác í informace o pozic i . P ř i zvyšování rozlišení se naopak z t rác í h o d n ě kontextu. 
Proto síť kombinuje rysy přes více rozlišení [39]. 

26 



O b r á z e k 3.8: S y m e t r i c k á topologie Hourglass [39] 

3.7.5 Ef f lc ientNet 

P o k u d chceme d o s á h n o u t vyšší p ře snos t i modelu, je b ě ž n ý m z p ů s o b e m škálovat model 
za pomoci využ i t í větš í p á t e ř n í s í tě (škálování do hloubky) nebo zvě t šen ím rozlišení vstup
ního o b r á z k u (škálování rozl išení) . P ř e s t o ž e tyto metody ind iv iduá ln ího šká lování pouze 
na zák l adě jednoho z f ak to rů zvyšuj í p ře snos t modelu, obvykle vyžadu j í zd louhavé ručn í 
l adění a u sí t í obsahuj íc ích mnoho vrstev se m ů ž e vyskytnout p r o b l é m saturace a mizejících 
g r ad i en tů . N a p ř í k l a d ResNet dokáže bý t šká lován z verze ResNet-18 na verzi ResNet-200 
zvýšen ím p o č t u vrstev, řeší p r o b l é m mizejících g r a d i e n t ů na zák ladě funkce identity, avšak 
se j e d n á o rozsáh lou síť s mnoha parametry a d l o u h ý m t r énovac ím časem. Cí lem společnos t i 
Google bylo navrhnout síť o m é n ě parametrech, k t e r á dokáže bý t n a s a z e n á n a p ř . na mo
bilních zař ízeních nebo m é n ě výkonných s t ro j ích a je m é n ě n á r o č n o u na v ý p o č e t n í zdroje a 
t r énovac í čas . V roce 2019 byla p o p r v é p r e z e n t o v á n a EfficientNet se z á k l a d n í m pr incipem 
efekt ivního s loženého škálování modelu [54, 53]. 

M ů ž e m e provés t nás leduj íc í typy škálování : 

• šká lování rozlišení - pokud m á obraz vyšší rozlišení, m ů ž e m e z něj z ískat komplexn í 
rysy a de ta i lně jš í textury, 

• škálování do hloubky - pokud chceme zpracováva t více komplexn í rysy (obraz s vyšš ím 
rozl išením) , tak síť mus í obsahovat více vrstev, 

• škálování do š í řky - pro zp racován í komplexnějš ích rysů a de ta i lně jš ích s t ruktur v ob
razu síť p o t ř e b u j e více k a n á l ů (více z í skaných map rysů) [54, 53]. 

EfficientNet umožňu je p rovádě t všechny t ř i formy škálování zá roveň p o m o c í heuristiky, 
což se dle e x p e r i m e n t ů projevilo na zlepšení celkového výkonu neu ronové s í tě ve s rovnán í 
s i n d i v i d u á l n í m šká lován ím vždy pouze na zák ladě jednoho z f ak to rů u ž í v a n ý m v minulost i . 
B y l o zavedeno několik verzí modelu BO - B 7 , kdy B 0 je z á k l a d n í m modelem, od k t e r é h o jsou 
všechny dalš í modely odvozeny. Velikost v s t u p n í h o obrazu pro model B 0 je 224 x 224 pixelů. 
Arch i tek tura B 0 byla navrhnuta s v y u ž i t í m N A S (Neural Archi tecture Search) s v y u ž i t í m 
optimalizace p řesnos t i a efektivity ( F L O P S ) [54, 53]. 

N A S je p ř í s t u p e m , k t e r ý slouží k na lezen í co nej lepší architektury neu ronové s í tě pro d a n ý 
p r o b l é m . J e d n á se o automatizaci procesu r u č n í h o l aděn í modelu a snahu o na lezení složi
tějších architektur na zák l adě učení . Ve vyh l edávac ím prostoru je t e s továno velké m n o ž s t v í 
možných architektur a je v y b r á n model maximal izu j íc í fitness funkci - model odpovída j íc í 
nej lépe řešení d a n é h o p r o b l é m u [20]. 

P ř i šká lování je p r acováno s koeficienty škálování a = 1,2 (škálování do hloubky), p = 1,1 
(škálování do š ířky) a 7 = 1,15 (škálování rozl išení) . P o k u d se tedy rozlišení obrazu zvýší 
o 15%, pak se p o č e t vrstev s í tě m á zvýši t o 2 0 % a p o č e t k a n á l ů o 10% [54, 53]. 
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3.8 P ř í s tupy pro detekci objektů 

Problemat ika detekce o b j e k t ů je jednou ze zák ladn ích ú loh s t ro jového učení . Úko lem je 
vykresli t p red ikovaný bounding box okolo d a n é h o objektu. N a i v n í p ř í s t u p k detekci by 
mohl bý t založen na p o h y b l i v é m okně přes d a n é pixely obrazu, kdy k a ž d é podokno je 
o h o d n o c e n é na zák ladě predikce modelu skóre pro danou t ř í d u . Podokna s v y s o k ý m skóre 
by pak byly č á s t m i výs ledného bounding boxu. Tento p ř í s t u p je však v ý p o č e t n ě n á r o č n ý m . 
Proto se užívá j iných m o d e r n í c h p ř í s t u p ů . 

3.8.1 R - C N N 

R - C N N (Region Based Convolut ional Neura l Network) byla p o p r v é p ř e d s t a v e n a v roce 
2014 [22]. Tento p ř í s t u p kombinuje extrakci rysů z v y b r a n ý c h ob las t í obrazu a konvoluční 
neuronovou síť. Je v y b r á n o pouze n a p ř . 2 000 ob las t í na zák l adě algori tmu se lek t ivn ího vý
b ě r u . P ro predikci nen í tedy využ i t velký p o č e t oblas t í , jako by tomu mohlo bý t u n a i v n í h o 
algori tmu využívaj íc ího p o s u v n é h o okna, ale pouze z m e n š e n ý p o č e t ob las t í . Algor i tmus 
se lekt ivního v ý b ě r u užívá greedy algoritmus (výbě r loká ln ího opt ima v k a ž d é fázi) pro re
kurz ivn í spojování p o d o b n ý c h ob las t í do regionů větš í velikosti [19]. 

P r inc ip R - C N N modelu je z n á z o r n ě n na o b r á z k u 3.9. Regiony jsou p o t é konver továny 
na r o z m ě r y na zák l adě modelu konvoluční neu ronové sí tě , k t e r á extrahuje vektory ry sů 
o 4 096 d imenz ích . E x t r a h o v a n é vektory ry sů jsou klasifikovány p o m o c í k las i f ikátoru S V M 
(Support Vector Machines) do d a n ý c h t ř í d . Algor i tmus vedle predikce d a n é t ř í d y objektu 
t a k é predikuje č tyř i hodnoty offsetu pro z ískání vyšší p ře snos t i polohy bounding boxu [19]. 

N e v ý h o d a m i d a n é h o p ř í s t u p u je s tá le vysoká doba t r énován í a celková nepouž i t e lnos t 
nasazen í v r e á l n é m čase . Reg ionů je s tá le vysoký poče t , což vyžadu je t is íce z p ě t n ý c h p rů 
chodů modelem pro detekci o b j e k t ů [19]. 

R-CNN: Regiony s CNN rysy 

pokřivený region 
f 

letadlo? ne. 

im 
1. Vstupní 2- Extrakce 

obraz vybraných regionů 
(~2k) 

televize? ne. 

3. Výpočet CNN 
rysů 

4. Klasifikace 
regionů 

O b r á z e k 3.9: P r inc ip R - C N N [19] 

3.8.2 Fast R - C N N 

Ross Girshick, jeden z p ř e d n í c h a u t o r ů p ř í s t u p u R - C N N , v roce 2015 vyřeši l n ě k t e r é z ne
v ý h o d p ředeš lého p ř í s t u p u [21]. V R - C N N b y l vysoký poče t reg ionů p o s t u p n ě zpracováván 
konvoluční neuronovou sít í , v Fast R - C N N je na vstup modelu p ř iveden celý v s t u p n í obraz. 
Je z í skána konvoluční mapa rysů , ze k t e r é identifikujeme v h o d n é regiony, k t e r é jsou s využi 
t í m R O I pool ing vrs tvy p ř evedeny na pevnou dé lku . T y t o vektory mohou bý t klasifikovány 
p o m o c í M L P sí tě a softmax ak t ivačn í funkce. Vedle p red ikované t ř í d y z í skáváme i hodnoty 
offsetu pro d a n ý bounding box [19]. 
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Fast R - C N N je zna t e lně rychlejší jak R - C N N , p r o t o ž e z d a n é h o obrazu n e m u s í bý t 
p o k a ž d é v y b í r á n o několik t is íc regionů, k t e r é jsou nás l edně zp racovávány modelem. N a ob
r á z k u 3.10 je z n á z o r n ě n její pr incip. Operace konvoluce je ap l ikována pouze jednou pro k a ž d ý 
obraz, ze k t e r é je p o t é z p r a c o v á n a mapa rysů . Algor i tmus se lek t ivn ího v ý b ě r u je však s tá le 
časově n á r o č n ý m procesem, k t e r ý je fixně i m p l e m e n t o v a n ý a nen í schopný procesu učen í a 
tedy i m o ž n é h o zlepšení p řesnos t i p ř i h l edán í v h o d n ý c h regionů v obrazu [19]. 

— Hluboki 

,konv. síť 

-Rol 
—projekce N 

Konvoluční 
mapa rysů 

Výstupy: 
softmax 

PlnĚ 
R ° ' propojeny 

poo lmg w V I S t v y 

v r s t v a ^ 

bbox 
regresor 

Plně . 
p r o p o j e n a ^ 

vrstva 

Plně 
propojená 

vrstva 

Rol vektor rysů 
Pro každé Rol 

(Region ofínferesrj 

O b r á z e k 3.10: P r inc ip Fast R - C N N [19] 

3.8.3 Faster R - C N N 

Faster R - C N N je metodou p ř e d s t a v e n o u v roce 2016, k t e r á řeší h l av n ě n e v ý h o d y R - C N N 
a Fast R - C N N z hlediska využ íván í algori tmu se lek t ivn ího v ý b ě r u [45]. Jel ikož se j e d n á 
o algoritmus, k t e r ý ovlivňuje výko n neu ronové sí tě , bylo využ i to myš l enky z rušen í tohoto 
algori tmu. P r inc ip modelu Faster R - C N N je zobrazen na o b r á z k u 3.11. Celý obraz je opě t 
p ř eveden na vstup konvoluční neu ronové sí tě , kdy je vygene rována mapa rysů . Je ovšem 
využ i t o i d r u h é oddě lené sí tě , k t e r á predikuje v h o d n é oblasti pro n á s l e d n o u detekci. T y t o 
oblasti j sou po z m ě n ě d imenz í p ř i p r ů c h o d u R O I pool ing vrstvou využ i t y pro n á s l e d n o u 
klasifikaci obrazu v d a n é oblasti a je o p ě t p r ed ikována i odchylka pro bounding boxy [19]. 

Faster R - C N N je d íky vy lepšen ím n e d o s t a t k ů p ř í s t u p ů R - C N N a Fast R - C N N zna t e lně 
rychlejší a je tedy vhodnou pro n a s a z e n í v reá lných apl ikac ích [19]. 

O b r á z e k 3.11: P r inc ip Faster R - C N N [19] 
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3.8.4 S S D 

S S D (Single Shot Detector) je p ř í s t u p e m pro detekci o b j e k t ů p ř e d s t a v e n ý m roku 2016, 
k t e r ý je za ložen na od l i šném p ř í s t u p u než Faster R - C N N . P r inc ipem Faster R - C N N je zpo
č á t k u hledat v h o d n é regiony a p o t é u t ě c h t o v y b r a n ý c h regionů provés t detekci a klasifikaci. 
Fáze h l edán í v h o d n ý c h regionů je u metody S S D z rušena . Mís to toho se v někol ika kon-
volučních v r s tvách o r ů z n é m rozlišení p rovád í predikce bounding b o x ů a t ř í d y pro k a ž d ý 
z d a n ý c h o b j e k t ů (viz s c h é m a architektury 3.13). P ro k a ž d ý objekt je př i t r énován í pre-
dikováno 8 732 bounding b o x ů - d íky tomuto vysokému m n o ž s t v í z í skáme větš í p o k r y t í 
d a n é lokace v obrazu a tak m o ž n o s t na lezen í bounding boxu, k t e r ý m á nejvyšš í p ř e k r y v se 
s k u t e č n ý m a n o t o v a n ý m bounding boxem objektu (viz ob rázek 3.12). S S D nás l edně v y b í r á 
p rávě na zák ladě skóre p ř e k r y v u bounding boxy se skóre vyšš ím jak 50%. N á s l e d n ě jsou 
e l iminovány dup l i c i tn í bounding boxy a je v y b r á n o pouze 100 bounding b o x ů s ne jvyšš ím 
skóre j is toty pro k a ž d ý ob rázek [34, 62]. 

Síť d íky p red ikc ím polohy bounding b o x ů a př í s lušnos t i do t ř í d y v různých m ě ř í t k á c h 
dokáže predikovat objekty rozl ičných velikostí . S S D je p ř í s t u p e m , k t e r ý zv láš t ě d íky více 
v r s t v á m pro predikci v různých m ě ř í t k á c h objektu dosahuje d o b r é p ře snos t i za snížení 
t r énovac ího času a m ů ž e bý t tedy n a s a z e n ý m v reá lných apl ikac ích . Také dosahuje d o b r é 
p řesnos t i i na datasetech o nižš ím rozl išení [34, 62]. 

loc : A(cx, cy, w, h) 
conf : ( c i , c 2 , - - - , c p ) 

O b r á z e k 3.12: P r i n c i p z ískání vě tš ího p o č t u bounding b o x ů pro d a n ý objekt [34] 

IX 
JlirqLigri_CorwĎ__3]aYřr 

Extra Feature Layere 
t  

CJassrlief. Ceny: 3)iaK[J^Ctaaasa*4)) 

Cnlw -TťTHIlftrHWfHI in 

74.3mAP 

59FPS 

O b r á z e k 3.13: Arch i tek tu ra modelu S S D [34] 

3.8.5 C e n t e r N e t 

Mnoho p ř í s t u p ů k detekci (např . SSD) využ ívá pred ikování t is íců bounding b o x ů pro jeden 
objekt a v y b í r á bounding boxy s vysokou hodnotou p ř e k r y v u . Tento p ř í s t u p m á násle
dující n e v ý h o d y - složi tost je ú m ě r n á d r u h é m o c n i n ě p o č t u predikc í a model je nucen 
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v y p o č í t á v a t p ř e d p o v ě d i pro všechny bounding boxy, což je operace n á r o č n á na čas i v ý p o 
če tn í p ros t ř edky . CenterNet využ ívá j i ný z p ů s o b predikce - pro k a ž d ý objekt je v y t v o ř e n a 
tzv. center confidence heatmap, kdy ve s t ř edech objektu n a b ý v á hodnota distribuce funkce 
svého max ima (a tedy nej vyšší j is toty) . Vedle generování t é t o mapy jsou t a k é jako u j iných 
d e t e k t o r ů p red ikovány hodnoty pro r o z m ě r y bounding b o x ů a offsety související se s t ře 
dem bounding b o x ů p red ikovanými mapou jistoty. CenterNet predikuje center confidence 
heatmap pro k a ž d o u t ř í d u [2]. 

P r á v ě už i t í center confidence heatmap n á m umožňu je o k a m ž i t ě odstranit i re levantn í 
predikce bez nutnosti p red ikován í celého bounding boxu, pr incip ana lýzy je zobrazen na ob
r á z k u 3.14. N a mapu je ap l ikován max pool ing a okolo s a m o t n é h o centra je v y t v o ř e n m a l ý 
p lochý region. N á s l e d n ě se boolovsky porovnáva j í j edno t l ivé p rvky mezi vs tupem a získa
n ý m v ý s t u p e m po apl ikaci max pool ing - je v y t v o ř e n a nová t e p e l n á mapa, kdy jsou lokální 
max ima nastavena na hodnotu 1, zbytek je nastaven na hodnotu 0. Tato mapa se vyná 
sobí s p ů v o d n í m vstupem a výs ledné skóre j is toty je v y p r a h o v á n o . T í m t o z p ů s o b e m se dále 
pracuje jen s bounding boxy, k t e r é odpov ída j í l oká ln ím m a x i m ů m [2]. 

Maxpool T 
3x3/1 

O b r á z e k 3.14: P r i n c i p a n a l ý z y center confidence heatmap [2] 

3.8.6 Ef f l c ientDet 

EfficientDet je modelem v y v i n u t ý m spo lečnos t í Google v roce 2020. D íky svému n ízkému 
p o č t u p a r a m e t r ů se ř a d í k s í t ím s n ižš ími n á r o k y na v ý p o č e t n í zdroje a vyšší rychlos t í 
t r énován í . P r o p á t e ř n í síť nen í u ž i t a n a p ř . Mobi leNet nebo ResNet-50 jako u p ředchoz ích 
metod, ale o p ě t spo lečnos t í Google v y v i n u t á síť EfScientNet. EfficientDet neuž ívá F P N 
(Feature P y r a m i d Network) jako b ě ž n é algori tmy pro detekci. P ř i už i t í F P N jsou všechny 
rysy různých rozl išení posuzovány s t e j n ý m z p ů s o b e m a je j i m tedy p ř i k l á d á n a t o t o ž n á dů
leži tost . F P N je nahrazeno B i F P N (Weighted Bi-di rect ional Feature P y r a m i d Network) , 
k t e r ý umožňu je a n a l ý z u a z í skání pouze dů lež i tých rysů . Arch i tek tu ra modelu EfficientDet 
je z n á z o r n ě n a na o b r á z k u 3.15. K a ž d á z komponent s í tě - p á t e ř n í síť EfScientNet, B i F P N a 
síť pro detekci bounding boxu a predikci t ř í d y objektu - m á jeden ze s ložených fak torů šká-
lování a je p rováděno složené škálování rozlišení, šká lování do hloubky a škálování do š í řky 
pro k a ž d o u z t ě c h t o čás t í [55, 56]. 
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f. 
p „ 111 

Psí B i 

Pi M — 

P: •' 2 — 

Vstup 

Páteřní síť EfficientNet 

O b r á z e k 3.15: Arch i t ek tu ra EmcientDet [55] 

Verze EfficientNet jsou značeny v rozsahu BO - B 7 a verze EfHcientDet o z n a č e n í m DO 
- D 7 . K a ž d á z verzí EmcientDet m á t a k é p ř i ř azenou hodnotu (f), k t e r á figuruje ve v ý p o č t u 
dalš ích charakteristik celého modelu [55, 56]. 
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Kapitola 4 

Návrh řešení a implementace 

Tato kapi tola se zabývá n á v r h e m a i m p l e m e n t a c í řešení . V p r v n í ř a d ě jsou p o p s á n y dvě 
nejdůleži tě jš í čás t i p r á c e - dataset o t i sků p r s t ů a p o u ž i t é modely. N á s l e d n ě je kladen d ů r a z 
na p ř edzp racován í v s t u p n í h o ot isku prstu j e š t ě na p ř iveden í na vstup s a m o t n é konvoluční 
neu ronové sí t i . Všechna o n e m o c n ě n í t a k é m u s í bý t a n o t o v á n a bounding boxy s d a n ý m i 
t ř í d a m i . 

4.1 Da tabáze otisků p r s tů 

D a t a b á z e o n e m o c n ě n í o t i sků p r s t ů z í skaných od p a c i e n t ů je součás t í s t á le pokraču j íc ího 
v ý z k u m u ve v ý z k u m n é skup ině S T R a D e na F a k u l t ě in formačních technologi í v B r n ě . Ve své 
prác i se z a b ý v á m v současné d o b ě pouze nás leduj íc ími o n e m o c n ě n í m i - a t o p i c k ý m e k z é m e m , 
bradavicemi, psor iázou a dysh id rózou . K o m p l e t n í d a t a b á z e však obsahuje dalš í o n e m o c n ě n í , 
z nichž m n o h á byla p o p s a n á v kapitole 2.3. D a t a b á z e však nen í příl iš rozsáh lou co se 
týče j edno t l i vých ka tegor i í , a proto je n u t n é dataset rozšíř i t i o syn te t ické otisky p r s t ů 
vygene rované g e n e r á t o r e m . 

Pro generování syn te t i ckých o t i sků bylo využ i t o p r o s t ř e d í g e n e r á t o r u S F i n G e , syntetic
k ý m o t i s k ů m je ná s l edně vygene rováno o n e m o c n ě n í g e n e r á t o r e m p o p s a n ý m v baka l á ř ské 
prác i Gene rován í o n e m o c n ě n í kůže do syn te t i ckých o t i sků p r s t ů z S F i n G e [52], v baka
lářské p rác i Detekce a klasifikace poškození ot isku prstu s v y u ž i t í m n e u r o n o v ý c h sí t í [57] 
by l g e n e r á t o r ná s l edně upraven a p ř i d á n a funkce a u t o m a t i c k é h o a n o t o v á n í bounding b o x ů 
o n e m o c n ě n í v J S O N fo rmá tu . S v y u ž i t í m tohoto g e n e r á t o r u byla vygene rována o n e m o c n ě n í 
a top ického ekzému, dysh id rózy a bradavic. P r o generování o n e m o c n ě n í psor i ázy b y l využ i t 
ge ne rá to r p o p s a n ý v baka l á ř ské p rác i Gene rován í projevu kožního o n e m o c n ě n í do syntetic
kých o t i sků p r s t ů z g e n e r á t o r u A n g u l i [32]. 

Tabulka 4.1 u d á v á p o č t y z a s t o u p e n í j edno t l i vých ka tegor i í s n í m k ů celkového datasetu 
už i t ého v t é t o d ip lomové prác i . Dalš í d a t a b á z í ž ivých o t i sků p r s t ů je d a t a b á z e amer ické 
organizace N I S T - N á r o d n í insti tut s t a n d a r d ů a technologie. J e d n á se k o n k r é t n ě o N I S T 
Speciá l Database 4, k t e r á obsahuje 4 000 s n í m k ů z í skaných p řevážně z dak ty loskop ických 
karet s n e z n á m ý m i b ě ž n ý m i poškozen ími . Z t é t o d a t a b á z e byly r u č n ě v y b r á n y s n í m k y o t i sků 
p r s t ů , k t e r é nejsou poškozené . Tato čás t datasetu o t i sků p r s t ů byla d o p l n ě n a j e š t ě vyge
ne rovanými syn t e t i ckými s n í m k y z g e n e r á t o r u S F i n G e , k t e r é nebyly poškozeny ž á d n ý m 
o n e m o c n ě n í m . 
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O n e m o c n ě n í R e á l n é otisky S y n t e t i c k é otisky 
A t o p i c k ý e k z é m 286 411 

Bradavice 42 225 
P s o r i á z a 98 271 

D y s h i d r ó z a 96 200 
Bez p o š k o z e n í 1131 400 

Tabulka 4.1: Celkové p o č t y s n í m k ů datasetu 

Celkový dataset je t v o ř e n 3160 sn ímky, reá lné otisky tvoř í 52 ,3% a syn te t ické otisky 
47,7%. Toto z a s t o u p e n í je tedy celkově př ib l ižně r o v n o m ě r n é a je tedy kladen větš í d ů r a z 
na t r énován í modelu na sn ímcích reá lných pac ien tů , kdy o n e m o c n ě n í se ča s to m ů ž e proje
vovat více k o m p l e x n ě než z p ů s o b e m i m p l e m e n t o v a n ý m v g e n e r á t o r u o n e m o c n ě n í do synte
t ických o t i sků p r s t ů . 

Dá le je dataset rozdě len na t rénovac í , va l idační a tes tovac í . N a k o n k r é t n í m t e s tovac ím 
datasetu budou dá le vyhodnoceny všechny experimenty. Jel ikož je pro t r énován í v y b r á n o 
více různých m o d e l ů za ložených na konvolučních n e u r o n o v ý c h sí t ích, dataset b y l rozdě len 
na tyto t ř i p o d m n o ž i n y pouze fixně p ř e d p r v o t n í m t r é n o v á n í m , všechny dalš í modely jsou 
pak n a t r é n o v a n é na s te jných snímcích, aby byly co nej lépe p o r o v n a t e l n é . S n í m k y každé 
kategorie jsou rozdě leny v j i n é m p o m ě r u . P r o r eá lné otisky p r s t ů s o n e m o c n ě n í m jsou 
s n í m k y dě leny v p o m ě r u 60 : 20 : 20 h l avně z d ů v o d u m e n š í h o p o č t u s n í m k ů a vě tš ího p o č t u 
v y h o d n o c e n ý c h s n í m k ů na t e s tovac ím datasetu v r á m c i e x p e r i m e n t ů . Syn te t i cké otisky a 
s n í m k y z d a t a b á z e N I S T jsou pak dě leny v p o m ě r u 80 : 10 : 10. 

Trénovací sada Val idační sada Testovací sada 
O n e m o c n ě n í R e á l n é Synte t i cké R e á l n é Synte t i cké R e á l n é Synte t i cké 
A t o p i c k ý e k z é m 171 328 57 41 58 42 
Bradavice 25 180 8 22 9 23 
Psor iáza 58 216 20 27 20 28 
D y s h i d r ó z a 57 160 19 20 20 20 
Bez poškozen í 904 320 113 40 114 40 

Tabulka 4.2: P o č t y s n í m k ů datasetu pro t rénovac í , va l idační a tes tovac í p o d m n o ž i n y 

4.2 Anotace dat 

K a ž d ý sn ímek je a n o t o v á n v X M L fo rmá tu . P r o anotaci reá lných o t i sků p r s t ů s o n e m o c n ě 
n ími by l uži t program labe l lmg d o s t u p n ý pod M I T l i cenc í 1 . Níže je uveden jeden z p ř í k l a d ů 
anotace s n í m k u s o n e m o c n ě n í m a top ického ekzému: 

<annotation> 
<folder>atopic_png</folder> 
<filename>atopic_eczema_FP_00008.png</filename> 
<path>D:\images\atopic_png\atopic_eczema_FP_00008.png</path> 
<source> 

<database>Unknown</database> 
</source> 

x h t t p s : //github.com/tzutalin/labellmg 
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<size> 
<wiďth>527</wiďth> 
<height>597</height> 
<depth>K/depth> 

</size> 
<segmented>0</segmented> 
<object> 

<name>atopic</name> 
<pose>Unspecified</pose> 
<truncated>0</truncated> 
<difficult>0</difficult> 
<bndbox> 

<xmin>13</xmin> 
<ymin>297</ymin> 
<xmax>159</xmax> 
<ymax>332</ymax> 

</bndbox> 
</object> 

</annotation> 

S n í m k y z ískané g e n e r á t o r e m dysh id rózy a bradavic obsahuj í anotaci bounding b o x ů one
m o c n ě n í v J S O N fo rmá tu : [{"Type": "wart", " p l " : [126, 232], "p2": [198, 304]}] 

Pro p o t ř e b y p r á c e byly tyto anotace v J S O N f o r m á t u pro generování o n e m o c n ě n í dyshi
d rózy a bradavic p ř evedeny do X M L f o r m á t u . X M L formát mimo j iné obsahuje důlež i té 
informace oh ledně pozice j edno t l i vých bounding b o x ů (<xmin>, <ymin>, <xmax> a <ymax>) 
a n á z v u d a n é t ř í d y o n e m o c n ě n í (<name>). 

4.3 Předzpracování otisků p r s tů 

Všechny otisky prstu byly p ř e d s a m o t n ý m z a č á t k e m t r énován í konvoluční neu ronové sí tě 
p ředzpracovány . Sedo tónové s n í m k y jsou norma l i zovány (viz ob rázek 4.2). J e d n á se o me
todu, k t e r á m á za účel sníži t rozptyl š edo tónových hodnot p o d é l h ř e b e n ů a údol í a usnadnit 
tak dalš í zp racován í [24]. P a p i l á r n í linie jsou obecně po apl ikaci normalizace více v id i te lné 
a lépe rozezna te lné . 

O b r á z e k 4.1: Sn ímek a top ického ekzému O b r á z e k 4.2: Norma l i zovaný obraz 

Nás l edně je obraz p r a h o v á n p o m o c í metody Otsu (viz ob rázek 4.3). Rozd í l em t é t o me
tody na rozdí l od g lobá ln ího p r a h o v á n í je pr incip v ý b ě r u prahu. P ř i g lobá ln ím p r a h o v á n í je 
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tento p r á h k o n s t a n t n í pro všechny s n í m k y (obvykle hodnoty 127), O t su metoda tento p r á h 
zjišťuje spec iá lně pro k a ž d ý sn ímek , k o n k r é t n ě podle histogramu. Je tedy nalezen o p t i m á l n í 
p r á h d íky pr inc ipu minimalizace váženého v n i t r o t ř í d n í h o rozptylu [40]. 

Obraz je s egmen tován s v y u ž i t í m morfologických operac í . Ze s n í m k u je tedy v y b r á n 
pouze otisk prstu a p o z a d í zůs t ává bílé. Mnoho s n í m k ů d a t a b á z e p o c h á z í z daktylosko
pických karet, k t e r é jsou naskenované - p o z a d í je tedy různých variant, jeho podoba nen í 
p o t ř e b n á př i da lš í ana lýze , a proto je t í m t o z p ů s o b e m o d s t r a n ě n o . Morfologické operace 
jsou operacemi, k t e r é mohou bý t provedeny na b i n á r n í m obrazu s loženém z pixelů dvou 
možných barev (obvykle černobí lé s n í m k y ) . K a ž d á morfologická operace využ ívá dva vstupy 
- or ig iná ln í obraz a j á d r o . Z á k l a d n í m i operacemi jsou eroze a dilatace. Eroze slouží k od
s t r a n ě n í a z t enčen í hranic objektu. J á d r o je ap l ikováno na pixely obrazu s t e jným pr incipem 
jako 2D konvoluce - p ixel v p ů v o d n í m o b r á z k u (hodnoty 0 nebo 1) bude považovaný za 1 
pouze v p ř í p a d ě , pokud všechny pixely pod j á d r e m jsou hodnoty 1, j inak je nastaven na hod
notu 0. Dilatace je opakem eroze, kdy je pixel obrazu nastaven na hodnotu 1, pokud a s p o ň 
jeden pixel pod j á d r e m je hodnoty 1. L in ie objektu v p o p ř e d í se s távaj í si lnějšími [41]. 

O b r á z e k 4.3: O t su p r a h o v á n í O b r á z e k 4.4: Z í skaná maska 

Pro p ř e d z p r a c o v á n í o t i sků p r s t ů bylo využ i to j á d r o o velikosti 51 x 51 a morfologická 
operace morfologického o t ev řen í - metoda eroze nás l edována d i la tac í . Morfologické o t ev řen í 
je v h o d n ý m p ř í s t u p e m pro o d s t r a n ě n í š u m u v obrazu, v n a š e m p ř í p a d ě se bude jednat 
o v y p l n ě n í svě t lých ob las t í mezi p a p i l á r n í m i l in iemi , tak aby vzn ik la maska určuj ící pozici 
otisku prstu (viz ob rázek 4.4). P ů v o d n í sn ímek a z í skaná maska jsou seč teny - výs ledkem 
je p ř e d z p r a c o v a n ý ot isku prstu s b í lým p o z a d í m (viz ob rázek 4.5). 

O b r á z e k 4.5: Výs ledný p ř e d z p r a c o v a n ý sn ímek 
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4.4 Použi té metody pro detekci a klasifikaci 

Cílem t é t o p r á c e je analyzovat více různých p ř í s t u p ů pro detekci a klasifikaci o n e m o c n ě n í 
o t i sků p r s t ů - bude e x p e r i m e n t o v á n o s mnoha typy de tekčn ích m o d e l ů p o p s a n ý c h v kapi
tole 3.8. K o n k r é t n ě byly v y b r á n y následuj íc í modely, bude b r á n ohled na e x p e r i m e n t o v á n í 
pro r ů z n é p ř í s t u p y k detekci i varianty p á t e ř n í c h sítí: 

. S S D Mobi leNet V 2 F P N L i t e 320x320, 

. S S D ResNet50 V I F P N 640x640 (RetinaNet50), 

. Faster R - C N N ResNet50 V I 640x640, 

. Faster R - C N N R e s N e t l O l V I 640x640, 

. EfficientDet DO 512x512, 

. EfficientDet D l 640x640, 

. CenterNet HourGlas s l04 512x512, 

. CenterNet R e s n e t l O l V I F P N 512x512. 

4.4.1 T e n s o r F l o w a T e n s o r F l o w M o d e l G a r d e n 

TensorFlow je open-source knihovnou zaměřuj íc í se na s t ro jové učení . Umožňu je efekt ivně 
p rovádě t n ízkoúrovňové t enzorové operace na C P U , G P U a T P U (Tensor Processing U n i t ) . 
Je schopna škálovat v ý p o č t y s v y u ž i t í m mnoha zař ízení ( nap ř . clustery se s tovkami G P U ) . 
Keras je vysokoúrovňové A P I knihovny TensorFlow - klade d ů r a z na už iva te l skou př ívě t i 
vost a n e z b y t n é abstrakce - umožňu je s n a d n ý m z p ů s o b e m s tavě t modely s t ro jového učení 
pro rozl ičné ú lohy [30]. 

TensorFlow M o d e l Garden je knihovnou dostupnou pod licencí Apache 2.0. Obsahuje 
implementace state-of-the-art řešení m o d e l ů a poskytuje mimo j iné podporu pro detekci a 
klasifikaci o b j e k t ů - TensorFlow 2 Detect ion M o d e l Z o o 2 [60]. Všechny modely byly před-
t r é n o v á n y na C O C O 2017 datasetu 3 - jednom z nej užívanějš ích d a t a s e t ů s t ro jového učení . 
Tento dataset obsahuje více jak 200 000 a n o t o v a n ý c h s n í m k ů řazených do 80 ob jek tových 
kategor i í , k a ž d ý objekt je p o t é za řazen t a k é do subkategorie - n a p ř . objekty ka tegor i í 
bicycle, car, motorcycle, airplane, bus, train, truck nebo boat jsou za řazeny do superkatego-
rie vehicle [49]. 

4.4.2 N a č í t á n í a konfigurace m o d e l u 

K a ž d ý z de tekčn ích m o d e l ů z knihovny TensorFlow M o d e l Garden obsahuje konf igurační 
soubor s n á z v e m pipeline. conf ig. Tento soubor m á mnoho p a r a m e t r ů v h o d n ý c h pro dalš í 
expe r imen tován í . P r o k a ž d é t r énován í je n u t n é s p r á v n ě specifikovat h l avně následuj íc í pa
rametry: 

• num_classes - poče t t ř í d (v t é t o p rác i hodnoty 4 pro k a ž d é z o n e m o c n ě n í - a top ický 
ekzém, bradavice, dysh id róza , p so r i áza ) , 

2 h t t p s : //github.com/tensorf low/models/blob/master/research/object_detection/g3doc/ 
t f 2_detection_zoo.md 

3https://cocodataset.org 
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fine_tune_checkpoint - cesta k p ů v o d n í m u p ř e d t r é n o v a n é m u modelu na C O C O 
datasetu nebo cesta k již dř íve n a t r é n o v a n é m modelu na z a d a n é úloze, 

num_steps - p o č e t t rénovac ích k roků , 

f ine_tune_checkpoint_type - parametr n a s t a v e n ý na hodnotu "detection" p ř i na
č í tán í p ů v o d n í h o p ř e d t r é n o v a n é h o checkpointu nebo " f u l l " p ř i pok račován í t r énován í 
z checkpointu z í skaného z t r énován í na s te jné úloze, 

label_map_path - cesta k pbtxt souboru zaznamenáva j í c í už i té n á z v y t ř í d (s tejné 
jako v xml ano tac í ch ) a jejich číselné indexy, v t é t o p rác i m á soubor následuj íc í fo rmát : 

item { 
name:'atopic' 
i d : l 

} 

item { 
name:'verruca' 
i d : 2 

} 

item { 
name:'dysh' 
i d : 3 

} 

item { 
name:'psor' 
i d : 4 

} 

• train_input_reader - input_path - cesta k t r én o v ac ímu datasetu ve f o r m á t u T F 
(TensorFlow) record, 

• eval_input_reader - input_path - cesta k va l idačn ímu datasetu ve f o r m á t u T F 
record. 

Pro t r énovac í a va l idační dataset je t ř e b a vy tvo ř i t tzv. T F records, k t e r é obsahuj í 
v s t u p n í o b r á z k y r ep rezen tované v bytech, a n o t o v a n é pozice bounding b o x ů s t ř í d a m i a 
dalš í d o d a t e č n é informace. P r o konverzi datasetu s X M L anotacemi do T F records b y l vy
uži t P y t h o n skript autora Nicholase Renotte . Trénovací dataset je d o s t u p n ý v souboru 
train.record a va l idační dataset je u ložen v souboru val.record. T F records pro t r éno 
vání všech t y p ů m o d e l ů jsou t o t o ž n é , s te jně jako tes tovac í dataset pro v y h o d n o c e n í expe
r i m e n t ů . 

4.4.3 T r é n o v á n í m o d e l u a n á s l e d n á predikce 

P r o t r énován í bylo využ i t o p r o s t ř e d í Google Colab P ro s G P U T 4 a P100. P ř i ná s l edné pre
dikci je v y b r á n o v k a ž d é m obrazu 100 bounding b o x ů s ne jvyšš ím skóre jistoty, uživatel i je 
p o t é vykresleno 20 bounding b o x ů s a s p o ň 3 0 % m í r o u j is toty pro klasifikaci. Současně jsou 
do t e x t o v é h o souboru z a p s á n y i informace o j edno t l i vých nejj istějších predikcích . Nás l edně 

4 h t t p s : //github.com/nicknochnack/GenerateTFRecord/blob/main/generate_tf record.py 
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je t ř e b a model vyhodnot i t na t e s tovac ím datasetu na zák l adě n a p ř . p ř e k r y v u a n o t o v a n ý c h 
a p red ikovaných bounding b o x ů a sp r ávnos t i klasifikované t ř í d y o n e m o c n ě n í nebo p o m o c í 
dalš ích technik (viz sekce 4.5). 

4.5 Výs tup detekce a klasifikace onemocnění otisků p r s tů 

V ý s t u p e m detekce a klasifikace o n e m o c n ě n í o t i sků p r s t ů je konzolová aplikace umožňuj íc í 
nač t en í , konfiguraci a t r énován í v y b r a n é h o modelu ať už od p o č á t k u , nebo od u v e d e n é h o 
checkpointu. S n í m k y z t e s tovac ího datasetu jsou nás l edně p red ikovány n a t r é n o v a n ý m mode
lem a jsou vykresleny bounding boxy s klasifikací a klas i f ikačním skóre j is toty pro d a n é one
m o c n ě n í (viz p ř í k l ady v př í loze A ) . Výs ledky predikce jsou z a p s á n y do t e x t o v é h o souboru, 
nás l edně je na t es tovac í s adě ohodnocena i p ře snos t modelu, výs ledky evaluace pro celý 
tes tovac í dataset jsou z a p s á n y do csv souboru. P ř i t r énován í modelu je m o ž n é vizualizovat 
metr iky v p r o s t ř e d í TensorBoard. Uživa te l m ů ž e t a k é p ř e d z a č á t k e m t r énován í m ě n i t různé 
parametry modelu v konf iguračn ím souboru pipeline. config. V kapitole 5 jsou uvedeny 
parametry, se k t e r ý m i bylo e x p e r i m e n t o v á n o . 

P ř i predikci se do souboru predictions.txt zapisuj í informace o predikc ích se skóre 
j istoty a s p o ň 30%: 

FILE NAME: atopic_eczema_FP_00183.png 
DETECTIONS: 

CLASS: atopic eczema 
DETECTION SCORE: 98.44 % 
CLASS: atopic eczema 
DETECTION SCORE: 89.35 % 
CLASS: atopic eczema 
DETECTION SCORE: 80.77 % 
CLASS: atopic eczema 
DETECTION SCORE: 78.55 % 
CLASS: atopic eczema 
DETECTION SCORE: 76.88 % 
CLASS: atopic eczema 
DETECTION SCORE: 67.33 % 
CLASS: atopic eczema 
DETECTION SCORE: 62.71 % 

4.6 Vyhodnocovací metriky 

Úspěšnos t n a t r é n o v a n é h o modelu je vyhodnocena na t e s tovac ím datasetu. P r o evaluaci bylo 
v y b r á n o několik metrik, k t e r é jsou p o č í t á n y pro celý tes tovac í dataset i jeho r ů z n é podkate-
gorie. J e d n á se o podkategorie j edno t l i vých o n e m o c n ě n í i typu r eá lného nebo syn te t i ckého 
otisku prstu. 

Uži té eva luačn í metr iky jsou následující : 

• Test správně detekované plochy - Tato metr ika u d á v á p r o c e n t u á l n í velikost dete
kované plochy vzhledem ke v š e m a n o t o v a n ý m bounding b o x ů m . P o k u d by byla tedy 
hodnota metr iky 100 %, pak by všechny de t ekované bounding boxy byly i s p r á v n ě pre
dikovány modelem. P r inc ipem implementace tohoto testu je v y p o č í t á n í p r ů n i k u všech 
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de tekovaných a a n o t o v a n ý c h p ixe lů bounding b o x ů . P r o t o ž e otisky prs tu bez poško
zení nema j í ve svém a n o t a č n í m souboru ž á d n o u zapsanou anotaci, neobsahu j í to t iž 
bounding box s j a k ý m k o l i v o n e m o c n ě n í m , př i predikci j akéhokol iv bounding boxu 
o n e m o c n ě n í n a t r é n o v a n ý m modelem je výs ledek tohoto testu 0 %, naopak pokud nen í 
p red ikován ž á d n ý bounding box, pak je výs ledek 100%. 

Test s p r á v n ě d e t e k o v a n é a k l a s i f i k o v a n é plochy - Tento test je p o d o b n ý testu 
sp rávně de t ekované plochy. Rozd í l em je, že se vedle s p r á v n é detekce p o č í t á i s t í m , 
zda je d a n ý bounding box s p r á v n ě klasifikovaný do t ř í d y o n e m o c n ě n í - a top ického 
ekzému, dyshidrózy , psor iázy nebo bradavic. 

Test n e d e t e k o v a n é plochy - J e d n á se o p r o c e n t u á l n í velikost plochy a n o t o v a n ý c h 
bounding boxů , k t e r á př i evaluaci nebyla n a t r é n o v a n ý m modelem de tekována . 

Test d e t e k o v a n é plochy n a v í c - Tento test u d á v á p r o c e n t u á l n í z a s t o u p e n í p ixelů 
p red ikovaných bounding boxů , k t e r é byly de tekovány nav íc vzhledem ke v š e m pre-
d ikovaným bounding b o x ů m . P o k u d by tedy n a p ř . hodnota t é t o metr iky byla 30%, 
pak 30 % plochy všech p red ikovaných bounding b o x ů nebylo a n o t o v á n o . Implementace 
využ ívá rozdí lu p ixe lů p red ikovaných bounding b o x ů a pixelů a n o t o v a n ý c h bounding 
boxů . 

Test d e t e k o v a n é plochy n a v í c se s p r á v n o u k l a s i f i k a c í - Tento test je p o d o b n ý 
testu de t ekované plochy navíc , avšak p o č í t á pouze s predikovanou plochou, k t e r á byla 
sice d e t e k o v a n á navíc , av šak s p r á v n ě klasif ikovaná do t ř í d y o n e m o c n ě n í d a n é h o ot isku 
prstu. 

Test p r ů m ě r n é h o s k ó r e detekce pro s p r á v n ě detekovanou plochu - N a t r é n o 
vaný model predikuje bounding boxy s n a s t a v e n ý m skóre detekce a s p o ň 30%. Tato 
hodnota u d á v á m í r u j is toty n a t r é n o v a n é h o modelu o za řazen í bounding boxu právě 
do d a n é t ř ídy . P o tomto p r a h o v é m vyfi l t rování je z í skáno skóre detekce pro k a ž d ý 
sp rávně de t ekovaný pixel . D a n ý pixel m ů ž e však bý t součás t í více p red ikovaných boun
ding b o x ů s r ů z n ý m skóre detekce, v tomto p ř í p a d ě je p o č í t á n o s ne jvyšš ím m o ž n ý m 
skóre detekce ze všech m o ž n ý c h v ý s k y t ů . N á s l e d n ě jsou všechny s p r á v n ě de tekované 
pixely a jejich de t ekčn í skóre seč teny a je v y p o č t e n p r ů m ě r . 

Test p r ů m ě r n é h o s k ó r e detekce pro s p r á v n ě detekovanou a klasifikovanou 
plochu - Tato metr ika je o b d o b n á jako metr ika p r ů m ě r n é h o skóre detekce pro sp rávně 
detekovanou plochu. Pouze jsou opě t p ř e d e m vyfi l t rovány nejen s p r á v n ě de tekované 
pixely, ale i s p r á v n ě klasifikované do t ř í d y o n e m o c n ě n í . 

N o r m a l i z o v a n á I o U (Intersection over Union) - I oU je už ívanou metrikou, k t e r á 
p o č í t á p r o c e n t u á l n í p ř e k r y v p red ikovaných a a n o t o v a n ý c h bounding b o x ů . P ro tento 
v ý p o č e t by l využ i t nás leduj íc í postup - P ro k a ž d o u predikci je s p o č í t á n a metr ika 
IoU a je u ložena nejvyšší hodnota t é t o metr iky s j a k ý m k o l i v a n o t o v a n ý m bounding 
boxem. N á s l e d n ě je vykreslen histogram pro celý tes tovac í dataset s normalizova
nými p o č t y [23]. P ř í k l a d tohoto v ý s t u p u je uveden na o b r á z k u 4.6. His togram by měl 
ideálně n a b ý v a t ne jvě tš ího p o č t u bounding b o x ů s a s p o ň 5 0 % - 6 0 % p ř e k r y v e m . 
Z p ř í k l a d u histogramu na o b r á z k u 4.6 je zře jmé, že nejčetněj i je p red ikovaný boun
ding box p ř e k r y t s n ě k t e r ý m z a n o t o v a n ý c h bounding b o x ů z př ib l ižně 80%. Ot i sky 
bez poškození maj í normalizovanou hodnotu IoU vždy 0, p r o t o ž e neobsahu j í ž á d n é 
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a n o t o v a n é bounding boxy, se k t e r ý m i by mohlo bý t p o č í t á n o p ř e k r y t í . P r o k a ž d o u 
z ka tegor i í datasetu je ná s l edně p o č í t á n a nejčetnějš í hodnota t é t o metriky. 

Normalized loU Distributions 

Norma l i zed lo l l ( In tersect ion ove r Union Score) 

O b r á z e k 4.6: His togram normal i zované I o U 

K a ž d ý obraz t es tovac ího datasetu je eva luován p o m o c í t ě c h t o metrik a na konci b ě h u 
skr iptu se uživate l i zobraz í p r ů m ě r n é hodnoty všech metrik pro celý t es tovac í dataset. Met 
r iky jsou zobrazeny pro následuj íc í kategorie - a top i cký ekzém ( reá lné a syn te t i cké otisky), 
a top ický ekzém (reá lné otisky), a t op i cký ekzém (synte t ické otisky), bradavice ( reá lné a syn
te t ické otisky), bradavice ( reá lné otisky), bradavice (synte t ické otisky), d y s h i d r ó z a ( reálné 
a syn te t ické otisky), d y s h i d r ó z a ( reá lné otisky), d y s h i d r ó z a (synte t ické otisky), psor iáza 
( reálné a syn te t i cké otisky), p so r i áza ( reá lné otisky), pso r i áza (synte t ické otisky), zdravé 
otisky bez poškozen í ( reá lné a syn te t i cké otisky), zd ravé otisky bez poškozen í ( reá lné otisky), 
zdravé otisky bez poškození ( synte t ické otisky), všechny s n í m k y ( reá lné a syn te t ické otisky), 
všechny s n í m k y ( reá lné otisky), všechny s n í m k y (synte t ické otisky). T y t o metr iky jsou vy
p s á n y uživate l i do t e r m i n á l u a ná s l edně t a k é z a p s á n y do csv souboru. 
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Kapitola 5 

Experimenty 

Následuj íc í kapi tola shrnuje experimenty s osmi v y b r a n ý m i modely z m í n ě n ý m i v sekci 4.4. 
Exper imenty jsou rozdě leny do sekcí na zák ladě d a n é h o p ř í s t u p u pro detekci o b j e k t ů -
SSD, Faster R - C N N , EmcientDet a CenterNet. K a p i t o l a dá le popisuje parametry z kon
f iguračního souboru k a ž d é h o z m o d e l ů pipeline. conf ig, u k t e r ý c h byly jejich hodnoty 
up ravovány b ě h e m e x p e r i m e n t ů . Nakonec jsou experimenty p o r o v n á n y a jsou v y b r á n y nej-
vhodně j š í modely pro zadanou úlohu. 

5.1 Parametry modelu pro experimentování 

K a ž d ý z m o d e l ů by l t r é n o v á n m i n i m á l n ě d v a k r á t - p o p r v é s p ů v o d n í m i parametry uve
d e n ý m i v konf iguračn ím souboru ( m a x i m á l n ě došlo ke z m ě n ě p o č t u t rénovac ích k r o k ů ) . 
Nás l edně byly u t ěch to p r v o t n í c h t r énován í zj iš těny eva luačn í metr iky modelu. P o t é byly 
s te jné modely t r é n o v á n y p o d r u h é , s u p r a v e n ý m i parametry za cí lem zlepšení výs ledků v po
rovnán í s p r v o t n í m t r é n o v á n í m . T y t o modely byly obvykle t r é n o v á n y vyšší p o č e t t rénovac ích 
k roků , avšak muselo bý t d b á n o na p r o b l é m m o ž n é h o p ř e t r é n o v á n í modelu h l avně z d ů v o d u 
datasetu menš í velikosti . Z m ě n a hodnot u p r a v e n ý c h p a r a m e t r ů vycháze la čas to z n ě k t e r ý c h 
p ř íbuzných vědeckých č lánků , č a s to bylo snahou zachování p o m ě r o v ě p o d o b n ý c h velikostí 
p a r a m e t r ů ( a s p o ň co se týče jejich ř á d ů ) jako u p ů v o d n í c h n a s t a v e n í v konf iguračn ím sou
boru. 

B ě h e m e x p e r i m e n t ů byly obvykle u p r a v o v á n y následuj íc í atributy: 

• 1 2_regularizer - weight - L 2 regularizace (viz sekce 3.5.4) je p ř í k l a d e m j e d n é 
z regular izac í n e u r o n o v ý c h sít í , k t e r é ma j í za cíl sníži t s loži tost modelu a předej í t 
p ře t r énován í . J e d n á se o jednu z nejdůleži tě jš ích regula r izačn ích technik, avšak ča s to 
neoptimalizovanou a nastavenou na obecnou hodnotu n a p ř . 5e —5 nebo l e — 5. P ro ex
p e r i m e n t o v á n í m o d e l ů s u p r a v e n ý m i parametry byla v y u ž i t a hodnota 3e — 4, uvedena 
jako jedna z p o t e n c i á l n ě v h o d n ý c h hodnot už i t á pro experimenty s v y u ž i t í m C I F A R 1 0 
datasetu v č l ánku [46]. 

• learning_rate - learning_rate_base - Všechny modely s vý j imkou CenterNet 
Hourglass využívaj í p o s t u p n é snižování learning rate s v y u ž i t í m cosinového sestupu. 
Learning rate rjt pro k a ž d ý t r énovac í krok i je def inována nás ledovně [35]: 

1 T 
Vt = Vlnin + l^jLax ~ 77mm)( 1 + COs(-^-ir)) (5.1) 
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Parametry ril

min a rfmax udáva j í rozsah learning rate, Tcur je a k t u á l n í p o č e t již prove
dených t rénovac ích k roků . P o k u d Tcur = Ti, pak v ý s t u p cosinové funkce bude n a b ý v a t 
hodnoty — l a zároveň rjt = rfmin [35]. Konf igurační parametr learning_rate_base 
u d á v á p r á v ě m a x i m á l n í hodnotu learning rate cosinového sestupu. P ř i ú p r a v ě para
m e t r ů modelu p ř i využ i t í cosinového sestupu byla zvolena hodnota 0,03 nebo 0,003, 
se k t e r ý m i bylo e x p e r i m e n t o v á n o v č l ánku [33]. 

• learning_rate - total_steps - U d á v á celkový p o č e t k roků , po k t e r ý je cosinový 
sestup i s v y u ž i t í m warmup fáze p rováděn . P ř i t r énován í t é t o p r á c e je tato hodnota 
vždy t o t o ž n á s hodnotou num_steps [11]. 

• learning_rate - warmup_learning_rate - Hodnota veličiny learning_rate_base 
musí bý t větš í nebo rovna h o d n o t ě warmup_learning_rate. Tzv . warmup fáze t r v á 
několik p rvn í ch t rénovac ích k roků a využ ívá se z d ů v o d u problematiky vysoké chy
bovosti na p o č á t k u t r énován í . Hodnota learning rate je p o s t u p n ě l ineárně zvyšována 
z hodnoty warmup_learning_rate do hodnoty learning_rate_base [11]. P ř i expe
rimentech s ú p r a v o u konf iguračních p a r a m e t r ů byla tato hodnota volena 0,003 nebo 
0,0003, kdy byla hodnota warmup_learning_rate o jeden ř á d nižší vzhledem k zvo
lené learning_rate_base, t a k é vzhledem k pravidlu p ř i jejich v z á j e m n é m p o r o v n á n í . 

• learning_rate - warmup_steps - Tato hodnota u d á v á p o č e t t rénovac ích k roků war
mup fáze. P ř i ú p r a v ě hodnoty by l obvykle zvyšován p o č e t k r o k ů warmup fáze společně 
se zvyšován ím celkového p o č t u t rénovac ích k roků . 

• num_steps - Tento parametr u d á v á celkový p o č e t t rénovac ích k roků . P ř i t r énován í 
s u p r a v e n ý m i parametry by l p o č e t zvyšován za úče lem p o t e n c i á l n í h o snižování chy
bové funkce a zlepšení p ře snos t i n a t r é n o v a n é h o modelu. 

Speciá lně pro modely Faster R - C N N byly upraveny v r á m c i e x p e r i m e n t ů následuj íc í 
parametry: 

• f irst_stage_max_proposals, max_total_detections - T y t o parametry udáva j í po
čty z j iš těných v h o d n ý c h regionů pro detekci a klasifikaci a n á s l e d n ě p o č e t finálních 
detekcí . V p ů v o d n í m konf iguračn ím souboru ma j í tyto a t r ibuty hodnotu 300. Bě
hem e x p e r i m e n t ů bylo p o d o b n ě jako v č lánku [26] využ i to snížení p o č t u po tenc i á lně 
v h o d n ý c h ob las t í pro detekci a klasifikaci pro m o ž n é snížení v ý p o č e t n í s loži tost i . E x 
p e r i m e n t á l n ě byly tyto dvě metr iky nastaveny na hodnotu 250. 

• use_dropout, dropout_keep_probability - T y t o parametry slouží pro na s t aven í 
regu la r izačn í techniky dropout p o p s a n é v sekci 3.5.4. Parametr use_dropout udává , 
zda bude b ě h e m t r énován í dropout použi tý , dropout_keep_probability je pak na
stavena na p r a v d ě p o d o b n o s t , se kterou ma j í bý t neurony zachovány, b ě h e m experi
m e n t ů je tato hodnota nastavena na 0,5 - tato hodnota byla p o t e n c i á l n ě o z n a č e n a 
za vhodnou na zák ladě studie v č l ánku [5], k t e r ý obsahuje p ř ík l ady už i t í dropout 
v někol ika vědeckých po j ednán í ch . 

5.2 Experimenty s jednot l ivými př ís tupy pro detekci objektů 

Následuj íc í sekce je rozdě lena na zák ladě v y b r a n é h o modelu z hlediska v y b r a n é h o p ř í s t u p u 
pro detekci. P ro k a ž d ý v y b r a n ý model jsou pak uvedeny parametry konf iguračního souboru, 
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k te r é byly upravovány . N á s l e d n ě jsou vyobrazeny tabulky n ě k t e r ý c h z eva luačních metrik 
- test s p r á v n ě de tekované a klasifikované plochy pro j edno t l ivá o n e m o c n ě n í , ot isky prstu 
bez poškození a celkové p r ů m ě r n é výs ledky pro celý tes tovac í dataset, pouze synte t ické 
otisky prstu a pouze reá lné otisky prstu, test skóre detekce s p r á v n ě de t ekované a klasifiko
vané plochy pro j edno t l ivá o n e m o c n ě n í , test de t ekované plochy navíc , nejčetnějš í hodnota 
metr iky IoU pro j edno t l ivá o n e m o c n ě n í a doba t r énován í . 

Sloupce j edno t l i vých o n e m o c n ě n í udáva j í v ž d y jak reá lné , tak syn te t i cké otisky prstu 
z d a n é kategorie. K a ž d ý n a t r é n o v a n ý model obsahuje csv soubor, k t e r ý obsahuje de ta i ln í 
výs ledky a dalš í z metrik i pro kategorie pouze reá lných nebo syn te t i ckých o t i sků p r s t ů 
pos t i žených d a n ý m o n e m o c n ě n í m . Tento soubor obsahuje t a k é dalš í dílčí metr iky (např . 
test s p r á v n ě de t ekované plochy, k t e r á nebere v potaz s p r á v n ý výs ledek klasifikace atd.). 

5.2.1 E x p e r i m e n t y s m o d e l y S S D 

P r o experimenty byly využ i ty dva z á s t u p c i de t ekčn ího p ř í s t u p u S S D - S S D Mobi leNet o ve
likosti v s t u p n í h o obrazu 320 x 320 p ixe lů a S S D ResNet-50 pracuj íc í se vstupem o velikosti 
640 x 640 pixelů. N a s t a v e n í p a r a m e t r ů pro S S D Mobi leNet je uvedeno v tabulce 5.1. I d íky 
sku tečnos t i , že ze všech v y b r a n ý c h m o d e l ů pracuje S S D Mobi leNet se vs tupem o nejnižš ím 
rozlišení a t rénovac í doba je n ízká , by l př i d r u h é m t r énován í z d v o j n á s o b e n p o č e t t rénovac ích 
k roků . 

I D num steps lr base warmup lr warmup steps 12 weight 
1 50 000 0,08 0,026666 1000 4e-05 
2 100 000 0,03 0,003 2 500 3e-04 

Tabulka 5.1: Z m ě n y p a r a m e t r ů pro S S D Mobi leNet 

Tabulky 5.2 a 5.3 obsahuj í p r ů m ě r n é hodnoty metr iky s p r á v n ě de t ekované a klasifiko
vané plochy pro otisky p r s t ů s poškozen ím, otisky p r s t ů bez poškození a celkové shrnuj íc í 
s tat ist iky pro celý t es tovac í dataset. P ř i d r u h é m t r énován í po větš í hodnotu t rénovac ích 
k roků a ú p r a v ě p a r a m e t r ů byla z lepšena tato metr ika pro všechna o n e m o c n ě n í s výj im
kou a top ického ekzému. M o d e l se tedy tato o n e m o c n ě n í učí klasifikovat a detekovat s tá le 
přesněj i . Avšak př i de lš ím t r énován í S S D Mobi leNet zač íná n e s p r á v n ě predikovat m o ž n á 
o n e m o c n ě n í o t i s k ů m p r s t ů bez poškození . P ř i ana lýze výs ledků predikc í je pak zj iš těno, že 
v t é t o situaci nejčastěj i n e s p r á v n ě model predikuje o n e m o c n ě n í a top ického ekzému. 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a Bez p o š k o z e n í 
1 52,469 84,605 75,999 69,925 79,221 
2 51,427 86,219 78,173 75,198 66,234 

Tabulka 5.2: Test s p r á v n ě de t ekované a klasifikované plochy pro S S D Mobi leNet 

I D C e l k o v ě ( r e á l n é , s y n t e t i c k é ) C e l k o v ě ( r e á l n é ) C e l k o v ě ( s y n t e t i c k é ) 
1 70,991 68,226 74,984 
2 66,412 60,861 74,43 

Tabulka 5.3: Test s p r á v n ě de t ekované a klasifikované plochy pro S S D Mobi leNet 

Tabulka 5.4 zobrazuje p r ů m ě r n é skóre detekce pro s p r á v n ě klasifikovanou a detekovanou 
plochu. V t é t o si tuaci by m ě l a teoreticky se zvyšuj íc ím se p o č t e m t rénovac ích k roků rů s t 
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i j i s tota modelu predikovat d a n é bounding boxy do t ř í d o n e m o c n ě n í . P ř i t r énován í S S D 
Mobi leNet je tato teorie potvrzena a m í r a j is toty je pro v šechna o n e m o c n ě n í př i d r u h é m 
t r énován í vyšší . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
1 49,998 84,249 74,176 68,924 
2 54,011 86,281 77,048 73,426 

Tabulka 5.4: Test skóre detekce s p r á v n ě de t ekované a klasifikované plochy pro S S D M o b i 
leNet 

P ř i d r u h é m t r énován í došlo k zvýšení detekce n e a n o t o v a n é plochy pro všechna one
m o c n ě n í k r o m ě dysh id rózy (viz tabulka 5.5). M o d e l př i d r u h é m t r énován í s u p r a v e n ý m i 
parametry m á větš í tendence detekovat plochu navíc ze jména pro o n e m o c n ě n í psoriázy. 
Naopak pro bradavice je obecně p red ikována ne jmenš í n e a n o t o v a n á plocha - zhruba pouze 
8% celkové p red ikované plochy nen í zá roveň a n o t o v a n é . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
1 24,093 8,105 19,216 16,673 
2 27,002 8,954 14,698 20,489 

Tabulka 5.5: Test de t ekované plochy navíc pro S S D Mobi leNet 

Tabulka 5.6 obsahuje nejčetnějš í m a x i m á l n í p ř e k r y v y p red ikovaného bounding boxu a 
a n o t o v a n ý c h bounding boxů . O b e c n ě nej vě tš í p ř e k r y v y ma j í bradavice - p ř ib l ižně 90%. 
P ř i de l š ím učen í modelu by teoreticky mělo doj í t ke zvýšení hodnot p ř e k r y v u , kdy predi
kované a a n o t o v a n é bounding boxy ma j í s t á le vyšší hodnotu p ř e k r y t í a p r o b í h á přesnějš í 
lokalizace. Avšak př i t r énován í s u p r a v e n ý m i parametry došlo ke zvýšení ne jče tnějš ího pře 
k r y v u pouze pro dysh id rózu . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
1 0,7 0,9 0,7 0,6 
2 0,7 0,9 0,8 0,6 

Tabulka 5.6: Nejčetnějš í hodnota IoU pro S S D Mobi leNet 

Jak je z tabulky 5.7 p a t r n é , t r énován í s p ů v o d n í m i parametry n a s t a v e n ý m i v konfigurač
n í m souboru je velmi rychlé a v p r o s t ř e d í Google Colab P r o trvalo pouze př ib l ižně hodinu. 
P ř i d v o j n á s o b n é m navýšen í p o č t u t rénovac ích k r o k ů se pak p o t ř e b n á doba pro t r énován í 
zdvojnásobi la . Delší t r énován í s u p r a v e n ý m i parametry př ines lo v ý h o d y h l av n ě pro metr iku 
p r ů m ě r n é h o skóre detekce, př i dalš ích testech však už nedoš lo k v ý r a z n é m u zlepšení . 

I D T r é n o v a c í doba 
1 1 h 17 m i n 
2 2 h 34 m i n 

Tabulka 5.7: Trénovací doba pro S S D Mobi leNet 

Da l š ím modelem využívaj íc ího pro detekci o b j e k t ů p ř í s t u p u S S D b y l model s p á t e ř n í sítí 
ResNet-50 a obrazem o v s t u p n í c h rozměrech 640 x 640 pixelů . Parametry byly nastaveny 
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o b d o b n ý m z p ů s o b e m jako u p ředchoz ího modelu, avšak p o č e t t r énovac ích k r o k ů b y l n a v ý š e n 
pouze o 10 000 (viz tabulka 5.8). 

I D num steps lr base warmup lr warmup steps 12 weight 
3 25 000 0,04 0,013333 2 000 0,0004 
4 35 000 0,03 0,003 2 500 3e-04 

Tabulka 5.8: Z m ě n y p a r a m e t r ů pro S S D ResNet-50 

P ř i testu s p r á v n ě de t ekované a klasifikované plochy došlo bohuže l p ř i zvýšení p o č t u 
t rénovac ích k roků a ú p r a v ě p a r a m e t r ů ke zhoršen í d a n é metr iky (viz tabulky 5.9 a 5.10). 
Největš í zhoršen í je p a t r n é pro o n e m o c n ě n í psor iázy a otisky p r s t ů bez poškození . Ve srov
n á n í s S S D Mobi leNet došlo k m í r n é m u zlepšení pro bradavice a a top ický ekzém, avšak 
p r ů m ě r n á hodnota pro reá lné tes tovac í otisky p r s t ů se sníži la až na pouze př ib l ižně 55%. 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a Bez p o š k o z e n í 
3 49,775 90,25 81,215 75,319 76,623 
4 45,041 89,302 76,822 67,219 66,234 

Tabulka 5.9: Test s p r á v n ě de t ekované a klasifikované plochy pro S S D ResNet-50 

ID C e l k o v ě ( r e á l n é , s y n t e t i c k é ) C e l k o v ě ( r e á l n é ) C e l k o v ě ( s y n t e t i c k é ) 
3 70,934 67,123 76,44 
4 63,8 55,604 75,639 

Tabulka 5.10: Test s p r á v n ě de t ekované a klasifikované plochy pro S S D ResNet-50 

P ř i d a n é konfiguraci p a r a m e t r ů s p á t e ř n í s í t í ResNet-50 došlo k n e p o t v r z e n í teorie zvy
šování hodnot skóre detekce př i vě t š ím p o č t u t rénovac ích k roků . Ne jvě t š ím p r o b l é m se 
při t é t o metrice jev í o n e m o c n ě n í psoriázy, kdy př i d r u h é m t r énován í je p red ikováno mode
lem pouze s j is totou okolo 3 9 % (viz tabulka 5.11). V tomto testu b e z p o d m í n e č n ě t a k é více 
uspě l model S S D Mobi leNet , u k t e r é h o se s ú p r a v o u p a r a m e t r ů a t rénovac ích k r o k ů zvýšilo 
p r ů m ě r n é skóre detekce pro všechny kategorie. 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
3 42.031 87.176 60.819 55.139 
4 35,278 84,797 50,631 39,491 

Tabulka 5.11: Test skóre detekce s p r á v n ě de t ekované a klasifikované plochy pro S S D ResNet-
50 

Tabulka 5.12 znázorňu je procento plochy pred ikovaných bounding boxů , k t e r á byla pre-
d ikována nav íc . Zde př i d r u h é m t r énován í došlo k zlepšení metr iky pro bradavice a dyshi-
d rózu . P o k u d ale výs ledky s r o v n á m e s p ř e d c h o z í m modelem využívaj íc ího s te jného p ř í s t u p u 
pro detekci ob jek tů , ale j iné p á t e ř n í s í tě a menš í velikosti v s t u p n í h o obrazu, pak jsou vý
sledky t é t o metr iky horší . 
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ID A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
3 29,352 13,952 23,542 23,835 
4 31,655 12,771 23,526 29,449 

Tabulka 5.12: Test de t ekované plochy navíc pro S S D ResNet-50 

V p r ů b ě h u d r u h é h o t r énován í došlo k zvýšení ne jče tnějš ího p ř e k r y v u a n o t a c í a pre
dikcí u a top ického e k z é m u př ib l ižně o 10%. Ne jvě t š ím p r o b l é m e m však zůs ta lo o n e m o c n ě n í 
psoriázy, kdy se nejčetnějš í p ř e k r y v zhorš i l asi o 3 0 % (viz tabulka 5.13). 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
3 0,7 0,9 0,6 0,7 
4 0,8 0,9 0,6 0,4 

Tabulka 5.13: Nejčetnějš í hodnota IoU pro S S D ResNet-50 

Navýšen í t rénovac ích k r o k ů o 10 000 zvýšil dobu p o t ř e b n o u pro t r énován í modelu S S D 
ResNet-50 o př ib l ižně 1 hodinu (viz tabulka 5.14). Bohuže l u tohoto modelu nebyly pokusy 
o jeho vylepšování příl iš ú s p ě š n é a pro danou ú lohu je vhodně j š í model S S D Mobi leNet . 
Kombinace p á t e ř n í s í tě Mobi leNet , k t e r á se v y h ý b á trendu tvo řen í kompl ikovanějš ích sítí 
o více v r s tvách (jako n a p ř . p r ávě ResNet-50) a v s t u p n í h o obrazu o m a l ý c h rozměrech , 
p ř ináš í v ý h o d u rych lého t r énován í . D ů v o d e m lepšího chování p r v n í h o z m o d e l ů m ů ž e bý t i 
p r o b l é m nepří l iš velkého t r énovac ího datasetu. 

I D T r é n o v a c í doba 
3 2 h 10 m i n 
4 3 h 

Tabulka 5.14: Trénovací doba pro S S D ResNet-50 

5.2.2 E x p e r i m e n t y s m o d e l y Faster R - C N N 

Jako z á s t u p c i m o d e l ů Faster R - C N N byly využ i t y modely využívaj ící p á t e ř n í s í tě ResNet-50 
a ResNet-101. O b a tyto modely pracu j í na v s t u p n í m obrazu o rozměrech 640 x 640 pixelů. 
Tabulka 5.15 znázorňu je n a s t a v e n í p a r a m e t r ů pro Faster R - C N N ResNet-50. V d r u h é m a 
t ř e t í m t r énován í byly využ i t y dvě regu la r izačn í techniky - n a s t a v e n í dropout a L 2 regula-
rizace. P o č e t t r énovac ích k roků by l navýšen pouze o 5 000. 

ID steps lr base warmup lr warmup steps 12 weight dropout proposals 
5 25000 0,04 0,013333 2000 0 false 300 
6 30000 0,03 0,003 2000 0 0,5 250 
7 30000 0,03 0,003 2000 3e-04 false 250 

Tabulka 5.15: Z m ě n y p a r a m e t r ů pro Faster R - C N N ResNet-50 

Z tabulek 5.16 a 5.17 vyp lývá , že navýšen í t rénovac ích k roků a ú p r a v a p a r a m e t r ů už 
příliš nevylepš i la met r iku s p r á v n ě de t ekované a klasifikované plochy. Pouze pro bradavice 
se výs ledek př i t ř e t í m t r énován í s v y u ž i t í m L 2 regularizace vylepši l . Je p a t r n é , že př i de lš ím 
t r énován í se snižuje tato metr ika pro o n e m o c n ě n í psoriázy. 
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ID A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a Bez p o š k o z e n í 
5 64,397 89,891 79,165 71,577 91,558 
6 65,093 88,775 76,846 64,424 88,312 
7 64,04 93,944 79,521 64,191 88,312 

Tabulka 5.16: Test s p r á v n ě de t ekované a klasifikované plochy pro Faster R - C N N ResNet-50 

I D C e l k o v ě ( r e á l n é , s y n t e t i c k é ) C e l k o v ě ( r e á l n é ) C e l k o v ě ( s y n t e t i c k é ) 
5 80,263 76,875 85,158 
6 77,851 73,971 83,456 
7 78,268 73,808 84,71 

Tabulka 5.17: Test s p r á v n ě de t ekované a klasifikované plochy pro Faster R - C N N ResNet-50 

Test skóre detekce s p r á v n ě de t ekované a klasifikované plochy pro model Faster R - C N N 
ResNet-50 n a b ý v á pro všechna o n e m o c n ě n í a s p o ň 8 5 % (viz tabulka 5.18). M o d e l tedy 
s velmi vysokou j is totou dokáže z a ř a d i t d a n ý bounding box do s p r á v n é t ř í d y o n e m o c n ě n í . 
Tato metr ika je ve d r u h é m nebo t ř e t í m t r énován í vy l epšena pro všechna o n e m o c n ě n í s vý
j imkou psoriázy. 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
5 90,053 93,443 89,496 85,608 
6 92,372 95,09 86,388 85,361 
7 90,439 98,551 89,96 85,062 

Tabulka 5.18: Test skóre detekce s p r á v n ě de t ekované a klasifikované plochy pro Faster R-
C N N ResNet-50 

Tabulka 5.19 znázorňu je výs ledky de t ekované plochy navíc pro Faster R - C N N ResNet-
50. V p r ů b ě h u d r u h é h o a t ř e t í h o t r énován í po větš í poče t t rénovac ích k roků došlo k snížení 
t é t o metr iky pouze pro psor iázu a př i t ř e t í m t r énován í s v y u ž i t í m L 2 regularizace pro ato
pický ekzém. 

ID A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
5 26,643 10,454 18,155 23,176 
6 26,944 11,177 21,172 21,479 
7 25,215 11,021 20,835 21,702 

Tabulka 5.19: Test de t ekované plochy navíc pro Faster R - C N N ResNet-50 

Nejčetnějš í hodnoty metr iky I o U pro o n e m o c n ě n í jsou uvedeny v tabulce 5.20. P r o ato
pický ekzém a bradavice jsou výs ledky pro všechna t r énován í s te jné , pro pso r i ázu došlo 
k zvýšení m a x i m á l n í h o p r ů n i k u p red ikovaného a n ě k t e r é h o z a n o t o v a n ý c h bounding b o x ů 
na 80%. 
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ID A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
5 0,7 0,9 0,7 0,7 
6 0,7 0,9 0,6 0,8 
7 0,7 0,9 0,8 0,8 

Tabulka 5.20: Nejčetnějš í hodnota IoU pro Faster R - C N N ResNet-50 

P ř i využ i t í n ě k t e r é z technik regularizace se t rénovac í čas i p řes zvýšení p o č t u t rénova-
cích k r o k ů snížil o př ib l ižně hodinu (viz tabulka 5.21). P r o b l é m e m je však navýšen í t r éno -
vacích k roků , k t e r é by p o t e n c i á l n ě měly výs ledky vylepš i t . Pokusy o vylepšení t rénovac ích 
výs ledků pro tento model ve s r o v n á n í s p ů v o d n í m i n a s t a v e n í m i v p ř í s lu šném konf iguračn ím 
souboru nevykazovaly příl iš d o b r é výsledky. 

I D T r é n o v a c í doba 
5 3 h 28 m i n 
6 2 h 33 m i n 
7 2 h 33 m i n 

Tabulka 5.21: Trénovací doba pro Faster R - C N N ResNet-50 

P ř i jednom z ú p l n ě p rvn í ch e x p e r i m e n t ů s ú p r a v a m i p a r a m e t r ů konf iguračního souboru 
by l model t r é n o v á n s v y u ž i t í m L 2 regularizace a n a v ý š e n í m m a x i m á l n í h o p o č t u regionů 
v h o d n ý c h pro dalš í detekci a klasifikaci na hodnotu 400. N á s l e d n ě by l model t r é n o v á n 
po d v o j n á s o b n ý p o č e t t rénovac ích k r o k ů - 50 000. P ř i t a k o v é m navýšen í se však p ř e t r é n o 
vání projevilo už opravdu m a r k a n t n ě - metr ika s p r á v n ě de t ekované a klasifikované plochy 
pro reá lné s n í m k y pos t i žené psor iázou n a b ý v a l a hodnoty pouze př ib l ižně 36%. P ř i ana lýze 
výs ledků tes tovac ího datasetu pak bylo zj iš těno, že s n í m k y reá lných p a c i e n t ů pos t i žené 
t í m t o o n e m o c n ě n í m jsou ča s to klasifikovány n e s p r á v n ě do kategorie a top ického ekzému. 
O b e c n ě př i dalš ích experimentech byly pak t rénovac í kroky zvyšovány mnohem obezře t 
něji, kvůl i m o ž n é m u p ř e t r é n o v á n í i z d ů v o d u datasetu menš í velikosti. 

P á t e ř n í sí t í d r u h é h o modelu využívaj íc í Faster R - C N N jako p ř í s t u p pro detekci o b j e k t ů 
je h lubš í konvoluční neu ronová síť ResNet-101. Jak je z tabulky 5.22 p a t r n é , parametry 
byly b ě h e m e x p e r i m e n t ů u p r a v o v á n y s t e j n ý m z p ů s o b e m jako u předchoz í Faster R - C N N 
ResNet-50. 

ID steps lr base warmup lr warmup steps 12 weight dropout proposals 
8 25000 0,04 0,013333 2000 0 false 300 
9 30000 0,03 0,003 2000 0 0,5 250 
10 30 000 0,03 0,003 2000 3e-04 false 250 

Tabulka 5.22: Z m ě n y p a r a m e t r ů pro Faster R - C N N ResNet-101 

Následuj ící tabulky 5.23 a 5.24 shrnuj í výs ledky pro metr iku s p r á v n ě de tekované a klasi
fikované plochy. P ř i t ř e t í m t r énován í s v y u ž i t í m L 2 regularizace došlo ke zlepšení výs ledků 
pro o n e m o c n ě n í bradavic a psoriázy. Celkové výs ledky pro syn te t i cké otisky prstu byly 
t a k é h l avně oprot i p r v n í m u t r énován í vylepšeny. Výs ledky pro reá lný dataset však zůs t a ly 
př ib l ižně s te jné . Ve s r o v n á n í s Faster R - C N N ResNet-50 došlo ke zlepšení výs ledků pro bra
davice, av šak o s t a t n í výs ledky jsou s rovna te lné , mnohdy i m í r n ě horší . 
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ID A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a Bez p o š k o z e n í 
8 64,837 90,629 77,669 68,7 87,013 
9 64,403 90,613 73,94 65,881 86,364 

10 64,78 93,433 73,812 73,62 81,818 

Tabulka 5.23: Test s p r á v n ě de t ekované a klasifikované plochy pro Faster R - C N N ResNet-
101 

I D C e l k o v ě ( r e á l n é , s y n t e t i c k é ) C e l k o v ě ( r e á l n é ) C e l k o v ě ( s y n t e t i c k é ) 
8 78,043 73,241 73,241 
9 76,898 72,616 83,082 

10 76,348 70,175 85,264 

Tabulka 5.24: Test s p r á v n ě de t ekované a klasifikované plochy pro Faster R - C N N ResNet-
101 

Z tabulky 5.25 je zře jmé, že výs ledek skóre detekce je vy lepšen b ě h e m t r énován í s L 2 re-
gular izac í h l avně pro bradavice - model je schopen t ř í d u bradavic predikovat skoro se 100 % 
jistotou. Ve s rovnán í s Faster R - C N N ResNet-50 došlo ke zvýšení m i n i m á l n í hodnoty skóre 
detekce - z 85 % na 88 %. P r o nemoci dysh id rózy a psor i ázy dosáh l model využívaj ící h lubš í 
p á t e ř n í s í tě lepších výs ledků . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
8 91,783 96,409 90,456 88,448 
9 93,091 95,53 89,294 89,941 

10 92,91 99,97 91,855 90,273 

Tabulka 5.25: Test skóre detekce s p r á v n ě de t ekované a klasifikované plochy pro Faster R-
C N N ResNet-101 

V p r ů b ě h u t r énován í s u p r a v e n ý m i parametry docháze lo ke snížení metr iky de tekované 
plochy navíc pro psor iázu a v p ř í p a d ě L 2 regularizace i pro d y s h i d r ó z u (viz tabulka 5.26). 
V p o r o v n á n í s p ř e d c h o z í m modelem došlo ke snížení t é t o metr iky pro všechna o n e m o c n ě n í 
s vý j imkou dyshidrózy . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
8 24,457 6,145 22,2 19,432 
9 24,351 9,836 24,307 18,452 

10 23,69 7,433 17,869 17,083 

Tabulka 5.26: Test de t ekované plochy navíc pro Faster R - C N N ResNet-101 

Z tabulky 5.27 je p a t r n é , že pro všechna t ř i t r énován í nejčetnějš í hodnoty I o U pro jednot
livá o n e m o c n ě n í z ů s t a l y zachovány. P ř i L 2 regularizaci pouze došlo ke snížení hodnoty ma
x imá ln ího p ř e k r y v u bounding b o x ů pro psor iázu . Faster R - C N N ResNet-50 dosáh l v tomto 
testu horš ích výs ledků pro a top i cký ekzém, kdy v p ř í p a d ě uži t í h lubš í p á t e ř n í s í tě došlo 
př i všech t ř ech experimentech k zvýšení nejčetnějš í hodnoty p ř e k r y v u . 
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ID A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
8 0,8 0,9 0,6 0,8 
9 0,8 0,9 0,6 0,8 

10 0,8 0,9 0,6 0,7 

Tabulka 5.27: Nejčetnějš í hodnota I o U pro Faster R - C N N ResNet-101 

Tabulka 5.28 znázorňu je doby t r énován í pro k a ž d ý experiment. Zde, na rozdí l od před
chozího modelu, došlo k navýšen í t r énovac ího ča su p ř i využ i t í technik regularizace. Tato 
sku tečnos t v šak m ů ž e bý t i z p ů s o b e n a m o ž n ý m od l i šným v y t í ž e n í m v ý p o č e t n í c h zd ro jů 
př i t r é n o v á n í v p r o s t ř e d í Google Colab Pro . 

I D T r é n o v a c í doba 
8 2 h 51 m i n 
9 3 h 25 m i n 

10 3 h 41 m i n 

Tabulka 5.28: Trénovací doba pro Faster R - C N N ResNet-101 

P ř i p o r o v n á n í obou m o d e l ů dosáh l model Faster R - C N N ResNet-101 lepších výs ledků 
pro test skóre detekce a test de t ekované plochy navíc . Jako lepší r egu la r izačn í technikou se 
pak u k á z a l a bý t spíše L 2 regularizace, avšak v l iv regula r izačn ích technik výs ledky obecně 
příliš nevylepši l . I když se j e d n á o velmi už ívané nás t ro j e , de t ekčn í p ř í s t u p Faster R - C N N 
by l p ř i t r énován í na zvolené úloze náchy lný k p ř e t r énován í a obecně se u k á z a l jako nej
více kompl ikovaným p ř í s t u p e m pro detekci o b j e k t ů pro dalš í vylepšení . D ů v o d e m tohoto 
p r o b l é m u m ů ž e bý t ze jména m e n š í velikost t r énovac ího datasetu. 

5.2.3 E x p e r i m e n t y s m o d e l y E m c i e n t D e t 

Pro experimenty s p ř í s t u p e m pro detekci o b j e k t ů v y v i n u t ý m spo lečnos t í Google byly pou
žity dva modely - EmcientDet DO pracuj íc í se v s t u p n í m obrazem o rozměrech 512 x 512 
pixelů a EmcientDet D l se v s t u p n í m obrazem o velikosti 640 x 640 pixelů . M o d e l Ef-
ficientDet DO by l t r é n o v á n 50 000 t rénovac ích k r o k ů s te jně jako model S S D Mobi leNet , 
nás l edně by l p o č e t t r énovac ích k r o k ů navýšen a byla upravena i n a s t a v e n í learning rate a 
váhy L 2 r e g u l á t o r u (viz tabulka 5.29). 

I D num steps lr base warmup lr warmup steps 12 weight 
11 50 000 0,08 0,001 2 500 4e-05 
12 60 000 0,03 0,003 4 000 3e-04 

Tabulka 5.29: Z m ě n y p a r a m e t r ů pro EmcientDet DO 

Tabulky 5.30 a 5.31 udáva j í p r ů m ě r n é procento s p r á v n ě de t ekované a klasifikované plo
chy. P ř i d r u h é m t r énován í by la n a v ý š e n a tato metr ika ze jména pro reá lné otisky prstu. 
Tato sku t ečnos t je u r č i t ě v ý h o d o u , p ro tože model by mě l bý t na reá lných ot iscích co nej
více použi te lný . N e v ý h o d o u učen í s v y u ž i t í m h l av n ě syn te t i ckých o t i sků p r s t ů m ů ž e bý t 
to t i ž p r o b l é m n a u č e n í modelu na pouze někol ika vygenerovaných př íznac ích o n e m o c n ě n í , 
výsky t s t e jného o n e m o c n ě n í na r e á l n é m otisku prstu m ů ž e bý t však mnohem více kom
plexní . 
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ID A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a Bez p o š k o z e n í 
11 59,255 95,736 78,59 78,231 71,429 
12 60,261 94,763 78,068 80,028 72,727 

Tabulka 5.30: Test s p r á v n ě de tekované a klasifikované plochy pro EfficientDet DO 

I D C e l k o v ě ( r e á l n é , s y n t e t i c k é ) C e l k o v ě ( r e á l n é ) C e l k o v ě ( s y n t e t i c k é ) 
11 71,893 67,633 78,045 
12 72,788 70,448 76,168 

Tabulka 5.31: Test s p r á v n ě de tekované a klasifikované plochy pro EfficientDet DO 

P ř i testu p r ů m ě r n é h o skóre detekce pro s p r á v n ě detekovanou a klasifikovanou plochu 
(viz tabulka 5.32) došlo př i d r u h é m t r énován í k navýšen í de t ekčn ího skóre zv láš tě pro ato
pický ekzém, d y s h i d r ó z u a psor iázu . M o d e l je t r é n o v á n delší p o č e t t rénovac ích k roků , jeho 
j is tota pro klasifikaci bounding boxu do d a n é h o o n e m o c n ě n í je tedy zvýšena . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
11 50,689 98,132 74,282 73,642 
12 56,816 97,954 79,567 79,118 

Tabulka 5.32: Test skóre detekce s p r á v n ě de tekované a klasifikované plochy pro EfficientDet 
DO 

Test de t ekované plochy navíc je p o č í t á n p r o c e n t u á l n ě vzhledem ke v š e m p r e d i k o v a n ý m 
bounding b o x ů m . Z evaluace t é t o metr iky pro EfficientDet DO (viz tabulka 5.33) vyplývá , 
že d r u h é delší t r énován í modelu s u p r a v e n ý m i parametry mělo za nás ledek snížení t é t o 
metr iky h l avně pro o n e m o c n ě n í bradavic. 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
11 27,376 11,107 16,117 18,092 
12 26,876 8,422 15,614 19,277 

Tabulka 5.33: Test de t ekované plochy navíc pro EfficientDet DO 

P ř i ana lýze nejčetnějš í hodnoty I o U by l zvýšen m a x i m á l n í p ř e k r y v a n o t o v a n é h o a jaké
hokoliv p red ikovaného bounding boxu ze jména pro pso r i ázu (viz t abulka 5.34). O p ě t je zde 
v id i te lné vylepšování metrik ze jména pro toto o n e m o c n ě n í př i d r u h é m t rénován í . 

ID A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
11 0,7 0,9 0,8 0,6 
12 0,7 0,8 0,7 0,8 

Tabulka 5.34: Nejčetnějš í hodnota IoU pro EfficientDet DO 

Následuj ící t abulka 5.35 znázorňu je t r énovac í doby pro EfficientDet DO. P ř i up raven í 
p a r a m e t r ů a navýšen í p o č t u t rénovac ích k r o k ů byla t rénovac í doba zvýšena pouze zhruba 
o 30 minut . Celkově se j e d n á o jeden z m o d e l ů , k t e r ý m ů ž e bý t d íky v s t u p n í m u obrazu 
o velikosti 512 x 512 p ixe lů t r é n o v á n více t rénovac ích k roků po k r a t š í t r énovac í dobu. 
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ID T r é n o v a c í doba 
11 3 h 51 m i n 
12 4 h 23 m i n 

Tabulka 5.35: Trénovací doba pro EfficientDet DO 

M o d e l EmcientDet D l využ ívá větš í v s t u p n í velikost obrazu 640 x 640 pixelů . P ř i na
s tavování parametru t rénovac ích k roků bylo voleno nižš ího p o č t u než u modelu EmcientDet 
DO, p ro tože t r énován í modelu je pomale j š ím . N á s l e d n ě byly parametry př i d r u h é m t r éno 
vání upraveny o b d o b n ý m z p ů s o b e m jako u EmcientDet DO - opě t je t r énován í n a v ý š e n o 
o 10 000 t rénovac ích k roků , parametry lr_base, warmup_lr a 12_weight byly nastaveny 
na stejnou hodnotu (viz tabulka 5.36). 

I D num steps lr base warmup lr warmup steps 12 weight 
13 25 000 0,08 0,001 2 500 4e-05 
14 35 000 0,03 0,003 2 500 3e-04 

Tabulka 5.36: Z m ě n y p a r a m e t r ů pro EmcientDet D l 

Následuj ící tabulky 5.37 a 5.38 udáva j í test s p r á v n ě de t ekované a klasifikované plochy 
pro EfficientDet D l . P ř i d r u h é m t r énován í modelu s u p r a v e n ý m i parametry došlo h lavně 
ke zvýšení t é t o metr iky u a top ického ekzému a o t i sků p r s t ů bez poškození . Celkově došlo 
k navýšen í výs ledku tohoto testu u celého t es tovac ího datasetu. P ř i p o r o v n á n í s výs ledky 
t r énován í modelu EfficientDet DO dosáh l EfficientDet D l př i t é t o metrice lepších výs ledků 
ze jména pro otisky prstu bez poškození , p r ů m ě r n ý výs ledek pro celý tes tovac í dataset by l 
t a k é vylepšen , opě t s p ř i h l é d n u t í m k r e á l n ý m o t i s k ů m p r s t ů . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a Bez p o š k o z e n í 
13 54,9 94,125 77,428 80,021 72,727 
14 61,297 94,606 77,315 80,922 79,87 

Tabulka 5.37: Test s p r á v n ě de tekované a klasifikované plochy pro EfficientDet D l 

I D C e l k o v ě ( r e á l n é , s y n t e t i c k é ) C e l k o v ě ( r e á l n é ) C e l k o v ě ( s y n t e t i c k é ) 
13 71,23 68,106 75,744 
14 76,027 75,329 77,034 

Tabulka 5.38: Test s p r á v n ě de tekované a klasifikované plochy pro EfficientDet D l 

P ř i všech o n e m o c n ě n í bylo př i d r u h é m t r énován í o vě t š ím p o č t u t rénovac ích k r o k ů na
výšeno skóre detekce (viz tabulka 5.39). P r ů m ě r n ý výs ledek t é t o metr iky pro bradavice 
dosáh l více než 99,5%. Ve s rovnán í s výs ledky t é t o metr iky s modelem EfficientDet DO 
je n a v ý š e n o skóre detekce př i d r u h é m t r énován í o vyšší hodnoty, model EfficientDet D l 
dokáza l predikovat všechna o n e m o c n ě n í s vyšší j is totou. 
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ID A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
13 43,945 97,446 53,724 58,394 
14 54,139 99,588 69,808 76,371 

Tabulka 5.39: Test skóre detekce s p r á v n ě de tekované a klasifikované plochy pro EfficientDet 
D l 

Tabulka 5.40 u d á v á výs ledky p r ů m ě r n é de t ekované plochy nav íc pro EfficientDet D l . 
Výs ledky t é t o metr iky byly př i d r u h é m t r énován í sníženy u všech o n e m o c n ě n í , model je tedy 
schopen m é n ě detekovat neanotovanou plochu, současně je i vě tš í a n o t o v a n á plocha dete
kovaná a klasif ikována do s p r á v n é t ř í d y o n e m o c n ě n í . Ve s r o v n á n í s modelem EfficientDet 
DO je nejvíce z n a t e l n ě sn ížena tato metr ika pro bradavice. 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
13 27,219 5,764 18,451 20,957 
14 25,425 6,625 15,536 18,629 

Tabulka 5.40: Test de t ekované plochy navíc pro EfficientDet D l 

Nejčetnějš í hodnota metr iky IoU (viz tabulka 5.41) se př i obou t r énován ích až na výsle
dek pro d y s h i d r ó z u nezměni l a . EfficientDet DO dosáh lo v tomto testu lepších výs ledků , 
h l avně pro p ř e k r y v bounding b o x ů pro dysh id rózu , výs ledky pro a top ický ekzém však 
pro oba modely a všechna t r énován í zůs t a ly s te jné . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
13 0,7 0,9 0,6 0,8 
14 0,7 0,9 0,5 0,8 

Tabulka 5.41: Nejčetnějš í hodnota IoU pro EfficientDet D l 

Trénovací doba př i ú p r a v ě p a r a m e t r ů a navýšen í t rénovac ích k roků byla n a v ý š e n a o více 
než 1 hodinu 30 minut (viz tabulka 5.42). U p r a v e n ý model b y l t r é n o v á n o hodinu déle 
než u p r a v e n ý model EfficientDet DO. Avšak př i p ř i h l é d n u t í k celkově lepš ím v ý s l e d k ů m 
modelu, h l avně co se týče testu s p r á v n ě de t ekované a klasifikované plochy, skóre detekce 
a skóre de tekované plochy navíc je využ i t í modelu EfficientDet D l na zvolené úloze lepší 
než EfficientDet DO. 

I D T r é n o v a c í doba 
13 4 h 4 m i n 
14 5 h 42 m i n 

Tabulka 5.42: Trénovací doba pro EfficientDet D l 

5.2.4 E x p e r i m e n t y s m o d e l y C e n t e r N e t 

P ř i experimentech byly zvoleny dva modely využívaj ící CenterNet jako p ř í s t u p pro detekci 
o b j e k t ů - CenterNet Hourglass a CenterNet ResNet-101. O b a p ř í s t u p y využívaj í v s t u p n í ob
raz o velikosti 512 x 512 p ixe lů s te jně jako EfficientDet DO. V tabulce 5.43 jsou z n á z o r n ě n y 
u p r a v e n é parametry pro p r v n í a d r u h é t r énován í pro CenterNet Hourglass. Tento model 
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jako j ed iný využ ívá o p t i m a l i z á t o r bez využ i t í cos inového sestupu, ale s m a n u á l n ě nastave
n ý m i hodnotami z m ě n learning rate b ě h e m t r énován í - tedy n a p ř . p ř i t r énovac ím kroku 
16 000 je learning rate sn ížena z 0,001 na 0,0001. D r u h é t r énován í modelu bylo n a v ý š e n o 
o 5 000 t rénovac ích k roků . 

ID num steps intitial lr s tepi s tepi lr step2 step2 lr 
15 25 000 0,001 16 000 0,0001 21000 le-05 
16 30 000 0,003 19 000 0,0003 26 000 3e-05 

Tabulka 5.43: Z m ě n y p a r a m e t r ů pro CenterNet Hourglass 

Test p r ů m ě r n é s p r á v n ě de t ekované a klasifikované plochy je z n á z o r n ě n v t a b u l k á c h 5.44 
a 5.45. P ř i d r u h é m t r énován í by la vy l epšena tato metr ika pro otisky prstu bez poškození , 
hodnota pro celý tes tovac í dataset se t a k é zvýši la s p ř i h l é d n u t í m h lavně k r e á l n ý m o t i s k ů m 
p r s t ů . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a Bez p o š k o z e n í 
15 69,491 96,284 71,122 73,086 70,13 
16 68,628 95,043 66,351 72,331 81,818 

Tabulka 5.44: Test s p r á v n ě de t ekované a klasifikované plochy pro CenterNet Hourglass 

ID C e l k o v ě ( r e á l n é , s y n t e t i c k é ) C e l k o v ě ( r e á l n é ) C e l k o v ě ( s y n t e t i c k é ) 
15 72,682 66,736 81,271 
16 76,551 72,019 83,098 

Tabulka 5.45: Test s p r á v n ě de t ekované a klasifikované plochy pro CenterNet Hourglass 

Tabulka 5.46 obsahuje p r ů m ě r n é skóre detekce pro s p r á v n ě detekovanou a klasifikovanou 
plochu. Toto skóre je př i d r u h é m t r énován í n a v ý š e n o pouze u a top ického ekzému. 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
15 55,896 88,138 59,707 65,637 
16 57,064 87,257 53,777 64,404 

Tabulka 5.46: Test skóre detekce s p r á v n ě de t ekované a klasifikované plochy pro CenterNet 
Hourglass 

Tabulka de t ekované plochy navíc 5.47 ukazuje, že nej vě tš í p r o c e n t u á l n í snížení dete
kované plochy navíc př i t r énován í s u p r a v e n ý m i parametry a n a v ý š e n í m t rénovac ích k roků 
zaznamenaly bradavice. Da l š ím o n e m o c n ě n í m , k t e r é m u se př i d r u h é m t r énován í snížila tato 
metrika, byla psor iáza . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
15 23,647 8,363 12,897 16,064 
16 25,923 5,242 13,812 15,023 

Tabulka 5.47: Test de t ekované plochy nav íc pro CenterNet Hourglass 

Nejvyšší m o ž n é p ř e k r y t í p red ikováno bounding boxu s a n o t o v a n ý m bounding boxem 
se v obou t r énován ích modelu CenterNet Hourglass nezměni lo pro ž á d n é z o n e m o c n ě n í 
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(viz tabulka 5.48). Výsledek pro psor iázu by l nejnižší z d a n ý c h onemocněn í , avšak o s t a t n í 
o n e m o c n ě n í dosáh ly nejče tnějš ího p ř e k r y v u 0,8. Z n a m e n á to tedy, že nejvíce p red ikovaných 
bounding b o x ů se p ř e k r ý v á s n ě k t e r o u z a n o t a c í a s p o ň z o s m d e s á t i procent. 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
15 0,8 0,9 0,8 0,7 
16 0,8 0,9 0,8 0,7 

Tabulka 5.48: Nejčetnějš í hodnota I o U pro CenterNet Hourglass 

I když CenterNet Hourglass pracuje se v s t u p n í m i s n í m k y o velikosti 512 x 512 pixelů 
jako EmcientDet DO, t r énován í tohoto modelu je mnohem pomale jš í . P ř i ú p r a v ě p a r a m e t r ů 
a navýšen í t r énovac ích k r o k ů o 5 000 by l t r énovac í čas navýšen př ib l ižně o hodinu. Celkově 
se tedy tento model t r énova l p ř i d r u h é m t r énován í skoro 7 hodin (viz tabulka 5.49). 

I D T r é n o v a c í doba 
15 5 h 45 m i n 
16 6 h 53 m i n 

Tabulka 5.49: Trénovací doba pro CenterNet Hourglass 

M o d e l CenterNet ResNet-101 by l t r é n o v á n v p r v n í iteraci 50 000 t rénovac ích k roků -
j e d n á se o stejnou hodnotu jako p r v o t n í t r énován í m o d e l ů S S D Mobi leNet a EmcientDet 
DO. N a rozdí l od modelu CenterNet Hourglass je opě t využ i t o cosinového sestupu. V d r u h é 
iteraci byly t r énovac í kroky opě t n a v ý š e n y o 10 000 s te jně jako u EmcientDet DO. N a s t a v e n í 
z m ě n p a r a m e t r ů je z n á z o r n ě n o v tabulce 5.50. 

I D num steps lr base warmup lr warmup steps 
17 50 000 0,001 0,00025 5 000 
18 60 000 0,003 0,0003 4 000 

Tabulka 5.50: Z m ě n y p a r a m e t r ů pro CenterNet ResNet-101 

S p r á v n ě de t ekovaná a klasif ikovaná plocha byla p ř i d r u h é m t r énován í n a v ý š e n a h lavně 
pro o n e m o c n ě n í bradavic a psor iázy (viz tabulky 5.51 a 5.52). Výsledek pro celý tes tovací 
dataset by l navýšen , opě t s vě t š ím p ř i h l é d n u t í m k r e á l n ý m o t i s k ů m p r s t ů . Ve s rovnán í s Cen
terNet Hourglass jsou výs ledky horš í pro a top i cký ekzém a psor iázu , avšak lepší pro otisky 
p r s t ů bez poškození . M o d e l CenterNet ResNet-101 tedy více o t i s k ů m p r s t ů bez poškození 
s p r á v n ě nepredikoval ž á d n ý bounding box s o n e m o c n ě n í m . S o u h r n n é výs ledky t é t o met
r iky pro celý tes tovac í dataset jsou pak m í r n ě lepší, opě t h l av n ě d íky z lepšení t é t o metr iky 
pro reá lné otisky p r s t ů . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a Bez p o š k o z e n í 
17 65,019 95,482 71,698 65,127 85,065 
18 65,541 96,186 69,87 69,652 85,065 

Tabulka 5.51: Test s p r á v n ě de t ekované a klasifikované plochy pro CenterNet ResNet-101 

56 



ID C e l k o v ě ( r e á l n é , s y n t e t i c k é ) C e l k o v ě ( r e á l n é ) C e l k o v ě ( s y n t e t i c k é ) 
17 76,608 73,682 80,834 
18 77,193 74,624 80,903 

Tabulka 5.52: Test s p r á v n ě de t ekované a klasifikované plochy pro CenterNet ResNet-101 

Test skóre detekce pro s p r á v n ě detekovanou a klasifikovanou plochu je z n á z o r n ě n v ta
bulce 5.53. P ř i d r u h é m t r énován í došlo i p řes navýšen í p o č t u t rénovac ích k roků ke snížení 
j istoty modelu pro klasifikaci bounding boxu ze jména do t ř í d o n e m o c n ě n í a top ického ek
zému a bradavic. Mí rně byla však zvýšena j is tota predikce modelu do kategorie dyshidrózy . 
Ve s r o v n á n í s CenterNet Hourglass došlo k navýšen í skóre detekce pro a top i cký ekzém, 
dysh id rózu a psor iázu . 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
17 66,8 88,77 64,08 74,604 
18 62,642 85,385 66,556 74,396 

Tabulka 5.53: Test skóre detekce s p r á v n ě de t ekované a klasifikované plochy pro CenterNet 
ResNet-101 

P ř i d r u h é m t r énován í by la sn ížena plocha d e t e k o v á n a nav íc h l avně u bradavic a dyshi
d rózy (viz tabulka 5.54). Výs ledky pro tuto metr iku pro CenterNet ResNet-101 byly celkově 
úspěšnějš í než pro CenterNet Hourglass. Došlo ke snížení obsahu de t ekované plochy h lavně 
u o n e m o c n ě n í psor iázy a a top ického ekzému. 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
17 20,895 6,029 12,899 13,552 
18 22,628 5,742 10,052 13,922 

Tabulka 5.54: Test de t ekované plochy navíc pro CenterNet ResNet-101 

Následuj ící tabulka 5.55 u d á v á nejčetnějš í no rma l i zované hodnoty I o U pro j edno t l ivá 
o n e m o c n ě n í . P ř i t r énován í s u p r a v e n ý m i parametry byla tato metr ika z lepšena pro dyshi
d rózu a psor iázu - p red ikované bounding boxy pro toto o n e m o c n ě n í maj í tedy s ně jakou ze 
sku tečných a n o t a c í a s p o ň p ř e k r y v 70 %. Výs ledky t é t o metr iky pro p ředchoz í model Center
Net Hourglass byly lepší z e jména pro o n e m o c n ě n í dyshidrózy , kdy b y l m a x i m á l n í p ř e k r y v 
a s p o ň 80 %. 

I D A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
17 0,8 0,9 0,6 0,6 
18 0,8 0,9 0,7 0,7 

Tabulka 5.55: Nejčetnějš í hodnota IoU pro CenterNet ResNet-101 

Trénovací doba pro model CenterNet ResNet-101 je z n á z o r n ě n a v tabulce 5.56. Doba 
t r énován í byla vyšší než pro CenterNet Hourglass, př i navýšen í t rénovac ích k roků o hodnotu 
10 000 by l t r énovac í čas n a v ý š e n skoro na 6 hodin. Výsledky, k t e rých oba modely s d e t e k č n í m 
p ř í s t u p e m CenterNet dosáh ly na z k o u m a n é úloze, jsou spíše s rovna te lné , největš í z lepšení 
pro CenterNet ResNet-101 bylo pro metr iku skóre detekce. 
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ID T r é n o v a c í doba 
17 6 h 9 m i n 
18 7 h 7 m i n 

Tabulka 5.56: Trénovací doba pro CenterNet ResNet-101 

5.3 Zhodnocení exper imentů 

V předchoz í sekci 5.2 byly de t a i lně p o p s á n y experimenty s osmi modely pa t ř í c í do č ty řech 
ka tegor i í na zák l adě zvoleného p ř í s t u p u pro detekci o b j e k t ů - S S D , Faster R - C N N , Efficien-
tDet a CenterNet. U k a ž d é h o z m o d e l ů byly provedeny m i n i m á l n ě dvě t r énován í s ú p r a v a m i 
p a r a m e t r ů za úče lem vylepšení . V mnoha p ř í p a d e c h př i zvýšení t rénovac ích k r o k ů a změně 
p a r a m e t r ů k u r č i t é m u vylepšení došlo , avšak u n ě k t e r ý c h z m o d e l ů p ř ínosy nebyly příliš 
ú spěšné - n a p ř . model S S D ResNet-50 nebo Faster R - C N N modely, kdy n a s t á v a l p r o b l é m 
s p ř e t r é n o v á n í m . 

Nejdůleži tě jš í metrikou, k t e r á d a n é modely popisuje, je test s p r á v n ě de t ekované a klasi
fikované plochy. P o t e n c i á l n í model pro detekci a klasifikaci o n e m o c n ě n í by mě l s co největš í 
p ře snos t í p ř e d p o v ě d ě t m o ž n é o n e m o c n ě n í d a n é h o pacienta. Tento model potom m ů ž e bý t 
součás t í b iomet r i ckého sy s t ému . G r a f 5.1 znázorňu je výs ledky testu s p r á v n ě de t ekované a 
klasifikované plochy pro celý tes tovac í dataset k a ž d é h o z t r énován í . 

18 

1 7 "I 
16 

15 H 
14 

13 

12 

1 
11 -c 

g 10 
c 

t 9 

S 8 

7 

6 

5 

4 

3 

2 

1 

SSD MobileNet 
SSD ResNet-50 
Faster R-CNN ResNet-50 I 
Faster R-CNN ResNet-101 
EfficientDet DO 
EfficientDet D l 
CenterNet Hourglass 
CenterNet ResNet-101 

20 40 60 
Správně detekovaná a klasifikovaná plocha [%] 

80 100 

O b r á z e k 5.1: Test s p r á v n ě de t ekované a klasifikované plochy pro tes tovac í dataset 
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Pro k a ž d ý z 8 m o d e l ů bylo v y b r á n o ID t r énován í , k t e r é dosáh lo nej lepších výs ledků 
p rávě pro tuto metr iku na ce lém t e s tovac ím datasetu (viz tabulka 5.57). Všechny tyto 
modely jsou posléze se řazeny od nej lepšího po nejhorš í . 

P o ř a d í N á z e v modelu I D t r é n o v á n í C e l k o v ě ( r e á l n é , s y n t e t i c k é ) 
1. Faster R - C N N ResNet-50 5 80,263 
2. Faster R - C N N ResNet-101 8 78,043 
3. CenterNet ResNet-101 18 77,193 
4. CenterNet Hourglass 16 76,551 
5. EfficientDet D l 14 76,027 
6. EfficientDet DO 12 72,788 
7. S S D Mobi leNet 1 70,991 
8. S S D ResNet-50 3 70,934 

Tabulka 5.57: Test s p r á v n ě de t ekované a klasifikované plochy pro tes tovac í dataset - srov
n á n í m o d e l ů 

Gra f 5.2 a tabulka 5.58 udáva j í s rovnán í m o d e l ů o p ě t podle metr iky s p r á v n ě deteko
vané a klasifikované plochy, avšak s v y u ž i t í m pouze p o d m n o ž i n y t es tovac ího datasetu -
reá lných s n í m k ů p a c i e n t ů . Toto s r o v n á n í je dů lež i t é h l avně z hlediska ana lýzy pouze o t i sků 
p r s t ů reá lných už iva te lů bez syn te t i ckých o t i sků a tedy p o t e n c i á l n ě spolehlivější pohled 
na problemat iku chování n a t r é n o v a n é h o modelu na komplexn ích reá lných otiscích. 
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datasetu 
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P o ř a d í N á z e v modelu I D t r é n o v á n í C e l k o v ě ( r e á l n é ) 
1. Faster R - C N N ResNet-50 5 76,875 
2 . EfficientDet D l 14 75,329 
3. CenterNet ResNet-101 18 74,624 
4. Faster R - C N N ResNet-101 8 73,241 
5. CenterNet Hourglass 16 72,019 
6. EfficientDet DO 12 70,448 
7. S S D Mobi leNet 1 68,226 
8. S S D ResNet-50 3 67,123 

Tabulka 5.58: Test s p r á v n ě de tekované a klasifikované plochy pro r eá lné otisky tes tovac ího 
datasetu - s r o v n á n í m o d e l ů 

I p řes p r o b l é m y s vy lepšován ím t r énován í pro model Faster R - C N N ResNet-50 dosáh lo 
jeho p r v n í t r énován í s p ů v o d n í m i konf iguračními parametry nej lepších výs ledků pro celý 
tes tovac í dataset i jeho p o d m n o ž i n u obsahuj íc í pouze otisky p r s t ů r eá lných p a c i e n t ů . I p řes 
delší dobu t r énován í bych se však spíše p ř ik láně la k využ i t í m o d e l ů EfficientDet D l nebo 
CenterNet ResNet-101. J e d n á se o mode rně j š í způsoby, u k t e rých se zvýšen ím t rénovac ích 
k roků a ú p r a v o u p a r a m e t r ů poda ř i l o vylepš i t jejich vlastnosti . 

K a ž d é z o n e m o c n ě n í - a t op i cký ekzém, bradavice, d y s h i d r ó z a a psor i áza - mělo od
lišný v l iv na r ů z n é metriky. B y l o provedeno celkem 18 t r énován í (dva pro k a ž d ý z osmi 
mode lů , k r o m ě m o d e l ů Faster R - C N N , kde byla provedena t ř i t r énován í ) . P ř e s všech t ě c h t o 
18 t r énován í jsou s p o č í t á n y p r ů m ě r n é hodnoty pro k a ž d o u z ka tegor i í pro zvolenou metr iku. 

Tabulka 5.59 u d á v á p r ů m ě r n o u hodnotu testu s p r á v n ě de t ekované a klasifikované plo
chy pro j edno t l ivé kategorie s ohledem na všech 18 t r énován í . Nej lepších výs ledků v t é t o 
metrice dosahuj í bradavice, kdy je s p r á v n ě de t ekováno a klasifikováno p r ů m ě r n ě 91 % cel
kové p red ikované plochy. Bradavice p a t ř í t r a d i č n ě k snazš ím o n e m o c n ě n í m o t i sků p r s t ů 
pro rozpoznáván í h l avně d íky svému p r a v i d e l n é m u ku lov i t ému tvaru. Naopak ne j těžš ím 
o n e m o c n ě n í m pro s p r á v n o u detekci a r o z p o z n á n í je a top i cký ekzém - toto o n e m o c n ě n í se 
projevuje nejen b í lými č a r a m i přes p a p i l á r n í linie, ale i n ep rav ide lnými t m a v ý m i mís ty . Ce l 
kově se j e d n á o o n e m o c n ě n í zabíra j íc í velikou plochu ot isku prstu, kdy n a t r é n o v a n ý model 
m ů ž e m í t po t í že komplexn í projevy a top ického ekzému rozpoznat. 

A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a Bez p o š k o z e n í 
58,713 91,207 77,469 72,518 79,174 

Tabulka 5.59: Test s p r á v n ě de t ekované a klasifikované plochy 

N a t r é n o v a n ý model dokáže p red ikovaný bounding box z a ř a d i t do o n e m o c n ě n í bradavic 
s p r ů m ě r n o u p ře snos t í p ře s 92%. Naopak největš í m í r u nejistoty opě t vykazuje klasifikace 
do o n e m o c n ě n í a top ického e k z é m u (viz tabulka 5.60). 

A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
65,553 92,454 73,424 73,791 

Tabulka 5.60: Test skóre detekce s p r á v n ě de t ekované a klasifikované plochy 

Pouze p r ů m ě r n ě 9 % plochy p red ikovaného bounding boxu je n e a n o t o v a n é h o pro one
m o c n ě n í bradavic. P ro p lošná o n e m o c n ě n í ot isku prstu - a top i cký ekzém, d y s h i d r ó z u a 
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psor iázu - je tato de t ekovaná plocha navíc vyšší a u a top ického ekzému je p r ů m ě r n ě dosa
ženo až j celkové p red ikované plochy (viz tabulka 5.61). 

A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
25,744 8,73 17,828 19,294 

Tabulka 5.61: Test de t ekované plochy navíc 

Pro všech 18 t r énován í byly z j iš těny nejčetnějš í hodnoty IoU pro k a ž d é z o n e m o c n ě n í . 
Nás l edně je na rozdí l od předchoz ích metrik s p o č í t á n m í s t o p r ů m ě r u modus - nejčetnějš í 
no rma l i zovaná hodnota IoU přes všech 18 t r énován í . Výs ledky jsou zobrazeny v tabulce 5.62. 
Nejčastěj i k n e j m e n š í m u m a x i m á l n í m u p ř e k r y v u p red ikovaného a a n o t o v a n é h o bounding 
boxu docház í u dysh idrózy . Naopak p ř e k r y v pro bradavice je nejčetněj i okolo 90%. 

A t o p i c k ý e k z é m Bradavice D y s h i d r ó z a P s o r i á z a 
0,7 0,9 0,6 0,8 

Tabulka 5.62: Nejčetnějš í hodnota IoU 
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Kapitola 6 

Závěr 

Cílem d ip lomové p ráce bylo analyzovat současné p ř í s t u p y pro detekci a klasifikaci o b j e k t ů 
za ložených na konvolučních n e u r o n o v ý c h sí t ích. T y t o metody byly nás l edně využ i t y na úloze 
detekce a klasifikace o n e m o c n ě n í o t i sků p r s t ů - pro experimenty byly v y b r á n y o n e m o c n ě n í 
a top ický ekzém, bradavice, d y s h i d r ó z a a psor iáza . 

H l a v n í m p r o b l é m e m datasetu o n e m o c n ě n í r eá lných p a c i e n t ů je jeho m a l á velikost a 
absence a n o t a c í o n e m o c n ě n í . Tento dataset o n e m o c n ě n í v ý z k u m n é skupiny S T R a D e by l 
r u č n ě p ř e t ř í d ě n a a n o t o v á n . N á s l e d n ě bylo využ i t o syn te t i ckých o t i sků p r s t ů a poškozování 
t ě c h t o o t i sků s v y u ž i t í m g e n e r á t o r ů j edno t l i vých onemocněn í . 

P ro experimenty bylo využ i t o 8 m o d e l ů z knihovny TensorFlow M o d e l Garden zalo
žených na č ty řech p ř í s t u p e c h pro detekci o b j e k t ů - S S D , Faster R - C N N , EfficientDet a 
CenterNet. K a ž d ý model by l t r é n o v á n m i n i m á l n ě d v a k r á t - p o p r v é bez ú p r a v p ř í s lušného 
konf iguračního souboru a posléze s ú p r a v a m i konf iguračních p a r a m e t r ů za úče lem zlepšení 
metrik pro evaluaci. Úspěšnos t modelu na t e s tovac ím datasetu byla hodnocena n a p ř . z hle
diska s p r á v n ě de t ekované a klasifikované plochy, skóre detekce pro s p r á v n ě detekovanou a 
klasifikovanou plochu, nejčetnějš í hodnoty p ř e k r y v u p red ikovaného s a n o t o v a n ý m bounding 
boxem a dalš ích. 

B ě h e m delš ího t r énován í a ú p r a v p a r a m e t r ů byly vy lepšeny h l av n ě modely EfficientDet 
a CenterNet. Nej úspěšně jš ími modely z hlediska s p r á v n ě de t ekované a klasifikované plo
chy na sn ímcích reá lných p a c i e n t ů byly modely Faster R - C N N ResNet-50 a EfficientDet 
D l . A top ický ekzém by l nejvíce k o m p l e x n í m a kompl ikovaným o n e m o c n ě n í m př i t r énován í 
d a n ý c h m o d e l ů . 

P ř i testu s p r á v n ě de t ekované a klasifikované plochy pro reá lné otisky byla d o s a ž e n a 
nejlepší ú spěšnos t 76,875%. Atop ický ekzém (reá lné a syn te t i cké otisky) b y l de tekován 
a klasifikován s p r ů m ě r n o u p ře snos t í 58,713%. Výs ledky pro o n e m o c n ě n í bradavic byly 
p r ů m ě r n ě 91,207%. P ř i ot iscích p r s t ů pos t i žených d y s h i d r ó z o u nebo psor iázou byla hodnota 
t é t o metr iky 77,469% a 72,518%. Dalš í z dů lež i tých metrik bylo p r ů m ě r n é skóre detekce. 
Nejnižš ího výs ledku dosahoval a top i cký ekzém s 65,553%, nej lepšího bradavice s 92,454%. 
De tekčn í skóre pro d y s h i d r ó z u a psor iázu bylo velmi p o d o b n é - 73,424% a 73,791 %. 

Po tenc iá ln í rozš í ření p r á c e spoč ívá ze jména v rozš í ření datasetu o n e m o c n ě n í reá lných 
pac i en tů . I když je čás t datasetu t é t o p r á c e s ložena ze syn te t i ckých o t i sků p r s t ů , př i s tudiu 
datasetu reá lných p a c i e n t ů je z ře jmé, že se p lošná o n e m o c n ě n í a top ického ekzému, dyshi-
d rózy a psor iázy mnohdy projevuj í více způsoby. P ř i rozš i řování datasetu by mělo bý t d b á n o 
na co nej lepší m o ž n o u kval i tu př i s n í m á n í o t i sků p r s t ů s o n e m o c n ě n í m . 
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Příloha A 

Ukázka predikcí onemocnění 

O b r á z e k A . 2 : A top ický ekzém - syn te t i cký 
O b r á z e k A . l : A top ický ekzém - reá lný otisk otisk 

O b r á z e k A . 3 : Bradavice - reá lný otisk O b r á z e k A . 4 : Bradavice - syn te t i cký otisk 
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