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Abstrakt

Cilem této diplomové prace je analyzovat pristupy detekce a klasifikace s vyuzitim konvo-
luénich neuronovych siti na problému poskozeni otiskt prstii. Prvni ¢ast prace se zabyva
studiem literatury tykajici se biometrie a zpracovani otiskil prstu s dirazem na mozna one-
mocnéni, které mohou oblast prstu postihnout. Nédsledné se prace zaméruje na rozpoznavani
s vyuzitim neuronovych siti. Diplomova prace popisuje architektury konvoluénich neurono-
vych siti a modelid pro detekci objektd az po nejnovéjsi pristupy. Je navrhnuto nékolik
metod pro detekci a klasifikaci onemocnéni otiskti prstti vyuzivajici moderni architektury,
rozlicné typy paternich siti a metod pro detekci. Pro experimenty je zvoleno osm modela
zalozenych na ¢tyrech riznych pristupech pro detekci a klasifikaci. Nasledné je kazdy model
nékolikrat natrénovan s vyuzitim dprav konfigura¢nich parametri. Modely jsou na zdkladé
riznych metrik posouzeny a porovnany z hlediska vyuziti pateini sité i zvolené metody
pro detekci. Pri testu spravné detekované a klasifikované plochy na realnych otiscich bylo
dosazeno nejlepsiho vysledku 76,875 %. Nejvice problematickym onemocnénim pro detekci
a klasifikaci byl atopicky ekzém, jehoz priznaky se mohou projevovat mnoha zpiusoby.

Abstract

The aim of this Master’s thesis is to analyze detection and classification approaches using
convolutional neural networks on the problem of fingerprint damage. The first part of
the thesis deals with the study of literature related to biometrics and fingerprint proces-
sing with emphasis on possible diseases that may affect the fingertip area. Subsequently,
the thesis focuses on neural network-based recognition. The thesis describes the archi-
tectures of convolutional neural networks and object detection approaches up to the latest
research. Several detection methods for detection and classification of skin diseases affecting
fingertip are proposed using modern architectures, different types of backbone networks and
detection methods. Eight models based on four different detection and classification appro-
aches are chosen for the experiments. Subsequently, each model is trained several times
using configuration parameter adjustments. The models are assessed on the basis of various
metrics and compared in terms of the use of the backbone network and the chosen method
for detection. The best result of 76.875 % was achieved in the test of correctly detected and
classified area on real fingerprint images. The most problematic disease for detection and
classification was atopic eczema, whose symptoms can manifest in many ways.
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Kapitola 1

Uvod

V soucasném sveété je stale vice rozsifenym uziti biometrie jako soucasti bezpecnostnich
mechanismu. Jednou z nejrozsifenéjsich biometrickych charakteristik je otisk prstu. Pro sni-
mani by mély byt zaruceny idedlni podminky, avsak jedna se o nesplnitelny tikol v bézném
nasazeni. Snimky ziskané ze senzoru mohou byt nekvalitni, mohou obsahovat necistoty,
které dale komplikuji proces rozpoznavani. Vysoké procento populace trpi koznimi one-
mocnénimi. Mnoha Siroce rozsifend onemocnéni, napiiklad atopicky ekzém nebo bradavice,
postihuji i oblast briska prstu. U nékterych z onemocnéni (napt. bradavice) je jejich vliv
na rozpoznavani nizsi, protoze papilarni linie jsou zachovany v nepostizeném misté otisku
prstu, u tolik rozsifeného atopického ekzému vsak jsou ve vaznéjsich podobach papilarni
linie tézko rozpoznatelné. Potencidlni detektor a klasifikdtor téchto onemocnéni by mohl
odhalit mozna postizeni uzivatele vyuzivajici biometricky systém.

Problematika detekce a klasifikace pro rozliéné typy objektu je stale jednim z prednich
témat soucasnosti. Techniky, které kdysi spise vyuzivaly ruc¢ni extrakei ryst, byly nahrazeny
konvoluénimi neuronovymi sitémi, které dosahuji vyssi presnosti, ale i vypocetni naro¢nosti.
Moderni detektory typu Faster R-CNN (Region Based Convolutional Neural Network) nebo
SSD (Single Shot Detector) jsou vyuzivané v redlnych aplikacich a pii rozpoznavani rozlic-
nych typa objektt. Cilem této prace je vyuzit nékolika typu téchto modernich detektoru
na uloze detekce a klasifikace riznych typu onemocnéni otisku prstu. Pritom je kladen
diraz na experimenty s dostupnymi architekturami a snahou nalézt co neuniverzalnéjsi de-
tektor, ktery by zvladl rozlisit co nejvice typli onemocnéni — pro experimenty jsou vybrany
onemocnéni atopicky ekzém, psoridza, dyshidréza a bradavice.

V kapitole 2 je popsano biometrické rozpoznavani se zamérenim na otisky prstu. Cilem
této kapitoly je popsat zakladni terminy oboru biometrie, strukturu kuze, nékteré ze zaklad-
nich typt senzort a metod urcené pro snimani a nasledné zpracovani otisku prstu. Kapitola
poukazuje i na ruznéd onemocnéni, které mohou snimani otisku prstu ovlivnit. Nakonec se
kapitola vénuje problematice generovani syntetickych otiskt prsti, které slouzi pro rozsireni
trénovaciho datasetu. Kapitola 3 se zabyva detekci a klasifikaci s vyuzitim neuronovych siti.
Navrh feSeni problému a jeho implementace je popsana v kapitole 4. Tato kapitola popisuje
tvorbu datasetu, problematiku anotace bounding boxt pro onemocnéni a predzpracovani
datasetu. Nasledné jsou popsdny vybrané modely uzité pro trénovani a metriky, které bu-
dou slozit pro vyhodnoceni pristupt pti experimentech uvedenych v kapitole 5. V kapitole 6
jsou shrnuty zavérem vysledky diplomové priace a mozné budouci rozsifeni.



Kapitola 2

Rozpoznavani podle otiski prsti

Lidské otisky prsti jsou jednou z nejznaméjsich a nejuzivanéjSich biometrickych charakte-
ristik. V roce 1823 bylo vytvofeno Janem Evangelistou Purkyné prvni klasifika¢ni schéma
otiskl prsti, které rozdélovalo otisky prsti do deviti t¥id na zakladé konfigurace hiebent
papilarnich linii. V roce 1863 bylo ve Velké Britanii akceptovano, ze zadni dva lidé nemaji
totozné otisky prstu [36]. Nasledujici kapitola se zabyva struénym popisem oboru biometrie
a jejimi zakladnimi pojmy. Hlavnim z cili této kapitoly je vSak predstavit onemocnéni,
které mohou plochu otisku prstu postihnout a popsat zakladni pristupy pro zpracovani a
rozpoznavani otiskli prsti.

2.1 Biometrie

Cilem biometrie (biometrického rozpoznévani) je pouziti anatomickych a behaviordlnich
charakteristik, které se nazyvaji biometrické rysy, k automatickému rozpoznavani jedinci.
Biometrie se postupem casu stala efektivnim fesenim lidské identifikace reprezentujici té-
lesnou identitu jednotlivce [36]. Predstavuje jednu z technologii, které mohou umoznit nasi
spolec¢nost bezpecnéjsi a poskytnout vyssi uzivatelské pohodli [36]. Biometricky systém
vsak mize byt napadnutelny a biometrickd identita nemtze byt v pripadé prozrazeni anu-
lovéna [14].

2.1.1 Identita, identifikace, verifikace a autentizace

Identita, identifikace, verifikace a autentizace jsou zdkladnimi pojmy, které biometrie vyu-
ziva. Rozpoznani je zalozeno na jednoznac¢né identité jedince. Identita je jednozna¢nou cha-
rakteristikou kazdého z néas. RozlisSujeme fyzickou a elektronickou identitu. Fyzicka identita
je pouze jedind a je definovana vzhledem a chovanim. Elektronickych identit mtizeme mit
ovSem vytvorenych vice (napf. vice i¢tu na socidlnich sitich) [14].

Identifikace je situaci, kdy dand osoba zada svoji biometrickou vlastnost systému, ale
nesdéli mu svoji identitu. Dany systém pak méa za tkol rozpoznat identitu uzivatele — po-
rovnava se vzorek zadany na vstupu s celou databazi. Systém poté nalezne nebo nenalezne
danou identitu. Identifikaci muzeme chépat jako porovnani 1:N [14]. Pfi verifikaci je sdé-
lena systému elektronicka identita uzivatele a dojde k ovéreni fyzické identity. V databazi
je vyhledan dany zaznam uzivatele, ktery obsahuje biometrickd data. Pokud je zdznam
nenalezen, dojde k zamitnuti pfistupu uzivatele, jinak dochazi k porovnani dat — vysled-
kem je potvrzeni ¢i nepotvrzeni identity. Proces verifikace je také jinak nazyvan porovnani
1:1 [14]. Pfi autentizaci ma systém za tkol potvrdit autenticnost (hodnovérnost) osoby



zadajici o pristup. Autentizace muze probihat jak pri identifikaci, tak pri autentizaci. Roz-
hodnuti je obvykle provadéno na zakladé nastavené hodnoty prahu [14].

2.1.2 Biometrické systémy a vlastnosti

Biometricky systém, zndzornén na obrazku 2.1, je sloZen z registra¢niho a verifika¢niho / iden-
tifika¢niho modulu. Soucasti obou uvedenych moduld je biometricky senzor a biometricky
markant — extrahované rysy z biometrické informace na vstupu. Hlavnim rozdilem obou
modulu je princip prace s databazi a biometrickym markantem. Pri préaci s registracnim
modulem je biometricky markant ulozen do databéze. Verifika¢ni / identifika¢ni modul na-
opak neukldda biometricky markant do databéaze, ale misto toho nacitd data z databaze
pro porovnani biometrického markantu na vstupu s udaji databaze. Pri tomto porovnani
obdrzime vysledek na zakladé nalezeni pripadné shody a piipadného opera¢nim médu —
verifikaci nebo identifikaci [14].

Registraéni modul

Vysledek

Obrazek 2.1: Schéma biometrického systému [14]

Biometrické charakteristiky muzeme délit na anatomické a dynamické vlastnosti. U ana-
tomickych vlastnosti je jeden pevny rys jednou biometrickou vlastnosti. Do anatomickych
vlastnosti spada napr. otisk prstu, obli¢ej, duhovka a sitnice oka, dlan nebo geometrie ruky.
Dynamické vlastnosti jsou spjaty s néjakou akci uzivatele, do této kategorie spada napft.
chuize, hlas, gestikulace obli¢eje ¢i dynamické vlastnosti podpisu [14].

2.2 Struktura kuze

Kuze je nejvétsim lidskym organem, ktery funguje jako pocateéni obrana proti patogenim,
ultrafialovému (UV) zafeni, chemikéliim nebo zranéni. Také slouzi jako regulator teploty.
Plocha kiiZe tvoif asi 1,5 — 1,8 m? a mé& hmotnost zhruba 4,5 kg [17]. Lidské ktize je slozena
ze tri vrstev:

o epidermis (pokozka),
o corium (dermis — skéra),

o tela subcutanea (subcutis — podkozni vazivo) [17].



Pokozka (epidermis) je sloZena z nékolika vrstev plochych bunék. Bunky na povrchu
postupné prochazi procesem odumirani, rohovaténi a odlupovani, kdy jsou nahrazeny bun-
kami z hlubsi epidermalni vrstvy. Zvlastni vazivové bunky v hlubsich vrstvach obsahuji
kozni pigment melanin. Barva lidské ktize pak zavisi na mnozstvi melaninu, jeho hloubce
ulozeni a prokrveni ktze. Melanin ma za funkci pohlcovat UV slozku slunecniho zarend,
ktera by jinak dokdzala poskodit buiiky hlubsich vrstev [17].

Skéra (corium) je slozena z vazivovjch bunék, elastickych vldken a tukovych bunék.
Elastickd vlakna maji za kol zajistovat pruznost, roztazitelnost, pevnost a Stépitelnost
kize. Ve gkare jsou ulozeny dva typy koznich zlaz — mazové a potni zlazy. Také se zde vy-
skytuji krevni, mizni cévy, vlasové koreny a nervy. Ve vybézcich proti epidermalni vrstvé se
vyskytuji nervova zakonceni — receptory umoznujici vniméni bolesti, tepla nebo chladu [17].

Podkozni vazivo (subcutis) je tvorené siti kolagennich, elastickych vldken a vazivovymi
bunkami. Slouzi jako potencidlni tukova tkan, ktera je schopna ukladat v bunkach velké
mnozstvi tukovych kapének [17].

Nejdtlezitéjsimi funkcemi kiize jsou:

e Ochrana téla — Kaze zabranuje vnikani skodlivych latek do vnitiniho prostiedi orga-

nismu a je odolnou vac¢i mechanickému poskozeni. Pigment melanin chrani proti UV
zétreni [17].

e Smyslova funkce kuze — V kuzi se vyskytuje velké mnozstvi receptoru slouzici k vni-
mani mechanickych, tepelnych a bolestivych pocitki. Specializované receptory slouzi
k vniméni tepla, chladu a hmatu [17].

e Udrzovani télesné teploty — Zrohovatéla vrstva bunék diky své spatné tepelné vodivosti
chrani organismus pfed vétsimi tepelnymi ztratami. Podkozni vazivo tvoii pomérné
silnou vrstvu u kazdého jedince [17].

o Skladovaci funkce kuze — Mnozstvi tuku v podkoznim vazivu tvoii energetickou za-
sobarnu organismu. Probihd zde uskladnéni vitaminu rozpustnych v tucich (A, D,
E, K) [17].

e Vylucovaci funkce kuze — Vyloucené sekrety mazovych a potnich zlaz se uplatnuji
pfi ochrané kuze i celého organismu [17].

2.2.1 Papilarni linie

Na prstech rukou a nohou jsou piitomné vyvysené kozni utvary, které se nazyvaji papilarni
linie. Zaklad papilarnich lini{ je formovany na hranici koznich vrstev epidermis a corium,
kde dochéazi k vzajemné interakci spodni epidermélni vrstvy a horni vrstvy coria. Po urcitém
zvlnéni epidermalni vrstvy se na biiskdch prstti objevi papilarni linie [15].

Struktura ktize a papilarnich linii je zndzornéna na obrazku 2.2, na obrazku 2.3 je pak
zobrazen nasnimany otisk prstu tvoreny charakteristickymi papilarnimi liniemi. Papilarni
linie slouzi k urceni identity jedince, tvori dermatoglyfy, které jsou pro jedince charakteris-
tické. Presny duvod vzniku papilarnich linii vSak neni znadmy — uvazuje se o hypotéze, ze to
jsou napft. vysledky napéti a tlakd v kuzi béhem embryonélniho vyvoje. Usporadani papilar-
nich linif je z 90 % podminéno geneticky, z 10 % je pak zavislé na vnéjsich podminkéch [10].
Ani jednovajecnd dvojcata nemaji shodné otisky prstu — shoduji se sice v zdkladnich vzo-
rech, ale odlisuji se v drobnych detailech rozhodujicimi pro identifikaci osob [10]. Papildrni
linie se vyvijeji béhem nitrodélozniho vyvoje a po cely zivot jedince vykazuji stabilitu, kdy



se s pribyvajicim vékem méni rozméry plosek prsti, dlani ¢i chodidel, avsak struktura zu-
stava stejna [15].

Rozduwajeri  Déka Bod Fatmi pony

Lkoréeni

Epi darrmis

Darrmis

Obrézek 2.2: Struktura kuze [15]

Obrézek 2.3: Piiklad nasnimaného otisku prstu [16]

2.3 Nemoci ktize ovlivnujici otisky prsti

Nemoci kuze predstavuji dulezity, ale ¢asto opomijeny faktor ovliviiujici sniméani otiskua
prstu a jejich ndslednou analyzu. Uvadi se, Ze zhruba 20 — 25 % pacientu trpi nékterou
z koznich chorob [13]. Tato kapitola uvadi vycet onemocnéni, které mohou postihnout oblast
prstu, a zpusob, jakym se projevuji na zachyceném snimku na biometrickém senzoru.

2.3.1 Atopicky ekzém

Atopicky ekzém (viz obrazek 2.4), je jednim z druhti ekzému — nejéastéjsiho chronického za-
nétlivého onemocnéni. Piivod onemocnéni zahrnuji napiiklad genetické faktory, defekt kozni
bariéry a vliv prostiedi. Pfedpoklada se, ze atopicky ekzém je spjaty s pribuznymi onemoc-
nénimi jako astma, potravinova alergie nebo alergicka ryma. Pokud jeden z rodi¢t ditéte trpi
atopickym ekzémem, je vice jak polovi¢ni pravdépodobnost, Ze bude symptomy postihnut
i jeho potomek. Pfi postizeni obou rodicu je tato Sance dokonce 80 % [31]. Atopicky ekzém
se projevuje svédénim, snizenim hydratace a zvysenim suchosti pokozky. Postizené misto



je citlivé k alergentim a drazdivym latkdm [31]. Pii 1é¢bé je nutné vyhybat se spoustécim
faktortim a zamezit vysusovani pokozky.

P1i snimani se onemocnéni atopickym ekzémem projevuje vice zptisoby. Priklad snimku
atopického ekzému zachyceného biometrickym senzorem je znazornén na obrazku 2.5. U pa-
cientll s mirngjsim prubéhem se nemoc projevuje tizkymi bilymi liniemi prechézejici ptres pa-
pilarni linie. Papilarni linie ztstdavaji prerusené vsak pouze na nékolika mistech a obvykle
jsou stale uspokojivé Citelné. Ovsem otisky prstu pacienti s vaznéjsim prubéhem nemoci
jsou velmi poskozené, papilarni linie jsou skoro necitelné a vedle bilych lini{ se ¢asto vysky-
tuji i tmavé nepravidelné skvrny.

Obrazek 2.4: Snimek pacienta trpici atopic- Obrazek 2.5: Atopicky ekzém zachyceny bio-
kym ekzémem [4] metrickym senzorem [4]

2.3.2 Bradavice

Bradavice (verruca vulgaris) (viz obrazek 2.6) jsou béznymi novotvary zpusobené lidskymi
papilomaviry (HPV). Tyto viry, kterych existuje vice jak 100 riznych typu, dokézi vstou-
pit do ktze prostifednictvim malych feznych ran a zplisobit zvyseny rist bunék. Kuze se
tedy na daném misté postupné stava silnéjsi — je vytvorena bradavice. Bradavice se mohou
vyskytovat jednotlivé nebo ve skupinich na riznych ¢astech lidského téla. Zbaveni se bra-
davic miize byt narocné zejména pro lidi se slabym imunitnim systémem. U lid{ se zdravym
imunitnim systémem obvykle bradavice zmizi postupem ¢asu [27]. Bradavice se na snimcich
projevuji jako bilé skvrny kulatého tvaru, obcas s ¢ernymi teckami uvnitf (viz obrazek 2.7).
Poskozeni neni tolik zavazné, jako napi. u atopického ekzému a psoridzy, a papilarni linie
zbytku otisku prstu jsou neposkozené.

Obrazek 2.6: Snimek pacienta trpici bradavi-  Obrazek 2.7: Bradavice zachycena biometric-
cemi [13] kym senzorem [4]



2.3.3 Psoriaza

Psoridza (lupénka) (viz obrazek 2.8) se vyskytuje zhruba u 1 — 3 % lidské populace. Puvod
onemocnéni je neznamy, avsak je uvazovano o dédi¢nych predispozicich. Nejéastéjsim proje-
vem tohoto chronického onemocnéni je odlupovani pokozky. Vyskyt onemocnéni na dlanich
a prstech se vyznacuje ¢ervenymi plaky. Pfi zhorSeném priubéhu se muzou objevit bolestivé
trhliny a krvaceni. Psoridza stejné jako bradavice nemd zadnou dostupnou lécbu. Obvykle
se nemoc postupné zhorsuje a zlepSuje [37, 13]. Onemocnéni je ¢asto na snimcich rozpo-
znatelné pomoci tmavé skvrny nepravidelného tvaru, kterd je ohranicena bilymi liniemi
(viz obrézek 2.9). Papildrni linie jsou obvykle ¢itelné pouze na mensi ¢asti snimku.

Obrazek 2.8: Snimek pacienta trpici psoria-  Obrazek 2.9: Psoridza zachycend biometric-
zou [13] kym senzorem [4]

2.3.4 Dyshidréza

Dyshidréza (viz obrézek 2.10) je jednou z nejéastéjsich koznich poruch. Pivod onemocnéni
je neznamy, ale uvazuje se napriklad o duvodu styku s kontaktnim alergenem. Onemocnéni je
charakteristické vyskytem drobnych svédivych puchytfkt na dlanich a stranich prstu. Kuze
muze byt vlhka a zarudld. Postupem c¢asu tyto puchyiky prasknou a objevuji se zarudlé
Supinaté skvrny [13]. Pfiklad zachyceni onemocnéni dyshidrézy biometrickym senzorem je
zobrazen na obrazku 2.11. Pfi snimcich na senzoru se onemocnéni projevuje vice zpusoby
— vétsinou se jednd o bilé ¢ary a nepravidelné bilé skvrny. Pii vaznéjsim poskozeni nejsou
dostatecné viditelné papilarni linie.

Obrazek 2.10: Snimek pacienta trpici dyshi-  Obrazek 2.11: Dyshidréza zachycena biomet-
drézou [13] rickym senzorem [4]

2.3.5 Acrodermatitis continua

Acrodermatitis continua (viz obrazek 2.12) je chronickym onemocnénim, jednim ze zv1ast-
nich druht psoridzy. Projevuje se vyskytem pustul — dutin vyplnénych hnisem na spickéach



prstu, vétsinou vyskytujici se ¢astéji na prstech dlani nez chodidel. Toto onemocnéni neméa
zadny standardizovany postup lécby a jeho puvod neni zndmy, uvazuje se vsak o napf. in-
fekénim nebo genetickém ptvodu. Pii vazném pribéhu onemocnéni mtize onemocnéni po-
skodit oblast nehtu [50]. Snimky na senzoru jsou typické nerozpoznatelnymi papildrnimi
liniemi, cely otisk prstu pokryvaji tmavé mensi skvrny ruznych tvartu (viz obrazek 2.13).

Obrazek 2.12: Snimek pacienta trpici Acro- Obrazek 2.13: Acrodermatitis continua zachy-
dermatitis continua [50] cend biometrickym senzorem [4]

2.3.6 Raynaudova nemoc

Raynaudova nemoc (viz obrazek 2.14) je charakteristickd kfec¢ovitymi stahy drobnych tepen
a tepének z dusledku chladu a stresu. Dochézi k poruse krevniho zasobeni postizené oblasti
a postizend periferni oblast (napf. prsty) pak postupné méni barvu na bilou, modrou a
cervenou. Odhad prevalence — poctu jedinct trpici nemoci vzhledem k poctu jedinct v dané
populaci — odhadem ¢ini 5 az 20 %. Nemoc se Castéji vyskytuje u Zen a problémy jsou
obvykle dlouhodobé. Jednim z divoda postizeni timto onemocnénim je napt. onemocnéni
pojivové tkané nebo hematologické priciny [13]. Toto onemocnéni se projevuje pouze zménou
zbarveni prsti a snimky ze senzoru se proto jevi jako neposkozené (viz obrazek 2.15).

Obrazek 2.14: Snimek pacienta trpici Raynar-  Obrazek 2.15: Raynaudova nemoc zachycena
dovou nemoci [38] biometrickym senzorem [4]

2.3.7 Systémova sklerodermie

Systémova sklerodermie (viz obrazek 2.16) je chronickym autoimunitnim onemocnénim.
Pro vice nez 90 % pacientl je typické onemocnéni Raynaudovou nemoci a postizené jsou
vice zeny [13]. Pivod nemoci je nezndmy. Onemocnéni se projevuje otoky prsti, malymi
jizvickami na Spicce prstu nebo sklerodaktylii. Pti sklerodaktylii se v tkanich ruky uklada



vazivo, ¢imz je narusend pohyblivost a vznika charakteristickd ztuhla ruka. Nemoc je nelé-
Citelnd, ke tlumeni projevi se mohou vyuzit imunosupresivni 1éky tlumici imunitni reakce
v téle — kortikoidy. Kozni postizeni neni pouze jedinym projevem systémové sklerodermie —
muze dojit i k plicnimu postizeni nebo postizeni obéhového systému [51].

Obrazek 2.16: Snimek pacienta trpici systé- Obrazek 2.17: Systémova sklerodermie zachy-
movou sklerodermif [13] cend biometrickym senzorem [4]

2.4 Zpracovani otisku prsti

Nasnimané otisky prstu jsou nasledné zpracovany za cilem nalezeni vhodnych markanti,
které mohou byt vyuzity pro naslednou detekci a rozpoznavani. Nejbéznéjsi zptisob zpra-
covani otisku prstu je znazornén na obrazku 2.18.

Vstupni Pole Extrahované Ztenéené
obraz _orientaci linie linie

Obrézek 2.18: Schéma zpracovani otisku prstu [14]

Na zacatku samotného zpracovani otisku prstu je nacten vstupni obraz. Snimek miize
byt ziskany z riznych druhi senzoru (napf. optické, kapacitni nebo bezdotykové) — vznikne
tak digitalni otisk prstu. Vstupni obraz obvykle obsahuje vysokou hodnotu Ssumu. Je nutné
dbét na kontrolu zivosti prstu nebo na vlivy jako je znecisténi a poranéni [14].

Niésledné probihd vypocet pole orientaci. Principem tohoto algoritmu je spocitani
sméru papilarni linie pro kazdy pixel obrazu, kdy se vyuziva Ssedoténovych hodnot. Nasledné
je vypoctena lokalni orientace celého bloku pixeld. Vznikne orientované pole, které muze
byt namapovano na puvodni otisk prstu [14].

P1i extrahovani linii se pouzivaji razné tpravy vstupniho obrazu. Patii k nim napft.
Uprava histogramu, se kterou se spjata kontrola kvality obrazu. 2D Gaborovu funkce je
jednim z moznych zpusobii filtrovani. Pro samotnou detekci papilarnich linif je mozné pouzit
schéma RAT nebo detekci papilarnich linii dle Honga [14].
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Detekce papilarnich lini{ dle Honga vychazi z predpokladu, Ze papilarni linie probihaji
paralelné vuci sobé a dosahuji maxim Sedoténové tirovné uprostied samotné linie — jedna
se o ¢erné (tmavé) body. Otisk prstu je ndsobeny dvéma maskami h; a hy, tyto masky maji
navzajem posunutou fazi o 180 stupnt. Po aplikaci algoritmu je nutné ve vysledném obrazu
provést kontrolu a tipravu poruseni papilarnich linii a zruseni zlomu v pribéhu papilarnich
linif [16].

Detekce papilarnich linii pomoci schématu RAT rozdéluje obrazek na bloky o velikost
8 x 8 pixelu. V této oblasti je spoctend prumeérna troven Sedé a leva ¢ast 8 x 4 pixela
se nastavi na tuto ziskanou hodnotu. Poté je posunuto okno o 4 body doprava. Pokud je
dosazeny pravy okraj, tak se posouvd okno o 8 bodu doli a opét se za¢ind zleva [14].

Pro extrakci markantii je nutné nasledné ztencit papilarni linie na sitku 1 pixelu.
V tomto pfipadu je nutné, aby algoritmus ztencovani byl vSesmérovy, kdy v zadném sméru
nesmi ubyvat papilarni linie. Jednou z vhodnych metod je Metoda Emyroglu, ktera pouziva
dva typy bodi — RMP (Ridge Meeting Point) a RCP (Ridge Continuity Point) [14].

Obvykle se detekuji dva zakladni typy markanta — ukonceni papilarni linie a vidlicka.
Typt markantt existuje mnohem vice, avsak jsou kombinaci téchto dvou zakladnich typu.
Ke kazdému markantu je pak ulozena jeho pozice X, pozice Y, typ markantu (ukoncéeni
nebo vidlicka) a gradient — smér pokracovani papildrni linie [14].

Metod pro porovnani otiskl prsti existuje cela rfada. Metoda zalozena na markantech,
kterd je nejcastéji se vyskytujici metodou, uziva generovani globalniho prekryvu a néasled-
ného hledani lokalniho prekryvu markanti. Také se zavadi oblast tolerance pfi hledani
lokélniho prekryvu — porovnani. Dalsimi zptsoby porovnani otiskli prstii je metoda zalo-
zena na korelaci, ktera vyuziva 2D korelaci mezi vstupem a Sablonou, a metoda porovnani
zalozend na rozpoznani vzoru, ktera uziva neuronovych siti a je pouzitelnou i pri malé plose
otiskt (napf. senzory na mobilnich telefonech) [16].

2.4.1 Daktyloskopie

Daktyloskopie je jednou z nejstarsich disciplin kriminalistické techniky, které se zabyvaji
identifikaci osob [43]. Plati nésledujici daktyloskopické zakony:

o Papiléarni linie jsou pro kazdého z jedinct unikatni [14].
o Vzor, ktery tvori papildrni linie, zstava po cely Zivot jedince relativné neménnym [14].

e Dorustanim kuze na povrchu prstii jsou papilarni linie obnovovany. Papilarni linie ne-
mohou byt pozménény nebo odstranény, pokud neni poskozena dermalni vrstva kuze.
Pokud vsak k poskozeni dojde, pak jiz na tomto misté nedojde k obnové papilarnich
linif [14].

o Konfiguraéni typy se mohou individudlné ménit, ovSem jedna se pouze o malé zmény,
které lezi v tolerancnich limitech a umoznuji systematickou klasifikaci [14].

2.4.2 Typy otiska prsti, druhy markantt a tridy otiskt prsti

Otisky prstu jsou déleny na zikladé zptuisobu porizeni ndsledovné (viz obrazek 2.19):
o valeny otisk (barveny, rolovany),

e pichany otisk (ilVS’)a
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o latentni otisk (skryty) [14].

Valené otisky jsou ziskavany zpusobem rolovani prstu po celé délce, kdy je snahou za-
chytit vSechny detaily hiebenti papilarnich linii. Pichané otisky vznikaji pfilozenim biiska
prstu k plochému povrchu — rolovani neni provadéno. Pichané otisky prstii pokryvaji mensi
plochu nez véalené otisky prsti a typicky nejsou zkresleny pravé procesem rolovani. Oba tyto
typy jsou ziskdavany pomoci senzoru nebo off-line zptisobem snimani — napf. nanesenim in-
koustu na biisko prstu. Latentni otisky prstu jsou obvykle ziskdvany z objektid, kterych se
dana osoba dotkla — typickym prostfedim pro praci s timto typem otisku prsti je krimina-
listika [28]. Ve srovnani s valenymi a pichanymi otisky, které maji obvykle dobrou kvalitu
a obsahuji mnoho informace, jsou latentni otisky tézsi na spravné ziskani — obvykle se po-
uzivaji specidlni fyzikalni a chemické metody (napf. daktyloskopicky prasek, kyanoakrylat
nebo ninhydrin) [43].

Obrézek 2.19: Véleny, pichany a latentni otisk [14]

Druhy markanti slouzi pro zdkladni rozpoznavani otiskti prsti. Existuje mnoho typu
markantt (viz obrazek 2.20), avSak obvykle se u pristupovych systému pracuje pouze s ty-
pem markantu ukonéeni nebo vidlicky: ukoné¢eni (Line Ending), jednoduchd vidlicka (Sim-
ple Bifurcation), dvojité vidlicka (Double Bifurcation), trojita vidlicka ( Triple Bifurcation),
hak (Hook), kiizeni (Crossing), bo¢ni kontakt (Side Contact), bod (Point), interval (Inter-
val), jednoduchd smycka (Single Whorl), dvojita smycka (Double Whorl), jednoduchy most
(Single Bridge), dvojity most (Twin Bridge), prusecnd linie ( Through Line) [14].

==ss=c=—
===—=—=

Obrézek 2.20: Typy markant ve vyjmenovaném poradi vyse [14]

Otisky prstit mohou byt také rozrazeny do nasledujicich tiid na zdkladé charakteristic-
kého priubéhu papildrnich linii (viz obrdzek 2.21): oblouk (Arch), klenuty oblouk (7Tended
Arch), spirdla / zavit (Whorl), leva smycka (Left Loop), prava smycka (Right Loop), dvo-
jita smycka (Twin Loop) [14]. V daktyskopickych (kriminalistickych) systémech se obvykle
pouzivaji vSechny t¥idy otisku prsti s vyjimkou dvojité smycky [14].
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Tended Arch

o g

Left Loop

: -
Right Loop Twin Loop
Obrazek 2.21: Typy tiid otisku prsti [14]

2.4.3 Meéreni kvality otiskti prsta

Verifikace otisku prstu je ¢asto ovlivnéna kvalitou snimku otisku prstu poskytnutym sen-
zorem. Dokonce nejlepsi verifikaé¢ni systémy maji mnohdy problémy se zasuménymi a ne-
kvalitnimi snimky. V mnoha studiich bylo zjisténo, Zze zména typu senzoru muze mit vliv
na rozpoznavani — kazdy z nich poskytuje snimek jiné kvality. Vlhkost / suchost otisku
prstu, Sum, necistoty jak na prstu, tak na senzoru nebo onemocnéni mohou mit dulezity
vliv na biometricky systém. Existuje mnoho riznych zptsobu pro méreni kvality otisku
prstu — vedle zptisobl zamérenych na analyzu sitky a kontinuity papilarnich linii se miize
vyuzit i napf. analyza na zakladé jasnosti papildrnich linif [3].
Meéreni na zakladé sitky papilarnich linif:

e Uroven jistoty orientace — méreni koncentrace energie okolo dominantniho sméru hre-
benti s vyuzitim gradientu intenzity,

e smérodatnéd odchylka vystupu Gaborova filtru — snimek je filtrovin Gaborovym fil-
trem, pro otisk prstu s kvalitnimi oblastmi bude jeden z mnoha vystupu filtru vyssi jak
ostatni, smérodatnd odchylka m vystupt filtru je pouzita pro ohodnoceni kvality [3].

Méteni na zékladé propojeni (kontinuity) papildrnich linii:

e kvalita lokalni orientace — primérny absolutni rozdil thlu papilarni linie s okolnimi
bloky obrazu,

¢ kontinuita pole orientaci — u kvalitnich snimku predpoklada plynuly priubéh hiebent
a udoli v lokalné konstantnim sméru, analyzuje ndhlé zmény sméru mezi sousednimi
bloky [3].
2.5 Typy senzoru

Prvni techniky pro ziskavani otiskil prsti byly typu off-line. Prsty byly ocernény inkous-
tem a pritisknuty nebo rolovany po papirové karté. Tato karta byla déle naskenovana a
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prevedena tak do digitalni podoby. Tato technika je stdle uzivanou v kriminalistice pod na-
zvem daktoloskopicka karta. Vedle této metody se vSak v pristupovych systémech uzivaji
techniky pro zivé naskenovani otisku prstu pomoci biometrického senzoru — tento zpusob je
mnohem vice efektivnim, levnym a uzivatelsky privétivym. Mize byt tedy nasazen v Siroké
oblasti aplikaci [36]. Existuje mnoho typtu senzoru pro snimani otisk prsti, tato kapitola
popisuje pouze dosud nejuzivanéjsi — kapacitni a opticky senzor.

2.5.1 Kapacitni senzor

Jedna se o jeden z nejuzivanéjsich typu senzort. Schéma kapacitniho senzoru je znézornéno
na obrazku 2.22. Kapacitni senzor je tvoren 2D polem mikrokapacitori, které jsou umistény
na ¢ipu. Po prilozeni prstu se mezi povrchem prstu a kazdou z kifemikovych desticek vytvori
maly elektricky ndboj, jehoz hodnota zavisi na vzdalenosti mezi povrchem prstu a kapacit-
nimi destickami. Hrebeny a tidoli papilarnich linii maji jinou hodnotu elektrického naboje
a odlisnou vyslednou intenzitu ve finalnim snimku. Kazdy vyrobce kapacitnich senzori ma
obvykle vlastni nastavenou hodnotu, jak rozlisit hiebeny a tidoli papilarnich linii, kterou je
obvykle obtizné upravit. Kapacitni senzory nelze zneuzit prilozenim fotografie otisku prstu
— senzor méfi dané vzdalenosti a nasniman mize byt pouze 3D povrch [36].

Povrchovou vrstvu kapacitniho senzoru je tfeba chranit pred chemickymi latkami, které
jsou pritomné v potu (napft. sodik). Povrchova vrstva senzoru nesmi byt vSak prili§ silnd,
protoze pak je snizena rozliSovaci schopnost senzoru mezi hiebeny a tidolimi papilarnich linii.
Povrchova vrstva nesmi byt ani piilis tenka, protoze pak neni odolna vii¢i mechanickému
poskozeni [36].
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Obrazek 2.22: Schéma kapacitniho senzoru [30]

2.5.2 Opticky senzor

Opticky senzor FTIR (Frustrated Total Internal Reflection) je nejstarsi a dosud nejuziva-
néjsi zpusob pro ziskdvani snimkl otiskti prsti. Schéma optického senzoru FTIR je zna-
zornéno na obrazku 2.23. Prst je prilozen na povrch hranolu, vrcholy papilarnich linii se
povrchu piimo dotykaji a hiebeny papilarnich linii ztistavajli od povrchu vzdalené. Leva
¢ast hranolu je obvykle nasvicena napt. LED (Light-Emitting Diode) diodami. Toto svétlo,
které vstupuje do hranolu, je odrazeno tidolimi a ndhodné rozptylovano hiebeny papilarnich
linii. Hiebeny se pak diky neschopnosti odrazet svétlo jevi na obrazu jako tmavé oblasti
ve srovnani s bilymi oblastmi uidoli. které svétlo odrazeji. Odrazené svétlo od povrchu hra-
nolu dopadéa ptes ¢ocku na CCD (Charge-Coupled Device) nebo CMOS (Complementary
Metal-Oxide-Semiconductor) kameru, kterd nasniméa vysledny obraz. Stejné jako kapacitni
senzory sniméa FTIR senzor 3D povrch, a proto nemuze byt podvrhnut napf. vytisknutou
fotografii [36].
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Pokud je prst velmi suchy, nemusi dochdzet k rovnomérnému kontaktu s povrchem
senzoru FTIR. Nékteri vyrobei FTIR senzorti proto pouzivaji typicky silikonovou vrstvu
na povrchu hranolu, kterd zlepsuje opticky kontakt kiize s hranolem. Casto se z diivodu ceny
pouziva na vyrobu hranolu a cocek plast misto skla a CMOS kamery misto nakladnéjsich

CCD kamer [36].
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Obrazek 2.23: Schéma FTIR senzoru [36]

2.5.3 Daktyloskopicka karta

Daktyloskopickd karta je off-line zpuisobem sniméni, ktera se stéle uziva v kriminalistice.
Obecné obsahuje osobni tdaje o daktyloskopované osobé, otisky prstii a dalsi zdznamy
tykajici se daktyloskopovani. Piklad daktyloskopické karty Policie CR je zobrazen na ob-

razku 2.24.
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Obrazek 2.24: Priklad daktyloskopické karty Policie CR [43]
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Daktyloskopické karta obsahuje nasledujici otisky prsti:
o valené otisky pro kazdy prst (kazdy umistén a oznacen ve zvlastnim poli),
o pichany otisk pro levy a pravy palec (kazdy umistén a oznacéen ve zvlastnim poli),

o pichané otisky ostatnich prstu (otisky umistény ve dvou polich podle levé nebo pravé
ruky) [43].

Pri daktyloskopovani je dbano na to, aby kresba papilarnich linii na ziskanych otiscich
byla plynulé, dobie ¢itelnd a neprerusovana. Také se snazime o zachyceni co nejvétsi plochy
dané otiskované ¢asti prstu [43].

2.6 Generovani syntetickych otiski prsti

Generovani syntetickych otiski prstti je inverzni biometrickou tlohou. Syntetické otisky
mohou byt vytvoreny z nahodnych bodt nebo ISO Sablony a vygenerovany otisk je obvykle
dokonalym. Mohou byt uzity pro hodnoceni vykonu nebo ucéeni modeli neuronovych siti.
Vyhodou je, ze nepodléhaji ochrané osobnich tidaji, a proto mohou byt snadnéji zakompo-
novany do soucasti védeckych ¢lanka a prezentaci vysledku [16].

Syntetické otisky prsti jsou nedilnou soucasti pro uceni modelt konvoluénich neurono-
vych siti, zvlasté pri malé velikosti datasetu redlnych otiskt prsti ziskanych od pacientu
trpicich onemocnénim. Model je vSak potieba otestovat i na redlnych otiscich, protoze neu-
ronové sit muze mit tendenci se pretrénovat na pouze vygenerovanych syntetickych otiscich
prstu.

Jelikoz synteticky otisk prstu je obvykle dokonalym, pii generovani je kladen duraz
na generovani poskozeni nebo Sumu pro vétsi podobnost s redlnym otiskem prstu. Na ob-
razku 2.25 je zobrazen priklad syntetického otisku prstu generovanym generatorem SFinGe,
na obrazcich 2.26, 2.27, 2.28 a 2.29 se pak nachazi piiklad generovani rtiznych onemocnéni
do syntetickych otisku prsti — bradavic, dyshidrézy, atopického ekzému a psoriazy.

Obrazek 2.26: Generované Obrazek 2.27: Generované
Obrazek 2.25: Synteticky onemocnéni bradavice onemocneéni dyshidrézy
otisk prstu vygenerovany do syntetického  otisku do  syntetického  otisku
generatorem SFinGe prstu prstu
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Obrazek 2.28: Generované onemocnéni ato- Obrazek 2.29: Generované onemocnéni
pického ekzému do syntetického otisku prstu psoridzy do syntetického otisku prstu
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Kapitola 3

Detekce a klasifikace pomoci
neuronovych siti

Neuronova sif je abstraktnim modelem, ktery simuluje chovani lidského mozku. Od roku
1943, kdy bylo poprvé popsano chovani neuront a implementovana jednoducha neuronova
sit vyuzivajici elektrické obvody, prosla problematika velikym vyvojem [18]. Nasledujici ka-
pitola popisuje zakladni myslenku funkce perceptronu, zptisob trénovani a uc¢eni neuronové
sité. Nasledné se prace zaméruje specidlné na chovani konvolu¢nich neuronovych siti. Vedle
obecného principu je popsan obsahly vycet dnes uzivanych architektur — od jedné z prvnich
VGG-16 az po architektury z minulych let, jako je EfficientNet vyvinuta spole¢nosti Goo-
gle roku 2019. Nasledné jsou predstaveny modely pro detekci objektd — opét jsou kapitoly
zameéfeny na popis zac¢atkl tohoto problému, az po pristupy ze soucasnych let.

3.1 Umély neuron a perceptron

Pro umély neuron se stal inspiraci biologicky neuron, ktery je zdkladem nervové soustavy
zivych organismil. Lidsky mozek obsahuje pfiblizné 10! neuronii — 10 synapsi, coz je druh
spojeni dvou neuronii slouzici k predavani vzruchti. Tento vysoky pocet synapsi predstavuje
pamétové schopnosti ¢lovéka a proces uceni spociva ve zplsobu nastavovani synaptickych
vah jednotlivych neuronua [61].

Obecné schéma umélého neuronu je znazornéno na obrazku 3.1. Pro umély neuron se
pouzivaji na rozdil od biologického neuronu pouze statické vystupni signaly. Proménna
u predstavuje vnitini potencial, f bazovou funkci, g aktivacni funkci, vektor iy,d9,.. .0y
predstavuje vstup neuronu a vektor wy, ws, ... w, je vektorem vah [61].

" v=al)=s(r()
/k/

In

Obrazek 3.1: Schéma umélého neuronu [61]
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Nejznaméjsi umeély neuron se nazyva perceptron. Schéma perceptronu je znazornéno
na obrazku 3.2. Vstupni vektor xg, 1, . .. z, ma fixné nastavenou nultou slozku na hodnotu
1 z divodu zjednoduseni vztahti pro vypocet odezvy a pro uceni. Vaha wy je pak nastavena
na hodnotu zdporného prahu. Vnitini stav ma ndsledujici rovnici: wozo + Y ;1 ; wiz;, kde
Ty predstavuje specidlni stav bias a wg jeho vahu. Na vnitfni reprezentaci je aplikovana
aktivaéni funkce a ziskany vystup je predan dalsi vrstvé. Pii zpétné propagaci jsou pak
upraveny vahy neuronové sité [61].

i‘jii% y=g()=g(f(%)

Obrazek 3.2: Schéma perceptronu [61]

3.2 Vicevrstvy perceptron

Vicevrstvy perceptron (Multilayer Perceptron — MLP) je klasickym typem neuronové sité.
Obecné schéma sité MLP je zobrazeno na obrazku 3.3. Data jsou pfivedena na vstup vstupni
vrstveé, nasledné sit obsahuje nékolik skrytych vrstev, ktera zajistuje rizné arovné abstrakce.
Vystupni vrstva poté provadi vyslednou predikci. Vsechny vrstvy jsou plné propojené —
kazdy perceptron z vrstvy je propojen s kazdym perceptronem néasledujici vrstvy [6].

Vystupni vrstva

Skryta vrstva

Vstupni vrstva

Obrazek 3.3: Schéma sité MLP

Sité MLP jsou vhodnymi pro vyuziti napt. pro klasifikaci na zdkladé atributi pri ta-
bulkovych datasetech [6]. Jejich vyuziti na problémy, jako je zpracovani obrazu, je vsak
velmi nevyhodné. MLP sité obsahuji velké mnozstvi parametri a nejsou invariantni vaci
posunuti. Pokud by byl obraz preveden na 1D vektor a zpracovan MLP siti, tak je ztracena
prostorova informace [12].
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3.3 Aktivacéni funkce

Aktivaéni funkce definuje, jak se suma vstupt bude transformovat na vystupy v prubéhu
pruchodu neuronovou siti. Aktiva¢ni funkce jsou obvykle diferencovatelné a rizné aktivacni
funkce mohou byt uzity v riznych ¢astech neuronové sité. Volba aktivacni funkce méa vliv
na vykon a konecné vysledky zvoleného modelu [9].

Dobra aktivac¢ni funkce by méla mit nasledujici vlastnosti:

e Monoténni funkce — Aktivac¢ni funkce by méla byt bud zcela nerostouci, nebo nekle-
sajici. Pokud aktiva¢ni funkce monoténni neni, pak zvysSeni vahy neuronu muze mit
mensi vliv na minimalizaci hodnoty chyby — prumérné hodnoty loss (viz sekce 3.4)
pres cely trénovaci dataset [1].

¢ Diferencovatelnost — U aktiva¢nich funkci je nasim cilem, aby byly diferencovatelné,
protoze chceme spocitat zménu chyby vzhledem k vaham v daném okamziku gradi-
entniho sestupu (viz sekce 3.5) [1].

e Rychla konvergence — Aktivacni funkce by méla rychle konvergovat k pozadovanym
hodnotam. Pokud je nasim cilem ziskat napf. dva ruzné vystupy o hodnotéach 0 a 1,
pak by méla aktivaéni funkce rychle konvergovat k témto dvéma hodnotdm [1].

Skryté vrstvy obvykle uzivaji stejnou aktivacéni funkci, kterd se obvykle 1lis{ od aktiva¢ni
funkce zvolené pro vystupni vrstvu. Aktiva¢ni funkce pro vystupni vrstvu obvykle zavisi
na typu tlohy, kterou ma neuronova sit realizovat (napf. tloha binarni klasifikace, klasifikace
do vice t¥id) [9].

3.3.1 Aktivacni funkce skryté vrstvy

Pro aktivacni funkci skryté vrstvy se uziva diferencovatelna nelinearni aktivacni funkce.
Model se pak dokaze naucit slozitéjsi funkce nez model uzivajici linedrni aktivac¢ni funkci.
Resené problémy realného svéta jsou totiz nelinedrnimi [9].

Mezi znamé aktivacni funkce skryté vrstvy neuronové sité patii:

o ReLU — ReLU (Rectified Linear Unit) je nejuzivanéjsi aktivacni funkei. V kladné ¢asti
nabyvéa derivace hodnoty 1, v zdporné ¢asti je pak derivace nulova (tedy konstantni).
Funkce a jeji derivace jsou monoténni [48]. Funkci ReLU lze matematicky vyjadrit
jako:

R(z) = max(0, z) (3.1)

« Sigmoida — Vystupem sigmoidy jsou hodnoty z intervalu (0,1). Cim je vystup vyssi,
tim bude hodnota blize hodnoté 1, ¢im je vystup nizsi, tim vice bude hodnota blizka
hodnoté 0. Funkce je monoténni, avsak derivace funkce monoténni neni [48]. Funkce je
vhodna pro predikci pravdépodobnosti diky pravé jejimu definovanému oboru hodnot.
S pojmem sigmoidy vSak souvisi problém mizejicich gradientd. Jedna se o problém,
kdy ptidani vrstev vyuzivajici tuto aktiva¢ni funkci ma za nasledek, ze gradient loss
funkce dosdhne k nule. Trénovani modelu se tedy stiva obtiznym, coz muze vést
k celkové nepresnosti celé sité. Vysoké zmény vstupu funkce vedou k malym zménam
na vystupu — hodnota derivace se blizi k nule. Tento problém je specificky pro sité
o vice vrstvach [59]. Graf sigmoidy a jeji derivace je zndzornény na obriazku 3.4.
Sigmoida je definovana néasledujicim predpisem:

o(z) = (3.2)




o Tanh — Rozsah vystupi je v intervalu (—1,1). Pro zdporné vstupy je vysledek funkce
negativnim. Funkce je monoténni, derivace monoténni neni [48]. Tato aktivacéni funkce
je definovana nasledovné:

e —e””*

o(z) = — (3.3)

e +e %

Sigmoid

08 — = Derivative of Sigmoid

08—

0.7 —

0.6 —

Obrézek 3.4: Sigmoid funkce a jeji derivace [59]

3.3.2 Aktivacni funkce vystupni vrstvy

Aktivaéni funkce vystupni vrstvy je zavisla na feSeném problému. Obvykle je jeji vybér
spjaty i s vybérem dané loss funkce (viz sekce 3.4), které jsou také charakteristické pro ruzné
zvolené tlohy.

Aktivaénimi funkcemi uzitymi pro vystupni vrstvy neuronové sité jsou:

e Linearita — Linearni aktivac¢ni funkce neméni vihovanou sumu vstupu a pfrimo vraci
danou hodnotu. Bézné se uziva pii regresi — predikci numerické hodnoty [9].

o Sigmoida — Sigmoida je vhodnou aktiva¢ni funkei napf. pfi bindrni klasifikaci [9].

e Softmax — Vystupem softmax je vektor hodnot, jejichz soucet je jednotkovy — jedna
se o pravdépodobnost prislusnosti vystupu do dané tiidy. Je vhodnou pouzit pfi kla-
sifikaci do vice nez dvou t¥id [9].

3.4 Loss funkce

S problematikou loss funkce souvisi pojem objektivni funkce — funkce, kterd ma za kol
vyhodnocovat kandidatni feSeni (napf. mnozinu vah) a tkolem modelu je maximalizovat
nebo minimalizovat pravé tuto objektivni funkci. U neuronovych siti se typicky snazime
o minimalizaci chyby — objektivni funkce je zde préavé nazyvana loss funkei [8]. Stejné jako
u aktivaéni funkce vystupni vrstvy vybér dané loss funkce zavisi na vybrané tloze, kterou
FeSime:

21



e MAE (Mean Absolute Error) — Jedné se o nejjednodussi, avsak robustni loss funkci
uzitou pro regresi. MAE je idedlni i pti operaci s odlehlymi hodnotami. Vypocet je
pocitan jako prumér druhych mocnin mezi predikovanymi a skuteénymi hodnotami [8].

e Cross-entropy loss — Tato loss funkce je uzivanou pri problematice bindrni klasifi-
kace a klasifikace do vice tfid. PTi bindrni cross-entropy loss je predikovand hodnota
porovnana se skutecnou t¥idou (hodnoty 0 nebo 1) a vypocitané skére penalizuje
pravdépodobnost na zakladé vzdalenosti od ocekdvané hodnoty. Penalizace je loga-
ritmicka, kdy pro malé vzdalenosti od skutecné hodnoty nabyva malych hodnot a
naopak velkych hodnot pro velké rozdily. Binarni cross-entropy loss je vypocitana
jako pramér aplikace cross-entropy pres vSechny vzorky. Pro aplikaci cross-entropy
loss pri klasifikaci do vice tfid se pouziva one-hot kédovani pro dané tiidy. Skore pe-
nalizace je vypocitané pres kazdou hodnotu vektoru ziskanym one-hot kédovanim a
zprumeérovano pres vSechny vzorky [8].

3.5 Trénovani neuronové sité

Cilem algoritmu uceni je minimalizace objektivni funkce, coz je suma vysledkt loss funkce
pres vSechny prvky datasetu. Snahou je nalézt takové parametry, které minimalizuji hod-
notu objektivni funkce. Gradienty jsou derivacemi objektové funkce s konkrétnimi parame-
try a pocitaji se pro konkrétni parcialni derivaci — vektor redlnych ¢isel. Minimalizuje se
objektivni funkce J(#) parametrizovand parametry modelu § pomoci aktualizace parame-
tri v opacném sméru gradientu objektivni funkce VyJ(6). Parametr 7 udava learning rate
— velikost kroku pro dosazeni (lokdlniho) minima [47]. Pfi zpétné propagaci se aktualizuji
vahy neuronové sité. Pii trénovani mohou byt vyuzity i rtizné regularizacni techniky ur-
¢ené pro snizeni kompexity modelu a problému potencidlniho pretrénovani — neschopnosti
modelu generalizovat na testovacim datasetu.

3.5.1 Batch gradient descent

Batch gradient descent pocita gradient objektivni funkce s vyuzitim celé datové sady.
Pro vypocéitani jedné aktualizace parametri je tedy zapotiebi vypocitani gradientt pro cely
dataset:

0=0—nVyJ(0) (3.4)
Tento vypocet vSak muze byt velmi pomalym a nefeSitelnym pro datasety, které se
svym rozsahem nevejdou do paméti. Tato metoda nam také neumoznuje online aktualizaci
modelu — napf. pri rozsifeni datasetu v prubéhu trénovani [47].
3.5.2 Stochastic gradient descent

Stochastic gradient descent pocita aktualizaci parametru pro kazdy prvek z trénovaci sady
20 ktery spadd do tiidy y@:

0 =0—nVeJ(0;27;y") (35)

Tato metoda fesi problém provadéni redundantnich vypocti pro rozsahlé datasety, ktery je
typickym pro pristup batch gradient descent. Stochastic gradient descent je také mnohem
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rychlejsi, umoznuje online aktualizaci modelu a vyhledavani novych moznych lepsich poten-
cidlnich lokalnich minim. P¥i snizovani parametru learning rate vykazuje stochastic gradient
descent stejné konvergenc¢ni chovani jako batch gradient descent a konverguje k lokalnimu
nebo globalnimu minimu v zavislosti na typu tlohy [47].

3.5.3 Mini-batch gradient descent

Mini-batch gradient descent provadi aktualizaci pro kazdy mini-batch n trénovacich vzorki:

0=0—nVeJ(b; $(i:i+");y(i:i+")) (3.6)
Snizovani poc¢tu aktualizaci mize vést ke stabilnéjsi konvergenci a pfi této metodé miize
byt vyuzito maticovych optimalizaci typickych pro soucasné knihovny strojového uceni —
vypocet mini-batch gradient descent je pak efektivnim. Velikost mini-batch se pohybuje
v Sirokém rozmezi (napt. mezi 50 a 256) a lisi se na zdkladé fesené tlohy i vypocetniho
prostiedi [47].
3.5.4 Regularizacéni techniky

Regularizace je mnozinou riznych technik uzitych za cilem sniZeni slozitosti neuronové sité
a zabranéni pretrénovani — schopnosti modelu naucit se velmi dobfe rozpoznavat trénovaci
data, avsak nédsledné neschopnosti generalizovat na testovacim datasetu [42].

Techniky pro regularizaci jsou nasledujici:

e L2 regularizace — L2 regularizace je nejuzivanéjsim typem regularizace. Vypocet loss
funkce je zde rozsiten o regularizac¢ni ¢ast €1, ktera se da vyjadrit jako:

QW) =IWIE=>"> wj (3.7)
i

Jedné se tedy o sumu pres druhé mocniny vSech vah w matice vah W. Regularizacni
loss je poté spoctena jako suma loss funkce L£(W) a regularizace, kterd je vahovana
s vyuZitim parametru « (mira regularizace):

LW) = %Q(W) +L(W) (3.8)

Za podpory L2 regularizace jsou hodnoty vah snizovany nepfimo k hodnoté nula.
Véahy pri kazdé aktualizaci jsou postupné nizsi nezavisle na gradientu loss funkce [42].

e L1 regularizace — Regulariza¢ni ¢ast € je spoctena jako suma absolutnich hodnot
parametru vah w v matici vah W.

QW) = W[l =) wy (3.9)
i

Regularizace je opét pri¢tena k loss funkci £(W) s vyuzitim parametru a:

L(W) = aQ(W) + L(W) (3.10)
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Za podpory L1 regularizace jsou hodnoty vah snizovany primo k hodnoté nula. Mensi
vahy obecné snizuji vliv neuronu skryté vrstvy, tyto neurony se stavaji zanedbatelnymi
a celkova slozitost neuronové sité je snizena [412].

Je nutné brat ohled na zvoleni spravného parametru miry regularizace «. Pokud je
hodnota « prili§ vysokd, pak se model stavd malo komplexnim s rizikem tzv. under-
fitting — neschopnosti modelu se dostatecné naucit na trénovacich datech. Pokud je
hodnota « ptilis mald, pak bude model prilis komplexnim a mtze dochézet k tzv. over-
fitting — pretrénovani [42].

e Dropout — Dropout muze byt vyuzity pri trénovani sité, kdy s nastavenou pravdépo-
dobnosti P je dany neuron pri tréninku nevyuzitym. PTi napt. zvoleném P = 0,5 se
stane priblizné polovina neurond neaktivni a nebudou tedy brany v potaz jako sou-
Cast neuronové sité — model se tedy stava jednodussim a potencidlné méné nachylnym
pro pretrénovani [42].

3.6 Konvolu¢ni neuronové sité

Konvoluéni neuronové sité jsou specialnim typem neuronovych siti, které jsou v dnesni
dobé vysokym zpusobem uzivané pri zpracovani obrazu a fe¢i. Jejich nazev je odvozen
od matematické operace konvoluce, ktera je v jejich architekture pouzita. Jelikoz konvo-
luéni neuronové sité explicitné predpokladaji, ze vstupy jsou napr. ve formé obrazka nebo
zvuku, tak muzeme zakédovat urcité vlastnosti do jejich architektury [12]. Vyrazné se sni-
Zuje pocet parametrti modelu oproti tzv. sitim MLP, které byly popsany v sekci 3.2. Obecné
se konvolu¢ni neuronova sit sklada z:

« vstupni obraz,

e konvolucni vrstvy,

¢ nelinearn{ aktiva¢ni funkce,
e pooling vrstvy,

o plné propojené vrstvy [7].

Konvoluéni neuronova sit dokaze zohlednit mistni konektivitu — konvolu¢ni filtr je po-
stupné posouvan po celém vstupu (v nasem pripadé obrazku) podle uréité velikosti a kroku.
Dochéazi tedy k nalezeni a porovnavani vzori bez ohledu na to, kde se dané vzory v obrazu
nachéazi. Vahy jsou sdilené a trénovani je obecné efektivnéjsim. Kazdy uzel neni propojen
s kazdym dal$im uzlem [12].

Na kazdy pixel obrazu je obecné aplikovano vice konvoluénich filtri. Prvni vrstvy kon-
volu¢ni neuronové sité obsahuji jednoduché filtry reagujici pouze na hrany, filtry v jedné
z poslednich vrstev ndm umoznuji ziskat z obrazu detailnéjsi informace (napft. filtry reagujici
na barvy). Aplikaci kazdého filtru je ziskdna aktiva¢ni mapa [12].

Dalsi nedilnou soucésti konvolu¢nich neuronovych siti je pooling vrstva. Jeji parametry
jsou nizsi, jak velikost ziskané aktiva¢ni mapy konvoluéni vrstvou — napt. velikost 2 x 2
a parametr stride (krok posunu konvoluéniho filtru) 2 pixely. P¥i tomto nastaveni pooling
vrstvy je aktivacni mapa dvakrat zmensena — kazda dimenze je polovi¢ni, pocet pixeld v ak-
tivacni mapé je pak zmensen ¢tyrikrat — napr. pii vstupu aktivacni mapy o velikosti 6 x 6
(36 pixelt) je po aplikaci pooling vrstvy nova velikost aktivaéni mapy 3 x 3 (9 pixelu) [7].
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Pooling vrstvy jsou neucitelnou ¢asti konvolu¢nich neuronovych siti. Nejznaméjsi ope-
raci spojenou s pooling vrstvou je max pooling umoznujici nalezeni hodnot lokdlnich maxim.
Pooling vrstva efektivné snizuje prostorové dimenze vstupu a pracuje s myslenkou, Ze rela-
jak jeho samotné presné umisténi [7].

Obraz je poté po dostateéném zpracovani s vyuzitim konvoluc¢nich vrstev preveden na 1D
vektor a priveden na vstup plné propojenych vrstev. Tyto plné propojené vrstvy pak tvori
vystupni ¢ast celého modelu a je urcen vysledek na zakladé dané ulohy.

3.7 Existujici architektury neuronovych siti pro zpracovani
obrazu

Paterni konvolu¢ni neuronova sit je zakladni ¢asti kazdého detekéniho modelu. V prubéhu
zpracovavani vstupu konvolu¢ni neuronovou siti jsou extrahovany rysy ruznych trovni —
v prvnich vrstvach sité se ziskavaji rysy nizké trovné, které maji vysoké rozliseni, avsak
maly pocet informaci. Naopak na konci jsou ziskany rysy s nizkym rozlisenim, ale vysokou
hodnotou informace. Bézné principy detekce objektt jako Faster R-CNN nebo SSD uzivaji
jako paterni sit napr. ResNet-50 nebo MobileNet. Jeden z nejnovéjsich pristupi EfficientDet
uzivéa vsak specialni EfficientNet sit.

3.7.1 VGG-16

VGG-16 je jednoduchou a Siroce uzivanou konvoluéni neuronovou siti predstavenou roku
2014. Neni vsak prilis vypocetné optimalizovanou. Jeji architektura je zobrazena na ob-
razku 3.5. Vstupem sité je barevny obrazek o rozmérech 224 x 224. VsSechny konvolucni
vrstvy jsou vypocetné stejné slozité a z rozliSeni se slozitost presouvd do parametru po-
¢tu kanalt — pfi zmenseni rozliSeni se dvakrat zvysi pocet kanalt. Velikost jadra konvo-
luéni vrstvy je 3 x 3. Sit ma v hlubsich vrstvach vice nelinearit a nizsi pocet parametri.
Vstup prvni plné propojené vrstvy ma dimenze 7 x 7 x 512. Po plné propojenych vrst-
vach nasleduje predikce s vyuzitim aktivac¢ni funkce softmax napr. do 1000 tiid pro dataset
ILSVRC [44].

224 x224x3 224x224x64

112 x 112x 128

56|x 56 x 256
28 x 28 x 512

7Tx7x512

14 x 14 x 512 1x1x4096 1 x 1 x 1000

=7 convolution+ReLU
1) max pooling
fully nected+RelU
softmax

Obrazek 3.5: Architektura VGG16 [44]
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3.7.2 ResNet-50

ResNet-50 je variantou modelu ResNet. Je slozen z 48 konvoluc¢nich vrstev, jedné max pool
vrstvy a jedné average pool vrstvy — celkové tedy obsahuje 50 vrstev. Tento model vyuziva
rezidualnich pripojeni - pripojeni vstupu ResNet-50 modelu na vystup, kdy je spocitana
suma pravé tohoto vstupu (identity) a zpracovaného vstupu. Vyhodou tohoto dodate¢ného
pripojeni identity na vystup je, Ze modelu nejsou pridané zadné nové dodateéné parametry.
Tento princip fesi problém tendence vyssi chybovosti u modelt s vysSim pocCtem vrstev.
Také je vyTeseny problém mizejicich gradientii. Dalsimi zndmymi variantami ResNet jsou
napt. ResNet-101 (obsahujici 101 vrstev) nebo ResNet-152 (obsahujici 152 vrstev) [29].

3.7.3 MobileNet

Architektura MobileNet byla poprvé predstavena roku 2017. Svoji myslenkou se vyhyba
trendu tvoreni komplikovanéjsich siti o vice vrstvach pro dosazeni vyssi presnosti. Misto toho
se autori zamérili na vypocetné limitované platformy — na tvorbu vhodné sité pro mobilni
a vestavéné aplikace, robotiku, nebo samoridici auta. MobileNet vyuziva tzv. hloubkoveé
oddélitelné konvoluce (Depthwise Separable Convolutions) [25].

Princip zakladnich krokt hloubkové oddélitelné konvoluce je zobrazen na obrazcich 3.6
a 3.7. Pri hloubkové oddélitelné konvoluci je v prvni ¢asti provedena operace konvoluce
bez zmény hloubky — kazdé z jader je aplikovano pouze na 1 odpovidajici kanal vstupu
(nikoliv na vSechny jako u bézné operace konvoluce). Nésledné probih& bodova konvoluce
— rozméry velikosti jadra pro bodovou konvoluci jsou 1 x 1 [58].

Vyhodou tohoto pristupu oproti klasické operaci konvoluce je rapidni snizeni poctu
aplikace operace nasobeni — napr. pri velikosti batche obrazkt o velikosti 256 s rozméry
jednoho barevného snimku 12 x 12 x 3 pixely se jedna o snizeni{ operaci nasobeni z hodnoty
1228800 na 52952. Sit je pak schopnd zpracovat vice dat za nizsi cas [58].

Obrazek 3.6: Hloubkové oddélitelna konvoluce Obrazek 3.7: Bodova konvoluce - transfor-
- pouziti tfi konvolu¢nich jader [58] mace 3-kanalového obrazu na 1-kandlovy [58]

3.7.4 Hourglass

Hourglass je typem konvoluéni neuronové sité predstavené v roce 2016. Poprvé byla vyuzita
na problematiku predikce pozice lidského téla. Hlavnim tikolem této architektury je zachytit
informaci pres ruznd rozliSeni vstupniho obrazu. Cilem této symetrické topologie (viz obra-
zek 3.8) je prevést obraz na velmi nizké rozliSeni pomoci pooling vrstev, nasledné probiha
zvétseni rozliSeni. Pfi malém rozlisenim sit dokaze efektivné pracovat s velkym kontextem,
avsak se ztraci informace o pozici. Pti zvySovani rozliSeni se naopak ztraci hodné kontextu.
Proto sit kombinuje rysy pres vice rozliSeni [39].
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Obrazek 3.8: Symetricka topologie Hourglass [39]

3.7.5 EfficientNet

Pokud chceme dosahnout vyssi presnosti modelu, je béznym zptusobem Skalovat model
za pomoci vyuziti vétsi pateini sité (Skalovani do hloubky) nebo zvétsenim rozliseni vstup-
niho obrazku ($kdlovani rozliSeni). Pfestoze tyto metody individudlniho skélovani pouze
na zakladé jednoho z faktoru zvysuji presnost modelu, obvykle vyzaduji zdlouhavé rucni
ladéni a u siti obsahujicich mnoho vrstev se muze vyskytnout problém saturace a mizejicich
gradientd. Napiiklad ResNet dokaze byt skdlovan z verze ResNet-18 na verzi ResNet-200
zvySenim poctu vrstev, Tesi problém mizejicich gradientti na zakladé funkce identity, avsak
se jedné o rozsahlou sitf s mnoha parametry a dlouhym trénovacim ¢asem. Cilem spolecnosti
Google bylo navrhnout sif o méné parametrech, ktera dokaze byt nasazend napr. na mo-
bilnich zarizenich nebo méné vykonnych strojich a je méné naro¢nou na vypocetni zdroje a
trénovaci Cas. V roce 2019 byla poprvé prezentovana EfficientNet se zdkladnim principem
efektivniho slozeného skélovani modelu [54, 53].
Muzeme provést nasledujici typy skalovani:

e skalovani rozliseni — pokud ma obraz vyssi rozliSeni, mizeme z néj ziskat komplexni
rysy a detailngjsi textury,

o skélovani do hloubky — pokud chceme zpracovavat vice komplexni rysy (obraz s vyssim
rozliSenim), tak sit musi obsahovat vice vrstev,

o skélovani do sirky — pro zpracovani komplexnéjsSich rysu a detailnéjsich struktur v ob-
razu sit potfebuje vice kanalu (vice ziskanych map rysa) [54, 53].

EfficientNet umoznuje provadét vSechny tii formy skalovani zaroven pomoci heuristiky,
coz se dle experimentu projevilo na zlepseni celkového vykonu neuronové sité ve srovnani
s individualnim skélovanim vzdy pouze na zdkladé jednoho z faktorti uzivanym v minulosti.
Bylo zavedeno nékolik verzi modelu BO — B7, kdy B0 je zakladnim modelem, od kterého jsou
vSechny dalsi modely odvozeny. Velikost vstupniho obrazu pro model B0 je 224 x 224 pixelt.
Architektura BO byla navrhnuta s vyuzitim NAS (Neural Architecture Search) s vyuzitim
optimalizace presnosti a efektivity (FLOPS) [54, 53].

NAS je pristupem, ktery slouzi k nalezeni co nejlepsi architektury neuronové sité pro dany
problém. Jedna se o automatizaci procesu ruc¢niho ladéni modelu a snahu o nalezeni slozi-
téjsich architektur na zakladé uceni. Ve vyhledavacim prostoru je testovano velké mnozstvi
moznych architektur a je vybran model maximalizujici fitness funkci — model odpovidajici
nejlépe feseni daného problému [20].

Pii skalovéani je pracovano s koeficienty skalovani a = 1,2 (Skdlovani do hloubky), 8 = 1,1
(8kalovani do sitky) a v = 1,15 (8kdlovani rozliSeni). Pokud se tedy rozliSeni obrazu zvysi
o 15 %, pak se pocet vrstev sité ma zvysit o 20 % a pocet kandlt o 10 % [54, 53].
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3.8 Pristupy pro detekci objektt

Problematika detekce objektt je jednou ze zdkladnich dloh strojového uéeni. Ukolem je
vykreslit predikovany bounding box okolo daného objektu. Naivni pristup k detekci by
mohl byt zalozen na pohyblivém okné pres dané pixely obrazu, kdy kazdé podokno je
ohodnocené na zakladé predikce modelu skére pro danou tiidu. Podokna s vysokym skore
by pak byly ¢astmi vysledného bounding boxu. Tento pristup je vsak vypocetné naroénym.
Proto se uziva jinych modernich piistupi.

3.8.1 R-CNN

R-CNN (Region Based Convolutional Neural Network) byla poprvé predstavena v roce
2014 [22]. Tento piistup kombinuje extrakci rysi z vybranych oblasti obrazu a konvoluéni
neuronovou sit. Je vybrano pouze napt. 2000 oblasti na zakladé algoritmu selektivniho vy-
béru. Pro predikci neni tedy vyuzit velky pocet oblasti, jako by tomu mohlo byt u naivniho
algoritmu vyuzivajictho posuvného okna, ale pouze zmenseny pocet oblasti. Algoritmus
selektivniho vybéru uziva greedy algoritmus (vybér lokdlniho optima v kazdé fazi) pro re-
kurzivni spojovani podobnych oblasti do regionu vétsi velikosti [19].

Princip R-CNN modelu je znazornén na obrazku 3.9. Regiony jsou poté konvertovany
na rozméry na zakladé modelu konvoluéni neuronové sité, kterd extrahuje vektory rysu
0 4096 dimenzich. Extrahované vektory rysu jsou klasifikovany pomoci klasifikitoru SVM
(Support Vector Machines) do danych t¥id. Algoritmus vedle predikce dané tfidy objektu
také predikuje ¢tyfi hodnoty offsetu pro ziskdni vyssi pfesnosti polohy bounding boxu [19].

Nevyhodami daného pfistupu je stdle vysoka doba trénovani a celkova nepouzitelnost
nasazeni v realném cCase. Regionu je stile vysoky pocet, coz vyzaduje tisice zpétnych pru-
chodt modelem pro detekei objektu [19].

R-CNN: Regiony s CNN rysy

= _ pokfiveny region
= Od ) ¥ - = } :

SN e ]

¢ L
1 Vstupni  2.Extrakce  3.Vypocet CNN 4, Klasifikace
obraz  Vybranych regionu rys(i regiontl
(~2k)

-
o

Obrazek 3.9: Princip R-CNN [19]

3.8.2 Fast R-CNN

Ross Girshick, jeden z prednich autort pristupu R-CNN, v roce 2015 vytesil nékteré z ne-
vyhod predeslého pristupu [21]. V R-CNN byl vysoky pocet regionti postupné zpracovavan
konvoluéni neuronovou siti, v Fast R-CNN je na vstup modelu priveden cely vstupni obraz.
Je ziskana konvoluéni mapa ryst, ze které identifikujeme vhodné regiony, které jsou s vyuzi-
tim ROI pooling vrstvy prevedeny na pevnou délku. Tyto vektory mohou byt klasifikovany
pomoci MLP sité a softmax aktivacni funkce. Vedle predikované tiidy ziskdvame i hodnoty
offsetu pro dany bounding box [19].
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Fast R-CNN je znatelné rychlejsi jak R-CNN, protoze z daného obrazu nemusi byt
pokazdé vybirano nékolik tisic regionii, které jsou nasledné zpracovavany modelem. Na ob-
razku 3.10 je znédzornén jeji princip. Operace konvoluce je aplikovana pouze jednou pro kazdy
obraz, ze které je poté zpracovana mapa rysu. Algoritmus selektivniho vybéru je vSak stéle
Casové naro¢nym procesem, ktery je fixné implementovany a neni schopny procesu uceni a
tedy i mozného zlepSeni presnosti pfi hledani vhodnych regionu v obrazu [19].

r'_'"_lﬁ—_-‘_
~ Hluboka

Vystupy: bbox
softmax regresor

PN T pne 1 Pine
propojena | propojena
vrstva wrstva

Rol vektor ryst
Pro kazdé Rol
(Region of interest)

Konvoluéni
mapa rysi

Obrazek 3.10: Princip Fast R-CNN [19]

3.8.3 Faster R-CNN

Faster R-CNN je metodou predstavenou v roce 2016, ktera resi hlavné nevyhody R-CNN
a Fast R-CNN z hlediska vyuzivani algoritmu selektivniho vybéru [45]. Jelikoz se jedna
o algoritmus, ktery ovliviiuje vykon neuronové sité, bylo vyuzito myslenky zruseni tohoto
algoritmu. Princip modelu Faster R-CNN je zobrazen na obrazku 3.11. Cely obraz je opét
preveden na vstup konvolu¢ni neuronové sité, kdy je vygenerovana mapa rysiu. Je ovsem
vyuzito i druhé oddélené sité, kterd predikuje vhodné oblasti pro naslednou detekci. Tyto
oblasti jsou po zméné dimenzi pii prichodu ROI pooling vrstvou vyuzity pro naslednou
klasifikaci obrazu v dané oblasti a je opét predikovdna i odchylka pro bounding boxy [19].

Faster R-CNN je diky vylepsenim nedostatkt pristupti R-CNN a Fast R-CNN znatelné
rychlejsi a je tedy vhodnou pro nasazeni v redlnych aplikacich [19].

klasifikator

Rol
pooling
extrahované — !
regiony / _ - ;
sit’ pro extrakci K

vhodnych regiont '
pro detekci a mapy ryst
klasifikaci (Region,

Proposal Network) : 3

konvolugni
vrstvy /
A
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Obrazek 3.11: Princip Faster R-CNN [19]
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3.8.4 SSD

SSD (Single Shot Detector) je pristupem pro detekci objektu predstavenym roku 2016,
ktery je zalozen na odlisném pristupu nez Faster R-CNN. Principem Faster R-CNN je zpo-
¢atku hledat vhodné regiony a poté u téchto vybranych regiont provést detekci a klasifikaci.
Faze hleddani vhodnych regioni je u metody SSD zrusena. Misto toho se v nékolika kon-
voluénich vrstvach o rizném rozliSeni provadi predikce bounding boxu a tridy pro kazdy
z danych objekti (viz schéma architektury 3.13). Pro kazdy objekt je pfi trénovani pre-
dikovano 8 732 bounding boxt — diky tomuto vysokému mnozstvi ziskdme vétsi pokryti
dané lokace v obrazu a tak moznost nalezeni bounding boxu, ktery ma nejvyssi prekryv se
skuteénym anotovanym bounding boxem objektu (viz obrazek 3.12). SSD nésledné vybira
pravé na zakladé skére prekryvu bounding boxy se skére vyssim jak 50 %. Nésledné jsou
eliminovany duplicitni bounding boxy a je vybrano pouze 100 bounding boxu s nejvyssim
skore jistoty pro kazdy obrazek [34, 62].

Sit diky predikcim polohy bounding boxt a prislusnosti do tfidy v riznych méritkach
dokaze predikovat objekty rozlicnych velikosti. SSD je piistupem, ktery zvlasté diky vice
vrstvam pro predikci v ruznych meéritkach objektu dosahuje dobré presnosti za snizeni
trénovaciho Casu a muze byt tedy nasazenym v redlnych aplikacich. Také dosahuje dobré
presnosti i na datasetech o nizsim rozliseni [34, 62].
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Obrazek 3.12: Princip ziskdni vétsiho poc¢tu bounding boxt pro dany objekt [34]
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Obrazek 3.13: Architektura modelu SSD [34]

3.8.5 CenterNet

Mnoho piistupi k detekei (napt. SSD) vyuziva predikovani tisici bounding box1 pro jeden
objekt a vybird bounding boxy s vysokou hodnotou prekryvu. Tento pristup mé& néasle-
dujici nevyhody — slozitost je ttmérnd druhé mocniné poctu predikci a model je nucen
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vypocitavat predpovédi pro vSechny bounding boxy, coz je operace niaro¢né na c¢as i vypo-
cetni prostredky. CenterNet vyuziva jiny zpusob predikce — pro kazdy objekt je vytvorena
tzv. center confidence heatmap, kdy ve stfedech objektu nabyva hodnota distribuce funkce
svého maxima (a tedy nejvyssi jistoty). Vedle generovani této mapy jsou také jako u jinych
detektort predikovany hodnoty pro rozméry bounding boxt a offsety souvisejici se stre-
dem bounding boxu predikovanymi mapou jistoty. CenterNet predikuje center confidence
heatmap pro kazdou tiidu [2].

Pravé uziti center confidence heatmap nam umoznuje okamzité odstranit irelevantni
predikce bez nutnosti predikovani celého bounding boxu, princip analyzy je zobrazen na ob-
razku 3.14. Na mapu je aplikovin max pooling a okolo samotného centra je vytvoren maly
plochy region. Nésledné se boolovsky porovnavaji jednotlivé prvky mezi vstupem a ziska-
nym vystupem po aplikaci max pooling — je vytvorena nova tepelna mapa, kdy jsou lokalni
maxima nastavena na hodnotu 1, zbytek je nastaven na hodnotu 0. Tato mapa se vyna-
sobi s puvodnim vstupem a vysledné skére jistoty je vyprahovano. Timto zptusobem se dale
pracuje jen s bounding boxy, které odpovidaji lokdlnim maximim [2].

Porovnani Nasobeni
prvkd prki

Obrazek 3.14: Princip analyzy center confidence heatmap [2]

3.8.6 EfficientDet

EfficientDet je modelem vyvinutym spolecnosti Google v roce 2020. Diky svému nizkému
poc¢tu parametri se fadi k sitim s niz8§imi naroky na vypocetni zdroje a vyssi rychlosti
trénovani. Pro paterni sif neni uzita napr. MobileNet nebo ResNet-50 jako u predchozich
metod, ale opét spole¢nosti Google vyvinuta sit EfficientNet. EfficientDet neuzivd FPN
(Feature Pyramid Network) jako bézné algoritmy pro detekci. Pfi uziti FPN jsou vSechny
rysy ruaznych rozliSeni posuzovany stejnym zptisobem a je jim tedy ptikladana totozna di-
lezitost. FPN je nahrazeno BiFPN (Weighted Bi-directional Feature Pyramid Network),
ktery umoznuje analyzu a ziskani pouze dilezitych rysi. Architektura modelu EfficientDet
je znazornéna na obrazku 3.15. Kazda z komponent sité — paterni sit EfficientNet, BiFPN a
sit pro detekci bounding boxu a predikci tfidy objektu — ma jeden ze sloZzenych faktoru ska-
lovani a je provadéno slozené skalovani rozliSeni, skdlovani do hloubky a skalovani do sitky
pro kazdou z téchto ¢asti [55, 56].
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Obrazek 3.15: Architektura EfficientDet [55]

Verze EfficientNet jsou znaceny v rozsahu B0 — B7 a verze EfficientDet oznac¢enim DO
— D7. Kazda z verzi EfficientDet ma také prifazenou hodnotu ¢, ktera figuruje ve vypoctu
dalsich charakteristik celého modelu [55, 56].
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Kapitola 4

Navrh reseni a implementace

Tato kapitola se zabyva navrhem a implementaci feSeni. V prvni fadé jsou popsany dveé
nejdulezitéjsi ¢asti prace — dataset otiska prsti a pouzité modely. Nasledné je kladen duraz
na predzpracovani vstupniho otisku prstu jesté na privedeni na vstup samotné konvolucni
neuronové siti. VSechna onemocnéni také musi byt anotovana bounding boxy s danymi
tridami.

4.1 Databaze otiskt prsti

Databdze onemocnéni otiskti prsti ziskanych od pacientu je soucasti stile pokracujiciho
vyzkumu ve vyzkumné skupiné STRaDe na Fakulté informacnich technologii v Brné. Ve své
praci se zabyvam v soucasné dobé pouze nasledujicimi onemocnénimi — atopickym ekzémem,
bradavicemi, psoridzou a dyshidrézou. Kompletni databaze vSak obsahuje dal$i onemocnéni,
z nichz mnoha byla popsand v kapitole 2.3. Databéaze vSak neni prilis rozsahlou co se
tyce jednotlivych kategorii, a proto je nutné dataset rozsirit i o syntetické otisky prstu
vygenerované generatorem.

Pro generovani syntetickych otisku bylo vyuzito prostredi generatoru SFinGe, syntetic-
kym otiskiim je nédsledné vygenerovano onemocnéni generatorem popsanym v bakalaiské
praci Generovani onemocnéni kuze do syntetickych otisku prsti z SFinGe [52], v baka-
larské praci Detekce a klasifikace poskozeni otisku prstu s vyuzitim neuronovych siti [57]
byl generator nasledné upraven a priddna funkce automatického anotovani bounding boxu
onemocnéni v JSON formatu. S vyuzitim tohoto generdtoru byla vygenerovana onemocnéni
atopického ekzému, dyshidrozy a bradavic. Pro generovani onemocnéni psoridzy byl vyuzit
generator popsany v bakalairské praci Generovani projevu kozniho onemocnéni do syntetic-
kych otisku prstu z generatoru Anguli [32].

Tabulka 4.1 udava pocty zastoupeni jednotlivych kategorii snimkt celkového datasetu
uzitého v této diplomové préaci. Dalsi databazi zivych otiskil prsti je databaze americké
organizace NIST — Narodni institut standardd a technologie. Jedna se konkrétné o NIST
Special Database 4, ktera obsahuje 4000 snimku ziskanych prevazné z daktyloskopickych
karet s neznamymi béznymi poskozenimi. Z této databaze byly ru¢né vybrany snimky otiskt
prstu, které nejsou poskozené. Tato ¢ast datasetu otiskl prsti byla doplnéna jesté vyge-
nerovanymi syntetickymi snimky z generatoru SFinGe, které nebyly poskozeny zadnym
onemocnénim.
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Onemocnéni Realné otisky | Syntetické otisky
Atopicky ekzém 286 411
Bradavice 42 225
Psoriaza 98 271
Dyshidréza 96 200
Bez poskozeni 1131 400

Tabulka 4.1: Celkové poc¢ty snimki datasetu

Celkovy dataset je tvoren 3160 snimky, redlné otisky tvori 52,3 % a syntetické otisky
47.7%. Toto zastoupeni je tedy celkové priblizné rovnomérné a je tedy kladen vétsi duraz
na trénovani modelu na snimcich redlnych pacientt, kdy onemocnéni se ¢asto muze proje-
vovat vice komplexné nez zpisobem implementovanym v generatoru onemocnéni do synte-
tickych otiskt prsti.

Dale je dataset rozdélen na trénovaci, validacni a testovaci. Na konkrétnim testovacim
datasetu budou dale vyhodnoceny vsechny experimenty. Jelikoz je pro trénovani vybrano
vice ruznych modelu zaloZzenych na konvolué¢nich neuronovych sitich, dataset byl rozdélen
na tyto tfi podmnoziny pouze fixné pred prvotnim trénovanim, vsechny dalsi modely jsou
pak natrénované na stejnych snimcich, aby byly co nejlépe porovnatelné. Snimky kazdé
kategorie jsou rozdéleny v jiném poméru. Pro redlné otisky prsti s onemocnénim jsou
snimky déleny v poméru 60 : 20 : 20 hlavné z divodu mensiho poc¢tu snimki a vétsiho poctu
vyhodnocenych snimki na testovacim datasetu v ramci experimenti. Syntetické otisky a
snimky z databaze NIST jsou pak déleny v poméru 80 : 10 : 10.

Trénovaci sada Validaéni sada Testovaci sada
Onemocnéni Redalné | Syntetické | Realné | Syntetické | Realné | Syntetické
Atopicky ekzém | 171 328 57 41 58 42
Bradavice 25 180 8 22 9 23
Psoriaza 58 216 20 27 20 28
Dyshidréza 57 160 19 20 20 20
Bez poskozeni 904 320 113 40 114 40

Tabulka 4.2: Pocéty snimkt datasetu pro trénovaci, validacni a testovaci podmnoziny

4.2 Anotace dat

Kazdy snimek je anotovan v XML formatu. Pro anotaci realnych otiskti prstii s onemocné-
nimi byl uzit program labellmg dostupny’ pod MIT licenci'. NiZe je uveden jeden z piikladi
anotace snimku s onemocnénim atopického ekzému:

<annotation>
<folder>atopic_png</folder>
<filename>atopic_eczema_FP_00008.png</filename>
<path>D:\images\atopic_png\atopic_eczema_FP_00008.png</path>
<source>
<database>Unknown</database>
</source>

"https://github.com/tzutalin/labellmg
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<size>
<width>527</width>
<height>597</height>
<depth>1</depth>
</size>
<segmented>0</segmented>
<object>
<name>atopic</name>
<pose>Unspecified</pose>
<truncated>0</truncated>
<difficult>0</difficult>
<bndbox>
<xmin>13</xmin>
<ymin>297</ymin>
<xmax>159</xmax>
<ymax>332</ymax>
</bndbox>
</object>
</annotation>

Snimky ziskané generatorem dyshidrézy a bradavic obsahuji anotaci bounding boxt one-
mocnéni v JSON formatu: [{"Type": "wart", "pi": [126, 232], "p2": [198, 304]}]

Pro potieby prace byly tyto anotace v JSON formétu pro generovani onemocnéni dyshi-
drézy a bradavic prevedeny do XML formatu. XML format mimo jiné obsahuje dilezité
informace ohledné pozice jednotlivych bounding boxt (<xmin>, <ymin>, <xmax> a <ymax>)
a nazvu dané tiidy onemocnéni (<name>).

4.3 Predzpracovani otiska prsti

Vsechny otisky prstu byly pred samotnym zaciatkem trénovani konvoluéni neuronové sité
piedzpracovany. Sedoténové snimky jsou normalizovany (viz obrazek 4.2). Jedné se o me-
todu, ktera ma za tcel snizit rozptyl Sedoténovych hodnot podél hrebenii a idoli a usnadnit
tak dalsi zpracovani [24]. Papildrni linie jsou obecné po aplikaci normalizace vice viditelné
a lépe rozeznatelné.

Obrazek 4.1: Snimek atopického ekzému Obrézek 4.2: Normalizovany obraz

Naésledné je obraz prahovan pomoci metody Otsu (viz obrazek 4.3). Rozdilem této me-
tody na rozdil od globalntho prahovani je princip vybéru prahu. Pii globdlnim prahovani je
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tento prah konstantni pro vSechny snimky (obvykle hodnoty 127), Otsu metoda tento prah
zjistuje specidlné pro kazdy snimek, konkrétné podle histogramu. Je tedy nalezen optimalni
prah diky principu minimalizace vazeného vnitrotiidniho rozptylu [40].

Obraz je segmentovan s vyuzitim morfologickych operaci. Ze snimku je tedy vybran
pouze otisk prstu a pozadi zustava bilé. Mnoho snimkt databédze pochézi z daktylosko-
pickych karet, které jsou naskenované — pozadi je tedy rtuznych variant, jeho podoba neni
potfebna pri dalsi analyze, a proto je timto zpusobem odstranéno. Morfologické operace
jsou operacemi, které mohou byt provedeny na bindrnim obrazu slozeném z pixeli dvou
moznych barev (obvykle ¢ernobilé snimky). Kazda morfologické operace vyuziva dva vstupy
— originalni obraz a jadro. Zakladnimi operacemi jsou eroze a dilatace. Eroze slouzi k od-
stranéni a ztenceni hranic objektu. Jadro je aplikovano na pixely obrazu stejnym principem
jako 2D konvoluce — pixel v puvodnim obrazku (hodnoty 0 nebo 1) bude povazovany za 1
pouze v pripadé, pokud vsechny pixely pod jadrem jsou hodnoty 1, jinak je nastaven na hod-
notu 0. Dilatace je opakem eroze, kdy je pixel obrazu nastaven na hodnotu 1, pokud aspon
jeden pixel pod jadrem je hodnoty 1. Linie objektu v popredi se stdvaji silnéjsimi [41].

Obrazek 4.3: Otsu prahovani Obréazek 4.4: Ziskani maska

Pro predzpracovani otiskil prsti bylo vyuzito jadro o velikosti 51 x 51 a morfologicka
operace morfologického otevieni — metoda eroze nasledovana dilataci. Morfologické otevieni
je vhodnym pristupem pro odstranéni Sumu v obrazu, v nasem pripadé se bude jednat
o vyplnéni svétlych oblasti mezi papilarnimi liniemi, tak aby vznikla maska urcujici pozici
otisku prstu (viz obrézek 4.4). Piuvodni snimek a ziskand maska jsou secteny — vysledkem
je predzpracovany otisku prstu s bilym pozadim (viz obrazek 4.5).

Obrazek 4.5: Vysledny predzpracovany snimek

36



4.4 Pouzité metody pro detekci a klasifikaci

Cilem této prace je analyzovat vice riznych pristuptl pro detekci a klasifikaci onemocnéni
otiskll prsti1 — bude experimentovano s mnoha typy detekénich modeli popsanych v kapi-
tole 3.8. Konkrétné byly vybrany nasledujici modely, bude bran ohled na experimentovani
pro rizné pristupy k detekci i varianty paternich siti:

e SSD MobileNet V2 FPNLite 320x320,

o SSD ResNet50 V1 FPN 640x640 (RetinaNet50),
e Faster R-CNN ResNet50 V1 640x640,

e Faster R-CNN ResNet101 V1 640x640,

o EfficientDet D0 512x512,

o EfficientDet D1 640x640,

e CenterNet HourGlass104 512x512,

e CenterNet Resnet101 V1 FPN 512x512.

4.4.1 TensorFlow a TensorFlow Model Garden

TensorFlow je open-source knihovnou zameérujici se na strojové uceni. Umoznuje efektivné
provadét nizkouroviiové tenzorové operace na CPU, GPU a TPU (Tensor Processing Unit).
Je schopna skédlovat vypocty s vyuzitim mnoha zafizeni (napf. clustery se stovkami GPU).
Keras je vysokoturovnové API knihovny TensorFlow - klade diraz na uzivatelskou privéti-
vost a nezbytné abstrakce — umoznuje snadnym zptsobem stavét modely strojového uceni
pro rozli¢né ulohy [30].

TensorFlow Model Garden je knihovnou dostupnou pod licenci Apache 2.0. Obsahuje
implementace state-of-the-art feseni modelu a poskytuje mimo jiné podporu pro detekci a
klasifikaci objektt — TensorFlow 2 Detection Model Zoo?[60]. VSechny modely byly pied-
trénovany na COCO 2017 datasetu® — jednom z nejuzivanéjsich dataseti strojového uceni.
Tento dataset obsahuje vice jak 200000 anotovanych snimkt fazenych do 80 objektovych
kategorii, kazdy objekt je poté zarazen také do subkategorie — napf. objekty kategorii
bicycle, car, motorcycle, airplane, bus, train, truck nebo boat jsou zarazeny do superkatego-
rie vehicle [49].

4.4.2 Nacitani a konfigurace modelu

Kazdy z detekénich modeld z knihovny TensorFlow Model Garden obsahuje konfigura¢ni
soubor s nazvem pipeline.config. Tento soubor ma mnoho parametri vhodnych pro dalsi
experimentovani. Pro kazdé trénovani je nutné spravné specifikovat hlavné nasledujici pa-
rametry:

e num_classes — pocet tiid (v této praci hodnoty 4 pro kazdé z onemocnéni — atopicky
ekzém, bradavice, dyshidréza, psoridza),

*https://github.com/tensorflow/models/blob/master/research/object_detection/g3doc/
tf2_detection_zoo.md
Shttps://cocodataset.org
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e fine_tune_checkpoint — cesta k plvodnimu predtrénovanému modelu na COCO
datasetu nebo cesta k jiz diive natrénovaném modelu na zadané tloze,

e num_steps — pocet trénovacich kroki,

e fine_tune_checkpoint_type — parametr nastaveny na hodnotu "detection" piina-
¢itani puvodniho predtrénovaného checkpointu nebo "full" pii pokracovani trénovani
z checkpointu ziskaného z trénovani na stejné tloze,

o label_map_path — cesta k pbtxt souboru zaznamendvajici uzité nazvy tiid (stejné
jako v xm1 anotacich) a jejich ¢iselné indexy, v této praci mé soubor nésledujici forméat:

item {
name: ’atopic’
id:1

}

item {
name: ’verruca’
id:2

}

item {
name: ’dysh’
id:3

}

item {
name: ’psor’
id:4

}

e train_input_reader — input_path — cesta k trénovacimu datasetu ve formatu TF
(TensorFlow) record,

e eval_input_reader — input_path — cesta k validacnimu datasetu ve formatu TF
record.

Pro trénovaci a valida¢ni dataset je tfeba vytvorit tzv. TF records, které obsahuji
vstupni obrazky reprezentované v bytech, anotované pozice bounding boxu s tfidami a
dalsi dodateéné informace. Pro konverzi datasetu s XML anotacemi do TF records byl vy-
uzit Python skript autora Nicholase Renotte®. Trénovaci dataset je dostupny v souboru
train.record a valida¢ni dataset je uloZzen v souboru val.record. TF records pro tréno-
vani vSech typu modeli jsou totozné, stejné jako testovaci dataset pro vyhodnoceni expe-
rimenti.

4.4.3 Trénovani modelu a nasledna predikce

Pro trénovani bylo vyuzito prostiedi Google Colab Pro s GPU T4 a P100. Pti nésledné pre-
dikci je vybrano v kazdém obrazu 100 bounding box1i s nejvyssim skore jistoty, uzivateli je
poté vykresleno 20 bounding boxt s aspon 30 % mirou jistoty pro klasifikaci. Soucasné jsou
do textového souboru zapsany i informace o jednotlivych nejjistéjsich predikcich. Nasledné

“https://github.com/nicknochnack/GenerateTFRecord/blob/main/generate_tfrecord.py
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je tfeba model vyhodnotit na testovacim datasetu na zakladé napi. prekryvu anotovanych
a predikovanych bounding boxt a spravnosti klasifikované t¥idy onemocnéni nebo pomoci
dalsich technik (viz sekce 4.5).

4.5 Vystup detekce a klasifikace onemocnéni otiskal prsti

Vystupem detekce a klasifikace onemocnéni otiskil prstii je konzolova aplikace umoznujici
nacteni, konfiguraci a trénovani vybraného modelu at uz od pocéatku, nebo od uvedeného
checkpointu. Snimky z testovaciho datasetu jsou nasledné predikovany natrénovanym mode-
lem a jsou vykresleny bounding boxy s klasifikaci a klasifika¢nim skore jistoty pro dané one-
mocnéni (viz priklady v pfiloze A). Vysledky predikce jsou zapsany do textového souboru,
nasledné je na testovaci sadé ohodnocena i presnost modelu, vysledky evaluace pro cely
testovaci dataset jsou zapsany do csv souboru. Pri trénovani modelu je mozné vizualizovat
metriky v prostfedi TensorBoard. Uzivatel miize také pred zacatkem trénovani ménit rizné
parametry modelu v konfigura¢nim souboru pipeline.config. V kapitole 5 jsou uvedeny
parametry, se kterymi bylo experimentovano.

Pri predikci se do souboru predictions.txt zapisuji informace o predikcich se skore
jistoty aspon 30 %:

FILE NAME: atopic_eczema_FP_00183.png

DETECTIONS:
CLASS: atopic eczema
DETECTION SCORE: 98.44 %
CLASS: atopic eczema
DETECTION SCORE: 89.35 %
CLASS: atopic eczema
DETECTION SCORE: 80.77 %
CLASS: atopic eczema
DETECTION SCORE: 78.55 %
CLASS: atopic eczema
DETECTION SCORE: 76.88 %
CLASS: atopic eczema
DETECTION SCORE: 67.33 %
CLASS: atopic eczema
DETECTION SCORE: 62.71 %

4.6 Vyhodnocovaci metriky

Uspésnost natrénovaného modelu je vyhodnocena na testovacim datasetu. Pro evaluaci bylo
vybrano nékolik metrik, které jsou pocitany pro cely testovaci dataset i jeho ruzné podkate-
gorie. Jedna se o podkategorie jednotlivych onemocnéni i typu redlného nebo syntetického
otisku prstu.

Uzité evalua¢ni metriky jsou nasledujici:

e Test spravné detekované plochy — Tato metrika udava procentualni velikost dete-
kované plochy vzhledem ke vSem anotovanym bounding boxtim. Pokud by byla tedy
hodnota metriky 100 %, pak by vSechny detekované bounding boxy byly i spravné pre-
dikovany modelem. Principem implementace tohoto testu je vypocitani priniku vSech
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detekovanych a anotovanych pixeli bounding boxt. Protoze otisky prstu bez posko-
zeni nemaji ve svém anota¢nim souboru zaddnou zapsanou anotaci, neobsahuji totiz
bounding box s jakymkoliv onemocnénim, pii predikci jakéhokoliv bounding boxu
onemocnéni natrénovanym modelem je vysledek tohoto testu 0 %, naopak pokud neni
predikovan zadny bounding box, pak je vysledek 100 %.

Test spravné detekované a klasifikované plochy — Tento test je podobny testu
spravné detekované plochy. Rozdilem je, ze se vedle spravné detekce pocita i s tim,
zda je dany bounding box spravné klasifikovany do tiidy onemocnéni — atopického
ekzému, dyshidrézy, psoridzy nebo bradavic.

Test nedetekované plochy — Jedna se o procentualni velikost plochy anotovanych
bounding boxt, ktera pri evaluaci nebyla natrénovanym modelem detekovana.

Test detekované plochy navic — Tento test udava procentualni zastoupeni pixela
predikovanych bounding boxt, které byly detekovany navic vzhledem ke vSem pre-
dikovanym bounding boxtim. Pokud by tedy napf. hodnota této metriky byla 30 %,
pak 30 % plochy vSech predikovanych bounding boxt nebylo anotovano. Implementace
vyuziva rozdilu pixelt predikovanych bounding boxta a pixelti anotovanych bounding
box.

Test detekované plochy navic se spravnou klasifikaci — Tento test je podobny
testu detekované plochy navic, avsak pocita pouze s predikovanou plochou, ktera byla
sice detekovand navic, avsak spravneé klasifikovana do tfidy onemocnéni daného otisku
prstu.

Test primeérného skore detekce pro spravné detekovanou plochu — Natréno-
vany model predikuje bounding boxy s nastavenym skére detekce aspon 30 %. Tato
hodnota udava miru jistoty natrénovaného modelu o zarazeni bounding boxu pravée
do dané tridy. Po tomto prahovém vyfiltrovani je ziskdno skére detekce pro kazdy
spravné detekovany pixel. Dany pixel miize vSak byt soucasti vice predikovanych boun-
ding box1 s ruznym skére detekce, v tomto pripadé je pocitano s nejvyssim moznym
skére detekce ze vSech moznych vyskytt. Nasledné jsou vsechny spravné detekované
pixely a jejich detekéni skore seCteny a je vypocéten prumeér.

Test prumérného skére detekce pro spravné detekovanou a klasifikovanou
plochu — Tato metrika je obdobna jako metrika primérného skére detekce pro spravné
detekovanou plochu. Pouze jsou opét predem vyfiltrovany nejen spravné detekované
pixely, ale i spravné klasifikované do tridy onemocnéni.

Normalizovana IoU (Intersection over Union) —IoU je uzivanou metrikou, ktera
pocita procentudlni prekryv predikovanych a anotovanych bounding boxt. Pro tento
vypocet byl vyuzit nasledujici postup — Pro kazdou predikci je spocitana metrika
IoU a je ulozena nejvyssi hodnota této metriky s jakymkoliv anotovanym bounding
boxem. Nasledné je vykreslen histogram pro cely testovaci dataset s normalizova-
nymi pocty [23]. Priklad tohoto vystupu je uveden na obrazku 4.6. Histogram by mél
idedlné nabyvat nejvétsiho po¢tu bounding boxu s asporn 50% — 60% prekryvem.
7 prikladu histogramu na obrazku 4.6 je zfejmé, Ze nejcetnéji je predikovany boun-
ding box prekryt s nékterym z anotovanych bounding boxtu z pfiblizné 80 %. Otisky
bez poskozeni maji normalizovanou hodnotu IoU vzdy 0, protoze neobsahuji zadné
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anotované bounding boxy, se kterymi by mohlo byt pocitano prekryti. Pro kazdou
z kategorii datasetu je nasledné pocitana nejc¢etnéjsi hodnota této metriky.

Normalized loU Distributions
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Obrazek 4.6: Histogram normalizované IoU

Kazdy obraz testovaciho datasetu je evaluovan pomoci téchto metrik a na konci béhu
skriptu se uzivateli zobrazi prumérné hodnoty vSech metrik pro cely testovaci dataset. Met-
riky jsou zobrazeny pro nasledujici kategorie — atopicky ekzém (redlné a syntetické otisky),
atopicky ekzém (redlné otisky), atopicky ekzém (syntetické otisky), bradavice (reilné a syn-
tetické otisky), bradavice (realné otisky), bradavice (syntetické otisky), dyshidréza (redlné
a syntetické otisky), dyshidréza (redlné otisky), dyshidréza (syntetické otisky), psoridza
(redlné a syntetické otisky), psoridza (redlné otisky), psoridza (syntetické otisky), zdravé
otisky bez poskozeni (redlné a syntetické otisky), zdravé otisky bez poskozeni (redlné otisky),
zdravé otisky bez poskozeni (syntetické otisky), vSechny snimky (redlné a syntetické otisky),
vSechny snimky (redlné otisky), vSechny snimky (syntetické otisky). Tyto metriky jsou vy-
psany uzivateli do terminalu a nasledné také zapsany do csv souboru.
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Kapitola 5

Experimenty

Nésledujici kapitola shrnuje experimenty s osmi vybranymi modely zminénymi v sekci 4.4.
Experimenty jsou rozdéleny do sekci na zdkladé daného pristupu pro detekci objektt —
SSD, Faster R-CNN, EfficientDet a CenterNet. Kapitola dale popisuje parametry z kon-
figura¢niho souboru kazdého z modelti pipeline.config, u kterych byly jejich hodnoty
upravovany béhem experimenti. Nakonec jsou experimenty porovnany a jsou vybrany nej-
vhodnéjsi modely pro zadanou tlohu.

5.1 Parametry modelu pro experimentovani

Kazdy z modelt byl trénovan minimalné dvakrat — poprvé s puvodnimi parametry uve-
denymi v konfiguraénim souboru (maximélné doslo ke zméné poctu trénovacich kroku).
Nésledné byly u téchto prvotnich trénovani zjistény evaluacni metriky modelu. Poté byly
stejné modely trénovany podruhé, s upravenymi parametry za cilem zlepseni vysledkt v po-
rovnani s prvotnim trénovanim. Tyto modely byly obvykle trénovany vyssi pocet trénovacich
krokti, avsak muselo byt dbdano na problém mozného pretrénovani modelu hlavné z divodu
datasetu mensi velikosti. Zména hodnot upravenych parametri vychazela casto z nékterych
pribuznych védeckych ¢lankt, ¢asto bylo snahou zachovani pomérové podobnych velikosti
parametri (aspon co se tyce jejich fadu) jako u puvodnich nastaveni v konfiguraénim sou-
boru.
Béhem experimentti byly obvykle upravovany nasledujici atributy:

e 12 _regularizer - weight — L2 regularizace (viz sekce 3.5.4) je piikladem jedné
z regularizaci neuronovych siti, které maji za cil snizit slozitost modelu a predejit
neoptimalizovanou a nastavenou na obecnou hodnotu napt. 5e —5 nebo le—5. Pro ex-
perimentovani modeld s upravenymi parametry byla vyuzita hodnota 3e —4, uvedena
jako jedna z potencidlné vhodnych hodnot uzita pro experimenty s vyuzitim CIFAR10
datasetu v ¢lanku [46].

e learning rate - learning_rate_base — VSechny modely s vyjimkou CenterNet
Hourglass vyuzivaji postupné snizovani learning rate s vyuzitim cosinového sestupu.
Learning rate n; pro kazdy trénovaci krok i je definovana nasledovné [35]:

. 1 . . T
M= i+ 5 Tz — o) (1 + co5(-5227)) (5.1)
(2
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Parametry 1! . an’ . uddvajl rozsah learning rate, T, je aktualni podet jiZ prove-
denych trénovacich kroki. Pokud Ty, = T;, pak vystup cosinové funkce bude nabyvat
hodnoty —1 a zarovenr nx = n’ . [35]. Konfiguraén{ parametr learning_rate_base
udava pravé maximalni hodnotu learning rate cosinového sestupu. Pii tpravé para-
metri modelu pri vyuziti cosinového sestupu byla zvolena hodnota 0,03 nebo 0,003,
se kterymi bylo experimentovino v ¢lanku [33].

e learning rate - total_steps — Udava celkovy pocet kroki, po ktery je cosinovy
sestup i s vyuzitim warmup faze provadén. Pri trénovani této prace je tato hodnota
vzdy totozna s hodnotou num_steps [11].

e learning rate - warmup_learning rate — Hodnota veli¢iny learning rate_base
musi byt vétsi nebo rovna hodnoté warmup_learning_rate. Tzv. warmup faze trva
nékolik prvnich trénovacich kroka a vyuziva se z divodu problematiky vysoké chy-
bovosti na poc¢atku trénovani. Hodnota learning rate je postupné linedrné zvysovana
z hodnoty warmup_learning_rate do hodnoty learning_rate_base [11]. Pfi expe-
rimentech s dpravou konfigurac¢nich parametri byla tato hodnota volena 0,003 nebo
0,0003, kdy byla hodnota warmup_learning_rate o jeden fad nizsi vzhledem k zvo-
lené learning_rate_base, také vzhledem k pravidlu pii jejich vzajemném porovnani.

e learning_rate - warmup_steps — Tato hodnota udava pocet trénovacich krokt war-
mup faze. PTi tpravé hodnoty byl obvykle zvySovan pocet kroki warmup faze spolecné
se zvySovanim celkového poctu trénovacich kroki.

e num_steps — Tento parametr udava celkovy pocet trénovacich kroki. Pti trénovani
s upravenymi parametry byl pocet zvysovan za ucelem potencialniho snizovani chy-
bové funkce a zlepSeni presnosti natrénovaného modelu.

Specialné pro modely Faster R-CNN byly upraveny v ramci experimentt nasledujici
parametry:

e first_stage_max_proposals,max_total_detections — Tyto parametry udavaji po-
Cty zjisténych vhodnych regiont pro detekci a klasifikaci a nasledné pocet findlnich
detekci. V puvodnim konfiguraé¢nim souboru maji tyto atributy hodnotu 300. Bé-
hem experimentt bylo podobné jako v ¢lanku [26] vyuZito snizeni poctu potencidlné
vhodnych oblasti pro detekci a klasifikaci pro mozné snizeni vypocetni slozitosti. Ex-
perimentalné byly tyto dvé metriky nastaveny na hodnotu 250.

e use_dropout, dropout_keep_probability — Tyto parametry slouzi pro nastaveni
regulariza¢ni techniky dropout popsané v sekci 3.5.4. Parametr use_dropout udava,
zda bude béhem trénovani dropout pouzity, dropout_keep_probability je pak na-
stavena na pravdépodobnost, se kterou maji byt neurony zachovany, béhem experi-
mentl je tato hodnota nastavena na 0,5 — tato hodnota byla potencidlné oznacena
za vhodnou na zékladé studie v ¢élanku [5], ktery obsahuje priklady uziti dropout
v nékolika védeckych pojednanich.

5.2 Experimenty s jednotlivymi pristupy pro detekci objektt

Nasledujici sekce je rozdélena na zakladé vybraného modelu z hlediska vybraného pfistupu
pro detekci. Pro kazdy vybrany model jsou pak uvedeny parametry konfigura¢niho souboru,
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které byly upravovany. Nasledné jsou vyobrazeny tabulky nékterych z evaluacnich metrik
— test spravné detekované a klasifikované plochy pro jednotlivdi onemocnéni, otisky prstu
bez poskozeni a celkové priumeérné vysledky pro cely testovaci dataset, pouze syntetické
otisky prstu a pouze realné otisky prstu, test skére detekce spravné detekované a klasifiko-
vané plochy pro jednotlivd onemocnéni, test detekované plochy navic, nejéetnéjsi hodnota
metriky IoU pro jednotlivd onemocnéni a doba trénovani.

Sloupce jednotlivych onemocnéni udavaji vzdy jak realné, tak syntetické otisky prstu
z dané kategorie. Kazdy natrénovany model obsahuje csv soubor, ktery obsahuje detailni
vysledky a dalsi z metrik i pro kategorie pouze realnych nebo syntetickych otiska prsta
postizenych danym onemocnénim. Tento soubor obsahuje také dalsi diléi metriky (napt.
test spravné detekované plochy, kterd nebere v potaz spravny vysledek klasifikace atd.).

5.2.1 Experimenty s modely SSD

Pro experimenty byly vyuzity dva zastupci detekéniho piistupu SSD — SSD MobileNet o ve-
likosti vstupniho obrazu 320 x 320 pixeli a SSD ResNet-50 pracujici se vstupem o velikosti
640 x 640 pixelu. Nastaveni parametru pro SSD MobileNet je uvedeno v tabulce 5.1. I diky
skutec¢nosti, ze ze vSech vybranych modela pracuje SSD MobileNet se vstupem o nejnizsim
rozliSeni a trénovaci doba je nizka, byl pri druhém trénovani zdvojnasoben pocet trénovacich
krokii.

ID | num__steps | Ir__base | warmup__Ir | warmup__steps | 12_ weight
1 50 000 0,08 0,026666 1000 4e-05
2 100000 0,03 0,003 2500 3e-04

Tabulka 5.1: Zmény parametr pro SSD MobileNet

Tabulky 5.2 a 5.3 obsahuji primérné hodnoty metriky spravné detekované a klasifiko-
vané plochy pro otisky prsti s poskozenim, otisky prsti bez poskozeni a celkové shrnujici
statistiky pro cely testovaci dataset. Pii druhém trénovani po vétsi hodnotu trénovacich
krokiul a dpravé parametri byla zlepsena tato metrika pro vSechna onemocnéni s vyjim-
kou atopického ekzému. Model se tedy tato onemocnéni uci klasifikovat a detekovat stéle
presnéji. AvSsak pri delsim trénovani SSD MobileNet zac¢ind nespravné predikovat mozna
onemocnéni otisklim prsti bez poskozeni. Pti analyze vysledkt predikci je pak zjisténo, ze
v této situaci nejcastéji nespravné model predikuje onemocnéni atopického ekzému.

ID | Atopicky ekzém | Bradavice | Dyshidréza | Psoridza | Bez poskozeni
1 52,469 84,605 75,999 69,925 79,221
2 51,427 86,219 78,173 75,198 66,234

Tabulka 5.2: Test spravné detekované a klasifikované plochy pro SSD MobileNet

ID | Celkové (redlné, syntetické) | Celkové (redlné) | Celkoveé (syntetické)
1 70,991 68,226 74,984
2 66,412 60,861 7443

Tabulka 5.3: Test spravné detekované a klasifikované plochy pro SSD MobileNet

Tabulka 5.4 zobrazuje prameérné skére detekce pro spravné klasifikovanou a detekovanou
plochu. V této situaci by méla teoreticky se zvysujicim se poctem trénovacich kroku rust
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i jistota modelu predikovat dané bounding boxy do tiid onemocnéni. Pfi trénovani SSD
MobileNet je tato teorie potvrzena a mira jistoty je pro vSechna onemocnéni pfi druhém
trénovani vyssi.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
1 49,998 84,249 74,176 68,924
2 54,011 86,281 77,048 73,426

Tabulka 5.4: Test skore detekce spravné detekované a klasifikované plochy pro SSD Mobi-
leNet

Pri druhém trénovani doslo k zvyseni detekce neanotované plochy pro vsechna one-
mocnéni kromé dyshidrézy (viz tabulka 5.5). Model pfi druhém trénovéni s upravenymi
parametry ma vétsi tendence detekovat plochu navic zejména pro onemocnéni psoridzy.

Naopak pro bradavice je obecné predikovana nejmensi neanotovand plocha — zhruba pouze

8% celkové predikované plochy neni zdroven anotované.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
1 24,093 8,105 19,216 16,673
2 27,002 8,954 14,698 20,489

Tabulka 5.5: Test detekované plochy navic pro SSD MobileNet

Tabulka 5.6 obsahuje nej¢etnéjsi maximalni prekryvy predikovaného bounding boxu a
anotovanych bounding boxti. Obecné nejvétsi prekryvy maji bradavice — priblizné 90 %.
Pri delsim uceni modelu by teoreticky meélo dojit ke zvyseni hodnot prekryvu, kdy predi-
kované a anotované bounding boxy maji stdle vyssi hodnotu piekryti a probiha presnéjsi
lokalizace. AvSak pri trénovani s upravenymi parametry doslo ke zvyseni nejcetnéjsiho pre-
kryvu pouze pro dyshidrézu.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
1 0,7 0,9 0,7 0,6
2 0,7 0,9 0,8 0,6

Tabulka 5.6: Nejcetnéjsi hodnota IoU pro SSD MobileNet

Jak je z tabulky 5.7 patrné, trénovani s pivodnimi parametry nastavenymi v konfigurac-
nim souboru je velmi rychlé a v prostiedi Google Colab Pro trvalo pouze priblizné hodinu.
Pri dvojnasobném navyseni poctu trénovacich kroka se pak potfebna doba pro trénovani
zdvojnasobila. Delsi trénovani s upravenymi parametry prineslo vyhody hlavné pro metriku
prumeérného skére detekce, pri dalSich testech vsak uz nedoslo k vyraznému zlepseni.

ID | Trénovaci doba
1 1h 17 min
2 2 h 34 min

Tabulka 5.7: Trénovaci doba pro SSD MobileNet

Dalsim modelem vyuzivajiciho pro detekci objekti pristupu SSD byl model s paterni siti
ResNet-50 a obrazem o vstupnich rozmérech 640 x 640 pixelt. Parametry byly nastaveny
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obdobnym zptisobem jako u predchoziho modelu, avSak pocet trénovacich krokt byl navysen
pouze o 10000 (viz tabulka 5.8).

ID | num__steps | Ir__base | warmup__Ir | warmup__steps | 12_ weight
3 25000 0,04 0,013333 2000 0,0004
4 35000 0,03 0,003 2500 3e-04

Tabulka 5.8: Zmény parametri pro SSD ResNet-50

Pri testu spravné detekované a klasifikované plochy doslo bohuzel pri zvyseni poctu
trénovacich kroku a tpravé parametri ke zhorseni dané metriky (viz tabulky 5.9 a 5.10).
Nejveétsi zhorseni je patrné pro onemocnéni psoriazy a otisky prsti bez poskozeni. Ve srov-
nani s SSD MobileNet doslo k mirnému zlepSeni pro bradavice a atopicky ekzém, avsak
prumérnd hodnota pro redlné testovaci otisky prstu se sniZila aZ na pouze priblizné 55 %.

ID | Atopicky ekzém | Bradavice | Dyshidréza | Psoridza | Bez poskozeni
3 49,775 90,25 81,215 75,319 76,623
4 45,041 89,302 76,822 67,219 66,234

Tabulka 5.9: Test spravné detekované a klasifikované plochy pro SSD ResNet-50

ID | Celkové (redlné, syntetické) | Celkové (redlné) | Celkoveé (syntetické)
3 70,934 67,123 76,44
4 63,8 55,604 75,639

Tabulka 5.10: Test spravné detekované a klasifikované plochy pro SSD ResNet-50

Pri dané konfiguraci parametra s paterni siti ResNet-50 doslo k nepotvrzeni teorie zvy-
Sovani hodnot skore detekce pii vétsim poctu trénovacich krokt. Nejvétsim problém se
pri této metrice jevi onemocnéni psoridzy, kdy pfi druhém trénovani je predikovano mode-
lem pouze s jistotou okolo 39 % (viz tabulka 5.11). V tomto testu bezpodminecéné také vice
uspél model SSD MobileNet, u kterého se s ipravou parametrii a trénovacich kroku zvysilo
prumeérné skore detekce pro vSechny kategorie.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
3 42.031 87.176 60.819 55.139
4 35,278 84,797 50,631 39,491

Tabulka 5.11: Test skére detekce spravné detekované a klasifikované plochy pro SSD ResNet-
50

Tabulka 5.12 znazornuje procento plochy predikovanych bounding boxu, ktera byla pre-
dikovana navic. Zde pii druhém trénovani doslo k zlepseni metriky pro bradavice a dyshi-
drézu. Pokud ale vysledky srovndme s predchozim modelem vyuzivajiciho stejného pristupu
pro detekci objekti, ale jiné paterni sité a mensi velikosti vstupniho obrazu, pak jsou vy-
sledky této metriky horsi.
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ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
3 29,352 13,952 23,542 23,835
4 31,655 12,771 23,526 29,449

Tabulka 5.12: Test detekované plochy navic pro SSD ResNet-50

V priabéhu druhého trénovani doslo k zvyseni nejcetnéjsiho prekryvu anotaci a pre-
dikei u atopického ekzému priblizné o 10 %. Nejvétsim problémem vSak zustalo onemocnéni
psoridzy, kdy se nejcetnéjsi prekryv zhorsil asi o 30 % (viz tabulka 5.13).

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
3 0,7 0,9 0,6 0,7
4 0,8 0,9 0,6 0,4

Tabulka 5.13: Nejc¢etnéjsi hodnota IoU pro SSD ResNet-50

NavysSeni trénovacich kroki o 10 000 zvysil dobu potfebnou pro trénovani modelu SSD
ResNet-50 o pfiblizné 1 hodinu (viz tabulka 5.14). Bohuzel u tohoto modelu nebyly pokusy
o jeho vylepsovani prili§ uspésné a pro danou tlohu je vhodnéjsi model SSD MobileNet.
Kombinace paterni sité MobileNet, kterd se vyhyba trendu tvoreni komplikovanéjsich siti
o vice vrstvach (jako napt. pravé ResNet-50) a vstupniho obrazu o malych rozmérech,
prinasi vyhodu rychlého trénovani. Dtivodem lepstho chovani prvniho z modeld mize byt i
problém neprilis velkého trénovaciho datasetu.

ID | Trénovaci doba
3 2 h 10 min
4 3h

Tabulka 5.14: Trénovaci doba pro SSD ResNet-50

5.2.2 Experimenty s modely Faster R-CNN

Jako zastupci modeld Faster R-CNN byly vyuzity modely vyuzivajici paterni sité ResNet-50
a ResNet-101. Oba tyto modely pracuji na vstupnim obrazu o rozmérech 640 x 640 pixelt.
Tabulka 5.15 znazornuje nastaveni parametru pro Faster R-CNN ResNet-50. V druhém a
tretim trénovani byly vyuzity dvé regulariza¢ni techniky — nastaveni dropout a L2 regula-
rizace. Pocet trénovacich kroktu byl navysen pouze o 5000.

ID | steps | Ir__base | warmup_ Ir | warmup_ steps | 12_ weight | dropout | proposals
5 | 25000 0,04 0,013333 2000 0 false 300
6 | 30000 0,03 0,003 2000 0 0,5 250
7 | 30000 0,03 0,003 2000 3e-04 false 250

Tabulka 5.15: Zmény parametrti pro Faster R-CNN ResNet-50

7 tabulek 5.16 a 5.17 vyplyva, Ze navysSeni trénovacich krokt a tprava parametri uz
prilis nevylepsila metriku spravné detekované a klasifikované plochy. Pouze pro bradavice
se vysledek pii tfetim trénovani s vyuzitim L2 regularizace vylepsil. Je patrné, ze pti delSim
trénovani se snizuje tato metrika pro onemocnéni psoriazy.
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ID | Atopicky ekzém | Bradavice | Dyshidréza | Psoridza | Bez poskozeni
5 64,397 89,891 79,165 71,577 91,558
6 65,093 88,775 76,846 64,424 88,312
7 64,04 93,944 79,521 64,191 88,312

Tabulka 5.16: Test spravné detekované a klasifikované plochy pro Faster R-CNN ResNet-50

ID | Celkové (redlné, syntetické) | Celkové (redlné) | Celkoveé (syntetické)
5 80,263 76,875 85,158
6 77.851 73,971 83,456
7 78,2683 73,808 84,71

Tabulka 5.17: Test spravné detekované a klasifikované plochy pro Faster R-CNN ResNet-50

Test skore detekce spravné detekované a klasifikované plochy pro model Faster R-CNN
ResNet-50 nabyva pro vSechna onemocnéni aspon 85% (viz tabulka 5.18). Model tedy
s velmi vysokou jistotou dokaze zaradit dany bounding box do spravné tiidy onemocnéni.
Tato metrika je ve druhém nebo tretim trénovani vylepsena pro vSechna onemocnéni s vy-
jimkou psoriazy.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
5 90,053 93,443 89,496 85,608
6 92,372 95,09 86,388 85,361
7 90,439 98,551 89,96 85,062

Tabulka 5.18: Test skére detekce spravné detekované a klasifikované plochy pro Faster R-
CNN ResNet-50

Tabulka 5.19 znazornuje vysledky detekované plochy navic pro Faster R-CNN ResNet-
50. V prubéhu druhého a tretiho trénovani po vétsi pocet trénovacich kroku doslo k snizeni
této metriky pouze pro psoridzu a pri tfetim trénovani s vyuzitim L2 regularizace pro ato-

picky ekzém.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
5 26,643 10,454 18,155 23,176
6 26,944 11,177 21,172 21,479
7 25,215 11,021 20,835 21,702

Tabulka 5.19: Test detekované plochy navic pro Faster R-CNN ResNet-50

Nejcetnéjsi hodnoty metriky IoU pro onemocnéni jsou uvedeny v tabulce 5.20. Pro ato-
picky ekzém a bradavice jsou vysledky pro vSechna trénovani stejné, pro psoridzu doslo
k zvyseni maximalniho priniku predikovaného a nékterého z anotovanych bounding boxu
na 80 %.
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ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
5 0,7 0,9 0,7 0,7
6 0,7 0,9 0,6 0,8
7 0,7 0,9 0,8 0,8

Tabulka 5.20: Nejc¢etnéjsi hodnota IoU pro Faster R-CNN ResNet-50

Pri vyuziti nékteré z technik regularizace se trénovaci ¢as i pres zvyseni poctu trénova-
cich kroki snizil o pfiblizné hodinu (viz tabulka 5.21). Problémem je vSak navyseni tréno-
vacich kroku, které by potencidlné mély vysledky vylepsit. Pokusy o vylepsSeni trénovacich
vysledkt pro tento model ve srovnani s ptiivodnimi nastavenimi v prislusném konfigura¢nim
souboru nevykazovaly ptilis dobré vysledky.

ID | Trénovaci doba
5 3 h 28 min

6 2 h 33 min

7 2 h 33 min

Tabulka 5.21: Trénovaci doba pro Faster R-CNN ResNet-50

P1i jednom z tGplné prvnich experiment s tpravami parametru konfigura¢niho souboru
byl model trénovan s vyuzitim L2 regularizace a navysenim maximalniho poc¢tu regiontu
vhodnych pro dalsi detekci a klasifikaci na hodnotu 400. Néasledné byl model trénovan
po dvojnasobny pocet trénovacich krokt — 50 000. Pii takovém navyseni se vSak pretréno-
vani projevilo uz opravdu markantné — metrika spravné detekované a klasifikované plochy
pro realné snimky postiZzené psoridzou nabyvala hodnoty pouze priblizné 36 %. Pri analyze
vysledkt testovaciho datasetu pak bylo zjisténo, ze snimky redlnych pacienti postizené
timto onemocnénim jsou casto klasifikovany nespravné do kategorie atopického ekzému.
Obecné pri dalsich experimentech byly pak trénovaci kroky zvysovany mnohem obezfet-
néji, kvuli moznému pretrénovani i z divodu datasetu mensi velikosti.

Paterni siti druhého modelu vyuzivajici Faster R-CNN jako pristup pro detekci objekti
je hlubsi konvolu¢ni neuronové sit ResNet-101. Jak je z tabulky 5.22 patrné, parametry
byly béhem experimentil upravovany stejnym zpusobem jako u predchozi Faster R-CNN
ResNet-50.

ID | steps | Ir__base | warmup_ Ir | warmup_ steps | 12_ weight | dropout | proposals
8 | 25000 0,04 0,013333 2000 0 false 300
9 | 30000 0,03 0,003 2000 0 0,5 250

10 | 30000 0,03 0,003 2000 3e-04 false 250

Tabulka 5.22: Zmény parametrti pro Faster R-CNN ResNet-101

Nasledujici tabulky 5.23 a 5.24 shrnuji vysledky pro metriku spravné detekované a klasi-
fikované plochy. Pti tfetim trénovani s vyuzitim L2 regularizace doslo ke zlepseni vysledku
pro onemocnéni bradavic a psoridazy. Celkové vysledky pro syntetické otisky prstu byly
také hlavné oproti prvnimu trénovani vylepseny. Vysledky pro redlny dataset vSak zustaly
priblizné stejné. Ve srovnani s Faster R-CNN ResNet-50 doslo ke zlepseni vysledkt pro bra-
davice, avSak ostatni vysledky jsou srovnatelné, mnohdy i mirné horsi.

49



ID | Atopicky ekzém | Bradavice | Dyshidréza | Psoridza | Bez poskozeni
8 64,837 90,629 77,669 68,7 87,013

9 64,403 90,613 73,94 65,881 86,364

10 64,78 93,433 73,812 73,62 81,818

Tabulka 5.23: Test spravné detekované a klasifikované plochy pro Faster R-CNN ResNet-
101

ID | Celkové (redlné, syntetické) | Celkové (redlné) | Celkoveé (syntetické)
8 78,043 73,241 73,241
9 76,898 72,616 83,082
10 76,348 70,175 85,264

Tabulka 5.24: Test spravné detekované a klasifikované plochy pro Faster R-CNN ResNet-
101

7Z tabulky 5.25 je zfejmé, ze vysledek skére detekce je vylepsen béhem trénovani s L2 re-
gularizaci hlavné pro bradavice — model je schopen tfidu bradavic predikovat skoro se 100 %
jistotou. Ve srovnani s Faster R-CNN ResNet-50 doslo ke zvyseni minimalni hodnoty skére
detekce — z 85 % na 88 %. Pro nemoci dyshidrézy a psoridzy dosahl model vyuzivajici hlubsi
paterni sité lepsich vysledk.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
8 91,783 96,409 90,456 88,448
9 93,091 95,53 89,294 89,941

10 92,91 99,97 91,855 90,273

Tabulka 5.25: Test skére detekce spravné detekované a klasifikované plochy pro Faster R-
CNN ResNet-101

V prubéhu trénovani s upravenymi parametry dochéazelo ke snizeni metriky detekované
plochy navic pro psoridzu a v ptipadé L2 regularizace i pro dyshidrézu (viz tabulka 5.26).
V porovnani s predchozim modelem doslo ke snizeni této metriky pro vSechna onemocnéni

s vyjimkou dyshidrozy.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
8 24,457 6,145 222 19,432
9 24,351 9,836 24,307 18,452

10 23,69 7,433 17,869 17,083

Tabulka 5.26: Test detekované plochy navic pro Faster R-CNN ResNet-101

Z tabulky 5.27 je patrné, ze pro vsechna tii trénovani nejcetnéjsi hodnoty IoU pro jednot-

livd onemocnéni zustaly zachovany. Pri L2 regularizaci pouze doslo ke snizeni hodnoty ma-
ximélniho prekryvu bounding boxi pro psoridzu. Faster R-CNN ResNet-50 dosahl v tomto
testu horsich vysledka pro atopicky ekzém, kdy v pripadé uziti hlubsi pateini sité doslo
pri vSech tfech experimentech k zvyseni nejcetnéjsi hodnoty piekryvu.
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ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
8 0,8 0,9 0,6 0,8
9 0,8 0,9 0,6 0,8

10 0,8 0,9 0,6 0,7

Tabulka 5.27: Nejcetnéjsi hodnota IoU pro Faster R-CNN ResNet-101

Tabulka 5.28 znazornuje doby trénovani pro kazdy experiment. Zde, na rozdil od pred-
choziho modelu, doslo k navyseni trénovaciho ¢asu pri vyuziti technik regularizace. Tato
skutecnost vSak miuze byt i zpusobena moznym odliSnym vytiZzenim vypocetnich zdroju
pri trénovani v prostiedi Google Colab Pro.

ID | Trénovaci doba
8 2 h 51 min
9 3 h 25 min
10 3 h 41 min

Tabulka 5.28: Trénovaci doba pro Faster R-CNN ResNet-101

P1i porovnani obou modelti doséhl model Faster R-CNN ResNet-101 lepsich vysledku
pro test skore detekce a test detekované plochy navic. Jako lepsi regularizacni technikou se
pak ukdzala byt spise L2 regularizace, avSak vliv regulariza¢nich technik vysledky obecné
prilis nevylepsil. I kdyz se jednd o velmi uzivané nastroje, detekéni pristup Faster R-CNN
byl pii trénovani na zvolené tloze nachylny k pretrénovani a obecné se ukazal jako nej-
vice komplikovanym piistupem pro detekci objektti pro dalsi vylepseni. Divodem tohoto
problému miize byt zejména mensi velikost trénovaciho datasetu.

5.2.3 Experimenty s modely EfficientDet

Pro experimenty s piistupem pro detekci objektti vyvinutym spole¢nosti Google byly pou-
zity dva modely — EfficientDet DO pracujici se vstupnim obrazem o rozmérech 512 x 512
pixeli a EfficientDet D1 se vstupnim obrazem o velikosti 640 x 640 pixeltd. Model Ef-
ficientDet DO byl trénovan 50000 trénovacich krokt stejné jako model SSD MobileNet,
nasledné byl pocet trénovacich krokti navysen a byla upravena i nastaveni learning rate a
vahy L2 reguldtoru (viz tabulka 5.29).

ID | num__steps | Ir__base | warmup__Ir | warmup__steps | 12_ weight
11 50 000 0,08 0,001 2500 4e-05
12 60 000 0,03 0,003 4000 3e-04

Tabulka 5.29: Zmény parametrt pro EfficientDet DO

Tabulky 5.30 a 5.31 udavaji prumérné procento spravné detekované a klasifikované plo-
chy. Pfi druhém trénovani byla navysSena tato metrika zejména pro realné otisky prstu.
Tato skutecnost je urcité vyhodou, protoze model by mél byt na realnych otiscich co nej-
vice pouzitelny. Nevyhodou uceni s vyuzitim hlavné syntetickych otiskd prsti mutze byt
totiz problém nauceni modelu na pouze nékolika vygenerovanych ptiznacich onemocnéni,
vyskyt stejného onemocnéni na reilném otisku prstu muze byt vsak mnohem vice kom-
plexni.
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ID | Atopicky ekzém | Bradavice | Dyshidréza | Psoridza | Bez poskozeni
11 59,255 95,736 78,59 78,231 71,429
12 60,261 94,763 78,068 80,028 72,727

Tabulka 5.30: Test spravné detekované a klasifikované plochy pro EfficientDet D0

ID | Celkové (redlné, syntetické) | Celkové (redlné) | Celkoveé (syntetické)
11 71,893 67,633 78,045
12 72,788 70,448 76,168

Tabulka 5.31: Test spravné detekované a klasifikované plochy pro EfficientDet DO

Pri testu priumérného skore detekce pro spravné detekovanou a klasifikovanou plochu
(viz tabulka 5.32) doslo pfi druhém trénovani k navyseni detekéniho skére zvlasté pro ato-
picky ekzém, dyshidrozu a psoridzu. Model je trénovan delsi pocet trénovacich krokt, jeho
jistota pro klasifikaci bounding boxu do daného onemocnéni je tedy zvysSena.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
11 50,689 98,132 74,282 73,642
12 56,816 97,954 79,567 79,118

Tabulka 5.32: Test skore detekce spravné detekované a klasifikované plochy pro EfficientDet
DO

Test detekované plochy navic je pocitan procentualné vzhledem ke vSem predikovanym
bounding boxtm. Z evaluace této metriky pro EfficientDet D0 (viz tabulka 5.33) vyplyva,
ze druhé delsi trénovani modelu s upravenymi parametry meélo za nasledek sniZeni této
metriky hlavné pro onemocnéni bradavic.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
11 27,376 11,107 16,117 18,092
12 26,876 8,422 15,614 19,277

Tabulka 5.33: Test detekované plochy navic pro EfficientDet DO

P1i analyze nejcetnéjsi hodnoty IoU byl zvySen maximalni pfekryv anotovaného a jaké-
hokoliv predikovaného bounding boxu zejména pro psoridzu (viz tabulka 5.34). Opét je zde

viditelné vylepsovani metrik zejména pro toto onemocnéni pii druhém trénovani.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
11 0,7 0,9 0,8 0,6
12 0,7 0,8 0,7 0,8

Tabulka 5.34: Nejc¢etnéjsi hodnota IoU pro EfficientDet DO

Nisledujici tabulka 5.35 znazornuje trénovaci doby pro EfficientDet DO0. Pfi upraveni
parametru a navyseni poctu trénovacich kroku byla trénovaci doba zvysena pouze zhruba
0 30 minut. Celkové se jedna o jeden z modeli, ktery muze byt diky vstupnimu obrazu
o velikosti 512 x 512 pixelt trénovan vice trénovacich krokt po kratsi trénovaci dobu.
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ID | Trénovaci doba
11 3 h 51 min
12 4 h 23 min

Tabulka 5.35: Trénovaci doba pro EfficientDet DO

Model EfficientDet D1 vyuziva vétsi vstupni velikost obrazu 640 x 640 pixeli. Pfi na-
stavovani parametru trénovacich kroka bylo voleno nizstho po¢tu nez u modelu EfficientDet
DO, protoze trénovani modelu je pomalejsim. Nasledné byly parametry pii druhém tréno-
vani upraveny obdobnym zptsobem jako u EfficientDet DO — opét je trénovani navyseno
0 10000 trénovacich krokti, parametry lr_base, warmup_lr a 12_weight byly nastaveny
na stejnou hodnotu (viz tabulka 5.36).

ID | num__steps | Ir__base | warmup__Ir | warmup__steps | 12_ weight
13 25000 0,08 0,001 2500 4e-05
14 35000 0,03 0,003 2500 3e-04

Tabulka 5.36: Zmény parametru pro EfficientDet D1

Nasledujici tabulky 5.37 a 5.38 udavaji test spravné detekované a klasifikované plochy
pro EfficientDet D1. Pfi druhém trénovani modelu s upravenymi parametry doslo hlavneé
ke zvyseni této metriky u atopického ekzému a otiskti prstti bez poskozeni. Celkové doslo
k navysSeni vysledku tohoto testu u celého testovaciho datasetu. Pii porovnani s vysledky
trénovani modelu EfficientDet DO dosahl EfficientDet D1 pfi této metrice lepsich vysledku
zejména pro otisky prstu bez poskozeni, prumérny vysledek pro cely testovaci dataset byl
také vylepsen, opét s prihlédnutim k redlnym otisktim prsta.

ID | Atopicky ekzém | Bradavice | Dyshidréza | Psoridza | Bez poskozeni
13 54,9 94,125 77,428 80,021 72,727
14 61,297 94,606 77,315 80,922 79,87

Tabulka 5.37: Test spravné detekované a klasifikované plochy pro EfficientDet D1

ID | Celkové (redlné, syntetické) | Celkové (redlné) | Celkoveé (syntetické)
13 71,23 68,106 75,744
14 76,027 75,329 77,034

Tabulka 5.38: Test spravné detekované a klasifikované plochy pro EfficientDet D1

P1i vSech onemocnéni bylo pfi druhém trénovani o vétsim poctu trénovacich krokt na-
vyseno skére detekce (viz tabulka 5.39). Pramérny vysledek této metriky pro bradavice
dosahl vice nez 99,5%. Ve srovnani s vysledky této metriky s modelem EfficientDet DO
je navyseno skére detekce pii druhém trénovani o vyssi hodnoty, model EfficientDet D1
dokéazal predikovat vSechna onemocnéni s vyssi jistotou.
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ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
13 43,945 97,446 53,724 58,394
14 54,139 99,588 69,808 76,371

Tabulka 5.39: Test skore detekce spravné detekované a klasifikované plochy pro EfficientDet
D1

Tabulka 5.40 udava vysledky primérné detekované plochy navic pro EfficientDet D1.
Vysledky této metriky byly pii druhém trénovani snizeny u vSech onemocnéni, model je tedy
schopen méné detekovat neanotovanou plochu, soucasné je i vétSi anotovana plocha dete-
kovana a klasifikovana do spravné tridy onemocnéni. Ve srovnani s modelem EfficientDet
DO je nejvice znatelné sniZzena tato metrika pro bradavice.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
13 27,219 5,764 18,451 20,957
14 25,425 6,625 15,536 18,629

Tabulka 5.40: Test detekované plochy navic pro EfficientDet D1

Nejcetnéjsi hodnota metriky IoU (viz tabulka 5.41) se pfi obou trénovéanich az na vysle-
dek pro dyshidrézu nezménila. EfficientDet DO dosdhlo v tomto testu lepsich vysledki,
hlavné pro piekryv bounding boxt pro dyshidrézu, vysledky pro atopicky ekzém vsak
pro oba modely a vSechna trénovani zustaly stejné.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
13 0,7 0,9 0,6 0,8
14 0,7 0,9 0,5 0,8

Tabulka 5.41: Nejc¢etnéjsi hodnota IoU pro EfficientDet D1

Trénovaci doba pti ipravé parametri a navyseni trénovacich kroka byla navysena o vice
nez 1 hodinu 30 minut (viz tabulka 5.42). Upraveny model byl trénovan o hodinu déle
nez upraveny model EfficientDet D0. AvSak pri piihlédnuti k celkové lepsim vysledktim
modelu, hlavné co se tyce testu spravné detekované a klasifikované plochy, skore detekce
a skore detekované plochy navic je vyuziti modelu EfficientDet D1 na zvolené tloze lepsi
nez EfficientDet DO.

ID | Trénovaci doba
13 4 h 4 min
14 5 h 42 min

Tabulka 5.42: Trénovaci doba pro EfficientDet D1

5.2.4 Experimenty s modely CenterNet

Pri experimentech byly zvoleny dva modely vyuzivajici CenterNet jako pristup pro detekci
objekti — CenterNet Hourglass a CenterNet ResNet-101. Oba pristupy vyuzivaji vstupni ob-
raz o velikosti 512 x 512 pixelt stejné jako EfficientDet DO0. V tabulce 5.43 jsou znézornény
upravené parametry pro prvni a druhé trénovani pro CenterNet Hourglass. Tento model

54



jako jediny vyuziva optimalizator bez vyuziti cosinového sestupu, ale s manualné nastave-
nymi hodnotami zmén learning rate béhem trénovani — tedy napf. pri trénovacim kroku
16 000 je learning rate snizena z 0,001 na 0,0001. Druhé trénovani modelu bylo navyseno

0 5000 trénovacich kroku.

ID | num__steps | intitial_Ir | stepl | stepl__Ir | step2 | step2_Ir
15 25000 0,001 16 000 0,0001 21000 1le-05
16 30000 0,003 19000 0,0003 26 000 3e-05

Tabulka 5.43: Zmény parametrti pro CenterNet Hourglass

Test prumérné spravné detekované a klasifikované plochy je zndzornén v tabulkach 5.44
a 5.45. Pti druhém trénovani byla vylepSena tato metrika pro otisky prstu bez poskozend,
hodnota pro cely testovaci dataset se také zvysila s prihlédnutim hlavné k redlnym otiskiim
prstu.

ID | Atopicky ekzém | Bradavice | Dyshidréza | Psoridza | Bez poskozeni
15 69,491 96,284 71,122 73,086 70,13
16 68,628 95,043 66,351 72,331 81,818

Tabulka 5.44: Test spravné detekované a klasifikované plochy pro CenterNet Hourglass

ID | Celkové (redlné, syntetické) | Celkové (redlné) | Celkoveé (syntetické)
15 72,682 66,736 81,271
16 76,551 72,019 83,008

Tabulka 5.45: Test spravné detekované a klasifikované plochy pro CenterNet Hourglass

Tabulka 5.46 obsahuje priumérné skére detekce pro spravné detekovanou a klasifikovanou
plochu. Toto skore je pii druhém trénovani navyseno pouze u atopického ekzému.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
15 55,896 88,138 59,707 65,637
16 57,064 87,257 53,777 64,404

Tabulka 5.46: Test skore detekce spravné detekované a klasifikované plochy pro CenterNet
Hourglass

Tabulka detekované plochy navic 5.47 ukazuje, Ze nejvétsi procentualni snizeni dete-
kované plochy navic pri trénovani s upravenymi parametry a navysenim trénovacich kroku
zaznamenaly bradavice. Dal$im onemocnénim, kterému se pii druhém trénovani snizila tato

metrika, byla psoriaza.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
15 23,647 8,363 12,897 16,064
16 25,923 5,242 13,812 15,023

Tabulka 5.47: Test detekované plochy navic pro CenterNet Hourglass

Nejvyssi mozné prekryti predikovano bounding boxu s anotovanym bounding boxem
se v obou trénovanich modelu CenterNet Hourglass nezménilo pro zadné z onemocnéni
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(viz tabulka 5.48). Vysledek pro psoridzu byl nejnizsi z danych onemocnéni, avsak ostatni
onemocnéni dosahly nejéetnéjsiho prekryvu 0,8. Znamena to tedy, ze nejvice predikovanych
bounding boxi se prekryva s nékterou z anotaci aspon z osmdesati procent.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
15 0,8 0,9 0,8 0,7
16 0,8 0,9 0,8 0,7

Tabulka 5.48: Nejcéetnéjsi hodnota IoU pro CenterNet Hourglass

I kdyz CenterNet Hourglass pracuje se vstupnimi snimky o velikosti 512 x 512 pixela
jako EfficientDet DO, trénovani tohoto modelu je mnohem pomalejsi. Pti ipravé parametri
a navyseni trénovacich krokt o 5000 byl trénovaci ¢as navysen ptiblizné o hodinu. Celkové
se tedy tento model trénoval pri druhém trénovani skoro 7 hodin (viz tabulka 5.49).

ID | Trénovaci doba
15 5 h 45 min
16 6 h 53 min

Tabulka 5.49: Trénovaci doba pro CenterNet Hourglass

Model CenterNet ResNet-101 byl trénovan v prvni iteraci 50000 trénovacich kroku —
jednd se o stejnou hodnotu jako prvotni trénovani modeli SSD MobileNet a EfficientDet
DO0. Na rozdil od modelu CenterNet Hourglass je opét vyuzito cosinového sestupu. V druhé
iteraci byly trénovaci kroky opét navyseny o 10 000 stejné jako u EfficientDet D0. Nastaveni
zmén parametri je znazornéno v tabulce 5.50.

ID | num__steps | Ir__base | warmup__Ir | warmup__steps
17 50000 0,001 0,00025 5000
18 60 000 0,003 0,0003 4000

Tabulka 5.50: Zmény parametru pro CenterNet ResNet-101

Spravné detekovana a klasifikovand plocha byla pii druhém trénovani navysena hlavné
pro onemocnéni bradavic a psoridzy (viz tabulky 5.51 a 5.52). Vysledek pro cely testovaci
dataset byl navysen, opét s vétsim prihlédnutim k redlnym otisktum prsti. Ve srovnani s Cen-
terNet Hourglass jsou vysledky horsi pro atopicky ekzém a psoridzu, avsak lepsi pro otisky
prstu bez poskozeni. Model CenterNet ResNet-101 tedy vice otisktim prsti bez poskozeni
spravné nepredikoval zadny bounding box s onemocnénim. Souhrnné vysledky této met-
riky pro cely testovaci dataset jsou pak mirné lepsi, opét hlavné diky zlepseni této metriky
pro realné otisky prsti.

ID | Atopicky ekzém | Bradavice | Dyshidréza | Psoridza | Bez poskozeni
17 65,019 95,482 71,698 65,127 85,065
18 65,541 96,186 69,87 69,652 85,065

Tabulka 5.51: Test spravné detekované a klasifikované plochy pro CenterNet ResNet-101
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ID | Celkové (redlné, syntetické) | Celkové (redlné) | Celkoveé (syntetické)
17 76,608 73.682 80,834
18 77,193 74,624 80,903

Tabulka 5.52: Test spravné detekované a klasifikované plochy pro CenterNet ResNet-101

Test skore detekce pro spravné detekovanou a klasifikovanou plochu je znézornén v ta-
bulce 5.53. P¥i druhém trénovani doslo i pies navyseni poc¢tu trénovacich kroku ke snizeni
jistoty modelu pro klasifikaci bounding boxu zejména do tfid onemocnéni atopického ek-
zému a bradavic. Mirné byla vSak zvysena jistota predikce modelu do kategorie dyshidrozy.
Ve srovnani s CenterNet Hourglass doslo k navyseni skére detekce pro atopicky ekzém,
dyshidrézu a psoriazu.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
17 66,8 88,77 64,08 74,604
18 62,642 85,385 66,556 74,396

Tabulka 5.53: Test skore detekce spravné detekované a klasifikované plochy pro CenterNet
ResNet-101

Pri druhém trénovani byla snizena plocha detekovana navic hlavné u bradavic a dyshi-
drézy (viz tabulka 5.54). Vysledky pro tuto metriku pro CenterNet ResNet-101 byly celkové

vvvvv

u onemocnéni psoriazy a atopického ekzému.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
17 20,895 6,029 12,899 13,552
18 22,628 5,742 10,052 13,922

Tabulka 5.54: Test detekované plochy navic pro CenterNet ResNet-101

Nisledujici tabulka 5.55 udava nejcetnéjsi normalizované hodnoty IoU pro jednotliva
onemocnéni. PTi trénovani s upravenymi parametry byla tato metrika zlepsena pro dyshi-
drézu a psoriazu — predikované bounding boxy pro toto onemocnéni maji tedy s néjakou ze
skute¢nych anotaci aspon prekryv 70 %. Vysledky této metriky pro predchozi model Center-
Net Hourglass byly lepsi zejména pro onemocnéni dyshidrozy, kdy byl maximalni prekryv
aspon 80 %.

ID | Atopicky ekzém | Bradavice | Dyshidré6za | Psoriaza
17 0,8 0,9 0,6 0,6
18 0,8 0,9 0,7 0,7

Tabulka 5.55: Nejc¢etnéjsi hodnota IoU pro CenterNet ResNet-101

Trénovaci doba pro model CenterNet ResNet-101 je zndzornéna v tabulce 5.56. Doba
trénovani byla vyssi nez pro CenterNet Hourglass, pri navyseni trénovacich krokt o hodnotu
10000 byl trénovaci ¢as navysen skoro na 6 hodin. Vysledky, kterych oba modely s detekénim
pristupem CenterNet dosahly na zkoumané tloze, jsou spiSe srovnatelné, nejvétsi zlepseni
pro CenterNet ResNet-101 bylo pro metriku skére detekce.
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ID | Trénovaci doba
17 6 h 9 min
18 7 h 7 min

Tabulka 5.56: Trénovaci doba pro CenterNet ResNet-101

5.3 Zhodnoceni experimentia

V predchozi sekci 5.2 byly detailné popsany experimenty s osmi modely patiici do ¢tyfech
kategorii na zakladé zvoleného pristupu pro detekci objekti — SSD, Faster R-CNN, Efficien-
tDet a CenterNet. U kazdého z modelu byly provedeny minimalné dvé trénovani s ipravami
parametru za ucelem vylepseni. V mnoha ptipadech pri zvyseni trénovacich kroku a zméné
parametrti k urc¢itému vylepseni doslo, avsak u nékterych z model pfinosy nebyly piilis
uspésné — napr. model SSD ResNet-50 nebo Faster R-CNN modely, kdy nastaval problém
s pretrénovanim.

fikované plochy. Potencialni model pro detekci a klasifikaci onemocnéni by mél s co nejvétsi
presnosti predpovédét mozné onemocnéni daného pacienta. Tento model potom muze byt
soucasti biometrického systému. Graf 5.1 zndzornuje vysledky testu spravné detekované a
klasifikované plochy pro cely testovaci dataset kazdého z trénovani.
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Obrazek 5.1: Test spravné detekované a klasifikované plochy pro testovaci dataset
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Pro kazdy z 8 modelt bylo vybrano ID trénovani, které dosahlo nejlepsich vysledku
pravé pro tuto metriku na celém testovacim datasetu (viz tabulka 5.57). VSechny tyto
modely jsou posléze setazeny od nejlepsiho po nejhorsi.

Poradi Nazev modelu ID trénovani | Celkové (realné, syntetické)
1. Faster R-CNN ResNet-50 5 80,263
2. Faster R-CNN ResNet-101 8 78,043
3. CenterNet ResNet-101 18 77,193
4. CenterNet Hourglass 16 76,551
5. EfficientDet D1 14 76,027
6. EfficientDet DO 12 72,788
7. SSD MobileNet 1 70,991
8. SSD ResNet-50 3 70,934

Tabulka 5.57: Test spravné detekované a klasifikované plochy pro testovaci dataset — srov-
nani modela

Graf 5.2 a tabulka 5.58 udédvaji srovnani model opét podle metriky spravné deteko-
vané a klasifikované plochy, avSak s vyuzitim pouze podmnoziny testovaciho datasetu —
realnych snimku pacienti. Toto srovnani je dilezité hlavné z hlediska analyzy pouze otisku
prstu realnych uzivateli bez syntetickych otiskil a tedy potencialné spolehlivéjsi pohled
na problematiku chovani natrénovaného modelu na komplexnich redlnych otiscich.
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Obrazek 5.2: Test spravné detekované a klasifikované plochy pro realné otisky testovaciho
datasetu
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Poradi Nazev modelu ID trénovani | Celkové (realné)
1. Faster R-CNN ResNet-50 5 76,875
2. EfficientDet D1 14 75,329
3. CenterNet ResNet-101 18 74,624
4. Faster R-CNN ResNet-101 8 73,241
5. CenterNet Hourglass 16 72,019
6. EfficientDet DO 12 70,448
7. SSD MobileNet 1 68,226
8. SSD ResNet-50 3 67,123

Tabulka 5.58: Test spravné detekované a klasifikované plochy pro realné otisky testovaciho
datasetu — srovnani modela

I pres problémy s vylepsovanim trénovani pro model Faster R-CNN ResNet-50 dosahlo
jeho prvni trénovani s pivodnimi konfigura¢nimi parametry nejlepsich vysledka pro cely
testovaci dataset i jeho podmnozinu obsahujici pouze otisky prstiu realnych pacienti. I pres
delsi dobu trénovani bych se vSak spise priklanéla k vyuziti modeli EfficientDet D1 nebo
CenterNet ResNet-101. Jedna se o modernéjsi zpusoby, u kterych se zvysenim trénovacich
krokti a dpravou parametri podafilo vylepsit jejich vlastnosti.

Kazdé z onemocnéni — atopicky ekzém, bradavice, dyshidréza a psoridza — mélo od-
lisny vliv na rtzné metriky. Bylo provedeno celkem 18 trénovéni (dva pro kazdy z osmi
modeli, kromé modelt Faster R-CNN, kde byla provedena tfi trénovani). Pres vSech téchto
18 trénovani jsou spocitany praumérné hodnoty pro kazdou z kategorii pro zvolenou metriku.

Tabulka 5.59 udava primérnou hodnotu testu spravné detekované a klasifikované plo-
chy pro jednotlivé kategorie s ohledem na vSech 18 trénovani. Nejlepsich vysledkt v této
metrice dosahuji bradavice, kdy je spravné detekovano a klasifikovino prumérné 91 % cel-
kové predikované plochy. Bradavice patii tradi¢né k snazsim onemocnénim otiskil prsta
pro rozpoznavani hlavné diky svému pravidelnému kulovitému tvaru. Naopak nejtézsim
onemocnénim pro spravnou detekci a rozpoznani je atopicky ekzém — toto onemocnéni se
projevuje nejen bilymi ¢arami pies papilarni linie, ale i nepravidelnymi tmavymi misty. Cel-
kové se jedna o onemocnéni zabirajici velikou plochu otisku prstu, kdy natrénovany model
miiZze mit potize komplexni projevy atopického ekzému rozpoznat.

Atopicky ekzém | Bradavice | Dyshidréza | Psoridaza | Bez poskozeni
58,713 91,207 77,469 72,518 79,174

Tabulka 5.59: Test spravné detekované a klasifikované plochy

Natrénovany model dokaze predikovany bounding box zaradit do onemocnéni bradavic
s prumérnou presnosti pres 92 %. Naopak nejvétsi miru nejistoty opét vykazuje klasifikace
do onemocnéni atopického ekzému (viz tabulka 5.60).

Atopicky ekzém | Bradavice | Dyshidréza | Psoriaza
65,553 92,454 73,424 73,791

Tabulka 5.60: Test skore detekce spravné detekované a klasifikované plochy

Pouze prumérné 9% plochy predikovaného bounding boxu je neanotovaného pro one-
mocnéni bradavic. Pro plosnd onemocnéni otisku prstu — atopicky ekzém, dyshidrozu a
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psoridzu — je tato detekovana plocha navic vyssi a u atopického ekzému je prumérné dosa-
Zeno az 1 celkové predikované plochy (viz tabulka 5.61).

Atopicky ekzém | Bradavice | Dyshidréza | Psoriaza
25,744 8,73 17,828 19,294

Tabulka 5.61: Test detekované plochy navic

Pro vSech 18 trénovani byly zjistény nejcetnéjsi hodnoty IoU pro kazdé z onemocnéni.
Nésledné je na rozdil od predchozich metrik spoé¢itan misto priméru modus — nejcetnéjsi
normalizovand hodnota IoU pres vSech 18 trénovani. Vysledky jsou zobrazeny v tabulce 5.62.
Nejcastéji k nejmensimu maximélnimu prekryvu predikovaného a anotovaného bounding
boxu dochdzi u dyshidrézy. Naopak prekryv pro bradavice je nejcetnéji okolo 90 %.

Atopicky ekzém | Bradavice | Dyshidréza | Psoriaza
0,7 0,9 0,6 0,8

Tabulka 5.62: Nejcetnéjsi hodnota IoU
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Kapitola 6
Zaver

Cilem diplomové prace bylo analyzovat soucasné pristupy pro detekci a klasifikaci objekta
zalozenych na konvolu¢nich neuronovych sitich. Tyto metody byly nasledné vyuzity na tloze
detekce a klasifikace onemocnéni otiskti prstti — pro experimenty byly vybrany onemocnéni
atopicky ekzém, bradavice, dyshidroza a psoriaza.

Hlavnim problémem datasetu onemocnéni realnych pacientt je jeho mala velikost a
absence anotaci onemocnéni. Tento dataset onemocnéni vyzkumné skupiny STRaDe byl
ruéné pretiidén a anotovan. Nasledné bylo vyuzito syntetickych otiskt prsti a poskozovani
téchto otisku s vyuzitim generatoru jednotlivych onemocnéni.

Pro experimenty bylo vyuzito 8 modelt z knihovny TensorFlow Model Garden zalo-
zenych na Ctyfech pristupech pro detekci objekti — SSD, Faster R-CNN, EfficientDet a
CenterNet. Kazdy model byl trénovan minimalné dvakrat — poprvé bez tprav piislusného
konfiguracniho souboru a posléze s ipravami konfiguracnich parametrti za ucelem zlepseni
metrik pro evaluaci. Uspésnost modelu na testovacim datasetu byla hodnocena napf. z hle-
diska spravné detekované a klasifikované plochy, skére detekce pro spravné detekovanou a
klasifikovanou plochu, nej¢etnéjsi hodnoty prekryvu predikovaného s anotovanym bounding
boxem a dalsich.

Béhem delsiho trénovani a tiprav parametri byly vylepseny hlavné modely EfficientDet
chy na snimcich redlnych pacienti byly modely Faster R-CNN ResNet-50 a EfficientDet
D1. Atopicky ekzém byl nejvice komplexnim a komplikovanym onemocnénim pii trénovani
danych modelt.

Pri testu spravné detekované a klasifikované plochy pro reilné otisky byla dosazena
nejlepsi tspésnost 76,875 %. Atopicky ekzém (redlné a syntetické otisky) byl detekovan
a klasifikovan s prumeérnou presnosti 58,713 %. Vysledky pro onemocnéni bradavic byly
prumérné 91,207 %. Pfi otiscich prsti postizenych dyshidrézou nebo psoridzou byla hodnota
této metriky 77,469 % a 72,518 %. Dalsi z dulezitych metrik bylo prumérné skére detekce.
Nejnizsiho vysledku dosahoval atopicky ekzém s 65,553 %, nejlepsiho bradavice s 92,454 %.
Detekéni skére pro dyshidrézu a psoridzu bylo velmi podobné — 73,424 % a 73,791 %.

Potencialni rozsiteni prace spociva zejména v rozsiteni datasetu onemocnéni redlnych
pacientd. I kdyz je ¢ast datasetu této prace slozena ze syntetickych otiskt prsti, pri studiu
datasetu realnych pacientt je zfejmé, ze se plosnd onemocnéni atopického ekzému, dyshi-
droézy a psoridzy mnohdy projevuji vice zptisoby. Pii rozsifovani datasetu by mélo byt dbano
na co nejlepsi moznou kvalitu pii snimani otiskti prstid s onemocnénim.
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Priloha A

Ukazka predikci onemocnéni

Obrazek A.2: Atopicky ekzém — synteticky
Obrazek A.1: Atopicky ekzém — realny otisk otisk

Obrazek A.3: Bradavice — realny otisk Obrazek A.4: Bradavice — synteticky otisk
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Obrazek A.5: Dyshidroza — redlny otisk Obrazek A.6: Dyshidroza — synteticky otisk
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Obrazek A.7: Psoriaza — redlny otisk Obrazek A.8: Psoriaza — synteticky otisk
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