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Abstrakt

Strojové ucenie je jedna z najrychlejsie napredujicich odvetvi dnesnej vedy. Je to podoblast
umelej inteligencie ktord sa zaobera problémom, ako pomocou pocitacov riesif komplexné
moderné problémy. Vo vyvoji tohto odvetvia hraju doélezitt tlohu hru, pretoze predstavuja
optimalne prostredie na testovanie novych pristupov a ich porovnavanie so schopnostami
Cloveka. Jedna z hier ktoré si v tejto oblasti stredobodom pozronosti je Starcraft 2, vdaka
svojej sirokej hracskej zakladni a svojej komplexnosti. Praktickym cielom tejto prace je
vytvorit advantage actor ctiric agenta, ktory ktory bude schopny operovat v prostredi tejto
hry.

Abstract

Machine learning is one of the fastest growing branches of modern science. It is a subfield
of artificial intelligence research that is interested the problem of making computers help us
solve complex modern problems. Games play an important role in this field because they
represent the perfect environment for testing of new approaches and benchmarking against
human performance. Starcraft 2 is currently in the spotlight, thanks to its broad playerbase
and its complexity. The practical goal of this paper is to create an advantage actor critic
agent that is able to operate in the environment of this game.
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Kapitola 1

Uvod

Koncept umelej inteligencie je velmi zaujimava téma ako pre autorov beletrie, tak aj pre
odbornikov ktori v tomto odbore pracuju, pretoze obsahuje obrovsky potencial kompletne
reformovat viaceré sféry Tudskej spolo¢nosti.

Uz od ¢ias antického Grécka[l7] sa Iudia zaoberali myslienkami o inteligentnych umelo
vytvorenych bytostiach. S technologickym pokrokom v 19. a 20. storoci sa tdto téma

v spoloc¢nosti zacala objavovat ako koncept ¢oraz cCastejsie, az kym ndstup éry pocitacov
nepridal tejto problematike redlny rozmer.

Momentalne je vyskum v oblasti umelej inteligencie jedna z najhoricejsich odvetvi mo-
dernej vedy. Svaty gral tohto vyskumu je vytvorenie vseobecnej umelej inteligencie, ktora
by bola vo vSetkych smeroch porovnatelna s Iudskou. V roku 2017 sa na vyskume vseobec-
nej umelej inteligencie podielalo vo svete minimélne 40 organizécii[10]. KedZze sa ale zd4 byt
nerealne vSeobecn inteligenciu naprogramovat deterministicky, vyskum sa zacal rozvyjat
réznymi smermi.

Jeden z tychto smerov je strojové ucenie. Je to podoblast umelej inteligencie, ktora sa
zaoberd problematikou vytvarania matematickych modelov, pomocou ktorych dokazeme
zo vstupnych dat ziskat urcité predpovede. Strojové ucenie ma dnes Siroké uplatnenie
vo viacerych oblastiach, napriklad vo vede, roznych odvetviach komerc¢nej sféry alebo aj
v medicine.

Dolezitt dlohu vo vyvoji strojového ucenia mali historicky hry, ktoré sluzia ako velmi
vhodné prostredie na benchmarking réznych pristupov a tiez pripadné stiperenie s Iudskym
oponentom.

Spolo¢nosti Deepmind a Blizzard v roku 2017 vytvorili prostredie[4] na strojové ucenie
vo velmi popularnej strategickej hre Starcraft 2, ¢o v tejto oblasti predstavuje dolezity
milnik. Spolu s prostredim PySC2, vydali ¢lanok sc2le[23] ktory slizi ako dokumentécia
k tomuto prosterdiu a tiez popisuje experimenty ktoré tu boli vykonané.

Néplnou tejto prace bude popisat mnou implementovany A2C (synchronous advantage
actor critic) algoritmus a zdokumentovanie experimentovania v PySC2 prostredi.

Co sa tyka obsahu teoretickej ¢asti, najprv bude bliz§ie popisana tedria problematiky
strojového uc¢enia, v ramci ktorej prejdeme konkrétnejsie na posilované uéenie. Dalej si
v radmci posilovaného uéenia priblizime met6dy zalozené na funkcii hodnoty (value based
methods) a tiez metédy zalozené na politike (policy based methods). Nésledne nieco o actor
critic algoritmoch, ¢o je mnozina algoritmov do ktorej patri v tejto praci implementovany
algoritmus A2C.



V poslednej casti tedrie bude nasledovat blizsi popis najprv strategickej hry Starcraft
2 a potom tiez aj prostredia PySC2 pre strojové ucenie, v ktorom sa budi experimenty
odohravat.

V experimentalnej casti st detaily ohladom konkrétnej implementéacie algoritmu a jeho
navrhu, tiez dokumentacia jednotlivych experimentov a ich zasadenie do kontextu.

Na zaver bude uvedené zhodnotenie a celkové zhrnutie vysledkov, ako tispechov, tak aj
nedostatkov a dalSich potencionalnych moznosti vyvoja.



Kapitola 2
Strojové ucenie

7 Tudského pohladu je ucenie schopnost ziskavat nové a modifikovat uz nadobudnuté po-
znatky alebo skusenosti. Tto schopnost maji vsetky zvieratd s komplexnejSou nervovou
sustavou a dokonca existuju dokazy aj o tom, ze do ur¢itej miery st schopné sa ucit aj rast-
liny. Ucenie teda predstavuje schopnost dynamicky sa spravanim prisposobit prostrediu, ¢o
pre organizmy prindsa evolu¢né vyhody. Konktétne aj u Iudi, schopnost efektivne sa ucit
je jeden zo zdkladnych pilierov Tudskej inteligencie a nasho uspechu ako zivoc¢isneho druhu.
Nie je teda ni¢ zvlastne na tom, Ze sa vyskumnici snazili tento fenomén zreplikovat aj

v oblasti pocitacov.

2.1 Zrod strojového ucenia

Odbor ako taky vznikol povodne ako jeden z nastrojov na vyskum umelej inteligencie. Ko-
rene strojového ucenia siahaji este pred rok 1959, kedy tento termin prvy krat pouzil

v odbornych kruhoch Arthur Samuel[20]. Neskor pojem strojové ucenie fromalne definoval
Tom M. Mitchell. Zpodiatku sa tesilo relativnemu zaujmu vedeckych kruhov, avsak né-
stupom 70. rokov a obdobia skepticizmu voé¢i umelej inteligencii, takzvaného "Al winter",
upadol tento odbor na nejaky ¢as do pozadia[g].

Délezity milnik vSak predstavovalo znovuobjavenie spitnej propagicie (backpropaga-
tion) v 80. rokoch. Vplyvom dalSieho postupného zdokonalovania algoritmov a rapidnemu
narastu na vykone hardvéru, sa od prelomu tisicroc¢i strojové ucenie tesi popularite ako
vo vyskumnej sfére, tak aj nasadzovaniu v praxi.

Obdobie najrapidnejsieho rozvoja je vsak poslednych 10 rokov. Hlavny dovod je gradu-
alny néarast na vykone hardvéru, najmé Co sa tyka grafickych akcelerdtorov, ¢o umoznilo
industridlne nasadenie hlbokého ucenia (deep learning), ktoré nebolo v minulosti koli vy-
poctovej naroc¢nosti efektivne pouzitelné.

2.2 Praktické vyuzitie

Podstata strojového ucenia spociva v schopnosti generalizovat na zéklade skiisenosti. To
znamend ze algorimus dokaze poskytniut pozadovany vystup aj zo vstupov, na ktorych
konkrétne trénovany nebol. Vdaka tejto vlastnosti st dnes rozne verzie strojového ucenia
siroko aplikované v réznych sférach spoloc¢nosti.

Jedna z najvicsich oblasti je pocitacové videnie. Zaobera sa rozoznavanim objektov,
pohybu v scéne, pripadne rekonstrukciou obrazu. Uplatnenie nachadza napriklad v bezpec-



nostnych systémoch na dynamické rozpoznavanie tvare, analyzu dopravy alebo na detekciu
anomalii na snimkoch v medicine.

Dalej napriklad oblast rozpoznavania zvuku. Vyuzivii ju osobni asisitenti ako Alexa
alebo Siri, na zachytenie ludkej reci a dekdédovanie jej vyznamu.

V praxi najde vyuzitie najde mnozstvo dalsich odvetvi strojového ucenia, od precizneho
ovladania robotickych manipuldtorov, cez algoritmy na analyzu finanénych trhov az po
autonomne riadiace vozidla.

LEFT REARWARD VEHICLE CAMERA

MEDIUM RANGE UVEHICLE CAMERA

RIGHT REARWARD VEHICLE CAMERA

Obr. 2.1: Tesla autopilot zdroj: Tesla, Inc.



Kapitola 3
Ucenie posilnovanim

Strojové ucenie sa deli podla pristupu na 3 oblasti:
e Ucenie s ucitelom
e Ucenie bez ucitela
e Ucenie posilnovanim

Blizsie nas bude zaujimaf ucenie posiliovanim, pretoze to tejto kategoérie spadd A2C
algoritmus implementovany v tejto praci.

Ucenie posiltiovanim (po anglicky reinforcement learning, dalej RL) je ¢o sa principu
fungovania tyka, inspirované spésobom ako sa redlne ucia zvierata. Zvieratd majui tendenciu
opakovat urc¢ité vzory spravania ak im to prindsa pozitivne vysledky, napriklad potravu,
alebo vyhnutie sa predatorovi. Naopak, vzory spravania ktoré im neprinasaju nic, respektive
maju na zviera negativny dopad, sa vac¢sinou snazia eliminovat.

No a na podobnom principe funguju aj RL algorimy. St Specifické tym, Ze sa ucia
samostatne, iba na zdklade interakcie s prostredim|[21]. VSeobecny princip fungovania je ze
algoritmus v danom stave voli akciu, za ktori moéze pri prechode do nasledujiceho stavu

ziskat odmenu.
';| Agent ||
state reward action
S, R, A

Rt+1 ( )
Se | Environment

Obr. 3.1: Model interakcie medzi RL agentom a prostredim zdroj: [21]




3.1 Markovov rozhodovaci proces

Markovov rozhodovaci proces nam poskytuje matematicky vymedzeny ramec na modelova-
nie rozhodovania v stochastickych prostrediach. Predstavuje teda teoreticky zaklad ktorym
mozme formalne popisat princip RL[6].

Tvori ho usoriadana stvorica <S,A,P,.R>:
e S predstavuje mnozinu vSetkych stavov s
e A predstavuje mnozinu vSetkych stavov a

e P(S,A,S) — [0,1] kde P(s|a,s) je pravdepodobnost Ze sa dostaneme do s’ € S pri
pociatocnom stave s € S a zvoleni akcie a € A

e R(S,A,S) — R kde R(s,a,s’) je funkcia odmeny ked akciou a € A prejdeme do stavu
s’ €S zostavus € S

V tomto modeli plati Markovovka vlastnost, ktorej vyznam je Ze stav s € S tUplne
popisuje stav prostredia a dalSi stav a odmena su zavyslé iba od zvolenej akcie v danom
stave a prechodovej funkcie.

Za tychto podmienok je cielom RL agenta ndjst optimalnu stratégiu 7 tak, aby maxi-
malizoval kumulativnu odmenu. Kumulativne odmeny (returns) st definované ako:

e e}
> ' Ra, (51, 5141)

t=1
kde « je diskontny faktor pre ktory plati: 1 > v > 0 a jeho hodnota urcuje, nakolko su
relevantné odmeny z predchédzajicich prechodov.

3.2 Metody zalozené na funkcii hodnoty
Uloha RL algoritmov je zaloZen na hladani takej optimalnej stratégie 7(s)[9]:

7" = argmaz,V7"(s)
tak, aby bola maximalizovand funkcia hodnoty stavu:

T

V7(st) = Ry = Z'ykrt+k
k=1

Avsak v praxi sa tento pristup ma potenciondlny problém v skuto¢nosti, ze nepozname
prechodovi funkciu. Z tohto dovodu sa Castejsie pouziva funkcia takzvanej Q-hodnoty,
ktord priradzuje hodnotu paru stavu a akcie. Teda vztah pre stratégiu je:

T = argmazr,Q(s,a)

pricom plati:

V*(s) = maz,Q(s,a)



Teda, namiesto hladania 7 ktora by maximalizovania hodnotu pre vsetky stavy, hladd akciu
ktord by maximalizovala Q-hodotu pre vsetky stavy. Ak teda pozname pre kazdua akciu dalsi
stav a odmenu, mézeme aplikovat iterativny algoritmus na naucenie Q-hodnot:

Q(s,a) =1 +ymazyQ(s',a’)

Tento vztah sa nazyva Bellmanova rovnica, ¢o je podstata relativne ¢asto pouzivaného
Q-ucenia. Q-ucenie sa snazi aproximovat hodnotu ako funkciu pre aktualny stav a akciu.

3.3 Metody zalozené na politike

Kedze Q-ucenie mapuje hodnoty ku parom (s,a), je tento pristup pouzitelny bud tazko alebo
vobec ak mame bud velky pocet moznych akcii, pripadne ak je akény priestor spojity. Jeden z
alternativnych pristupov ktoré st vhodné pre riesenie tychto problémov st metody zalozené
na politike, ¢o znamena ze sa snazia priamo volit optimalnu akciu namiesto urcovania
hodnoty pre stav. Tieto metédy vSak tiez maja svoje nedostatky, napriklad maja tendenciu
casto konvergovaf k lokdlnemu miesto globalnemu maximu a s menej stabilné, aj ked
existuju sposoby ako tento nedostatok minimalizovat[19].

Uloha je aj v tomto pripade optimalizdcia politiky aby kumulativne odmeny boli ¢o
najvyssie[9]:

7 = argmaz, Ry

Vdaka parametrizacii moézme pouzif neurénovi siet na naucenie funkcie politiky:

m(ay, 5¢) — m(ag, 5¢,0)

Ucenim sa politiky v tomto pripade rozumieme maximalizaciu uréitej funkcie J(#) pomocou
techniky 'gradient ascent', ¢o je aplikdcia gradientu na parameter 6. Vztah na vypocet
gradientu je:

AJ(0) = Ex[Aglog m(at|st, 0) Ry]

Obr. 3.2: Znazornenie optimalizicie trajektérie pomocou gradientu zdroj: [15]



3.4 Metbédy Actor Critic

Podstata tejto metdédy spociva v spojeni oboch predoslych pristupov. Ich kombindciou sme
schopni odstranit niektoré nedostatky oboch predoslych pristupov|24]. Metéda pozostava z
dvoch podstatnych casti:

e Actor -Rreprezentuje politiku, Actor je zodpovedny za vyber akcie v danom stave.

e Critic - Je funkcia hodnoty, hodnoti bud priamo stav, alebo urcuje Q@ hodnotu pre
dvojicu (s,a).
Napriklad rovnicu pre metédu Q Actor Critic ziskame pridanim @ hodnoty do rovnice na

vypocet gradientu:

AJ(0) = E [Aglog m(at|se, 0)Q (¢, at)]

N

K
- = Policy ————
Y
Actor
N TD
Critic ) error
Value
state p— . i
Function action
i
/
reward
(‘

- Environment
\

Obr. 3.3: Model Actor Critic algoritmu zdroj: [16]

3.5 Metoda A2C

Kompletny nidzov metddy je po anglicky synchronous advantage Actor Critic. A2C je ma-
tematicky v podstate zhodny s algoritom A3C (asynchronous advantage actor critic) ktory
je velmi dobre spracovany v ¢lanku od Google Deepmind[18].

10



Rozdiel medzi nimi je len v praktickej implementécii synchronizicie paralelnych agentov,
teda je pre nas tento zdroj relevantny.

Jedna z podstatnych vyhod A2C je schopnost jednoduchej paralelizacie. Princip fungo-
vania je ze n agentov vygeneruje v ramci batchu interakcie s prostredim, na jeho konci sa
agreguju dohromady, vypocita sa z nich gradient a ten sa aplikuje na parametre 6.

A2C je parti do mnoziny Actor Critic algoritmov a teda obsahuje ako zlozku Actor
predstavujicu politiku vyberu akcie v danom stave 7, tak aj ¢ast Critic, ktora reprezentuje
funkciu hodnoty V;(s) v danom stave.

Navyse vSak A2C zavadza pojem advantage funkcia, ktord je definovana nasledovne:

k—1

A(st,at,0,0,) = ZT'Yirt—f—i + YV (st4ks 00) — V(s¢, 60)
i=0

Podstata advantage funkcie je v tom, ze vdaka nej vieme retrospektivne zistit o kolko boli
akcie v konkrétnych stavoch zvolené Actor-om lepsie alebo horsie v porovnani s tym, ¢o
Critic oc¢akaval.

Rovnica pre vypocet gradientu na optimalizdciu pomocou gradient ascent teda vyzera
nasledovne:

AJ(Q) = Ay log 7T(at|Sta 9/)14(5:5, a, 0, 9v)

V praxi sa ku gradientu este pridava takzvand entropia, ktora algoritmu poméaha s riesenim
exploration /exploitation problému. Exploration je ndhodné prehladdvanie stavového pries-
toru s cielom néjst optimalne;jsie stratégie a exploitation je nasledovanie aktuélne optimélne;
politiky. Pri zlom vyvazeni tychto pristupov agent méze bud uviaznut v lokdlnom maxime
pri nedostatoénom nahodnom prehladavani, alebo nebyt schopny sa naucit komplexnejsie
stratégie koli prilis velkému pomeru nahodnych akcii.

V praxi pouzivand stratégia na rieSenie tohto problému je zacat s pomerne vysokou
Sancou na nahodnu akciu a postupne ju s priebehom tréningu znizovat.

11



Kapitola 4

Umelé neuronové siete

Umelé neurénové siete siete s vypoc¢tové modely vagne inSpirované bilogickymi neuréno-
vymi sietami. Ako aj ich biologicky vzor, pozostavaji z mnoziny prepojeni a uzlov, uzly sa
nazyvaju neurény. V pripade biologickych sieti st neurény bunky, pri umelych to vsak st
matematické funkcie s n vstupmi a jednym vystupom, pomocou ktorych si tieto neurény
prepojené. Neurény maju na kazdom prichadzajicom prepojeni modifikator vahy vstupnej
hodnoty, prahovi hodnotu a mdézu mat aktivaént funkciu.

weights

activation
functon

X @ net input
- net; o
@Y 9
X @ activation
. - transfer l

function

()}-
threshold

Obr. 4.1: Umely neurdn zdroj: en.wikibooks.org

V praxi sa zvycajne vo vnutornych vrstvach pouzivaju aktivacné funkcie: Tanh, Sigmoid,
ReLU[14]:

xT —X

T(mh:f(:n):%
et —e

Sigmoid: f(z) = ——

igmoid : f(2) = 37—

ReLU : f(x) = max(0, x)
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Tanh a Sigmoid si matematicky priaznivé pretoze su spojité a diferncovatelné, avsak maja
problém ktory sa nazyva "vanishing gradient" ¢o je miznutie gradientov s postupnym na-
rastom vstupnych hodndt.

Tento problém nema aktivaénd funkcia ReLU. Navyse je velmi vypoctovo efektivna
takze pri komplexnych neurénovych sietach kde je rychlost dolezita, si ReLU najde svoje
miesto. To vSak neznamenéa Ze je bez nevyhod, neurény s ReLU aktiva¢nou funkciou nie-
kedy moézu takzvane "zomriet", ¢o znamena Ze budi na vystupe ddvat uz len hodnotu 0
bez moznosti dalSej zmeny. Existuji aj varianty ako napriklad Leaky ReLU, ktoré tento
nedostatok nemaju, ale cena za to je vyssia vykonova naroc¢nost.

Na vystupe z neurénovej siete mézeme napriklad pouzit Tanh ak chceme ¢iselné hodnoty
z rozsahu od -1 do 1, SoftMax na pravdepodobnostné rozlozenie alebo nemusime aktiva¢nui
funkciu pouzit ziadnu.

4.1 Konvoluéné neurdénové siete

Konvoluénymi neurénovymi siefami sa nazyvaju hlboké neurénové siete ktoré obsahuju
konvoluéné vrstvy. Tieto konvolu¢né vrstvy sa spravidla nachadzaji na vstupnych vrstvach
a su navrhnuté Specificky pre spracovavanie vizualneho vstupu.

Konvoluénd vrstva pozostéva zo sady naucitelnych filtrov (kernelov) o velkosti N x M xC
pricom N a M st rozmery filtra a C je hibka obrazového vstupu. Tieto filtre st nésledne
po vstupnom obraze postuvané o krok K formou posuvného okna a pri kazdom posunut{ je
pocitany skalarny sicin a vystup je dvojdimenzionalna aktiva¢na mapa filtra[2]. Vo vysledku
sa konvoluéna vrstva pomocou filtra uci detekovat vo vstupe urcité vzory.

Konvoluéné vrstvy byvaju zvycajne striedané s pooling vrstvami, ktoré znizuji dimen-
zionalitu dat kombinovanim niekolkych vystupov neurénov predoslej vrstvy do jedného
vystupu.

[ 32
S E—
1x1x1
5x5x3
32
3 32x32x1 32
3 10

Obr. 4.2: Znazornenie konvolucie, zdroj: [12]
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4.2 Neurénové siete ako aproximator funkcie

Jednoduché problémy z oblasti RL s relativne malym poc¢tom moznych stavov sa daja
riesit aj priamym mapovanim akcie na stav. Problém vsak nastiva ak je stavovy priestor
pre tento pristup prilis velky. V tomto pripade je vhodné pouzif aproximator funkcie, ktory
je po natrénovani schopny mapovat konkrétne vysledky na skupiny podobnych vstupov.
Takyto aproximator si prave neurénové siete.

Neurénové siete predstavuji v dnesnej dobe stavebny kamen praktickej implementacie
nie len v RL, ale aj mnohych inych odvetviach strojového ucenia.

4.3 Funkcia chyby

Castejsie sa stretneme s anglickjm nazvom loss function. Funkcia chyby je nevyhnutné pre
fungujice ucenie nerénovej siete. Vo svojej podstate funkcia chyby pracuje na jednoduchom
principe, ¢im dava trénovany model nepresnejsie vysledky, tym vécsie hodnoty produkuje
funkcia chyby, teda na zaklade funkcie chyby vieme urcif rozdiel medzi ocakavanym vysled-
kom a aktuanym vysledkom.

V praxi sa pouzivaju rézne varianty loss funkcii, napriklad:

e Funkcia strednej Stvorcovej chyby (anglicky mean square error):

i=1
e Logaritmicka chyba (nazyva s aj krizova entropia, anglicky cross entropy):

E = —(ylog(p) + (1 — y)log(1 — p))

, oot 2

Obr. 4.3: Ukazka funkcie chyby, cervené sipky reprezentuji hodnotu chyby, modra ¢iara
reprezentuje predikciu modelu, napravo je model natrénovany, hodnota chyby je mensia.
zdroj: [5]

14



4.4 Spiatna propagacia

Spéatna propagacia (anglicky Backpropagation) je metéda, ktorda zodpovedd za ucenie v
neurénovych sietach. Princip fungovania tejto metddy je postaveny na spitnej propagdcii
chyby medzi vrstvami.

Samotny proces spitnej propagacie pozostava z dvoch casti:

e Propagicia - Pre konkrétne vstupy siete sa prepocitaju vystupy a pomocou funkcie
chyby sa urci celkova chyba siete. Na zaklade tejto chyby ziskame spatnou propagaciou
delty pre konkrétne vahy v sieti. Delty predstavuja vplyv na chybu.

e Aktualizacia vah - Vypocet hodnoty inkrementu vah na zaklade hodét delta. Nasleduje
aplikacia inkrementu na vahy.

V praxi sa vSak o spatnu propagéciu staraja "za oponou" kniznice ako napriklad Tensorflow
alebo Pytorch.

15



Kapitola 5

Starcraft 2

Starcraft 2 je druhé iteracia velmi popularnej sci-fi strategickej série od spolo¢nosti Bliz-
zard Entertainment. Prva verzia vysla v roku 1998 a prakticky hned po svojom vydani sa
stala najpopuldrnejsou hrou na najblizsich par rokov. Okolo starcraftu sa vytvorila jenda
z najvacsich a najstabilnejsich kompetitivnych hernych scén, a teda sa povazuje za jeden z
najvyznamejsich titulov ktoré hrali llohu v zrode elektronického Sportu.

5.1 Hry ako prostriedok na vyskum umelej inteligencie

Hry predstavuja dolezitu sucast vyvoja umelej inteligencie. Predstavuju totiz pre agenta
prostredie ktoré ma jasne definované pravidld a ma vécsinou aj jasne definovany ciel. Tiez
st experimenty lahko opakovane zreplikovatelné. Pragmaticka vyhoda je, ze herny priemy-
sel v dnesnej dobe je velké odvetvie, produkované hry si komplexné simulécie a teda to
vyskumnici mézu vyuzit. Kedze moderné hry st hrané tisickami hrac¢ov a mnohé z nich
maju aj aktivnu kompetitivnu scénu, si vynikajice prostredie na porovnavanie algoritmov
s ludskym oponentom.

Podiatky pokusov implementéacie réznych agentov na hranie hier siahaji do 50. rokov([1].
Jeden z prvych krokov na tomto poli bol agent ktory dokazal pomerne efektivne hrat damu
pomocou algoritmu Minimax[20].

-
o] ReNemas 0
. . . L . -

's"e"s" 'o"s"s" )

2 3 4 1 5 6 2 10

Obr. 5.1: Ukazka Minimax algoritmu, zdroj: University of Porto
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Dalsf vyvoj vykulminoval az do momentu v roku 1997 ked sa programu Deep Blue od
IBM podarilo prvy krat porazit tradujiceho Sampiéna v Sachu Garryho Kasparova. Dalsi
podobne prelomovy tspech na tomto poli prisiel az o 19 rokov neskor, ked sa podarilo porazit
vo velmi komlexnej hre Go jedného z najlepsich hracov, Lee Sadola. Tento algoritmus bol
vyvinuty spolo¢nostou Google Deepmind, pod nézvom AlphaGo[3] a vyuziva kombinéciu
strojového ucenia a prehladdvania stromov.

Od roku 2016 nabral vyskum na tomto poli na obratkach a v auguste 2017 sa podarilo
dosiahnut dals{ vyznamny milnik. Spolo¢nost OpenAl zalozena Elonom Muskom vytvorila
agenta schopného hrat popularnu hru Dota 2. Tento agent dokédzal konzistentne porazat
najlepsich hracov v 1 proti 1 scenari. Agent sa hrat ucil iplne od podlahy iba z hry samého
so sebou Uplne autonémne. Je to pozoruhodny vysledok z dévodu, Ze Dota 2 méa obrovsky
stavovy priestor a na rozdiel od stolnych hier sa odohrava v redlnom case, je teda potrebné
zvladnut precizne nacasovat koordinaciu jednotlivych akcii.

Obr. 5.2: Snimok obrazovky z hry proti OpenAl agentovi v hre Dota 2

V roku 2017 upriamil Google Deepmind svoju pozronost na Starcraft 2. Pri predstaveni
tohto ciela zverejnili v spolupraci so spolo¢nostou Blizzard entertainment spristupnili Starc-
raft 2 api a predstavili PySC2 prostredie Specidlne navrhnuté pre strojové ucenie. Ako
cielovii métu si nastavili vytvorenie agenta, ktory dokaze porazit aj najlepsich ludskych
hracov. Tento ciel sa im vo februari tohto roku podarilo ¢iasto¢ne naplnit, ked po prvy krat
predstavili vysledky svojej dvojro¢nej prace[22]. Agent nazvany Alphastar odohral proti
dvom profesiondlnym hracom dohromady 11 kompletnych hier s velmi priaznivou konec-
nou bilanciou 10-1. Toto je prelomovy tspech, kedze je to prvy krat, ¢o bol agent schopny
porazit ¢loveka v plnej hre, avsak problém Starcraftu este vyrieSseny nie je. Agentovi by
sa dali vytknut 2 nedostatky. Agent je schopny hrat iba vo formate jeden proti jednému
a obe rasy musia byt protoss. Druhy detail je Ze v rozhodujicich momentoch boja mal
agent neimerne vysoké pocitadlo akcii za sekundu, rozhranim ktoré pouziva Tudsky hrac
prakticky nedosiahnutelné.

17



5.2 Princip hry Starcraft 2

Starcraft 2 je stratégia odohravajica sa v realnom case. V hre existuju 3 rozdielne rasy,
Terran (ludia), Protoss (technologicky vyspeli mimozemstania) a Zerg (rasa biologickych
mutantov). Hra¢ si musi pred zaciatkom hry jednu z nich zvolif. Rasy st asimetrické, to
znamend ze maju Uplne odlisné jednotky a tiez aj odlisné budovy. Kazda rasa ma svoje
silné a slabé stranky, napriklad Protoss méa spravidla najsilnejsie jednotky ktoré maju re-
generujuci sa Stit, st vSak najdrahsie na vyrobu. Naopak Zerg je specificky stratégiou "zerg
rush" kedze ma jednotky lacné a dokaze ich vyrobif za kratky ¢as velké mnozstvo, si vsak
slabsie. Terran je charakteristicky tym, ze nema vyrazné slabiny, avsak ani v nicom typicky
nevynikd. VSetky rasy maju Siroky repertoar jednotiek, pricom vicsina z nich zapadd do
kamen-papier-noznice schémy, teda kazda jednotka ma svoje silné a slabé stranky.

Hra sa odohrava na hracej mape, na ktorej si rozmiestnené surovinové naleziska o ktoré
sa bojuje.

Obr. 5.3: Na obrazku je zaciatok hry, v strede je hlavna budova a jednotky tazia
suroviny z naleziska, v lavom dolnom rohu je minimapa

V hre je primérny ciel znicit vSetky budovy nepriatela, akonahle jeden z hracov pride o
poslednt budovu, hra v momente konéi a je jasny vitaz. V praxi vsak vicsinou je potrebné
najprv porazit nepriatelovu armadu, a na to optimalne potrebujeme silnejsiu armadu ako
nepriatel. No a na vyprodukovanie silnejsej armady potebujeme pozbierat viac surovin.

Rozhodniit sa vSak aki stratégiu v momente zvolif nie je jednoduché, pretoze hra posky-
tuje informaécie iba o prostredi v blizkosti nasich jednotiek, a teda nevieme ¢o robi nepriatel.
Preto lepsi hradi vysielaju periodicky smerom k stperovi jednotky za tcelom zistit ¢o stper
robi.
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V hracskej terminoldgii sa hernd stratégia sklada z dvoch zloziek:

e Macro - Predstavuje dlhodobt stratégiu hry, teda ktoré budovy a kde postavit, ktoré
surovinové naleziska zabrat, aké bojové jednotky postavit a aké technologie skiimat -
tieto rozhodnutia maja dlhotrvajici dopad na stav hry.

e Micro - V podstate ovladanie jednotiek v boji, snaha o ziskanie taktickej vyhody nad
superom, vyuzivanie silnych stranok vlastnych jednotiek - kedze sa boje odohravaju
pomerne rychlo, je tu doélezity faktor APM ¢o su akcie za minudtu.

Rozdiel medzi dobrym a excelentnym hracom je ¢asto v pocte akcii za mintatu ktoré dokaze
vyprodukovat. Ak obaja hrac¢i hraju strategicky solidne, rozhodujuci je zvycajne konflikt
armad oboch hracov a ten z nich, ktory je lepsie schopny ziskat ¢o i len mali vyhodu vdaka
rychlejsim prstom, mé vacsie Sance na vitazstvo.

19



Kapitola 6

Prostredie PySC2

V tejto kapitole si popiseme ako agent, teda v tomto konkrétnom pripade A2C algoritmus,
komunikuje s hrou Starcraft 2. PySC2 rozhranie je na hru napojené prostrednictvom api
ktort spristunili priamo vyvojari hry. Tato api slizi na programovi komunikaciu s hrou, a
je mozné prostrednictvom nej naprogramovat agenta. Avsak v ramci vyskumu strojového
ucenia je pre nias PySC2 rozhranie relevantnejsie, pretoze sa snazi spristupnit hru pre agenta
¢o najblizsie tomu, ako ju vnima hrac.

select_rect(pl, p2) or build supply(p3) or ..

StarCraft Il Binary . Sc 2 L E

StarCraft Il API
Agent
resources
Observations available_actions -1/0/+1
build_gqueue
Non-spatial Screen Minimap
Rew.
features features features oward

Obr. 6.1: Komunikacia medzi agentom a prostredim zdroj:[23]

6.1 Obrazovy vstup

Ludsky hra¢ ma pri hrani starcraftu k dispozicii vizualnu reprezenticiu hry na obrazovke.
T4 pozostava z konkrétnej casti mapy, ktord zabera vic¢sinu obrazovky. Nalavo dole je
minimapa ktora reprezentuje jednoduchou formou stav celej mapy a po celej spodnej strane
obrazovky je lista s rozsirujicimi informaciami o jednotkach a spristupnuje rézne akcie. V
pravom hornom rohu su informacie o stave surovin populacie jednotiek.
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Takéto rozlozenie, pomerne jednoducho spracovatelné pre Cloveka, je pre pocitacové
videnie nie prili§ priaznivé. Problém hlavne predstavuju ¢iselné hodnoty a rézne ikonky, kde
aj stredne skuseny hra¢ niekedy nevie ¢o znamnaji, kym si neprecita rozsirujice informaécie
po nabehnuti mysou.

Stav o hre teda PySC2 poskytuje spdosobom, ktory je podobny, ako to vidi hrac, len
lepsie spracovatelny pre strojové videnie. Stav o obrazovke a minimape je poskytovany vo
vrstvach. Vrstvy zachovavaju rozliSenie, teda aj priestorovi reprezentaciu. Kazdy bod vo
vrstve poskytuji ¢iselni hodnotu o informécii ktord reprezentuje. Napriklad vrstva "pla-
yer_relative" na konkrétnom bode ma hodnotu 0 ak sa tam nenachadza ziadna jednotka,
hodnotu 1 ak je to vlastna jednotka, 2 pre neutralnu a 3 pre nepriatelski jednotku. Podobne
existuju vrstvy s informéciou o vyske terénu, pozicii kamery, alebo vybratych jednotkach.

Okrem pozi¢nych informécii z mapy poskytuje prostredie skaldrne hodnoty reprezentu-
juce stav prostredia prostrednictvom vektora ¢iselnych hodnot.

& Starcraft Viewer [Not Responding) - n
[ - e i J—

Obr. 6.2: Snimok obrazovky zobrazuje jednotlivé priestorové vrstvy ako ich po-
skytuje PySC2
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6.2 Akcie v PySC2

Starcraft 2 ma velmi velky akény priestor. Na volanie akcie PySC2 poskytuje Function-
Call() funkciu. Ako prvy argument berie jedno z 524 ID kde kazdé reprezentuje konkrétny
druh akcie. Situdciu nam vsak podstatne komplikuje fakt Ze tieto akcie maja eSte vlastné
parametre. Napriklad, jedna z moznych akcii je Gtok, ten vSak berie stiradnice obrazovky
ako parameter, aby jednotky vedeli kam zautocit. Ked je teda rozliSenie napriklad 64x64,
tak mame len pre jednu z 524 akcii 4096 roznych variant.

Left_Click_Hold (p1) a Press . + .

Human Actions IDLE . IDLE
Release (p2)~a Left_Click (p3) .‘

Agent Actions no_op select_rect(p1, p2) build_supply(p3) no_op
Base Base Base Base
action Point Point action Point Point action Point Point action Point Point
noop @ no_op no_op noop @
i i rectangle rectangle rectangle rectangle
Available Actions ande o»ll > select @PE LT seloct O sslect OPLEED
Buld gy [T Build

supply supply

Obr. 6.3: Porovnanie pouzitia akcii pri standardnej hre a pri hre cez PySC2
zdroj:[23]
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Kapitola 7

Navrh A2C agenta

7 predchadzajucich kapitol je zjavné, ze strategicka hra Starcraft 2 predstavuje pre odvetvie
strojového ucenia velmi komplexny problém, podstatne prevysujici svojou komplexitou hry
ako Go, nehovoriac o Sachu. Deepmindu sa ho vSak po dvoch rokoch podarilo vyriesit s
pouzitim komplexnej architektiry a najnovsich technol6gii[22]. Trénovanie prebiehalo na
serveroch Google a agent bol trénovany na 200 rokoch Starcraft2 herného casu.

Cielom tejto prace vsak nie je vytvorenie agenta schopného hraf plni hru, pretoze to je
prilis komplexny problém aj algoritmicky, aj ¢o do vypoctovej naro¢nosti.

Uloha agenta v tejto praci bude navigdcia v prostredi minihier $pecidlne navrhnutych
ako vstupny problém do tejto problematiky.

7.1 Agenti pouziti v SC2LE

Aj ked Deepmind nezverejnil zdrojové kédy agentov pouzitych v ich experimentoch, v
SC2LE[23] je k dispozicii popis ich architektiry. Strojové ucenie je jedna z najrychlejsie
napredujicich odvetvi dnesnej vedy. Je to podoblast umelej inteligencie ktora sa zaobera
problémom, ako pomocou pocitacov riesit komplexné problémy. Vo vyvoji tohto odvetvia
hraju doélezitu tlohu hru, pretoze predstavuji optimélne prostredie na testovanie novych
pristupov a ich porovnavanie so schopnostami ¢loveka. Jedna z hier ktoré sa v tejto oblasti
stredobodom pozronosti je Starcraft 2, vdaka svojej Sirokej hracskej zakladni a svojej kom-
plexnosti. Cielom tejto prace je vytvorit A2C agenta, ktory ktory bude schopny navigovat
v prostredi tejto hry. V dokumente st vypisané 3 rézne implementacie:

e Atari-Net Agent - Tato architektira je pdvodne spesne pouzitda v atari benchmarku
[11]. Spracovava vizudlne data aj z obrazovky, aj z minimapy dvomi konvoluénymi
vrstvami o 16, 32 filtroch, velkosti 8, 4 a krokom 4, 2. Vektor so skalarnymi hodnotami
o stave prostredia je spracovany jednou linedrnou vrstvou s aktiva¢nou funkciou Tanh.
Dalej st vstupy spojené a predané linearnej ReLU vrstve. Této reprezenticia stavu
je predand linedrnym vrstvam ktorych vystupy sa ID akcie a argumenty.

e FullyConv Agent - Tento navrh agenta je Specificky tym, ze konvolucné vrstvy za-
chovavaja rozliSenie pocas celého priechodu neuorénovou sietou az do priestorového
vystupu, ktory predstavuje parameter pre priestorové akcie. Konvolu¢né vrstvy sa 2,
o 16 a 32 filtroch, velkost 5x5 a 3x3, krok je 1 a pouziva sa padding aby nedoslo k
strate priestorovej informéacie. Reprezenticia stavu je vytvorend spojenim vystupov
konvoluénych vrstiev obrazovky a minimapy na dimenzii kandlov a skaldrnych hod-
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nét. Pre vystupy, ktoré nepotrebuju priestorovi reprezentaciu, je tento vystup este
prehnany cez plne prepojentt ReLU vrstvu nasledovant plne prepojenymi lindrnymi
vrstvami. Priestorova informécia sa ziska pouzitim konvolu¢nej vrstvy o velkost 1x1,
a jednym filtrom. Pocet vystupov je teda rovny vstupnému rozliSeniu obrazovky.

e FullyConv LSTM Agent - Implementécia vychadza z FullyConv agenta, jediny pod-
statny rozdiel je Ze za reprezentaciou stavu je pridand LSTM vrstva.

H ] .

Non-spatial Value

features Non-spatial
/ features —
Non-spatial Non-spatial
action policy P— action policy

TS

Screen . |:|\ Q Screen S ﬁ
_ @ / Spatial
State

Spahal — action policy
State action policy representation
representation
Minimap Minimap
(a) Atari-net (b) FullyConv

Obr. 7.1: Ukézka architektiry Atari a FullyConv agentov zdroj:[23]

7.2 Implementacné prostredie

Samotnd implementécia algoritmu a nasledné experimenty prebiehali na opera¢nom systéme
Windows 10. Program je napisany v jazyku Python, verzia 3.6.8. Vytvorenie neurénovej siete
a jej tréning zabezpecCuje kniznica tensorflow-gpu v. 1.12. ZvysSok konfiguracie je popisany
v readme.txt subore prilozenom k bakalarskej praci.

V prostredi skolskych pocitacov sa mi prostredie PySC2 nepodarilo spustit pretoze na
danej verzii naisnstalovaného systému chybala jedna z potrebnych systémovych kniznic a
teda som implementéciu a testy vykonaval na vlastnych pocitacoch.

Hardvérova konfiguracie prvého stroja je sestjadrovy procesor Intel i7, 16 GB paméte
RAM, a graficka kartu Nvidia GeForce 1060 6GB s podporou technolégie CUDA.

Druhy pocita¢ ma stvorjadrovy procesor Intel i7, 16 GB RAM, a graficky adaptér Nvidia
Geforce 860M 2GB.

7.3 Vlastna implementacia

Samotnd architektira programu je inSpirovana implementiciou A2C z volne dostupného
repozitdra OpenAl Baslines[13]. Programova Cast price pozostava z tychto stborov:

e readme.txt - Popis softvérovej konfiguracie potrebnej na spustenie programu a taktiez
navod na jeho obsluhu.

e network.py - Stubor s implementaciou neurénovej siete.
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e agent.py - V tomto subore sa nachadza tensorflow graf, je zodpovedny za obsluhu a
trénovanie neurénovej siete.

e runner.py - Centralna c¢ast programu ktord ho spaja dohromady. Runner komunikuje
ako s prostredim PySC2, tak aj s agentom. Je zodpovedny za vytvaranie trénovacich
batchov.

e run.py - Vstupny bod programu, po spusteni spracuje prepinace, vytvori vektor n
paralelnych prostredi PySC2 a spusti sa trénovanie

e env.py - Subor ktory umoznuje vytvorenie vektora PySC2 proostredi komunikujicich
medzi sebou pomocou rit, kéd prebraty od [7]

e plot.py - Skript na vygenerovanie grafu zo siboru results.txt po ukonceni trénovania.

Implementacia neurénovej siete je insirovana Deepmind FullyConv Agentom. Podobne
su teda na vstupe za sebou dve konvolu¢né vrstvy s ReLU aktiviciou o velkosti 5x5 a 3x3, 8
a 16 filtroch, pre vstup z obrazovky a minimapy. Tieto vrstvy si nasledne vzdjomne spojené
aj so skalarnymi hodnotami do reprezentacie stavu. Odtial sa sief vetvi, prva vetva vedie do
konvolu¢nej vrstvy s jednym filtom o velkosti 1x1, ktory poskytne priestorové argumenty.
Druhé vetva smeruje do 100 neurénov pocitajicej plne prepojenej ReLU vrstvy. Za 1ou
je jeden numericky vystup, ktory reprezentuje hodnotu stavu(Critic) a n vystupov, jeden
pre kazdé id akcie a vystupy pre zvysné argumenty. Okrem vystupu pre hodnotu st vsetky
ostatné vystupy prevedené pomocou funkcie SoftMax na pravdepodobnostné rozlozenie.

Run.py po spusteni vytvori najprv pomocou env.py vektor prostredi a nainicializuje
triedy Agent a Runner. Nésledne iterativne vold procediru run() triedy Runner, kde jedno
zavolanie predstavuje odohratie jedného batchu a na jeho konci jeden trénovaci krok. V
ramci procediry run() sa najprv spracuji vstupné data od prostredia PySC2, stav pro-
stredia sa predd v parametroch procedire step() z triedy Agent, ten tymito informéciami
nakifmi neurénov siet a z nej dostane akcie a ich argumenty a tieto vrati triede Runner.

Na zéklade tychto akcii sa vykona krok v prostredi PySC2, to nam vrati za dany krok
odmenu a novy stav prostredia. Dalej iterujeme znovu od za¢iatku az na koniec batchu.

Vsetky relevantné udaje sa ukladaju pre trénovaci krok na konci, po skonceni ktorého
sa kontrola vracia spit do run.py.
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Kapitola 8

Experimenalna cast

Pri trénovani som sa snazil pouzit podobné parametre systému aké boli pouzité v [23]. Asi
najvyraznejsi rozdiel je v pouzitom rozliseni. Deepmind pouzil 64, v pripade tejto prace vsak
z vykonnostnych dévodov bolo vo vécsine experimentov rozliSenie obrazovky nastavené na
hodnotu 16. Testované boli aj varianty s hodnotou 32, konvergovali vsak koli véicsej kom-
plexite pomalSie a neboli zaznamenané rozdiely v schopnosti najst lepsiu stratégiu. Pomer
poc¢tu krokov hry na krok agenta je nastaveny na 8, a pocet krokov v ramci trénovacieho
batchu je 16. Pouzity optimalizator bol RMSProp a discount factor 0.99.

Deepmind kazdy experiment pustil 100 krat s ndhodne zvolenymi hyperparametrami. V
nasom pripade vSak taky experiment nie je z ¢asovych dévodov reilny, teda optiméalne tré-
novacie parametre som experimentalne hladal iba na najjednoduchsej ilohe FollowBeacon
a pouzil ich aj na trénovanie ostatnych tloh. Experiment bol pusteny 20 krat a parametre
boli vyberané z rozmedzi:

e learning rate: 1073 az 107°
e epsilon: 1077 az 1010

e decay: 0.9 az 0.99

Experiment bol vykonany nasledovnym sposobom. Najprv boli zvolené stredné hodnoty
z danych rozmedzi a sledoval som ako efektivne algoritmus konverguje. Nasledne som vzdy
zmenil jeden parameter a sledoval G¢inok na rychlost konvergencie.

Najrychlejsie dosiahol globalne maximum v tejto tilohe agent s parametrami 5 * 10~4
pre learning rate, 107> pre epsilon a 0.99 decay za priblizne 90 epizéd, ¢o je priblizne 1800
trénovacich krokov.

Exerimenty prebiehali na jednotlivych tlohach vyonavané paralelne na dvoch pocitacoch
po dobu jedného tyzdna. okrem prvého experimentu bol kazdy pusteny 2 krat po dobu
priblizne 24 hodin.

Co sa tyka paralelizicie, na oboch poéitacoch boli pri trénovani pustené paralelne 4
inStancie Starcraftu 2, v pripade oboch pocitacov bol bottleneck ktory neumoznil pustit
viac inStancii naraz nedostatok ako paméte v grafickej karte tak aj paméat RAM.
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8.1 Experiment MoveToBeacon

Najjednoduchsia dloha, agent ma k dispozicii jednu jednotku a s nou musi déjst na vyzna-
¢ené miesto. Za uspech dostava jeden bod a vyznacené miesto sa objavi na inom mieste.
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Obr. 8.1: Priebeh tréningu na mape MoveToBeacon

S touto tlohou algoritmus problém nemal, pomerne rychlo zvladol skonvergovat k opti-
mélnemu rieSeniu a cielene okamzite chodil na vyznacené miesta hned po ich objaveni.
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8.2 Experiment CollectMineralShards

V tejto ulohe ma agent k dispozicii dve jednotky a na mape si nahodne rozostavené mine-
raly, ktoré ma za tlohu pozbieraf. Za kazdy zdvihnuty krystal ziskava odmenu.
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Obr. 8.2: Priebeh tréningu na mape CollectMineralShards

Priebeh tohto tréningu je uz pomalsi ako pri prvej tlohe. Agentovi sa podarilo dosiahnut
lokalne maximum. Krystaly zbieral cielene, problém vsak bol Ze sa pohyboval s jednotkami
spolu a optimélna stratégia je jednotky rozdelit a s kazdou zbierat krystaly samostatne.
Bohuzial sa tuto pokrodilu taktiku nepodarilo objavit.
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8.3 Experiment DefeatZerglingsAndBanelings

Tymto prechiadzame na komplexnejsie tlohy. Konkrétne tato je zamerana na efektivne
ovladanie boja jednotiek. Na zaciatku minihry ma agent k dispozii niekolko jednotiek ktoré
strielaju na dialku a na mape st aj nepriatelské jednotky ktoré je potrebné porazif. Niektoré
z nepriatelskych jednotiek su Specifické tym, Ze vybuchuju v urcitej oblasti a teda sa ich
agent musi{ snazit rozdelit do niekolkych skupin aby o vietky naraz neprisiel. Dalsia dolezita
stratégia ktord sa agent musi naucif pre tuspesné zvladnutie ulohy je sustredenie strelby
prioritne vybuchujice jednotky, pretoze tie predstavuju najvécsie riziko. Za kazd porazent
nepriatelski jednotku ziskava agent pozitivnu odmenu, za stratenie jednotky v boji vsak
dostava odmenu negativnu.
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Obr. 8.3: Priebeh tréningu na mape DefeatZerglingsAndBanelings

Agent sa v tejto tlohe zvladol naucit jednotky efektivne rozdelit, avSak sa nezvladol vo
vymedzenom ¢asovom limite naucit koncentraciu strelby.
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8.4 Experiment DefeatRoaches

Dalf bojovy scenar. Agent méa znovu k dispozicii zopér strielajicich jednotiek a nepriatel
mé tentokrat tiez strielajice jednotky, ktoré st o nieco silnejsie. Ak teda ma byt agent v
tejto tlohe tspesny, potrebuje zvladnut znovu dve stratégie. Jedna je spolo¢na s predoslou
minihrou, to je koncentracia palby na jednu konkrétnu jednotku a teda jej rychle vyradenie
z hry. Druha je takticka pozicia, rozostavenie jednotiek. Na zaciatku hry st nepriatelské
jednotky postavené v rade, teda je optimdlne na nich zaitocit zboku na konci rady aby
vSetky nase jednotky mohli ttocit, ale iba ¢ast nepriatelovych.
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Obr. 8.4: Priebeh tréningu na mape DefeatRoaches

Agent sa zvladol naucit zatutocit zo strany aj ked mu tato taktika niekedy nevysla. Avsak
koncentraciu palby sa mu znova nepodarilo naucit.
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8.5 Experiment FindAndDefeatZerglings

Tento scenar je Specificky tym, ze sa neodohrava len na mape velkosti obrazovky, ale hracia
plocha je vécsia. Teda je nutné, aby sa agent naucil hybat s kamerou a taktiez naucil
nepriatelské jednotky hladat, kedZe jednotky vidia prostredie len do urcitej vzdialenosti
okolo seba. Uloha je ndjst a zni¢it vietky nepriatelské jednotky schovévajice sa na mape.
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Obr. 8.5: Priebeh najlepsieho tréningu na mape Find AndDefeatZerglings

Agent sa naucil navigovat po mape a vicsinou ist tam, kde este nebol. Avsak niekedy na
uz objavenom mieste mapy zabudol znic¢it jednu jednotku a potom ju dlho ndhodne hladal
¢im prichadzal o skére.
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8.6 Porovnanie vysledkov

Tabulka 8.1: Porovnanie vysledkov s FullyConv agentom

Nazov minihry Vlastna implementacia A2C | FullyConv
MoveToBeacon 26 26
CollectMineralShards 70 103
DefeatZerglingsAndBanelings 51 62
DefeatRoaches 29 100
FindAndDefeatZerglings 32 45

7 tabulky je vidiet Ze na jednoduchsich tlohach vysledky niesu velmi daleko od skére
ktoré v svojich testoch dosiahol Deepmind. Z grafov priebehu tréningu je vidiet ze agent
ma v niektorych tlohach potencial sa este zlepsovat, len bol tréning z casovych dévodov
ukonc¢eny. Pomerne neuspokojivy vysledok je akurat z mapy DefeatRoaches, ktori Fully-
Conv agent zvladol podstatne lepsie. Dovody preco je vysledok taky aky je mozu byt rozne,
pred¢asné ukoncenie tréningu, na konkrétnu tlohu nevhodne nastavené hyperparametre
trénovania, alebo potencionalne méze dévod byt zniZenie rozlisenia vstupu, alebo o nieco
menej komplexna architektira neurénovej siete.

8.7 Dal%i mozny vyvoj

Co sa tyka dalsieho vyvoja tejto prace, cesta by uréite viedla cez zdokonalovanie architek-
tary neurénovej siete, napriklad ako to spravil deepmind pridanim LSTM vrstvy. Taktiez
by mohla poméct dalSia optimalizacia trénovacich parametrov.

Jedna z moznych variant ako agenta spravit efektivnejSim je tiez aj pouzitie iného,
potencionalne efektivnejsieho algoritmu, napriklad PPO alebo SAC.

Zaujimavé rieSenie by mohlo byt aj zakomponovat do riesenia ucenie zo zaznamov hry
kvalitnych hracov.
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Kapitola 9

Zaver

V praci bol najprv prebraty vyznam umelej inteligencie, strojového ucenia a ich potenci-
onalny prinos. Nésledne bolo skimané ako strojové ucenie vo svojej podstate funguje a aké
ciele dnes sleduje. Bol prebraty aj vyznam hier v tejto problematike a ich histéria spojena
s vyskumom umelej inteligencie. Nasledne sme sa dostali ku strategickej hre Starcraft 2,
ktora v tomto momente predstavuje horici objekt zdujmu mnohych vyskumnikov v oblasti
strojového ucenia.

V praktickej casti tejto prace bol implementovany algoritmus A2C na hranie Starc-
raftu 2 prostrednictvom PySC2 rozhrania na strojové ucenie. Potom boli v tomto prostredi
vykonané experimenty, tie boli boli nisledne zhodnotené a prirovnané k referenénym expe-
rimentom od spolo¢nosti Deepmind. Na zaver boli prebraté moznosti dalsieho vyvoja.
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Priloha A

Obsah pamitového média

e readme.txt - Popis softvérovej konfiguracie potrebnej na spustenie programu a taktiez
navod na jeho obsluhu.

e network.py - Stubor s implementaciou neurénovej siete.

e agent.py - V tomto subore sa nachadza tensorflow graf, je zodpovedny za obsluhu a
trénovanie neurénovej siete.

e runner.py - Centralna c¢ast programu ktord ho spaja dohromady. Runner komunikuje
ako s prostredim PySC2, tak aj s agentom. Je zodpovedny za vytvaranie trénovacich
batchov.

e run.py - Vstupny bod programu, po spusteni spracuje prepinace, vytvori vektor n
paralelnych prostredi PySC2 a spusti sa trénovanie

e env.py - Subor ktory umoznuje vytvorenie vektora PySC2 proostredi komunikujicich
medzi sebou pomocou rit, kéd prebraty od [7]

e plot.py - Skript na vygenerovanie grafu zo siboru results.txt po ukonceni trénovania.

e bc - adresar obsahujuci zdrojové subory bakalarskej prace

36



