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Abstrakt

V poslednich letech dochazi k vyraznému a stale se zrychlujicimu rozvoji technologii
um¢lé inteligence. Tento rozvoj se nevyhnul ani oblastem dalkového prizkumu Zemé
(DPZ). V DPZ se neustale potykdme s ukoly, které¢ vyzaduji klasifikaci krajinného
pokrywvu.

Tato prace se zaméfuje na vyuziti technologii hlubokého uceni, porovnani riiznych
dostupnych zpiisobii klasifikace krajinného pokryvu a vytvoteni vlastniho modelu
klasifikace pomoci hlubokého uceni.

V praci jsem pracoval s druzicovymi daty s vysokym rozliSenim z druzic Sentinel-2.
Na tato data jsem nasledné aplikoval ptfeduceny model pro klasifikaci krajinného
pokryvu dostupny v ramci Esri Living Atlas a také jsem na jejich zéklad¢ vytvoril
vlastni model. Nasledné jsem porovnal jejich vysledky a naro¢nost pouziti. Vychozimi
referen¢nimi daty byl produkt Corine Land Cover (CLC), dostupny v ramci programu
Evropské Unie Copernicus.

Preduceny model poskytuje klasifikaci vychazejici z dat CLC, ovSem pouze na druhé
urovni déleni jednotlivych tfid. Poskytuje tedy v pfipadé mnou zvoleného tizemi 13
tfid. Sviij model jsem trénoval na datech CLC tfeti tirovné, a tedy poskytl stejnou
skladbu 26 tfid krajinného pokryvu, které jsou v zajmovém tizemi zastoupeny.

Pfeduceny model nabizi uzivatelsky ptrivetivé a jednoduché pouziti s konzistentnimi
vysledky. Jeho nevyhodou je zavislost na konkrétnich datech a jejich struktute, coz
muze omezovat jeho vyuziti ve specifickych analyzach zamétfenych na analyzu
krajinného pokryvu.

Tvorba vlastntho modelu je oproti tomu narocnd jak samotnymi kroky tvorby
trénovacich dat a volby spravné architektury modelu, tak i casové. Vyhodou vsak je,
ze uzivatel neni omezen vstupnimi daty a model si tvoii “na miru” své praci.

Vysledkem zavére¢né prace byly klasifikované rastry, u kterych jsem porovnaval
jejich presnost. Pro toto porovnani, jsem provedl i klasifikaci algoritmem Support
Vector Machine (SVM), ktery je vychozim algoritmem pixelové klasifikace v
softwaru ArcGIS Pro. Celkova ptesnost piedtrénovaného modelu byla 74 %. Presnost
mnou vytvoieného modelu byla 34 % pro 26 tiid a 46 % pro 12 tfid. Pfesnost algoritmu
SVM byla 21 % pro 26 tiid a 29 % pro 12 tid.

Klicova slova: Predtrénované modely, ArcGIS Pro, Voln¢ dostupna data,

Druzicova data, Multispektralni snimky



Abstract

Recent years have seen significant and accelerating advances in machine learning,
deep learning and artificial intelligence technologies. This development has not
avoided the field of remote sensing (RS). In remote sensing, we are constantly faced
with tasks that require the classification of landscape cover.

This focuses on the use of deep learning technologies, comparing different available
methods for landscape cover classification and developing a custom classification
model using deep learning.

In this thesis | have worked with high resolution satellite data from Sentinel-2
satellites. | then applied a pre-trained model for landscape cover classification
available within Esri Living Atlas to this data and also created my own model based
on the data. | then compared their results and the difficulty of application. The initial
reference data was the Corine Land Cover (CLC) product, available under the
European Union's Copernicus programme.

The pre-trained model provides a classification based on CLC data, but only at the
second level of class subdivision. Thus, it provides 13 classes in the case of my chosen
area. | have trained my model on the third level CLC data, and thus it provides the
same composition of the 26 landscape cover classes that are represented in the area of
interest.

The pre-trained model offers a user-friendly and simple to use model with consistent
results. Its drawback is its dependence on specific data and their structure, which may
limit its use in specific analyses focused on landscape cover analysis.

On the other hand, creating a custom model is both time consuming and demanding in
terms of the actual steps of creating training data and choosing the right model
architecture. The advantage, however, is that the user is not limited by the input data
and can create a model "tailored" to their work.

The final work resulted in classified rasters, for which I compared their accuracy. For
this comparison, | also performed classification with the Support Vector Machine
(SVM) algorithm, which is the default pixel classification algorithm in ArcGIS Pro
software. The overall accuracy of the pre-trained model was 74 %. The accuracy of
the model I created was 34 % for 26 classes and 46 % for 12 classes. The accuracy of
the SVM algorithm was 21 % for 26 classes and 29 % for 12 classes.

Keywords: Pre-trained models, ArcGIS Pro, Open data, Satellite data,
Multispectral imagery
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1 Uvod

Klasifikace krajinného pokryvu patii od po¢atkti ddlkového priizkumu Zemé mezi
vojenské potieby, kdy bylo nutné zkoumat krajinu z perspektivy strategického
vojenského planovani. Nicmén€ v dneSni dob¢, kdy Celime vyzvam jako je zména
klimatu, ochrana biodiverzity a udrzitelny rozvoj, nabyva sledovani a klasifikace
krajinného pokryvu jesté vétsiho vyznamu. Informace o krajinném pokryvu a vyuziti
krajiny jsou zdkladnimi prvky pro planovani budouciho rozvoje jak na lokalni, tak na
globalni urovni.

S rozvojem technologii dalkového prizkumu jsme piesli od leteckého
snimkovani, které bylo omezené na relativné malé oblasti a ¢asové narocné, k
technologiim druzicového prizkumu. Druzice nam jiz vice nez 50 let poskytuji
nepfetrzité sledovani zemského povrchu v globdlnim métitku a mnohd z téchto dat
jsou k dispozici zcela bezplatné(Zhu et al., 2019). Paralelné s tim se vyvijely i metody
analyzy téchto dat. S nastupem pocitacovych technologii se stale vice setkdvame s
umélou inteligenci, ktera nabizi velky potencial pro analyzu dat v mnoha oblastech. V
soucasnosti jsou nejcastéji vyuzivané metody klasifikace krajinného pokryvu metody
strojového uceni, které poskytuji vysokou piesnost klasifikace (Noi & Kappas, n.d.) a
jsou Siroce dostupné, jejich efektivni vyuziti vS§ak vyZaduje nemalé usili a znalosti na
strané uZivatele.

S rozvojem hlubokého uceni (deep learning) se oteviraji nové moznosti vyuziti
téchto technologii 1 v oblasti klasifikace krajinného pokryvu. I kdyZ v sou€asnosti neni
jejich pouziti jest€¢ beézné, maji potencidl v budoucnosti automatizovat analyzy
krajinného pokryvu (Karra et al., 2021). Vzhledem k rostoucimu objemu dat o
zemském povrchu je takovy pokrok velmi zadouci. Manudlni analyzy takového
mnozstvi dat jsou velmi ¢asove naro¢né a vyzaduji velké mnozstvi pracovnik. Uméla
inteligence pravé z tohoto mnozstvi dat dokaze velmi dobfe tézit. Cim vice dat bude o
povrchu Zemé dostupnych, tim vice materialu pro uceni bude moci uméla inteligence
vyuzit, a jeji potencial se tak bude stale zvétSovat(Vali et al., 2020). Mize se tim
uvolnit zna¢né mnozstvi lidské sily pro dal§i zpracovavani téchto dat, ¢i jinou
védeckou cinnost. PfestoZze dnes je vstup Clovéka stidle nenahraditelny, snahy o
automatizaci procesu, které jsou dnes rozsitené ve vSech védeckych disciplinach se
propisuji i do odvétvi DPZ. Vzhledem k tomu, ze vypocetni vykon béZnému uZivateli
dostupnych pocitacii stale roste, stavaji se i technologie hlubokého uceni stéle
dostupnéjSimi.



Tato diplomova prace je vénovana zkoumani dostupnych moznosti klasifikace
krajinného pokryvu pomoci metod hlubokého uceni, jejich uzivatelské piivétivosti a
porovnani piesnosti s doposud pouzivanymi volné dostupnymi metodami. Tyto
poznatky by mohli vyuzit budouci uzivatelé téchto technologii pfi volbé svého
pracovniho postupu, a pro dosazeni optimalnich vysledki svych klasifikaci.



2 Cile prace

Hlavnim cilem diplomové prace je klasifikovat krajinny pokryv pomoci
vybranych algoritmt v softwaru ArcGIS Pro zaloZzenych na metodach hlubokého uceni
(deep learning) a volné dostupnych multispektralnich druzicovych dat s vysokym
prostorovym rozliSenim Sentinel-2.

Dil¢i cile prace souvisi s témito vyzkumnymi otdzkami:
(a) Lze vyuzit pro klasifikaci krajinného pokryvu piedtrénovanych modela?;

(b) Je mozné v béznych komercnich softwarech jednoduse vytvofit vlastni model
hlubokého uceni pro klasifikaci krajinného pokryvu?;

(c) Dosahuji vétsi uspesnosti klasifikace krajinného pokryvu komercni nebo
voln¢ dostupna feseni?

Dil¢imi cili prace bylo vybrat vhodny pfeduc¢eny model pro klasifikaci krajinného
pokryvu na zaklad¢ dat Sentinel-2, natrénovat vlastni model pro stejny ucel a ovérit
presnost vyslednych klasifikaci. Pro tento ucel porovnavam klasifikace provedené
modely deep learning s vysledkem klasifikace provedené bé&zné uzivanym
klasifikatorem Support Vector Machine.



3 Literarni reSersSe

3.1 Co je krajinny pokryv a problematika jeho zaznamenavani

V prvni fadé si musime stanovit, co je vlastné krajinny pokryv (angl. Land cover;
LC). Krajinny pokryv je klicCovym popisem povrchu Zemé a prostorové informace o
ném. Na krajinny pokryv navazujici statistiky jsou nezbytné pro fadu rozhodnuti v
oblasti fizeni piirodnich zdroji na lokalni, narodni a mezinarodni Grovni. Krajinny
pokryv poskytuje informace o funkénim vztahu mezi terénem, klimatem a ptdou, a
muze tak byt indikatorem fady faktor ovliviiujicich jejich riizné zmény (Townshend
et al., 2012). Typicky je popisovan jako soubor tiid charakterizujicich vétSinové
zastoupeni prvki na zemském povrchu(Grekousis et al., 2015). Naopak Evropskou
environmentalni agenturou je krajinny pokryv definovéan jako biofyzikalni pokryv
povrchu Zemég. Tato definice umoznuje déleni do riznych kategorii, naptiklad
vegetace (les, travni porost), budovy, vodni plochy (Land Cover — European
Environment Agency, n.d.).

Rovnéz je tieba rozliSovat terminy krajinny pokryv (Land Cover; LC) a vyuziti
krajiny (Land use; LU). Tyto pojmy jsou ¢asto zaménovany, avsak je v nich zasadni
rozdil. Land cover pfedstavuje samotny popis povrchu Zemé na sledované plose. Land
use, naproti tomu, popisuje vyuziti daného povrchu. Naptiiklad zastavba by byla
kategorie krajinného pokryvu, pokud bychom se zabyvali i jejim vyuzitim, pak
bychom mohli rozliSovat zastavbu obytnou, komercni, rekreacni apod. Stejné tak
trvaly travni porost bychom mohli rozliSovat na louky a pastviny podle zplisobu jejich
vyuziti ¢lovékem (The Difference between “Land Use” and “Land Cover” - MSU
Extension, n.d.). Vétsina systémi pro klasifikaci krajinného pokryvu v sobé zahrnuje
zaroven i klasifikace vyuziti téchto pokryvi (Grekousis et al., 2015). Tyto dvé
informace nam spole¢n€ umoziuji udélat si obrazek o sledovaném uzemi a déle
napiiklad planovat jeho rozvoj, ¢i sledovat jeho vyvoj v Case a chranit tak napiiklad
zranitelné ekosystémy apod. (The Difference between “Land Use” and “Land Cover”
- MSU Extension, n.d.)

Dale si je potieba uvédomit rozdil mezi geografickymi daty a geografickymi
informacemi, nebot to ndm umoZni Iépe chapat problematiku ziskdvani a
kategorizovani udajl o krajinném pokryvu. O geografickych datech a geografickych
informacich pfemyslime jako o dvou odliSnych a samostatnych konceptech. Data
chapeme jako vysledek meéfeni néjakého predem definovaného jevu, zatimco
informace je vysledkem interpretace, kategorizace, klasifikace nebo jiné¢ho typu
zpracovani (Comber et al., 2005). Geografickd data mohou byt napiiklad
predstavovana méfenim pfitomnosti vegetace, budov, vody atd., ovSsem sama o sob¢
uzivateli neposkytnou pfili§ informaci. Naproti tomu geografické informace vyzaduji
vnimani dat v kontextu situace a jsou ovlivnény méfitkem snimanych dat (Woodcock
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& Strahler, 1987). V zasad¢ je klasifikace krajinného pokryvu do jisté miry
subjektivni, rizné organizace, staty, urady, ¢i lidé mohou stejnou plochu klasifikovat
jako jinou tfidu. Napiiklad pouha pfitomnost stromti nemusi nutné¢ pro kazdého
znamenat, ze se jedna o les (Comber et al., 2005).

Pro ucely této prace bude déle rozebirano uréovani krajinného pokryvu z
optickych druzicovych senzorti. Prostorové rozliSeni takového senzoru je definovano
velikosti pixelu. Plocha, kterou na povrchu Zemé tento pixel predstavuje vétSinou
obsahuje riizné druhy krajinného pokryvu (vegetaci, budovy, holou pidu atp.) a data
ziskana z tohoto pixelu jsou jejich primérem (Fisher, 1997). Informace, které 1ze o
krajinném pokryvu ze snimku ziskat a interpretovat jsou tak ovlivnény minimalni
mapovou jednotkou (Woodcock & Strahler, 1987)prostorovym rozliSenim snimku
(Fisher, 1997), zornym polem senzoru, tedy plochou zemského povrchu, kterou jeho
snimek zobrazuje (Forshaw et al., 1983), a ¢astmi elektromagnetického spektra, které
je schopen méfit (Comber et al., 2005).

3.2 Projekt CORINE Land Cover

Projekt CORINE (Coordination of Information on the Environment) Land Cover
vznikl na pocatku 80. let 20. stoleti jako iniciativa Evropské komise, kterd méla za ticel
vytvofit jednotnou, standardizovanou metodologii pro vytvafeni map krajinného
pokryvu, biotopt a kvality ovzdusi v celoevropském méfitku (Moss & Wyatt, 1994).

Projekt rozliSuje celkem 44 tiid krajinného pokryvu a vyuZziti krajiny, které jsou
déleny do 3 trovni podrobnosti. Prvni datova sada CORINE Land Cover byla vydana
vroce 1998, jako CLC1990, nasledovala datova sada pro rok 2000 a dalsi jsou jiz
vydavany v Sestiletych intervalech. Minimalni mapovand jednotka (MMU)
predstavuje 25 ha, to znamend, Ze objekty s plochou mensi nez 25 ha nemohou byt
zobrazeny. Minimalni mapovana Sitka (MMW) pak predstavuje 100 m (Otahel,
2000). Prestoze se tyto zékladni tidaje v prubéhu historie nezménily, proces tvorby
samotnych dat, se zménil vyrazné. Naptiklad produkt CLC1990 vznikal v letech 1986—
1998 a vychdzel ze snimkl druzice Landsat 5 se senzory MultiSpectral Scanner a
Thematic Mapper — prostorové rozliseni téchto snimkt bylo 57x79 m, z ¢ehoz
nasledné vychazelo ur€eni MMU a MMW. Nasledujici produkty jiz vychazely
postupné ze snimki druzic Landsat 7, SPOT, IRS LISS III a RapidEye. RovnéZ se
zvySovala geometricka presnost téchto produktl a zkracoval se ¢as potfebny k jejich
produkci (Biitner, 2014).

Nézvoslovi CORINE Land Cover je déleno do péti hlavnich kategorii. Tyto
zakladni kategorie predstavuji:

1. Umélé povrchy (Artificial surfaces)



2. Zemédelské plochy (Agricultural areas)

3. Lesy a polo-ptirodni plochy (Forests and semi-natural areas)
4. Moktady (Wetlands)

5. Vodni télesa (Water bodies)

Tyto zékladni kategorie jsou nasledné¢ dé€leny do dalSich dvou urovni
podrobnosti (Tab. 1) na zdklad¢ jejich vyuziti a dalSich charakteristik (Otahel’, 2000)
Kategorizace probiha na zakladé automatické analyzy druzicovych snimkti, manuélni
interpretace leteckych snimkli a sbéru dat pfimo vterénu. Spolecné s produkty
mapovani krajinného pokryvu, jsou vytvareny i produkty popisujici jejich zménu
v Case (Biitner, 2014).



Level 1 Level 2 Level 3
1. Artificial 1.1. Urban fabric 1.1.1. Continuous urban fabric
surfaces 1.1.2. Discontinuous urban fabric
1.2. Industrial, commercial 1.2.1. Industrial or commercial units
and transport units 1.2.2. Road and rail nctworks and associated land
1.2.3. Port areas
1.2.4. Airports
1.3. Mine, dump and 1.3.1. Mineral extraction siles
construction sites 1.3.2. Dump sites
1.3.3. Construction siles
1.4. Artificial, 1.4.1. Green urban areas
non-agricultural 1.4.2. Sport and leisure [acilities
vegetated arcas
2. Agricultural 2.1. Arable land 2.1.1. Non-irrigated arable land
arcas 2.1.2. Permanently irrigated land
2.1.3. Rice ficlds
2.2. Permanent crops 2.2.1. Vineyards
2.2.2. Fruil trees and berry plantations
2.2.3. Olive groves
2.3. Pastures 2.3.1. Pasturcs
2.4. Heterogeneous 2.4.1. Annual crops associated with permanent
agricultural arcas crops
2.4.2. Complex cultivation patterns
2.4.3. Land principally occupied by agriculture,
with significant areas of natural vegetation
2.4.4. Agro-forestry arcas
3. Forest and 3.1. Forests 3.1.1. Broad-leaved forest
semi-natural 3.1.2. Coniferous forest
arcas 3.1.3. Mixed forest
3.2. Scrub and/or herba-  3.2.1. Natural grassland
ceous associations 3.2.2. Moors and heathland
3.2.3. Sclerophyllous vegetation
3.2.4. Transitional woodland-scrub
3.3. Open spaces with 3.3.1. Beaches, dunes, sands
little or no vegetation 3.3.2. Bare rocks
3.3.3. Sparsely vegetated areas
3.3.4. Burnt arcas
3.3.5. Glaciers and perpetual snow
4. Wetlands 4.1. Inland wetlands 4.1.1. Inland marshes
4.1.2. Peat bogs
4.2, Marine wetlands 4.2.1. Salt marshes
4.2.2. Salines
4.2.3. Intertidal flats
5. Waler bodies  5.1. Inland waters 5.1.1. Water courses
5.1.2. Water bodies
5.2. Marine walers 5.2.1. Coaslal lagoons
5.2.2. Estuaries
5.2.3. Sca and occan

Tabulka 1 - Déleni tiid Land Cover/Land Use dle CORINE Land Cover (Biitner, 2014).

3.3 Vyuziti CORINE Land Cover

Zmény ve vyuziti krajiny jsou vyznamnou soucasti vyzkumu naSeho prostiedi a
jejich optimalizace je kliCova pro ochranu zivotniho prostfedi, udrzitelny rozvoj a
fizeni ptirodnich zdrojii. Sledovani téchto zmén poskytuje dilezité informace pro
rozhodovéani na politické, ekonomické a environmentdlni Grovni a umoziuje tak
efektivni rozvoj (Lambin et al., 2001)Produkty CORINE Land Cover Change (CLCC)
poskytuji informace o téchto zménach v Sestiletych obdobich mezi publikacemi
jednotlivych produkti CLC (CORINE Land Cover — Copernicus Land Monitoring
Service, n.d.-a). Tyto produkty nachazeji vyuziti v riznych odvétvich, napiiklad

V urbanismu, ¢i pti studiich fragmentace krajiny.



Fragmentace krajiny je jev, ktery, kdyz je analyzovan v riznych casovych
ramcich, mize ukazat dynamiku zmén ve vyuziti pidy. Z hlediska krajiny, coz je
nejCastej$i kontext analyzy, je zvySovani fragmentace obvykle zadouci, protoze
naznacuje rozmanitost a zvySeni biodiverzity. Nicmén¢, pokud se tyka pouze oblasti s
velkym lidskym osidlenim, pak z hlediska ptirody obvykle znamena sniZzeni odolnosti
ptirodniho prostredi vac¢i lidské cinnosti. Zaroven muze byt vypovidajici o
ekonomické situaci a rozvoji ve sledované oblasti. Nizky index fragmentace naznacuje
nizky rozvoj, a tedy i nizky ekonomicky rast. Tento jev je mozné vhodné€ analyzovat
prave z produkti CLCC (Cies$lak et al., 2017).

Sledovani zmén krajinného pokryvu nachazi také vyuziti v urbanismu.
Sledovani rychlosti ristu mést je dilezitym ekonomickym ukazatelem. Rovnéz je
piinosné sledovat, které druhy pokryvu ustupuji umélym povrchiim, nebot tim
ziskavame informace o dopadech Cinnosti ¢lovéka na zivotni prostiedi (Yilmaz &
Yilmaz, 2010).

3.4 Druzicové systémy pouzivané pro klasifikaci krajinného pokryvu
3.4.1 Druzice Landsat

Inspiraci programu Landsat byly mise Apollo. Béhem téchto misi byly
provadény experimenty s fotografovanim zemského povrchu. Prvni navrh na
vypusténi civilni druzice snimajici zemsky povrch se objevil v roce 1965. Tehdy se
setkal s nevoli Ufadi a ministerstva obrany USA, nebot’ Gitady bylo povaZovano za
ekonomicky vyhodnégjsi pouzit jako nosi¢ senzorii pro sledovani povrchu letadla.
Ministerstvu obrany se pak nelibila moznost prozrazeni SpiondZnich programil
(History | Landsat Science, n.d.). Program Landsat pifedstavuje nejdéle bézici
kontinudlni zaznamenavéani zemského povrchu. Prvni druzice byla vypusténa v roce
1972, posledni v fad€ pak v roce 2021 (Obr. 1). Druzice Landsat dodnes poskytuji
zaznamy o zemském povrchu a stdle tak rozsifuji archiv snimk sahajici 54 let do
historie. Kazda z druzic ma ¢asové rozliseni 16 dni (About | Landsat Science, n.d.).

Prvni druzice byly vybaveny senzorem MultiSpectral Scanner (MSS). Tyto
senzory snimaly rovnob&ézné s drahou druZice a skenovani v kolmém sméru
zajiStovalo oscilujici zrcadlo. Prvni dvé druzZice byly vybaveny senzorem MSS
snimajicim ve ctyfech pasmech viditelného spektra. Druzice Landsat 3 pak byla
vybavena senzorem schopnym zaznamenévat data i v pasmu tepelného infracerveného
zateni. Prostorové rozliSeni senzort bylo 68x83 m, vétSinou bylo pfevzorkovavano na
57 ¢i 60 m pro dalsi praci se snimky. Jeden snimek pokryval plochu 185x185 km
(Multispectral Scanner (MSS) | Landsat Science, n.d.).

Dalsi druzice byly vybaveny senzorem Thematic Mapper (TM), ktery byl
navrzen, aby poskytoval vyssi prostorové rozliSeni nez MSS. Tento senzor snima v
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sedmi pasmech, s prostorovym rozliSenim 30 m pro pasma viditelného a
infracerveného svétla a 120 m pro tepelné infraCervené pasmo. Zlepsila se i
geometricka piesnost senzoru. Snimky pokryvaji plochu 185x172 km (Thematic
Mapper (TM) | Landsat Science, n.d.).

Druzice Landsat 7 byla jako prvni vybavena senzorem Enhanced Thematic
Mapper Plus (ETM+), ktery nové snimd v panchromatickém pasmu (pasmu
pokryvajicim celé viditelné spektrum) s prostorovym rozliSenim 15 m. Ostatni pasma,
tedy R, G, B, NIR a SWIR maji stale rozliSeni 30 m. U pasma termalniho pak doslo k
vyznamnému zvysSeni rozliSeni oproti TM, a to na 60 m. Plocha pokryta snimkem je
pak 183x170 km (Enhanced Thematic Mapper Plus (ETM+) | Landsat Science, n.d.).

Pokracovani programu Landsat je zarueno vyhlaskou US Land Remote
Sensing Act z roku 1992, ktera stanovuje, ze vlada Spojenych Stati zaruci stalou
globalni archivaci snimkti Landsat pro umoznéni dlouhodobého pozorovéani zemského
povrchu a jeho zmén. Tato kontinualnost je definovana globalnim pokrytim s ¢asovym
rozliSenim 16 dni a bezplatnym pfistupem k celému archivu snimku (Zhu et al., 2019)
Pro usnadnéni prace s daty byl cely archiv snimkii Landsat 1-8 ptepracovan do podoby
tzv. Collection 1, které zajiStuji konzistentni radiometrickou kvalitu téchto dat. Timto
krokem potencidlnim uzivatelim odpadd ¢as nutny k pfipravé dat pfi pouzivani
snimki Landsat napfi¢ riznymi obdobimi a pofizenych riznymi druzicemi (Dwyer et
al., n.d.).
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Obrizek 1 - Casova osa programu Landsat (Wulder et al., 2019)
3.4.2 Sentinel-2

Program Sentinel zahrnuje fadu druzic uréenych pro snimani povrchu Zemé, a
to s pouzitim rozli¢nych senzort. Mise Sentinel-2 pfedstavuje dv¢ identické druzice
nazvané Sentinel-2A a Sentinel-2B. Tyto druzice obihaji Zemi na heliosynchronnich
drahéch s ¢asovym rozliSenim 10 dni na rovniku. DruZice maji obéZzné drahy posunuté
proti sobé o 180°, dohromady tedy zvladnou poftidit snimek stejné oblasti na rovniku
kazdych 5 dni. Tato vlastnost zajistuje pokryti s podrobnym ¢asovym rozliSenim
(Sentinel-2 - Missions - Sentinel Online - Sentinel Online, n.d.).
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Hlavnim cilem mise druzic Sentinel-2 bylo navazat na mise dalkového
prazkumu Zemé evropskych druzic SPOT a americkych druzic Landsat. DalSim cilem
bylo poskytnout novou generaci produktt jako jsou napiiklad pravé mapy krajinného
pokryvu, ¢i jeho zmén. 13 pasem (viz Obr. 2) snimace Multi Spectral Instrument (MSI)
v tomto ohledu zajist'uje Siroké spektrum aplikaci dat Sentinel-2 (Sentinel-2 - Mission
Objectives - Sentinel Online - Sentinel Online, n.d.) Zivotnost druZic byla po¢itana na
7,25 let, druzice vSak maji zdsobu paliva pro manévrovaci motory na 12 let + rezervu
pro de-orbiting na konci zivota druzic (Sentinel-2 - Satellite Description - Sentinel
Online - Sentinel Online, n.d.).

MSI je tzv. “push broom” skener, snimé tedy radky dat napti¢ draze letu a
vyuziva doptedného pohybu druzice k snimani novych fadka. Priimérna doba snimani
je 17 minut. Radiometrické kalibrace jsou provadény pomoci difuzéru, ktery je
soucasti zavérky senzoru. Pro zajisténi Sitky zabéru 290 km je snimaé vybaven
dvandcti detektory, umisténymi ve dvou fadach s vzajemné se piekryvajicim zornym
polem. Snimac je rozdélen na 3 ¢asti, jednu pro pasma viditelného svétla a blizkého
infracerveného svétla a dvé pro sniméani v pasmech kratkovinného infracerveného
zateni (SWIR) (Sentinel-2 - Missions - Instrument Payload - Sentinel Handbook -
Sentinel Online, n.d.).

]
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Obrdazek 2- Skladba pasem druzic Sentine-2 v porovnani s ostatnimi druZicemi pouzivanymi pro sledovani zemského
povrchu (Drusch et al., 2012).
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Jak je patrné zobrazku 3, druzice Sentinel-2 poskytuji informace ve tfech
prostorovych rozliSenich. Pasma viditelného svétla a blizkého infraerveného zéteni
jsou snimana v rozliSeni 10 m. Pasma kratkovinného infra¢erveného zatreni (SWIR)
jsou pak snimana v rozliSeni 20 m. Druzice poskytuji také 3 pasma snimand v rozliSeni
60 m, ta jsou urcena predevsim pro sledovani atmosféry, korekce a detekci oblacnosti
(Drusch et al., 2012). Druzice Sentinel zajist'uji neptetrzité snimani zemského povrchu
ve vysokém prostorovém rozliseni (Martimort et al., 2007).

Heliosynchronni obézné drdhy druzic Sentinel-2 zplsobuji, Zze kazdé snimané
uzemi, je snimano v dalSim cyklu pfiblizn¢€ ve stejnou denni dobu. Tato vlastnost je
zvlaste dulezitd pro efektivni vyuziti senzorti snimajicich v optické casti
elektromagnetického spektra (Paek & Kim, 2018). Cas priletu nad rovnikovymi
oblastmi byl zvolen na 10:30. Tento ¢as byl vybran z divodu minimalizace obla¢nosti
v dobé preletu a pro zaruceni optimalnich svételnych podminek (Phiri et al., n.d.).

3.5 Soucasny stav FeSené problematiky

V soucasné dobé dochdzi k vyraznému naristu poctu studii zamétenych na
klasifikaci krajinného pokryvu pomoci dat z druZic Sentinel-2. Zatimco v minulosti
byl hlavnim zdrojem dat pro tyto ucely program Landsat, druzice Sentinel-2 pfinaSeji
nové moznosti v oblasti analyz krajinného pokryvu. Divodem tohoto posunu je
zejména vysoké prostorové rozliSeni snimki, které umoznuje detailngjsi a presnéjsi
zobrazovani krajiny (Topaloglu & Sertel, n.d.), a také vysoké casové rozliSeni, diky
némuz je mozné sledovat zmény v krajinném pokryvu v pribéhu casu s vétsi asovou
citlivosti. Diky bezplatné dostupnosti snimki z druzic Sentinel-2 jsou tyto data stale
atraktivnéjsi pro védecky vyzkum a aplikace v oblasti environmentalniho monitoringu,
uzemniho planovani, a dalSich oblastech. Vzhledem k témto vlastnostem se druZice
Sentinel-2 stavaji idealnimi kandidaty pro provadéni klasifikaci a analyz krajinného
pokryvu na celosvétové trovni (Phiri et al., n.d.).

Pro tyto klasifikace, bylo vyvinuto mnoho metod jiz v dobé ptedchazejici
spusténi programu Sentinel-2. V dnes$ni dob& jsou potom nejrozsitenéjsi klasifikatory
zalozené na metodach strojového uceni, jako jsou Random Forest (RF), K-Nearest
Neighbour (KNN), ¢i Support Vector Machine (SVM)(Talukdar et al., n.d.). Z téchto
klasifikatort je pak uzivateli nejcastéji vyuzivan Random Forest (Inglada et al., 2015).

Klasifikace mizeme délit dle vstupu ze strany uZivatele na fizené (supervised) a
nefizené (unsupervised). Z téchto dvou moznosti jsou v soucasnosti ¢astéji vyuzivané
klasifikace tizené, a to z toho diivodu, ze vétSina aktudlnich pokrocilych klasifikatort
byla navrzena pravé pro tento druh klasifikaci (Miranda et al., 2018). Rizené
klasifikace spocivaji v definovani klasifika¢nich tiid uzivatelem, vyzaduji tedy jistou
znalost tizemi, ¢i alespon pfedpoklad vyskytu téchto tfid ve zkoumaném tzemi. Dale
je vyzadovano definovani trénovacich dat uzivatelem, tato data nasledné slouzi pro
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uceni klasifikatoru. Tyto klasifikace vykazuji Casto vyssi presnost nez klasifikace
nefizené, prave z divodu definovani tfid a jejich vlastnosti pomoci trénovacich vzorkl
uzivatelem (Ahmad & Quegan, 2013). U nefizenych klasifikaci pak byva obvykle
jedinym vstupem uzivatele definovani poctu tfid, pfipadné poctu iteraci, které
klasifikator pfi analyze provede. Prvotni vysledek nefizené klasifikace pak vétSinou
vyzaduje revize spocivajici ve slouceni ne¢kterych tiid uzivatelem apod. Tento pfistup
ale mize byt vyhodny, pokud neni k dispozici dostatecné mnozstvi trénovacich dat, ¢i
pokud je cilem minimalizovat vstup uzivatele pii jejich tvorbé (Thomson et al., 1998).

Dalsim zptisobem déleni klasifikace je na objektové a pixelové. Toto rozdéleni
rozliSuje pfistup klasifikatoru k samotné klasifikaci. Pixelové klasifikace analyzuji
spektralni vlastnosti kazdého pixelu v zajmovém uzemi, ovSsem nevnimaji tyto udaje
v kontextu k danému pixelu. S rozvojem technologii poskytujici vyssi prostorové
rozliSeni tyto klasifika¢ni piistupy vedou ke stale lepsim vysledkim (Dwivedi et al.,
2004). Pti vysokém prostorovém rozliSeni snimkd vSak mize pii pouziti tohoto
pixelového pfistupu dochézet k tzv. “salt & pepper efektu, ktery naopak presnost
klasifikace mize snizovat, protoze jednotlivé pixely jsou klasifikovany bez ohledu na
jejich kontext. Muze tak vznikat naptiklad situace kdy jednotlivé stromy jsou
klasifikovany jako pixely lesa uprostied louky (De Jong et al., 2001)V navaznosti na
tento problém byly vyvinuty metody klasifikace objektové. Objektové klasifikatory
zahrnuji nejen spektralni informace ulozené v jednotlivych pixelech, ale také zvazuji
informace o prostorovém uspoifadani téchto dat. To znamen4, Ze jsou schopny brat v
uvahu sousedici pixely a jejich vzdjemné vztahy v ramci snimku. Jednim z klicovych
kroka pii pouziti objektovych klasifikatorti je segmentace obrazu, coz znamena
rozdéleni obrazu do rtiznych oblasti na zakladé jejich podobnosti ve spektralnich
vlastnostech a prostorovém uspotfadani. Tento postup umoziuje dosazeni vyssi
piesnosti klasifikace tim, Ze zachycuje vétsi kontext a strukturalni informace v datech,
coz vede k robustnéj§im vysledkim a lep$imu porozuméni prostredi. (Blundell &
Opitz, n.d.).

V souladu s tématem a cili diplomové prace se dile zam¢efim na pixelové fizené
klasifikace. Tyto klasifikace odliSuji definované tfidy na zdklad€é rozdild ve
spektralnich ptiznacich jednotlivych tfid krajinného pokryvu. Pfi definovani téchto
tfid je tak potieba brat v potaz jejich podobnost, nebot’ vysoka podobnost spektralnich
profili jednotlivych tfid bude mit za nasledek nizkou ptesnost klasifikace. Tato
problematika je zkouména mnoha studiemi a existuji fady databdzi spektralnich
ptiznaki nejriznéjsich druhti povrchi (Bojinski et al., 2003).

Pokud budeme uvaZovat spektralni profily zakladnich tiid klasifikace dle
CORINE Land Cover, tak zjistime, ze zastavéné oblasti a umé¢lé povrchy maji
spektralni profily ploché, Casto s o néco mensi odrazivosti v pasmech viditelného
svétla nez v pdsmech SWIR. Naproti tomu travy a zemédélské plodiny vykazuji
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vysokou odrazivost v pasmech zeleného svétla a blizkého infracerveného zareni. Lesni
oblasti maji spektralni profil podobny, ovSem odrazivost v zeleném a infracerveném
pasmu byva oproti jiné vegetaci niz§i. Voda pak vykazuje relativn€ nizkou odrazivost
ve vSech pasmech pouzivanych senzory DPZ, s moznymi vys$S§imi hodnotami v
pasmech modrého ¢i zeleného svétla v zéavislosti na jejim slozeni ¢i ristu vodni
vegetace, viz Obr. 3 (Xl et al., 2019).
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Obrazek 3 - Spektralni profily zdkladnich druhii krajinného pokryvu dle dat Landsat 8 a Sentinel-2 (XI et al., 2019).

Co se tyka raznych klasifikatorti pro fizené pixelové klasifikace, nejcastéji
pouzivanymi jsou klasifikatory vyuzivajici strojové u€eni jako jsou Random Forest
(RF), K-Nearest Neighbour (KNN) a Support Vector Machine (SVM). Vsechny tyto
klasifikatory obvykle vykazuji vysokou presnost klasifikace. Samoziejmé v zavislosti
na spektralni podobnosti klasifikovanych tfid, po¢tu trénovacich vzorkt definovanych
uzivatelem pro jednotlivé tfidy a prostorovém rozliSeni pouzivanych snimki. Rozdily
v piesnosti klasifikace se obvykle pohybuji v jednotkach procent (Noi & Kappas, n.d.).

V posledni dobé se zacinaji objevovat jiz i studie vyuzivajici pokrocilé
klasifika¢ni metody na bazi hlubokého uceni. O tyto technologie je v oblasti dalkového
prizkumu Zemé¢ stale vétSi zajem, coz je 1 motivaci pro potencidlni investory.
Vzhledem k tomu, Ze mnozstvi dat ke zpracovani a analyzam se neustale zvétsuje, jsou
stale hledany nové metody, jak tyto analyzy zjednodusit, ¢i automatizovat. Praveé
jednim ze zplsobi, které se nabizeji, je vyuzivani pokrocilych klasifikatorti hlubokého
ucent, které svilj potencidl zvétsuji umérné mnozstvi dat pouzitelnych pro jejich uceni
(Vali et al., 2020).

Tyto nové technologie ale pfinasi i nové vyzvy. Pro nejefektivnéjsi fungovani
téchto klasifikatorti je potieba velké mnozstvi trénovacich dat. Jednim z problémi
vsak je samotna tvorba téchto dat, nebot’ naptiklad pro klasifikace krajinného pokryvu
a vyuziti krajiny mize byt obtizné dostatecné mnozstvi spolehlivych trénovacich
vzorkll zajistit. Tyto problémy plynou i zjiz zmiflovanych vyzev spojenych se
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soucasnym sbérem informaci o krajinném pokryvu (Comber et al., 2005). Kdyz uz se
povede ziskat dostate¢né rozsdhlé mnozstvi trénovacich dat, vlastnosti samotnych dat
DPZ ¢ini modely komplexnéjsimi, a to ztézuje jejich optimalizaci (Alem & Kumar,
2020).

Metody hlubokého uceni obvykle v oblasti dalkového prizkumu zemé nejsou
vyuzivany experty na umélou inteligenci.(Vali et al., 2020). Presto v§ak nékteré studie
naznacuji jejich potencial pro klasifikaci krajinného pokryvu (Karra et al., 2021; -Jo
etal., n.d.), ¢i pro detekci jeho zmén(Saha et al., 2019).V soucasné dobé¢ se vSak rozviji
moznosti pouziti t€chto metod v rdmci komerénich programii zamétenych pravé na
problematiku DPZ. Spole¢nost Esri nabizi v ramci svého programu Living Atlas
katalog jiz vytvofenych a natrénovanych modeli pro rtzné aplikace. Zaroven
poskytuje nastroje pro tvorbu téchto modelt a dalsi praci s nimi. Software ArcGIS Pro
vyuziva pro své modely knihovnu Tensor Flow a jeji pfidruzené knihovny, které jsou
zaroven volné dostupné pro programovaci jazyk Python. ArcGIS Pro v soucasné dob¢
podporuje objektové a pixelové klasifikace snimku a klasifikace bodovych mracen
(Deep Learning in ArcGIS Pro—ArcGIS Pro | Documentation, n.d.).
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4 Charakteristika studijniho uzemi

Zajmové uzemi diplomové prace predstavuje rozsah jednoho snimku Sentinel-2,
zachycujicitho Prahu a vétSinu StiedoCeského kraje, s pfesahem do Karlovarského
kraje v severozapadni ¢asti (viz Obr. 4). Toto Gizemi jsem volil tak, aby pokryvalo
pouze tzemi Ceské republiky, a zaroveii aby zde byla zastoupena vétsina druhi
krajinného pokryvu. Diky vyuziti celého tile (dlazdice) nebylo nutné vytvaret mozaiky
z vice snimkd, coz povazuji za praktické pro ucely této prace, protoze tak nemohla byt
vstupni data ovlivnéna piripadnymi neurcitostmi vzniklymi pravé procesem
mozaikovani. Celkova rozloha tohoto tizemi je 12 056 km?.

@)

Hl Z3jmové Uzemi
3 Ceska republika

0 80 160 240 32

e ===, km

Obrazek 4 - Umisteni zajmového vzemi v ramci CR.

Uzemi je z velké &asti pokryto zemédélskou ptidou a lesy a v jeho stiedu se
nachdzi hlavni mésto Praha. Terén v této oblasti je Clenity a kopcovity. Centrum mésta
se vyznacuje hustou zastavbou a pouze malymi ploskami zeleng. V okrajovych ¢astech
se pak nachazi moderngj$i obytna zastavba a primyslové zony. Sttedem mésta protéka
feka Vltava, v jizni Casti se do ni vléva feka Berounka. V severni ¢asti zajmového
tizemi se nachazi Cesky kras, znamy piedeviim vapencovymi skalnimi ttvary. V této
oblasti se nachazi vétsi podil zemédélské pidy. V jizni Casti Gzemi se pak nachazi
rozsahlé zalesnéné oblasti jako je KarlStejnsko, Brdy, Kfivoklatsko a dalsi.
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5 Metodika

Metodicka ¢ast diplomové prace se sklada z kapitol popisujicich vstupni data,
ktera jsem v priabéhu prace pouzival, jejich prvotnimu zpracovani, které bylo pro
provedeni dalSich krokl nutné, kapitoly vénujici se vytvoreni vlastniho klasifika¢niho
modelu, samotné klasifikace dat a validace vysledkt. Pro veskerou praci s daty jsem
pouzival software ArcGIS Pro, zejména jeho nastroje deep learningu.

5.1 Vstupni data

Veskeré snimky =z druzic Sentinel-2 poskytl program Copernicus
prostfednictvim sluzby Copernicus Dataspace. Snimky jsou urovné zpracovani Level-
2A (L2). Volil jsem snimek, pokud mozno bezoblaény nebo s minimalni oblaénosti,
primérné z jarnich a letnich mésicii. Konkrétné se jednalo o snimek pofizeny druzici
Sentinel-2A dne 3. 7. 2018.

Snimky druzic Sentinel-2 potfizovany ve tfinacti pasmech oznacenych BO1 —
B12, kde B ptedstavuje zkratku pro spektradlni pasmo (z angl. slova band), v
prostorovém rozlieni 10, 20 a 60 m. Vysoké rozliseni 10 m je poskytovano pouze

pasmy viditelného svétla (RGB) B02-B04 a pasmem blizkého infraéerveného zafeni
(NIR) BO08.

Jako referencni data jsem pouzival data Corine Land Cover (CLC) 2018, ktera
rovnéZ poskytuje program Copernicus v ramci tematického projektu Copernicus Land
Monitoring service (CORINE Land Cover — Copernicus Land Monitoring Service,
n.d., dostupné z: https://land.copernicus.eu/en/products/corine-land-cover) Data je
mozné zdarma stahnout jak ve vektorovém, tak rastrovém formatu. Pro potieby

diplomové prace byla pouzita data v podob¢ vektort.

Pro tcely porovnani riznych klasifika¢nich modeld, jsem se rozhodl pro vyuziti
predtrénovaného modelu dostupnych v prostiedi ArcGIS Living Atlas. konkrétné jsem
zvolil model “Land Cover Classification (Sentinel-2)” (Esri, n.d., dostupné z:
https://www.arcgis.com/home/item.html?id=afd124844ba84da69c2c533d4af10a58).

Vstupem modelu jsou snimky Sentinel-2 v Girovni zpracovani 1C nebo 2A, vystupem
pak rastr krajinného pokryvu kategorizovany do 15ti tfid (jsou-li v daném snimku
zastoupeny). Model by mél dosahovat kvalitnich vysledkl pro z4jmova tzemi blizici
se svymi podminkami prostedi statim USA a EU (Esri, n.d.), viz Tab. 2. Pro ucely
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této prace jsem pouzival kvili vyssi deklarované presnosti klasifikace pouze snimky
urovné zpracovani 2A.

Level-2A Imagery Level-1C Imagery
Class

Precision Recall F1 Score  Precision Recall = F1 Score
Urban fabric 0.81 0.83 0.82 0.82 0.84 0.83
Industrial, commercial and transport

0.74 0.65 0.69 0.73 0.66 0.7
units
Mine, dump and construction sites 0.63 0.52 0.57 0.69 0.55 0.61
Artficial I | w tat

rificial, non-agricultural vegetated 0.70 0.46 055 0.67 0.47 0.55
areas
Arable land 0.86 0.90 0.88 0.846 0.89 0.87
Permanent crops 0.76 0.73 0.74 0.75 0.71 0.73
Pastures 0.75 0.71 0.73 0.74 0.7 0.73
Heterogeneous agricultural areas 0.61 0.56 0.58 0.62 0.51 0.56
Forests 0.88 093 0.90 0.88 0.92 0.9
/or he S tat

Scrub and/or herbaceous vegetation 0.74 0.69 072 073 0.67 0.7
associations
Open spaces with little or no vegetation  0.87 0.84 0.85 0.85 0.82 0.84
Inland wetlands 0.81 0.78 0.80 0.82 0.77 0.79
Maritime wetlands 0.74 0.76 0.75 0.87 0.89 0.88
Inland waters 0.94 0.92 0.93 0.94 0.91 0.92
Marine waters 0.98 0.99 0.98 0.97 0.98 0.98

Tabulka 2 - Tabulka klasifikacnich trid a deklarované presnosti pro model Land Cover Classification (Sentinel-2)
(Land Cover Classification (Sentinel-2) - Piehled, n.d.).

5.2 Predzpracovani dat

Pro ucely klasifikace pomoci hlubokého uceni, bylo nejprve nutné “slozit”
jednotlivé rastry pasem snimka Sentinel-2 do jedné kompozitni datové sady, nebot’
software ArcGIS pfi nacteni metadatového souboru druZice Sentinel-2 pracuje pouze
s pasmy RGB + NIR, ¢imz znemoznuje pouziti pfedtrénovanych modela, které v praci
porovnavam. Pti skladani pasem by doslo k prevzorkovéani na jednotné prostorové
rozliSeni 60 m. Toto rozliSeni vychazi z prvniho pasma, které do nastroje vstupuje, v
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mém piipadé tedy z pasma BOl. Protoze jsem se snazil o klasifikaci co mozna
nejpresnéjsi, bylo potfeba toto pasmo pievzorkovat na prostorové rozliSeni 10 m.
Pievzorkovani jsem provadél nastrojem Resample s nastavenim vstupni velikosti
buiiky 60 m a vystupni velikosti 10 m. SloZeni pasem jsem provadél pomoci néstroje
Composite bands (viz Obr. 5). Pti skladani kompozitu, bylo tieba vénovat pozornost
v jakém potadi jsou jednotliva vstupni pasma do néstroje zaddvana. Chybné poradi
pasem vraci v ptipadé predtrénovanych modelti nepouzitelné vysledné rastry.

— Sodit pasma rastmu ([Compaoasite Bands) -

Lprad yupongly  Spud puguisoy

Bursaosdosn

Obrdazek 5 - Poradi pasem pouzivané pro kompozitni rastry.
Y

Vysledkem pouziti nastroje Composite Bands byly rastry o dvanacti pasmech v potadi
odpovidajicim produktim Sentinel-2. Tyto nové rastry byly ulozeny ve formatu TIFF

(.tif).
5.3 Predtrénovany model

Model jsem aplikoval na predpfipraveny rastrovy snimek. Pii pouziti tohoto
modelu jsou uzivateli nabizeny rizné moznosti jeho nastaveni, tyto hodnoty jsem vSak
ponechaval vychozi, aby nedoslo k ovlivnéni vysledku mym vstupem. rdmci prvotni
kontroly vizualng porovnal s produktem Corine Land Cover. Cas zpracovani snimku
se pohyboval okolo dvou hodin.
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5.4 Tvorba vlastniho modelu

Nejprve jsem vytvofil trénovaci data z produktu CORINE Land Cover. Pro tyto
ucely jsem musel pouzit vektorovou verzi tohoto produktu, nebot” umoziuje
jednodussi praci se svymi atributy. Vrstvu CLC jsem ofizl na plochu zdjmového uzemi
a jednotlivé polygony sloucil do multipolygonii podle jednotlivych tiid CLC (atribut
CODE 18). V atributové tabulce této nové sjednocené vrstvy jsem vytvoril sloupce
“classname” a “classvalue”, které¢ jsou nutné pro optimalni kompatibilitu s nstroji pro
klasifikaci. Sloupec “classvalue” obsahuje odpovidajici hodnoty ze sloupce
“CODE 187, “classname” pak obsahuje nazvy jednotlivych tfid CLC.

Pomoci nastroje Create random points jsem uvnitt polygont jednotlivych tfid
vytvofil nahodné body. Bodu bylo vytvoteno 50 pro kazdou tf¥idu a byly rozmistény v
minimalni vzdalenosti 50 m od sebe. Pomoci nastroje Generate training samples from
seed points jsem poté na zakladé¢ vrstvy nahodnych bodu vygeneroval trénovaci
plochy. Tato bodova vrstva byla ulozena jako shapefile trénovacich ploch.

Tato data jsem pouzival pro vstup do nastroje export training data for deep
learning (viz Obr. 4). spole¢né s jiz piipravenym rastrem druZicového snimku. V
format metadat, nebot’ ten urcuje, které modely bude mozné z danych dat natrénovat.
Pro tuto préci jsem volil format Classified tiles, protoze tento format je kompatibilni s
vétsSinou modelt pro pixelovou klasifikaci. Rovnéz je tieba vénovat pozornost formétu
vrstvy s referencnimi daty. ArcGIS Pro sice uvadi jako moznost pro tyto Gcely pouzit
jakoukoliv sadu prvkl (feature class), ¢i klasifikovany rastr, avSak pouze nékteré
datové typy atributli mohou do néstroje vstupovat.

Po exportu trénovacich vzork (viz Obr. 6) nasledovalo u¢eni modelu pomoci
nastroje Train deep learning model (viz Obr. 7). Zde je nutno vybrat architekturu
modelu kompatibilni s metadaty trénovacich vzorki (v mém piipadé Classified tiles).
Pro ucely prace jsem volil architekturu U-net. Tato architektura je pouZivana pro
pixelovou Klasifikaci (Deep Learning Model Architectures—ArcGIS Pro |
Documentation, n.d.) a je vyuzita i v piedu¢eném modelu, z predchozi kapitoly.
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Geoprocessing v B X
() Exportovat cviéna data pro deep leaming (Export Training Data For Deep Leami... ()

Parametry Prostiedi @
rEstr
2018 senid - =
Balti vetupni rastr
|
sedka
Fi\Diplomks' MyProject, 18_ClassTiles | &
tiida prokil nebe raste nebo tabulks
samplel «| =
Pale
Classvalue -|
Poloemdr obalove sny [ 0
r&r‘. bygony masky
|
Feemit chraziy

Veoost dinkdice ¥ [ 254
Kok X [ 124]
ok [ E
(ikel otodeni [ q
Referendmi systém

| Map space «]
Format metadat

| Classified Tiles -]
Minsrndlnd pomér piesshu polygonu [ o

Obrazek 6 - Nastaveni nastroje Export Training Data For Deep Learning.
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Geoprocessing v B X
“ Uéeni modelu deep leamingu (Train Deep Leaming Model +
Parametry Prostfedi

Vetupni cvidng dats
BCT

Wyttupni mode
18 Unet
Maximilini podet epach
¥ Parametry modelu
Typ modelu
UMt (Pwel classdication)
Velikost divky

Argumenty modelu

Mame Vadue
chass_balancing Falze
AT False
i Fahle
Qo e
hip_size 4
e el o ] _loess

* Pokrodilé
Koefwnert udeni
Piteini meodel

Reshet-34

Predudeny model

Procento validace

| Zastavit, kodyZ se model plestane depiovat

| Imrazt mode
Obrazek 7 - Nastaveni nastroje Train Deep Learning Model.

Po uceni modelu nasledovaly jiz samotné klasifikace. Ty jsem provadél
nastrojem Classify pixels using deep learning. Do nastroje vstupoval snimek pro
klasifikaci a jiZ natrénovany model z pfedchoziho kroku. Je zde mozZné nastavit
parametry modelu, rozsah klasifikované plochy a procesor, ktery bude pro vypocty
pouzivan. Tato nastaveni jsem ponechaval vychozi (viz Obr. 8). Nejprve na mensim
vyfezu snimku abych si ovéfil, Ze postup funguje bez zbyte¢ného ¢ekani, poté jiz na
celém snimku. Celkovy cas klasifikace se pohyboval okolo 3 hodin.
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Geoprocessing v B X
:(—j Klasifikovat pixely pomoci deep learningu (Classify Pixels Using Deep Lear... i-l-]
Parametry Prostiedi @

Vstupni rastr
[ 2012_10m_senz tif <]

Vystupni rastrova datova sada
[ c2018_10m_sen2_ClassifyPixel |

Definice modelu
| F\Diplomka\18_10M_Unet_1\18_10M_Unet_1.dipk |

Argumenty

Name Value
padding 56
batch_size 4
predict_background False
test_time_augmentation False
tile_size 224

Obrazek 8 - Nastaveni nastroje Classify Pixels Using Deep Learning.

Pro ucely porovnani jsem snimek také klasifikoval algoritmem Support Vector
Machine (SVM), ktery je pro fizenou pixelovou klasifikaci bézné pouzivan. Tyto
klasifikace jsem provade¢l s pouzitim stejného schématu klasifikace vytvoieného na
zaklad¢ dat CLC. Pouzival jsem trénovaci vzorky identické se vzorky pouzivanymi
pro uc¢eni modelu hlubokého uceni. Pro tuto klasifikaci jsem pouzival nastroje pro
klasifikaci snimkt (viz. Obr. 9) dostupné v zalozce Obrazova data.

Klasifikace obrazka ?v X
Klasifikovat : 2018_10m_sen2.tif =!

Klasifikator

| Metoda podpidrnych vektord (Support Vector Machineg) v|

Cvitné vzorky

| Sample_2 V|

Maximalni pocet vzorkd na tiidu
Segmentovany obrazek (volitelné)
Vystupnf klasifikovana datova sada

| FA\Diplomka\MyProject\MyProject.gdbh\Classified_202403271804104635271 |

Vystupni soubor s definicr klasifikatoru (ecd)
| FA\Diplomka\MyProject\ClassDefinitions_202403271804104632820.ecd |

Obrdzek 9 - Nastaveni ndstroje pro klasifikaci snimku klasifikatorem SVM.

5.5 Validace vystupi klasifikace
Validaci vytvoieného modelu jsem provadél néastrojem Accuracy assessment

ktery porovnava klasifikovany rastr s referenénimi daty, v mém ptipad¢ daty CLC na
nahodné¢ generovanych bodech. Toto porovnani probihalo na 10 000 ndhodné
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generovanych bodech, jejichz pocet v kazdé tfidé byl imérny poméru plochy dané
ttidy ku celkové plose uzemi. Vysledkem je pak matice zdmén.

Pro porovnani pfesnosti s predtrénovanym modelem, jsem rovnéz u vSech
vyslednych rastrii provedl reklasifikaci na nadiazené ttidy CLC. Z trojmistného kodu
tiidy jsem zachoval pouze prvni dvojcisli, vzniklo tim 12 kategorii. Po provedeni
reklasifikace jiz ArcGIS Pro neumoznoval pouziti nastroje Accuracy assessment, volil
jsem proto nahradni postup. Pro tyto nové rastry jsem vygeneroval 10 000 ndhodnych
kontrolnich bodi pomoci funkce Create accuracy assessment points, do atributl
téchto bodil byla ulozena referenéni data vrstvy CLC a hodnoty klasifikovaného rastru
pomoci funkce update accuracy assessment points. Z vyslednych bodovych vrstev
jsem pak vypocital matice zamén pomoci funkce compute confusion matrix.
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6 Vysledky

6.1 Predtrénovany model

Predtrénovany model Land Cover Classification (Sentinel-2) dosahl uspokojivého
vysledku klasifikace (viz Obr. 10). Model poskytuje klasifikaci na druhé urovni déleni
tfid dle CLC, ovSem dané tiidy klasifikuje kvalitné a je relativné konzistentni v
presnosti klasifikace jednotlivych tfid. Celkova ptesnost klasifikace v mém pripadé
dosahovala 74 % (viz Tab. 3) Z tabulky 3 je také patrné, Ze nejvyssich hodnot producer
accuracy (PA) a user accuracy (UA) dosahovala tiida orné pidy (Arable land) a to 81
% PA a 83% UA, pifi¢emz nejCastéji u ni dochazelo k zam&€nam s heterogennimi
zemédé€lskymi oblastmi (Heterogenous agricultural areas).

°  Class
, = Urban fabric
‘.: . Industrial, commercial and transport units
P -fmm Mine, dump and construction sites
e . Artificial, non-agricultural vegetated areas
Arable land
. . ™ Permanent crops
Pastures
Heterogeneous agricultural areas

‘: Forests
o ‘:_ Scrub and/or herbaceous vegetation associations
.. * \ Open spaces with little or no vegetation
£ = Wetlands
¢4, = Waters
" # mmNODATA

Obrazek 10 - Vysledek klasifikace predtrénovanym modelem.
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Tabulka 3 - Matice zamén predtrénovaného modelu.
6.2 Vlastni model

Model vytvofeny na zéklad¢ trénovacich dat CLC poskytl rozpoznatelné
vysledky (viz Obr. 11). Na klasifikovaném rastru je jiz na prvni pohled jasné
rozpoznatelny krajinny pokryv zajmového uzemi, ovSem pfesnost zafazeni do
jednotlivych tfid neni vysoka (viz ptiloha 1). Model naptiklad klasifikuje vétSinu biehti
fek jako pristavni oblasti (Port areas), nedokdze efektivné rozlisit letisté, dopravni
infrastrukturu ani oblasti pro sportovni aktivity. M4 rovnéz problém rozlisit hustou
zastavbu (Continuous urban fabric) od zastavby roztrousené (Discontinuous urban
fabric). Celkova ptesnost byla 34 %, Nejvyssich hodnot PA dosahovala tfida husté
zastavby (Continuous urban fabric) a to 80 %, nejvysSich hodnot UA pak tfida
nezavlazované orné pidy (Non-irrigated arable land) a to 83 %. Raselinisté (Peat
bogs), baziny, (inland marshes), stavenisté (construction areas) a skladky (dump sites),
model nedokazal klasifikovat viibec.
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Class

mm Continuous urban fabric

= Discontinuous urban fabric

= Industrial or commercial units
I Road and rail networks and associated land
B Port areas

= Airports

[ Mineral extraction sites

Dump sites

= Construction sites

" Green urban areas

Sport and leisure facilities

" Non-irrigated arable land

" Vineyards

= Fruit trees and berry plantations
W% Pastures

= Complex cultivation patterns
Land principally occupied by agriculture
= Coniferous forest

B Broad-leaved forest

= Mixed forest

Natural grassland

Transitional woodland-shrub

4 Inland marshes

Peat bogs

. Water courses

= Water bodies

Obrazek 11 - Vysledek klasifikace modelem U-net na zaklade trénovacich vzorkii generovanych z produktu CLC.

Pro ucely porovnani jsem snimek klasifikoval rovnéz pomoci algoritmu SVM
(viz Obr. 12). Tento algoritmus poskytl vysledky jesté horsi, nez model hlubokého
uceni (viz pfiloha 2). Algoritmus SVM sice nékteré tiidy klasifikuje s vySsi presnosti,

ovsem celkova ptesnost je pouhych 21 %. Na rozdil od mého modelu vSak dokézal

zastoupit vSechny ttidy.
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4 Class_name

mm Continuous urban fabric

% Discontinuous urban fabric

mm Industrial or commercial units
B Road and rail networks and associated land
I Port areas

= Airports

5% Mineral extraction sites

Dump sites

= Construction sites

" Green urban areas

Sport and leisure facilities
Non-irrigated arable land

~ Vineyards

Fruit trees and berry plantations
W% Pastures

=5 Complex cultivation patterns
Land principally occupied by agriculture
= Coniferous forest

B Broad-leaved forest

= Mixed forest

Natural grassland

Transitional woodland-shrub

=4 Inland marshes

Peat bogs

mm Water courses

= Water bodies

Obrazek 12 - Vysledek klasifikace klasifikatorem SVM

Po preklasifikovani vysledku mnou vytvotfeného modelu hlubokého uceni na
12 tiid (viz Obr. 13), dle druhé trovné CLC se zvysila piesnost klasifikace, nebot’ se
eliminovaly zdmény vyrazné podobnych tiid (napiiklad Continuous urban fabric-
Discontinuous urban fabric). Celkova piesnost vzrostla o 12 %, tedy na 46 % (viz Tab.
4). Z této tabulky je také patrné, Ze muj model dosahuje nejvyssich hodnot PA pro
lesni oblasti a to 69 %. Nejvyssich hodnot UA pak dosahuje zemédélska piida a to 82
%. Naopak mokiadni oblasti (Inland wetlands) model nerozpoznal viibec.

Clss\aiue 1 oz Jcna JouJen oz |EE !c_;u lem Jez [cn
E_11 = Linktaan fabric 8 & = 42| 3
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Tabulka 4 - Matice zamén pro mnou vytvoreny model po reklasifikaci.
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classname

. Urban fabric

= Industrial, commercial and transport units

= Mine, dump and construction sites
Artificial, non-agricultural vegetated areas
Arable land

% Permanent crops

Pastures
/W Heterogenous agricultural areas
5.1 Forests

Shrub and/or herbaceous vegetation associations
Inland wetlands
m Inland waters

Obrazek 13 - Vysledek klasifikace pomoci mnou vytvoreného modelu po reklasifikaci na 2. viroven CLC

Po stejné reklasifikaci v ptipadé vysledku algoritmu SVM (viz Obr. 14) rovnéz
celkova piesnost klasifikace vzrostla, ovsem pouze o 8 %, z21 % na 29 % (viz tab. 5).
Rozdily v téchto vysledcich jsou na prvni pohled patrné, klasifikator SVM naptiklad
oproti mnou vytvofenému modelu casto zaménuje méstskou zastavbu za
industrialni. Nejvyssich urovni PA pak dosahuje tiida moktada a to 80 %, naopak UA
pro tuto tfidu je pouhych 0,014 %. SVM totiz zaméiuje tyto oblasti pfevazné se
zemédé€lskou piidou. Nejvyssich hodnot UA pak dosahuje zemédé€lska puda a to 83 %.
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Tabulka 5- Matice zamsn pro klasifikaci klasifikatorem SVM po reklasifikaci na 2. iiroveni CLC
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classname

B Urban fabric

= Industrial, commercial and transport units
: B Mine, dump and construction sites

~ Artificial, Non-agricultural vegetated areas
Arable land

% Permanent crops

1 Pastures

Heterogeneous agricultural areas

% Forests

- Shrub and/or herbaceous vegetation associations
i Inland wetlands

= Inland waters

Obrazek 14 - Vysledek klasifikace klasifikatorem SVM, po reklasifikaci na 2. uroven CLC.
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7 Diskuse

Prestoze metody klasifikace krajinného pokryvu s vyuzitim technologie
hlubokého uceni mohou potencialné poskytovat z pohledu bézného uzivatele presnéjsi
vysledky nez doposud pouzivané algoritmy(Kwan et al., n.d.). Naopak z hlediska
uzivatelské privétivosti ma aplikace téchto metod stale celou fadu prekazek a dil¢ich
problémt, které musi uzivatel ¢asto fesit. Pii zpracovavani této diplomové prace jsem
nardzel na nespocet piekazek jak pifi pouzivani ptedtrénovaného modelu, tak pii
samotné tvorbé modelu vlastniho. Vysledky popsané v této praci jsou findlnim
vysledkem dlouhodobého snazeni, které¢ vyzadovalo neustdlé pirehodnocovani
pouzivanych pracovnich postupti, feseni problému zptisobenych ne vzdy kompletni a
roztfisténou dokumentaci a nemalého mnozstvi nezdafenych pokust. Software
ArcGIS Pro je jakozto nastupce softwaru ArcMap relativné novy a pii praci s nim, je
tteba pocitat s problémy. Tyto problémy se projevovaly hlavné nestabilitou né¢kterych
pouzivanych nastroji. Pfi mnohych pokusech jsem se setkal s neocekavanymi pady
aplikace. V piipadé uceni modelu, které trva samo o sobé nékolik hodin jsou takové
situace velmi nepfijemné a zptisobuji vyrazné zdrzeni.

Pro prvni pokusy o vytvofeni vlastniho modelu, jsem volil trénovaci data, ktera
neméla atributy identické s daty, ktera v ArcGIS Pro vytvaii nastroj Training sample
manager. Dle napovédy programu se nemélo jednat o problém a nastroj pouziti
takovychto dat umoziuje bez problému aplikovat. Ve vétSiné piipadi vSak uceni
modelu vzdy selhalo. Zde bych chtél zdlraznit, Ze protokol o pritbéhu tlohy v softwaru
ArcGIS Pro v téchto ptipadech béznému uZzivateli poskytuje velmi malo informaci o
davodech selhani nastroje, v mnohych piipadech mi vypsal pouze informaci, ze doslo
k neo¢ekavané chybe.

Po téchto nezdatrenych pokusech jsem vygeneroval trénovaci data pomoci néstroje
Training sample manager, s pouzitim vychoziho klasifika¢niho schématu. Chtél jsem
ovetit, zda je chyba ve vstupnich datech, ¢i v samotném procesu uceni. Uceni i
klasifikace poté prob&hly bez problémil, ovSem s nepouZitelnym vysledkem. Z tohoto
vysledku jsem usoudil, Ze chyba samotného uceni byla ptivodné zplisobena vstupnimi
daty a v tomto sméru jsem patral dale. Vzhledem k tomu, ze vytvaret nové klasifika¢ni
schéma dle CLC, by bylo ¢asové ndro¢né, modifikoval jsem atributy téchto dat, aby
odpovidaly atributim z Training samples manager. Tento postup se nakonec ukazal
jako spravny, ovSem i zde jsem se setkal s pady aplikace.

Tyto problémy by byly feSitelné lepsi dokumentaci a odebranim mozZnosti takto
nekompatibilni data pro vstup do nastroje pouzit. Vzhledem k tomu, Ze ArcGIS Pro je
na trhu relativné kratkou dobu, jsem si jist, Ze na feSeni spolecnost Esri pracuje. Ptes
vSechny tyto pocatecni problémy vidim v technologii hlubokého uc€eni pro klasifikaci
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krajinného pokryvu potencial, zvlasté pro praci s velkymi objemy dat, asové analyzy
s podrobnym ¢asovym rozliSenim apod.

7.1 Jednoduchost a uzivatelska privétivost

Pro zodpovézeni otazky, zda je mozné jednoduse vytvofit vlastni model pro
klasifikaci krajinného pokryvu si musime nejdiive definovat, co povazujeme za
“jednoduché”. Pro tuto definici povazuji za dobry piiklad ostatni klasifikacni nastroje
ArcGIS Pro, které ackoliv nejsou vzdy naprosto spolehlivé nebo stabilni, poskytuji
relativné uzivatelsky ptivétivé rozhrani a uzivatele provedou celym postupem. Naproti
tomu nastroje hlubokého uceni vyzaduji o néco vyssi Groven znalosti uzivatele, hlavné
v oblasti datovych formatl a jejich atributi, které do daného néstroje mohou vstupovat.
V kombinaci s nedokonalou dokumentaci je tato skutecnost jesté zvyraznéna. Rovnéz
musime brat v uvahu ¢asovou ndro¢nost veskeré prace s daty. Zde jsem v pribéhu
prace zaznamenal vyrazné rozdily. Pii uceni modelu hlubokého uceni pomoci velmi
jednoduchych trénovacich dat, trval proces né¢kolik hodin a vysledny model nepfinesl
pouzitelné vysledky. Naproti tomu algoritmus SVM, ktery jsem pouzival pro
porovnani finalnich vysledkd, poskytl béhem pouhych nékolika desitek vtefin
vysledek na prvni pohled relativné kvalitni. Vzhledem k zanedbatelné piesnosti
vysledku obou modelli, jsem v daném piipad¢ statistické porovnani klasifikaci
neprovadél. V piipad€ obsdhlejSich trénovacich dat, jaké byly pouzity v piipadé
findlniho vysledku uz ale model hlubokého uceni poskytl vysledky statisticky
kvalitnéj$i nez model SVM, samotné uceni a klasifikace pfitom trvaly pouze o né¢kolik
hodin déle, zhruba 14 hodin v ptipadé¢ modelu hlubokého uceni a 10 hodin v ptipadé
algoritmu SVM. Na zaklad¢ tohoto poznatku lze soudit, ze pro velké objemy dat, jsou
modely hlubokého uceni efektivnéjsi, a tedy v ptipadé klasifikovani rozsahlych uizemi
se jejich nevyhody stavaji méné€ vyznamnymi.

7.2 Porovnani vysledki

Presnosti  klasifikace pomoci mnou vytvofeného modelu a modelu
predtrénovaného, poskytovaného spolecnosti Esri jsou vyrazné odlisné. Tyto rozdily
je mozné piikladat velkému mnozstvi faktort, naptiklad objemu trénovacich dat. Pro
tuto praci jsem pouzival trénovaci data vytvorena na zaklad¢ jednoho snimku Sentinel-
2, objem trénovacich dat pouzitych spolecnosti Esri neni uveden. Rovnéz mohou byt
rozdily zpiisobeny jinou volbou patefniho modelu pro uceni, ja jsem byl pfi svém
vybéru omezovan vykonem svého zatizeni a Casem potiebnym k vypoctim, v piipadé,
ze by tato omezeni neplatila, da se piedpokladat vysledek vyrazné lepsi. Je také
potieba brat v ivahu, ze data CLC nejsou vytvarena pouze automatizovanymi procesy,
ale jsou rovnéZz manudlné revidovana, tyto vstupy nemusi um¢léd inteligence zatim
efektivné nahradit. Naptiklad efektivné rozliSit sportovni arealy od pastvin,
zemédélské pudy ¢i primyslovych hal vyZaduje znalost zkoumaného tizemi spiSe nez
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pouhé porovnani spektralnich ptiznakti a kontextu okolnich pixeli. Uz v rdmci
trénovacich dat tedy mizeme mluvit o zaneseni jisté chyby. Co se tyce okolnich
sledovanych pixelt, i to je parametr, ktery je mozno uzivatelsky nastavit, a i zde mtze
byt divod vyrazného rozdilu mezi vysledkem mého modelu a modelu preduceného.
Toto velké mnozstvi proménnych by pro nalezeni optimélniho nastaveni a ziskani
vysledku s velmi vysokou pfesnosti vyzadovalo rozsédhlé¢ experimentovani, velky
vypocetni vykon a samoziejmée i dostatek ¢asu. Vzhledem k pocate¢nim nezdaram pii
mych pokusech bohuzel ¢as na opakované uceni modelu s pouzitim riznych
kombinaci nastaveni jiz nebyl dostate¢ny.

Rousset et al., (2021) ve svém postupu vyuziva augmentace dat pomoci nové
vytvofenych pasem, napt. s indexem NDVI, pro lepsi odliSeni nékterych tiid. Dalsi
rozdil je v po¢tu pasem, Rousset et al. (2021) pracoval s daty druzice SPOT6, v
pasmech RGB+NIR, zde poskytuji mnou vyuzivana data vétsi mnozstvi informaci. Ne
vSechny jsou vSak uzite¢né. Roli hraje rovnéz prostorové rozliseni dat. Senzor druzice
SPOT6 ma naptiklad rozliSeni 6 m v pasmech RGB+NIR a 1,5 m v pasmu
panchromatickém. Po provedeni pansharpeningu je tedy mozné ziskat rozliSeni az 1,5
m ve vSech pasmech. V této studii pak pii pouziti pouze pasem RGB+NIR dosahuje
nejvyssi celkové presnosti 61 %, pii pouziti i dalSich nové vytvofenych pasem pak
presnost byla vyssi jen v jednotkach desetin procent.

Kwan et al. (n.d.) ve své studii experimentuje S klasifikaci hyperspektralnich
snimki pomoci Convoluted Neural Networks (CNN) algoritml. V této studii se
zabyva riznymi kombinacemi pasem a také jejich augmentaci za pomoci Multi-
attributes profild (EMAP), a dat z laserového skenovani. V této studii pak dosahl
presnosti az 87 % pii pouziti 44 pasem vzniklych z augmentace pasem RGB+NIR
pomoci EMAP. Klasifikator SVM pak na stejnych datech vykazal ptesnost 81 %.

Mnou vytvofeny model na prvni pohled nedosahuje tak dobrych vysledkid. Faktort,
které to mohou zplsobovat je nespocet. Zmiflované studie pouZzivaji jiné tfidy
Klasifikace, a tedy nelze piesné srovnavat. Rovnéz to mize byt zpisobeno jinymi
vstupnimi daty a do jisté miry i augmentacemi, které byly soucasti téchto studii. Jak
jsem jiz zminoval vySe tato problematika je zna¢né€ rozsahld a dosaZeni optimalnich
vysledkll vyZaduje experimentovani s riznymi kombinacemi vSech parametrii a do
jisté miry i davku §tésti.
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8 Zavér a prinos prace

Klasifikace krajinného pokryvu pomoci metod hlubokého uceni ma vyuziti
hlavné pii zpracovani velkého objemu dat. Jedné se o komplexni problematiku, kde
hraje roli velké mnozstvi proménnych a je ovlivnéna kvalitou a objemem trénovacich
dat. Software ArcGIS Pro od spole¢nosti ESRI poskytuje efektivni nastroje pro
vytvoreni vlastnich modell klasifikace. Navic tzv. Esri Living Atlas poskytuje rizné
predtrénované modely pro hluboké uceni, které poskytuji relativné vysoké presnosti
klasifikaci, a navic diky svému jednoduchému vyuziti minimalizuji chyby na strané
uzivatele. Nejvyssi celkové piesnosti klasifikace dosahl v rdmci této diplomové prace
predtrénovany model od spolecnosti ESRI, jehoz celkova piesnost byla 74 %. Vlastni
model hlubokého uc¢eny vytvoreny v ramci této prace pomoci data Corine Land Cover
pak doséhl piesnosti 46 %. Kontrolni klasifikace pomoci algoritmu SVM vyuzivajici
totozna trénovaci data pak dosahla presnosti pouhych 28 %.

Diplomova prace splituje v zadani stanovené cile a jeji vysledky odpovidaji na
predem stanovené vyzkumné otazky, tedy ze:

(@) Pro klasifikace krajinného pokryvu na zakladé dat Sentinel-2 je mozné vyuzit
predtrénované modely a tyto modely poskytuji konzistentni a relativné kvalitni
vysledky s minimalni uzivatelskou naroc¢nosti na provedeni téchto klasifikaci.

(b) V programu ArcGIS pro je mozné vytvofit vlastni klasifikaéni model. Tato ¢innost
vSak vyzaduje pokrocCilé znalosti na strané uzivatele, velké mnozstvi trénovacich
vzorkt a vysledky klasifikace nedosahovaly v piipadé tohoto modelu kvalit modelu
predtrénovaného, ovsem vykazuji vyssi pfesnost nez v souc¢asné dob¢ ¢asto pouzivany
klasifikator SVM.

(¢) Volné dostupny piedtrénovany model dosahuje vyssi piesnosti Klasifikace nez
model vytvoreny uZivatelem a takeé klasifikator SVM.
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Piiloha ¢. 1 — Matice zdmén pro Klasifikaci mnou vytvorenym modelem dle 3. urovné CLC

R R N N - I T T T R R RN N A

SeNegtocec e eN e NeNNMNS -W 28N =
-

CerfnNoocoCcOoNoOo000oORNSnNToD eSO =)

CoooWoocoOoOOoOO0O0000 O MO TS0 OO0 =]

il

SgE~@-°°°R2E°EFIRER

6703
507
156

0
4
[}
5
0

S§ergrecozngoZIRIYTEEHOT R T QEC
< ="k

m?_Qns——o—gmﬁnggéggggﬁ‘aoung [=]
HEENETCCCRRETAREOFH RE T VI8
vmRG*FGGQRGQF‘!QQ*\HE@%EOQG?G =
$EEmﬁareesvaggﬁgaﬁ;ﬁ%%eEmm =]
e e e e &
Gv—==-—==°°==FN°O‘_N====H°°=== =]

€121 C12 C123 C124 C131 ©132 C133 C141 C142 C2M C2M C22 C23 C242 C243 CH0 C3M C3M3I €321 C3M C4N C42 CSN Csi2

E?_EﬁgmannwEN;mﬁ—ﬁrgnmo—eN =
Frii = W~ T - =+ =] @ - = M~ o =
BYEEE~TRESEIBOLRBERES

=

|

78—Iﬁ—NBBGOGGﬁBGOOG-—BBGOOGBB =
=

i

o

- Land principally occupied by agriculture

- Fruit trees and bemy plantations
C_310 - Coniferous forest

C_231 - Pastures

C_242
C_243

- Sport and leisure facilities

- Mon-imigated arable land
- Vineyards

~ Matural grassiand

- Peat bogs

- Dump sites
'C_133 - Construction sites
C_51 - Water courses

- Almports
C_131 - Mineral extraction sites

C_112 - Discontinuous urban fabric

C_121 - Indusirial or commercial units

C_122 - Road and rail networks and associated land

C_123 - Port areas

C124
132

C_141 - Green urban areas

c_142
can

C_311 - Broad-eaved forest

C_313 - Mixed forest

321
c_412

C_512 - Water bodies

C_111 - Confinuous urban fabric
c21

C 222

C_324 - Transitional woodland-shrub
C_411 - Inland marshes

ClassValue
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Priloha ¢. 2 — Matice zamén pro Klasifikaci pomoci SVM
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