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ABSTRAKT

Tato prace se zabyvala navrhnutim, nauéenim a zhodnocenim umélé neuronové sité pro
rekonstrukci vymrelych ZivociSnych druhi. Nejprve byl vybran hlavni prvek navrhované
UNS, tedy generativni model. Vzhledem k jejich vybornym vysledkim v poli generovani
obrazki se odlvodnéné jevila tfida difiznich model jako spravna volba. Konkrétné byl
vybran difazi model Stable diffusion|1].

Jeden z pocatecnich krokl prace bylo také vytvorit trénovaci mnozinu pro navrhovany
model. K obrazklim zivocichil bylo potfeba naparovat néjaké popisky, podle kterych by
se dal Zivocich identifikovat. K tomuto tcelu byly vyuzity geny cyklooxygenazy-1 danych
zivocichd.

Daéle byl pouzit sekven¢ni transformatorovy model GPT-2[2], ktery je naucen na tré-
novaci mnoziné lidského prirozeného jazyka. Tento model byl pouzity pro zakédovani
DNA sekvenci do vektorové podoby, ve které byla zachycena sémantika a kontext mezi
jednotlivymi c¢astmi DNA sekvence.

Modely by bylo velmi slozité ucit od zacatku kvdli velké potrebné velikosti trénovaci
mnoziny a vypocetni a ¢asové narocnosti. GPT-2 model byl tedy pouze doucen na tré-
novaci mnoziné DNA sekvenci fadu pévci a samotny diftizni model byl naucen na parech
obrazki téchto zivocichi a DNA sekvenci zakédovanych pomoci GPT-2 modelu.

Pro generovani obrazkl byly pomoci GPT-2 generovany originalni DNA sekvence, které
se podobaly sekvencim z trénovaci mnoziny. Nasledné bylo zakédovani téchto sekvenci
predano difiznimu modelu, ktery vytvoril samotné obrazky. Metoda generovani novych
DNA sekvenci pomoci GPT-2 modelu stoji na myslence, Ze vygenerovand DNA sek-
vence se Castecné podobd DNA sekvencim z trénovaci mnoziny. Takto experimentalné
vygenerované DNA sekvence se mohou podobat DNA sekvencim vymrelych predkd nebo
pribuznych radu pévci.

Model byl schopny v Casti pripadl vygenerovat takové obrazky, které lze na pohled
povazovat za zivocCisny druh, ale je nutno konstatovat, Ze vygenerované obrazky casto
nedlo povaZovat za rekonstrukce Zivocichi. Usp&énost vygenerovani obstojného obrazku
ZivoCicha byla ptiblizné 10%.

Funkcnost modelu byla testovana i na testovaci mnoziné DNA sekvenci zivocichii néko-
lika ¥adu, které spadaji pod t¥idu ptaki stejné jako ¥ad pévci. Uspé&snost vygenerovani
rekonstrukce, kterou bylo mozné porovnavat s fotografii se pohybovala okolo 15%.

KLICOVA SLOVA

uméla neuronova sit, difdzni modely, generativni modely, DNA, GPT-2, Stable diffusion,
cyklooxygenaza-1, ptaci, pévci, vymrelé zivocisné druhy, paleoart, transforméatory, VAE,
GAN, uceni neuronovych siti



ABSTRACT

This work was focused on designing, learning and evaluating an artificial neural network
for reconstructing extinct species. First, the main element of the proposed artificial neural
network, i.e., the generative model, was selected. Given their excellent performance in
the field of image generation, the class of diffusion models reasonably seemed to be the
right choice. Specifically, the Stable diffusion[1] model was chosen.

One of the initial steps of the work was to create a training set for the proposed model.
The animal images needed to be paired with some labels that could be used to identify
the animal. For this purpose, the cytochrome c oxidase subunit | genes of the given
animals were used.

Furthermore, the sequential transformer model GPT-2[2], which is learned on the training
set of human natural language, was used. This model was used to encode the DNA
sequences into a vector form in which the semantics and context between the different
parts of the DNA sequence were captured.

The models would be very difficult to learn from scratch due to the large training set
size required and the computational and time requirements. Thus, the GPT-2 model
was only learned on the training set of DNA sequences of the passeriformes order, and
the diffusion model itself was learned on pairs of images of these animals and DNA
sequences encoded by the GPT-2 model.

To generate the images, the original DNA sequences that resembled the sequences from
the training set were generated using GPT-2. The encoding of these sequences was
then passed to the diffusion model, which generated the images itself. The method of
generating new DNA sequences using the GPT-2 model is based on the idea that the
generated DNA sequence partially resembles the DNA sequences from the training set.
Such experimentally generated DNA sequences may resemble DNA sequences of extinct
ancestors or relatives of the passeriformes order.

The model was in some cases able to generate images that could be considered as animal
species , but it should be noted that often the generated images could not be considered
as animal reconstructions. The success rate of generating a decent animal image was
approximately 10%.

The functionality of the model was also tested on a test set of DNA sequences of animals
of several orders that fall under the class of birds as well as the order of passeriformes.
The success rate of generating a reconstruction that could be compared to a photograph
was around 15%.

KEYWORDS

artificial neural network, diffusion models, generative models, DNA, GPT-2, Stable dif-
fusion, cytochrome c oxidase subunit I, birds, songbirds, extinct species, paleoart, trans-
formers, VAE, GAN, neural network learning
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Uvod

V poslednich nékolika letech dochazi k rozmachu pole piisobeni umélych neurono-
vych siti. Hodné pozornosti ziskaly zejména generativni neuronové sité, které dokazi
generovat origindlni realisticka dila jako je hudba, text a hlavné obrazky.

Tato prace je v prvni c¢asti zamérena na generativni modely schopné vytvaret
obrazky bud na zdkladé vstupni textové pobidky nebo bez. Typicky generativni
model je DALL-E 2[7] od spole¢nosti OpenAl, coz je diftizni generativni model
generujici obrazky na zakladé textové pobidky v prirozeném jazyce.

Pro rekonstrukci vymfelych zivocisnych druhti je pouzit podobny postup s tako-
vym rozdilem, ze obrazky jsou generovany na zakladé DNA sekvenci.

Jako prvni krok je v praci vybran konkrétni generativni model, ktery bude ob-
razky vytvaret. Generativni model je vybiran z architektur existujicich generativnich
modeli. Nasledné tomuto generativnimu modelu bylo potifeba néjakym zptisobem
predat zakdédované informace o zivocisich, coz je v praci feseno pomoci transforma-
torového modelu nauceného na trénovaci mnoziné DNA sekvenci.

Pro tento kol bylo potieba najit zpusob, jak a na jakych datech neuronovou sit
spravné naucit. Cést préce je tedy vytvorit vhodnou trénovaci mnozinu, na které je
model trénovan vytvaret obrazy vymrelych zZivoc¢isnych druh.

Nasledné byl model naucen na nashromézdéné trénovaci mnoziné za pomoci
modernich trénovacich metod. Jakmile byl model naucen, bylo pomoci ného vyge-
nerovano nékolik obrazkl a funkénost modelu ohodnocena. Také byl model testovan

na testovaci mnoziné a byla zjisténa tispésnost vytvoreni obstojného obrazku.
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1 Vybér neuronové sité pro rekonstrukci

1.1 GAN

GAN neboli Generative Adversarial Network je tiida generativnich neuronovych
siti, ktera je postavena na myslence hry s nulovym souctem, ve které jakykoliv tah
hrace 1 zptsobi prirtstek v absolutni hodnoté stejné velky, jako je prirtstek hrace
2. Vysledek secteni téchto dvou prirustki je tedy nula.

Tyto sité se obecné vyuzivaji pro generovani fotorealistickych obrazki, jako jsou
fotografie zvitat, obliceji, panoramat atd. Déle jsou GAN také hojné pouzivany pri
zpracovavani feci ¢i jazyka.

GAN se tedy skladé ze dvou hraci. Témito hraci jsou diskriminator a generator.
Generator mé ve fazi uceni za kol odhadnout realné rozdéleni vstupnich dat a déle
toto rozdéleni pouzit jiz pro generovani autentickych dat nerozpoznatelnych od tré-
novacich dat. Nauceni generatoru pro vytvareni autentickych dat se dosahne prave
pomoci diskriminatoru, ktery s generdtorem hraje hru minimax, coz je jedna z her s
nulovym souc¢tem. Diskriminator je obvykle implementovan jako binarni klasifikator
rozhodujici, zdali data z trénovaci mnoziny jsou data realna nebo data uméle vytvo-
renéd generatorem. Cyklus uceni probihé paralelné pro generator i diskriminator. To
znamena, ze ze zacatku diskriminator nedokaze spolehlivé poznat ptivod dat. Cil této
minimax hry je Nashova rovnovaha, kterd nastava, kdyz ani jeden z hract nemiize
svym tahem dosahnout vylepseni své situace. V GAN tento stav predstavuje pripad,
kdy generéator jiz dokézal najit rozdéleni redlnych dat z tréninkové sady, cili diskri-
minator nedokéaze rozpoznat realna data od téch umeéle vytvorenych generatorem a
jiz nedokéaze konfigurovat svoje parametry pro dosazeni lepsi diskriminace.

Po dosazeni Nashovy rovnovahy ztraci smysl diskriminator pouzivat, protoze je
generator jiz plné naucen. Diskriminator se tedy odlozi a dale se pouziva pro umeélé

vytvoreni dat jen generator.

1.1.1 Architektura GAN

Na obrazku [1.1]1ze vidét obecnou GAN architekturu. Generator G pomoci vzorki z
odhadovaného rozdéleni p,(z), kde z je ndhodna proménnd, generuje vzorky G(z).
Déle vystup z generatoru G(z) je spolu se vzorky z redlného pravdépodobnost-
niho rozdéleni py.q (%), kde x jsou redlné data, priveden na vstup Diskriminatoru D,
ktery ma za kol rozlisit realné vzorky od uméle vytvorenych. Tedy pokud bude na
vstupu Diskriminatoru vzorek z Generatoru, tak na vystupu Diskrimindtoru by méla
byt hodnota 0. Naopak kdyz na vstupu Diskriminatoru bude vzorek x z redlného

rozdéleni, tak Diskriminator odpovi hodnotou 1.
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Vzorky z reélného
rozlozeni P(x)

Diskriminator D 1/0

Y VY

Sum z »  Generator G

A 1

________________________________________________________

Obr. 1.1: Architektura GAN[3]

1.1.2 Uceni GAN

Proces u¢eni GAN je minmax hra. Lze ji popsat rovnici:

mingmazp{ f(D,G) = Ey pywllogD(@)] + E. p.llog(1 — DG} (L1)

Kde:
X = realna data z tréninkové mnoziny
z = ndhodné data(Sum) privedeny na vstup generdtoru
D(x) = odhad diskriminatoru, zdali data x jsou realna
G(z) = umeéle vytvorend data generatorem na zdkladé nahodnych

proménnych z
D(G(z)) = odhad diskrimindtoru, zdali data G(z) jsou realnd
E

X Pdata

E, ,zy = oCekavana hodnota na zakladé vsech ndhodnych proménnych z na

(x) = oCekavana hodnota na zékladé vsech realnych dat

vstupu generatoru

Pti uceni se tedy na tahu stfida Diskriminator s Generatorem a nastavuji svoje
interni parametry. Generator se snazi vyse uvedenou funkci minimalizovat a diskri-
minator maximalizovat.

Vzorec je odvozen z kiiZové entropie mezi redlnymi a generovanymi daty, kterd
v podstaté hodnoti podobnost pravdépodobnostniho rozdéleni redlného a odhado-

vaného.

1.1.3 Shrnuti GAN

GANy vyrazné prispély k vyvoji generativnich modeli. Jednou z charakteristik je to,
ze vytvari data podobna datiim trénovacim. Tim dokazi vytvaret velmi realisticka
dila. Tato podobnost k realnym dattum ale vynasi na povrch jeden z problémiu GAN1,

kterym je "collapse mode problem". Tento problém nastava, kdyz GAN neni schopny

20



generovat dostatecné odlisna data. Naptiklad pii generovani realistickych fotek se
jednotlivé generace od sebe lisi jen v barvé. Tento problém se miize objevit, kdyz
generator objevi urcity typ dat, ktery osali diskriminator. Tim padem jiz generator
nemusi upravovat svoje parametry a je doucen. Uceni obvykle konéi tedy nalezenim

lokéalnitho minima.

1.2 VAE

Variational autoencoder(VAE) je generativni model schopny vytvaret vysoce realis-
ticka dila, jako jsou obrazky, zvuk nebo text. Autoenkodéry je také mozno pouzit

pro segmentaci obrazkii.

1.2.1 Enkodéry

Enkodéry jsou umélé neuronové sité schopné zkomprimovat vstupni data na repre-
zentaci nizsich rozmért. Jsou tedy vyuzivany pro snizeni velikosti daného souboru.
To je velmi uzitecné naptiklad pii posilani vétsich datovych souborti pres sit. Enko-
dér byva implementovan jako nékolik konvoluénich vrstev nebo jako plné propojend
sit. Na vystupu této sité je tzv. bottleneck, ktery reprezentuje vektor latentnich pro-
ménnych, coz jsou zminéna komprimovana data.

Pro rekonstrukei dat z vektoru latentnich proménnych se vyuziva dekodér, ktery
je stejné jako enkodér implementovan bud jako nékolik konvoluc¢nich vrstev nebo

plné propojena sif.

1.2.2 Architektura VAE

VAE vychazi pravé z vyse zminénych enkodéri. Na rozdil od jednoduchych en-
kodéru, vstupni data jsou kdédovana na rozdéleni hodnot, kterych mohou latentni
proménné nabyvat. Dale ve fazi generovani dila se extrahuje vzorek z tohoto roz-
déleni latentnich proménnych a dekodér dilo vygeneruje. Pro uceni sité se vyuziva
algoritmu zpétné propagace. Toto uceni by ale nebylo mozné, kdyby se bottleneck
skladal ze vzorkovaciho uzlu, ktery by obsahoval stochastickou operaci. Algoritmus
zpétné propagace by pres tento uzel nemohl prenaset chybu dale do sité. Proto je

tento uzel rozdélen na vice uzli podle obrazku nize.
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Obr. 1.2: Bottleneck[4]

Vzorec pro vypocet vektoru z je nasledujici:

Z=pu+o0e€ (1.2)
Kde:
z = vektor latentnich proménnych
{4, 0 = ucené promeénné
€ = Stochasticka c¢ast reprezentujici Gaussovo rozdéleni, ze kterého se

vzorkuje. Tato ¢ast zlstava stejna, neprobiha pres ni uceni.

Smérodatna odchylka
rozloZeni

Vstupni data ) Vektor latentnich . Generované dilo
e E—
Enkodér proménnych — Dekodér

Stfedni hodnota
rozloZeni

Obr. 1.3: Architektura VAE

1.2.3 Uceni VAE

Pti uceni se vychéazi z predpokladu, ze redlna data, ktera jsou pouzita pro uceni,
jsou povazovana za data vytvorena umeéle. To znamend, ze existuje takovy proces,
ktery tyto data vytvori.

Reknéme, 7e mame mnozinu X = {z;}Y, o N nezdvislych veli¢in vytvoienych
neznamym procesem zavislym na ndhodné proménné z. Tento proces probiha tak, ze
z jsou vzorkovany z pravdépodobnostniho rozdéleni py(z) a déle jsou tyto hodnoty

pouzity pro generovani dat z, které reprezentuji néjaké tvorené dilo.
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Parametry 6 opravdového rozdéleni py(z) nelze zjistit, proto se uchylujeme k
aproximovani téchto parametrii ¢ &~ 6 pomoci dat z. Vysledkem je podminéné prav-
dépodobnostni rozdéleni p,(z|z). Paralelné pfi uceni parametri ¢ enkodéru jsou
uceny i parametry dekodéru o slouzici pro generovani umélych dat x, vzorkovanim

z rozdéleni p,(x|z).

1.2.4 Shrnuti VAE

Pr1i generovani originalnich obrazt se vychazi ze vzorku vektoru latentnich promén-
nych z ~ p,(x|z). To vede k problémim pii generovani obrazii. Cést latentniho
prostoru muze totiz postradat jakykoliv smysl vzhledem k velkém snizeni rozméri
dat pri snaze neztratit zadné informace o vstupnich datech. VAE musi byt tedy
explicitné konfigurovan tak, aby pfi trénovani nedoslo k takovym chybam. Obecné
jsou VAE velmi naro¢né na modifikaci a generuji v porovnani s jinymi generativnimi

modely obrazy nizsiho rozliSeni.

1.3 Difazni modely

Diftizni modely jsou State of the art generativni modely. Slouzi ke generovani dat
podobnych trénovacim dattim. Funguji na principu postupného zasuméni trénova-
cich dat a postupného nauceni se obnovit data z tohoto Sumu. Po nauceni je tento

model schopny z ndhodného Sumu vytvorit smysluplna data.

1.3.1 Dopredny proces difaze

Pomoci Markovova tetézce je postupné pridavan Gaussovsky sum k trénovacim da-
tum. Ke vzorku xg ~ ¢(z) navzorkovaného z realného rozdéleni dat se tedy postupné
pridava sum. Pocet kroku pfiddvani Ssumu je dén rozvrhem rozptylu("Variance sche-
dule") {B; € (0,1)},. Vyuziti parametru 3, 1ze vidét ve vzorci niZe. Se zvySujicim
se parametrem [; se Sum postupné pridava. Stoji za zminku, ze pti T" — oo je X

rovno izotropnimu Gaussovu rozdélent.

q(x¢ [ Xe-1) = N (x¢; /1 — Bixe-1, Bi]) (1.3)

X; = zasuménd data v kroku t

[y = proménna norméalniho rozdéleni

Vzhledem k tomu, Ze je zndm rozvrh zasumovani vstupnich dat, tak je mozno

vypocitat x; v libovolném kroku dopredné diftize. OvSem nebylo by takto mozno

23



vzorkovat bez pretvoreni daného uzlu pomoci triku reparametrizace, kde rozdélime
stochastickou operaci vzorkovani x; na operace nestochastické a stochastickou ope-

raci vzorkovani z normalniho rozdéleni.

Xt = /ouXe—1 + V1 — e
= Vaxo + V1 — age (1.4)
q(x¢ | x0) = N (x¢; Vaxo, (1 — a)I)

X¢ = zasumeénd data v kroku t
ay = (1 - 5:5)
07t = Hﬁ:lai

;1 = vzorek z Gaussova rozdéleni ¢, 1 ~ N (0,1)

e =1II'_ e, sloutené Gaussovy kiivky

Moznost vypoctu libovolného kroku zasumovani se bude dale hodit pfi reverznim

o Q% %g-1) °

Obr. 1.4: Dopredny proces difize

procesu diftize.

1.3.2 Reverzni proces difuze

V tuto chvili madme na vstupu vzorek z normdalniho rozdéleni x1 ~ AN(0,1). Z tohoto
vzorku bychom teoreticky mohli reverzovanim dopredného procesu difiize vytvorit
realnd data pred zasuménim pomoci vzorkovani z q(z;—1 | ;) od t = T az po t = 1.

Tento postup by byl ale velmi vypocetné naro¢ny, a proto se uchylujeme k nau-

¢eni modelu py jako aproximaci podminénych pravdépodobnosti q(z;_1 | x¢).

p@(XO:T) = p(XT)HtT:ﬂ?e(Xt—l | Xt)
Pe(thl ’ Xt) = N(Qit—l; M@(Xt;t)a ZH(Xht))

Reverzace procesu dopredné diftize pouzitého pro zasuméni obrazu:
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Q<Xt71 | XtaXO) = N(thl; ,a(XtaXO)a 6151) (1-6)

Sum pFidavan k obrazu v kazdém kroku dopfedné diftize je parametrizovan na
stfedni hodnoté fi(x, Xo) a rozptylu f;. Tyto parametry se v kazdém kroku méni.

Rozptyl B, je deterministickd proménnd zévisld na rozvrhu rozptylu pouzitém
pri dopredném procesu difize. Lze ji tedy vypocitat z rozptylu v daném kroku t¢.
Nutno drzet v paméti, ze oy =1 — 5y a oy = H;;ZI Q;

-

By=—"="5 (1.7)

1—a
Stredni hodnota datovych bodu zavisi stejné jako rozptyl na rozvrhu rozptylu.

Navic ale musi zaviset na datech pred zasuménim x( a na datech x; v kroku zasuméni
t.

Vag(l — oy Vo

v ( _Oét 1)X 4 Ot iﬁtxo
1-— Qg 1-— Qi

Vzhledem k tomu, ze dokazeme zjistit data x; v kazdém kroku ¢ (vzorec é.,

muzeme zjistit data xy v kroku ¢ = 0 a rovnici prepsat na tvar:

t

ﬂ’(xtaxﬂ) = (18)

1—66t 1—6[t (o7

_vall—an) L Vaef L e

My =

o (1.9)
_ Vla(x - e

Uceni

P1i uceni hledame pomoci néstroje Variational lower bound takové parametry U-
NET aby aproximace rozdéleni pravdépodobnosti byla co nejvice podobna realnému
rozdéleni.

Funkci reprezentujici spravnost aproximovaného pravdépodobnostiho rozdéleni
reverzniho procesu diftze lze zapsat jako Tretézec po sobé jdoucich VLB kazdého

aproximovaného prechodu Markovova Tetézce.

Lyis=Lr+ Ly 1+ ---4 Lo

Lyig = Lt + Ly + Lo
Kde Ly reprezentuje VLB dopfedného procesu zasumovani obrazu. Vzhledem k
tomu, ze rozvrh rozptylu S; je fixovany, tak je Ly konstanta, kterou mizeme pri

uceni zanedbat.
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L, reprezentuje VLB reverzniho procesu pro t € (1,7 — 1). Pfi uceni chceme
aproximovat realné rozdéleni tak ,jak je popsano v sekci '"Reparametrizace Ly

pro ucend’.

Reparametrizace L; pro uceni

Pti generovani obrazt jiz nebude nezasumény obraz xg k dispozici. Nebudeme tedy
znat ani Sum v obrazu. Proto se uchylujeme k nauceni konvoluéni neuronové sité
U-NET. Tato sit je vhodnéd zejména diky tomu, Ze na vstupu i vystupu této sité
jsou data stejné dimenzionality.

U-NET uéime, aby aproximovala pg(x;—1|x;) = N (x¢—1; pg(x¢, 1), Xp(%4, 1)) k re-
alnému podminénému rozdéleni pravdépodobnosti
q(xe_1|xe,%0) = N (x¢e_1; o(x¢,X0), 5:I). Podobnost téchto dvou rozdéleni pravdé-
podobnosti 1ze zjisti pomoci Kullback-Leibler divergence(KL divergence) realného
rozdéleni a toho aproximovaného. L; = Dxp(q(X¢|Xe41,%0) || po(xe|xe41)) pro 1 <
t<T—-1.

Vzhledem k tomu, Ze je rozptyl normalniho rozdéleni ve funkci pg dany rozvrhem
rozptylu dopredného procesu, zbyva nam zjistit jen stfedni hodnotu py(x¢,t). Dale
tedy muzeme ztratovou funkci modifikovat na minimalizaci rozdilu mezi redlnou

stfedni hodnotou g, a aproximovanou stfedni hodnotou py(xy, t).

Ly oc || fuy (x4, X0) — Ne(xt,t)||2 (1.10)

Rozdéleni pravdépodobnosti je tedy zjistovano tak, ze uc¢ime funkei (x4, t) pre-
dikovat realnou stfedni hodnotu dopredného procesu gi;. Pii u¢eni mame k dispozici
obraz x; a jedind neznama je Sum €; obrazu x; v kroku t. Mizeme tedy reparamet-
rizovat funkci norméalniho rozdéleni tak, aby byla U-NET naucena na predikci Sumu

€; obrazu x; v kroku ¢.

Py (X, 1) = \/1(1—t<xt - \}%Ge(xtat)>

1 1-—
Xi—1 = N(Xt—l; \/Oé_t(Xt - \/%ee(xbt))?EQ(Xtat))

V reverznim procesu diftize tedy kazdy krok odsumovani probiha jako vzorkovani

(1.11)

z nauc¢eného rozdéleni pravdépodobnosti x¢_1 ~ py(x¢_1|X¢)-

X Predikce Sumu €, s Vypocet stiedni s Vypotiet dals.mf:} kroku
hodnoty e odSumovani X; 4

Obr. 1.5: Jeden krok odsumovani obrazu pii generovani
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Uvedenim €y(xy,t) jako uc¢ené funkce je ztratova funkce definovana takto:

L= Bunii e e = €, )

(1.12)
= Einp 110, [llet — es(Vaxo + V1 — ave, t)|?

h

Dopfedny proces Provedeni
Xg~a(Xg) pridavani gradientniho sestupu Konverguje egk € ?
Sumu e~N(0.I) k nauceni eg

Obr. 1.6: Postup pri uceni U-NET sité difazniho modelu

1.4 Kullback—Leibler divergence

KL divergence je statisticky néstroj pro méreni rozdilnosti, statistické vzdalenosti
dvou rozdéleni pravdépodobnosti. Obvykle se pouziva pro porovnani néjakého refe-
renc¢niho rozdéleni P a aproximaci tohoto rozdéleni Q).

V ML se obvykle pouziva ve vypoctu ztratové funkce pro ohodnoceni aproximace
(@ pri uceni generativnich modeli.

Der(PIQ) = X Pl los (1)) (113

1.5 Variational lower bound

V ML je variational lower bound (VLB) pouzivin pro aproximovéni slozitého prav-
dépodobnostniho rozdéleni na méné komplexni rozdéleni. Uloha tohoto néstroje je
najit spodni mez logaritmické pravdépodobnosti dat, coz jde optimalizovat tak, aby

byla nalezena nejlepsi aproximace realného pravdépodobnostniho rozdéleni.

L =logp(X)— KL[q(Z)|lp(Z|X)] (1.14)

Jak 1ze vidét ve vzorci ¢ je definovana jako rozdil KL divergence realného
a aproximovaného rozdéleni pravdépodobnosti a logaritmické pravdépodobnosti re-
alného rozdéleni. KL divergence je vzdy > 0, odec¢tenim od logp(X) tedy ziskdme

spodni mez logaritmické pravdépodobnosti dat.

27



1.6 Jazykové transformatory

Modely neuronovych siti zminénych vyse jsou generativni modely, které dokazi ge-
nerovat origindlni obréazky podobné tém z trénovaci mnoziny. To ale nestaci, kdyz
potfebujeme generovat obrazky na zakladé textové pobidky.

Pro nasmérovani generovaciho modelu do oblasti dané textovou pobidkou priché-
zeji na scénu jazykové transformatory, které transformuji text z prirozeného jazyka
do latentni vektorové reprezentace, ze které dale generativni model vytvori odpovi-

dajici obraz.

4 N | Dek‘?dér | N

N-1 | Dekodér |
. ‘T Y
i .. =end=
2 | Dekodér |

1 | D kTr_I’ |
ekodér

\_ 1|’* _/

=Start=

4 N | Enk;dér | N

N-1 | Enkodér |
: 1
A

2 | Enkodér |

.\_1 | Enkjt:dér | Y,

"Ahoj, jak se mas?"

Obr. 1.7: Ukéazka funkce generovani textové sekvence ze vstupni sekvence

1.6.1 Architektura transformatoru

Transformatory se casto vyuzivaji pro generovani sekvence slov na zakladé vstupni
sekvence slov. Vstupni sekvence slov je predlozena enkodéru, ktery ji zakdéduje do

abstraktnich vektort spojitych hodnot. Tyto vektory jsou dale dekodérem vyuzity
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pro generovani vystupni sekvence slov. Transformatory funguji sekvencné. To zna-

mena, ze slova zpracovavand enkodérem jsou kdédovana postupné, tak jak jdou

za sebou ve vété. Dekodéry vytvari vystupni sekvenci také postupné, slovo po slové.
Je bézné, ze transformatory obsahuji nékolik po sobé jdoucich enkodértu a deko-

déri. To zajistuje zachyceni hlubsich vazeb mezi slovy.

Qutput
Probabilities

]

Linear
p
Add & Norm a
Feed
Forward
e ™\ Add & Norm
r—>— .
Adg & hoim Multi-Head
Feed Attention
Forward T 77 Nx
l‘_l
Nix Add & Norm
;—>-| Add & Norm | e
Multi-Head Multi-Head
Attention Attention
_t 1t
— y, " )
Positional @_@ @ Positional
Encoding y Encoding
Input Output
Embedding Embedding
Inputs Outputs

(shifted right)

Obr. 1.8: Architetura transformatorového modelu[5]

Self attention

Klicova soucast jazykovych transformatori je vrstva self attention, ktera definuje
vazbu slov v dané sekvenci slov. Pri komunikaci v prirozeném lidském jazyce se

klade velky dtraz na kontext. Méjme napriklad vétu: "Pes je nejlepsi pritel cloveka."
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Jakozto ¢lovék vim, ze slovo pritel referuje na slovo pes. Self attention vrstva tedy
pomaha transforméatortim tyto vazby extrahovat.

Aby tato vrstva a cely transformator mohl se slovy pracovat, musi se nejdrive pre-
transformovat do vektorti. V soucasnosti existujici volné pristupné jazykové transfor-
matory jako je GPT-2 maji predem nauceny vektorové reprezentace velkého mnoz-
stvi slov. Napriklad GPT-2 je naucen na vice nez 50 000 slov v angli¢tiné. Slova v
prirozeném jazyce maji také rizny vyznam v zavislosti na tom, na jaké pozici ve

vété se nachazi, proto je jesté k témto vektorim pric¢teno poziéni kédovani.

Vektor reprezentujici slovo Poziéni vektor Vysledny vektor

Obr. 1.9: Prvni vektorova reprezentace slova

Takto vytvoreny vektor jiz putuje do self attention vrstvy. Kazdy vektor zpra-
covavany v této vrstvé je dale pretvoren do tii dalsich vektortd, a to key, query a
value. Pri zjistovani vazeb slova "¢loveéka” ve vété "Pes je nejlepsi pritel cloveka." se
vytvorl query vektor tohoto slova, je to reprezentace tohoto slova pro srovnavani s
dalsimi slovy ve vété. Key vektory ostatnich slov ve vété jsou pouzity k porovnavani
s query vektorem. Ve vektoru value je umisténa redlnéd reprezentace daného slova.

Tyto vektory jsou vytvoreny maticovym nasobenim vstupni vektorové reprezentace
slova maticemi vah W@ WE a WV,

Matice vah W@

Vektor slova Query vektor

Obr. 1.10: Query vektor slova

Déle je proveden skalarni sou¢in query vektoru s key vektory zbylych slov ve
vété, ¢imz po aplikovani funkce softmax(konvertovani vektoru ¢isel na vektor jejich
pravdépodobnosti) ziskdme hodnoceni sily vazby mezi slovem, ktery je reprezentovan
query vektorem a kazdym slovem reprezentovanym key vektorem.

Vzniklé vektory hodnoceni jsou dale vynasobeny jejich value vektory, ¢imz se
nastavi vaha tohoto slova viéi fesenému slovu. VSechny tyto vzniklé vektory jsou
dale secteny a privedeny na vstup dopredné neuronové sité, ktera prevede vektor

zpét do rozméru na vstupu self attention vrstvy.
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Multi-headed attention

Multi headed self attention je rozdéleni procesu self attention do nékolika paralelné
bézicich subprocest. Po vytvoreni query, key a value matic jsou tyto matice rozdéleny
na tolik ¢asti, kolik hlav model ma. Déle je proces podobny jako u bézného self

attention procesu. Jsou vypocitany dil¢i vektory ohodnoceni.

Query vektor g

h

Vektor ohodnoceni o4 4

kq

Hlava 1

Key vektor k

Obr. 1.11: Ukazka ¢asti vypocétu ohodnoceni jedné hlavy

Na obrazku je zobrazen vypocet dil¢ciho ohodnoceni hlavou ¢.1 s jedinym key
vektorem. V realité jsou v jedné hlavé vypocéteny ohodnoceni se vsemi key vektory.
Ve vsech hlavach dochazi k vypocteni diléiho ohodnoceni jedné ¢asti query vektoru
se stejnymi ¢astmi key vektort vSech ostatnich slov. Tyto diléi vektory ohodnoceni ze
vsech hlav jsou spojeny do jednoho vektoru a s matici vah, které se nastavi pri uceni

je vynasoben do podoby vektoru, ktery je pro doprednou neuronovou sit vhodny.

Masked self attention

P1i uceni transformatort je k dispozici cela vystupni sekvence slov. Proto, aby de-
kodér "nepodvadél'je nutno slova generovana po slové, které je pravé na vstupu

dekodéru néjakym zptsobem pro dekodér zneviditelnit.
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Masked self attention blok je varianta self attention, kdy v kroku vytvareni vek-
tortt hodnoceni dekodérem je ignorovano hodnoceni query vektoru s key vektory
slov, kterd budou generovana v budoucnosti. Toho je dosdhnuto pri¢tenim masko-

vaci matice k matici ohodnoceni predtim, nez projde funkei softmax.
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2 Metoda

2.1 Trénovaci mnozina

Pro rekonstrukci vymrfelych zivocisnych druht byly pouzity pary DNA sekvenci
a obrazkt odpovidajicich zivocichi. Jako popisek zvirete se nabizelo misto DNA
sekvenci pouzit napriklad kostni poztstatky téchto zivocichi. DNA sekvence byly
ale jako popisek pouzity kviili volnému pristupu k témto datiim, na prvni pohled
velké databazi narodni 1ékarské knihovny Spojenych statti americkych a existujici

python knihovné a API zjednodusujici automatizované stahovani DNA sekvenci.

DNA

Pristup k rekonstrukei vymfrelych zivocisnych druhii je zalozeny na faktu, ze DNA
sekvence urcité skupiny zijicich zivoc¢ichu se ¢astecné podoba DNA sekvenci spolec-
ného predka téchto zivocichi nebo DNA vymielého pribuzného. Takze pokud vyge-
nerujeme DNA sekvenci podobnou DNA sekvencim zivocisnych druhtt v dané t¥idé
zivocichi, existuje Sance, ze vygenerujeme DNA sekvenci predka téchto zivocichi.

Konkrétné byl vybran fad pévci z ttidy ptaci. Pfi vybéru byla snaha o kompromis
mezi poc¢tem dostupnych DNA sekvenci pro ¢leny skupiny zivocichi a podobnosti
mezi ¢leny skupiny. Cil byl tedy vybrat skupinu zivocichti takovou, aby trénovaci
mnozina nebyla prilis mald a zaroven, aby slo o skupinu zivoc¢ichii sobé podobnych,
napiiklad o rad zivocichii a ne celou tridu zivocichi.

DNA sekvence v sobé ukryvaji genetickou informaci specifickou pro jedince, ale
i pro urcity zivocisny druh. Proto je mozno DNA pouzit k identifikaci druhu zivo-
¢icha. Samotné DNA sekvence jsou posloupnosti nukleotidi, jejichz soucasti jsou
posloupnosti ¢tyT rtuznych nukleovych bazi. Tyto baze jsou adenin, thymin, guanin
a cytosin, které jsou znaceny jako A, T, G a C. Déle tyto baze se na sebe vazou a
utvari bazové pary, kde adenin se paruje s thyminem a cytosin s guaninem.

Prvotni napad byl pro uceni pouzit celé DNA sekvence zivocichi, ale tyto sek-
vence jsou velmi dlouhé a proto by nebylo mozné je pouzit jako vstup pro pouzité
UNS. Z tohoto diuvodu byla pouzita pouze ¢ast genomu zivocichii, a to cyklooxygenaza-
1 (COX-1). Jedné se o enzym, ktery je sou¢asti mitochondridlni DNA vsSech zivocichi
patiicich do domény eukaryota[8]. Tento gen je obvykle pouzivin pro identifikaci
organismu pomoci metody zvané barcoding[9] a je tedy pro kazdy zivocisny druh
unikatni. Timto byla vyrazné snizena délka pouzitych DNA sekvenci. A to priblizné
z jedné miliardy bazovych part az na asi 1500 bazovych paru.

Trénovaci mnozina tedy obsahuje 23 DNA sekvenci zastupci fadu pévei. DNA

sekvence jsou jak uz bylo zminéno pouze castecné. Konkrétné COX-1 geny téchto
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Obr. 2.1: Vizualizace DNA Sroubovice s bazovymi pary|[6]

zivocichu.

Obrazky

K DNA sekvencim byly nésledné pritazeny 3 ruzné fotografie prislusnych zivocichi.
Samotné fotografie byly ziskany z platformy flickr, na které uzivatelé sdili rtzné
fotografie ¢i obrazky. Stahovani obrazku z této platformy zjednodusilo pouziti volné
pristupné flickr API v programovacim jazyce python. Pro uc¢eni neuronové sité byly

fotografie z tréninkové mnoziny transformovany na stejné rozméry 512x512 pixelt.
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Obr. 2.2: Ukéazka nékolika obrazkl z trénovaci mnoziny

2.2 Zakédovani a generovani DNA

Postup rekonstruovani vymrfelych druhii predstaveny v této praci je takovy, ze pro
vygenerovani obrazki téchto druhii nejdiive vygenerujeme pomoci urcité neuronové
sité (transformétorovy model) origindlni DNA sekvenci, kterou dale predame gene-
rativnimu difaznimu modelu, ktery z ni vygeneruje obrazek tohoto zivocicha.

Jelikoz DNA jsou sekvencni data, je prihodné pouzit na generovani a zaroven
na zakodovani DNA sekvenci jazykovy transformator. Jazykové transforméatory jsou
umélé neuronové sité ucené na sekvencich slov psaného lidského jazyka. Obvykle jsou
pouzivany pro preklad mezi lidskymi jazyky, generovani textu nebo jako vsestranny
asistent jako napiiklad chatGPT od spole¢nosti OpenAl.

Je nutno podotknout, ze transformatory pro praci s DNA sekvencemi jiz pouzili
autofi transformatorového modelu DNABert[I0]. Autori pouzili transformator pro

rizné predikéni tlohy v oblasti DNA.
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Ucit vlastni model zalozeny na transformatorech by bylo velmi naro¢né z hlediska
casu, nakladi a kvili potiebné velikosti trénovaci mnoziny. Napiiklad transforma-
torovy model GPT-2[2] od spole¢nosti OpenAl byl u¢en na trénovaci mnoziné textu
o velikosti 40 GB. Nastésti existuji volné pristupné preducené transforméatorové mo-
dely, které 1ze pouzit pro vlastni potieby.

Jiz zminény GPT-2 model byl sice naucen na textu lidského jazyka, ale pomoci
metody doladéni(v angli¢tiné fine-tuning) je mozno tento preduceny model pouzit

pro vlastni specifické ucely.
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3 GPT-2

K doladéni byl vybran model GPT-2 od spolec¢nosti OpenAl, diky jeho schopnostem,
které jsou na tirovni moderniho volné dostupného transformatorového modelu. Dalsi
divod pouziti tohoto modelu je také dobra dostupnost dokumentace a fakt, ze jeho

kéd je volné pristupny.

3.1 Slovnik DNA

GPT-2 je jazykovy model vyuzivajici dekodéri z transformétoru, ktery byl pred-
staven v praci Attention is all you need[5]. Téchto dekodéru je v modelu 12 vrstev
zapojenych za sebou. Funkce dekodéri je popsana v sekci

Samotna architektura zakladniho GPT-2 vypada néasledovné. Prvni operace se
vstupni vétou je tokenizace. Kazdé slovo ve vstupni vété je prevedeno na token
podle slovniku daného modelu. Tokenem je myslena ¢iselnd reprezentace slova. To
znamena, ze kdybychom prevadéli napriklad vétu "Pes je nejlepsi pritel clovéeka.”,
tak po tokenizaci by véta vypadala priblizné takto: 5 3 58 94 23.

Vzhledem k tomu, Ze se v préaci nezabyvame lidskym jaykem, ale DNA sekven-
cemi, tak bylo nutno vytvorit vlastni slovnik. Nabizelo se vytvorit slovnik obsahujici
pouze ¢tyti slova, tedy nukleové baze A, T, G a C. Tento pristup by ale znamenal pri-
lis dlouhou vstupni sekvenci, protoze maximalni délka vstupni sekvence pro GPT-2
je 1024 a délky nasich vstupnich DNA sekvenci jsou priblizné 1500 nukleovych bazi.

Tento problém byl vyresen rozdélenim vstupni DNA sekvence na tseky dlouhé
sest nukleovych bazi. Timto byla délka vstupnich sekvenci Sestkrat snizena z 1500
na priblizné 250 slov. Slovnik, ktery byl tedy pouZit k tokenizaci obsahuje 45 = 4096
slov. Je mozné, Ze timto bylo ztraceno néjaké mnozstvi informaci ulozenych v DNA
sekvenci kvuli spojeni nékolika nukleovych bazi do jednoho tokenu, ale jak bylo
feCeno, vstupni sekvence by jinak byla prilis dlouha. Bylo by také mozno DNA
sekvence rozdélit napriklad na tiseky dlouhé 2 nukleové baze, ale vétsi délka sekvence

by zase vedla k vétsi vypocetni naroc¢nosti pfi uceni a generovani novych sekvenci.

3.2 Embedding vrstvy GPT-2

Nésledné po tokenizaci slov je véta vlozena na vstup tzv. token embedding vrstvy. V
této vrstvé je kazdy token zakédovan do 768 rozmérného vektoru. Kazdému slovu,
tedy tokenu, odpovida prave jedno vektorové zakdédovani. GPT-2 je sekvenéni model,
ktery zachycuje sémantiku vét a vztah mezi slovy na riznych mistech ve vété. Proto
je potieba modelu néjakym zptusobem predat i informaci o pozici kazdého slova ve

vété. K tomu je pouzivano poziéni kédovani, kde podobné jako v predchozi token

37



embedding vrstvé je podle pozice slova ve vété vypocten vektor o 768 rozmeérech,

ktery je nasledné pricten k predchozimu vektoru.

3.3 Dekodér

Déle jsou tyto vektory slov sekvenéné predavany sekvenci dvanécti dekodéru. Kazdy
dekodér se sklada z self attention bloku, jehoz funkce je vysvétlena v sekci a z
dopredné neuronové siti. Tyto dopredné neuronové sité hraji klicovou roli v transfor-
matorech. Na vstupni vrstvu této dopredné sité je priveden vystup z self attention
bloku, tedy vektorové reprezentace slov obohacené o informaci, kterym castem véty
ma davat vetsi vahu.

Skryté vrstvy zachycuji skryté korelace mezi daty na jejich vstupu a dale vy-
stupni vrstva dopredné neuronové sité predava informace dalsimu dekodéru. Diky
tomu, ze dekodérii je v transformatoru vice, je transforméator schopny zachytit slozité
vzorce a zavislosti mezi vstupnimi daty. Kazdy dekodér pretvari reprezentace z pred-
choziho dekodéru, coz ma za dtisledek hluboké kontextové informované porozumeéni

vstupniho textu.

3.3.1 Zakdédované DNA sekvence

Pravé hodnoty z posledniho dekodéru, konkrétné z vystupni vrstvy dopredné neuro-
nové sité byly pouzity jako kddovani DNA sekvence. To znamena, ze DNA sekvence

dlouhd 250 tokenti byla zakédovana do matice o rozmérech 250x768.

3.4 Linearni vrstva

Na vstupu této vrstvy je napojen vystup z posledniho dekodéru. Tato vrstva se
uci linearni zavislost jejtho vystupu na jeho vstupu. Vrstva je napriklad pouzivana
pri generovani novych dat nebo dopliovani chybéjicich ¢asti dat. Vystupni rozmeéry
odpovidaji velikosti slovniku. Méjme tedy napriklad sekvenci slov "Pes je nejlepsi
pritel”. Tato slova jsou vlozena na vstup transforméatorového modelu a kazdy neuron
ve vystupni vrstvé bude na vystupu odpovidat tim vétsi hodnotou, ¢im je vétsi prav-
dépodobnost vyskytu piislusného tokenu (slova) jako pokracovani vstupni sekvence.

Hodnoty z vystupni vrstvy jsou dale softmax funkci prevedeny na pravdépodob-

nostni rozdéleni tokent.
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3.4.1 Generovani DNA sekvenci

Proces generovani novych DNA sekvenci tedy probihd tak, Ze je na vstup GPT-
2 priveden start token. Model odpovi pravdépodobnostnim rozdélenim tokenti. Z
tohoto rozdéleni je déle vzorkovano metodou top-p, coz znamena, ze se dalsi mozné
tokeny seradi sestupné podle jejich pravdépodobnosti a dalsi token se navzorkuje z
podmnoziny tokenti, jejichz kumulativni pravdépodobnost neprekracuje hodnotu p.
Pii generovani DNA sekvenci v této praci byla pouzita hodnota p = 60%.

Tento vzorek predstavujici prvni token DNA sekvence, je pripojen ke start tokenu
a nasledné je cela sekvence znovu privedena na vstup modelu. Tento algoritmus bézi
dokud neni navzorkovan end token znacici konec DNA sekvence.

Pro lepsi rozmanitost generovanych sekvenci byl postup generovani doplnén jesté
o jeden mezikrok vzorkovéani s teplotou[I1]. Pfed tim nez je aplikovéana funkce soft-
max na hodnoty z vystupni linearni vrstvy, jsou tyto hodnoty vydéleny hodnotou
teploty. Hodnota teploty vétsi nez 1 zpusobi vétsi nejistotu modelu k odhadu dalsiho
tokenu, tedy tokeny, které meéli vyssi Sanci na navzorkovani maji nyni Sanci mensi a

Teplota se 1idi rozvrhem teploty, ktery udava jaka hodnota teploty je v daném

kroku generovani DNA sekvence nastavena.
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Obr. 3.1: Rozvrh teploty pri generovani originalnich DNA sekvenci
Na obrazku lze vidét, Ze nejdiive se teplota se zvysujicim se krokem linedrné

zvysuje. Rozvrh byl takto nastaven, aby hned ze zacatku model nenavzorkoval token

s velmi malou pravdépodobnosti a tim se nedostal do oblasti, ktera nebyla pri uceni

39



dostatecné naucena. Ke konci je znovu snizovana, aby model generoval ty vzorky co

jsou co nejvice pravdépodobné.

3.5 Doladéni GPT-2

Jak bylo jiz zminéno, pro douceni GPT-2 bylo pouzito 27 DNA sekvenci genu
cyklooxygenazy-1 zastupci radu pévcii. Podle postupu v sekci byly DNA sek-
vence prevedeny na tokeny. Nutno jesté dodat, ze kazdé DNA sekvenci byl na po-
catek pridan start token, aby pri generovani bylo mozno predat modelu pouze tento
token a model byl schopny vygenerovat novou DNA sekvenci. Podobné jako start
token byl na konec kazdé DNA sekvence pridan end token, aby se model naucil
spravnou délku DNA sekvence.

P1i samotném uceni byly na vstup GPT-2 modelu predavany celé DNA sekvence
cyklooxygenazy-1. Model postupné odhaduje tokeny celé sekvence. To znamena, ze
nejdrive je priveden na vstup modelu prvni token a je odhadnut nasledujici token.
Déle je na vstup priveden dalsi znamy token a je odhadovan token na dalsi pozici.
Takto postupuje az na konec vstupni sekvence.

Chyba uceni je vypocitavana jako prumérna chyba kiizové entropie mezi aktual-
nim vystupem linearni vrstvy po aplikovani softmax funkce, tedy rozdéleni pravde-
podobnosti predvidanych tokenu a tokenem, ktery realné je na dalsim misté v DNA
sekvenci.

Uceni probihalo v 200 epochach, kde v kazdé epose byly vahy neuronové sité
upraveny po vypocitani chyby kazdého z 27 pévei v trénovaci mnoziné. Pri testo-
vani byl ale odhalen problém. Model po 200 epochach jiz nebyl schopny generovat

originalni data a generoval pouze DNA sekvence totozné tém, na kterych byl ucen.
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Obr. 3.2: Zavislost chyby uceni GPT-2 na epose

Byly tedy testovany instance modelu z rtiznych epoch uceni. Jako metriku sprav-
nosti modelu byla pouzita jak chyba uceni, kterd nesméla byt prilis velka, tak i
procento vygenerovanych origindlnich DNA sekvenci, které byly DNA sekvencim to-
tozné v 30 az 50 %. Tato mira totoznosti byla zjisténa porovnavanim DNA sekvenci v
trénovaci mnoziné, kde se totoznost mezi jednotlivymi DNA sekvencemi pohybovala
pravé mezi 30 az 50 procenty. Pro otestovani bylo vygenerovano 10 DNA sekvenci
pomoci modelu z kazdé desaté epochy uceni od 50. az po 150. epochu a navic jesté
z 200. epochy.

7 grafu na obrazku lze vycist, ze 60. epocha si pro generovani DNA sekvenci
vedla v porovnani s ostatnimi epochami mnohem lépe. Dale bylo tedy pracovano s

modelem ucenym po dobu Sedeséti epoch.
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Rozdéleni podobnosti DNA sekvenci vygenerovanych v rliznych
epochdach s DNA sekvencemi z tréninkové mnoziny
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Obr. 3.3: Rozdéleni podobnosti DNA sekvenci vygenerovanych v riznych epochéach

s DNA sekvencemi z tréninkové mnoziny
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4 Doladéni difazniho modelu

K funkci dekodéru, ktery z vstupni DNA sekvence vygenerované pomoci doladéného
GPT-2 modelu vygeneruje obrazek odpovidajiciho zivocicha, byla vybrana trida
neuronovych siti difizni modely, jejichz fungovani je popséno v sekci [I.3] Diftizni
modely jsou v posledni dobé na vrcholu modernich generativnich model. Jsou totiz
schopny generovat rozmanita data, konfigurace na uceni neni narocna a douceni
muze Gspésné probéhnout i na pomérné malé trénovaci mnoziné. 7 téchto divodt
se tedy diftizni modely hodi pro tuto praci.

Stejné jako v pripadé transformatorového modelu je vyhodné pouzit jiz predu-
¢eny model a doucit ho na vlastnich datech. K tomuto tcelu lze pouzit diftizni model
Stable diffusion]I] od spolecnosti Runway, CompVis a Stability Al

4.1 Stable diffusion

Model stable diffusion je generativni model, ktery ze vstupni textové pobidky gene-
ruje odpovidajici obrazek. Tento model byl naucen na trénovaci mnoziné LAION-
5B[12], coz je 5 miliard part obrazki a jejich textovych popiski stazenych z inter-
netu.

Model v zakladni podobé vyuziva k zakdédovani textu do vektorové podoby tex-
tovy enkodér CLIP[I3] od spoleénosti OpenAl. Tento textovy enkodér podporuje
prilis kratkou maximélni délku vstupni sekvence. Piesné 77 tokeni. To je dalsi z
duvodti, pro¢ byl vyuzit GPT-2 model pro douc¢eni na DNA sekvencich. V piipadé
této prace byl tedy misto CLIP enkodéru pouzit vlastni douceny GPT-2 model.

4.1.1 Douceni Stable diffusion

Proces uceni probiha tak, ze nejdrive pomoci preduceného VAE obrazek z trénin-
kové mnoziny zakdédovan do latentni reprezentace nizsich rozmért, ¢imz jsou snizeny
vypocetni naroky pro dalsi operace. Dale je navzorkovan sum z nahodného kroku
zasumeéni a tento sum je pfidan k obrazku z tréninkové mnoziny (dopfedny proces
difize).

Dale je tento zasumeény obrazek, ktery je preveden do latentniho prostoru, spolu
s ¢islem kroku zasuméni a zakédovanou DNA sekvenci (zakédovani pomoci trans-
forméatorového modelu ze sekce |3|) predan U-NET diftzniho modelu, ktery odhadne
slozku Ssumu (reverzni proces difuze), ktera byla pridana v dopredném kroku difuze.

Déle jelikoz je slozka pridaného Sumu znama, je vypocitana chyba odhadu sumu.
Chyba je vypocitana jako sttedni kvadraticka chyba slozky Sumu odhadnuté a oprav-

dové. Jelikoz jsou obrazky ve formatu RGB, tak je vypocitana stredni kvadraticka

43



chyba pro kazdy pixel kazdé barevné slozky. Déle jsou pro kazdou barevnou slozku
chyby pixelil zprumérovany, a v poslednim kroku jsou zprimeérovany i tyto hodnoty.
Timto ziskavame chybu v podobé jediného cisla, kterd je pouzita v algoritmu zpétné

propagace pro upraveni vah U-NET siteé.
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Obr. 4.1: Zavislost chyby uceni doucovaného difizniho modelu na epose uceni

Douceni probihalo ve 100 epochéach, kde kazda epocha byla otestovana vygene-
rovanim nékolika obrazki. Tyto obrazky byly poté manualné prohlizeny. Vysledné
obrazky zobrazené v sekci |p| jsou z rtiznych epoch. Nelze tict, po které epose uceni
difizni model dosahuje nejlepsich vysledki, protoze ve vsech epochach generuje ne-

smyslné obrazky se stejnou kadenci.

4.1.2 Generovani obrazkia pomoci Stable diffusion

Generovani obrazku ze vstupni DNA sekvence probihd tak, ze nejdiive je vygene-
rovana originalni DNA sekvence, tak jak je popsdno v sekci Stejné jak je
ziskdno zakoédovani pro vygenerovanou DNA sekvenci je vyuzit GPT-2 model pro
vytvoreni zakédovani prazdné DNA sekvence. Dale je navzorkovan Sum, ze kterého
bude nasledné postupnymi kroky odsumovani v reverznim procesu diftze vytvoren
obréazek.

V tuto chvili tedy dochéazi v 50 krocich k postupnému odSumovani obrazku a to
tim zpisobem, ze je vzdy na vstup U-NET sité privedena dand latentni reprezentace

obrazku v daném kroku odsumovani a za pomoci dodatecného vstupu zakédované
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DNA sekvence je odhadnut Sum pridany k obrazku v daném kroku. Jak jiz bylo
zminéno, bylo vypocitano i zakédovani prazdné DNA sekvence. Toto zakédovani je
v kazdém kroku pouzivano také k odhadnuti Sumu ve stejném obrazku.

Déle vysledny odhad sumu O jako kombinace dvou riznych odhadt Sumpya
(pomoci DNA sekvence) a Sum,, (pomoci prazdné DNA sekvence) je vypocitan
jako:

O = sumy, + G * (Sumpna — Sumy,) (4.1)

G je nastavitelny parametr vlivu Sumu odhadovaného pomoci DNA sekvence
sumpny 4 na vysledny odhadnuty sum O. V této praci byl parametr G nastaven na
hodnotu 8.

Tento postup generovani obrazkt pomoci dvou riznych odhad sumu je obvykle
pouzivany. Poprvé byl predstaven v praci Classifier-Free Diffusion Guidance[l4].
Timto postupem odhad Sumu nelpi tolik na vstupni DNA sekvenci a dila vygenero-

vana pomoci této metody byvaji vice riiznoroda.
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5 Vygenerované obrazky zivocichi

Obr. 5.2: Obrazek vygenerovany douc¢enym modelem
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Na obrazcich a lze vidét nékteré z vygenerovanych obrazkt. Je nutno
fict, ze mnoho obrazkl vygenerovanych predstavenym modelem nelze povazovat za

obrazek zivoc¢icha. Takto vygenerovany obrazek lze vidét na obrazku [5.3]

Obr. 5.3: Obrazek vygenerovany douc¢enym modelem
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6 Porovnani rekonstrukci zivocCichu z testo-
vaci mnoziny

Obr. 6.1: Rekonstrukce roryse obecného

Obr. 6.2: Fotografie roryse obecného

Pro otestovani funkénosti modelu byla vytvorena testovaci mnozina zivoc¢ichii z
nekolika radu, které se nachazeji stejné jako rad pévci v tridé ptaci. Jeden z téchto
radu jsou svistouni. Na obrazku Ize vidét zastupce svistount, roryse obecného.

DNA sekvence cyklooxygenazy-1 zivocichu z testovaci mnoziny byly zakdédovany

pomoci douc¢eného GPT-2 modelu a dale predany difiznimu modelu jako vstup.
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Na obrazku lze vidét rekonstrukci roryse obecného a na obrazku real-
nou podobu tohoto zivocicha. Tato rekonstrukce je jedna z téch povedenéjsich. Lze
pozorovat vykresleny tvar rekonstruovaného ptaka a postaveni zivocicha mezi listy
stromu. Ovsem casto se stavalo, ze vygenerované rekonstrukce neslo s realnymi ob-

razky porovnavat. Uspésnost vygenerovani pouzitelné rekonstrukce byla pozorovana
na asi 15%.
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7 Zhodnoceni modelu

Pr1i testovani dou¢eného GPT-2 modelu na generovani DNA sekvenci bylo zjisténo, ze
vybrand epocha sice generuje originalni obrazky, ale casto vygeneruje DNA sekvenci,
kterou jiz diive vygenerovala. Tomuto by se nejspise dalo predejit pouzitim vétsi
tréninkové mnoziny. Pouze 23 unikatnich DNA sekvenci COX-1 genu je na nauceni
modelu pro generovani novych dat malo. DNA sekvence jsou z 30 az 50% podobné,
tedy nebyla zachycena tak velka oblast dat.

Vliv na spravnost douceni GPT-2 modelu méla s velkou pravdépodovbnosti i
skutecnost, ze GPT-2 model je preduceny na lidském jazyce. Tento model dobie
zachycuje sémantiku a kontext ve vétach psanych v lidském jazyce. Sémantika DNA
sekvenci neni stejnda, jako sémantika psaného lidského jazyka. Jakozto doucitelny
jazykovy model je GPT-2 schopny se ucit nova syntaktickd a sémanticka pravidla,
proto za hlavni pri¢inu obcasného generovani nesmyslnych obrazki velikost trénovaci
mnoziny.

V disledku tohoto douceni nedokazal model spravné zachytit korelace mezi jed-
notlivymi useky DNA sekvence, tim padem zakédovani DNA sekvence dostavané z
posledniho dekodéru (vysvétleno v sekci bylo zkreslené, coz se promitlo i na
douceni diftiizniho modelu.

Obcasné vygenerovani obrazku, ktery nelze povazovat za obréazek zivocicha je ale
také nutno prikladat realité, Ze ne vSechny vygenerované DNA sekvence by mohly
patfit redlnému zivoc¢ichovi. Tato obtiz by ale pravdépodobné byla alespon ¢astecné
odstranéna, pokud by model byl u¢en na vétsi trénovaci mnoziné DNA sekvenci.
Ale jak jiz bylo zminéno v sekci byla snaha o nashromazdéni DNA sekvenci ze
specifické skupiny zivocichi, jako je rod pévcti a ne DNA sekvence napriklad z celé
tridy ptakt. Bohuzel v internetovych databéazich nebyla tspésné nalezena skupina
splnujici tyto podminky vétsi nez pouzity rad pévcei i presto, ze rad pévei obsahuje

vice nez polovinu vsech zastupcu tiidy ptaci.
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8 Zavér

Predstavend metoda rekonstruovani vymrelych zivocisnych druhti vyuziva transfor-
matorovy model GPT-2 douceny na vybranych DNA sekvencich ke generovani ori-
gindlnich sekvenci. Déle je diftizni model Stable diffusion doucen na parech obrazkt
zijictho zivocicha a jejich zakdédovanych DNA sekvenci. Metoda generovani DNA
sekvenci dokdze uspésné generovat origindlni DNA sekvence, které se ¢dstecné (30-
50%) podobaji DNA sekvencim z tréninkové mnoziny. Toto rozlozeni vzorku podle
podobnosti je vyobrazeno na obrazku Touto podobnosti byla zajisténa pribuz-
nost vygenerovaného zivocicha s zivoc¢ichy z tréninkové mnoziny. Douceny model
GPT-2 byl také vyuzit pro zakédovani DNA sekvenci, aby mohly byt predany di-
faznimu modelu, ktery generoval obrazky ptislusnych zivocichi.

Samotné generované obrazky lze povazovat za zivocicha ptiblizné v jednom z
deseti pokusti generovani. Tato tispésnost je ovlivnéna pravé experimentalnim razem
prace, kdy generovani DNA sekvenci je podminéno pouze douc¢enim GPT-2 modelu

Pouzitim vétsi tréninkové mnoziny by pravdépodobné vykon predstaveného mo-
delu byl mnohem lepsi. Pti vyvoji modelu byla snaha o tizkou podobnost mezi zivo-
¢ichy, jejichz DNA sekvence byly pouzity pro nauceni a to se pri testovani projevilo
jako hlavni problém z divodu poc¢tu volné dostupnych DNA sekvenci v internetovych
databéazich.
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Seznam symboli a zkratek

KL Kullback-Leibler

ML Machine learning

UNS Umeél& neuronova sit

VAE Variational autoencoder

GAN Generative Adversarial Network
DNA Deoxyribonukleova kyselina

API Application Programming Interface
COX1 Cyklooxygenaza-1

29






Seznam priloh

Stahovani__COX1.py

Python skript pro stahovani COX1 DNA sekvenci z narodni 1ékarské databaze Spo-

jenych statt americkych (https://www.ncbi.nlm.nih.gov/) na lokdlnim zafizeni.

Stahovani_fotografii__ptaku.py

Python skript pro stahovani fotografii pévcu z platformy flickr na lokalnim zarizeni.

organizmy.txt

Textovy soubor organizmii, jejichz fotografie a DNA sekvence je potfeba stahnout

pro vytvoreni trénovaci mnoziny.

DNA__tokenizer__BP.ipynb

Google colab notebook zastitujici prevedeni DNA sekvenci na tokeny.

Diffusion_uceni_generovani__BP.ipynb

Google colab notebook zastitujici uceni diftizniho modelu a nasledné generovani

pomoci nauc¢eného modelu.

GPT2_uceni_generovani_BP.ipynb

Google colab notebook zastifujici uceni GPT2 modelu a generovani DNA sekvenci.
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