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ANOTACIA

Tato bakalarska praca sa zaobera porovnanim komercénych dat z druzice Péiades
avolne dostupnych dat Sentinel-2 na klasifikaciu zaujmovej oblasti povodia VSeminky
a Trnavky v lokalnej mierke. Zistuje sa vhodnost jednotlivych snimok v kombinacii
s roznymi nastaveniami vybranych klasifikacnych algoritmov (K-means, Maximum
Likelihood, Random Forest, K-Nearest Neighbors) za pritomnosti aj vegetacnych indexov.
Presnost vystupov je hodnotena na zaklade vypoctu chybovej matice a zaroven
porovnavanim klasifikacii s validacnou vrstvou v troch réoznych mierkach. Vysledky mozu
byt uzitocné pri vybere potrebnych dat a algoritmov pri monitorovani zmien pokryvu.
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ANOTATION

This bachelor thesis deals with the comparison of commercial data from the Pleiades
satellite and freely available Sentinel-2 data to classify the area of interest of the VSseminka
and Trnava river basins at a local scale. The suitability of individual images in combination
with different settings of selected classification algorithms (K-means, Maximum Likelihood,
Random Forest, K-Nearest Neighbors) is investigated in the presence of vegetation indices
as well. The accuracy of the outputs is evaluated by computing an error matrix and also
by comparing the classifications with a validation layer at three different scales. The results
can be useful in selecting the necessary data and algorithms when monitoring changes in
land cover.

KEYWORDS

Remote sensing, supervised classification, unsupervised classification, per-pixel,
Sentinel-2, Pléiades

Number of pages 33

Number of appendixes 7



Autorskym prohlasenim se student explicitné prihlasuje k vyhradnimu autorstvi prace
a soucasné vyjadruje znalost prav UP Olomouc k tomuto dilu. Odevzdanim prace v digitalni
podobé do evidence STAG student autentizuje toto prohlaseni. V pripadé, ze autor v praci
navazal na cizi autorské dilo, musi byt tato skutecnost v prohlaseni vyslovné uvedena.

Prohlasuji, ze

- bakalarskou/diplomovou praci vcéetné priloh, jsem vypracoval(a) samostatné a
uvedl(a) jsem vSechny pouzité podklady a literaturu.

- jsem si védomy(a), Ze na moji bakalarskou/diplomovou praci se plné vztahuje zakon
€.121/2000 Sb. - autorsky zakon, zejména § 35 — vyuziti dila v ramci obcanskych a
néabozenskych obradu, v ramci §kolnich predstaveni a vyuziti dila Skolniho a § 60 — skolni
dilo,

- beru na védomi, Ze Univerzita Palackého v Olomouci (dale UP Olomouc) ma pravo
nevydélecné, ke své vnitini potrebé, bakalarskou/diplomovou praci uzivat (§ 35 odst. 3),

- souhlasim, ze idaje o mé bakalarské/diplomové praci budou zverejnény ve Studijnim
informacnim systému UP,

- v pripadé zajmu UP Olomouc uzavru licencni smlouvu s opravnénim uzit vysledky a
vystupy mé bakalarské/diplomové prace v rozsahu § 12 odst. 4 autorského zakona,

- pouzit vysledky a vystupy mé bakalarské/diplomové prace nebo poskytnout licenci k
jejimu vyuziti mohu jen se souhlasem UP Olomouc, ktera je opravnéna v takovém pripadé
ode mne pozadovat priméreny prispévek na tthradu nakladu, které byly UP Olomouc na
vytvoreni dila vynalozeny (az do jejich skutecné vyse).

Martina FIRDOVA



Podakovanie

Moje podakovanie patri vediicemu prace Mgr. Pavlovi Vyvleckovi za ochotu, trpezlivost,
cenné rady a pripomienky pri vypracovavani tejto bakalarskej prace.



UNIVERZITA PALACKEHO V OLOMOUCI

Prirodovédecka fakulta
Akademicky rok: 2021/2022

ZADAN{ BAKALARSKE PRACE

(projektu, uméleckého dila, uméleckého vykonu)

Jméno apfijment:  Martina FIRDOVA

Osobni &slo: R210366
Studijni program: ~ B0532A330011 Geoinformatika a kartografie
Téma préce: Porovnéni pouiitelnosti dat drufice Sentinel-2 a Pleiddes v lokalnim méfitku pro klasifikaci obrazu

Ladévajic katedra:  Katedra geoinformatiky

Zasady pro vypracovani

Cilem préce je provést ve vybraném GIS softwaru dostupné metody Wasifikace obrazu nad daty s velmi vysokjm rozlisenim (Pleiades 1) a ve srowndvaci
rovni s daty vysokého rozliden (Sentinel-2).

Porovnat pouditeinost dat, kterd maji vyssi prostorove rozliSeni s daty, které maji daleko nizél prostorove rozlisen, ale obsahuji dulezita pasma v oblasti
Red Edge 2 SWIR 2 jsou tak (&inné v identifikaci vegetace. Aplikovanymi metodami bude nefizend i fizend Klasifikace (per pixel i objektové), zastoupend
algoritmy jako Maximum Likelihood, Random Forest, Nearest Neighbour & Support Vector Machine. Pro klasifikaci bude vytvofeno nékolik vstupnich
sad, které budou nésledné kiasifikovany. Vysledky klasifikaci budou zpracovény a vyhadnoceny pro méfitko 1: 10 000 - 50 000,

déle budou validovany se srovndwvacimi daty.

(Celd prace (text, pfilohy, vistupy, zdrojova a vytvorend data) se odevzda v digitélni podobé na pamétovém nosici (CD, DVD, SD karta, flash disk). Text
préce s vybranymi pfilohami bude odevzdén ve dvou svazanjch wytiscich na sekretaridt katedry. 0 diplomové préci student vytvofi webovou stranku
v souladu s pravidly dostupnymi na strankéch katedry. Préce bude zpracovéna podie zisad dle Voiendek (2002) a zévazné Sablony pro diplomové prace
na KGI. Povinnou pfilohou peéce bude poster formétu A2.

Rozsah pracovni zprévy; max. 50 stran
Rozsah grafickch praci: dle poteby
Forma zpracovéni bakaléiské préce: tiSténd

Jazyk zpracovéni: Slovenstina
Semam doporuené literatury:

SABINS JR, Floyd F.; ELLIS, James M, 2020, Remote sensing: Principles, interpretation, and applications. Waveland Press.
WEIH, Robert C and RIGGAN, Norman D, 2010. Object-based classification vs. pixel-based classification: Comparative importance of multi-resolution

imagery.

THANH NOI, Phan and KAPPAS, Martin, 2018. Comparison of Random Forest, k-Nearest Neighbor, and Support Vector Machine Classifiers for Land Cover
Classification Using Sentinel-2 Imagery,

Sensors (Basel, Switzeriand). Online. 22 December 2018. Vol. 18, no. 1. pp. 18. DOI 10.3390/518010018.

RIEDL, Martin. Klasifikace lesni vegetace pomoci dat DPZ rilzného prostorového rozlifeni. 2016. Bakaléfské prace. Univerzita Kariova, Prirodovédecks
fakulta, Katedra aplikované geoinformatiky a kartografie. Vedouci préce Stych, Premys!.

Vedouci bakalaiské préce: Mgr. Pavel Vyvlecka
Katedra geoinformatiky



Datum zadéni bakaldiské prace: 5. kvétna 2022
Termin odevzdani bakalafské prace: 5. kvétna 2023

\

doc. RNDr. Martin Kubala, Ph.D. prof. RNDr. Vit Vozenilek, CSc.
dékan vedoud katedry

V Olomoudi dne 15. 24 2022



OBSAH

ZOZNAM POUZITYCH SKRATIEK ...... teeeeernnnsnnnsnenen teereeennnnnennnnns reeenereeeeeaaaeees .9
ovob ....... SN crevreeraaeeeeeeeeans reeerresrernneeeaeens ceresssssnneaees ceeeeressrsanneeaeens 10
1 CIELE PRACE................ teeerrenneeeeannnns teeeeeeeeennnnnnnnes teeerrennreeeeennnes teeerernnneeeeeeanns 11
2 SUCASNY STAV RIESENEJ PROBLEMATIKY ......... teeereernreeeeennns teeerreeneeeeeennns .12
D1 KIASIHIKACIE oo ettt ettt ettt e e e e e e e et et et e et eeaaaeeaas 12
2.2 SATEIILY «oeueeieeie et 15
2.3 Spektralne chovanie objeKtov...........cooiiiiiiiiiiiiiii 16
2.4 Vegetalné MAeXY ......ccviiuiiiiiiiiiiiiiiii e 18
2.5 POAODIIE PIACE ...uevuiiiiiniii ittt 20
3 METODY A POSTUP SPRACOVANIA ......ccccoeevenennnne teeeeeeeeerernnnnnns eeeeeeereennnnnenns 22
4 PRIPRAVA DAT ............. teeeeeeeeennnnnennes teeeeeeeeennnnnnnnes teeereenneeeeannnes teeeeeeeeeennnnennes 24
4.1 ZASKATHE QAT...vveieeeeeee e ettt e et e et e et e b et 24
4.2 Priprava SNIMOK .......c.ooiiiiiiiiiiiiiiii e 24
5 KLASIFIKACIA............. eeeeeeeeerennnnnnns teererneeeennnnnnns teeerreneeeeenennnns teeeeeeeeeeennnnnsnes 27
5.1 Riadena KlasifilaACIA . . ..ot iuiniiniii ettt et et e e e e e e eaeaeeaeaenaeneaenes 27
5.2 Neriadena KlasifiKACIA. ... .ouiuiiiiiiit ittt et et e et e e e e eaeaeaanes 28
6 VYSLEDKY........cecevvuunene teeeeeeeeeennnnennns eererrneeeeeennnes teeerrenreeeeeeanes teeeeeeeeeeennnnnnns .29
6.1 Presnost KIASIHIKACIE .....couiiiiit it et e e e et e e e e e eneeaes 29
7 DISKUSIA.....cceveveeeeeeeenne teeeeeeeeennnnnnnnes teeeeeeeeennnnnnnnes teeeeeeeeerennnnnnns teeeeeeeeeeennnnnnns 41
8 ZAVER....ccceeeeeeeerrnnnnnnne teerrernnreeerannnes teeereennreeeeennnes teeerernnneeeeeeanes teeerreenneeeeeennns .42
POUZITA LITERATURA A INFORMACNE ZDROJE
PRILOHY



ZOZNAM POUZITYCH SKRATIEK

Zkratka
AcATaMa
BOA
BSI
CNES
CR
DKV
DPZ
ESA
GIS
GSD
HDR
ISP
KNN
KVES
LAI
MSI
NDMI
NDTI
NDVI
NIR
RF
SAVI
SNAP

Vyznam

Accuracy Assessment of Thematic Maps
Bottom of Atmosphere

Bare Soil Index

Centre National D’Etudes Spatiales
Ceska rebublika

Detailni kombinovana vrstva
Dialkovy prieskum Zeme

Europe Space Agency

Geograficky informacny systém
Ground Sampling Distance

High Dynamic Range

Instrument Source Packet

K-Nearest Neighbor

Konsolidovana vrstva ekosystémov
Leaf Area Index

MultiSpectral Instrument

Normalized Difference Moisture Index
Normalized Difference Tillage Index
Normalized Difference Vegetation Index
Near Infrared

Random Forest

Soil-Adjusted Vegetation Index

The Sentinel Application Platform



UvoD

Dialkovy prieskum Zeme (DPZ) hra délezitd ulohu v monitorovani, analyze
a taktiez predikcii katastrof na povrchu planéty. Vyuziva k tomu pokrocilé technologie
snimania, skenovania a spracovania snimok v réoznych utrovniach. Jednou z dolezitych
disciplin DPZ je klasifikacia obrazu, ktora sa venuje triedeniu pixelov v obraze do
pozadovanych kategorii na zaklade ich podobnych vlastnosti, a je délezitou sucastou
analyzy povrchového pokryvu v mnohych sférach, ¢i uz v polnohospodarstve na
rozpoznavanie  plodin, sledovanie zdravotného stavu vegetacie, sledovanie
environmentalnej situacie, alebo v ekonomickej sfére pri mestskom planovani.

Cielom tejto bakalarskej prace je porovnat vystupy klasifikacie dat z komercnych
a volne dostupnych dat druzic s rozlicnym rozliSenim a zistit ich pouzitelnost pri potrebe
klasifikovania zemského povrchu do siestich zakladnych kategorii: ihlichaty les, listnaty
les, travnata plocha, vodna plocha, zastavana oblast a orna péda. Na dosiahnutie
najlepsich moznych vysledkov bola vysktsSana riadena aj neriadena klasifikacia, ako
Maximum Likelihood, Random Forest, K-Nearest Neighbor a K-means cluster analysis
s roznymi parametrami. K zlepseniu vysledkov je mozné pouzit vegetacné indexy, ktoré
v tejto praci boli otestovaneé.
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1 CIELE PRACE

Cielom bakalarskej prace je previest vo vybranom GIS software dostupné metody
klasifikacie nad datami s velmi vysokym rozliSenim (Pléiades 1) a v porovnavanej urovni
s datami vysokého rozliSenia (Sentinel-2). Porovnat pouzitelnost dat, ktoré maju vyssie
priestorové rozliSenie s datami, ktoré maju daleko nizSie priestorové rozlisenie,
ale obsahuju dolezité pasma v oblasti Red Edge a SWIR a su tak uc¢inné v identifikacii
vegetacie. Aplikovanymi metoédami je riadena aj neriadena klasifikacia, zastupena
algoritmami Maximum Likelihood, Random Forest, K-Nearest Neighbors a K-means.
Pre klasifikaciu boli vytvorené 4 vstupné sady, ktoré boli nasledne klasifikované. Vysledky
prace su spracované avyhodnotené pre mierku 1: 10 000, 1:20 000 a1 :50 000,
na zaver validované s porovnavacimi datami. Vystupnou formou su tabulky a tematické

mapy.
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2 SUCASNY STAV RIESENEJ PROBLEMATIKY

Téme klasifikacia povrchu sa venovalo uz mnozstvo prac. Pre vytvorenie prehladu bola
urobena resers, v ramci ktorej boli podobné prace nastudované, rovnako ako aj odborna
literattra na lepsie porozumenie danej problematiky pri nasledovnej praktickej casti.

2.1 Klasifikacie

Jednou z najdolezitejsich funkcii dialkového prieskumu je tvorba map vyuzitia krajiny
a krajinnej pokryvky, ktora sa tvori procesom klasifikacie obrazu. Prebieha to na principe
zaradovania vsSetkych pixelov na snimku do urcitych kategorii, ktoré sa casto vytvaraju
podla rozpoznavania urcitych vlastnosti a spektralnych vzorov, napr. pixely s podobnou
spektralnou odrazivostou ¢i pohlcovanim st zoskupené a predpoklada sa, ze tvoria
spolocnu kategoriu — spektralnu triedu. K spektralnej triede sa nasledne priraduje
informacna trieda (Campbell, Wynne 2011; Lillesand, Kiefer, Chipman 2015; Al-doski,
Mansor, Shafri 2013a).

Koneénym vysledkom klasifikacie obrazu je mapa s klasifikacnou schémou, co je
legenda mapy popisujuca jednotlivé kategorie, respektive informacné triedy (Dobrovolny
1998).

Objektova klasifikacia vs. per-pixel klasifikacia

Bezne pouzivana per-pixel klasifikacia je zalozena na priamom klasifikovani
jednotlivych pixelov z celého snimku.

Objektova klasifikacia prebieha v dvoch krokoch. Najprv dochadza k segmentacii
snimku do zmysluplnych objektov, ktoré vznikaju zlucovanim susediacich pixelov, kym
nevyformuja vacsie segmenty. Najmensi segment je definovany pomocou prahu (threshold)
uzivatelom. Az potom nasleduje klasifikacia vytvorenych segmentov, ktora nepozostava iba
z klasifikovania na zaklade spektralnych vlastnosti, ale taktiez zohladnuje informacie o
tvare, kontexte, Ci textire (Jixian, Zhengjun).

V clanku Assessing object-based classification: advantages and limitations hladali
Desheng Liu a Fan Xia nedostatky objektovej klasifikacie, kde vytycil problém pri
segmentacii, kde boli pixely viacerych objektov spojené do jedného objektu, ¢im nedoslo
k spravhemu zobrazeniu obrazu, alebo v tvaroch finalnych objektov pri tvoreni mensich
skupin, ktoré sa nezhoduju s realnymi objektami na zemskom povrchu. Naopak,
z pozitivnych vlastnosti spomenul odstranenie efektu ,salt-and-pepper®, ktory vznika pri
klasifikovani jednotlivych pixelov a branie ohladu na vlastnosti objektu.

Riadena klasifikacia

Pri riadenej klasifikacii je v prvej faze potrebny zasah spracovavatela na vytvorenie
tréningovych ploch. Tie st definované identifikovanim oblasti na snimku, ktoré je mozné
jednoznacne roztriedit do vybranych informacnych tried. Tieto oblasti by mali mat typické
spektralne vlastnosti, na zaklade coho sa vytvaraji homogénne skupiny pixelov. Pre
dosiahnutie ¢o najkvalitnejsich trénovacich ploch je potrebné dbat na dostatocnii velkost,
rozlozenie po celom Uzemi pre zaber roznych moznosti vyskytu a dostatocnu znalost
uzemia. Campbell uvadza ako minimalny pocet 100 pixelov pre kazdu informacnu triedu,
aby doslo k vypoctu reprezentativnych statistickych charakteristik. Pixely z trénovacich
ploch by sa nemali nachadzat na rozmedzi dvoch roznych kategérii (Campbell, Wynne
2011).
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Presnost klasifikacie nasledne zavisi od vhodne zvoleného klasifikacného algoritmu,

kterych existuje niekolko.

Klasifikator maximalnej pravdepodobnosti (Maximum likelihood)

Klasifikator pri rozradeni pixelu hodnoti rozptyl, korelaciu a kovarianciu
vSetkych vytvorenych tried. Na to je potrebné normalne (Gaussove) rozdelenie
trénovacich dat. Pomocou pravdepodobnostnej funkcie sa pocita pravdepodobnost,
s ktorou neznamy pixel patri do kazdej kategorie. Zaradeny je do tej, v ktorej ziskal
najvyssiu  hodnotu. Spracovavatel ma moznost nastavit prahovia hodnotu
(threshold), pod ktorti pravdepodobnost patrenia pixelu do danej kategérie nesmie
klesnut, v pripade, Ze sa tak stane, pixel ostava neklasifikovany. (Lillesand, Kiefer,
Chipman 2015) Ako nevyhoda daného klasifikatora sa da brat vypocetna narocnost
a podmienka velmi dobrych trénovacich dat, co moéze byt problémom, nakolko
v realite nie kazda informacna trieda zahifna iba jednu spektralnu triedu (Sathya,
Deepa 2017).
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Obrazok 1 Klasifikator Maximalnej Pravdepodobnosti (Dobrovolny, 1998)

Random forest

Klasifikator suborového ucenia (ensemble learning), ktory je zaloZeny
na mnohych klasifikacnych rozhodnutiach pomocou ,rozhodovacich stromov*
(decision trees) nezavislych na sebe. Na zaklade vlastnosti pixelov v trénovacich
plochach v jednotlivych kategoriach, ako napriklad spektralna odrazivost,
nadmorska vyska, ¢i sklon, sa rozhoduje o zatriedeni neklasifikovaného pixelu
vSetkymi decision trees z celého forestu, ktorého velkost sa predom zadava, kde
v kazdom jednom dochadza k hlasovaniu zaradenia. Finalna trieda je ta, ktora
dostala najviac hlasov. Cim viac hlasov je za jednu triedu, tym je vacésia
pravdepodobnost spravneho klasifikovania pixelu (Jensen 2005).

o o g o) =4 o
g9 98 ¢ 896 o 60 g
360006080 60063006 6630060806

®

Final result

Obrazok 2 Klasifikator Random Forest (zdroj: https://www.ibm.com/topics/random-forest)
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¢ Klasifikator K — najblizSich susedov (K — nearest neighbors)

Je jednoduchy, ale efektivny klasifikator, ktory je v podstate modifikovana
metoda minimalnej vzdialenosti, avsak neurcuje triedu len na zaklade najkratsej
vzdialenosti pixelu od centroidu zhluku, ale taktiez berie ohlad na pixely v okoli.
V prvom rade KNN presetruje kazdy neznamy pixel, identifikuje jeho k — najblizsich
susedov (pocet predom stanoveny uzivatelom) a nasledne sa zaraduje do triedy,
z ktorej pochadza vacsia cast pixelov. Klasifikator je vypocetne narocny pri velkej
datovej sade (Campbell, Wynne 2011).

™S

VM4

|

Obrazok 3 Klasifikator K-Nearest Neighbor (Dorbovolny, 1998)

¢ Klasifikator minimalnej vzdialenosti (Minimum distance)

Klasifikator, ktory funguje na zaklade porovnavania vzdialenosti neznameho
pixelu a stredmi jednotlivych zhlukov trénovacich dat, ktoré su casto definované
priemernou hodnotou zhluku. Klasifikator vzdy vybera minimalnu zhluk
s najmensou vzdialenostou od pixelu. Vysledky nie st vzdy presné, triedy niekedy
prekracuju ich realne hranice, z tohto dovodu je tato metoéda v dialkovom
prieskume pouzivana minimalne (Campbell, Wynne 2011).

Neriadena klasifikacia

Na rozdiel od riadenej klasifikacie, v pripade neriadenej klasifikacie nie je v ivodnom
stadiu potrebny zasah spracovavatela, nakolko trénovacie plochy nie st vyuzivané.
Neriadena klasifikacia spociva v agregovani neznamych pixelov do skupin na zaklade ich
tendencie vytvarania zhlukov vo viacrozmernom priestore. Predpokladom pre to je
spektralne chovanie objektov, pri ktorom objekty s rovhakym povrchom majii podobné
spektralne vlastnosti, zatial co liSiace sa povrchy maja aj iné spektralne chovanie a st
dobre separované. Tento proces zoskupovania sa vykonava zhlukovou analyzou, ktorej
vysledkom su spektralne triedy, ktorych mnozstvo definuje uzivatel. Po tomto kroku je
potrebny jeho zasah, kde sa na zaklade referencnych dat priraduje k spektralnym triedam
informacna trieda a pripadne dochadza k zluc¢ovaniu tried. (Dobrovolny 1998)

Medzi najcastejSie pouzivané algoritmy neriadenej klasifikacie patria K-means
a [SODATA.
o Klasifikator K-priemeru (K-means)
Tento algoritmus po urceni pozadovaného mnozstva vytvorenych zhlukov
lokalizuje ich jednotlivé centroidy, a nasledne je kazdy pixel na snimku priradeny
k zhluku, ktorého stredny vektor sa nachadza najblizsie. Proces sa opakuje
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vypocitanim novych vektorov na novo vytvorenych zhlukoch a reklasifikaciou
obrazu, kym neprestane dochadzat k vyznamnym zmenam. Nasleduje priradenie
informacnych tried (Lillesand, Kiefer, Chipman 2015).

e [SODATA (Iterative Self-Organizing Data Analysis Techniques A)

Algoritmu sa rovnako zadava pozadované mnozstvo zhlukov a zaroven pocet
iteracii. Stredy zhlukov st distribuované rovnomerne vV priestore a nasledne
dochadza k priradeniu pixelov podla najmensej vzdialenosti k stredu zhluku.
Proces sa opakuje kym nie je uspokojivy vysledok bez vyraznych zmien. (NV5S
GEOSPATIAL 2023)

2.2 Satelity

Pléiades

Zoskupenie dvoch identickych druzic, Pleiades-1A a Pleiades-1B, patri pod franctuzsku
vesmirnu agentiru CNES (Centre National D’Etudes Spatiales). Misia zacala pre druzice
samostatne v decembri roku 2011 a 2012 a ponuka optické data velmi vysokého
priestorového rozliSenia — 50 centimetrov pre panchromatické pasmo a dva metre pre
multispektralne pasma. Nachadzajii sa na rovnakej orbite ako satelity SPOT ako sucast
satelitnej konstelacie.

Pléiades su druzice synchronné so Slnkom obiehajtce vo vyske 694 kilometrov a sirka
snimanej plochy je 20 kilometrov. Ich cyklus trva 26 dni. Prioritne sa z nich ziskavaji
environmentalne data (monitorovanie vegetacie, hydrologia, risk a katastrofy,
mapovanie,...). Spektralne pasma:

- BO - modré (450-530 nm)

- Bl - zelené (510-590 nm)

- B2 -cervené (620-700 nm)

- B3 - blizke infracervené (775-915 nm)

- PAN - panchromatické (480-820 nm) (Earth Online — Pleiades)

Sentinel

Sentinel-2 spada pod misiu pod programom Copernicus , ktory je vedeny Eurépskou
vesmirnou agenturou (ESA). Do misie sa radia:

- Sentinel-1: sprostredkovava radarové snimky dostupné bez ohladu na pocasie

- Sentinel-2: optické snimky s vysokym rozliSenim, zamerané na vegetaciu, vodu ¢i
podu

- Sentinel-3: optické, radarové a vyskové data, zameriava sa na topografiu, teplotu
povrchu

- Sentinel-4: monitoring zlozenia atmosféry, stopové plyny a aerosoly vyskytujucich
sa hlavne nad oblastou Eurépy

- Sentinel-5: monitoring atmosféry

- Sentinel-6: meranie vysky morskej hladiny

V tejto praci su vyuzité multispektralne data misie Sentinel-2. Tvoria ju dve druzice
Sentinel-2A a Sentinel-2B umiestnené na rovnakej slnecno-synchréonnej drahe s posunom
180° vo vyske 786 kilometrov a operuju simultanne s dizkou cyklu 10 dni. Vypustené na
orbitu boli samostatne, Sentinel-2A v juni 2015 a Sentinel-2B v marci 2017. Druzice maji
vysoké priestorové rozliSenie s 13 spektralnymi pasmami, ktoré zaistuje MultiSpectral
Instrument (MSI), senzor nachadzajtci sa v druzici. Z dat misie Sentinel-2 sa podobne ako
pri druziciach Pléiades ziskavajii informacie o zemskom povrchu, polnohospodarstve
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a lesnictve, monitoruju sa ekosystémy, bezpecnost a rizika katastrof a pod. v oblasti od 56°
juznej sirky po 83° severnej Sirky. (Sentinel-2 User Handbook 2015)

Vlnové dizky jednotlivych pasiem a ich priestorové rozliSenie sa nachadza v Tabulke 1.

Tabulka 1 Spektralne pasma Sentinel-2 (zdroj: Satellite Imaging Corporation, Gprava: autor)

Pasmo Stre:lné vinova Priistorové
dizka (nm) rozliSenie (m)
B1 - Coastal aerosol 443 60
B2 - Blue 490 10
B3 - Green 560 10
B4 - Red 665 10
B5 - Vegetation Red Edge 705 20
B6 - Vegetation Red Edge 740 20
B7 - Vegetation Red Edge 783 20
B8 - NIR 842 10
B8A - Vegetation Red Edge 865 20
B9 - Water vapour 945 60
B10O - SWIR - Cirrus 1375 60
B11 - SWIR 1610 20
B12 - SWIR 2190 20

Snimky Sentinelu sa vyskytuju v piatich réznych tirovniach, z toho st volne dostupné
tri. Level-0 st komprimované neupravené data vo formate Instrument Source Packet (ISP).
Level-1A st data ziskané dekomprimovanim dat z Level-0, geometricky model je vyvinuty
a jednotlivé pixely st lokalizovatelné. Stiradnice st viazané na stredy pixelov. Data z tychto
dvoch urovni nie st dostupné uzivatelom. Level-1B poskytuje data po radiometrickych
korekciach vplyvov hornej casti atmosféry (TOA) v geometrii senzoru. Level-1C udava data
o odrazivosti na hornej casti atmosféry. St prevzorkované metéodou Ground Sampling
Distance (GSD) na rozliSenie 10, 20 a 60 metrov, v zavislosti od rozlicnych spektralnych
pasiem. Stiradnice sa viazu na lavy horny roh kazdého pixelu. Level-2A poskytuje data
o odrazivosti na spodnej ¢asti atmosféry (BOA) (Zubrietovsky a kol. 2017).

2.3 Spektralne chovanie objektov

Na zaklade ziskanych hodnoét spektralnej intenzity emitovaného, alebo odrazeného
ziarenia, je mozné urcit vybrané fyzikalne vlastnosti meraného objektu. Druhovymi
parametrami sa vyjadruje druh latky, ako napriklad voda ¢i les. Na urcenie fyzikalneho
stavu objektu (vlhkost) sa pouzivaju stavové parametre. Pri dostatocnej znalosti spektralne;j
charakteristiky objektov aich zodpovedajucich stavovych parametrov je mozné urcit
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spravne spektralne pasma na ¢o najlepsiu charakteristiku objektov (Kolar 1990). Ako
hlavné rozdelenie sa na zaklade najvacsich spektralnych odliSnosti mo6ze brat delenie na
skupiny pevny povrch bez vegetacie, vegetacny povrch a vodu (Halounova, Pavelka, 2007).

Typické spektralne chovanie objektov sa sleduje tzv. spektralnou krivkou odrazivosti,
ktora ma svoj Specificky priebeh pre kazda skupinu povrchov (Dobrovolny 1998).
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Obrazok 4 Spektralna krivka odrazivosti pre vegetacny povrch, vodu a podu (zdroj: https://seos-
project.eu/remotesensing/remotesensing-cO1-p06.html).

Vegetacny povrch

Najcastejsim prvkom rozliSovanym na zemskej pokryvke je vegetacia, medzi ktorti sa
radi travnaty porast, polnohospodarske plodiny a listnaté a ihlicnaté stromy (Halounova,
Pavelka 2007). Vo vacsine pripadov je dialkovym prieskumom skumany druh rastliny ako
celok. V pripade stromov vzhladom k ich velkosti dochadza k pozorovaniu spravania
odrazivosti jeho réznych casti, z coho najlepsie pozorovat spektralne chovanie umoznujua
najviac listy (Kolar 1990). To je zalozené na obsahu ich zloZenia, rovnako ako na uhle,
v ktorom dochadza k odrazu, ¢o poukazuje na Struktiru listu ajeho vek (Halounova,
Pavelka 2007).

Spektralna krivka odrazivosti sa u listov deli na 3 hlavné casti:

¢ oblast pigmentovej absorpcie (0,4 — 0,7 pm)

Pigmentové latky maju velky vplyv na spektralne chovanie listov vo viditelnej casti
spektra. NajvyznamnejSou je chlorofyl, ktory moze tvorit az 65 % listového pigmentu.
V zelenom pasme ma najvyssiu odrazivost, naopak, v cervenom a modrom pasme VAacSinu,
podla Campbella 70 az 90 % dopadajuceho ziarenia absorbuje.

¢ oblast bunec¢nej Struktary (0,7 - 1,3 pm)

V tychto vlnovych dizkach je hlavnym faktorom pre typicky narast v odrazivosti
morfologicka stavba listu. Viac vrstiev listu umoznuje viacnasobny odraz ziarenia v pasme
NIR, maximalny odraz je dosiahnuty pri 6-8 vrstvach listu.

e oblast vodnej absorpcie (1,3 — 3,0 pm)

Spektralna odrazivost je tvorena absorpcnymi pasmi vody. Dochadza tu k nepriame;j
Gmere medzi odrazivosfou a obsahom vody v listoch. V tjchto vlnovych diZkach sa
najlepsie pozoruje vodny stres rastlin (Dobrovolny 1998).
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Voda

Spektralne vlastnosti vody sa lisia od ostatnych beznych povrchov, zaroven je pomerne
homogénnou latkou, co vo vacsine pripadov tvori dobré zaklady pre kvalitné rozpoznanie
vodnych povrchov. Moze sa vyskytovat v roznych skupenstvach, kde pri kazdom z nich ma
Specifickeé vlastnosti odrazivosti.

V kvapalnom skupenstve dochadza k silnej absorpcii slnecného ziarenia pri preniku
vodnym stipcom, ¢o sa vyznaéuje nizkou odrazivosfou vo vsetkych vinovych dizkach. Pri
obsahu primesi biologického, ¢i umelého pévodu dochadza k zmene odrazivosti podla ich
zlozenia.

Voda v pevnom skupenstve ma opacné spektralne chovanie. Vo viditelnom aj NIR
pasme ma vysoku odrazivost, ktora casto prevysuje odrazivost okolitych povrchov
(Dobrovolny 1998).

Poda

Spektralne chovanie anorganickych latok sa vyznacuje rastiicou odrazivostou zaroven
s vlnovou dizkou. Vykyvy moze sposobovat vplyv faktorov ako mineralne zloZenie pédy,
podna vlhkost, obsah organickych latok alebo textura pédneho povrchu.

Pody nasiaknuté vodou maju na zaklade spektralneho chovania vody nizsiu odrazivost.
Strukttira pédy a nerovnosti na povrchu zapri¢inuja uhlové rozdiely v intenzite odrazeného
ziarenia. S narastajucou velkostou castic v pode sa zvysuje jej celkova odrazivost
(Dobrovolny 1998).

2.4 Vegetacné indexy

Pri sticasnej klimatickej situacii je zvyseny dopyt po presnejsich informaciach o stave
a fungovani lesnej vegetacie ako doplnok k pozemnému sledovaniu. Pre sledovanie zmien
v danom obdobi je dobrym spdésobom vyuzivanie vegetacnych indexov. Vdaka spektralne;j
odrazivosti povrchu je mozné zaznamenavat informacie o stave vegetacie, strukture listov,
¢i biogeochemickej kompozicii.

Rastliny majt v roznych pasmach elektromagnetického ziarenia specifickti odrazivost.
Véacsina Cervenej a modrej Casti ziarenia sa pri fotosyntéze pohlti a cast zeleného spektra
je odrazana. V NIR spektre sa vacsina ziarenia z vegetacie na rozdiel od inych povrchov
odraza, na zaklade coho boli indexy vyvinuté. (Lukas, Neudert, Novak 2017)

Jeden z najpouzivanejsich indexov je NDVI (Normalizovany diferené¢ny vegetacny index),
ktorého hodnota hovori o zdravi a hustote vegetacie. Vdaka pigmentovym latkam, ako
napr. chlorofyl, ktoré obsahuju listy, je RED pasmo pri zdravej vegetacii silno absorbované.
K opaku dochadza pri pasme NIR, kde sa kvoli strukture listov ziarenie odraza. So
zvysujucou sa hladinou stresu, ktorému je vegetacia vystavena, sa odrazivost v NIRe
znizuje a odrazivost v cervenom pasme stipa vzhladom k nizkej produkcie chlorofylu,
nasledkom ¢oho dochadza k Zltnutiu listov.

Vzorec pre NDVI:

NIR — RED

NDVI = SR ¥ RED
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Index nadobtida hodnoty v intervale <-1;1>, ¢im je hodnota vysSia, tym obsahuje dana
oblast vyssiu koncentraciu zdravej, zelenej vegetacie. Zaporna hodnota naznacuje absenciu
vegetacie a zodpoveda vodnym plocham. (Kiage a kol. 2007; Gaja 2013 )

Najjednoduchsim indexom je Simple Ratio (SR), ktory sa pocita ako pomer medzi
hodnotou odrazivosti v pasme NIR a Red. Dokaze rozlisit zelené listy a odhadnut relativhu
biomasu nachadzajiacej sa v snimku. (Agricultural Imsging Solution 2021)

Vzorec pre SR:

R = NIR
" RED

(2)

Hodnoty sa pohybuju od O do priblizne 30, kde vysoké hodnoty spadaju vegetacii
s vysokym LAl (leaf area index) a nizke hodnoty pre podu ¢i vodu. Zdrava vegetacia sa
pohybuje zvycajne v intervale <2;8>. (ArcGIS Pro)

Na minimalizaciu jasu pody vznikajucého pri pouziti vegetacnych indexov zahtnajtacich
RED a NIR vlnové dizky bol v roku 1988 vytvoreny Huetom index SAVI (Soil Adjusted
Vegetation Index). Zakladny princip je rovnaky, ako pri indexe NDVI, avSak vysledok je
upraveny parametrom L, ktory ma hodnoty v intervale <0;1> a pouziva sa podla hustoty
vegetacnej pokryvky. Pri najvyssej hustote je pouzivana hodnota O, najbeznejsie sa vyuziva
hodnota 0,5 pre priemernu hustotu. Sykas (2023) vo svojom ¢lanku porovnaval indexy
NDVI a SAVI, kde vidiet rozdiel v saturacii, ktora pri NDVI nastava skor, ¢im sa SAVI stava
pri spravnom nastaveni L parametru vhodnejSou volbou pri hustej vegetacii.

Formula pre SAVI:

savi= _NR-RED 4
= *
NR+rRED+L ETD

(3)

Pomocou Normalizovaného Diferenéného Indexu Vlhkosti (NDMI) sa zistuje tGroven
vlhkosti a vodného stresu v plodinach, ¢o je uzitocné ako prevencia v polnohospodarstve,
nakolko sa detekuje uz v skorom stadiu. Pre vypocet sa pouziva pasmo NIR a SWIR.

NIR — SWIR

NDMI'= IR Tswir

(4)

Hodnoty st v intervale <-1;1> a ¢im je hodnota vyssia, tym menej vodného stresu ma dana
oblast, pri hodnote 1 méze byt az presiaknuta. (EOS DATA ANALYTICS 2023; Simerska
2021; Antognelli 2018)
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2.5 Podobné prace

Vozdr (2018) vo svojej praci klasifikoval lesnu vegetaciu v lokalite Cerny les, Gronicek
a Kovaruv zleb na datach vysokého (Landsat-8 a Sentinel-2) a velmi vysokého (PlanetScope
a RapidEye) rozlisenia. Pouzil klasifikacnt metédu Maximum Likelihood with null class,
ktora sa zaradzuje k riadenej klasifikacii a vyuzil software PCI Geomatica. Taktiez bol
vypocitany vegetacny index NDVI, z ktorych boli nasledne vytvorené rastrové mapy. Do
klasifikacie index nevstupoval kvoli rozdielnosti hodnét medzi snimkami z ré6znych druzic.
Vozdar porovnaval vysledky vykonanej klasifikacie s validacnymi datami od Corine Land
Cover a UHUL. Najvaésiu presnost dosiahli data z PlanetScope, podobne aj z RapidEye, ale
vyskytol sa pri nich problém so zatienenymi plochami. Pri datach s niz§im priestorovym
rozliSenim dochadzalo k vacsiemu poctu pripadov s neklasifikovanymi pixelmi.

V bakalarskej praci Riedla (2016) bola vytvorena klasifikacia lesnej vegetacie pomocou
dat velmi vysokého (World View - 2) a vysokého rozliSenia (Landsat — 8) z oblasti Narodného
parku Sumava. V dalSej casti prace bola vytvorena legenda. K vytvoreniu per-pixel
klasifikacie vyuzival vybrané algoritmy riadenej (Maximum Likelihood, Minimum Distance)
a neriadenej klasifikacie (ISODATA), ktoré boli spracované v software Envi 5.1,
v rovhakom softwari bola zhotovena metoda klasifikacnej chybovej matice na vyhodnotenie
presnosti. Najvyssiu presnost Ried! dosiahol na datach World View — 2 pomocou algoritmu
Maximum Likelihood, a to 54,57 %. Tato nizka hodnota bola autorom odévodnena velkym
Uzemim a problémom pri presnom vybere trénovacich ploch.

V zahranicnej praci Object-based classification wvs. Pixel-based classification:
comparative importance of multi-resolution imagery boli porovnavané vysledky klasifikacie
zalozené na metode per-pixel a per-object. Ako data boli pouzité 2 snimky so strednym
priestorovym rozliSenim (SPOT-5) z obdobia s vegetaciou s listami a s vegetaciou bez listov
a Color Infrared Digital ortophoto snimok s vysokym rozliSenim. Snimky boli zltcené do
jedného pre potrebu vytvorenia viac-casového a viac-priestorového snimku, a prave ten
dalsich podobne zalozenych prac z poslednych rokov tvrdiacich, ze pri viac-priestorovych
a viac-casovych snimkoch bude mat objektova klasifikacia vyssiu presnost ako riadena
a neriadena pixelova klasifikacia.

Autori prace Comparison of Random Forest, k-Nearest Neighbor, and Support Vector
Machine Classifiers for Land Cover Classification Using Sentinel-2 Imagery sa zamerali na
prieskum klasifikacie réoznymi algoritmami a zaroven porovnavali vysledky algoritmov
vykonavanych na snimkoch Sentinel-2 s r6znymi velkostami trénovacich dat. Vietnamska
oblast vo velkosti 30x30 km? bola klasifikovana do 6 tried krajinnych povrchov s pouzitim
14 réznych trénovacich dat v rozmedzi velkosti 50 az 1250 px/trieda. Presnost vysledkov
sa pohybovala pri vsetkych metodach medzi 90-95 %. Support Vector Machine mal
najmensie vykyvy vo vysledkoch pri zmene velkosti trénovacich ploch. Pri va¢Som pocte
pixelov ako 750 px/trieda, alebo aspon velkosti 0,25% plochy skiimanej oblasti boli
vysledky vsetkych algoritmov najpresnejsie.

Mindaréik (2015) v svojej praci porovnaval algoritmy Maximum Likelihood, Support
Vector Machine a z neriadenej klasifikacie [SODATA na snimkoch z WorldView - 2
a Landsat — 8, kde pri snimku s priestorovym rozliSenim 2 m (WorldView - 2) bola
najpresnejsia metoda riadenej klasifikacie Maximum Likelihood s celkovou presnostou
73,1 %. Snimok s rozliSenim 30 m (Landsat — 8) mal najlepsiu presnost pri metéde Support
Vector Machine s celkovou presnostou 70,78 %.
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Viacihova (2018) vo svojej diplomovej praci hladala najlepsiu metodu klasifikacie
obrazu pre sledovanie zmien v povrchu krajiny. Pouzivala riadenu i neriadenu klasifikaciu
na datach od Landsat — 8 a Sentinel — 2. K najlepsim vysledkom dosla pri pouziti algoritmu
Maximum Likelihood na snimkoch Sentinelu — 2.

V clanku Evaluating supervised and unsupervised techniques for land cover mapping
using remote sensing data sa autori zaoberali porovnanim presnosti riadenej a neriadenej
klasifikacie na snimkoch SPOT 5. Po vytvoreni nahodnych 72 vzorovych bodov, ktoré tvorili
25 % celej Studovanej oblasti boli vyhodnotené vysledky z chybovej matice. Riadena
klasifikacia mala presnost 90,28 %, s Kappa Statistikou 0,86 a neriadena klasifikacia vysla
s presnostou 80,56 % s Kappa statistikou 0,73. Z tohto zaveru autori vyhodnotili, ze
riadena klasifikacia ma presnejsie vysledky.

Stadia Per-pixel vs. Object-based classification of urban land cover extraction using
high spatial resolution imagery porovnava klasifikaciu na zaklade zhlukovania per-pixel
a per-object cez snimky s vysokym rozliSenim zo satelitu QuickBird v mestskych
oblastiach. Objektova klasifikacia ma znacne vyssiu presnost, ato 95,2 %, zatial co
najbeznejsie pouzivana pixelova metoda Maximum Likelihood ma presnost 87,8 %.

Zadrazil (2021) porovnaval pokrocilé klasifikatory Random Forest (RF) a Classification
and regression tree (CART) na Etiopskej oblasti Sidama pomocou dat z druzic Landsat-8
a Sentinel-2 v cloud-based prostredi Google Earth Engine pri mierke 1 : 000 000. VysSia
celkova presnost bola dosiahnuta klasifikatorom RF, data zo Sentinel-2 ma 82 %,
z Landsatu-8 80 %.
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3 METODY A POSTUP SPRACOVANIA

V tejto kapitole s spomenuté potrebné kroky na dosiahnutie ciela tejto bakalarskej
prace. V nasledujucich kapitolach dojde k ich hlbsiemu rozboru.

Pouzité metody
Pre tvorbu klasifikacii boli pouzité metody per-pixel riadenej a neriadenej klasifikacie

algoritmami Maximum Likelihood, Random Forest, K-Nearest Neighbors a K-Means.
Nasledne doslo k porovnavaniu a analyze vysledkov.

Pouzité data
V praci boli pouzité snimky zo satelitov Sentinel-2 a Pléiades z oblasti zvoleného tizemia
povodia VSeminky a Trnavky.

Zo satelitu Pleiades boli zakupené katedrou geoinformatiky dva snimky
(DS_PHR1A 202108140954027_FR1_PX E017N49_1016_01230;
DS _PHRI1B 202109150958411 FR1 PX E017N49 1112 01312) kvoli velkosti povodia
a potrebe pokrytia celej zaujmovej oblasti. Boli nasnimané dna 14. 8. 2021 a 15.9.2021
a ziskané v stradnicovom systéme WGS84. Snimky obsahuju péat spektralnych pasiem,
ato Styri v priestorovom rozliSeni 2 m (modré, zelené, cervené a blizke infracervené)
a panchromatické pasmo s priestorovym rozliSenim 2 m.

Data zo satelitu Sentinel-2 su volne dostupné cez program Copernicus. Rozsah
vybraného snimku
(S2B_MSIL2A 20211009T095029_N0301_R079_T33UYQ_20211009T120840) zabera
uzemie povodi a datum je z rovnakého obdobia, ako snimok Pléiades (9. 10. 2021)
z dovodu podobného zastiipenia ploch pri klasifikacii obrazu a moznosti porovnania.
Produkt je tirovne Level 2A, ktora je najvhodnejsia vdaka uz obsahujiicej atmosférickej
korekcii, vdaka comu uz nie je potrebné ju robit dodatocne.

Validacnymi datami bude Detailni kombinovana vrstva (DKV), ktora bola dodana
panom profesorom RNDr. Vilémom Pechancom, Ph.D. DKV je produkt z roku 2014, ktory
rozlisuje 152 typov habitatov v Ceskej republike. (Prochazka, 2020) Je tvorena v spolupraci
s Agenturou ochrany prirody a krajiny CR Ustavom vyzkumu globalni zmény AV CR.
Vznikla ako kombinacia Konsolidované vrstvy ekosystému (KVES) a Vrstvy mapovani
biotopu (AOPK CR, 2014) spolu s dalsimi dostupnymi zdrojmi ako ZABAGED (Zakladni
baze geografickych dat), DIBAVOD (Digitalni baze vodohospodarskych dat), UrbanAtlas,
CORINE Land Cover a iné. (Purkyt 2022)

Pouzité programy

Pre spracovanie dat a tvorbu bakalarskej prace bolo potrebnych niekolko pocitacovych
programov.

Na pociatocnu pripravu dat a hlavna cast prace, a to klasifikacia snimok a vypocet
vegetacnych indexov bol pouzity program SNAP vo verzii 8.0.0., spracovavanie vysledkov

prebiehalo v programe QGIS vo verzii 3.24.0-Tisler, tabulky a texty boli vytvorené pomocou
balicka MS Office 365 a programom MS Word a MS Excel.

SNAP

The Sentinel Application Platform (SNAP) je software vyvinuty institiciami Brockmann
Consult, Skywatch, Sensar and C-S urceny primarne na analyzu a spracovavanie Sentinel
dat, dokaze vsak pracovat aj s datami inych satelitov. Je to subor spustitelnych nastrojov
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a APIs (Application Programming Interfaces), ktoré boli vyvinuté na ulahcenie vyuzivania,
zobrazovania a spracovania réoznych udajov z dialkového snimania. (Sentinel Toolbox Help)

QGIS

QGIS (povodne ,Quantum GIS“), je v sticasnosti jeden z najrozsSirenejSich, volne
dostupnych geografickych informacnych systémov, licencovany pod GNU General Public
Licence, Je oficialnym projektom Open Source Geospatial Foundation (OSGeo). Podporuje
mnozstvo vektorovych, rastrovych a databazovych formatov a funkcii a ma moznost
doinstalovania novych pluginov. Nové verzie programu vychadzaju pravidelne kazdé styri
mesiace. (Jenkins 2023)

Postup spracovania

Prvym krokom k spracovaniu bakalarskej prace bola potrebna resers a prestudovanie
dostupnych domacich a zahranicnych zdrojov. Z tych boli vybrané poznatky, vdaka ktorym
sa dalo priblizit k vyberu vhodnych klasifikacnych metod a nasledujucemu postupu.

Po vykonani dostatocnej reserse bolo mozné prejst k praktickej casti. Ako prvé bolo
potrebné ziskat data, na ktorych sa vykonava cela praca (kapitola 4.1). Doslo k ich uprave
a tvorbe styroch vstupnych sad, na ktorych prebiehali podobné procesy a na zaver boli
porovnavaneé.

Vytvorené klasifikacné mapy boli validované pomocou kontrolnej vrstvy DKV a zaroven
bola zistovana presnost chybovou maticou. Poslednym krokom pred finalizaciou prace boli
vytvorené mapové vystupy a tabulky.

Tvorba Vykonanie

Resers Ziskanie dat

vstupnych sad klasifikacie

Finalizacia Tvorba Kontrola

textov, web, vystupnych pomocou
poster vrstiev a tabuliek valida¢nych dat

Obrazok 5 Postup prace
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4 PRIiPRAVA DAT

Pred samotnym zaciatkom klasifikovania je potrebné data ziskat a vhodne pripravit na
nasledujuci proces. Podstiipené kroky st vypisané v tejto kapitole.

4.1 Ziskanie dat

Snimok s velmi vysokym rozliSenim zo satelitu Pleiades bol zakupeny katedrou
geoinformatiky zo zaujmovej oblasti z datumu 14. 8. 2021 a 15.9.2021. Na zaklade
kupeného snimku bol vyberany snimok zo Sentinelu-2 z rovnakého obdobia (9. 10. 2021),
z dovodu rovnakého zastiipenia ploch pri klasifikacii obrazu, ktory je volne dostupny na
stranke Copernicus Open Access Hub. Po potrebnej registracii boli zadané pozadované
parametre na snimok, kde ako prioritné nastavenie bol vyber snimku z podobného
casového obdobia ako snimok z Pleiades a oblast bez, alebo s minimalnou oblacnhostou
(nastavenie O — 10 % pokryvu). Produkt je Girovne Level 2A, ktora je najvhodnejsia vdaka
uz obsahujucej atmosférickej korekcii, takze nie je potrebné ju robit dodatocne
(Zubrietovsky a kol. 2017).

4.2 Priprava snimok

Stiahnuté snimky bolo potrebné pripravit na klasifikaciu, na co bol zvoleny software
QGIS a SNAP. Snimok Pleiades bol otvoreny v programe QGIS, nakolko v danom formate
ho nebolo mozné otvorit priamo v SNAPe a tam boli potrebné data vyexportované vo formate
tif.

Scéna z Pléiades je zlozena z dvoch snimok, ktoré kvoli naslednému spojeniu bolo
potrebné v prvom rade georeferencovat, kedze pri povodnych snimkach dochadza
k miernemu posunu. Georeferencovanie prebehlo v QGISe pomocou funkcie Georeferencer,
kde bol nahrany potrebny raster a nasledne vybranych priblizne 250 GCP (Ground Control
Points) podla zhodnych miest zreferencnej mapy Google Satellite pouzitej
z QGISom pontkanych XYZ dlazdic. Nasledovalo nastavenie transformacie, kde ako
prevzorkovacia metéda bolo ponechané nastavenie najbliz§ieho suseda a ako
transformacny typ bola po vyskusani viacerych transformacii zvolena Polynomicka
transformacia 3. radu.

Po georeferencovani bolo potrebné vytvorit z danych snimok mozaiku, ktora vznika
spojenim vybranych snimok. Bola vytvorena v QGISe cez funkciu Mosaic s predvolenym
nastavenim, okrem harmonizacnej metody, kde bolo zvolené nastavenie band, nakolko pri
inych sposoboch mozaikovania dochadzalo k znacnym rozdielom medzi dvoma castami
snimku a farbami v multispektralnom snimku v 3. pasme Pléiades, a tym padom aj
k skreslenym vysledkom klasifikacie (vid obrazok 5).
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Obrazok 6 Chybna klasifikacia ML v dosledku nespravneho mozaikovania.

Na ziskanie co najlepsSej kvality sa vykonal proces pansharpeningu (skratka pre
panchromaticky sharpening), ¢o je forma ,image fusion®, ktora kombinuje panchromaticky
snimok s vysokym priestorovym rozliSenim a multispektralny snimok s vysokym
spektralnym rozliSenim, ¢im vznika ostrejsi multispektralny snimok so zachovanymi
spektralnymi informaciami (Njambi 2022).

Obrazok 7 Snimok pred (vlavo) a po (vpravo) pansharpeningu. (zdroj:
https:/ /up42.com/blog/how-pansharpening-improves-satellite-imagery)

Nasledne boli snimky presunuté do programu SNAP. Snimok Sentinelu tvori velku
oblast 10980 px x 10980px, pre vymedzenie Uizemia a rychlejsiu manipulaciu s nim bol
snimok v SNAPe orezany pomocou funkcie subset a plocha bola vybrana podla vektorovej
vrstvy povodi stiahnutej z Dibavodu pomocou funkcie land/sea mask. V tomto procese boli
ponechané iba pasma, ktoré budu vyuzivané v klasifikacii, a to pasma s priestorovym
rozliSenim 10 m a 20 m (odstranené b1, b9, b10 s priestorovym rozliSenim 60 m). Snimku
bol zmeneny stradnicovy systém pomocou funkcie reprojection na S-JTSK v Krovakovom
zobrazeni. Finalnym krokom bolo prevzorkovanie vsetkych pasiem pomocou funkcie
Resampling na rozlisenie 20 m, ¢o znamena, Ze v novo vytvorenej sieti pixelov sa zadavaju
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pixelom nové hodnoty na zaklade vybranej metody, ktora v tomto pripade bola Nearest
neighbor — ta vybera novii hodnotu pixelu podla hodnoty najblizsieho pixelu novej lokacie.
Tato metoda je sice najjednoduchsia, no mo6ze dojst k duplikacii ¢i strateniu pixelov. Vdaka
prevzorkovaniu pasiem na rovnaké rozliSenie je mozné vykonavat vypocty medzi pasmami
pomocou indexov (Lillesand, Kiefer, Chipman 2015; Fundamentals of Remote Sensing
2019). Na mozaikovanych snimkoch Pléiades bol v SNAPe uskutoc¢neny rovnaky postup
ako pri snimkoch Sentinelu.

Tymto boli ziskané Styri sety pripravenych snimok v programe SNAP: Sentinel-2
s pasmami s rozliSenim 10 m, Sentinel-2 so vSetkymi pasmami s rozliSenim 10 m a 20 m
prevzorkovanych na 20 m, multispektralne snimky Pléiades srozliSenim 2 m
a panchromaticky snimok Pléiades po pansharpeningu s rozliSenim 0,5 m, na ktorych
mohol nasledovat dalsi postup, a to vykonavanie klasifikacii.
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5 KLASIFIKACIA

Naslednym krokom bolo vykonanie samotnych klasifikacii. Kategorie, do ktorych su
snimky klasifikované, boli vybrané na zaklade upravy DKV a st nasledujtice.

- Ihlicnaté lesy

- Listnaté lesy

- Travnaté plochy/luky

- Vodneé plochy

- Zastavané oblasti

- Orna/hola poda

5.1 Riadena klasifikacia

Na vykonanie riadenej klasifikacie bolo v prvom rade potrebné vytvorit trénovacie
plochy. U nich je dolezita ¢o najlepsia kvalita kvoli reprezentacii vybranych kategorii, podla
ktorych sa bude algoritmus riadit. Podla Campbella je potrebnych aspon 100 pixelov
v jednotlivych kategoriach na dosiahnutie dobrych vysledkov, ale dolezita je ich spektralna
homogenita. Vzhladom k ré6znemu priestorovému rozliSeniu v Styroch vytvorenych setoch,
aj pocet pixelov v trénovacich plochach sa lisi (vid Tabulka 2), a jednotlivé polygony museli
byt prisposobené rozliseniu a realistickym tvarom objektov v danych snimkach, kde vidiet
medzi jednotlivymi snimkami mierne zmeny v povrchu vplyvom rozlicného obdobia
zhotovenia snimok Pléiades a Sentinel.

K vytvoreniu trénovacich ploch doslo v programe SNAP pomocou vytvorenia New Vector
Data Container, co je kategoria pre vyznacovanu triedu a nasledne pomocou Polygon
Drawing Tool boli vyznacované polygony (zapinanie/vypinanie pomocou Mask/Layer
Manager).

Kontrola spravneho vyznacenia tried, a teda normalne (Gaussovo) rozdelenie, bola
prevedena pomocou funkcie Statistics (Analysis), kde je zobrazené spektralne rozdelenie

tried pomocou grafov. Najhorsia separabilita sa ukazovala pri kategoriach orna poda
a zastavané oblasti.

Tabulka 2 Pocet pixelov trénovacich ploch v jednotlivych triedach

Sentinel Sentinel 20 Pléiades - Pléiades -
10 m m multispektralne | pansharpening

Listnaty les 2778 726 36 806 476 196
[hlicnaty les 5921 1452 38 552 498 776
Luka, trava 9 129 2 283 26 172 338 231
Vodna plocha 418 109 8 355 108 008
Zastavana oblast 4 333 1091 13 885 191 828
Orna/hola péda 2795 694 36 584 473 156

V doésledku malého zastipenia triedy vodna plocha vo vymedzenom tuzemi doslo
k vytvoreniu aj malej trénovacej plochy, v pripade Sentinelu s priestorovym rozliSenim
20 m s minimalnym poctom pixelov.
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5.2 Neriadena klasifikacia

Dalsim druhom vykonanej klasifikacie bola neriadena klasifikacia, konkrétne K-means
Cluster Analysis. Ako uz bolo spominané v kapitole neriadena klasifikacia, pri vykonavani
sa nepouzivaju trénovacie plochy. Nastavenie bolo ponechané predvolené, okrem pola
s poctom tried, kde bolo zvolené najvyssie mozné cislo v programe SNAP, a to 100 tried. Pri
pocte 30 dochadzalo k vytvoreniu jednej kategorie pre vodné plochy a tiene sposobené
lesom, v pripade sady Sentinel-2 s pasmami s rozliSenim 10 m doslo k zmieSaniu v jedne;j
kategorii vodnych ploch a zastavanych oblasti. Po vytvoreni 100 tried bolo potrebné
manualne rozradovanie do kategorii podla vytvorenej legendy a nasledné zliicenie tried
v programe QGIS pomocou funkcie Reclassify. Nakolko tu doslo k viditelnému roztriedeniu
tienov do samostatnej kategorie a pri rozradeni do zvolenych siestich kategorii by doslo
k predom znamej chybe, bola vytvorena siedma kategoria - tiene.

Vegetacéné indexy

Po vyskusani zakladnych pasiem boli zistené nedostatky v klasifikacii, preto
nasledovalo pridanie vegetacnych indexov. Pomocou funkcie Band math boli vypocitané
vybrané vegetacné indexy a pridané do klasifikacie. Hlavhym riesenym problémom boli
zatienené oblasti a problém v rozliSeni pody a zastavby. Na vsetkych sadach bol vypocitany
NDVI index vzhfadom k pritomnosti potrebnych pasiem na jeho vypocet u oboch satelitoch,
rovnako ako index SAVI, ktory je identicky ako NDVI index s pridanym parametrom
zahustenia vegetacie. Dal§im pridanym indexom bol index NDTI, ktory sa v stadii
Separating Built-Up Areas from Bare Land in Mediterranean Cities Using Sentinel-2A
Imagery ukazal ako najlepsi index pre rozliSenie pody od zastavanych oblasti. Na zaver bol
pridany index BSI, ktory podla Rouibah a Belabbas v kombinacii s NDTI a NDVI najlepsie
rozlisoval holii1 sucht podu od ostatnych povrchov. Tieto dva indexy boli vytvorené iba pre
sadu Sentinel-2 s 20 m rozliSenim z dévodu absencie SWIR pasma u ostatnych sad.
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6 VYSLEDKY

Pre zistenie uspesnosti klasifikacie bolo potrebné ziskané vysledky spracovat. Bola
zistovana celkova, uzivatelska a spracovatelska presnost klasifikacie pomocou chybovej
matice arucne vypocitany Kappa koeficient. Klasifikacie s najvyssie dosiahnutymi
presnostami v ramci jednotlivych sad boli porovnavané s DKV v mierke 1 : 10 000,
1:20 000 a1 : 50 000. Vysledky klasifikacii sa nachadzaju v prilohe 1 - 4.

Vyhodnocovanie klasifikacii bolo vykonavané v programe QGIS. Klasifikacie vytvorené
v SNAPe st vo formate .dim (BEAM-DIMAP format), ku ktorym sa vytvara zaroven priecinok
stuborov vo formatoch HDR a IMG, ktory je pouzity na zobrazenie klasifikacie v QGISe.
Klasifikaciam boli zmenené hodnoty pomocou funkcie Reclassify a symbologia na farby
vhodné k danym kategoriam. Satelitny snimok Sentinelu sa v QGISe otvara jednotlivo
prostrednictvom samostatnych stiborov pre vsetky pasma. Tie je potrebné kombinovat
v jednom rastri pre zobrazenie snimku v pravych farbach, preto ich bolo potrebné najprv
pomocou funkcie Built Virtual Raster a zaskrtnutim funkcie na vytvorenie samostatnych
pasiem zlucit na jeden raster.

6.1 Presnost klasifikacie

Odhad presnosti klasifikacie bol vytvoreny pomocou chybovej matice, ktora bola
zhotovena v programe QGIS pomocou pluginu AcATaMa (Accuracy Assessment of Thematic
Maps). Ta porovnava vztah medzi referenénymi datami a korespondujicimi vysledkami
vytvorenej klasifikacie, z ktorych je mozné vycitat niekolko charakteristik. Celkova
presnost, ktora vyjadruje presnost pre celu klasifikaciu, je vypocitana delenim celkového
poctu spravne klasifikovanych pixelov (stcet hlavnej diagonaly) s celkovym poctom
klasifikovanych pixelov. Blizsie vysledky pre jednotlivé kategorie sa ziskavaju pomocou
pouzivatelskej a spracovatelskej presnosti. Pouzivatelska je pomerom spravne
klasifikovanych pixelov v kazdej kategorii s celkovym poctom pixelov zaradenych do
danych kategorii podla referencnych dat. Spracovatelska presnost je udavana pomerom
spravne klasifikovanych pixelov v kazdej kategorii s celkovym poctom klasifikovanych
pixelov v danych kategoriach. (Lillesand, Kiefer, Chipman 2015) Pomocou chybovej matice
bol este dodatocne v Exceli vypocitany Kappa koeficient, ktory predava informaciu o tom,
aka kvalitna bola klasifikacia v porovnani s nahodne roztriedenymi pixelmi. Kappa
koeficient ma hodnoty v intervale <-1;1>, kde hodnoty bliziace sa k -1 znacia znacne horsie
roztriedenie ako nahodné rozdelenie, hodnoty bliziace sa k 1 indikuja, ze klasifikacia je
signifikantne lepsia (Accuracy Metrics 2014).

Pre kazdu vytvorenu klasifikaciu bolo v prvom rade vygenerovanych dokopy 70
nahodnych bodov pomocou Stratified Random Sampling manualne rozlozenych
v kategoriach strategicky podla ich velkosti. Pocet bodov bol vybrany podla bakalarske;j
prace Vozdra, ktory pouzival vzorku 30 kontrolnych bodov. Ako napriklad v bakalarske;j
praci Sykoru, je mozné v chybovej matici pouzit aj trénovacie plochy (ROI), ktoré boli
pouzité v riadenej klasifikacii, kde bol dosiahnuty vysoky odhad presnosti, avsak tymto
sposobom by sa zistovala presnost iba danych ploch, a nie celého tizemia.

K vygenerovanym bodom bola nasledne rucne priradena skutocna kategoria za pomoci
daného satelitného snimku a ortofotomapy. Za idealnych predpokladov by sa sticet cisel
na hlavnej diagonale matice rovnal poctu vsetkych kontrolnych bodov, ¢o by znamenalo
100% spravnost zaradenych kategorii pri kontrolnych bodoch.
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K vygenerovanym 70 bodom boli nasledne ku klasifikaciam s najlepsim vysledkom pre
overenie vygenerované body podla automatického rozlozenia Area based proportion, kde
boli pocty v skupinach vytvorené na zaklade strednej chyby priemeru (SE). Celkovy pocet
bodov sa zvysil pri ocakavanej SE 0,005 na 397 bodov, pri SE 0,007 na 203 bodov. Chybové
matice sa nachadzaju v prilohe 5.

V tejto praci boli otestované 4 algoritmy s ré6znymi nastaveniami parametrov, vysledky
su prezentované v nasledujucom texte.

Sentinel-2 v rozliSeni 10 m

Pre Sentinel-2 set s pasmami s priestorovym rozliSenim 10 m vysli podobné presnosti
pri predvolenych nastaveniach v algoritmoch. Klasifikator Random Forest dosiahol celkovii
presnost 70 %. Priihlicnatych lesoch doslo k zamene jedného kontrolného bodu za listnaty
les, u listnatych boli tri body zaradené nespravne ako ihlicnaty les. Najnizsiu uzivatelskt
presnost ziskali vodné plochy, kde bol spravne zaradeny iba jeden bod.

Tabulka 3 Chybova matica pri klasifikatore RF so 70 kontrolnymi bodmi

Valida¢né data Presnost
Ihliénaté | Listnaté L,uk\./, Vodné | Zastavané Ornti/hole Celkom | Pousivatelska | Kappa
lesy lesy | travniky | plochy | plochy pody
Ihlicnate 14 1 0 0 0 0 15
lesy
Listnate 3 12 0 0 0 0 15
lesy
© Luky,
E travniky 0 1 11 0 1 2 15
‘a Vodné
= plochy 0 3 2 1 1 0 7
Zastavané 0 0 1 0 6 2 9
plochy
Omné/holé 0 1 2 0 1 5 9
pody
- Celkom 17 18 16 1 9 9 70
(%]
]
g NIERIEIE R 0,82355 80,6667 1 10,6875 "1,0000" - 0,6667 0,5556 - 0,7000
a
Kappa 0,6293

Podobnu celkova presnost dosiahol klasifikator KNN (74 %) s Kappa koeficientom 0,62.
Rovnako ako pri RF, najvacsi problém bol s vodnymi plochami, ktoré boli oznacené aj ako
zatienené casti v zastavanych oblastiach.

V obrazku ¢. 5 vidiet porovnanie problémovej oblasti s oboma klasifikatormi.
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Obrazok 8 Problémové plochy falosne zobrazujuce vodné plochy v zastavanych oblastiach. RF
(vlavo) a KNN (vpravo).

Po zmene klasifikatora RF z pévodného nastavenia 10 stromov na 250 stromov celkova
presnost narastla na 74 %. Falosné vodné plochy boli zredukované, avsak stale
z kontrolnych bodov bol iba 1 spravne lokalizovany. Lesy boli rozliSené spravne so vsetkymi
bodmi v pripade listnatych aj ihlicnatych. Nizka presnost bola aj v rozliSovani ornej pody,
kde styri body boli zaznacené ako travnaté plochy.

Sentinel-2 v rozliSeni 20 m

V ramci danej sady dat bola algoritmom Random Forest s poctom stromov 250 a za
pouzitia vsetkych spektralnych pasiem a indexov NDVI, SAVI, NDTI s BSI dosiahnuta
celkova presnost 67 %. V ramci jednotlivych kategorii bolo zaznamenané, ze algoritmus
dosiahol najvyssiu uzivatel'skii presnost v kategorii ihlicnaté lesy a ltiky. Vodné plochy
dosiahli najnizsiu uzivatel'ska presnost (14 %) a podobne je na tom s hodnotou 33 % hola
poda, kde boli spravne klasifikované iba 3 body. V spracovatelskej presnosti maju vodné
plochy 100 %, co znamena, ze iba 1 bod bol oznaceny za vodu, ktora aj v skutocnosti vodou
je. Problém s vodnymi plochami mé6ze byt zapricineny nedostatkom trénovacich ploch. Pri
porovnani algoritmu RF bez vegetacnych indexov a svegetachym indexom vidiet
z klasifikacie redukované mnozstvo zastavanych oblasti a spravne klasifikovana cast
s ornou podou na spodku snimku (vid obr. ...), ktory bol problematicky vo véacésine
klasifikacii, avsak aj napriek tomu pri kontrolnych bodoch nedosahuje dobré vysledky.
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Tabulka 4 Chybova matica pri klasifikatore RF so 70 kontrolnymi bodmi

Valida¢né data Presnost
lhlicnaté | Listnaté I_Iuk\./, Vodné | Zastavané Orneﬂ/hole Celkom | Pousivatelska | Kappa
lesy lesy travniky | plochy plochy pody
Ihlicnaté 13 2 0 0 0 0 15 0,8667
lesy
Listnate 3 10 0 0 1 1 15 0,6667
lesy
© Lk
kS WY, 0 1 13 0 0 1 15 0,8667
° travniky
Z Vodné
3 0 2 4 1 0 0 7 0,1429
~ plochy
Zastavane 0 0 1 0 7 1 9 0,7778
plochy
Orné/holé 0 0 0 0 6 3 9 0,3333
pbdy
= Celkom 16 15 18 1 14 6 70
e —
el 08125 | 06667 | 07222 | 10000 | 05000 | 05000 B o5
o Kappa 0,5953

Este vyssiu presnost docielila neriadena klasifikacia K-means s NDVI indexom (84 %).

V danej klasifikacii bola pridana kategoria tien, avsak pri kontrole nebol ani 1 bod zaradeny

spravne. Aj napriek tomu tato klasifikacia mala najvysSie hodnotenie zo vsetkych

vykonanych. Kappa koeficient dosahoval hodnotu 0,85. V pouzivatelskej presnosti doslo

k 100 % presnosti spomedzi kontrolnych bodov v kategorii luky a vodné plochy, medzi

ostatnymi kategoriami sa hodnoty pohybovali nad troviou 70 %.

Tabulka 5 Chybova matica pri klasifikatore K-means so 70 kontrolnymi bodmi

Valida¢né data Presnost
Ihlicnaté | Listnaté I_Iuk\./, Vodné | Zastavané Orneﬂ/hole Tieti | Celkom | Poutivatelské | Kappa
lesy lesy | travniky | plochy plochy pody
Ihli¢naté 13 ) 0 0 0 0
lesy
Listnaté 0 14 1 0 0 0
lesy
o Laky, 0 0 15 0 0 0
‘G travniky
T
X Vodné
=
2 plochy 0 0 0 5 0 0
3 .
Zastavané 0 0 3 0 7 0
plochy
Omné/holé 0 0 2 0 0 5
pody
Tien 1 0 1 1 0 0
- Celkom 14 16 22 6 7 5
o
§ Spracovatelska 0,9286 0,8750 0,6818 0,8333 1,0000 1,0000
e Kappa 0,8515
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Najnizsia celkova presnost bola ziskana algoritmom Maximum Likelihood so zakladnym
nastavenim, kde dosiahla hodnotu 72 % a kappa koeficient 0,68. Najvacsim problémom
bola kategoria zastavané oblasti, kde aj priamo vo vystupe klasifikacie vidiet, ze obsahuje
daleko viac plochy ako v realite.

Pri overovani presnosti s viacerymi bodmi doslo k zhorseniu vysledkov, avsak pri
porovnani boli stale najlepsie vysledky klasifikatora K-means s NDVI indexom a 100
zhlukmi. Problém dochadzal pri rozliSovani ihlicnatych a listnatych lesov, co moéze byt
sposobené aj nespravnym zaradenim autorom, nakolko v danej oblasti sa nachadzaju aj
zmiesané lesy, kde je problematické rozlisit spravnu kategoriu aj za pomoci referencnych
dat.

Tabulka 6 Chybova matica pri klasifikatore K-means s 396 kontrolnymi bodmi

Valida¢né data Presnost
Ihli¢naté | Listnaté L’uk\./, Vodné | Zastavané Orn(i/hole Tiek Celkom | Pousivatelsk | Kappa
lesy lesy travniky | plochy plochy pody
Ihlicnaté 86 29 1 0 0 0 3 119
lesy
Listnate 4 95 10 0 1 0 2 112
lesy
Laky, 1 2 74 0 5 9 0 111
2 travniky
5 ,
= Vodné 0 0 0 10 0 0 0 10
@ plochy
K -
4
Zastavané 0 2 0 0 12 0 0 14
plochy
Orné/holé 0 2 3 0 1 14 0 20
pody
Tien 1 1 0 0 0 1 7 10
= Celkom 92 151 88 10 19 24 12 396
[]
5 NJeaEI Sl 10,9348 10,6291 1 80,8409 "1,00004 40,6316 0,5833 0,5833 -
& Kappa 0,6810
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Pléiades — multispektralne pasma

Vysledky klasifikacie multispektralnych pasiem v rozliSeni 2 m boli dosiahnuté
najlepsie pomocou algoritmu Random Forest, s poctom stromov 250, zvySenym poctom
trénovacich vzoriek na 50 000 a zaroven s vegetacnym indexom NDVI a SAVI. Bola
dosiahnuta celkova presnost 86 % a Kappa koeficient 0,83. Vo vsetkych kategoriach bola
dosiahnuta uzivatelska presnost nad 50 %, 100 % bolo v dvoch kategoriach, a to luky,
resp. travnaté oblasti avodné plochy. Vzhladom na problematicki kategoriu
holych/ornych péd, v tejto klasifikacii doslo k pomerne dobrym vysledkom, kde iba jeden
bod bol nespravne zaradeny do kategorie luky.

Tabulka 7 Chybova matica pri klasifikatore RF so 70 kontrolnymi bodmi

Valida¢né data Presnost
lhlicnaté | Listnaté L,uk\./, Vodné | Zastavané Ornti/hole Celkom | Pouzivatelské | Kappa
lesy lesy | travniky | plochy plochy pody
Ihlicnate 11 1 3 0 0 0 15
lesy
Listnate 1 13 1 0 0 0 15
lesy
.© Luky,
EE trévniky 0 0 15 0 0 0 15
"E Vodné
< plochy 0 0 0 7 0 0 7
Zastavané 0 0 0 0 6 3 9
plochy
Orné/holé 0 0 1 0 0 8 9
pody
- Celkom 12 14 20 7 6 11 70
1%]
]
§ Spracovatel'ska 0,9167 0,9286 0,7500 1,0000 1,0000 0,7273 - 0,8571
a
Kappa 0,8253

Podobna presnost bola dosiahnuta klasifikatorom Maximum Likelihood, kde pri zmene
z povodného nastavenia parametrov na velkosti trénovacich vzoriek na 50 000 a pridani
NDVI indexu sa zvysila presnost o 30 %, a to na 84 % s Kappa koeficientom 0,8. Vsetky
body boli spravne zaradené v rovnakych kategoriach Itk a vodnych ploch. Horsie vysledky
boli pri ihlichatom lese, kde boli 4 body zaradené ako listnaty les a dva body ako travnata
plocha.

Klasifikatorom KNN bola ziskana celkova presnost 61 %, kde ani pri zmene parametrov
nedoslo k zlepsSeniu. Po pridani NDVI indexu a zmene poctu najblizsich susedov na 20 boli
spravne roztriedené vsetky body oznacené za kategoriu orna poda a luka, avsak
roztriedenie lesov nebolo presné. Doslo aj k problému pri vyznacovani vodnych ploch, za
ktoré algoritmus oznacoval aj tiene (vid obrazok 8). Tento problém sa vyskytuje hlavne na
snimkach Pléiades vzhladom k vysokému rozliseniu.
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Obrazok 9 Zatienené oblasti oznacené ako vodné plochy

Pléiades - po pansharpeningu

Snimok s najlepsim rozliSenim nevynikal pri ziadnom algoritme klasifikacie. Najlepsi
vysledok dosiahol pouzitim klasifikatora riadenej klasifikacie Random Forest pri nastaveni
250 stromov s vegetacnym indexom NDVI a SAVI - celkova presnost 78,6 % a Kappa
koeficient 0,63. Pri klasifikacii doslo k spravnemu oznaceniu vsetkych bodov oznacujacich
travnaté plochy, avsak spracovatelska presnost je chybna. Prevazna cast tizemia je
oznacend ako listnaty les, 6 bodov z 15 je v realite travnatou plochou (vid Tabulka 7).

| 5" Pleiades_pansharp_RF_ndvi_savi_250 v || . | & | | %" coogle satelite v || || & | | 8 Pleiady

Obrazok 10 Travnaté plochy nespravne oznacené ako lesy

Oblast s tienom od stromov je chybne oznacena ako ihlicnaty les a zaroven vodna
plocha. Po overeni pomocou Google Street View je potvrdené, ze su to iba listnaté stromy.
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Obrazok 12 Zaber z Google Street View na realnu scénu

Tabulka 8 Chybova matica pri klasifikatore RF so 70 kontrolnymi bodmi

Valida¢né data Presnost
lhlicnaté | Listnaté I_Iuk\./, Vodné | Zastavané Orneﬂ/hole Celkom | Pouzivatelské | Kappa
lesy lesy | travniky | plochy plochy pbdy
Ihlicnate 12 2 1 0 0 0 15
lesy
Listnaté 0 9 6 0 0 0 15
lesy
.© Luky,
LL'; trévniky 0 0 15 0 0 0 15
5 Vodné
ol 2 7
e~ plochy 0 0 0 5 0
Zastavané 0 0 0 0 7 2 9
plochy
Orné/holé 0 0 2 0 0 7 9
pody
- Celkom 12 11 24 5 9 9 70
1%]
]
§ Spracovatelska 1,0000 0,8182 0,6250 1,0000 0,7778 0,7778 - 0,7857
a
Kappa 0,6293
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Pri tomto nastaveni doslo k viacerym nedostatkom. Prevazna cast plochy je oznacena ako
listnaty les, z kontrolnych bodov je v realite 6 z nich travnata plocha.

Najslabsi vysledok (55 %) bol dosiahnuty pouzitim neriadenej klasifikacie K-means pri
vytvoreni 100 zhlukov. Rovnako ako pri RF, aj tu na prvy pohlad vidiet, ze v klasifikacii
prevlada kategoria travnatych ploch, ktora nesedi s realnym snimkom . Pri kategorizovani
do 6 hlavnych kategoérii bolo pri jednotlivych skupinach prihliadané na vacsie zhluky
pixelov, nasledkom coho pri opakovanych situaciach, kde bola za travnata plochu
oznacena cela luka a zaroven roztrusené pixely v lese vznikla velka plocha travnatych
porastov. Napriek detailnému oznaceniu vodnych ploch, kde sa podarilo podrobne vyznacit
aj molo, doslo v rovnakej kategorii aj k oznaceniu tienov zo zastavieb. Pri oznacovani
ihlicnatych lesov je diskutabilné, ¢i iSlo o spravne oznacenie ihlicnatych stromov, alebo boli
vyznacovaneé tiene medzi stromami.

Obrazok 13 Oznacenie tienov zo zastavieb ako vodna plocha (vlavo). Detailne oznacena vodna
plocha s detailom na moélo (vpravo)

Pri overeni najlepsieho vysledku pouzitim 204 kontrolnych bodov pri algoritme Random
Forest s 250 stromami doslo k zniZzeniu celkovej presnosti o 25 % (vid Tabulka 9).
K problémom dochadzalo pri rozliSovani typov lesov, kde sa uzivatel'ska presnost pohybuje
na 50 % pri oboch typoch, vacsim problémom bolo rozliSovanie vodnych ploch, kde boli
spravne zaradené iba 3 kontrolné body. Zly vysledok znaci aj Kappa koeficient, ktory ma
hodnotu 0,37.

Tabulka 9 Chybova matica pri klasifikatore RF s 204 kontrolnymi bodmi

Valida¢né data Presnost
Ihlicnaté | Listnaté L’uk\./, Vodné Zastavané Orn(i/hole Celkom | Pousivatelsks | Kappa
lesy lesy travniky plochy plochy pody
Ihlicnaté 48 25 17 0 1 1 92
lesy
Listnate 9 36 21 0 0 0 66
lesy
.© Luky,
Q
g travniky 2 3 14 0 0 2 21
= .
g|  Vodné 0 0 0 3 7 0 10
3 plochy
Zastavané 0 1 0 0 5 1 7
plochy
Omné/holé 0 1 2 0 1 4 8
pody
= Celkom 59 66 54 3 14 8 204
[]
2 A
e 08136 | 05455 | 02593 | 1,0000 | 03571 os000 [
o Kappa 0,37
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Porovnanie rozloh

V jednotlivych klasifikaciach doslo k mensim ¢i va¢sim rozdielom v rozlozeni a velkosti
ploch vybranych kategorii. V nasledujiicom grafe st vyjadrené velkostné zastiipenia ploch
v klasifikaciach s najlepsSim vysledkom spomedzi satelitu Pléiades (multispektralne,
Random Forest s 250 stromami) a Sentinel (rozliSenie 20 m s indexom NDVI, K-means,
100 kategorii). Plocha vodnych pléch je v porovnani s ostatnymi kategériami prilis mala,
a rozdiel je v grafe nepozorovatelny — rozloha 0,0434 km? pri Sentineli, 0,0523 km? pri
Pléiades.

km?

18
16
14
12

) I mm HB

ihlicnaté lesy listnaté lesy luky, travnaté  vodné plochy zastavané orna/hola poda
plochy oblasti

N B OO 00 O

M Sentinel (rozlisenie 20 m s indexom NDVI, K-means, 100 kategdrii)

M Pléiades (multispektralne, Random Forest , 250 stromov)

Graf 1 Porovnanie rozloh na snimku Pléiades a Sentinel

Porovnanie vysledkov klasifikacie s validaénymi datami

Povodné kategorie v DKV boli zluicené do 6 kategorii, ktoré boli pouzité pri klasifikacii
v tejto bakalarskej praci. Zvysné, nezaradené kategorie boli pri porovnavani z vrstvy
vymazaneé.

Pomocou funkcie Create grid boli v QGISe vytvorené pre kazdu klasifikaciu tri
pravidelné mriezky bodov so vzdialenostami medzi sebou 10, 20 a 50 metrov, ktora sa
nachadza iba na ploche orezanej DKV. Ich tcelom je porovnavat zhodu klasifikacie
s validacnymi datami v troch réznych mierkach. V prvom rade bola z pretriedenej DKV
polygonovej vrstvy vytvorena rastrova vrstva s velkostou pixelu pol metra kvoli pozadovane;j
presnosti hranic vyznacenych oblasti. V dalsom kroku boli hodnoty rastru DKV
extrahované do bodovej mriezky funkciou Sample raster values. Rovnaky postup bol
aplikovany na porovnavané klasifikacie. Z extrahovanych bodov boli pomocou funkcie
Statistics by categories zistené pocty bodov v jednotlivych kategoriach, ktoré boli vlozené
do Excel tabulky. V nej doslo k porovnaniu poctu bodov v jednotlivych klasifikaciach,
snimkach, mierkach s porovnavanou vrstvou DKV. Zo ziskanych hodnét bolo vypocitané
percentualne zastupenie v kategoriach.
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Iba vizualnym porovnanim lokality z klasifikovaného snimku a DKV vidiet podobnost
v rozlozeni jednotlivych kategorii. Najvacsim rozdielom vyzera byt rozdiel v kategorii hola
poda, ktora podla DKV je vyznacena iba na miestach poli, zatial co pri tvorbe trénovacich
mnozin boli vyznacené aj iné netravnaté plochy iba s hlinou.

Pri vizualnom porovnani obsahuje vrstva DKV vodné plochy naprie¢ celym tzemim,
objavuje sa tam viacero jazierok, ktoré sii nevSimnutelné na pouzivanych snimkach,
a zaroven potoky teciice cez zastavané oblasti. Pri klasifikaciach sa objavuju modré pixely
na podobnych miestach, avsak vo véacsine pripadov ide o pomylenie algoritmu so
zastavbou, malokedy dochadza k prieniku s plochou realnej vodnej plochy.

Bodovo boli s DKV porovnavané nastavenia klasifikacie prijednotlivych sadach

snimok, ktoré v celkovej presnosti ziskali najviac percent. Celkova tabulka s porovnanim
v poctoch bodov a percentualnym zastipenim jednotlivych kategérii sa nachadza
v prilohe ¢. 6.
Najvacsie problémy sa vyskytuju pri snimkach Pléiades po pansharpeningu. Vysoké
rozliSenie zapricinuje mensiu homogenitu dat, ¢im sposobuje nizsiu zhodu s vrstvou DKV,
kde si1 polygony jednotvarne. Tomu by sa dalo predist postklasifikacnou upravou
a pouzitim majority filter. Ten odstranuje ,salt-and-pepper® efekt, ktory odstrani izolované
pixely aich hodnotu meni na vacésinova, predpokladant spravnu hodnotu (Lillesand,
Kiefer, Chipman 2015). Pri riadenej klasifikacii s metédou Maximum Likelihood dochadza
k najvacsej zmene v zastupeni ihlicnatého lesa, oproti referencnym datam DKV so
zastipenim 30,9% sa jeho zastupenie zvysilo na 53,6%. Podobné vysledky su vo vsetkych
troch testovanych mierkach.

Obrazok 14 Body so symboléogiou podla klasifikacie RF s nastavenim 250 stromov a 50 000
trénovacich vzoriek na podklade DKV

Pri porovnani DKV a klasifikacie, ktora mala podla chybovej matice najvyssiu presnost,
a to multispektralny snimok Pléiades pri klasifikatore RF s nastavenim 250 stromov
a 50 000 trénovacich ploch dochadza k vyraznym percentualnym zmenam v rozlozeni
krajiny. Podla klasifikatora sa v zaujmovom tizemi nachadza o 10 % viac listnatych lesov
ako pri tvorbe DKV, c¢o vzhladom k 10 rocnému rozostupu je nepravdepodobné.
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Klasifikacia ukazuje aj mensiu plochu zastavanych oblasti, za ¢im moé6zu byt aj presnejsie

obrysy pri klasifikacii Pléiades, na co ma vplyv vysoké rozlisenie snimku.

Tabulka 10 Porovnanie zastiipenia ploch
DKV a RF pri snimku z Pléiades

DKV RF
30,85% | 27,51%
26,03% | 38,04%

Ihlicnaté lesy
Listnaté lesy

Travnaté plochy | 34,05% | 23,93%
Vodné plochy 0,76% 0,16%
Zastavané plochy | 6,88% 3,39%
Holé pody 1,43% 6,96%

Obrazok 15 Klasifikacia Random Forest pri
multispektralnom snimku Pléiades

Klasifikacia Sentinel-2 snimku s priestorovym rozliSenim 20 m s indexom NDVI
a pouzitym klasifikatorom K-means sa percentualne najviac podoba DKV. Najvacsi rozdiel
je v zastiipeni ornej pody, ktora je v DKV striktne vymedzena iba na plochy ornych péd,
zatial co pri klasifikacii je na zaklade trénovacich pléch oznacovana kazda hola poda.

Tabulka 11 Porovnanie zastiipenia ploch
DKV a K-means pri snimku zo Sentinel-2

DKV K-means
Ihlicnaté lesy 30,85% | 30,12%
Listnaté lesy 26,03% | 24,82%

34,05% | 27,99%
Vodné plochy 0,76% 0,15%

Zastavané plochy | 6,88% 9,25%
Holé pody 1,43% 7,67%

Travnaté plochy

Obrazok 16 Klasifikacia K-means pri
snimku Sentinel-2 s rozliSenim 20 m
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7 DISKUSIA

Pocas spracovavania prace doslo k niekolkym problémom, ktoré by pre kvalitnejsie
vysledky bolo potrebné v budticnosti vyriesit.

K prvému problému doslo pri pociatocnom spracovavani snimok. Nakolko scéna bola
pri satelite Pléiades rozdelena v dvoch snimkach a bolo potrebné ich spojit, rozdielne
datumy v obdobi zbierania trody, to znamena jeden snimok z augusta a druhy zo
septembra, tvoria problém pri realistickom vyobrazeni vegetacného povrchu. Pre samotnu
klasifikaciu to neznamena problém, avsak ziskané data sa netykaju jedného terminu.
Rovnako by bol idealnejsi pripad, kde by snimok Sentinelu pochadzal z rovnakého obdobia.

Rozdielne datumy st uz problémom pri validacii klasifikacii. Pre porovnhanie presnosti
data nie su relevantné, nakolko za 9 rokov mohlo dojst k vyraznym zmenam vo vsetkych
klasifikovanych kategoriach. Preto tato vrstva posluzila skor ako porovnanie zmeny za dané
obdobie.

Pri viacerych klasifikaciach doslo k problému pri klasifikovani oblasti s tienmi. Tieto
situacie sa riesili viac pri snimkach Pléiades kvoli ich vysokému priestorovému rozliSeniu,
zatial co pri nizSom rozliSeni Sentinelu tiene neboli tak viditelné. Podla metadat snimky
Pléiades boli zhotovené okolo 10 hodiny rano, ¢o v danom obdobi spoésobuje dlhsi tien ako
je samotny objekt. V pripade o nieco vyssej vysSky Slnka by boli tiene mensie, avsak
problém sich klasifikaciou by sa stale nevyriesil. Moznost spravnejsej klasifikacie je
vytvorit kategoriu tienov, rovnako ako bola v tejto praci pri neriadenej klasifikacii a pridat
ich do trénovacich ploch, aby mal algoritmus sancu ich rozpoznat a zaradit spravne.

Dalsim nedostatkom bolo mnozstvo ,salt-and-pepper“ efektu, ktory sa vyskytoval
hlavne pri snimkach s velmi vysokym rozliSenim. Pri tvorbe chybovej matice niekedy
dochadzalo k ich oznaceniu, co mohlo skreslit vysledky, rovhako ako pri porovnavani
s DKV. Dalo by sa tomu predist napriklad pri post-klasifikacnej Gprave pouzitim majority
filtra, ktory by malé plochy odstranil, avsak kvoli testovaniu prace cistého algoritmu filter
nebol v praci pouzity.

Lepsie vysledky bez ,salt-and-pepper” efektu by mohli byt dosiahnuté pouzitim
objektovej klasifikacie, ktora v zadani prace bola spomenuta ako moznost, avsak kvoli
vyberu programu SNAP, ktory objektovi klasifikaciu neposkytuje, nebola vo finale
vykonana.

Rovnako, ako bolo v praci spomenuté, tréningové plochy st délezitou stcastou a maju
vyznamny vplyv na vysledky klasifikacie. Pokial plochy neboli spravne vybrané, mohlo dojst
k zhorsenej klasifikacii. Vo vysledkoch bolo vidiet velky nedostatok pri rozliSovani
zastavanych ploch a holych pod, aj po skusani roznych indexov. Pri kontrole spektralnych
vlastnosti tried bolo zistené, ze dané triedy maju podobné spektralne chovanie a vyskitisané
algoritmy mali problém ich rozlisit.
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8 ZAVER

Cielom bakalarskej prace bolo vytvorit a porovnat klasifikacie roznych algoritmov
v oblasti riadenej a neriadenej klasifikacie, aplikovanych na 4 sadach snimok satelitov
s velmi vysokym rozliSenim (Pléiades) a vysokym rozliSenim (Sentinel). S cieflom dosiahnut
presnejsie vysledky, boli pouzité aj vegetacné indexy. Vytvorené klasifikacie boli
zhodnotené prostrednictvom chybovych matic, z ktorych boli ziskané hodnoty presnosti
Klasifikacie. Dalsim cielom prace bolo porovnat klasifikacie s DKV v troch réznych
mierkach, ktoré znazornuju tri rézne detaily povrchu krajiny. Nasledne boli vytvorené
vystupy vo forme tabuliek a map.

V teoretickej casti prace bola urobena resers danej problematiky, kde boli prestudované
prace s podobnym, alebo rovnakym zamerom. Z tychto studii vyplynulo, ze v mnohych
pripadoch dosiahli najlepsie vysledky klasifikacie pripouziti algoritmu Maximum
Likelihood v kombinacii so snimkom vysokého rozliSenia.

Pre vykonanie klasifikacie boli vybrané styri algoritmy dostupné v programe SNAP:
Maximum Likelihood, Random Forest, K-nearest neighbors a K-means cluster analysis.
Podla potreby boli skiisané rozdielne parametre algoritmov a kombinacie pasiem, kym
nebol ziskany najlepsi vysledok. Po vykonani klasifikacie boli vystupy vyexportované do
softwaru QGIS, kde boli dodatocne upravené a nasledne boli porovnavané.

Aj ked ocakavanym vysledkom bol najlepsi vystup pri snimku z Pléiades vzhladom
k najlepsiemu rozliSeniu, v praxi bola vacsia presnost pre dant mierku pri snimku
Sentinel-2 s najniz§im rozliSenim, ale spektralnymi pasmami navysSe. Pre podrobnu
klasifikaciu st snimky od Pléiades vyhovujuce, avsak prilis§ velky detail vytvaral
problematické miesta vo vybranych klasifikovanych kategoriach. V zvolenej mierke je
prospesnejsia pritomnost viacerych spektralnych pasiem, ako velmi vysoké rozliSenie.

Vysledky mo6zu byt uzitocné pri vybere potrebnych dat a algoritmov pri monitorovani
zmien pokryvu.
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ZOZNAM PRILOH

Viazané prilohy:

Priloha 1
Priloha 2
Priloha 3
Priloha 4
Priloha 5
Priloha 6

Vystupy klasifikatora K-means

Vystupy klasifikatora Maximum Likelihood
Vystupy klasifikatora Random Forests
Vystupy klasifikatora K-Nearest Neighbor
Chybové matice

Porovnanie klasifikacii s DKV



Priloha 1

KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY

K-means cluster analysis

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

Iiky, travnaté plochy
- vodné plochy
- zastavané plochy
- omé, hold poda

M e

Martina FIRDOVA
Olomouc
2023

Obrazok 17 Neriadena klasifikacia K-means po tprave 100 tried na multispektralnom
snimku Pléiades

KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY

K-means cluster analysis

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

Iiky, travnaté plochy
- vodné plochy
- zastavané plochy
- omé, hold poda

M e

Martina FIRDOVA
Olomouc
2023

Obrazok 18 Neriadena klasifikacia K-means po tiprave 30 tried na snimku Pléiades po
pansharpeningu.



KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY

K-means cluster analysis

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

Iiky, travnaté plochy
- vodné plochy
- zastavané plochy
- oma, hold pdda

M e

Martina FIRDOVA
Olomouc
2023

Obrazok 19 Neriadena klasifikacia K-means po tiprave 100 tried na snimku Pléiades po
Pansharpeningu

KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY

K-means cluster analysis

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

Iiky, travnaté plochy
- vodné plachy
- zastavané plochy
- oma, hola poda

M e

Martina FIRDOVA
Olomouc
2023

Obrazok 20 Neriadena klasifikacia K-means po tiprave 100 tried na snimku Sentinel-2
s rozliSenim 10 m.



KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY

K-means cluster analysis

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

[iky, travnaté plochy
- vodné plochy
- zastavang plochy
- oma, hola péda

M e

Martina FIRDOVA
Olomouc
2023

Obrazok 21 Neriadena klasifikacia K-means po Gprave 100 tried na snimku Sentinel-2
s rozliSenim 20 m.

KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY

K-means cluster analysis

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

Iiky, travnaté plochy
- vodné plachy
- zastavané plochy
- oma, hola poda

M e

Martina FIRDOVA
Olomouc
2023

Obrazok 22 Neriadena klasifikacia K-means po Gprave 100 tried na snimku Sentinel-2
s rozliSenim 20 m a indexom NDVI.



Priloha 2

KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY
Maximum Likelihood

Druh pokryvu

- ihli¢naté lesy
III listnaté lesy

Iiky, travnaté plochy
- vodné plochy
- zastavané plochy
. oma, hold pdda

Martina FIRDOVA
Olomouc
2023

Obrazok 23 Riadena klasifikacia Maximum Likelihood na multispektralnom snimku
Pléiades.

KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY
Maximum Likelihood

Druh pokryvu

- ihli¢naté lesy
III listnaté lesy

Iiky, travnaté plochy
- vodné plochy
- zastavané plochy
. oma, hold pdda

Martina FIRDOVA
Olomouc
2023

Obrazok 24 Riadena klasifikacia Maximum Likelihood na multispektralnom snimku
Pléiades s poctom tréningovych vzoriek 20 000.



KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY
Maximum Likelihood

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

Iiky, travnaté plochy
- vodné plochy
- zastavané plochy
- omé, hold poda

Martina FIRDOVA
Olomouc
2023

Obrazok 25 Riadena klasifikacia Maximum Likelihood na multispektralnom snimku
Pléiades s poctom tréningovych vzoriek 50 000.

KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY
Maximum Likelihood

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

Iiky, travnaté plochy
- vodné plochy
- zastavané plochy
- omé, hold poda

Martina FIRDOVA
Olomouc
2023

Obrazok 26 Riadena klasifikacia Maximum Likelihood na snimku Pléiades po
pansharpeningu



KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY
Maximum Likelihood

Druh pokryvu

- ihli¢naté lesy
[0 listnaté lesy

Iiky, travnaté plochy
- vodné plochy
- zastavané plochy
. omé, hold poda

Martina FIRDOVA
Olomouc
2023

Obrazok 27 Riadena klasifikacia Maximum Likelihood na snimku Pléiades po
pansharpeningu s poctom tréningovych vzoriek 10 000.

KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY

Maximum Likelihood

Druh pokryvu

- ihlicnaté lesy
- listnaté lesy

IUky, travnaté plochy
- vodné plochy
- zastavané plachy
[ oma, hola pada

Martina FIRDOVA
Olomouc
2023

Obrazok 28 Riadena klasifikacia Maximum Likelihood na snimku Sentinel-2
s priestorovym rozliSenim 10 m.



KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY

Maximumn Likelihood

Druh pokryvu

Il hicnaté lesy
- listnaté lesy

ldky, trdvnaté plochy
- vodné plochy
- zastavané plachy
[ oma, hold pada

Martina FIRDOVA
Olomouc
2023

Obrazok 29 Riadena klasifikacia Maximum Likelihood na snimku Sentinel-2 s rozliSenim
20 m

KLASIFIKACIA POKRYVU KRAJINY NA UZEMI POVODIA VSEMINKY A TRNAVKY

Maximum Likelihood

Druh pokryvu

- ihlicnaté lesy
- listnaté lesy

IUky, travnaté plochy
- vodné plochy
- zastavané plochy
[ oma, hola pada

Martina FIRDOVA
Olomouc
2023

Obrazok 30 Riadena klasifikacia Maximum Likelihood na snimku Sentinel-2 s rozliSenim
20 m s poctom tréningovych vzoriek 5 000 a indexami NDVI, SAVI, NDTI.



Priloha 3

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

Itiky, travnaté plochy
- vodné plochy
- zastavané plochy
[ omé, holé poda

Martina FIRDOVA
Olomouc
2023

Obrazok 31 Riadena klasifikacia Random Forest na multispektralnom snimku Pléiades
so 100 stromami.

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

ltiky, travnaté plochy
- vodné plochy
- zastavané plochy
- oma, hold pdda

Martina FIRDOVA
Olomouc
2023

Obrazok 32 Riadena klasifikacia Random Forest na multispektralnom snimku Pléiades
s nastavenim 250 stromov.



Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

ltiky, travnaté plochy
- vodné plochy
- zastavané plochy
- oma, hold pdda

Martina FIRDOVA
Olomouc
2023

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

ltiky, travnaté plochy
- vodné plochy
- zastavané plochy
- omé, hold poda

Martina FIRDOVA
Olomouc
2023

Obrazok 34 Riadena klasifikacia Random Forest na multispektralnom snimku Pléiades
s poctom stromov 250 a tréningovych vzoriek 50 000.



Druh pokryvu
- ihli¢naté lesy
- listnaté lesy

liky, travnaté plochy
- vodné plochy
- zastavané plochy
III oma, hola pdda

Martina FIRDOVA
Olomouc
2023

Druh pokryvu
- ihliénaté lesy
- listnaté lesy

liky, trdvnaté plochy
- vodné plochy
- zastavané plochy
- oma, hola pdda

Martina FIRDOVA
Olomouc
2023

Obrazok 36 Riadena klasifikacia Random Forest na snimku Pléiades po pansharpeningu
s poctom stromov 250 a indexom NDVI a SAVI.



Druh pokryvu

Il icraté lesy
[ istnaté lesy

Iiky, trdvnaté plochy
I voané piochy
- zastavané plochy
- oma, hola poda

Martina FIRDOVA
Olomouc
2023

Obrazok 37 Riadena klasifikacia Random Forest na snimku Sentinel-2 s priestorovym
rozliSenim 10 m.

Druh pokryvu

- ihlicnaté lesy
- listnaté lesy

Iiky, trdvnaté plochy
- vodné plochy
- zastavané plochy
- omg, hola péda

Martina FIRDOVA
Olomouc
2023

Obrazok 38 Riadena klasifikacia Random Forest na snimku Sentinel-2 s priestorovym
rozliSenim 10 m s poctom stromov 250 a indexom NDVI, SAVI.



Druh pokryvu

- ihlicnaté lesy
- listnaté lesy

ldky, travnaté plochy
. vodné plochy
- zastavané plochy
[ oma, hola poda

Martina FIRDOVA
Olomouc
2023

Obrazok 39 Riadena klasifikacia Random Forest na snimku Sentinel-2 s rozliSenim 20 m
a poctom stromov 10.

Druh pokryvu

- ihlicnaté lesy
- listnaté lesy

luky, travnaté plochy
- vodné plochy
- zastavané plochy
[ oma, holé poda

Martina FIRDOVA
Olomouc
2023

Obrazok 40 Riadena klasifikacia Random Forest na snimku Sentinel-2 s rozliSenim 20 m,
s poctom stromov 250 a indexom NDVI, NDTI, SAVI, BSI



Priloha 4

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

Iiky, travnaté plochy
- vodné plochy
- zastavané plochy
- oma, hold poda

Martina FIRDOVA
Olomouc
2023

Obrazok 41 Riadena klasifikacia K-nearest neighbor na multispektralnom snimku

Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

ltiky, travnaté plochy
- vodné plochy
- zastavané plochy
- oma, hold pdda

Martina FIRDOVA
Olomouc
2023

Obrazok 42 Riadena klasifikacia K-Nearest Neighbors na multispektralnom snimku

Pléiades s poctom susedov 20 a indexami NDVI a SAVI..



Druh pokryvu

- ihli¢naté lesy
- listnaté lesy

Iiky, travnaté plochy
- vodné plochy
- zastavané plochy
- oma, hold poda

Martina FIRDOVA
Olomouc
2023

Obrazok 43 Riadena klasifikacia K-Nearest Neighbors na multispektralnom snimku
Pléiades s poctom susedov 20.

Druh pokryvu

B ihicnateé lesy
- listnaté lesy

Iiky, trdvnaté plochy
- vodné plochy
- zastavané plochy
- oma, hola poda

Martina FIRDOVA
Olomouc
2023

Obrazok 44 Riadena klasifikacia K-nearest neighbors na snimku Pléiades po

pansharpeningu.



Druh pokryvu

- ihliénaté lesy
[0 istnaté lesy

liky, travnaté plochy
I vodné plochy
- zastavané plochy
[ omé, hola poda

Martina FIRDOVA
Olomouc
2023

Obrazok 45 Riadena klasifikacia K-Nearest Neighbor na snimku Sentinel-2
s priestorovym rozliSenim 10 m

Druh pokryvu

- ihlicnaté lesy
- listnaté lesy

liky, travnaté plochy
- vodné plochy
- zastavané plochy
[ oma, hol3 poda

Martina FIRDOVA
Olomouc
2023

Obrazok 46 Riadena klasifikacia K-Nearest Neighbor na snimku Sentinel-2
s priestorovym rozliSenim 10 m a poc¢tom susedov 250.



Druh pokryvu

- ihlicnaté lesy
- listnaté lesy

ldky, travnaté plochy
. vodné plochy
- zastavané plochy
|| oma, holi poda

Martina FIRDOVA
Olomouc
2023

Obrazok 47 Riadena klasifikacia K-nearest neighbor na snimku Sentinel-2
s priestorovym rozliSenim 20 m

Druh pokryvu

Il icrats lesy
- listnaté lesy

luky, travnaté plochy
- vodné plochy
- zastavané plochy
[ oma, holé poda

Martina FIRDOVA
Olomouc
2023

Obrazok 48 Riadena klasifikacia K-nearest neighbor na snimku Sentinel-2
s priestorovym rozliSenim 20 m s poctom susedov 20 a indexami NDVI, NDTI, BSI, SAVI



Priloha 4

assessment results
Ihs:m@!;v;m QUIRNTHE
Sampling file: Pleiades pansharp_r‘f_zso gpkg

Estimator: Simale/systematic sstinatar
Besponss design state: 204/204 szmples labsled
1} Exrgr matris:
Validation
1(1) 2(2) 3(3)
1 48 a5 17
2 9 36 1
Thematicman > 2 2 =
glasses 2 0 3 B
5 0 1 0
6 0 1 2
Total 59 66 54
Producer accuracy 0.81356 0.54545  0.25536
2) Agsuracy:
Querall:
Overall Accuracy.  Standard deviation
0.53922 0.03499
Analysis - Accuracy assessment results
Thematic map: QUIEMTHE
sampling file: Pleiades multlspek‘tral rd_50000_250.gpkg
Estimator: 3imale/systematic sstimator
Response design state: 202/202 samiples labelsd
1} Exrgr mateiy:
Validation
(1) 2(2) 3(3)
1 29 13 5
2 1 53 13
Thematicmap, ° 0 £ =
classes, a o o N
5 0 0 0
6 0 1 4
Total 40 78 57
Producer accuracy 0725 067949 0.61404
2) Agguracy:
Querall:
Overall Accuracy.  Standard deviation
0.66832 003321

4(4)

4(a)

10

5(5)

1
14

0.35714

5(5)

10

0.5

6(6)

05

6 (5)

10

0.6

Total
92
66
21

10

204

Total
54
78
42

10

12

202

User accuracy  Total class area (km?)

0.52174

0.54545

0.66667

03

0.71429

0.5

18.48452

13.3514

4.24717

0.13367

1.30959

1.49183

39.01818

User accuracy  Total class area (m?)

0.53704

0.67545

0.83333

07

0.83333

0.5

11035731.03877

157751558 41341

B8475858.00815

522515129

1150640.52693

24E6575.02119

3502021592141

Wi

0.47374
0.34218
0.10885
0.00343
0.03356

0.03823

Wi

0.28292
0.40428
021722
0.00134
0.03051

0.06373


http://MMElB8iftr.ea.lkni1

Analysis - Accuracy assessment results
Thematic map: QUIRUTHL

Sampling file: Plejadss. multispektral mlepke
Estimator: Simaple/systematic sstimatar
Response design state: 200/202 sgmples labeled

1) Exrar, mateix:
Vvalidation
1(1) 2(2) 3(3) 4(4)
1 48 1 i | 0
2 4 22 19 0
; . 3 0 2 14 0
slassss. 4 0 0 0 10
5 1 0 5 0
6 0 0 5 0
Total 53 55 64 10
Producer accuracy 0.50566 0.4 021875 10
2) Ageuracy:
Querall:
OQuerall Accuracy.  Standard deviation
0.52 0.03542
Analysis - Accuracy assessment results
Thematic map: QUILLTLE
sampling file: Plelades. pansharn.ol.aeke
mdﬁlgn state: 396,396 samples labeled
1) Error matrix:
Validation
1(1) 2(2) 3(3) 4(4)
1 77 79 44 1
2 2 B3 50 0
I! !. map 3 0 1 23 0
classes, a 0 1 0 =
5 0 0 0 0
6 0 2 3 0
Total 79 146 121 9
Producer accuracy  0.57468 0.43151 (0.19008 0.B8889
2) Ageuracy;
Querall:

Overall Accuracy.  Standard deviation

0.45242 0.02515

5(5)

075

5(5)

10
2
15

0.66667

6(6) Total Useraccuracy
1 102 0.47059
0 46 0.47826
0 16 0.875
0 10 10
5 17 0.35294
4 ] 0.44444
10 200
0.4
6 (6) Total User accuracy
7 211 0.36493
0 115 0.54783
1 25 092
0 10 0B
4 14 0.7142%
14 21 0.66667
2% 396
0.53846

Total class area (m?)
20812954.11294
9445550.04472
32134053122
29698.22736
3519137.36226
1599947086193

3902021552141

Total class area (m?)
21319035.92715
1162099854655
2588240.45958
25402.60103
1331228 14841
2130800.1028

39015705.78551

Wi

0.53335
0.24207
0.08235
0.00076
0.080158

0.05124

Wi

0.54642
0.29785
0.06634
0.00065
0.03412

0.05461



Pleiades_multispektral_ml_50000_ndvi_savi

Analysis - Accuracy assessment resulls

Thematic map: QUIEUTEL

Sampling file: Pleiades_multispektral_ml_50000.gpkg
Response design state: 357/397 samplss labelsd

1) Exrox matrix:
1 (thliénaty) 2 (Listnaty) 3 (Liky) 4 (Vodné plochy) 5 (Zastavané oblasti] 6 (Orné pody) Total User accuracy
1 46 43 14 0 1 2 106  0.43396
2 16 112 17 0 0 0 145 077241
Thematioman, 1 19 79 0 i} 0 99 079798
slasses. a 1 1 0 7 1 0 10 07
5 0 0 0 0 8 4 12 0.66667
6 0 1 6 0 4 14 25 056
Total 64 176 116 7 1a 20 397
Producer accuracy  0.71875 0.63636 0.68103 1.0 0.57143 0.7
2) AgeMracy:
Querall:
Overall Accuracy.  Standard deviation
0.67003 0.02363
: Pleiades_pansharp_100tried
Analysis - Accuracy assessment results
Thematic map: QUIPUTSHE
Sampling file: Pleiades_pansharp_100tried gpkg
Response design state: 398/398 samples labsled
1) Exror matrix:
Validation
1 2 7 4 (Vodna 5 (Zastavané 6 (Omé User
W a 3 (vl . 7 (Tied|
Whiicnaty)  (smaty) > piocha) oblast]) pody) medl otal o ccuragy
1 M 37 3 0 1 0 1 93 044085
2 7 49 1 0 0 0 0 57 DB859%5
. 3 18 67 99 0 1 6 0 191 051832
Thematis.
MAR 4 0 0 0 7 3 0 0 10 07
slasses.
5 0 0 0 0 ] 2 0 11 081818
6 3 0 3 0 4 10 0 20 05
7 6 6 0 0 0 1 3 16 01875
Total 75 159 106 7 18 19 14 398
Pradussr 0.54667 0.30818 093396 1.0 0.5 0.52632 0.21429
ascuracy
2) Acsuracy:
Querall:
OQverall Accuracy.  Standard deviation
0.54774 0.02498
Pleiades_multispektral_100tried
Analysis - Agsuracy assessment results
Thematic map: QUILYLEE
samuling, file: Pleiades_multispektral_100tried gpokg
Response design state: 397/397 samples labeled
1) Egr mateix:
2 3 6 (Liky) & [Vodné 10 (Zastavané 12 (Omé 14 ol T
(Ihliénaty)  (Listnaty) plochy) oblasti) péda) (Tied) accwracy
2 8 53 3 0 0 0 2 116 05
4 15 85 5 0 0 1 0 106 080189
. 6 2 24 92 0 2 7 1 128 071875
Thematic.
map 8 0 0 0 1 2 0 2 5 02
classes.
10 o 0 0 0 & 0 o 6 10
12 0 2 1 0 6 12 0 21 057143
14 4 1 0 0 o 1 9 15 06
Total 79 165 101 1 16 21 14 297
Ereducer 0.73218 051515 051088 10 0375 057143 0.64286
AccuIACY.
2) Assrasy:
Querall:

Overall Accuracy.  Standard deviation
0.66247 0.02376

Total class atea (km?)
10.60627

14.62958

995894

008356

118748

2 55091

39.01671

Total class arsa,
(km?)

936895
576067
19.22108
0.08543
1.05418
15535
157437

35.01818

Total class area
(km?)

1149189
10.55816
1272217
0.10326
056047
208031
150396

39.02022

Wi

0.27184
0.37496
0.25525
0.00214
0.03043

0.06538

wi

0.24012
0.14764
0.49262
0.00219
0.02702
0.05007

0.04035

Wi

0.29451
0.27058
0.32604
0.00265
0.01436
0.05331

0.03854



Analysis - Acguracy assessment resulfs

Thematic map: QUIEWLSLE
Sampling file: Sentinel_10m_100tried.gpkg
Estinator: Simels/sitematic.sstimater
Response design state: 397/397 samuples labsled
1) Excox mattix:
Validation
2 4 q B (Vodne
(hignate)  (uistnate)  © Y ooy
2 71 41 2 0
4 1 83 5 0
. 6 0 1 101 0
Thematic.
map B 1 o 1 2
slasses.
10 0 0 0 0
12 0 2 5 0
14 1 1 0 0
Total 84 138 114 2
0.84524 0.60145 088596 10
accuracy
2) Agcuracy:
Querall:
Overall Accuracy  Standard deviation
0.733 0.02223
Sentinel_20m_100tried
Analysis - Acsuracy agsessment results
maR: QUIRYLSE
Sampling file: Sentinel_20m_100tried. gpkg
: Simple/systematic estimatar
Response design state: 304/394 samples labsled
1) Exrar matrix:
Validation
2 4 i 8 [Vodné
(hlicnats)  (uistnatg)  © IRV ohy)
2 75 34 4 0
4 ] 82 9 0
. 6 o k-3 81 0
Thematic.
maR 8 0 0 0 10
slasses.
10 0 8 4 0
12 0 4 3 0
14 2 1 0 0
Total 83 137 101 10
0.50361 0.59854 0.80198 10
accuracy
2) Agcuragy:
Querall:
Querall Agouracy,  Standard deyiation
072843 002244
Sentinel_20m_100tried_ndvi
Analysis - Accuracy assessment results
Themeatic map: QUIPUTSE
Sampling file: Sentinel_ 20m 100tr\ed |_ndvi.gpkg
Estimator: Simels/systsmaiis.
Response design state: 3‘36!396é§mp15§m§l§9
1) Err matrix:
Validation
2 a4 _ 8 (Vodné
(Ihliénaté) (Listnaté) Gy plochy)
2 86 29 1 0
a 4 95 10 0
6 1 2 74 0
Thematic
map 8 0 0 0 10
slasses.
10 0 2 0 0
12 0 2 3 0
14 1 1 0 0
Total 92 151 88 10
Eroduser 093478 062914 084091 10
accuracy
2) Agcuracy:
Querall:

Qverall Acouragy.  Standard deviation
0.75253 0.02171

10 (Zastavané

ol

o

0

1

0!

blasti)

&

55556

10 (Zastavané

ol
a

1

lachy)

26

o

57692

10 (Zastavané
plochy)

Q

1

13

063158

12 (Oma
péda)

a

Q

17
1

24

0.70833

12 (Omé
pady)

1

o

13
a

23

056522

12 (Ornad
pida)

o

o

14
1

24

0.58333

14
(Tied)

4

0

1

0.

7

41176

14
(Tied)

2

o

1

14

0.78571

12

0.58333

118

99

117

10

12

31

10

397

98

96

10

33

27

14

394

119

112

111

10

14

20

10

386

User

agcuracy.
0.60169
0.83838
086325
0.2
0.83333
054835

07

User
ALCWIALY.

0.64655
083673
084375
Lo

0.45455
0.48148

0.78571

User

agcwacy
0.72269
0.84821
0.66667
1.0
0.85714
07

07

Total class area
(km?)

11.81086
5.9877
11.75455
0.15543
1.21895
312219
0.9678

39.01848

Total glass. axea
(km?)

11.70316
5950413
979415
0.04557
3.39609
2.7404
1.42836

39.01186

Total
(km)
12.00855
11.28714
11.25059
0.04338
141785
2.03191
0.97203

38.01186

Wi

0.3027

0.25597
0.30126
0.00398
0.03127
0.08002

0.0248

Wi

029399
025387
025106
0.00117
0.08705
0.07025

0.03861

Wi

0.30782
028933
0.2884

0.00111
0.03634
0.05208

0.02492



Priloha 6

Tabulka 12 Porovnanie rozlozenia bodov DKV a najlepsie vyhodnotenych klasifikacii a porovnanie
percentualneho zastupenia

DKV Neriadend Riadena klasifikacia DKV Neriadena Riadena klasifikacia
Sentinel 10m klasifikdcia ML RF KNN klasifikacia ML RF KNN
1:10000| 97670 92860 65477 71368 92793 30,85% 30,07% 20,71% 22,57% 30,08%
1:20000| 24388 23303 16381 17912 23147 30,83% 30,20% 20,73% 22,67% 30,02%
Ihlicnaté lesy 1:50000| 3910 3692 2626 2872 3743 30,85% 29,83% 20,77% 22,72% 3027%
1:10000| 82412 75930 103756 | 105235 75942 26,03% 24,59% 32,82% 33,29% 24,61%
1:20000| 20559 18910 25847 26207 18983 25,99% 24,51% 32,72% 33,17% 24,62%
Listnaté lesy 1:50000( 3310 3066 4106 4127 2996 26,11% 24,77% 32,48% 32,65% 24,23%
1:10000| 107823 100965 63476 64732 100802 34,05% 32,69% 20,08% 20,48% 32,67%
1:20000| 26946 25211 15937 16184 25108 34,06% 32,67% 20,17% 20,49% 32,57%
Luky, travniky 1:50000| 4310 4091 2536 2578 4020 34,00% 33,05% 20,06% 20,39% 32,51%
1:10000| 2391 1334 2061 4602 1289 0,76% 0,43% 0,65% 1,46% 0,42%
1:20000 605 333 535 1114 330 0,76% 0,43% 0,68% 1,41% 0,43%
Vodné plochy 1:50000 96 60 74 177 52 0,76% 0,48% 0,59% 1,40% 0,42%
1:10000| 21791 10851 45954 32436 10819 6,88% 3,51% 14,54% 10,26% 3,51%
1:20000| 5474 2680 11451 8168 2750 6,92% 3,47% 14,49% 10,34% 3,57%
Zastavané plochy 1:50000( 865 441 1845 1330 433 6,82% 3,56% 14,60% 10,52% 3,50%
1:10000| 4541 26890 35420 37771 26881 1,43% 8,71% 11,20% 11,95% 8,71%
1:20000( 1132 6727 8851 9417 6777 1,43% 8,72% 11,20% 11,92% 8,79%
Polnohospodarské, holé plochy |1:50000| 185 1027 1454 1557 1121 1,46% 8,30% 11,50% 12,32% 9,07%
DKV Neriadend Riadena klasifikacia DKV Neriadend Riadena klasifikacia
Sentinel 20m klasifikdcia ML RF KNN klasifikacia ML RF KNN
1:10000| 97670 91907 67202 67472 75545 30,85% 30,12% 21,46% 21,37% 33,79%
1:20000| 24388 23014 16772 16873 22971 30,83% 30,19% 21,45% 21,39% 30,19%
Ihli¢naté lesy 1:50000| 3910 3654 2693 2716 3641 30,85% 29,85% 21,50% 21,51% 29,90%
1:10000| 82412 75734 109708 | 124464 85370 26,03% 24,82% 35,04% 39,41% 38,19%
1:20000| 20559 18798 27378 31023 18826 25,99% 24,66% 35,01% 39,33% 24,75%
Listnaté lesy 1:50000( 3310 3064 4392 4972 3051 26,11% 25,03% 35,07% 39,38% 25,05%
1:10000| 107823 85382 92022 67376 458 34,05% 27,99% 29,39% 21,34% 0,20%
1:20000| 26946 21431 23056 16848 21441 34,06% 28,11% 29,48% 21,36% 28,18%
Luky, travniky 1:50000( 4310 3449 3684 2660 3428 34,00% 28,18% 29,42% 21,07% 28,15%
1:10000| 2391 467 430 679 27981 0,76% 0,15% 0,14% 0,22% 12,52%
1:20000 605 116 107 170 115 0,76% 0,15% 0,14% 0,22% 0,15%
Vodné plochy 1:50000 96 20 17 27 20 0,76% 0,16% 0,14% 0,21% 0,16%
1:10000| 21791 28206 28783 38330 23263 6,88% 9,25% 9,19% 12,14% 10,41%
1:20000| 5474 6994 7185 9604 6940 6,92% 9,17% 9,19% 12,17% 9,12%
Zastavané plochy 1:50000( 865 1124 1166 1547 1093 6,82% 9,18% 9,31% 12,25% 8,97%
1:10000| 4541 23394 14950 17464 10937 1,43% 7,67% 4,77% 5,53% 4,89%
1:20000| 1132 5877 3704 4367 5787 1,43% 7,71% 4,74% 5,54% 7,61%
Polnohospodarské, holé plochy |1:50000| 185 930 571 704 946 1,46% 7,60% 4,56% 5,58% 7,77%
DKV Neriadena Riadena klasifikdcia DKV Neriadend Riadena klasifikdcia
Pleiades multispektr klasifikacia ML RF KNN klasifikacia ML RF KNN
1:10000| 97670 90798 82795 87058 110523 30,85% 29,73% 26,17% 27,51% 34,93%
1:20000( 24388 22630 20578 21808 27603 30,83% 29,67% 26,02% 27,58% 34,90%
Ihli¢naté lesy 1:50000| 3910 3630 3356 3534 4456 30,85% 29,71% 26,53% 27,94% 35,23%
1:10000| 82412 78121 112311 120387 83909 26,03% 25,58% 35,49% 38,04% 26,52%
1:20000| 20559 19455 28225 30015 21027 25,99% 25,51% 35,70% 37,95% 26,59%
Listnaté lesy 1:50000| 3310 3176 4429 4733 3345 26,11% 25,99% 35,02% 37,42% 26,44%
1:10000| 107823 111639 87533 75741 92526 34,05% 36,55% 27,66% 23,93% 29,24%
1:20000| 26946 28028 21796 18944 23085 34,06% 36,75% 27,57% 23,95% 29,19%
Luky, travniky 1:50000| 4310 4455 3523 3058 3685 34,00% 36,46% 27,85% 24,17% 29,13%
1:10000| 2391 995 756 505 566 0,76% 0,33% 0,24% 0,16% 0,18%
1:20000( 605 240 181 128 139 0,76% 0,31% 0,23% 0,16% 0,18%
Vodné plochy 1:50000 96 40 26 22 23 0,76% 0,33% 0,21% 0,17% 0,18%
1:10000| 21791 5155 10649 10728 16549 6,88% 1,69% 3,37% 3,39% 5,23%
1:20000| 5474 1282 2667 2658 4076 6,92% 1,68% 3,37% 3,36% 5,15%
Zastavané plochy 1:50000| 865 186 438 439 663 6,82% 1,52% 3,46% 3,47% 5,24%
1:10000| 4541 18706 22375 22032 12378 1,43% 6,12% 7,07% 6,96% 3,91%
1:20000| 1132 4629 5624 5529 3152 1,43% 6,07% 7,11% 6,99% 3,99%
Polnohospodarské, holé plochy |1:50000| 185 732 876 864 478 1,46% 5,99% 6,93% 6,83% 3,78%
DKV Neriadena Riadena klasifikacia DKV Neriadend Riadena klasifikacia
Pleiades pansharpening klasifikacia ML RF KNN klasifikacia ML RF KNN
1:10000| 97670 73308 169555 | 146143 73649 30,85% 24,06% 53,58% 46,18% 24,19%
1:20000| 24388 18290 42405 36578 18401 30,83% 24,02% 53,63% 46,25% 24,18%
Ihli¢naté lesy 1:50000( 3910 2981 6818 5858 2968 30,85% 24,38% 53,90% 46,30% 24,37%
1:10000| 82412 43282 93599 107338 43221 26,03% 14,20% 29,58% 33,92% 14,19%
1:20000| 20559 10905 23342 26852 10821 25,99% 14,32% 29,52% 33,96% 14,22%
Listnaté lesy 1:50000| 3310 1721 3694 4273 1739 26,11% 14,07% 29,20% 33,77% 14,28%
1:10000| 107823 160452 22363 36743 160095 34,05% 52,65% 7,07% 11,61% 52,58%
1:20000| 26946 40072 5593 9074 39990 34,06% 52,63% 7,07% 11,47% 52,56%
Laky, travniky 1:50000| 4310 6475 903 1445 6375 34,00% 52,95% 7,14% 11,42% 52,35%
1:10000| 2391 841 256 1295 856 0,76% 0,28% 0,08% 0,41% 0,28%
1:20000| 605 209 65 339 219 0,76% 0,27% 0,08% 0,43% 0,29%
Vodné plochy 1:50000 96 34 11 57 34 0,76% 0,28% 0,09% 0,45% 0,28%
1:10000| 21791 9613 12164 11896 9542 6,88% 3,15% 3,84% 3,76% 3,13%
1:20000| 5474 2383 3002 2928 2390 6,92% 3,13% 3,80% 3,70% 3,14%
Zastavané plochy 1:50000| 865 362 498 484 382 6,82% 2,96% 3,94% 3,83% 3,14%
1:10000| 4541 17229 18514 13055 17138 1,43% 5,65% 5,85% 4,13% 5,63%
1:20000| 1132 4284 4668 3309 4264 1,43% 5,63% 5,90% 4,18% 5,60%
Polnohospodarské, holé plochy |1:50000] 185 655 726 535 680 1,46% 5,36% 5,74% 4,23% 558%




