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Abstrakt

Na separaciu zdrojov z hudobnych nahriavok sa pouzivaji neurénové siete. Jednou z takychto
sieti je Conv-TasNet. Cielom prace je experimentovat s uz existujiicou implementaciou tejto
siete za ucCelom potencidlneho zlepsenia. Trénovanie modelov prebiehalo na datovej sade
MUSDBI8. Postupne sa experimentovalo so zmenou struktary siete, transformaciou sig-
nalov z casovej domény do frekvencénej pre ucely pocitania objektivnej funkcie, zdmenou
roznych objektivnych funkcii za pévodni, hladanim optimalneho koeficientu rychlosti uce-
nia pre kazda objektivnu funkciu a jeho postupnym zmensovanim v priebehu ucenia. Ako
najlepsie experimenty podla metriky SDR vysli trénovania s objektivnymi funkciami L1
a logaritmickou L2 v Casovej doméne pri vysSom pociatoénom koeficiente rychlosti uce-
nia s jeho postupnym zmensovanim v priebehu ucenia. V relativnom porovnani najlepsich
modelov oproti vychodziemu ide o viac ako 2,5% zlepSenie.

Abstract

Neural networks are used for the problem of music source separation from recordings. One
such network is Conv-TasNet. The aim of the work is to experiment with the already
existing implementation of this network for the purpose of potential improvement. The
models were trained on the MUSDBI18 dataset. It was successively experimented with the
change of the network structure, transforming signals from the time domain to the frequency
domain for the purpose of calculating the loss function, replacing different loss functions
with the original one, finding the optimal learning rate for each loss function and gradually
decreasing the learning rate during the learning process. The best experiments according to
the SDR metric were training with loss functions L1 and logarithmic L2 in the time domain
with a higher initial learning rate with its gradual decrease during the learning process. In
a relative comparison of the best models to the baseline, it is more than 2.5% improvement.

KTlacové slova

separacia zdrojov hudby, neurénové siete, objektivne funkcie, L1, L2, logaritmicka L1, loga-
ritmicka L2, SI-SDR, SDR, SIR, SAR, STFT, rychlost ucenia, frekvencna doména, ¢asova
doména, Conv-TasNet, MUSDB18

Keywords

music source separation, neural networks, loss functions, L1, L2, logarithmic L1, logarithmic
L2, SI-SDR, SDR, SIR, SAR, STFT, learning rate, frequency domain, time domain, Conv-
TasNet, MUSDB18

Citacia

HOLIK, Viliam. Separace ndstroji a zpévu z hudebni nahrdvky. Brno, 2023. Bakaliisk4
prace. Vysoké uceni technické v Brné, Fakulta informacnich technologii. Vedouci prace
Ing. Ladislav Mosner



Separace nastroji a zpévu z hudebni nahravky

Prehlasenie
Prehlasujem, ze som tuto bakaldrsku pracu vypracoval samostatne pod vedenim pana Ing.
Ladislava Mosnera. Uviedol som vsetky literarne pramene, publikicie a dalSie zdroje, z
ktorych som cerpal.

Viliam Holik
9. maja 2023

Podakovanie

Chcel by som sa podakovat m6jmu vedicemu Ing. Ladislavovi Mosnerovi za jeho odbornu
pomoc naprie¢ celou tvorbou tejto prace. Vypoctové zdroje zabezpedil projekt e-INFRA CZ
(ID:90140), podporeny Ministerstvom $kolstva, mladeZe a telovychovy Ceskej republiky.



Obsah

1 Uvod 3
2 Separacia zdrojov 4
2.1 Separdcia zdrojov zvuku . . . . . ... L. oL 4
2.2 Separdcia zdrojov hudby . . . . . ... L Lo 5

3 Reprezentacia zvuku 7
3.1 Priebehsigndlu . . . . . .. ... L L 7
3.2 Vlastnosti reprezentacie zvuku . . . .. ..o oo 8
3.3 Casovo-frekvenéné reprezentdcie . . . . . . . . ..o 9
3.3.1 STET . . . e 9

3.3.2 Spektogramy . . . . . . ... 9

4 Neurodnové siete 10
4.1 Typy neurénovych sieti . . . ... ... .. ..o 10
4.1.1 Konvoluéné neurénové siete . . . . . . . ... Lo 12

4.2 Neurdnové siete na separaciu zdrojov hudby . . . . . .. .. ... ... ... 14
4.3 Conv-TasNet . . . . . . . . e e e e 14

5 Trénovanie neurdénovych sieti 18
5.1 Tréningové procesy a vlastnosti ucenia . . . . . . . ... .. ... ... 18
5.1.1 Ucenie suditelom . . . . . . . . . .. ... oo 18

5.1.2 Ucenie bez uéitela . . . . . .. . ... .. o0 oL 19

5.1.3 UCcenie posilnovanim . . . . . .. .. ... ... 0L 19

5.2 Objektivna funkcia . . . . . . . . ..o 19
5.3 Gradientny zostup . . . . . . . ... e 20
5.3.1 Davkovy gradientny zostup . . . . . . . ... ... L0 20

5.3.2 Stochasticky gradientny zostup . . . . ... .. ... ... L. 20

5.3.3 Mini-davkovy gradientny zostup . . . .. ... ... oL 21

5.4 Koeficient rychlosti ufenia . . . . . . . . .. oL 21
5.5 Vyhodnocovacie metriky . . . . .. . ... oo 22
551 SDR,SIRaSAR . . . . . . . . .. e 23

6 Data 24
6.1 Datovésady . . . . . . . .. 25
6.2 MUSDBIS . . . . . . o e 26

7 Navrh modifikacii 27



7.1 Konfigurdcie siete . . . . . . . ...
7.2 Transformécia do frekvencnej domény . . . . . . . . . ...
7.3 Objektivne funkcie . . . . . . . . ... oo oo
7.3.1 Casovd doména . . . . ...
7.3.2 Frekvencnd doména . . . . . . . . ... oo
7.4 Koeficient rychlosti u¢enia . . . . . . .. ... o oL
7.4.1 ZmenSovanie koeficientu rychlosti ucenia . . . . . .. ... ... ...
7.5 SUmMATIZACIA . . . . o e e e e e e e e e e
8 Implementacia a vysledky
8.1 Priprava prostredia . . . . . . . .. ..
8.2 Trénovanie na roznych po¢toch GPU . . . .. ... ... ... .. ... ...
8.3 ZmensSenie Struktiry siete . . . ... Lo oo o
8.4 Transformdécia do frekvenénej domény . . . . . . . .. ... ...
8.5 Objektivne funkcie . . . . . . ... . oL
8.6 Trénovanie s mensim poctom vzoriek a vacsou davkou . . . . . .. .. ...
8.7 Koeficient rychlosti ucenia . . . . . . .. ... L oo
8.7.1 ZmenSovanie koeficientu rychlosti ucenia . . . . . .. .. .. .. ...
8.8 Reimplementdcia SISDR . . . . . . . . ...
9 Vyhodnotenie a diskusia
9.1 Objektivne vyhodnotenie . . . . . . .. ... .. ...
9.2 Diskusia . . . . . . . e
10 Zaver
Literatura

A Konfiguracie siete

B Obsah prilozeného tloziska

31
31
32
33
34
35
36
37
39
41

42
42
43

45

46

51

52



Kapitola 1

Uvod

Separacia zdrojov hudby sa vztahuje na tlohu rozdelovania zmiesaného zvukového signalu
na jeho jednotlivé casti, ako si spev, bicie, basa a iné néastroje. Tato tloha mé mnozstvo
aplikacii v hudobnej produkcii, remixovani, prepise textu a analyze. Techniky hlbokého uce-
nia, ako si neurénové siete, ukdzali vyznamny potencial na separdciu hudobnych zdrojov.
Tieto techniky st schopné naudit sa komplexné reprezenticie vstupnych tidajov a manipu-
lovat s nimi, vdaka ¢omu sa pre tuto tlohu velmi vhodné. Jednou z takychto neurénovych
siet{ je Conv-TasNet. Conv-TasNet je neurénova sief zalozend na prevazne konvoluénych
vrstvach, pouzivana na oddelenie zvuku v ¢asovej doméne.

Pre pochopenie tejto prace je potrebné poznat tlohu separicie zdrojov zo zvukovej na-
hravky. Cielom prace je zoznamit sa s architektirou Conv-TasNet zalozenou na strojovom
uceni, natrénovat tento model na datovej sade MUSDBI18, navrhnaf modifikacie neuréno-
vej siete za ucelom lepSieho porozumenia a potencidlneho zlepsenia, implementovat ich a
experimentovat s nimi.

Modifikacie, ktoré stoja za vyskusSanie si zmena Struktary siete, transformacia casovej
domény do frekvené¢nej pre tucely pocitania objektivnej funkcie, zamena objektivnej funkcie
za iné, nastavenie vhodného koeficientu rychlosti ucenia a postupné zmensovanie tohto
koeficientu. Presnost a kvalita modelu sa vyhodnocuje metrikami ur¢enymi na hodnotenie
zvukovych signalov. Tieto modifikdcie m6zu smerovat k modelu s lepsim celkovym skore.
Jednotlivé experimenty budi vyhodnotené a porovnané voci sebe.

Praca je rozdelend na niekolko kapitol, ktoré postupne pokryvaju jednotlivé logické
celky. Kapitola 2 popisuje tlohu separacie zdrojov. V kapitole 3 st popisané jednotlivé typy
reprezentacie zvuku. Typy neurénovych sieti, siete urcené na separiciu zdrojov hudby a
architekttra siete Conv-TasNet st rozobrané v kapitole 4. Kapitola 5 sa venuje trénova-
niu neurénovych sieti a spésobe ich hodnotenia. V kapitole 6 sii popisané datové sady na
trénovanie sieti pre tlohu separacie zdrojov hudby. Kapitola 7 sa zaobera navrhom modi-
fikdcii. Implementacia navrhnutych modifikécii a ich vysledky st v kapitole 8 a objektivne
vyhodnotenie spolu s diskusiou v kapitole 9.



Kapitola 2

Separacia zdrojov

Separacia zdrojov alebo aj slepa separécia zdrojov (,,blind source separation®) je oddelenie
stiboru zdrojovych signdlov od siboru zmiesanych signdlov bez pomoci informécii (alebo s
velmi malym mnozstvom informécii) o zdrojovych signéloch alebo procese miesania. Naj-
Castejsie sa pouziva pri digitdlnom spracovani signalov a zahfna analyzu zmesi signalov.
Jej cielom je obnovit pdvodné signaly komponentov zo zmiesaného signalu. Klasickym pri-
kladom problému oddelovania zdroja je problém tzv. kokteilovej party, kde v miestnosti
sucasne hovori niekolko Tudi a poslucha¢ sa snazi sledovat jeden z monolégov [48]. Lud-
sky mozog dokéaze zvladnut tento druh problému oddelovania sluchového zdroja, ale pre
digitalny svet je to zlozity problém pri spracovani signalu.

Separacia zdrojov je dolezitou tulohou v oblasti strojového ucenia a v poslednych ro-
koch bola siroko studovana. Vseobecny problém separacie zdrojov mozno formulovat takto:
vzhladom na zmes (mix) signélov z réznych zdrojov je cielom oddelit tieto jednotlivé zdroje,
ktoré prispievaju k zmesi [50]. Separicia zdrojov je dolezitym problémom so Sirokou skélou
aplikdcii vratane spracovania reci [29], spracovania zvuku [35], spracovania obrazu [55] a
spracovania biomedicinskych signalov [13]. Na vyrieSenie tohto problému bolo navrhnutych
niekolko pristupov, ale vyvoj stale napreduje. Niektoré z tispesnejsSich pristupov si analyza
hlavnych komponentov a analyza nezavislych komponentov, ktoré funguja dobre, ked nie st
pritomné ziadne oneskorenia alebo ozveny. To znamen4, Ze problém je zna¢ne zjednoduseny.
Ako dalsi pristup na separaciu zdrojov sa pouzivaju rézne algoritmy strojového ucenia.

2.1 Separacia zdrojov zvuku

Separacia zdrojov zvuku je proces oddelovania zmesi zvukovych signilov do zdrojov, z
ktorych pozostava. Cielom je extrahovat jednotlivé zdroje, ktoré sa podielaji na zmesi, aby
bolo mozné kazdy zdroj spracovat alebo analyzovat samostatne [28]. Do kategorie separécie
zdrojov zvuku patri separacia reci a separacia zdrojov hudby. Separacia reci je Specidlny
scenar problému separacie zdrojov, kde sa pozornost sustreduje iba na prekryvajice sa
zdroje recového signalu a iné interferencie, ako si hudba alebo iné sumové signaly, nie sa
hlavnym zdujmom stidie [1].



2.2 Separacia zdrojov hudby

Ulohu, pri ktorej si separovanymi zdrojmi hudobné néstroje (vratane spevu), nazyvame
separdcia zdrojov hudby (,music source separation“ — MSS) [5]. Kazdy tento hudobny
nastroj pripadne spev nachadzajici sa v zmesi nazyvame zdrojom. Principom separacie
hudobnych zdrojov je teda dej, pri ktorom sa z celej nahravky viacerych zdrojov oddelia
tieto zdroje a tak vznikni nahriavky len separovanych zdrojov, ako je aj zobrazené na
Obrazku 2.1. Napriklad by sme mohli chcief izolovat spevaka od hudby na pozadi, aby sme
vytvorili karaoke verziu piesne, alebo izolovat basgitaru od zvysku kapely, aby sa hudobnik
mohol naucit svoju ¢ast. Inak povedané, ak je zmes viacerych zdrojov, m6zu sa oddelit len
tie, ktoré nas zaujimaja.

Matematicky vyjadrené, predpokladame zZe zmes signalov x; pozostava z K zdrojov, kde
je kazdy zdroj y i pre k = 1..K:

K
Tt = E Yt k-
K=1

Danad je len zmes z; a cielom systému separacie zdrojov je obnovit jeden alebo viac zdro-
Jov Yr -

o e o

il

Obr. 2.1: Princip separacie zdrojov hudby [30].

Separacia hudby je vnimanda ako odlisny problém od inych typov separicie zdrojov,
pretoze existuje vela faktorov, ktoré ju robia jedinecnou [5]. Zdroje v hudbe st vysoko
korelované, ¢o znamend, ze vsetky zdroje sa zvycajne menia spolo¢ne v rovnakom cCase
a tak tvoria harmoéniu. Napriklad v rockovej kapele, ak basgitara zmeni tén na zaciatku
nového taktu, je pravdepodobné, Ze sa zmenia aj ostatné nastroje.

Hudba sa mixuje a spracovava sp6sobmi, ktoré nie su linedrne. Suc¢asné postupy zazna-
mendavania a nahravania su také, ze sa dany zdroj v zmesi nemusi prirodzene vyskytovat v
realnom svete. Reverb, filtrovanie a nelinedrne techniky spracovania signalu stazuji sepa-
raciu hudby, a napriek tomu s to nastroje, ktoré hudobnici bezne pouzivaji na vytvaranie
hudby. Proces miesania hudby znazornuje Obrazok 2.2. MieSanie hudby je problém pri na-
slednej spétnej separacii, pretoze len zriedka vieme, aké spracovanie bolo aplikované na
ktortukolvek skupinu zdrojov alebo ¢i uz celit zmes dohromady [30].

V oblasti ziskavania informécii o hudbe (,,music information retrieval® — MIR) existuje
mnoho pouziti na oddelenie hudobnych zdrojov. M4 mnoho aplikacii, napriklad pri mixovani
alebo remixovani nahravok, ktorych jednotlivé zdrojové signdly nie st pristupné. Slazi tiez



na vytvaranie hracich stop pre studentov hudobnych nastrojov. MSS je délezitym krokom
predspracovania pre niekolko tloh ziskavania hudobnych informécii, napriklad:

automaticky prepis textu [10, 39],
detekcia hudobnych nastrojov [18],
rozpoznavanie textov [33],

zarovnanie textu piesne podla hudby [12],

automatickd identifikdcia spevika [40].
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Obr. 2.2: MieSanie hudobnych signalov je zlozity a nelinearny proces. To stazuje separaciu
hudobnych zdrojov [30].



Kapitola 3

Reprezentacia zvuku

Tato kapitola bola inSpirovana internetovou knihou Open Source Tools € Data for Music
Source Separation [30].

Jednou z hlavnych veci, ktorymi sa pristupy k separacii zvuku rozlisuju, je reprezentacia
zvuku na systémovom vstupe a vystupe. Zvuk je zvécsa vo svojej najneopracovanejsej forme
ulozeny ako priebeh signalu (,waveform®). Niektoré pristupy k separicii zdrojov funguju
priamo na priebehu signalu, hoci mnohé z nich vyzaduji urcité predbezné spracovanie
pred separaciou zdrojov. V tejto casti sa rozobert rozne typy vstupnych a vystupnych
reprezentacii, ktoré sa bezne pouzivajui v pristupoch separacie zdrojov.

3.1 Priebeh signalu
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Obr. 3.1: Priebeh signalu v case.

Priebeh signédlu je okamzita hodnota frekvencie signalu v ¢ase (Obréazok 3.1). Okamzita
hodnota signélu je zobrazena na osiy (zvisld) a ¢as na osi x (vodorovnd) [53]. Digitalizovany
priebeh signalu (,,waveform*), dalej uz len priebeh signdlu, je digitalizovany zvukovy signél,
ktory sa najviac podobd redlnemu zvuku. Dolezité je vediet, ze signal so spojitym casom je



diskretizovany (prevedeny zo spojitej veli¢iny do diskrétnej) v ¢ase aj amplitide, pretoze
signal je pravidelne vzorkovany a prevedeny do digitdlnej reprezentéacie.

Dolezitym aspektom priebehu signalu je vzorkovacia frekvencia, ktora popisuje, kolko
merani alebo vzoriek sa uskutoéni za sekundu a meria sa v Hertzoch (skratka Hz). Vzorko-
vanie signalu mozno vidiet na Obrazku 3.2. Shannonov vzorkovaci teorém hovori, ze idedlna
rekonstrukcia signalu je mozna iba vtedy, ked je vzorkovacia frekvencia vacsia ako dvojna-
sobok maximéalnej frekvencie vzorkovaného signalu. Rozsah Tudského sluchu je priblizne
20 Hz az 20 kHz [43]. Minimalna vzorkovacia frekvencia, ktord spliia vzorkovaci teorém pre
tuto sirku pasma je 40 kHz. Z tohto dévodu je pre zakladné zaznamenavanie zvuku zvolena
vzorkovacia frekvencia o trochu vyssia, a to 44,1 kHz. Tato hodnota je pouzivanad kvoli
formatu kompaktného disku (CD), ktory sa datuje od roku 1979', ked ho zacala pouzivat
spolo¢nost Sony.

s, St

910111213 t
01..i 4567 8 g

Obr. 3.2: Vzorkovanie signalu, diskretizacia®.

3.2 Vlastnosti reprezentacie zvuku

Da sa tvrdif, Ze pristup oddelovania zdroja je len taky dobry, ako je jeho schopnost re-
prezentovat zvuk oddelitelnym sposobom. Z toho dovodu je dolezité, ako je samotny zvuk
reprezentovany na ucely oddelenia zdroja. Pre pristupy k separéicii zdrojov je zakladny
postup nasledovny:

1. Prevedenie zvuku na reprezentaciu, v ktorej sa oddeluje.
2. Separacia zvuku v tejto reprezentacii.

3. Prevedenie zvuku spét z manipulovanej reprezenticie za tcelom ziskania izolovanych
zdrojov.

Tieto kroky st vSeobecnou postupnosfou pre pristupy k separacii zdrojov zvuku. Jed-
notlivé kroky mozu pozostavat z viacerych samostatnych podkrokov.

Yhistéria CD - https://www.discwizards.com/history-of-the-cd.htm
2zdroj https://medium.com/analytics-vidhya/audio-data-processing-feature-extraction-
science-concepts-behind-them-be97fbd587d8
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Doélezitym aspektom zvukovej reprezentacie je aj schopnost konvertovania signédlu, ktory
bol nejakym spdsobom reprezentovany, spat na priebeh signalu s ¢o mozno najmensou chy-
bou. Tieto chyby predstavuji potom artefakty, ktoré je po¢ut v separovanych nahravkach.
V nasledujtucich sekciach st popisané niektoré metédy, ktoré vytvaraja reprezentacie zvuku.

3.3 Casovo-frekvencné reprezentacie

Casovo-frekvenéné reprezenticie st najbeznejsimi typmi reprezenticii pouzivanych v pri-
stupoch separacie zdrojov. Casovo-frekvenénd (,time-frequency® — TF) reprezentacia [49]
je 2-rozmernd matica, ktord predstavuje frekvencny obsah zvukového signalu v priebehu
¢asu. Konkrétny zédznam v tejto matici nazyvame TF element (,bin“). Reprezentaciu TF
mozeme vizualizovat pomocou tepelnej mapy, ktorej os x je ¢as a os y frekvencia. Kazdy
TF element v tepelnej mape predstavuje zastipenie danej frekvencie v dany cas.

3.3.1 STFT

Mnohé z ¢asovo-frekvenénych reprezentacii zacinaju kratkodobou Fourierovou transforma-
ciou (,,Short Time Fourier Transform“ — STFT). V praxi je postup vypo¢tu STFT taky, ze
sa dlhsf asovy signal rozdeli na kratsie prekryvajtice sa segmenty rovnakej dizky a potom sa
diskrétna Fourierova transformécia (DFT) vypocita samostatne pre kazdy kratsi segment.
Absoltutna hodnota elementu TF | X (¢, f)| v ¢ase t a frekvencia f uréuje mnozstvo energie
pocutej z frekvencie f v case t.

Dolezité je, ze kazdy element v STFT je komplexny, ¢o znamené, ze kazdy zdznam
obsahuje zlozku magnitidy aj fazy. Elementy STFT st invertovatelné, ¢o znamena, Ze
komplexnt maticu STFT mozno previest spat na priebeh signalu. Spatnou transforméciou
je inverznd kratkodobda Fourierova transformécia ISTFT. Medzi zékladné parametre pri
STFT patri: oknova funkcia (,window*), dizka okna a dizka skoku (,hop*).

Oknova funkcia urcéuje tvar kratkodobého okna, ktorym sa jednotlivé segmenty vynaso-
bia pred pouzitim diskrétnej Fourierovej tranformécie. Tvar tohto okna ovplyvnuje, ktoré
hodnoty vzoriek budi v DFT zdéraznené alebo zoslabené. Existuje mnoho typov okien, ale
medzi najpouzivanejsie patria obdiinikové, Hammingove, Kaiserove alebo Hannove okna.
Dizka okna uréuje, kolko vzoriek je zahrnutgch v kazdom okne. Dizka skoku uréuje vzdia-
lenost vo vzorkach medzi akymikolvek dvoma susednymi oknami.

3.3.2 Spektogramy

Niektoré pristupy k separacii zdrojov zvuku fungujui iba na nejakom variante spektrogramu,
ktory explicitne nepredstavuje fazu v kazdom TF elemente. Medzi tieto spektogramy patri
spektogam magnitid, spektogram vykonu, logaritmicky spektogram a logaritmicky spekto-
gram vykonu.

Spektrogram magnitud sa vypocita tak, ze sa zoberie absolitna hodnota kazdého prvku
v STFT. Spektrogram vykonu sa vypocita tak, ze sa na kazdy prvok v STFT aplikuje
druhd mocnina. Logaritmicky spektrogram sa vypocita ako logaritmus absolitnej hodnoty
kazdého prvku v STFT. Logaritmicky spektrogram vykonu sa vypocita s pouzitim logaritmu
druhej mocniny kazdého prvku v STFT.



Kapitola 4

Neuronové siete

Neurdnova siet je vypoctovy model vyuzivany v oblasti strojového ucenia, zostaveny na za-
klade abstrakcie vlastnosti biologickych nervovych ststav. Neurénové siete poskytuju cely
rad vykonnych technik na riesenie problémov pri rozpoznavani vzorov, analyze dat a kon-
trole [16]. Zakladnou vlastnostou neurénovych sieti je schopnost abstrakcie pravidiel medzi
vstupnymi a vystupnymi hodnotami prezentovanymi vo vhodnej forme. Tato abstrakcia
pravidiel sa potom aplikuje na akékolvek vstupné hodnoty.

Neurdénové siete su zalozené na stbore spojenych jednotiek alebo uzlov nazyvanych
umelé neurény, ktoré volne modeluji neurény v biologickom mozgu. Kazdé spojenie, po-
dobne ako synapsie v biologickom mozgu, mdze prenasat signal do inych neurénov. Umely
neurén prijima signaly, potom ich spracuje a nasledne ich mdze poslat dalej neurénom, s
ktorymi je spojeny. Spojenia neurénov sa nazyvaju hrany.

Proces ucenia je hladanie vhodnych vah neurénovych spojeni, aby neurénova siet vedela
vhodnou abstrakciou pravidiel riesit dany problém v ¢o-mozno najlepsej forme a moze pre-
biehat viacerymi spdsobmi blizsie uvedenymi v sekcii 5.1. Pocas tohto procesu sa aktualizuja
hodnoty vdh spojeni neurénov. Po ukonceni ucenia (natrénovani siete) sa uz hodnoty vdh
nemenia a sief produkuje vystupy podla naucenej funkcie aplikovanej na vstupné hodnoty.

Typicky st neurény agregované do vrstiev. Vrstva je zdkladnym stavebnym blokom
najvyssej arovne neuronovej siete. Vrstva predstavuje tzv. kontajner, ktory zvycajne prijima
vazeny vstup, transformuje ho mnozinou zvéic¢sa nelinedrnych funkcii a potom tieto hodnoty
odovzdava ako svoj vystup dalsej vrstve. Rozne vrstvy mozu na svojich vstupoch vykonavat
rozne transformdcie. Signély prechddzaji postupne z prvej vrstvy (vstupnd vrstva) az do
poslednej vrstvy (vystupna vrstva) a medzi nimi sa ¢asto nachddzaju aj skryté vrstvy.

4.1 Typy neurdénovych sieti

Existuje niekolko typov neurénovych sieti, ktoré su k dispozicii. M6zu byt klasifikované v
zavislosti na ich $trukture, datovom toku, pouzitych neurénov a ich hustoty, vrstiev atd.
Kazdy typ ma svoje v¥hody a nevyhody. Dalej budd popisané niektoré typy sieti.

Perceptrén

Model perceptrénu navrhnuty Frankom Rosenblattom je jednym z najjednoduchsich a naj-
star§ich modelov nerénu [44]. Je to najmensia jednotka neurénovej siete, ktord vykondva
ur¢ité vypocty na detekciu vztahov vo vstupnych datach. Perceptrén je algoritmom na ria-
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dené ucenie binarnych klasifikatorov. Binarny klasifikator je funkcia, ktora méze rozhodnit,
¢i vstup reprezentovany vektorom ¢isel patri do nejakej Specifickej triedy alebo nie [11].

Perceptrony mézu implementovat logické hradla ako AND, OR alebo NAND. Percep-
trény sa vSak modzu naudit riesit iba linedrne separovatelné problémy, ale pre nelinearne
problémy napr. booleovsky problém XOR to nefunguje.

Dopredna neurénova siet

Dopredna (,feed forward“) neurénova siet je zndma svojou jednoduchostou struktiry. Do-
predna neurénova sief ma vstupni vrstvu, skryté vrstvy a vystupnu vrstvu. Informaécie
vzdy prechadzaju jednym smerom — od vstupnej vrstvy po vystupni vrstvu — a nikdy
sa nevracaju dozadu. Aplikdciou doprednych neurénovych sieti je jednoduché klasifikacia,
rozpoznavanie tvare (jednoduché priame spracovanie obrazu) a rozpoznavanie re¢i. Medzi
vyhody tychto sieti patri Ze si menej zlozité, jednoduché na navrh a ich rychlost (jedno-
smerné Sirenie).

Viacvrstvovy perceptréon

Viacvrstvovy perceptron je vstupnym bodom ku komplexnym neurénovym sietam, kde
vstupné data prechddzaji réznymi vrstvami neurénov. Kazdy jeden uzol je spojeny so
vSetkymi neurénmi v dalSej vrstve, ¢o z neho robi plne prepojenti neurénovu siet. V tejto
sieti si pritomné vstupna vrstva, skryté vrstvy a vystupnd vrstva, t. j. celkovo aspon tri
alebo viac vrstiev.

Vyhodou je, ze sa mdézu pouzivat na hlboké strojové ucenie a to vdaka pritommnosti
hustych plne prepojenych vrstiev a spatného sirenia. Ako nevyhodou tychto sieti je pomerne
zlozity proces navrhu.

Rekurentna neurénova siet

Rekurentnd neurénova siet (RNN) je rozsirenie doprednej neurénovej siete, kde spojenia
medzi uzlami moézu vytvarat cyklus, umoznujici vystupom z niektorych uzlov ovplyvnit
nasledny vstup do rovnakych uzlov [32]. To jej umoziuje prejavovat docasné dynamické
spravanie. RNN méze vyuzit svoj vnutorny stav (pamét) na spracovanie sekvencii vstupov
s premenlivou dizkou.

Pouzitelné si na tlohy, ako je rozpozndvanie rukopisu, kontrolu gramatiky alebo roz-
poznavanie re¢i. Jednou z vyhod pouzitia je modelovanie sekvenénych tudajov, kde sa da
predpokladat, ze kazdd vzorka zavisi od predoslych (historickych) idajov. Ako nevyhoda
si problémy s miznicim (,vanishing“) a explodujicim gradientom [42].

LSTM neuronova siet

Siete LSTM (,,Long Short-Term Memory*“) st typom RNN, ktory okrem Standardnych jed-
notiek pouziva aj Specidlne jednotky. Jednotky LSTM obsahuji ,paméfova bunku*, ktora
dokaze uchovavat informacie v paméti po dlht dobu. Sada bran sa pouziva na kontrolu,
kedy informécie vstupuju do paméte, kedy si vystupom, a kedy st zabudnuté. Existuja
tri typy brén, a to vstupnd brana, vystupna brana a zabudnuté (,forget*) brana. Vstupna
brana rozhoduje o tom, ktoré ¢asti novych informécii sa ulozia v aktudlnom stave. Vy-
stupné brany riadia, ktoré informéacie v aktualnom stave maja byt na vystupe, beric do
uvahy predchadzajici a aktualny stav. Zabudnuté brany rozhoduji o tom, aké informaécie
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sa maju z predchddzajiceho stavu vyradif, teda riadia rychlost trhania (,tearing rate“)
ulozenej paméte. Tato architektira im umoznuje naucit sa dlhodobejsie zavislosti.

4.1.1 Konvoluéné neurdnové siete

Konvoluénd neurénova siet (,convolutional neural network* — CNN) je typom neurénovej
siete, ktord sa najCastejSie pouziva na analyzu vizualnych snimok. CNN pouziva matema-
tickl operaciu nazyvanu konvolticia namiesto vSeobecného ndasobenia matice aspon v jednej
zo svojich vrstiev [14]. CNN je Specidlne navrhnutd predovsetkym na spracovanie pixelo-
vych idajov a pouziva sa pri rozpoznavani a spracovani obrazu. Ma aplikacie v rozpoznavani
obrazkov a videa, klasifikacii obrazkov, segmentécii obrazkov, spracovani prirodzeného ja-
zyka [8] atd.

Namiesto toho, aby sa CNN pokusala spracovat cely vstup naraz, rozdeluje ho na mensie,
jednoduchsie prvky pomocou filtrov a spractva ich postupne. Tieto filtre (jadra) sa aplikuji
na rozne (resp. postupne vSetky) ¢asti vstupu na extrahovanie relevantnych informécii.
Znamend to, ze CNN spracovava data hierarchicky. Tento hierarchicky pristup umoznuje
CNN efektivne sa ucit zlozité komplexné vzory zo vstupnych dat. Typicka Struktira CNN
obsahuje alebo méze obsahovat tieto Specifické vrstvy:

« Konvoluéna
e Zdruzovacia

e Plne prepojena

Konvoluéna vrstva

Tato vrstva je prvou vrstvou, ktora sa pouziva na extrahovanie réznych vzorov zo vstupov. V
tejto vrstve sa vykonava matematicka operacia konvoltcie medzi ¢astami vstupu a filtrom
(jadrom). Hodnoty filtra su trénovatelné parametre. Konvoluéna vrstva vytvara bodovy
sucin konvoluc¢ného filtra s ¢astami vstupu postivanim filtra po vstupnej matici.

Konvoluéné vrstvy konvoluji vstup a odovzdaju jeho vysledok dalsej vrstve. Kazdy
neurén v konvolucnej vrstve spracovava udaje len pre svoje receptivne pole. Vystup je tzv.
mapa prvkov (,feature map®), ktora poskytuje abstrakciu informécii o vstupe a zachytéva
zlozitejsSie vzory vstupov. Néasledne sa tato mapa prvkov dodava do dalsich vrstiev, aby sa
naucili niekolko dalsich funkcii vstupu.

Na urychlenie spracovania mozu byt §tandardné konvoluéné vrstvy nahradené hibkovo
oddelitelnymi (,,depthwise*) konvoluénymi vrstvami [7], ktoré st zalozené na hibkovej kon-
volicii, po ktorych nasleduje bodova (,,pointwise®) konvolticia ako vidiet na Obrazku 4.1.
Hibkov4 konvoltcia je priestorové konvolicia aplikovans nezdvisle na kazdom kanali vstup-
ného tenzora, zatial ¢o bodova konvolicia je standardné konvoltucia obmedzena na pouzitie
1 x 1 jadra.
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Obr. 4.1: Standardni konvoluéni vrstvu mozu nahradit po sebe idtce depthwise a pointwise
konvoluéné vrstvy~.

ZdruZovacia vrstva

Vo véacsine pripadov po konvoluénej vrstve nasleduje zdruzovacia (,,pooling®) vrstva, tiez
znama ako ,,downsampling“. Primarnym cielom tejto vrstvy je zmensit velkost mapy prvkov
(po prevedeni konvoltcie), aby sa znizili vypoc¢tové naklady. Toto sa vykonava agregéciou
hodnét v istom okoli a nezavisle funguje na kazdej mape prvkov. Tato vrstva v podstate
sumarizuje vlastnosti generované konvolu¢nou vrstvou.

Existuje niekolko typov operacii zdruzovania, ale v beznom pouzivani st dva typy zdru-
Zovania, a to maximalne a priemerné. Maximéalne zdruzovanie pouziva maximalnu hodnotu
prvkov kazdého lokalneho zhluku na mape prvkov, zatial ¢o priemerné zdruzovanie vypocita
priemernt hodnotu prvkov v zhluku.

Plne prepojena vrstva

Plne prepojend vrstva (,,fully connected* — FC) pozostava z véh a ,bias“-ov a pouziva sa na
prepojenie neurénov medzi dvoma roéznymi vrstvami. Tato vrstva je zvycajne umiestnena
pred vystupnou vrstvou a tvori niekolko poslednych vrstiev architektiry CNN.

Tato vrstva plni ilohu klasifikacie na zdklade vlastnosti extrahovanych cez predchadza-
juce vrstvy a ich réznych filtrov. Zatial ¢o konvoluéné a zdruzovacie vrstvy maju tendenciu
pouzivat aktivacné funkcie ReLU, vrstvy FC zvycajne vyuzivaji funkciu softmax na vhodnt
klasifikdciu vstupov, ¢im sa vytvara pravdepodobnost od 0 do 1. V tejto vrstve teda zvy-
cajne prebieha koneény klasifika¢ny proces.

Ingpirované https://www.sciencedirect.com/science/article/pii/S0168169918318696
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4.2 Neurénové siete na separaciu zdrojov hudby

Pre tlohu separacie zdrojov hudby existuje viacero modelov. V Tabulke 4.1 st uvedené
niektoré z nich spolu s ich SDR celkovym skére, kde bola evaludcia vykonana na datovej
sade MUSDBI18. Vyhodnocovacia metrika SDR je blizsie popisand v sekcii 5.5. Vyssie skore
SDR predstavuje lepsi model. VSetky tieto modely boli trénované na datovej sade MUSDB18
(viac v sekeii 6.2) bez dalsich extra d4t.

Tabulka 4.1: Prehlad modelov neurénovych sieti na separaciu zdrojov hudby zoradenych

evve

Nazov Rok | Celkové SDR [dB]
Wave-U-Net 2018 3,23
Open-Unmix 2019 5,33
Sams-Net 2019 5,65
Conv-TasNet 2018 5,73
LaSAFT 2020 5,88
D3Net 2021 6,01
Demucs 2019 6,28
Hybrid Demucs | 2021 7,68
Band-Split RNN | 2022 8,24

Vsetky tieto modely st pristupné z webovej stranky Papers with Code®, kde st ku
kazdému modelu podrobné vysledky a odkaz na c¢lanok, ktory ich popisuje.

4.3 Conv-TasNet

Pre tito pracu bola vyuzitd neurénova siet Conv-TasNet. Povodna siet bola navrhnuta
na separaciu reci, ale nasledne bola adaptovana na problém separacie zdrojov hudby, a to
konkrétne podporou viacerych zvukovych kanalov, ¢o v hudbe méze predstavovat jej zdroje
(jednotlivé nastroje a spev).

Plne konvoluénd siet na oddelenie zvuku v ¢asovej doméne (Conv-TasNet) pozostéva z
troch faz spracovania, ako je znézornené aj na Obrazku 4.2(A): kodér, separacia a dekodér.
Najprv sa modul kodéra pouzije na transformaciu kratkych segmentov priebehu signalu zo
zmesi pomocou baz, ktoré sa upravuju spolo¢ne s ostatnymi vihami v priebehu trénovania.
Tato 2D reprezentdcia sa potom pouzije na odhad multiplikativnej funkcie (masky) pre
kazdy zdroj pri kazdom casovom kroku. Zdrojové priebehy signalu sa potom zrekonstruuja
transformaciou maskovanych reprezentacii kodéra pomocou modulu dekodéra. Popis tejto
siete vychddza z ¢lanku [27].

3https://paperswithcode.com/sota/music-source-separation-on-musdb18
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Obr. 4.2: (A): Blokova schéma systému Conv-TasNet. (B): Vyvojovy diagram systému. (C):
Strukttra 1-D konvoluéného bloku. [27]

Konvoluény kodér-dekodér

Vstupni zvukovi zmes mozno rozdelit na prekryvajice sa segmenty dizky L, reprezento-
vané x € R1*L kde k =1, ..., T oznacuje index segmentu a T celkovy pocet segmentov na
vstupe. @, sa transformuje na N-rozmernd reprezentaciu, wy € RV pomocou operacie
1-D konvoltcia, ktora je preformulovana ako maticové nasobenie (index k sa odteraz vy-
pusti):

w = H(zU),

kde U € RE*N obsahuje N vektorov (bézovych funkeii kodéra) s dizkou L a H(:) je voli-
telnd nelinedrna funkcia. Dekodér rekonstruuje priebeh z tejto reprezentacie pomocou 1-D
transponovanej konvolucnej operacie, ktord moze byt preformulovana ako dalSie ndsobenie
matice:

z=wV,

kde & € R je rekonstrukcia @ a riadky v V. € RN*L sq bizové funkcie dekodéra,
kazdy s dizkou L. Prekryvajtice sa rekonstruované segmenty st spolu s¢itané na vytvorenie
konec¢ného priebehu signalu.

Aj ked preformulujeme operécie kodéra/dekodéra ako maticové nasobenie, termin , kon-
voluény autokdéder* sa pouziva preto, ze pri skuto¢nej implementacii modelu mézu konvo-
lucné a konvoluc¢né transponované vrstvy lahsie zvladnut presah medzi segmentami, a tym
dokazu urychlif trénovanie a dosiahnuf lepsiu konvergenciu.
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Odhad separacnych masiek

Separécia pre kazdy rdmec sa vykondva odhadom C vektorov (masiek) m; € RN j =
1,...,C, kde C je pocet zdrojov v zmesi, ktoré sa vyndsobia s vystupom kodéra w. Repre-
zentécia kazdého zdroja d; € RN sa potom vypoéita pouzitim zodpovedajticej masky m;
na reprezentaciu zmesi w:

di:meia

kde ® oznacuje nasobenie po jednotlivych prvkoch. Priebeh signalu kazdého zdroja §;,i =
1,...,C potom rekonstruuje dekodér:

§;=d;V.

Konvolu¢ny separa¢ny modul

Motivovany ¢asovou konvolu¢nou sietou (TCN) [25], plne konvoluény separac¢ny modul po-
zostava z na seba naskladanych 1-D dilatovanych konvoluénych blokov, ako je znazornené
na Obrazku 4.2(B). TCN bola navrhnuta ako ndhrada za RNN (rekurentné neurénové siete)
v roznych tlohach modelovania sekvencii. Kazda vrstva v TCN pozostava z 1-D konvoluc-
nych blokov s rasttcimi dilata¢nymi faktormi. Dilata¢né faktory rastii exponencidlne, aby sa
zabezpecilo dostatocne velké casové kontextové okno na vyuzitie dlhodobych zavislosti zvu-
kového signalu, ako je oznacené roznymi farbami na Obrazku 4.2(B). V sieti Conv-TasNet
sa M konvolu¢né bloky s dilataénymi faktormi 1,2,4, ...,2M~1 opakuji R-krat. Vstup pre
kazdy jeden blok je zodpovedajicim spdsobom vyplneny nulou, aby bola vystupna dizka
rovnaka ako vstupnd. Vystup TCN je odovzdany do konvolu¢ného bloku s velkostou jadra
1 (1 x 1-conv blok, tiez zndmy ako bodova (,pointwise*) konvolicia) na odhad masky.
1 x 1-conv blok spolu s nelinedrnou aktiva¢nou funkciou odhaduje vektory C' masky pre C
cielové zdroje.

Obrézok 4.2(C) zobrazuje struktiru kazdého 1-D konvoluéného bloku. Navrh 1-D kon-
voluénych blokov pochadza z ¢lanku [36], kde je aplikovany rezidudlny spoj a preskakujici
spoj (,,skip-connection®). Rezidudlny spoj bloku slizi ako vstup do dalsieho bloku a pre-
skakujuce spoje st pre vSetky bloky zhrnuté dokopy a pouzité ako vystup TCN. Na dalsie
zniZenie poétu parametrov sa pouziva hibkovo oddelitelnd (,depthwise separable®) konvolu-
cia S-conv(-) na nahradenie Standardnej konvolicie v kazdom konvoluénom bloku. Hibkovo
oddelitelnd konvolicia (oznacovana aj iba ako oddelitelnd konvolicia) sa ukazala ako G¢inna
v tloh4ch spracovania obrazu [19] a neurénového strojového prekladu [23]. Operator hib-
kovo oddelitelnej konvolicie rozdeluje Standardni konvoluénii operaciu na dve po sebe idtce
operécie, hibkova konvolicia (D-conu(-)) nasledovana bodovou konvoltciou (1 x 1-conw(-)):

D-conv(Y, K) = concat(y; ® k;),j =1,...,N,
S-conv(Y,K,L) = D-conv(Y,K)® L,

kde Y € RE*M je vstup pre S-conv(-), K € RE*F je konvoluéné jadro s velkostou P,
Y; € RIXM 5 k; e R™P s riadky matic Y a K v tomto poradi. L € RE*#*1 je konvoluéné
jadro s velkostou 1 a ® oznacuje operédciu konvolacie. Inymi slovami, operédcia D-conv(-)
konvoluje kazdy riadok vstupu Y so zodpovedajicim riadkom matice K a 1 x 1-conv blok
linearne transformuje priestor prvkov. V porovnani so Standardnou konvoliciou s velkostou
jadra K € RE*HXP hihkovo oddelitelnd konvoltcia obsahuje iba G x P+G x H parametrov,

¢o znizuje velkost modelu o faktor gig ~ P, ked H > P.
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Po kazdom prvom 1 x 1-conv a D-conv bloku je pridana nelinedrna aktivacna funkcia a
za nou hned normaliza¢nd operdcia v uvedenom poradi. Nelinearnou aktiva¢nou funkciou
je parametricky rektifikovand linedrna jednotka (PReLU):

x, ak >0

ax, inak

PReLU(z) = {

kde a € R je trénovatelny skalar ovladajuci sklon pre zaporné x usmernovaca. Vyber typu
metody normalizacie v sieti zavisi od poziadavky kauzality. Pre nekauzalne konfiguracie
sa zistilo, ze globdlna normalizdcia vrstvy (gLN) prekondva vSetky ostatné normalizacéné
met6dy [27].

Na zaciatku separacného modulu je linedrny 1 x 1-conv blok pridany ako ,bottleneck®
vrstva. Tento blok ur¢uje pocet kanalov na vstupe a na rezidudlnom spoji naslednych kon-
voluénych blokov. Napriklad, ak mé& linedrna ,bottleneck® vrstva B kandlov, potom pre
1-D konvoluény blok s H kanalmi a velkostou jadra P by mala byt velkost jadra v prvom
1 x 1-conv bloku a prvom D-conv bloku L € REXHX1 5 K ¢ REXP v yvedenom poradi.
Velkost jadra v rezidudlnych spojoch by mala byt Lg, € RE*BX1 Poget vistupnych kana-
lov v preskakovacich spojoch moéze byt ind ako B a velkost jadier v tomto spoji sa oznacuje
ako Lg. € RV*Sex1,
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Kapitola 5

Trénovanie neurénovych sieti

5.1 Tréningové procesy a vlastnosti ucenia

Jednou z najdolezitejsich vlastnosti umelych neurénovych sieti je ich schopnost ucit sa z
prezentacie vzoriek (vzorov), ¢o vyjadruje spravanie systému. Ked sa teda siet nau¢i vztah
medzi vstupmi a vystupmi, moze zovSeobecnit riesenia, o znamena, ze siet moze produkovat
vystup, ktory je blizky o¢akdvanému (alebo pozadovanému) vystupu akychkolvek danych
vstupnych hodnét [47].

Tréningovy proces neurénovej siete preto pozostava z aplikacie pozadovanych ordino-
vanych krokov na vyladenie synaptickych vah jej neurénov, aby sa zovseobecnili rieSenia
produkované jej vystupmi. Treba vSak davat pozor na prilis velké zovseobecnenie, pretoze
aplikacia tychto krokov moéze v koneénom doésledku viest k pretrénovaniu.

Subor zoradenych krokov pouzivanych na trénovanie siete sa nazyva algoritmus ucenia.
Pocas svojej realizacie je tak siet schopnd extrahovat diskrimina¢né vlastnosti o mapovanom
systéme zo vzoriek ziskanych zo systému.

Obvykle je datova sada obsahujica vsetky dostupné vzory spravania systému rozdelend
do dvoch podmnozin, ktoré sa nazyvaju tréningova podmnozina a testovacia podmnozina.
Tréningova podmnozina sa pouziva v procese ucCenia. Na druhej strane, testovacia pod-
mnozina sa pouzije na overenie, ¢i je siet schopné zovseobecnit riesenie v ramci prijatelnych
arovni, ¢im sa umozni validicia danej topoldgie. Pri dimenzovani tychto podmnozin sa vSak
musia brat do tvahy aj Statistické vlastnosti datovej sady.

Pocas tréningového procesu umelych neurénovych sieti sa kazdy prechod algoritmu cez
cely sibor tréningovej mnoziny, vykonavajici dpravy synaptickych vah neurénov, nazyva
tréningova epocha. Je to hyper-parameter, ktory urc¢uje proces trénovania modelu strojového
ucenia.

5.1.1 Udcenie s ucitelom

Stratégia ucenia s ucitelom (,supervised learning“) pozostava z dostupnosti pozadovanych
vystupov pre dany subor vstupnych signalov. Inymi slovami, kazda tréningova vzorka sa
skladéa zo vstupnych signalov a ich zodpovedajucich vystupov. Vyzaduje to mnozinu dvojic
so vstupnymi a vystupnymi tdajmi, ktord predstavuje proces a jeho spravanie. Prave z
tychto informéacii neurénové struktiry formuluju ,spravanie systému®, z ktorého sa neuré-
novéa sief uc¢i. V tomto pripade aplikicia riadeného ucenia zavisi iba od dostupnosti tychto
dvojic a sprava sa, ako keby ,tréner® ucil siet, aka je spravna odpoved pre kazda vzorku
vstupujicu do siete.
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Synaptické vahy neurénov siete st neustale upravované aplikaciou komparativnych akcii,
vykonavanych samotnym uciacim algoritmom, ktory dohliada na nezrovnalosti medzi pro-
dukovanymi vystupmi vzhladom na pozadované vystupy, vyuzivajic tento rozdiel v nasta-
vovani synaptickych vah neurénov. Siet sa povazuje za ,natrénovani“, ked je tento nesulad
v prijatelnom rozsahu hodnot, beriic do tvahy cely zovSeobecnovania rieseni.

5.1.2 Ucenie bez ucitela

Ucenie bez ucitela (,unsupervised learning®) sa pouziva pri datach, ktoré neboli vopred
klasifikované. Chybaju tu teda pozadované (spravne) vystupy, ¢o znamena Ze nemozno
porovnavat produkované vystupy s pozadovanymi. Tento pristup sa pouziva vtedy, ked nie
je mozné odpozorovat spravne vystupy alebo ich jednoznacne uréit. Algoritmy ucenia bez
ucitela sa potom v tychto neklasifikovanych datach snazia objavit, modelovat a popisat
vzory, s cieflom dozvediet sa o tychto datach nieco viac.

Najcastejsimi problémami, ktoré riesi uCenie bez ucitela, st zhlukovanie a asociacia.
Zhlukovanie je metdda zoskupovania objektov do zhlukov tak, Ze objekty s najvacsou po-
dobnostou zostavajui v jednej skupine a maji mensiu alebo ziadnu podobnost s objektami
inej skupiny. Asocidcia hladad spolo¢né znaky medzi datovymi objektami a kategorizuje ich
podla pritomnosti a nepritomnosti tychto spolo¢nych znakov.

5.1.3 Ucenie posilnovanim

Osobitnou kategdriou algoritmov strojového ucenia je ucenie posiliiovanim (,,reinforcement
learning®) resp. ucenie formou odmenovania. V tomto pripade sa uz na trénovanie modelu
nepouziju ziadne oznacené, ¢i neoznacené trénovacie priklady. Ucenie tu prebieha tak, ze sa
vytvori tzv. systémovy agent, ktory sa nasadi do prostredia a necha sa ucit prostrednictvom
interakcie s prostredim [22].

Jediné ¢o sa agentovi musi urcit, st pravidla ako sa mdze v danom prostredi spravat a
tzv. odmenovacia funkcia, ktorou odmenuje alebo penalizuje vnitorné parametre neurénov.
Tento proces ucenia siete sa zvycajne vykonava metédou pokus-omyl, pretoze jedinou do-
stupnou odpovedou pre dany vystup je vo vysledku to, ¢i bol uspokojivy alebo neuspokojivy.
Ak je vystup uspokojivy, synaptické vahy sa postupne zvysSujd, aby sa posilnil (odmenil)
tento behaviordlny stav spojeny so systémom a naopak ak je vystup neuspokojivy tak sa
vahy postupne znizuja.

5.2 Objektivna funkcia

V kontexte optimaliza¢ného algoritmu sa objektivna funkcia (,loss function“) pouziva na
vyhodnotenie kandidatskeho rieSenia (t. j. na mnoziny vah). V principe ide o minimalizo-
skére (najmensiu chybu). Objektivna funkcia sa ¢asto oznacuje aj ako stratova, ndkladova
alebo chybovéa funkcia a hodnota vypocitana touto funkciou sa oznacuje ako celkova chyba
pripadne len strata (,loss“) [14].

Objektivna funkcia znizuje vSetky rozne dobré a zlé aspekty potencialne zlozitého sys-
tému na jediné ¢islo, skaldrnu hodnotu, ktorda umoznuje zoradif a porovnat kandidatske
rieSenia. ZlepSenie (zmenSenie) v tomto ¢isle by malo byt znakom lepsieho modelu.

Pri vypocte chyby modelu pocas procesu optimalizacie je potrebné zvolif vhodna ob-
jektivnu funkciu. Mo6ze to byt naroény problém, pretoze funkcia musi zachytavat vlastnosti
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problému a musi byt motivovand obavami, ktoré si dolezité pre dant tlohu a zainteresované
strany. Je preto dolezité, aby funkcia verne reprezentovala navrhnuté ciele. Ak sa zvoli zla
objektivna funkciu a ziskaju sa tak neuspokojivé vysledky, chyba je v zlej Specifikacii ciela
vyhladavania [41].

5.3 Gradientny zostup

Gradientny zostup (,gradient descent®) je v sucasnosti najpopuldrnejSou optimalizacnou
stratégiou na najdenie lokdlneho minima objektivnej funkcie pouzivanou v strojovom uceni
a hlbokom uceni. Myslienkou metdédy je posuvat sa z vychodiskového bodu po krokoch
vzdy v opa¢nom smere gradientu objektivnej funkcie v danom bode, pretoze to je smer
najstrmsieho klesania jej hodnoty, a tym sa iterativne upravuju parametre trénovaného
modelu.

Gradient je zovseobecnenie sklonu (strmosti) funkcie pre viacero premennych. Je to
vektor parcialnych derivacii podla jednotlivych premennych skalarnej funkcie resp. zovse-
obecnenie takéhoto vektora pre pripady, kde je namiesto skalarnej funkcie tenzor vyssieho
radu. Smer gradientu je smerom najvacsej zmeny danej funkcie. Zostup je ¢innost smerova-
nia nadol. Algoritmus gradientného zostupu preto definuje pohyb smerom nadol na zdklade
dvoch jednoduchych definicii tychto fraz.

Objektivna funkcia .J(6) je parametrizované parametrami modelu # € R¢. Aktualizacia
parametrov prebieha v opacnom smere ako je gradient objektivnej funkcie Vo J(6) vzhladom
na parametre:

9i+1 =60, —a- V()J(@),

kde koeficient rychlosti ucenia « urcuje velkost krokov, ktoré sa robia, aby sa dosiahlo
(lokalne) minimum objektivnej funkcie. Ingymi slovami, pri gradientnom zostupe sa sleduje
smer strmosti ,svahu“ povrchu, ktory je vytvoreny objektivnou funkciou, ktorym sa postva
postupne smerom nadol az do ,udolia“ [45].

Existuju tri varianty gradientného zostupu, ktoré sa lisia v tom, kolko tidajov sa pouzije
na vypocet gradientu objektivnej funkcie. Medzi tieto varianty patri davkovy, stochasticky
a mini-ddvkovy gradientny zostup [24]. V zavislosti od mnozstva tdajov sa robi kompromis
medzi presnostou aktualizicie parametrov a ¢asom potrebnym na vykonanie aktualizacie.

5.3.1 Davkovy gradientny zostup

Déavkovy gradientny zostup (,,batch gradient descent) pocita gradienty objektivnej funkcie
pre celd tréningovi mnozinu datovej sady naraz. KedZe je potreba vypocitat gradienty pre
celd mnozinu, aby sa vykonala len jedna aktualizicia, tento spdsob moze byt velmi pomaly a
neda sa zvladnut pre velkt datova sadu, ktora sa nezmesti do paméte. Davkovy gradientny
zostup tiez neumoznuje aktualizovat model online t. j. s pouzitim novych prikladov za
chodu.

5.3.2 Stochasticky gradientny zostup

Stochasticky gradientny zostup (,,stochastic gradient descent“ — SGD) naopak vykondva
aktualizaciu parametrov pre kazdu jednotliva tréningovi vzorku [24]. Davkovy gradientny
zostup vykondva redundantné vypocty pre velké datové sady, pretoze prepocitava gradienty
pre podobné priklady pred kazdou aktualizdciou parametrov. SGD odstranuje tito nadby-
tocnost tym, Ze sa vykondva len jedna aktualizicia naraz. Je teda vac¢sinou ovela rychlejsi
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a da sa pouzit aj na online ucenie. SGD vykonava Casté aktualizicie s vysokym rozptylom,
ktoré spdsobuju silné kolisanie (fluktudciu) hodnoty objektivnej funkcie.

V stochastickom gradientnom zostupe je skuto¢ny gradient J(f) aproximovany gradien-
tom na jednej tréningovej vzorke 2@ a prislichajicemu oznaceniu y(j):

Ois1=0; — - VeJ(@;x(j),y(j)).

Ked algoritmus prechadza tréningovou mnozinou, vykona aktualizaciu parametrov pre
kazda tréningova vzorku. Cez tréningovi mnozinu je mozné vykonat niekolko prechodov,
kym algoritmus neskonverguje. Ak sa tak stane, sada sa mdze pre kazdy prechod premiesat,
aby sa predislo cyklom. Typické implementacie mozu vyuzivat adaptivny koeficient rychlosti
ucenia, takze algoritmus konverguje [34].

Pomocou pseudo-kédu, SGD méze byt reprezentovany ako:

Vyber poéiatoény vektor parametrov § a koeficient ryjchlosti uéenia «.
Opakuj, kym model neskonverguje:
N&dhodne zamieSaj vzorky v trémningovej sade.
Pre kazdé j =1,2,...,n sprav:
9i+1 =0;—a- VQJ(Q;:E(j),y(j)).

5.3.3 Mini-davkovy gradientny zostup

Mini-davkovy gradientny zostup (,,mini-batch gradient descent*) nakoniec pouziva to naj-
lepSie z oboch predoslych variant a vykonava aktualizaciu parametrov pre ur¢iti mini-davku
m tréningovych vzoriek:

Oi11 = 0; — - Vo J (0; U+ 4 itm)y,

Tymto spdsobom sa znizuje rozptyl aktualizdcii parametrov, ¢o moze viest k stabilnej-
Sej konvergencii. Tato varianta moéze vyuzivat vyhodné maticové optimalizacie bezné pre
kniznice hlbokého ucenia, vdaka ktorym je vypocet gradientu na zaklade mini-davky velmi
efektivny. Bezné velkosti mini-davok sa pohybuji v rozmedzi 32 a 256, ale mézu sa lisit
pre rézne aplikacie. Mini-davkovy gradientny zostup je zvycajne prvou volbou pri trénovani
neurénovej siete a termin SGD sa zvycajne pouziva aj vtedy, ked sa pouzivaji mini-davky.

5.4 Koeficient rychlosti ucenia

Koeficient rychlosti ucenia (,learning rate“) je velmi dolezitym hyper-parametrom v opti-
maliza¢nom algoritme, ktory urcuje velkost kroku pri kazdej iteracii, pri ktorom sa gradient-
nym zostupom pohybuje smerom k minimu objektivnej funkcie [34]. KedZe ovplyviuje, do
akej miery su novoziskané informacie dosiahnuté postupnym trénovanim lepsie ako staré
informéaciami, metaforicky predstavuje rychlost, akou sa model strojového ucenia ,uci®
V literature o adaptivnom riadeni sa koeficient rychlosti uc¢enia bezne oznacuje ako zisk
(, gain®) 9]

Pri nastavovani koeficientu rychlosti ucenia existuje kompromis medzi mierou konver-
gencie a prekroc¢enim (,overshooting). Zatial ¢o sa smer zostupu zvyc¢ajne urcuje pomocou
gradientu objektivnej funkcie, koeficient rychlosti ucenia urcuje, aky velky krok sa v tomto
smere urobi. Prilis vysoka hodnota koeficientu spdsobi, Ze ucenie presko¢i minima, ale pri
pouziti prili§ nizkej hodnoty bude bud trvat prilis dlho, kym sa k nim priblizi, alebo sa
zasekne na neziadicom lokdlnom minime [4]. Hladanie a nastavenie vhodného koeficientu
rychlosti ucenia je vidiet na Obrazku 5.1.
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Obr. 5.1: Vplyv hodnoty koeficientu rychlosti u¢enia na konvergenciu'.

Aby sa dosiahla rychlejsia konvergencia, zabranilo sa oscildcidm a uviaznutiu v nezia-
ducich lokalnych miniméch, koeficient rychlosti ucenia sa pocas tréningu ¢asto meni bud v
silade s rozvrhom koeficientu rychlosti ucenia (,learning rate schedule“), alebo pomocou
adaptivneho koeficientu rychlosti ucenia [38].

5.5 Vyhodnocovacie metriky

Meranie vysledkov konkrétnych netrénovanych modelov na separaciu zdrojov a ich porov-
navanie je naro¢ny problém. Vo vSeobecnosti existuji dve hlavné kategorie na hodnotenie
vystupov modelu separécie zdrojov, a to objektivne a subjektivne. Objektivne hodnotenie
meria kvalitu separacie na zaklade vykonania siboru vypoctov, ktoré porovnavaju vystupné
signaly separacného modelu s izolovanymi zdrojmi (,,ground truth“). Subjektivne merania
zahftiaju, ze rézni hodnotitelia, teda Iudia na to uréeni (vybrati), davaju skére jednotlivym
vystupom modelu separacie zdrojov.

Objektivne aj subjektivne hodnotenia maji vyhody aj nevyhody. Objektivne hodnotenia
niekedy zaostavaju, pretoze existuje vela aspektov ludského vnimania, ktoré je mimoriadne
tazké zachytit iba vypoctovymi prostriedkami. V porovnani so subjektivnymi hodnoteniami
su vsak ovela rychlejsie a lacnejsie. Na druhej strane, subjektivne merania st drahé, ¢asovo
naro¢né a podliehaju variabilite Tudskych hodnotitelov, ale mozu byt spolahlivejsie ako
objektivne merania, pretoze do procesu hodnotenia st zapojeni skuto¢ni Iudski posluchaci.

ngpirované http://www.bdhammel.com/learning-rates/
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5.5.1 SDR, SIR a SAR

Pomer zdroja k skresleniu (,,Source-to-Distortion Ratio“, SDR), pomer zdroja k interferen-
cii (,Source-to-Interference Ratio®, SIR) a pomer zdroja k artefaktom (,,Source-to-Artifact
Ratio“, SAR) patria v dnesnej dobe ku najpouzivanejsim metédam na objektivne vyhod-
notenie vystupu modelu separécie zdrojov [30].

Pri odhade zdroja §; sa predpokladé, ze sa v skuto¢nosti sklada zo Styroch samostatnych
komponentov:

8i = Starget T €interf + €noise t Cartif;

kde Siarget je skutoénym zdrojom a €interf, €noise, €artif SU chybové vyrazy pre rusenie (,,in-
terference®), Sum (,,noise“) a pridané artefakty (,artifacts) v tomto poradi. Skuto¢né vy-
pocty tychto pojmov st pomerne zlozité, preto ich presny vypocet mozno najst v élanku [52].

Pomocou tychto styroch pojmov mézno definovat vyhodnocovacie metriky. Vsetky hod-
noty metrik st vyjadrené v decibeloch (dB), pricom vyssie hodnoty si lepSie. Na ich vypocet
je potrebny pristup k izolovanym zdrojom a zvycCajne sa pocitaju na zdklade signalu, ktory
bol rozdeleny do kratkych okien s dizkou niekolkych sektnd.

SAR

SAR = 101log, (HS“”Q“ + Cinterf + €noise| |2>

||eartif||2

Zvycajne sa SAR interpretuje ako mnozstvo neziaducich artefaktov, ktoré ma odhad zdroja
vo vztahu k skutoé¢nému zdroju.

SIR

SIR = 101 IIstargerl|*
— B0 Nleinters |

Tato metrika sa interpretuje ako mnozstvo inych zdrojov, ktoré mozno pocut v odhade
zdroja. Pouziva sa na to aj pojem krvacanie (,bleed“) alebo unik (,leakage®).

SDR

SDR = 10log Istargell”
10 ||einterf + €noise + eartif| |2

SDR sa zvycajne povazuje za celkovi mieru toho, ako dobre znie zdroj. Ak sa niekde pri
modeloch uvadza iba jedno ¢islo pre odhadovanu kvalitu, pravdepodobne ide o SDR.

SDR sa mnohokrat uvadza vo vyskumnych pracach. Toto ¢islo zvycajne predstavuje
priemer distribiicie SDR vypocitany na datovej sade. Preto nie je vidy garantované, ze
model s vyssim SDR je aj lepsi, hlavne ak sa liSi len o malé hodnoty.
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Kapitola 6

Data

Data st jednou zo zdkladnych zloziek pri vyvoji a vyhodnocovani algoritmov na separaciu
hudobnych zdrojov. Toto plati pri pristupe ucenia s ucitelom. Pre tlohu separacie zdrojov
hudby sa zvycajne pouziva tento pristup. Cielom separicie hudobnych zdrojov, ako uz
bolo spomenuté, je oddelit jednotlivé zdroje od zmesi zdrojov, ako je napriklad hudobna
nahravka. Aby sa mohli trénovat a vyhodnocovat algoritmy separacie zdrojov, st potrebné
udaje, ktoré pozostavaji zo zmesi a ich zodpovedajucich zdrojovych signalov.

Existuje niekolko variant formy rozdelenia tdajov, ktoré mozno pouzif na separaciu
zdrojov hudby. Jednym z beznych variant st viackanalové nahravky, ktoré obsahuji samos-
tatné zvukové kandly pre kazdy zdroj (néstroj alebo spev) v nahravke. Tieto nahravky je
mozné pouzit na generovanie zmesi zdrojov sc¢itanim jednotlivych kandlov. Viackanalové
nahravky mozno pouzit aj na vyhodnotenie kvality oddelenych zdrojov ich porovnanim s
pévodnymi zdrojmi jednotlivych kanalov.

Dalsim variantom formy rozdelenia tdajov pouzivanych na separaciu zdrojov hudby st
dvojkanalové zmesi. V tomto pripade existuju iba dva zvukové kanaly, ktoré mozno rozdelit
na dva zdroje (napr. vokély a sprievod). V tomto pripade zdroj neznamend automaticky len
jeden druh nastroja. Dvojkanalové zmesi sa Casto pouzivaji na vyhodnotenie algoritmov,
ktoré st $pecidlne navrhnuté na oddelenie spevu od ostatnych hudobnych nastrojov.

Pre separédciu hudobnych zdrojov je okrem typu dat dolezita aj kvalita dat. Vysoko-
kvalitné udaje si potrebné na zabezpecenie toho, aby boli zdroje dobre definované, a aby
zmesi presne odzrkadlovali skuto¢né scenare. Okrem toho je velka a réznoroda datova sada
(,dataset®) dolezitda pre trénovacie algoritmy, ktoré su robustné a dobre sa zovSeobectiuji
na nové nahravky.

Kvoli autorskym pravam je tazké ziskat a zdielat hudobné nahravky na tcely strojového
ucenia. Este tazsie je vSak ziskat viackanalové nahravky, ktoré obsahuju izolované zdroje
jednotlivych kandlov, pretoze ich umelci spristupnuju len zriedka. Aj napriek tomu bola
vyskumna komunita schopna vytvarat a zdielat viackandlové datové sady. Velkost tychto
sad je zvycCajne velmi mald v porovnani s inymi datovymi sadami strojového ucenia. Na-
stastie existuji nastroje na generovanie viacerych roznych zmesi z rovnakej mnoziny stop,
¢o pomaha maximalizovat to, ¢o sa model mdze naucit z danej mnoziny stop [30].
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6.1 Datové sady

Stru¢ny nahlad na niektoré pouzivané datové sady mozno vidiet v Tabulke 6.1.

Tabulka 6.1: Prehlad datovych sad pouzivanych na separaciu hudby.

Nazov Rok | Podet nahravok | Celkova dizka | Stereo
MIR-1K 2010 1000 133 min Nie
MedleyDB 2014 122 7h

DSD100 2015 100 7h

iKala 2015 252 2,1 h Nie
MedleyDB 2.0 | 2016 196 —

MUSDBI18 2017 150 10 h

Slakh2100 2019 2100 145 h Nie
MuseScore 2019 344,166 — Nie
CocoChorales | 2022 240,000 1400 h Nie

MIR-1K je datova sada z laboratéria Multimedia Information Retrieval (MIR) obsa-
hujica 1000 nahravok a urcend na separaciu spevu. Kazdd nahravka trva 4 az 13 sekind.
Tieto nahravky s extrahované zo 110 karaoke skladieb vybranych z ¢inskych popovych
skladieb a spievaju ich vyskumnici z laboratéria MIR, [20]. VacSina spevékov je amatérska.

MedleyDB je datova sada viackandlovych nahravok navrhnuty na vyskum separacie
hudobnych zdrojov a stuvisiacich tiloh. Obsahuje celkovo 122 skladieb, pokryvajicich rézne
zanre a styly. Kazda skladba v sade je poskytovana ako zbierka viackanalovych nahravok,
kde kazdy kanal zodpovedd inému néstroju alebo zdroju zvuku v mixe [2]. MedleyDB 2.0
priniesla 74 novych viackanalovych nahravok do pévodnej datovej sady MedleyDB. Nové
skladby pochadzaju z réznych zanrov, pricom najviac dominuje klasika a jazz [3].

DSD100 je datova sada 100 kompletnych hudobnych skladieb réznych stylov spolu s ich
izolovanymi bubnami, basou, spevom a ostatnymi zdrojmi. Datova sada je pozoruhodna
vysokou kvalitou svojich nahravok, ktoré boli vsetky profesiondlne vyrobené. Okrem toho
poskytuje rézne typy metadat a anotacii vratane informécii o instrumentacii kazdej skladby,
¢asovo zarovnanych textov a anotacii rytmu a tempa [26].

Datova sada iKala je uréena na separdciu spevu, ktord obsahuje 252 pol-minttovych
casti skladieb pochadzajicich z 206 ¢inskych pop-skladieb. Tato datova sada obsahuje 2-
kanalové nahravky, kde jeden kanal predstavuje spev a druhy ostatny sprievod. Okrem
skladieb obsahuje datova sada aj ¢asovo zoradené texty, ktoré mozno pouzit na tlohy ako
je automaticky prepis textu [6].

Synthesized Lakh (Slakh) Dataset je datova sada, ktord je syntetizovand z Lakh MIDI
Dataset v0.1 pomocou virtualnych néastrojov na profesionalnej turovni. Toto prvé vydanie
Slakh, nazvané Slakh2100, obsahuje 2100 automaticky zmieSanych skladieb a sprievodnych
MIDI stiborov syntetizovanych pomocou vzorkovacieho enginu [31].

Détova sada MuseScore je zbierka 344 166 zvukovych a MIDI parov stiahnutych z webo-
vej stranky MuseScore. Kvoli problémom s autorskymi pravami nie je datova sada verejne
dostupna. Zvuk je zvycCajne syntetizovany za pomoci MuseScore syntetizatora. Zvukové
nahravky maji rézne hudobné zanre a su v priemere dlhé asi dve mindity [21].
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CocoChorales je datova sada pozostavajiuca z viac ako 1 400 hodin zvukovych zmesi
obsahujtucich $tvordielne nahravky v podani 13 nastrojov, vSetky syntetizované za pomoci
realisticky znejucich modelov. CocoChorales obsahuje mixy, zdroje a MIDI data, ako aj
anotacie na vyjadrenie noty (napr. hlasitost noty a vibrato) a parametre syntézy (napr.
multi- fo) [54].

6.2 MUSDBI18

Ako uz bolo skor spomenuté, pri tejto neurénovej sieti je pouzitd na trénovanie datova sada
MUSDBI18 [40]. MUSDB18 pozostava zo 150 celych hudobnych nahravok, ¢o predstavuje cca
10 hodin hudby. Tieto nahravky st réznych zanrov. Sada obsahuje stereo mixy a originalne
zdroje, ktoré su rozdelené na tréningovi a testovaciu sadu. Tréningova sada obsahuje 100
nahravok a testovacia zvysnych 50.

MUSDBI18 pozostava zo 100 skladieb prevzatych z datovej sady DSD100, ktoré su pre-
vzaté z bezplatnej kniznice The Mixzing Secrets', 46 skladieb je prevzatych z datovej sady
MedleyDB, 2 skladby poskytla spolo¢nost Native Instruments’ a 2 skladby st od kanadskej
rockovej kapely The Faston FEllises.

Vsetky nahriavky s komprimované na AAC 256kbps a zabalené do STEMS mp4 for-
matu. Kazda nahravka obsahuje 5 stereo kandlov a to konkrétne:

e 0 - mix
e 1 - bubny
e 2 - basy

e 3 - ostatné sprievodné néstroje
e 4 - vokaly

Tito datova sada bola pouzitd vramci Signal Separation Evaluation Campaign 2018°
(SISEC 2018) [51].

"https://www.cambridge-mt.com/ms /mtk/
https://www.native-instruments.com/en/specials/stems-for-all/free-stems-tracks/
Shttps://sisec18.unmix.app
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Kapitola 7

Navrh modifikacii

Tato kapitola popisuje navrh modifikacii pre uz existujicu implementaciu neurénovej siete
Conv-TasNet. Kéd spolo¢ne so skriptami potrebnymi na trénovanie tejto siete sa nachadza
na GitHub repozitari od vyskumnej skupiny Meta Research s ndzvom Demucs'. Konkrét-
nejsie bola pouzitd vetva (,branch®) v2. Postupne sa prejde vSetkymi navrhnutymi modi-
fikdciami. V sekcii 7.1 sa popisuje nastavenie Struktury siete Conv-TasNet, zmena poctu
vzoriek na vstupe a zmena poctu epoch. Sekcia 7.2 ukazuje postup pri transformacii signa-
lov z ¢asovej domény na frekvenéni. Dalej sa sekcia 7.3 zaobera zmenou objektivnej funkcie
na iné. Tu s popisané vzorce navrhnutych objektivnych funkcii. Posledna sekcia 7.4 hovori
o zmene koeficientu rychlosti ucenia a najdenie vhodného koeficientu pre kazdt navrhnuta
objektivnu funkciu z predoslej sekcie.

7.1 Konfiguracie siete

Ako jeden z prvych experimentov stoji za vyskisanie natrénovat siet s predvolenymi hod-
notami na roznych poctoch grafikich GPU. Predvolené hodnoty hyper-parametrov siete a
konfiguracie trénovania st v Prilohe A. Podla vysledkov a ¢asu na to potrebného sa dalej
bude experimentovat s hyper-parametrami Struktiry siete za i¢elom zmensenia/zvacSenia.
Hyper-parametre siete vseobecne definuju jej struktiru ako je napr. pocet skrytych vrs-
tiev a premenné, ktoré urcuji, ako bude sief trénovand (napr. koeficient rychlosti ucenia).
Hyper-parametre struktiry tejto siete mozno vidiet v Tabulke 7.1.

Dalsim experimentom bude zmena poétu vzoriek na vstupe z pévodnych 441 000 na
80 000 a 44 100. Pocet vzoriek 80 000 bolo pouzitych na referenéné trénovanie, ktoré uva-
dzaju vo svojom README.md sibore pre Conv-TasNet ako vychodzie. Pocet vzoriek 44
100 je rovnaky ako vzorkovacia frekvencia, a preto stoji za vyskiusanie aj tento experiment.
Mensi pocet vzoriek na vstupe moze viest k modelu s horsim vysledkom. Ako dalsi bude
experiment s réoznym poctom epoch.

7.2 'Transformacia do frekvencnej domény

Casova doména a frekvenénd doména st dva rezimy pouzivané na analyzu tdajov. Kedze
sief pracuje so signalmi v ¢asovej doméne, jednou z modifikacii bude transformécia signalov
do frekvencénej domény pre icel hodnotenia objektivnych funkcii. Na tato transformaciu
sa vyuzije kratkodoba Fourierova transformacia STFT (,,Short Time Fourier Transform*).

"https://github.com/facebookresearch/demucs/tree/v2
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Tabulka 7.1: Hyper-parametre Struktary siete Conv-TasNet.

. Predvolena
Symbol Popis hodnota
X Pocet konvolu¢nych blokov v kazdom opakovani 8
N Pocet filtrov v kodéri 256
L Dlzka jadier (vo vzorkach) 20
B Pocet kanalov v ,bottleneck“-u a 956
vo zvyskovych spojoch 1 x 1-conv blokov
H Pocet kanalov v konvolu¢nych blokoch 512
P Velkost jadra v konvoluénych blokoch 3
R Pocet opakovani 4

Ako oknova funkcia (,window function“) bude pouzité Hannove okno. Dizka okien bude
postupne 512, 1024 a 2048. Ako dlzka skoku (,hop“) budi pouzité hodnoty 256 a 512.

7.3 Objektivne funkcie

KedZe objektivne funkcie maju vplyv na trénovanie siete, dalsou modifikaciou bude experi-
mentovanie s réznymi objektivnymi funkciami ako v ¢asovej doméne tak aj vo frekvencne;j.
Rovnice vypoctov st inspirované ¢lankami [15, 17].

7.3.1 Casova doména

Vzhladom na audio x; s T vzorkami, extrahujeme davku (,,batch®) o velkosti B z K réznych
zdrojov z C' roznych kanédlov (v tomto pripade stereo) g c k.p-

L1 alL2

Objektivna funkcia L1 je zdkladnou a velmi ¢asto pouzivanou objektivnou funkciou. Vypo-
¢ita sa ako strednd absolitna odchylka (,,Mean Absolute Error® — MAE) medzi predpovedou
a skutocnou hodnotou pri kazdom prvku zo vstupu. Oobjektivna funkcia L2 patri tiez me-
dzi ¢asto pouzivané. Vypocet je podobny ako u L1, ale rozdiel hodnét sa este umocni na
druhii. Oznacuje sa aj ako strednd kvadratickd odchylka (,Mean Squared Error“ — MSE).

1

Lltime = TCKEB t;{) |Z7t,c,k,b - yt,c,k,b|

1
L2time = m t;[) |gt,c,k,b - yt,c,k,b|2

Logaritmicka L1 a L2

Objektivne funkcie logaritmicka L1 a L2 st modifikdciou obyc¢ajnych L1 a L2 tym, zZe je
tam vlozeny logaritmus.
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10
Longtime = m(—B Z 10g10 Z |gt,c,k,b - yt,c,k,b|

c,k,b t
10 _ 2
LogL2time = CKB Z logy Z |yt,c,k,b - yt,c,k,b|
c,k,b t

SI-SDR

Pomer signalu k skresleniu invariantny ku skélovaniu SI-SDR (,,Scale-Invariant Signal-to-
Distortion Ratio®) sa pouziva na trénovanie aj hodnotenie.

—10 Do |Oé : yt,c,k,b|2
SISDRyime = log
" CKB ;; v > |a “Ytek,b — gt,c,k,b|2’
S| Ttekd - Ytep|

kde oo = 5
Zt |yt,c,k,b|

7.3.2 Frekvencénia doména

Kréatkodobt Fourierovu transforméciu definujeme ako STFT'(z;) = X, 4, kde n a w pred-
stavuji indexy rdmcov a frekvenénych elementov (,,bin“) z celkového poétu N rdmcov a (2
frekvencénych elementov. Objektivne funkcie sa tak upravia nasledovne:

L1 a L2
1 _
L]-freq = m Z ‘|Yn,w,c,k,b| - |Yn,w,c,k,b|‘
n,w,ck,b
1 _ 2
L2freq = m Z ‘|Yn,w,c,k,b| - |Yn,w,c,k,b|‘
n,w,ck,b

Logaritmicka L1 a L2

10 —
LOgL]—freq = 1Ogl(] |Yn,w,c,k,b| - |Yn,w,c,k,b|
CKB

c,k,b n,w
10 _ 2
LogLlfreq = CKB Z logg Z ‘|Yn,w,c7k,b| - |Yn,w,c,k,b|‘
Gy, nw

SI-SDR

2
_]_O Zn w |a ’ Yn,w,c,k,b|
SISDRfreq = = ¥ _ logy, ’ - 55
CKB c,k,b me |a Yo wekb — Yn7w7€7k7b|

me |Yn,w,c,k,b : Yn,w,c,k,b|
me |Yn,w,c,k,b|2

kde a =

29



7.4 Koeficient rychlosti ucenia

Koeficient rychlosti ucenia je dblezity hyper-parameter, ktory nam urcuje ako rychlo bude
siet konvergovat k minimu objektivnej funkcie. Preto dalsi experiment bude pozostavat z
najdenia najvacsieho optimalneho koeficientu rychlosti uc¢enia pre kazda navrhnutt objek-
tivnu funkciu z predoslej sekcie. Tento pokus bude prebiehat na zmensenej vzorke dat s
mensimi hyper-parametrami siete za ticelom pomerne rychleho zistenia najvacsieho koefi-
cientu rychlosti ucenia, pri ktorej bude model konvergovat. Predvoleny koeficient rychlosti
ucenia, ako uz bolo spomenuté je 3 x 10~%. Postupne na kazdej objektivnej funkcii, buda
testované tieto koeficienty rychlosti ucenia:

e 3x 1074
e 1x1073

e 3x 1073
e 1x1072

7.4.1 Zmensovanie koeficientu rychlosti ucenia

Poslednou modifikidciou bude postupné zmensovanie koeficientu rychlosti ucenia vzdy o po-
lovicu, ked sa za isty pocet epoch nezmensi celkova chyba (,loss®). Pociatocény koeficient
bude prevzaty z predoslého experimentu ndjdenia optimalneho koeficientu rychlosti ucenia.
To, o kolko presne epoch bude treba zmenif koeficient rychlosti ucenia sa zisti z vyhod-
notenia predoslych experimentov, ked sa po dlhsiu dobu nebude menit najlepsia celkova
chyba.

7.5 Sumarizacia

Vyslednt sumariziciu navrhnutych modifikdcii mozno vidiet v Tabulke 7.2.

Tabulka 7.2: Sumarizdcia navrhnutych modifikacii.

CX
5—:
(=]

Popis modifikacie

Zmena konfiguricie struktiry siete Conv-TasNet

Zmena poctu vzoriek na vstupe

Zmena celkového pocétu epoch

Transformécia signalov do frekvenénej domény

Experiment s ré6znymi objektivnymi funkciami

Néjdenie optimalneho koeficientu rychlosti ucenia pre kazda objektivnu funkciu

|| O = | W I+~

Zmensovanie koeficientu rychlosti ucenia
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Kapitola 8

Implementacia a vysledky

Tato kapitola popisuje vysledni implementaciu modifikacii a ich vysledky.

8.1 Priprava prostredia

Na experimentovanie so sietou Conv-TasNet bolo pouzité vypoctové centrum MetaCen-
trum'. MetaCentrum je vypoctové centrum, ktoré distribuuje viacero vypocétovych infra-
struktar a spristupnuje vypoctové zdroje na riesenie naro¢nych vypoctovych tloh, medzi
ktoré patri aj strojové ucenie. Dalej na to, aby sa mohli vykonat experimenty, je potrebné
stiahnut kéd spolo¢ne so skriptami potrebnymi na trénovanie tejto siete (popisané na za-
¢iatku kapitoly 7). Na tcely trénovania bola stiahnutd détova sada MUSDBI18?. Vsetky
tieto data a kody boli ulozené do gridovej infrastruktiary MetaCentrum.

Ako nasledujica, velmi dolezita vec je priprava prostredia, v ktorom sa bude sief tré-
novat. Na vytvorenie prostredia je potrebné mat nainstalovani distribiciu Anaconda. Je
to bezplatna platforma s otvorenym zdrojovym kédom, ktord umoznuje vytvarat a spravo-
vat virtualne prostredia s programovacim jazykom Python. Za pomoci condy je potrebné
naistalovat tieto zavislosti v danych verziach:

e python verzia >=3.7, <3.9

o ffmpeg verzia >=4.2

e pytorch verzia >=1.8.1

e cudatoolkit verzia >=10

e torchaudio verzia >=0.8

e tqdm verzia >=4.36

* pip
Dalsie zavislosti st nainstalované pomocou instalatora balikov uz nainstalovaného pip-u a
to konkrétne:

o diffq verzia <0.2.0

e julius verzia >=0.2.3

"https://metavo.metacentrum.cz
2Déatova sada MUSDBIS z https://sigsep.github.io/datasets/musdb.html
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o lameenc verzia >=1.2
o musdb verzia >=0.4.0
o museval verzia >=0.4.0
« soundfile

e treetable verzia >=0.2.3

Poslednym potrebnym programom je SoundStretch/Sound Touch?®, ktory je potreba tak-
tiez nainstalovat. Tento program sa pouziva na zvySenie vysky ténu/tempa. V tomto mo-
mente je prostredie plne nachystané a moze sa tak zacat experimentovat s modifikdciami.

8.2 Trénovanie na roznych poctoch GPU

Referen¢né trénovanie siete Conv-TasNet, teda to, ktoré uvadzaja vo svojom GitHub re-
pozitari, prebiehalo na 8 V100 GPU s 32GB RAM, pri ktorom bolo nastavenie hyper-
parametrov siete a trénovania zmenené oproti predvolenému (predvolené nastavenie mozno
vidiet v Kapitole A). Zmenené parametre boli tieto 3:

e pocet vzoriek na vstupe 441 000 — 80 000
o velkost davky 64 — 32

» pocet konvoluénych blokov v kazdom opakovani (X) 8 — 10

V MetaCentre je viacero GPU klastrov, ale len 3 také na ktorych GPU maju aspon
32GB RAM. Tieto klastre maja viacero uzlov. Jeden z tychto klastrov ma len 1 GPU na
uzol, preto sa tento kluster nebude pouzivat na trénovanie, a tak ostali len 2 klastre ( Galdor,
Zia) na ktorych mozno trénovat siet. Oba tieto klastre maju 4 GPU na jeden uzol. Klaster
Galdor je obstarany A40 GPU s 48GB RAM a klaster Zia ma A100 GPU s 42GB RAM.
7 dovodu prilis dlhého ¢akania na pridelenie viacerych uzlov naraz, sa trénovalo vzdy len
na 1 uzle a teda maximalne na 4 GPU naraz. Kvoli tomuto obmedzeniu bolo nutné zmensit
velkost davky oproti referencnému trénovaniu, aby sa celd davka zmestila do GPU RAM
paméte, a preto sa z prepoctu referenéného trénovania, kedy mal beh velkost davky rovny 32
a bol trénovany na 8 GPU vyréta, ze na 1 GPU pripada velkost davky rovna 4 (32 / 8 = 4).
Vysledné velkosti davky preto su:

e trénovanie na 1 GPU — velkost davky 4
e trénovanie na 2 GPU — velkost davky 8
e trénovanie na 4 GPU — velkost davky 16

Tieto 3 konfiguracie trénovania boli prevedené a vysledky je vidiet v Tabulke 8.1, kde
je pridany, ako prvy, vysledok referenéného trénovania. V tabulke st uvedené vysledky
postupne celkové SDR, SDR pre jednotlivé zdroje, SIR, SAR (vSetky hodnoty v dB). Vsetky
tieto trénovania trvali cca 8 dni ¢istého casu t. j. ¢asu potrebného na trénovanie bez casu
spotrebovaného na ¢akanie na pridelenie zdrojov. Cakacia doba na pridelenie zdrojov pre 1
GPU sa pohybovala priblizne v rozmedzi 0-5h, pre 2 GPU v rozmedz{ 1-24h a pre 4 GPU
to bolo 3-7dni. Z tohto dovodu sa dalej trénovalo uz len na 2 GPU, kedze je vSeobecne
lepsie trénovat na viac GPU a zaroven cakacia doba na pridelenie zdrojov je pomerne
akceptovatelna vzhladom na ostatné trénovania.

3Dostupny z https://www.surina.net/soundtouch/soundstretch.html
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Tabulka 8.1: Vysledky trénovania siete Conv-TasNet na roéznych pocétoch GPU spolu s
referenénym vysledkom.

Konfigurdcia | ¢iyp | g hny | Basy | Ostatné | Vokaly | SIR | SAR
trénovania
Referencia,
8 GPU, 5,73 6,02 6,20 4,27 6,43 | 11,75 | 6,06
velkost davky 32
1 GPU,
velkost davky 4 | 598 6,17 6,51 4,48 6,77 | 12,23 | 6,25
2 GPU,
velkost davky 8 | 598 6,32 6,31 4,40 6,89 | 12,01 | 6,39
4 GPU,
velkost davky 16 | 6:08 6,29 6,56 4,62 6,84 | 11,79 | 6,29

8.3 Zmensenie struktury siete

Z predoslého experimentu sa zistilo, ze celé trénovanie siete trva priblizne 8 dni ¢istého casu,
¢o je pomerne vela ak sa mé so sietou viac experimentovaf. Z tohto dovodu sa na dalsie
experimenty Struktura siete zmensila a to spésobom, Ze sa upravili tieto hyper-parametre
struktury siete z Tabulky 7.1:

« L - 20— 80

« B - 256 — 128

« H - 512 — 256

e R - 43

e X — zostane na pévodnej hodnote 8

Toto zmensSenie siete skratilo Cisty cas behu trénovania z povodnych 8 dni na zhruba
5 dni, s ¢im uz je lahSie pracovat. Samozrejme ako nasledok zmensenia struktiry siete je
vysledok horsi. Porovnanie pévodného trénovania a trénovania so zmensenou Struktirou
siete mozno vidiet v Tabulke 8.2. V tabulke su vysledky postupne celkové SDR, SDR pre
jednotlivé zdroje, SIR, SAR (SDR, SIR a SAR vysledky st uvadzané v dB).

Tabulka 8.2: Vysledky trénovania siete Conv-TasNet s pévodnou sStruktdrou siete a zmen-
Senou. Vysledky st uvedené v dB.

S“S‘;:tt;‘ra SDR | Bubny | Basy | Ostatné | Vokaly | STR | SAR
Povodna | 598 | 632 | 631 | 440 689 | 12,01 | 6,39
ZmenSena | 528 | 589 | 585 | 3,69 567 | 1029 | 5,63

33



8.4 Transformacia do frekvencnej domény

Transforméacia do frekvencénej domény bola implementovand pomocou kniznice PyTorch.
Transformaciu vykonava funkcia make freq. Tato funkcia ma ako vstupné parametre 2
tenzory a to predpoved (,,predictions®) a ciel (,target“), ktoré sii v ¢asovej doméne. DalSie
parametre su volitelné. Vystupom funkcie st 2 tenzory tiez predpoved a ciel, ale uz vo
frekvencnej doméne.

Parametre funkcie make_ freq:

e predictions (Tenzor) — vstupny tenzor, predpoved
o target (Tenzor) — vstupny tenzor, ciel

e length (int, volitelny) — velkost rdmca okna pre Fourierovu transformaciu a STFT
filtra (predvolené: 2048)

 hop (int, volitelny) — vzdialenost medzi susednymi rdmcami okien (predvolené: 512)

o pad (str, volitelny) — ovldda metédu vypchdvky — , padding“ (predvolené: ”constant”)

import torch

def make_freq(predictions, target,
length = 2048,
hop = 512,
pad = "constant"):

win = torch.hann_window(length, device="cuda")
# STFT input must be either 1D or 2D, flatten 3D/4D tensor to acceptable shape
if target.dim() == 4: # TRAIN cycle [batch, sources, stereo, samples]

pr = torch.flatten(predictions, start_dim=0, end_dim=2)

tr = torch.flatten(target, start_dim=0, end_dim=2)

tensor_dims = [target.size(dim=0), target.size(dim=1), target.size(dim=2)]

else: # VALID cycle [sources, stereo, samples]
pr = torch.flatten(predictions, start_dim=0, end_dim=1)
tr = torch.flatten(target, start_dim=0, end_dim=1)
tensor_dims = [target.size(dim=0), target.size(dim=1)]

# STFT

pred = torch.stft(pr, length, hop_length=hop, window=win, pad_mode=pad, return_complex=
True)

tar = torch.stft(tr, length, hop_length=hop, window=win, pad_mode=pad, return_complex=
True)

# reshape tensor back

freq = list(tar.size())

size = [*tensor_dims, freq[-2], freq[-1]]
pred = torch.reshape(pred, size)

tar = torch.reshape(tar, size)

return pred, tar

Vypis 8.1: Funkcia na transforméciu tenzorov do frekvenc¢nej domeny.

Koéd pre funkciu make freq je mozno vidiet vo Vypise 8.1. Vstupné tenzory maju 3
alebo 4 dimenzie v zavislosti na konkrétnom cykle iterdcie, pricom pod pojmom iteracie
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chiapeme epochu a vramci nej su 2 typy cyklov, a to cyklus trénovania a cyklus valida-
cie. Ked sa iterdcia nachddza v cykle trénovania tak ma 4 dimenzie a to [davka, zdroje,
stereo, vzorky]. Pocas cyklu validdcie mé tenzor 3 dimenzie [zdroje, stereo, vzorky], di-
menzia davky tu chyba pretoze tento cyklus nerozdeluje vstupy na davky, ale pouziva
cely vstup naraz. Za pomoci torch.stft su tenzory transformované do frekvenc¢nej do-
mény. Nakolko ale torch.stft ocakdva na vstupe len 1D alebo 2D tenzor, tak je potrebné
tieto vstupné 3D /4D tenzory vektorizovat (,flatten). Tenzory sa vektorizuju tak, aby po-
slednd dimenzia (vzorky) zostala sama ako druhd a ostatné dimenzie st zjednotené dokopy,
t. j. 2D tenzor [(davka+)zdroje+stereo, vzorky]. Prevedenim torch.stft dostavame tenzor
[(davka+)zdroje+stereo, frekvenény bin, ramce], kde frekvenény bin predstavuje pocet frek-
vencii na ktorych je aplikovand STFT. Po STFT je potrebné este pretvarovat tenzor spat,
a to dimenzie ktoré boli vektorizované dokopy sa teraz vratia do povodného tvaru a teda
vystupné tenzory st 4D /5D [(davka,) zdroje, stereo, frekvenény bin, rdmce] v zavislosti v
ktorom cykle iterdcie sa trénovanie siete nachadza (4D pre validdciu a 5D pre trénovanie).

8.5 Objektivne funkcie

Na implementaciu objektivnych funkcii bola vyuzita kniznica PyTorch. Kod pre vSetky ob-
jektivne funkcie je ulozeny v stibore loss.py na prilozenom paméfovom médiu. Objektivne
funkcie L1 a L2 (MSE) uz boli siucastou skriptov pre Conv-TasNet, takze ich nebolo po-
trebné znovu implementovat. Pri trénovani s logaritmickymi objektivnymi funkciami podla
vzorcov zo sekcie 7.3 modely nekonvergovali. Aj pri opatovnom skiisani zmeny koeficientu
rychlosti ucenia tieto modely nekonvergovali. Zistil som, Ze modely konverguji vtedy ak
vnitornd suma nie je len cez vzorky (vo frekvenénej doméne cez frekvenény bin a rdmce),
ale aj cez kanaly a zdroje. S takto upravenymi rovnicami pre vypocty logaritmickych ob-
jektivnych funkcii modely konvergovali. Rovnice som upravil nasledovnym spésobom:

10
LogLltime = m Z 10g1o Z |gt,c,k,b - yt,c,k,b|
b t,c,k

10 _
LOngfreq = m ZIOglo Z ‘|Yn,w,c,k,b| - |Yn,w,c,k,b|‘
b

n,w,c,k

Rovnakym spdsobom som upravil aj funkcie logaritmicka L2, SISDR a to ako aj v ¢asovej
doméne tak aj frekvencne;j.

Pri predvolenom nastaventi je siet trénovana s objektivnou funkciou L1 v ¢asovej doméne.
Pre ostatné objektivne funkcie boli pridané nasledovné prepinace ako vstupné argumenty
pri spusteni trénovania:

--mse pre L2¢ime (MSE)
--logL1 pre LogL1time
--loglL?2 pre Logl2¢ime
--SISDR pre SISDRiime
--freqLl pre Llfeq
--freqMSE pre L2¢eq (MSE)
--freqLogL1 pre LogLlgeq
--freqLogL?2 pre Logl2.eq
--freqSISDR pre SISDRfreq
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V Tabulke 8.3 je mozno vidiet vysledky pre jednotlivé objektivne funkcie. Tento expe-
riment prebehol na zmensenej sieti spolu s nastavenim velkosti davky na hodnotu 8. Pre
objektivne funkcie pracujuice vo frekvenénej doméne bola pouzita velkost ramu okna Fourie-
rovej transformaécie 512 a vzdialenost medzi oknami 256. Ako je vidiet v tabulke, objektivne
funkcie pracujice v ¢asovej doméne dosahuju priblizne rovnaké vysledky. Ako najlepSia v
tomto experimente vysla funkcia logaritmickd L2 a hned za nou obycajna L1. Vysledky
pre objektivne funkcie vo frekven¢nej doméne dosahovali zdporné hodnoty SDR. SDR je
logaritmus pomeru signalu ku skresleniu. Takze SDR s hodnotou 0 znamend, Ze sa signdl
rovnéa skresleniu. Hodnota SDR mensia ako 0 znamena, Ze existuje vacsie skreslenie ako sig-
nal. V separovanych nahravkach s modelmi kde bola pouzitd transforméacia do frekvencnej
domény je poc¢ut tzv. prastanie, ¢o moze byt ako jeden z dosledkov zaporného SDR. Dalsim
problémom je, ze model by sa mal naucit predpovedat vystupy zarovnané so vzorkami, po
prevedeni transformacie za pomoci STFT sa vsSak faza nepredpoveda presne a aj to moze
byt dovod zaporného SDR. MoézZe to byt spdsobené aj zlym nastavenim velkosti okna Fou-
rierovej transformécie, ktoré moze byt priliS malé. Model s objektivnou funkciou SISDR
v casovej doméne dosiahol velmi nizku hodnotu SDR, ¢o mdze byt signalizacia zlej imple-
mentacie, a preto nebol vykonany ani experiment s touto funkciou vo frekvenénej doméne,
kedZze sa tu pouziva rovnaka ¢ast vypoctu.

Tabulka 8.3: Vysledky trénovania siete Conv-TasNet s roznymi objektivnymi funkciami.
Vysledky st uvedené v dB.

Obj. funkcia | SDR | Bubny | Basy | Ostatné | Vokaly | SIR | SAR
Ll¢ime 5,28 5,89 5,85 3,69 5,67 10,29 | 5,63
L2¢ime 5,18 6,09 5,66 3,71 5,26 9,49 5,82
LogL1time 5,14 5,75 5,79 3,59 5,42 10,38 | 5,65
LogL2¢ime 5,33 6,07 6,08 3,62 5,57 9,55 | 5,91
SISDRtime | -91,05 | -92,39 | -93,52 | -86,62 -91,67 4,10 5,25

Llfreq -5,14 -5,10 -5,50 -4,74 -5,21 8,46 2,96

L2freq -0,97 4,14 -2,98 -2,36 -2,67 8,04 5,33
LogLltreq -2,76 -5,29 4,71 -5,10 -5,36 8,85 4,88
LogL2feq -2,42 3,32 -2,68 -5,04 -5,27 7,85 5,23

8.6 Trénovanie s mensim poctom vzoriek a vacsou davkou

Ako dalsi experiment bolo vykonané trénovanie s mensim poctom vzoriek a to konkrétne s
hodnotou 44 100 a velkostou davky 32. Pre objektivne funkcie pracujice vo frekvenénej do-
méne bola pouzitd velkost okna Fourierovej transformacie 1024 a vzdialenost medzi oknami
512, a to kvoli zdpornym vysledkom SDR predchadzajuceho experimentu, kedy sa pouzilo
mensie okno. Vysledky trénovania s v Tabulke 8.4. Ako je vidief, dosiahnuté vysledky su
horsie ako v predoslom pokuse, a preto experiment nepokracoval na vsetkych objektivnych
funkciach. Z uvedenych vysledkov aj tak mozno pozorovat, ze funkcia logaritmicka L2 ma
najvyssie SDR skére a tesne za nou opdtovne L1, obe v ¢asovej doméne. Funkcie pracujice
vo frekvencénej doméne znova dosahuji zdporné SDR, ale je vidief, Ze s pouzitim vicsej
velkosti okna pre Fourierovu transforméciu sa vysledky SIR v relativnom porovnani oproti
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funkciam v casovej doméne lepsie ako v predoslom pokuse, ¢o je pozitivne zistenie a vedie
k tomu, ze pdévodné velkost okna bola prilis mala.

Tabulka 8.4: Vysledky trénovania siete Conv-TasNet s mensim poctom vzoriek. Vysledky
st uvedené v dB.

Obj. funkcia | SDR | Bubny | Basy | Ostatné | Vokaly | SIR | SAR
Lltime 4,87 5,78 5,11 3,40 5,18 9,66 | 547
LogL1time 4,72 5,48 5,37 3,19 4,84 9,18 | 5,25
LogL2¢ime 4,92 5,69 5,43 3,33 5,22 8,50 | 5,76
Llfeq -4,51 -5,19 -2,73 -4,95 -5,17 8,53 | 5,54
L2feq -4,60 2,79 -5,46 -4,81 -5,34 7,78 | 4,93

8.7 Koeficient rychlosti ucenia

Na néajdenie najvicsieho koeficientu rychlosti uc¢enia sa pouzila zmensena siet popisana v
sekcii 8.3. Pri tomto experimente bol zmenseny aj pocet epoch a to z hodnoty 180 na 100.
Dalej bol pre tento experiment upraveny sibor train.py a to tak, aby sa pri trénovani
nepremiesavali data a cyklus trénovania bezal len na prvych 10 davkach. Zarucuje to, Ze
sa kazdy cyklus trénovania vykondva na vzdy rovnakej malej casti dat, a preto je mozné
vyhodnotit rychlost konvergencie pre jednoduchsiu tlohu plynicu z obmedzeného poctu
prikladov. Keby sa data premiesavali, nemuselo by to byt smerodajné. Zmeny pre tento
experiment boli vykonané za ucelom rychleho natrénovanie siete, aby sa dali vzajomne
porovnat rézne koeficienty rychlosti uc¢enia. Zmeny, ktoré tu boli aplikované st v stibore
train.py oznacené ako ladenie (,tuning®).

Na Obrazku 8.1 je mozno vidiet grafy ukazujice konvergenciu hodné6t jednotlivych
objektivnych funkcii k minimu v priebehu epoch pre jednotlivé koeficienty rychlosti ucenia.
Na grafoch s objektivnou funkciou SISDR v oboch doménach mozno vidiet, Ze sa celkova
chyba na pomerne dlhych intervaloch epoch nemeni, ¢o méze byt potencidlna stvislost so
zlymi vysledkami SDR pre modely s touto funkciou. Vysledné vybrané koeficienty rychlosti
ucenia s nasledovné:

e 3x107% pre L1, MSE, LogL1, LogL2, SISDR, FreqMSE, FreqLogL2, FreqSISDR
e 1x107% pre FreqL1, FreqLogL1l
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Obr. 8.1: Hladanie najvacsieho koeficientu rychlosti ucenia pri ktorej celkova chyba konver-

guje v priebehu epoch pre kazdu objektivnu funkciu.
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8.7.1 Zmensovanie koeficientu rychlosti ucenia

Désledkom postupného zmensovania koeficientu rychlosti by mala byt rychlejsia konver-
gencia k minimu hodnoty objektivnej funkcie a umoznenie poklesu hodnoty do ,uzsieho
udolia®. Z predoslych trénovani siete som zistil, ze ako vhodné konstanta urcéujica pocet
epoch, po ktorych by sa mal koeficient rychlosti ucenia zmensit o polovicu, ak sa nezmeni
najlepsia celkova chyba, je hodnota 8. Dalej aby sa predislo zbyto¢nému zmengovaniu tohto
koeficientu na prilis malé hodnoty, kéd som upravil tak, aby ked sa koeficient rychlosti
ucenia dostane pod hodnotu mensiu ako 1 x 1079, tak sa skonéi trénovanie v pripade, ak
este stale nebol dosiahnuty prednastaveny pocet epoch.

Na Obrazku 8.2 st porovnané priebehy trénovania (najlepsia celkova chyba v priebehu
epoch) bez zmensovania koeficientu rychlosti ucenia a so zmensovanim. Ako je vidiet, tré-
novanie s postupnym zmensovanim tohto koeficientu skonvergovalo k minimu rychlejsie a
este aj dosiahlo nizsiu hodnotu celkovej chyby ako bez zmenSovania.
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Obr. 8.2: Porovnanie konvergencie najlepsej celkovej chyby bez aplikacie zmensSovania ko-
eficientu rychlosti uc¢enia a s jeho aplikdciou v priebehu epoch.
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Ako posledny velky experiment boli aplikované predoslé zistenia a sief trénovana s
tymito nastaveniami:

e pocet vzoriek zostane predvoleny - 441 000

o velkost davky - 16

e pocet epoch - 250

e zmensSend Struktira siete

e pociatocny koeficient rychlosti uc¢enia nastaveny pre kazdu objektivnu funkciu podla
predoslého zistenia

e postupné zmensovanie koeficientu rychlosti ucenia

Dalej pre objektivne funkcie pracujice vo frekvenénej doméne bola pouzitd velkost ramu
okna Fourierovej transformécie 2048 a vzdialenost medzi oknami 512. Objektivna funkcia
SISDR sa implementovala nanovo, kedze dosahovala az prilis nizke hodnoty SDR. Vysledky
experimentu sa nachiddzaju v Tabulke 8.5.

Tabulka 8.5: Vysledky trénovania siete Conv-TasNet s pociatoénym nastavenim vyssieho
koeficientu rychlosti ucenia s jeho postupnym zmensovanim.

Obj. funkcia | SDR | Bubny | Basy | Ostatné | Vokaly | SIR | SAR
Lltime 5,42 5,84 6,08 3,94 5,81 11,25 | 5,80
L2¢ime 5,33 5,84 6,07 3,78 5,61 9,93 6,03
LogL1¢ime 5,30 5,72 6,46 3,64 5,38 10,84 | 5,42
LogL2¢ime 5,40 5,83 6,21 3,78 5,77 9,84 | 6,05
SISDR{ime | -148,64 | -146,34 | -146,94 | -149,96 | -151,33 | -5,59 | -3,31

Llgeq -5,07 -5,24 -5,45 -4,62 -4,96 10,48 | 3,09

L2feq -4,66 -2,80 -5,59 -4,91 -5,35 8,83 4,99
LogL1geq -3,03 -2,98 -2,83 -2,93 -3,36 9,32 2,73
LogL2f.eq -3,04 3,65 -5,57 -4,92 -5,33 8,83 4,38
SISDRfreq | -150,09 | -148,42 | -151,61 | -149,45 | -150,86 | -5,62 | -7,53

Ako je vidiet z vysledkov, znova objektivne funkcie L1 a logaritmickd L2 v cCasovej
doméne dosahuji najvyssie SDR, tentokrat funkcia L1 dosiahla najlepsi vysledok. Funkcie
pracujuce vo frekven¢énej doméne opéaf dosahuji zaporné hodnoty SDR, no pri prehrati
separovanych nahravok nezneju zle. Pri relativnom porovnani hodnét SIR objektivnych
funkcii vo frekvencénej doméne oproti funkcidm v casovej doméne je vidiet, ze zvicsenim
okna pre STFT st vysledky opét o malo lepsie oproti predoslym experimentom. Objektivna
funkcia SISDR v oboch doménach, ktord bola reimplentovand nanovo opéat dosahuje prilis
nizke hodnoty SDR ako v predoslom behu, avsak tentokrat si zaporné hodnoty aj pre SIR a
SAR, o uz je signalizacia zlej implementacie. V separovanych nahravkach pre tuto funkciu
nepocuf takmer nic, len silné Sumenie.
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8.8 Reimplementacia SISDR

Kedze v predoslom experimente dosiahli objektivne funkcie SISDR (v oboch doménach)
zaporné hodnoty pre vsetky vyhodnocovacie metriky, bolo potrebné znovu reimplementovat
tuto funkciu. Tentokrat bol kéd pre SISDR prevzaty resp. inspirovany a upraveny z Asteroid
kniznice [37]. Je to kniznica na separaciu zdrojov zvuku zalozend na PyTorch. Dodéva sa so
zdrojovym kédom, ktory podporuje velké mnozstvo architektir sieti, a siborom ,receptov*
na reprodukciu niektorych doélezitych experimentov z vyskumnych prac. V tejto kniznici sa
nachidza aj implementécia objektivnej funkcie SISDR.

Prevzatd implementacia je metédou forward() triedy SISDR v stibore loss.py, predosla
implementécia je ulozend v metéde forward_o0ld(). S touto zmenou bol vykonany posledny
experiment s rovnakou konfigurdciou ako v predoslom experimente na tejto funkcii v ¢asovej
doméne. Vysledok tohto experimentu je v Tabulke 8.6. Ako je vidiet, vysledok dosiahol znova
velmi nizke hodnoty SDR, ale hodnoty SIR a SAR su kladné. V separovanych nahravkach
su ale pocut jednotlivé zdroje, aj ked je pritomné pomerne silné prastanie a aj Sumenie.
7 dovodu casovej tiesni sa experiment pre tuto funkciu vo frekvenénej doméne nestihol
vykonaft, ale je pravdepodobné, Ze by bol vysledok podobny ako v ¢asovej doméne.

Tabulka 8.6: Vysledok trénovania siete Conv-TasNet po reimplementacii objektivnej funkcie
SISDR v casovej doméne.

SDR | Bubny | Basy | Ostatné | Vokaly | SIR | SAR
-149,96 | -151,18 | -150,77 | -148,02 | -149,88 | 7,97 | 5,15
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Kapitola 9

Vyhodnotenie a diskusia

9.1 Objektivne vyhodnotenie

Jednou z uloh tejto bakalarskej prace je porovnanie vysledkov v relevantnej literatiare. On
loss functions and evaluation metrics for music source separation [15] je klucovy ¢lanok,
z ktorého sa vychadzalo a s ktorym sme chceli porovnat trendy. V tomto ¢lanku st vy-
hodnotené rézne objektivne funkcie, ale model na ktorom boli prevadzané experimenty je
Open-Unmiz [50]. Myslienka bola taka, ze aj ked ide o iny model, mohli by sa ocakavat
rovnaké trendy vysledkov pre jednotlivé objektivne funkcie.

Zo spominaného ¢ldnku vysli najlepsie vysledky pre objektivne funkcie (len tie s ktorymi
sa pracovalo aj v tejto praci) L2freq, SISDR freq, LogL1ime a LogL1 freq. Vacsina bola vo
frekvencnej doméne. Pouzitda vyhodnocovacia metrika bola SDR. Vysledky z ¢lanku mozno
vidiet v Tabulke 9.1. V tejto praci vSak najlepsie vysledky dosahovali modely s objektivnymi
funkciami L1sme, LogL2¢ime, ¢o je odlisné oproti ¢lanku.

Tabulka 9.1: Vysledky experimentov jednotlivych objektivnych funkcii pre model Open-
Unmix [15].

Obj. funkcia | SDR | Bubny | Basy | Ostatné | Vokaly
Ll¢ime 3,99 4,80 3,53 3,01 4,63
L2¢ime 3,70 4,25 3,06 2,92 4,55
LogL1time 5,34 5,82 5,23 4,35 5,95
LogL2¢ime 5,21 5,81 5,04 4,10 5,88
SISDR¢ime 5,35 5,76 5,06 4,37 6,24

Llfreq 4,92 5,58 4,24 3,90 5,95

L2freq 5,53 5,86 5,28 4,57 6,40
LogLltreq 5,53 5,90 5,49 4,44 6,28
LogL2freq 5,42 5,79 5,38 4,36 6,15
SISDRfreq 5,61 6,09 5,55 4,54 6,26

Porovnanie vysledkov dopadlo teda tak, Ze sa nepotvrdili trendy pre jednotlivé objek-
tivne funkcie prezentované v literatire. To mo6ze mat rozne pric¢iny, ako napriklad zmena
rovnic vypoctov objektivnych funkeii oproti ¢lanku [15] a dalsia analyza (hlavne objektiv-
nych funkcii vo frekvenénej doméne) by mohla byt predmetom dalsich experimentov.
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9.2 Diskusia

Préca bola zaloZzena na experimentovani s uz existujicou implementaciou neurénovej siete
Conv-TasNet. Navrhnuté modifikacie mali za ciel lepsie porozumiet model resp. aj vSeobecne
trénovanie neurénovych sieti a potencionélne zlepsit model. Experimentovalo sa s konfigu-
raciou struktiry siete, zmenou poc¢tu vzoriek na vstupe, velkosti davky, po¢tu epoch, trans-
formaciou signalu do frekvencnej domény pre ucely pocitania objektivnej funkcie, réznymi
objektivnymi funkciami, hladanim optimalneho koeficientu rychlosti ucenia a postupnym
zmensovanim tohto koeficientu. Trénovanie prebiehalo na datovej sade MUSDB18.

Trénovanie s podobnou konfiguraciou siete (origindlnou Struktiirou siete, nie zmense-
nou) a nastavenim dosiahlo lepsie vysledky (SDR 5,98 a 6,08 dB) ako uvddzané referenéné
trénovanie (SDR 5,73 dB). Referencéné trénovanie prebehlo na 8 GPU, zatial ¢o v tomto pri-
pade bolo trénovanie len na maximéalne 4 GPU. Kvoli tomuto ,,obmedzeniu® bola zmensSena
velkost davky a to spdésobom prepocitania davky na 1 GPU. Ocakavany vysledok tak mal
byt priblizne rovnaky, ale dosiahnutd hodnota SDR bola lepsia o priblizne 0,30 dB. Tento
dej je pravdepodobne spésobeny tym, zZe model je z roku 2018, ktory bol vSak aktualizovany,
ale vysledky modelu nie.

Zmensenie struktiry siete bolo vykonané za ti¢elom skratenia Casu potrebného na tré-
novanie siete. Trénovanie s povodnou strukttrou trvalo priblizne 8 dni ¢istého ¢asu, ¢o bolo
pomerne vela na to aby sa stihlo vykonat viacero experimentov. Z tohoto dévodu bola
struktira siete zmensend (presne popisané v sekcii 8.3). Po tprave Struktiry sa trvanie
trénovania skratilo na priblizne 5 dni ¢istého casu. Toto zmensenie malo za nasledok horsi
vysledok (SDR 5,28 dB), ako aj bolo oc¢akavané.

Transforméacia do frekven¢nej domény je implementovana funkciou make freq, ktorej
kéd je mozny vidiet vo Vypise 8.1. Transformécia je vykonand len pre 1icel hodnotenia
objektivnych funkcii. Tenzory sa transformuju za pomoci kratkodobej Fourierovej transfor-
macie STFT. Objektivne funkcie vo frekvenc¢nej doméne dosahovali zaporné vysledky SDR,
ale vysledky SIR sa postupne zlepsovali pocas experimentov v relativnom porovnani voci
funkciam v Casovej doméne, a to bol ako dosledok spdsobeny tym, ze sa 2-krat zvécsovalo
okno pre Fourierovu transformaciu STFT (pévodne 512, potom 1024 a 2048).

Ako dalsi experiment bola zmena objektivnej funkcie. Experimentoval som s L1, L2, lo-
garitmickou L1 a L2, a SISDR objektivnymi funkciami v ¢asovej aj frekvenc¢nej doméne. Pri
experimentoch som zistil, Ze model nekonverguje pri logaritmickych funkcidch s navrhnu-
tymi rovnicami ani pri zmene koeficientu rychlosti ucenia. Po zmeneni rovnice uz modely
konvergovali. Zmena spocivala v tom ze vnutornd suma pred logaritmom mala byt pévodne
iba cez vzorky v casovej doméne alebo cez frekvencny zasobnik a ramce vo frekvencnej
doméne, ale bolo nutné tito sumu spravit aj cez kanaly a zdroje, aby model konvergoval
(rozpisané v sekcii 8.5). Ako najlepsie dopadli funkcie logaritmicka L2 a obyéajnd L1 v
casovej doméne, ktoré mali porovnatelné hodnoty. Funkcie L2 a logaritmicka L1 taktiez v
casovej doméne len o trochu zaostavali. Funkcie pracujice vo frekvencnej doméne dosaho-
vali zdporné vysledky SDR (od cca -5 dB po -0,5 dB), aj ked separované nahravky nezneli
tak zle. Problémom je, Ze model by sa mal naucit predpovedat vystupy zarovnané so vzor-
kami. Po prevedeni transformécie za pomoci STFT sa vsak faza nepredpovedd presne, a
preto tu vznikd problém. Aj napriek tomu funkcia SISDR v oboch doménach dosahovala
az prili§ nizke hodnoty SDR (-90 dB -150 dB). V separovanych nahravkach je sice pocut
tzv. prastanie a Sumenie, ale nie natolko aby bola hodnota tak nizka. Presnt pri¢inu sa
nepodarilo zistif.
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Pri trénovani s mensim poc¢tom vzoriek ale vic¢sou davkou som zistil, Ze pocet vzoriek
na vstupe je dolezitejsi parameter trénovania ako velkost davky, pretoze po zmenseni davky
takmer 2-nasobne a zvic¢seni davky 4-nasobne boli vysledky trénovania SDR horsie zhruba
0 0,40 dB. Z toho mozno usudit, ze velkost davky az tak neovplyvinuje vysledok trénovania
ako pocet vzoriek na vstupe.

Koeficient rychlosti ucenia ovplyviiuje ako rychlo dany model konverguje k minimu
objektivnej funkcii a ¢i vobec. Experimentom som zistoval najvacsi optimalny koeficient
rychlosti ucenia pre kazdi implementovani objektivnu funkciu, pri ktorej model konver-
guje. Pre kazdu objektivnu funkciu méze byt tento koeficient iny, ako aj bolo zistené. Pri
pouziti len najvacsieho koeficientu rychlosti u¢enia model zo zaciatku rychlejsie konverguje,
ale potom sa nedokaze dostaf az tak blizko lokalnych minim ako pri mensom koeficiente
rychlosti ucenia. Z toho dévodu bolo zavedené postupné zmensovanie koeficientu rychlosti
uCenia. Pri nastaveni najvacsieho optimalneho koeficientu rychlosti ucenia a postupnom
zmensovani model jednak rychlejsie konverguje, ale dokdze sa dostat aj blizsie k lokalnym
minimam a tak dosahuje celkovo lepsi vysledok ako bez tohto pouzitia. Konkrétne v tomto
pripade dosahovali modely trénované s podiatoénym nastavenim vyssieho koeficientu rych-
losti ucenia a postupnym zmensovanim vysledky SDR o priblizne 0,15 dB lepsie ako bez
tohto pouzitia.

Je nutné spomenit aj fakt, ze uvedené ¢isté trvania trénovania st oproti celkovym trva-
niam trénovania o dost mensie. Prvou pri¢inou bolo niekedy pomerne dlhé ¢akanie v rade
na spustenie vypoctu vo vypoc¢tovom centre. To sice niekedy trvalo menej ako hodinu, ale
niekedy aj 8 dni. Priemerné ¢akanie v rade trvalo 4-12 hodin. Dalsim a hlavnym problé-
mom pri trénovani bolo padanie programu na prikaze ffmpeg. Aj po instalacii inych verzii
ffmpeg tento problém nezmizol. Toto padanie bolo nedeterministické, raz sa nevyskytlo
za cely beh trénovania (mélokedy) a inokedy sa vyskytlo hned krétko po spusteni. Z toho
dovodu bolo nutné vzdy po pade znovu posielat tlohu do rady na vypocet, a to znacne
natahovalo celkovy ¢as trénovania. Tak isto ak bezali viaceré rézne tlohy (experimenty vo
vypoctovom centre) naraz, bolo takmer isté, ze aspon jedna z nich padne na tejto chybe.
Z tohto dovodu vicsinou bezala naraz iba 1 tiloha na minimalizaciu tychto padani. Dalsou
vecou, ¢o pomohla pri rieseni tohto problému, bolo odchytenie tejto chyby v skripte na
trénovanie, po ktorom sa beh opétovne spustil. Toto riesenie sice nedokazalo tiplne vyriesit
problém (niekedy nekonecne padajici cyklus), ale v zna¢nej miere ho eliminovalo.

Snahou tejto prace bolo aj zlepsenie vysledkov oproti vychodziemu modelu. Za vychodzi
model sa da v tejto praci povazovat model so zmensenou struktirou siete a s objektivnou
funkciou L1 v ¢asovej doméne (z Tabulky 8.3). Tento model dosiahol vysledok SDR 5,28
dB. Ako najlepsi model so zmensenou struktirou siete z experimentov vysiel model taktiez
s objektivnou funkciou L1 v ¢asovej doméne, ktory bol ale trénovany s vyssou pociato¢nou
hodnotou koeficientu rychlosti ucenia, ktord sa postupne zmensovala v priebehu ucenia
(model je v Tabulke 8.5). Najlepsi model dosiahol vysledok SDR 5,42 dB, ¢o tvori 2,65%
zlepSenie oproti vychodziemu modelu. Podobné zlepSenie by sa dalo ocakéavat aj s pévodnou
struktiarou siete, ¢o mdze byt predmetom dalsieho pokracovania vyskumu.
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Kapitola 10

Zaver

Cielom tejto prace bol navrh a implementacia modifikacii neurénovej siete Conv-TasNet a
trénovania za ucelom porozumenia modelu a potencidlneho zlepsenia pre dlohu separacie
zdrojov hudby. Na tato dlohu bolo nutné pouzit vypoctové centrum, kvoli velkym naro-
kom na vypocet, konkrétne pocitanie na GPU s velkou RAM pamétou. Pouzité vypoctové
centrum bolo MetaCentrum. Modifikacie boli implementované pomocou kniznice PyTorch.

Trénovanie siete s referenénym nastavenim siete a pévodnou struktirou dopadlo pozi-
tivne, nakolko modely dosiahli lepsi vysledok ako referenény. Trénovanie vsak trvalo po-
merne dlho, a preto bola Struktura siete dalej zmensena.

Experimenty ukazali, Ze modely pre objektivne funkcie L1 a logaritmicka L2 v ¢asovej
doméne dosahovali najlepsie vysledky spomedzi vsetkych objektivnych funkcii. Modely pre
funkcie L2 a logaritmicka L1 dosiahli o trochu mélo horsie vysledky. Vysledky trénovania pre
objektivne funkcie vo frekvenénej doméne dosiahli ziporné hodnoty SDR, ¢o je ako nasledok
transformacie tenzorov do frekvencnej domény pouzitim STFT. Trénovanie s objektivnou
funkciou SISDR v oboch doménach dosahovalo az prilis nizke hodnoty SDR (-90 dB az -
150 dB). V separovanych nahravkach je sice pocut tzv. prastanie a Sumenie, ale nie natolko
aby bola hodnota tak nizka. Presnd pri¢inu sa nepodarilo zistif. Experimentovanim sa tiez
zistilo, ze modely pri poc¢iato¢nom nastaveni koeficientu rychlosti u¢enia na vyssiu hodnotu
a naslednom postupnom zmensovani dosahovali lepsie vysledky. Sposobilo to, ze modely zo
zaciatku trénovania rychlejsie konvergovali a nakoniec sa dostali blizsie k lokdlnemu minimu
objektivnej funkcie. Tento jav bol ocakavany a tak aj potvrdeny. Pre vSetky natrénované
modely su dostupné vyseparované nahravky na prilozenom paméfovom médiu.

Tymito experimentami sa nie len zlepsil vysledok siete, ale aj vedomosti o strojovom
uceni vSeobecne ako aj porozumenie modelu Conv-TasNet. Ciel tejto prace je tak splneny.
Pre budici vyvoj prace by bolo vhodné pouzif vyhodnocovaciu metriku SI-SDR, dalej
analyzovat dosiahnuté vysledky (hlavne objektivne funkcie vo frekvencénej doméne a funkciu
SISDR), pri transformacii do frekvencénej domény spravit samostatné experimenty pre rozne
velkosti okien v STFT a skusit pouzit optimalizator SGD.
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Priloha A

Konfiguracie siete

Predvolené hodnoty hyper-parametrov siete Conv-TasNet a konfiguracie trénovania st na-
sledovné:

e 180 — pocet epoch

e 2 — opakovanie tréningového cyklu vramci 1 epochy

e 441 000 — pocet vzoriek na vstupe

e 44 100 — vzorkovacia frekvencia

o 2 (stereo) — audio kandly

e 42 — seed“

o 64 — velkost davky (,,batch®)

e 3 x 107* — koeficient rychlosti ucenia

e 0,2 — pravdepodobnost zmeny tempa/vysky ténu

¢ 12 — maximéalna zmena relativneho tempa v percentach

Tieto hodnoty st uvedené v sibore parser.py.
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Priloha B

Obsah prilozeného loziska

Prilozené pamétové médium obsahuje:

/
, README.md ... stbor s informdciami o tejto préci,
navod na inStaldciu a spustenie
| _ main .py ... stbor potrebny na nahradenie pdvodného
po stiahnuti siete
| train.py ... stbor potrebny na nahradenie pdévodného
po stiahnuti siete
| parser.py ... sUbor potrebny na nahradenie pdvodného
po stiahnuti siete
, loss.py ... stbor potrebny na vloZenie
po stiahnuti siete
| separated.zip ... archiv, ktory obsahuje
vyseparované nahravky
modelmi z experimentov
| text_source.zip ... archiv zdrojovjch stborov
pre text tejto préace
| BP_Music_source_separation.pdf ... vyslednd (tato) praca
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