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Abstrakt 
N a sepa rác iu zdrojov z h u d o b n ý c h n a h r á v o k sa použ íva jú neu rónové siete. Jednou z t a k ý c h t o 
sietí je Conv-TasNet . Cieľom p r á c e je exper imen tovať s už ex i s tu júcou i m p l e m e n t á c i o u tejto 
siete za úče lom p o t e n c i á l n e h o z lepšenia . Trénovan ie modelov prebiehalo na dá tove j sade 
M U S D B 1 8 . Postupne sa experimentovalo so zmenou š t r u k t ú r y siete, t r an s fo rmác iou sig
nálov z časovej d o m é n y do frekvenčnej pre účely p o č í t a n i a ob jek t ívne j funkcie, z á m ě n o u 
rôznych ob jek t ívnych funkcií za p ô v o d n ú , h ľ a d a n í m o p t i m á l n e h o koeficientu rýchlos t i uče
nia pre k a ž d ú ob j ek t ívnu funkciu a jeho p o s t u p n ý m z m e n š o v a n í m v priebehu učenia . A k o 
naj lepšie experimenty p o d l á metr iky S D R vyšli t r é n o v a n i a s o b j e k t í v n y m i funkciami L l 
a logari tmickou L 2 v časovej d o m é n e pr i vyš šom p o č i a t o č n o m koeficiente rýchlos t i uče
nia s jeho p o s t u p n ý m z m e n š o v a n í m v priebehu učenia . V r e l a t í v n o m p o r o v n a n í naj lepších 
modelov oproti v ý c h o d z i e m u ide o viac ako 2,5% zlepšenie. 

Abstract 
Neural networks are used for the problem of music source separation from recordings. One 
such network is Conv-TasNet . The a im of the work is to experiment w i t h the already 
existing implementat ion of this network for the purpose of potential improvement. The 
models were trained on the M U S D B 1 8 dataset. It was successively experimented w i t h the 
change of the network structure, transforming signals from the t ime domain to the frequency 
domain for the purpose of calculat ing the loss function, replacing different loss functions 
wi th the original one, finding the op t imal learning rate for each loss function and gradually 
decreasing the learning rate dur ing the learning process. The best experiments according to 
the S D R metric were t ra ining wi th loss functions L l and logari thmic L 2 i n the t ime domain 
wi th a higher in i t i a l learning rate wi th its gradual decrease during the learning process. In 
a relative comparison of the best models to the baseline, it is more than 2.5% improvement. 
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Kapitola 1 

Úvod 

Separác ia zdrojov hudby sa vzťahuje na ú lohu rozdeľovania zmiešaného zvukového s igná lu 
na jeho j edno t l ivé čas t i , ako sú spev, bicie, basa a iné n á s t r o j e . T á t o ú loha m á m n o ž s t v o 
apl ikáci í v hudobnej produkci i , r emixovaní , prepise textu a ana lýze . Techniky h lbokého uče
nia, ako sú neu rónové siete, ukáza l i v ý z n a m n ý po tenc i á l na sepa rác iu h u d o b n ý c h zdrojov. 
Tieto techniky sú schopné naučiť sa k o m p l e x n é rep rezen tác ie v s t u p n ý c h úda jov a manipu
lovať s n imi , vďaka čomu sú pre t ú t o ú lohu veľmi v h o d n é . Jednou z t a k ý c h t o n e u r ó n o v ý c h 
sietí je Conv-TasNet . Conv-TasNet je neu rónová sieť za ložená na p revažne konvolučných 
v r s tvách , p o u ž í v a n á na oddelenie zvuku v časovej d o m é n e . 

Pre pochopenie tejto p r á c e je p o t r e b n é poznať ú lohu separác ie zdrojov zo zvukovej na
hrávky . Cieľom p r á c e je zoznámiť sa s a r c h i t e k t ú r o u Conv-TasNet za loženou na strojovom 
učení , na t r énovať tento model na dá tove j sade M U S D B 1 8 , n a v r h n ú ť modif ikácie n e u r ó n o 
vej siete za úče lom lepšieho porozumenia a p o t e n c i á l n e h o zlepšenia , implementovat ich a 
exper imen tovať s n imi . 

Modifikácie, k t o r é stoja za vyskúšan ie sú zmena š t r u k t ú r y siete, t r a n s f o r m á c i a časovej 
d o m é n y do frekvenčnej pre účely p o č í t a n i a ob jek t ívne j funkcie, z á m e n a ob jek t ívne j funkcie 
za iné, nastavenie v h o d n é h o koeficientu rýchlos t i učen ia a p o s t u p n é zmenšovan ie tohto 
koeficientu. P resnosť a kval i ta modelu sa vyhodnocuje metr ikami u r č e n ý m i na hodnotenie 
zvukových s ignálov. Tieto modif ikácie m ô ž u smerovať k modelu s l epš ím ce lkovým skóre. 
J edno t l i vé experimenty b u d ú v y h o d n o t e n é a p o r o v n a n é voči sebe. 

P r á c a je rozde lená na niekoľko kapi tol , k t o r é postupne p o k r ý v a j ú j edno t l ivé logické 
celky. K a p i t o l a 2 popisuje ú lohu separác ie zdrojov. V kapitole 3 sú p o p í s a n é j edno t l ivé typy 
reprezen tác ie zvuku . T y p y neu rónových sietí , siete u r č e n é na s e p a r á c i u zdrojov hudby a 
a r c h i t e k t ú r a siete Conv-TasNet sú r o z o b r a n é v kapitole 4. K a p i t o l a 5 sa venuje t rénova
niu n e u r ó n o v ý c h siet í a spôsobe ich hodnotenia. V kapitole 6 sú p o p í s a n é d á t o v é sady na 
t r énovan ie s iet í pre ú lohu separác ie zdrojov hudby. K a p i t o l a 7 sa z a o b e r á n á v r h o m modi
fikácií. I m p l e m e n t á c i a n a v r h n u t ý c h modif ikáci í a ich výs ledky sú v kapitole 8 a ob jek t ívne 
vyhodnotenie spolu s diskusiou v kapitole 9. 
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Kapitola 2 

Separácia zdrojov 

Separác ia zdrojov alebo aj s lepá s epa rác i a zdrojov („bl ind source separation") je oddelenie 
s ú b o r u zdro jových s ignálov od s ú b o r u zmiešaných s ignálov bez pomoci informáci í (alebo s 
veľmi m a l ý m m n o ž s t v o m informáci í ) o zdro jových s ignáloch alebo procese miešan ia . Na j 
častejšie sa použ íva pr i d i g i t á l n o m spracovan í s ignálov a z a h ŕ ň a a n a l ý z u zmesí s ignálov. 
Jej cieľom je obnoviť p ô v o d n é s ignály komponentov zo zmiešaného s ignálu . K la s i ckým prí
k ladom p r o b l é m u oddeľovania zdroja je p r o b l é m tzv. kokteilovej pá r ty , kde v miestnosti 
súčasne hovor í niekoľko ľudí a pos lucháč sa snaž í sledovať jeden z monológov [48]. Ľud
ský mozog dokáže zv ládnuť tento druh p r o b l é m u oddeľovania s luchového zdroja, ale pre 
d ig i tá lny svet je to zloži tý p r o b l é m pr i sp racovan í s ignálu . 

Separác ia zdrojov je dô lež i tou ú lohou v oblasti s t ro jového učen ia a v pos ledných ro
koch bola široko š t u d o v a n á . Všeobecný p r o b l é m separác ie zdrojov m o ž n o formulovať takto: 
vzhľadom na zmes (mix) s ignálov z rôznych zdrojov je cieľom oddeliť tieto j edno t l ivé zdroje, 
k to ré pr i sp ievajú k zmesi [50]. Sepa rác ia zdrojov je dô lež i tým p r o b l é m o m so š i rokou šká lou 
apl ikáci í v r á t a n e spracovania reči [29], spracovania zvuku [35], spracovania obrazu [55] a 
spracovania b iomedic ínskych s ignálov [13]. N a vyr iešenie tohto p r o b l é m u bolo n a v r h n u t ý c h 
niekoľko p r í s t u p o v , ale vývoj s tá le napreduje. N iek to ré z úspešnejš ích p r í s t u p o v sú a n a l ý z a 
h lavných komponentov a a n a l ý z a nezávis lých komponentov, k t o r é fungujú dobre, ked nie sú 
p r í t o m n é ž i adne oneskorenia alebo ozveny. To z n a m e n á , že p r o b l é m je značne z jednodušený . 
A k o dalš í p r í s t u p na sepa rác iu zdrojov sa použ íva jú rôzne algori tmy s t ro jového učenia . 

2.1 Separácia zdrojov zvuku 

Separác ia zdrojov zvuku je proces oddeľovania zmesi zvukových s ignálov do zdrojov, z 
k to rých pozos táva . Cieľom je ex t rahovať j edno t l ivé zdroje, k t o r é sa podieľajú na zmesi, aby 
bolo m o ž n é k a ž d ý zdroj spracovať alebo analyzovať samostatne [28]. D o ka tegór ie separác ie 
zdrojov z v u k u p a t r í s epa rác i a reči a s epa rác i a zdrojov hudby. Sepa rác ia reči je špec iá lny 
scenár p r o b l é m u separác ie zdrojov, kde sa pozornosť sús t reďuje iba na p rek rýva júce sa 
zdroje rečového s igná lu a iné interferencie, ako sú hudba alebo iné šumové signály, nie sú 
h l a v n ý m z á u j m o m š t ú d i e [1]. 
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2.2 Separácia zdrojov hudby 

Úlohu, p r i ktorej sú s e p a r o v a n ý m i zdrojmi h u d o b n é n á s t r o j e ( v r á t a n e spevu), n a z ý v a m e 
separác ia zdrojov hudby („music source separation" - M S S ) [5]. K a ž d ý tento h u d o b n ý 
nás t ro j p r í p a d n e spev nachádza júc i sa v zmesi n a z ý v a m e zdrojom. P r i n c í p o m separác ie 
h u d o b n ý c h zdrojov je teda dej, p r i k torom sa z celej n a h r á v k y v iacerých zdrojov oddelia 
tieto zdroje a tak vzn iknú n a h r á v k y len sepa rovaných zdrojov, ako je aj zob razené na 
O b r á z k u 2.1. N a p r í k l a d by sme mohl i chcieť izolovať s p e v á k a od hudby na pozad í , aby sme 
vy tvor i l i karaoke verziu piesne, alebo izolovať basgitaru od zvyšku kapely, aby sa h u d o b n í k 
mohol naučiť svoju časť. Inak p o v e d a n é , ak je zmes v iacerých zdrojov, m ô ž u sa oddeliť len 
tie, k t o r é n á s zau j ímajú . 

Matemat icky vy jad rené , p r e d p o k l a d á m e že zmes s ignálov xt pozos t áva z K zdrojov, kde 
je k a ž d ý zdroj yt,k pre k = 1..K: 

K 

K=l 

D a n á je len zmes xt a cieľom s y s t é m u separác ie zdrojov je obnoviť jeden alebo viac zdro
jov yt,k-

Obr. 2.1: P r i n c í p separác ie zdrojov hudby [30]. 

Separác ia hudby je v n í m a n á ako odl išný p r o b l é m od iných typov separác ie zdrojov, 
p re tože existuje veľa faktorov, k t o r é j u robia j e d i n e č n o u [5]. Zdroje v hudbe sú vysoko 
korelované, čo z n a m e n á , že v š e t k y zdroje sa zvyča jne menia spo ločne v rovnakom čase 
a tak tvoria h a r m ó n i u . N a p r í k l a d v rockovej kapele, ak basgitara z m e n í t ó n na z a č i a t k u 
nového taktu, je p r a v d e p o d o b n é , že sa zmenia aj o s t a t n é nás t ro j e . 

Hudba sa mixuje a spracováva spôsobmi , k t o r é nie sú l ineá rne . Súčasné postupy zazna
m e n á v a n i a a n a h r á v a n i a sú t aké , že sa d a n ý zdroj v zmesi n e m u s í prirodzene vyskytovať v 
r e á l n o m svete. Reverb, filtrovanie a ne l ineá rne techniky spracovania s igná lu sťažujú sepa
rác iu hudby, a napriek tomu sú to ná s t ro j e , k t o r é hudobn íc i b e ž n e použ íva jú na v y t v á r a n i e 
hudby. Proces miešan i a hudby znázorňu je O b r á z o k 2.2. Miešan ie hudby je p r o b l é m pr i ná
slednej s p ä t n e j separác i i , p r e tože len zriedka vieme, aké spracovanie bolo ap l ikované na 
ktorúkoľvek skupinu zdrojov alebo či už celú zmes dohromady [30]. 

V oblasti z í skavania informáci í o hudbe („music information retrieval" - M I R ) existuje 
mnoho použ i t í na oddelenie h u d o b n ý c h zdrojov. M á mnoho apl ikáci í , n a p r í k l a d pr i mixovan í 
alebo remixovan í n a h r á v o k , k t o r ý c h j edno t l ivé zdrojové s ignály nie sú p r í s t u p n é . Slúži t iež 
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na v y t v á r a n i e h rac ích s t ô p pre š t u d e n t o v h u d o b n ý c h nás t ro jov . M S S je dô lež i tým krokom 
predspracovania pre niekoľko ú loh z ískavania h u d o b n ý c h informáci í , nap r ík l ad : 

• a u t o m a t i c k ý prepis textu [10, 39], 

• detekcia h u d o b n ý c h ná s t ro jov [18], 

• rozpoznávan ie textov [33], 

• zarovnanie textu piesne podľa hudby [12], 

• a u t o m a t i c k á ident if ikácia speváka [46]. 

^ '"il'fli ihlii""̂  
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Obr . 2.2: Miešan ie h u d o b n ý c h s ignálov je zložitý a ne l ineá rny proces. To sťažuje sepa rác iu 
h u d o b n ý c h zdrojov [30]. 
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Kapitola 3 

Reprezentácia zvuku 

T á t o kapi tola bola inšp i rovaná internetovou knihou Open Source Tools & Data f or Music 
Source Separation [30]. 

Jednou z h l avných vecí, k t o r ý m i sa p r í s t u p y k separác i i zvuku rozlišujú, je r ep rezen tác i a 
zvuku na s y s t é m o v o m vstupe a v ý s t u p e . Zvuk je zväčša vo svojej naj neopracovanej šej forme 
uložený ako priebeh s ignálu („waveform") . N iek to ré p r í s t u p y k separác i i zdrojov fungujú 
priamo na priebehu s ignálu , hoci m n o h é z nich v y ž a d u j ú u rč i t é p r e d b e ž n é spracovanie 
pred sepa rác iou zdrojov. V tejto čas t i sa r o z o b e r ú rôzne typy v s t u p n ý c h a v ý s t u p n ý c h 
reprezentác i í , k t o r é sa b e ž n e použ íva jú v p r í s t u p o c h separác ie zdrojov. 

3.1 Priebeh signálu 

0 2 4 6 8 10 
time 

Obr . 3.1: Pr iebeh s ignálu v čase. 

Pr iebeh s igná lu je o k a m ž i t á hodnota frekvencie s igná lu v čase ( O b r á z o k 3.1). O k a m ž i t á 
hodnota s ignálu je z o b r a z e n á na osi y (zvislá) a čas na osi x (vodorovná) [53]. Dig i ta l izovaný 
priebeh s ignálu („waveform") , ďalej už len priebeh s ignálu , je d ig i ta l izovaný zvukový signál , 
k t o r ý sa najviac p o d o b á r e á l n e m u zvuku. Dôlež i té je vedieť, že s ignál so s p o j i t ý m ča som je 
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diskre t izovaný (p revedený zo spojitej veličiny do d i skré tne j ) v čase aj a m p l i t ú d e , p re tože 
s ignál je pravidelne vzorkovaný a p revedený do digi tá lnej r eprezen tác ie . 

Dô lež i tým aspektom priebehu s ignálu je vzorkovacia frekvencia, k t o r á popisuje, koľko 
m e r a n í alebo vzoriek sa u s k u t o č n í za sekundu a meria sa v Hertzoch (skratka H z ) . Vzorko
vanie s igná lu m o ž n o vidieť na O b r á z k u 3.2. Shannonov vzorkovací teorém hovorí , že ideá lna 
r ekonš t rukc ia s igná lu je m o ž n á iba vtedy, ked je vzorkovacia frekvencia väčšia ako dvo jná
sobok m a x i m á l n e j frekvencie vzorkovaného s ignálu . Rozsah ľudského sluchu je pr ib l ižne 
20 H z až 20 k H z [43]. M i n i m á l n a vzorkovacia frekvencia, k t o r á sp ĺňa vzorkovací t e o r é m pre 
t ú t o š í rku p á s m a je 40 k H z . Z tohto d ô v o d u je pre z á k l a d n é z a z n a m e n á v a n i e zvuku zvolená 
vzorkovacia frekvencia o trochu vyššia , a to 44,1 k H z . T á t o hodnota je p o u ž í v a n á kvôli 
f o r m á t u k o m p a k t n é h o disku ( C D ) , k t o r ý sa datuje od roku 1979 1 , ked ho zača la používať 
spoločnosť Sony. 

Obr . 3.2: Vzorkovanie s ignálu , d i sk r e t i z ác i a 2 . 

3.2 Vlastnosti reprezentácie zvuku 

D á sa tv rd iť , že p r í s t u p oddeľovania zdroja je len t a k ý dobrý , ako je jeho schopnosť re
prezentovať zvuk odde l i t eľným s p ô s o b o m . Z toho d ô v o d u je dôleži té , ako je s a m o t n ý zvuk 
rep rezen tovaný na účely oddelenia zdroja. Pre p r í s t u p y k separác i i zdrojov je z á k l a d n ý 
postup nas ledovný: 

1. Prevedenie zvuku na r ep rezen tác iu , v ktorej sa oddeľuje. 

2. Sepa rác ia zvuku v tejto reprezen tác i i . 

3. Prevedenie zvuku späť z manipulovanej r ep rezen tác i e za úče lom z ískania izolovaných 
zdrojov. 

Tieto kroky sú všeobecnou p o s t u p n o s ť o u pre p r í s t u p y k separác i i zdrojov zvuku . Jed
not l ivé kroky m ô ž u pozos távať z v iacerých s a m o s t a t n ý c h podkrokov. 

1história CD - https://www.discwizards.com/history-of-the-cd.htm 
2zdroj https: / /medium, com/analyt ics-vidhya/audio-dat a- proces sing-feature-extract ion-

science- concepts-behind-them-be97fbd587d8 
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Dôlež i tým aspektom zvukovej r ep rezen tác i e je aj schopnosť konvertovania s ignálu , k t o r ý 
bol n e j a k ý m s p ô s o b o m reprezentovaný , späť na priebeh s ignálu s čo m o ž n o n a j m e n š o u chy
bou. Tieto chyby p r e d s t a v u j ú potom artefakty, k t o r é je počuť v sepa rovaných n a h r á v k a c h . 
V nas ledujúc ich sekciách sú p o p í s a n é n i ek to ré m e t ó d y , k t o r é v y t v á r a j ú r ep rezen tác ie zvuku . 

3.3 Casovo-frekvenčné reprezentácie 

Casovo-frekvenčné r ep rezen tác i e sú na jbežne j š ími t ypmi reprezen tác i í p o u ž í v a n ý c h v prí
stupoch separác ie zdrojov. Casovo-f rekvenčná („ t ime- f requency" - T F ) r ep rezen t ác i a [49] 
je 2 - rozmerná matica, k t o r á predstavuje frekvenčný obsah zvukového s igná lu v priebehu 
času. K o n k r é t n y z á z n a m v tejto mat ic i n a z ý v a m e T F element ( „ b i n " ) . R e p r e z e n t á c i u T F 
m ô ž e m e vizualizovať pomocou tepelnej mapy, ktorej os x je čas a os y frekvencia. K a ž d ý 
T F element v tepelnej mape predstavuje z a s t ú p e n i e danej frekvencie v d a n ý čas . 

3.3.1 S T F T 

M n o h é z časovo-frekvenčných reprezen tác i í zač ína jú k r á t k o d o b o u Fourierovou t r ans fo rmá
ciou („Shor t T i m e Fourier Transform" - S T F T ) . V praxi je postup v ý p o č t u S T F T taký , že 
sa d lhš í časový s ignál rozdel í na k ra t š i e p rek rýva júce sa segmenty rovnakej d ĺžky a potom sa 
d i s k r é t n a Fourierova t r a n s f o r m á c i a ( D F T ) v y p o č í t a samostatne pre k a ž d ý k r a t š í segment. 
A b s o l ú t n a hodnota elementu T F \X(t,f)\ v čase t a frekvencia / u rčuje m n o ž s t v o energie 
p o č u t e j z frekvencie / v čase t. 

Dôleži té je, že k a ž d ý element v S T F T je komplexný, čo z n a m e n á , že k a ž d ý z á z n a m 
obsahuje zložku m a g n i t ú d y aj fázy. Elementy S T F T sú inver tovateľné, čo z n a m e n á , že 
k o m p l e x n ú mat icu S T F T m o ž n o previesť späť na priebeh s ignálu . S p ä t n o u t r ans fo rmác iou 
je inverzná k r á t k o d o b á Fourierova t r a n s f o r m á c i a I S T F T . M e d z i z á k l a d n é parametre pr i 
S T F T p a t r í : oknová funkcia ( „window") , d ĺžka okna a d ĺžka skoku ( „ h o p " ) . 

Oknová funkcia určuje tvar k r á t k o d o b é h o okna, k t o r ý m sa j edno t l ivé segmenty vynáso 
bia pred p o u ž i t í m d i sk ré tne j Fourierovej t r an fo rmác i e . Tvar tohto okna ovplyvňuje , k to ré 
hodnoty vzoriek b u d ú v D F T z d ô r a z n e n é alebo zos labené . Existuje mnoho typov okien, ale 
medzi na jpouž ívane jš ie patr ia obdĺžnikové , Hammingove, Kaiserove alebo Hannove okná . 
D ĺžka okna určuje , kolko vzoriek je z a h r n u t ý c h v k a ž d o m okne. D ĺ ž k a skoku určuje vzdia
lenosť vo vzorkách medzi akýmikoľvek dvoma s u s e d n ý m i oknami. 

3.3.2 S p e k t o g r a m y 

Niek to ré p r í s t u p y k separác i i zdrojov zvuku fungujú iba na nejakom variante spektrogramu, 
k t o r ý explicitne nepredstavuje fázu v k a ž d o m T F elemente. M e d z i tieto spektogramy p a t r í 
spektogam m a g n i t ú d , spektogram výkonu , loga r i tmický spektogram a logar i tmický spekto-
gram výkonu . 

Spektrogram m a g n i t ú d sa v y p o č í t a tak, že sa zoberie a b s o l ú t n a hodnota k a ž d é h o p rvku 
v S T F T . Spektrogram výkonu sa v y p o č í t a tak, že sa na k a ž d ý prvok v S T F T aplikuje 
d r u h á mocnina. Loga r i tm ický spektrogram sa v y p o č í t a ako logaritmus abso lú tne j hodnoty 
k a ž d é h o p rvku v S T F T . Loga r i tm ický spektrogram výkonu sa v y p o č í t a s p o u ž i t í m logari tmu 
druhej mocniny k a ž d é h o p rvku v S T F T . 
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Kapitola 4 

Neurónové siete 

Neurónová sieť je v ý p o č t o v ý model využ ívaný v oblasti s t ro jového učenia , zos tavený na zá
klade abstrakcie v l a s t n o s t í biologických nervových sús t av . Neurónové siete p o s k y t u j ú celý 
rad výkonných t echn ík na r iešenie p r o b l é m o v p r i r ozpoznávan í vzorov, ana lýze d á t a kon
trole [16]. Z á k l a d n o u v las tnosťou neu rónových siet í je schopnosť abstrakcie pravidiel medzi 
v s t u p n ý m i a v ý s t u p n ý m i hodnotami p r e z e n t o v a n ý m i vo vhodnej forme. T á t o abstrakcia 
pravidiel sa potom aplikuje na akékoľvek v s t u p n é hodnoty. 

Neurónové siete sú za ložené na s ú b o r e spo jených jednotiek alebo uzlov n a z ý v a n ý c h 
umelé neuróny , k t o r é voľne mode lu jú n e u r ó n y v biologickom mozgu. K a ž d é spojenie, po
dobne ako synapsie v biologickom mozgu, m ô ž e p renášať s ignál do iných neu rónov . Umelý 
n e u r ó n p r i j íma signály, potom ich spracuje a nás l edne ich môže poslať ďalej n e u r ó n o m , s 
k t o r ý m i je spojený. Spojenia n e u r ó n o v sa nazýva jú hrany. 

Proces učen ia je hľadanie v h o d n ý c h váh n e u r ó n o v ý c h spojení , aby neu rónová sieť vedela 
vhodnou abstrakciou pravidiel riešiť d a n ý p r o b l é m v čo-možno naj lepšej forme a m ô ž e pre
biehať v i ace rými s p ô s o b m i bližšie u v e d e n ý m i v sekcii 5.1. P o č a s tohto procesu sa ak tua l i zu jú 
hodnoty váh spojení neu rónov . Po ukončen í učen ia ( na t r énovan í siete) sa už hodnoty váh 
nemenia a sieť produkuje v ý s t u p y podľa naučene j funkcie aplikovanej na v s t u p n é hodnoty. 

Typ icky sú n e u r ó n y agregované do vrstiev. Vrs tva je z á k l a d n ý m s t a v e b n ý m blokom 
najvyššej ú r o v n e neurónove j siete. Vrs tva predstavuje tzv. kontajner, k t o r ý zvyča jne p r i j íma 
vážený vstup, transformuje ho m n o ž i n o u zväčša ne l ineá rnych funkcií a po tom tieto hodnoty 
odovzdáva ako svoj v ý s t u p ďalšej vrstve. R ô z n e vrs tvy m ô ž u na svojich vstupoch vykonávať 
rôzne t r ans fo rmác ie . S ignály p r e c h á d z a j ú postupne z prvej vrs tvy ( v s t u p n á vrstva) až do 
poslednej vrs tvy ( v ý s t u p n á vrstva) a medzi n i m i sa čas to n a c h á d z a j ú aj s k r y t é vrstvy. 

4.1 Typy neurónových sietí 

Existuje niekoľko typov neu rónových sietí , k t o r é sú k dispozíci i . M ô ž u byť klasifikované v 
závislost i na ich š t r u k t ú r e , d á t o v o m toku, použ i tých n e u r ó n o v a ich hustoty, vrstiev atd. 
K a ž d ý typ m á svoje v ý h o d y a nevýhody . Ďalej b u d ú p o p í s a n é n i ek to ré typy sietí . 

P e r c e p t r ó n 

M o d e l p e r c e p t r ó n u n a v r h n u t ý Frankom Rosenblat tom je j e d n ý m z na j j ednoduchš í ch a naj
s ta rš ích modelov n e r ó n u [44]. Je to n a j m e n š i a jednotka neurónove j siete, k t o r á vykonáva 
u rč i t é v ý p o č t y na detekciu vzťahov vo v s t u p n ý c h d á t a c h . P e r c e p t r ó n je a lgori tmom na ria-
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dené učenie b i n á r n y c h klasif ikátorov. B i n á r n y klasif ikátor je funkcia, k t o r á m ô ž e rozhodnúť , 
či vstup r ep rezen tovaný vektorom čísel p a t r í do nejakej špecifickej t r iedy alebo nie [11]. 

P e r c e p t r ó n y m ô ž u implementovat logické hradia ako A N D , O R alebo N A N D . Percep-
t r ó n y sa však m ô ž u naučiť riešiť iba l ineárne separovateľné prob lémy, ale pre ne l ineá rne 
p rob l é my napr. boo leovský p r o b l é m X O R to nefunguje. 

D o p r e d n á n e u r ó n o v á sieť 

D o p r e d n á („feed forward") n e u r ó n o v á sieť je z n á m a svojou j e d n o d u c h o s ť o u š t r u k t ú r y . Do
p r e d n á neu rónová sieť m á v s t u p n ú vrs tvu, s k r y t é vrs tvy a v ý s t u p n ú vrs tvu . Informácie 
vždy p r e c h á d z a j ú j e d n ý m smerom - od vstupnej vrs tvy po v ý s t u p n ú vrs tvu - a n ikdy 
sa n e v r a c a j ú dozadu. Apl ikác iou d o p r e d n ý c h n e u r ó n o v ý c h siet í je j e d n o d u c h á klasifikácia, 
rozpoznávan ie t v á r e ( j ednoduché priame spracovanie obrazu) a rozpoznávan ie reči . M e d z i 
v ý h o d y t ý c h t o s iet í p a t r í že sú menej zložité, j e d n o d u c h é na n á v r h a ich rýchlosť (jedno
s m e r n é š í renie) . 

V i a c v r s t v o v ý p e r c e p t r ó n 

Viacv r s tvový p e r c e p t r ó n je v s t u p n ý m bodom k u k o m p l e x n ý m n e u r ó n o v ý m sieťam, kde 
v s t u p n é d á t a p r e c h á d z a j ú r ô z n y m i vrs tvami neu rónov . K a ž d ý jeden uzol je spo jený so 
v š e t k ý m i n e u r ó n m i v ďalšej vrstve, čo z neho robí plne p r e p o j e n ú n e u r ó n o v ú sieť. V tejto 
sieti sú p r í t o m n é v s t u p n á vrstva, s k r y t é vrs tvy a v ý s t u p n á vrstva, t. j . celkovo a s p o ň t r i 
alebo viac vrstiev. 

V ý h o d o u je, že sa m ô ž u používať na h lboké s t ro jové učenie a to vďaka p r í t o m n o s t i 
hus tých plne p r epo j ených vrstiev a s p ä t n é h o š í renia . A k o n e v ý h o d o u t ý c h t o siet í je pomerne 
zložitý proces n á v r h u . 

R e k u r e n t n á n e u r ó n o v á sieť 

R e k u r e n t n á neu rónová sieť ( R N N ) je rozš í renie doprednej neurónove j siete, kde spojenia 
medzi uzlami m ô ž u vy tvá rať cyklus, umožňu júc i v ý s t u p o m z n i ek to rých uzlov ovplyvniť 
nás l edný vstup do r o v n a k ý c h uzlov [32]. To jej umožňu je prejavovať d o č a s n é d y n a m i c k é 
správan ie . R N N m ô ž e využiť svoj v n ú t o r n ý stav (pamäť ) na spracovanie sekvenci í vstupov 
s premenlivou dĺžkou. 

Použi teľné sú na úlohy, ako je rozpoznávan ie rukopisu, kontrolu gramatiky alebo roz
poznávan ie reči . Jednou z v ý h o d p o u ž i t i a je modelovanie sekvenčných úda jov , kde sa d á 
p r e d p o k l a d a ť , že k a ž d á vzorka závisí od p redoš lých (h is tor ických) úda jov . A k o n e v ý h o d a 
sú p r o b l é m y s m i z n ú c i m („vanishing") a exp lodu júc im gradientom [42]. 

L S T M n e u r o n o v á sieť 

Siete L S T M („Long Short-Term Memory") sú typom R N N , k t o r ý okrem š t a n d a r d n ý c h jed
notiek použ íva aj špec iá lne jednotky. Jednotky L S T M obsahu jú „ p a m ä ť o v ú bunku" , k t o r á 
dokáže uchovávať informácie v p a m ä t i po d lhú dobu. Sada b r á n sa použ íva na kontrolu, 
kedy informácie v s t u p u j ú do p a m ä t e , kedy sú v ý s t u p o m , a kedy sú z a b u d n u t é . Ex i s tu jú 
t r i typy b r á n , a to v s t u p n á b r á n a , v ý s t u p n á b r á n a a z a b u d n u t á („forget") b r á n a . V s t u p n á 
b r á n a rozhoduje o tom, k t o r é čas t i nových informáci í sa uložia v a k t u á l n o m stave. Vý
s t u p n é b r á n y r iadia, k t o r é informácie v a k t u á l n o m stave m a j ú byť na v ý s t u p e , b e r ú c do 
úvahy p redchádza júc i a a k t u á l n y stav. Z a b u d n u t é b r á n y rozhodu jú o tom, aké informácie 

11 



sa m a j ú z p r e d c h á d z a j ú c e h o stavu vyradiť , teda r iadia rýchlosť t rhania ( „ t ea r ing rate") 
uloženej p a m ä t e . T á t o a r c h i t e k t ú r a i m u m o ž ň u j e naučiť sa d lhodobe j š ie závislost i . 

4.1.1 K o n v o l u č n é n e u r ó n o v é siete 

Konvo lučná neu rónová sieť („convolu t iona l neural network" - C N N ) je t ypom neurónovej 
siete, k t o r á sa najčas te jš ie použ íva na a n a l ý z u v izuá lnych sn ímok . C N N použ íva matema
t ickú ope rác iu n a z ý v a n ú konvolúcia namiesto všeobecného n á s o b e n i a matice a s p o ň v jednej 
zo svojich vrstiev [14]. C N N je špec iá lne n a v r h n u t á p r e d o v š e t k ý m na spracovanie pixelo-
vých úda jov a použ íva sa pr i r ozpoznávan í a sp racovan í obrazu. M á apl ikácie v rozpoznávan í 
obrázkov a videa, klasifikácii obrázkov, segmentác i i obrázkov , sp racovan í p r i r o d z e n é h o ja
zyka [8] atd. 

Namiesto toho, aby sa C N N p o k ú š a l a spracovať celý vstup naraz, rozdeľuje ho na menš ie , 
j e d n o d u c h š i e p rvky pomocou filtrov a s p r a c ú v a ich postupne. Tieto filtre ( jadrá) sa ap l iku jú 
na rôzne (resp. postupne vše tky) čas t i vs tupu na extrahovanie r e l evan tných informácií . 
Z n a m e n á to, že C N N spracováva d á t a hierarchicky. Tento h ie ra rch ický p r í s t u p umožňu je 
C N N efekt ívne sa učiť zloži té k o m p l e x n é vzory zo v s t u p n ý c h d á t . T y p i c k á š t r u k t ú r a C N N 
obsahuje alebo m ô ž e obsahovať tieto špecifické vrstvy: 

• Konvo lučná 

• Združovac ia 

• P lne p r e p o j e n á 

K o n v o l u č n á vrstva 

T á t o vrstva je prvou vrstvou, k t o r á sa použ íva na extrahovanie rôznych vzorov zo vstupov. V 
tejto vrstve sa vykonáva m a t e m a t i c k á ope rác i a konvolúcie medzi časťami vs tupu a fi l trom 
(jadrom). Hodnoty filtra sú t rénova teľné parametre. K o n v o l u č n á vrstva v y t v á r a b o d o v ý 
súčin konvo lučného filtra s časťami vs tupu p o s ú v a n í m filtra po vstupnej mat ic i . 

Konvo lučné vrs tvy konvolujú vstup a odovzda jú jeho výs ledok ďalšej vrstve. K a ž d ý 
n e u r ó n v konvolučnej vrstve spracováva ú d a j e len pre svoje r ecep t ivně pole. V ý s t u p je tzv. 
mapa prvkov („ fea ture map") , k t o r á poskytuje abstrakciu informáci í o vstupe a zachy táva 
zložitejšie vzory vstupov. N á s l e d n e sa t á t o mapa prvkov d o d á v a do dalš ích vrstiev, aby sa 
nauči l i niekoľko dalš ích funkcií vs tupu. 

N a urých len ie spracovania m ô ž u byť š t a n d a r d n é konvolučné vrs tvy n a h r a d e n é h ĺbkovo 
oddel i teľnými ( „dep thwise" ) konvo lučnými vrs tvami [7], k t o r é sú za ložené na hĺbkovej kon-
volúcii , po k t o r ý c h nasleduje b o d o v á („poin twise") konvolúcia ako vidieť na O b r á z k u 4.1. 
Hĺbková konvolúcia je p r ies to rová konvolúcia ap l ikovaná nezávis le na k a ž d o m kaná l i vstup
ného tenzora, za t iaľ čo b o d o v á konvolúcia je š t a n d a r d n á konvolúcia o b m e d z e n á na použ i t i e 
l x l jadra. 
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conventional 

depthwise pointwise 

Obr . 4.1: Š t a n d a r d n ú konvolučnú vrs tvu m ô ž u n a h r a d i ť po sebe idúce depthwise a pointwise 
konvolučné v r s t vy 2 . 

Z d r u ž o v a c i a vrstva 

Vo väčšine p r í p a d o v po konvolučnej vrstve nasleduje združovac ia („pool ing") vrstva, tiež 
z n á m a ako „downsampl ing" . P r i m á r n y m cieľom tejto vrs tvy je zmenšiť veľkosť mapy prvkov 
(po p reveden í konvolúcie) , aby sa znížili v ý p o č t o v é nák lady . Toto sa vykonáva agregác iou 
h o d n ô t v is tom okolí a nezávis le funguje na každej mape prvkov. T á t o vrstva v podstate 
sumarizuje vlastnosti generované konvo lučnou vrstvou. 

Existuje niekoľko typov operác i í zd ružovan ia , ale v b e ž n o m použ ívan í sú dva typy zdru
žovania, a to m a x i m á l n e a p r i e m e r n é . M a x i m á l n e združovan ie použ íva m a x i m á l n u hodnotu 
prvkov k a ž d é h o loká lneho zh luku na mape prvkov, zat iaľ čo p r i e m e r n é združovan ie v y p o č í t a 
p r i e m e r n ú hodnotu prvkov v zhluku. 

Plne p r e p o j e n á vrstva 

Plne p r e p o j e n á vrstva („fully connected" - F C ) pozos t áva z v á h a „bias"-ov a použ íva sa na 
prepojenie n e u r ó n o v medzi dvoma r ô z n y m i vrs tvami. T á t o vrstva je zvyča jne u m i e s t n e n á 
pred v ý s t u p n o u vrstvou a tvor í niekoľko pos ledných vrstiev a r c h i t e k t ú r y C N N . 

T á t o vrstva p ln í ú lohu klasifikácie na zák l ade v l a s tnos t í e x t r a h o v a n ý c h cez p r e d c h á d z a 
júce vrs tvy a ich rôznych filtrov. Zat iaľ čo konvolučné a združovacie vrs tvy m a j ú tendenciu 
používať a k t i v a č n ě funkcie R e L U , vrs tvy F C zvyča jne využ íva jú funkciu softmax na v h o d n ú 
klasifikáciu vstupov, č ím sa v y t v á r a p r a v d e p o d o b n o s ť od 0 do 1. V tejto vrstve teda zvy
čajne prebieha konečný klasif ikačný proces. 

2Inšpirované https: //www.sciencedirect.com/science/article/pii/SO 168169918318696 

13 

http://www.sciencedirect.com/science/article/pii/SO


4.2 Neurónové siete na separáciu zdrojov hudby 

Pre ú lohu separác ie zdrojov hudby existuje viacero modelov. V Tabuľke 4.1 sú uvedené 
n iek to ré z nich spolu s ich S D R ce lkovým skóre, kde bola eva luác ia v y k o n a n á na dá tove j 
sade M U S D B 1 8 . Vyhodnocovacia metr ika S D R je bližšie p o p í s a n á v sekcii 5.5. Vyššie skóre 
S D R predstavuje lepší model . V š e t k y tieto modely bol i t r é n o v a n é na dá tove j sade M U S D B 1 8 
(viac v sekcii 6.2) bez dalš ích extra d á t . 

Tabuľka 4.1: P r ehľad modelov neu rónových siet í na sepa rác iu zdrojov hudby zo radených 
od na jn ižš ieho S D R skóre. 

N á z o v R o k C e l k o v é S D R [dB] 
Wave-U-Net 2018 3,23 
Open -Unmix 2019 5,33 
Sams-Net 2019 5,65 
Conv-TasNet 2018 5,73 
L a S A F T 2020 5,88 
D3Net 2021 6,01 
Demucs 2019 6,28 
H y b r i d Demucs 2021 7,68 
Band-Spl i t R N N 2022 8,24 

Vše tky tieto modely sú p r í s t u p n é z webovej s t r á n k y Papers with Code3, kde sú k u 
k a ž d é m u modelu p o d r o b n é výs ledky a odkaz na č lánok, k t o r ý ich popisuje. 

4.3 Conv-TasNet 

Pre t ú t o p r á c u bola v y u ž i t á neu rónová sieť Conv-TasNet . P ô v o d n á sieť bola n a v r h n u t á 
na s epa rác iu reči, ale ná s l edne bola a d a p t o v a n á na p r o b l é m separác ie zdrojov hudby, a to 
k o n k r é t n e podporou v iacerých zvukových kaná lov , čo v hudbe m ô ž e preds tavovať jej zdroje 
( jednot l ivé n á s t r o j e a spev). 

Plne konvo lučná sieť na oddelenie zvuku v časovej d o m é n e (Conv-TasNet) pozos t áva z 
t roch fáz spracovania, ako je z n á z o r n e n é aj na O b r á z k u 4 .2(A): kodér , s epa rác i a a dekodér . 
Najprv sa modu l k o d é r a použi je na t r a n s f o r m á c i u k r á t k y c h segmentov priebehu s ignálu zo 
zmesi pomocou báz , k t o r é sa u p r a v u j ú spo ločne s o s t a t n ý m i v á h a m i v priebehu t r énovan ia . 
T á t o 2D r ep rezen t ác i a sa potom použi je na odhad mul t ip l ika t ívne j funkcie (masky) pre 
k a ž d ý zdroj pr i k a ž d o m časovom kroku. Zdrojové priebehy s ignálu sa po tom z rekonš t ruu jú 
t r an s fo rmác iou maskovaných reprezen tác i í k o d é r a pomocou modulu dekodé ra . Popis tejto 
siete v y c h á d z a z č l á n k u [27]. 

3 h t t p s : //paperswithcode.com/sota/music-source-separation-on-musdbl8 
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Obr. 4.2: ( A ) : Bloková s c h é m a s y s t é m u Conv-TasNet . (B) : Vývojový diagram sys t ému . (C) : 
St ruktura 1-D konvo lučného bloku. [27] 

K o n v o l u č n ý k o d é r - d e k o d é r 

V s t u p n ú zvukovú zmes m o ž n o rozdeliť na p rek rýva júce sa segmenty d ĺžky L, reprezento
vané xk G R l x L , kde k = 1 , Ť označuje index segmentu a T celkový p o č e t segmentov na 
vstupe. Xk sa transformuje na N - r o z m e r n ú r ep rezen tác iu , G M l x A ľ pomocou operác ie 
1-D konvolúcia , k t o r á je p ře fo rmulovaná ako ma t i cové ná soben i e (index k sa odteraz vy
pus t í ) : 

w = H(xU), 

kde U G ~RLxN obsahuje iV vektorov (bázových funkcií kodé ra ) s d ĺžkou L a %{•) je voli
teľná ne l i neá rna funkcia. D e k o d é r r ekonš t ruu je priebeh z tejto r ep rezen tác i e pomocou 1-D 
transponovanej konvolučnej operác ie , k t o r á m ô ž e byť p ře fo rmulovaná ako dalš ie násoben ie 
matice: 

x = wV, 

kde x G M l x L je r ekonš t rukc i a x a r iadky v V G R N x L sú bázové funkcie dekodé ra , 
k a ž d ý s d ĺžkou L. P r e k r ý v a j ú c e sa r e k o n š t r u o v a n é segmenty sú spolu sč í t ané na vytvorenie 
konečného priebehu s ignálu . 

A j ked preformulujeme operác ie k o d é r a / d e k o d é r a ako m a t i c o v é násoben ie , t e r m í n „kon
volučný a u t o k ó d e r " sa použ íva preto, že pr i sku točne j imp lemen tác i i modelu m ô ž u konvo-
lučné a konvolučné t r a n s p o n o v a n é vrs tvy ľahšie zv ládnuť presah medzi segmentami, a t ý m 
d o k á ž u urýchliť t r énovan ie a dos iahnuť lepšiu konvergenciu. 
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O d h a d s e p a r a č n ý c h masiek 

Separác ia pre k a ž d ý r á m e c sa vykonáva odhadom C vektorov (masiek) m j G M l x A ľ , i = 
1 , C , kde C je p o č e t zdrojov v zmesi, k t o r é sa v y n á s o b i a s v ý s t u p o m k o d é r a w. Repre
zen tác ia k a ž d é h o zdroja di G M l x A ľ sa potom v y p o č í t a p o u ž i t í m zodpoveda júce j masky mi 
na r ep rezen t ác iu zmesi w: 

di = w 0 mi, 

kde © označuje ná soben i e po j edno t l i vých prvkoch. Pr iebeh s igná lu k a ž d é h o zdroja ši,i = 
1 , C po tom rekonš t ruu je dekodér : 

ši = diV. 

K o n v o l u č n ý s e p a r a č n ý modul 

Mot ivovaný časovou konvo lučnou sieťou ( T C N ) [25], plne konvolučný s e p a r a č n ý modu l po
zos táva z na seba n a s k l a d a n ý c h 1-D d i l a tovaných konvolučných blokov, ako je znázo rnené 
na O b r á z k u 4.2(B). T C N bola n a v r h n u t á ako n á h r a d a za R N N ( r e k u r e n t n ě neu rónové siete) 
v rôznych ú lohách modelovania sekvenci í . K a ž d á vrstva v T C N pozos t áva z 1-D konvoluč
ných blokov s r a s t ú c i m i d i l a t a č n ý m i faktormi. D i l a t a č n é faktory r a s t ú exponenc iá lne , aby sa 
zabezpeč i lo d o s t a t o č n e velké časové kon tex tové okno na využ i t i e d l h o d o b ý c h závislost i zvu
kového s ignálu , ako je označené rôznymi farbami na O b r á z k u 1.2(B). V sieti Conv-TasNet 
sa M konvolučné bloky s d i l a t a č n ý m i faktormi 1,2,4, . . . , 2 M _ 1 o p a k u j ú i ? -k rá t . Vs tup pre 
k a ž d ý jeden blok je z o d p o v e d a j ú c i m s p ô s o b o m v y p l n e n ý nulou, aby bola v ý s t u p n á d ĺžka 
r o v n a k á ako v s t u p n á . V ý s t u p T C N je o d o v z d a n ý do konvolučného b loku s veľkosťou jadra 
1 (1 x 1-conv blok, t iež z n á m y ako b o d o v á („poin twise" ) konvolúčia) na odhad masky. 
1 x 1-conv blok spolu s ne l i neá rnou a k t i v a č n o u funkciou odhaduje vektory C masky pre C 
cieľové zdroje. 

O b r á z o k 4.2(C) zobrazuje š t r u k t ú r u k a ž d é h o 1-D konvolučného bloku. N á v r h 1-D kon
volučných blokov p o c h á d z a z č l ánku [36], kde je ap l ikovaný r ez iduá lny spoj a p reskaku júc i 
spoj ( „ sk ip -connec t ion" ) . R e z i d u á l n y spoj b loku slúži ako vstup do ďalšieho b loku a pre
skakujúce spoje sú pre v š e t k y bloky z h r n u t é dokopy a p o u ž i t é ako v ý s t u p T C N . N a ďalšie 
zníženie p o č t u parametrov sa použ íva h ĺbkovo oddel i teľná ( „dep thwise separable") konvolú-
cia S-conv(-) na nahradenie š t a n d a r d n e j konvolúcie v k a ž d o m konvo lučnom bloku. Hĺbkovo 
oddel i teľná konvolúcia (označovaná aj iba ako oddel i teľná konvolúcia) sa u k á z a l a ako ú č i n n á 
v ú lohách spracovania obrazu [19] a neu rónového s t ro jového prekladu [23]. O p e r á t o r h ĺb 
kovo oddel i teľnej konvolúcie rozdeľuje š t a n d a r d n ú konvolučnú ope rác iu na dve po sebe idúce 
operác ie , h ĺbková konvolúcia (D-conv(-)) n a s l edovaná bodovou konvolúciou (1 x 1-conv(•)): 

D-conv(Y, K) = concat(yj © kj), j = 1 , N , 

S-conv(Y, K, L) = D-conv(Y, K) © L, 

kde Y e R G x M je vstup pre S-conv(-), K G M.GxP je konvolučné jadro s veľkosťou P, 
É l l x f l í a k j G M l x P sú r iadky m a t í c Y a K v tomto p o r a d í . L G ^ G x H x l j e konvolučné 

jadro s veľkosťou 1 a © označuje ope rác iu konvolúcie . I nými slovami, ope rác i a D-conv(-) 
konvoluje k a ž d ý riadok vstupu Y so z o d p o v e d a j ú c i m r iadkom matice K a 1 x 1-conv blok 
l ineárne transformuje priestor prvkov. V p o r o v n a n í so š t a n d a r d n o u konvolúciou s veľkosťou 
jadra K G M . G x H x P , h ĺbkovo oddel i teľná konvolúcia obsahuje iba GxP+GxH parametrov, 
čo znižuje velkost modelu o faktor t t t t ; ~ P, keď H > P. 
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Po k a ž d o m prvom 1 x 1-conv a D-conv b loku je p r i d a n á n e l i n eá rn a a k t i v a č n á funkcia a 
za ň o u hned n o r m a l i z a č n á ope rác i a v uvedenom p o r a d í . N e l i n e á r n o u a k t i v a č n o u funkciou 
je parametricky rekt i f ikovaná l i neá rna jednotka ( P R e L U ) : 

kde a G M je t rénova teľný ska lá r ovláda júc i sklon pre z á p o r n é x u s m e r ň o v a č a . V ý b e r typu 
m e t ó d y normal izác ie v sieti závisí od p o ž i a d a v k y kauzality. P re n e k a u z á l n e konfigurácie 
sa zistilo, že g lobá lna no rma l i zác i a vrs tvy (gLN) p r ekonáva v š e t k y o s t a t n é no rma l i začné 
m e t ó d y [27]. 

N a z a č i a t k u s e p a r a č n é h o modulu je l ineárny 1 x 1-conv blok p r i d a n ý ako „bo t t l eneck" 
vrstva. Tento blok určuje p o č e t kaná lov na vstupe a na r e z i d u á l n o m spoji nás l edných kon-
volučných blokov. N a p r í k l a d , ak m á l i neá rna „bo t t l eneck" vrstva B kaná lov , po tom pre 
1-D konvolučný blok s H k a n á l m i a veľkosťou jadra P by mala byť veľkosť jadra v prvom 
1 x 1-conv b loku a p rvom D-conv b loku L G j^BxHxi a ^ J l H x P v uvedenom p o r a d í . 
Veľkosť jadra v r ez iduá lnych spojoch by mala byť Lrs G M . H x B x l . P o č e t v ý s t u p n ý c h kaná 
lov v preskakovac ích spojoch m ô ž e byť iná ako B a veľkosť jadier v tomto spoji sa označuje 

a x inak 

ako LSc G R V x S c 
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Kapitola 5 

Trénovanie neurónových sietí 

5.1 Tréningové procesy a vlastnosti učenia 

Jednou z najdôleži te jš ích v l a s tnos t í u m e l ý c h n e u r ó n o v ý c h siet í je ich schopnosť učiť sa z 
p rezen tác ie vzoriek (vzorov), čo vyjadruje sp rávan ie sy s t ému . K e d sa teda sieť n a u č í vzťah 
medzi vs tupmi a v ý s t u p m i , môže zovšeobecniť r iešenia, čo z n a m e n á , že sieť môže p rodukovať 
v ý s t u p , k t o r ý je bl ízky o č a k á v a n é m u (alebo p o ž a d o v a n é m u ) v ý s t u p u akýchkoľvek d a n ý c h 
v s t u p n ý c h h o d n ô t [47]. 

T rén ingový proces neurónove j siete preto pozos t áva z ap l ikác ie p o ž a d o v a n ý c h ordino
vaných krokov na vyladenie s y n a p t i c k ý c h váh jej neu rónov , aby sa zovšeobecni l i r iešenia 
p r o d u k o v a n é jej v ý s t u p m i . Treba však dávať pozor na príl iš veľké zovšeobecnenie , p re tože 
ap l ikác ia t ý c h t o krokov m ô ž e v k o n e č n o m dôs ledku viesť k p r e t r énovan iu . 

Súbor zo radených krokov použ ívaných na t r énovan ie siete sa n a z ý v a algoritmus učenia . 
P o č a s svojej real izácie je tak sieť s c h o p n á ex t rahovať d i sk r iminačné vlastnosti o mapovanom 
s y s t é m e zo vzoriek z í skaných zo sy s t ému . 

Obvykle je d á t o v á sada obsahu júca vše tky d o s t u p n é vzory sp rávan ia s y s t é m u rozde lená 
do dvoch p o d m n o ž i n , k t o r é sa nazýva jú t r én ingová p o d m n o ž i n a a testovacia p o d m n o ž i n a . 
Trén ingová p o d m n o ž i n a sa použ íva v procese učen ia . N a druhej strane, testovacia pod
m n o ž i n a sa použi je na overenie, či je sieť s c h o p n á zovšeobecniť r iešenie v r á m c i pr i ja teľných 
úrovní , č ím sa u m o ž n í va l idácia danej topologie. P r i d imenzovan í t ý c h t o p o d m n o ž i n sa však 
musia brať do ú v a h y aj š t a t i s t i cké vlastnosti dá tove j sady. 

P o č a s t r én ingového procesu u m e l ý c h neu rónových siet í sa k a ž d ý prechod algori tmu cez 
celý s ú b o r t rén ingovej množiny , vykonávajúc i ú p r a v y s y n a p t i c k ý c h váh neu rónov , nazýva 
t r én ingová epocha. Je to hyper-parameter, k t o r ý u rču je proces t r é n o v a n i a modelu s t ro jového 
učenia . 

5.1.1 U č e n i e s u č i t e ľ o m 

S t r a t é g i a učen ia s uči teľom („superv i sed learning") pozos t áva z dostupnosti p o ž a d o v a n ý c h 
v ý s t u p o v pre d a n ý s ú b o r v s t u p n ý c h s ignálov. I n ý m i slovami, k a ž d á t r én ingová vzorka sa 
sk l adá zo v s t u p n ý c h s ignálov a ich zodpoveda júc ich v ý s t u p o v . Vyžaduje to m n o ž i n u dvojíc 
so v s t u p n ý m i a v ý s t u p n ý m i ú d a j m i , k t o r á predstavuje proces a jeho sp rávan ie . P r á v e z 
t ý c h t o informáci í neu rónové š t r u k t ú r y formulujú „správanie s y s t é m u " , z k t o r é h o sa neu ró 
nová sieť učí . V tomto p r í p a d e ap l ikác ia r i a d e n é h o učen ia závisí iba od dostupnosti t ý c h t o 
dvojíc a sp ráva sa, ako keby „ t r éne r " učil sieť, a k á je s p r á v n a odpoveď pre k a ž d ú vzorku 
v s t u p u j ú c u do siete. 
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Synap t i cké váhy n e u r ó n o v siete sú n e u s t á l e u p r a v o v a n é ap l ikác iou k o m p a r a t í v n y c h akcií , 
vykonávaných s a m o t n ý m uč iac im algori tmom, k t o r ý dohliada na nezrovnalosti medzi pro
d u k o v a n ý m i v ý s t u p m i vzhľadom na p o ž a d o v a n é výs tupy , využ íva júc tento rozdiel v nasta
vovaní synap t i ckých váh neu rónov . Sieť sa považuje za „ n a t r é n o v á n u " , ked je tento nesú lad 
v p r i j a teľnom rozsahu h o d n ô t , b e r ú c do ú v a h y účely zovšeobecňovan ia r iešení . 

5.1.2 U č e n i e bez u č i t e ľ a 

Učenie bez uči teľa ( „unsupe rv i sed learning") sa použ íva pr i d á t a c h , k t o r é neboli vopred 
klasifikované. C h ý b a j ú t u teda p o ž a d o v a n é ( správne) výs tupy , čo z n a m e n á že n e m o ž n o 
porovnávať p r o d u k o v a n é v ý s t u p y s p o ž a d o v a n ý m i . Tento p r í s t u p sa použ íva vtedy, ked nie 
je m o ž n é odpozorovať s p r á v n e v ý s t u p y alebo ich j e d n o z n a č n e určiť. A lgo r i tmy učen ia bez 
učiteľa sa potom v t ý c h t o neklasif ikovaných d á t a c h snaž ia objaviť, modelovať a popísať 
vzory, s cieľom dozvedieť sa o t ý c h t o d á t a c h niečo viac. 

Najčas te j š ími p r o b l é m a m i , k t o r é rieši učenie bez učiteľa, sú zhlukovanie a asociácia . 
Zhlukovanie je m e t ó d a zoskupovania objektov do zhlukov tak, že objekty s na jväčšou po
dobnosťou zos táva jú v jednej skupine a m a j ú menš iu alebo ž i adnu p o d o b n o s ť s objektami 
inej skupiny. Asociác ia hľadá spo ločné znaky medzi d á t o v ý m i objektami a kategorizuje ich 
podľa p r í t o m n o s t i a n e p r í t o m n o s t i t ý c h t o spo ločných znakov. 

5.1.3 U č e n i e p o s i l ň o v a n í m 

Osobitnou ka t egó r iou algoritmov s t ro jového učen ia je učen ie pos i lňovan ím („re inforcement 
learning") resp. učenie formou o d m e ň o v a n i a . V tomto p r í p a d e sa už na t r énovan ie modelu 
nepouž i jú ž i adne označené , či neoznačené t rénovac ie pr ík lady . Učenie t u prebieha tak, že sa 
vy tvo r í tzv. s y s t é m o v ý agent, k t o r ý sa n a s a d í do prostredia a nechá sa učiť p r o s t r e d n í c t v o m 
interakcie s p r o s t r e d í m [22]. 

J e d i n é čo sa agentovi m u s í určiť, sú p r av id l á ako sa m ô ž e v danom p r o s t r e d í správať a 
tzv. o d m e ň o v a c i a funkcia, k torou o d m e ň u j e alebo penalizuje v n ú t o r n é parametre neu rónov . 
Tento proces učen ia siete sa zvyča jne vykonáva m e t ó d o u pokus-omyl, p re tože jedinou do
stupnou odpoveďou pre d a n ý v ý s t u p je vo výs ledku to, či bo l uspoko j ivý alebo neuspokoj ivý . 
A k je v ý s t u p uspokoj ivý, synap t i cké váhy sa postupne zvyšujú , aby sa posi lni l (odmenil) 
tento behav io rá lny stav spo jený so s y s t é m o m a naopak ak je v ý s t u p neuspoko j ivý tak sa 
váhy postupne znižujú. 

5.2 Objekt ívna funkcia 

V kontexte o p t i m a l i z a č n é h o algori tmu sa o b j e k t í v n a funkcia („loss function") použ íva na 
vyhodnotenie k a n d i d á t s k e h o r iešenia (t. j . na m n o ž i n y v á h ) . V p r inc ípe ide o minimal izo
vanie ob jek t ívne j funkcie, čo z n a m e n á , že sa hľadá k a n d i d á t s k e r iešenie, k t o r é m á najnižšie 
skóre (na jmenš iu chybu). O b j e k t í v n a funkcia sa ča s to označuje aj ako s t r a tová , nák l adová 
alebo chybová funkcia a hodnota v y p o č í t a n á touto funkciou sa označuje ako celková chyba 
p r í p a d n e len strata („loss") [14]. 

O b j e k t í v n a funkcia znižuje v š e t k y rôzne d o b r é a zlé aspekty po t enc i á lne z loži tého sys
t é m u na j ed iné číslo, s k a l á r n u hodnotu, k t o r á umožňu je zoradiť a po rovnať k a n d i d á t s k e 
r iešenia. Zlepšenie (zmenšenie) v tomto čísle by malo byť znakom lepšieho modelu. 

P r i v ý p o č t e chyby modelu p o č a s procesu op t ima l i zác ie je p o t r e b n é zvoliť v h o d n ú ob
j e k t í v n u funkciu. Môže to byť n á r o č n ý p rob l ém, p re tože funkcia mus í zachytávať vlastnosti 
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p r o b l é m u a mus í byť m o t i v o v a n á obavami, k t o r é sú dôleži té pre d a n ú ú lohu a za in te resované 
strany. Je preto dôleži té , aby funkcia verne reprezentovala n a v r h n u t é ciele. A k sa zvolí zlá 
o b j e k t í v n a funkciu a získajú sa tak neuspokoj ivé výsledky, chyba je v zlej špecifikácii cieľa 
vyhľadávan ia [41]. 

5.3 Gradien tný zostup 

G r a d i e n t n ý zostup ( „ g r a d i e n t descent") je v súčasnos t i n a j p o p u l á r n e j š o u o p t i m a l i z a č n o u 
s t r a t ég iou na ná jden ie loká lneho min ima ob jek t ívne j funkcie p o u ž í v a n o u v strojovom učení 
a h lbokom učení . Myš l ienkou m e t ó d y je posúvať sa z východiskového bodu po krokoch 
vždy v o p a č n o m smere gradientu ob jek t ívne j funkcie v danom bode, p re tože to je smer 
na j s t rmš i eho klesania jej hodnoty, a t ý m sa i t e r a t i v n ě u p r a v u j ú parametre t r é n o v a n é h o 
modelu. 

Gradient je zovšeobecnenie sklonu (strmosti) funkcie pre viacero p r e m e n n ý c h . Je to 
vektor pa rc i á lnych deriváci í podľa j edno t l i vých p r e m e n n ý c h ska lá rne j funkcie resp. zovše
obecnenie t a k é h o t o vektora pre p r ípady , kde je namiesto ska lá rne j funkcie tenzor vyšš ieho 
r á d u . Smer gradientu je smerom najväčšej zmeny danej funkcie. Zostup je činnosť smerova
nia nadol. Algor i tmus g r a d i e n t n é h o zostupu preto definuje pohyb smerom nadol na zák lade 
dvoch j e d n o d u c h ý c h definícií t ý c h t o fráz. 

O b j e k t í v n a funkcia J(9) je p a r a m e t r i z o v a n á parametrami modelu 9 G M d . Ak tua l i zác i a 
parametrov prebieha v o p a č n o m smere ako je gradient ob jek t ívne j funkcie VQJ{9) vzhľadom 
na parametre: 

9 i + 1 = 9i-a- VEJ(9), 

kde koeficient rýchlos t i učen ia a u rčuje veľkosť krokov, k t o r é sa robia, aby sa dosiahlo 
( lokálne) m i n i m u m objek t ívne j funkcie. I nými slovami, p r i gradientnom zostupe sa sleduje 
smer strmosti „svahu" povrchu, k t o r ý je v y t v o r e n ý o b j e k t í v n o u funkciou, k t o r ý m sa posúva 
postupne smerom nadol až do „údol ia" [45]. 

Ex i s tu jú t r i varianty g r a d i e n t n é h o zostupu, k t o r é sa líšia v tom, koľko úda jov sa použi je 
na v ý p o č e t gradientu ob jek t ívne j funkcie. M e d z i tieto varianty p a t r í dávkový, s tochas t i cký 
a min i -dávkový g r a d i e n t n ý zostup [24]. V závislost i od m n o ž s t v a úda jov sa rob í kompromis 
medzi p resnosťou ak tua l i zác ie parametrov a č a s o m p o t r e b n ý m na vykonanie ak tua l i zác ie . 

5.3.1 D á v k o v ý g r a d i e n t n ý zostup 

Dávkový g r a d i e n t n ý zostup ( „ b a t c h gradient descent") p o č í t a gradienty ob jek t ívne j funkcie 
pre celú t r é n i n g o v ú m n o ž i n u dá tove j sady naraz. Keďže je potreba vypoč í t ať gradienty pre 
celú množ inu , aby sa vykonala len jedna ak tua l i zác ia , tento spôsob m ô ž e byť veľmi p o m a l ý a 
n e d á sa zv ládnuť pre veľkú d á t o v ú sadu, k t o r á sa nezmes t í do p a m ä t e . Dávkový g r a d i e n t n ý 
zostup tiež n e u m o ž ň u j e ak tua l izovať model online t. j . s p o u ž i t í m nových p r ík l adov za 
chodu. 

5.3.2 S t o c h a s t i c k ý g r a d i e n t n ý zostup 

Stochas t i cký g r a d i e n t n ý zostup („s tochas t i c gradient descent" - S G D ) naopak vykonáva 
ak tua l i zác iu parametrov pre k a ž d ú j e d n o t l i v ú t r én ingovú vzorku [24]. Dávkový g r a d i e n t n ý 
zostup vykonáva r e d u n d a n t n é v ý p o č t y pre veľké d á t o v é sady, p re tože p r e p o č í t a v a gradienty 
pre p o d o b n é p r ík l ady pred k a ž d o u ak tua l i zác iou parametrov. S G D o d s t r a ň u j e t ú t o nadby
točnosť t ý m , že sa vykonáva len jedna ak tua l i zác i a naraz. Je teda väčš inou oveľa rýchlejší 
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a d á sa použiť aj na online učenie . S G D vykonáva ča s t é ak tua l i zác i e s v y s o k ý m rozptylom, 
k to ré spôsobu jú si lné kolísanie ( f luktuáciu) hodnoty ob jek t ívne j funkcie. 

V stochastickom gradientnom zostupe je s k u t o č n ý gradient J{9) a p r o x i m o v a n ý gradien-

K e d algoritmus p r e c h á d z a t r én ingovou množ inou , v y k o n á ak tua l i z ác iu parametrov pre 
k a ž d ú t r é n i n g o v ú vzorku. Cez t r é n i n g o v ú m n o ž i n u je m o ž n é vykonať niekolko prechodov, 
k ý m algoritmus neskonverguje. A k sa tak stane, sada sa m ô ž e pre k a ž d ý prechod premiešať , 
aby sa prediš lo cyklom. Typické i m p l e m e n t á c i e m ô ž u využívať a d a p t í v n y koeficient rýchlos t i 
učenia , t a k ž e algoritmus konverguje [34]. 

Pomocou pseudo -kódu , S G D m ô ž e byť r ep rezen tovaný ako: 

Vyber počiatočný vektor parametrov 9 a k o e f i c i e n t rýchlosti učenia a. 
Opakuj, kým model neskonverguje: 

Náhodne zamiešaj vzorky v tréningovej sade. 
Pre každé j = 1,2,...,n sprav: 

=0i-a- VeJ{e;x(j),y(j)). 

5.3.3 M i n i - d á v k o v ý g r a d i e n t n ý zostup 

Mini -dávkový g r a d i e n t n ý zostup ( „min i -ba t ch gradient descent") nakoniec použ íva to naj
lepšie z oboch p redoš lých variant a vykonáva ak tua l i zác iu parametrov pre u r č i t ú m i n i - d á v k u 
m t r én ingových vzoriek: 

T ý m t o s p ô s o b o m sa znižuje rozptyl ak tua l i zác i í parametrov, čo môže viesť k stabilnej
šej konvergencii. T á t o varianta m ô ž e využívať v ý h o d n é m a t i c o v é op t ima l i zác ie b e ž n é pre 
knižnice h lbokého učenia , vdaka k t o r ý m je v ý p o č e t gradientu na zák lade m i n i - d á v k y veľmi 
efektívny. Bežné veľkosti min i -dávok sa p o h y b u j ú v rozmedz í 32 a 256, ale m ô ž u sa líšiť 
pre rôzne apl ikác ie . Min i -dávkový g r a d i e n t n ý zostup je zvyča jne prvou voľbou pr i t r énovan í 
neurónovej siete a t e r m í n S G D sa zvyča jne použ íva aj vtedy, keď sa použ íva jú min i -dávky . 

5.4 Koeficient rýchlosti učenia 

Koeficient rýchlos t i učen ia („ learn ing rate") je veľmi dô lež i tým hyper-parametrom v opti
m a l i z a č n o m algoritme, k t o r ý u rču je veľkosť kroku pr i každej i teráci i , p r i k torom sa gradient-
n ý m zostupom pohybuje smerom k min imu ob jek t ívne j funkcie [34]. Keďže ovplyvňuje , do 
akej miery sú novoz ískané informácie d o s i a h n u t é p o s t u p n ý m t r é n o v a n í m lepšie ako s t a r é 
in formáciami , metaforicky predstavuje rýchlosť, akou sa model s t ro jového učen ia „učí". 
V l i t e r a t ú r e o a d a p t í v n o m r i aden í sa koeficient rýchlos t i učen ia b e ž n e označuje ako zisk 

P r i na s t avovan í koeficientu rýchlos t i učen ia existuje kompromis medzi mierou konver
gencie a p r e k r o č e n í m („ove r shoo t ing" ) . Zat iaľ čo sa smer zostupu zvyča jne určuje pomocou 
gradientu ob jek t ívne j funkcie, koeficient rýchlos t i učen ia určuje , a k ý veľký krok sa v tomto 
smere u rob í . Pr í l i š vysoká hodnota koeficientu spôsobí , že učenie preskočí m i n i m á , ale p r i 
použ i t í prí l iš nízkej hodnoty bude b u d t rvať príl iš dlho, k ý m sa k n i m pribl íži , alebo sa 
zasekne na n e ž i a d ú c o m l o k á l n o m minime [4]. Hľadanie a nastavenie v h o d n é h o koeficientu 
rýchlos t i učen ia je vidieť na O b r á z k u 5.1. 

(i). 

( „ga in" ) [9]. 
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Obr . 5.1: V p l y v hodnoty koeficientu rýchlos t i učen ia na konvergenciu . 

A b y sa dosiahla rýchlejš ia konvergencia, zab rán i lo sa osc i lác iám a uviaznut iu v nežia
ducich loká lnych m i n i m á c h , koeficient rýchlos t i učen ia sa p o č a s t r é n i n g u ča s to m e n í b u d v 
sú lade s rozvrhom koeficientu rýchlos t i učen ia („ lea rn ing rate schedule"), alebo pomocou 
a d a p t í v n e h o koeficientu rýchlos t i učen ia [38]. 

5.5 Vyhodnocovacie metriky 

Meranie výs ledkov k o n k r é t n y c h n e t r é n o v a n ý c h modelov na sepa rác iu zdrojov a ich porov
návan ie je n á r o č n ý p r o b l é m . Vo všeobecnos t i ex is tu jú dve h l av n é ka tegór i e na hodnotenie 
v ý s t u p o v modelu separác ie zdrojov, a to ob j ek t ívne a sub j ek t ívne . O b j e k t í v n e hodnotenie 
meria kval i tu sepa rác ie na zák lade vykonania s ú b o r u v ý p o č t o v , k t o r é po rovnáva jú v ý s t u p n é 
s ignály s e p a r a č n é h o modelu s izolovanými zdrojmi ( „ g r o u n d t ruth") . S u b j e k t í v n e merania 
zah ŕňa jú , že rôzni hodnotitelia, teda ľudia na to u rčen í ( v y b r a t í ) , dáva jú skóre j e d n o t l i v ý m 
v ý s t u p o m modelu separác ie zdrojov. 

O b j e k t í v n e aj s u b j e k t í v n e hodnotenia m a j ú v ý h o d y aj nevýhody . O b j e k t í v n e hodnotenia 
niekedy zaos táva jú , p re tože existuje veľa aspektov ľudského v n í m a n i a , k t o r é je mimoriadne 
ťažké zachyt iť iba v ý p o č t o v ý m i prostr iedkami. V p o r o v n a n í so s u b j e k t í v n y m i hodnoteniami 
sú však oveľa rýchlejšie a lacnejšie. N a druhej strane, sub j ek t í vne merania sú d r a h é , časovo 
n á r o č n é a pod l i eha jú variabili te ľudských hodno t i t eľov , ale m ô ž u byť spoľahlivejšie ako 
ob jek t ívne merania, p r e tože do procesu hodnotenia sú zapo jen í s k u t o č n í ľudskí pos lucháč i . 

inšpirované http://www.bdhammel.com/learning-rates/ 

22 

http://www.bdhammel.com/learning-rates/


5.5.1 S D R , S I R a S A R 

Pomer zdroja k skresleniu ( „Source - to -Dis to r t ion Ra t io" , S D R ) , pomer zdroja k interferen
ci i („Source- to- In te r fe rence Ra t io" , SIR) a pomer zdroja k artefaktom („Source- to-Ar t i fac t 
Ra t io" , S A R ) patr ia v dnešne j dobe k u na jpouž ívane j š ím m e t ó d a m na ob j ek t ívne vyhod
notenie v ý s t u p u modelu separác ie zdrojov [30]. 

P r i odhade zdroja ši sa p r e d p o k l a d á , že sa v s k u t o č n o s t i sk l adá zo š ty roch s a m o s t a t n ý c h 
komponentov: 

&i — ^target ^interf ^noise ^artifi 

kde starget je s k u t o č n ý m zdrojom a einterfi Cnoise, e-artif sú chybové v ý r a z y pre rušen ie („in
terference"), š u m („noise") a p r i d a n é artefakty („ar t i fac t s" ) v tomto p o r a d í . S k u t o č n é vý
p o č t y t ý c h t o pojmov sú pomerne zložité, preto ich p r e s n ý v ý p o č e t m o ž n o nájsť v č l ánku [52]. 

Pomocou t ý c h t o š ty roch pojmov m o ž n o definovať vyhodnocovacie metriky. V š e t k y hod
noty m e t r í k sú vy j ad rené v decibeloch (dB) , p r i č o m vyššie hodnoty sú lepšie. N a ich v ý p o č e t 
je p o t r e b n ý p r í s t u p k izo lovaným zdrojom a zvyča jne sa p o č í t a j ú na zák lade s ignálu , k t o r ý 
bol rozde lený do k r á t k y c h okien s d ĺžkou niekoľkých sekúnd . 

S A R 

l|2 % 

S A R = 10 l o g 1 0 I 
\Starget ~\~ Winter f ~\~ & «Oi.SC 

\\eartif\Ý 

Zvyča jne sa S A R interpretuje ako m n o ž s t v o než iaduc ich artefaktov, k t o r é m á odhad zdroja 
vo vzťahu k s k u t o č n é m u zdroju. 

SIR 

T á t o metr ika sa interpretuje ako m n o ž s t v o iných zdrojov, k t o r é m o ž n o počuť v odhade 
zdroja. Použ íva sa na to aj pojem krvácan ie („bleed") alebo ún ik („ leakage" ) . 

S D R 

\\starget\Y S D R = 101og 1 0 

\&interf č-noise 

S D R sa zvyča jne považuje za celkovú mieru toho, ako dobre znie zdroj. A k sa niekde pr i 
modeloch u v á d z a iba jedno číslo pre o d h a d o v a n ú kval i tu , pravdepodobne ide o S D R . 

S D R sa m n o h o k r á t u v á d z a vo v ý s k u m n ý c h p rácach . Toto číslo zvyča jne predstavuje 
priemer d i s t r ibúc ie S D R v y p o č í t a n ý na dá tove j sade. Preto nie je v ž d y g a r a n t o v a n é , že 
model s vyšš ím S D R je aj lepší, hlavne ak sa líši len o m a l é hodnoty. 
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Kapitola 6 

Dáta 

D á t a sú jednou zo zák l adných zložiek pr i vývoji a v y h o d n o c o v a n í algoritmov na sepa rác iu 
h u d o b n ý c h zdrojov. Toto p l a t í p r i p r í s t u p e učen ia s uči teľom. Pre ú lohu separác ie zdrojov 
hudby sa zvyča jne použ íva tento p r í s t u p . Cieľom separác ie h u d o b n ý c h zdrojov, ako už 
bolo s p o m e n u t é , je oddeliť j edno t l ivé zdroje od zmesi zdrojov, ako je n a p r í k l a d h u d o b n á 
n a h r á v k a . A b y sa mohl i t rénovať a vyhodnocovať algori tmy separác ie zdrojov, sú p o t r e b n é 
úda je , k t o r é pozos táva jú zo zmesí a ich zodpoveda júc ich zdro jových signálov. 

Existuje niekoľko variant formy rozdelenia úda jov , k t o r é m o ž n o použiť na sepa rác iu 
zdrojov hudby. J e d n ý m z bežných variant sú v iackaná lové n a h r á v k y , k t o r é obsahu jú samos
t a t n é zvukové k a n á l y pre k a ž d ý zdroj (nás t ro j alebo spev) v n a h r á v k e . Tieto n a h r á v k y je 
m o ž n é použiť na generovanie zmesí zdrojov s č í t a n í m j edno t l i vých kaná lov . Viackaná lové 
n a h r á v k y m o ž n o použiť aj na vyhodnotenie kval i ty odde lených zdrojov ich p o r o v n a n í m s 
p ô v o d n ý m i zdrojmi j edno t l i vých kaná lov . 

Ďa l š ím variantom formy rozdelenia úda jov použ ívaných na sepa rác iu zdrojov hudby sú 
dvo jkaná lové zmesi. V tomto p r í p a d e exis tu jú iba dva zvukové kanály , k t o r é m o ž n o rozdeliť 
na dva zdroje (napr. voká ly a sprievod). V tomto p r í p a d e zdroj n e z n a m e n á automaticky len 
jeden druh n á s t r o j a . Dvo jkaná lové zmesi sa ča s to použ íva jú na vyhodnotenie algoritmov, 
k to ré sú špec iá lne n a v r h n u t é na oddelenie spevu od o s t a t n ý c h h u d o b n ý c h nás t ro jov . 

Pre s epa rác iu h u d o b n ý c h zdrojov je okrem typu d á t dô lež i tá aj kval i ta d á t . Vysoko
kva l i tné ú d a j e sú p o t r e b n é na zabezpečen ie toho, aby bol i zdroje dobre definované, a aby 
zmesi presne odzrkadľoval i s k u t o č n é scenáre . O k r e m toho je ve lká a r ô z n o r o d á d á t o v á sada 
( „ d a t a s e t " ) dô lež i tá pre t rénovac ie algoritmy, k t o r é sú r o b u s t n é a dobre sa zovšeobecňujú 
na nové nah rávky . 

Kvôli a u t o r s k ý m p r á v a m je ťažké získať a zdieľať h u d o b n é n a h r á v k y na účely s t ro jového 
učenia . E š t e ťažšie je však získať v iackaná lové nah rávky , k t o r é obsahu jú izolované zdroje 
j edno t l i vých kaná lov , p r e tože ich umelci s p r í s t u p ň u j ú len zriedka. A j napriek tomu bola 
v ý s k u m n á komuni ta s c h o p n á vy tvá rať a zdieľať v iackaná lové d á to v é sady. Veľkosť t ý c h t o 
sád je zvyča jne veľmi m a l á v p o r o v n a n í s inými d á t o v ý m i sadami s t ro jového učen ia . N a 
šťast ie ex is tu jú n á s t r o j e na generovanie v iacerých rôznych zmesí z rovnakej m n o ž i n y s t ô p , 
čo p o m á h a maximal izovať to, čo sa model môže naučiť z danej m n o ž i n y s t ô p [30]. 
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6.1 Dátové sady 

S t r u č n ý náhľad na n i ek to r é použ ívané d á t o v é sady m o ž n o vidieť v Tabuľke 6.1. 

Tabuľka 6.1: P r e h ľ a d d á t o v ý c h s ád použ ívaných na s epa rác iu hudby. 

N á z o v R o k P o č e t n a h r á v o k C e l k o v á d ĺ ž k a Stereo 
M I R - 1 K 2010 1000 133 m i n Nie 
M e d l e y D B 2014 122 7 h Á n o 
DSD100 2015 100 7 h Á n o 
i K a l a 2015 252 2,1 h Nie 
M e d l e y D B 2.0 2016 196 — Á n o 
M U S D B 1 8 2017 150 10 h Á n o 
Slakh2100 2019 2100 145 h Nie 
MuseScore 2019 344,166 — Nie 
CocoChorales 2022 240,000 1400 h Nie 

MIR-1K je d á t o v á sada z l a b o r a t ó r i a Multimedia Information Retrieval ( M I R ) obsa
hu júca 1000 n a h r á v o k a u r č e n á na s epa rác iu spevu. K a ž d á n a h r á v k a t r v á 4 až 13 sekúnd . 
Tieto n a h r á v k y sú e x t r a h o v a n é zo 110 karaoke skladieb v y b r a n ý c h z č ínskych p o p o v ý c h 
skladieb a spievajú ich výskumníc i z l a b o r a t ó r i a M I R [20]. Väčš ina spevákov je a m a t é r s k a . 

MedleyDB je d á t o v á sada v iackaná lových n a h r á v o k n a v r h n u t ý na v ý s k u m separác ie 
h u d o b n ý c h zdrojov a súvis iacich ú loh . Obsahuje celkovo 122 skladieb, pokrýva júc ich rôzne 
žán re a štýly. K a ž d á skladba v sade je p o s k y t o v a n á ako zbierka v iackaná lových n a h r á v o k , 
kde k a ž d ý k a n á l z o d p o v e d á i nému n á s t r o j u alebo zdroju zvuku v mixe [2]. MedleyDB 2.0 
priniesla 74 nových v iackaná lových n a h r á v o k do pôvodne j dá tove j sady M e d l e y D B . Nové 
skladby p o c h á d z a j ú z rôznych žánrov , p r i č o m najviac dominuje klasika a jazz [3]. 

DSD100 je d á t o v á sada 100 k o m p l e t n ý c h h u d o b n ý c h skladieb rôznych š tý lov spolu s ich 
izolovanými bubnami, basou, spevom a o s t a t n ý m i zdrojmi. D á t o v á sada je p o z o r u h o d n á 
vysokou kval i tou svojich n a h r á v o k , k t o r é bol i v še tky profes ionálne v y r o b e n é . O k r e m toho 
poskytuje rôzne typy m e t a d á t a ano tác i í v r á t a n e informáci í o i n š t r u m e n t á c i i každej skladby, 
časovo z a r o v n a n ý c h textov a ano t ác i í r y tmu a tempa [26]. 

D á t o v á sada iKala je u r č e n á na sepa rác iu spevu, k t o r á obsahuje 252 p o l -min ú to vých 
čas t í skladieb pochádza júc i ch z 206 č ínskych pop-skladieb. T á t o d á t o v á sada obsahuje 2-
kaná lové nah rávky , kde jeden k a n á l predstavuje spev a d r u h ý o s t a t n ý sprievod. O k r e m 
skladieb obsahuje d á t o v á sada aj časovo z o r a d e n é texty, k t o r é m o ž n o použiť na ú lohy ako 
je a u t o m a t i c k ý prepis textu [6]. 

Synthesized L a k h (Slakh) Dataset je d á t o v á sada, k t o r á je syn t e t i zovaná z L a k h M I D I 
Dataset v O . l pomocou v i r t u á l n y c h ná s t ro jov na profesionálnej ú rovn i . Toto p rvé vydanie 
Slakh, n a z v a n é Slakh2100, obsahuje 2100 automaticky zmiešaných skladieb a sp r i evodných 
M I D I s ú b o r o v syn te t i zovaných pomocou vzorkovacieho enginu [31]. 

D á t o v á sada MuseScore je zbierka 344 166 zvukových a M I D I p á r o v s t i a h n u t ý c h z webo-
vej s t r á n k y MuseScore. Kvôli p r o b l é m o m s a u t o r s k ý m i p r á v a m i nie je d á t o v á sada verejne 
d o s t u p n á . Zvuk je zvyča jne syn te t i zovaný za pomoci MuseScore s y n t e t i z á t o r a . Zvukové 
n a h r á v k y m a j ú rôzne h u d o b n é ž á n r e a sú v priemere d lhé asi dve m i n ú t y [21]. 
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CocoChorales je d á t o v á sada pozos t áva júca z viac ako 1 400 h o d í n zvukových zmesí 
obsahujúc ich š tvord ie lne n a h r á v k y v p o d a n í 13 nás t ro jov , v š e t k y syn te t i zované za pomoci 
realisticky znejúcich modelov. CocoChorales obsahuje mixy, zdroje a M I D I d á t a , ako aj 
ano t ác i e na vyjadrenie noty (napr. hlasi tosť noty a vibrato) a parametre syn tézy (napr. 
mult i- /o) [54]. 

6.2 M U S D B 1 8 

A k o už bolo skôr s p o m e n u t é , p r i tejto neurónove j sieti je p o u ž i t á na t r énovan ie d á t o v á sada 
M U S D B 1 8 [40]. M U S D B 1 8 pozos t áva zo 150 celých h u d o b n ý c h n a h r á v o k , čo predstavuje cca 
10 h o d í n hudby. Tieto n a h r á v k y sú rôznych žánrov . Sada obsahuje stereo mixy a or ig iná lne 
zdroje, k t o r é sú rozde lené na t r é n i n g o v ú a testovaciu sadu. Trén ingová sada obsahuje 100 
n a h r á v o k a testovacia zvyšných 50. 

M U S D B 1 8 pozos t áva zo 100 skladieb p r e v z a t ý c h z dá tove j sady DSD100 , k t o r é sú pre
v z a t é z bezplatnej kn ižn ice The Mixing Secrets1, 46 skladieb je p r e v z a t ý c h z dá tove j sady 
M e d l e y D B , 2 skladby poskyt la spoločnosť Native Instruments2 a 2 skladby sú od kanadskej 
rockovej kapely The Easton Ellises. 

Vše tky n a h r á v k y sú k o m p r i m o v a n é na A A C 256kbps a zaba l ené do STEMS mp4 for
m á t u . K a ž d á n a h r á v k a obsahuje 5 stereo kaná lov a to konkré tne : 

• 0 - mix 

• 1 - bubny 

• 2 - basy 

• 3 - o s t a t n é sp r i evodné n á s t r o j e 

• 4 - voká ly 

T á t o d á t o v á sada bola p o u ž i t á v r á m c i Signal Separation Evaluation Campaign 2018'' 
( S i S E C 2018) [51]. 

x h t t p s : //www.cambridge-mt.com/ms/mtk/ 
2 h t t p s : //www.nat i ve-instruments.com/en/specials/stems-f o r - a l l / f r ee-st ems-tracks/ 
3 h t t p s : //sisecl8.unmix.app 
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Kapitola 7 

Návrh modifikácií 

T á t o kapi tola popisuje n á v r h modif ikáci í pre už ex i s tu júcu i m p l e m e n t á c i u neurónove j siete 
Conv-TasNet . K ó d spo ločne so skr ip tami p o t r e b n ý m i na t r énovan ie tejto siete sa n a c h á d z a 
na GitHub r epoz i t á r i od v ý s k u m n e j skupiny Meta Research s n á z v o m Demucs 1 . K o n k r é t 
nejšie bola p o u ž i t á vetva ( „b ranch" ) v2. Postupne sa prejde v š e t k ý m i n a v r h n u t ý m i modi
fikáciami. V sekcií 7.1 sa popisuje nastavenie š t r u k t ú r y siete Conv-TasNet , zmena p o č t u 
vzoriek na vstupe a zmena p o č t u epoch. Sekcia 7.2 ukazuje postup pr i t r ans fo rmác i i s igná
lov z časovej d o m é n y na f rekvenčnú. Ďale j sa sekcia 7.3 z a o b e r á zmenou ob jek t ívne j funkcie 
na iné. T u sú p o p í s a n é vzorce n a v r h n u t ý c h ob jek t ívnych funkcií. P o s l e d n á sekcia 7.4 hovorí 
o zmene koeficientu rýchlos t i učen ia a ná jden ie v h o d n é h o koeficientu pre k a ž d ú n a v r h n u t ú 
ob j ek t ívnu funkciu z predošlej sekcie. 

7.1 Konfigurácie siete 

A k o jeden z p r v ý c h experimentov s toj í za vyskúšan i e na t r énovať sieť s p redvo lenými hod
notami na rôznych p o č t o c h grafikách G P U . P r e d v o l e n é hodnoty hyper-parametrov siete a 
konfigurácie t r énovan i a sú v P r í l ohe A . Podľa výs ledkov a ča su na to p o t r e b n é h o sa ďalej 
bude exper imen tovať s hyper-parametrami š t r u k t ú r y siete za úče lom z m e n š e n i a / z v ä č š e n i a . 
Hyper-parametre siete všeobecne definujú jej š t r u k t ú r u ako je napr. poče t sk ry tých vrs
tiev a p r e m e n n é , k t o r é u rču jú , ako bude sieť t r é n o v a n á (napr. koeficient rýchlos t i učen ia ) . 
Hyper-parametre š t r u k t ú r y tejto siete m o ž n o vidieť v Tabuľke 7.1. 

Ďa l š ím experimentom bude zmena p o č t u vzoriek na vstupe z p ô v o d n ý c h 441 000 na 
80 000 a 44 100. P o č e t vzoriek 80 000 bolo p o u ž i t ý c h na referenčné t r énovan ie , k t o r é uvá
dza jú vo svojom README.md s ú b o r e pre Conv-TasNet ako východz ie . P o č e t vzoriek 44 
100 je r o v n a k ý ako vzorkovacia frekvencia, a preto s to j í za vyskúšan i e aj tento experiment. 
Menš í p o č e t vzoriek na vstupe m ô ž e viesť k modelu s h o r š í m výs ledkom. A k o ďalší bude 
experiment s r ô z n y m p o č t o m epoch. 

7.2 Transformácia do frekvenčnej domény 

Časová d o m é n a a f rekvenčná d o m é n a sú dva rež imy použ ívané na a n a l ý z u úda jov . Keďže 
sieť pracuje so s igná lmi v časovej d o m é n e , jednou z modif ikáci í bude t r a n s f o r m á c i a s ignálov 
do frekvenčnej d o m é n y pre účel hodnotenia ob jek t ívnych funkcií. N a t ú t o t r a n s f o r m á c i u 
sa využi je k r á t k o d o b á Fourierova t r a n s f o r m á c i a S T F T („Shor t T i m e Fourier Transform"). 

x h t t p s : //github.com/f acebookresearch/demucs/tree/v2 
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Tabuľka 7.1: Hyper-parametre š t r u k t ú r y siete Conv-TasNet . 

Symbol Popis 
P r e d v o l e n á 

hodnota 
X P o č e t konvolučných blokov v k a ž d o m opakovan í 8 
N P o č e t filtrov v kodér i 256 
L D ĺ ž k a jadier (vo vzorkách) 20 

B 
P o č e t kaná lov v „bo t t l eneck" -u a 

256 B 
vo zvyškových spojoch 1 x 1-conv blokov 

256 

H P o č e t kaná lov v konvolučných blokoch 512 
P Veľkosť jadra v konvolučných blokoch 3 
R P o č e t opakovan í 4 

A k o oknová funkcia („window function") bude použ i t é Hannove okno. DÍžka okien bude 
postupne 512, 1024 a 2048. A k o d ĺžka skoku („hop") b u d ú p o u ž i t é hodnoty 256 a 512. 

7.3 Objekt ívne funkcie 

Keďže ob j ek t ívne funkcie m a j ú vp lyv na t r énovan ie siete, da l šou modif ikáciou bude experi
mentovanie s r ô z n y m i o b j e k t í v n y m i funkciami ako v časovej d o m é n e tak aj vo frekvenčnej . 
Rovnice v ý p o č t o v sú inšp i rované č l á n k a m i [15, 17]. 

7.3.1 Č a s o v á d o m é n a 

Vzhľadom na audio xt s T vzorkami, extrahujeme d á v k u ( „ b a t c h " ) o velkosti B z K rôznych 
zdrojov z C rôznych kaná lov (v tomto p r í p a d e stereo) y~t,c,k,b-

L I a L2 

O b j e k t í v n a funkcia L l je z á k l a d n o u a veľmi ča s to p o u ž í v a n o u o b j e k t í v n o u funkciou. Vypo
č í ta sa ako s t r e d n á a b s o l ú t n a odchý lka ( „ M e a n Absolute E r ro r " - M A E ) medzi p redpoveďou 
a s k u t o č n o u hodnotou pr i k a ž d o m prvku zo vstupu. O o b j e k t í v n a funkcia L 2 p a t r í t iež me
dzi č a s to použ ívané . V ý p o č e t je p o d o b n ý ako u L l , ale rozdiel h o d n ô t sa eš te u m o c n í na 
d r u h ú . Označu je sa aj ako s t r e d n á k v a d r a t i c k á odchý lka ( „ M e a n Squared E r ro r " - M S E ) . 

Vt,c,k,b\ 

|2 
Vt,c,k,b\ 

L o g a r i t m i c k á L l a L2 

O b j e k t í v n e funkcie loga r i tmická L l a L 2 sú modif ikáciou obyča jných L l a L 2 t ý m , že je 
t am vložený logaritmus. 

Lltime — ^-/^j,-^ ^ ] |yť,c,fc,6 
TCKB 

t,c,k,b 

L 2 t i m e — ^ ] |l/ť,c,fc,6 
TCKB 

t,c,k,b 
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10 
Vt,c,k,b — yt,c,k,b\ LogLltime = Y l o S l O Y 

c,k,b t 

10 V - n V - ! - |2 
yt,c,k,b - yt,c,k,b\ L o g L 2 t i m e = Y l o S i o Y 

c,k,b t 

S I - S D R 

Pomer s igná lu k skresleniu inva r i an tný k u škálovaniu S I - S D R („Scale- Invar ian t Signal-to-
Dis tor t ion Rat io") sa použ íva na t r énovan ie aj hodnotenie. 

GTcr>T5 ~ 1 0 i Td \ a • yt,c,k,b\2 

SISDRtime = loglo f!. 
° A a c,k,b Z^t\a • yt,c,k,b - Vt,c,k,bI 

J2t \y~t,c,k,b • yt,c,k,t 
kde a • b 

Y - I I 2 

• b 

7.3.2 F r e k v e n č n á d o m é n a 

K r á t k o d o b ú Fourierovu t r a n s f o r m á c i u definujeme ako STFT(xt) = XnjLÚ, kde n & OJ pred
s tavu jú indexy r á m c o v a frekvenčných elementov („bin") z celkového p o č t u iV r á m c o v a O 
frekvenčných elementov. O b j e k t í v n e funkcie sa tak upravia nasledovne: 

L I a L2 

^n,u,c,k,b\ \^n,LO,c,k,b\ Llfreq = j y ^ C i í S " I l ^ " ' a , ' c ' f c ' 6 l ~~ 1̂™ 

L2f r e q — NQC K B ^ / J |̂ Ti,af,c,fe,61 |̂ n,u;,c,fc,&| 

L o g a r i t m i c k á L I a L2 

= C O LogLlfreq — ^ l o g 1 0 ^ ||^i,o;,c,fc,6l ~~ l*n,uv-./,-.M 

LogLlfreq = 5 ľ / l ° S l o 5 Z I l^n,^,c,fc,b| ~ |̂ n,w.< ./,./, C í í f i 

S I - S D R 

CTOT-iU ~ 1 0 V " i 52n,u \ a " Yn,oj,c,k,b\ 
S I S D R f r e q = — ^ l o g 1 0 , — - r 

c fc b Z—inuj I n,ui,c,k,b 1 n,ui,c,k,b\ 

uj \^n,oj,c,k,b ' ^n,oj,c,k,b\ 
kde a = 
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7.4 Koeficient rýchlosti učenia 

Koeficient rýchlos t i učen ia je dôleži tý hyper-parameter, k t o r ý n á m určuje ako rýchlo bude 
sieť konvergovat k min imu ob jek t ívne j funkcie. Preto dalš í experiment bude pozos távať z 
ná jden ia na jväčš ieho o p t i m á l n e h o koeficientu rýchlos t i učen ia pre k a ž d ú n a v r h n u t ú objek
t í v n u funkciu z predošle j sekcie. Tento pokus bude preb iehať na zmenšene j vzorke d á t s 
menš ími hyper-parametrami siete za úče lom pomerne rých leho zistenia na jväčš ieho koefi
cientu rýchlos t i učenia , p r i ktorej bude model konvergovat. P r e d v o l e n ý koeficient rýchlos t i 
učenia , ako už bolo s p o m e n u t é je 3 x 10~ 4. Postupne na každe j ob jek t ívne j funkcii, b u d ú 
t e s tované tieto koeficienty rýchlos t i učenia : 

. 3 x 10" 4  

. 1 x 10" 3  

. 3 x l í r 3  

. 1 x 10" 2 

7.4.1 Z m e n š o v a n i e koef ic ientu r ý c h l o s t i u č e n i a 

Poslednou modif ikáciou bude p o s t u p n é zmenšovan ie koeficientu rýchlos t i učen ia vždy o po
lovicu, keď sa za is tý poče t epoch nezmenš í celková chyba („ loss") . P o č i a t o č n ý koeficient 
bude p r e v z a t ý z p redoš lého experimentu ná jden i a o p t i m á l n e h o koeficientu rýchlos t i učenia . 
To, o kolko presne epoch bude treba zmeniť koeficient rýchlos t i učen ia sa zist í z vyhod
notenia p redoš lých experimentov, keď sa po d lhš iu dobu nebude meniť na j lepš ia celková 
chyba. 

7.5 Sumarizácia 

Výs lednú s u m a r i z á c i u n a v r h n u t ý c h modif ikáci í m o ž n o vidieť v Tabuľke 7.2. 

Tabuľka 7.2: S u m a r i z á c i a n a v r h n u t ý c h modifikácií . 

Č í s l o Popis m o d i f i k á c i e 
1 Zmena konfigurácie š t r u k t ú r y siete Conv-TasNet 
2 Zmena p o č t u vzoriek na vstupe 
3 Zmena celkového p o č t u epoch 
4 Trans fo rmác ia s ignálov do frekvenčnej d o m é n y 
5 Exper iment s r ô z n y m i o b j e k t í v n y m i funkciami 
6 Ná jden ie o p t i m á l n e h o koeficientu rýchlos t i učen ia pre k a ž d ú o b j e k t í v n u funkciu 
7 Zmenšovan ie koeficientu rýchlos t i učen ia 
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Kapitola 8 

Implementácia a výsledky 

T á t o kapi tola popisuje výs lednú i m p l e m e n t á c i u modif ikáci í a ich výsledky. 

8.1 Pr íprava prostredia 

N a experimentovanie so sieťou Conv-TasNet bolo p o u ž i t é v ý p o č t o v é centrum MetaCen-
trum1. MetaCentrum je v ý p o č t o v é centrum, k t o r é distribuuje viacero v ý p o č t o v ý c h infra
s truktur a sp r í s tupňu je v ý p o č t o v é zdroje na r iešenie n á r o č n ý c h v ý p o č t o v ý c h ú loh , medzi 
k to ré p a t r í aj s t ro jové učenie . Ďalej na to, aby sa mohl i vykonať experimenty, je p o t r e b n é 
s t i ahnuť kód spo ločne so skr iptami p o t r e b n ý m i na t r énovan ie tejto siete (pop í sané na za
č i a tku kapi toly 7). N a účely t r énovan i a bola s t i a h n u t á d á t o v á sada M U S D B 1 8 2 . V š e t k y 
tieto d á t a a k ó d y bol i u ložené do gridovej infrastruktury MetaCentrum. 

A k o nas ledu júca , veľmi dô lež i tá vec je p r í p r a v a prostredia, v k torom sa bude sieť t r é 
novať. N a vytvorenie prostredia je p o t r e b n é mať na in š t a lovanú d i s t r i búc iu Anaconda. Je 
to b e z p l a t n á platforma s o t v o r e n ý m z d r o j o v ý m k ó d o m , k t o r á umožňu je vy tvá rať a spravo
vať v i r t u á l n ě prostredia s p r o g r a m o v a c í m jazykom Py thon . Z a pomoci condy je p o t r e b n é 
naiš ta lovať tieto závislost i v d a n ý c h verziách: 

• python verzia >=3.7, <3.9 

• ffmpeg verzia >=4.2 

• pytorch verzia >=1.8.1 

• cudatoolkit verzia >=10 

• torchaudio verzia >=0.8 

• t q d m verzia >=4.36 

• PÍP 

Ďalš ie závislost i sú na in š t a lované pomocou i n š t a l á t o r a bal íkov už n a i n š t a l o v a n é h o pip-u a 
to konkré tne : 

• diffq verzia <0.2.0 

• julius verzia >=0.2.3 

x h t t p s : //metavo.metacentrum.cz 
2Dátová sada MUSDB18 z https://sigsep.github.io/datasets/musdb.html 
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• lameenc verzia >=1.2 

• musdb verzia >=0.4.0 

• museval verzia > =0.4.0 

• soundfile 

• treetable verzia >=0.2.3 

P o s l e d n ý m p o t r e b n ý m programom je SoundStretch/SoundTouch*, k t o r ý je potreba tak
t iež na inš ta lovať . Tento program sa použ íva na zvýšenie výšky t ó n u / t e m p a . V tomto mo
mente je prostredie plne n a c h y s t a n é a m ô ž e sa tak začať exper imen tovať s modi f ikác iami . 

8.2 Trénovanie na rôznych počtoch G P U 

Referenčné t r énovan ie siete Conv-TasNet , teda to, k t o r é u v á d z a j ú vo svojom GitHub re-
poz i t á r i , prebiehalo na 8 V100 G P U s 3 2 G B R A M , pr i k torom bolo nastavenie hyper-
parametrov siete a t r énovan i a z m e n e n é oproti p r e d v o l e n é m u (predvolené nastavenie m o ž n o 
vidieť v Kap i to le A ) . Z m e n e n é parametre bol i tieto 3: 

• p o č e t vzoriek na vstupe 441 000 -> 80 000 

• velkosť d á v k y 64 —> 32 

• p o č e t konvolučných blokov v k a ž d o m opakovan í (X) 8 —>• 10 

V MetaCentre je viacero G P U klastrov, ale len 3 t a k é na k t o r ý c h G P U m a j ú a s p o ň 
3 2 G B R A M . Tie to klastre m a j ú viacero uzlov. Jeden z t ý c h t o klastrov m á len 1 G P U na 
uzol, preto sa tento kluster nebude používať na t r énovan ie , a tak ostali len 2 klastre (Galdor, 
Zia) na k t o r ý c h m o ž n o t rénovať sieť. O b a tieto klastre m a j ú 4 G P U na jeden uzol . Klas ter 
Galdor je o b s t a r a n ý A40 G P U s 4 8 G B R A M a klaster Zia m á A100 G P U s 4 2 G B R A M . 
Z d ô v o d u príl iš d lhého č a k a n i a na pridelenie v iacerých uzlov t rénova lo v ž d y len 
na 1 uzle a teda m a x i m á l n e na 4 G P U naraz. Kvôli tomuto obmedzeniu bolo n u t n é zmenšiť 
veľkosť d á v k y oproti r e fe renčnému t r énovan iu , aby sa celá d á v k a zmestila do G P U R A M 
p a m ä t e , a preto sa z p r e p o č t u re fe renčného t r énovan ia , kedy ma l beh velkosť d á v k y rovný 32 
a bo l t r é n o v a n ý na 8 G P U v y r á t a , že na 1 G P U p r i p a d á veľkosť d á v k y r o v n á 4 (32 / 8 = 4). 
Výs ledné veľkosti d á v k y preto sú: 

• t r énovan ie na 1 G P U - veľkosť d á v k y 4 

• t r énovan ie na 2 G P U - veľkosť d á v k y 8 

• t r énovan ie na 4 G P U - veľkosť d á v k y 16 

Tieto 3 konfigurácie t r é n o v a n i a bol i p r evedené a výs ledky je vidieť v Tabuľke 8.1, kde 
je pr idaný , ako prvý, výs ledok referenčného t r énovan ia . V t abuľke sú u v e d e n é výs ledky 
postupne celkové S D R , S D R pre j edno t l ivé zdroje, SIR, S A R (vše tky hodnoty v d B ) . Vše tky 
tieto t r é n o v a n i a t rval i cca 8 d n í č i s tého času t. j . času p o t r e b n é h o na t r énovan ie bez času 
s p o t r e b o v a n é h o na čakan ie na pridelenie zdrojov. Č a k a c i a doba na pridelenie zdrojov pre 1 
G P U sa pohybovala pr ib l ižne v rozmedz í 0-5h, pre 2 G P U v rozmedz í l -24h a pre 4 G P U 
to bolo 3-7dní . Z tohto d ô v o d u sa ďalej t r énova lo už len na 2 G P U , keďže je všeobecne 
lepšie t rénovať na viac G P U a zároveň čakac ia doba na pridelenie zdrojov je pomerne 
akcep tova teľná vzhľadom na o s t a t n é t r énovan ia . 

3Dostupný z https://www.surina.net/soundtouch/soundstretch.html 
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Tabuľka 8.1: Výs ledky t r énovan i a siete Conv-TasNet na rôznych p o č t o c h G P U spolu s 
re fe renčným výs ledkom. 

K o n f i g u r á c i a 
t r é n o v a n i a 

S D R B u b n y Basy O s t a t n é V o k á l y SIR S A R 

Referencia, 
8 G P U , 

veľkosť d á v k y 32 
5,73 6,02 6,20 4,27 6,43 11,75 6,06 

1 G P U , 
veľkosť d á v k y 4 5,98 6,17 6,51 4,48 6,77 12,23 6,25 

2 G P U , 
veľkosť d á v k y 8 5,98 6,32 6,31 4,40 6,89 12,01 6,39 

4 G P U , 
veľkosť d á v k y 16 6,08 6,29 6,56 4,62 6,84 11,79 6,29 

8.3 Zmenšenie š t ruk tú ry siete 

Z p redoš lého experimentu sa zistilo, že celé t r énovan ie siete t r v á pr ib l ižne 8 dn í č is tého času , 
čo je pomerne veľa ak sa m á so sieťou viac expe r imen tovať . Z tohto d ô v o d u sa na dalšie 
experimenty š t r u k t ú r a siete zmenš i l a a to s p ô s o b o m , že sa upravi l i tieto hyper-parametre 
š t r u k t ú r y siete z Tabuľky 7.1: 

• L 20 -> 80 

• B 256 -> 128 

• H 512 ^ 256 

• R 4 3 

• X zostane na pôvodne j hodnote 8 

Toto zmenšen ie siete skrá t i lo čis tý čas behu t r énovan i a z p ô v o d n ý c h 8 d n í na zhruba 
5 dn í , s č im už je ľahšie pracovať . Samozrejme ako nás ledok zmenšen i a š t r u k t ú r y siete je 
výs ledok horš í . Porovnanie p ô v o d n é h o t r énovan i a a t r énovan i a so z m e n š e n o u š t r u k t ú r o u 
siete m o ž n o vidieť v Tabuľke 8.2. V tabuľke sú výs ledky postupne celkové S D R , S D R pre 
j edno t l ivé zdroje, SIR, S A R ( S D R , S I R a S A R výs ledky sú u v á d z a n é v d B ) . 

Tabuľka 8.2: Výs ledky t r é n o v a n i a siete Conv-TasNet s p ô v o d n o u š t r u k t ú r o u siete a zmen
šenou. Výs ledky sú u v e d e n é v d B . 

Š t r u k t ú r a 
siete 

S D R B u b n y Basy O s t a t n é V o k á l y SIR S A R 

P ô v o d n á 5,98 6,32 6,31 4,40 6,89 12,01 6,39 
Z m e n š e n á 5,28 5,89 5,85 3,69 5,67 10,29 5,63 
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8.4 Transformácia do frekvenčnej domény 

Trans fo rmác ia do frekvenčnej d o m é n y bola i m p l e m e n t o v a n á pomocou knižnice Py Torch. 
Trans fo rmác iu vykonáva funkcia make_f req. T á t o funkcia m á ako v s t u p n é parametre 2 
tenzory a to p redpoveď („pred ic t ions" ) a cieľ ( „ t a r g e t " ) , k t o r é sú v časovej d o m é n e . Ďalšie 
parametre sú voliteľné. V ý s t u p o m funkcie sú 2 tenzory tiež p redpoveď a cieľ, ale už vo 
frekvenčnej d o m é n e . 

Parametre funkcie make_f req: 

• predictions (Tenzor) - v s t u p n ý tenzor, p redpoveď 

• target (Tenzor) - v s t u p n ý tenzor, cieľ 

• length (int, voliteľný) - veľkosť r á m c a okna pre Fourierovu t r a n s f o r m á c i u a S T F T 
filtra (predvolené : 2048) 

• hop (int, voliteľný) - vzdialenosť medzi s u s e d n ý m i r á m c a m i okien (predvolené : 512) 

• pad (str, voliteľný) - ov láda m e t ó d u v y p c h á v k y - „ p a d d i n g " (predvolené: " constant") 

1 import torch 
2 
3 def make_freq(predictions, target, 

length = 2048, 
5 hop = 512, 
6 pad = "constant"): 
7 

8 win = torch.hann_window(length, device="cuda") 
9 

10 # STFT input must be e i t h e r ID or 2D, f l a t t e n 3D/4D tensor to acceptable shape 
11 i f target.dim() == 4: # TRAIN cycle [batch, sources, stereo, samples] 
12 pr = t o r c h . f l a t t e n ( p r e d i c t i o n s , start_dim=0, end_dim=2) 
13 t r = t o r c h . f l a t t e n ( t a r g e t , start_dim=0, end_dim=2) 
14 tensor_dims = [target.size(dim=0), target.size(dim=l), target.size(dim=2)] 
15 

16 else: # VALID cycle [sources, stereo, samples] 
17 pr = t o r c h . f l a t t e n ( p r e d i c t i o n s , start_dim=0, end_dim=l) 
18 t r = t o r c h . f l a t t e n ( t a r g e t , start_dim=0, end_dim=l) 
19 tensor_dims = [target.size(dim=0), target.size(dim=l)] 
20 

21 # STFT 
pred = torch.stít(pr, length, hop_length=hop, window=win, pad_mode=pad, return_complex= 
True) 
t a r = t o r c h . s t f t ( t r , length, hop_length=hop, window=win, pad_mode=pad, return_complex= 
True) 

24 

25 # reshape tensor back 
26 f r e q = l i s t ( t a r . s i z e ( ) ) 
27 s i z e = [*tensor_dims, f r e q [ - 2 ] , f r e q [ - l ] ] 
28 pred = torch.reshape(pred, size) 
29 t a r = torch.reshape(tar, size) 
30 

31 return pred, t a r 

Výpis 8.1: Funkcia na t r a n s f o r m á c i u tenzorov do frekvenčnej domeňy. 

K ó d pre funkciu make freq je m o ž n o vidieť vo Výpise 8.1. V s t u p n é tenzory m a j ú 3 
alebo 4 dimenzie v závislost i na k o n k r é t n o m cykle i te rác ie , p r i č o m pod pojmom i terác ie 
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c h á p e m e epochu a v r á m c i nej sú 2 typy cyklov, a to cyklus t r énovan i a a cyklus val idá-
cie. Keď sa i t e rác ia n a c h á d z a v cykle t r é n o v a n i a tak m á 4 dimenzie a to [dávka, zdroje, 
stereo, vzorky]. P o č a s cyk lu val idácie m á tenzor 3 dimenzie [zdroje, stereo, vzorky], d i 
menzia d á v k y tu c h ý b a p r e tože tento cyklus nerozdeľuje vstupy na dávky, ale použ íva 
celý vstup naraz. Z a pomoci torch.stft sú tenzory t r a n s f o r m o v a n é do frekvenčnej do
mény. Nakoľko ale torch.stft očakáva na vstupe len 1D alebo 2D tenzor, tak je p o t r e b n é 
tieto v s t u p n é 3 D / 4 D tenzory vektorizovať („ f l a t t en" ) . Tenzory sa vek tor izu jú tak, aby po
s ledná dimenzia (vzorky) zostala sama ako d r u h á a o s t a t n é dimenzie sú z j edno tené dokopy, 
t. j . 2D tenzor [ ( d á v k a + ) z d r o j e + s t e r e o , vzorky]. P r e v e d e n í m torch.stft d o s t á v a m e tenzor 
[ ( d á v k a + ) z d r o j e + s t e r e o , f rekvenčný b in , r ámce] , kde f rekvenčný b in predstavuje p o č e t frek
vencií na k t o r ý c h je ap l ikovaná S T F T . P o S T F T je p o t r e b n é eš te p re tvarovať tenzor spať, 
a to dimenzie k t o r é bol i vek tor izované dokopy sa teraz v r á t i a do p ô v o d n é h o tvaru a teda 
v ý s t u p n é tenzory sú 4 D / 5 D [(dávka,) zdroje, stereo, f rekvenčný b in , rámce] v závis lost i v 
k torom cykle i te rác ie sa t r énovan ie siete n a c h á d z a (4D pre val idáciu a 5D pre t r énovan ie ) . 

8.5 Objekt ívne funkcie 

N a i m p l e m e n t á c i u ob jek t ívnych funkcií bola v y u ž i t á kn ižn ica PyTorch. K ó d pre v š e t k y ob
j e k t í v n e funkcie je u ložený v s ú b o r e loss.py na p r i loženom p a m ä ť o v o m m é d i u . O b j e k t í v n e 
funkcie L I a L 2 ( M S E ) už bol i súčasťou skriptov pre Conv-TasNet , t a k ž e ich nebolo po
t r e b n é znovu implementovat. P r i t r énovan í s l oga r i tmickými o b j e k t í v n y m i funkciami podľa 
vzorcov zo sekcie 7.3 modely nekonvergovali. A j p r i o p ä t o v n o m skúšan í zmeny koeficientu 
rýchlos t i učen ia tieto modely nekonvergovali. Z i s t i l som, že modely konvergujú vtedy ak 
v n ú t o r n á suma nie je len cez vzorky (vo frekvenčnej d o m é n e cez f rekvenčný b in a r á m c e ) , 
ale aj cez k a n á l y a zdroje. S takto u p r a v e n ý m i rovnicami pre v ý p o č t y loga r i tmických ob
j ek t ívnych funkcií modely konvergovali. Rovnice som upravi l n a s l e d o v n ý m s p ô s o b o m : 

LogLlt ime = C ^ - B X] l Q g l 0 ^ \Vt,c,k,b ~ Vt,c,k,b\ 
b t,c,k 

L o g L l f r e q = ^ l Q g l O 5ľ | l y » W C , f c , & l ~ \ Y * CKB ^ 
b n.oj.c.k 

n,uj,c,k,b\ 

R o v n a k ý m s p ô s o b o m som upravi l aj funkcie loga r i tmická L 2 , S I S D R a to ako aj v časovej 
d o m é n e tak aj f rekvenčnej . 

P r i predvolenom n a s t a v e n í je sieť t r é n o v a n á s o b j e k t í v n o u funkciou L l v časovej d o m é n e . 
Pre o s t a t n é ob jek t ívne funkcie bol i p r i d a n é nas ledovné p r e p í n a č e ako v s t u p n é argumenty 
pr i s p u s t e n í t r énovan ia : 

—mse pre L 2 t i m e ( M S E ) 
— l o g L l pre LogLlt ime 
— l o g L 2 pre L o g L 2 t i m e 

—SISDR pre S I S D R t i m e 

— f reqLl pre L l f r e q 

— f reqMSE pre L 2 f r e q ( M S E ) 
— f r e q L o g L l pre L o g L l f r e q 

— f r eqLogL2 pre L o g L 2 f r e q 

—freqSISDR pre S I S D R f r e q 
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V Tabuľke 8.3 je m o ž n o vidieť výs ledky pre j edno t l ivé ob jek t ívne funkcie. Tento expe
riment prebehol na zmenšene j sieti spolu s n a s t a v e n í m velkosti d á v k y na hodnotu 8. Pre 
ob jek t ívne funkcie p racu júce vo frekvenčnej d o m é n e bola p o u ž i t á velkost r á m u okna Fourie-
rovej t r ans fo rmác ie 512 a vzdialenosť medzi oknami 256. A k o je vidieť v t abuľke , ob jek t ívne 
funkcie p racu júce v časovej d o m é n e dosahu jú pr ib l ižne rovnaké výsledky. A k o na j lepš ia v 
tomto experimente vyš la funkcia loga r i tmická L 2 a hned za ň o u obyča jná L l . Výs ledky 
pre ob j ek t ívne funkcie vo frekvenčnej d o m é n e dosahovali z á p o r n é hodnoty S D R . S D R je 
logaritmus pomeru s ignálu k u skresleniu. Takže S D R s hodnotou 0 z n a m e n á , že sa s ignál 
r o v n á skresleniu. Hodnota S D R m e n š i a ako 0 z n a m e n á , že existuje väčšie skreslenie ako sig
ná l . V sepa rovaných n a h r á v k a c h s modelmi kde bola p o u ž i t á t r a n s f o r m á c i a do frekvenčnej 
d o m é n y je počuť tzv. p rašťan ie , čo m ô ž e byť ako jeden z dôs ledkov z á p o r n é h o S D R . Ďa l š ím 
p r o b l é m o m je, že model by sa m a l naučiť p redpovedať v ý s t u p y z a r o v n a n é so vzorkami , po 
p reveden í t r ans fo rmác ie za pomoci S T F T sa však fáza n e p r e d p o v e d á presne a aj to môže 
byť dôvod z á p o r n é h o S D R . Môže to byť s p ô s o b e n é aj z lým n a s t a v e n í m veľkosti okna Fou-
rierovej t r ans fo rmác ie , k t o r é m ô ž e byť príl iš m a l é . M o d e l s o b j e k t í v n o u funkciou S I S D R 
v časovej d o m é n e dosiahol veľmi n ízku hodnotu S D R , čo m ô ž e byť s ignal izácia zlej imple
men tác i e , a preto nebol v y k o n a n ý ani experiment s touto funkciou vo frekvenčnej d o m é n e , 
keďže sa tu použ íva r o v n a k á časť v ý p o č t u . 

Tabuľka 8.3: Výs ledky t r énovan i a siete Conv-TasNet s rôznymi o b j e k t í v n y m i funkciami. 
Výs ledky sú u v e d e n é v d B . 

O b j . funkcia SDR B u b n y Basy O s t a t n é V o k á l y SIR SAR 
Lltime 5,28 5,89 5,85 3,69 5,67 10,29 5,63 

L2time 5,18 6,09 5,66 3,71 5,26 9,49 5,82 
L o g L l t i m e 5,14 5,75 5,79 3,59 5,42 10,38 5,65 
L o g L 2 t i m e 5,33 6,07 6,08 3,62 5,57 9,55 5,91 
SISDRtime -91,05 -92,39 -93,52 -86,62 -91,67 4,10 5,25 

Llfreq -5,14 -5,10 -5,50 -4,74 -5,21 8,46 2,96 

L 2 f r e q 
-0,97 4,14 -2,98 -2,36 -2,67 8,04 5,33 

L o g L l f r e q -2,76 -5,29 4,71 -5,10 -5,36 8,85 4,88 
L o g L 2 f r e q -2,42 3,32 -2,68 -5,04 -5,27 7,85 5,23 

8.6 Trénovanie s menším poč tom vzoriek a väčšou dávkou 

A k o ďalší experiment bolo v y k o n a n é t r énovan ie s m e n š í m p o č t o m vzoriek a to k o n k r é t n e s 
hodnotou 44 100 a veľkosťou d á v k y 32. P re ob jek t ívne funkcie p racu júce vo frekvenčnej do
m é n e bola p o u ž i t á veľkosť okna Fourierovej t r ans fo rmác ie 1024 a vzdialenosť medzi oknami 
512, a to kvôli z á p o r n ý m výs l edkom S D R p r e d c h á d z a j ú c e h o experimentu, kedy sa použi lo 
menš ie okno. Výs ledky t r énovan i a sú v Tabuľke 8.4. A k o je vidieť, d o s i a h n u t é výs ledky sú 
horšie ako v p r e d o š l o m pokuse, a preto experiment nepokračova l na vše tkých ob jek t ívnych 
funkciách. Z uvedených výs ledkov aj tak m o ž n o pozorovať, že funkcia loga r i tmická L 2 m á 
najvyšš ie S D R skóre a tesne za ň o u o p ä t o v n e L l , obe v časovej d o m é n e . Funkcie p racu júce 
vo frekvenčnej d o m é n e znova dosahu jú z á p o r n é S D R , ale je vidieť, že s p o u ž i t í m väčšej 
veľkosti okna pre Fourierovu t r a n s f o r m á c i u sú výs ledky SIR v r e l a t í v n o m p o r o v n a n í oproti 
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funkciám v časovej d o m é n e lepšie ako v p r edoš lom pokuse, čo je poz i t í vne zistenie a vedie 
k tomu, že p ô v o d n á veľkosť okna bola príl iš m a l á . 

Tabuľka 8.4: Výs ledky t r énovan i a siete Conv-TasNet s m e n š í m p o č t o m vzoriek. Výs ledky 
sú u v e d e n é v d B . 

O b j . funkcia S D R B u b n y Basy O s t a t n é V o k á l y SIR S A R 

Lltime 4,87 5,78 5,11 3,40 5,18 9,66 5,47 
L o g L l t i m e 4,72 5,48 5,37 3,19 4,84 9,18 5,25 
L o g L 2 t i m e 4,92 5,69 5,43 3,33 5,22 8,50 5,76 

Llfreq -4,51 -5,19 -2,73 -4,95 -5,17 8,53 5,54 

L 2 f r e q -4,60 2,79 -5,46 -4,81 -5,34 7,78 4,93 

8.7 Koeficient rýchlosti učenia 

N a ná jden ie na jväčš ieho koeficientu rýchlos t i učen ia sa použ i l a z m e n š e n á sieť p o p í s a n á v 
sekcii 8.3. P r i tomto experimente bo l z m e n š e n ý aj p o č e t epoch a to z hodnoty 180 na 100. 
Ďalej bo l pre tento experiment u p r a v e n ý s ú b o r train.py a to tak, aby sa pr i t r énovan í 
nepremiešava l i d á t a a cyklus t r é n o v a n i a beža l len na p r v ý c h 10 d á v k a c h . Zaruču je to, že 
sa k a ž d ý cyklus t r é n o v a n i a vykonáva na vždy rovnakej malej čas t i d á t , a preto je m o ž n é 
v y h o d n o t i ť rýchlosť konvergencie pre j e d n o d u c h š i u ú lohu p l y n ú c u z o b m e d z e n é h o p o č t u 
p r ík ladov . K e b y sa d á t a premiešaval i , nemuselo by to byť s m e r o d a j n é . Zmeny pre tento 
experiment bol i v y k o n a n é za úče lom rých leho n a t r é n o v a n i e siete, aby sa dal i vzá jomne 
porovnať rôzne koeficienty rýchlos t i učen ia . Zmeny, k t o r é tu bol i ap l ikované sú v súbo re 
train.py označené ako ladenie ( „ t u n i n g " ) . 

N a O b r á z k u 8.1 je m o ž n o vidieť grafy ukazu júce konvergenciu h o d n ô t j edno t l i vých 
ob jek t ívnych funkcií k min imu v priebehu epoch pre j edno t l ivé koeficienty rýchlos t i učenia . 
N a grafoch s o b j e k t í v n o u funkciou S I S D R v oboch d o m é n a c h m o ž n o vidieť, že sa celková 
chyba na pomerne d lhých intervaloch epoch n e m e n í , čo m ô ž e byť p o t e n c i á l n a súvislosť so 
z lými výs l edkami S D R pre modely s touto funkciou. Výs ledné v y b r a n é koeficienty rýchlos t i 
učen ia sú nas ledovné : 

. 3 x 1 0 " 3 pre L l , M S E , L o g L l , L o g L 2 , S I S D R , F r e q M S E , FreqLogL2, F reqSISDR 

• 1 x 1 0 - 3 pre F r e q L l , F r e q L o g L l 
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Obr . 8.1: Hľadanie na jväčš ieho koeficientu rýchlos t i učen ia p r i ktorej celková chyba konver
guje v priebehu epoch pre k a ž d ú o b j e k t í v n u funkciu. 
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8.7.1 Z m e n š o v a n i e koef ic ientu r ý c h l o s t i u č e n i a 

Dôs ledkom p o s t u p n é h o zmenšovan ia koeficientu rýchlos t i by mala byť rýchlejš ia konver
gencia k min imu hodnoty ob jek t ívne j funkcie a u m o ž n e n i e poklesu hodnoty do „užšieho 
údolia". Z predoš lých t r énovan í siete som zis t i l , že ako v h o d n á k o n š t a n t a u r ču júca poče t 
epoch, po k t o r ý c h by sa ma l koeficient rýchlos t i učen ia zmenšiť o polovicu, ak sa nezmen í 
na j lepš ia celková chyba, je hodnota 8. Ďalej aby sa prediš lo z b y t o č n é m u zmenšovan iu tohto 
koeficientu na príl iš m a l é hodnoty, kód som upravi l tak, aby keď sa koeficient rýchlos t i 
učen ia dostane pod hodnotu m e n š i u ako 1 x 1 0 - 6 , tak sa skončí t r énovan ie v p r í p a d e , ak 
eš te s tá le nebol d o s i a h n u t ý p ř e d n a s t a v e n ý poče t epoch. 

N a O b r á z k u 8.2 sú p o r o v n a n é priebehy t r énovan i a (naj lepš ia celková chyba v priebehu 
epoch) bez zmenšovan ia koeficientu rýchlos t i učen ia a so zmen šo v an ím . A k o je vidieť, t r é 
novanie s p o s t u p n ý m z m e n š o v a n í m tohto koeficientu skonvergovalo k min imu rýchlejšie a 
eš te aj dosiahlo nižšiu hodnotu celkovej chyby ako bez zmenšovan ia . 
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Obr. 8.2: Porovnanie konvergencie naj lepšej celkovej chyby bez apl ikác ie zmenšovan ia ko
eficientu rýchlos t i učen ia a s jeho ap l ikác iou v priebehu epoch. 

39 



A k o pos ledný velký experiment bol i ap l ikované predoš lé zistenia a sieť t r é n o v a n á s 
t ý m i t o nastaveniami: 

• p o č e t vzoriek zostane p redvo lený - 441 000 

• velkosť d á v k y - 16 

• p o č e t epoch - 250 

• z m e n š e n á š t r u k t ú r a siete 

• p o č i a t o č n ý koeficient rýchlos t i učen ia n a s t a v e n ý pre k a ž d ú ob j ek t ívnu funkciu podľa 
p redoš lého zistenia 

• p o s t u p n é zmenšovan ie koeficientu rýchlos t i učen ia 

Ďalej pre ob j ek t ívne funkcie p racu júce vo frekvenčnej d o m é n e bola p o u ž i t á veľkosť r á m u 
okna Fourierovej t r ans fo rmác ie 2048 a vzdialenosť medzi oknami 512. O b j e k t í v n a funkcia 
S I S D R sa implementovala nanovo, keďže dosahovala až príliš nízke hodnoty S D R . Výs ledky 
experimentu sa n a c h á d z a j ú v Tabuľke 8.5. 

Tabuľka 8.5: Výs ledky t r é n o v a n i a siete Conv-TasNet s p o č i a t o č n ý m n a s t a v e n í m vyšš ieho 
koeficientu rýchlos t i učen ia s jeho p o s t u p n ý m zmenšovan ím. 

O b j . funkcia SDR B u b n y Basy O s t a t n é V o k á l y SIR SAR 
Lltime 5,42 5,84 6,08 3,94 5,81 11,25 5,80 

L2time 5,33 5,84 6,07 3,78 5,61 9,93 6,03 
LogLltime 5,30 5,72 6,46 3,64 5,38 10,84 5,42 
LogL2 t i m e 5,40 5,83 6,21 3,78 5,77 9,84 6,05 
SISDRtime -148,64 -146,34 -146,94 -149,96 -151,33 -5,59 -3,31 

Llfreq -5,07 -5,24 -5,45 -4,62 -4,96 10,48 3,09 
L2f r e q -4,66 -2,80 -5,59 -4,91 -5,35 8,83 4,99 

LogLlfreq -3,03 -2,98 -2,83 -2,93 -3,36 9,32 2,73 
LogL2 f r e q -3,04 3,65 -5,57 -4,92 -5,33 8,83 4,38 
SISDR f r e q -150,09 -148,42 -151,61 -149,45 -150,86 -5,62 -7,53 

A k o je vidieť z výs ledkov, znova ob jek t ívne funkcie L l a loga r i tmická L 2 v časovej 
d o m é n e dosahu jú na jvyšš ie S D R , t e n t o k r á t funkcia L l dosiahla naj lepš í výs ledok. Funkcie 
p racu júce vo frekvenčnej d o m é n e opäť dosahu jú z á p o r n é hodnoty S D R , no pr i p r e h r a t í 
separovaných n a h r á v o k nezne jú zle. P r i r e l a t í v n o m p o r o v n a n í h o d n ô t S I R ob jek t ívnych 
funkcií vo frekvenčnej d o m é n e oproti funkciám v časovej d o m é n e je vidieť, že zväčšen ím 
okna pre S T F T sú výs ledky opäť o m á l o lepšie oproti p r e d o š l ý m experimentom. O b j e k t í v n a 
funkcia S I S D R v oboch d o m é n a c h , k t o r á bola r e i m p l e n t o v a n á nanovo opäť dosahuje príl iš 
nízke hodnoty S D R ako v p r e d o š l o m behu, avšak t e n t o k r á t sú z á p o r n é hodnoty aj pre S IR a 
S A R , čo už je s ignal izácia zlej i m p l e m e n t á c i e . V sepa rovaných n a h r á v k a c h pre t ú t o funkciu 
nepočuť takmer nič , len silné šumen ie . 
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8.8 Reimplementác ia S ISDR 

Keďže v p r edoš lom experimente dosiahli ob j ek t ívne funkcie S I S D R (v oboch d o m é n a c h ) 
z á p o r n é hodnoty pre v š e t k y vyhodnocovacie metriky, bolo p o t r e b n é znovu re implemen tovať 
t ú t o funkciu. T e n t o k r á t bo l kód pre S I S D R p r e v z a t ý resp. inšp i rovaný a u p r a v e n ý z Asteroid 
knižnice [37]. Je to kn ižn ica na s epa rác iu zdrojov zvuku za ložená na PyTorch. D o d á v a sa so 
zd ro jovým k ó d o m , k t o r ý podporuje veľké m n o ž s t v o a r c h i t e k t ú r sietí , a s ú b o r o m „recep tov" 
na reprodukciu n i ek to rých dôleži tých experimentov z v ý s k u m n ý c h p r á c . V tejto knižnici sa 
n a c h á d z a aj i m p l e m e n t á c i a ob jek t ívne j funkcie S I S D R . 

P r e v z a t á i m p l e m e n t á c i a je m e t ó d o u forward() tr iedy SISDR v s ú b o r e loss.py, p redoš lá 
i m p l e m e n t á c i a je u ložená v m e t ó d e f orward old(). S touto zmenou bo l v y k o n a n ý pos l edný 
experiment s rovnakou konfiguráciou ako v p r edoš lom experimente na tejto funkcii v časovej 
d o m é n e . Výs ledok tohto experimentu je v Tabuľke 8.6. A k o je vidieť, výs ledok dosiahol znova 
veľmi nízke hodnoty S D R , ale hodnoty S I R a S A R sú k l adné . V sepa rovaných n a h r á v k a c h 
sú ale počuť j edno t l ivé zdroje, aj keď je p r í t o m n é pomerne si lné p rašťan ie a aj šumen ie . 
Z d ô v o d u časovej t iesni sa experiment pre t ú t o funkciu vo frekvenčnej d o m é n e nestihol 
vykonať , ale je p r a v d e p o d o b n é , že by bo l výs ledok p o d o b n ý ako v časovej d o m é n e . 

Tabuľka 8.6: Výsledok t r énovan i a siete Conv-TasNet po r e imp lemen tác i i ob jek t ívne j funkcie 
S I S D R v časovej d o m é n e . 

S D R B u b n y Basy O s t a t n é V o k á l y SIR S A R 
-149,96 -151,18 -150,77 -148,02 -149,88 7,97 5,15 
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Kapitola 9 

Vyhodnotenie a diskusia 

9.1 Objekt ívne vyhodnotenie 

Jednou z ú loh tejto baka lá r ske j p r á c e je porovnanie výs ledkov v relevantnej l i t e r a tú r e . On 
loss functions and evaluation metrics for music source separation [15] je kľúčový č lánok, 
z k t o r é h o sa vychádza lo a s k t o r ý m sme chceli po rovnať trendy. V tomto č l ánku sú vy
h o d n o t e n é rôzne ob j ek t ívne funkcie, ale model na k torom bol i p r e v á d z a n é experimenty je 
Open-Unmix [50]. Myš l i enka bola t a k á , že aj ked ide o iný model, mohl i by sa očakávať 
rovnaké trendy výs ledkov pre j edno t l ivé ob j ek t ívne funkcie. 

Zo s p o m í n a n é h o č l ánku vyšli naj lepšie výs ledky pre ob j ek t ívne funkcie (len tie s k t o r ý m i 
sa pracovalo aj v tejto prác i ) L2freq, SISDRfreq, LogLltime a LogLlfreq. Väčš ina bola vo 
frekvenčnej d o m é n e . P o u ž i t á vyhodnocovacia metr ika bola S D R . Výs ledky z č l ánku m o ž n o 
vidieť v Tabuľke 9.1. V tejto p rác i však naj lepšie výs ledky dosahovali modely s o b j e k t í v n y m i 
funkciami L l ť j m e , LogL2time, čo je odl išné oproti č lánku . 

Tabuľka 9.1: Výs ledky experimentov j edno t l i vých ob jek t ívnych funkcií pre model Open-
U n m i x [15]. 

O b j . funkcia SDR B u b n y Basy O s t a t n é V o k á l y 

Lltime 3,99 4,80 3,53 3,01 4,63 

L2time 3,70 4,25 3,06 2,92 4,55 

L o g L l t i m e 5,34 5,82 5,23 4,35 5,95 

L o g L 2 t i m e 5,21 5,81 5,04 4,10 5,88 

SISDRtime 5,35 5,76 5,06 4,37 6,24 

Llfreq 4,92 5,58 4,24 3,90 5,95 

L2f r e q 5,53 5,86 5,28 4,57 6,40 
LogLlfreq 5,53 5,90 5,49 4,44 6,28 
L o g L 2 f r e q 5,42 5,79 5,38 4,36 6,15 

SISDRfreq 5,61 6,09 5,55 4,54 6,26 

Porovnanie výs ledkov dopadlo teda tak, že sa nepotvrdi l i t rendy pre j edno t l ivé objek
t í v n e funkcie p rezen tované v l i t e r a tú r e . To m ô ž e mať rôzne príčiny, ako n a p r í k l a d zmena 
rovníc v ý p o č t o v ob jek t ívnych funkcií oproti č l ánku [15] a ďalšia a n a l ý z a (hlavne objekt ív
nych funkcií vo frekvenčnej d o m é n e ) by mohla byť predmetom ďalších experimentov. 
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9.2 Diskusia 

P r á c a bola za ložená na e x p e r i m e n t o v a n í s už ex is tu júcou i m p l e m e n t á c i o u neurónove j siete 
Conv-TasNet . N a v r h n u t é modif ikácie mal i za cieľ lepšie porozumieť model resp. aj všeobecne 
t r énovan ie n e u r ó n o v ý c h siet í a p o t e n c i o n á l n e zlepšiť model . Experimentovalo sa s konfigu
rác iou š t r u k t ú r y siete, zmenou p o č t u vzoriek na vstupe, veľkosti dávky, p o č t u epoch, trans
formáciou s igná lu do frekvenčnej d o m é n y pre účely p o č í t a n i a ob jek t ívne j funkcie, r ô z n y m i 
ob j ek t ívnymi funkciami, h ľ a d a n í m o p t i m á l n e h o koeficientu rýchlos t i učen ia a p o s t u p n ý m 
z m e n š o v a n í m tohto koeficientu. Trénovanie prebiehalo na dá tove j sade M U S D B 1 8 . 

Trénovanie s podobnou konfiguráciou siete (or ig iná lnou š t r u k t ú r o u siete, nie zmenše
nou) a n a s t a v e n í m dosiahlo lepšie výs ledky ( S D R 5,98 a 6,08 dB) ako u v á d z a n é referenčné 
t r énovan ie ( S D R 5,73 d B ) . Referenčné t r énovan ie prebehlo na 8 G P U , zat iaľ čo v tomto prí
pade bolo t r énovan ie len na m a x i m á l n e 4 G P U . Kvôli tomuto „ o b m e d z e n i u " bola z m e n š e n á 
veľkosť d á v k y a to s p ô s o b o m p r e p o č í t a n i a d á v k y na 1 G P U . O č a k á v a n ý výs ledok tak ma l 
byť pr ib l ižne rovnaký , ale d o s i a h n u t á hodnota S D R bola lepšia o pr ib l ižne 0,30 d B . Tento 
dej je pravdepodobne spôsobený t ý m , že model je z roku 2018, k t o r ý bo l v šak ak tua l izovaný , 
ale výs ledky modelu nie. 

Zmenšen ie š t r u k t ú r y siete bolo v y k o n a n é za úče lom s k r á t e n i a času p o t r e b n é h o na t r é 
novanie siete. Trénovan ie s p ô v o d n o u š t r u k t ú r o u trvalo pr ib l ižne 8 d n í č i s tého času , čo bolo 
pomerne veľa na to aby sa stihlo vykonať viacero experimentov. Z tohoto d ô v o d u bola 
š t r u k t ú r a siete z m e n š e n á (presne p o p í s a n é v sekcii 8.3). Po ú p r a v e š t r u k t ú r y sa trvanie 
t r énovan i a skrá t i lo na pr ib l ižne 5 dn í č i s tého času . Toto zmenšen ie malo za nás l edok horš í 
výs ledok ( S D R 5,28 d B ) , ako aj bolo očakávané . 

T rans fo rmác ia do frekvenčnej d o m é n y je i m p l e m e n t o v a n á funkciou make f req, ktorej 
kód je m o ž n ý vidieť vo Výpise 8.1. T rans fo rmác ia je v y k o n a n á len pre účel hodnotenia 
ob jek t ívnych funkcií. Tenzory sa t r ans fo rmujú za pomoci k r á t k o d o b e j Fourierovej transfor
mác ie S T F T . O b j e k t í v n e funkcie vo frekvenčnej d o m é n e dosahovali z á p o r n é výs ledky S D R , 
ale výs ledky S I R sa postupne zlepšovali p o č a s experimentov v r e l a t í v n o m p o r o v n a n í voči 
funkciám v časovej d o m é n e , a to bo l ako dôs ledok s p ô s o b e n ý t ý m , že sa 2-krá t zväčšovalo 
okno pre Fourierovu t r a n s f o r m á c i u S T F T (pôvodne 512, po tom 1024 a 2048). 

A k o dalš í experiment bola zmena ob jek t ívne j funkcie. Exper imentoval som s L I , L 2 , lo
gari tmickou L I a L 2 , a S I S D R o b j e k t í v n y m i funkciami v časovej aj frekvenčnej d o m é n e . P r i 
experimentoch som zis t i l , že model nekonverguje pr i logar i tmických funkciách s navrhnu
t ý m i rovnicami ani p r i zmene koeficientu rýchlos t i učen ia . P o z m e n e n í rovnice už modely 
konvergovali. Zmena spoč íva la v tom že v n ú t o r n á suma pred logar i tmom mala byť p ô v o d n e 
iba cez vzorky v časovej d o m é n e alebo cez f rekvenčný zásobn ík a r á m c e vo frekvenčnej 
d o m é n e , ale bolo n u t n é t ú t o sumu spraviť aj cez k a n á l y a zdroje, aby model konvergoval 
( rozpísané v sekcii 8.5). A k o naj lepšie dopadli funkcie loga r i tmická L 2 a obyča jná L l v 
časovej d o m é n e , k t o r é mal i po rovna teľné hodnoty. Funkcie L 2 a loga r i tmická L l t ak t i e ž v 
časovej d o m é n e len o t rochu zaos tával i . Funkcie p racu júce vo frekvenčnej d o m é n e dosaho
vali z á p o r n é výs ledky S D R (od cca -5 d B po -0,5 d B ) , aj ked sepa rované n a h r á v k y nezneli 
tak zle. P r o b l é m o m je, že model by sa m a l naučiť p redpovedať v ý s t u p y z a r o v n a n é so vzor
kami . P o p reveden í t r ans fo rmác ie za pomoci S T F T sa však fáza n e p r e d p o v e d á presne, a 
preto tu vzn iká p r o b l é m . A j napriek tomu funkcia S I S D R v oboch d o m é n a c h dosahovala 
až príl iš nízke hodnoty S D R (-90 d B -150 d B ) . V sepa rovaných n a h r á v k a c h je síce počuť 
tzv. p rašťan ie a šumen ie , ale nie na toľko aby bola hodnota tak n ízka . P r e s n ú pr íč inu sa 
nepodarilo zistiť. 
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P r i t r énovan í s m e n š í m p o č t o m vzoriek ale väčšou d á v k o u som zis t i l , že p o č e t vzoriek 
na vstupe je dôleži tejš í parameter t r énovan i a ako veľkosť dávky, p r e tože po zmenšen í d á v k y 
takmer 2 -násobne a zväčšení d á v k y 4 -násobne bol i výs ledky t r énovan i a S D R horš ie zhruba 
o 0,40 d B . Z toho m o ž n o usúdiť , že veľkosť d á v k y až tak neovp lyvňu je výs ledok t r énovan i a 
ako p o č e t vzoriek na vstupe. 

Koeficient rýchlos t i učen ia ovplyvňuje ako rýchlo d a n ý model konverguje k min imu 
objek t ívne j funkcii a či vôbec . Exper imentom som zisťoval na jväčš í o p t i m á l n y koeficient 
rýchlos t i učen ia pre k a ž d ú i m p l e m e n t o v á n u o b j e k t í v n u funkciu, p r i ktorej model konver
guje. P re k a ž d ú o b j e k t í v n u funkciu m ô ž e byť tento koeficient iný, ako aj bolo z is tené . P r i 
použ i t í len na jväčš ieho koeficientu rýchlos t i učen ia model zo z a č i a t k u rýchlejšie konverguje, 
ale potom sa nedokáže dos tať až tak bl ízko lokálnych m i n í m ako p r i m e n š o m koeficiente 
rýchlos t i učen ia . Z toho d ô v o d u bolo zavedené p o s t u p n é zmenšovan ie koeficientu rýchlos t i 
učenia . P r i n a s t a v e n í na jväčš ieho o p t i m á l n e h o koeficientu rýchlos t i učen ia a postupnom 
zmenšovan í model jednak rýchlejšie konverguje, ale dokáže sa dos tať aj bližšie k l oká lnym 
m i n i m á m a tak dosahuje celkovo lepší výs ledok ako bez tohto použ i t i a . K o n k r é t n e v tomto 
p r í p a d e dosahovali modely t r é n o v a n é s p o č i a t o č n ý m n a s t a v e n í m vyšš ieho koeficientu rých
losti učen ia a p o s t u p n ý m z m e n š o v a n í m výs ledky S D R o pr ib l ižne 0,15 d B lepšie ako bez 
tohto použ i t i a . 

Je n u t n é spomenúť aj fakt, že u v e d e n é č is té t rvania t r énovan i a sú oprot i ce lkovým trva
n iam t r énovan i a o dosť menš ie . P r v o u p r í č inou bolo niekedy pomerne d lhé čakan ie v rade 
na spustenie v ý p o č t u vo v ý p o č t o v o m centre. To síce niekedy trvalo menej ako hodinu, ale 
niekedy aj 8 dn í . P r i e m e r n é čakan i e v rade trvalo 4-12 h o d í n . Ďa l š ím a h l a v n ý m prob lé 
m o m pr i t r énovan í bolo padanie programu na p r íkaze f fmpeg. A j po inš ta lác i í iných verzií 
ffmpeg tento p r o b l é m nezmizol . Toto padanie bolo nede te rmin i s t i cké , raz sa nevyskytlo 
za celý beh t r é n o v a n i a (málokedy) a inokedy sa vyskyt lo hned k r á t k o po spus t en í . Z toho 
d ô v o d u bolo n u t n é v ž d y po p á d e znovu posielať ú l o h u do rady na v ý p o č e t , a to značne 
naťahova lo celkový čas t r énovan i a . Tak isto ak bežal i v iaceré rôzne ú lohy (experimenty vo 
v ý p o č t o v o m centre) naraz, bolo takmer is té , že a s p o ň jedna z nich padne na tejto chybe. 
Z tohto d ô v o d u väčš inou beža l a naraz iba 1 ú l o h a na min ima l i zác iu t ý c h t o p a d a n í . Ďa l šou 
vecou, čo pomohla pr i r iešení tohto p rob l ému , bolo odchytenie tejto chyby v skripte na 
t r énovan ie , po k torom sa beh o p ä t o v n e spustil . Toto r iešenie síce nedokáza lo ú p l n e vyriešiť 
p r o b l é m (niekedy nekonečne pada júc i cyklus) , ale v značne j miere ho eliminovalo. 

Snahou tejto p r á c e bolo aj z lepšenie výs ledkov oproti v ý c h o d z i e m u modelu. Za východz í 
model sa d á v tejto p rác i považovať model so z m e n š e n o u š t r u k t ú r o u siete a s ob j ek t í vnou 
funkciou L l v časovej d o m é n e (z Tabuľky 8.3). Tento model dosiahol výs ledok S D R 5,28 
d B . A k o naj lepš í model so z m e n š e n o u š t r u k t ú r o u siete z experimentov vyšiel model t ak t i ež 
s o b j e k t í v n o u funkciou L l v časovej d o m é n e , k t o r ý bo l ale t r é n o v a n ý s vyššou p o č i a t o č n o u 
hodnotou koeficientu rýchlos t i učenia , k t o r á sa postupne zmenšova la v priebehu učen ia 
(model je v Tabuľke 8.5). Naj lepší model dosiahol výs ledok S D R 5,42 d B , čo tvor í 2,65% 
zlepšenie oproti východz i emu modelu. P o d o b n é zlepšenie by sa dalo očakávať aj s p ô v o d n o u 
š t r u k t ú r o u siete, čo m ô ž e byť predmetom ďalšieho pok račovan i a v ý s k u m u . 
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Kapitola 10 

Záver 

Cieľom tejto p r á c e bo l n á v r h a i m p l e m e n t á c i a modif ikáci í neurónove j siete Conv-TasNet a 
t r énovan i a za úče lom porozumenia modelu a p o t e n c i á l n e h o z lepšenia pre ú lohu separác ie 
zdrojov hudby. N a t ú t o ú lohu bolo n u t n é použiť v ý p o č t o v é centrum, kvôli veľkým ná ro 
kom na v ý p o č e t , k o n k r é t n e p o č í t a n i e na G P U s veľkou R A M p a m ä ť o u . P o u ž i t é výpoč tové 
centrum bolo MetaCentrum. Modif ikácie bol i i m p l e m e n t o v a n é pomocou knižnice PyTorch. 

Trénovanie siete s r e fe renčným n a s t a v e n í m siete a p ô v o d n o u š t r u k t ú r o u dopadlo pozi
t í vne , nakoľko modely dosiahli lepší výs ledok ako referenčný. Trénovan ie však trvalo po
merne dlho, a preto bola š t r u k t ú r a siete ďalej z m e n š e n á . 

Exper imenty ukáza l i , že modely pre ob j ek t ívne funkcie L l a loga r i tmická L 2 v časovej 
d o m é n e dosahovali naj lepšie výs ledky spomedzi v še tkých ob jek t ívnych funkcií. Mode ly pre 
funkcie L 2 a loga r i tmická L l dosiahli o trochu m á l o horš ie výsledky. Výs ledky t r é n o v a n i a pre 
ob jek t ívne funkcie vo frekvenčnej d o m é n e dosiahli z á p o r n é hodnoty S D R , čo je ako nás ledok 
t r ans fo rmác ie tenzorov do frekvenčnej d o m é n y p o u ž i t í m S T F T . Trénovan ie s ob j ek t í vnou 
funkciou S I S D R v oboch d o m é n a c h dosahovalo až príl iš nízke hodnoty S D R (-90 d B až -
150 d B ) . V sepa rovaných n a h r á v k a c h je síce počuť tzv. p rašťan ie a šumen ie , ale nie na toľko 
aby bola hodnota tak n ízka . P r e s n ú pr íč inu sa nepodarilo zistiť. E x p e r i m e n t o v a n í m sa t iež 
zistilo, že modely pr i p o č i a t o č n o m n a s t a v e n í koeficientu rýchlos t i učen ia na vyšš iu hodnotu 
a n á s l e d n o m postupnom zmenšovan í dosahovali lepšie výsledky. Spôsobi lo to, že modely zo 
zač i a tku t r é n o v a n i a rýchlejšie konvergovali a nakoniec sa dostali bližšie k l oká lnemu min imu 
objek t ívne j funkcie. Tento jav bo l očakávaný a tak aj p o t v r d e n ý . P re v š e t k y n a t r é n o v a n é 
modely sú d o s t u p n é vyseparovane n a h r á v k y na p r i loženom p a m ä ť o v o m méd iu . 

T ý m i t o experimentami sa nie len zlepšil výs ledok siete, ale aj vedomosti o strojovom 
učení všeobecne ako aj porozumenie modelu Conv-TasNet . Cieľ tejto p r á c e je tak splnený. 
Pre b u d ú c i vývoj p r á c e by bolo v h o d n é použiť vyhodnocovaciu metr iku S I - S D R , ďalej 
analyzovať d o s i a h n u t é výs ledky (hlavne ob j ek t ívne funkcie vo frekvenčnej d o m é n e a funkciu 
S I S D R ) , p r i t r ans fo rmác i i do frekvenčnej d o m é n y spraviť s a m o s t a t n é experimenty pre rôzne 
veľkosti okien v S T F T a skúsiť použiť o p t i m a l i z á t o r S G D . 
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Príloha A 

Konfigurácie siete 

P r e d v o l e n é hodnoty hyper-parametrov siete Conv-TasNet a konfigurácie t r énovan i a sú ná
s ledovné: 

• 180 - p o č e t epoch 

• 2 - opakovanie t r én ingového cyk lu v r á m c i 1 epochy 

• 441 000 - p o č e t vzoriek na vstupe 

• 44 100 - vzorkovacia frekvencia 

• 2 (stereo) - audio k a n á l y 

. 42 - „seed" 

• 64 - velkost d á v k y ( „ b a t c h " ) 

• 3 x 1 0 - 4 - koeficient rýchlos t i učen ia 

• 0,2 - p r a v d e p o d o b n o s ť zmeny t e m p a / v ý š k y t ó n u 

• 12 - m a x i m á l n a zmena r e l a t í vneho tempa v p e r c e n t á c h 

Tieto hodnoty sú u v e d e n é v s ú b o r e parser.py. 
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Príloha B 

Obsah priloženého úložiska 

Pr i ložené p a m ä ť o v é m é d i u m obsahuje: 

/ 

README.md . . . súbor s informáciami o tejto práci, 
návod na inštaláciu a spustenie 

main .py . . . súbor potrebný na nahradenie pôvodného 
po stiahnuti siete 

train.py . . . súbor potrebný na nahradenie pôvodného 
po stiahnuti siete 

parser.py . . . súbor potrebný na nahradenie pôvodného 
po stiahnuti siete 

loss.py . . . súbor potrebný na vloženie 
po stiahnuti siete 

separated.zip ... archiv, ktorý obsahuje 
vyseparovane nahrávky 
modelmi z experimentov 

text_source.zip . . . archiv zdrojových súborov 
pre text tejto práce  

BP_Music_source_separation.pdf . . . výsledná (táto) práca 
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