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BIBLIOGRAFICKÁ IDENTIFIKACE
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matiky a také všem, kteř́ı to se mnou během psańı této práce vydrželi a byli mi
psychickou oporou.

6



Úvod

Tato diplomová práce je věnována problematice fuzzy inferenčńıch systémů,

jejichž ćılem je matematicky modelovat lidské usuzováńı. Tyto systémy se tedy

snaž́ı na základě nějakých slovně formulovaných pravidel typu “JESTLIŽE, PAK”

srozumitelně a intuitivně popisovat vztahy mezi proměnnými a s využit́ım fuzzy

logiky z nich vyvozovat závěry.

V prvńı kapitole této práce se nejdř́ıve seznámı́me se základy teorie fuzzy

množin. Představ́ıme si koncepci fuzzy množiny, uvedeme si základńı pojmy, po-

moćı kterých lze fuzzy množiny popsat a operace, které s nimi můžeme provádět.

Dále se zaměř́ıme na fuzzy relace a fuzzy č́ısla a poṕı̌seme si r̊uzné metody de-

fuzzifikace. Nakonec si zadefinujeme jazykovou proměnnou, se kterou budeme v

daľśıch kapitolách pracovat.

Druhá kapitola se již bude věnovat teoretickému pozad́ı fuzzy infernčńıch

systémů. V této části se nejprve stručně seznámı́me se základńı myšlenkou fuzzy

logiky, zadefinujeme si bázi fuzzy pravidel a představ́ıme si přibližnou dedukci.

Následně si uvedeme obecný proces fuzzy inferenčńıch systémů a představ́ıme si

čtyři r̊uzné př́ıstupy k inferenci: Mamdaniho př́ıstup, Novák̊uv př́ıstup a dva typy

zobecněńı klasického Sugenova př́ıstupu.

Ve třet́ı kapitole si pak zkuśıme několik fuzzy inferenčńıch systémů sestavit a

jednotlivé algoritmy na nich modelovat. Pro tyto účely si vytvoř́ıme vlastńı funkci

v programovaćım prostřed́ı MATLAB. Na daných př́ıkladech si ukážeme nejen

zp̊usob výpočtu a chováńı jednotlivých metod, ale také se pokuśıme jednotlivé

př́ıstupy mezi sebou porovnat.
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Kapitola 1

Základy teorie fuzzy množin

Na začátku této práce se nejdř́ıve seznámı́me se základy teorie fuzzy množin,

což je daľśı matematický nástroj, který nám umožňuje efektivně pracovat nejen s

č́ısly, ale také s vágńımi (neurčitými) pojmy, a matematicky modelovat významy

slov přirozeného jazyka.

Informace pro tuto kapitolu byly čerpány z publikaćı [1], [7], [11] a [12], neńı-li

uvedeno jinak.

1.1. Historie a motivace

Za zakladatele teorie fuzzy množin a fuzzy logiky je považován americký

inženýr a profesor narozený v Ázerbajdžánu, Lotfi A. Zadeh. Pojem “fuzzy” a

základńı koncepci fuzzy množin představil poprvé ve svém článku Fuzzy Sets [12],

který byl publikován v roce 1965 v časopise Information and Control.

V 60. letech začal Zadeh zpochybňovat dostatečnost klasické matematiky,

která je založena na přesném popisu systému a exaktńıch definićıch. Zadeh byl

názoru, že č́ım detailněji se snaž́ıme nějaké složité systémy popsat, t́ım v́ıce se

můžeme v daném popisu zač́ıt ztrácet. Navrhl tedy, že k přesnému a zároveň sro-

zumitelnému popisu potřebujeme jiný druh matematiky, který bude umět pra-

covat i s vágńımi pojmy a přirozeným jazykem. Zadeh upozornil na to, že v

reálném životě se narozd́ıl od klasických množin, jejichž hranice jsou jasně vy-

mezené, setkáváme ve velké mı́̌re s množinami, u kterých tyto hranice tak jedno-
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značně stanovit nedokážeme. Pro tyto množiny se rozhodl použ́ıt označeńı fuzzy

(mlhavý, neostrý či neurčitý).

Jako př́ıklad takových množin ve svém d́ıle uvád́ı např. množinu krásných

žen či množinu vysokých muž̊u. Vid́ıme, že pro tyto př́ıpady nemáme žádné jasně

dané kritérium, dle kterého bychom ženy či muže do těchto množin zařadili,

resp. nezařadili. Ve svém d́ıle se Zadeh snažil poukázat na to, že právě ta-

kovéto typy nepřesně vymezených množin však maj́ı velmi d̊uležitou roli v lidském

myšleńı a vyjadřováńı, a přǐsel s nápadem funkce př́ıslušnosti, na kterém je teorie

fuzzy množin založena.

Ačkoliv se ze začátku tato teorie setkala s poměrně velkou vlnou nepocho-

peńı, skepse a kritiky, nenechal se Zadeh těmito negativńımi reakcemi odradit a

s postupem času začala jeho teorie fuzzy množin nacházet př́ıznivce a uplatněńı,

nejprve zejména v Japonsku, následně i v Evropě a USA.

1.2. Základńı pojmy a operace

V této kapitole si představ́ıme některé základńı pojmy a operace týkaj́ıćı se

fuzzy množin. Definice a značeńı použité v této části byly převzaty převážně z

[8] a [11].

Ostrá vs. fuzzy množina

Již v́ıme, že klasická (neboli ostrá) množina má jasně vymezené hranice, dle

kterých dokážeme rozhodnout o tom, zda nějaký prvek do dané množiny patř́ı

či nikoliv. Každou ostrou množinu A definovanou na univerzu U lze tedy popsat

pomoćı tzv. charakteristické funkce χA, která každému prvku z U přǐrad́ı bud’

hodnotu 1, pokud prvek do množiny A patř́ı, nebo 0, pokud do ńı nepatř́ı, tj.:

χA : U → {0, 1} (1.1)

∀x ∈ U : χA(x) =

{
1 jestliže x ∈ A
0 jestliže x /∈ A.

(1.2)
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Základńı ideou fuzzy množin pak je, že prvek může do množiny A patřit i jen

z části (tj. v určitém stupni).

Definice 1.1 (Fuzzy množina). Necht’ je dána množina U , tzv. univerzum. Pak

fuzzy množina A na univerzu U je definována zobrazeńım

µA : U → 〈0, 1〉. (1.3)

Funkci µA nazýváme funkćı př́ıslušnosti fuzzy množiny A. Pro každé x ∈ U

nazýváme hodnotu µA(x) stupeň př́ıslušnosti prvku x k fuzzy množině A.

Z definice je zřejmé, že jakoukoliv ostrou množinu lze interpretovat jako

speciálńı př́ıpad fuzzy množiny, kde µA = χA.

Pro zjednodušeńı budeme dále funkci př́ıslušnosti fuzzy množiny označovat

stejně jako danou fuzzy množinu (tj. µA = A(.)). Př́ıklad grafu funkce př́ıslušnosti

fuzzy množiny můžeme vidět na obrázku 1.1.

Obrázek 1.1: Př́ıklad funkce př́ıslušnosti

Systém všech fuzzy množin definovaných na U znač́ıme F(U) a skutečnost,

že A je fuzzy množina na U , pak znač́ıme zápisem A ∈ F(U).

10



Základńı pojmy pro popis fuzzy množin

Definice 1.2 (Základńı pojmy). Necht’ je dána A ∈ F(U).

Nosičem fuzzy množiny A na univerzu U rozumı́me ostrou množinu

Supp A = {x ∈ U | A(x) > 0}. (1.4)

Jádrem fuzzy množiny A na univerzu U rozumı́me ostrou množinu

Ker A = {x ∈ U | A(x) = 1}. (1.5)

Necht’ je dáno reálné č́ıslo α ∈ 〈0, 1〉.

α-̌rezem fuzzy množiny A na univerzu U rozumı́me ostrou množinu

Aα = {x ∈ U | A(x) ≥ α}. (1.6)

Výškou fuzzy množiny A na univerzu U rozumı́me hodnotu

hgt A = sup{A(x) | x ∈ U}. (1.7)

Fuzzy množina A se nazývá normálńı, jestlǐze

Ker A 6= ∅, (1.8)

jinak se nazývá subnormálńı.

Všechny výše zmı́něné pojmy jsou znázorněny na obrázćıch 1.2 a 1.3.
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Obrázek 1.2: Nosič, jádro, α-̌rez a výška fuzzy množiny

Obrázek 1.3: Normálńı vs. subnormálńı fuzzy množina

Základńı a zobecněné operace s fuzzy množinami

Z práce s klasickými množinami v́ıme, že prvky, které maj́ı množiny společné,

můžeme modelovat pomoćı pr̊uniku, prvky, které se vyskytuj́ı alespoň v jedné

z množin, pomoćı sjednoceńı a prvky, které se v množině nevyskytuj́ı, pomoćı

doplňku. Obdobné operace můžeme provádět také s fuzzy množinami. Narozd́ıl

12



od klasických množin zde ale tyto operace nejsou určeny jednoznačně. Než se

pod́ıváme na definice takových operaćı a jejich znázorněńı, je třeba ještě po-

dotknout, že tyto operace lze provádět pouze s fuzzy množinami definovanými

na stejném univerzu.

Operace s fuzzy množinami jsou tedy unárńı (doplněk) nebo binárńı (pr̊unik,

sjednoceńı) operace na F(U). Jelikož jsou fuzzy množiny jednoznačně definovány

svými funkcemi př́ıslušnosti, jsou tyto operace konstruovány tzv. “po bodech”,

pro jednotlivé stupně př́ıslušnosti.

Nejdř́ıve se pod́ıváme na základńı operace dle Zadeha a následně si uvedeme

některé doplňuj́ıćı operace, které je potřeba znát pro daľśı kapitoly.

Definice 1.3 (Pr̊unik). Necht’ A,B ∈ F(U).

Pr̊unikem fuzzy množin A a B rozumı́me fuzzy množinu (A∩B) ∈ F(U) s funkćı

př́ıslušnosti definovanou vztahem

∀x ∈ U : (A ∩B)(x) = min{A(x), B(x)}. (1.9)

Definice 1.4 (Sjednoceńı). Necht’ A,B ∈ F(U).

Sjednoceńım fuzzy množin A a B rozumı́me fuzzy množinu (A ∪ B) ∈ F(U) s

funkćı př́ıslušnosti definovanou vztahem

∀x ∈ U : (A ∪B)(x) = max{A(x), B(x)}. (1.10)

Definice 1.5 (Doplněk). Necht’ A ∈ F(U).

Doplňkem fuzzy množiny A rozumı́me fuzzy množinu AC ∈ F(U) s funkćı

př́ıslušnosti definovanou vztahem

∀x ∈ U : (AC)(x) = 1− A(x). (1.11)

Všechny výše uvedené Zadehovy operace jsou zobrazeny na obrázku 1.4 a 1.5.
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Obrázek 1.4: Pr̊unik a sjednoceńı dle Zadeha

Obrázek 1.5: Doplněk dle Zadeha

Dále si tedy ještě uvedeme doplňuj́ıćı operace dle zakladatele tř́ıhodnotové

logiky, polského matematika Jana  Lukasiewicze, které jsou zobrazeny na obrázku

1.6. Těmto operaćım se také ř́ıká odvážný pr̊unik a odvážné sjednoceńı.

Definice 1.6 ( Lukasiewicz̊uv pr̊unik). Necht’ A,B ∈ F(U).

 Lukasiewiczovým (odvážným) pr̊unikem fuzzy množin A a B rozumı́me fuzzy

množinu (A ∩L B) ∈ F(U) s funkćı př́ıslušnosti definovanou vztahem

∀x ∈ U : (A ∩L B)(x) = A(x)⊗B(x) = max{0, A(x) +B(x)− 1}. (1.12)

Definice 1.7 ( Lukasiewiczovo sjednoceńı). Necht’ A,B ∈ F(U).

 Lukasiewiczovým (odvážným) sjednoceńım fuzzy množin A a B rozumı́me fuzzy

14



množinu (A ∪L B) ∈ F(U) s funkćı př́ıslušnosti definovanou vztahem

∀x ∈ U : (A ∪L B)(x) = A(x)⊕B(x) = min{1, A(x) +B(x)}. (1.13)

Obrázek 1.6: Pr̊unik a sjednoceńı dle  Lukasiewicze

Posledńı operaćı, kterou si zde uvedeme, je operace reziduum. Tato operace

modeluje význam logické spojky “jestliže, pak”a nese tedy informaci o možnosti

výskytu nějaké vlastnosti v závislosti na výskytu vlastnosti předchoźı. Grafický

př́ıklad této operace je zobrazen na obrázku 1.7.

Definice 1.8 (Reziduum). Necht’ A,B ∈ F(U).

Reziduem fuzzy množin A a B rozumı́me fuzzy množinu (A ⇒OB) ∈ F(U) s

funkćı př́ıslušnosti definovanou vztahem

∀x ∈ U : (A ⇒OB)(x) = min{1, 1− A(x) +B(x)}. (1.14)

Obrázek 1.7: Reziduum fuzzy množin A a B
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1.3. Fuzzy relace a jejich skládáńı

Obdobně, jako tomu je u klasických množin, můžeme také v teorii fuzzy

množin modelovat učité vztahy mezi prvky pomoćı relaćı. Zat́ımco u klasické

(ostré) relace však prvky v daném vztahu bud’ jsou, nebo nejsou, fuzzy relace

nám umožńı intenzitu tohoto vztahu kvantifikovat. Prvky tedy ve vztahu mohou

být úplně, nemuśı v něm být v̊ubec, nebo v něm mohou být např́ıklad jen na

50 %.

Názorným př́ıkladem může být pro klasickou relaci např. relace “≥” na R a

pro fuzzy relaci relace “mnohem větš́ı” na R.

Definice v této části byly opět převzaty z publikaćı [8] a [11].

Definice 1.9 (Fuzzy relace). n-árńı fuzzy relace je libovolná fuzzy množina R

definovaná na kartézském součinu univerz U1 × . . .× Un.

Definice 1.10 (Kartézský součin fuzzy množin). Necht’ Ai ∈ F(Ui), i = 1, . . . , n.

Kartézským součinem fuzzy množin A1, . . . , An nazveme fuzzy množinu

A1 × . . . × An ∈ F(U1 × . . . × Un) s funkćı př́ıslušnosti

∀(x1, . . . , xn) ∈ U1×. . .×Un : (A1×. . .×An)(x1, . . . , xn) = min{A1(x1), . . . , An(xn)}.

(1.15)

Stupeň př́ıslušnosti n-tice (x1, . . . , xn) k fuzzy relaci R, tj. R(x1, . . . , xn),

udává mı́ru vztahu R mezi prvky x1, . . . , xn. Funkce př́ıslušnosti R tedy

představuje sdružené možnostńı rozděleńı, které nám ř́ıká, že možnost, že daná

kombinace hodnot je právě (x1, . . . , xn), je R(x1, . . . , xn).

K tomu, abychom z dané n-árńı relace źıskali k-árńı relaci, kde k ≤ n, slouž́ı

tzv. projekce fuzzy relace. Chceme-li naopak z k-árńı fuzzy relace źıskat relaci

n-árńı, použijeme pak tzv. cylindrické rozš́ı̌reńı. Definice těchto dvou pojmů byly

převzaty z [7].

Definice 1.11 (Projekce fuzzy relace). Necht’ je dána fuzzy relace R ∈

F(U1 × . . . × Un) a vybrané indexy i1, . . . , ik, přičemž 1 ≤ i1 ≤ . . . ≤ ik ≤ n ,
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k ∈ {1, . . . , n− 1}. Projekce fuzzy relace R na Ui1 × . . .× Uik je fuzzy množina

Proj(R; Ui1 × . . .× Uik) s funkćı př́ıslušnosti

∀(xi1 , . . . , xik) ∈ Ui1 × . . .× Uik :

Proj(R; Ui1 × . . .× Uik)(xi1 , . . . , xik) = sup{R(y1, . . . , yn) | xit = yit , t = 1, . . . , k}.
(1.16)

Definice 1.12 (Cylindrické rozš́ı̌reńı fuzzy relace). Necht’ R ∈ F(Ui1×. . .×Uik),

1 ≤ i1 ≤ . . . ≤ ik ≤ n , k ∈ {1, . . . , n − 1}. Cylindrické rozš́ı̌reńı fuzzy relace R

na U1 × . . .× Un je fuzzy množina Cyl(R; U1 × . . .× Un) s funkćı př́ıslušnosti

∀(x1, . . . , xn) ∈ U1× . . .×Un : Cyl(R; U1× . . .×Un)(x1, . . . , xn) = R(xi1 , . . . , xik).

(1.17)

Pokud je z kontextu zřejmé, na jaké univerzum při cylindrickém rozš́ı̌reńı

fuzzy relaci R rozšǐrujeme, můžeme použ́ıt zjednodušené značeńı R∗.

Posledńı d̊uležitou operaćı, kterou si zde představ́ıme, je kompozice (neboli

skládáńı) fuzzy relaćı.

Definice 1.13 (Silná a slabá kompozice). Necht’ je dána fuzzy relace R na U×V

a fuzzy relace S na V ×W.

Silnou kompozićı fuzzy relaćı R a S nazýváme fuzzy relaci R ◦ S na U × W

s funkćı př́ıslušnosti

∀(x, z) ∈ U ×W : (R ◦ S)(x, z) = sup
y∈V

min{R(x, y), S(y, z)}. (1.18)

Slabou kompozićı fuzzy relaćı R a S nazýváme fuzzy relaci R
◦
× S na U × W

s funkćı př́ıslušnosti

∀(x, z) ∈ U ×W : (R
◦
× S)(x, z) = sup

y∈V
{R(x, y)⊗ S(y, z)}. (1.19)

Silná kompozice tedy použ́ıvá minimum, zat́ımco slabá kompozice použ́ıvá

 Lukasiewiczovu konjunkci (1.12).
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1.4. Fuzzy č́ısla

V této kapitole se zaměř́ıme na speciáńı typ fuzzy množin, které slouž́ı k

modelováńı nějaké “fuzzy kvantity”, neboli vágně popsaného množstv́ı (např. “asi

10”,“zhruba 180 cm”, apod.). V praxi se právě s takto nepřesnými hodnotami

setkáváme velmi často a fakt, že je d́ıky fuzzy č́ısl̊um dokážeme modelovat a

pracovat s nimi, je pro matematiku velkým př́ınosem.

Následuj́ıćı definice a věty byly opět čerpány z [1] a [11].

Definice 1.14 (Fuzzy č́ıslo). Fuzzy množina C definovaná na množině reálných

č́ısel R se nazývá fuzzy č́ıslo, jestlǐze splňuje následuj́ıćı 3 podmı́nky:

a) Ker C 6= ∅ (tj. C je normálńı fuzzy množina),

b) ∀α ∈ (0, 1〉 : α-řez Cα je uzavřený interval,

c) nosič Supp C je ohraničený.

Množinu všech fuzzy č́ısel pak znač́ıme FN(R).

Někdy se rozlǐsuje označeńı “fuzzy č́ıslo” pro př́ıpady, kdy je jádro jednoprv-

kové a “fuzzy interval”, je-li jádro tvořeno dvěma a v́ıce prvky.

Je dobré připomenout, že i na ostrá reálná č́ısla či uzavřené intervaly můžeme

nahĺıžet jako na speciálńı př́ıpad fuzzy č́ısel, jak lze vidět z obrázku 1.8.

Obrázek 1.8: Reálné č́ıslo a uzavřený interval jako fuzzy množiny
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Lze dokázat, že pro každé fuzzy č́ıslo C existuj́ı hodnoty x1, x2, x3, x4 ∈ R,

x1 ≤ x2 ≤ x3 ≤ x4, pro které plat́ı:

C(x) =



0 pro x ∈ (−∞, x1)
L(x) pro x ∈ 〈x1, x2)
1 pro x ∈ 〈x2, x3〉
P (x) pro x ∈ (x3, x4〉
0 pro x ∈ (x4,∞),

(1.20)

kde L(x) je neklesaj́ıćı, zprava spojitá funkce a P (x) je nerostoućı, zleva spojitá

funkce. Důkaz viz [2, str. 99, 100].

Reálným č́ısl̊um, které splňuj́ı podmı́nky:

a) Ker C = 〈x2, x3〉

b) Supp C = 〈x1, x4〉

ř́ıkáme tzv. význačné hodnoty fuzzy č́ısla C, přičemž Supp C znač́ı uzávěr nosiče

fuzzy č́ısla C.

Výše uvedená interpretace fuzzy č́ısla se někdy označuje jako tzv. kanonická

forma fuzzy č́ısla.

Alternativně lze k zápisu fuzzy č́ısla využ́ıt také jeho systém α-̌rez̊u. Z vlast-

nosti b) z definice fuzzy č́ısla 1.14 plyne, že pro všechna α ∈ (0, 1〉 je Cα uzavřený

interval. Fuzzy č́ıslo C je pak definováno následovně:

C = {〈c(α), c(α)〉 | α ∈ 〈0, 1〉}, (1.21)

kde c, c jsou reálné funkce takové, že:

Cα = 〈c(α), c(α)〉 pro α ∈ (0, 1〉

SuppC = 〈c(0), c(0)〉 pro α = 0,
(1.22)

přičemž funkce c zobrazuje interval 〈0, 1〉 na interval 〈x1, x2〉 a funkce c je zobra-

zeńım 〈0, 1〉 na 〈x3, x4〉.
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Význačné tř́ıdy fuzzy č́ısel

V závislosti na tvaru funkćı c a c rozlǐsujeme několik význačných tř́ıd fuzzy

č́ısel. Nejjednodušš́ı z nich je lineárńı fuzzy č́ıslo, které se použ́ıvá velmi často ve

fuzzy modelech pro modelováńı neurčité informace a je lehce implementovatelné

do algoritmů. Dále si uvedeme ještě kvadratické fuzzy č́ıslo a po částech lineárńı

fuzzy č́ıslo.

Definice 1.15 (Lineárńı fuzzy č́ıslo). Fuzzy č́ıslo C je lineárńı fuzzy č́ıslo,

jestlǐze ∃ x1, x2, x3, x4 ∈ R:

C(x;x1, x2, x3, x4) =



0 pro x ∈ (−∞, x1)
x−x1
x2−x1 pro x ∈ 〈x1, x2)
1 pro x ∈ 〈x2, x3〉
x4−x
x4−x3 pro x ∈ (x3, x4〉
0 pro x ∈ (x4,∞).

(1.23)

Lineárńı fuzzy č́ıslo je tedy jednoznačně popsáno svými význačnými hodno-

tami. Rozlǐsujeme následuj́ıćı speciálńı př́ıpady:

a) lichoběžńıkové fuzzy č́ıslo:

C = 〈x1, x2, x3, x4〉, kde x1 < x2 < x3 < x4

b) trojúhelńıkové fuzzy č́ıslo:

C = 〈c1, c2, c3〉, kde c1 = x1 < c2 = x2 = x3 < c3 = x4

c) fuzzy č́ıslo typu Z:

C = 〈x1, x2, x3, x4〉, kde x1 = x2 < x3 < x4

d) fuzzy č́ıslo typu S:

C = 〈x1, x2, x3, x4〉, kde x1 < x2 < x3 = x4

Lichoběžńıkové č́ıslo se použ́ıvá zejména pro modelováńı dat typu “hodnota

je mezi x2 a x3” a trojúhelńıkové pro data typu “hodnota je asi c2”.

Všechny tyto typy jsou znázorněny na obrázku 1.9.
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Obrázek 1.9: Speciálńı př́ıpady lineárńıch fuzzy č́ısel

Chceme-li použ́ıt alternativńı definici lineárńıho fuzzy č́ısla pomoćı α-̌rez̊u,

pak jsou funkce c a c definovány jako následuj́ıćı lineárńı funkce:

c(α) = x1 + α(x2 − x1)

c(α) = x4 − α(x4 − x3).
(1.24)

Definice 1.16 (Kvadratické fuzzy č́ıslo). Fuzzy č́ıslo C je kvadratické fuzzy č́ıslo,

jestlǐze ∃ x1, x2, x3, x4 ∈ R:

C(x;x1, x2, x3, x4) =



0 pro x ∈ (−∞, x1)
2(x−x1)2
(x2−x1)2 pro x ∈ 〈x1, x1+x22

)

1− 2(x2−x)2
(x2−x1)2 pro x ∈ 〈x1+x2

2
, x2)

1 pro x ∈ 〈x2, x3〉
1− 2(x−x3)2

(x4−x3)2 pro x ∈ (x3,
x3+x4

2
〉

2(x4−x)2
(x4−x3)2 pro x ∈ (x3+x4

2
, x4〉

0 pro x ∈ (x4,∞).

(1.25)

Také kvadratické fuzzy č́ıslo je tedy jednoznačně dáno svými význačnými

hodnotami, avšak mı́sto př́ımek je modelováno pomoćı parabol (viz obr. 1.10).
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Obrázek 1.10: Kvadratické fuzzy č́ıslo

K přesněǰśı aproximaci nějakého fuzzy č́ısla, u kterého neńı znám jeho předpis

funkce, lze použ́ıt tzv. po částech lineárńı fuzzy č́ıslo tř́ıdy n, kdy zvoĺıme uzávěr

nosiče, jádro nosiče a n α-̌rez̊u (α1 < . . . < αn), pomoćı kterých budeme fuzzy

č́ıslo reprezentovat. Následně zadáme př́ıslušné hodnoty

c(0), c(α1), . . . , c(αn), c(1)

c(0), c(α1), . . . , c(αn), c(1).
(1.26)

Celkem tedy budeme mı́t 2(n + 2) bod̊u a funkci př́ıslušnosti daného fuzzy č́ısla

C pak źıskáme jejich lineárńım propojeńım.

1.5. Defuzzifikace

Nyńı se seznámı́me s procesem inverzńım k procesu fuzzifikace, neboli s

tzv. defuzzifikaćı. Uvažujme, že máme fuzzy množinu definovanou na reálné ose

(tj. A ∈ F(R)). S využit́ım procesu defuzzifikace budeme schopni tuto fuzzy

množinu nahradit nějakým konkrétńım reálným č́ıslem. V jistém smyslu jde

tedy o analogii k př́ıpadu, kdy nahrazujeme náhodnou veličinu nějakou jej́ı

č́ıselnou charakteristikou (např. středńı hodnotou). Stejně tak, jako existuje v́ıce

možných č́ıselných charakteristik pro náhodné veličiny, existuj́ı i r̊uzné možnosti

defuzzifikace.

V této práci si uvedeme následuj́ıćı zp̊usoby defuzzifikace: metoda těžǐstě

(angl. centroid), metoda bisektoru, metoda MOM (Middle Of Maximum), metoda
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SOM (Smallest Of Maximum) a metoda LOM (Largest of Maximum). Informace

o těchto metodách byly čerpány z [4] a [8].

Je dobré podotknout, že vzhledem ke zp̊usobu výpočtu mohou metody dávat

velmi odlǐsné výsledky a je tedy vždy potřeba zvážit, která z nich nám bude

nejv́ıce vyhovovat. Jejich porovnáńı uvid́ıme také v kapitole 3.

Těžǐstě

Metoda těžǐstě (COG. . .Center Of Gravity) dává jako výsledek hodnotu

těžǐstě dané fuzzy množiny.

Mějme A ∈ F(〈a, b〉). Výsledná hodnota je pak dána vztahem

COG(A) =

∫ b
a
A(x) · xdx∫ b
a
A(x)dx

. (1.27)

Bisektor

Metoda bisektoru vrát́ı hodnotu, která rozděĺı fuzzy množinu na 2 oblasti se

stejnou plochou.

MOM, SOM a LOM

Označme si pomoćı M množinu všech prvk̊u, jejichž stupeň př́ıslušnosti je

roven výšce dané fuzzy množiny, tj.:

M = {x ∈ 〈a, b〉 | A(x) = hgt(A)}. (1.28)

Metoda MOM bere jako výslednou hodnotu střed maxim (tj. střed z hodnot

lež́ıćıch v α-̌rezu s největš́ım stupněm př́ıslušnosti), metoda SOM bere nejmenš́ı

hodnotu z množiny M a metoda LOM pak naopak tu největš́ı1.

MOM(A) =
inf M + supM

2
(1.29)

SOM(A) = inf M (1.30)

LOM(A) = supM (1.31)
1Pozn.: v softwaru Matlab bere funkce defuzz pro defuzzifikaci pomoćı SOM a LOM

nejmenš́ı, resp. největš́ı hodnotu z absolutńıch hodnot.
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1.6. Jazyková proměnná

V posledńı části prvńı kapitoly se seznámı́me s koncepćı tzv. jazykové

proměnné. Autorem této koncepce je opět Lotfi Zadeh, který ve svém d́ıle [14]

dokonce uvedl, že ji považuje za jeden z jeho největš́ıch př́ınos̊u k rozvoji fuzzy

logiky.

Definice a informace pro tuto kapitolu byly čerpány z [11] a [13].

Definice 1.17 (Jazyková proměnná). Jazyková proměnná je uspořádaná pětice

(X , T (X ),U , G,M), (1.32)

kde X je jméno jazykové proměnné, T (X ) je množina jazykových hodnot

proměnné X , U je univerzum, na němž jsou definovány významy jazykových

hodnot, G je syntaktické pravidlo pro generováńı hodnot z T (X ) a M je

sémantické pravidlo, neboli funkce, která každému jazykovému výrazu z množiny

term̊u přiřad́ı fuzzy množinu vyjadřuj́ıćı jeho význam, tedy A ∈ T (X ) a

M(A) = A ∈ F(U).

Jazyková proměnná je jakýmsi nástrojem pro zjednodušené vyjádřeńı tzv. ba-

zické proměnné, což je reálná proměnná, která je k ńı přidružená a jej́ıž obor

hodnot je identický s univerzem této jazykové proměnné.

Definice 1.18 (Bazická proměnná). Bazická proměnná přidružená k jazykové

proměnné (X , T (X ),U , G,M), je uspořádaná dvojice

(x,U), (1.33)

kde x je jméno bazické proměnné (věťsinou x = X ) a U je obor hodnot identický

s univerzem jazykové proměnné X .

Jazyková proměnná je tedy jakousi fuzzy diskretizaćı bazické proměnné,

jej́ıž hodnoty nejsou č́ısla, ale slova. Při vyjadřováńı pomoćı hodnot jazykové

proměnné nejsme sice natolik přesńı, ale je to pro nás mnohdy jednodušš́ı

a přirozeněǰśı. Jako př́ıklad si můžeme představit proměnnou “výška”, kdy
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mı́sto výroku “d́ıvka měř́ı 178 cm” řekneme “d́ıvka je vysoká”. Pro každou

konkrétńı č́ıselnou hodnotu pak máme stupeň př́ıslušnosti, v jakém danému

výrazu “vysoká” odpov́ıdá.
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Kapitola 2

Fuzzy inferenčńı systémy

V této kapitole se seznámı́me s fuzzy inferenčńımi systémy, které s využit́ım

fuzzy logiky a na základě nějakých expertně stanovených slovńıch pravi-

del umožňuj́ı modelovat vztahy mezi vstupńımi a výstupńımi jazykovými

proměnnými a pro napozorované hodnoty vstupńıch proměnných umožńı určit

výslednou hodnotu výstupu.

Nejprve se tedy stručně seznámı́me se základy fuzzy logiky, poṕı̌seme si bázi

fuzzy pravidel, představ́ıme si fuzzy inferenci (neboli přibližnou dedukci) a uve-

deme si několik možných př́ıstup̊u - Mamdaniho př́ıstup, Novák̊uv př́ıstup a dva

typy zobecněńı Sugenova př́ıstupu. V kapitole 3 si pak jednotlivé inferenčńı me-

chanismy ukážeme na jednoduchých př́ıkladech a porovnáme.

Informace pro tuto kapitolu byly čerpány předevš́ım z publikaćı [1], [5], [6],

[7] a [11], neńı-li uvedeno jinak.

2.1. Báze fuzzy pravidel a přibližná dedukce

Pojem fuzzy logika bývá obecně použ́ıván ve dvou smyslech - v užš́ım a širš́ım

smyslu. Zat́ımco v užš́ım smyslu jde o jakési zobecněńı v́ıcehodnotové logiky,

v širš́ım smyslu je fuzzy logika chápána celkově jako metodologie poč́ıtaj́ıćı se

slovy, která umožňuje aproximovat lidské usuzováńı a poskytuje určitou rov-

nováhu mezi přesnost́ı a signifikantnost́ı. Ačkoliv jsme při poč́ıtáńı se slovy méně

přesńı, je totiž použ́ıváńı termů většinou mnohem srozumitelněǰśı a intuitivněǰśı.
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Fuzzy logika v užš́ım smyslu je pak jen jednou z větv́ı tohoto širš́ıho pojet́ı.

Hlavńım rysem fuzzy logiky je odmı́tnut́ı základńıho principu klasické Aristo-

telovské logiky - principu bivalence. Fuzzy logika se tedy, na rozd́ıl od té klasické,

neomezuje pouze na dva stupně pravdy (0 pro nepravdu a 1 pro pravdu), ale

umožňuje nav́ıc uvažovat i pravdu částečnou, tj. pravdu v libovolném stupni z

intervalu 〈0, 1〉. Dalo by se tedy ř́ıci, že zat́ımco klasická logika vid́ı svět jen

černob́ıle, fuzzy logika umožňuje vidět i r̊uzné odst́ıny šedi. [14]

Je dobré si uvést, že před fuzzy logikou přǐsel s myšlenkou v́ıce hodnot

pravdy i již dř́ıve zmı́něný polský logik Jan  Lukasiewicz, který vybudoval nejprve

tř́ıhodnotovou logiku, kdy ke stupň̊um 1 a 0 přidal nav́ıc stupeň 0.5, který

můžeme brát jako symbol pro “nev́ım”, a později tuto logiku rozš́ı̌ŕıl na logiku

n-hodnotovou pro spočetně mnoho hodnot pravdy (např. {0, 0.25, 0.5, 0.75, 1}).

Jak bylo uvedeno výše, fuzzy logika je pak zobecněńım této v́ıcehodnotové logiky

a umožňuje stupň̊u pravdy nekonečně mnoho.

Základem fuzzy logiky je práce s jazykovými proměnnými. S využit́ım

nějakých expertńıch znalost́ı lze pak často poměrně přesně a intuitivně vyjádřit

vztahy mezi těmito proměnnými a jejich hodnotami prostřednictv́ım běžného

jazyka. Tyto znalosti a zkušenosti lze popsat ve formě fuzzy pravidel typu

“JESTLIŽE - PAK”.

Než jsou však tato pravidla formulována, je třeba se zamyslet nad t́ım,

jaké vstupńı a výstupńı proměnné uvažujeme a jaké jsou jejich obory hodnot.

Nejdř́ıve si tedy nadefinujeme reálné bazické proměnné a dále jim odpov́ıdaj́ıćı

jazykové proměnné. Uvažujeme-li např́ıklad jako jednu z proměnných výšku

člověka, muśıme mı́t stanovené univerzum, tj. jakých hodnot může proměnná

nabývat, jaké termy uvažujeme (např. “ńızký”,“středně vysoký” a “vysoký”) a

jaké jsou jejich matematické významy.

Pro každou kombinaci hodnot vstupńıch proměnných, která může nastat, je

následně expertem zadána kombinace hodnot výstupńıch proměnných v podobě

“JESTLIŽE - PAK” pravidel. Všimněme si, že nemuśıme mı́t pravidlo nutně pro

každou kombinaci vstup̊u, avšak nemělo by se stát, že nastane situace, pro kterou
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žádné pravidlo definované nebude. Všechna tato pravidla pak dohromady tvoř́ı

tzv. bázi fuzzy pravidel.

Báze fuzzy pravidel je tedy jazykově definovaná funkce vyjadřuj́ıćı vztah mezi

vstupńımi a výstupńımi jazykovými proměnnými. Pro zjednodušeńı budeme v

této práci uvažovat pouze jednu výstupńı proměnnou.

Definice 2.1 (Jazykově definovaná funkce - báze fuzzy pravidel). Necht’ jsou dány

jazykové proměnné (Xj, T (Xj),Uj, Gj,Mj) pro j = 1, . . . ,m a jazyková proměnná

(Y , T (Y),V , G,M). Necht’ dále Aij ∈ T (Xj) pro i = 1, . . . , n a j = 1, . . . ,m;

Mj(Aij) = Aij ∈ FN(Uj) a Bi ∈ T (Y), i = 1, . . . , n; M(Bi) = Bi ∈ FN(V).

Pak zápis R:

Pravidlo 1: Jestlǐze X1 je A11 a . . . a Xm je A1m, pak Y je B1
...

Pravidlo n: Jestlǐze X1 je An1 a . . . a Xm je Anm, pak Y je Bn

se nazývá jazykově definovaná funkce vyjadřuj́ıćı vztah mezi jazykovými

proměnnými X1, . . . ,Xm a jazykovou proměnnou Y.

Celkem tedy máme n pravidel, přičemž každé pravidlo má dvě části:

“JESTLIŽE”-část, které ř́ıkáme antecedent (předpoklad) a která je tvořena

vstupńımi proměnnými, a “PAK”-část, které ř́ıkáme konsekvent (závěr) a je

tvořena výstupńı proměnnou. Na základě těchto pravidel pak chceme pro nějakou

konkrétńı kombinaci hodnot vstupńıch proměnných (ty mohou být ostré nebo i

fuzzy) vyvodit hodnotu výstupńı proměnné.

Tento proces odvozováńı výstupu vycháźı z dedukce v klasické logice, která je

založena na aplikaci logického pravidla modus ponens, jenž je nejvýznamněǰśım

dedukčńım pravidlem a tvoř́ı základ výrokové logiky.

Mějme dané dva výroky, výrok ϕ a implikaci ϕ⇒ ψ. Pravidlo modus ponens

pak ř́ıká, že jestliže plat́ı ϕ a zároveň plat́ı implikace ϕ⇒ ψ, pak muśı platit také

výrok ψ.

ϕ;ϕ⇒ ψ

ψ
(2.1)
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Konkrétněji lze toto pravidlo zapsat následovně:

Pravidlo: Jestliže A je pravda, pak B je pravda.
Pozorováńı: A je pravda.

Závěr: B je pravda.

V klasické logice však uvažujeme pouze 2 stupně pravdy ({0,1}) a abychom

mohli vyvodit závěr, muśı pozorováńı zcela přesně zasáhnout levou stranu pravi-

dla. V takové situaci bychom tedy museli mı́t pravidlo pro každý možný výsledek

pozorováńı, což by např́ıklad u spojitého univerza bylo možné jen tehdy, máme-li

nějaký funkčńı předpis.

Již ale v́ıme, že ve fuzzy logice může být výrok pravdivý i v libovolném stupni

z intervalu 〈0, 1〉. Zobecněńım této klasické dedukce je tedy tzv. přiblǐzná dedukce,

která pak umožňuje i situaci, kdy je levá strana pravidla zasažena jen částečně. Je-

li tedy antecedent (A) pravdivý jen v nějakém stupni, bude pak také konsekvent

(B) pravdivý pouze v tomto stejném stupni. Této pravdivostńı hodnotě ř́ıkáme

mı́ra zasažeńı pravidla.

Nyńı si uvedeme obecné schéma přibližné dedukce a poṕı̌seme si, v čem se

mohou lǐsit r̊uzné př́ıstupy k fuzzy inferenci. Následně se pak na některé konkrétńı

př́ıstupy zaměř́ıme bĺıže.

Obecné schéma přibližné dedukce

Mějme dánu bázi pravidel dle definice 2.1, kterou budeme značit R. Dále

mějme dané pozorováńı, ze kterého chceme na základě těchto pravidel vyvodit

závěr, tedy:

Pravidlo 1: Jestliže X1 je A11 a . . . a Xm je A1m, pak Y je B1.

...

Pravidlo n: Jestliže X1 je An1 a . . . a Xm je Anm, pak Y je Bn.
Pozorováńı: X1 je A′1 a . . . a Xm je A′m.

Závěr: Y je B′, M(B′) = B′ = ?
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Výsledné B′ pak záviśı na zvoleném př́ıstupu k přibližné dedukci.

Ćılem fuzzy inference je tedy dosadit pozorováńı do dané jazykově definované

funkce a vyvodit výstup, přičemž předpokládáme, že alespoň jedno z pravidel

bude alespoň částečně t́ımto pozorováńım zasaženo. Otázkou zde však je, jak

přesně pozorováńı do funkce dosadit a jakým zp̊usobem tento výstup vypoč́ıtat.

K tomu, jak z částečných zásah̊u těchto pravidel dedukovat výsledné Y , existuj́ı

r̊uzné př́ıstupy, na které se v následuj́ıćı části pod́ıváme.

2.2. Fuzzy inferenčńı algoritmy

Jak již bylo řečeno, na bázi fuzzy pravidel můžeme nahĺıžet r̊uznými zp̊usoby.

Můžeme r̊uzně interpretovat jednotlivá pravidla a jedné bázi lze přǐradit r̊uzné

fuzzy relace představuj́ıćı jej́ı matematický význam.

Obecný proces fuzzy inferenčńıch systémů

Obecně můžeme proces fuzzy inferenčńıho systému rozdělit do čtyř část́ı:

1. fuzzifikace vstup̊u

2. vyhodnoceńı zásah̊u pravidel

3. agregace výstup̊u z jednotlivých pravidel

4. defuzzifikace výsledné fuzzy množiny.

V př́ıpadě, že máme ostré hodnoty vstupńıch pozorováńı, nejprve tyto

reálné hodnoty formálně fuzzifikujeme. Formálńı fuzzifikace přitom neznamená

nic jiného, než že na reálné č́ıslo nahĺıž́ıme jako na fuzzy č́ıslo, jehož funkce

př́ıslušnosti nabývá v dané hodnotě stupně 1, jinak je nulová.

Ve druhém kroku je našim ćılem ohodnoceńı pravidel. Tady nejprve

vypoč́ıtáme mı́ru zasažeńı levých stran, kterou pak dle zvoleného inferenčńıho

mechanismu aplikujeme na př́ıslušný konsekvent, tj. na pravou stranu pravidla.
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Máme tedy vygenerovaný určitý výstup z každého pravidla a naš́ım úkolem

je tyto výstupy nějakým zp̊usobem agregovat. Jak toto udělat pak opět záviśı na

zvoleném inferenčńım algoritmu.

Jak uvid́ıme dále, pro některé metody bude výstupem obecně fuzzy množina

B′ ∈ F(V), pro některé př́ımo fuzzy č́ıslo a někdy i rovnou ostrá hodnota b′ ∈ R.

Chceme-li dostat ostrý výstup, je pak našim posledńım úkolem v př́ıpadě fuzzy

výstupu tuto fuzzy množinu vhodně defuzzifikovat.

Nyńı si ukážeme konkrétńı postup pro následuj́ıćı fuzzy inferenčńı algoritmy:

Mamdaniho, Nováka, zobecněného Sugena a př́ıstup Sugena & Yasukawy.

2.2.1. Mamdaniho fuzzy inference

Jednou z nejčastěji použ́ıvaných metod fuzzy inference je metoda Ebrahima

H. Mamdaniho. K vytvořeńı tohoto př́ıstupu ho přivedlo zjǐstěńı, že většina kon-

trolńıch inženýr̊u připustila, že matematické výpočty, na základě kterých byla do

té doby převáděna informace do automatických regulátor̊u, neodpov́ıdaj́ı jejich

intuitivńımu př́ıstupu k manuálńı regulaci. Mamdaniho ćılem tedy bylo vytvořit

systém, který by byl schopen zpracovat slovně zadané instrukce a napodobit tak

klasické lidské usuzováńı. V roce 1975 pak přǐsel s fuzzy inferenčńım mechanis-

mem založeným na Zadehově konceptu fuzzy logiky, který byl poprvé použit v

Londýně k regulaci generátoru páry.

Tato podkapitola byla sepsána zejména na základě publikaćı [3] a [11].

Hlavńı myšlenka Mamdaniho př́ıstupu

Mějme daných m vstupńıch jazykových proměnných, n pravidel a pozorováńı,

pro které chceme určit hodnotu výstupńı proměnné Y . Samotné pozorováńı

přitom může být ostré i fuzzy a výstupem bude v tomto př́ıpadě obecně nějaká

fuzzy množina BM .
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Pravidlo 1: Jestliže X1 je A11 a . . . a Xm je A1m, pak Y je B1

...

Pravidlo n: Jestliže X1 je An1 a . . . a Xm je Anm, pak Y je Bn
Pozorováńı: X1 je A′1 a . . . a Xm je A′m

Závěr: Y je B′, M(B′) = BM

Mamdaniho př́ıstup je založen na teorii možnosti a na jednotlivá pravidla je

nahĺıženo jako na jakési prototypy toho, co všechno může nastat. Každé pravidlo

je tedy interpretováno jako fuzzy relace na U1 × . . . × Um × V a představuje

sdružené možnostńı rozděleńı veličin x1, . . . , xm, y.

Dle Mamdaniho je tedy matematickým významem každého z pravidel

kartézský součin matematických významů jednotlivých termů:

M(Pravidlo i) = Ai1 × . . .× Aim ×Bi, i = 1, . . . , n. (2.2)

Stupeň př́ıslušnosti dané kombinace (x1, . . . , xm, y) ∈ U1 × . . . × Um × V k této

fuzzy relaci je pak dán vztahem

M(Pravidlo i)(x1, . . . , xm, y) = min{Ai1(x1), . . . , Aim(xm), Bi(y)}. (2.3)

Celkem tedy máme n těchto kartézských součin̊u. Všechna tato pravidla jsou

pak dle Mamdaniho spojena spojkou “NEBO”, která představuje klasickou ope-

raci sjednoceńı dle Zadeha a je interpretována jako operace maximum. Význam

celé báze pravidel je tedy dán následovně:

M(R) =
n⋃
i=1

M(Pravidlo i) =
n⋃
i=1

(Ai1 × . . .× Aim ×Bi), (2.4)

přičemž funkce př́ıslušnosti této fuzzy relace je pro všechny kombinace

(x1, . . . , xm, y) ∈ U1 × . . .× Um × V definována vztahem:

M(R)(x1, . . . , xm, y) = max
i=1,...,n

{min{Ai1(x1), . . . , Aim(xm), Bi(y)}}. (2.5)

Také pozorováńı je dle Mamdaniho modelováno jako kartézský součin

M(Pozorovánı́) = A′1 × . . .× A′m (2.6)
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s funkćı př́ıslušnosti definovanou pro všechny (x1, . . . , xm) ∈ U1 × . . .× Um vzta-

hem:

M(Pozorovánı́)(x1, . . . , xm) = min{A′1(x1), . . . , A′m(xm)}. (2.7)

Finálńım výstupem je pak fuzzy množina BM ∈ F(V), kterou źıskáme jako

silnou kompozici, kdy fuzzy množinu modeluj́ıćı pozorováńı dosad́ıme do fuzzy

množiny modeluj́ıćı význam báze pravidel:

BM = M(Pozorovánı́) ◦M(R) (2.8)

BM = (A′1 × . . .× A′m) ◦
n⋃
i=1

(Ai1 × . . .× Aim ×Bi). (2.9)

Funkce př́ıslušnosti fuzzy množiny BM je pak pro každé y ∈ V definovaná

vztahem

BM(y) = sup
(x1,...,xm)
∈U1×...×Um

min{M(Pozorovánı́)(x1, . . . , xm);M(R)(x1, . . . , xm, y)}.

(2.10)

Algoritmus výpočtu Mamdaniho dedukce

Pro praktické použit́ı Mamdaniho algoritmu využijeme následuj́ıćı větu, jej́ıž

d̊ukaz nalezneme např. v [11, str. 78, 79].

Necht’ je dána báze fuzzy pravidel R a pozorováńı “X1 je A′1 a . . . a Xm je

A′m”.

Pak pro výslednou fuzzy množinu z Mamdaniho přibližné inference plat́ı:

BM =
n⋃
i=1

BM
i , (2.11)

kde

∀y ∈ V : BM
i (y) = min{hi, Bi(y)}, (2.12)

přičemž hodnota hi udává mı́ru zasažeńı i-tého pravidla a je dána vztahem

hi = hgt((A′1×. . .×A′m)∩(Ai1×. . .×Aim)) = min{hgt(A′1∩Ai1), . . . , hgt(A′m∩Aim)}.

(2.13)
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Při výpočtu tedy nejprve vypoč́ıtáme mı́ru zasažeńı každého z pravidel

hi, i = 1, . . . , n jakožto minimum z výšek pr̊unik̊u mezi významem pozorováńı a

př́ıslušným významem levé strany pravidla.

Následně zkonstruujeme výstupy jednotlivých pravidel BM
i tak, že v dané

výšce hi “uř́ızneme” významy př́ıslušných pravých stran.

Nakonec tyto “uř́ıznuté” pravé strany sjednot́ıme, č́ımž źıskáme výslednou

fuzzy množinu BM . Pokud budeme cht́ıt jako výstup ostrou hodnotu, muśıme

tuto fuzzy množinu ještě defuzzifikovat.

V kapitole 3 si tento postup názorně ukážeme na konkrétńıch př́ıkladech. Na

jednom z nich pak také uvid́ıme, že tomuto algoritmu nevad́ı protich̊udná pravidla

(tj. že pro stejné vstupy je možné mı́t r̊uzné výstupy). Toto je dáno t́ım, že každé

pravidlo představuje nějakou možnost a výsledek je jejich sjednoceńım.

2.2.2. Novákova fuzzy inference

Daľśı fuzzy inferenčńı př́ıstup, který si zde představ́ıme, je př́ıstup profe-

sora Viléma Nováka, s jehož pomoćı byla v České republice realizována řada

pr̊ukopnických aplikaćı. Zásadńı rozd́ıl oproti Mamdaniho př́ıstupu je v tom, že

Novák nevycháźı z teorie možnosti, ale z formálńı teorie fuzzy logiky a bázi pra-

videl R modeluje jako konjunkce implikaćı.

Informace o Novákově inferenčńım algoritmu byly čerpány z [8] a [9].

Hlavńı myšlenka Novákova př́ıstupu

Pro začátek si představme, že máme pouze 1 vstupńı a 1 výstupńı jazykovou

proměnnou, tedy:

Pravidlo: Jestliže X je A, pak Y je B.

Novák pak na tvrzeńı “X je A”, kde M(A) = A ∈ F(U), nahĺıž́ı jako na

nekonečnou množinu pravdivostně ohodnocených výrok̊u ve tvaru

x = a (A(a)) ∀a ∈ U , (2.14)

34



přičemž (A(a)), neboli stupeň př́ıslušnosti prvku a k fuzzy množině A, udává

stupeň pravdivosti daného tvrzeńı. Jinak řečeno, hodnotě x postupně přǐrad́ıme

všechny možné hodnoty a ∈ U a pravdivost těchto výrok̊u je dána funkćı

př́ıslušnosti fuzzy množiny A. Stejně tak nahĺıž́ıme i na pravou stranu pravidla:

y = b (B(b)) ∀b ∈ V . (2.15)

Jednotlivá pravidla tedy Novák chápe jako pravdivostně ohodnocené impli-

kace v nekonečněhodnotové logice. Z prvńı kapitoly v́ıme, že implikaci modelu-

jeme pomoćı operace reziduum a stupeň pravdivosti je pak dán vztahem

A(a)→ B(b) = min{1, 1− A(a) +B(b)}. (2.16)

Pravidlo je tedy interpretováno jako nekonečná množina pravdivostně ohod-

nocených implikaćı s odpov́ıdaj́ıćım stupněm pravdivosti:

x = a⇒ y = b (min{1, 1− A(a) +B(b)}) ∀a ∈ U ,∀b ∈ V . (2.17)

Také pozorováńı “X je A′” je interpretováno jako nekonečná množina prav-

divostně ohodnocených výrok̊u

x = a (A′(a)) ∀a ∈ U . (2.18)

Závěr “Y je B′”, přičemž M(B′) = BN ∈ F(V), se pak źıská na základě pravidla

modus ponens v nekonečněhodnotové logice, které má tvar

ϕ (α); ϕ⇒ ψ (β)

ψ (α⊗ β)
, (2.19)

tj. máme výrok ϕ se stupněm pravdivosti α, implikaci ϕ ⇒ ψ se stupněm

pravdivosti β a závěrem je výrok ψ, který plat́ı ve stupni α ⊗ β, kde ⊗ znač́ı

 Lukasiewiczovu konjunkci

α⊗ β = max{0, α + β − 1}. (2.20)

V našem př́ıpadě tedy toto pravidlo modus ponens vypadá následovně:

x = a (A′(a)); x = a⇒ y = b (A(a)→ B(b))

y = b (A′(a)⊗ (A(a)→ B(b)))
. (2.21)
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Matematicky lze pak význam pravidla zapsat jako operaci rezidua cylin-

drických rozš́ı̌reńı fuzzy množin A a B

M(Pravidlo) = A∗⇒OB∗ (2.22)

s funkćı př́ıslušnosti definovanou pro všechna (a, b) ∈ U × V vztahem

A∗⇒OB∗(a, b) = min{1, 1− A(a) +B(b)}, (2.23)

kde A∗ = Cyl(A,U × V) a B∗ = Cyl(B,U × V). Cylindrické rozš́ı̌reńı je nutné

z toho d̊uvodu, že význam pravidla má být fuzzy relace na U × V (tj. levou a

pravou stranu pravidla potřebujeme dostat na stejná univerza).

Nyńı předpokládejme, že máme m vstupńıch proměnných a n pravidel.

Pravidlo 1: Jestliže X1 je A11 a . . . a Xm je A1m, pak Y je B1

...

Pravidlo n: Jestliže X1 je An1 a . . . a Xm je Anm, pak Y je Bn
Pozorováńı: X1 je A′1 a . . . a Xm je A′m

Závěr: Y je B′, M(B′) = BN

Spojku “A” v antecedentu pak v Novákově fuzzy inferenci modelujeme stejně

jako u Mamdaniho pomoćı kartézského součinu a jelikož muśı všechna pravi-

dla platit současně, tak spojeńı pravidel modelujeme pomoćı operace pr̊uniku.

Významy jednotlivých pravidel jsou tedy ve tvaru

M(Pravidlo i) = (Ai1 × . . .× Aim)∗⇒OB∗i , i = 1, . . . , n (2.24)

s funkćı př́ıslušnosti definovanou pro všechny kombinace (x1, . . . , xm, y) ∈

U1 × . . . × Um × V vztahem

M(Pravidlo i)(x1, . . . , xm, y) = min{1, 1−min{Ai1(x1), . . . , Aim(xm)}+Bi(y)}.

(2.25)

Matematický význam celé báze pravidel je následně dán vztahem

M(R) =
n⋂
i=1

(Ai1 × . . .× Aim)∗⇒OB∗i , i = 1, . . . , n (2.26)
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s funkćı př́ıslušnosti definovanou pro všechny (x1, . . . , xm, y) ∈ U1 × . . . × Um × V

jako

M(R)(x1, . . . , xm, y) = min
i=1,...,n

{min{1, 1−min{Ai1(x1), . . . , Aim(xm)}+Bi(y)}}.

(2.27)

Výslednou fuzzy množinu BN ∈ F(V) tentokrát źıskáme jako slabou kompo-

zici významu pozorováńı a báze pravidel

BN = M(Pozorovánı́)
◦
×M(R) (2.28)

BN = (A′1 × . . .× A′m)
◦
×

n⋂
i=1

(Ai1 × . . .× Aim)∗⇒OB∗i . (2.29)

Funkce př́ıslušnosti fuzzy množiny BN je pak pro každé y ∈ V definovaná vztahem

BN(y) = sup
(x1,...,xm)
∈U1×...×Um

max{0,M(Pozorovánı́)(x1, . . . , xm)+M(R)(x1, . . . , xm, y)−1}.

(2.30)

U této metody je tedy výstupem opět obecně fuzzy množina, kterou je při

potřebě ostrého výstupu nutné ještě vhodně defuzzifikovat. Názorný postup

výpočtu a chováńı tohoto algoritmu si také ukážeme v kapitole 3.

2.2.3. Zobecněná Sugenova fuzzy inference

V této části si poṕı̌seme speciálńı fuzzy inferenčńı algoritmus, který navrhla

docentka Talašová pro potřeby svého řešiče úloh v́ıcekriteriálńıho hodnoceńı va-

riant a rozhodováńı. Důvodem pro jeho navržeńı bylo to, aby výstupem fuzzy

inference bylo fuzzy č́ıslo, které bude nav́ıc stejného typu, jako jsou fuzzy č́ısla

použ́ıvaná v celém modelu. Veškeré informace o tomto př́ıstupu byly čerpány z

[11].

Než si však tento př́ıstup představ́ıme, pod́ıváme se na stručný popis klasické

Sugenovy fuzzy inference.
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Sugen̊uv př́ıstup k fuzzy inferenci

Schéma klasické Sugenovy inference je následuj́ıćı:

Pravidlo 1: Jestliže X1 je A11 a . . . a Xm je A1m, pak y je b1

...

Pravidlo n: Jestliže X1 je An1 a . . . a Xm je Anm, pak y je bn
Pozorováńı: x1 je a1 a . . . a xm je am

Závěr: y je b,

kde M(Aij) = Aij ∈ FN(Uj), i = 1, . . . , n; j = 1, . . . ,m, b1, . . . , bn ∈ R a

a1, . . . , am ∈ R.

Mı́ru zasažeńı pravidel hi źıskáme dosazeńım m-tice (a1, . . . , am) do

kartézského součinu významů z levé strany pravidla, tj.

hi = (Ai1 × . . .× Aim)(a1, . . . , am), i = 1, . . . , n, (2.31)

a závěr pak jako vážený pr̊uměr reálných hodnot z pravých stran pravidel, kde

váhami jsou př́ıslušné mı́ry zasažeńı

b =

∑n
i=1 hibi∑n
i=1 hi

. (2.32)

V Sugenově algoritmu tedy na pravých stranách vystupuj́ı pouze ostré hod-

noty b1, . . . , bn reálné proměnné y, pozorováńı je také ostré a výstupem je reálná

hodnota b ∈ R.

Zobecněná Sugenova přibližná dedukce

Zobecněńı klasického Sugenova algoritmu spoč́ıvá v tom, že reálné výstupńı

hodnoty na pravých stranách jsou nahrazeny jazykovými hodnotami, jejichž ma-

tematické významy jsou fuzzy č́ısla. Nav́ıc také pozorováńı může být v tomto

př́ıpadě i fuzzy.
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Pravidlo 1: Jestliže X1 je A11 a . . . a Xm je A1m, pak Y je B1

...

Pravidlo n: Jestliže X1 je An1 a . . . a Xm je Anm, pak Y je Bn
Pozorováńı: X1 je A′1 a . . . a Xm je A′m

Závěr: Y je B′, M(B′) = BS

Výsledkem fuzzy inference je tedy fuzzy č́ıslo BS, které źıskáme jako vážený

pr̊uměr fuzzy č́ısel na pravých stranách, přičemž váhami jsou opět mı́ry zasažeńı

těchto pravidel, které vypoč́ıtáme stejně jako v Mamdaniho či Novákově algo-

ritmu

BS =

∑n
i=1 hiBi∑n
i=1 hi

, (2.33)

hi = hgt((A′1 × . . .× A′m) ∩ (Ai1 × . . .× Aim)). (2.34)

2.2.4. Sugenova & Yasukawova fuzzy inference

Posledńım algoritmem fuzzy inference, který si v této práci představ́ıme, je

daľśı zobecněńı klasického Sugenova př́ıstupu, který představil Sugeno společně

s Yasukawou v jejich článku [10]. V tomto př́ıpadě na levých i pravých stranách

pravidel vystupuj́ı opět jazykové termy, jejichž matematické významy jsou fuzzy

č́ısla. Narozd́ıl od zobecněné Sugenovy dedukce z předchoźı části ale v př́ıstupu

Sugena a Yasukawy uvažujeme pouze ostré hodnoty pozorováńı (tj. reálné hod-

noty a1, . . . , am bazických proměnných x1, . . . , xm) a výstupem je reálná hodnota,

kterou zde źıskáme jako vážený pr̊uměr těžǐst’ významů pravých stran pravidel.

Obecné schéma tohoto algoritmu je tedy následuj́ıćı:

Pravidlo 1: Jestliže X1 je A11 a . . . a Xm je A1m, pak Y je B1

...

Pravidlo n: Jestliže X1 je An1 a . . . a Xm je Anm, pak Y je Bn
Pozorováńı: x1 je a1 a . . . a xm je am

Závěr: y je bSY ,
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kde

bSY =

∑n
i=1 hibi∑n
i=1 hi

, (2.35)

přičemž mı́ry zasažeńı pravidel hi źıskáme opět dosazeńım m-tice (a1, . . . , am)

do kartézského součinu významů z levé strany pravidla a hodnoty bi źıskáme

defuzzifikaćı fuzzy č́ısel Bi metodou těžǐstě

bi =

∫
y∈V Bi(y) · ydy∫
y∈V Bi(y) · dy

, i = 1, . . . , n. (2.36)
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Kapitola 3

Porovnáńı inferenčńıch algoritmů
na názorných př́ıkladech

V předchoźı kapitole jsme si představili čtyři r̊uzné př́ıstupy k fuzzy inferenci

a popsali si jejich teoretické pozad́ı. Nyńı si tyto algoritmy názorně ukážeme na

několika jednoduchých př́ıkladech, na kterých se také pokuśıme ilustrovat jejich

rozd́ıly a chováńı v r̊uzných situaćıch.

Všechny ńıže uvedené př́ıklady byly modelovány v programu MATLAB za

pomoćı vlastńı funkce, která byla vytvořena speciálně pro tuto diplomovou práci.

Důvodem k jej́ımu naprogramováńı bylo to, že ačkoliv je v MATLABu zabudo-

vané prostřed́ı Fuzzy Logic Toolbox, ve kterém si můžeme r̊uzné fuzzy inferenčńı

systémy sestavit a vizualizovat, umožňuje toto prostřed́ı použ́ıt pouze př́ıstup

Mamdaniho a Sugena.

Vytvořená funkce, která pak umožňuje sestaveńı a simulaci fuzzy inferenčńıho

systému pro všechny dř́ıve představené algoritmy, je k této práci přiložena pod

názvem FIS.m a může být následně využita i pro modelováńı vlastńıch př́ıklad̊u.

Dále je přiložena také funkce FIS vystup.m, která nám na základě zvoleného

algoritmu a zp̊usobu defuzzifikace dá rovnou ostrou výslednou hodnotu. Tuto

funkci využijeme v části 3.1 pro vykresleńı funkce modeluj́ıćı závislost výstupńı

proměnné na jedné proměnné vstupńı.

Detailńı popis vstup̊u a zp̊usobu jejich zadáváńı je vysvětlen ve skriptech

funkćı. K práci jsou rovněž přiloženy skripty všech dále řešených př́ıklad̊u.
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3.1. Př́ıklad s jednou vstupńı proměnnou

Jako prvńı si ukážeme proces jednotlivých fuzzy inferenčńıch systémů na jed-

noduchém př́ıkladu, ve kterém uvažujeme pouze jednu vstupńı a jednu výstupńı

proměnnou. Budeme v něm modelovat vztah mezi váhou člověka a doporučeńım,

zda by měl na základě dané hodnoty zhubnout, váhu si udržet či přibrat.

3.1.1. Výchoźı př́ıklad

Mějme tedy vstupńı proměnnou - váhu, pro kterou máme definované tři ja-

zykové hodnoty - “podvýživa”,“optimálńı váha” a “nadváha”. Na základě zadané

váhy pak chceme zjistit hodnotu výstupńı proměnné - doporučeńı. Tato proměnná

přitom může nabývat hodnot “zhubnout”,“udržet”, nebo “přibrat”.

Tento př́ıklad budeme modelovat pro člověka, který je asi 180 cm vysoký.

Na základě BMI je v takovém př́ıpadě ideálńı váha 70 kg. Pro proměnnou váha

zde budeme uvažovat hodnoty z intervalu 〈40, 100〉 a univerzem pro proměnnou

doporučeńı bude interval 〈−30, 30〉.

Nejprve si nadefinujeme významy hodnot jednotlivých jazykových

proměnných1. Význačné hodnoty a typy fuzzy č́ısel pro jednotlivé termy

jsou shrnuty v tabulkách 3.1 a 3.2 a zobrazeny na obrázku 3.1.

váha x1 x2 x3 x4 typ fuzzy č́ısla
podvýživa 40 40 55 60 lineárńı

optimálńı váha 55 60 80 85 lineárńı
nadváha 80 85 100 100 lineárńı

Tabulka 3.1: Definováńı hodnot proměnné váha

1Pozn.: Tyto hodnoty jsou stanoveny jen orientačně a slouž́ı k demonstraci př́ıkladu. Nejedná
se tedy o žádná lékařsky podložená doporučeńı ohledně váhy.
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doporučeńı x1 x2 x3 x4 typ fuzzy č́ısla
zhubnout −30 −30 −30 0 lineárńı

udržet −30 0 0 30 lineárńı
přibrat 0 30 30 30 lineárńı

Tabulka 3.2: Definováńı hodnot proměnné doporučeńı

(a) vstupńı proměnná (b) výstupńı proměnná

Obrázek 3.1: Vstupńı a výstupńı proměnné

Dále mějme bázi pravidel, která je zapsána v tabulce 3.3.

Pravidlo 1: Jestliže váha = “podvýživa”, pak doporučeńı = “přibrat”.
Pravidlo 2: Jestliže váha = “optimálńı váha”, pak doporučeńı = “udržet”.
Pravidlo 3: Jestliže váha = “nadváha”, pak doporučeńı = “zhubnout”.

Tabulka 3.3: Báze pravidel

Nakonec urč́ıme hodnotu pozorováńı, tj. zadáme váhu, pro kterou chceme

źıskat výsledné doporučeńı. V tomto př́ıpadě budeme pro demonstraci postupu

jednotlivých metod nejprve zjǐst’ovat výstup pro konkrétńı hodnotu 83 kg,

následně si však tyto př́ıstupy porovnáme obecně jakožto funkce modeluj́ıćı

závislost výstupńı proměnné na proměnné vstupńı.

Nyńı tedy máme všechny potřebné informace a můžeme se pustit do

samotného procesu fuzzy inferenčńıho systému. Prvńım krokem, který je pro
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všechny algoritmy stejný, je výpočet mı́ry zasažeńı každého z pravidel. Již

v́ıme, že tyto hodnoty źıskáme jako minimum z výšek pr̊unik̊u mezi významem

pozorováńı a př́ıslušným významem levé strany pravidla. V př́ıpadě ostrých

pozorováńı pak můžeme provést formálńı fuzzifikaci či hodnotu jednoduše

dosadit do funkce př́ıslušnosti daných termů.

Mı́ry zasažeńı pravidel pro tento př́ıklad můžeme vidět z obrázku 3.2, na

kterém jsou vykresleny významy antecedent̊u jednotlivých pravidel spolu s

formálně fuzzifikovaným pozorováńım, a z tabulky 3.4.

(a) 1. pravidlo (b) 2. pravidlo (c) 3. pravidlo

Obrázek 3.2: Zásahy levých stran pravidel

Mı́ry zasažeńı pravidel
h1 0
h2 0,4
h3 0,6

Tabulka 3.4: Mı́ry zasažeńı jednotlivých pravidel

Prvńı pravidlo tedy naš́ım pozorováńım nebylo zasaženo v̊ubec, druhé bylo

zasaženo ve stupni 0,4 a třet́ı ve stupni 0,6.

V daľśıch kroćıch bude pak našim ćılem vypoč́ıtané mı́ry zásah̊u aplikovat

na konsekventy a źıskat tak výstupy z jednotlivých pravidel. Tyto d́ılč́ı výstupy

budeme následně určitým zp̊usobem agregovat, abychom dostali výslednou hod-
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notu doporučeńı. To, jak při těchto kroćıch budeme postupovat, se však už pro

jednotlivé algoritmy lǐśı.

Postup inference dle Mamdaniho

V Mamdaniho inferenčńım algoritmu źıskáme d́ılč́ı výstupy z jednotlivých

pravidel tak, že významy pravých stran ve výšce zasažeńı pravidla uř́ızneme.

Tento proces můžeme vidět na obrázku 3.3.

(a) 1. pravidlo

(b) 2. pravidlo

(c) 3. pravidlo

Obrázek 3.3: Mamdani - fuzzy relace pravidel

Z kapitoly 2 již v́ıme, že Mamdani na jednotlivá pravidla nahĺıž́ı jako na
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jakési prototypy, které udávaj́ı, co všechno je možné. Prvńı pravidlo nám tedy

ř́ıká, co dělat v př́ıpadě podvýživy, avšak pokud podvýživu nemáme, pak nám

toto pravidlo neřekne nic.

Jelikož jednotlivá pravidla představuj́ı možnosti, tak význam celé báze pra-

videl pak źıskáme sjednoceńım jejich významů, tj. sjednoceńım těch uř́ıznutých

pravých stran. Výsledkem je v tomto př́ıpadě fuzzy množina vykreslená na

obrázku 3.4. Při váze 83 kg bychom tedy měli s pravdivost́ı 0,6 zhubnout a s

pravdivost́ı 0,4 si váhu udržet.

Pokud bychom chtěli źıskat jako výstup ostrou hodnotu, muśıme tuto fuzzy

množinu defuzzifikovat. Jak ale můžeme z obrázku 3.4 vidět, jednotlivé me-

tody defuzzifikace nám mohou dát velmi odlǐsné hodnoty. Pokud bychom použili

např́ıklad defuzzifikaci pomoćı těžǐstě, bylo by výsledným výstupem doporučeńı

zhubnout 5,3 kg, zat́ımco metoda MOM by nám doporučila zhubnout 24 kg a

SOM dokonce 30 kg2.

Obrázek 3.4: Mamdani - výsledná fuzzy množina a jej́ı defuzzifikace

Z výsledné fuzzy množiny vid́ıme, že jsme v tomto př́ıpadě dostali poměrně

neurčitý výsledek. Toto nás může přimět přemýšlet o tom, zda máme vhodně

2Pozn.: Vytvořená funkce, pomoćı které př́ıklady řeš́ıme, použ́ıvá vlastńı př́ıkazy k defuzzifi-
kaci. Pokud bychom použili funkci defuzz zaimplementovanou v MATLABu, která pro metody
SOM a LOM bere nejmenš́ı, resp. největš́ı hodnotu z absolutńıch hodnot lež́ıćıch v α-̌rezu s
největš́ım stupněm př́ıslušnosti, byly by tyto hodnoty naopak.
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nadefinované vstupńı a výstupńı proměnné a zda by nebylo dobré zadáńı př́ıkladu

nějak upravit. O to se pak pokuśıme v následuj́ıćıch podkapitolách.

Postup inference dle Nováka

Novák se na jednotlivá pravidla ned́ıvá jako na možnosti, ale jako na implikace

v nekonečněhodnotové logice. V tomto př́ıpadě tedy nedocháźı k uř́ıznut́ı pravých

stran ve výšce hi, ale funkce př́ıslušnosti jednotlivých d́ılč́ıch významů pravidel

BN
i źıskáme pro všechna y ∈ 〈−30, 30〉 na základě vztahu

BN
i (y) = min{1, 1− hi +Bi(y)}, (3.1)

kde Bi jsou významy pravých stran, i = 1, 2, 3. Postup źıskáváńı těchto výstup̊u

lze vidět na obrázku 3.5.

Např́ıklad prvńı pravidlo nám tedy ř́ıká, že máme-li podvýživu, pak je

doporučeńım pouze přibrat. Pokud však podvýživu nemáme, pak můžeme na

základě tohoto pravidla dělat cokoliv. Jelikož naše pozorováńı term “podvýživa”

nezasahuje v žádném stupni, je tedy dle prvńıho pravidla cokoliv zcela možné.

Daľśı dvě pravidla již částečně zasažena jsou a algoritmus nám vzhledem ke

stupni zasažeńı “vyhloub́ı d́ıry” pro situace, které by těmto pravidl̊um neod-

pov́ıdaly.

Všechny tyto implikace pak muśı platit součastně, proto výslednou množinu

BN źıskáme jako pr̊unik jednotlivých množin BN
i . Výslednou fuzzy množinu a

jej́ı defuzzifikace můžeme vidět na obrázku 3.6.
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(a) 1. pravidlo

(b) 2. pravidlo

(c) 3. pravidlo

Obrázek 3.5: Novák - fuzzy relace pravidel

Obrázek 3.6: Novák - výsledná fuzzy množina a jej́ı defuzzifikace
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Postup inference dle zobecněného Sugena

To, že u Mamdaniho a Novákova př́ıstupu je výstupem obecně fuzzy množina,

může být v některých př́ıpadech poněkud nevýhodné a pro některé fuzzy modely

to může být problém. Výhodou zobecněného Sugena je, že u tohoto algoritmu

bude výstupem vždy fuzzy č́ıslo, které bude nav́ıc stejného typu, jako fuzzy č́ısla

použitá v modelu.

Toto výsledné fuzzy č́ıslo zde źıskáme jako vážený pr̊unik významů pravých

stran, kde váhami jsou jednotlivé mı́ry zasažeńı pravidel. Výpočet výstupu pro

tento př́ıklad tedy vypadá následovně:

BS =

∑3
i=1 hiBi∑3
i=1 hi

=

=
0 · [0; 30; 30; 30] + 0, 4 · [−30; 0; 0; 30] + 0, 6 · [−30;−30;−30; 0]

0 + 0, 4 + 0, 6
=

= [0; 0; 0; 0] + [−12; 0; 0; 12] + [−18;−18;−18; 0] = [−30;−18;−18; 12].

(3.2)

Výsledné fuzzy č́ıslo a jeho defuzzifikace vid́ıme na obrázku 3.7.

Obrázek 3.7: Zobecněný Sugeno - výsledná fuzzy množina a jej́ı defuzzifikace

Na základě defuzzifikace pomoćı metod LOM, SOM a MOM by zde do-

poručeńım bylo zhubnout 18 kg, dle bisektoru zhubnout 13 kg a dle centroidu

12 kg.
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Můžeme si všimnout, že v tomto př́ıpadě ale ztráćıme informaci o neurčitosti,

které jsme si u Mamdaniho př́ıstupu hned všimli. Nevýhodou zobecněného Sugena

tedy je, že nás nemuśı upozornit na nevhodně definované zadáńı př́ıkladu či na

to, že o vstupech nemáme dostatečnou informaci.

Postup inference dle Sugena & Yasukawy

Posledńı metodou je př́ıstup Sugena a Yasukawy, jehož výstupem je, jak již

v́ıme z kapitoly 2, ostrá reálná hodnota. Tuto hodnotu přitom źıskáme jako

vážený pr̊uměr centroid̊u pravých stran. V tomto př́ıpadě tedy jako

bSY =

∑3
i=1 hibi∑3
i=1 hi

=

=
0 · 20 + 0, 4 · 0 + 0, 6 · (−20)

0 + 0, 4 + 0, 6
= −12 ,

(3.3)

kde bi jsou hodnoty źıskané defuzzifikaćı významů Bi pomoćı metody těžǐstě.

Algoritmus Sugena a Yasukawy nám tak pro tento př́ıklad doporučuje zhub-

nout 12 kg.

Porovnáńı výstupńıch hodnot

V následuj́ıćı tabulce 3.5 máme shrnuty výsledné hodnoty pro jednotlivé me-

tody a r̊uzné typy defuzzifikace:

Výsledné hodnoty defuzzifikace
Mamdani Novák Zobecněný Sugeno

centroid −5, 3 −5, 1 −12
bisektor −6, 8 −9, 2 −13
MOM −24 −18 −18
SOM −30 −18 −18
LOM −18 −18 −18

Tabulka 3.5: Souhrn výsledných hodnot

Vid́ıme, že výstupy nabývaj́ı hodnot v rozpět́ı od −5 kg až po −30 kg. Jestli

zhubnout 5 kg, nebo 30 kg, už je však poměrně velký rozd́ıl. U Mamdaniho
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př́ıstupu jsem již naznačili, že problém může být ve špatně zadaných počátečńıch

parametrech. V následuj́ıćıch podkapitolách si proto zkuśıme stejný př́ıklad na-

modelovat jinak a také zjemnit škály zadaných proměnných.

T́ımto jsme si ukázali proces výpočtu pro jednu konkrétńı hodnotu váhy.

Jelikož jde o funkci jedné proměnné, můžeme si jej́ı pr̊uběh přehledně vykreslit.

Na obrázćıch 3.8 a 3.9 tedy můžeme vidět grafy vyjadřuj́ıćı závislost doporučeńı

na váze pro jednotlivé př́ıstupy a r̊uzné metody defuzzifikace.

(a) Mamdani (b) Novák

Obrázek 3.8: Funkce vyjadřuj́ıćı vztah mezi váhou a doporučeńım pro jednotlivé
metody defuzzifikace pro Mamdaniho a Novák̊uv př́ıstup
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Obrázek 3.9: Funkce vyjadřuj́ıćı vztah mezi váhou a doporučeńım pro jednotlivé
metody defuzzifikace pro Sugenovy modifikace

Na grafech z obrázku 3.8 vid́ıme, že u Mamdaniho př́ıstupu a funkćı pro SOM

a LOM vznikaj́ı velmi nepěkné skoky, na základě kterých bychom v určitých

úsećıch dostali s rostoućı váhou dokonce i doporučeńı ještě v́ıce přib́ırat. Tyto

metody tak nevykazuj́ı vhodné výsledky, nebot’ funkce by měly být monotónńı.

Pro Mamdaniho fuzzy inferenci bychom tedy tyto metody obecně nedoporučili.

V jakém př́ıpadě se nám však tyto zp̊usoby budou hodit, se dozv́ıme v kapitole

3.2.

Dále si můžeme všimnout, že pro takto zadaný př́ıklad bychom pro defuz-

zifikace pomoćı těžǐstě a bisektoru vzhledem k jejich zp̊usobu výpočtu nikdy

nedostali krajńı hodnoty výstupńı proměnné. A to ani v př́ıpadě, že bychom měli

nejnižš́ı či nejvyšš́ı možnou váhu. Abychom toto napravili, muśıme při definováńı

hodnot výstupńı proměnné ve funkci zadat krajńı hodnoty jako symetrická fuzzy

č́ısla a symbolicky je tedy protáhnout mimo uvažované univerzum.

Upravené zadáńı hodnot je zobrazeno v tabulce 3.6. Jelikož se nic neměńı na

tom, že stále uvažujeme univerzum 〈−30, 30〉, podoba výstupńıch fuzzy množin

z̊ustává stejná. Ke změně dojde tedy pouze u hodnot defuzzifikaćı pro metodu

těžǐstě, bisektoru a MOM. Metody MOM, SOM a LOM jsou nav́ıc nastaveny tak,

aby námi uvažované univerzum nemohly překročit.

Výsledné funkce jsou zobrazeny na obrázćıch 3.10 a 3.11.

52



doporučeńı x1 x2 x3 x4 typ fuzzy č́ısla
zhubnout −60 −30 −30 0 lineárńı

udržet −30 0 0 30 lineárńı
přibrat 0 30 30 60 lineárńı

Tabulka 3.6: Protažeńı krajńıch hodnot proměnné doporučeńı

(a) Mamdani (b) Novák

Obrázek 3.10: Funkce vyjadřuj́ıćı vztah mezi váhou a doporučeńım po protažeńı
krajńıch hodnot pro Mamdaniho a Novák̊uv algoritmus
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Obrázek 3.11: Funkce vyjadřuj́ıćı vztah mezi váhou a doporučeńım po protažeńı
krajńıch hodnot pro Sugenovy modifikace

T́ımto se nám tedy podařilo vyřešit zmı́něný problém s defuzzifikaćı. Zarazit

nás zde ale ještě mohou schodovité tvary jednotlivých funkćı. Zaměř́ıme-li se

např́ıklad na Mamdaniho metodu a defuzzifikaci pomoćı těžǐstě, pak váž́ıme-li

např́ıklad 55 kg, dostaneme doporučeńı přibrat 30 kg, avšak pokud bychom vážili

pouze o 5 kg v́ıce, pak už by nám bylo doporučeno váhu si udržet.

Tyto skoky jsou zp̊usobeny t́ım, že máme hodnoty vstupńı proměnné modelo-

vané pomoćı lichoběžńıkových fuzzy č́ısel s poměrně širokými jádry. V následuj́ıćı

části si tedy př́ıklad opět předefinujeme a mı́sto lichoběžńıkových fuzzy č́ısel bu-

deme uvažovat fuzzy č́ısla trojúhelńıková.

3.1.2. Upraveńı výchoźıho př́ıkladu pro trojúhelńıková

fuzzy č́ısla

Hodnoty vstupńı proměnné váha mějme nyńı definované podle tabulky 3.7 a

znázorněné na obrázku 3.12.

váha x1 x2 x3 x4 typ fuzzy č́ısla
podvýživa 40 40 40 70 lineárńı

optimálńı váha 40 70 70 100 lineárńı
nadváha 70 100 100 100 lineárńı

Tabulka 3.7: Definováńı hodnot proměnné váha pomoćı trojúhelńıkových fuzzy
č́ısel
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Obrázek 3.12: Vstupńı proměnná modelovaná pomoćı trojúhelńıkových fuzzy č́ısel

Funkce vyjadřuj́ıćı závislost doporučeńı na váze pro takto upravený př́ıklad

jsou pak zobrazeny na obrázćıch 3.13 a 3.14.

(a) Mamdani (b) Novák

Obrázek 3.13: Funkce vyjadřuj́ıćı vztah mezi váhou a doporučeńım pro Mamda-
niho a Nováka
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Obrázek 3.14: Funkce vyjadřuj́ıćı vztah mezi váhou a doporučeńım pro Sugenovy
modifikace

Vid́ıme, že až na metody MOM, SOM a LOM u Mamdaniho př́ıstupu, které

maj́ı i nadále nehezký pr̊uběh, jsou již skoky v ostatńıch funkćıch vyhlazené a

funkce maj́ı plynulý pr̊uběh.

Pro srovnáńı s výchoźım př́ıkladem, ve kterém nemáme protažené krajńı

výstupńı hodnoty a vstupńı hodnoty jsou modelovány pomoćı lichoběžńıkových

č́ısel, jsou v tabulce 3.8 ukázány výsledné defuzzifikace pro tutéž hodnotu 83 kg.

Dané pozorováńı nyńı zasahuje pravidla ve stupńıch 0; 0,57 a 0,43. Výsledné fuzzy

množiny, které byly v tomto př́ıpadě defuzzifikovány, jsou zobrazeny na obrázku

3.15.

výsledné hodnoty defuzzifikace
Mamdani Novák Zobecněný Sugeno

centroid −13, 4 −1, 2 −13
bisektor −11, 5 −4, 4 −13
MOM 0 −13 −13
SOM −13 −13 −13
LOM 12, 9 −13 −13

Tabulka 3.8: Souhrn výsledných hodnot
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(a) Mamdaniho výstup (b) Novák̊uv výstup

(c) Výstup zobecněného Sugena

Obrázek 3.15: Výsledné fuzzy množiny a jejich defuzzifikace

Z výsledné fuzzy množiny u Mamdaniho př́ıstupu můžeme vidět, proč metody

MOM, SOM a LOM dávaj́ı tak nehezké výsledky. Máme-li totiž téměř nap̊ul

zasažená dvě pravidla, bude pak velmi široká množina M , ze které bereme v

př́ıpadě SOM infimum a pro LOM supremum. Nejhorš́ı situace pak nastane právě

tehdy, když jsou dvě pravidla zasažené přesně z poloviny. V takových situaćıch

pak právě vznikaj́ı ty největš́ı rozd́ıly mezi SOM a LOM.

I v tomto př́ıpadě zde však stále vid́ıme poměrně neurčité výstupy. Toto

bychom mohli vyřešit t́ım, že se pokuśıme zjemnit škály daných proměnných

a uvažovat u nich v́ıce jazykových hodnot.
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3.1.3. Upraveńı výchoźıho př́ıkladu zjemněńım škál

Uvažujme tedy opět př́ıklad pro váhu a doporučeńı. Nyńı si však zjemńıme

škály a budeme uvažovat v́ıce jazykových hodnot jak pro vstupńı proměnnou

váha, tak i pro výstupńı proměnnou doporučeńı.

Tentokrát mějme u obou proměnných 5 termů, jejichž významy jsou shrnuty

v tabulkách 3.9 a 3.10 a zobrazeny na obrázku 3.16:

váha x1 x2 x3 x4 typ fuzzy č́ısla
těžká podvýživa 40 40 40 55 lineárńı

podvýživa 40 55 55 70 lineárńı
optimálńı váha 55 70 70 85 lineárńı

nadváha 70 85 85 100 lineárńı
těžká nadváha 85 100 100 100 lineárńı

Tabulka 3.9: Definováńı nových hodnot proměnné váha

doporučeńı x1 x2 x3 x4 typ fuzzy č́ısla
výrazně zhubnout −45 −30 −30 −15 lineárńı

zhubnout −30 −15 −15 0 lineárńı
udržet −15 0 0 15 lineárńı
přibrat 0 15 15 30 lineárńı

výrazně přibrat 15 30 30 45 lineárńı

Tabulka 3.10: Definováńı nových hodnot proměnné doporučeńı
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(a) vstupńı proměnná (b) výstupńı proměnná

Obrázek 3.16: Nové vstupńı a výstupńı proměnné

Pro tento př́ıklad tedy mějme bázi fuzzy pravidel sepsanou v tabulce 3.11.

Pravidlo 1: Jestliže váha = “těžká podvýživa”, pak doporučeńı = “ výrazně přibrat”.

Pravidlo 2: Jestliže váha = “podvýživa”, pak doporučeńı = “přibrat”.

Pravidlo 3: Jestliže váha = “optimálńı váha”, pak doporučeńı = “udržet”.

Pravidlo 4: Jestliže váha = “nadváha”, pak doporučeńı = “zhubnout”.

Pravidlo 5: Jestliže váha = “těžká nadváha”, pak doporučeńı = “výrazně zhubnout”.

Tabulka 3.11: Nová báze pravidel

Pro porovnáńı opět uvažujme jako pozorováńı hodnotu 83 kg. Stupně zasažeńı

pravidel jsou uvedeny v tabulce 3.12.

Mı́ry zasažeńı pravidel
h1 0
h2 0
h3 0,13
h4 0,87
h5 0

Tabulka 3.12: Mı́ry zasažeńı jednotlivých pravidel

Dále se opět pod́ıváme, jaké budou výstupy pro jednotlivé metody.

59



Mamdaniho př́ıstup

Proces konstrukce významů jednotlivých pravidel je zobrazen na obrázćıch

3.17 a 3.18 a výsledná fuzzy množina pak na obrázku 3.19.

(a) 1. pravidlo

(b) 2. pravidlo

(c) 3. pravidlo

Obrázek 3.17: Mamdani - fuzzy relace pravidel (1. část)
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(a) 4. pravidlo

(b) 5. pravidlo

Obrázek 3.18: Mamdani - fuzzy relace pravidel (2. část)

Obrázek 3.19: Mamdani - výsledná fuzzy množina a jej́ı defuzzifikace
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Novák̊uv př́ıstup

Jak bude v tomto př́ıpadě vypadat proces konstrukce d́ılč́ıch významů při

použit́ı fuzzy inference dle Nováka, můžeme vidět na obrázćıch 3.20 a 3.21 a

výslednou množinu na obrázku 3.22.

(a) 1. pravidlo

(b) 2. pravidlo

(c) 3. pravidlo

Obrázek 3.20: Novák - fuzzy relace pravidel (1. část)
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(a) 4. pravidlo

(b) 5. pravidlo

Obrázek 3.21: Novák - fuzzy relace pravidel (2. část)

Obrázek 3.22: Novák - výsledná fuzzy množina a jej́ı defuzzifikace

Zobecněný Sugeno a Sugeno & Yasukawa

Pro zobecněného Sugena dostaneme v tomto př́ıpadě fuzzy č́ıslo vykreslené

na obrázku 3.23 a Sugeno & Yasukawa doporuč́ı zhubnout 13 kg.
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Obrázek 3.23: Zobecněný Sugeno - výsledná fuzzy množina a jej́ı defuzzifikace

Porovnáńı výstupńıch hodnot

Výsledné hodnoty pro jednotlivé algoritmy a r̊uzné metody defuzzifikace jsou

nyńı shrnuty v tabulce 3.13.

výsledné hodnoty defuzzifikace
Mamdani Novák Zobecněný Sugeno

centroid −12, 4 −8, 1 −13
bisektor −13, 8 −12, 7 −13
MOM −15 −13 −13
SOM −17 −13 −13
LOM −13 −13 −13

Tabulka 3.13: Souhrn nových výsledných hodnot

Vid́ıme, že v př́ıpadě takto sestaveného systému, kde naše hodnota pozorováńı

již jen částečně zasahuje třet́ı pravidlo a z velké části pak zasahuje čtvrté pravi-

dlo, už metody nedávaj́ı tak neurčité výstupy, jako tomu bylo dř́ıve, a výsledné

defuzzifikace již nejsou tak výrazně odlǐsné.

Pomoćı zjeměńı škál tedy můžeme dostat méně neurčité výsledky, avšak

muśıme t́ım pádem nadefinovat v́ıce hodnot a v́ıce pravidel.

Pr̊uběhy jednotlivých funkćı jsou ukázány na obrázćıch 3.24 a 3.25.
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(a) Mamdani (b) Novák

Obrázek 3.24: Funkce vyjadřuj́ıćı vztah mezi váhou a doporučeńım pro Mamda-
niho a Nováka

Obrázek 3.25: Funkce vyjadřuj́ıćı vztah mezi váhou a doporučeńım pro Sugenovy
modifikace
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Z obrázku 3.24 vid́ıme, že poměrně překvapivý pr̊uběh maj́ı funkce použ́ıvaj́ıćı

metodu těžǐstě a bisektoru u Novákova př́ıstupu. Vid́ıme, že pro krajńı hodnoty

univerza se tyto dvě metody nechovaj́ı hezky. Toto je zp̊usobeno povahou výpočtu.

V Novákově metodě se totiž při nezasažeńı pravidla nevynuluj́ı hodnoty mimo

oblast, tj. laicky řečeno algoritmus “nevyhloub́ı dané d́ıry”. Největš́ı problém pak

tedy zp̊usobuj́ı hodnoty, které zasahuj́ı přesně nap̊ul dvě krajńı pravidla.

Pro názornost si ukážeme, jak vypadaj́ı výstupńı fuzzy množiny pro některé

z krajńıch hodnot. Na obrázku 3.26 vid́ıme opět vykreslené jednotlivé funkce a

na obrázku 3.27 výstupy algoritmu pro hodnoty 42,5 kg, 47,5 kg a 55 kg.

Obrázek 3.26: Funkce vyjadřuj́ıćı vztah mezi váhou a doporučeńım pro Novák̊uv
algoritmus

Pro vybrané hodnoty jsou přitom mı́ry zasažeńı jednotlivých pravidel sepsány

v tabulce 3.14.

Mı́ry zasažeńı pravidel
Pozorováńı 42,5 kg 47.5 kg 55 kg

h1 0,83 0,5 0
h2 0,17 0,5 1
h3 0 0 0
h4 0 0 0
h5 0 0 0

Tabulka 3.14: Mı́ry zasažeńı pravidel pro vybraná pozorováńı
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(a) 42,5 kg (b) 47,5 kg

(c) 55 kg

Obrázek 3.27: Výsledné fuzzy množiny z Novákova algoritmu pro vybrané hod-
noty

V tomto př́ıpadě bychom tedy nedoporučili použ́ıvat pro defuzzifikaci metodu

těžǐstě či bisektoru, ale mı́sto toho sṕı̌se metodu MOM, SOM či LOM.

Daľśı možnost́ı, jak bychom mohli tomuto problému předej́ıt, by bylo při

agregováńı výstup̊u z jednotlivých pravidel mı́sto klasického pr̊uniku použ́ıt

pr̊unik  Lukasiewicz̊uv. Funkce př́ıslušnosti pro  Lukasiewicz̊uv pr̊unik n množin

BN
i , i = 1, ..., n je pro všechna y ∈ F(V) dána vztahem

BN(y) = max{0,
n∑
i=1

BN
i (y)− n+ 1}, (3.4)

kdy v tomto př́ıpadě F(V) = 〈−30, 30〉 a n = 5.

Pr̊uběh funkćı při použit́ı  Lukasiewiczova pr̊uniku vid́ıme na obrázku 3.28 a

podobu výsledných fuzzy množin pro stejné vybrané hodnoty na obrázku 3.29.
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Obrázek 3.28: Funkce vyjadřuj́ıćı vztah mezi váhou a doporučeńım pro Novák̊uv
algoritmus při použit́ı  Lukasiewiczova pr̊uniku

(a) 42,5 kg (b) 47,5 kg

(c) 55 kg

Obrázek 3.29: Výsledné fuzzy množiny z Novákova algoritmu pro vybrané hod-
noty při použit́ı  Lukasiewiczova pr̊uniku

Na tomto př́ıkladu jsme si tedy ukázali, že d̊uležitou otázkou při sestavováńı

fuzzy inferenčńıch systémů neńı jen to, jaký algoritmus a defuzzifikaci zvolit, ale

d̊uležité je také mı́t primárně vhodně nadefinované proměnné a bázi pravidel.
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3.2. Př́ıklad s protich̊udnými pravidly

V této části se pod́ıváme na to, jak by si jednotlivé inferenčńı algoritmy po-

radily se situaćı, kdy v bázi budou protich̊udná pravidla, tj. když by pro stejné

hodnoty vstup̊u byly možné r̊uzné hodnoty výstup̊u.

Představme si, že jedeme autem a před námi se může objevit překážka. My

chceme sestavit systém, který by nám na základě toho, zda před námi překážka je,

nebo neńı, řekl, co máme dělat. V tomto př́ıkladu budeme pro názornost pracovat

pouze s ostrými č́ısly, které však chápeme jen jako speciálńı př́ıpad fuzzy č́ısel.

Mějme tedy vstupńı proměnnou překážka a výstupńı proměnnou doporučeńı.

Proměnná překážka může nabývat hodnoty 0, která znač́ı, že před námi překážka

neńı, a hodnoty 1, která znač́ı, že překážka před námi je. Proměnná doporučeńı

může nabývat hodnoty -1, která nám ř́ıká, že máme překážku objet zleva, hodnoty

0, která ř́ıká, at’ pokračujeme rovně, a hodnoty 1, která rad́ı překážu objet zprava.

Předpokládejme, že silnice je dostatečně široká a nic nám př́ıpadně v obj́ıžděńı

bránit nebude. Vykresleńı daných proměnných můžeme vidět na obrázku 3.30.

(a) vstupńı proměnná (b) výstupńı proměnná

Obrázek 3.30: Vstupńı a výstupńı proměnné

Uvažovat budeme následuj́ıćı 3 pravidla uvedená v tabulce 3.15.
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Pravidlo 1: Jestliže překážka = “neńı”, pak doporučeńı = “pokračuj rovně”.
Pravidlo 2: Jestliže překážka = “je”, pak doporučeńı = “objed’ zleva”.
Pravidlo 3: Jestliže překážka = “je”, pak doporučeńı = “objed’ zprava”.

Tabulka 3.15: Báze pravidel

Nyńı se pod́ıváme, jaký výstup by nám jednotlivé algoritmy daly v př́ıpadě,

že překážka před námi bude. Vstupńı hodnota pozorováńı je tedy 1.

V tomto př́ıpadě by pak prvńı pravidlo nebylo zasaženo v̊ubec a ta daľśı dvě

pravidla by byla zasažena zcela. Mı́ry zasažeńı pravidel jsou sepsány v tabulce

3.16.

Mı́ry zasažeńı pravidel
h1 0
h2 1
h3 1

Tabulka 3.16: Mı́ry zasažeńı jednotlivých pravidel

Mamdaniho př́ıstup

Na obrázku 3.31 můžeme vidět proces vyhodnocováńı jednotlivých pravidel

pro inferenčńı př́ıstup dle Mamdaniho a na obrázku 3.32 pak výslednou množinu,

která vznikla sjednoceńım výstup̊u z těchto jednotlivých pravidel.
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(a) 1. pravidlo

(b) 2. pravidlo

(c) 3. pravidlo

Obrázek 3.31: Mamdani - fuzzy relace pravidel
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Obrázek 3.32: Mamdani - výsledná fuzzy množina a jej́ı defuzzifikace

Jelikož Mamdani pravidla chápe jako možnosti, které ve výsledku sjednocuje,

nejsou pro něj protich̊udná pravidla problém. V tomto př́ıpadě nám tedy řekne,

že rovně jet nesmı́me, ale jinak můžeme překážku objet zleva nebo i zprava.

Ačkoliv my jsme v tomto př́ıkladu pro názornost použili pouze jednoduchý

př́ıpad s ostrými hodnotami, můžeme i tak vidět, že bychom si zde museli dát

velký pozor na použitou metodu defuzzifikace. Kdybychom totiž v tomto př́ıpadě

použili k defuzzifikaci metodu těžǐstě či střed maxim, byla by výstupem hodnota

0, která znamená jet rovně, a do překážky bychom na základě tohoto doporučeńı

narazili. Právě pro tyto př́ıpady máme metody SOM a LOM, na základě kterých

pak překážku správně objedeme. Podle toho, kterou z těchto dvou metod zvoĺıme,

rozhodneme o tom, zda budeme překážku obj́ıždět zleva, nebo zprava3.

3Pozn.: Kdybychom pro výpočet defuzzifikace použili v MATLABu zaimplementovaný př́ıkaz
defuzz, který LOM a SOM poč́ıtá z absolutńıch hodnot, dostali bychom v obou př́ıpadech
výslednou hodnotu -1, tj. pouze doporučeńı objet překážku zleva.
Pozn.: Metoda bisektoru zde dá jako výstup také hodnotu -1, nebot’ zde neńı žádná plocha k
rozděleńı a bisektor tak bere prvńı možnou hodnotu.
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Novák̊uv př́ıstup

Jinou situaci nyńı uvid́ıme při použit́ı Novákova př́ıstupu. Jelikož prvńı pra-

vidlo nebylo zasaženo v̊ubec, můžeme dle něj dělat cokoliv, tj. obj́ıždět zleva,

zprava a nebo jet rovně. Druhé pravidlo už je zasaženo zcela a jedinou možnost́ı

je podle něj objet překážku zleva. Stejně tak je zcela zasažené i třet́ı pravidlo,

které nám pak ř́ıká, že překážku máme objet zprava. Tento proces vyhodnocováńı

pravidel je zobrazen na obrázku 3.33.

(a) 1. pravidlo

(b) 2. pravidlo

(c) 3. pravidlo

Obrázek 3.33: Novák - fuzzy relace pravidel
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Jelikož Novák̊uv algoritmus nahĺıž́ı na pravidla jako na implikace, které musej́ı

platit současně, a spojeńı těchto pravidel modeluje pomoćı operace pr̊uniku, byla

by v tomto př́ıpadě výsledkem prázdná možina. Při protich̊udných pravidlech

nám tedy tato metoda řekne, že nic neńı možné.

Novák̊uv př́ıstup k inferenci tedy může být použit pouze tehdy, máme-li

zajǐstěno, že v bázi protich̊udná pravidla nejsou. Na to, že něco neńı v pořádku,

jsme v tomto př́ıpadě však d́ıky výstupu v podobě prázdné množiny upozorněni.

Abychom zde pak mohli Novákovu metodu použ́ıt, muśıme bázi pravidel

přeformulovat a v tomto př́ıpadě vybrat pouze jednu možnost pro obj́ıžděńı.

Museli bychom tedy určit, že v př́ıpadě výskytu překážky ji budeme obj́ıždět

např́ıklad zásadně zleva, a vypustili bychom třet́ı pravidlo.

Zobecněný Sugeno a Sugeno & Yasukawa

Nyńı si ukážeme, že pro protich̊udná pravidla rozhodně neńı vhodný algorit-

mus zobecněného Sugena či př́ıstup Sugena a Yasukawy. Vzhledem k tomu, že

tyto metody poč́ıtaj́ı výstup jako vážený pr̊uměr, dostali bychom pak ve všech

př́ıpadech jako výsledek doporučeńı jet rovně, a do překážky bychom narazili. Na

to, že je něco špatně, by nás v tomto př́ıpadě nav́ıc ani nic neupozornilo.

Výstup pro zobecněného Sugena je zobrazen na obrázku 3.34 a výsledná hod-

nota dle algoritmu Sugena a Yasukawy by byla rovna nule.

Obrázek 3.34: Zobecněný Sugeno - výsledná fuzzy množina a jej́ı defuzzifikace
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Na tomto př́ıkladu jsme si tedy ukázali, že máme-li v bázi protich̊udná pravi-

dla, pak si s t́ım porad́ı pouze př́ıstup Mamdaniho, avšak je potřeba dát si pozor

na použitou metodu defuzzifikace. Pokud bychom totiž zvolili defuzzifikaci po-

moćı centroidu či MOM, nebyli bychom nijak upozorněni na to, že v bázi mohou

být protich̊udná pravidla, a na základě výstupu bychom narazili. Protich̊udná

pravidla tedy muśıme detekovat sami a vzhledem k tomu pak zvolit vhodnou

metodu defuzzifikace.

Naopak Novák nás na tento problém d́ıky výstupu v podobě prázdné množiny

upozorńı a dá nám tedy najevo, že bychom bázi pravidel měli upravit a zvolit

pouze jednu možnost obj́ıžděńı. Tato volba pouze jednoho ze směr̊u pak vlastně

odpov́ıdá tomu, když u Mamdaniho vyb́ıráme mezi defuzzifikaćı pomoćı SOM a

LOM.

Př́ıstupy vycházej́ıćı ze Sugenovy metody nás nejenže na problém neupozorńı,

ale dokonce nám i ve všech př́ıpadech daj́ı špatnou výstupńı hodnotu.

3.3. Př́ıklad se dvěma vstupńımi proměnnými

Nyńı se pod́ıváme, jak algoritmy pracuj́ı v př́ıpadě, že máme v́ıce vstupńıch

proměnných. Pro jednoduchost a názornost si zkonstruujeme př́ıklad, ve kterém

budou vstupńı proměnné dvě.

Představme si, že jsme v obchodě a vyb́ıráme si např́ıklad šaty. Každé

zkoušené šaty budeme cht́ıt nějak ohodnotit na základě toho, jak nám sluš́ı a

jak pohodlné jsou. Budeme mı́t tedy vstupńı proměnné “vzhled” a “pohodlnost”

a výstupńı proměnnou bude “hodnoceńı”.

Vzhled budeme hodnotit body od 0 do 10, kdy 0 bod̊u znamená, že nám

šaty v̊ubec nesluš́ı, a 10 znamená, že nám naprosto sluš́ı. Pohodlnosti budeme

přǐrazovat hodnoty z intervalu 〈0, 1〉, přičemž 0 znač́ı, že jsou šaty absolutně

nepohodlné, a 1 že jsou naopak zcela pohodlné. Výsledné hodnoceńı pak bude

dáno v procentech, tj. od 0 do 100.

Jednotlivé proměnné, jejich termy, významy a typy fuzzy č́ısel jsou popsány

v tabulkách 3.17 a 3.18 a znázorněny na obrázćıch 3.35 a 3.36.
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Na tomto př́ıkladu si také ukážeme, že funkce FIS.m dokáže pracovat i s

kvadratickými fuzzy č́ısly a fuzzy pozorováńımi.

Vstupńı proměnné
vzhled x1 x2 x3 x4 typ fuzzy č́ısla
nesluš́ı 0 0 0 5 lineárńı

neutrálńı 0 5 5 10 lineárńı
sluš́ı 5 10 10 10 lineárńı

pohodlnost x1 x2 x3 x4 typ fuzzy č́ısla
nepohodlné 0 0 0 1 lineárńı
pohodlné 0 1 1 1 lineárńı

Tabulka 3.17: Definováńı hodnot vstupńıch proměnných

Výstupńı proměnná
hodnoceńı x1 x2 x3 x4 typ fuzzy č́ısla

nespokojenost -50 0 0 50 kvadratické
pr̊uměr 0 50 50 100 kvadratické

spokojenost 50 100 100 150 kvadratické

Tabulka 3.18: Definováńı hodnot výstupńı proměnné

(a) 1. vstupńı proměnná (b) 2. vstupńı proměnná

Obrázek 3.35: Vstupńı proměnné
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Obrázek 3.36: Výstupńı proměnná

Báze pravidel je sepsána v tabulce 3.19 a napozorované hodnoty jednotlivých

vstupńıch proměnných v tabulce 3.20. Pro nějaké konkrétńı šaty máme tedy

vzhled ohodnocený fuzzy č́ıslem reprezentuj́ıćım “asi 7” bod̊u a pohodlnost jsme

určili na hodnotu 0.8. Pro potřeby funkce však i tuto ostrou hodnotu zadáme

jako fuzzy č́ıslo, abychom měli všechny hodnoty pozorováńı stejného druhu.

Pravidlo 1: Jestliže vzhled = “nesluš́ı” a pohodlnost = “nepohodlné”,

pak hodnoceńı = “nespokojenost”.

Pravidlo 2: Jestliže vzhled = “neutrálńı” a pohodlnost = “nepohodlné”,

pak hodnoceńı = “nespokojenost”.

Pravidlo 3: Jestliže vzhled = “sluš́ı” a pohodlnost = “nepohodlné”,

pak hodnoceńı = “pr̊uměr”.

Pravidlo 4: Jestliže vzhled = “nesluš́ı” a pohodlnost = “pohodlné”,

pak hodnoceńı = “nespokojenost”.

Pravidlo 5: Jestliže vzhled = “neutrálńı” a pohodlnost = “pohodlné”,

pak hodnoceńı = “pr̊uměr”.

Pravidlo 6: Jestliže vzhled = “sluš́ı” a pohodlnost = “pohodlné”,

pak hodnoceńı = “spokojenost”.

Tabulka 3.19: Báze pravidel
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Pozorováńı
x1 x2 x3 x4 typ fuzzy č́ısla

vzhled 6 7 7 8 lineárńı
pohodlnost 0.8 0.8 0.8 0.8 lineárńı

Tabulka 3.20: Hodnoty pozorováńı pro jednotlivé proměnné

To, v jakých mı́rách naše pozorováńı zasahuje jednotlivá pravidla, je zapsáno

v následuj́ıćı tabulce 3.21. Jak již v́ıme z kapitoly 2 a můžeme vidět např́ıklad

z obrázk̊u 3.37 a 3.38, mı́ry zasažeńı jednotlivých pravidel v př́ıpadě v́ıce

proměnných v antecedentu źıskáme jako minimum ze zásah̊u jednotlivých

významů v daném pravidle. Poté už pokračujeme stejně jako dř́ıve.

Mı́ry zasažeńı pravidel
h1 0
h2 0.2
h3 0.2
h4 0
h5 0.666
h6 0.5

Tabulka 3.21: Mı́ry zasažeńı jednotlivých pravidel

Mamdaniho př́ıstup

Proces inference pro Mamdaniho metodu je znázorněn na obrázćıch 3.37 a

3.38, výsledná fuzzy množina a jej́ı defuzzifikace pak na obrázku 3.39.
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(a) 1. pravidlo

(b) 2. pravidlo

(c) 3. pravidlo

Obrázek 3.37: Mamdani - fuzzy relace pravidel (1.část)
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(a) 4. pravidlo

(b) 5. pravidlo

(c) 6. pravidlo

Obrázek 3.38: Mamdani - fuzzy relace pravidel (2. část)
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Obrázek 3.39: Mamdani - výsledná fuzzy množina a jej́ı defuzzifikace

Pokud bychom tedy k hodnoceńı našich šat̊u použili Mamdaniho př́ıstup, byli

bychom s nimi na základě defuzzifikace metodou těžǐstě či bisektoru spokojeni

zhruba na 61 %, s použit́ım metody SOM pouze na 30 %, s MOM na 50 % a

s LOM na 70 %. Opět zde ve výsledném hodnoceńı vid́ıme poměrně výraznou

neurčitost a velké rozd́ıly v defuzzifikaci.

Novák̊uv př́ıstup

Pro př́ıpad Novákova fuzzy inferenčńıho algoritmu můžeme vidět pr̊uběh na

obrázćıch 3.40 a 3.41 a výslednou fuzzy množinu na obrázku 3.42.

V tomto př́ıpadě by výsledkem defuzzifikace pomoćı těžǐstě bylo hodnoceńı

šat̊u 51 %, pomoćı bisektoru 55 %, pomoćı SOM 69 %, pomoćı MOM 73 % a

pomoćı LOM pak 76 %.
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(a) 1. pravidlo

(b) 2. pravidlo

(c) 3. pravidlo

Obrázek 3.40: Novák - fuzzy relace pravidel (1.část)
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(a) 4. pravidlo

(b) 5. pravidlo

(c) 6. pravidlo

Obrázek 3.41: Novák - fuzzy relace pravidel (2. část)
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Obrázek 3.42: Novák - výsledná fuzzy množina a jej́ı defuzzifikace

Zobecněný Sugeno

Nakonec, pod́ıváme-li se na výsledné fuzzy č́ıslo źıskané pomoćı zobecněného

Sugenova algoritmu, které je zobrazeno na obrázku 3.43, uvid́ıme, že všechny

metody nám zde daj́ı stejné výsledné hodnoceńı 93 %. Jak totiž v́ıme, výstupem

v tomto algoritmu je vždy fuzzy č́ıslo stejného typu, jako jsou fuzzy č́ısla použitá

v daném modelu. V tomto př́ıpadě je výstupem tedy symetrické kvadratické fuzzy

č́ıslo. Dı́ky tomu, že jsme v zadáńı př́ıkladu symbolicky protáhli krajńı fuzzy č́ısla

u výstupńı proměnné, umožńı nám také metody centroidu a bisektoru dosáhnout

i krajńıch hodnot hodnoceńı. Pokud bychom tak neučinili, pak bychom i pro

naprosto slušivé a zcela pohodlné šaty dostali při těchto metodách defuzzifikace

jako maximálńı hodnoceńı jen nějakých 85 %.

Pro př́ıstup Sugena a Yasukavy zde žádný výsledek nemáme, protože tento

algoritmus předpokládá pouze ostré hodnoty pozorováńı. Na toto nás však funkce

FIS.m upozorńı.
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Obrázek 3.43: Zobecněný Sugeno - výsledná fuzzy množina a jej́ı defuzzifikace

Porovnáńı výstupńıch hodnot

Hodnoty všech výsledných defuzzifikaćı tohoto př́ıkladu jsou sepsány v

následuj́ıćı tabulce 3.22.

Výsledné hodnoty defuzzifikace
Mamdani Novák Zobecněný Sugeno

centroid 61 51 93
bisektor 61 55 93
MOM 50 73 93
SOM 30 69 93
LOM 70 76 93

Tabulka 3.22: Souhrn všech výsledných hodnot defuzzifikace

Opět tedy můžeme vidět, že výsledné hodnoceńı šat̊u výrazně záviśı na tom,

jaký si vybereme inferenčńı algoritmus a jaký zp̊usob defuzzifikace použijeme.

Zejména u fuzzy inference dle Mamdaniho je pak vidět obrovská závislost na

metodě defuzzifikace. Zat́ımco u Mamdaniho můžeme pro naše šaty dostat jako

hodnoceńı i pouhých 30 %, u ostatńıch metod se nedostaneme pod 50 %.
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3.4. Ukázka př́ıpadu, kdy žádné pravidlo neńı

zasaženo

Na závěr této práce se ještě zkuśıme pod́ıvat na to, jak by se zachovaly jed-

notlivé algoritmy v př́ıpadě, kdy by ani jedno z pravidel nebylo zasaženo. Došlo

by tedy k porušeńı předpokladu, že pozorováńı alespoň částečně zasáhne hodnoty

na levé straně alespoň jednoho pravidla. Toto by znamenalo, že nemáme vhodně

sestavenou bázi a nastala situace, pro kterou v ńı neńı zadefinované pravidlo.

Použijme nyńı stejné zadáńı jako v předcházej́ıćım př́ıkladu, avšak z báze

záměrně vynechejme jedno pravidlo a hodnotu pozorováńı nastavme tak, aby

žádné z těch zbylých nebylo ani částečně zasaženo.

Uvažujme tedy stejné vstupńı a výstupńı proměnné, které jsou popsány v

tabulkách 3.17 a 3.18 a zobrazeny na obrázćıch 3.35 a 3.36. Z báze pravidel z

tabulky 3.19 pak odstrańıme páté pravidlo. V roli pozorováńı nyńı budeme mı́t

šaty, které maj́ı naprosto neutrálńı vzhled a jsou zcela pohodlné. Budou mı́t tedy

přesně 5 bod̊u za vzhled a hodnotu 1 pro pohodlnost. Jak můžeme vidět z tabulky

3.23, stupeň zasažeńı je ted’ pro všechna pravidla nulový.

Mı́ry zasažeńı pravidel
h1 0
h2 0
h3 0
h4 0
h5 0

Tabulka 3.23: Mı́ry zasažeńı jednotlivých pravidel

Dále uvid́ıme, jak se v této situaci budou jednotlivé metody chovat.

Mamdaniho př́ıstup

Jelikož u Mamdaniho př́ıstupu d́ılč́ı významy pravidel źıskáme uř́ıznut́ım

pravých stran ve výšce zasažeńı, která je zde všude nulová, bude zde pro všechna

tato pravidla výstupem prázdná množina.
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Pro źıskáńı výsledného výstupu tu tak sjednocujeme prázdné fuzzy množiny

a celkovým výstupem je tedy také prázdná množina. Dle tohoto algoritmu by

pak žádné hodnoceńı nebylo možné.

Proces inference je zachycen na obrázćıch 3.44 a 3.45.

(a) 1. pravidlo

(b) 2. pravidlo

(c) 3. pravidlo

Obrázek 3.44: Mamdani - fuzzy relace pravidel (1.část)
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(a) 4. pravidlo

(b) 5. pravidlo

Obrázek 3.45: Mamdani - fuzzy relace pravidel (2. část)

Novák̊uv př́ıstup

U Nováka bude situace opačná. Z pravdivosti implikace totiž v́ıme, že neplat́ı-li

předpoklad, pak implikace bude pravdivá. Vztáhneme-li to na tuto situaci, tak

pokud neńı antecedent ani z části zasažen, pak výstupem bude celé univerzum,

tj. BN = V = 〈0, 100〉, a možné je tedy cokoliv. Jakékoliv hodnoceńı tak bude

pravdivé ve stupni 1.

Postup inference je vykreslen na obrázćıch 3.46 a 3.47 a výsledná fuzzy

množina a jej́ı defuzzifikace na obrázku 3.48.
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(a) 1. pravidlo

(b) 2. pravidlo

(c) 3. pravidlo

Obrázek 3.46: Novák - fuzzy relace pravidel (1.část)
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(a) 4. pravidlo

(b) 5. pravidlo

Obrázek 3.47: Novák - fuzzy relace pravidel (2. část)

Obrázek 3.48: Novák - výsledná fuzzy množina a jej́ı defuzzifikace
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Zobecněný Sugeno a Sugeno & Yasukava

Pokud by tato situace nastala u některé ze Sugenových metod, tak by algorit-

mus “zhavaroval”. Vyplývá to z výpočtu váženého pr̊uměru, kdy ve jmenovateli

máme součet stupň̊u zasažeńı pravidel a zde bychom tedy dostali děleńı nulou.

V této situaci pak námi použ́ıvaná funkce FIS.m zobraźı zprávu, že z d̊uvodu

nezasažeńı žádného z pravidel nelze určit výstup, a proces výpočtu se zastav́ı.

Nemáme-li tedy zajǐstěno, že báze pravidel pokrývá alespoň částečně všechny

reálně možné kombinace vstupńıch proměnných, mohlo by se pak stát, že žádné

pravidlo nebude ani z části zasaženo. V takovém př́ıpadě by metody vycházej́ıćı

ze Sugenova př́ıstupu ihned selhaly, nebot’ by výpočet vedl na děleńı nulou. Na

základě Mamdaniho př́ıstupu by výsledkem byla prázdná množina a tedy žádná

hodnota výstupńı proměnné by nebyla možná, zato dle Novákova př́ıstupu by v

tomto př́ıpadě bylo zcela možné cokoliv.

Menš́ı nevýhodou u Novákova př́ıstupu je to, že bychom po použit́ı defuzzifi-

kace nebyli na nastalou situaci nijak upozorněni. Výstupem by pak byla pr̊uměrná

hodnota, tj. 50 %, př́ıpadně 0 % pro SOM či 100 % pro LOM.

Je dobré ještě zmı́nit, že u Mamdaniho př́ıstupu nám funkce FIS.m v tomto

př́ıpadě zobraźı zprávu, že výstupem je prázdná množina, a proces výpočtu

ukonč́ı. Pokud bychom však pro modelováńı použili např́ıklad Fuzzy Logic De-

signer v MATLABu, nebyli bychom na skutečnost, že žádné pravidlo nebylo

zasaženo, nijak upozorněni a jako výsledek defuzzifikace prázdné množiny bychom

dostali pr̊uměrnou hodnotu.
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Závěr

Ćılem této diplomové práce bylo seznámit čtenáře s problematikou fuzzy in-

ferenčńıch systémů a popsat vybrané metody představené v odborné literatuře,

konkrétně Mamdaniho metodu, Novákovu metodu, metodu zobecněného Sugena

a metodu Sugena a Yasukawy.

Než jsme se však zaměřili na samotné fuzzy inferenčńı systémy, seznámili jsme

se v prvńı kapitole nejprve se základy teorie fuzzy množin. V této kapitole byla

představena definice fuzzy množiny a základńı pojmy a operace, jejichž znalost

byla potřebná k porozuměńı daľśımu textu. V závěru této části pak byla zadefi-

nována jazyková proměnná, neboli proměnná, jej́ıž hodnoty jsou vyjádřeny slovně

a jejich matematický význam je modelován pomoćı fuzzy množin.

Druhá kapitola se již věnovala teoretickému představeńı fuzzy inferenčńıch

systémů a jednotlivých metod. Ukázali jsme si, že fuzzy inferenčńı systémy nám

umožňuj́ı modelovat vztahy mezi jazykovými proměnnými prostřednictv́ım ex-

pertně stanovených slovńıch pravidel typu “JESTLIŽE-PAK” a na základě fuzzy

logiky následně pro zadané hodnoty vstupńıch proměnných vypoč́ıtat hodnotu

výstupńı proměnné. Zp̊usob vyvozeńı této výsledné hodnoty přitom záviśı na

zvoleném př́ıstupu k fuzzy inferenci, tj. na použité metodě.

Ve třet́ı kapitole jsme si následně na jednoduchých př́ıkladech ukázali, jak

jednotlivé inferenčńı algoritmy postupuj́ı v praxi. Již u prvńıho př́ıkladu jsme

mohli vidět, že při sestavováńı fuzzy inferenčńıch systémů je třeba nejen vybrat

vhodný mechanismus a zp̊usob defuzzifikace, ale primárně je d̊uležité mı́t vhodně

nadefinované proměnné a bázi pravidel. Zjistili jsme, že aby výsledná funkce mo-

deluj́ıćı závislost výstupńı proměnné na proměnných vstupńıch měla plynuleǰśı
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pr̊uběh a neobsahovala schodovité skoky, je lepš́ı mı́t významy hodnot vstupńıch

proměnných definované pomoćı trojúhelńıkových fuzzy č́ısel.

K tomu, aby nav́ıc výsledné hodnoty byly méně neurčité, může dopomoci

zjemněńı jazykových škál. Zde je však třeba si uvědomit, že s přidáváńım hodnot

roste také složitost systému. Pak totiž může být obt́ıžněǰśı nadefinovat jednotlivé

významy a roste počet pravidel.

Následně jsme si také ukázali, že máme-li v bázi protich̊udná pravidla, porad́ı

si s t́ım pouze Mamdaniho algoritmus, avšak i u něj je potřeba dát si velký pozor

na použitou metodu defuzzifikace.

V posledńı části práce pak bylo demonstrováno, jak by se metody zachovaly

v př́ıpadě, kdy by báze pravidel byla špatně sestavená a nastalo by pozorováńı,

pro které by v ńı nebylo pravidlo. Zde jsme mohli vidět, že např́ıklad pro metody

založené na Sugenově př́ıstupu by výpočet úplně selhal, nebot’ by vedl na děleńı

nulou.

Př́ınos této práce spatřuji nejen v popisu a porovnáńı jednotlivých metod,

ale také ve vytvořené funkci, která umožňuje sestavit si v programu MATLAB

vlastńı fuzzy inferenčńı systémy a vizualizovat si jejich proces pro všechny čtyři

uvedené metody.

Osobně shledávám toto téma jako velmi zaj́ımavé a během psańı práce,

zejména tedy při samotném modelováńı vlastńıch př́ıklad̊u, jsem se přesvědčila

o tom, že jsou fuzzy inferenčńı systémy d́ıky své srozumitelnosti a poměrně

snadnému sestaveńı velmi užitečné a mohou nám i v každodenńım životě

usnadnit řadu rozhodovaćıch a ř́ıd́ıćıch proces̊u.
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1.8 Reálné č́ıslo a uzavřený interval jako fuzzy množiny . . . . . . . . 18
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metody defuzzifikace pro Sugenovy modifikace . . . . . . . . . . . 52
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3.27 Výsledné fuzzy množiny z Novákova algoritmu pro vybrané hodnoty 67
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algoritmus při použit́ı  Lukasiewiczova pr̊uniku . . . . . . . . . . . 68
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3.48 Novák - výsledná fuzzy množina a jej́ı defuzzifikace . . . . . . . . 90

97



Seznam tabulek
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3.13 Souhrn nových výsledných hodnot . . . . . . . . . . . . . . . . . . 64
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