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Uvod

Tato diplomova prace je vénovana problematice fuzzy inferenc¢nich systému,
jejichz cilem je matematicky modelovat lidské usuzovani. Tyto systémy se tedy
snazi na zdkladé néjakych slovné formulovanych pravidel typu “JESTLIZE, PAK”
srozumitelné a intuitivné popisovat vztahy mezi proménnymi a s vyuzitim fuzzy
logiky z nich vyvozovat zaveéry.

V prvni kapitole této prace se nejdiive seznamime se zaklady teorie fuzzy
mnozin. Predstavime si koncepci fuzzy mnoziny, uvedeme si zakladni pojmy, po-
moci kterych lze fuzzy mnoziny popsat a operace, které s nimi muzeme provadét.
Daéle se zaméiime na fuzzy relace a fuzzy Cisla a popiSeme si ruzné metody de-
fuzzifikace. Nakonec si zadefinujeme jazykovou proménnou, se kterou budeme v
dalsich kapitolach pracovat.

Druha kapitola se jiz bude vénovat teoretickému pozadi fuzzy inferncnich
systému. V této ¢asti se nejprve strucné sezndmime se zakladni myslenkou fuzzy
logiky, zadefinujeme si bazi fuzzy pravidel a predstavime si piibliznou dedukeci.
Nasledné si uvedeme obecny proces fuzzy inferencnich systému a predstavime si
¢tyfi ruzné pristupy k inferenci: Mamdaniho ptistup, Novakuv pristup a dva typy
zobecnéni klasického Sugenova pristupu.

Ve treti kapitole si pak zkusime nékolik fuzzy inferen¢nich systému sestavit a
jednotlivé algoritmy na nich modelovat. Pro tyto tucely si vytvorime vlastni funkci
v programovacim prostiedi MATLAB. Na danych piikladech si ukdzeme nejen
zpusob vypoétu a chovani jednotlivych metod, ale také se pokusime jednotlivé

pristupy mezi sebou porovnat.



Kapitola 1

Zaklady teorie fuzzy mnozin

Na zacatku této prace se nejdiive seznamime se zéklady teorie fuzzy mnozin,
coz je dalsi matematicky néstroj, ktery nam umoznuje efektivné pracovat nejen s
¢isly, ale také s vagnimi (neurcitymi) pojmy, a matematicky modelovat vyznamy
slov ptirozeného jazyka.

Informace pro tuto kapitolu byly ¢erpany z publikaci [1], [7], [L 1] a [12], neni-li

uvedeno jinak.

1.1. Historie a motivace

Za zakladatele teorie fuzzy mnozin a fuzzy logiky je povazovan americky
inzenyr a profesor narozeny v Azerbajdiénu, Lotfi A. Zadeh. Pojem “fuzzy” a
zékladni koncepci fuzzy mnozin predstavil poprvé ve svém ¢lanku Fuzzy Sets [12],
ktery byl publikovan v roce 1965 v ¢asopise Information and Control.

V 60. letech zacal Zadeh zpochybnovat dostatecnost klasické matematiky,
kterd je zalozena na presném popisu systému a exaktnich definicich. Zadeh byl
nazoru, ze ¢im detailnéji se snazime néjaké slozité systémy popsat, tim vice se
muzeme v daném popisu zacit ztracet. Navrhl tedy, ze k presnému a zaroven sro-
zumitelnému popisu potiebujeme jiny druh matematiky, ktery bude umét pra-
covat i s vagnimi pojmy a pfirozenym jazykem. Zadeh upozornil na to, ze v
realném zivoté se narozdil od klasickych mnozin, jejichz hranice jsou jasné vy-

mezené, setkavame ve velké mife s mnozinami, u kterych tyto hranice tak jedno-



znacné stanovit nedokazeme. Pro tyto mnoziny se rozhodl pouzit oznaceni fuzzy
(mlhavy, neostry ¢i neurcity).

Jako priklad takovych mnozin ve svém dile uvadi napt. mnozinu krasnych
zen ¢i mnozinu vysokych muzu. Vidime, ze pro tyto piipady nemame zadné jasné
dané kritérium, dle kterého bychom Zeny ¢i muze do téchto mnozin zaradili,
resp. nezafadili. Ve svém dile se Zadeh snazil poukazat na to, ze pravé ta-
kovéto typy nepresné vymezenych mnozin vSak maji velmi dulezitou roli v lidském
mysleni a vyjadfovani, a prisel s napadem funkce piislusnosti, na kterém je teorie
fuzzy mnozin zalozena.

Ackoliv se ze zacatku tato teorie setkala s pomérné velkou vlnou nepocho-
peni, skepse a kritiky, nenechal se Zadeh témito negativnimi reakcemi odradit a
s postupem casu zacala jeho teorie fuzzy mnozin nachazet ptiznivce a uplatnéni,

nejprve zejména v Japonsku, nasledné i v Evropé a USA.

1.2. Zakladni pojmy a operace

V této kapitole si predstavime nékteré zakladni pojmy a operace tykajici se
fuzzy mnozin. Definice a znaceni pouzité v této ¢asti byly prevzaty prevazné z

[5] a [11].

Ostra vs. fuzzy mnozina

Jiz vime, Ze klasickd (neboli ostrd) mnozina ma jasné vymezené hranice, dle
kterych dokazeme rozhodnout o tom, zda néjaky prvek do dané mnoziny patii
¢i nikoliv. Kazdou ostrou mnozinu A definovanou na univerzu U lze tedy popsat
pomoci tzv. charakteristické funkce ya, kterd kazdému prvku z U piitadi bud

hodnotu 1, pokud prvek do mnoziny A patii, nebo 0, pokud do ni nepatii, tj.:

xa:U —{0,1} (1.1)

1 jestlize x € A

L (1.2)
0 jestlize x ¢ A.

VxGL{:XA(x):{



Zakladni ideou fuzzy mnozin pak je, ze prvek muze do mnoziny A patfit i jen

z Casti (tj. v urcitém stupni).

Definice 1.1 (Fuzzy mnozina). Necht je ddna mnoZina U, tzv. univerzum. Pak

fuzzy mnozina A na univerzu U je definovdana zobrazenim
pa U — (0, 1). (1.3)

Funkci pa nazgvdme funkel prislusnosti fuzzy mnozZiny A. Pro kaZdé x € U

nazgvdme hodnotu pa(x) stupen piislusnosti proku x k fuzzy mnoziné A.

7 definice je zfejmé, ze jakoukoliv ostrou mnozinu lze interpretovat jako
specidlni pripad fuzzy mnoziny, kde 4 = 4.

Pro zjednoduseni budeme dale funkci ptislusnosti fuzzy mnoziny oznacovat
stejné jako danou fuzzy mnozinu (tj. pa = A(.)). Piiklad grafu funkce piislusnosti

fuzzy mnoziny muzeme vidét na obrazku 1.1.

stupefi prislusnosti
o o
[s2] oo -

o
S

0 2 4 6 8 10
prvky univerza

Obrazek 1.1: Priklad funkce prislusnosti

Systém vSech fuzzy mnozin definovanych na U znac¢ime F(U) a skutecnost,

ze A je fuzzy mnozina na U, pak znacime zapisem A € F(U).
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Zakladni pojmy pro popis fuzzy mnozin

Definice 1.2 (Zakladni pojmy). Necht je ddna A € F(U).

Nosicem fuzzy mnoziny A na univerzu U rozumime ostrou mnoZinu

Supp A={x e U | A(z) > 0}.

Jadrem fuzzy mnoZiny A na univerzu U rozumime ostrou mnoZinu

Ker A={zclU | A(z) = 1}.

Necht je ddno redlné céislo o € (0,1).

a-fezem fuzzy mnoziny A na univerzu U rozumime ostrou mnozinu

Ay ={z el | Alx) > a}.

Vyskou fuzzy mnozZiny A na univerzu U rozumime hodnotu

hgt A = sup{A(z) | x € U}.

Fuzzy mnoZina A se nazyvd normalni, jestlize
Ker A # 0,

jginak se nazyvda subnormalni.

Vsechny vyse zminéné pojmy jsou znazornény na obréazcich 1.2 a 1.3.

11
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nosic¢ jadro

A
1 _____________
KerAl
- 0 & &
x1 x2 x3 x4 x1 x2 x3 x4
a-fez vy$ka fuzzy mnoziny

hgt A

X1 X2 =x3 x4

Obrazek 1.2: Nosi¢, jadro, a-fez a vyska fuzzy mnoziny

0.8

06

04

02 —normalni fuzzy mnozina
subnormalni fuzzy mnozina

0 20 40 60 80 100

Obréazek 1.3: Normalni vs. subnormalni fuzzy mnozina

Zakladni a zobecnéné operace s fuzzy mnozinami

7 prace s klasickymi mnozinami vime, ze prvky, které maji mnoziny spolecné,
muzeme modelovat pomoci pruniku, prvky, které se vyskytuji alespon v jedné
z mnozin, pomoci sjednoceni a prvky, které se v mnoziné nevyskytuji, pomoci

doplinku. Obdobné operace muzeme provadét také s fuzzy mnozinami. Narozdil

12



od klasickych mnozin zde ale tyto operace nejsou urceny jednoznacné. Nez se
podivame na definice takovych operaci a jejich znézornéni, je treba jesté po-
dotknout, ze tyto operace lze provadét pouze s fuzzy mnozinami definovanymi
na stejném univerzu.

Operace s fuzzy mnozinami jsou tedy undrni (doplnék) nebo bindrni (prunik,
sjednoceni) operace na F(U). Jelikoz jsou fuzzy mnoziny jednoznacéné definovény
svymi funkcemi prislusnosti, jsou tyto operace konstruovany tzv. “po bodech”,
pro jednotlivé stupné prislusnosti.

Nejdiive se podivame na zakladni operace dle Zadeha a nésledné si uvedeme

nekteré doplnujici operace, které je potieba znéat pro dalsi kapitoly.

Definice 1.3 (Prunik). Necht A,B € F(U).
Priunikem fuzzy mnozin A a B rozumime fuzzy mnozinu (ANB) € F(U) s funkci

prislusnosti definovanou vztahem
VeelU: (AN B)(z) = min{A(z), B(z)}. (1.9)

Definice 1.4 (Sjednoceni). Necht A, B € F(U).
Sjednocenim fuzzy mnozin A a B rozumime fuzzy mnozinu (AU B) € F(U) s

funkct prislusnosti definovanou vztahem
Ve el : (AU B)(z) = max{A(z), B(z)}. (1.10)

Definice 1.5 (Doplnék). Necht A € F(U).
Doplitkem  fuzzy mnoziny A rozumime fuzzy mnozinu A € FU) s funkci

prislusnosti definovanou vztahem
Vo €U : (A% (z) =1 — A(x). (1.11)

Vsechny vyse uvedené Zadehovy operace jsou zobrazeny na obrazku 1.4 a 1.5.

13



prunik dle Zadeha sjednoceni dle Zadeha

A B A B

1 1 A r
0.8 0.8
0.6 0.6 \/ \
0.4 ANB 0.4 Ij 1}\\

/ \

0.2 02t [ \

0 0 - =

0 50 100 150 0 50 100 150

Obrézek 1.4: Prunik a sjednoceni dle Zadeha

doplnék dle Zadeha

A

0.8

0.6

0.4

0.2

0

0 50 100 150

Obrazek 1.5: Doplnék dle Zadeha

Dale si tedy jesté uvedeme dopliujici operace dle zakladatele tithodnotové
logiky, polského matematika Jana Lukasiewicze, které jsou zobrazeny na obrazku

1.6. Témto operacim se také iika odvazny prunik a odvazné sjednocent.

Definice 1.6 (Lukasiewiczuv prinik). Necht A, B € F(U).
Lukasiewiczovym (odvaznym) prunikem fuzzy mnozin A a B rozumime fuzzy

mnozinu (ANg B) € F(U) s funkci prislusnosti definovanou vztahem
Veel: (Ang B)(z) = A(x) ® B(x) = max{0, A(z) + B(z) — 1}.  (1.12)

Definice 1.7 (Lukasiewiczovo sjednoceni). Necht A, B € F(U).

Lukasiewiczovym (odvaznym) sjednocenim fuzzy mnozin A a B rozumime fuzzy

14



mnozinu (AUr B) € F(U) s funkci prislusnosti definovanou vztahem

Veel: (AUg B)(z) = A(x) @ B(x) = min{l, A(z) + B(z)}. (1.13)

- Lukasiewiczuv prunik - Lukasiewiczovo sjednoceni

' A B ' AAU B B

1 1
0.8 0.8
0.6 0.6
0.4 0.4
0.2 0.2

A N B
0 0
0 50 100 150 0 50 100 150

Obrazek 1.6: Prunik a sjednoceni dle Lukasiewicze

Posledni operaci, kterou si zde uvedeme, je operace reziduum. Tato operace
modeluje vyznam logické spojky “jestlize, pak”a nese tedy informaci o moznosti
vyskytu néjaké vlastnosti v zavislosti na vyskytu vlastnosti predchozi. Graficky

priklad této operace je zobrazen na obrazku 1.7.
Definice 1.8 (Reziduum). Nechf A, B € F(U).
Reziduem fuzzy mnozin A a B rozumime fuzzy mnoZinu (A EB) € F(U) s

funkct prislusnosti definovanou vztahem

Ve el : (AEB)(z) =min{l,1 — A(z) + B(z)}. (1.14)
i rezidyum fuzzy mrnniin
A B

1
0.8
0.6
0.4
0.2

DD ) 50 100 150

Obrazek 1.7: Reziduum fuzzy mnozin A a B
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1.3. Fuzzy relace a jejich skladani

Obdobné, jako tomu je u klasickych mnozin, muzeme také v teorii fuzzy
mnozin modelovat ucité vztahy mezi prvky pomoci relaci. Zatimco u klasické
(ostré) relace vsak prvky v daném vztahu bud jsou, nebo nejsou, fuzzy relace
nam umozni intenzitu tohoto vztahu kvantifikovat. Prvky tedy ve vztahu mohou
byt tplné, nemusi v ném byt vubec, nebo v ném mohou byt napiiklad jen na
50 %.

Nézornym piikladem muze byt pro klasickou relaci napt. relace “>” na R a
pro fuzzy relaci relace “mnohem vétsi” na R.

Definice v této ¢ésti byly opét pievzaty z publikaci [3] a [L1].

Definice 1.9 (Fuzzy relace). n-arni fuzzy relace je libovolnd fuzzy mnozina R

definovand na kartézském soucinu univerz Uy X ... X U,.

Definice 1.10 (Kartézsky soucin fuzzy mnozin). Necht A; € F(U;),i=1,...,n.
Kartézskym souc¢inem fuzzy mnozin Ai,..., A, nazveme fuzzy mnoZinu

Ay x .o x A, € FlUy x ... X Uy,) s funkei prislusnosti

V(xy, ..., x,) €Uy X . XUy, (A1 X XA (21, .., x,) = min{ Ay (z1), ..., Ap(z,) }-

(1.15)
Stupen piislusnosti n-tice (z1,...,x,) k fuzzy relaci R, tj. R(x1,...,z,),
udava miru vztahu R mezi prvky zi,...,xz,. Funkce prislusnosti R tedy

predstavuje sdruzené moznostni rozdéleni, které nam tika, ze moznost, ze dand
kombinace hodnot je praveé (zi,...,z,), je R(xy,...,z,).

K tomu, abychom z dané n-arni relace ziskali k-arni relaci, kde k < n, slouzi
tzv. projekce fuzzy relace. Chceme-li naopak z k-arni fuzzy relace ziskat relaci
n-arni, pouzijeme pak tzv. cylindrické rozsiteni. Definice téchto dvou pojmu byly

prevzaty z [7].

Definice 1.11 (Projekce fuzzy relace). Necht je ddna fuzzy relace R €

F(Uy x ... x Uy) avybrané indexy iy, ..., i, pricemz 1 <i; < ... <ip <n,

16



ke{l,...,n—1}. Projekce fuzzy relace R na Uy, x ... x U;, je fuzzy mnoZina

Proj(R; U, X ... xU,;,) s funkci prislusnosti

V(xil,...,xik)eblil><_..><Z/{i :

Proj(R; Uy, X ... x U )z, ... xg) =sup{R(y1, .- yn) | @, = yi, t =1, k}.
(1.16)

Definice 1.12 (Cylindrické rozsiren{ fuzzy relace). Necht R € F(U;, X ... xU;,),
1< <...<ip<n,ke{l,...,n—1}. Cylindrické rozsiteni fuzzy relace R

nalUy X ... x U, je fuzzy mnoZina Cyl(R; Uy X ... x Uy) s funkci prislusnosti

V(zy,...,xn) €Uy X .. XUy - Cyl(R; Uy X ... XUp) (21, .. xn) = R(xiy, ..o xig)-
(1.17)

Pokud je z kontextu zfejmé, na jaké univerzum pii cylindrickém rozsiteni
fuzzy relaci R rozsifujeme, muzeme pouzit zjednodusené znaceni R*.
Posledni dulezitou operaci, kterou si zde predstavime, je kompozice (neboli

sklddani) fuzzy relaci.

Definice 1.13 (Siln4 a slabd kompozice). Necht je ddna fuzzy relace R na U X'V
a fuzzy relace S na ¥V x W.

Silnou kompozici fuzzy relaci R a S nazyvame fuzzy relaci R o S na U X W
s funkci prislusnosti

V(z,2) eU x W : (RoS)(x,z) =supmin{R(z,y),S(y,2)}. (1.18)

yey

Slabou kompozici fuzzy relaci R a S nazyvame fuzzy relaci R X S na U x W

s funkci prislusnosti

V(z,z) e xW: (R X S)(z, z) = sup{R(x,y) @ S(y, z)}. (1.19)

yey

Silna kompozice tedy pouzivda minimum, zatimco slaba kompozice pouziva

Lukasiewiczovu konjunkei (1.12).
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1.4. Fuzzy cisla

V této kapitole se zaméfime na speciani typ fuzzy mnozin, které slouzi k
modelovani néjaké “fuzzy kvantity”, neboli vadgné popsaného mnozstvi (napf. “asi
107, “zhruba 180 cm”, apod.). V praxi se pravé s takto nepresnymi hodnotami
setkavame velmi casto a fakt, ze je diky fuzzy cislum dokazeme modelovat a
pracovat s nimi, je pro matematiku velkym ptrinosem.

Nésledujici definice a véty byly opét cerpany z [1] a [11].

Definice 1.14 (Fuzzy cislo). Fuzzy mnozina C definovand na mnoziné redlnych

cisel R se nazyva fuzzy cislo, jestlize splriuje ndsledugici 3 podminky:
a) Ker C #0 (tj. C je normdlnd fuzzy mnozina),
b) Ya € (0,1) : a-tez C,, je uzavieny interval,
¢) nosi¢ Supp C' je ohraniceny.

Mnozinu vsech fuzzy cisel pak znacime Fn(R).

Nékdy se rozlisuje oznaceni “fuzzy ¢islo” pro pripady, kdy je jadro jednoprv-
kové a “fuzzy interval”, je-li jadro tvoreno dvéma a vice prvky.
Je dobré pripomenout, ze i na ostra realna ¢isla ¢i uzaviené intervaly muzeme

nahlizet jako na specialni piipad fuzzy cisel, jak lze vidét z obrazku 1.8.

realné cislo uzavreny interval
C=cecR C={(ab)eR
1 ______________ 1 — f—) — —— — ]
0 z 0 ) ) S
c a b

Obrézek 1.8: Redlné cislo a uzavieny interval jako fuzzy mnoziny
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Lze dokazat, ze pro kazdé fuzzy cislo C existuji hodnoty x1,x9, 23,24 € R,

r1 < 19 < 23 < 14, Pro které plati:
(0 proz € (—oo, 1)
L(z) prox € (x1,29)
C(x) =41 prox € (x2,z3) (1.20)
P(z) prox € (x3,24)

(0 proz € (x4,00),

kde L(z) je neklesajici, zprava spojita funkce a P(x) je nerostouci, zleva spojité
funkce. Dukaz viz [2, str. 99, 100].

Redlnym c¢islum, které splnuji podminky:
a) Ker C = (xq,x3)
b) Supp C = (z1,24)

ifkdme tzv. viznacné hodnoty fuzzy éisla C, pricemz Supp C znaéi uzaver nosice
fuzzy cisla C.

Vyse uvedena interpretace fuzzy c¢isla se nékdy oznacuje jako tzv. kanonicka
forma fuzzy cisla.

Alternativné lze k zapisu fuzzy ¢isla vyuzit také jeho systém a-fezu. Z vlast-
nosti b) z definice fuzzy ¢isla 1.14 plyne, ze pro vsechna « € (0, 1) je C,, uzavieny

interval. Fuzzy cislo C je pak definovano nasledovné:
C = {{c(e),e(a)) | a € (0, 1)}, (1.21)
kde ¢, ¢ jsou realné funkce takové, ze:

CCY = <Q(a>75(a>> pro «& S (07 1>
(1.22)
SuppC = (¢(0),¢(0))  pro a =0,

pricemz funkce ¢ zobrazuje interval (0, 1) na interval (x;, z5) a funkce € je zobra-

zenim (0, 1) na (3, 24).
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Vyznacné tridy fuzzy cisel

V zavislosti na tvaru funkei ¢ a ¢ rozliSujeme nékolik vyznaénych tiid fuzzy

¢isel. Nejjednodussi z nich je linearni fuzzy ¢islo, které se pouziva velmi casto ve

fuzzy modelech pro modelovani neurcité informace a je lehce implementovatelné

do algoritmu. Daéle si uvedeme jesté kvadratické fuzzy ¢islo a po ¢astech linearni

fuzzy cislo.

Definice 1.15 (Linearni fuzzy c¢islo). Fuzzy ¢islo C je linedrni fuzzy ¢islo,

jestlize 3 x1, w9, x3, x4 € R:

C(l‘, L1, T2, T3, l'4> =

\

0 pro x € (—00,x1)

ﬁ pro x € (1, Ta)

1 pro x € (T2, T3) (1.23)
HA=s prox € (x3,w4)

0 pro T € (T4,00).

Linedrni fuzzy cislo je tedy jednoznacéné popsano svymi vyznacnymi hodno-

tami. RozliSujeme nasledujici specialni pripady:

je mezi xo a x3’

a) lichobéznikové fuzzy cislo:

C = <l’1,l’2,l’3,l’4>, kde 1 < x5 < T3 < T4

b) trojihelnikové fuzzy ¢islo:

C = <61,CQ,C3>,kde Cl =01 < C=T9=T3<C3= 124

c) fuzzy ¢islo typu Z:

C = <l’1,l’2,l’3,l’4>, kde T1 = T2 < T3 < T4

d) fuzzy éislo typu S:

C = <l’1,l’2,l’3,l’4>, kde T1 < To < T3 = T4

Lichobéznikové ¢islo se pouziva zejména pro modelovani dat typu “hodnota

9

a trojuhelnikové pro data typu “hodnota je asi ¢3”.

Vsechny tyto typy jsou znézornény na obrazku 1.9.
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lichobéznikové fuzzy éislo trojuhelnikové fuzzy éislo

x1 x2 x3 x4 x1 x2=x3 x4

fuzzy éislo typu Z fuzzy éislo typu S
1 o) e O ——
0 0
x1=x2 x3 x4 x1 x2 x3 = x4

Obrézek 1.9: Specidlni pripady linearnich fuzzy ¢isel

Chceme-li pouzit alternativni definici linedarniho fuzzy ¢isla pomoci a-tezu,

pak jsou funkce ¢ a ¢ definovany jako nasledujici linearni funkce:

(o) = 21 + oz — 1)
1.24
(o) = 24 — a4 — T3). (124

ol

Definice 1.16 (Kvadratické fuzzy ¢islo). Fuzzy cislo C je kvadratické fuzzy cislo,

jestlize 3 x1, w9, x3, 14 € R:

(0 pro x € (—00, 1)
% pro x € (wp, B32)
1— % pro T € <z1J2rz271,2>
Clx;mr, 09, 23,24) = § 1 pro x € (Ta, x3) (1.25)
1- ?x:izgi pro x € (w3, )
?x:gi pro x € (B2 xy)
L0 pro x € (x4,00).

Také kvadratické fuzzy cislo je tedy jednoznacné dano svymi vyznacnymi

hodnotami, avsak misto piimek je modelovano pomoci parabol (viz obr. 1.10).
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kvadratické fuzzy cislo

0.5

x1  (x1+x2)/2 x2 x3  (x3+x4)/2 x4

Obrazek 1.10: Kvadratické fuzzy cislo

K presnéjsi aproximaci néjakého fuzzy ¢isla, u kterého neni znam jeho ptredpis
funkce, lze pouzit tzv. po cdstech linedrni fuzzy c¢islo tridy n, kdy zvolime uzavér
nosice, jadro nosice a n a-fezu (o < ... < ), pomoci kterych budeme fuzzy

¢islo reprezentovat. Néasledné zadame prislusné hodnoty

(1.26)

Celkem tedy budeme mit 2(n 4 2) bodu a funkci piislusnosti daného fuzzy ¢isla

C pak ziskame jejich linearnim propojenim.

1.5. Defuzzifikace

Nyni se seznamime s procesem inverznim k procesu fuzzifikace, neboli s
tzv. defuzzifikaci. Uvazujme, ze mame fuzzy mnozinu definovanou na realné ose
(tj. A € F(R)). S vyuzitim procesu defuzzifikace budeme schopni tuto fuzzy
mnozinu nahradit néjakym konkrétnim redlnym cislem. V jistém smyslu jde
tedy o analogii k piipadu, kdy nahrazujeme nahodnou velicinu néjakou jeji
¢iselnou charakteristikou (napf. stfedni hodnotou). Stejné tak, jako existuje vice
moznych ¢iselnych charakteristik pro ndhodné veli¢iny, existuji i ruzné moznosti

defuzzifikace.

(angl. centroid), metoda bisektoru, metoda MOM (Middle Of Maximum), metoda
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SOM (Smallest Of Maximum) a metoda LOM (Largest of Maximum). Informace
o téchto metodach byly ¢erpany z [1] a [8].

Je dobré podotknout, ze vzhledem ke zpusobu vypoctu mohou metody davat
velmi odlisné vysledky a je tedy vzdy potfeba zvazit, kterd z nich nam bude

nejvice vyhovovat. Jejich porovnani uvidime také v kapitole 3.

Meéjme A € F({a,b)). Vysledna hodnota je pak déna vztahem

COG(A) = %. (1.27)

Bisektor

Metoda bisektoru vrati hodnotu, ktera rozdéli fuzzy mnozinu na 2 oblasti se

stejnou plochou.

MOM, SOM a LOM
Oznacme si pomoci M mnozinu vSech prvku, jejichz stupen prislusnosti je
roven vysce dané fuzzy mnoziny, tj.:
M ={z € (a,b) | A(z) = hgt(A)}. (1.28)
Metoda MOM bere jako vyslednou hodnotu stied maxim (tj. stfed z hodnot

lezicich v a-fezu s nejvétsim stupném piislusnosti), metoda SOM bere nejmensi

hodnotu z mnoziny M a metoda LOM pak naopak tu nejvétsit.

MoM(4) = 2EM ZS“pM (1.29)
SOM(A) = inf M (1.30)
LOM(A) =sup M (1.31)

I'Pozn.: v softwaru Matlab bere funkce defuzz pro defuzzifikaci pomoci SOM a LOM
nejmensi, resp. nejvétsi hodnotu z absolutnich hodnot.
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1.6. Jazykova proménna

V posledni ¢asti prvni kapitoly se seznamime s koncepci tzv. jazykové
promeénné. Autorem této koncepce je opét Lotfi Zadeh, ktery ve svém dile [14]
dokonce uvedl, Ze ji povazuje za jeden z jeho nejvétsich prinosu k rozvoji fuzzy
logiky:.

Definice a informace pro tuto kapitolu byly ¢erpany z [L1] a [13].
Definice 1.17 (Jazykova proménnd). Jazykova proménnd je usporddand pétice
(X, T(X),U,G,M), (1.32)

kde X je jméno jazykové proménné, T(X) je mnoZina jazykovych hodnot
promeénné X, U je univerzum, na nemz jsou definovany vyznamy jazykouvijch
hodnot, G je syntaktické pravidlo pro generovdni hodnot z T(X) a M je
sémantické pravidlo, neboli funkce, kterd kaZdému jazykovému viyrazu z mnoziny
termi priradi fuzzy mnoZinu vyjadrugici jeho wvyznam, tedy A € T(X) a

M(A) = A e FU).

Jazykova proménna je jakymsi nastrojem pro zjednodusené vyjadreni tzv. ba-
zické promenné, coz je realnd proménnd, kterd je k ni pridruzend a jejiz obor

hodnot je identicky s univerzem této jazykové proménné.

Definice 1.18 (Bazickd proménnd). Bazickd proménnd pridruzend k jazykové

promeénné (X, T(X),U, G, M), je usporadand dvojice
(= U), (1.33)

kde x je yméno bazické proménné (vétsinou = X ) a U je obor hodnot identicky

s univerzem jazykové proménné X .

Jazykova proménna je tedy jakousi fuzzy diskretizaci bazické proménné,
jejiz hodnoty nejsou cisla, ale slova. Pri vyjadfovani pomoci hodnot jazykové
proménné nejsme sice natolik presni, ale je to pro nas mnohdy jednodussi
a prirozenéjsi. Jako piiklad si muzeme predstavit proménnou “vyska”, kdy
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misto vyroku “divka méri 178 cm” fekneme “divka je vysokd”. Pro kazdou
konkrétni ¢iselnou hodnotu pak mdme stupen piislusnosti, v jakém danému

vyrazu “vysoka” odpovida.
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Kapitola 2

Fuzzy inferenc¢ni systémy

V této kapitole se seznamime s fuzzy inferenénimi systémy, které s vyuzitim
fuzzy logiky a na zakladé néjakych expertné stanovenych slovnich pravi-
del umoznuji modelovat vztahy mezi vstupnimi a vystupnimi jazykovymi
proménnymi a pro napozorované hodnoty vstupnich proménnych umozni urcit
vyslednou hodnotu vystupu.

Nejprve se tedy strucné seznamime se zaklady fuzzy logiky, popiSeme si bazi
fuzzy pravidel, predstavime si fuzzy inferenci (neboli ptibliznou dedukei) a uve-
deme si nékolik moznych pristupu - Mamdaniho pristup, Novakuv pristup a dva
typy zobecnéni Sugenova pristupu. V kapitole 3 si pak jednotlivé inferencni me-
chanismy ukazeme na jednoduchych ptikladech a porovname.

Informace pro tuto kapitolu byly cerpany predevsim z publikaci [1], [5], [0],

[7] a [L1], neni-li uvedeno jinak.

2.1. Baze fuzzy pravidel a priblizna dedukce

Pojem fuzzy logika byva obecné pouzivan ve dvou smyslech - v uzsim a Sirsim
smyslu. Zatimco v uzsim smyslu jde o jakési zobecnéni vicehodnotové logiky,
v Sirsim smyslu je fuzzy logika chapana celkové jako metodologie pocitajici se
slovy, ktera umoznuje aproximovat lidské usuzovani a poskytuje urcitou rov-
novahu mezi presnosti a signifikantnosti. Ackoliv jsme pii pocitani se slovy méné

presni, je totiz pouzivani termu vétsinou mnohem srozumitelnéjsi a intuitivnéjsi.
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Fuzzy logika v uzsim smyslu je pak jen jednou z vétvi tohoto Sirsiho pojeti.

Hlavnim rysem fuzzy logiky je odmitnuti zékladniho principu klasické Aristo-
telovské logiky - principu bivalence. Fuzzy logika se tedy, na rozdil od té klasické,
neomezuje pouze na dva stupné pravdy (0 pro nepravdu a 1 pro pravdu), ale
umoznuje navic uvazovat i pravdu castecnou, tj. pravdu v libovolném stupni z
intervalu (0,1). Dalo by se tedy fici, ze zatimco klasickd logika vidi svét jen
¢ernobile, fuzzy logika umoziuje vidét i ruzné odstiny sedi. [11]

Je dobré si uvést, ze pred fuzzy logikou prisel s myslenkou vice hodnot
pravdy i jiz diive zminény polsky logik Jan Lukasiewicz, ktery vybudoval nejprve
trthodnotovou logiku, kdy ke stupnium 1 a 0 pridal navic stupen 0.5, ktery
muzeme brat jako symbol pro “nevim”, a pozdéji tuto logiku rozsiril na logiku
n-hodnotovou pro spoc¢etné mnoho hodnot pravdy (napt. {0,0.25,0.5,0.75,1}).
Jak bylo uvedeno vyse, fuzzy logika je pak zobecnénim této vicehodnotové logiky
a umoznuje stupnu pravdy nekoneéné mnoho.

Zékladem fuzzy logiky je prace s jazykovymi proménnymi. S vyuzitim
néjakych expertnich znalosti 1ze pak ¢asto pomérné presné a intuitivné vyjadrit
vztahy mezi témito proménnymi a jejich hodnotami prostiednictvim bézného
jazyka. Tyto znalosti a zkuSenosti lze popsat ve formé fuzzy pravidel typu
“JESTLIZE - PAK”.

Nez jsou vsak tato pravidla formulovana, je treba se zamyslet nad tim,
jaké vstupni a vystupni proménné uvazujeme a jaké jsou jejich obory hodnot.
Nejdrive si tedy nadefinujeme realné bazické proménné a déle jim odpovidajici
jazykové proménné. Uvazujeme-li naptiklad jako jednu z proménnych vysku
¢lovéka, musime mit stanovené univerzum, tj. jakych hodnot muze proménnd
nabyvat, jaké termy uvazujeme (napf. “nizky”,“sttedné vysoky” a “vysoky”) a
jaké jsou jejich matematické vyznamy.

Pro kazdou kombinaci hodnot vstupnich proménnych, kterd muze nastat, je
nasledné expertem zadana kombinace hodnot vystupnich proménnych v podobé
“JESTLIZE - PAK” pravidel. V§imnéme si, ze nemusime mit pravidlo nutné pro

kazdou kombinaci vstupu, avsak nemélo by se stat, ze nastane situace, pro kterou

27



zadné pravidlo definované nebude. Vsechna tato pravidla pak dohromady tvofii
tzv. bdzi fuzzy pravidel.

Baze fuzzy pravidel je tedy jazykoveé definovand funkce vyjadiujici vztah mezi
vstupnimi a vystupnimi jazykovymi proménnymi. Pro zjednoduseni budeme v

této praci uvazovat pouze jednu vystupni proménnou.

Definice 2.1 (Jazykové definovana funkce - baze fuzzy pravidel). Necht jsou ddny
Jazykové promeénné (X;, T(X;),U;, G, M;) proj = 1,...,m a jazykovd proménnd
Y, T(Y),V,G,M). Necht dile A;; € T(X;) proi=1,....naj=1,....,m;
M;(Ai)=A;€e FnUj) aBie T(Y),i=1,...,n; M(B;) = B; € Fn(V).

Pak zdpis R:

Pravidlo 1: Jestlize Xy je Ay a ... a X, je A, pak'Y je By

Pravidlo n: Jestlize X1 je Ap1 a ... a X, je Aum, pak Y je B,

se nazyvd jazykové definovand funkce wyjadrujici wvztah mezi jazykovymi

promeénnymi X1, ..., Xy, a jazykovou proménnou ).

Celkem tedy mame n pravidel, pficemz kazdé pravidlo ma dvé casti:
“JESTLIZE’-¢4st, které ifkdme antecedent (pfedpoklad) a kterd je tvofena
vstupnimi proménnymi, a “PAK”-¢ést, které fikdme konsekvent (zavér) a je
tvorena vystupni proménnou. Na zakladé téchto pravidel pak chceme pro néjakou
konkrétni kombinaci hodnot vstupnich proménnych (ty mohou byt ostré nebo i
fuzzy) vyvodit hodnotu vystupni proménné.

Tento proces odvozovani vystupu vychazi z dedukce v klasické logice, ktera je
zalozena na aplikaci logického pravidla modus ponens, jenz je nejvyznamnéjsim
dedukcénim pravidlem a tvoii zaklad vyrokové logiky.

Méjme dané dva vyroky, vyrok ¢ a implikaci ¢ = 1. Pravidlo modus ponens
pak tika, ze jestlize plati o a zaroven plati implikace ¢ = 1, pak musi platit také
vyrok ).

o=
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Konkrétnéji lze toto pravidlo zapsat nasledovné:

Pravidlo: Jestlize A je pravda, pak B je pravda.
Pozorovani: A je pravda.

Zaver: B je pravda.

V klasické logice vsak uvazujeme pouze 2 stupné pravdy ({0,1}) a abychom
mohli vyvodit zavér, musi pozorovani zcela presné zasahnout levou stranu pravi-
dla. V takové situaci bychom tedy museli mit pravidlo pro kazdy mozny vysledek
pozorovani, coz by napiiklad u spojitého univerza bylo mozné jen tehdy, mame-li
néjaky funkeéni predpis.

Jiz ale vime, ze ve fuzzy logice muze byt vyrok pravdivy i v libovolném stupni
z intervalu (0, 1). Zobecnénim této klasické dedukce je tedy tzv. pribliznd dedukce,
kterd pak umoznuje i situaci, kdy je leva strana pravidla zasazena jen ¢astecné. Je-
li tedy antecedent (A) pravdivy jen v néjakém stupni, bude pak také konsekvent
(B) pravdivy pouze v tomto stejném stupni. Této pravdivostni hodnoté Fikdme
mira zasaZent pravidla.

Nyni si uvedeme obecné schéma ptiblizné dedukce a popiSeme si, v ¢em se
mohou ligit ruzné pristupy k fuzzy inferenci. Nasledné se pak na nékteré konkrétni

pristupy zamétrime blize.

Obecné schéma priblizné dedukce

Meéjme déanu bazi pravidel dle definice 2.1, kterou budeme znacit R. Dale
méjme dané pozorovani, ze kterého chceme na zakladé téchto pravidel vyvodit

zaver, tedy:

Pravidlo 1: Jestlize X} je A1 a ... a X, je A1, pak Y je By.

Pravidlo n: Jestlize X je A, a ... a X, je Aum, pak YV je B,.
Pozorovani: X, je A7 a ... a X, je A,

Zaver: Y je B, M(B') =B =7
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Vysledné B’ pak zavisi na zvoleném piistupu k ptiblizné dedukei.

Cilem fuzzy inference je tedy dosadit pozorovani do dané jazykové definované
funkce a vyvodit vystup, pricemz predpokladame, ze alespon jedno z pravidel
bude alespon ¢astecné timto pozorovanim zasazeno. Otazkou zde vsak je, jak
presné pozorovani do funkce dosadit a jakym zpusobem tento vystup vypocitat.
K tomu, jak z ¢asteénych zasahu téchto pravidel dedukovat vysledné ), existuji

ruzné pristupy, na které se v nasledujici ¢asti podivame.

2.2. Fuzzy inferencni algoritmy

Jak jiz bylo fe¢eno, na bazi fuzzy pravidel muzeme nahlizet ruznymi zpusoby.
Muzeme ruzné interpretovat jednotliva pravidla a jedné bazi lze pritadit ruzné
fuzzy relace predstavujici jeji matematicky vyznam.

Obecny proces fuzzy inferencnich systémi

Obecné muzeme proces fuzzy inferencniho systému rozdélit do ¢tyt ¢asti:
1. fuzzifikace vstupu

2. vyhodnoceni zasahu pravidel

3. agregace vystupu z jednotlivych pravidel

4. defuzzifikace vysledné fuzzy mnoziny.

V pripadé, ze mame ostré hodnoty vstupnich pozorovani, nejprve tyto
realné hodnoty formalné fuzzifikujeme. Formalni fuzzifikace pfitom neznamend
nic jiného, nez ze na realné cislo nahlizime jako na fuzzy ¢islo, jehoz funkce
prislusnosti nabyva v dané hodnoté stupné 1, jinak je nulova.

Ve druhém kroku je nasim cilem ohodnoceni pravidel. Tady nejprve
vypocéitame miru zasazeni levych stran, kterou pak dle zvoleného inferencniho

mechanismu aplikujeme na prislusny konsekvent, tj. na pravou stranu pravidla.
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Mame tedy vygenerovany urcity vystup z kazdého pravidla a nasim tkolem
je tyto vystupy néjakym zpusobem agregovat. Jak toto udélat pak opét zavisi na
zvoleném inferenénim algoritmu.

Jak uvidime dale, pro nékteré metody bude vystupem obecné fuzzy mnozina
B' € F(V), pro nékteré piimo fuzzy ¢islo a nékdy i rovnou ostra hodnota ¢’ € R.
Chceme-li dostat ostry vystup, je pak nasim poslednim tkolem v ptipadé fuzzy
vystupu tuto fuzzy mnozinu vhodné defuzzifikovat.

Nyni si ukdzeme konkrétni postup pro nasledujici fuzzy inferencni algoritmy:

Mamdaniho, Novaka, zobecnéného Sugena a pristup Sugena & Yasukawy.

2.2.1. Mamdaniho fuzzy inference

Jednou z nejcastéji pouzivanych metod fuzzy inference je metoda Ebrahima
H. Mamdaniho. K vytvoteni tohoto pristupu ho ptivedlo zjisténi, ze vétsina kon-
trolnich inzenyru pripustila, ze matematické vypocty, na zakladé kterych byla do
té doby prevadéna informace do automatickych regulatoru, neodpovidaji jejich
intuitivnimu piistupu k manudlni regulaci. Mamdaniho cilem tedy bylo vytvorit
systém, ktery by byl schopen zpracovat slovné zadané instrukce a napodobit tak
klasické lidské usuzovani. V roce 1975 pak prisel s fuzzy inferencnim mechanis-
mem zalozenym na Zadehové konceptu fuzzy logiky, ktery byl poprvé pouzit v
Londyné k regulaci generatoru pary.

Tato podkapitola byla sepsdna zejména na zdkladé publikaci [3] a [11].

Hlavni myslenka Mamdaniho pristupu

Meéjme danych m vstupnich jazykovych proménnych, n pravidel a pozorovani,
pro které chceme urcit hodnotu vystupni proménné ). Samotné pozorovani
pritom muze byt ostré i fuzzy a vystupem bude v tomto piipadé obecné néjaka

fuzzy mnozina BM.
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Pravidlo 1: Jestlize X} je A1 a ... a X, je Ay, pak Y je B,

Pravidlo n: Jestlize X} je A, a ... a X, je A,m, pak Y je B,
Pozorovani: X, je A7 a ... a X, je A,

Zaver: Y je B/, M(B') = BM
Mamdaniho ptistup je zalozen na teorii moznosti a na jednotliva pravidla je
nahlizeno jako na jakési prototypy toho, co vSechno muze nastat. Kazdé pravidlo
je tedy interpretovano jako fuzzy relace na Uy x ... x U, X V a predstavuje
sdruzené moznostni rozdéleni velicin x1, ..., Ty, y.
Dle Mamdaniho je tedy matematickym vyznamem kazdého z pravidel

kartézsky souc¢in matematickych vyznamu jednotlivych termu:
M(PT&Uilei) :Ail X ... X Azm X Bi, = 1,‘..,’]1. (22)

Stupen piislusnosti dané kombinace (z1,...,Tm,y) € Uy X ... X Uy, X V k této

fuzzy relaci je pak dan vztahem
M (Pravidlo i)(xy,. .., Tm,y) = min{A;(x1),..., Ain(zn), Bi(y)}. (2.3)

Celkem tedy mame n téchto kartézskych soucinu. Vsechna tato pravidla jsou
pak dle Mamdaniho spojena spojkou “NEBO”, ktera predstavuje klasickou ope-
raci sjednoceni dle Zadeha a je interpretovana jako operace maximum. Vyznam
celé baze pravidel je tedy dan nasledovneé:

n n

M(R) = | M(Pravidlo i) = | J(Ai x ... x A x By), (2.4)

i=1 i=1
pricemz funkce prislusnosti této fuzzy relace je pro vSechny kombinace

(X1, s Tmyy) €U X ... X Uy, X V definovéna vztahem:

M(R)(1,.. ., Tm,y) = max {min{A;1(z1), ..., Aim(xm), Bi(y)}} (2.5)

i=1,...,n
Také pozorovani je dle Mamdaniho modelovano jako kartézsky soucin

M(Pozorovani) = A} x ... x Al (2.6)
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s funkef piislusnosti definovanou pro vsechny (z1,...,x,) € Uy X ... X Uy, vzta-
hem:

M (Pozorovani)(xy, .. ., xm) = min{ A} (z1),..., A (xm)}. (2.7)

Findlnim vystupem je pak fuzzy mnozina BM € F(V), kterou ziskame jako

silnou kompozici, kdy fuzzy mnozinu modelujici pozorovani dosadime do fuzzy

mnoziny modelujici vyznam béaze pravidel:

BM = M(Pozorovani) o M(R) (2.8)
BM = (Al x ... x A Vol [(Aj x...x Ay X By). 2.9
1 m
i=1

Funkce piislusnosti fuzzy mnoziny B™ je pak pro kazdé y € V definovana
vztahem

BM(y) = sup min{M(Pozorovani)(zy,...,zm); M(R)(x1,...,2m,y)}.

(Z15eeyTm)
EUL X ... XUm

(2.10)

Algoritmus vypoctu Mamdaniho dedukce

Pro praktické pouziti Mamdaniho algoritmu vyuzijeme nésledujici vétu, jejiz
dukaz nalezneme napt. v [11, str. 78, 79].

Necht je déna béze fuzzy pravidel R a pozorovani “X; je A’y a ... a X, je
A/m” .

Pak pro vyslednou fuzzy mnozinu z Mamdaniho priblizné inference plati:

BM = | JBM, (2.11)
i=1
kde
Yy €V : BM(y) = min{h;, B;(y)}, (2.12)

pricemz hodnota h; udava miru zasazeni i-tého pravidla a je dana vztahem
(2.13)
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Pii vypoctu tedy nejprve vypocitdme miru zasazeni kazdého z pravidel
h;, i =1,...,n jakozto minimum z vySek pruniku mezi vyznamem pozorovani a
prislusnym vyznamem levé strany pravidla.

Nasledné zkonstruujeme vystupy jednotlivych pravidel BM tak, ze v dané
vysce h; “ufizneme” vyznamy prislusnych pravych stran.

Nakonec tyto “utriznuté” pravé strany sjednotime, ¢imz ziskdame vyslednou
fuzzy mnozinu BM. Pokud budeme chtit jako vystup ostrou hodnotu, musime
tuto fuzzy mnozinu jesté defuzzifikovat.

V kapitole 3 si tento postup nazorné ukiazeme na konkrétnich prikladech. Na
jednom z nich pak také uvidime, ze tomuto algoritmu nevadi protichudna pravidla
(tj. ze pro stejné vstupy je mozné mit ruzné vystupy). Toto je dano tim, ze kazdé

pravidlo predstavuje néjakou moznost a vysledek je jejich sjednocenim.

2.2.2. Novakova fuzzy inference

Dalsi fuzzy inferencéni pristup, ktery si zde predstavime, je piistup profe-
sora Viléma Novéka, s jehoz pomoci byla v Ceské republice realizovdna fada
prukopnickych aplikaci. Zasadni rozdil oproti Mamdaniho piistupu je v tom, ze
Novak nevychéazi z teorie moznosti, ale z formalni teorie fuzzy logiky a bazi pra-
videl R modeluje jako konjunkce implikaci.

Informace o Novdkové inferen¢nim algoritmu byly ¢erpany z [3] a [9].

Hlavni myslenka Novakova piistupu

Pro zacatek si predstavme, ze mame pouze 1 vstupni a 1 vystupni jazykovou

proménnou, tedy:
Pravidlo: Jestlize X je A, pak ) je B.

Novak pak na tvrzeni “X je A”, kde M(A) = A € F(U), nahlizi jako na

nekonecnou mnozinu pravdivostné ohodnocenych vyroku ve tvaru

r=a (A(a)) Va e U, (2.14)



pricemz (A(a)), neboli stupen piislusnosti prvku a k fuzzy mnoziné A, udava
stupen pravdivosti daného tvrzeni. Jinak fe¢eno, hodnoté x postupné priradime
vSechny mozné hodnoty a € U a pravdivost téchto vyroku je déna funkci

prislusnosti fuzzy mnoziny A. Stejné tak nahlizime i na pravou stranu pravidla:
y=>b (B()) Vb e V. (2.15)

Jednotliva pravidla tedy Novak chape jako pravdivostné ohodnocené impli-
kace v nekonec¢néhodnotové logice. Z prvni kapitoly vime, ze implikaci modelu-

jeme pomoci operace reziduum a stupen pravdivosti je pak dan vztahem
A(a) = B(b) = min{1,1 — A(a) + B(b)}. (2.16)
Pravidlo je tedy interpretovano jako nekonecna mnozina pravdivostné ohod-
nocenych implikaci s odpovidajicim stupném pravdivosti:

r=a=y=>b (min{l,1— A(a)+ B()}) Ya e U,Vb e V. (2.17)

Také pozorovani “X je A je interpretovano jako nekonetnd mnozina prav-

divostné ohodnocenych vyroku
r=a (Aa)) Vael. (2.18)

Zaver “Y je B, piicemz M (B') = BN € F(V), se pak ziskd na zdkladé pravidla

modus ponens v nekonecnéhodnotové logice, které ma tvar

o (a); =9 (B
Y (a®p) ’

(2.19)

tj. mame vyrok ¢ se stupném pravdivosti a, implikaci ¢ = 1) se stupném
pravdivosti # a zavérem je vyrok v, ktery plati ve stupni a ® £, kde ® znadci

Lukasiewiczovu konjunkci
a® f =max{0,a+ [ — 1}. (2.20)

V nasem ptipadé tedy toto pravidlo modus ponens vypada nasledovneé:

r=a (Afa)); r=a=y=>b (A(a) = B(b))
y="0 (Aa) ® (Ala) = B(b))) '
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Matematicky lze pak vyznam pravidla zapsat jako operaci rezidua cylin-

drickych rozsiteni fuzzy mnozin A a B
M (Pravidlo) = A*&B* (2.22)
s funkef piislusnosti definovanou pro vsechna (a,b) € U x V vztahem
A*&B*(a,b) = min{1,1 — A(a) + B(b)}, (2.23)

kde A* = Cyl(A,U x V) a B* = Cyl(B,U x V). Cylindrické rozsiteni je nutné
z toho duvodu, ze vyznam pravidla mé byt fuzzy relace na U x V (tj. levou a
pravou stranu pravidla potrebujeme dostat na stejna univerza).

Nyni predpokladejme, ze mame m vstupnich proménnych a n pravidel.

Pravidlo 1: Jestlize X} je A1 a ... a X, je A, pak Y je B;

Pravidlo n: Jestlize X; je A, a ... a X, je Aum, pak YV je B,
Pozorovani: X, je Ay a ... a X, je A,

Zéver: Y je B/, M(B') = BY

Spojku “A” v antecedentu pak v Novakové fuzzy inferenci modelujeme stejné
jako u Mamdaniho pomoci kartézského soucinu a jelikoz musi vSechna pravi-
dla platit soucasné, tak spojeni pravidel modelujeme pomoci operace pruniku.

Vyznamy jednotlivych pravidel jsou tedy ve tvaru

M(Pravidloi) = (Ain X ... X Aipn)"OB;, i=1,...,n (2.24)
s funkci piislusnosti definovanou pro vsechny kombinace (xi,...,x,,y) €
U, x ... x U, x YV vztahem

M(Pravidlo i)(x1,...,Tmy,y) = min{l, 1 — min{A;;(x1), ..., Aim(zn)} + Bi(y)}.
(2.25)
Matematicky vyznam celé baze pravidel je nasledné dan vztahem

M(R) = ((An % ... x Ap)*©B;, i=1,....n (2.26)

i=1
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s funkef prislusnosti definovanou pro vsechny (x1, ..., 2y, y) €Uy X ... X Uy, X V
jako

M(R)(x1,. .. Tm,y) = min {min{l,1 —min{ A (z1),..., Aim(zm)} + Bi(y)}}.

(2.27)
Vyslednou fuzzy mnozinu BY € F(V) tentokrét ziskdme jako slabou kompo-

zici vyznamu pozorovani a baze pravidel

o

BY = M(Pozorovani) x M(R) (2.28)
BY = (A x ... x ALY X [()(An X ... X Ai) " OB;. (2.29)
i=1

Funkce piislusnosti fuzzy mnoziny BY je pak pro kazdé y € V definovans vztahem

BY(y)= sup max{0, M(Pozorovani)(x,...,Tm)+M(R)(z1,...,Tm,y)—1}.

(150 yTm)
€U X...XUm

(2.30)
U této metody je tedy vystupem opét obecné fuzzy mnozina, kterou je pii
potiebé ostrého vystupu nutné jesté vhodné defuzzifikovat. Nazorny postup

vypoctu a chovani tohoto algoritmu si také ukazeme v kapitole 3.

2.2.3. Zobecnéna Sugenova fuzzy inference

V této casti si popiseme specidlni fuzzy inferencni algoritmus, ktery navrhla
docentka TalaSova pro potieby svého tesice tloh vicekriterialniho hodnoceni va-
riant a rozhodovani. Duvodem pro jeho navrzeni bylo to, aby vystupem fuzzy
inference bylo fuzzy cislo, které bude navic stejného typu, jako jsou fuzzy cisla
pouzivana v celém modelu. Veskeré informace o tomto piistupu byly cerpany z
[11].

Nez si vSak tento pristup predstavime, podivame se na stru¢ny popis klasické

Sugenovy fuzzy inference.
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Sugenuv pristup k fuzzy inferenci
Schéma klasické Sugenovy inference je nésledujici:

Pravidlo 1: Jestlize X je A1 a ... a X, je A, pak y je by

Pravidlo n: Jestlize A7 je A,1 a ... a X, je A, pak y je b,
Pozorovani: x; je a1 a ... a T, je  am

Zaver: y je b,

kde M(AZJ) :Aij eFN(”j)» 1 =1,....,n; 53 =1,...,m, bi,....b, € R a
a1,...,0m € R.
Miru zasazeni pravidel h; ziskdme dosazenim m-tice (ay,...,a;) do

kartézského soucinu vyznamu z levé strany pravidla, tj.
hi = (A’Ll X ... X Aim>(a1, A ,am), 1= 1, ooy, (231)

a zavér pak jako vazeny prumér realnych hodnot z pravych stran pravidel, kde

vahami jsou piislusné miry zasazeni

" hib;
b= lel : (2.32)
Zi:l hi
V Sugenové algoritmu tedy na pravych stranach vystupuji pouze ostré hod-

noty by, ...,b, realné proménné y, pozorovani je také ostré a vystupem je realna

hodnota b € R.

Zobecnéna Sugenova priblizna dedukce

Zobecnéni klasického Sugenova algoritmu spoc¢iva v tom, ze realné vystupni
hodnoty na pravych stranach jsou nahrazeny jazykovymi hodnotami, jejichz ma-
tematické vyznamy jsou fuzzy cisla. Navic také pozorovani muze byt v tomto

pripadé i fuzzy.
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Pravidlo 1: Jestlize X} je A1 a ... a X, je Ay, pak Y je B,

Pravidlo n: Jestlize X} je A, a ... a X, je A,m, pak Y je B,
Pozorovani: X, je A7 a ... a X, je A,

Zéaver: Y je B, M(B') = B®

Vysledkem fuzzy inference je tedy fuzzy éislo B, které ziskame jako vézeny
prumér fuzzy Cisel na pravych strandch, pricemz vahami jsou opét miry zasazeni

téchto pravidel, které vypocitame stejné jako v Mamdaniho ¢i Novéakoveé algo-

ritmu
s — iz hiBi (2.33)
Zz‘:l hi

2.2.4. Sugenova & Yasukawova fuzzy inference

Poslednim algoritmem fuzzy inference, ktery si v této praci predstavime, je
dalsi zobecnéni klasického Sugenova pristupu, ktery predstavil Sugeno spolecné
s Yasukawou v jejich ¢lanku [10]. V tomto piipadé na levych i pravych stranéch
pravidel vystupuji opét jazykové termy, jejichz matematické vyznamy jsou fuzzy
¢isla. Narozdil od zobecnéné Sugenovy dedukce z predchozi ¢asti ale v ptistupu
Sugena a Yasukawy uvazujeme pouze ostré hodnoty pozorovani (tj. redlné hod-
noty ay, ..., a,, bazickych proménnych 1, ..., z,,) a vystupem je redlnd hodnota,
kterou zde ziskdme jako vaZeny prumér tézist vyznamu pravych stran pravidel.

Obecné schéma tohoto algoritmu je tedy nasledujici:

Pravidlo 1: Jestlize X} je A1 a ... a X, je A, pak Y je B;

Pravidlo n: Jestlize X} je A, a ... a X, je A,m, pak Y je B,
Pozorovani: x; je a1 a ... a T, je  am

Zaver: y je b3,

39



kde
bSY Z?:l hib;

_ iz il (2.35)
> i1 hi
pricemz miry zasazeni pravidel h; ziskdme opét dosazenim m-tice (ai,...,a:)

do kartézského soucinu vyznamu z levé strany pravidla a hodnoty b; ziskdame

Bi(y) - yd
_ Jey Bi9) -uy i=1,...,n. (2.36)

b’i — ; ;
Jyev Bi(y) - dy
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Kapitola 3

Porovnani inferenc¢nich algoritmu
na nazornych prikladech

V predchozi kapitole jsme si predstavili ¢tyfi ruzné pristupy k fuzzy inferenci
a popsali si jejich teoretické pozadi. Nyni si tyto algoritmy nazorné ukazeme na
nékolika jednoduchych piikladech, na kterych se také pokusime ilustrovat jejich
rozdily a chovani v ruznych situacich.

Vs8echny nize uvedené piiklady byly modelovany v programu MATLAB za
pomoci vlastni funkce, ktera byla vytvorena specialné pro tuto diplomovou praci.
Duvodem k jejimu naprogramovani bylo to, ze ackoliv je v MATLABu zabudo-
vané prostiedi Fuzzy Logic Toolbox, ve kterém si muzeme ruzné fuzzy inferenéni
systémy sestavit a vizualizovat, umoznuje toto prostredi pouzit pouze pristup
Mamdaniho a Sugena.

Vytvorena funkce, ktera pak umoznuje sestaveni a simulaci fuzzy inferenéniho
systému pro vsechny diive predstavené algoritmy, je k této praci prilozena pod
nazvem FIS.m a muze byt nasledné vyuzita i pro modelovani vlastnich piikladu.

Dale je prilozena také funkce FIS_vystup.m, kterd ndm na zakladé zvoleného
algoritmu a zpusobu defuzzifikace da rovnou ostrou vyslednou hodnotu. Tuto
funkci vyuzijeme v ¢asti 3.1 pro vykresleni funkce modelujici zavislost vystupni
proménné na jedné proménné vstupni.

Detailni popis vstupu a zpusobu jejich zadavani je vysvétlen ve skriptech

funkei. K praci jsou rovnéz prilozeny skripty vsech dale fesenych piikladu.
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3.1. Priklad s jednou vstupni proménnou

Jako prvni si ukdzeme proces jednotlivych fuzzy inferencnich systému na jed-
noduchém piikladu, ve kterém uvazujeme pouze jednu vstupni a jednu vystupni
proménnou. Budeme v ném modelovat vztah mezi vahou ¢lovéka a doporucenim,

zda by mél na zakladé dané hodnoty zhubnout, vahu si udrzet ¢i pribrat.

3.1.1. Vychozi priklad

Meéjme tedy vstupni proménnou - vahu, pro kterou mame definované tii ja-
zykové hodnoty - “podvyziva”, “optimdalni vaha” a “nadvdha”. Na zakladé zadané
vahy pak chceme zjistit hodnotu vystupni proménné - doporuceni. Tato proménnd
pritom muze nabyvat hodnot “2hubnout”, “udrzet”, nebo “pribrat”.

Tento priklad budeme modelovat pro ¢lovéka, ktery je asi 180 cm vysoky.
Na zédkladé BMI je v takovém pripadé idealni vaha 70 kg. Pro proménnou wvdha
zde budeme uvazovat hodnoty z intervalu (40, 100) a univerzem pro proménnou
doporucend bude interval (—30, 30).

Nejprve si  nadefinujeme vyznamy hodnot jednotlivych jazykovych
proménnych!. Vyznaéné hodnoty a typy fuzzy éisel pro jednotlivé termy

jsou shrnuty v tabulkach 3.1 a 3.2 a zobrazeny na obrazku 3.1.

vaha T, | T2 | ®3 | x4 | typ fuzzy cisla
podvyziva 40 | 40 | 55 | 60 linearni
optimalni vaha | 55 | 60 | 80 | 85 linearni
nadvdha 80 | 8 | 100 | 100 linearni

Tabulka 3.1: Definovani hodnot proménné vdha

IPozn.: Tyto hodnoty jsou stanoveny jen orientaéné a slouzi k demonstraci pifkladu. Nejednd
se tedy o zadna lékaisky podlozend doporuceni ohledné vahy.
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doporuceni | x, To x3 | x4 | typ fuzzy cisla
zhubnout —30|—-30]-301| O linearni
udrzet =30 O 0 |30 linearni
pribrat 0 30 30 | 30 linearni

Tabulka 3.2: Definovani hodnot proménné doporuceni

1. vstupni proménna R vystupni proménna

0.8 9 0.8
0.6 0.6

04 \ 4 0.4

02 ——podvyZziva B 0z —zhubnout |-
——optimalni véha ——udrzet

nadvaha pribrat

40 50 60 70 80 90 100 30 20 10 [ 10 20 30
véha doporugent

(a) vstupni proménnd (b) vystupni proménnd

Obrazek 3.1: Vstupni a vystupni proménné

Déle méjme bazi pravidel, kterd je zapsana v tabulce 3.3.

Pravidlo 1: Jestlize vaha = “podvyziva”, pak doporuceni = “pribrat”.
Pravidlo 2: Jestlize vaha = “optimdlni vdha”, pak doporuceni = “udrzet”.
Pravidlo 3: Jestlize vaha = “nadvdha”, pak doporuceni = “zhubnout”.

Tabulka 3.3: Baze pravidel

Nakonec uré¢ime hodnotu pozorovani, tj. zadame vahu, pro kterou chceme
ziskat vysledné doporuceni. V tomto ptipadé budeme pro demonstraci postupu
jednotlivych metod nejprve zjistovat vystup pro konkrétni hodnotu 83 kg,
nasledné si vSak tyto pristupy porovname obecné jakozto funkce modelujici
zavislost vystupni proménné na proménné vstupni.

Nyni tedy mame vSechny potiebné informace a muzeme se pustit do

samotného procesu fuzzy inferencniho systému. Prvnim krokem, ktery je pro
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vSechny algoritmy stejny, je vypocet miry zasazeni kazdého z pravidel. Jiz
vime, ze tyto hodnoty ziskdme jako minimum z vySek pruniku mezi vyznamem
pozorovani a prislusnym vyznamem levé strany pravidla. V pripadé ostrych
pozorovani pak muzeme provést formalni fuzzifikaci ¢i hodnotu jednoduse
dosadit do funkce prislusnosti danych termu.

Miry zasazeni pravidel pro tento priklad muzeme vidét z obrazku 3.2, na
kterém jsou vykresleny vyznamy antecedentu jednotlivych pravidel spolu s

formélné fuzzifikovanym pozorovanim, a z tabulky 3.4.

véha = podvyZiva vaha = optimalni vaha vaha = nadvéha

0.8 0.8 08

0.6 0.6 0.6

0.4 0.4 04

0.2 0.2 0.2

40 60 80 100 40 60 80 100 40 60 80 100
(a) 1. pravidlo (b) 2. pravidlo (c) 3. pravidlo

Obrazek 3.2: Zasahy levych stran pravidel

Miry zasazeni pravidel
ha 0

ho 0,4

hs 0,6

Tabulka 3.4: Miry zasazeni jednotlivych pravidel

Prvni pravidlo tedy nasim pozorovanim nebylo zasazeno vubec, druhé bylo
zasazeno ve stupni 0,4 a treti ve stupni 0,6.

V dalsich krocich bude pak nasim cilem vypocitané miry zdsahu aplikovat
na konsekventy a ziskat tak vystupy z jednotlivych pravidel. Tyto dil¢i vystupy

budeme nasledné urcitym zpusobem agregovat, abychom dostali vyslednou hod-
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notu doporuceni. To, jak pii téchto krocich budeme postupovat, se vsak uz pro

jednotlivé algoritmy lisi.

Postup inference dle Mamdaniho

V Mamdaniho inferen¢nim algoritmu ziskame diléi vystupy z jednotlivych
pravidel tak, ze vyznamy pravych stran ve vySce zasazeni pravidla ufizneme.

Tento proces muzeme vidét na obrazku 3.3.

1. vstupni proménna Fuzzy relace pro 1. pravidlo

1.2
Jestlize vaha = podvyziva Pak doporuceni = pribrat

1 1
0.8 081
0.6 08
0.4 0.4
0.2 02r

0 0 . .

40 60 80 100 -30 -20 -10

(a) 1. pravidlo

1. vstupni proménna Fuzzy relace pro 2. pravidlo

1.2 T T
JestliZe vaha = optimalni véha Pak doporuceni = udrZet

1 1r 4
0.8 081 B
0.6 08 B
0.4 0.4
0.2 02r 4

0 0 . . . . L

40 60 80 100 -30 -20 -10 0 10 20 30

(b) 2. pravidlo

1. vstupni proménna Fuzzy relace pro 3. pravidlo

12 1.2 : i
Jestlize vaha = nadvaha Pak doporuceni = zhubnout
1 1R 4
0.8 081 4
0.6 0.8
0.4 0.4r 4
0.2 02t J
0 0 I L . .
40 60 80 100 -30 -20 -10 0 10 20 30

(c) 3. pravidlo

Obrazek 3.3: Mamdani - fuzzy relace pravidel

Z kapitoly 2 jiz vime, ze Mamdani na jednotliva pravidla nahlizi jako na
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jakési prototypy, které udavaji, co vSechno je mozné. Prvni pravidlo nam tedy
iikd, co délat v pripadé podvyzivy, avSsak pokud podvyzivu neméame, pak nam
toto pravidlo nefekne nic.

Jelikoz jednotliva pravidla predstavuji moznosti, tak vyznam celé baze pra-
videl pak ziskdme sjednocenim jejich vyznamu, tj. sjednocenim téch utiznutych
pravych stran. Vysledkem je v tomto piipadé fuzzy mnozina vykreslena na
obrazku 3.4. Pii vaze 83 kg bychom tedy méli s pravdivosti 0,6 zhubnout a s
pravdivosti 0,4 si vahu udrzet.

Pokud bychom chtéli ziskat jako vystup ostrou hodnotu, musime tuto fuzzy
mnozinu defuzzifikovat. Jak ale muzeme z obrazku 3.4 vidét, jednotlivé me-
tody defuzzifikace ndAm mohou déat velmi odlisné hodnoty. Pokud bychom pouzili
zhubnout 5,3 kg, zatimco metoda MOM by nam doporucila zhubnout 24 kg a
SOM dokonce 30 kg?.

Vysledna fuzzy mnozina a jeji defuzzifikace

LOM

bisector
centroid

08

0.6

04f

02

L L L L L
-30 -20 -10 0 10 20 30

Obrazek 3.4: Mamdani - vysledné fuzzy mnozina a jeji defuzzifikace

Z vysledné fuzzy mnoziny vidime, ze jsme v tomto piipadé dostali pomérné

neurcity vysledek. Toto nds muze piimét premyslet o tom, zda mame vhodné

2Pozn.: Vytvoiend funkce, pomoci které pifklady fesime, pouzivé vlastnf pifkazy k defuzzifi-
kaci. Pokud bychom pouzili funkci defuzz zaimplementovanou v MATLABu, ktera pro metody
SOM a LOM bere nejmensi, resp. nejvétsi hodnotu z absolutnich hodnot lezicich v a-fezu s
nejvétsim stupném prislusnosti, byly by tyto hodnoty naopak.

46



nadefinované vstupni a vystupni proménné a zda by nebylo dobré zadani piikladu

néjak upravit. O to se pak pokusime v nasledujicich podkapitolach.

Postup inference dle Novaka

Noviak se na jednotliva pravidla nediva jako na moznosti, ale jako na implikace
v nekonec¢néhodnotové logice. V tomto pripadé tedy nedochazi k ufiznuti pravych
stran ve vysce h;, ale funkce piislusnosti jednotlivych dil¢ich vyznamu pravidel

BY ziskdme pro vSechna y € (—30,30) na zdkladé vztahu

BY(y) = min{1,1 - h; + B(y)}, (3.1)

(2

kde B; jsou vyznamy pravych stran, i = 1,2, 3. Postup ziskavani téchto vystupu
lze vidét na obrazku 3.5.

Naprtiklad prvni pravidlo nam tedy iikd, ze mame-li podvyzivu, pak je
doporuc¢enim pouze piibrat. Pokud vsak podvyzivu nemame, pak muzeme na
zakladé tohoto pravidla délat cokoliv. Jelikoz nase pozorovani term “podvyzZiva”
nezasahuje v zadném stupni, je tedy dle prvniho pravidla cokoliv zcela mozné.

Dalsi dvé pravidla jiz castecné zasazena jsou a algoritmus nam vzhledem ke
stupni zasazeni “vyhloubi diry” pro situace, které by témto pravidlum neod-
povidaly.

Vsechny tyto implikace pak musi platit soucastné, proto vyslednou mnozinu
BY ziskdme jako prinik jednotlivych mnozin BY. Vyslednou fuzzy mnozinu a

jeji defuzzifikace muzeme vidét na obrazku 3.6.
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1. vstupni proménna

Fuzzy relace pro 1. pravidlo

1.2 T -
Jestize vaha = podvyziva Pak doporuceni = pfibrat
1 1
0.8 0.8F p
0.6 0.6+ J
04 04t ]
0.2 0.2+ p
0 o . . . .
40 60 80 100 -30 -20 -10 0 10 20 30
(a) 1. pravidlo
1. vstupni proménna 12 Fuzzy relace pro 2. pravidlo
Jestlize vaha = optimalni vaha Pak doporueni = udrzet
1 1
0.8 0.8F p
0.6 0.6
04 04t ]
0.2 0.2+ p
0 o . . . . .
40 60 80 100 -30 -20 -10 0 10 20 30
(b) 2. pravidlo
1. vstupni proménna 12 Fuzzy relace pro 3. pravidlo
1.2 . T T T T T
Jestlize vaha = nadvaha Pak doporuceni = zhubnout
1 1 J
0.8 0.8F p
0.6 0.6+ J
0.4 0.4
0.2 0.2+ p
0 o . . . .
40 60 80 100 -30 -20 -10 0 10 20 30

(c) 3. pravidlo

Obrézek 3.5: Novak - fuzzy relace pravidel

Vysledna fuzzy mnozina a jeji defuzzifikace

086

0.4

02

LOM
som
mom
bisector
centroid

-30 -20

Obrazek 3.6: Novak - vysledna fuzzy
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Postup inference dle zobecnéného Sugena

To, ze u Mamdaniho a Novakova piistupu je vystupem obecné fuzzy mnozina,
muze byt v nékterych pripadech ponékud nevyhodné a pro nékteré fuzzy modely
to muze byt problém. Vyhodou zobecnéného Sugena je, ze u tohoto algoritmu
bude vystupem vzdy fuzzy ¢islo, které bude navic stejného typu, jako fuzzy ¢cisla
pouzita v modelu.

Toto vysledné fuzzy ¢islo zde ziskame jako vazeny prunik vyznamu pravych
stran, kde vahami jsou jednotlivé miry zasazeni pravidel. Vypocet vystupu pro
tento ptiklad tedy vypada nasledovneé:

BS i hiBi

Z?:l hi
~0-10;30;30;30] + 0,4 - [-30;0;0; 30] + 0,6 - [~30; —30; —30; 0]
0+0,4+0,6

= [0;0;0;0] 4+ [—12;0;0; 12] 4+ [—18; —18; —18; 0] = [—30; —18; —18; 12].
(3.2)

Vysledné fuzzy cislo a jeho defuzzifikace vidime na obrazku 3.7.

Vysledna fuzzy mnozina a jeji defuzzifikace

LOM

iSOM

121 MOM

bisector
centroid

0.8

0.6 [

04+

02

0 L L L L L
-30 -20 -10 0 10 20 30

Obrazek 3.7: Zobecnény Sugeno - vysledna fuzzy mnozina a jeji defuzzifikace

Na zéakladé defuzzifikace pomoci metod LOM, SOM a MOM by zde do-
porucenim bylo zhubnout 18 kg, dle bisektoru zhubnout 13 kg a dle centroidu
12 kg.
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Muzeme si vS§imnout, ze v tomto piipadeé ale ztracime informaci o neurcitosti,
které jsme si u Mamdaniho ptistupu hned vsimli. Nevyhodou zobecnéného Sugena
tedy je, ze nas nemusi upozornit na nevhodné definované zadani piikladu ¢i na

to, ze o vstupech nemame dostatecnou informaci.

Postup inference dle Sugena & Yasukawy

Posledni metodou je pristup Sugena a Yasukawy, jehoz vystupem je, jak jiz
vime z kapitoly 2, ostrd realna hodnota. Tuto hodnotu pritom ziskame jako
vazeny prumér centroidu pravych stran. V tomto pripadé tedy jako
Z?:l hibi _

Z?:l hi
~0-20+0,4-0+0,6-(—20)
B 0+0,4+0,6

bSY _

(3.3)

=12,

Algoritmus Sugena a Yasukawy nam tak pro tento piiklad doporucuje zhub-

nout 12 kg.

Porovnani vystupnich hodnot

V nasledujici tabulce 3.5 mame shrnuty vysledné hodnoty pro jednotlivé me-

tody a ruzné typy defuzzifikace:

Vysledné hodnoty defuzzifikace
Mamdani | Novak | Zobecnény Sugeno
centroid -5,3 —=5,1 —12
bisektor —6,8 —-9,2 —13
MOM —24 —18 —18
SOM -30 —18 —18
LOM —18 —18 —18

Tabulka 3.5: Souhrn vyslednych hodnot

Vidime, ze vystupy nabyvaji hodnot v rozpéti od —5 kg az po —30 kg. Jestli
zhubnout 5 kg, nebo 30 kg, uz je vsak pomérné velky rozdil. U Mamdaniho
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pristupu jsem jiz naznacili, ze problém muze byt ve §patné zadanych pocatecnich

parametrech. V nasledujicich podkapitolach si proto zkusime stejny priklad na-

modelovat jinak a také zjemnit skaly zadanych proménnych.

Timto jsme si ukazali proces vypoctu pro jednu konkrétni hodnotu vahy.

Jelikoz jde o funkci jedné proménné, muzeme si jeji prubéh prehledné vykreslit.

Na obrézcich 3.8 a 3.9 tedy muzeme vidét grafy vyjadiujici zavislost doporuceni

na vaze pro jednotlivé pristupy a ruzné metody defuzzifikace.

centroid

20
0 H
-20

: |
-20

20

-20

50 80 70 80 90

50 60 70 80 20

20

-20

50 60 70 80 90

20

=20

40

(a) Mamdani

-20

centroid

20
0 H
20

“ H
ol
-20

20

50 80 70 80 90 100

50 60 T 80 20 100

20

-20

50 60 70 80 90 100

20

-20

40

50 60 70 80 90 100

(b) Novék

Obrazek 3.8: Funkce vyjadiujici vztah mezi vahou a doporucenim pro jednotlivé
metody defuzzifikace pro Mamdaniho a Novakuv pristup
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ZOBECNENY SUGENO SUGENO & YASUKAWA

30

20

-30
40 50 60 70 80 90 100

Obrazek 3.9: Funkce vyjadiujici vztah mezi vahou a doporucenim pro jednotlivé
metody defuzzifikace pro Sugenovy modifikace

Na grafech z obrazku 3.8 vidime, ze u Mamdaniho pristupu a funkei pro SOM
a LOM vznikaji velmi nepékné skoky, na zakladé kterych bychom v urcitych
usecich dostali s rostouci vahou dokonce i doporuceni jesté vice pribirat. Tyto
metody tak nevykazuji vhodné vysledky, nebot funkce by mély byt monoténni.
Pro Mamdaniho fuzzy inferenci bychom tedy tyto metody obecné nedoporuéili.
V jakém piipadé se nam vsak tyto zpusoby budou hodit, se dozvime v kapitole
3.2.

Dale si muzeme v8imnout, ze pro takto zadany piiklad bychom pro defuz-
nedostali krajni hodnoty vystupni proménné. A to ani v pripadé, ze bychom méli
nejnizsi ¢i nejvyssi moznou vahu. Abychom toto napravili, musime pri definovani
hodnot vystupni proménné ve funkci zadat krajni hodnoty jako symetricka fuzzy
¢isla a symbolicky je tedy protahnout mimo uvazované univerzum.

Upravené zadani hodnot je zobrazeno v tabulce 3.6. Jelikoz se nic neméni na
tom, ze stale uvazujeme univerzum (—30, 30), podoba vystupnich fuzzy mnozin
zustava stejnd. Ke zméné dojde tedy pouze u hodnot defuzzifikaci pro metodu
téziste, bisektoru a MOM. Metody MOM, SOM a LOM jsou navic nastaveny tak,
aby nami uvazované univerzum nemohly ptfekrocit.

Vysledné funkce jsou zobrazeny na obrazcich 3.10 a 3.11.
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doporuceni | x, To x3 | x4 | typ fuzzy cisla
zhubnout —60 | =30 | =30 | O linearni
udrzet =30 O 0 |30 linearni
pribrat 0 30 30 | 60 linearni

Tabulka 3.6: Protazeni krajnich hodnot proménné doporuceni

centroid centroid

20 20

-20

|
|

-20

40 50 80 70 80 90 100 40 50 80 70 80 90 100
bisektor bisektor

20 20

j
f

=20 -20

40 50 60 70 80 90 100 40 50 60 70 80 90 100
MOM MOM
20 ‘ 20 ‘
0 0
20 ‘ 20
40 50 60 70 80 %0 100 40 50 60 70 80 %0 100

SOM SOM
20 ‘ ‘ 20 ‘

-20 -20

j;
.j

LOM LOM

20

20

I
|

-20 -20

40 50 60 70 80 20 100 40 50 60 T 80 20 100

(a) Mamdani (b) Novéak

Obrazek 3.10: Funkce vyjadiujici vztah mezi vahou a doporucenim po protazeni
krajnich hodnot pro Mamdaniho a Novékuv algoritmus
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ZOBECNENY SUGENO SUGENO & YASUKAWA
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centroid
bisektor
20 MOM 20
SOM
LOM
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40 50 60 70 80 90 100 40 50 60 70 80 90 100

Obrazek 3.11: Funkce vyjadiujici vztah mezi vahou a doporucenim po protazeni
krajnich hodnot pro Sugenovy modifikace

Timto se nam tedy podarilo vyfesit zminény problém s defuzzifikaci. Zarazit
nas zde ale jesté mohou schodovité tvary jednotlivych funkci. Zamérime-li se
naptiklad 55 kg, dostaneme doporuceni piibrat 30 kg, avsak pokud bychom vazili
pouze o 5 kg vice, pak uz by nam bylo doporuceno vahu si udrzet.

Tyto skoky jsou zpusobeny tim, ze mame hodnoty vstupni proménné modelo-
vané pomoci lichobéznikovych fuzzy ¢isel s pomérné sirokymi jadry. V nasledujici
casti si tedy priklad opét predefinujeme a misto lichobéznikovych fuzzy ¢isel bu-

deme uvazovat fuzzy cisla trojuhelnikova.

3.1.2. Upraveni vychoziho prikladu pro trojihelnikova
fuzzy cisla

Hodnoty vstupni proménné vdha méjme nyni definované podle tabulky 3.7 a

znazornéné na obrazku 3.12.

vaha T, | T2 | x3 | x4 | typ fuzzy cisla
podvyjziva 40 | 40 | 40 | 70 linearni
optimalni vaha | 40 | 70 | 70 | 100 linearni
nadvdha 70 | 100 | 100 | 100 linearni

Tabulka 3.7: Definovani hodnot proménné vaha pomoci trojihelnikovych fuzzy
¢isel
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1. vstupni proménna

08

06

04

0z ——podvyziva
——optimalni vaha
nadvaha

Obrazek 3.12: Vstupni proménna modelovand pomoci trojihelnikovych fuzzy cisel

Funkce vyjadiujici zavislost doporuceni na vaze pro takto upraveny priklad

jsou pak zobrazeny na obrazcich 3.13 a 3.14.

centroid centroid
20 20
0 o
-20 ) ) ) -20 ) ) ,
40 50 60 70 80 20 100 40 50 60 T 80 20 100
bisektor bisektor
20 20
0 or
-20 ) ) - 20
40 50 60 70 80 20 100 40 50 60 T0 80 90 100
MOM MOM
20 ‘ ‘ ‘ 20 ‘ ‘
0 0
=20 ) -20
40 50 60 70 80 90 100 40 50 60 70 80 90 100
SOM SOM
20 20
0 or
-20 ) ) ) -20
40 50 60 70 80 20 100 40 50 60 T 80 920 100
LOM LOM
20 20
0 o
-20 -20
40 50 80 70 80 90 100 40 50 80 70 80 90 100
(a) Mamdani (b) Novéak

Obrazek 3.13: Funkce vyjadiujici vztah mezi vahou a doporu¢enim pro Mamda-
niho a Novaka
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ZOBECNENY SUGENO SUGENO & YASUKAWA

30 30

centroid
bisektor
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LOM
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40 50 60 70 80 90 100 40 50 60 70 80 90 100

Obrazek 3.14: Funkce vyjadiujici vztah mezi vdhou a doporuc¢enim pro Sugenovy
modifikace

Vidime, ze az na metody MOM, SOM a LOM u Mamdaniho ptistupu, které
maji i nadale nehezky prubéh, jsou jiz skoky v ostatnich funkcich vyhlazené a
funkce maji plynuly prubéh.

Pro srovnani s vychozim piikladem, ve kterém neméame protazené krajni
vystupni hodnoty a vstupni hodnoty jsou modelovany pomoci lichobéznikovych
¢isel, jsou v tabulce 3.8 ukazany vysledné defuzzifikace pro tutéz hodnotu 83 kg.
Dané pozorovani nyni zasahuje pravidla ve stupnich 0; 0,57 a 0,43. Vysledné fuzzy
mnoziny, které byly v tomto piipadé defuzzifikovany, jsou zobrazeny na obrazku

3.15.

vysledné hodnoty defuzzifikace
Mamdani | Novak | Zobecnény Sugeno
centroid —13,4 —1,2 —13
bisektor —11,5 —4.4 —13
MOM 0 —13 —13
SOM —13 —13 —13
LOM 12,9 —13 —13

Tabulka 3.8: Souhrn vyslednych hodnot
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Vysledna fuzzy mnozina a jeji i

Vysledna fuzzy mnozina a jeji ifil

Lom LoM
som isom
120 Mom 12 IMoM
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entroid

gentroid
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08+ 08 \

-30 20 -10 0 10 20 30 -30 20 10 0 10 20 30

(a) Mamdaniho vystup (b) Novékuv vystup

Vysledna fuzzy mnozina a jeji

14
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isom
12 MOM
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lcentroid

1

0g
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o L
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(¢) Vystup zobecnéného Sugena

Obrazek 3.15: Vysledné fuzzy mnoziny a jejich defuzzifikace

Z vysledné fuzzy mnoziny u Mamdaniho pristupu muzeme vidét, pro¢ metody
MOM, SOM a LOM davaji tak nehezké vysledky. Mame-li totiz témér napul
zasazena dvé pravidla, bude pak velmi Sirokd mnozina M, ze které bereme v
pripadé SOM infimum a pro LOM supremum. Nejhorsi situace pak nastane prave
tehdy, kdyz jsou dvé pravidla zasazené presné z poloviny. V takovych situacich
pak pravé vznikaji ty nejvétsi rozdily mezi SOM a LOM.

[ v tomto pripadé zde vSak stale vidime pomeérné neurcité vystupy. Toto
bychom mohli vyfesit tim, Zze se pokusime zjemnit skaly danych proménnych

a uvazovat u nich vice jazykovych hodnot.
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3.1.3. Upraveni vychoziho prikladu zjemnénim skal

Uvazujme tedy opét priklad pro vahu a doporuceni. Nyni si vSak zjemnime
skaly a budeme uvazovat vice jazykovych hodnot jak pro vstupni proménnou
vaha, tak i pro vystupni proménnou doporucent.

Tentokrat méjme u obou proménnych 5 termu, jejichz vyznamy jsou shrnuty

v tabulkach 3.9 a 3.10 a zobrazeny na obrazku 3.16:

vaha T, | T2 | x3 | x4 | typ fuzzy cisla
tézka podvyziva | 40 | 40 | 40 | b5 linearni
podvyZiva 40 | 55 | 55 | 70 linearni
optimalni vaha | 55 | 70 | 70 | 85 linearni
nadvdha 70 | 85 | 85 | 100 linearni
tézka nadvdha | 85 | 100 | 100 | 100 linearni

Tabulka 3.9: Definovani novych hodnot proménné vdha

doporuceni x To T3 x4 | typ fuzzy cisla
vyrazné zhubnout | —45 | —30 | —30 | —15 linearni
zhubnout —-30 | =15 | —15 0 linearni
udrzet —15| 0 0 15 linearni
pribrat 0 15 15 30 linearni
vyrazné pribrat 15 30 30 45 linearni

Tabulka 3.10: Definovani novych hodnot proménné doporucent
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1. vstupni proménna vystupni proménna
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(a) vstupni proménnd (b) vystupni proménnd

Obrazek 3.16: Nové vstupni a vystupni proménné

Pro tento piiklad tedy méjme bazi fuzzy pravidel sepsanou v tabulce 3.11.

Pravidlo 1:  Jestlize vaha = “tézkd podvyziva”, pak doporuceni = “ vijrazné pribrat”.
Pravidlo 2:  Jestlize vaha = “podviyjZiva”, pak doporuceni = “pribrat”.

Pravidlo 3:  Jestlize vaha = “optimalni viha”, pak doporuceni = “udrzet”.
Pravidlo 4:  Jestlize vaha = “nadvdha”, pak doporuceni = “zhubnout”.

Pravidlo 5:  Jestlize vaha = “téZkd nadvdha”, pak doporuceni = “vijrazné zhubnout”.

Tabulka 3.11: Nova béaze pravidel

Pro porovnani opét uvazujme jako pozorovani hodnotu 83 kg. Stupné zasazeni

pravidel jsou uvedeny v tabulce 3.12.

Miry zasazeni pravidel
ha 0

ho 0

hs 0,13

hy 0,87

h5 0

Tabulka 3.12: Miry zasazeni jednotlivych pravidel

Déle se opét podivame, jaké budou vystupy pro jednotlivé metody.
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Mamdaniho pfristup

Proces konstrukce vyznamu jednotlivych pravidel je zobrazen na obrazcich

3.17 a 3.18 a vysledna fuzzy mnozina pak na obrazku 3.19.

1. vstupni proménna

Fuzzy relace pro 1. pravidlo

1.2
Jestlize vaha = t&7k4 podvyZiva Pak doporuceni = vyrazné pfibrat
1 1F
0.8 081 B
0.6 0.6 B
0.4 0.4 |
0.2 021 1
0 0 . . . . .
40 60 80 100 30 20 10 0 10 20 30
(a) 1. pravidlo
1. vstupni proménna 12 Fuzzy relace pro 2. pravidlo
1.2 . : .
Jestlize vaha = podvyZiva Pak doporuéeni = pfibrat
1 1F B
0.8 081 B
0.6 0.6 B
0.4 0.4 |
0.2 021 1
0 0 . . . .
40 60 80 100 30 20 10 0 10 20 30
(b) 2. pravidlo
1. vstupni proménna 12 Fuzzy relace pro 3. pravidlo
Jestlize vaha = optimalni vaha Pak doporuéeni = udrzet
1 1F B
0.8 081 B
0.6 0.6 B
0.4 0.4 |
0.2 021 1
o/ . A ‘ SN\
40 60 80 100 30 20 10 0 10 20 30

(c) 3. pravidlo

Obrazek 3.17: Mamdani - fuzzy relace pravidel (1. ¢ést)
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1. vstupni proménna Fuzzy relace pro 4. pravidlo

1 1.2
Jestlize vaha = nadvaha Pak doporuéeni = zhubnout

1 1r 4
0.8 08r 4
0.6 086 4
0.4 04r 4
0.2 02r 4

0 0 I L . .

40 60 80 100 -30 -20 -10 0 10 20 30

(a) 4. pravidlo

1. vstupni proménna Fuzzy relace pro 5. pravidlo

1 1.2
Jestlize vaha = tézka nadvaha Pak doporuceni = vyrazné zhubnout

1 1k 4
0.8 08 -
0.6 06 -
0.4 04} |
0.2 02 -

o o ‘ . ‘ ‘ ‘

40 60 80 100 -30 -20 -10 0 10 20 30

(b) 5. pravidlo

Obrazek 3.18: Mamdani - fuzzy relace pravidel (2. ¢ést)

Vysledna fuzzy mnozina a jeji defuzzifikace

14 .
LOM
som
121 mMoMm g
pisector
gentroid
1 4
08 g
06 4
04 g
02 <
0 . I L L .
-30 -20 -10 0 10 20 30

Obrazek 3.19: Mamdani - vysledna fuzzy mnozina a jeji defuzzifikace
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Novakuv pristup

Jak bude v tomto piipadé vypadat proces konstrukce diléich vyznamu pii
pouziti fuzzy inference dle Novédka, muzeme vidét na obrazcich 3.20 a 3.21 a

vyslednou mnozinu na obrazku 3.22.

1. vstupni proménna Fuzzy relace pro 1. pravidlo

1 12
Jestlize vaha = t&2ka podvyZiva Pak doporuceni = vyrazné pfibrat

1 1
0.8 08F
0.6 06}
0.4 04f
0.2 02f

0 0 . L . . .

40 60 80 100 -30 -20 -10 0 10 20 30

(a) 1. pravidlo

1. vstupni proménna Fuzzy relace pro 2. pravidlo

1.2
Jestlize vaha = podvyZiva Pak doporuceni = pfibrat

1 1
0.8 08
0.6 06
0.4 04+
0.2 02F

0 0 . L . L

40 60 80 100 -30 -20 -10 0 10 20 30

(b) 2. pravidlo

1. vstupni proménna Fuzzy relace pro 3. pravidlo

12
Jestlize vaha = optimalni vaha Pak doporueni = udrzet

! T/ ]
0.8 08F f
0.6 06}
0.4 04f
0.2 02f

40 60 80 100 -30 -20 -10 0 10 20 30

(c) 3. pravidlo

Obrézek 3.20: Novék - fuzzy relace pravidel (1. cast)
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1. vstupni proménna

Fuzzy relace pro 4. pravidlo

1.2 1.2
Jestlize vaha = nadvaha Pak doporuceni = zhubnout

1 1t
0.8 08F
0.6 08}
0.4 04f
0.2 0.2}

0 0 . . . .

40 60 80 100 -30 -20 -10 0 10 20 30

(a) 4. pravidlo
1. vstupni proménna 12 Fuzzy relace pro 5. pravidlo
1.2 T : ;
Jestlize vaha = tézka nadvaha Pak doporudeni = vjrazné zhubnout

1 1
0.8 08F
0.6 08}
0.4 04f
0.2 02f

0 0 . . . . .

40 60 80 100 -30 -20 -10 0 10 20 30

Obrézek 3.21: Novék - fuzzy relace pravidel (2. ¢ast)

(b) 5. pravidlo

Vysledna fuzzy mnozina a jeji defuzzifikace

gentroid

0
30

Obrazek 3.22:

-10 0 10 20 30

Zobecnény Sugeno a Sugeno & Yasukawa

Novak - vysledna fuzzy mnozina a jeji defuzzifikace

Pro zobecnéného Sugena dostaneme v tomto ptipadé fuzzy cislo vykreslené

na obrazku 3.23 a Sugeno & Yasukawa doporué¢i zhubnout 13 kg.
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Vysledna fuzzy mnozina a jeji defuzzifikace

LOM
[SOM
121 iMom
bisector
[centroid

0.8

06

04+

02

-30 -20 -10 0 10 20 30

Obrézek 3.23: Zobecnény Sugeno - vysledné fuzzy mnozina a jeji defuzzifikace

Porovnani vystupnich hodnot

Vysledné hodnoty pro jednotlivé algoritmy a ruzné metody defuzzifikace jsou

nyni shrnuty v tabulce 3.13.

vysledné hodnoty defuzzifikace
Mamdani | Novak | Zobecnény Sugeno
centroid —12,4 -8, 1 —13
bisektor —13,8 —12,7 —13
MOM —15 —13 —13
SOM —17 —13 —13
LOM —13 —13 —13

Tabulka 3.13: Souhrn novych vyslednych hodnot

Vidime, ze v pripadé takto sestaveného systému, kde nase hodnota pozorovani
jiz jen castecné zasahuje tteti pravidlo a z velké ¢asti pak zasahuje ctvrté pravi-
dlo, uz metody nedavaji tak neurcité vystupy, jako tomu bylo dtive, a vysledné
defuzzifikace jiz nejsou tak vyrazné odlisné.

Pomoci zjeméni skal tedy muzeme dostat méné neurcité vysledky, avsak
musime tim padem nadefinovat vice hodnot a vice pravidel.

Prubéhy jednotlivych funkei jsou ukazany na obrazcich 3.24 a 3.25.
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centroid centroid

20 20
0 or
-20 20
40 50 60 70 80 90 100 40 50 60 70 80 90 100
bisektor bisektor
20 ‘ ' ‘ 20 ‘ ' ‘
0 ob
-20 20
40 50 80 70 80 90 100 40 50 80 70 80 90 100
MOM MOM
20 20r
0 or
-20 =20
40 100 40 50 60 T 80 20 100
SOM SOM
20 20
0 or
-20 20
40 50 60 70 80 90 100 40 50 60 T0 80 90 100
LOM LOM
20 ‘ ' ‘ 2 : ' ‘
0 or
=20 =201
40 40 50 60 70 80 90 100
(a) Mamdani (b) Novéak

Obrazek 3.24: Funkce vyjadiujici vztah mezi vahou a doporu¢enim pro Mamda-
niho a Novaka

ZOBECNENY SUGENO SUGENO & YASUKAWA
30 30
centroid
s hisektor
20 MOM 20
S0M
LOM
10 10
0 0
10 -10
20 20
30 -30
40 50 80 70 80 90 100 40 50 80 70 80 90 100

Obrazek 3.25: Funkce vyjadiujici vztah mezi vdhou a doporuc¢enim pro Sugenovy
modifikace
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Z obrazku 3.24 vidime, ze pomérné prekvapivy prubéh maji funkce pouzivajici

univerza se tyto dvé metody nechovaji hezky. Toto je zpusobeno povahou vypoctu.

V Novékové metodé se totiz pii nezasazeni pravidla nevynuluji hodnoty mimo

oblast, tj. laicky feceno algoritmus “nevyhloubi dané diry”. Nejveétsi problém pak

tedy zpusobuji hodnoty, které zasahuji presné napul dvé krajni pravidla.

Pro nazornost si ukazeme, jak vypadaji vystupni fuzzy mnoziny pro nékteré

z krajnich hodnot. Na obrazku 3.26 vidime opét vykreslené jednotlivé funkce a

na obrazku 3.27 vystupy algoritmu pro hodnoty 42,5 kg, 47,5 kg a 55 kg.

30

20+

201

-30
40 425

NOVAK
|

~——

2

centroid

MOM
——SOM
——LOM

bisektor | |

1
47.5 50 55

I L
60 70

1
920

100

Obrazek 3.26: Funkce vyjadiujici vztah mezi vahou a doporuc¢enim pro Novakuv

algoritmus

Pro vybrané hodnoty jsou pritom miry zasazeni jednotlivych pravidel sepsany

v tabulce 3.14.

Miry zasazeni pravidel
Pozorovani | 42,5 kg | 47.5 kg | 55 kg
hy 0,83 0,5 0
ha 0,17 0,5 1
hs 0 0 0
ha 0 0 0
hs 0 0 0

Tabulka 3.14: Miry zasazeni pravidel pro vybrana pozorovani
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Vysledna fuzzy mnozina a jeji defuzzifikace " Vysledn fuzzy mnozina a jeji defuzzifikace

nnnnnn

(a) 42,5 kg (b) 47,5 kg

Vysledna fuzzy mnozina a jeji

controid

(c) 55 kg

Obrazek 3.27: Vysledné fuzzy mnoziny z Novakova algoritmu pro vybrané hod-
noty

V tomto piipadé bychom tedy nedoporucili pouzivat pro defuzzifikaci metodu
tézisté ¢i bisektoru, ale misto toho spise metodu MOM, SOM ¢i LOM.

Dalsi moznosti, jak bychom mohli tomuto problému predejit, by bylo pii
agregovani vystupu z jednotlivych pravidel misto klasického pruniku pouzit
prunik Lukasiewiczuv. Funkce piislusnosti pro Lukasiewiczuv prunik n mnozin

BN, i=1,..,n je pro viechna y € F(V) dédna vztahem

BN(y) = max{0,» " B (y) —n+1}, (3.4)
i=1
kdy v tomto piipadée F(V) = (—30,30) an = 5.

Prubéh funkei pii pouziti Lukasiewiczova pruniku vidime na obrazku 3.28 a

podobu vyslednych fuzzy mnozin pro stejné vybrané hodnoty na obrazku 3.29.
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NOVAK

30 T T T

\ centroid
a0k bisektor| |
MOM
——S8OM
0 —LOM 71
ok i
-0 1
20 4
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40 425 475 50 55 60 70 80 %0 100

Obrazek 3.28: Funkce vyjadiujici vztah mezi vahou a doporuc¢enim pro Novakuv
algoritmus pii pouziti Lukasiewiczova pruniku

. Vysledna fuzzy mnozina a jeji " Vysledna fuzzy mnozina a jeji
!

iMOM
bisector bisector
ghntroid eantroid

(a) 42,5 kg (b) 47,5 kg

Vysledna fuzzy mnozina a jeji defuzzifikace

Lom
SOM

MOM
bisector
centroid

(c) 55 kg

Obrazek 3.29: Vysledné fuzzy mnoziny z Novakova algoritmu pro vybrané hod-
noty pii pouziti Lukasiewiczova pruniku

Na tomto prikladu jsme si tedy ukazali, ze dulezitou otazkou pii sestavovani
fuzzy inferen¢nich systému neni jen to, jaky algoritmus a defuzzifikaci zvolit, ale

dulezité je také mit primarné vhodné nadefinované proménné a bazi pravidel.
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3.2. Priklad s protichudnymi pravidly

V této casti se podivame na to, jak by si jednotlivé inferencni algoritmy po-
radily se situaci, kdy v bazi budou protichudné pravidla, tj. kdyz by pro stejné
hodnoty vstupu byly mozné ruzné hodnoty vystupu.

Predstavme si, ze jedeme autem a pred nami se muze objevit prekazka. My
chceme sestavit systém, ktery by nam na zakladé toho, zda pted nami prekazka je,
nebo neni, fekl, co mame délat. V tomto prikladu budeme pro nazornost pracovat
pouze s ostrymi Cisly, které vSak chapeme jen jako specialni piipad fuzzy cisel.

Meéjme tedy vstupni proménnou prekdzka a vystupni proménnou doporucent.
Proménna prekdzka muze nabyvat hodnoty 0, kterd znaci, ze pred nami prekazka
neni, a hodnoty 1, ktera znaci, ze prekazka pred nami je. Proménnda doporuceni
muze nabyvat hodnoty -1, kterd nam ik, ze mame prekazku objet zleva, hodnoty
0, kterd ifka, at pokracujeme rovné, a hodnoty 1, ktera radi prekazu objet zprava.
Predpokladejme, ze silnice je dostatecné Siroka a nic nam pripadné v objizdéni

branit nebude. Vykresleni danych proménnych muzeme vidét na obrazku 3.30.

1. vstupni proménna vystupni proménna

0.8 4 0.8

06 4 06

04 9 0.4

02 1 02 —objed Zleva |-

—nen| ——pokraéuj rovné
—je objed zprava
0 . h

0.2 0 0.2 04 0.6 08 1 12 -1 0.5 0 05 1

(a) vstupni proménnd (b) vystupni proménnd

Obrazek 3.30: Vstupni a vystupni proménné

Uvazovat budeme nasledujici 3 pravidla uvedena v tabulce 3.15.
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Pravidlo 1: Jestlize prekazka = “neni”, pak doporuceni = “pokracuj rovne”.
Pravidlo 2: Jestlize piekazka = “je”, pak doporuceni = “objed’ zleva”.
Pravidlo 3: Jestlize piekazka = “je”, pak doporuceni = “objed zprava”.

Tabulka 3.15: Baze pravidel

Nyni se podivame, jaky vystup by nam jednotlivé algoritmy daly v ptipadé,
ze prekazka pred nami bude. Vstupni hodnota pozorovani je tedy 1.

V tomto pripadé by pak prvni pravidlo nebylo zasazeno vubec a ta dalsi dvé
pravidla by byla zasazena zcela. Miry zasazeni pravidel jsou sepsany v tabulce

3.16.

Miry zasazeni pravidel
ha 0
ho 1
hs 1

Tabulka 3.16: Miry zasazeni jednotlivych pravidel

Mamdaniho pfristup

Na obrazku 3.31 muzeme vidét proces vyhodnocovani jednotlivych pravidel
pro inferenc¢ni ptistup dle Mamdaniho a na obrazku 3.32 pak vyslednou mnozinu,

ktera vznikla sjednocenim vystupu z téchto jednotlivych pravidel.
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1. vstupni proménna

JestliZze prekazka = neni

0.8

0.6

0.4

0.2

Fuzzy relace pro 1. pravidlo

Pak doporuceni = pokracuj rovné

1. vstupni proménna

Jestlize pfekazka = je

0.8

0.6

0.4

0.2

(a) 1.

-0.5 0 0.5

pravidlo
Fuzzy relace pro 2. pravidlo

Pak doporuceni = objed zleva

1. vstupni proménna

Jestlize pfekazka = je

0.8

0.6

0.4

0.2

-0.5 0 0.5

pravidlo

Fuzzy relace pro 3. pravidlo

Pak doporuéeni = objed zprava

Obrazek 3.31: Mamdani - fuzzy relace

(c) 3.

-0.5 0 0.5

pravidlo
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Vysledna fuzzy mnozina a jeji defuzzifikace

LOoM
som

121 Mom
pisector
centroid

0.8

06

0.4 F

02

Obrazek 3.32: Mamdani - vysledna fuzzy mnozina a jeji defuzzifikace

Jelikoz Mamdani pravidla chape jako moznosti, které ve vysledku sjednocuje,
nejsou pro néj protichudnd pravidla problém. V tomto pripadé nam tedy rekne,
Ze rovné jet nesmime, ale jinak muzeme prekazku objet zleva nebo i zprava.

Ackoliv my jsme v tomto piikladu pro nazornost pouzili pouze jednoduchy
pripad s ostrymi hodnotami, muzeme i tak vidét, ze bychom si zde museli dat
velky pozor na pouzitou metodu defuzzifikace. Kdybychom totiz v tomto piipadé
pouzili k defuzzifikaci metodu tézisté ¢i stied maxim, byla by vystupem hodnota
0, kterda znamena jet rovné, a do prekazky bychom na zakladé tohoto doporuceni
narazili. Pravé pro tyto pripady mame metody SOM a LOM, na zdkladé kterych
pak prekazku spravné objedeme. Podle toho, kterou z téchto dvou metod zvolime,

rozhodneme o tom, zda budeme piekdzku objizdét zleva, nebo zprava®.

3Pozn.: Kdybychom pro vypoéet defuzzifikace pouzili v MATLABu zaimplementovany piikaz
defuzz, ktery LOM a SOM pocita z absolutnich hodnot, dostali bychom v obou piipadech
vyslednou hodnotu -1, tj. pouze doporuceni objet prekazku zleva.
Pozn.: Metoda bisektoru zde dé4 jako vystup také hodnotu -1, nebot zde neni Z4dnd plocha k
rozdéleni a bisektor tak bere prvni moznou hodnotu.
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Novakuv pristup

Jinou situaci nyni uvidime pti pouziti Novakova pristupu. Jelikoz prvni pra-
vidlo nebylo zasazeno vubec, muzeme dle néj délat cokoliv, tj. objizdét zleva,
zprava a nebo jet rovné. Druhé pravidlo uz je zasazeno zcela a jedinou moznosti
je podle néj objet prekazku zleva. Stejné tak je zcela zasazené i tieti pravidlo,
které nam pak tika, ze prekazku mame objet zprava. Tento proces vyhodnocovani

pravidel je zobrazen na obrazku 3.33.

1. vstupni proménna Fuzzy relace pro 1. pravidlo

1 1.2
JestliZe piekazka = neni Pak doporuceni = pokraéuj rovné
1 1
0.8 081
0.6 06
0.4 0.4
0.2 021
0 0 L L N L
0 0.5 1 -1 -0.5 0 0.5 1

(a) 1. pravidlo

1. vstupni proménna Fuzzy relace pro 2. pravidlo

1.2 1.2
Jestlize prekaka = je Pak doporuceni = objed zleva

1 1
0.8 081
0.6 086
0.4 0.4
0.2 021

0 0

0 0.5 1 -1 -0.5 0 0.5 1

(b) 2. pravidlo

1. vstupni proménna Fuzzy relace pro 3. pravidlo

1.2 1.2
Jestlize prekaka = je Pak doporuceni = objed zprava

1 1
0.8 081
0.6 06
0.4 0.4
0.2 021

0 0

0 0.5 1 -1 -0.5 0 0.5 1

(c) 3. pravidlo

Obrézek 3.33: Novak - fuzzy relace pravidel
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Jelikoz Novakuv algoritmus nahlizi na pravidla jako na implikace, které museji
platit soucasné, a spojeni téchto pravidel modeluje pomoci operace pruniku, byla
by v tomto pripadé vysledkem prazdnd mozina. Pii protichudnych pravidlech
nam tedy tato metoda fekne, ze nic neni mozné.

Novakuv pristup k inferenci tedy muze byt pouzit pouze tehdy, mame-li
zajisténo, ze v bazi protichudnd pravidla nejsou. Na to, ze néco neni v poradku,
jsme v tomto pripadé vsak diky vystupu v podobé prazdné mnoziny upozorneéni.

Abychom zde pak mohli Novdkovu metodu pouzit, musime bazi pravidel
preformulovat a v tomto pripadé vybrat pouze jednu moznost pro objizdéni.
Museli bychom tedy urcit, ze v piipadé vyskytu prekazky ji budeme objizdét

naptiklad zasadné zleva, a vypustili bychom tteti pravidlo.

Zobecnény Sugeno a Sugeno & Yasukawa

Nyni si ukazeme, ze pro protichudné pravidla rozhodné neni vhodny algorit-
mus zobecnéného Sugena ¢i pristup Sugena a Yasukawy. Vzhledem k tomu, ze
tyto metody pocitaji vystup jako vazeny prumér, dostali bychom pak ve vSech
pripadech jako vysledek doporuceni jet rovné, a do prekazky bychom narazili. Na
to, ze je néco Spatné, by nas v tomto ptipadé navic ani nic neupozornilo.

Vystup pro zobecnéného Sugena je zobrazen na obrazku 3.34 a vysledna hod-

nota dle algoritmu Sugena a Yasukawy by byla rovna nule.

Vysledna fuzzy mnozina a jeji defuzzifikace

Obrézek 3.34: Zobecnény Sugeno - vysledné fuzzy mnozina a jeji defuzzifikace
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Na tomto ptikladu jsme si tedy ukézali, ze mame-li v bazi protichudna pravi-
dla, pak si s tim poradi pouze pristup Mamdaniho, avSak je potieba dat si pozor
na pouzitou metodu defuzzifikace. Pokud bychom totiz zvolili defuzzifikaci po-
moci centroidu ¢i MOM, nebyli bychom nijak upozornéni na to, ze v bazi mohou
byt protichudna pravidla, a na zdkladé vystupu bychom narazili. Protichudna
pravidla tedy musime detekovat sami a vzhledem k tomu pak zvolit vhodnou
metodu defuzzifikace.

Naopak Novak nas na tento problém diky vystupu v podobé prazdné mnoziny
upozorni a da nam tedy najevo, ze bychom bazi pravidel méli upravit a zvolit
pouze jednu moznost objizdéni. Tato volba pouze jednoho ze sméru pak vlastné
odpovida tomu, kdyz u Mamdaniho vybirame mezi defuzzifikaci pomoci SOM a
LOM.

Pristupy vychazejici ze Sugenovy metody nas nejenze na problém neupozorni,

ale dokonce nam i ve vSech pripadech daji Spatnou vystupni hodnotu.

3.3. Priklad se dvéma vstupnimi proménnymi

Nyni se podivame, jak algoritmy pracuji v pripadé, ze mame vice vstupnich
proménnych. Pro jednoduchost a nazornost si zkonstruujeme priklad, ve kterém
budou vstupni proménné dvé.

Predstavme si, ze jsme v obchodé a vybirame si napiiklad Saty. Kazdé
zkouSené Saty budeme chtit néjak ohodnotit na zakladé toho, jak nam slusi a
jak pohodlné jsou. Budeme mit tedy vstupni proménné “vzhled” a “pohodinost”
a vystupni proménnou bude “hodnoceni”.

Vzhled budeme hodnotit body od 0 do 10, kdy 0 bodu znamend, Ze nam
Saty vubec neslusi, a 10 znamend, ze nam naprosto slusi. Pohodlnosti budeme
pritazovat hodnoty z intervalu (0, 1), pficemz 0 znaci, ze jsou Saty absolutné
nepohodlné, a 1 ze jsou naopak zcela pohodlné. Vysledné hodnoceni pak bude
dano v procentech, tj. od 0 do 100.

Jednotlivé proménné, jejich termy, vyznamy a typy fuzzy ¢isel jsou popsany

v tabulkach 3.17 a 3.18 a zndzornény na obrazcich 3.35 a 3.36.
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Na tomto prikladu si také ukazeme, ze funkce FIS.m dokdze pracovat i s

kvadratickymi fuzzy cisly a fuzzy pozorovanimi.

Vstupni proménné

vzhled T, | T2 | T3 | x4 | typ fuzzy cisla
neslust 00| 01|65 linearni
neutralni 015 5 110 linearni
slust 5 10| 10 | 10 linearni

pohodlnost | ; | 5 | 3 | 4 | typ fuzzy cisla
nepohodiné | 0 | 0 | 0 | 1 linearni
pohodiné o 1|11 linearni

Tabulka 3.17: Definovani hodnot vstupnich proménnych

Vystupni proménna
hodnoceni | ;1 | 3 | 3 | x4 | typ fuzzy cisla
nespokojenost | -50 | 0 0 50 kvadratické
prumer 0 | 50 | 50 | 100 kvadratické
spokojenost | 50 | 100 | 100 | 150 kvadratické

Tabulka 3.18: Definovani hodnot vystupni proménné

1. vstupni proménna ; 2. vstupni proménna

—neslusi 0.2 1
——neutraini ——nepohodiné

slusi ——pohodIné

5 [} 7 8 9 0 0 01 02 a3 14 05 06 07 08 0ns 1
vzhled pohadinost

0 1 2 3 a

(a) 1. vstupni proménnd (b) 2. vstupni proménnd

Obrazek 3.35: Vstupni proménné
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vystupni proménna

——nespokojenost|
——primér
spokojenost

0 10 20 30 40 50 60 70 80 9 100
hodnoceni

Obrazek 3.36: Vystupni proménna

Béaze pravidel je sepsana v tabulce 3.19 a napozorované hodnoty jednotlivych
vstupnich proménnych v tabulce 3.20. Pro néjaké konkrétni Saty mame tedy
vzhled ohodnoceny fuzzy Cislem reprezentujicim “asi 77 bodu a pohodlnost jsme
urcili na hodnotu 0.8. Pro potfeby funkce vsak i tuto ostrou hodnotu zadame

jako fuzzy ¢islo, abychom méli vsechny hodnoty pozorovani stejného druhu.

7

Pravidlo 1: Jestlize vzhled = “neslusi” a pohodlnost = “nepohodiné”,

pak hodnoceni = “nespokojenost”.

%
7

Pravidlo 2: Jestlize vzhled = “neutrdlni” a pohodlnost = “nepohodiné”,

pak hodnoceni = “nespokojenost”.

Pravidlo 3: Jestlize vzhled = “slusi” a pohodlnost = “nepohodiné”,
pak hodnoceni = “primeér”.

Pravidlo 4: Jestlize vzhled = “neslusi” a pohodlnost = “pohodiné”,
pak hodnoceni = “nespokojenost”.

Pravidlo 5: Jestlize vzhled = “neutrdini” a pohodlnost = “pohodiné”,

pak hodnoceni = “primeér”.
Pravidlo 6: Jestlize vzhled = “slusi” a pohodlnost = “pohodiné”,

pak hodnoceni = “spokojenost”.

Tabulka 3.19: Baze pravidel
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Pozorovani
Ty | T2 | T3 | T4 | typ fuzzy cisla
vzhled 6 7 7 8 linearni
pohodlnost | 0.8 | 0.8 | 0.8 | 0.8 linearni

Tabulka 3.20: Hodnoty pozorovani pro jednotlivé proménné

To, v jakych mirach naSe pozorovani zasahuje jednotliva pravidla, je zapsano
v nasledujici tabulce 3.21. Jak jiz vime z kapitoly 2 a muzeme vidét napriklad
z obrazku 3.37 a 3.38, miry zasazeni jednotlivych pravidel v pripadé vice
proménnych v antecedentu ziskdme jako minimum ze zasahu jednotlivych

vyznamu v daném pravidle. Poté uz pokracujeme stejné jako diive.

Miry zasazeni pravidel
hl 0

ho 0.2

hs 0.2

hy 0

hs 0.666

he 0.5

Tabulka 3.21: Miry zasazeni jednotlivych pravidel

Mamdaniho pfristup

Proces inference pro Mamdaniho metodu je znazornén na obrazcich 3.37 a

3.38, vysledna fuzzy mnozina a jeji defuzzifikace pak na obrazku 3.39.
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Fuzzy relace pro 1. pravidlo

) 1. vstupni proménna

0.8

0.6

0.4

02

0.8

0.6

0.4

0.2

0.8

0.6

0.4

0.2

22. vstupni proménna

1.2
Jestlize vzhled = neslusi Jeslize pohodinost = nepohoding Pak hodnoceni = nespokojenost
1 1 ]
0.8 08 R
06 06 E
04 0.4r E
02 0.2 E
0 0 . ; . .
0 5 10 0 0.5 1 0 20 40 60 80 100
(a) 1. pravidlo
1. vstupni proménna 2. vstupni proménna Fuzzy relace pro 2. pravidlo
2 2 . T T T T
Jestlize vzhled = neutralni Jesflize pohodinost = nepohodiné Pak hodnoceni = nespokojenost
1 1 ]
08 08 E
0.6 061 ]
04 0.4r E
0.2 0.2
0 0 \ . . .
) 5 10 0 0.5 1 0 20 40 60 80 100
(b) 2. pravidlo
1. vstupni proménna 2. vstupni proménna Fuzzy relace pro 3. pravidlo
1.2 1.2 . T T T T
Jestlize vzhled = slugi Jesflize pohodinost = nepohodiné Pak hodnoceni = primér
1 1r ]
0.8 081 ]
06 061 ]
04 0.4 B
0.2 0.2
0 0 \ . \ .
) 5 10 0 0.5 1 0 20 40 60 80 100

(c) 3. pravidlo

Obrazek 3.37: Mamdani - fuzzy relace pravidel (1.¢ast)
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2. vstupni proménna

Fuzzy relace pro 4. pravidlo

) 1. vstupni proménna

2
Jestlize vzhled = neslusi Jestlize pohodinost = pohediné Pak hodnoceni = nespokojenost
1 1 1 1
0.8 0.8 08 1
0.6 0.6 06 1
0.4 04 0.4r E
0.2 0.2 0.2 1
0 0 0 . . . .
0 5 10 0 0.5 1 0 20 40 60 80 100
(a) 4. pravidlo
1. vstupni proménna 2. vstupni proménna Fuzzy relace pro 5. pravidlo
2 2 T T T T
Jestlize vzhled = neutralni Jestlize pohodinost = pohodiné Pak hodnoceni = primér
1 1 1r 1
0.8 0.8 08 1
0.6 0.6 061 R
0.4 04 0.4r E
0.2 0.2 0.2 1
0 0 0 . . . .
) 5 10 0 0.5 1 0 20 40 60 80 100
(b) 5. pravidlo
1. vstupni proménna 2. vstupni proménna Fuzzy relace pro 6. pravidlo
1.2 1.2 . T T T T
Jestlize vzhled = slugi Jestlize pohodinost = pohodiné Pak hodnoceni = spokojenost
1 1 1r
0.8 0.8 081 R
0.6 06 086 B
0.4 04 0.4 B
0.2 0.2 0.2 R
0 0 0 . . . .
) 5 10 0 0.5 1 0 20 40 60 80 100

Obrazek 3.38: Mamdani - fuzzy relace pravidel (2.

(c) 6. pravidlo
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Vysledna fuzzy mnozina a jeji defuzzifikace

Lom
SOM

121 Mom

bisectol
centroid

0.8

06

04+

02

Obrazek 3.39: Mamdani - vysledna fuzzy mnozina a jeji defuzzifikace

Pokud bychom tedy k hodnoceni nasich $atu pouzili Mamdaniho piistup, byli
bychom s nimi na zakladé defuzzifikace metodou tézisté ¢i bisektoru spokojeni
zhruba na 61 %, s pouzitim metody SOM pouze na 30 %, s MOM na 50 % a
s LOM na 70 %. Opét zde ve vysledném hodnoceni vidime pomérné vyraznou

neurcitost a velké rozdily v defuzzifikaci.

Novakuv pristup

Pro pripad Novakova fuzzy inferencniho algoritmu muzeme vidét prubéh na
obrazcich 3.40 a 3.41 a vyslednou fuzzy mnozinu na obrazku 3.42.
satu 51 %, pomoci bisektoru 55 %, pomoci SOM 69 %, pomoci MOM 73 % a
pomoci LOM pak 76 %.
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1. vstupni proménna
1.2

; 22. vstupni proménna

Fuzzy relace pro 1. pravidlo

Jestlize vzhled = neslusi Jeslliz'_e pohodinost = nepohoding Pak hodnoceni = nespokojenost
1 1 1
0.8 0.8 0.8
0.6 0.6 0.6
04 04 0.4
02 0.2
0 0 0
0 5 10 0 0.5 1 0 20 40 60 80 100
(a) 1. pravidlo
1. vstupni proménna 2. vstupni proménna Fuzzy relace pro 2. pravidlo
1.2 12
Jestlize vzhled = neutralni JeJIiz'_e pohodinost = nepohodinég Pak hodnoceni = nespokojenost
1 1 1 \
0.8 0.8 0.8
0.6 0.6 0.6
0.4 04 0.4
0.2 0.2 [ cof 02
0 0 0
4] 5 10 0 0.5 1 0 20 40 60 80 100

1. vstupni proménna
1.2

(b) 2. pravidlo

; 22. vstupni proménna

Fuzzy relace pro 3. pravidlo

. 1.2
JestliZze vzhled = slusi Jeiliz'e pohodinost = nepohodiné Pak hodnoceni = pramér

1 1 1 / \
0.8 08 08
0.6 06 0.6
0.4 04 04
0.2 0.2 fre e d o2
0 0 0

0 0 05 1 0 20 40 0 a0

(c) 3. pravidlo

Obrézek 3.40: Novék - fuzzy relace pravidel (1.¢dst)
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1. vstupni proménna
1.2

Fuzzy relace pro 4. pravidlo

; 22. vstupni proménna

1.2
Jestlize vzhled = neslusi Jestlize pohodinost = pohodiné Pak hodnoceni = nespokojenost
1 1 1
0.8 0.8 0.8
0.6 06 0.6
0.4 04 0.4
0.2 0.2 0.2
0 0 0
0 5 10 0 0.5 1 0 20 40 60 80 100
(a) 4. pravidlo
1. vstupni proménna 2. vstupni proménna Fuzzy relace pro 5. pravidlo
1.2 12 .
Jestlize vzhled = neutralni Jestlize pohodinost = pohodihé Pak hodnoceni = pramér
1 1 1
0.8 0.8 0.8
0.6 06 0.6
0.4 04 0.4 .
0.2 0.2 0.2
0 0 0
) 5 10 0 0.5 1 0 20 40 60 80 100
(b) 5. pravidlo
1. vstupni proménna 2. vstupni proménna Fuzzy relace pro 6. pravidlo
1.2 1.2 .
Jestlize vzhled = sluéi Jestlize pohodinost = pohodiné Pak hodnoceni = spokojenost
1 1 1
0.8 0.8 b Y. 0.8
0.6 0.6 0.6
0.4 04 0.4
0.2 0.2 0.2
0 0 0
) 0 0.5 1 0 20 40 60 80 100

(c) 6. pravidlo

Obrézek 3.41: Novék - fuzzy relace pravidel (2. ¢ast)
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Vysledna fuzzy mnozina a jeji defuzzifikace

Lom
SOM
121 MOoMm
bisector
centroid

08 |
04:/

02

Obrazek 3.42: Novak - vysledna fuzzy mnozina a jeji defuzzifikace

Zobecnény Sugeno

Nakonec, podivame-li se na vysledné fuzzy ¢islo ziskané pomoci zobecnéného
Sugenova algoritmu, které je zobrazeno na obrazku 3.43, uvidime, ze vSechny
metody nam zde daji stejné vysledné hodnoceni 93 %. Jak totiz vime, vystupem
v tomto algoritmu je vzdy fuzzy ¢islo stejného typu, jako jsou fuzzy cisla pouzita
v daném modelu. V tomto ptipadé je vystupem tedy symetrické kvadratické fuzzy
¢islo. Diky tomu, ze jsme v zadani prikladu symbolicky protahli krajni fuzzy c¢isla
u vystupni proménné, umozni nam také metody centroidu a bisektoru dosahnout
i krajnich hodnot hodnoceni. Pokud bychom tak neucinili, pak bychom i pro
naprosto slusivé a zcela pohodlné saty dostali pii téchto metodéach defuzzifikace

jako maximdln{ hodnocen{ jen né&jakych 85 %.

Pro ptistup Sugena a Yasukavy zde zadny vysledek nemame, protoze tento
algoritmus predpoklada pouze ostré hodnoty pozorovani. Na toto nas vsak funkce

FIS.m upozorni.
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Vysledna fuzzy mnozina a jeji defuzzifikace

LOM
ISOM
IMOM-
isector
entrojd

40 50 60

70 80 90 100

Obrézek 3.43: Zobecnény Sugeno - vysledné fuzzy mnozina a jeji defuzzifikace

Porovnani vystupnich hodnot

Hodnoty vsech vyslednych defuzzifikaci tohoto piikladu jsou sepsany v

nasledujici tabulce 3.22.
Vysledné hodnoty defuzzifikace
Mamdani | Novak | Zobecnény Sugeno

centroid 61 51 93

bisektor 61 55 93

MOM 50 73 93

SOM 30 69 93

LOM 70 76 93

Tabulka 3.22: Souhrn vSech vyslednych hodnot defuzzifikace

Opét tedy muzeme vidét, ze vysledné hodnoceni Satu vyrazné zavisi na tom,

jaky si vybereme inferenc¢ni algoritmus a jaky zpusob defuzzifikace pouzijeme.

Zejména u fuzzy inference dle Mamdaniho je pak vidét obrovska zavislost na

metodé defuzzifikace. Zatimco u Mamdaniho muzeme pro naSe Saty dostat jako

hodnoceni i pouhych 30 %, u ostatnich metod se nedostaneme pod 50 %.
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3.4. Ukazka pripadu, kdy zadné pravidlo neni
zasazeno

Na zaveér této prace se jesté zkusime podivat na to, jak by se zachovaly jed-
notlivé algoritmy v ptipadé, kdy by ani jedno z pravidel nebylo zasazeno. Doslo
by tedy k poruseni predpokladu, ze pozorovani alespon castecné zasahne hodnoty
na levé strané alespon jednoho pravidla. Toto by znamenalo, ze neméame vhodné
sestavenou bazi a nastala situace, pro kterou v ni neni zadefinované pravidlo.

Pouzijme nyni stejné zadani jako v predchazejicim piikladu, avsak z béze
zdmérné vynechejme jedno pravidlo a hodnotu pozorovani nastavme tak, aby
zadné z téch zbylych nebylo ani ¢astecné zasazeno.

Uvazujme tedy stejné vstupni a vystupni proménné, které jsou popsany v
tabulkach 3.17 a 3.18 a zobrazeny na obrazcich 3.35 a 3.36. Z baze pravidel z
tabulky 3.19 pak odstranime paté pravidlo. V roli pozorovani nyni budeme mit
Saty, které maji naprosto neutralni vzhled a jsou zcela pohodIné. Budou mit tedy
presné 5 bodu za vzhled a hodnotu 1 pro pohodlnost. Jak muzeme vidét z tabulky

3.23, stupen zasazeni je ted pro vSechna pravidla nulovy.

Miry zasazeni pravidel
ha 0
ho 0
hs 0
hy 0
h5 0

Tabulka 3.23: Miry zasazeni jednotlivych pravidel

Déle uvidime, jak se v této situaci budou jednotlivé metody chovat.

Mamdaniho pfristup

Jelikoz u Mamdaniho ptistupu diléi vyznamy pravidel ziskame ufiznutim
pravych stran ve vysce zasazeni, kterd je zde vsude nulova, bude zde pro vSechna

tato pravidla vystupem prazdna mnozina.
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Pro ziskani vysledného vystupu tu tak sjednocujeme prazdné fuzzy mnoziny

a celkovym vystupem je tedy také prazdna mmnozina. Dle tohoto algoritmu by

pak zadné hodnoceni nebylo mozné.

Proces inference je zachycen na obrazcich 3.44 a 3.45.

12 Fuzzy relace pro 1. pravidlo

1. vstupni proménna 2. vstupni proménna
1.2 12

Jestlize vzhled = neslusi Jesflize pohodinost = nepohodiné Pak hodnoceni = nespokojenost
1 1 1

0.8 0.8 081
0.6 0.6 06
0.4 0.4 0.4r
0.2 0.2 02r
0 0 0 . .
) 5 10 0 0.5 1 0 20 40 60 80 100
(a) 1. pravidlo
; 21. vstupni proménna ; 22. vstupni proménna 12 Fuzzy relace pro 2. pravidlo
|Jestlize vzhled = neutralni Jestlize pohodinost = nepohodiné Pak hodnoceni = nespokojenost
1 1 1
0.8 0.8 08r
0.6 0.6 06
0.4 04 0.4
0.2 0.2 0.2r
0 0 0 . .
0 5 10 0 0.5 1 0 20 40 60 80 100
(b) 2. pravidlo
; 21. vstupni proménna ; 22. vstupni proménna Fuzzy relace pro 3. pravidlo
Jestlize vzhled = slusi Jestlize pohodinost = nepohodiné Pak hodnoceni = primér
1 1 1r
0.8 0.8 081
0.6 06 0.6
0.4 04 0.4
0.2 0.2 02r
0 0 0 L . . .
0 5 10 0 0.5 1 0 20 40 60 80 100

(c) 3. pravidlo

Obrazek 3.44: Mamdani - fuzzy relace pravidel (1.¢ast)
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21. vstupni proménna ; 2. vstupni proménna Fuzzy relace pro 4. pravidlo

2 1.2
Jestlize vzhled = neslusi Jestlize pohodinost = pohediné Pak hodnoceni = nespokojenost
1 1 1
0.8 0.8 08
0.6 0.6 06
0.4 0.4 0.4+
02 0.2 0.2r
0 0 0 L . . .
0 5 10 0 0.5 1 0 20 40 60 80 100

(a) 4. pravidlo

21. vstupni proménna ; 22. vstupni proménna Fuzzy relace pro 5. pravidlo

1.2
Jestlize vzhled = slugi Jestlize pohodinost = pohodiné Pak hodnoceni = spokojenost
1 1 1F
0.8 0.8 08
0.6 0.6 061
0.4 04 0.4r
0.2 0.2 0.2
0 0 0 . -
) 5 10 0 0.5 1 0 20 40

(b) 5. pravidlo

Obrazek 3.45: Mamdani - fuzzy relace pravidel (2. ¢ést)

Novakuv pristup

U Novaka bude situace opa¢né. Z pravdivosti implikace totiz vime, ze neplati-li
predpoklad, pak implikace bude pravdiva. Vztahneme-li to na tuto situaci, tak
pokud neni antecedent ani z ¢asti zasazen, pak vystupem bude celé univerzum,
tj. BY =V = (0,100), a mozné je tedy cokoliv. Jakékoliv hodnoceni tak bude
pravdivé ve stupni 1.

Postup inference je vykreslen na obrazcich 3.46 a 3.47 a vyslednd fuzzy

mnozina a jeji defuzzifikace na obrazku 3.48.
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1. vstupni proménna
1.2

; 22. vstupni proménna

1.2

Fuzzy relace pro 1. pravidlo

Jestlize vzhled = neslusi Jeslliz'_e pohodinost = nepohoding Pak hodnoceni = nespokojenost
1 1 1
0.8 0.8 0.8
0.6 06 0.6
0.4 04 0.4
0.2 0.2 0.2
0 0 0
0 5 10 0 0.5 1 20 40 60 80 100
(a) 1. pravidlo
1. vstupni proménna 2. vstupni proménna Fuzzy relace pro 2. pravidlo
1.2 12 .
Jestlize vzhled = neutralni JeJIiz'_e pohodinost = nepohodinég Pak hodnoceni = nespokojenost
b 1 1
0.8 0.8 0.8
0.6 06 0.6
0.4 04 0.4
0.2 0.2 0.2
0 0 0
4] 5 10 0 0.5 1 0 20 40 60 80 100
(b) 2. pravidlo
1. vstupni proménna 2. vstupni proménna Fuzzy relace pro 3. pravidlo
1.2 1.2 .
Jestlize vzhled = sluéi Jeiliz'e pohodinost = nepohodiné Pak hodnoceni = primér
1 1 1
0.8 0.8 0.8
0.6 0.6 0.6
0.4 04 0.4
0.2 02 0.2
0 0 0
4] 5 10 0 0.5 1 0 20 40 60 80 100

(c) 3. pravidlo

Obrézek 3.46: Novék - fuzzy relace pravidel (1.¢dst)
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21. vstupni proménna ; 22. vstupni proménna Fuzzy relace pro 4. pravidlo

1.2
Jestlize vzhled = neslusi Jestlize pohodinost = pohodiné Pak hodnoceni = nespokojenost
1 A 1
0.8 0.8 0.8
0.6 06 0.6
0.4 04 0.4
0.2 0.2 0.2
0 0 0
0 5 10 0 0.5 1 0 20 40 60 80 100

(a) 4. pravidlo

21. vstupni proménna ; z2. vstupni proménna Fuzzy relace pro 5. pravidlo
Jestlize vzhled = slugi Jestlize pohodinost = pohoding Pak hodnoceni = spokojenost

1 P S 1
0.8 0.8 0.8
0.6 0.6 0.6
0.4 0.4 0.4
02 02 0.2

0 0 0

0 5 10 0 0.5 1 0 20 40 60 80 100

(b) 5. pravidlo

Obrézek 3.47: Novék - fuzzy relace pravidel (2. ¢ast)

Vysledna fuzzy mnozina a jeji defuzzifikace

14 T T
LOM
SOoM
121 MOoM i
bisector
centroid
1
0.8 T
0.6 [ T
04t 1
02 1
0 . I . . . I . .
0 10 20 30 40 50 60 70 80 920 100

Obrazek 3.48: Novak - vysledna fuzzy mnozina a jeji defuzzifikace
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Zobecnény Sugeno a Sugeno & Yasukava

Pokud by tato situace nastala u nékteré ze Sugenovych metod, tak by algorit-
mus “zhavaroval”. Vyplyva to z vypoctu vazeného prumeéru, kdy ve jmenovateli
mame soucet stupnu zasazeni pravidel a zde bychom tedy dostali déleni nulou.
V této situaci pak nami pouzivand funkce FIS.m zobrazi zpravu, ze z duvodu

nezasazeni zadného z pravidel nelze urcit vystup, a proces vypoctu se zastavi.

Nemame-li tedy zajisténo, ze baze pravidel pokryva alespon castecné vsechny
realné mozné kombinace vstupnich proménnych, mohlo by se pak stat, ze zadné
pravidlo nebude ani z ¢asti zasazeno. V takovém pripadé by metody vychazejici
ze Sugenova piistupu ihned selhaly, nebot by vypocet vedl na déleni nulou. Na
zakladé Mamdaniho piistupu by vysledkem byla prazdna mnozina a tedy zadna
hodnota vystupni proménné by nebyla mozna, zato dle Novakova pristupu by v
tomto piipadé bylo zcela mozné cokoliv.

Mensi nevyhodou u Novéakova ptistupu je to, ze bychom po pouziti defuzzifi-
kace nebyli na nastalou situaci nijak upozornéni. Vystupem by pak byla prumérna
hodnota, tj. 50 %, piipadné 0 % pro SOM ¢i 100 % pro LOM.

Je dobré jesté zminit, ze u Mamdaniho pristupu nam funkce FIS.m v tomto
pripadé zobrazi zpravu, ze vystupem je prazdna mnozina, a proces vypoctu
ukoné¢i. Pokud bychom vsak pro modelovani pouzili naptiklad Fuzzy Logic De-
signer v. MATLABu, nebyli bychom na skute¢nost, ze zadné pravidlo nebylo
zasazeno, nijak upozornéni a jako vysledek defuzzifikace prazdné mnoziny bychom

dostali prumérnou hodnotu.
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Cilem této diplomové prace bylo seznamit ctenare s problematikou fuzzy in-
ferenc¢nich systému a popsat vybrané metody predstavené v odborné literatufte,
konkrétné Mamdaniho metodu, Novakovu metodu, metodu zobecnéného Sugena
a metodu Sugena a Yasukawy.

Nez jsme se vSak zamérili na samotné fuzzy inferencni systémy, seznamili jsme
se v prvni kapitole nejprve se zaklady teorie fuzzy mnozin. V této kapitole byla
predstavena definice fuzzy mnoziny a zakladni pojmy a operace, jejichz znalost
byla potiebnd k porozumeéni dalsimu textu. V zavéru této casti pak byla zadefi-
novana jazykova proménna, neboli proménna, jejiz hodnoty jsou vyjadreny slovné
a jejich matematicky vyznam je modelovan pomoci fuzzy mnozin.

Druha kapitola se jiz vénovala teoretickému ptredstaveni fuzzy inferencnich
systému a jednotlivych metod. Ukézali jsme si, ze fuzzy inferenéni systémy nam
umoznuji modelovat vztahy mezi jazykovymi proménnymi prostfednictvim ex-
pertné stanovenych slovnich pravidel typu “JESTLIZE-PAK” a na zékladé fuzzy
logiky nasledné pro zadané hodnoty vstupnich proménnych vypocitat hodnotu
vystupni proménné. Zpusob vyvozeni této vysledné hodnoty pritom zavisi na
zvoleném pristupu k fuzzy inferenci, tj. na pouzité metode.

Ve tteti kapitole jsme si nasledné na jednoduchych piikladech ukazali, jak
jednotlivé inferencni algoritmy postupuji v praxi. Jiz u prvniho piikladu jsme
mohli vidét, ze pti sestavovani fuzzy inferenc¢nich systému je tfeba nejen vybrat
vhodny mechanismus a zpusob defuzzifikace, ale primarné je dulezité mit vhodneé
nadefinované proménné a bazi pravidel. Zjistili jsme, ze aby vysledna funkce mo-

delujici zavislost vystupni proménné na proménnych vstupnich méla plynulejsi
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prubéh a neobsahovala schodovité skoky, je lepsi mit vyznamy hodnot vstupnich
proménnych definované pomoci trojihelnikovych fuzzy cisel.

K tomu, aby navic vysledné hodnoty byly méné neurcité, muze dopomoci
zjemnéni jazykovych skal. Zde je vSak tfeba si uvédomit, ze s pridavanim hodnot
roste také slozitost systému. Pak totiz muze byt obtiznéjsi nadefinovat jednotlivé
vyznamy a roste pocet pravidel.

Nasledné jsme si také ukazali, ze mame-li v bazi protichudné pravidla, poradi
si s tim pouze Mamdaniho algoritmus, avsak i u néj je potieba dat si velky pozor
na pouzitou metodu defuzzifikace.

V posledni ¢asti prace pak bylo demonstrovano, jak by se metody zachovaly
v piipadé, kdy by baze pravidel byla spatné sestavena a nastalo by pozorovani,
pro které by v ni nebylo pravidlo. Zde jsme mohli vidét, ze naptiklad pro metody
zalozené na Sugenové pifstupu by vypocet tplné selhal, nebot by vedl na déleni
nulou.

Prinos této prace spatiuji nejen v popisu a porovnani jednotlivych metod,
ale také ve vytvorené funkci, kterd umoznuje sestavit si v programu MATLAB
vlastni fuzzy inferencni systémy a vizualizovat si jejich proces pro vsechny ¢tyfti
uvedené metody.

Osobné shledavam toto téma jako velmi zajimavé a béhem psani prace,
zejména tedy pii samotném modelovani vlastnich prikladu, jsem se presvédcila
o tom, ze jsou fuzzy inferencni systémy diky své srozumitelnosti a pomeérné
snadnému sestaveni velmi uzitecné a mohou nam i v kazdodennim zivoté

usnadnit fadu rozhodovacich a fidicich procesu.
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