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ABSTRAKT 
Tato práce se zabývá návrhem, realizací a testováním algori tmu pro segmentaci mozko­
vých cév v 3D C T obrazových datech se zaměřením na cévní mozkové příhody. Nejprve 
byla vytvořena 3D binární maska mozku, která byla následně využita k extrakci mozkové 
tkáně z původních objemových C T snímků. V takto extrahované mozkové tkáni byly 
zvýrazněny mozkové cévy pomocí t ř í pokroči lých f i l t rů založených na výpočtu Hessovy 
matice a analýze vlastních čísel Hessovy matice. Výsledné parametrické obrazy zvýraz­
něných mozkových cév byly vstupem do šesti segmentačních metod, které byly v té to 
práci implementovány a porovnány. Programové řešení té to práce bylo implementováno 
v prostředí Mat lab R2021b. Navržený algoritmus byl otestován na reálných pacient­
ských datech. V jednom z pacientských C T skenů byly jako součást té to práce označeny 
mozkové cévy a tento výsledný objem manuálně segmentovaných mozkových cév byl vy­
užit k objekt ivnímu zhodnocení dosažených výsledků segmentace. V teoretické části byla 
nastudována a popsána problematika anatomie, fyziologie a patologie cévního zásobení 
mozku. Dále byly popsány zobrazovací metody využívané pro zobrazení cévního zásobení 
mozku. Byla provedena rešerše dostupných segmentačních technik a j iž publikovaných 
konkrétních přístupů pro segmentaci cévního zásobení mozku. Také byly teoreticky po­
psány metody použité v té to práci. 

KLÍČOVÁ SLOVA 
Angiograf ie mozku, Zvýraznění mozkových cév, Segmentace mozkových cév, Výpočetní 
tomograf ie. 

ABSTRACT 
Th is thesis deals with the design, implementat ion and test ing of an algori thm for seg­
mentat ion of cerebral vessels in 3 D C T image data with a focus on stroke. First, a 3 D 
binary mask of the brain was created and then used to extract brain tissue from the 
original volumetr ic C T images. In the extracted brain tissue, cerebral vessels were en­
hanced using three advanced filters based on Hessian matrix calculat ion and eigenvalue 
analysis of the Hessian matrix. The resulting parametric images of the enhanced cerebral 
vessels were input to six segmentat ion methods that were implemented and compared 
in this work. T h e program solution of this work was implemented in Mat lab R2021b. 
The proposed algorithm was tested on real patient data. In one of the patient C T scans, 
cerebral vessels were labeled as part of this thesis and this resulting volume of manual ly 
segmented cerebral vessels was used to objectively evaluate the segmentat ion results 
obtained. In the theoretical part, the anatomy, physiology and pathology of the cerebral 
vascular supply were studied and described. Furthermore, the imaging methods used for 
imaging the cerebral vascular supply were described. A review of available segmentat ion 
techniques and specif ic approaches already published for segmentat ion of the cerebral 
vascular supply was performed. T h e methods used in this thesis were also theoretical ly 
described. 

KEYWORDS 
Brain angiography, Enhancement of cerebral vessels, Segmentat ion of cerebral vessels, 
Computed tomography. 
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Úvod 
V klinické praxi je diagnostika patologií cévního sys tému mozku, zejména cévní 

mozkové příhody, velmi čas tým př ípadem. Vzhledem k charakteru a p r ů b ě h u one­

mocnění cévního sys tému mozku je časná diagnostika a přesné určení příčiny vzniku 

patologie zásadní pro nás ledný te rapeu t ický postup. Nej významnějš í a nejčastěji vy­

užívanou zobrazovací modalitou pro vyšet ření mozkových cév je C T , neboli rentge­

nová výpoče tn í tomografie. Pro zobrazení mozkových cév pomocí C T sys témů je do 

krevního řečiště pacienta apl ikována kon t ras tn í lá tka , k t e r á ve výs ledném zrekon­

s t ruovaném objemu nasn ímaných dat způsobí zvýraznění cévních struktur. Takto 

získaná obrazová data jsou poměrně dosti ob jemná a pro lékaře, k t e rý sn ímky vy­

hodnocuje, může být orientace v celém t ro j rozměrném objemu dat do značné míry 

komplikovaná a časově ná ročná . Z tohoto důvodu jsou vyvíjeny různé postupy digi­

tá ln ího zpracování obrazu, k teré můžou být využi ty k segmentaci původn ího objemu 

dat. Segmentační p ř í s tupy umožňují oddělení požadovaných struktur, v tomto pří­

padě cévního sys tému mozku, od okolních tkán í . P ráce s takto z ískaným objemem 

oblasti zájmu může l ékařům a radio logům pomoci ke zvýšení efektivity, přesnost i a 

rychlosti diagnost ického procesu. 

Úkolem t é t o práce je navržení algoritmu pro segmentaci mozkových cév z obje­

mových dat se zaměřen ím na cévní mozkové p ř íhody a jeho realizace v programo­

vacím pros t ředí Mat lab R2021b. V předložené práci je navržen a o tes tován př í s tup , 

k te rý vede k sestrojení t ro j rozměrné b inárn í masky mozku, k t e rá je nás ledně vyu­

ži ta k extrakci mozkové t káně z původn ího objemu tomografických snímků. V takto 

ex t rahovaném objemu mozku jsou zvýrazněny mozkové cévy pomocí t řech pokroči­

lých filtrů založených na v ý p o č t u Hessovy matice a analýze vlas tních čísel Hessovy 

matice. Získané paramet r ické obrazy zvýrazněných mozkových cév jsou následně vy­

užity pro segmentaci mozkových cév. Celý algoritmus je o tes tován na da t abáz i pě t i 

pacientských C T skenů. Dosažené výsledky segmentace jsou popsány a diskutovány. 

V jednom pacientském C T skenu byly manuá lně označeny mozkové cévy. Výsledný 

anotovaný C T sken, tzv. „Ground t ruth" , byl využit pro objekt ivní zhodnocení 

výsledků segmentace, př ičemž jako objekt ivní metrika byl zvolen Dice koeficient. 

Teoret ická část je rozdělena do t ř í kapitol. P r v n í kapitola je věnována medi­

cínské oblasti, kdy byla nas tudována problematika cévního zásobení mozku. D r u h á 

kapitola je na pomezí medicínské a technické oblasti a jsou v ní popsány možnost i 

zobrazení cévního zásobení mozku, včetně jejich pr incipů. T ře t í kapitola je ryze tech­

nického charakteru. Jsou zde popsány metody zpracování obrazu se zaměřen ím na 

segmentační techniky. Také byla provedena rešerše již publikovaných řešení segmen­

tace mozkových cév. V poslední části t ř e t í kapitoly byly teoreticky popsány metody 

použi té v jednot l ivých krocích algoritmu. Ve č tv r té kapitole je popsán náv rh a re-

12 



alizace segmentačního př í s tupu . V kapitole p á t é jsou prezentovány a diskutovány 

výsledky. 
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1 Cévní zásobení mozku 
A b y mohl mozek dobře plnit svoji funkci, musí být nepře t rž i tě a dos ta tečně záso­

ben okysličenou krví. Ta p roud í do mozku a slouží jako zdroj nejen kyslíku, ale t aké 

všech důležitých živin, k te ré mozek pot řebuje . Mozek je na dos ta tečný př í sun kyslíku 

velmi citlivý. Náhlé snížení p r ů t o k u krve mozkem vede ke snížení okysličení mozku 

a v důs ledku toho nas tává přibližně do 10 sekund stav bezvědomí [1]. Normální 

p růměrný p r ů t o k krve mozkem je 750-900 m l krve za minutu [3]. P ř ívod okysli­

čené krve do mozku zajišťuje sys tém t epenného zásobení , k t e rý je tvořen velkými 

tepnami, ma lými tepnami a t e p é n k a m i [3, 4]. 

1.1 Anatomie cévního zásobení mozku 

Z aor tá ln ího oblouku vystupuje tzv. brachiocefalický kmen (který se dále dělí na pra­

vou společnou karotidu (a. carotis communis dextra) a pravou podklíčkovou tepnu 

(a. subclavia dextra)), levá společná karotida (a. carotis communis sinistra) a levá 

podklíčková tepna (a. subclavia sinistra). Společné krční tepny (levá a pravá společná 

karotida) vedou směrem k hlavě a rozdvojují se (bifurkují) na vnější (a. carotis ex­

terná) a vn i t řn í karotidu (a. carotis interna) v úrovni krčních ob ra t lů C3-C4. Vni t řní 

karotidy (aa. carotis internae) zajišťují krevní zásobení předních část í mozkových he­

misfér (anterior circulation). Karot ické řečiště se podíl í na krevním zásobení mozku 

asi z 80 % [4]. Z pravé a levé podklíčkové tepny vystupuj í pravá a levá ver tebrální 

(páteřní) tepna (a. vertebralis dextra et sinistra). Obě tyto tepny vs tupuj í do lebky 

přes otvor foramen occipitale magnum a v úrovni Varolova mostu (pons Varoli) se 

spojují v basi lární tepnu (a. basilaris) a zajišťují krevní zásobení zadních část í mozku 

(týlní lalok, s t řední a zadní spánkový lalok), mozkového kmene, mozečku a míchy 

(posterior circulation). Bazi lární tepna vytvář í větve, k teré vedou krev k Varolovu 

mostu (aa. Pontines), k mozečku (a. cerebelaris superior) a k teré propojuj í tok krve 

přicházející ver tebrá ln ími tepnami s tokem krve přicházejícím do mozku z vni t řn ích 

karotid (viz. Will isův t epenný okruh) [3, 4]. 
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Obr. 1.1: Tepenné zásobení mozku [5]. 

1.1.1 Willisův tepenný okruh 

Předn í cirkulace (anterior circulation 1.1 - vn i t řn í karotidy) a zadní cirkulace (po­

sterior circulation 1.1 - bas i lární tepna) se spojují v cévní smyčce zvané Willisův 

t epenný okruh. Toto spojení je tvořeno levou a pravou tepnou a. communicans po­

sterior. Ve Willisově okruhu se t aké spojují cévní zásobení pravé a levé mozkové 

hemisféry. Lze tedy říct, že ve Willisově okruhu se propojuj í nej důležitější mozkové 

tepny, díky čemuž je zajištěn vícečetný př ívod krve k mozkové tkán i pro př ípad, 

že by došlo např ík lad k ucpán í (embolizaci) j edné z t epenných větví . N a druhou 

stranu je p o t ř e b a zmíni t , že uvn i t ř Wil l isova okruhu dochází ke vzniku přibližně 

60 % všech in t rakraniá ln ích aneurysmat [3, 4]. Z Will isova t epenného okruhu vystu­

pují t ř i pá ry velkých mozkových tepen: aa. cerebri anteriores, aa. cerebri mediae, 

aa. cerebri posteriores [4]. 

Arteria cerebri anterior 

A. cerebri anterior dextra se po odstupu z a. carotis interna propojuje s její párovou 

druhostrannou tepnou a. cerebri anterior sinistra přes a. communicans anterior. 

Takto propojené tepny tvoř í velký oblouk, ze k te rého ods tupuj í další t epenné větve. 

Tento úsek t epenného sys tému zásobuje mediální plochy mozkových hemisfér nad 

corpus calosum [4]. 
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Arteria cerebri media 

Po odstupu z a. carotis interna ve Willisově okruhu prostupuje a. cerebri media 

mozkem až k povrchu hemisfér. N a zevním povrchu velkého mozku se větví všemi 

směry. Větve a. cerebri media vyživují největší část celé mozkové kůry, oblast ce­

lého par ie tá ln ího laloku, dorzální část i frontálního laloku a zevní ků ru t emporá ln ích 

laloků [4]. 

Arteria cerebri posterior 

Tato párová tepna vzniká bifurkací bazi lární tepny (a. basilaris) a dochází na ní 

k soutoku s a. communicans posterior. P ravá i levá a. cerebri posterior prochází 

podél mozkového kmene a prostupuje dále mozkem, kde se dělí na větve. Tyto větve 

vyživují mediá lní část t emporá ln ích a okcipitálních laloků [4]. 

Obr. 1.2: Will isův t epenný okruh [6]. 

Koncové větve všech t ř í p á rů hlavních větví Wil l isova t epenného okruhu vytvářejí 

síť na povrchu hemisfér. Z povrchu hemisfér se zanořují do hlubších část í mozku, 

kde vyživují mozkovou ků ru a bílou hmotu mozkovou [4]. 

Žilní sys tém mozku můžeme rozdělit na odtokové žíly mozkového kmene a mozko­

vých hemisfér. Krev z mozkového kmene o d t é k á do vena basalis, k t e rá vzniká na 

spodní s t raně frontálního laloku a ús t í do velké mozkové žíly (vena magna cerebri). 
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U mozkových hemisfér rozlišujeme povrchový a hloubkový žilní sys tém [4]. Povr­

chové žíly sbírají krev z mozkové kůry a ús t í do ni t rolebních žilních splavů. Hluboké 

mozkové žíly se spojují do velké mozkové žíly (vena magna cerebri), k t e rá ús t í do 

sinus rectus. Odtud od t éká krev přes sinus transversus a sinus sigmoideus do vni t řn í 

hrdelní žíly (vena jugularis interna) [1, 2]. 

1.2 Fyziologie cévního zásobení mozku 

Krevní zásobení mozku je zprost ředkováno t e p e n n ý m a žilním cévním sys témem. 

Vzhledem k tomu, že je mozek jednou z nej citlivějších t k á n í na dos ta tečný př í sun 

okysličené krve, je mozkový krevní oběh přísně regulován. P r ů t o k krve mozkovou 

tkán í představuje 12-15 % klidového minutového srdečního výdeje. Kromě toho, že 

krev proudící do mozku slouží k okysličení t káně , je t aké zdrojem glukózy. Ta je 

nejen h lavním energet ickým s u b s t r á t e m pro mozek, ale také prekurzorem někte­

rých neuro t r ansmi te rů . Vzhledem k tomu, že mozek n e m á prakticky žádné zásoby 

glukózy, je její př ísun krví nezbytný. Kromě zásobení maj í mozkové tepny ještě jednu 

důleži tou funkci - odvádějí interst iciální tekutinu. Dvoucestné zásobení mozku okys­

ličenou krví zajišťují dvě vn i t řn í karot ické tepny a dvě ver tebrá ln í tepny, o k te rých je 

po jednáno v předešlé kapitole 1.1. P ř i snížení p r ů t o k u krve mozkem dochází b ě h e m 

přibližně 10 sekund ke z t r á t ě vědomí a b ě h e m 3-8 minut k n e n á v r a t n é m u a t rva lému 

poškození mozku v důsledku odumí rán í mozkových neuronů. P ř i snížení či přerušení 

žilního odtoku dochází k h romaděn í odpadn ích p r o d u k t ů v mozkové tkán i , což také 

vede k degeneraci neuronů [1, 7, 8]. 

1.3 Patologie cévního zásobení mozku 

1.3.1 Cévní mozková příhoda (CMP) 

Cévní mozková p ř íhoda neboli iktus je aku tn í život ohrožující stav, k te rý vyžaduje 

brzkou neodkladnou lékařskou pomoc. Z hlediska mortality se j edná o druhou nej-

častější neúrazovou příčinu ú m r t í a nejčastější př íčinou invalidity [9, 10]. 

P ř i cévní mozkové př íhodě dochází k náh lému post ižení mozkové funkce, k teré 

je způsobeno poruchou prokrvení mozkové tkáně , tedy v důs ledku nedos ta tečného 

okysličení a př ívodu živin. P ř í znaky cévní mozkové p ř íhody čas to vznikají náhle a 

rychle se rozvíjejí, proto je velmi důležité tyto př íznaky rozpoznat a ihned tento 

stav řešit odbornou lékařskou pomocí . P ř í znaky C M P můžou být různé v závislosti 

na lokalizaci ložiskového post ižení mozku, avšak mezi nejčastější symptomy pa t ř í 

pokleslý koutek, neschopnost zvednout končet inu, porucha řeči [9, 10]. 
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Pro určení s tád ia a typu cévní mozkové p ř íhody se ze zobrazovacích modalit 

nejčastěji používají výpoče tn í tomografie (CT) a magne t ická rezonance (MRI) . Pro 

podrobnějš í vyšet ření se dále využívá C T angiografie mozkových tepen nebo perfuzní 

C T mozku [9, 10]. 

P ř i léčbě cévní mozkové p ř íhody bývá často využíváno digi tální sub t rakčn í an­

giografie (DSA) , kdy pomocí miniinvazivního zákroku pod skiaskopickou kontrolou 

může být znovu zprůchodněna u c p a n á céva nebo zastaveno krvácení z p ra sknu té 

cévy [9, 10]. 

Rozlišujeme 2 typy cévních mozkových př íhod: ischemickou cévní mozkovou pří­

hodu ( i C M P ) a hemoragickou cévní mozkovou p ř íhodu ( h C M P ) . 

Ischemická cévní mozková příhoda (iCMP) 

J e d n á se o nejčastější typ C M P , tvoří celkem 87 % všech p ř ípadů . P ř i ischémiích 

dochází ke snížení parciá lního t laku kyslíku v mozku zapř íč iněného snížením per-

fúze mozku okysličenou krví. Př íč inou vzniku i C M P je mozkový infarkt, k te rý bývá 

způsoben t rombózou nebo embolizací cévy, s t lačením cévy, edémem mozku nebo ná­

dorem. Př i t rombóze a embolizací mozkových tepen dochází k uzávěru cévy a s t ím 

spojenému nedos ta t ečnému zásobení mozku okysličenou krví. T rombóza vzniká v 

důs ledku aterosklerózy mozkových tepen. Naproti tomu embólie vzniká v důs ledku 

u t ržení trombu, k te rý po p růchod do cévního sys tému mozku ucpe někte rou z te­

pen. Rozsah post ižení mozkové funkce je ovlivněný zejména mí s t em okluze, rychlostí 

vzniku uzávěru cévy a možnost í zásobení kola terá ln ím oběhem. V př ípadě lokální 

ischemie dochází k v ý p a d k u činnosti pouze příslušné oblasti mozku, kdež to úplné 

přerušení p r ů t o k u krve mozkem způsobuje z t r á t u vědomí a později vede k nevrat­

nému poškození mozku. Z hlediska terapie i C M P jsou nej častějším řešením rekana-

lizační postupy ( t rombolýza a tromektomie) nebo karot ický stenting [9, 10, 11]. 

Hemoragická cévní mozková příhoda (hCMP) 

J e d n á se o méně častý typ C M P , tvoř í pouze 13 % všech p ř ípadů . P ř i hemoragi ích 

dochází k in t rakran iá ln ímu krvácení, k te ré se dále dělí na in t racerebrá lní a extra-

cerebrální krvácení. V p ř ídapě ext racerebrálních in t rakraniá ln ích (nitrolebečních) 

hemoragi í dochází ke krvácení do prostoru mezi lebeční kostí a mozkovými ple­

nami. P ř i krvácení do ext racerebrá ln ích prostor se zvyšuje in t rakraniá ln í tlak a je 

ut lačován mozek, což může vést ke zhoršení prokrvení mozku, ú t l aku dýchacího a 

kardiovaskulárního centra. P ř i in t racerebrálních hemoragi ích dochází ke krvácení do 

mozku. Tento patologický stav vzniká náhle , m á rychlý p r ů b ě h a způsobuje vážné 

poškození C N S až smrt. Hemoragické cévní mozkové p ř íhody bývají nejčastěji způ­

sobeny r u p t ú r o u mozkové cévy, méně často krvácením ar ter iá lních aneurysmat, kr-
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vácením v důsledku traumat. K r u p t u ř e neboli p ra sknu t í mozkové cévy může dojít 

vl ivem vysokého krevního t laku nebo vlivem zúžení t epenné s těny [10, 12]. 
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2 Možnosti zobrazení cévního zásobení 
Vzhledem k v ý z n a m n é m u zdokonalení ř a d y diagnost ických zobrazovacích modalit 

b ě h e m posledních pá r let je v dnešní době možné zobrazení všech ana tomických 

struktur lidského tě la ve velmi vysoké kvalitě. Struktury, jako jsou cévy, můžeme 

zobrazovat např ík lad pomocí angiografických radiodiagnost ických metod nebo po­

mocí magnet ické rezonance [14]. 

Mezi nejpoužívanější zobrazovací sys témy v lékařství pa t ř í skiagrafické a ski-

askopické rentgenové přís troje , př ís troje výpoče tn í tomografie ( C T ) , magnet ické re­

zonance (MRI) , u l t razvukové př ís t roje a hybr idní zobrazovací sys témy nukleární 

medicíny - S P E C T / C T a P E T / M R , P E T / C T [14]. 

Větš ina angiografických metod využívá aplikaci kon t ras tn í lá tky do cévního sys­

t é m u tě la pacienta a nás ledně zobrazuje p r ů t o k a distribuci t é to lá tky ve vyšetřované 

oblasti cévního sys tému [14]. 

2.1 Rentgenová výpočetní angiografie - CTA 

2.1.1 Princip CT systému 

Systémy rentgenové výpoče tn í tomografie (CT) jsou modern í zobrazovací modality 

využívající ionizujícího rentgenového záření pro zobrazení vni t řn ích struktur tě la pa­

cienta. Zdrojem rentgenového záření je skleněná vakuová trubice, zvaná rentgenka, 

ve k te ré jsou naproti sobě umís těny 2 elektrody - k l adná anoda a zápo rná katoda. 

N a katodu s wolframovým žhaveným v láknem je př ivedeno nízké n a p ě t í a vysoký 

proud (10 V , 7-10 A ) , při p růchodu proudu v láknem dochází k termoemisi e lektronů 

z povrchu katody. Ro tačn í anoda je napá jena velmi vysokým n a p ě t í m (40-120 kV) , 

vlivem obrovského potenciálového rozdílu mezi anodou a katodou dochází k př i ta ­

hování a velkému urychlení proudu elektronů letících z katody směrem k anodě . 

Ro tačn í anoda je tak bombardována proudem rychle letící e lektronů o vysoké ener­

gii. Místo dopadu elektronů se nazývá anodový terčík, často vyroben z mate r i á lu 

wolframu, k te rý díky svému vysokému a tomovému číslu m á lepší účinnost p řeměny 

na R T G záření. N a uži tečné R T G záření se p řemění pouze 1 % energie elektronů, 

zbylých 99 % energie je p řeměněno na odpadn í teplo, což vede k vysokým n á r o k ů m 

na tepe lné vlastnosti anody, odvod tepla a chlazení anody. Vzniklé R T G záření vy­

chází ven z kovového obalu rentgenky v ý s t u p n í m okénkem, v němž dochází k filtraci 

a kolimaci záření. Naproti rentgenky je umís těn vícevrstvý polovodičový detektor 

ve tvaru půl prstence. Celý tento sys tém je uložen v ro tační gantry [15, 16, 17]. 

Pr incipem C T vyšet ření je detekce u t l umeného R T G záření, k te ré se při prů­

chodu tě lem pacienta v závislosti na denzi tě jednot l ivých tkán í a struktur různě 
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t lumí . Takto u t l umené svazky R T G záření prošlé tě lem pacienta jsou detekovány 

pomocí pole mnohovrs tvých de tek to rů při každém na točen í gantry o urči tý úhel -

získáváme tak jednot l ivé projekce scény. Během akvizice neboli snímkování dochází k 

nasn ímán í souboru projekcí pod různými úhly na točen í (0-360°) gantry. Ze souboru 

projekcí pak pomocí rekonstrukčních a lgor i tmů počí tačový software sestaví výsledný 

tomografický snímek, k te rý lze pomocí urči tých výpoče tn ích metod modifikovat do 

různých zobrazení . Dva nejčastější rekonst rukční algoritmy jsou filtrovaná zpě tná 

projekce ( F B P ) a i te ra t ivní rekonstrukce (IR). Výsledný tomografický obraz je tedy 

soubor velmi tenkých (submil imetrových) tomografických řezů tě lem pacienta, slo­

žených ze základních objemových e lementů - voxelů [15, 16, 17]. 

CT čísla 

Základní zobrazení výsledného tomografického obrazu je šedotónové. Jednot l ivé typy 

tkán í a orgánů se po zobrazení liší šedotónovým ods t ínem, k te rý je d á n ú t l u m e m 

R T G záření po p růchodu danou strukturou scény. Ú t l u m R T G záření je závislý 

na hodno tách l ineárního součinitele ú t l u m u \x jednot l ivých voxelů 1 scény, k te rými 

vějířovitý svazek R T G záření prochází . 

Lineární součinitel ú t l u m u je však značně ovlivnitelný energií použ i tého R T G 

záření, což m á za následek to, že reprezentace C T obrazů v p o d o b ě hodnot l ineárního 

součinitele ú t l u m u není v h o d n á pro srovnání mezi systémy. Proto je ve výsledných 

C T datech mí ra absorpce R T G záření j ednot l ivými voxely scény vyjádřena pomocí 

C T čísel, k t e rá jsou zapsána v bezrozměrných Hounsfieldových j edno tkách H U . C T 

čísla (HU) udávají mí ru absorpce R T G záření v d a n é m voxelů scény vz taženou k 

absorpci vody: 

V rovnici 2.1 parametr /x^ vyjadřuje l ineární součinitel ú t l u m u ak tuá ln ího voxelů, 

parametr fj,v vyjadřuje l ineární součinitel ú t l u m u vody. Konstanta K dosahuje u 

dnešních sys témů hodnoty K = 1000. 

Různé typy tkán í lidského tě la nabývaj í specifických hodnot C T čísel v závislosti 

na jejich schopnosti t lumit procházející R T G záření neboli v závislosti na jejich 

l ineárním součiniteli ú t l umu . Kos t i mívají hodnoty C T čísel 1000 H U , j á t r a nabývají 

hodnot od 40 H U do 60 H U , ledviny 30 H U , svalová t k á ň od 10 H U do 40 H U a 

tuková t k á ň od -50 H U až -100 H U . Voda m á vždy hodnotu C T čísla 0 H U , vzduch 

-1000 H U [15, 16, 17, 18, 19]. 

1Voxel je elementární objem, který vzniká v důsledku diskretizace objemu scény 

CT = K- HA — 
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2.1.2 Princip CTA vyšetření 

Cílem tohoto vyšet ření je zobrazení cév pomocí C T přís troje . Vyšetření p rob íhá po­

dobně jako běžné C T vyšetření , zásadní rozdíl je však v tom, že pro zobrazení cév je 

nu tné vždy podat jodovou kon t ras tn í lá tku do žíly. Nejčastěji se podává kont ras tn í 

l á tka do žíly v loketní jamce. Kon t ra s tn í l á tka prochází cévním sys témem a ve vý­

sledném zrekons t ruovaném sn ímku zvýrazňuje cévy. Pro docílení dobré náp lně cév 

bývá aplikována kon t ras tn í l á tka a u t o m a t i c k ý m injektorem, kde se přesně nastavuje 

rychlost p r ů t o k u a množs tv í p o d a n é látky. Pro lepší hodnocení cév vyšetřující lé­

kař zhotovuje z pořízených sn ímků další rekonstrukce v j iných rovinách, p ř ípadně 

i t ro j rozměrné rekonstrukce cév. Používá se předevš ím pro zobrazení velkých tepen 

(aorty, ledvinné tepny, pánevn í tepny, krkavice) a také pro zobrazení mozkových 

tepen. C T angiografie mozkových tepen může poměrně spolehlivě ukáza t uzávěr 

některé z tepen při ischemické mozkové mrtvici [17, 20]. 

Zásadní kontra indikací C T angiografického vyšet ření může být alergie na jodo­

vou kon t ras tn í lá tku, k t e r á může vyús t i t v silnou alergickou reakci pacienta (např. 

anafylaktický šok). V takovém př ípadě se volí j iná metoda angiografického vyšetření 

- např . M R A . Další nevýhodou C T angiografického vyšet ření je poměrně vysoká 

dávka ionizujícího záření [17, 20]. 

K h lavním indikacím C T angiografie p a t ř í cévní mozkové příhody, disekce ane-

urysmat aorty, in t rakraniá ln í aneurysmata a mozkové nádory. Výhodou C T angio­

grafie je velmi k r á t k á doba t rvání celého vyšetření , což je v p ř ípadě akutn ích uzávěrů 

cév důleži tý faktor [17, 20]. 

Kontrastní látky 

Jodová kon t ras tn í l á tka se používá pro nás t ř ik a nás ledné zobrazení cév zejména 

kvůli jej ímu vysokému ú t l u m u procházejícího R T G záření . V důsledku vysokého 

a tomového čísla m á j ód p o d s t a t n ě vyšší hodnotu l ineárního součinitele ú t l u m u rent­

genového záření než všechny t k á n ě v lidském těle, včetně kostní tkáně . T í m p á d e m 

se cévy nas t ř íknu té jodovou kon t ras tn í lá tkou na angiografickém snímku jeví jako 

výrazně světlé struktury [17, 21]. 
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2.2 Perfuzní CT vyšetření - CTP 

Perfuzní C T je dynamické vyšet ření urči té oblasti l idského těla, čas to je zaměřené 

na jeden konkré tn í orgán - např ík lad mozek. V p o d s t a t ě se j edná o funkční vyšetření 

mozkové t káně charakterizující stav mozkové perfuze pomocí několika parametro­

vých map, získaných sériovou akvizicí dat při p růchodu kon t ras tn í lá tky mozko­

vou tkání . Po aplikaci jodové kon t ras tn í l á tky do periferní žíly pacienta dochází 

k rychlému p r ů t o k u kon t ras tn í lá tky mozkovými cévami, k te ré obvykle t rvá pouze 

několik sekund. Během tohoto k rá tkého časového úseku se provádí sériová akvizice 

dat mozkové t káně s odstupem 1 sekunda po dobu 40-60 sekund, což je dos ta tečný 

časový interval postačující k zachycení p rvn ího p růchodu kon t ras tn í lá tky celým 

mozkovým řečiš těm [22]. 

Pr incipem C T P vyšet ření je tedy sériové sn ímání změny denzity mozkové t káně 

při p rvn ím p růchodu (first-pass effect) in t ravenózne p o d a n é jodové kon t ras tn í lá tky 

[22]. Význam perfuzního C T zobrazení spočívá v možnos t i zobrazit pokles perfuze 

mozku již v okamžiku uzávěru tepny, což je důležité pro časnou léčbu t é t o poruchy, 

k t e rá může vyús t i t až v a k u t n í mozkovou ischémii neboli mozkovou mrtvici [22]. 

2.3 Digitální subtrakční angiografie - DSA 

Digitální sub t rakčn í angiografie je miniinvazivní metoda, k t e rá slouží k zobrazení 

cévního řečiště. Metoda využívá digi tální zpracování skiaskopického obrazu a sub-

trakci (odečtení) obrazů před a po aplikaci kon t ras tn í látky. Subt rakc í je získán tzv. 

rozdílový obraz, ve k t e r ém jsou zvýrazněné struktury, k te rými p ro t éká kont ras tn í 

lá tka , tedy cévy a ods t r aněny všechny os t a tn í struktury, ze jména skelet [14, 17]. 

D S A je zároveň také intervenční metoda, což znamená , že se provádí mini in­

vazivní zákrok p ř ímo v cévním řečišti. Mez i nej častější intervenční zákroky pa t ř í 

rozšíření zúžené cévy ba lónkovým katetrem, zavedení s t en tů do stenotických úseků, 

embolizace krvácivých s tavů nebo uvolnění a znovu zprůchodnění cévy, k t e r á byla 

ucpána trombem [14, 17]. 

2.4 Angiografické skiaskopické metody 

Skiaskopické rentgenové sys témy jsou zobrazovací metody využívající rentgenového 

záření. V ý s t u p e m skiaskopických zobrazovacích sys témů je sekvence snímků, mů­

žeme tedy pozorovat dynamický vývoj obrazu v čase. V p ř ípadě angiografického vy­

šetření jsou zobrazovanými objekty cévy. Jelikož cévy p a t ř í mezi měkké tkáně , mají 

nízkou denzitu a nejsou na obyčejném rentgenovém sn ímku viditelné. Z tohoto dů­

vodu je důleži tá aplikace jodové kon t ras tn í lá tky do cévního řečiště. Kon t ra s tn í lá tka 
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prochází cévním sys témem a umožňuje zvýraznění cév v důsledku jejího vysokého 

l ineárního součinitele ú t l u m u rentgenového záření. U skiaskopických zobrazovacích 

sys témů pozorujeme dynamický p rů tok kon t ras tn í lá tky cévním řečiš těm a lze tak 

rozpoznat např ík lad počá tečn í s tád ia aterosklerózy nebo cévní aneurysmata [23]. 

2.5 MR angiografie - MRA 

J e d n á se o neinvazivní metodu vyšet ření cévního systému, k t e rá využívá modern í 

zobrazovací modali tu - magnetickou rezonanci ( M R ) . Tato metoda na rozdíl od 

klasické angiografie nevyužívá pro zobrazení cév rentgenové záření, což je její zásadní 

výhodou , protože se tak eliminuje riziko ozáření pacienta ionizujícím zářením [24, 

25]. 

Na t ivn í M R angiografie nabízí zobrazení cévního řečiště bez p o d á n í jakékoliv 

kont ras tn í látky. Pomocí speciální techniky ( T O F - time of flight) lze odlišit po­

hybující se částice v tkán i (pohybující se krevní částice v cévách), a t í m zobrazit 

neinvazivně tepny a žíly bez použi t í kon t ras tn í látky. V současnost i je na t ivn í M R A 

vyhrazena prakticky výh radně k vyšet ření in t rakraniá ln í t epenné i žilní cirkulace. 

Naproti tomu kon t ras tn í M R A s aplikací pa ramagne t ické kon t ras tn í lá tky do peri­

ferní žíly prakticky zcela vyt lači la na t ivn í M R A ze všech ex t rakraniá ln ích aplikací. 

V současnost i je kon t ras tn í M R A velmi vhodnou miniinvazívní metodou pro detekci 

patologických s tavů h r u d n í a břišní aorty a jejích větví [24, 25, 26]. 

Výhodou oproti C T sys t émům je absence ionizujícího záření a zanedba te lná 

nefrotoxicita a alergenicita používané paramagne t ické kon t ras tn í lá tky (chelátu ga-

dolinia). Dnešní M R systémy dosahují velmi dobré rozlišovací schopnosti a jsou 

vhodnějš í pro zobrazení měkkých tkán í [24, 25]. 

Mezi nevýhody je nutno zařadi t vyšší cenu vyšetření , nižší dostupnost, vyšší ná­

roky na spolupráci vyšet řovaného (vyšetření cév trupu v apnoi o délce 12-20 sekund) 

a nemožnost vyšetř i t osoby absolu tně kontra indikované k M R vyšetření , především 

osoby s kard ios t imulá torem, implan tovaným defibri látorem nebo s aneuryzmatic-

kými cévními svorkami (klipy), k teré nejsou z ryze nemagnet ického mater iá lu . Mez i 

kontraindikace M R vyšet ření p a t ř í t aké p o d s t a t n ě delší vyšetřovací doba (20-50 mi­

nut) v porovnán í s C T vyše t řen ím (20-60 sekund), což je velmi důležitý parametr 

při vyšet ření aku tn ích s t avů [17]. 

M R A se používá pro vyšet ření možných problému jako s tenóza (zúžení p r ů t o k u 

krve), b lokáda nebo aneurysma (zeslabení cévní s těny a riziko p rasknu t í ) . Čas to se 

používá na zobrazení cév krku nebo mozku [17]. 
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3 Metody obrazové analýzy 

3.1 Využití obrazové analýzy u CM P 

Systémy výpoče tn í tomografie b ě h e m snímkování vyšetřované oblasti tě la pacienta 

nasnímaj í soubor projekcí pod různými úhly na točen í gantry. Z takto nasn ímaných 

dat je pomocí rekonstrukčních a lgor i tmů dopoč í t án výsledný tomografický obraz. V 

dnešních C T systémech se nejčastěji využívá i te ra t ivní rekonstrukce. Obraz vznikaná 

na monitoru již b ě h e m snímkování, dokončen je však až po skončení celého vyšetření . 

Výsledný C T snímek j e v zák ladn ím zobrazení šedotónový. Následně lze obraz různě 

modifikovat podle po t ř eby a indikace vyšetření , tyto úp ravy provádí radiolog pomocí 

počí tačových rekonstrukcí a zpracování obrazů. Tyto úp ravy obrazu se souhrnně 

nazývají post-processing [27, 28]. 

Během počí tačového zpracování obrazu dochází t aké k redukci ar tefaktů , k teré 

často vznikají na rozhraní dvou pros t ředí o různé absorpci rentgenového záření, 

např ík lad hvězdicový artefakt kolem kovových imp lan t á tů . O d s t r a n ě n í m ar te fak tů 

je získán kvalitnější tomografický snímek [27, 28]. 

Modern í C T sys témy v dnešní době umožňují au tomat ické zobrazení 3D mode lů 

kostních nebo cévních struktur, př ičemž je vyžadována pouze minimáln í interakce 

softwaru s radiologem. Takto rekonst ruované 3D modely cév a kostí velmi přesně i lu­

strují reálné t káně v těle pacienta, což je uži tečné pro diagnózu různých onemocnění 

[27]. 

Mezi nás t ro je využívané pro transformaci zobrazování sn ímků pa t ř í multipla-

ná rn í rekonstrukce, projekce m a x i m á l n í / m i n i m á l n í intenzity, zobrazení s t ínovaných 

povrchů, vykreslování objemů a segmentace orgánů. Dnešní nejmodernější vizua-

lizační nás t ro je jsou schopny např ík lad extrakce os cév s analýzou p r ů m ě r u cév, 

plochy lézí a s tupně s tenózy [27]. 

Dalš ím pokroči lým nás t ro jem dnešních C T sys témů je analýza perfuze u pac ien tů 

s cévní mozkovou př íhodou. Radiolog m á možnost využí t snímkovou analýzu, k te rá 

vyhodnocuje obrazy z dynamické C T angiografie. Tento proces vyhodnocuje změny 

jasové intenzity sn ímku v p r ů b ě h u CclSU. cl poskytuje spolehlivé informace o typu a 

rozsahu poruchy mozkové perfuze p ros t ředn ic tv ím kval i ta t ivních a kvant i ta t ivn ích 

informací týkajících se různých p a r a m e t r ů perfuze. Takové parametry perfuze bývají 

spojeny právě s náhlou cévní mozkovou př íhodou [28]. 

Další metody pro pokroči lou analýzu cév využívají t ro j rozměrných měřicích ná­

st rojů pro přesné vyhodnocen í stavu cév z C T angiografických dat. Pokročilé post-

processingové metody jsou využívány k manipulaci s radiografickými snímky za úče­

lem získání dalších kvant i ta t ivn ích nebo kval i ta t ivních informací. Ty to procesy dá­

vají radiologovi mnohem širší možnost i pro kvali tní interpretaci obrazových dat a pro 
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co nepřesnější určení diagnózy. Jednou z takových metod je již zmiňovaná segmen­

tace specifických tkán í z nasn ímaných dat, k t e r á je v klinické praxi hojně využívaná 

[27]. 

3.2 Přehled segmentačních technik 

Segmentace obrazu je j edn ím ze základních kroků analýzy obrazu. J e d n á se v pod­

s t a t ě o rozdělení původn ího obrazu na nepřekrývající se oblasti, k teré reprezentují 

různé objekty reálné scény, např ík lad měkké tkáně , kosti, cévy. V ý s t u p e m segmen­

tace je obraz o stejných rozměrech jako originál, ve k t e r ém jsou separovány specifické 

oblasti. Jestl iže je cílem segmentace odděli t od sebe urč i tý objekt a pozadí , pak vý­

s tupn í obraz je b inární . K segmentaci lze využí t nejrůznější lokální parametry jasové 

funkce, nebo lze využít samotnou hodnotu jasu [29, 30]. 

Segmentace podle homogenity oblastí 

Prahován í je z hlediska principu a implementace nej jednodušší segmentační me­

toda. Základním p rob lémem při prahování je s tanovení hodnoty p rahů , k te rými vy­

mezíme jedinečný interval hodnot parametru segmentace. Nejčastějším parametrem 

segmentace bývá jasová hodnota pixelu. Pro s tanovení hodnot p r a h ů může být vy­

užit histogram, nebo kvan t i t a t ivn í metody v ý p o č t u op t imáln ího prahu. Modifikací 

obyčejného prahování je adap t ivn í prahování . U metody adap t ivn ího prahování není 

hodnota prahu pevně nastavena pro každý pixel celého obrazu, ale vyhodnocuje se 

lokálně v u rč i t ém okně. Další metodou, k t e rá je založená na nas tavení p rahových 

hodnot, je metoda dvoj i tého prahování . U t é t o metody se nas tavuj í hodnoty dvou 

prahů . Těmi to prahy je obous t r anně vymezen interval hodnot. P ixe lům obrazu spa­

dajícím svými hodnotami do intervalu mezi danými prahy je př i řazena hodnota 1, 

všem o s t a t n í m pixe lům hodnota 0, t í m je získán b inárn í obraz [29, 30]. 

Metoda dělení a slučování oblas t í je t ak t éž založena na segmentaci podle ho­

mogenity hodnot intenzity pixelů. Oblasti , k teré jsou z hlediska daného parametru 

(intenzity) nehomogenní , se rekurs ivně dělí na menší . Takové dělení p rob íhá dokud 

není v rámci dílčích suboblas t í dosaženo homogenity. V dalších krocích jsou pak 

podobné sousední homogenní oblasti, vzniklé dělením, spojovány [29]. 

Metoda na rů s t án í oblas t í (z angl. region growing) je další ze segmentačních tech­

nik, jejichž h lavním parametrem je hodnota intenzity pixelu. P r v n í m krokem je volba 

iniciačních b o d ů na růs tán í , tzv. semínek. Následně se kontrolují okolní pixely inici­

ačních b o d ů a podle zvoleného kr i tér ia se rozhodne, zda budou nebo nebudou pa t ř i t 

tyto okolní pixely do vznikajícího segmentu. Pokud byl pixel p ř idán do vznikajícího 
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segmentu, s tává se novým výchozím bodem, kolem k te rého se hodno t í okolní pixely 

[29, 30]. 

Hranově orientované segmentace 

P r v n í m krokem hranově orientovaných segmentačních technik čas to bývá detekce 

hran. To je p ř í s tup , k te rý slouží k detekci pixelů, ve k te rých dochází ke skokovým 

z m ě n á m jasových hodnot. P rávě v místech, kde dochází k p r u d k ý m z m ě n á m jasu 

se čas to nachází hranice mezi jednot l ivými oblastmi. Důlež i tým krokem při detekci 

hran je nas tavení prahové hodnoty, pomocí k te ré bývá rozhodováno, jestli daný 

jasový skok bude považován za hranu, či nikoliv [30]. 

Houghova transformace pa t ř í mezi hranově or ientovgané segmentační techniky. 

Tato segmentační metoda se používá zejména pro čás tečnou segmentaci obrazu, kdy 

jsou v obraze h ledány objekty známých tvarů , k teré lze popsat matematickou rovnicí 

(např íklad p ř ímky či kružnice) [29, 30]. 

Metoda akt ivních kontur používá hranově orientovanou segmentaci a její princip 

spočívá v p o s t u p n é m tvarování kontur až k h r aně objektu v obraze. Model akt ivní 

kontury je ř ízená křivka, k t e rá nejprve přibližně ohraničuje objekt v obraze a ná­

sledně se deformuje vlivem tzv. vni t řních, obrazových a vnějších sil. Vni t řn í síly 

kontrolují hladkost p růběhu , obrazové síly směrují tvarování kontury směrem ke 

h raně objektu a vnější síly jsou výsledkem počá tečn ího umís těn í kontury [46]. 

„Level-sets" metody segmentace využívají obdobný p ř í s tup jako metoda aktiv­

ních kontur. Kř ivka je reprezentována tzv. nulovou hladinou („zero level set"), což 

je řez v rovině x,y nějakou vícedimenzionální funkcí. Tato funkce se nazývá „level 

set function" a každému bodu roviny x,y přiřazuje jeho výšku nad nulovou hladinou. 

Povrch funkce se p o s t u p n ě adaptuje vzhledem k z a d a n ý m m e t r i k á m křivosti a ob­

razovým grad ien tům. Základní rozdíl „level-set" metody proti klasickým ak t ivn ím 

k o n t u r á m je ten, že tvar křivky neměn íme př ímo, ale p ros t ředn ic tv ím „level-set" 

funkce [46]. 

Metoda rozvodí (z angl. watershed) je na pomezí mezi hranově a regionově orien­

tovanými segmentacemi. Tato metoda se nepoužívá na původn í jasový obraz, ale na 

pa ramet r i cký obraz. Pa rame t r i cký obraz je odvozený z původn ího jasového obrazu 

nejčastěji pomocí lokálních diferenčních operá to rů , tedy takových, k teré aproximují 

první derivace diferencemi. Tato metoda je založena na zvedání pomyslné vodní 

hladiny a p o s t u p n é m u zaplavování t e rénu (obrazu) vodou. Vodní hladina se zvedá 

z lokálních min im te rénu a vytvář í tzv. povodí . V momentě , kdy by mělo dojít ke 

slití vody ze dvou povodí , je mezi ně vložena hráz , k t e rá toto spojení přeruší . Zve­

dán í hladiny je ukončen dosažením max imáln í úrovně terénu, kdy už hladina nem á 

kam dá l stoupat. Takto byl celý povrch zaplaven a zůs ta ly pouze vzniklé hráze. 
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Výsledkem je několik povodí oddělených hrázemi , což znázorňuje rozdělení oblast í 

původního obrazu [29, 30, 38]. 

Metody založené na strojovém učení 

V posledních letech došlo k v ý z n a m n é m u pokroku v dosahování přesnějších výsledků 

segmentace právě díky využi t í metod strojového učení. Strojové učení je j edn ím z 

odvětví umělé inteligence, kdy základní myšlenkou je navrhnout algoritmus, k terý 

umožní počí tači se co nejlépe nauči t řešit daný problém. Výsledkem navrženého al­

goritmu strojového učení je m a t e m a t i c k á funkce y = f (x), k t e r á vypoč í t á ze vs tupn í 

informace uložené ve vektoru x požadovaný výs tup y. Dva nejčastěji řešené problémy 

pomocí a lgor i tmů strojového učení jsou klasifikace a regrese. V př ípadě klasifikač­

ních problémů je objekt reprezentovaný v s t u p n í m vektorem př íznaků x zařazen do 

jedné z diskrétních klasifikačních t ř íd . Pokud je však výs tup množinou jedné nebo 

více spoji tých hodnot, j e d n á se o regresní p roblém [39]. 

Mezi principy, k teré segmentační metody založené na s trojovém učení využívají, 

pa t ř í např ík lad hluboké konvoluční neuronové sítě ( C N N ) , p o d p ů r n é vektory ( S V M ) , 

l ineární regrese, Markovovo n á h o d n é pole. 

Metoda podpů rných vektorů ( S V M , z angl. Support Vector Machines) je často 

využívanou metodou pro l ineární klasifikaci. Tato metoda je založená na rozdělení 

objektů v př íznakovém prostoru nadrovinou (př ímkou) . P ř e d p o k l a d e m dělicí nadro-

viny je, že se snaží maximalizovat vzdálenost mezi nadrovinou a nejbližšími objekty. 

Op t imá ln ího výsledku je dosaženo v př ípadě , že je zvolena co největší šířka tzv. dis­

kr iminační hyperroviny, k t e rá dané klasifikační t ř ídy odděluje. Objekty, k teré jsou 

nejblíže dělicí nadrovině se nazývají p o d p ů r n é vektory [39]. 

Specifickým typem neuronových sítí jsou konvoluční neuronové sítě ( C N N , z 

angl. Convolutional Neural Networks). Konvoluční neuronové sítě p a t ř í do skupiny 

a lgor i tmů h lubokého učení a byly vytvořeny zejména pro zpracování dat ve formě 

matic, p ř ík ladem můžou bý t 2D obrazy se t ř emi ba revnými kanály. Tyto sítě využí­

vají v a lespoň jedné ze svých vrstev matematickou operaci konvoluce, proto se d a n á 

vrstva a celá síť nazývá „konvoluční". V porovnán í s os ta tn ími metodami strojo­

vého učení dosahují konvoluční neuronové sítě při p rak t ickém použi t í velmi vysoké 

úspěšnost i . Tento typ neuronových se řad í do skupiny tzv. učení s uči telem, kdy je 

pro na t rénování sítě n u t n é zná t požadované výs tupy klasifikace trénovacích objek tů 

[40]. 

Mezi nevýhody a značné omezení používání metod založených na strojovém učení 

pa t ř í zejména p o t ř e b a velkého množs tv í t rénovacích dat, k t e r á musí bý t , v p ř ípadě 

učení s uči telem, ručně označena l idským expertem [45]. 
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3.3 Přehled publikovaných přístupů segmentace C Z M 

Tato kapitola je věnována několika ak tuá lně publ ikovaným řešením segmentace mozko­

vých cév. Jsou zde s t ručně popsány př í s tupy a metody, k te ré byly autory při seg­

mentaci využity. 

Článek [47] pojednává o náv rhu au tomat ického algoritmu pro efektivní segmen­

taci t ro j rozměrných C T angiografických sn ímků mozkových cév. Popisovaná metoda 

je odolná vůči šumu o vysoké intenzi tě a dokáže přesně segmentovat cévy s vysokým 

rozsahem hodnot jasu i cévy s n ízkým kontrastem. Pr incipem té to metody je vyhod­

notit, do jaké míry je sledovaný parametr v okolí (o urči té velikosti a tvaru) centrál­

ního pixelu podobný ak tuá ln ímu (centrálnímu) pixelu. U t é t o metody je okolí pixelu 

vyb í ráno jako l ineární projekce (př ímka procházející cen t rá ln ím pixelem), což oproti 

např ík lad čtvercovému okolí p o d s t a t n ě zrychluje výpočet . V takto definovaném okolí 

pixelu je nás ledně p o č í t á n a charakter is t ická funkce, k t e rá je tvořena kombinací ele­

mentá rn ích funkcí. Mez i tyto e lementárn í funkce pa t ř í : minimum (min), maximum 

(max), p růměr (avr) a s t řední rozsah (mdr). Charak te r i s t i cká funkce může vypadat 

takto: s=(mdr+avr-l-max)/3. Hodnoty charakter is t ické funkce okolí porovnáváme 

s hodnotou ak tuá lně zpracovávaného pixelu. P o s t u p n ě se mění směr projekce na 

základě p ředem definované hodnoty úh lu posunu. Hodnota pixelu v nově vznikají­

cím t ransformovaném obrazu je rovna p o č t u projekcí, pro k te ré m á charakter is t ická 

funkce nižší hodnotu než je hodnota ak tuá ln ího pixelu. Pro výslednou segmentaci 

obrazu mus íme použí t na t ransformovaný obraz metodu prahování . Podle nas tavené 

prahové hodnoty zůs tanou zachovalé pouze ty pixely, k teré byly vysegmentované ve 

více směrech l ineárních projekcí, než byla nas t avená prahová hodnota [47]. 

V publikaci [48] je p o p s á n a metoda pro automatickou segmentaci mozkových 

tepen a žil ze 4D C T angiografických sn ímků s využ i t ím plně konvoluční neuronové 

sítě. Pro segmentaci mozkových tepen a žil byla tedy navržena 3D Dense-U-Net, 

k t e rá představuje vylepšení s t a n d a r d n í architektury 3D-U-Net , neboť se snížil poče t 

p a r a m e t r ů sítě a zvýšila se rychlost predikce. Architektura sítě je rozdělena na levou 

(sestupnou) část sítě a pravou (vzestupnou) část sítě. V ses tupné části sítě p rob íhá 

kódování vs tupních dat pomocí ř ady bloků, k teré obsahují 3D konvoluční filtry. Ve 

vzes tupné části sítě dochází k dekódování dat. Síť byla na t r énována k segmentaci 

tepen a žil jako prob lém klasifikace do t ř í t ř íd: pozadí , tepna a žíla. Vzorky byly rov­

noměrně vyb rány z t rénovací množiny tvořené 40 různými pacienty, př ičemž každý 

pacient byl reprezentován j edn ím sn ímkem 4D C T angiografie. K t rénování sítě byla 

použ i ta z t rá tová funkce vzájemné entropie (z angl. cross-entropy loss function) spolu 

s algoritmem adap t ivn ího odhadu momentu ( známým jako A D A M ) [48]. 

Autoř i studie [49] vyvinul i nový algoritmus pro automatickou prahovou segmen-
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taci mozkových cév ze sn ímků magnet ické rezonance ( T O F M R A 1 ) . P r v n í m krokem 

t é t o metody je rozdělení M R A snímku mozku pomocí Otsuovy metody na dvě oblasti 

- popřed í a pozadí . Oblast popřed í odpovídá bílé a šedé kůře mozkové, oblasti očí 

a mozkovým cévám. Oblast pozadí zahrnuje mozkomíšní mok a kosti. P rahová hod­

nota se v oblasti popřed í volí pro rozlišení cév od mozkové t káně kombinací vhodných 

s ta t is t ických modelů a lokálních informací o voxelu. S využ i t ím teorie ex t rémních 

hodnot lze detekovat odlehlé abnormá lně vysoké nebo nízké hodnoty, k teré se vy­

skytují v okrajových oblastech urči tých p ravděpodobnos tn ích rozložení. N a snímcích 

M R A vykazují mozkové cévy vyšší hodnotu signálu (intenzity) než okolní mozková 

tkáň , k t e rá m á s t řední hodnotu signálu (intenzity). Homogenní mozkovou t k á ň s vý­

j imkou mozkových cév lze reprezentovat no rmá ln ím rozdělením. Rozložení intenzity 

mozkových cév, k teré se nachází v okrajových oblastech histogramu, nelze dobře po­

psat no rmá ln ím rozdělením. Proto bylo použi to specifické rozdělení ex t rémních hod­

not, konkré tně Gumbelovo rozdělení. Pro extrakci mozkových cév ze sn ímků M R A 

určíme p r á h po rovnán ím funkce hustoty p ravděpodobnos t i ( P D F 2 ) obou statistic­

kých rozdělení (normální a Gumbelovo). Hodnoty funkce hustoty p ravděpodobnos t i 

jsou vypoč í t ány pro každý voxel v oblasti popředí . Voxel, jehož P D F Gumbelova 

rozložení bylo větší nebo rovno, než dvojnásobek P D F normáln ího rozložení, byl po­

važován za potenciá ln í oblast mozkové cévy. Z takových potenciá lních voxelů bylo 

vyb ráno minimum, k te ré odpov ídá prahové hodno tě . Pixely, jejichž hodnota byla 

vyšší, než prahová hodnota, byly klasifikovány jako mozková céva [49]. 

3.4 Použité metody 

3.4.1 Morfologické operace 

Morfologické ope rá to ry je možné využí t pro analýzu tva rů objek tů v b inárních obra­

zech, k určení p o č t u ob jek tů a k úp ravám hranových reprezentací ob jek tů b inárních 

obrazů. Základními a nej jednoduššími morfologickými ope rá to ry jsou eroze a di-

latace. Jejich kombinací můžou být odvozeny složitější morfologické operace, jako 

např ík lad morfologické otevření a uzavření [29, 30]. 

Morfologické uzavření 

Morfologické uzavření je definováno kombinací základní morfologické operace dila-

tace, k t e rá je nás ledována erozí. Zák ladn ím parametrem morfologických ope rá to rů je 

s t r uk tu rn í element, k te rý bývá definován jako maska specifického tvaru o rozměrech 

1Time-of-flight Magnetic resonance angiography 
2 Probability density function 

30 



mnohonásobně menších, než je zpracovávaný obraz. S t ruk tu rn í element (čtvercový, 

obdélníkový, kruhový, ...) je tvořen akt ivními prvky, k te ré jsou reprezentovány jed­

ničkami. Referenční prvek (z angl. origin) s t ruk tu rn ího elementu je s t ředový neboli 

centrá lní prvek [29, 30]. 

Binárn í erozi lze popsat jako operá tor , k te rý prochází v s tupn í obraz a v kaž­

dém pixelu se p t á na o tázku, jestli jsou pod všemi akt ivními prvky s t ruk tu rn ího 

elementu jedničky. V př ípadě , že je tato p o d m í n k a splněna, ve v ý s t u p n í m obraze 

se na pozici referenčního prvku s t ruk tu rn ího elementu objeví jednička, v opačném 

př ípadě nula. Binárn í dilatace funguje na p o d o b n é m principu, v každém pixelu ob­

razu je však kladena otázka , zda pod s t r u k t u r n í m elementem je v obraze alespoň 

jedna jednička. Jestl iže je tato p o d m í n k a splněna, ve výs tupn í obraze se na pozici 

referenčního prvku s t ruk tu rn ího elementu objeví jednička. Schématické znázornění 

principu b iná rn í eroze 3.1 a dilatace 3.2 je na obrázcích níže [29, 30]. 

(a) (b) (c) 

Obr. 3.1: Schématické znázornění b inárn í eroze, (a) v s tupn í b inárn í obraz, tečkami 

jsou znázorněny jedničky b inárn ího obrazu, zeleně je ohran ičena akt ivní poloha 

s t ruk tu rn ího elementu, červeně je ohran ičena neaka t ivn í poloha s t ruk tu rn ího ele­

mentu, (b) S t ruk tu rn í element s vyznačeným cent rá ln ím referenčním prvkem, (c) 

Výs tupn í obraz b inárn í eroze, prvek v červeném rámečku byl ods t raněn , prvek v 

zeleném rámečku byl zachován [29] 
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(a) (b) (c) 

Obr. 3.2: Schematické znázornění b inárn í dilatace. (a) v s tupn í b inárn í obraz, teč­

kami jsou znázorněny jedničky b inárn ího obrazu, zeleně je ohran ičena ak t ivní po­

loha s t ruk tu rn ího elementu, červeně je ohran ičena neaka t ivn í poloha s t ruk tu rn ího 

elementu, (b) S t ruk tu rn í element s vyznačeným cent rá ln ím referenčním prvkem, (c) 

Výs tupn í obraz b iná rn í dilatace, prvek v červeném rámečku nebyl nijak ovlivněn, 

prvek v zeleném rámečku byl di latací p ř idán [29] 

Z výše uvedeného lze říct, že ve v ý s t u p u b inárn í eroze jsou objekty zmenšené 

nebo ods t raněné , naopak ve v ý s t u p u b inárn í dilatace jsou vyp lněna p r á z d n á mís ta 

a objekty jsou zvětšeny a propojeny. P ř i morfologickém uzavření je pro obě tyto ope­

race použi t stejný s t ruk tu rn í element. Zřetězením dilatace a eroze dojde k vyhlazení 

a mí rnému rozšíření povrchu (hranice) segmentovaného objektu [29, 30]. 

3.4.2 Metoda narůstání oblastí 

Metoda n a r ů s t á n í oblast í (z angl. Region Growing) je j edn ím z p ř í s tupů regionově 

orientované segmentace založené na homogeni tě oblast í . Algoritmus segmentace je 

tvořen z následujících základních kroků: volba počátečních (iniciačních) b o d ů na­

růs tání , kontrola okolních pixelů, rozhodnu t í o p ř idán í pixelu do narůs ta j íc í oblasti 

a ukončení algoritmu [29, 30]. 

Počá tečn í (iniciační) body neboli tzv. semínka (z angl. seeds) můžou být do 

obrazu vložena automaticky na základě předchozí analýzy, nebo můžou být vyb rána 

jako n á h o d n é pixel obrazu, nebo je může in terakt ivně zadávat sám uživatel. Po 

umís tění semínka do obrazového prostoru jsou procházeny a kontrolovány jeho okolní 

pixely. Okolní pixely iniciačního semínka jsou vybrány nejčastěji z tzv. čtyřokolí nebo 

osmiokolí. V př ípadě čtyřokolí jsou vybrány 4 pixely z hor izontá lního a vert ikálního 

směru, nebo 4 pixely v d iagonálním směru. Následně se na základě zvoleného kri tér ia 
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rozhoduje, zda budou či nebudou vybrané okolní pixely p ř idány do narůsta j íc ího 

segmentu. Kr i tér ia pro př idán í pixelu do narůs ta j íc ího segmentu můžou být s ta t ická 

nebo dynamická . V př ípadě s ta t ického kr i tér ia je porovnáván parametr, nejčastěji 

jasová hodnota, semínka s parametrem ak tuá lně zpracovávaného pixelu podle vzorce: 

V rovnici 3.1 odpovídá ps jasu semínka, pj jasu ak tuá lně zpracovávaného pixelu a 

T je prahová hodnota. Jestl iže ak tuá lně zpracovávaný pixel vyhovuje t é to podmínce , 

pak je p ř idán do narůs ta j íc ího segmentu a v další iteraci se s tává novým centrá ln ím 

bodem, kolem něhož jsou znovu kontrolovány okolní pixely [29, 30]. 

V t é to práci bylo využi to dynamické kr i té r ium. V př ípadě dynamického kri tér ia 

je porovnáván jas ak tuá lně zpracovávaného pixelu pj se s t řední hodnotou jasu všech 

pixelů zařazených do narůsta j íc í segmentované oblasti pa: 

Dynamické kr i t é r ium je vhodné využí t v p ř ípadě , kdy sledovaný parametr není 

homogenní , ale pomalu se vyvíjí. Na růs t án í segmentované oblasti je ukončeno v 

př ípadě , že už žádné další pixely obrazu nesplňují dané podmínky. K nesplnění 

podmínek může dojít v p ř ípadě , že v okolí nově vzniklého centrá lního pixelu se 

vyskytuje obrazová hrana, tedy dojde k vý raznému skoku jasových hodnot [29, 30]. 

3.4.3 Metody pro zvýraznění mozkových cév 

Proces zvýraznění mozkových cév vede v šedotónových angiografických snímcích ke 

zře te lnému zvýšení kontrastu cévních struktur vůči okolní mozkové tkán i . Metody 

pro zvýraznění mozkových cév převedou původn í v s tupn í obraz, ve k t e r ém jsou 

jednot l ivé voxely reprezentovány hodnotami C T čísel, na výs tupn í pa ramet r ický 

obraz, jehož voxely jsou reprezentovány hodnotami daného parametru. Výsledné 

parametr ické obrazy zvýrazněných mozkových cév bývají často využi ty jako vs tupn í 

data pro segmentaci mozkových cév. Č a s t ý m p ř í s t u p e m pro zvýraznění mozkových 

cév v angiografických snímcích je využi t í filtrů zvýrazňujících cévy (z angl. vessel 

enhancement filters), např ík lad filtrů založených na Hessianu (z angl. Hessian-based 

filters) [31, 32]. 

Filtry založené na Hessianu 

J e d n á se o pokročilé filtry založené na v ý p o č t u Hessovy matice a analýze vlas tních 

čísel Hessovy matice. Vzhledem ke kontrastu a geometr ickým vlastnostem cév se 

obecně p ředpokládá , že pozorováním lokálních zakřivení v obraze pros t ředn ic tv ím 

\Ps-Pj\ < T 

\Pa~Pj\ < T (3.2) 
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analýzy Hessovy matice může vést k určení polohy a orientace p ředpok ládaných 

cévních struktur [31, 32]. 

P ř e d p o k l a d e m těchto filtrů je, že cévy jsou světlé t ubu l á rn í struktury na tmavš ím 

pozadí . N a základě těchto faktů, filtry pro zvýraznění cévních struktur počí taj í 

Hessovu matici šedotónového obrazu. Hessova matice je vypoč t ena jako derivace 

d ruhého ř á d u hodnot intenzity šedotónového obrazu, což charakterizuje zakřivení 

obrazových struktur. Hessova matice H funkce f(xi, x2, £3) je definována v každém 

bodě jako: 

h n hi3 
r 92f d2f d2.f "I 

h n hi3 dxi dxi dxi 8x2 dxi dxz 

h2i h22 h23 
d2.f d2.f 82f 

h2i h22 h23 8x2 dxi dx2 8x2 8x2 dxz 

h i h32 h33_ 
d2.f 82f 82f 

h i h32 h33_ -(9x3 dxi 8x3 8x2 8x3 8x3 -

Funkce / musí být spoj i tá a a lespoň dvakrá t diferencovatelná, za t ímco původní 

obraz I je digitální , tedy nespoj i tý a nediferencovatelný. Pro vyřešení tohoto pro­

blému se obvykle definuje funkce / z původn ího obrazu I s využ i t ím aplikace Gaus-

sova j á d r a (kernelu) se směroda tnou odchylkou a. Konvolucí obrazu I s Gaussovým 

j á d r e m se také vytvoř í vícerozměrný model založený na paradigmatu l ineárního mě­

ří tkového prostoru, kde měř í tko zájmových cév záleží na parametru a [31, 32]. 

Nechť e i , e2 a e 3 jsou t ř i v las tn í vektory Hessovy matice H(f) př i řazené v las tn ím 

číslům A i , A 2 a A 3 , př ičemž | A i | < |A 2 | < |A 3 | . Lokálně lze cévu považovat za světlou 

t ubu lá rn í strukturu na t m a v é m pozadí . Z hlediska vlas tn í analýzy je to vyjádřeno 

následujícími vlastnostmi: 

| A i | w 0 

A 2 w A 3 < 0 

Hessiánovy filtry dopočítávaj í paramet r ické obrazy zvýrazněných podlouhlých 

zaoblených struktur pomocí specifické zvýrazňovací funkce založené na analýze vlast­

ních čísel Hessovy matice [31, 32]. 

Frangiho zvýrazňovací funkce 

Tato zvýrazňovací funkce je pro dopoč í tán í pa ramet r ického obrazu zvýrazněných 

cév nej využívanější. Z vlastních čísel Hessovy matice jsou odvozeny t ř i parametry: 
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Parametr je určen k rozlišení skvrn (z angl. blobs), Ra k rozlišení plošných 

a liniových struktur, S k měření normy Hesiánu, aby bylo pot lačeno zvýraznění 

struktur s n ízkým kontrastem. Tyto parametry jsou následně využi ty k v ý p o č t u 

výsledné zvýrazňovací funkce: 

F = (1 - exp(-^2))exp(-0-2)(l - exp(~)) (3.4) 

Pokud A2, A3 < 0, pak F = 0. Tato funkce je ř ízena t ř emi nas tav i te lnými para­

metry: a, (3, c [31, 32, 33]. 

Nedokonalost í původn í Frangiho zvýrazňovací funkce je, že dochází k ú t l u m u 

zvýraznění cév v jejich ohybech a také , že zvýraznění je nejsilnější ve s t ředu cévy 

a po t é směrem k periferii p o s t u p n ě klesá. Výsledné zvýraznění cév je tedy značně 

ovlivněno morfologií cév a dis t r ibucí kon t ras tn í lá tky v cévách. Hodnoty voxelů vý­

sledného paramet r ického obrazu můžou být in terpre továny jako podobnost vlas tních 

čísel Hessovy matice každému voxelu původn ího 3D obrazu. 

Jermanova zvýrazňovací funkce 

Tato zvýrazňovací funkce je vylepšením původn í Frangiho zvýrazňovací funkce a 

ods t raňuje její výše zmíněné nedostatky. Pozměněn ím způsobu v ý p o č t u parametric­

kého obrazu z vlas tních čísel Hessovy matice bylo dosaženo homogenního zvýraznění 

cév v celém jejich průřezu. Hodnoty voxelů výsledného paramet r ického obrazu na­

bývají hodnot od 0 do 1, v ideálním př ípadě je 0 pro nevaskulární a 1 pro vaskulární 

struktury. 
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3.4.4 Segmentační metody 

Prahování obrazu 

Princip prahování lze popsat pomocí t ransformační funkce 3.5, pomocí níž jsou jed­

notlivé pixely vs tupn ího obrazu I(x, y) b iná rně klasifikovány: 

kde Y(x, y) jsou pixely výs tupn ího obrazu, I(x, y) jsou pixely vs tupn ího obrazu, 

T je s tanovený p ráh . 

Zák ladn ím p rob lémem celé metody je s tanovení prahové hodnoty T daného pa­

rametru, nejčastěji jasové hodnoty pixelu. Podle způsobu nas tavení prahové hodnoty 

rozlišujeme různé metody prahování [29, 30]. 

V p ř ípadě exper tn ího prahování je pro všechny pixely obrazu (tedy globálně) 

nastavena jedna kons tan tn í prahová hodnota, k t e r á byla stanovena buďto na základě 

opt imal izačního p ř í s tupu (exper imentá lně) , nebo pomocí analýzy histogramu, nebo 

s využ i t ím znalost í o zpracovávaném obrazu [29, 30]. 

Metoda adap t ivn ího prahování je sofistikovanější p ř í s tup , kdy každému pixel 

obrazu je zvlášť stanovena prahová hodnota. Pro každý pixel je definováno jeho 

okolí. Z okolních pixelů je vypoč í t ána lokální s t řední hodnota jasové intenzity a tato 

hodnota je nastavena jako p r á h T pro ak tuá lně zpracovávaný pixel [34]. 

Metoda globálního prahování pracuje, p o d o b n ě jako exper tn í prahování , s jedi­

nou globální prahovou hodnotou. Ta je však objekt ivně vypoč í t ána nejčastěji pomocí 

Otsuovy metody, k t e rá je založená na v ý p o č t u rozptylu a h ledá op t imáln í hodnotu 

prahu, při níž je rozptyl pixelů uvn i t ř t ř ídy popřed í a uvn i t ř t ř ídy pozadí co nejmenší . 

Zák ladn ím principem je iterace přes všechny možné hodnoty prahu a výpočet vnit-

ro t ř ídn ího rozptylu pixelů pozadí a popředí , př ičemž výsledný p r á h je ten, u k terého 

je vn i t ro t ř ídn í rozptyl nejmenší [35]. 

K-means klasifikace 

Metoda k-means je jednou z nejčastěji používaných nehierarchických metod shlu­

kové analýzy dat. Tato metoda rozdělí v s tupn í data do p ředem s tanoveného p o č t u 

(k) shluků na základě podobnosti analyzovaných objektů . Každý objekt je reprezen­

tován specifickými příznaky. Každý shluk je reprezentován centroidem (s t ředem, z 

angl. mean). Algoritmus k-means rozdělí objekty do shluků na základě minimalizace 

vzdálenost i mezi objektem a centroidem shluku, do k te rého pa t ř í . Po té následuje pře­

poč í tán í pozice centroidu shluku pomocí v ý p o č t u s t řední hodnoty př íznaků objek tů 

patř íc ích do daného shluku. Proces klasifikace objek tů a p řepoč í tán í pozic centroidu 

(3.5) 
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se i te ra t ivně opakuje. Vzdálenost mezi objektem a centroidem je nejčastěji hodno­

cena v ý p o č t e m Euklidovské vzdálenost i . K-means je opt imal izační metoda a vývoj 

algoritmu shlukování je sledován pomocí kri ter iální funkce (3.6), k t e rá hodnot í , zda 

došlo další i terací ke zmenšení vzdálenost i ob jek tů ve shluku k centroidu shluku. V 

ideálním př ípadě by měla kri ter iální funkce exponenciálně klesat, což by znamenalo, 

že vzdálenost ob jek tů od centroidu se minimalizuje - centroid se posouvá přesněji 

do s t ředu shluku [36]. 

K 

E = Y.Y.d{^Vk) (3.6) 
fo— 1 X-yi^žCfc 

kde X = {xi,XŇ} je množ ina objektů , c i , C 2 , C K jsou nepřekrývající se 

shluky, Vk je centroid shluku c^, d(x^, \4) je vzdálenost objektu x^ od centroidu V%, 

n — 1, 2 , N je poče t objektů , k — 1, 2 , K je poče t shluků. 

Neuronová síť 

Umělá neuronová síť je z jednodušený m a t e m a t i c k ý model fungování mozku. Zá­

k ladn ím s tavebním prvkem neuronové sí tě je neuron neboli perceptron. Neurony 

jsou nej jednodušší prvky, jejichž úkolem je transformace vs tupních př íznaků x na 

co nejideálnější požadované výs tupy y: {xi, ....,XN} —> {yi, •••IDM}, kdy TV je počet 

p ř íznaků a M je počet výs tupních e lementů. Každý neuron je definovaný vektorem 

vah w = [wi,wn], prahem (z angl. bias) WQ a akt ivační funkcí / . Transformaci 

vs tupn ího vektoru x = [xi,XN] na výs tupn í hodnotu y perceptron poč í t á podle 

vztahu: 

N 

y = f(J2wixi) (3-7) 
i=0 

přičemž bylo zavedeno x0 = 1 a w0 = —9. Člen J2ÍLOWÍXÍ J e aktivace a a funkce 

f (a) je akt ivační funkce. Existuj í různé typy aktivačních funkcí, jako např ík lad sko­

ková, l ineární, sigmoidální. Typ akt ivační funkce je volen podle požadovaného vý­

stupu [37]. 
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Pro názornost je neuron schémat icky zakreslen na obrázku níže 3.3: 

Obr. 3.3: Schéma jednoho neuronu. 

Umělé neuronové sítě jsou tvořeny velkým množs tv ím propojených neuronů. Jed­

notlivé neurony jsou u s p o ř á d á n y do vrstev, př ičemž počet a typ vrstev je volitelný 

podle typu a složitosti řešené úlohy. Neuronové sítě se dělí podle architektury na 

dopředné a rekuren tn í (zpětnovazebné) . Archi tektura dopředných sítí lze obecně 

zjednodušeně popsat jako jednu vs tupn í vrstvu neuronů, skryté vrstvy a jednu vý­

s tupn í vrstvu. Schéma nej jednodušší neuronové sítě tvořené vs tupn í vrstvou, jednou 

skrytou vrstvou a výs tupn í vrstvou je na obrázku níže 3.4: 

Vstupní vrstva 1. skrytá vrstva Výstupní vrstva 

Obr. 3.4: Schéma nej jednodušší dopředné neuronové sítě. 

Zák ladn ím p rob lémem po navržení architektury sítě je její na t rénování . Na t réno­

vání (učení) neuronové sítě vede k op t imá ln ímu nas tavení p a r a m e t r ů (vah w a prahu 

9) jednot l ivých neuronů. Z hlediska učení ( trénování) jsou neuronové sítě děleny do 

2 kategori í : s uči te lem (většina U N S ) a bez učitele (shlukování). V př ípadě neuro­

nových sítí s uči te lem je po t ř eba , aby pro vs tupn í vektor x byl známý požadovaný 
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výs tupn í vektor d. Cílem procesu učení s uči te lem je i te ra t ivní optimalizace para­

m e t r ů každého neuronu, což se projeví minimalizací kr i ter iální funkce. Kri ter iální 

funkce slouží ke sledování p r ů b ě h u učení sítě a je dopoč í távána po rovnán ím v ý s t u p ů 

odhadnu tých neuronovou sítí y s požadovanými výs tupy d. Pro úp ravu p a r a m e t r ů 

jednot l ivých neuronů je čas to využívaný algoritmus zpě tného šíření chyby (z angl. 

back propagation) nebo metoda gradientn ího sestupu (z angl. gradient descent) 

[37, 39]. 

Náhodné lesy 

Metoda náhodných lesů (z angl. Random Forests) je klasifikační metoda strojového 

učení. N á h o d n ý les je tvořen velkým množs tv ím rozhodovacích s t romů (z angl. De-

cision Tree) [41]. 

Rozhodovací strom je tvořen z uzlů a koncových listů. V každém uzlu je defi­

nována p o d m í n k a (práh) , podle které se data na základě hodnot př íznaku dělí do 

větví. V př ípadě , že data splňují p o d m í n k u uzlu, jsou př i řazena do levého větve. 

Data, k t e r á nesplňují podmínku , jsou zařazena do pravé větve. P o s t u p n ý m t ř ídě­

n ím jsou data rozdělena do tzv. l istů ( terminálních uzlů) , k teré ideálně obsahují 

pouze objekty stejné klasifikační kategorie. Cílem t rénování rozhodovacího stromu 

je optimalizace vah uzlů tak, aby byla minimal izována klasifikační chyba. Velkým 

nedostatkem rozhodovacích s t romů je jejich nízká generalizační schopnost, kdy se 

složitější stromy až příliš nauč í na t rénovací data a pak špa tně reagují na testovací 

data. Proto byla navržena metoda náhodných lesů, k teré jsou tvořeny množs tv ím 

jednoduchých rozhodovacích s t romů pracujících v n á h o d n ě zvoleném podprostoru 

příznakového prostoru [41]. 

V p rvn ím kroku algoritmu n á h o d n é h o lesa je vy tvořen tzv. bootstrapped da-

taset, kdy je ze vs tupních dat pomocí n á h o d n é h o výbě ru urč i tého p o č t u objek tů 

vytvořeno n t rénovacích da tase tů , ve k te rých se objekty můžou opakovat. Dále jsou 

pro každý z n t rénovacích d a t a s e t ů vyb rány n á h o d n é příznaky, na k terých jsou na­

t rénovány rozhodovací stromy. Takto je získán n á h o d n ý les tvořený n rozhodovacími 

stromy. Testovací objekt, k te rý je t akovým lesem klasifikován, projde k a ž d ý m z na­

t rénovaných s t romů a výs tupy všech s t romů jsou zaznamenány. Ze zaznamenaných 

výsledků každého stromu je většinově rozhodnutu o výsledné klasifikaci objektu. 

N á h o d n é procesy v algoritmu náhodných lesů vedou k lepším general izačním schop­

nostem modelu [41]. 

39 



4 Návrh a realizace segmentačního prístupu 

4.1 Dostupný dataset 

Pro prakt ické řešení t é to bakalářské práce byl k dispozici dataset pě t i anonymizo-

vaných pacientských 3D C T skenů. Všechna d o s t u p n á obrazová data byla uložena 

ve formátu D I C O M 1 . J e d n á se o s tandard izovaný formát , k te rý slouží k zobrazo­

vání, distribuci a uk ládán í medicínských obrazových dat nasn ímaných zobrazovacími 

modalitami, jako jsou C T , M R I nebo ultrazvuk. Každý D I C O M soubor obsahuje 

kromě obrazových dat také hlavičku s metadaty, ve k terých je zahrnuta informace 

o s a m o t n é m snímku, o vyše t řovaném pacientovi a také o parametrech snímkování 

[50]. P o s k y t n u t á da t abáze 3D C T skenů byla variabilní . Obsahovala objemová data, 

k t e rá byla n a s n í m á n a v různých nemocničních pracovišt ích, různými C T systémy, 

při různých proudech procházejících rentgenkou (od 328 m A do 442 m A ) , při růz­

ných anodových n a p ě t í (od 80 k V do 120 kV) a ve dvou odlišných kont ras tn ích fázích 

(první a d r u h á ) . Vyšetřovaní pacienti byl i různých věkových kategori í . Šířka jednot­

livých řezů byla 0,90 mm. Velikost voxelu byla 0.4883 x 0.4883 x 0.9000 mm. Každý 

snímek z 3D objemu ( C T řez) je reprezentován rekonst rukční mat ic í o rozměrech 

512 x 512 pixelů. 

4.2 Tvorba trénovací a validační množiny 

V té to práci bylo pro segmentaci mozkových cév použi to celkem šest segmentačních 

metod. P r v n í t ř i segmentační metody byly založené na prahování obrazu. Zbylé t ř i 

metody byly klasifikační metody strojového učení. P r v n í z metod založených na stro­

jovém učení byla metoda k-means. Další dvě metody strojového učení jsou n á h o d n ý 

les a neuronová síť - v obou př ípadech se j edná , z hlediska učení klasifikátoru, o pří­

stupy učení s uči telem. Proto bylo n u t n é alespoň v jednom pacientském C T skenu 

ručně označit mozkové cévy. Objem ručně segmentovaných mozkových cév, nazý­

ván také Ground Truth, byl použi t jako požadovaný výs tup (učitel), ke k te rému se 

naučený klasifikátor m á co nejpřesněji přiblížit . Pro na t rénování n á h o d n é h o lesa a 

neuronové sítě tedy bylo nejprve p o t ř e b a vytvoř i t t rénovací a validační množinu dat. 

Digital Imaging and Communications in Medicine 
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Trénovací a validační množina pro neuronovou síť 

Pro na t rénování a validaci neuronové sítě byly vytvořeny množiny dat, ve k te rých 

jsou rovnoměrně zastoupeny pixely cév a pixely pozadí v p o m ě r u 1 ku 1. V prv­

n ím kroku byla vy tvořena matice pixelů cév, ve k teré byly uloženy všechny pixely 

s hodnotou 1 (cévy) v Ground Tru th a k n im odpovídající pixely všech t řech para­

metr ických obrazů. P o d o b n ý m způsobem byla vy tvořena matice pixelů pozadí , do 

které byl uloženy n á h o d n é nulové pixely (pozadí) z Ground Truth a k n im odpovída­

jící pixely paramet r ických obrazů. Obě matice měly počet ř ádků odpovídající p o č t u 

cévových pixelů v Ground Truth a čtyři sloupce, kdy v 1. až 3. sloupci byly hod­

noty pixelů v pa ramet r i ckých obrazech, ve 4. sloupci b inárn í hodnota pixelu (0/1) v 

Ground Truth. Matice byly následně rozděleny v p o m ě r u 80 % pixelů pro t rénování 

a 20 % pixelů pro validaci. Čás t i obou matic určené pro t rénování byly sloučeny 

do společné matice, t ak t éž bylo učiněno s čás tmi matic pro validaci. V trénovací i 

validační matici byly pixely cév a pozadí n á h o d n ě promíchány. Po té byly obě tyto 

matice rozděleny na matici X a vektor Y. V matici X byly uloženy objekty (pixely) 

se t ř emi př íznaky (hodnoty v pa ramet r i ckých obrazech), k teré byly určené pro t ré­

nován í / validaci. Ve vektoru Y byly uloženy požadované výs tupy klasifikace každého 

z ob jek tů t rénovací /va l idační množiny, tedy hodnoty pixelů z Ground Truth. 

Trénovací a validační množina pro náhodný les 

Pro na t rénování a validaci n á h o d n é h o lesa bylo nu tné vytvoř i t větší množiny dat, 

než v p ř ípadě neuronové sítě. Zas toupení pixelů cév a pozadí již nemohlo být v po­

měru 1 ku 1, ale pixelů pozadí bylo p o t ř e b a násobně víc. Ste jným způsobem jako 

u neuronové sítě byla vy tvořena matice pixelů cév, ve k te ré je poče t ř ádků roven 

p o č t u pixelů s hodnotou 1 v Ground Truth, v 1. až 3. sloupci jsou hodnoty pixelu v 

paramet r ických obrazech a ve 4. sloupci je hodnota pixelu v Ground Truth (hodnota 

1). P ř i tvorbě matice pixelů pozadí bylo n u t n é si uvědomit , že při ručn ím značení 

mozkových cév (Ground Truth) mohly být některé cévy vynechány (falešně označeny 

jako pozadí ) . P ixely falešně vynechaných cév nabývaj í v Ground Truth hodnotu 0, 

avšak v paramet r ických obrazech budou mí t hodnotu nenulovou. A právě takové pi­

xely budou klasifikátor más t , protože hodnotami v pa ramet r i ckých obrazech můžou 

odpovída t cévě, ale podle učitele (hodnoty z Ground truth) mají být klasifikovány 

do pozadí . Proto do matice pixelů pozadí bylo n á h o d n ě vyb ráno 850 000 pixelů 

z oblasti mozku, k teré v Ground Trur th mají hodnotu 0. K t ě m t o p ixe lům byly 

následně př i řazeny hodnoty z pa ramet r i ckých obrazů. Dále bylo do matice pixelů 

pozadí p ř idáno ješ tě 150 000 nulových pixelů z p rvn ího řezu objemu Ground Truth, 

u k te rých je j is té , že v pa ramet r i ckých obrazech nabývají čistě nulové hodnoty. Vý­

sledná matice pixelů pozadí m á 1 000 000 ř ádků (pixelů) a 4 sloupce (hodnoty z 
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paramet r ických obrazů a Ground Truth). O b ě matice byly, stejně jako u neuronové 

sítě, rozděleny v p o m ě r u 80 % pixelů pro t rénování a 20 % pixelů pro validaci. Část i 

matic určené pro t rénování byly sloučeny do společné matice, stejný postup byl zo­

pakován s čás tmi matic pro validaci. V trénovací i validační matici byly pixely cév a 

pozadí n á h o d n ě promíchány. Trénovací a validační matice byly rozděleny na matici 

X a vektor Y. V matici X byly uloženy objekty (pixely) se t ř emi př íznaky (hodnoty 

v paramet r i ckých obrazech), k teré byly určené pro t rénování /va l idaci . Ve vektoru Y 

byly uloženy požadované výs tupy klasifikace každého z ob jek tů t rénovací /val idační 

množiny, tedy hodnoty pixelů z Ground Truth. 

4.3 Algoritmus pro segmentaci mozkových cév 

Programové řešení bakalářské práce bylo implementováno v programovacím pro­

středí Mat lab R2021b. N a obrázku níže 4.1 je uvedeno blokové schéma algoritmu 

pro segmentaci mozkových cév. Algoritmus se skládá z pě t i na sebe navazujících 

bloků, k teré budou následně detailněji popsány. 

Obr. 4.1: Blokové schéma navrženého algoritmu. 

4.3.1 Předzpracování objemových CT dat 

Vzhledem k tomu, že v každém 3D C T skenu byly jednot l ivé řezy seřazeny podle je­

j ich názvu, nebyly po nač ten í celého objemu dat u spo řádány tak, jak ve skutečnost i 

byly nasnímány. Z toho d ů v o d u bylo n u t n é nejprve řezy seřadit , aby jejich pořad í 

skutečně odpovídalo p r ů b ě h u akvizice. K uspo řádán í řezů byla využ i ta informace 

o pořad í řezu b ě h e m snímkování, k t e rá je uložena v hlavičce každého D I C O M sou­

boru. Následně bylo p o t ř e b a z celého objemu vybrat pouze oblast, se kterou bude 

algoritmus dále pracovat. V t é t o práci je oblas t í zájmu mozek, proto byl pro každý 

C T snímek manuá lně určen p rvn í a poslední řez objemu, k te rými byla ohraničena 
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oblast sn ímků obsahujících mozkovou tkáň . V t é to fázi byly využi ty řezy v transver­

zální rovině. Pro nás lednou segmentaci mozku je ale vhodnějš í pracovat s řezy v 

sagi tální rovině, proto byl objem dat obsahujících mozkovou t k á ň do t é to roviny 

t ransformován 4.2. 

Obr. 4.2: Předzpracování objemových dat. Vlevo: Ukázka uspo řádán í řezů. Vpravo: 

Transformace řezu z t ransverzá ln í do sagi tální roviny. 

Pro transformaci t ro j rozměrné obrazové matice do sagi tální roviny byla použ i ta 

funkce permute, jejímiž vs tupn ími parametry byl 3D obraz v t ransverzáln í rovině 

a požadovaná p ř e u s p o ř á d a n á dimenzionalita 3D objemu. Objemová data v sagi­

tá ln í rovině byla znovu omezena pouze na řezy, k teré zobrazovaly mozek. N a takto 

předzpracovaná data byla aplikována segmentační metoda, jejímž cílem bylo vytvoř i t 

3D b inárn í masku mozku. 
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4.3.2 Tvorba 3D binární masky mozku pomocí metody vícená­
sobného narůstání oblastí 

Pro segmentaci mozkové t káně byl použi t již naprogramovaný algoritmus na růs t án í 

oblastí , k t e rý je volně dos tupný na MathWorks [51]. Tento algoritmus byl ale pů­

vodně implementován na j inou segmentační úlohu, na j iná obrazová data, s jinak 

nas tavenými parametry a pouze s j edn ím počá tečn ím semínkem. Proto bylo n u t n é 

některé část i kódu pozměni t , doplnit a modifikovat tak, aby algoritmus správně 

fungoval na naše data. 

Nastavení souřadnic počátečních semínek a narůstání segmentované oblasti 

V objemu v sagitální rovině, k te rý byl získán ořezáním celého C T skenu pouze na 

oblast obsahující mozek, byla vyindexována pozice pros t ředn ího sagi tá lního řezu. O d 

tohoto řezu začínala segmentace a pokračovala ve dvou směrech - směrem k p rvn ímu 

řezu a směrem k pos lednímu řezu objemu v sagi tální rovině. V prvn í iteraci byly 

souřadnice x,y všech t ř í počátečních semínek nastaveny napevno do s t ředu obrazové 

matice pros t ředn ího řezu. 

Následně je procházeno čtyřokolí (pixely vpravo, vlevo, nahoře , dole) ak tuá ln ího 

(centrálního) pixelu. V prvn í iteraci je cent rá ln ím pixelem počá tečn í semínko. Pokud 

jsou splněny nas tavené podmínky , jsou pixely čtyřokolí p ř idány do okolí narůs ta j í ­

cího segmentu. Nas tavené p o d m í n k y jsou takové, že daný pixel se nachází uvn i t ř 

obrazové matice a zároveň doposud nebyl p ř idán do okolí narůs ta j íc ího segmentu. 

V takto vznikajícím okolí je h ledán pixel, k te rý m á hodnotu intenzity co nejbližší 

s t řední hodno tě intenzity vysegmentovaných pixelů. Tento pixel je p ř idán do na­

růstaj ícího segmentu a s tává se novým cent rá ln ím pixelem. Os t a tn í pixely zůstávají 

pouze v okolí narůs ta j íc ího segmentu. Následuje p řepoče t p r ů m ě r n é intenzity vy-

segmentované oblasti. Pokud byla splněna p o d m í n k a , že rozdíl intenzit centrálního 

pixelu a s t řední hodnoty intenzity segmentovaných pixelů není vyšší než maximáln í 

p ř ípus tná hodnota, pak algoritmus pokračuje a je znovu procházeno čtyřokolí cen­

t rá ln ího pixelu. Pokud byly splněny podmínky , jsou př idávány další pixely do okolí 

rostoucího segmentu, v němž je h ledán nový centrální pixel. Maximáln í hodnota 

p ř ípus tného rozdílu intenzity nového centrá lního pixelu a p růměrné intenzity vyseg-

mentované oblasti byla nastavena opt imal izačním p ř í s t u p e m na 30 H U . Narůs tán í 

segmentované oblasti z jednoho semínka tedy prob íhá až do porušení t é t o podmínky. 

Pak lze říct, že narůs ta j íc í segment se zastavil o lebeční kost. Po ukončení narůs ­

t á n í jsou do výsledného segmentu b rány pouze centrální pixely. T í m t o způsobem je 

získán z každého semínka výsledek segmentace jednoho řezu - b iná rn í obraz. 

Př i segmentaci dalších řezů se automaticky přepočí távaj í souřadnice počá tečních 

semínek. P r v n í semínko je umís těno do těžiště vysegmentované oblasti z předcho-
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zího řezu. Druhé semínko je vůči p rvn ímu semínku posunutu dolů o jednu č tv r t inu 

výšky vysegmentované oblasti z předchozího řezu a doleva o jednu č tv r t inu šířky 

vysegmentované oblasti z předchozího řezu. T ře t í semínko je vůči p rvn ímu semínku 

posunuto nahoru o jednu č tv r t inu výšky vysegmentované oblasti z předchozího řezu 

a doprava o jednu č tv r t inu šířky vysegmentované oblasti z předchozího řezu, viz. 

obrázek níže 4.3. 

Obr. 4.3: Pozice t řech počátečních semínek v sagi tá ln ím řezu. 

Postprocessingové úpravy výsledných 2D segmentovaných oblastí 

Každý ze t ř í b inárních obrazů (získaných ze t ř í semínek) byl upraven pomocí morfo­

logického ope rá to ru imfill, k t e r ý m dojde k vyplnění děr ve vysegmentované oblasti 

(Obr. 4.4). Po té tyto tř i b inárn í obrazy byly zfúzovány. Fúze obrazů je prováděna 

jako logický součet (disjunkce) t ř í obrazových matic. Tak byla z ískána 2D binárn í 

maska mozku, k t e rá je uložena jako jeden řez předdefinovaného objemu. 

Obr. 4.4: 2D b inárn í masky mozku v sagitální rovině před vyplněním děr (vlevo) a 

po vyplnění děr (vpravo). 
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1. semínko 2. semínko 3 . semínko 

Obr. 4.5: Ukázka b inárních výs tupů segmentace ze t ř í počátečních semínek a jejich 

nás ledná fúze do výsledné 2D b inárn í masky mozku jednoho řezu objemu. 

Tř i různá počá tečn í semínka byla použ i t a proto, že některé ze semínek může 

být umís těno do pixelu s vyšší hodnotou intenzity, než m á mozková t k á ň - např ík lad 

céva, kalcifikace. T í m p á d e m na růs t án í segmentované oblasti skončí v t é t o s t ruk tu ře 

(Obr. 4.5 1. semínko). Avšak další semínka, k t e rá byla umí s t ěna do j iných pixelů 

obrazu budou v na rů s t án í pokračovat , dokud se nezas taví o lebku (Obr. 4.5 2. a 

3. semínko). Nás ledným zfúzováním t řech takto vzniklých segmentů bylo dosaženo 

požadovaného výsledku. 

Postprocessingové úpravy vysegmentovaného 3D objemu 

V další krocích již algoritmus pracuje s 3D objemem, k te rý vznikl uk ládán ím 2D 

binárních v ý s t u p ů segmentace mozku každého z řezů objemu do předdefinované 

p rázdné t ro j rozměrné matice. Tato matice je stejných rozměrů jako ořezaný objem 

C T snímku. N a výsledný segmentovaný 3D objem byl použi t morfologický operá to r 

imclose, pomocí k te rého dojde k morfologickému uzavření 3D objektu (viz. kapitola 

3.4.1). Zvolený s t ruk tu rn í element („strel") pro morfologické uzavření 3D binárn í 

masky mozku byl diskového tvaru o po loměru 5. Takto upravený objem je tzv. 3D 

binárn í maska mozku (Obr. 4.6). 

46 



Obr. 4.6: Z leva: Transverzální , frontální a sagitální pohled na 3D b inárn í masku 

mozku. 

Extrakce objemu mozkové tkáně 

K extrakci mozkové t káně z ořezaného objemu C T snímku byla využ i ta výsledná 

3D b inárn í maska mozku. Extrakce mozku byla provedena tak, že všechny voxely 

ořezaného objemu C T skenu ležící mimo masku mozku (reprezentovanou hodnotami 

1) byly nastaveny na hodnotu 0, tedy jako pozadí . Tak byly ods t r aněny okolní 

t káně , lebka, pacientský stůl a zůsta l zachován pouze objem mozkové t káně s voxely 

reprezentovanými původními hodnotami C T čísel vyjádřených v Hounsfieldových 

jednotkách . 

Obr. 4.7: Frontá ln í a sagitální pohled na ex t rahovaný objem mozkové tkáně . 

4.3.3 Zvýraznění mozkových cév a extrakce příznakových map 

V tomto kroku algoritmu byly z objemu ext rahované mozkové t káně dopoč í tány 

t ř i paramet r ické příznakové mapy zvýrazněných mozkových cév. Pro výpočet pří­

znakových map byly využi ty 3 pokročilé filtry založené na v ý p o č t u Hessovy matice 

a analýze vlas tních čísel Hessovy matice. Pr incip filtrů založených na Hessianu je 

podrobněj i popsán v kapitole 3.4.3. V ý s t u p e m těchto filtrů je pa ramet r i cký troj­

rozměrný obraz zvýrazněných mozkových cév, ve k t e r ém je jasně zřetelný kontrast 
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světle zvýrazněných mozkových cév vůči t m a v é m u pozadí . Proto bývají paramet r ické 

obrazy zvýrazněných mozkových cév často využívány pro diagnostiku patologií cév­

ního zásobení mozku, ovšem velký v ý z n a m mají také pro segmentaci mozkových 

cév. V procesu segmentace mozkových cév bývají pa ramet r ické obrazy využi ty jako 

vs tupn í obraz (příznakový prostor) mnoha různých segmentačních metod. 

F i l t ry založené na Hessianu zvýrazňují zakřivené struktury kon t ras tn í vůči po­

zadí. Aplikací těch to filtrů na původn í objem ext rahované mozkové t káně byl zvý­

razněn pouze povrch mozku a žádné mozkové cévy. To bylo způsobeno velkým kon­

trastem mozkové t káně vůči nulovému pozadí . Proto bylo n u t n é upravit pozadí ex­

t r ahovaného mozku, aby bylo dosaženo plynulého přechodu mezi mozkovou tkán í a 

pozadím. Do pozadí byly uměle nastaveny hodnoty, k teré byly vypoč tené jako prů­

m ě r n á hodnota všech C T čísel reprezentujících voxely ex t rahované mozkové tkáně . 

Takto upravený objem byl pak v s t u p n í m obrazem každého z použi tých filtrů: 

Hessian based Frangi Vesselness filtr 

Tento filtr pro výpočet paramet r ického obrazu zvýraznění mozkových cév využívá 

Frangiho zvýrazňovací funkci, k t e rá je podrobněj i p o p s á n a v kapitole 3.4.3. J e d n á 

se o již implementovaný filtr, k te rý je volně s taži telný na MathWorks [42]. 

Pro tento filtr byly v t é t o práci nastaveny následující parametry: rozsah hodnot 

a: pacient 1,3,4 = [1:2], pacient 2,5 = [1:4]; Velikost kroku mezi hodnotami a: pacient 

1-5 = 1; Frangiho zvýrazňovací konstanta a: pacient 1-5 = 1; Frangiho zvýrazňovací 

konstanta j3: pacient 1-4 = 0.5 a pacient 5 = 0.1; P r á h mezi v las tn ími čísly pro šum 

a cévní struktury c: pacient 1,2 = 45 a pacient 3,4,5 = 35; 

Fibermetric 

U tohoto filtru je t ak t éž využívána Frangiho zvýrazňovací funkce. F i l t r je př ímo 

implementován jako funkce v Mat labu, k t e rá je volána př íkazem fibermeric. Ve vý­

sledném pa ramet r i ckém obrazu zvýrazněných mozkových cév bylo dosaženo maxi­

máln í odezvy filtru v celé tloušťce zvýrazněné struktury, k t e rá velikostí odpovídá 

detekované t rubicové s t r uk tu ř e v p ů v o d n í m obraze. 

Jediný využi tý nas tav i te lný parametr tohoto filtru byl parametr StructureSenzi-

tivity s hodnotami pro pacienta 1-5 = 30 s výjimkou pro pacienta 2 = 50. Pomocí 

tohoto parametru byl exper imentá lně nastaven p r á h (citlivost) pro odlišení tubu lá r -

ních struktur od pozadí . 

Jerman Enhancement filtr 

Poslední z použi tých filtrů založených na Hessianu dopočí tává pa ramet r i cký obraz 

zvýrazněných mozkových cév pomocí Jermanovy zvýrazňovací funkce. Způsob výpo-
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č tu paramet r ického obrazu touto funkcí je oproti Frangiho funkci modifikován, což 

vedlo k homogenn ímu zvýraznění cévních struktur např íč celým jejich průřezem. 

Tento filtr byl již implementován a je volně s taži telný na MathWorks [43]. 

V t é to práci byly pro tento filtr nastaveny následující parametry: Škála, na k teré 

je zvýraznění cév poč í t áno (sigmas): pacient 1,4 = [1:2], pacient 2,3,5 = 1; Rozlišení 

rozestupu pixelů vs tupn ího obrazu (spacing): pacient 1-5 = [1; 1; 1]; Parametr řídcí 

uniformitu odezvy filtru (r): pacient 1-5 = 0.8. 

Obr. 4.8: Výs tupy zvýraznění mozkových cév pomocí t řech filtrů, vlevo: Jerman 

Enhancement filtr, upros t řed: Hessian based Frangi Vesselness filtr, vpravo: Fiber-

metric filtr. 

Každý z použi tých filtrů fungoval lépe na urč i tý typ cév. N a obrázku výše (Obr. 

4.8) lze pozorovat, že např ík lad ve v ý s t u p u Hessian based Frangi Vesselness filtru 

došlo k ú t l u m u zvýraznění cév v jejich ohybech. Obecně lze říct, že použi té filtry 

založené na Hessianu lépe zvýrazňují velké mozkové cévy oproti menš ím periferním 

cévám. 

4.3.4 Segmentace mozkových cév 

Cílem posledního bloku algoritmu byla segmentace mozkových cév z parametric­

kých obrazů zvýrazněných mozkových cév, k teré byly získány v předchozím kroku 

algoritmu. N a paramet r ické obrazy bylo použi to celkem 6 segmentačních metod, je­

jichž úkolem bylo b inárně klasifikovat každý voxel objemu do j edné ze dvou skupin: 

jako cévu (1) nebo jako pozadí (0). Klasifikace voxelů pa ramet r i ckých obrazů byla 

provedena na základě jejich hodnot daného parametru. 

V t é t o kapitole budou popsány použi té segmentační p ř í s tupy pouze z hlediska 

implementace a nas tavených p a r a m e t r ů . Z hlediska principu a fungování jsou jed­

notlivé metody podrobněj i teoreticky popsány v kapitole 3.4.4. 
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Metody prahování obrazu 

Pro segmentaci obrazu byly využi ty celkem t ř i prahovací metody. Jednot l ivé praho-

vací metody byly pos tupně použi ty na každou ze t ř í pa ramet r i ckých map a následně 

byly tyto t ř i výs tupy segmentace maximové zfúzovány. Tak byl získán výsledný 

segmnetovaný objem, na základě k te rého mohly být jednot l ivé prahovací metody 

mezi sebou porovnány. 

P r v n í metodou bylo exper tn í prahování , což je nej jednodušší z použi tých metod. 

V p ř ípadě t é to metody byly manuá lně nastaveny takové prahové hodnoty každé 

z pa ramet r i ckých map, pro které bylo dosaženo subjekt ivně nejlepšího výsledku 

segmentace. 

Další použ i tou metodou bylo au tomat ické globální prahování paramet r ického 

prostoru. P r á h pro každou ze t ř í pa ramet r i ckých map byl automaticky vypoč í t án 

pomocí Otsuovy metody. K napřahován í obrazu bylo využi to funkce imbinarize, 

které byl zadán parametr 'globál', pomocí něhož je nastaveno dopoč í tán í globálního 

prahu právě Otsuovou metodou. 

Poslední z prahovacích segmentačních metod je adap t ivn í prahování . Tato me­

toda dopočí tává zvlášť pro každý voxel prahovou hodnotu z jeho předdefinovaného 

okolí. V t é t o práci bylo pro výpočet lokálního adap t ivn ího prahu využi to funkce 

adaptthresh, k teré byl nastaven parametr senzitivity = 0.5 (citlivost pro prahování 

více pixelů jako popředí ) a okolí ak tuá ln ího voxelu pro výpočet s t řední hodnoty 

intenzity (mean) bylo nastaveno na 5 x 5 x 5 voxelů. 

K-means klasifikace 

Segmentace mozkových cév z 3D paramet r ických obrazů pomocí metody k-means 

probíha la ve 2D rovině řez po řezu. Z každého 2D řezu t řech paramet r ických objemů 

byla vy tvořena příznaková matice X o rozměru m x n , kdy m je celkový počet 

pixelů 2D řezu a n je poče t p ř íznaků (parametr ických obrazů) . Ř á d k y matice X 

reprezentuj í jednot l ivé objekty (pixely 2D řezu) , př ičemž každý z objek tů m á 3 

př íznaky zapsané ve sloupcích matice X. Tř i př íznaky každého objektu jsou hodnoty 

daného pixelu ve t řech paramet r ických mapách . Takto vy tvořená příznaková matice 

byla nás ledně podrobena klasifikaci pomocí metody k-means. 

V t é to práci k-means klasifikuje objekty t ro j rozměrného př íznakového prostoru 

do dvou klasifikačních t ř íd (shluků) . B y l a využ i ta funkce kmeans, kdy počá teční 

pozice prvn ího centroidu byly nastaveny do bodu [0 0 0], d ruhý centroid byl umís těn 

do bodu [0.01 0.01 0.01]. Maximáln í počet i terací byl op t imal izačním p ř í s t upem 

nastaven na hodnotu 5. Po klasifikaci všech pixelů příznakové matice X do jedné 

z klasifikačních t ř íd byly všechny pixely převedeny do 2D roviny, př ičemž původní 

souřadnice jednot l ivých pixelů zůsta ly zachovány. Výsledný 2D b inárn í obraz byl 
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následně uložen jako jeden řez předdefinovaného objemu. Následně jsou i te ra t ivně 

procházeny a klasifikovány všechny 2D řezy paramet r ických objemů, b inárn í výs tupy 

jsou vždy převeden do 2D obrazové matice původních rozměrů, k t e rá je uložena jako 

řez vznikajícího segmentovaného objemu. 

Klasifikace pixelů každého 2D řezu paramet r ických objemů byla v t é to práci zvo­

lena proto, že v př ípadě , kdy bylo snahou klasifikovat celé 3D paramet r ické objemy 

najednou, byla př íznaková matice X tvořena všemi pixely 3D objemů a nabývala 

obrovských rozměrů. Počet ob jek tů ( řádků) v příznakové matici X byl v ř á d u de­

sítek milionů (kolem 70 mil .) , př ičemž každý objekt měl 3 příznaky. Klasifikace tak 

obrovského př íznakového prostoru pak byla velmi výpoče tně ná ročná . 

Náhodné lesy 

Další z použi tých metod pro segmentaci mozkových cév je metoda náhodných lesů 

(z angl. Random Forests). Sestavení t rénovací a validační množiny je podrobněj i 

popsáno v kapitole 4.2. Pro na t rénování n á h o d n é h o lesa byla využ i ta funkce Tree-

Bagger, k t e rá v rá t í soubor (les) na t rénovaných n náhodných rozhodovacích s t romů. 

Vs tupními parametry t é t o funkce je zvolený počet rozhodovacích s t romů n = 150, 

matice trénovacích objek tů X a vektor požadovaných v ý s t u p ů klasifikace každého 

objektu Y. Následně je na t rénovaný n á h o d n ý les otes tován na validační množině 

dat, kdy po rovnán ím predikovaných a požadovaných výs tupů klasifikace pixelů byla 

vypoč t ena přesnost 99.61 % na t rénovaného n á h o d n é h o lesa. 

Následně je na t rénovaný n á h o d n ý les použi t pro segmentaci 3D paramet r ických 

obrazů. Segmentace probíhá , stejně jako v p ř ípadě k-means, ve 2D rovině řez po 

řezu. Ste jným způsobem je vy tvořena příznaková matice X, k t e r á je klasifikována 

na t r énovaným n á h o d n ý m lesem. V ý s t u p e m je b inárn í vektor klasifikovaných pixelů, 

k te ré jsou převedeny se zachováním původních souřadnic do 2D obrazu. Výsledný 

2D b inárn í obraz je uložen jako řez předdefinovaného objemu. Dále jsou i te ra t ivně 

procházeny všechny 2D řezy paramet r ických objemů a celý postup klasifikace pixelů 

se opakuje. 

Neuronová síť 

Posledním p ř í s t u p e m pro segmentaci mozkových cév z pa ramet r i ckých obrazů je 

klasifikace pixelů pomocí neuronové sítě. V t é t o práci byla navržena následující ar­

chitektura umělé neuronové sítě: v s tupn í vrstva (3 vs tupn í neurony), plně propojená 

vrstva sloužící k normalizaci v s t u p ů (15 neuronů) , plně p ropojená vrstva se sigmoi-

dální akt ivační funkcí (2 neurony) a výs tupn í klasifikační vrstva. 
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Pro t rénování neuronové sítě byly nastaveny následující parametry: Opt imal i ­

zační funkce sgdm (s tochast ický gradientn í sestup s hybnos t í ) , poče t epoch = 10, 

velikost skupiny trénovacích dat = 100, krok učení = 0.1, snižování kroku učení v 

každé 10. epoše o 1 %. 

K na t rénování neuronové sítě byla využ i ta funkce trainNetwork, jejímiž vstup­

ními parametry byla tabulka trénovacích dat, navržená architektura sítě a parametry 

t rénování sítě. Tabulka trénovacích dat byla vy tvořena z matice trénovacích objek tů 

X a vektoru požadovaných v ý s t u p ů klasifikace objek tů Y. Trénovací množiny X 

a Y jsou blíže popsány v kapitole 4.2. Na t rénovaná neuronová síť byla o tes tována 

na validační množině a po rovnán ím predikovaných a požadovaných v ý s t u p ů klasifi­

kace pixelů byla vypoč t ena přesnost 98.63 % na t rénované neuronové sítě pro b inárn í 

klasifikaci. 

Pr incip použi t í na t rénované neuronové sítě pro segmentaci 3D paramet r ických 

obrazů je to tožný jako v př ípadě segmentace pomocí n á h o d n é h o lesa a k-means. 

Jediný rozdíl je v tom, že příznaková matice X musí být nejprve převedena do 

formátu tabulky, na kterou je nás ledně použ i t a na t r énovaná neuronová síť. 
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5 Výsledky a diskuze 

5.1 Extrakce mozku a zvýraznění cév 

V krocích navrženého algoritmu, k teré jsou popsány v kapi to lách 4.3.2 a 4.3.3 bylo 

dosaženo následujících výsledků. 

Obr. 5.1: Výs tupy extrakce objemu mozkové t káně (sagitální pohled) a zvýraznění 

mozkových cév (sagitální a frontální pohled) pro všechny dos tupné C T data. 

N a obrázku výše (Obr. 5.1) jsou v p r v n í m ř ádku uvedeny výs tupy extrakce 

mozkové t k á n ě pro všechny dos tupné pacientské C T snímky. Ex t rahované objemy 

mozkové t káně jsou zobrazeny v sagi tální rovině. U některých ze zobrazených vý­

sledků je pa t rné , že při tvorbě b inárn í masky mozku pomocí metody na růs t án í 

oblast í byly do výsledné segmentované oblasti p ř idány i pixely, k te ré nepa t ř í do ob­

lasti mozku. To je způsobeno ana tomi í lebky, kdy lebka není v některých mís tech 

uzavřena - např ík lad v oblasti vstupu zrakového nervu do lebky. V důsledku toho 

se v mís tě těch to o tvorů lebky narůsta j íc í segmentovaná oblast n e m á o co zastavit, 

a proto na rů s t án í oblasti pokračuje i mimo lebeční dutinu (Obr. 5.2). Tato nedoko­

nalost výsledného ex t rahovaného objemu mozkové t káně však neovlivňuje nega t ivně 

další kroky algoritmu. 
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Obr. 5.2: P ů v o d n í 2D řez mozku, ve k t e r ém je červenou konturou ohraničena oblast 

ex t rahovaného mozku. V m o d r é m rámečku je detailněji zobrazeno mís to p růn iku 

narůsta j íc í oblasti mimo lebeční dutinu. 

Ve d r u h é m a t ř e t í m ř á d k u obrázku (Obr. 5.1) jsou v sagi tá ln ím a frontálním 

pohledu zobrazeny výsledky zvýraznění mozkových cév. Pro prezentaci výsledků 

zvýraznění mozkových cév byly použi ty objemy zfúzovaných t řech paramet r ických 

obrazů. Fúze t řech paramet r ických obrazů byla provedena jejich součtem. Zvýrazně­

n ím mozkových cév bylo dosaženo výrazného kontrastu světle zobrazených mozko­

vých cév vůči t m a v é m u pozadí . V př ípadě p á t é h o C T snímku (Obr. 5.1 Pacient 5) 

byly zvýrazněny pouze hlavní mozkové cévy, jejich kontrast vůči pozadí však není 

tak zřetelný jako u os ta tn ích C T snímků (Obr. 5.3). To bylo zapříčiněno t ím, že 

pá tý C T sken byl na sn ímán až v d ruhé kon t ras tn í fázi, kdy část kon t ras tn í lá tky 

byla krví odplavena z cévního sys tému mozku. 

Obr. 5.3: Vlevo: 2D řez mozkem p á t é h o C T skenu nasn ímaného ve d ruhé kont ras tn í 

fázi - nízký kontrast cév. Vpravo: 2D řez objemu zvýrazněných mozkových cév. Pro 

názornost obrázku bylo n u t n é zvýšit kontrast zvýrazněných cév vůči pozadí . 
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5.2 Segmentace mozkových cév 

Pro segmentaci mozkových cév bylo využi to celkem 6 segmentačních metod, k teré 

byly popsány v kapitole 4.3.4. Není n u t n é v t é t o práci prezentovat výsledky segmen­

tace dosažené všemi šesti metodami na všech pě t i dos tupných C T snímcích, proto 

budou v t é t o kapitole ukázány zejména vybrané reprezenta t ivn í nebo zajímavé vý­

stupy. 

Adaptivní prahování 

Expertní prahování 

Globální prahování 

Neuronová síť 

Random Forest 

Obr. 5.4: Výs tupy segmentace mozkových cév (frontální, sagitální , t ransverzáln í po­

hled) všemi segmentačními metodami pro dva vybrané C T skeny. 

N a obrázku (Obr. 5.4) jsou ukázány segmentace mozkových cév pro dva vy­

b rané C T skeny všemi segmentačními metodami. Výs tupy jsou zobrazeny ve t řech 

základních ana tomických rovinách: frontální, sagi tální a t ransverzální . V levé polo­

vině obrázku (Pacient 1) jsou výs tupy segmentace pro C T snímek, ve k t e r ém byly 

ručně označeny mozkové cévy - Ground Truth v pos ledním řádku . V pravé polovině 

obrázku (Pacient 2) jsou ukázány segmentované mozkové cévy, k teré byly vybrány 

jako reprezenta t ivn í výs tupy segmentace. 
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5.2.1 Objektivní hodnocení výsledků segmentace 

Pro objekt ivní zhodnocení dosažených výsledků segmentace byl zvolen výpočet met­

riky zvané Dice koeficient (DSC, z angl. Dice similarity coeficient), k t e rá se pohybuje 

v rozmezí 0 % až 100 % a je v y p o č í t á n a podle vztahu: 

2\Vrr f! VQ\ 
DSC= , ' G f , T f , -100 (5.1) 

\VGT\ + \VS\ 

kdy VQT je objem Ground Truth, Vs je výsledný segmentovaný objem [44]. Jak 

již vyplývá ze vztahu 5.1, pro objekt ivní hodnocení segmentace je nezbytné mí t k 

dispozici objem ručně označených mozkových cév, tzv. Ground Truth. V t é to práci 

byly ručně označeny mozkové cévy v jednom pacientském C T skenu (Obr. 5.4 Paci­

ent 1), pro k te rý byly výsledky segmentace mozkových cév objekt ivně zhodnoceny. 

Pro ruční segmentaci mozkových cév byla využ i ta volně s taž i te lná aplikace M I T K 

Workbench (The Medical Imaging Interaction Toolkit) . 

Pro objekt ivní zhodnocení výsledků každé ze segmentačních metod byl podle 

vztahu 5.1 vypoč í t án Dice koeficient. Výsledné hodnoty jsou uvedeny v tabulce 

5.2.1. 

Tab. 5.1: Tabulka hodnot Dice koeficientu pro každou ze segmentačních metod. 

S e g m e n t a č n í metoda Dice koeficient 

% 
Adap t ivn í prahování 34.08 

E x p e r t n í prahování 77.06 

Globální prahování 31.42 

K-means 70.47 

Neuronová síť 47.76 

N á h o d n ý les 74.12 

Dice koeficient lze interpretovat jako mí ru podobnosti segmentovaného objemu s 

referenčním objemem Ground Truth. Nejnižších hodnot DSC bylo dosaženo Adap­

t ivn ím prahován ím (34.08 %) a Globáln ím prahován ím (31.42 %). Naopak nejlepších 

výsledků segmentace bylo dosaženo metodou Náhodného lesa (74.12 %) a E x p e r t n í m 

prahován ím (77.06 %). 

V př ípadě Adap t ivn ího prahování je nízká hodnota Dice koeficientu zapříčiněná 

velkým množs tv ím falešně pozi t ivních pixelů (FP, z angl. falše positive). V porov­

nán í s Ground Truth (Obr. 5.5) bylo celkem 155 301 pixelů falešně klasifikováno 

jako céva (FP) a 18 461 pixelů bylo falešně klasifikováno jako pozadí ( F N , z angl. 

falše negative). Správně klasifikovaných (TP, z angl. true positive) jako céva bylo 
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44 925 pixelů. Z uvedeného vyplývá, že metoda adap t ivn ího prahování m á tendenci 

klasifikovat pixely spíše jako cévy. 

a) b) c) 

Obr. 5.5: Sagitální a t ransverzá ln í pohled na: a) Ground Truth b) výs tup segmentace 

pomocí Adap t ivn ího prahování c) bíle zobrazené T P pixely, šedě zobrazené F P a F N 

pixely, černě zobrazené pixely pozadí . 

O p a č n ý m p ř í p a d e m je Globální prahování , kdy nízká hodnota Dice koeficientu 

je způsobena velkým množs tv ím falešně negat ivních (FN) pixelů. Ve srovnání s 

Ground Truth (Obr. 5.6) bylo správně klasifikováno jako céva (TP) pouze 12 066 

pixelů. Naopak 51 320 pixelů bylo falešně klasifikováno jako pozadí (FN) . Falešných 

cévových pixelů (FP) bylo 1341. Lze tedy říct, že metoda globálního prahování m á 

tendenci pixely klasifikovat spíše jako pozadí . 

a) b) c) 

Obr. 5.6: Sagitální a t ransverzá ln í pohled na: a) Ground Truth b) výs tup segmentace 

pomocí Globálního prahování c) bíle zobrazené T P pixely, šedě zobrazené F P a F N 

pixely, černě zobrazené T N pixely. 
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Tab. 5.2: Tabulka p o č t u pixelů správně klasifikovaných jako céva (TP) , falešně kla­

sifikovaných jako céva (FP) a falešně klasifikovaných jako pozadí (FN) pro každou 

ze segmentačních metod. 

S e g m e n t a č n í metoda T P F P F N 

Adap t ivn í prahování 44925 155301 18461 

E x p e r t n í prahování 45129 8618 18257 

Globální prahování 12066 1341 51320 

K-means 55085 37867 8301 

Neuronová síť 61476 128445 1910 

N á h o d n ý les 61826 41626 1560 

V tabulce 5.2.1 jsou uvedeny poč ty pixelů, k teré byly klasifikovány danou seg­

mentačn í metodou správně jako céva (TP) , falešně jako céva (FP) a falešně jako 

pozadí (FN) . Tyto hodnoty byly dopoč í t ány porovnán ím v ý s t u p u segmentace da­

nou metodou a referenčního objemu exper tně označených mozkových cév (Ground 

Truth). Celkový počet cévových pixelů v Ground Truth byl 63 386. Nejvíce se k 

tomuto p o č t u cévových pixelů blíží výs tup segmentace metodou N á h o d n é h o lesa. I 

přes to , že N á h o d n ý les klasifikoval značné množs tv í pixelů falešně pozi t ivně, dosáhl 

d ruhé nej vyšší hodnoty Dice koeficientu (74.12 %). Objekt ivně nejlepších výsledků 

segmentace mozkových cév bylo dosaženo metodou E x p e r t n í h o prahování - hod­

nota Dice koeficientu byla 77.06 %. Cílem t é to metody bylo nastavit takové prahové 

hodnoty pro každý z pa ramet r i ckých obrazů , pro které budou výs tupy segmentace 

subjekt ivně (pro experta) nejlepší možné. Tak bylo dosaženo nízkého p o č t u falešně 

pozit ivních (FP) pixelů ve výs ledném segmentovaném objemu. 

5.2.2 Analýza a filtrace malých objektů 

Jestl iže ve výs ledném objemu segmentovaných mozkových cév je velké množs tv í 

pixelů klasifikováno falešně pozi t ivně, pak m á výs tup segmentace z hlediska sub­

jekt ivního i objekt ivního hodnocení nízkou kvali tu. D o b r ý m př ík ladem jsou výs tupy 

segmentace mozkových cév metodou Neuronové sítě, kdy pro prvn í a t ř e t í pacientský 

C T snímek bylo dosaženo následujících výsledků: 
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Pacient 1 Pacient 3 

Obr. 5.7: Výs tupy segmentace mozkových cév pomocí Neuronové sítě pro prvn í a 

t ř e t í C T snímek naší da tabáze . 

Výs tup segmentace Neuronovou sítí pro první C T snímek (Pacient 1) dosahuje 

hodnoty Dice koeficientu 47.74 % (Tab. 5.2.1). Subjekt ivním zhodnocení obou vý­

s t u p ů segmentace (Pacient 1, Pacient 3) lze říci, že v obou př ípadech výsledný objem 

působí dosti zašuměle. Z toho důvodu byla ve výs ledném segmentovaném objemu 

provedena analýza všech objek tů klasifikovaných jako céva - byly nalezeny a spočí­

t á n y všechny spojené komponenty a také byla z ískána informace o velikosti každého 

z těch to objek tů - tedy kolika pixely je tvořen. Ve v ý s t u p u segmentace prvního 

C T sn ímku (Pacient 1) bylo nalezeno celkem 2695 objektů , ve v ý s t u p u segmentace 

t ře t ího C T snímku (Pacient 3) bylo nalezeno 9303 objektů . 

Zák ladn ím p rob lémem filtrace bylo s tanovení prahové velikosti objektů , podle 

které budou objekty zachovány jako cévy, nebo odfiltrovány do pozadí . Vzhledem 

k tomu, že ve výs ledném objemu segmentace nejsou cévy spoji té , nebylo ideální 

volbou vybrat pouze objekt o max imá ln í velikosti. Cílem bylo zachovat zejména 

hlavní mozkové cévy, větší spoji té cévy a odfiltrovat všechny malé objekty. Proto byla 

manuá lně op t imal izačním p ř í s t u p e m nastavena prahová hodnota velikosti ob jek tů 

na 300 pixelů, pro kterou byly filtrované objemy subjekt ivně i objekt ivně (pro první 

C T sken) nej lepší. 

Výsledné objemy segmentovaných mozkových cév po odfiltrování ob jek tů men­

ších než 300 pixelů jsou ukázány na obrázku 5.8: 

Pacient i Pacient 3 

Obr. 5.8: Fi l t rované výs tupy segmentace mozkových cév pomocí Neuronové sítě pro 

první a t ř e t í C T snímek naší da t abáze . 

Ve filtrovaném objemu segmentovaných mozkových cév pro prvn í C T snímek 

(Pacient 1) zůsta lo celkem 56 objektů , filtrací objemu segmentovaných mozkových 

cév pro t ř e t í C T snímek (Pacient 3) zůsta lo zachováno celkem 63 objektů . 
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Objekt ivní hodnocení filtrovaného objemu segmentovaných mozkových cév pro 

první C T snímek (Pacient 1) je uvedeno ve d r u h é m ř ádku tabulky 5.3: 

Tab. 5.3: Tabulka srovnání objekt ivního hodnocení výsledného objemu segmentace 

prvního C T snímku před a po filtraci. 

Dice koeficient 

% 
T P F P F N 

Výsledný objem 

segmentace p rvn ího 

C T snímku 

47.76 61476 128445 1910 

Fi l t rovaný objem 

segmentace p rvn ího 

C T snímku 

57.85 60612 85534 2774 

Porovnán ím hodnot Dice koeficientu pro výsledný objem segmentovaných mozko­

vých cév z p rvn ího C T snímku před a po filtraci lze říci, že odfi l trováním objek tů 

menších než 300 pixelů bylo dosaženo zvýšení hodnoty Dice koeficientu o 10.09 %. 

Fi l t rací bylo ods t r aněno celkem 42 911 falešně pozi t ivních pixelů (FP) a pouze 816 

pixelů původně správně klasifikovaných jako céva (TP) bylo odfiltrováno do pozadí 

(FN) . Z hlediska subjekt ivního porovnán í výsledných objemů před a po filtraci lze 

jednoznačně říci, že filtrovaný objem segmentovaných mozkových cév se jeví jako 

čistější a kvalitnější výsledek segmentace. 

5.2.3 Možné využití v diagnostickém procesu 

Jak již bylo zmíněno v úvodních kapi to lách t é to práce, patologie cévního sys tému 

mozku jsou čas té a velmi vážné život ohrožující stavy. Vzhledem k četnost i těchto 

onemocnění , jejich rychlému p r ů b ě h u a závažnost i nás ledků, je kladen velký důraz 

na celkové zlepšení diagnost ického procesu. K e zefektivnění diagnost ického procesu 

může vést i to, že radiologovi je poskytnut pohled pouze na oblast jeho zájmu, 

v tomto př ípadě na mozkové cévy. V objemu segmentovaných mozkových cév je 

pro radiologa mnohem jednodušš í se zorientovat, trasovat jednot l ivé větve cévního 

sys tému a hodnotit stav mozkových cév. 
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Pacient 3 Pacient 4 

Obr. 5.9: Ukázky využi t í segmentace mozkových cév v diagnostice patologií cévního 

zásobení mozku pacienta s ischemickou oblast í . V modrých rámečcích je ohraničená 

oblast cévního sys tému mozku, kde p ravděpodobně došlo k ucpán í některé z hlavních 

cév - ischemické cévní mozkové př íhodě . 

N a obrázku (Obr. 5.9) jsou ukázány výs tupy segmentace mozkových cév pro dva 

pacientské C T snímky. U obou v ý s t u p ů (Pacient 3, Pacient 4) je pa t rné , že v levé 

větvi cévního sys tému mozku je méně cév, než v pravé větvi. To je p r avděpodobně 

způsobeno u c p á n í m některé z hlavních mozkových cév levé hemisféry. Ucpání hlavní 

mozkové cévy (např íklad trombem) lze ve výs ledném objemu segmentace pozoro­

vat jako nefyziologické ukončení celé cévní větve. Oblast cévního sys tému mozku, 

ve k te ré p ravděpodobně došlo k ucpán í cévy, je v obrázku (Obr. 5.9) ohraničena 

m o d r ý m rámečkem. 

Z výsledného objemu segmentovaných mozkových cév tedy může radiolog s vyšší 

přesnost í a rychlost í urči t př íčinu vzniku dané patologie cévního zásobení mozku. 

Ve výše uvedených př ípadech (Obr. 5.9 Pacient 3 a Pacient 4) by se p ravděpodobně 

jednalo o ischemickou cévní mozkovou př íhodu. 
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Závěr 
V t é t o práci byla nas tudována anatomie, fyziologie a patologie cévního zásobení 

mozku. B y l y popsány zobrazovací modality využívané pro angiografické vyšetření 

a t aké metody obrazové analýzy se zaměřen ím na segmentační techniky. B y l a pro­

vedena rešerše publikovaných zaj ímavých p ř í s tupů pro segmentaci cévního zásobení 

mozku a byly teoreticky popsány metody použi té v t é t o práci . Hlavním cílem práce 

byl návrh , realizace a tes tování algoritmu pro segmentaci mozkových cév v 3D C T 

obrazových datech se zaměřen ím na cévní mozkové příhody. B y l navržen algoritmus, 

k te rý se skládá z pě t i na sebe navazujících bloků. Po nač ten í a předzpracování obje­

mových dat byla vy tvořena 3D b inárn í maska mozku, k t e rá byla nás ledně využi ta k 

extrakci mozkové t káně z původních C T snímků. N a ex t rahovaný objem mozku byly 

použi ty t ř i pokročilé filtry založené na v ý p o č t u Hessovy matice a analýze vlas tních 

čísel Hessovy matice, jejichž v ý s t u p e m jsou 3D paramet r ické obrazy zvýrazněných 

mozkových cév. Výsledné paramet r ické obrazy zvýrazněných mozkových cév byly 

využi ty jako vstupy do šesti implementovaných segmentačních metod. P r v n í t ř i po­

užité segmentační metody jsou založené na prahování obrazu a j e d n á se o adapt ivní , 

globální a exper tn í prahování . Zbylé t ř i segmentační metody p a t ř í do skupiny klasi­

fikačních metod strojového učení. B y l a implementována metoda k-means, neuronová 

síť a n á h o d n ý les. 

Navržený algoritmus by l o tes tován na da t abáz i pě t i anonymizovaných pacient­

ských C T skenů. Výsledky segmentace mozkových cév všemi použ i tými metodami 

byly objekt ivně zhodnoceny v ý p o č t e m Dice koeficientu. Pro výpočet Dice koefici­

entu je n u t n é mí t k dispozici objem manuá lně označených mozkových cév, proto 

byly jako součást t é t o práce manuá lně segmentovány mozkové cévy v jednom pa­

cientském C T snímku. Pro objekt ivní srovnání jednot l ivých segmentačních metod 

byly také ve výsledných objemech segmentace spoč í tány všechny pixely správně kla­

sifikované jako céva (TP) , falešně klasifikované jako céva (FP) a falešně klasifikované 

jako pozadí (FN) . Objekt ivně nejlepších výsledků segmentace mozkových cév bylo 

dosaženo metodou exper tn ího prahování (Dice = 77.06 %) a metodou náhodného 

lesa (Dice = 74.12 %). 

Výsledky jednot l ivých kroků algoritmu, tedy extrakce mozku, zvýraznění mozko­

vých cév a segmentace mozkových cév, jsou prezentovány a diskutovány v poslední 

kapitole t é t o práce . V závěru práce je t aké diskutováno možné využi t í navrženého 

algoritmu v diagnostice patologií cévního sys tému mozku. 
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