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R o z p o z n á v á n í a klasifikace obrazu k o n v o l u č n í neuronovou s í t í 

Abst rak t 

Tato diplomová práce v teoretické části prezentuje základní principy, fungování a možnou 

aplikaci konvolučních neuronových sítí na frameworku Keras a knihovně TensorFlow kon

figurovaných pomocí programovacího jazyka Python. Dále charakterizuje jejich přednost i 

a omezení při plnění různých úkolů jako je rozeznávání znaků, obrázků a jiných vizuálních 

dat. 

V praktické části je tes tování a využit í konvolučních neuronových sítí s různým určením 

na obvyklých datových souborech a následně jejich použit í na jiných datových souborech, 

pro které nebyly t rénovány a naučeny. 

V závěru pak popisuje srovnání jejich výsledků dosažených na datových souborech, 

které nejsou nat ivně obsaženy v knihovnách Keras a TensorFlow. 

K l í č o v á slova: Hluboké učení, Python, TensorFlow, Keras, C U D A , C N N , strojové učení, 

mult imédia, transfer-learning. 
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Image recognition and classification with convolutional network 

Abstract 

This diploma thesis describes basic principles, function and possible application convolu

tional neural networks on the Keras framework and Tensorflow library in programming 

language Python. Also characterises their strengths and weaknesses in fullfiling various 

tasks like character or image recognition and other visual data classification. 

In the practical chapter is testing and usage convolutional neural networks with different 

purpose on usual datasets and subsequently usage on different datasets, on which they have 

not been trained and taught. 

In the conclusion describes achieved results on datasets which are not contained in the 

Keras and TensorFlow libraries. 

Keywords: Deep learning, Python, TensorFlow, Keras, C U D A , C N N , machine learning, 

multimedia, transfer-learning. 
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1 Úvod 

V té to práci se zabývám problematikou rozpoznávání obrazu počítačem. V současné době 

je nej populárnější technikou, jak tuto věc s velkou mírou úspešnosti řešit, využit í kon-

voluční neuronové síťě. Trénování takové sítě je problematické z několika důvodů: Je velice 

pravděpodobné, že opat ření datového souboru v dostatečné kvalitě a velikosti, bude samo 

o sobě velmi složitým problémem, který je t řeba překonat . A dalším je náročnost takového 

procesu na čas a zdroje podle výkonnosti hardware na k terém běží. Zpracování obrazového 

materiálu s rozlišením několika pixelů je otázkou sekund nebo spíše tisicín sekundy, ovšem 

v př ípadě obrazu s rozlišením v H D tedy 1920x1080 pixelů nebo 4K, které je v rozměru 

3840x2160 pixelů, může j í t o násobně delší dobu hodin nebo dnů. Také je nutno brá t na 

zřetel velikost, kterou bude zabírat soubor dat k t rénování sítě. V př ípadě opakování a 

ladění sítě v př ípadě nevyhovujících výsledků se doba učení dále prodlužuje. 

Proto se nabízí využit í sítě natrénované na velkém objemu trénovacího materiálu, které 

jsou dostupné volně na Internetu a jejich úprava pro využit í pro řešení obdobného nebo 

docela j iného problému. 

Toto t é m a považuji za důležité z několika pro mě významných důvodů. V současné době 

je již možné, aby každý, kdo se chce věnovat řešení různorodých úloh pomocí hlubokého 

učení, se tomuto věnoval na svém osobním počítači. To vše díky rozvoji výkonného hard

ware a vývoji jednodušše použitelných knihoven jako je Keras. Obecně platí , že je mnohem 

méně časově náročné použít předtrénovanou síť a dosáhnout tak výsledku efektivněji, než 

zdlouhavým tréninkem nenaučené sítě. 

V té to práci budou předvedeny techniky využit í již naučených sítí obsažených v kni

hovně Keras na dostupných datových souborech a bude prověřeno, do jaké míry jsou kon-

voluční sítě opakovaně využitelné a jaké výsledky to přináší. 
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2 Cíl práce a metodika 

2.1 Cíl p r áce 

Cílem té to práce je, pomocí nabytých teoretických znalostí, použít natrénované konvoluční 

neuronové sítě k řešení problému, ke kterému nebyly př ímo trénovány s j iným modelem 

konvoluční neuronové sítě, který byl t rénovaný od začátku a tyto výsledky, kterých bylo 

dosaženo na stejném datovém souboru, porovnat. 

2.2 Me tod ika 

Pro přípravu a úpravu dat je použit programovací jazyk Python v I D E PyCharm a jeho 

knihovny, zejména NumPy pro matemat ické úlohy, matplotlib pro zobrazení výsledků grafy. 

Samotná konfigurace a následná kompilace modelů konvolučních neuronových sítí je 

provedena na platformě Ker as s využit ím funkcí knihovny pro strojové učení Tensorflow. 
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3 Teoretická východiska 

3.1 Histor ie n e u r o n o v ý c h sí t í a h l u b o k é h o učen í 

Myšlenky a ideje kolem strojového učení jdou desítky let do minulosti, ale až s rozvojem 

výpočetní techniky se tato technologie začíná široce rozvíjet. 

V roce 1943 [12] dva vědci Warren McCul loch a Walter Pitts publikovali článek o tom 

jak by mohly neurony pracovat. K modelaci a znázornění použili součástky elektrického 

obvodu. [5] 

Jeho funkci můžeme popsat takto: Skládá se ze čtyř částí[13]: Vs tupn í hodnoty X, váhy 

W Sumy všech vs tupů vynásobených váhami J2 Aktivační funkce upraví hodnotu získanou 

průchodem dat sítí, například v intervalu < 0,1 >. [14] 

Weights 

Constant ! 1 

inputs —1 

w, 

Wn-l Wn-l Step Function 

Obrázek 1: Perceptron, Zdroj: https://deepai.org/machine-learning-glossary-and-terms/ 
perceptron 

V roce 1949 Donald Olding Hebb napsal práci The Organization of Behavior, k terá 

popsala metodu, jak se učí lidské mozky. Domníval se, že když jsou dva nervy stimulovány 

současně, jejich propojení se posílí. [6]. A v roce 1959 Bernard Widrow a Marcian Hoff ze 

Stanfordské univerzity vyvinuli model jménem " A D A L I N E " , což je akronym pro Adap

tive Linear Neuron, který vytvořili za použit í jednoduchého elektrického obvodu s vlastní 

pamětí . [7] 

Její následnice " M A D A L I N E . " [8] což je akronym pro "Mult iple Adalines", tedy vznikla 

spojením obvodů A D A L I N E . Ta byla první neuronovou sítí použitou pro řešení problému 

z reálného světa, který se používá do dnešní doby. Fungovala jako adapt ivní filtr datového 
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toku, byla schopna odhadnout další bit, který přijde a t ím snižovala ozvěnu při telefonním 

hovoru. [8] 

Bernard Widrow a Marcian Hoff dále pokračovali ve výzkumu a v roce 1962 [5] pu

blikovali práci o učení perceptronu, které funguje podle pravidla: „Změna váhy závisí na 

hodnotě váhy před změnou, násobenou chybou, k te rá je před t ím dělena poč tem vs tupů" , 

což byl jeden z důležitých milníků ve vývoji strojového učení. Znamenalo to, že chyba v 

učení byla pos tupně snižována, až se nakonec srovnala. Toto pravidlo tvoří základ dnešního 

hlubokého a strojového učení obecně. [9] 

P rvn í "konvoluční neuronová sít" na rozpoznávání obrazu jménem Neocognitron byla 

vytvořena v roce 1979 japonským vědcem Kunihiko Fukushima [15]. Ta dokázala rozpoznat 

geometrický obrazec bez ohledu na jeho umístění nebo nějakou jeho změnu. Zároveň byla 

schopna do jisté míry fungovat bez učitele. 

V roce 1986 byl představen algoritmus back-propagation, což můžeme přeložit jako 

"zpětné šíření chyby". J edná se o způsob, jak síť upravuje svoje parametry v průběhu 

učení [10]. Tento algoritmus vyřešil otázku využit í Widrow-Hoffova pravidla s učení sitě s 

mnohonásobným opakováním cyklu. [11] 

3.2 Současný stav n e u r o n o v ý c h sí t í a h l u b o k é h o učen í 

Za rozšíření těchto technologií v poslední době vděčíme vědkyni [16] Fei-Fei L i , mimo jiné 

za vytvoření knihovny [17] ImageNet v roce 2009, k te rá je tvořena velkým množstvím 

fotografií, přesněji zhruba 16 miliony obrázků pro realistické učení a vývoj neuronových 

sítí. [18] 

A jako další z mnoha počinů z poslední doby, můžeme jmenovat AlphaGo od společnosti 

Google, k te rá poprvé v roce 2016 [19] porazila člověka ve strategické hře G O . Byť se nejedná 

o prakticky využitelný úspěch, dává představu o tom, jak komplexní tento systém byl, že 

mohl porazit člověka. [19] 

Celý tento vývoj provázela období bez výraznějšího pokroku, většinou z důvodu přehnaného 

očekávání a následného pesimismu. S t ím, že jde o slepou vývojovou větev, nastaly v sedm

desátých a devadesátých letech dvě dlouhá období nezájmu. [10] S odstupem času je t řeba 

konstatovat, že obavy byly liché a došlo k rozpoznání potenciálu i omezení neuronových sítí 

a strojového učení obecně a dnes zažívá velký rozmach a ukazuje se, že to vše je využitelné 

snad ve všech oborech lidského konání. 
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3.3 Budoucnost n e u r o n o v ý c h sí t í a h l u b o k é h o učen í 

V budoucnosti n á m neuronové sítě a strojové učení pa t rně přinesou plně au tonomní řízení, 

vývoj nových léků, velké rozšíření v armádních aplikacích[20], chytrých domácnostech a ve 

spotřební elektronice, kde perfektně rozpoznají řeč uživatele a nebo poznají osobu, k terá 

se chce přihlásit do zařízení a budou př i tom schopny odhadnout psychický stav, nebo 

například aku tn í zdravotní problém. Zvýší se využit í těchto technologií u bezpečnostních 

složek v rámci jejich práce, rozpoznávání obličejů osob a j iných markantů[23] bude jen 

jedním z mnoha aspektů využití . [21] Diskuze o morálním dilematu využit í neuronových 

sítí v kontextu omezování lidských práv nabydou na vážnosti a můžeme se jen domnívat , 

jaký bude jejich vliv na stav a využití těchto technologií v budoucnu. [22] O tom, jak 

lidský život ovlivní umělá inteligence, se můžeme jen dohadovat. Směr, k te rým se ubírá, 

je ale již jasný a viditelný téměř pro každého: au tonomně se pohybující vozidla, pokročilé 

robotické systémy, chytré domy nebo celá měs ta řízená počítačem. Většina technologií je 

stále ve s tádiu výzkumu a testování, je ale zřejmé, že rozmach těchto technologií bude velmi 

rychle pokračovat. Ve vojenském použi t í přináší tyto technologie již teď mnoho dilemat. 

V současné době je pravidlem, že poslední rozhodnut í vždycky učiní lidský operátor , zdali 

to tak zůstane, ukáže blízká budoucnost. 

Stephen Hawking v rozhovoru, který poskytl B B C dne 2. prosince 2014, uvedl: "Vývoj 

plně soběstačné umělé inteligence může zapříčinit konec lidstva. Lidé, kteří jsou omezení 

pomalou biologickou evolucí, nemohou soutěžit a budou nahrazeni." [26] 

3.4 Zák ladn í čás t i konvolučních n e u r o n o v ý c h sí t í 

Konvoluční neuronová síť je jednou z množiny tř íd sítí hlubokého učení. Používá se převážně 

k počítačovému vidění, tedy k rozpoznávání a klasifikaci obrazových dat. Dále m á uplatnění 

při rozpoznávání textu nebo řeči. 

Velmi zjednoduššeně lze říci, že funguje na principu rozložení a následné transformaci 

vstupu, který dostává, dále opakovanému vyhledávání příznaků podle kterých určí, co 

by se na vs tupn ím souboru, například obrázku zebry, jak je vidět na obrázku číslo 2. 

J ád rem a specifikem té to sítě jsou konvoluční vrstvy. Obrazový mater iá l není pro konvoluční 

neuronovou síť nic j iného, než plocha pixelů s číselnými hodnotami. A v př ípadě videa je 

to jen mnoho obrázků položených za sebou. 

Proces konvoluce můžeme definovat jako aplikaci filtru na vstup, který je poté zopa

kován pos tupně na celou plochu vstupu a výsledkem je mapa příznaků, k te rá zaznamenává 
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nejdříve př í tomnost a po té umístění toho daného příznaku, který je charakteristický pro 

objekt, který je hledán, v tomto příkladu obrázku zebry stepní. Přičemž na konci celého pro

cesu extrakce příznaků, jsou data t ransformována do skalární hodnoty. To provádí vrstva 

Flatten a plně propojené vrstvy síťě podle té to hodnoty určí s hodnotou pravděpodobnost i , 

co se na daném obrázku nachází. 

Convolution Neural Network (CNN) 

Feature Extract ion Classif icat ion 

Obrázek 2: Diagram konvoluční sítě, Zdroj: https://iO.wp.com/developersbreach.com/wp- 
content/uploads/2020/08/cnn_banner.png?fit=1400%2C658&ssl=l 

3.5 Vrs tvy 

Rozlišujeme několik základních typů vrstev, ze kterých se skládá celá konvoluční neuronová 

síť. Obecně se dá říci, že každá vrstva, je modulem, který nějakým způsobem zpracovává 

data na vstupu a poté poskytne nějaký výs tup. [l]s.65 

3 . 5 . 1 K o n v o l u č n í vrstva 

Funkcí t é to vrstvy je použit í filtru, který z plochy obrazu extrahuje takzvané příznaky, tedy 

specifické znaky, které na obrázku jsou. Tento filtr, někdy také nazývaný Kernel, je menší 

než plocha kterou prochází, proto dochází k překrývání vstupu. Toto umožňuje filtru, tedy 

souboru vah, upravit váhy opakovaným násobením na jiných částech vstupu. 
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31 

O u t p u t 

Obrázek 3: Diagram konvoluční vrstvy, Zdroj: https://anhreynolds.com/blogs/cnn.html  

3.5.2 Pooling vrstva 

Tato vrstva redukuje velikost vstupu a zachovává důležité příznaky pro další proces roz

hodování. Z většího vstupu extrahuje příznaky, které jsou relevantní k rozpoznání a ty 

nedůležité potlačuje. Znázorněno na obrázku č.4. 

Max Pool ing 

Obrázek 4: Diagram pooling vrstvy, Zdroj: https://anhreynolds.com/blogs/cnn.html 

3.5.3 P l n ě p r o p o j e n á vrstva 

Tato vrstva skládá získané příznaky dohromady a předkládá výs tup pro rozhodování nebo 

kategorizaci. Zpracovává výs tup předchozích vrstev, který nakonec vyhodnot í a určí, o 

jakou věc se j edná a pravděpodobnost s jakou se o daný předmět jedná. Schéma plně 

propojené vrstvy na obrázku č.5. 

3.6 Ak t ivačn í funkce 

Další důležitou částí jsou aktivační funkce, jsou součástí "neuronu"konvoluční sítě, a jejich 

funkce je, jak z názvu vyplývá, aktivovat nebo neaktivovat neuron. To činí na základě 
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Obrázek 5: Diagram plně propojené vrstvy, Zdroj: https://towar dsdatascience.com/convol- 
utional-neural-network-17fb77e76c05 

vstupu a s ním souvisejícího výpočtu. Tedy jejich hlavní funkcí je rozhodování a jejich další 

důležitou funkcí je transformace získané hodnoty na hodnotu v intervalu, dané průběhem 

funkce. Aktivačních funkcí je celá řada, často používané jsou, i v kombinaci, R e L U neboli 

Rectified Linear Activation Function a Sigmoid, každá pracuje hodnotami jinou metodou. 

R e L U , jak je z průběhu křivky pa t rné , generuje na výs tupu kladné hodnoty. [l]s.75 

ReLU Function 
8 

6 

a = mč x ( 0 , z 4 

2 

8 6 -2 

/ 
0 2 1 6 R 

Obrázek 6: Znázornění funkce R e L U , Zdroj: h t tps: / /miro.medium.com/max/2400/ lx  
L i B Z o _ F c n K W q o U 7 M 3 G R K b A . p n g 

Funkce Sigmoid oproti R e L U , poskytuje hodnoty v intervalu (0,1), které lze interpre

tovat jako pravděpodobnost , čím více se blíží k 1, t ím je jistota vyšší a naopak. [l]s.75 
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S i g m o i d F u n c t i o n 

i 

0.8 

3 - , 
1 0.5 

1 + exp(-z) 

-8 •6 -4 -2 0 2 4 6 8 

Obrázek 7: Znázornění funkce Sigmoid, Zdroj: https://miro.medium.com/max/2400/ 
l*a04iKNbchayCAJ7-0QlesA.png 

3.7 O p t i m a l i z á t o r y a z t r á t o v é funkce 

Optimalizátor zajišťuje to, jak bude model v průběhu t réninku změněn, jak rychle se 

bude učit, k te rá konkrétní varianta stochastického gradientního sestupu bude použita. 

Základním problémem je vhodné nastavení kroku, tedy vzdálenosti, o kterou se po každém 

průchodu změní hodnota vah. Nesmí být příliš velký ani příliš malý, to by se síť zastavila 

v lokálním minimu a nepokračovala v t réninku, v př ípadě velkého kroku zase může dojít 

k přeskočení hledaného minima [l]s.60. 

Ztrá tová funkce [l]s.58 vyhodnocuje úspěšnost modelu a kvalitu řešení, mezi hojně 

používané pa t ř í b inární křížová entropie, kategorická křížová entropie apod. Tato funkce 

měří rozdíl mezi reálnými hodnotami a těmi, které síť předpověděla. Zde je t ř eba řici, že 

funguje na principu sestupu gradientu, který lze popsat jako hledání minima diferencova

telné funkce [l]s.58, před t rénováním sítě jsou její hodnoty vah nastaveny na náhodnou 

hodnotu a při učebním procesu se hledá minimum funkce. Obě tyto části po té upravují 

průběh stochastického gradientního sestupu. 

Algoritmus gradientního sestupu lze dle [l]s.59 popsat takto: 

1. Máme dva soubory dat, trénovací X a cílové Y . 

20 

https://miro.medium.com/max/2400/


2. N a tréninkových datech spust íme síť a výsledkem bude predikce Y . 

3. spočí táme rozdíl mezi Y a predikcí Y . 

4. Vypočteme gradient z t rá ty podle pa ramet rů sítě. 

5. Posuneme parametry po křivce směrem k menší hodnotě , čímž se následně sníží 

z t rá ta . Obrázek č.8 

> 
w 

Obrázek 8: Sestup gradientu, Zdroj: h t tps : / /miro .medium.com/max/602/ lx  
t 6 0 i V I M K w 3 S B j Nzjlp_Fw.png 

3.8 D a t a a jejich úp rava , Tensory 

Konvoluční neuronové sítě mohou pracovat s různorodými daty, lze využít neupravená data, 

fotografie nebo text a nebo vytvořit soubor hodnot například v tabulkovém formátu .csv. K 

tomu je možné využít vestavěné funkce v Kerasu, které byly vytvořeny k přípravě a úpravě 

tréninkových dat. Hojně využívané jsou load.data, extract_features, flow_from_directory, 

flow_from_dataframe. Jejich použit í bude popsáno v praktické části. Tensory vytvořené 

těmito funkcemi pak označujeme jejich dimenzí[l]s.43, nebo osou[26]. Tensor nulté dimenze 

(OD) je skalární hodnota, tensor vektoru m á dimenzi (ID), obrázek označujeme dimenzí 

(3D) m á tř i rozměry: výšku, šířku a hodnotu každého bodu, pokud obrázky označíme 

a dáme je za sebe, j edná se o vícedimenzionální matici, tensor o dimenzi (4D). T ímto 

způsobem lze slova, obrazy, video, transformovat na datový soubor pro neuronovou síť. 

[l]s.48 

Rozměr tensoru se také někdy označuje jako s tupeň (rank), jak je vidět na obrázku 

č.9.[26] 
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A tensor is an N-dimensional array of data 

RankO Rank l Rank 2 Rank 3 Rank 4 
Tensor Tensor Tensor Tensor Tensor 
scalar vector matrix 

Obrázek 9: Tensor a jeho s tupně, Zdroj: h t tps : / /miro .medium.com/max/891/0*jGBlCGQ9 
HdeUwlgB 

3.9 Hardware a Software 

Následující část popisuje nu tné kroky k instalaci a provozování Kerasu na lokálním počítačovém 

systému s vlastní G P U . 

3 . 9 . 1 Software, konfigurace OS Ubuntu, Keras, Tensorflow 

Při výběru operačního systému, na který bude Keras a další knihovny nainstalován, bylo 

zohledněno důrazné doporučení v části Př í loha A [l]s.310, kde pro bezproblémový chod 

Kerasu je doporučována distribuce G N U / L i n u x Ubuntu. A to i pro uživatele operačního 

systému M S Windows, k te rým je doporučena instalace do vedlejšího diskového oddílu tzv. 

dual-boot. Instalace a provoz linuxového OS Ubuntu verze 18.04 T L S Bionic Beaver nebo 

Ubuntu 20.04.2. L T S Focal Fossa jsou bezproblémové a proto byla tato doporučení vzata 

na vědomí. Za celou dobu provozu a tes tů nedošlo k jediné chybě nebo špa tné funkciona

litě z hlediska operačního systému. Použit í Ubuntu jako operačního systému pro hluboké 

učení a konkrétně pro t rénování neuronových konvolučních sítí se jeví jako velmi vhodná 

volba. Nutno samozřejmě uvést, že i j iný klasický G N U / L i n u x operační systém bude fun

govat. Veškerý kód byl spouštěn v I D E Pycharm, nicméně vzhledem k tomu, že většina 

manuálových s t ránek poskytuje kód do Notebook Jupyter, je občas nu tné kód upravit, 

j edná se však o veskrze kosmetické změny. Kód v Jupyter Notebooku je narozdíl od I D E 

Pycharm, spouštěn po segmentech a lze ho lépe modifikovat. Výběr prostředí je spíše 

otázkou osobních preferencí a rozsahu úkolů, které chceme řešit. Dále je nu tné uvážit , to 
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že grafické prostředí Linuxu, v tomto př ípadě X server, zabírá část pamět i grafické karty, 

jedná se o zhruba 300 M B . To není mnoho, ale v situacích, kdy je datový soubor již stejně 

velký jako paměť grafické karty může dojít ke zpomalení celého výpočtu. Nutno ale dodat, 

že znatelný rozdíl by nastal při dlouhodobém trénování, v délce například dnů. Alternati

vou by se jevilo použit í počítače bez grafického rozhraní se vzdáleným připojením přes SSH 

nebo webový server Jupyter Notebooku. Další možnost í je využití cloudu pomocí Jupyter 

Notebooku, tyto jsou ovšem z valné většiny placené. Ceny se pohybují od 0.5Kč za hodinu 

při nízkém výkonu po 200Kč za hodinu v př ípadě Colab od společnosti Google. [51] Pro 

malé datové soubory to ale není nutné , lze vystačit s osobním počítačem. 

3.9.2 Python 

Celá práce bude psána v interpretovaném jazyce Python verze 3.8, z důvodu jeho jedno

duché syntaxe, velmi dobré přizpůsobitelnosti a efektivity pro tvorbu a učení neuronových 

sítí ve frameworku Keras. Dále bude pro větší komfort využito I D E PyCharm 2020.3 Com-

munity Edition. Pro práci bude využito virtuálních prostředí v jazyce Python, ta poskytují 

výhodu při práci s moduly pro hluboké učení, hlavně při problémech s kompatibilitou jed

notlivých verzí Kerasu, Tensorflow a dalších. Vytvoření tohoto vir tuálního prostředí je pak 

možné těmi to příkazy: 

V př ípadě použi t í package manageru pro Python Pip3: 

python3 -m venv deeplearning[43] 

po aktivaci prostředí příkazem: 

source deeplearing-env/bin/activate 

(deeplearning) $ python -m pip i n s t a l l keras[43] 

nebo takto v př ípadě využití a l ternat ivního správce softwarových balíků Anaconda: 

conda create - n deeplearning python=3.8 anaconda[44] 

conda i n s t a l l - n deeplearning [package] [44] 
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Takto například můžeme nastavit vir tuální prostředí pro využit í Tensorflow a druhý 

pro Tensorflow-gpu pro porovnání výkonu při t réninku C P U mezi G P U . Práce v textovém 

terminálu by byla vhodná při práci na specializované stanici bez grafického prostředí pro 

využití veškerého dostupného výkonu. Mnohem rychlejší je vytvoření virtuálních prostředí 

přímo v I D E Pycharm, využit í té to funkcionality m á výhodu v možnosti spravování prostředí 

přes možnosti nastavení IDE. Př i řešení kompatibility softwarových balíků v rámci té to 

práce, se neobjevil žádný výrazný problém s kompatibilitou. J edná se o občasně se vysky

tující problém, kdy jednotl ivé moduly Pythonu závisí na jiných modulech různých verzí, 

přičemž nejde vyhovět kombinaci, kterou požadují. 

Dá se říci, že při t rénování sítě se objevilo pouze varování ohledně funkce: 

Model.fit_generator 

WARNING:tensorflow:From /home/peky/PycharmProjects/CNN/ 

Densenetl21_zmraz_gener_f inetun. py: 109 : Model. f it_generator 

(from tensorflow.python.keras.engine.training) is deprecated 

and w i l l be removed in a future version. Instructions for updating: 

Please use Model.fit, which supports generators. 

V tomto konkrétním případě lze starší verzi metody použitou pro trénink modelu podle 

[1] model. f it_generator použít , ve verzi Kerasu 2.4.3 není t ř eba řešit kompatibilitu. 

Vše funguje i se starší funkcí. J edná se však o pot řebnou funkcionalitu, jelikož se různé 

verze nedají často nainstalovat na stejný operační systém a dá se takto vyhnout testování 

kompatibility neus tá lým instalováním a odebíráním těchto knihoven. 

Proto byla nahrazena novější verzí funkce model.fit pro př ípadné použit í modelů v 

té to práci v budoucích verzích knihovny Keras. 

Vzhledem k tomu, že pro práci bylo pro větší komfort využito prostředí Pycharm Com-

munity, je pak tvorba vir tuálního prostředí znázorněna na obr. č.10: 

Přičemž instalace a upgrade knihoven poté probíhá, jak je vidět na obr. č . l l : 
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Obrázek 10: Vytvoření vir tuálního prostředí v Pycharm, Zdroj: Vlastní 

3 .9 . 3 Keras a TensorFlow 

Keras je A P I neboli aplikační programovací rozhraní pro hluboké učení, je napsáno v ja

zyce Python, klade důraz na př ís tupnost a relativní jednoduchost. [27], Důležitou vlastností 

je vysoký s tupeň abstrakce pro jednoduché programování , př ís tupné i lidem bez větších 

zkušeností. Dále je modulární , podporuje různé knihovny pro hluboké učení, mezi nej-

používanější pa t ř í TensorFlow od společnosti Google. Ta narozdíl od Kerasu poskytuje 

i nízkoúrovňové A P I pro průmyslové použití . Druhou vestavěnou knihovnou je Theano, 

vyvinuté akademiky z univerzit po celém světě[28]. Tře t í vestavěnou knihovnou je The 

Microsoft Cognitive Toolkit ( C N T K ) , pod licencí open-source, pro distr ibuované hluboké 

učení[29]. Schematicky zobrazeno na obrázku č.12. 

Tensorflow je naopak určen pro velké datové soubory a obvykle se používá pro velmi 

výkonné modely na profesionální úrovni. Pro jeho použit í je t ř eba zkušenost s h lubokým 

učením a dobré znalosti matemat ických operací. [33] 

Dá se říci, že Keras zpřístupňuje funkce knihoven Tensorflow nebo Theano, přičemž 

uživateli ulehčuje vývoj a experimentování. 

Trénování konvolučních neuronových sítí v Kerasu m á několik praktických výhod, ob

sahuje vzorové datové soubory, které jsou velmi vhodné k seznámení se s t réninkem kon

volučních neuronových sítí. Základní soubor ručně psaných číslic M N I S T , pro klasifikaci 

číslic. Fashion M N I S T , který obsahuje obrázky 10 různých druhů oblečení. Soubor CifarlOO 
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Obrázek 11: Instalace knihoven Pycharm, Zdroj: Vlastní 

zase obsahuje obrázky automobilů, zvířat a dalších předmětů , zařazených ve 100 kate

goriích. Je tedy obsaženo vše pot řebné pro seznámení s funkcemi a následnému trénování 

neuronových sítí. Tyto datové soubory jsou již součástí nainstalovaných knihoven. A jako 

nej důležitější funkcionalitou je možnost využit í předtrénovaných modelů konvolučních sítí, 

které jsou jednodušše př ís tupné a využitelné pro výzkum. Dále m á velmi kvalitně napsanou 

dokumentaci dostupnou na webové adrese https: //keras. io/guides/ 

Keras 

nsorFlow / Theano / CNT> 

CUDA/cuDNN BLAS, Eigen 

GPU CPU 

Obrázek 12: Keras Diagram, Zdroj: https://miro.medium.com/max/504/lzumzj_ UJze-
nH YxOGyy uly w. png 

V té to práci se zaměřím na využit í knihovny TensorFlow v Kerasu, na G P U , na plat

formě C U D A s využi t ím knihovny c u D N N od společnosti NVIDIA.[l]s.311 
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3 .9 . 4 Hardware, C U D A , G P U 

Obecně lze říci, že pro t rénink rozsáhlejších konvolučních sítí je t ř eba velmi výkonný hard

ware, roli výpočetního prostředku zas tává grafická karta ( G P U ) , ta je již ze své podstaty 

uzpůsobená pro vykonávání velmi velkého množství paralelních výpočtů , samozřejmě za 

předpokladu použit í software, který tuto možnost dovede využít . Počítačové procesory tyto 

úlohy zastanou také, ale v čase neporovnatelně delším. Jak vyplývá z článku TensorFlow 

2 - C P U vs G P U Performance Comparison[31] užití grafické karty pro t rénování je zhruba 

6x rychlejší než využit í procesoru. P la t í zde pravidlo, že čím více vrstev, pa ramet rů , síť 

má, t ím větší rozdíl v čase po t řebném pro výpočet bude. Proto nu tné využít knihovnu 

tensorflow-gpu, k te rá užití grafické karty podporuje. 

Využit í výkonu grafické karty pro výpočty je možné díky technologii C U D A . Jedná 

se softwarovou platformu, k terá mimo jiné umožňuje provádět paralelní výpočty přímo, 

kódem napsaným v jazycích C nebo C + + a nebo prostřednictvím A P I . [30] 

Pro učení a tes tování již naučených sítí na nových datech neboli "transfer learning" [32] 

byla použi ta tato sestava: 

• Procesor Intel(R) Core(TM) Í5-9400F C P U @ 2.90GHz 

• Operační pamět R A M 32819MB D D R 4 

• Grafická karta GeForce G T X 1050 T i 4 G B R A M G D D R 5 

• Základní deska G I G A B Y T E Z390 G A M I N G X 

Softwarová výbava počítače, tedy operační systém a verze ovladačů grafické karty a 

platformy pro paralelní výpočty C U D A byla tato. 

• Operační systém Ubuntu 20.04.2 LTS 

• Driver Version: 450.102.04 

• C U D A Version: 11.0 

• libcudnn7 verze 7.6.5.3 

htt ps: / / www. tensor flow. org/inst al l /gpu 

https: / / w w w . tutorialspoint.com/keras/keras_installation. htm 

https: //linoxide.com/ubuntu-how-to/install-cuda- ubuntu 
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Instalace při dodržení pos tupů na výše uvedených manuálových s t ránkách byla bez

problémová s jedinou výjimkou a to funkce výpočtů na G P U . V tomto př ípadě nefungovala 

verze nvidia-driver-418. Tento problém se podaři lo vyřešit instalací novější verze ovladače 

grafické karty Nvidia. Úspěšně byla otes tována kombinace Nvidia driver 450.102.04, C U D A 

Version: 11.0 a knihovna l ibcudnnľ verze 7.6.5.3. V té to kombinaci funguje již grafická ak

celerace bezchybně bez dodatečného konfigurování nebo testování různých verzí. V novější 

verzi Ubuntu 20.04.2 L T S , již vše fungovalo bez nutnosti dodatečné konfigurace a testování 

kompatibility různých verzí. Grafická akcelerace fungovala bezchybně se všemi verzemi 

ovladače grafické karty Nvidia. 

Příkazem v terminálu watch - n 2 nvidia-smi pak získáme tento výs tup (obr. č. 

13) čímž ověříme, že akcelerace skutečně funguje. Tento výpis ukazuje nainstalované a 

využívané ovladače. Dále verzi C U D A a v části s názvem C P U - U t i l vytížení grafické karty 

při trénování. 

¥ 

1 NVIDIA-SMI 4 5 B , 1 0 2 . 0 4 D r i v e r V e r s i o n : 4 5 0 . 1 0 2 , 0 4 CUDA V e r s i o n : 1 1 , 0 | 

1 GPU Nane 
_ _ 

P e r s i s t e n c e - M | Bus - Id D i s p . A | V o l a t i l e 
_ 

U n c o r r . ECC | 
j Far Tenp P e r f Pwr :Usage/Cap | Menory-Usage | G P U - U t i l Compute H , j 

1 1 HI G H, j 

0 GeForce GTX 1 0 5 . . . O f f 1 0 9 0 0 0 0 0 0 : 0 1 : 0 0 . 0 On | N/A 1 
1 Wí 52C PO N/A / 90W 1 3925MÍB / 4936MÍB | 969Í D e f a u l t j 
1 1 1 N/A j 
+- + _ _ 

+  + 

i " 
1 P r o c e s s e s : 

GPU GI C l PID Type P r o c e s s nane GPU Menory j 
ID ID Usage 

0 N/A N/A 1169 G / u s r / l i b / x o r g / X o r g 1 8 4 M B 1 
0 N/A N/A 79 50 G / u s r / l i b / f i r e f o x / f i r e f o x IH iB j 
0 N/A 

J  

N/A 14212 C . , . o j e c t s / C N P / C N N / b i n / p y t h o n 3735HÍB j 
_ 

Obrázek 13: Monitoring zatížení G P U , Zdroj: vlastní 
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4 Vlastní práce 

V té to části budou prezentovány techniky pro snížení přeučení, tak jak je lze použít při 

konfiguraci neuronové konvoluční sítě v Kerasu. Poté bude uveden příklad skriptu, k terým 

lze připravit datový soubor k t réninku konvoluční neuronové sítě. A následně popis vy

tvoření jednoduchého referenčního modelu neuronové konvoluční sítě a jeho trénink na 

připraveném datovém souboru od nuly. Dále popis konfigurace již naučených sítí a tes

tování jejich výkonu na malém tréninkovém datovém souboru. V závěru bude následovat 

vyhodnocení použitých technik a diskuse výsledků. 

4.1 Techniky pro snížení p ř e u č e n í 

T é m a t e m praktické části je použit í předtrénované neuronové konvoluční sítě neboli „transfer 

learning", jehož principem je použit í sítě, k te rá byla dříve na t rénována na velké množině 

dat, v tomto př ípadě na tisících nebo milionech obrázků různých kategorií. Konkré tně se 

jedná o trénink na souboru Imagenet, který obsahuje kategorie zvířat, plísní, automobilů, 

nářadí a celou řadu dalších [17]. V souhrnu se j edná o zhruba 14 000 000 obrázků[17]. 

V reálném světě je velmi obtížné získat takové množství mater iá lu pro trénink navržené 

sítě, tedy pokud ho již někdo j iný nevytvořil a nezveřejnil, takové př ípady ale nejsou moc 

časté. Záleží tedy na povaze problému, v př ípadě rozpoznávání obecných objektů jako jsou 

automobily, lidské postavy, zvířata, je možno použít mnoho volně př ís tupných souborů 

dat. J iná situace pravděpodobně nastane v př ípadě rozpoznávání neobvyklých nebo spe

cifických objektů, kdy žádný soubor dat neexistuje nebo není dostupný, jako například 

cirkusových klaunů nebo obrázků s typy balistických střel. 

Pro vývoj a t rénink konvolučních neuronových sítí jsou datové soubory nutné , a pokud 

možno, s co největším počtem exemplářů, které je t ř eba rozpoznávat nebo klasifikovat. V 

případě menšího počtu jsme znevýhodněni, ale existují způsoby, jak tuto nevýhodu do jisté 

míry eliminovat. 

Dalším výhodným aspektem použit í předtrénované sítě je úspora času, neboť síti t rvá 

zlomek času, oproti učení od začátku, zpracovat nová data. Zároveň je tato technika 

využitelná, pokud není k dispozici výkonný hardware. K tomuto provozu pak obecně stačí 

procesor nebo grafická karta s menším výkonem. V době psaní té to práce je na trhu nedo

statek výkonných karet pro hluboké učení. 

V př ípadě t réninku na malém souboru dat velmi rychle dojde k jevu nazývanému 

přeučení, neboli " overfitting". V principu se j edná o stav kdy síť ukládá vlastnosti, vzory 
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specifické pro ta konkrétní data, na kterých je cvičena[l]s. l05. Síť si velice rychle začne pa

matovat konkrétní detaily. To způsobí propad ve výkonu v př ípadě jejího vystavení j iným 

d a t ů m obsahujícím obdobné objekty, které ještě neviděla. Ve výsledcích bude tento jev 

znázorněn zvýšením hodnoty validační ztráty. 

Technik pro snížení přeučení na přijatelnou úroveň, je několik. Ty nejčastěji používané 

jsou podle[l]s.l06 tyto: 

• Př idání výpadku, vrstva Dropout 

• Redukce velikostí sítě. 

• Použi t í ImageDataGenerator 

• Př idání váhové regularizace. 

4 .1 .1 P ř i d á n í vrstvy v ý p a d k u 

Vrstva výpadku (Dropout layer) funguje na principu náhodného vynulování části výstupních 

příznaků vrstvy při t réninku sítě, ty pak mají zmenšený vliv na rychlost učení a ztrátovou 

funkci[l]s.HO. 

Implementace pak vypadá následovně: 

model.add(layers.Dropout(0.25)) 

Argument rozsahu nulování se zpravidla pohybuje mezi 0.2 až 0.5[1]. Vkládá se mezi 

výstup jedné a vstup následující vrstvy. 

(a) Standard Neural Xet (b) After applying dropout. 

Obrázek 14: Vrstva Dropout, Zdroj: https://blog.christianperone.com/wp- 
content/uploads/ 62015/08/dropout.jpeg 

30 

https://blog.christianperone.com/wp-


Rozdíl na z t rá tě s použi t ím vrstvy výpadku, na obrázku 15 je vidět, že se validační 

z t r á t a kolem 7. epochy začíná zvyšovat a v průběhu t rénování dosahuje hodnota až 0.1, 

přičemž v př ípadě použit í dvou vrstev Dropout se hodnota ustálí na zhruba 0.05. P růběh 

hodnot v tréninkových epochách lze vidět na hodnotách grafů na obrázcích 15 a 16. 

Tréninková a validační ztráta 

ztráta trénovaní 
Ztráta valid5r.li 

Obrázek 15: Z t rá t a na souboru mnist bez využití vrstvy výpadku, Zdroj: Vlastní 

Tréninková a validační ztráta 

Ztráta trénování 
ztráta val idační 

10 15 20 25 30 

Obrázek 16: Z t rá t a na souboru mnist s vrstvou výpadku, Zdroj: Vlastní 

4.1.2 Redukce velikosti s í t ě 

Redukce velikosti sítě je další možností , jak vylepšit kvalitu trénované sítě, protože jednou 

z nej důležitějších vlastnost í sítě je schopnost uchovávat informace. Extrahované záznamy 

o mater iálu, který byl použit pro naučení, musí obsahovat dostatek znaků potřebných k 
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úspěšné identifikaci nového obdobného neznámého mater iá lu a zároveň nesmí přesáhnout 

hranici, kdy by se kapacita využila k přílišně podrobnému a neobecnému učení markantů . 

V tomto případě, pak dojde ke snížení výkonu celé sítě na testovacích datech. Dále dle 

[l]s.l06 platí , že čím větší kapacita sítě, t ím dříve dojde k přeučení, tedy síť se přizpůsobí 

na míru trénovacím d a t ů m a sníží svou schopnost zobecňovat a tedy odhadovat správně 

data testovací nebo j iná neznámá data. 

Zároveň je t řeba dbát na dostatečnou kapacitu, tak aby síť měla možnost zaznamenat 

dostatek markan tů z tréninkového souboru dat [l]s.l06. Tedy sítě se sníženou kapacitou se 

méně přeučí, ale také mohou dosahovat nižších výsledků z důvodu nedostatečné kapacity. 

P la t í jednoduché pravidlo: pokud se síť v průběhu trénovacích epoch drží nastaveného 

průměru, je kapacita sítě nastavena správně,[l]s. 107, pokud validace klesá a nebo pokud 

dochází k markan tn ím výkyvům, je kapacita sítě nadhodnocena a je vhodné zmenšit počet 

prvků v plně propojených vrstvách. 

Pokud plně propojená vrstva (Dense) m á 64 prvků, a z t r á t a sítě po několika epochách 

tréninku s toupá, je vhodné s modelem experimentovat a upravit z 64: 

model.add(layers.Dense(64, activation='relu')) 

na 32 prvků ve vrstvě: 

model.add(layers.Dense(32, activation='relu')) 

A nebo postupovat obráceně, tedy zvětšením kapacity, pokud je validační z t r á t a menší 

než trénovací. 

4 . 1 . 3 P o u ž i t í ImageDataGenerator 

Tato t ř ída rozšiřuje datový soubor dle zadaných paramet rů , implementace začíná import 

from keras . preprocessing. image import ImageDataGenerator, po té probíhá definování 

toho, j akým způsobem jsou data změněna před použi t ím v trénovacím cyklu. U malých 

souborů je tato metoda hojně používaná, sníží míru přeučení. Nové obrázky pak vycházejí 

z konečného počtu těch, co jsou obsaženy v datovém souboru Dogs vs Cats.[l]s.l34. Př íklad 

rozšířeného obrazu je na obrázku č.17. 

datagen = ImageDataGenerator( 
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rotation_range=50, #tento parametr určuje úhel rotace 

wiďth_shift_range=0.4, #posunutí do šířky 

height_shift_range=0.3, #posun výškový 

shear_range=0.3, #oříznutí 

zoom_range=0.2, #zvětšení 

horizontal_flip=True, #otočení podél vodorovné osy 

fill_mode='nearesV #vyplnění volného místa po ořezu nejbližšími pixely 

Obrázek 17: Výs tup ImageDataGenerator, Zdroj: Vlastní 

4 . 1 . 4 P ř i d á n í v á h o v é regularizace. 

Dle [l]s.l08 jde o zmenšení vl ivu vah v síti. Síť tedy nebude nárazově ovlivňována vzory, 

které zpracuje ale všem vzorům bude snížena hodnota, tedy zjištěný markant bude mít 

snížený vliv na úpravu vah při rozpoznávání nebo klasifikaci. Zvětší se schopnost sítě 

generalizovat, tedy ukládat obecnější vzory toho co „vidí" J inými slovy, snižuje složitost 

celé sítě, jelikož regularizace vah omezí velký vliv různých příznaků a síť si bude ukládat 

jen příznaky obecnějšího charakteru[34] 

Rozlišujeme dva druhy regularizace, L I a L2. P rvn í způsob reguluje váhy úměrou k ab

solutní hodnotě kooeficientů a druhý úměrou k druhé mocnině hodnot koeficientů [l]s.l08. 

V Kerasu se implementuje př idáním parametru do plně propojené vrstvy například takto: 
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kernel_regularizer=regularizers .11(O .001) 

Tolik k teorii k základním technikám snížení přeučení při práci s malým datovým 

souborem. 

4.2 P ř í p r a v a d a t o v é h o souboru 

Základním a prvním krokem v př ípadě použit í j iného datového souboru, než který je 

obsažen v knihovně Keras nebo v Tensorflow, by měla být vždy příprava datového souboru. 

Pokud budeme řešit úplně nový neobvyklý problém, budeme muset data i ručně označit, 

tedy předem je vyhodnotit, a v případě, že budou vyhovovat našemu úkolu, označit je 

popisky tř íd (labels) co obsahují, abychom měli vůbec mater iá l na t rénování sítě. 

V té to práci bude pro praktický úkol binární klasifikace použit již zmíněný datový 

soubor Dogs vs Cats, získaný mimo knihovnu Keras. Ten je dos tupný ke stažení na ko-

munitních s t ránkách Kaggle, na adrese: https://www.kaggle.eom/c/dogs-vs-cats/data. Na 

těchto komunitních webových s t ránkách se členové zaměřují na soutěže v h lubokém učení, 

sdílí zdrojový kód a datové soubory. Soubor dogs vs cats je 854 M B velký, obsahuje 12500 

testovacích neoznačených obrázků a dalších 25000 trénovacích obrázků, které využijeme 

v té to práci. Tyto obrázky jsou označeny názvem toho, zda obsahují obraz kočky nebo 

psa. J edná se o různá plemena těchto domácích zvířat, rozdělených do dvou skupin. Pro 

testování různých architektur využijeme a aplikujeme metody popsané v [l]s.l42 na síti 

V G G 1 6 . 

Po stažení souboru je t ř eba vytvořit trénovací, validační a testovací množinu malého 

souboru, tedy 2000 pro trénink, 1000 pro tes tování 1000 pro validaci. Toho lze dosáhnout 

dvěma způsoby, například kopírováním v souborovém manažeru, což je proveditelné v 

rámci malých souborů, nebo využit ím Python modulů os a shutil . Modul os obsahuje 

funkce pro interakci Pythonu s operačním systémem a shutil pro práci s daty a adresáři. 

Př íprava a rozdělení dat podle [l]s.l28, pak vypadá pro tréninková data takto: 

Vytvoříme soubor s koncovkou ,,.py" a p ř íhodným názvem, který po té spustíme. 

import os 

import shutil 
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Importujeme pot řebné moduly, os obsahuje funkce pro práci s operačním systémem a 

shutil pro operace se soubory a jejich kolekcemi. 

original_dataset_dir = '/home/peky/catdogs/train' 

Nastavíme cestu ke složce s trénovacími obrázky a uložíme j i do proměnné. 

# menši soubor dat 

base.dir = '/home/peky/PycharmProjects/CNN/DataCNN/catdogsmall' 

os.mkdir(base_dir) 

Vytvoříme základní adresáře malého souboru. 

# vytvořeni adresáre pro train 

train.dir = os.path.join(base_dir, 'train') os.mkdir(train_dir) 

# trenovaci kocky 

train_cats_dir = os . path. join(train_dir, 'cats') os .mkdir (train_cats_dir) 

# trenovaci psi 

train_dogs_dir = os . path. join(train_dir, 'dogs') 

os . mkdir (train_dogs_dir) 

Vytvoříme cílové adresáře uvni t ř složky. 

fnames = ['cat..jpg'.format(i) for i in range(lOOO)] 

for fname in fnames: 

src = os . path. j o in (original dataset_dir, fname) 

dst = os .path. join(train_cats_dir, fname) 

shutil.copyfile(src, dst) 

fnames = ['dog..jpg'.format(i) for i in range(lOOO)] 
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for fname in fnames: 

src = os .path. join(original_dataset_dir, fname) 

dst = os . path. join(train_dogs_dir, fname) 

shutil.copyfile(src, dst) 

Pro samotné kopírování je pak využit cyklus fbr, který využívá toho, že obrázky psů a 

koček jsou očíslované od 0 do 12500 a vybere vždycky prvních 1000. 

Data jsou tedy poté př ipravena ve třech adresářích train, test a validation, v každém z 

nich jsou dvě složky pojmenované dogs a cats, v nich je 1000 obrázků v př ípadě tréninkové 

složky, 500 v př ípadě validační a testovací. T ímto jsou data rozdělena a př ipravena pro 

použití . Skripty pro tvorbu datových souborů, tedy úpravu počtu souborů a složek, jsou v 

tomto ohledu velmi praktické, ve chvíli, kdy by datový soubor obsahoval množství obrázků 

v řádu desetitisíců, byla by jejich úprava jinou cestou, než tvorbou obdobného skriptu, 

přinejmenším komplikovaná. 

4.3 Zák ladn í síť v y t v o ř e n á v Kerasu a jej í popis 

Při použit í datového souboru, který je složen z obrázků typu .jpeg, .bmp, .png, je t řeba 

několik jednoduchých přípravných kroků, předt ím, než je možno přistoupit k tréninku. 

Rozdělení na trénovací, validační a testovací složku bylo provedeno v minulé podkapitole. 

Další po t řebné kroky jsou popsány níže. Použi tý dataset Dogs vs Cats, jak název napovídá, 

je soubor různých fotografií kočky nebo psa. V další části té to práce tento datový soubor, 

využijeme k t réninku konvoluční neuronové sítě, k te rá bude naším referenčním modelem. S 

ním pak budeme porovnávat již naučené sítě při řešení problému binární klasifikace. To vše 

s využit ím technik pro snížení přeučení. Níže je popsána architektura referenční sítě pro 

dataset Dogs vs Cats, bylo pos tupováno dle metodiky od tvůrce knihovny Keras, Frangois 

Chollet [l]s.l30. 

V prvním př ípadě bude použit celý dataset 25000 obrázků, rozdělených do 3 sku

pin, 22000 jako trénovací, 2000 jako validační a 1000 jako testovací. Na tomto datasetu 

bude naučena malá konvoluční neuronová síť a na závěr bude otestována. Výsledky budou 

použity jako referenční základ pro porovnání s výsledky na zmenšeném datovém souboru. 

V zásadě se dá tento kód rozdělit na několik segmentů, které lze popsat takto: 
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import os 

import matplotlib.pyplot as pit 

from keras import models 

from tensorflow import optimizers 

from tensorflow.python.keras.preprocessing.image_dataset // 

import image_dataset_from_directory 

from keras.layers import Conv2D, MaxPooling2D,// 

Dropout, Flatten, Dense, BatchNormalization 

V té to části jsou importované moduly, které jsou dále využity a které obsahují funkce 

nutné k běhu, import datového souboru uloženého v knihovně, t ř ídy modelů, vrstev a 

optimalizační funkce " binary_crossentropy", a grafická matemat ická knihovna matplot

lib.pyplot slouží v tomto př ípadě k vykreslení hodnot v průběhu trénování. 

base_dir = '/home/peky/PycharmProjects/cnn/DataCNN/catdogs/' 

train_dir = os.path.join(base_dir, 'train') 

validation_dir = os.path.join(base_dir, 'validation') 

test_dir = os.path.join(base_dir, 'test') 

Definování cest k da tům, pomocí python knihovny o s 

train_ds = image_dataset_f rom_directory ( 

directory=train_dir, 

labels='inferred', 

label_mode='binary', 

batch_size=16, 

image_size=(150, 150), 

color_mode="grayscale", 

shuffle=True) 

validation_ds = image_dataset_from_directory( 

directory=validation_dir, 
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labels='inferreď, 

label_mode='binary', 

batch_size=16, 

image_size=(150, 150), 

color_mode="grayscale", 

shuffle=True) 

test_ds = image_dataset_f rom_directory( 

directory=test_dir, 

labels='inferreď, 

label_mode='binary', 

batch_size=16, 

image_size=(150, 150), 

color_mode="grayscale", 

shuffle=True) 

Zavolání funkce image_dataset_from_directory() s parametry adresář a nastavení 

popisků vrá t í dávky obrázků z obou adresářů s popisky ve tvaru 0 pro první skupinu a 1 

pro druhou skupinu, které jsou poté připraveny pro použit í v modelu. 

Co se týče nastavení pa ramet rů , t ř ída počí tá s cestou k adresáři , označení popisků, 

tedy v př ípadě inf erred jde o převzetí označení z názvu složky, label_mode nastaven na 

binary vzhledem k tomu, že se j edná o binární klasifikaci. [45] 

V té to části se nastavuje typ sítě, v tomto př ípadě Sekvenční, tedy vrstvy seřazené za 

sebou, přičemž první vrstva je vs tupní konvoluční, s filtrem 3x3 pixely, obsahuje informaci 

o vs tupním tvaru a je akt ivována funkcí Relu, po té následuje vrstva MaxPooling, k terá 

vybírá maxima dané plochy. Také je využi ta normalizační vrstva BatchNormalization, k terá 

se s t a rá o zmenšení odchylek vstupu, tedy že hodnoty jsou blíže 0 a v př ípadě odchylky se 

blíží 1, dojde k ods t ranění extrémních hodnot. 

Dále vrstva Výpadku, k te rá vypíná části neuronů ve vrstvách, aby zmírnila přeučení a 

zmenšila validační z t rá tu . Vrstva Flatten převede hodnoty do skalárního tvaru a závěrečné 

dvě plně propojené vrstvy, na základě zjištěných hodnot klasifikují obrázek, přičemž podle 

hodnoty v intervalu (0;1) funkce sigmoid, je zjištěno jaký objekt síť predikuje. 
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model = models.Sequential() 

model.add(Conv2D(64,(3,3),activation='relu',input_shape=(150, 150, 3))) 

model.add(BatchNormalization()) 

model.add(MaxPooling2D(pool_size=(2,2))) 

model.add(Dropout(0.25)) 

model.add(Conv2D(128,(3,3),activation='relu')) 

model.add(BatchNormalization()) 

model.add(MaxPooling2D(pool_size=(2,2))) 

model.add(Dropout(0.25)) 

model.add(Conv2D(256,(3,3),activation='relu')) 

model.add(BatchNormalization()) 

model.add(MaxPooling2D(pool_size=(2,2))) 

model.add(Dropout(0.25)) 

model.add(Conv2D(64,(3,3),activation='relu')) 

model.add(BatchNormalization()) 

model.add(MaxPooling2D(pool_size=(2,2))) 

model.add(Dropout(0.25)) 

model.add(Conv2D(512,(3,3),activation='relu')) 

model.add(BatchNormalization()) 

model.add(MaxPooling2D(pool_size=(2,2))) 

model.add(Dropout(0.25)) 

model.add(Flatten()) 

model.add(Dense(1024,activation='relu')) 

model.add(BatchNormalization()) 

model.add(Dropout(0.5)) 

model.add(Dense(1,activation='sigmoid')) 

V té to části se model zkompiluje, po zadání typu optimizeru ztrátové funkce a metody 

měření. V tomto př ípadě opt imal izátorem trénovacího pokroku je RMSprop, v případě 

klasifikace binárních objektů je vhodné užít z trátovou funkci binary crossentropy[l]s.H4 

model.compile(optimizer=optimizers.RMSprop(learning_rate=3e-5), 

loss='binary_crossentropy', metrics= [' acc']) 

39 



Zde se nastavuje trénovací cyklus, modelu se zadá soubory s daty a označením na 

kterém se učí, nastaví se počet trénovacích epoch, tedy to, kolikrát uvidí model celý 

datový soubor, a velikost dávky batch_size, k te rá je definována v argumentu funkce 

image_dataset_f rom_directory() a znamená, po kolika příkladech bere trénovací data 

z celého souboru. [41] 

history = model.fit(train.ds, 

epochs=50, 

validation_data=validation_ds, 

validation_steps=20) 

Tato část provádí tes tování kvality modelu na testovacích datech a po té vypíše výsledek. 

test_loss, test_acc = model.evaluate(test_ds, steps=20) 

print('test acc', test_acc) 

acc = history.history['acc'] 

val_acc = history.history ['val_acc'] 

loss = history.history ['loss'] 

val_loss = history.history ['val_loss'] 

Definování hodnot validační a tréninkové přesnosti , tréninkové a validační z t rá ty z atri

bu tů objektu History, který v obsahuje hodnoty history.history získané za každou epochu. 

Výpis obsažených hodnost vypadá takto: 

dict_keys(['loss', 'acc', 'val_loss', 'val_acc']) 

V tomto kroku vytvoří funkce range číselnou řadu podle počtu epoch, k te rá je poté 

využi ta jako osa grafu. 

epochs = ranged, len(acc) + 1) 

Grafové funkce z knihovny matplotlib.pyplot, umožňují graficky znázornit p růběh t réninku 
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sítě. Tato část definuje hodnoty, které jsou zaznamenávané při t réninku a pro každou etapu. 

Ty poté zanese do dvou grafů, které na konci zobrazí. Trénovací přesnost a z t r á tu pomocí 

bodů a validační přesnost a z t r á tu pomocí linek. [42] 

pit.plot(epochs, acc, 'bo', label='Přesnost trénování') 

pit.plot(epochs, val_acc, 'b', label='Přesnost validace') 

pit.title('Validační a tréninková přesnost') 

p i t . legendO 

pit.figuře() 

pit.plot(epochs, loss, 'bo', label='Ztráta trénování') 

pit.plot(epochs, val_loss, 'b', label='Ztráta validační') 

pit.title('Tréninková a validační ztráta') 

p i t . legendO 

pi t . showO 

Výsledné grafy s vyznačenými výsledky poté ukazují jejich změny v průběhu tréninkových 

epoch. 

4.3.1 V ý s l e d k y na c e l é m d a t o v é m souboru 

Od začátku t rénovaná výše uvedená síť, jednoduchý sekvenční model, skládající se z 5 kon-

volučních a 2 plně propojených vrstev, dosáhl tréninkové přesnosti 92%, přičemž validační 

přesnost dosáhla 91% a z t r á t a dosahovala 19,7%. Tyto výsledky můžeme považovat za 

přijatelné, validační a t réninková přesnost se téměř rovnají, tedy model se nepřeučuje ani 

nepodučuje. Názorně je vše vidět v grafu na obr. č. 18, ve zhruba první polovině trénovací 

přesnost dosahuje vyšších výsledků než validace, načež kolem 25. epochy dojde ke vy

rovnání. Testováním prokázal model 92,5% úspěšnost. Trénink trval zhruba 1,5 hodiny při 

50 tréninkových epochách a délce t rván í jedné epochy průměrně 115 sekund. 

4.3.2 V ý s l e d k y t r é n i n k u na m a l é m datasetu s t ř í d o u Imagedatagenerator 

Pro účely druhého referečního modelu pro porovnání výsledků bude tento dataset zmenšen 

na 2000 trénovacích obrázků a 1000 pro tes tování a 1000 pro validaci modelu a bude použi ta 
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Validační a tréninková přesnost Tréninková a val idační ztráta 

Obrázek 18: Výsledky t réninku na velkém datovém souboru, Zdroj: Vlastní 

t ř ída Imagedatagenerator pro rozšíření datového souboru, ke snížení přeučení. 

Pro všechny tabulky výsledků t réninku modelů neuronových sítí bude hodnoty vysvětlovat 

tato legenda: 

• trénovací z t r á t a - Tr-Z 

• trénovací přesnost - Tr-Př 

• validační z t r á t a - Val-Z 

• validační přesnost - Val-P 

• testovací přesnost - Te-P 

• testovací z t r á t a - Te-Z 

Velikost d a t o v é h o souboru T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
22000 tréninkových obrázků 0.1804 0.9283 0.1972 0.9156 0.9250 0.1806 
2000 tréninkových obrázků 0.4814 0.7708 0.4385 0.8050 0.4780 0.7870 

Tabulka 1: Tabulka rozdílu datových souborů 
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Validační a tréninková přesnost Tréninková a val idační ztráta 

Obrázek 19: Výsledky na malém datovém souboru Cats vs Dogs, Zdroj: Vlastní 

Výsledné grafy na obr. č.19 jsou daleko za výsledky t réninku na celém datovém souboru, 

dosahují 77%, s validační z t rá tou 43% na dávce, testovou přesností 78% při 50 trénovacích 

epochách a době t rénování 2 minut. Jak bylo očekáváno, jsou výsledky t réninku na 2000 

obrázcích dramaticky horší, než ty kterých bylo dosaženo na 22000 exemplářích, tedy celém 

datasetu. Dalším laděním modelu by podle [l]s.l38 šlo výkon posunout ještě výše, zhruba 

k 86% přesnosti . Takové ladění je ale bohužel z praktického hlediska zbytečné, validační 

z t rá ta , k te rá ukazuje kvalitu modelu bude pořád výrazně vyšší, než u předtrénovaných 

modelů prezentovaných v další části té to práce. 

4 . 3 . 3 R e á l n ý dopad technik proti p ř e u č e n í 

V rámci ladění referenčního modelu nad datasetem dogs vs cats, bylo ozkoušeno a za

znamenáno, jak různé změny kofigurace mohou ovlivnit výsledky. J edná se o zjištění, jak 

velký je rozdíl v použit í vrstvy Výpadku, vynechání vrstvy BatchNormalization nebo jak 

se kvalita změní při použi t í j iné rychlosti učení. 

N a t r é n o v a n ý model T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
Sekvenční model 0.1804 0.9283 0.1972 0.9156 0.9250 0.1806 
Sek. model bez Dropout 0.0232 0.9919 0.8808 0.8625 0.8938 0.6282 

Sek. mod. bez Batchnorm. 0.6244 0.7689 0.6807 0.5469 0.5719 0.6837 

Tabulka 2: Tabulka výsledků úprav modelu 

Jak je vidět v tabulce, vrstva Výpadku m á zcela zásadní význam, model se okamžitě 

začne přizpůsobovat konkrétním d a t ů m v souboru, a validační z t r á t a stoupne na téměř 88% 
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oproti 19% při použit í vrstvy Výpadku s nastavením na (0.25). Vrstva Batchnormalization 

ovlivní model relat ivně méně, než vynechání vrstvy Výpadku, ale i tak je kvalita modelu 

o 38% nižší. 

Další věcí je zvolení správné rychlosti učení, v př ípadě zadání ext rémní hodnoty může jinak 

dobře nakonfigurovaný model dávat velice špa tné výsledky jako na obrázku č.20. V tomto 

případě byla hodnota optimizeru RMSprop nastavena na 5e-2, j edná se o velmi vysokou 

hodnotu a model po té místo výsledků v tabulce 1 vykazuje velmi vysoké hodnoty validační 

z t rá ty 38.5013, testovací z t rá ty 88.4415. V př ípadě podobných výsledků t réninku je t řeba 

jako první věc zkontrolovat a snížit hodnotu learning_rate, nechat model znovu trénovat 

a teprve poté , co narazí na omezení a skončí v nějakém lokálním minimu gradientu a 

nebude se moci pohnout dál, můžeme znovu začít zvyšovat hodnotu. 

Validační a tréninková přesnost Tréninková a val idační ztráta 

přesnost trénován 

Přesnost validace 

Zt rá ta t r énován í 

Z t rá ta va l idačn í 

L0 20 30 40 50 10 20 30 40 50 

Obrázek 20: Výsledek špa tně nastavené learning_rate, Zdroj: Vlastní 
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4.4 Konfigurace sí t í pro r ů z n á p o u ž i t í Transfer learning 

Při použi t í předtrénované sítě je několik způsobů, jak tuto techniku provést, j edná se o: 

extrakce vah z předtrénované sítě, použit í celé natrénované báze na trénovacím souboru dat 

a j emné ladění. Tedy následné t rénování jen několika vrchních vrstev sítě. Podle [l]s.l39 

je lze charakterizovat takto: 

• Extrakce příznaků z předtrénované sítě bez rozšíření dat. 

V té to technice se využije uložených příznaků v natrénované konvoluční síti, princip 

je takový, že se zaznamenávaj í výstupy té to natrénované sítě př i tom jak prochází 

da tovým souborem, poté se tyto výstupy předloží klasifikátoru, který je složen ze 

dvou plně propojených vrstev (Dense). A výs tupem je hodnota pravděpodobnost i v 

intervalu (0,1) k te rá určí, zdali se j edná o psa nebo kočku. Tato technika je velmi 

rychlá a nenáročná na výkon, neposkytuje ale možnosti ladění a úprav a využití 

rozšíření dat. 

• Extrakce příznaků s rozšířením dat. 

Tato technika spočívá v použit í naučené sítě, jako vrstvy v novém modelu, přičemž se 

ods t raní poslední část, naučený klasifikátor, v tomto př ípadě naučený na rozpoznání 

1000 kategorií sítě Imagenet. Použije se nový, náhodně inicializovaný, který po té na 

základě výs tupu hodnot a t réninku provede klasifikaci. K te rá spočívá v přiřazení 

získaných příznaků ke konkrétní enti tě, také se zde použije zmrazení naučené sítě, 

aby se uchovaly již uložené hodnoty. 

• Jemné doladění. 

Tato technika se používá, pokud je již na t rénován nový klasifikátor, povolí se aktuali

zace několika vrchních vrstev. Současně dojde k nastavení velmi malé rychlosti učení 

opt imalizátorem RMSprop, čímž dojde pouze k ma lým změnám uložených příznaků 

a síť se lépe přizpůsobí předkládaným da tům. 

Každá tato technika poskytuje různě kvalitní výsledky, stejně tak je jinak náročná na 

cas a výpočetní výkon. 

V té to části vycházíme z těchto předpokladů: 

• Nemáme dostatečně velký datový soubor pro naučení sítě pro řešení problému. 

• Nemáme výkonný hardware, zejména G P U schopnou vysokého výkonu při paralelních 

výpočtech. 
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Bohužel se nejedná o předpoklady nereálné, v dnešní době (2020/2021) jsou výkonné 

grafické karty prakticky nedostupné, ve velkém množství skupovány překupníky, kteř í pro

fitují z nedostatečné nabídky a také l idmi, co je využívají na těžbu kryptoměn.[50] 

Jako první využijeme naučenou síť V G G 1 6 . Tato síť, stejně jako ostatní , které budou 

použity, je obsažena v knihovně Keras a její použit í pro transfer learning popisuje tvůrce 

Kerasu Frangois Chollet [l]s.l41. Popsaných metod bylo využito v té to práci a při použit í 

jiných předtrénovaných modelů. 

4 . 4 . 1 V G G 1 6 

Síť V G G 1 6 byla vytvořena pro soutěž ImageNet Large Scale Visual Recognition Challenge 

2014 na datovém souboru Imagenet Karen Simonyan a Andrewem Zissermanem a skupinou 

Visual Geometry Group, University of Oxford[35] Z toho vychází název sítě a číslo 16 

označuje počet konvolučních vrstev. [35] Ty jsou rozděleny do 5 bloků po dvou až třech 

vrstvách, s aktivační funkcí ReLu, mezi k terými jsou vrstvy Max-pooling a na konci je 

blok t ř í plně propojených vrstev, z nichž poslední provádí vyhodnocení vstupu s aktivační 

funkcí softmax. (obrázek č.21) 

Tato síť v roce 2014 dosáhla druhého mís ta v soutěži za sítí GoogLeNet, zajímavostí 

také je, že na nejvýkonnější grafické kartě tehdejší doby Nvidia Ti tan trvalo t rénování 2 

až 3 týdny. [36] 

224 x 224 x 3 224 x 224 x 64 

1 x 1 x 4 0 9 6 1 x 1 x 1 0 0 0 

Obrázek 21: Architektura V G G 1 6 , Zdroj: https://cdn-images- 
1.medium.com/max/1600/1 * A_uro4dKSBUPWfng8jrPug.png 
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Prvn í technikou je extrakce příznaků, pro V G G 1 6 předpokládáme úspěšné vytvoření 

malého datasetu podle kapitoly 4.2, přičemž je praktické uložit ho mimo kód s konfigurací 

sítě pro další využit í a nebo pozdější úpravy datového souboru. 

from keras.applications import VGG16 

from keras import models 

from keras import layers 

from keras import optimizers 

import os 

import numpy as np 

import matplotlib.pyplot as pit 

from keras_preprocessing.image import ImageDataGenerator 

Importujeme všechny pot řebné moduly, předtrénovanou síť V G G 1 6 , t ř ídy models, la

yers, optimizers, knihovnu os, knihovnu numpy pro vytvoření pole příznaků a matplot

lib.pyplot k vytvoření grafu výsledků, s tejným způsobem jako v první síti a na závěr t ř ídu 

ImageDataGenerator. J edná se o univerzální nástroj pro př ípravu a úpravu datových sou

borů pro využit í při t réninku konvolučních sítí. 

conv_base = VGG16(weights='imagenet', 

include_top=False, 

input_shape=(150, 150, 3)) 

Zde definujeme conv_base, tedy instanci t ř ídy V G G 1 6 , k te rá obsahuje několik a t r ibutů . 

Prvn í je weights, ten určuje počáteční nastavení vah. Druhý include_top určuje, zdali 

bude použit klasifikátor z t réninku na souboru Imagenet a t ře t í input_shape, zadává 

vs tupní tvar dat. Tento je ve formátu výška, šířka, obrazová hloubka. 

base.dir = '/home/peky/PycharmProj ects/CNN/DataCNN/catdogsmall/' 

train_dir = os.path.join(base_dir, 'train') 

validation_dir = os.path.join(base_dir, 'validation') 

test_dir = os . path. join(base_dir, ' t e s ť ) 
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Tato část definuje kmenový soubor s daty a pro další postup jsou nastaveny proměnné 

s cestami pro validační, testovací a tréninkový soubor. 

datagen = ImageDataGenerator(rescale=l. / 255) 

batch_size = 20 

Změna hodnot z rozsahu [0, 255] na [0, 1] t ř ídou ImageDataGenerator a nastavení 

velikosti dávky, počtu obrázků, na 20. 

def extract_features(directory, sample_count): 

features = np.zeros(shape=(sample_count, 4, 4, 512)) 

labels = np.zeros(shape=(sample_count)) 

generator = datagen.flow_from_directory( 

directory, 

target_size=(150, 150), 

batch_size=batch_size, 

class_mode='binary') 

i = 0 

for inputs_batch, labels.batch in generator: 

features_batch = conv_base.predict(inputs_batch) 

features [i * batch_size : (i + 1) * batch.size] = features.batch 

labels [i * batch_size : (i + 1) * batch_size] = labels_batch 

i += 1 

i f i * batch_size >= sample_count: 

break 

return features, labels 

Výše uvedená část se od předchozího modelu odlišuje, provádí extrakci př íznaků z 

obrázků a numpy.zeros je ukládá do pole o velikosti (počet příkladů, 4, 4, 512), po té vytvoří 

pole pro popisky, deklaruje generátor, který použije t ř ídu ImageDataGenerator s metodou 

f low_f rom.directory, t é jsou předloženy argumenty v podobě adresáře s daty. Cílovou 

velikostí obrázků (150 * 150) pixelů. V jakém množství budou v jedné tréninkové dávce. 

Atribut class_mode nastavuje typ popisků na binární , vzhledem k tomu, že m á m e dvě ka

tegorie. Následuje cyklus for, který pos tupně pro všechny trénovací dávky, použije metodu 
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predict, k te rá z konvoluční báze získá odhad toho, co sítí prochází. Takto pokračuje až 

do splnění ukončující podmínky a pokračuje až s dalším obrázkem.[l]s. 142. 

train_features, train_labels = extract_features(train_dir, 2000) 

validation_features, validation_labels = extract_features(validation_dir, 1000) 

test_features, test_labels = extract_features(test.dir, 1000) 

Zde jsou určeny příznaky a popisky pro trénink, validaci a tes tování modelu. 

train_features = np.reshape(train_features, (2000, 4 * 4 * 512)) 

validation_features = np.reshape(validation_features, (1000, 4 * 4 * 512)) 

test_features = np.reshape(test_features, (1000, 4 * 4 * 512)) 

Pro funkci klasifikátoru je t řeba, aby se z polí staly skalární hodnoty, což provede 

metoda knihovny numpy reshape. 

model = models.Sequential() 

model.add(layers.Dense(256, activation='relu', input_dim= 4 * 4 * 512)) 

model.add(layers.Dropout(0.5)) 

model.add(layers.Dense(1, activation='sigmoid')) 

Zde je definována instance modelu, v tomto př ípadě se jedná o Sekvenční model. 

Následně je definován klasifikátor, který se skládá ze dvou plně propojených vrstev s 

vloženou vrstvou Výpadku, pro snížení míry přeučení klasifikátoru. Účinnost výpadku proti 

přeučení byla ověřena, v př ípadě vynechání té to vrstvy dosáhla přesnost 100%, ale hodnota 

validační z t rá ty se zdvojnásobila. Došlo tedy k výraznému zhoršení kvality modelu. 

Parametry modelu lze zobrazit metodou summary model. summary(), jak je vidět na 

obrázku č.22, nový klasifikátor o dvou vrstvách Dense a vložené vrstvě Dropout obsahuje 

téměř 2 100 000 pa ramet rů , které jsou trénovány. 
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Model: "sequential" 

Layer (type) Output Shape Param # 

dense (Dense) (None, 25Ó) 2Q974Q8 

dropout (Dropout) (None, 25Ó) 0 

dense_l (Dense) (None, 1) 257 

Total params: 2,097,óó5 

Trainable params: 2,097,065 

Non-trainable params: 0 

Obrázek 22: Výpis metody summary, Zdroj: Vlastní 

model.compile(optimizer=optimizers.RMSprop(lr=2e-5), 

loss='binary_crossentropy', 

metrics=['acc']) 

Tato část určuje s jakými parametry se bude model trénovat , využívá optimalizátor RMSprop, 

ztrátovou funkci binary_crossentropy a bude měři t přesnost odhadu. 

history = model.fit(train_features, train_labels, 

epochs=30, 

batch_size=20, 

validation_data=(validation_features, validation_labels)) 

Využijeme tř ídy history, pro zaznamenání hodnot ztrátových funkcí a výkonu, nastavení 

počtu trénovacích epoch, velikost tréninkové dávky a cestu k validačním da tům. 

test_loss, test_acc = model.evaluate(test_features, test_labels, steps=50) 

print('test acc', test_acc) 

Vyhodnot íme model metodou evaluate na testovacích datech v 50 krocích s výpisem 

výsledků. 

50 



acc = history.history['acc'] 

val_acc = history.history ['val_acc'] 

loss = history.history['loss'] 

val_loss = history.history ['val_loss' ] 

epochs = ranged, len(acc) + 1) 

pit.plot(epochs, acc, 'bo', label='Přesnost trénování') 

pit.plot(epochs, val_acc, 'b', label='Přesnost validace') 

pit.title('Validační a tréninková přesnost') 

p i t . legendO 

pit.figure() 

pit.plot(epochs, loss, 'bo', label='Ztráta trénování') 

pit.plot(epochs, val_loss, 'b', label='Ztráta validační') 

pit.title('Tréninková a validační ztráta') 

p i t . legendO 

pit.show() 

Vytvoření grafů s výsledky, popsáno v kapitole 4.3 

Obrázek 23: Výsledky V G G 1 6 a extrakce příznaků, Zdroj: Vlastní 
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Po 30 epochách t rénování dos táváme tyto hodnoty: 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
V G G 1 6 extr. 0.0920 0.9705 0.2397 0.9010 0.8870 0.3307 

Tabulka 3: Tabulka extrakce příznaků V G G 1 6 

Zde je pa t rné , že validační přesnost se zastavila na 90% při 30 trénovacích epochách. 

Tréninková přesnost stoupala na 98%, což by v j iných případech naznačovalo velmi dobrý 

výsledek. Je ale nutno vzít v úvahu omezení té to techniky a malý datový soubor, na kterém 

pracuje. Hodnota validační ztráty, k te rá se pohybuje kolem 0.24, je v tomto př ípadě mno

hem více relevantní údaj pro hodnocení kvality modelu. J edná se o velice rychlý proces, 

trénovací epocha i s validací trvala 4 milisekundy. Testování s více tréninkovými epochami 

bylo zbytečné, validační z t r á t a i přesnost se po 10 epochách zastavily na hodnotách, které 

potom zůstaly až do konce trénovacího cyklu stejné. Síť se velmi rychle adaptovala na 

konkrétní předkládaná data a zapamatovala si je, došlo k přeučení. 

Druhá technika extrakce příznaků s rozšířením dat pomocí t ř ídy Imagedatagenerator, 

pro V G G 1 6 podle [l]s.l42 p ř idává naučenou síť jako první vrstvu celého modelu. Zaměříme 

se pouze na změněný kód (identický vynecháme). 

conv_base.trainable = Falše 

Vzhledem k tomu, že smyslem té to techniky je využít již naučené příznaky, je t řeba 

„zmrazit" celou použitou síť, nastavením parametru trainable na Falše, t ím se zamezí 

změnám vah, ke k te rým dochází v průběhu trénování. 

model = models.Sequential() 

model.add(conv_base) 

model. add(layers . FlattenO) 

model.add(layers.Dense(256, activation='relu')) 

model.add(layers.Dense(1, activation='sigmoiď)) 

V té to části je př idán model jako vrstva conv_base a za ni je př ipojena vrstva Flatten 

pro upravení výs tupu a dvě plně propojené vrstvy pro klasifikaci. Model vypadá potom 

takto: jediné parametry, k te rým je umožněno trénování, jsou v posledních vrstvách. Spodní 
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část obsahuje počet pa ramet rů , které jsou zmrazený a poté počet 2097665 trénovatelných 

paramet rů , který odpovídá počtu pa rame t rů př idaného klasifikátoru, obr. č. 24. 

model. summaryO 

Model: "sequential" 

Layer (type) Output Ghape Param it 

vggl6 (Functional) (Hone, 4, 4, 512) 14714688 

f l a t t e n (Flatten) (Hone, 8192) G 

dense (Dense) (Hone, 25Ó) 2097408 

dense_l (Dense) (Hone, 1) 257 

Total params: 10,812,353 

Trainable params: 2,097,óó5 

Hon-tralnable params: 14,714,088 

Obrázek 24: Ověření zmrazení báze, Zdroj: Vlastní 

train_datagen = ImageDataGenerator(rescale=l. / 255, 

rotation_range=40, 

width_shift_range=0.2, 

height_shift_range=0.2, 

shear_range=0.2, 

zoom_range=0.2, 

horizontal_flip=True, 

fill_mode='nearest') 

Zde je využito vlastnost í t ř ídy ImageDataGenerator pro rozšíření dat. Popsáno v pod

kapitole 4.1. 
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test_datagen = ImageDataGenerator(rescale=l. / 255) 

Testovací data upravována nebudou, pouze j im budou normalizovány hodnoty do in

tervalu (0,1). 

train_generator = train_datagen. f low_f rom_directory (train_dir, 

target_size=(150, 150), 

batch_size=20, 

class_mode='binary') 

Nastavení pro trénovací data spočívá v použit í trénovacího generátoru s rozšířením 

obrázků a poté jeho spojení s metodou f low_f rom_directory, s nas tavenými parametry, 

o cílových rozměrech velikostí jedné trénovací dávky a nastavením popisků. 

validation_generator = test_datagen.flow_from_directory( 

validation_dir, 

target_size=(150, 150), 

batch_size=20, 

class_mode='binary') 

test_generator = test_datagen. f low_f rom_directory( 

test_dir, 

target_size=(150, 150), 

batch_size=20, 

class_mode='binary') 

Data pro validaci a tes tování modelu, by neměla bý t upravená, je možné použít již 

definovaný test_datagen a použít ho pro validační i testovací data. 

history = model.fit(train_generator, 

steps_per_epoch=100, 

epochs=100, 
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v a l i dat i on_dat a=va l i dat i on_generat o r , 

val idat ion_steps=50) 

Pro t rénování modelu je nastavena t ř ída t ra in_genera tor , pro t rénink na rozšířených 

datech, pro validaci na neupravených datech. Vzhledem k tomu že batch_size je nastavena 

na 20, potom nastavení steps_per_epoch, může být 100, čímž dostaneme 2000 obrázků, 

které máme v souboru a na těch provedeme 100 trénovacích cyklů. 

Po 100 epochách t rénování dos táváme hodnoty uvedené v tabulce č. 4. Trénink jedné 

epochy trval 15 sekund, celý proces 25 minut. 

V průběhu testování těchto konfigurací bylo zjištěno, že pro ověření možnost í dané ar

chitektury stačí 30 tréninkových epoch, další t rénink je zbytečný protože kvalita modelu se 

nezlepšuje, a dochází jenom ke zvýšení hodnoty přeučení, což je vidět na křivkách validace, 

které oscilovaly na 0.925 v př ípadě přesnosti a 0.24 v př ípadě validační ztráty. 

Pro úplnost, výkon modelu při 30 a 100 epochách v tabulce: 

V G G 1 6 T r - Z T r - P ř V a l - Z V a l - P Te -P T e - Z 

100 trénovacích epoch 0.2551 0.8880 0.2424 0.8950 0.8970 0.2507 
30 trénovacích epoch 0.2715 0.8900 0.2324 0.9090 0.8940 0.2449 

Tabulka 4: Výsledky po 30 a 100 epochách 

Jak je vidět, jsou téměř shodné, delší t rénink je tedy zbytečný. Lepšího nebo stejného 

výsledku dosáhneme za 7,5 minuty místo za 25 minut. 
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Navazující technika jemného ladění mění hodnotu binárního parametru trainable na 

True. T í m je nastaveno, že vrstvy v naučené síti mohou měnit své hodnoty a za něj je 

př idán cyklus for s podmínkou, u které sítě jsou změny vah povoleny. V tomto př ípadě jde 

o první konvoluční vrstvu v posledním konvolučním bloku. 

conv_base.trainable = True 

set_trainable = False 

for layer in conv_base.layers: 

i f layer.name == 'block5_convl': 

set_trainable = True 

i f set_trainable: 

layer.trainable = True 

else: 

layer.trainable = False 

Doba jedné epochy se prodloužila na 19 vteřin, dochází ke změnám v 9,177,089 z cel

kových 16,812,353 paramet rů , které síť obsahuje. Trénink trval 9,5 minuty a po 30 epochách 

trénování dos táváme tyto hodnoty: 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 

V G G 1 6 ladění 0.0637 0.9710 0.2305 0.9290 0.9350 0.2814 

Tabulka 5: Tabulka jemného ladění V G G 1 6 

Díky rozmrazení horní vrstvy se podařilo zvýšit přesnost na 97%. Směroda tná je opět 

validační z t rá ta , ta je v tomto př ípadě 0.2305, testovací přesnost, tedy na datech, k terá 

model neviděl, ta dosáhla 93.5% jedná se tedy opravdu o zlepšení, jak je vidět na obrázku 

26. 
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Validacní a tréninková přesnost Tréninková a validační ztráta 

Obrázek 26: Výsledky V G G 1 6 jemné doladění, Zdroj: Vlastní 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
V G G 1 6 extr. 0.0920 0.9705 0.2397 0.9010 0.8870 0.3307 
V G G 1 6 extr. rozš. 0.2715 0.8900 0.2324 0.9090 0.8940 0.2449 
V G G 1 6 ladění 0.0637 0.9710 0.2305 0.9290 0.9350 0.2814 

Tabulka 6: Tabulka srovnání výkonu V G G 1 6 

4.4.2 V G G 1 9 

Tato architektura, jak název naznačuje, k te rá je téměř to tožná s předchozí V G G 1 6 , By la 

vybrána pro zjištění, zdali větší počet konvolučních vrstev, kterých je v tomto př ípadě 19 

místo 16, může znatelně ovlivňovat výsledky t rénování na stejných datech. Jak je vidět na 

obr. č. 27, v předchozím případě šlo o konfiguraci „D" a nyní využijeme konfiguraci „E" 

Jak již bylo zaznačeno, j edná se o rozšíření architektury V G G 1 6 a proto je jeho použit í 

otázkou změny dvou paramet rů : 

from keras.applications import VGG19 

from keras import models 

from keras import layers 

from keras import optimizers 

import os 

import numpy as np 

import matplotlib.pyplot as pit 
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ConvNet Configuration 
A A-LRN B C D E 

11 weight 11 weight 13 weight 16 weight 16 weight 19 weight 
layers layers layers layers layers layers 

input (224 x 224 RGB image) 
conv3-64 conv3-64 conv3-64 conv3-64 conv3-64 conv3-64 

L R N conv3-64 conv3-64 conv3-64 conv3-64 
maxpool 

conv3-128 conv3-128 conv3-128 conv3-128 conv3-128 conv3-128 
conv3-128 conv3-128 conv3-128 conv3-128 

maxpool 
conv3-256 conv3-256 conv3-256 conv3-256 conv3-256 conv3-256 
conv3-256 conv3-256 conv3-256 conv3-256 conv3-256 conv3-256 

convl-256 conv3-256 conv3-256 
conv3-256 

maxpool 
conv3-512 conv3-512 conv3-512 conv3-512 conv3-512 conv3-512 
conv3-512 conv3-512 conv3-512 conv3-512 conv3-512 conv3-512 

convl-512 conv3-512 conv3-512 
conv3-512 

maxpool 
conv3-512 conv3-512 conv3-512 conv3-512 conv3-512 conv3-512 
conv3-512 conv3-512 conv3-512 conv3-512 conv3-512 conv3-512 

convl-512 conv3-512 conv3-512 
conv3-512 

maxpool 
FC-4096 
FC-4096 
FC-1000 
soft-max 

Obrázek 27: Srovnání architektury V G G , Zdroj: https://arxiv.org/pdf/1409.1556.pdf 

from keras_preprocessing.image import ImageDataGenerator 

Importujeme V G G 1 9 místo předchozí V G G 1 6 

conv_base = VGG19(weights='imagenet', 

include_top=False, input_shape=(150, 150, 3)) 

Zde upravíme stejným způsobem na V G G 1 9 , zbytek kódu je stejný jako u V G G 1 6 . 

V př ípadě extrakce příznaků V G G 1 9 po 30 epochách t rénování dos táváme tyto hodnoty: 

Průběh učení lze vidět na obrázku č. 28 

58 

https://arxiv.org/pdf/1409.1556.pdf


Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 

V G G 1 9 extr. 0.1773 0.9399 0.2755 0.8830 0.8720 0.3022 

Tabulka 7: Tabulka extrakce příznaků V G G 1 9 

Validační a tréninková přesnost Tréninková a validační ztráta 

Obrázek 28: Graf výsledků V G G 1 9 , extrakce příznaků, Zdroj: Vlastní 

Extrakce příznaků s rozšířením poskytla tyto výsledky: 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 

V G G 1 9 extr.rozš. 0.3668 0.8183 0.2914 0.8850 0.8570 0.3335 

Tabulka 8: Tabulka extrakce příznaků s rozšířením V G G 1 9 

Trénink trval při 30 epochách 5 minut, Obrázek č. 29 

Technika jemného ladění pak: Obrázek č. 30 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
V G G 1 9 ladění 0.0717 0.9740 0.3229 0.9290 0.9260 0.4393 

Tabulka 9: Tabulka jemného ladění V G G 1 9 

Pro přehlednost je vše uvedeno v tabulce č.10. Lze pozorovat, že i relativně zastaralá 

architektura může dosahovat výborných výsledků. 
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Tréninková a validační ztráta Validacní a tréninková přesnost 

0 5 10 1_ 20 25 30 0 5 10 15 20 25 30 

Obrázek 29: Graf výsledků V G G 1 9 , extrakce příznaků s rozšířením dat, Zdroj: Vlastní 

Tréninková a validacní ztráta Validacní a tréninková přesnost 

U 5- 10 15 20 25 30 0 5 10 15 20 25 3Q 

Obrázek 30: Výsledky V G G 1 9 jemné doladění, Zdroj: Vlastní 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
V G G 1 9 extr. 0.1773 0.9399 0.2755 0.8830 0.8720 0.3022 
V G G 1 9 extr.rozš. 0.3668 0.8183 0.2914 0.8850 0.8570 0.3335 
V G G 1 9 ladění 0.0717 0.9740 0.3229 0.9290 0.9260 0.4393 

Tabulka 10: Tabulka srovnání výkonu V G G 1 9 

4.4.3 InceptionV3 

Architektura Inception V 3 vznikla v roce 2015 [38] pokračováním a vylepšením architektury 

Inception V 2 . Tato architektura je poněkud odlišná od klasických sekvenčních modelů, její 

konvoluční bloky se nazývají Inception modules. 

Principem těchto bloků je to, že používá současně několik jinak velkých filtrů v jedné 

vrstvě, jejichž výs tup poté kombinuje a sloučí ve vrstvě MaxPooling. 

Dále využívá toho, že počí tání s filtry 3x3 je méně výpočetně náročné než s filtry 5x5, 
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Grid Size Reduction 
(with some modifications) 

npul: 

5x Inception Module A 

Convolution 
AvgPool 
M ax Pool 

C O n O I 
Dropoul 
Fully connected 
SoltmiiK 

99x299x3. Output:8t8x!<M8 

4x Inception Module B 

Grid Size Reduction 

2* Inception Module C 

Final part:Sí8x204B-> 1001 

Auxiliary Classifier 

Obrázek 31: Architektura InceptionV3, Zdroj: 
l .medium.com/max/1200 / l *gqKM5V-uo2sMFFPDS84yJw.png 

https: / / cdn-images-

proto je použito více menších. [38] a také užívá nesymetrické konvoluční filtry, v rozměru 

např. 1x3, 3x1, které opět snižují výpočetní náročnost . [38] 

Tato síť m á také př idané dodatečné klasifikátory a tak čelí problému mizejícího gradi

entu, který nas tává v př ípadě, že síť obsahuje velké množství vrstev, dochází pak při užití 

některých aktivačních funkcí jako například Sigmoid k tomu, že i velký vstup znamená 

velmi malý výs tup , jelikož výs tup té to funkce je v intervalu od 0 do 1, tedy dochází ke 

z t rá tě velkého množství dat. Tyto přídavné klasifikátory poté obsaženou z t rá tu , kterou 

uchovaly, přičtou ke konečnému výsledku. Takto se zamezí z t rá tě zpětné vazby sítě.[39]s.4 
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Technika extrakce příznaků 

from keras.applications import InceptionV3 

import os 

import numpy as np 

import matplotlib.pyplot as pit 

from keras import models 

from keras import layers 

from keras.preprocessing.image import ImageDataGenerator 

from keras import optimizers 

conv_base = InceptionV3(weights='imagenet', 

include_top=False, 

input_shape=(150, 150, 3)) 

datagen = ImageDataGenerator(rescale=l. / 255) 

batch_size = 20 

def extract_features(directory, sample_count): 

features = np.zeros(shape=(sample_count, 3, 3, 2048)) 

labels = np.zeros(shape=sample_count) 

generator = datagen.flow_from_directory( 

directory, 

target_size=(150, 150), 

batch_size=batch_size, 

class_mode='binary') 

i = 0 for inputs_batch, labels_batch in generator: 

features_batch = conv_base.predict(inputs_batch) 

features[i * batch_size: (i + 1) * batch_size] = features_batch 

labels[i * batch_size: (i + 1) * batch_size] = labels_batch 
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i += 1 

i f i * batch_size >= sample_count: 

break 

return features, labels 

train_features, train_labels = extract_features(train_dir, 2000) 

validation_features, validation_labels = extract_features(validation_dir, 1000) 

test_features, test_labels = extract_features(test_dir, 1000) 

train_features = np.reshape(train_features, (2000, 3 * 3 * 2048)) 

validation_features = np.reshape(validation_features, (1000, 3 * 3 * 2048)) 

test_features = np.reshape(test_features, (1000, 3 * 3 * 2048)) 

model = models.Sequential() 

model.add(layers.Dense(256, activation='relu', input_dim=3 * 3 * 2048)) 

model.add(layers.Dropout(0.5)) 

model.add(layers.Dense(1, activation='sigmoid')) 

model.compile(loss='binary_crossentropy', 

optimizer=optimizers.RMSprop(lr=2e-5), 

metrics=['acc']) 

history = model.fit(train_features, train_labels, 

epochs=30, 

batch_size=20, 
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validation_data=(validation_features, validation_labels)) 

Jak je vidět v kódu uvedeném výše, je téměř identický s předchozím užit ím architek

tur V G G 1 6 a V G G 1 9 . S jednou výjimkou a to tvarem vstupního tensoru, definovaném v 

input.dim. Celková délka t réninku 1 minuta, obrázek č. 32. 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
InceptionV3 extr. 2.1942e-04 1.0000 0.2520 0.9660 0.9660 0.2429 

Tabulka 11: Tabulka extrakce příznaků InceptionV3 

Extrakce příznaků s rozšířením dat, s celkovou dobou t réninku, 6 minut, obrázek č. 33 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
InceptionV3 extr. rozš. 0.1624 0.9465 0.1032 0.9720 0.9640 0.1182 

Tabulka 12: Tabulka extrakce s rozšířením InceptionV3 

Jemné ladění sítě InceptionV3, délka t réninku 10 minut. 



Tréninková a validační ztráta Validační a tréninková přesnost 
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Obrázek 33: Graf výsledků InceptionV3 extrakce s rozšířením, Zdroj: Vlastní 

Tréninková a validační ztráta Validační a tréninková přesnost 
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Obrázek 34: Výsledky InceptionV3 jemné doladění, Zdroj: Vlastní 

Celková délka t réninku jemného ladění byla 10 minut, obrázek č. 34. Tabulka č.14 

sáhuje výsledky všech t ř í použitých technik. 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 

InceptionV3 ladění 0.0781 0.9755 0.2692 0.9440 0.9550 0.2078 

Tabulka 13: Tabulka jemného ladění InceptionV3 
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Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 

InceptionV3 extr. 2.1942e-04 1.0000 0.2520 0.9660 0.9660 0.2429 
InceptionV3 extr. rozš. 0.1624 0.9465 0.1032 0.9720 0.9640 0.1182 
InceptionV3 ladení 0.0781 0.9755 0.2692 0.9440 0.9550 0.2078 

Tabulka 14: Tabulka srovnání výkonu InceptionV3 

4 . 4 . 4 Xception 

Známá také jako Extreme Inception [47] vznikla jako vylepšení předchozí architektury 

InceptionV3 k práci nad velkými datovými soubory s důrazem zjednoduššení a zrych

lení výpočtů použi t ím 36 hluboko rozdělitelných konvolučních vrstev (depthwise separable 

convolution layers) ve 14 propojených modulech. Ty narozdíl od klasických konvolučních 

vrstev, provádějí konvoluce ve dvou krocích[46]: 

• Depthwise convolution, filtrační fáze 

• Pointwise convolution, kombinační fáze 

Entry flow 

293x299x3 images 

_1_ 
Conv 32, 3x3, stride=2x2  
ReLU  

Conv 64, 3x3 

Conv l x l ReLU 

SeparableConv 128, 3x3 I   
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Obrázek 35: Xception, Zdroj: h t tps: / /miro.medium.com/max/1400/ l*hOcAEj9QzqgBX 
cwUzmEvSg. png 
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V první fázi hloubkové konvoluce dochází k tomu, že tensor dat, je rozdělen na části 

s hloubkou 1, tedy matice, na kterých jsou provedeny konvoluce filtrem 3x3. Druhá fáze 

spočívá v konvoluci filtrem l x l , ten kombinuje všechny za sebou jdoucí hodnoty v tensoru. 

Myšlenka za t ímto uspořádáním je taková: Fáze mapování příznaků je možno úplně oddělit . 

T ímto krokem dojde ke snížení množství výpočetního času, který je jinak t ř eba v klasické 

konvoluční síti. [47] 

Dále je celý proces rozdělen, na tř i části, přičemž prost řední (middle) je osmkrát opa

kována, jak je vidět z obrázku 35. 

Extrakce příznaků po 30 epochách trénování, při celkové době t réninku 1 minuty, 

průběh t réninku je vidět na obrázku č. 36, dos táváme hodnoty uvedené v tabulce č. 15. 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
Xception extr. 1.6504e-05 1.0000 0.1946 0.9640 0.9660 0.2369 

Tabulka 15: Tabulka extrakce příznaků Xception 

Extrakce př íznaků s rozšířením dat, po 30 epochách, celkem 7,5 minutách, t rénování 

dos táváme hodnoty uvedené v tabulce č.16. 

Cas t réninku s technikou jemného ladění trval opět 7,5 minuty, po 30 epochách t rénování 

dos táváme hodnoty uvedené v tabulce č.17. 
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Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
Xception extr. rozš. 0.1023 0.9605 0.1048 0.9650 0.9710 0.1236 

Tabulka 16: Tabulka extrakce s rozšířením Xception 

Tréninková a validační ztráta Validační a tréninková přesnost 

Obrázek 37: Graf výsledků Xception extrakce s rozšířením, Zdroj: Vlastní 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
Xception ladění 0.1065 0.9540 0.1127 0.9640 0.9630 0.1105 

Tabulka 17: Tabulka výkonu jemného ladění Xception 

Ze srovnání výkonu všech použitých technik je zřejmé, že se jedná o velice dobré 

výsledky, validační z t r á t a se blíží 0.1, kvalita tohoto modelu je téměř dvakrát vyšší, než 

tomu bylo u předchozích architektur. 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
Xception extr. 1.6504e-05 1.0000 0.1946 0.9640 0.9660 0.2369 
Xception extr. rozš. 0.1023 0.9605 0.1048 0.9650 0.9710 0.1236 
Xception ladění 0.1065 0.9540 0.1127 0.9640 0.9630 0.1105 

Tabulka 18: Tabulka srovnání výkonu Xception 
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Tréninková a validační ztráta Validační a tréninková přesnost 
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Obrázek 38: Výsledky Xception jemné doladění, Zdroj: Vlastní 

4 . 4 . 5 Densenetl21 

Architektura sítě Densenet vychází z myšlenky propojení všech vrstev se všemi dalšími, 

vstupy vrstvy jsou zřetězením všech předchozích vrstev a výstupy příznakových map jsou 

použity jako vstupy dalších vrstev. [48] Odtud její jméno, Densely Connected Convolutional 

Network, neboli hustě propojená konvoluční síť. Je to jeden ze způsobů j akým se předcházi 

problému mizejicího gradientu. [49] 

Obrázek 39: Znázornění Densenet, Zdroj: https://amaarora.github.io/images/densenet.png 

(39 
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V případě extrakce příznaků Densenetl21 po 30 epochách t rénování dos táváme tyto 

hodnoty: 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
Densenetl21 extr. 0.1773 0.9995 0.0920 0.9730 0.9650 0.0863 

Tabulka 19: Tabulka srovnání výkonu Densenetl21 

Při době t réninku 35 vteřin můžeme vidět průběh t réninku na obrázku č. 40 

validační a tréninková přesnost Tréninková a validační ztráta 
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Obrázek 40: Výsledky Densenetl21 extrakce příznaků, Zdroj: Vlastní 

Extrakce příznaků s rozšířením dat t ř ídou Imagedatagenerator, při užití Densenetl21 

po 30 epochách trénování, s délkou t réninku 7 minut, přináší tyto hodnoty: 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
Densenetl21 extr. rozš. 0.1254 0.9505 0.0772 0.9730 0.9730 0.0693 

Tabulka 20: Tabulka extrakce příznaků s rozšířením Densenetl21 

Výsledky techniky jemného ladění sítě Densenetl21 po 30 epochách t réninku v délce 

13,5 minut, lze vidět na obrázku č. 42. 
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Validační a tréninková přesnost Tréninková a validační ztráta 

Obrázek 41: Výsledky Densenetl21 extr. příz. s rozšířením, Zdroj: Vlastní 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
Densenetl21 ladění 0.0325 0.9875 0.0690 0.9800 0.9790 0.0803 

Tabulka 21: Tabulka jemného ladění Densenetl21 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
Densenetl21 extr. 0.1773 0.9995 0.0920 0.9730 0.9650 0.0863 
Densenetl21 extr. rozš. 0.1254 0.9505 0.0772 0.9730 0.9730 0.0693 
Densenetl21 ladění 0.0325 0.9875 0.0690 0.9800 0.9790 0.0803 

Tabulka 22: Tabulka srovnání výkonu Densenetl21 

5 Výsledky a diskuse 

Předem je t ř eba říci, že srovnávání výsledků nově naučené sítě s použi t ím transfer learning, 

nelze tak docela ohodnotit a označit jedno za lepší než druhé. Př i t rénování sítě od začátku 

bylo zapotřebí větší znalosti problematiky a daleko více experimentování s parametry jako 

je velikost plně propojených vrstev, dále počet vrstev v celém modelu, posouvání veli

kosti kroku, tak aby bylo dosaženo nejlepšího výsledku. Někdy model ani při sebevětším 

ladění nedosáhne přesnosti nad 70%. Naproti tomu transfer learning obsahuje velmi málo 

možností nastavení ve srovnání s modelem trénovaným od nuly. V případě, že bychom chtěli 

vylepšovat výsledky některé z technik transfer learning, nemusíme uspět a t réninkem na 

malém datovém souboru můžeme paradoxně celkové výsledky zhoršit. Všechny použité 

techniky v té to práci, extrakce příznaků, extrakce příznaků s rozšířením, a jemné ladění 

několika vrchních vrstev tedy fine- tuning mají svoje místo při prakt ickém používání tech

nologie konvolučních sítí. 

Obecně lze říci, že t rénování sítě od nuly m á největší potenciál v př ípadě př íhodných 
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Validacní a tréninková přesnost 
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Obrázek 42: Výsledky Densenetl21 finetuning, Zdroj: Vlastní 

podmínek a opravdové nutnosti získat ty nejlepší výsledky, s t ím, že problém budeme 

řešit opakovaně a máme dostatek času připravit řešení na míru konkrétnímu problému. V 

opačném případě při řešení jedné úzce definované nebo specializované úlohy, pro příklad 

hledání jedné značky automobilu mezi os ta tními , lze velmi dobře a rychle použít již naučenou 

síť a pomocí již známých technik dosáhnout výsledků mnohem rychleji při stejné nebo ob

dobné kvalitě. 

Př i práci na malém datovém souboru je t ř eba používat prostředky proti přeučení. Jak 

bylo zjištěno, rozdíl v použit í nebo nepouži t í vrstvy Dropout je obrovský, její použit í zlepší 

kvalitu modelu, t ím že omezí přeučení o polovinu nebo více. Naproti tomu tyto techniky 

nepomohou pokud je špatně zvolena kapacita modelu, tedy velikost plně propojených vrs

tev. Dalším poznatkem je, že na datových souborech o velikosti 2000 a 22000 obrázků, lze 

dosáhnout velice různých výsledků. Zdá se, že s 22000 trénovacích vzorků lze natrénovat 

velmi dobrý a použitelný model. Problematiku rozsahu datových souborů by bylo velice 

zajímavé dále prozkoumávat , jelikož výsledky nemusí vždy odpovídat očekávání. 

Je pak na každém, aby rozhodl zdali na velkém datovém souboru bude delší dobu 

trénovat svou architekturu nebo nejprve využije naučenou síť a v případě, že ho výsledky 

neuspokojí, teprve poté začne trénovat síť od začátku. Nakonec to bude stejně otázka 

předchozí nabyté a aplikované zkušenosti. 

Nyní ke konkrétním výsledkům, zobrazeným v tabulce 23. Jak je z přehledu pa t rné , 

transfer learning i při použi t í nejméně náročné techniky extrakce příznaků dosahuje ve

lice dobrých výsledků. Za nej důležitější kr i tér ium považujme validacní z t rá tu . Kvali tat ivně 

nejlepším modelem je po té Densenetl21 a hned za n ím Xception s validacní z t rá tou blížící 

se nule a testovací přesností až 98%. Pokud však vezmeme v úvahu technologické rozdíly 

a pokročilou architekturu Densenetul21, nevede si mnohem starší V G G 1 6 vůbec špatně. 
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Je ovšem zřetelně vidět, že na malých datových souborech je technika transfer learning ve

lice efektivní, když porovnáme výsledky sekvenčního modelu s jakýmkoli j iným naučeným 

modelem, který byl otestován, dosahuje rozdíl až 20%. 

Pro přehlednost závěrečný přehled všech dosažených výsledků: 

Arch. a technika T r - Z T r - P ř Val-Z Val-P Te-P Te-Z 
V G G 1 6 extr. 0.0920 0.9705 0.2397 0.9010 0.8870 0.3307 
V G G 1 6 extr. rozš. 0.2715 0.8900 0.2324 0.9090 0.8940 0.2449 
V G G 1 6 ladění 0.0637 0.9710 0.2305 0.9290 0.9350 0.2814 
V G G 1 9 extr. 0.1773 0.9399 0.2755 0.8830 0.8720 0.3022 
V G G 1 9 extr.rozš. 0.3668 0.8183 0.2914 0.8850 0.8570 0.3335 
V G G 1 9 ladění 0.0717 0.9740 0.3229 0.9290 0.9260 0.4393 
InceptionV3 extr. 2.1942e-04 1.0000 0.2520 0.9660 0.9660 0.2429 
InceptionV3 extr. rozš. 0.1624 0.9465 0.1032 0.9720 0.9640 0.1182 
InceptionV3 ladění 0.0781 0.9755 0.2692 0.9440 0.9550 0.2078 
Xception extr. 1.6504e-05 1.0000 0.1946 0.9640 0.9660 0.2369 
Xception extr. rozš. 0.1023 0.9605 0.1048 0.9650 0.9710 0.1236 
Xception ladění 0.1065 0.9540 0.1127 0.9640 0.9630 0.1105 
Densenetl21 extr. 0.1773 0.9995 0.0920 0.9730 0.9650 0.0863 
Densenetl21 extr. rozš. 0.1254 0.9505 0.0772 0.9730 0.9730 0.0693 
Densenetl21 ladění 0.0325 0.9875 0.0690 0.9800 0.9790 0.0803 
Sekv. model, velký dataset 0.1804 0.9283 0.1972 0.9156 0.9250 0.1806 
Sekv. model, malý dataset 0.4814 0.7708 0.4385 0.8050 0.4780 0.7870 

Tabulka 23: Tabulka závěrečného přehledu výkonu použitých architektur 
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6 Závěr 
Hlavní myšlenkou té to práce a otázkou, na kterou bylo t řeba odpovědět , je prozkoumání 

výhod a nevýhod transfer learning a také toho, jak je použitelné v praktických úlohách 

strojového učení při rozpoznávání objektů. V tomto př ípadě odlišení kočky od psa, na ob

razovém mater iá lu různé kvality a v malém množství , které není dostatečné pro t rénink 

neuronové konvoluční sítě. Přičemž byly připraveny další překážky, které dosažení kva

litních výsledků ztížily. Nebyl k dispozici výkonný hardware a datový soubor byl dodatečně 

zmenšen, tak aby více odpovídal reálnému použit í té to technologie. 

Cílem té to práce bylo prověření opakované využitelnosti konvolučních sítí a zjištění 

výsledků, kterých dosahují. Po nas tudování problematiky a přípravě pracovního prostředí, 

se tohoto cíle podařilo dosáhnout . Nebylo to bez občasných problémů, vytvoření kva

litního modelu konvoluční sítě není exaktní věda a lze se setkat s občasnými překvapivými 

výsledky, kdy jeden malý detail rozhoduje o kvalitě modelu. Hranice gradientního sestupu 

je někdy překvapivě tenká. 

Pro mě osobně mělo toto t é m a veliký přínos a jen samotný úvod do té to problematiky 

bude mít velké upla tnění v mém pracovním životě. Problematiku "vidění počítačů"považuji 

za fascinující s velkým potenciálem do budoucna. Ten se v poslední době rozvíjí překotným 

tempem. Je pravděpodobné že dojde i na další období stagnace, jako se již v histo

rii několikrát ukázalo. Dosažené úspěchy již ale nelze ignorovat. Vzhledem k tomu, že 

problematika rozpoznávání statických obrazových dat, je již na pomyslném vrcholu a 

pravděpodobně tento stav nějakou dobu přet rvá . Je velice pravděpodobné, že dojde k 

dalšímu mezníku v té to technologii, ale bude to nějakou dobu ještě trvat. 

Pokračování t é to práce by mohlo řešit již skutečný problém, rozpoznávání fotografií 

kočky domácí od psa domácího by bylo užitečné leda pro myš nebo j iného hlodavce 

obývajícího nějaké lidské obydlí. Zaj ímavým problémem by mohla být klasifikace obra

zového mater iálu, zdali obsahuje obraz zvířete podléhající ochraně. Nebo posun k reku

rentním sítím a využit í jejich pamět i k rozpoznávání aktivity ve videosouborech. Možnosti 

jsou v t é to disciplíně omezeny jen naší vlastní představivostí a výkonem grafické karty. 
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7 Přílohy 

Zdrojové kódy použitých neuronových konvolučních sítí. 

7.1 V G G 1 6 

from keras.applications import VGG16 

conv_base = VGG16(weights='imageneť, include_top=False, iiiput_shape=(150, 150, 3)) 

import os 
import numpy as np 
from keras-preprocessing.image import ImageDataGenerator 

base_dir = '/home/peky/PycharmProjects/CNN/DataCNN/catdogsmall/ ' 
traimdir = os.path.join(base_dir, 'train') 
validation_dir = os.path.join(base_dir, 'validation') 
test.dir = os.patli.join(base_dir, 'test') 

datagen = ImageDataGenerator(rescale=l. / 255) 
batcli_size = 20 

def extract_features(directory, sample.count): 
features = np.zeros(sliape=(sample_count, 4, 4, 512)) 
labels = np.zeros(sliape=(sample_count)) 
generator = datagen.flow_from_directory( 
directory, 
target_size=(150, 150), 
batcli_size=batcli_size, 
class_mode='binary') 
i = 0 
for inputs_batcli, labels_batcli in generator: 
features.batch = conv.base.predict (inputs.batcli) 
features[i * batcli_size : (i + 1) * batcli_size] = features.batch 
labels[i * batch_size : (i + 1) * batcli_size] = labels-batch 
i += 1 
if i * batch_size l= sample_count: 
break 

return features, labels 

train_features, trainJabels = extract_features(train_dir, 2000) 
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validation-features, validationJabels = extract_features(validation_dir, 1000) 
test Jeatures, test-labels = extract Jeatures(test_dir, 1000) 

train_features = np.resliape(train_features, (2000, 4 * 4 * 512)) 
validationJeatures = np.reshape(validationJeatures, (1000, 4 * 4 * 512)) 
test Jeatures = np.resliape(test_features, (1000, 4 * 4 * 512)) 

from keras import models 
from keras import layers 
from keras import optimizers 

model = models. SequentialQ 
model.add(layers.Dense(256, activation='relu', input_dim= 4 * 4 * 512)) 
model. add(layers. Dropout (0.5)) 
mo del. add (layers. D ense (1, act i vat ion=' sigmoid')) 

model.compile(optimizer=optimizers.RMSprop(lr=2e-5), 
loss='binary_crossentropy', 
metrics=['acc']) 
history = model.fit (train_features, train Jabels, 
epoclis=30, 
batcli_size=20, 
validation_data= (validationJeatures, validationJabels)) 

import matplotlib.pyplot as pit 

acc = liistory.liistory['acc'] 
vaLacc = liistoryliistory['val_acc'] 
loss = liistory.liistory['loss'] 
vaLloss = history.history['valJoss'] 

epochs = range(l, len(acc) + 1) 

pit.plot (epochs, acc, 'bo', label='training acc') 
pit.plot (epochs, vaLacc, 'b', label='validation acc') 
plt.title('training and valid accuracy') 
pit. legend () 

plt.figure() 

pit.plot (epochs, loss, 'bo', label='training loss') 
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pit.plot (epochs, vaLacc, 'b', label='validation loss') 
plt.title('training and valid loss') 
pit. legend () 

pit. show () 

7.2 V G G 1 9 

from keras.applications import VGG19 
import os 
import numpy as np 
import matplotlib.pyplot as pit 
from keras import models 
from keras import layers 
from keras.preprocessing.image import ImageDataGenerator 
from keras import optimizers 

conv_base = VGG19(weights='imagenet', 
include_top=False, 
input_shape=(150, 150, 3)) 

conv -base, trainable = True 

set_trainable = False 
for layer in conv.base.layers: 

if layer.name == 'block5_convl': 
set.trainable = True 
if set.trainable: 
layer.trainable = True 
else: 

layer.trainable = False 

conv _base.summary() 

base.dir = '/home/peky/PycharmProjects/CNN/DataCNN/catdogsmall/ ' 
train_dir = os.path.join(base_dir, 'train') 
validation_dir = os.path.join(base_dir, 'validation') 
test.dir = os.path.join(base_dir, 'test') 

datagen = ImageDataGenerator(rescale=l. / 255) 
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batch_size = 20 

def extract_features(directory, sample_count): 
features = np.zeros(shape=(sample_count, 4, 4, 512)) 
labels = np.zeros(shape=sample_count) 
generator = datagen.flow_from_directory( 
directory, 
target_size=(150, 150), 
batcli_size=batcli_size, 
class_mode='binary') 
i = 0 
for inputs_batch, labels_batcli in generator: 
features.batcli = conv.base.predict (inputs-batch) 
features [i * batch_size: (i + 1) * batch_size] = features.batcli 
labels[i * batch_size: (i + 1) * batch_size] = labels_batcli 
i += 1 
if i * batch_size l= sample_count: 
break 
return features, labels 

train_features, trainJabels = extract_features(train_dir, 2000) 
validation_features, validationJabels = extract_features(validation_dir, 1000) 
test Jeatures, test-labels = extract Jeatures(test_dir, 1000) 

train_features = np.reshape(train jeatures, (2000, 4 * 4 * 512)) 
validation jeatures = np.reshape(validation jeatures, (1000, 4 * 4 * 512)) 
test Jeatures = np.reshape(test Jeatures, (1000, 4 * 4 * 512)) 

model = models. SequentialQ 
model. add(convJtase) 
model.add(layers.Flatten()) 
model.add(layers.Dense(256, activation='relu')) 
mo del. add (layers. D ense (1, act i vat ion=' sigmoid')) 

model.summary() 

train.datagen = ImageDataGenerator(rescale=l. / 255, 
rotation_range=40, 
width_shift _range=0.2, 
height .shift _range=0.2, 
shear _range=0.2, 
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zoom_range=0.2, 
horizontal_flip=True, 
fill_mode= 'nearest') 

test_datagen = ImageDataGenerator(rescale=l. / 255) 

train_generator = train_datagen.flow_from_directory(train_dir, 
target_size=(150, 150), 
batch_size=20, 
class_mode='binary') 

validation_generator = test_datagen.flow_from_directory(validation_dir, target_size=(150, 150), 
batch_size=20, 
class_mode='binary') 

test_generator = test_datagen.flow_from_directory( 
test.dir, 

target_size=(150, 150), 
batch_size=20, 
class_mode='binary') 

mo del. compile (loss=' binary _crossent ropy', 
optimizer=optimizers.RMSprop(lr=2e-5), metrics=['acc']) 

history = model.fit_generator(train.generator, steps.per.epoch=100, epochs=30, 
valid at ion_dat a=valid at ion_generat or, 
validation_steps=50) 

test Joss, test_acc = model.evaluate(test_generator, steps=50) 
print('test acc', test_acc) 

acc = history.history['acc'] 
vaLacc = historyhistory['val_acc'] 
loss = history.history['loss'] 
vaLloss = historyhistory['valdoss'] 

epochs = range(l, len(acc) + 1) 

pit.plot (epochs, acc, 'bo', label='Přesnost trénování') 
pit.plot (epochs, vaLacc, 'b', label='Přesnost validace') 
pit.title('Validační a tréninková přesnost') 
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pit. legend () 

plt.figure() 

pit.plot (epochs, loss, 'bo', label='Ztráta trénování') 
pit.plot (epochs, vaLloss, 'b', label= 'Ztráta validační') 
pit. title ('Tréninková a validační ztráta ') 
pit. legend () 

pit. show () 

7.3 InceptionV3 

from keras.applications import InceptionV3 
import os 
import numpy as np 
import matplotlib.pyplot as pit 
from keras import models 
from keras import layers 
from keras.preprocessing.image import ImageDataGenerator 
from keras import optimizers 

conv.base = InceptionV3(weights='imagenet', 
include_top=False, 
input_shape=(150, 150, 3)) 

conv-base.trainable = True 

set_trainable = False 
for layer in conv_base.layers: 

if layer.name == 'conv2d_93' or 'conv2d_85': 
set_trainable = True 
if set_trainable: 
layer.trainable = True 
else: 

layer.trainable = False 

conv _base.summary() 

base_dir = '/home/peky/PycharmProjects/CNN/DataCNN/catdogsmall/ ' 
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train_dir = os.path.join(base_dir, 'train') 
validation_dir = os.path.join(base_dir, 'validation') 
test.dir = os.patli.join(base_dir, 'test') 

datagen = ImageDataGenerator(rescale=l. / 255) 
batcli_size = 20 

def extract_features(directory, sample_count): 
features = np.zeros(sliape=(sample_count, 3, 3, 2048)) 
labels = np.zeros(sliape=sample_count) 
generator = datagen.flow_from_directory( 
directory, 
target_size=(150, 150), 
batcli_size=batcli_size, 
class_mode='binary') 

i = 0 
for inputs_batcli, labels_batcli in generator: 

features-batch = conv.base.predict (inputs_batcli) 
features [i * batcli_size: (i + 1) * batcli_size] = features-batch 
labels[i * batcli_size: (i + 1) * batcli_size] = labels-batch 
i += 1 
if i * batch_size l= sample_count: 
break 
return features, labels 

train_features, trainJabels = extract_features(train_dir, 2000) 
validation_features, validationJabels = extract_features(validation_dir, 1000) 
test Jeatures, test-labels = extract Jeatures(test_dir, 1000) 

train_features = np.reshape(trainJeatures, (2000, 3 * 3 * 2048)) 
validationJeatures = np.reshape(validationJeatures, (1000, 3 * 3 * 2048)) 
test-features = np.reshape(test_features, (1000, 3 * 3 * 2048)) 

model = models. SequentialQ 
model.add(layers.Dense(256, activation='relu', input.dim=3 * 3 * 2048)) 
model.add(layers.Dropout (0.5)) 
mo del. add (layers. D ense (1, act i vat ion=' sigmoid')) 

mo del. compile (loss=' binary _crossent ropy', 
optimizer=optimizers.RMSprop(lr=2e-5), metrics=['acc']) 
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history = model.fit (train_features, traindabels, batch_size=20, epochs=50, 
validation_data=(validation_features, validationJabels)) 

test Joss, test_acc = model. evaluate(test_generator, steps=50) 
print('test acc', test_acc) 

acc = history.history['acc'] 
vaLacc = liistory.liistory['val_acc'] 
loss = liistory.liistory['loss'] 
vaLloss = history.history['val_loss'] 

epochs = range(l, len(acc) + 1) 

pit.plot (epochs, acc, 'bo', label='training acc') 
pit.plot (epochs, vaLacc, 'b', label='validation acc') 
plt.title('training and valid accuracy') 
pit. legend () 

plt.figure() 

pit.plot (epochs, loss, 'bo', label='training loss') 
pit.plot (epochs, vaLacc, 'b', label='validation loss') 
plt.title('training and valid loss') 
pit. legend () 

pit. show () 

from keras.applications import Xception 
import os 
import numpy as np 
import matplotlib.pyplot as pit 
from keras import models 
from keras import layers 
from keras.preprocessing.image import ImageDataGenerator 
from keras import optimizers 

conv_base = Xception(weights='imagenet', 
include_top=False, 

7.4 Xcep t ion 
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iiiput_shape=(150, 150, 3)) 

conv_base.summary() 

set_trainable = False 

for layer in conv_base.layers: 
if layer.name == 'block5_convl': 
set_trainable = True 
if set_trainable: 
layer.trainable = True 
else: 
layer.trainable = False 

base.dir = '/liome/peky/PycliarmProjects/CNN/DataCNN/catdogsmall/ ' 
train.dir = os.patli.join(base_dir, 'train') 
validation_dir = os.patli.join(base_dir, 'validation') 
test.dir = os.patli.join(base_dir, 'test') 

datagen = ImageDataGenerator(rescale=l. / 255) 
batcli_size = 20 

def extract_features(directory, sample_count): 
features = np.zeros(sliape=(sample_count, 5, 5, 2048)) 
labels = np.zeros(sliape=sample_count) 
generator = datagen.flow_from_directory( 
directory, 
target_size=(150, 150), 
batcli_size=batcli_size, 
class_mode='binary') 

i = 0 
for inputs_batcli, labels-batch in generator: 

features_batch = conv_base.predict (inputs_batch) 
features [i * batch_size: (i + 1) * batch_size] = features_batch 
labels[i * batch_size: (i + 1) * batch_size] = labels-batch 
i += 1 
if i * batch_size l= sample_count: 
break 

return features, labels 

train_features, trainJabels = extract_features(train_dir, 2000) 

88 



validation-features, validationJabels = extract_features(validation_dir, 1000) 
test Jeatures, test-labels = extract Jeatures(test_dir, 1000) 

trainJeatures = np.reshape(trainJeatures, (2000, 5 * 5 * 2048)) 
validationJeatures = np.reshape(validationJeatures, (1000, 5 * 5 * 2048)) 
test-features = np.resliape(test_features, (1000, 5 * 5 * 2048)) 

model = models. SequentialQ 
model.add(layers.Dense(256, activation='relu', input_dim=5 * 5 * 2048)) 
model. add(layers. Dropout (0.5)) 
mo del. add (layers. D ense (1, act i vat ion=' sigmoid')) 

mo del. compile (loss=' binary _crossent ropy', 
optimizer=optimizers.RMSprop(lr=2e-5), metrics=['acc']) 

history = model.fit (train_features, trainJabels, batcli_size=20, epoclis=30, 
validation_data=(validation_features, validationJabels)) 

acc = liistory.liistory['acc'] 
vaLacc = liistoryliistory['val_acc'] 
loss = liistory.liistory['loss'] 
vaLloss = history.history['valJoss'] 

epochs = range(l, len(acc) + 1) 

pit.plot (epochs, acc, 'bo', label='training acc') 
pit.plot (epochs, vaLacc, 'b', label='validation acc') 
plt.title('training and valid accuracy') 
pit. legend () 

plt.figure() 

pit.plot (epochs, loss, 'bo', label='training loss') 
pit.plot (epochs, vaLacc, 'b', label='validation loss') 
plt.title('training and valid loss') 
pit. legend () 

pit. show () 
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7.5 Densenetl21 

from keras.applications import DenseNetl21 
import os 
import numpy as np 
import matplotlib.pyplot as pit 
from keras import models 
from keras.layers import Flatten 
from keras import layers 
from keras.preprocessing.image import ImageDataGenerator 
from keras import optimizers 

conv_base = DenseNetl21(weiglits='imagenet', 
include_top=False, 
input_shape=(150, 150, 3)) 

conv-base.trainable = True 

set_trainable = False 
for layer in conv_base.layers: 
if layer.name == 'conv5_blockl6_l_conv' or 'conv5_blockl5_l_conv': 
set_trainable = True 
if set_trainable: 
layer.trainable = True 
else: 

layer.trainable = False 

conv.base. summary () 

base.dir = '/liome/peky/PycliarmProjects/CNN/DataCNN/catdogsmall/ ' 
train_dir = os.patli.join(base_dir, 'train') 
validation_dir = os.patli.join(base_dir, 'validation') 
test.dir = os.patli.join(base_dir, 'test') 

datagen = ImageDataGenerator(rescale=l. / 255) 
batcli_size = 20 

def extract_features(directory, sample_count): 

features = np.zeros(sliape=(sample_count, 4, 4, 1024)) 
labels = np.zeros(sliape=sample_count) 
generator = datagen.flow_from_directory( 
directory, 

90 



target_size=(150, 150), 
batch_size=batch_size, 
class_mode='binary') 

i = 0 
for inputs_batch, labels_batch in generator: 

features-batch = conv.base. predict (inputs_batch) 
features [i * batch_size: (i + 1) * batch_size] = features-batch 
labels[i * batch_size: (i + 1) * batch_size] = labels-batch 
i += 1 
if i * batch_size l= sample_count: 
break 

return features, labels 

train_features, trainJabels = extract.features(train_dir, 2000) 
validation_features, validationdabels = extract_features(validation_dir, 1000) 
test Jeatures, test-labels = extract Jeatures(test_dir, 1000) 

train_features = np.resliape(trainJeatures, (2000, 4 * 4 * 1024)) 
validationJeatures = np.resliape(validationJeatures, (1000, 4 * 4 * 1024)) 
test-features = np.resliape(test_features, (1000, 4 * 4 * 1024)) 

train_datagen = ImageDataGenerator(rescale=l. / 255, 
rotation_range=40, 
widtli_sliift_range=0.2, 
height .shift _range=0.2, 
shear _range=0.2, 
zoom_range=0.2, 
horizontal_flip=True, 
fill_mode= 'nearest') 

test_datagen = ImageDataGenerator(rescale=l. / 255) 

train_generator = train_datagen.flow_from_directory(train_dir, 
target_size=(150, 150), 
batch.size=20, 
class_mode='binary') 

validation_generator = test_datagen.flow_from_directory(validation_dir, target_size=(150, 150), 
batch_size=20, 
class_mode='binary') 
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test-generator = test_datagen.flow_from_directory( 
test.dir, 
target.size=(150, 150), 
batch_size=20, 
class_mode='binary') 

model = models. SequentialQ 
model.add(conv-base) 
model. add(Flatten()) 
model.add(layers.Dense(256, activation='relu', input_dim=4 * 4 * 1024)) 
model.add(layers.Dropout (0.5)) 
mo del. add (layers. D ense (1, act i vat ion=' sigmoid')) 

model. summaryQ 

mo del. compile (loss=' binary _crossent ropy', 
optimizer=optimizers.RMSprop(lr=le-5), metrics=['acc']) 

history = model.fit (train_generator, steps_per_epocli=100, 

epoclis=100, 
valid at ion_dat a=valid at ion_generat or, 
validation_steps=50) 

test Joss, test.acc = model.evaluate(test_generator, steps=50) 
print('test acc', test_acc) 

acc = liistory.liistory['acc'] 
vaLacc = liistoryliistory['val_acc'] 
loss = liistory.liistory['loss'] 
vaLloss = history.history['val-loss'] 

epochs = range(l, len(acc) + 1) 

pit.plot (epochs, acc, 'bo', label='Přesnost trénování') 
pit.plot (epochs, vaLacc, 'b', label='Přesnost validace') 
pit.title('Validační a tréninková přesnost') 
pit. legend () 

plt.figure() 

pit.plot (epochs, loss, 'bo', label='Ztráta trénování') 
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pit.plot (epochs, vaLloss, 'b', label= 'Ztráta validačnf) 
plt.title('Tréninková a validační ztráta ') 
plt.legend() 

plt.showQ 
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