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Abstrakt

Tato diplomová práce v teoretické části prezentuje základńı principy, fungováńı a možnou

aplikaci konvolučńıch neuronových śıt́ı na frameworku Keras a knihovně TensorFlow kon-

figurovaných pomoćı programovaćıho jazyka Python. Dále charakterizuje jejich přednosti

a omezeńı při plněńı r̊uzných úkol̊u jako je rozeznáváńı znak̊u, obrázk̊u a jiných vizuálńıch

dat.

V praktické části je testováńı a využit́ı konvolučńıch neuronových śıt́ı s r̊uzným určeńım

na obvyklých datových souborech a následně jejich použit́ı na jiných datových souborech,

pro které nebyly trénovány a naučeny.

V závěru pak popisuje srovnáńı jejich výsledk̊u dosažených na datových souborech,

které nejsou nativně obsaženy v knihovnách Keras a TensorFlow.

Kĺıčová slova: Hluboké učeńı, Python, TensorFlow, Keras, CUDA, CNN, strojové učeńı,

multimédia, transfer-learning.



1 Úvod

V této práci se zabývám problematikou rozpoznáváńı obrazu poč́ıtačem. V současné době

je velice efektivńı technikou, jak tuto věc s velkou mı́rou úspešnosti řešit, využit́ı konvolučńı

neuronové śıt’ě.

Máme dvě základńı možnosti, jak řešit rozpoznáváńı obrazového materiálu a to: trénovat

konvolučńı neuronovou śıt’ od začátku, nebo využ́ıt již naučenou śıt’ a použ́ıt ji na datovém

souboru, který chceme zpracovat. Trénováńı vlastńı śıtě může být časově velmi náročné

zvláště pokud neńı k dispozici velký datový soubor na trénink. Využit́ı śıtě natrénované na

velkém objemu trénovaćıho materiálu, který je dostupný volně na internetu je možnost́ı,

kterou nesmı́me v žádném př́ıpadě opomenout při rozhodováńı o tom, jak řešit úkol v

oblasti rozpoznáváńı a klasifikace obrazu. Přináš́ı totiž zpravidla velice kvalitńı výsledky.

Toto téma považuji za d̊uležité nebot’ v současné době je již možné, aby každý, kdo

se chce věnovat řešeńı úloh z oblasti hlubokého učeńı, tomuto věnoval na svém osobńım

poč́ıtači. K tomuto stavu přispěl rozvoj vykonného hardware a vývoj jednodušše použitelných

knihoven jako je Keras.

V této práci jsou předvedeny techniky využit́ı již naučených śıt́ı obsažených v knihovně

Keras na jednom z veřejně dostupných datových soubor̊u a je zjǐstěno v jaké mı́̌re jsou

konvolučńı śıtě opakovaně využitelné a jaké výsledky to přináš́ı.

2 Ćıl práce a metodika

Ćılem této práce je pomoćı nabytých teoretických znalost́ı použ́ıt natrénované konvolučńı

neuronové śıtě k řešeńı problému, ke kterému nebyly př́ımo trénovány s jiným modelem

konvolučńı neuronové śıtě, který byl trénovaný od začátku a tyto výsledky, kterých bylo

dosaženo na stejném datovém souboru porovnat.

Pro př́ıpravu a úpravu dat je použit programovaćı jazyk Python 3.8 v IDE PyCharm a

jeho knihovny, zejména NumPy pro matematické úlohy, matplotlib pro zobrazeńı výsledk̊u

grafy.

Samotná konfigurace a následná kompilace model̊u konvolučńıch neuronových śıt́ı je

provedena na platformě Keras s využit́ım funkćı knihovny pro strojové učeńı Tensorflow.



2.1 Teoretická část

V teoretické části jsou popsány základńı prvky a funkce a principy neuronových śıt́ı a

hlubokého učeńı a také krátké shrnut́ı vývoje v posledńıch dekádách.

2.2 Praktická část

Popisuje zp̊usob vývoje vlastńıho modelu konvolučńı neuronové śıtě ve frameworku Keras,

tak aby dosahoval uspokojivých výsledk̊u na datasetu Dogs vs Cats, který obsahuje 25000

fotografíı kočky nebo psa. Poté je datový soubor zmenšen na 2000 trénovaćıch obrázk̊u a

je znovu prováděno laděńı s d̊urazem na co nejlepš́ı kvalitu modelu, s využit́ım technik

pro sńıžeńı mı́ry přeučeńı. S ńım jsou poté porovnány výsledky, kterých bylo dosaženo

využit́ım již naučených śıt́ı. Pro testováńı byly využity tyto naučené śıtě obsažené v

Kerasu: VGG16, VGG19, InceptionV3, Xception, Densenet121. Výběr proběhl tak, aby

byly zastoupeny r̊uznorodé architektury, od starš́ıch sekvenčńıch model̊u VGG16, až po

složité a sofistikované plně propojené architektury jako je Densenet121. Tyto všechny

naučené śıtě byly použity k testu, jakých výsledk̊u dosahuj́ı při nenáročné technice extrakce

vah z předtrénované śıtě, poté náročněǰśı technice spoč́ıvaj́ıćı v použit́ı celé natrénované

báze na trénovaćım souboru dat. Nakonec následovalo trénováńı s přizp̊usobováńım vah,

spoč́ıvaj́ıćı v odemčeńı několika vrchńıch vrstev śıtě naučeného modelu, které umožňuje

jemné přizp̊usobeńı vah dat̊um, které śıt́ı procháźı. Tato technika jemného laděńı je z

těchto tř́ı nejnáročněǰśı z hlediska využit́ı zdroj̊u a měla by přinášet nejlepš́ı výsledky při

řešeńı problému binárńı klasifikace.

3 Výsledky a diskuse

Při trénováńı śıtě od začátku bylo zapotřeb́ı vyšš́ı znalosti problematiky a daleko v́ıce

experimentováńı s parametry, než při použit́ı naučeného modelu. Docházelo ke změnám

v kapacitě plně propojených vrstev, dále celého počtu vrstev v celém modelu, tak aby

bylo dosaženo, co nejlepš́ıho výsledku. Někdy model ani při sebevětš́ım laděńı nedosáhne

přesnosti nad 70%. Naproti tomu transfer learning obsahuje velmi málo možnost́ı nastaveńı

ve srovnáńı s modelem trénovaným od nuly. Často ale dosahuje řádově lepš́ıch výsledk̊u.

Všechny použité techniky v této práci, extrakce př́ıznak̊u, extrakce př́ıznak̊u s rozš́ı̌reńım,

a jemné laděńı několika vrchńıch vrstev, maj́ı svoje mı́sto při praktickém použ́ıváńı tech-

nologie konvolučńıch śıt́ı.



Obecně lze ř́ıci, že trénováńı śıtě od nuly má největš́ı potenciál v př́ıpadě př́ıhodných

podmı́nek a opravdové nutnosti źıskat ty nejlepš́ı výsledky, s t́ım, že problém budeme

řešit opakovaně a máme dostatek času připravit řešeńı na mı́ru konkrétńımu problému. V

opačném př́ıpadě při řešeńı jedné úzce definované nebo specializované úlohy, pro př́ıklad

hledáńı jedné značky automobilu mezi ostatńımi, lze velmi dobře a rychle použ́ıt již naučenou

śıt’ a pomoćı již známých technik dosáhnout výsledk̊u mnohem rychleji při stejné nebo ob-

dobné kvalitě.

Při práci na malém datovém souboru je třeba použ́ıvat prostředky proti přeučeńı. Jak

bylo zjǐstěno, rozd́ıl v použit́ı nebo nepoužit́ı vrstvy Dropout je signifikantńı, jej́ı použit́ı

zlepš́ı kvalitu modelu, t́ım že omeźı přeučeńı o polovinu nebo v́ıce. Naproti tomu tyto

techniky nepomohou, pokud je špatně zvolena kapacita modelu, tedy velikost plně propo-

jených vrstev. Daľśım poznatkem je, že na datových souborech o velikosti 2000 a 22000

obrázk̊u, lze dosáhnout velice r̊uzných výsledk̊u. Zdá se, že s 22000 trénovaćıch vzork̊u lze

natrénovat velmi dobrý a prakticky použitelný model. V př́ıpadě řešeńı problému s velmi

malým datovým souborem, tedy např́ıklad 2000 obrázk̊u, by prvńı kroky měly směřovat k

využit́ı již naučeného modelu a prověřeńı, jakých výsledk̊u může být dosaženo.

Testováńım bylo dosaženo těchto výsledk̊u:

Densenet121 dosahovala 98% tréninkové úspěšnosti při validačńı ztrátě 0.07%.

Xception dosahovala 100% tréninkové úspěšnosti při validačńı ztrátě 0.1%.

InceptionV3 dosahovala 100% tréninkové úspěšnosti při validačńı ztrátě 0.2%.

VGG16 dosahovala 97% tréninkové úspěšnosti při validačńı ztrátě 0.23%.

VGG19 dosahovala 97% tréninkové úspěšnosti při validačńı ztrátě 0.32%.

Sekvenčńı model s malým datasetem 77% tréninkové úspěšnosti při validačńı ztrátě 43%.

Za nejd̊uležitěǰśı kritérium považujme validačńı ztrátu, ukazuje schopnost śıtě zobecňovat

naučené vzory. Kvalitativně nejlepš́ım modelem je poté Densenet121 a hned za ńım Xcep-

tion s validačńı ztrátou bĺıž́ıćı se nule a testovaćı přesnost́ı až 98%. Pokud však vezmeme

v úvahu technologické rozd́ıly a pokročilou architekturu Densenet121, nevedou si mnohem

starš́ı VGG16 a VGG19 v̊ubec špatně.



4 Závěr

Hlavńı myšlenkou této práce a otázkou, na kterou bylo třeba odpovědět je prozkoumáńı

výhod a nevýhod využit́ı naučené śıtě na řešeńı obdobného problému (transfer learning)

a také toho, jak je použitelné v praktických úlohách strojového učeńı při rozpoznáváńı

objekt̊u. V tomto př́ıpadě odlǐseńı kočky od psa na obrazovém materiálu r̊uzné kvality, za

podmı́nek, které nejsou pro trénink neuronové konvolučńı śıtě ideálńı. Také byly nastaveny

daľśı podmı́nky, tak aby byla situace komplikovaněǰśı, nebyl k dispozici výkonný hardware

a datový soubor byl ještě razantně zmenšen, tak aby v́ıce odpov́ıdal reálnému použit́ı této

technologie.

Pro mě osobně mělo toto téma veliký př́ınos a jen samotný úvod do této problematiky

bude mı́t velké využit́ı i v mém profesńım životě. Problematiku ”viděńı poč́ıtač̊u”považuji

za fascinuj́ıćı s velkým potenciálem do budoucna, byt’ je pravděpodobné že dojde na daľśı

dobu stagnace, jako se již v historii několikrát stalo. Vzhledem k tomu, že problematika

rozpoznáváńı statických obrazových dat, je již na pomyslném vrcholu a pravděpodobně

ještě chv́ıli bude, než dojde k daľśımu mezńıku v technologii.

Pokračováńı této práce by mohlo řešit již skutečný problém, rozpoznáváńı fotografíı

kočky domáćı od psa domáćıho by bylo užitečné leda pro myš nebo jiného hlodavce

obývaj́ıćıho nějaké lidské obydĺı. Zaj́ımavým problémem by mohla být klasifikace obra-

zového materiálu, zdali obsahuje obraz zv́ı̌rete podléhaj́ıćı ochraně CITES. Nebo posun k

rekurentńım śıt́ım a využit́ı jejich paměti k rozpoznáváńı objekt̊u ve videosouborech.
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https://openaccess.thecvf.com/content cvpr 2017/papers/Chollet Xception Deep Learning

CVPR 2017 paper.pdf


