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Abstrakt

Tato bakalarska praca sa zaoberd vyvojom webovej aplikdcie zameranej na prediktivne
modelovanie dat o vyhladavani leteniek. Hlavnym cielom je poskytnif uzivatelom nastroje
pre informovanejsie rozhodovanie pri kipe leteniek. Praca kombinuje metody dolovania dat
a prediktivneho modelovania s pokrocilym webovym vyvojom.

Abstract

This bachelor’s thesis focuses on the development of a web application aimed at predictive
modeling of flight search data. The main goal is to provide users with tools for more informed
decision-making when purchasing airline tickets. The work combines data mining methods
and predictive modeling with advanced web development.
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Kapitola 1

Uvod

V stcasnom digitalnom veku sa objem generovanych dat neustdle zvysuje, ¢o predstavuje
vyzvy aj prilezitosti pre podniky a organizacie naprie¢ roéznymi odvetviami. Ziskavanie
znalosti z dat, ¢asto oznacované ako dolovanie dat, sa stdva neoddelitelnou sucastou pri
rozhodovani, pretoze poskytuje hlboké pohlady do komplexnych vzorcov a trendov. Vyuzitie
tychto znalosti moze viest k vyznamnym zlepSeniam v prediktivnej analyze, personalizacii
sluzieb, zlepseni zdkaznickej skusenosti a optimalizacii procesov. Tieto moznosti zvysuja
konkuren¢nti vyhodu organizacii, ktoré st schopné efektivne analyzovat a aplikovat ziskané
data.

Tato bakalarska praca sa zaoberd vyvojom webovej aplikacie, ktora slazi ako prediktivny
nastroj pre odhad vyvoju cien leteniek. Praca vyuziva najnovsie technolégie v oblasti we-
bového vyvoja a datového inzinierstva, ktoré umoznuji nielen spracovanie velkych objemov
dat, ale aj ich rychlu a efektivnu analyzu.

Jadro aplikécie je postavené na modernom webovom frameworku FastAPI, ktory je
znamy svojou vysokou vykonnostou a podporou asynchréonneho programovania. FastAPI
umoznuje rychly vyvoj robustnych API s automatickou validaciou dat a dokumentéciou, ¢o
zvysuje rychlost vyvoja a zlepSuje spolupriacu v timoch. Na strane servera, Uvicorn posky-
tuje lahky a rychly ASGI server, ktory zabezpecuje, ze aplikiacia moze efektivne spracovat
subezné dopyty bez vyrazného zatazenia systémovych zdrojov.

Frontend aplikacie je vyvinuty pomocou kniznice React, ktord umoznuje vyvoj dyna-
mickych a interaktivnych uzivatelskych rozhrani. React je integrovany s Material-Ul, ktory
poskytuje sibor komponentov zalozenych na principoch Material Design. Toto umoziuje
rychlu a konzistentni implementéiciu atraktivneho a intuitivneho dizajnu. KIacové prvky
ako grafy a vizualizicie st realizované s vyuzitim Chart.js, ¢o pouzivatelom poskytuje hma-
tatelné grafické reprezenticie datovych analyz a predikcii.

Samotné predikcia cien leteniek v aplikacii je implementovana pomocou metéd strojo-
vého ucenia, zahfnajucich vyber a trénovanie modelov na zaklade rozsiahlych historickych
dat. Tieto modely si vyvijané tak, aby zohladnovali sezéonne trendy a dalSie relevantné
faktory, ktoré mozu ovplyvnit ceny leteniek. Aplikacia dokaze predpovedat budtci vyvoj
cien s presnostou, ktord umoznuje uzivatelom robit informovanejsie rozhodnutia pri kipe
leteniek.

Celkova architektira aplikacie je zalozend na principe kontajnerizacie s vyuzitim Doc-
keru, ktory zabezpecuje jednoduchost nasadenia a prenosnost prostredia. Toto je obzvlast
cenné pri zabezpeceni konzistentnosti medzi vyvojovymi, testovacimi a produkénymi pro-
strediami.



Tato bakalarska praca nie len demonstruje implementiaciu modernych technolégii pre
ziskavanie znalosti z dat, ale tiez poskytuje praktické aplikécie tychto technologii v redlnom
svete. Cielom je poskytnit uzitoény néstroj, ktory by mohol sluzif analytikom a spotre-
bitelom na ziskavanie predikcii a zlepsenie rozhodovacich procesov. Vyuzitim pokrocilych
technologii a metodoldgii v oblasti datovej analyzy a softvérového inzinierstva tato praca
prispieva k lepSiemu pochopeniu moznosti digitalnej transformécie a automatizacie v roz-
nych priemyselnych odvetviach.

Praca sa zacina teoretickou Castou opisujiicou proces ziskavania znalosti, kde st uvedené
najznamejsie metédy dolovania dat a ich praktické vyuzitie. Tretia kapitola je venovana ne-
urénovym sietam, ich Struktire a réznym typom pouzivanym v analyze dat. Vo stvrtej
kapitole je podrobne opisany navrh a architektira webovej aplikicie, vratane technologii
pouzitych na frontend a backend. Piata kapitola sa zameriava na implementéciu prediktiv-
neho modelu, jeho trénovanie a testovanie. Siesta kapitola podrobne rozobera implementé-
ciu webovej aplikacie, vratane detailov vyvoja, pouzitych frameworkov a nastrojov. Sedma
kapitola sa sustredi na experimentalne vysledky a vyhodnocovanie efektivnosti systému.



Kapitola 2

Ziskavanie znalosti z dat

Ziskavanie znalosti z dat alebo dolovanie ddt (angl. Data mining) je proces objavovania
vzorov vo velkych siboroch dat, ktoré zahina metédy strojového ucenia, Statistiky a da-
tabazovych systémov. Ide o multidisciplindrnu oblast, ktord vyuziva umeli inteligenciu,
strojové ucenie, Statistiku a databazové systémy na ziskavanie vedomosti a poznatkov zo
struktirovanych a nestrukturovanych dat [9].

Techniky dolovania dat mozno pouzit na identifikdciu trendov, vzorov a vztahov v dé-
tach a na extrahovanie uzito¢nych informécii, ktoré mozno pouzit na zlepsenie rozhodnuti,
optimaliziciu procesov, a zefektivnenie prevadzky. Niektoré bezné aplikdcie dolovania dat
zahftiaji detekciu podvodov, analyzu trhu a spravanie sa uzivatela na internete (napr. cie-
lené reklamy).

Ziskavanie znalosti z dat zahfna pouzitie algoritmov a Statistickych modelov na analyzu
a extrahovanie uzito¢nych informacii z dat. Proces zvycajne zahfna nasledujuce kroky [10]:

1. Zber a priprava dat: Data sa zvycajne zhromazduju z viacerych zdrojov, ako st
databazy, textové subory, webové logy a podobne. Data sa potom vy¢istia a pripravia
na analyzu.

2. Sktmanie a vizualizacia dat: Data sa skimaju a vizualizuju, aby sa lepsie poro-
zumeli vzorom a vzfahom v datach.

3. Modelovanie a testovanie: Statistické modely a algoritmy strojového ucenia sa
pouzivaju na hladanie vzorov a vztahov v datach. Tieto modely sa potom testujui, aby
sa zistilo, ako dobre zodpovedaju a ako presne dokazu predpovedat budice hodnoty.

4. Vyhodnotenie vysledkov: Vysledky procesu dolovania dat sa vyhodnocuji, aby sa
urdila ich uzitoCnost a identifikovali sa potencidlne problémy alebo obmedzenia.

Ziskavanie znalosti z dat moze byt i¢innym nastrojom na odhalovanie poznatkov a tren-
dov, ale pri interpretacii vysledkov je dblezité postupovat opatrne, pretoze nemusia byt vzdy
presné alebo reprezentativne pre vic¢siu populaciu.

2.1 Zber a priprava dat

Zber a priprava dat na analyzu je krokom v procese ziskavania znalosti z dat. Zahina to
zhromazdovanie dat z roznych zdrojov ako st databdzy, textové subory a webové denniky.



Po zhromazdeni dat nasleduje ¢istenie a organizovanie dat tak, aby ich bolo mozné efektivne
analyzovaft.
Zhromazdovanie a priprava dat na analyzu zahfna niekolko krokov [2] a [17]:

1. Identifikacia zdrojov dat: Prvym krokom je identifikdcia zdrojov dat, ktoré sa
pouziju na analyzu. To mdze zahinat databazy, textové subory, webové logy alebo iné
zdroje dat.

2. Extrahovanie dat: Data st potom extrahované zo zdrojov a usporiadané do pouzi-
telného formatu, ako je tabulka alebo databaza.

3. Cistenie a predbezZné spracovanie dat: Data sa potom vy¢istia, aby sa odstranili
vSetky chyby alebo nezrovnalosti, a odstrania sa vsetky nepotrebné alebo nepodstatné
data.

4. Transformacia dat: Mozno bude potrebné data transformovat alebo agregovat, aby
boli vhodnejsie na analyzu. Méze to zahfnat vytvaranie novych premennych, kombi-
novanie premennych alebo sumarizaciu dat.

5. Rozdelenie dat: Data sa zvycajne delia na trénovaciu a testovaciu mnozinu. Tré-
ningovd mnozina sa pouziva na zostavenie modelov a testovacia mnozina sa pouziva
na vyhodnotenie presnosti modelov.

Zhromazdovanie a priprava dat na analyzu je dolezitym krokom v procese ziskavania
znalosti z dat, pretoze kvalita a relevantnost dat ovplyvnuje presnost a spolahlivost vysled-
kov.

2.1.1 Identifikacia zdrojov dat

Identifikacia zdrojov dat pri ziskavani znalosti z dat sa tyka procesu urcovania, odkial budua
pochadzat data pre konkrétnu analyzu. Je to dolezity krok v procese, pretoze kvalita a re-
levantnost dat vyrazne ovplyvni vysledky analyzy.

Zdroje dat mozno klasifikovat podla ich Struktiry a p6vodu. Toto rozdelenie pomaha
zlepsSit pochopenie a vyber vhodnych datovych zdrojov pre analyzu:

Podla struktary dat

« Struktirované data: Data ulozené vo formatovanom sposobe, ako st tabulky alebo
databazy.

¢ Nestruktarované data: Data bez pevného formatu, ako st textové dokumenty alebo
e-maily.
Podla p6vodu dat

e Interné data: Data zbierané a uchoviavané v ramci organizacie, ako su napriklad
zaznamy o vyhladavani leteniek alebo zaktpeny tovar.

o Externé data: Data zbierané zo zdrojov mimo organizicie, ako st verejné databazy
a pod.

Pri identifikacii zdrojov dat je ddlezité zvazit kvalitu a relevantnost dat, ako aj pravne
alebo etické tvahy stvisiace so zberom a pouzivanim dat.



2.1.2 Extrahovanie dat

Extrahovanie dat je proces, kde sa z velkého mnozstva datovych zdrojov vyberaju a ziska-
vaju len tie udaje, ktoré si nevyhnutné pre Specifickii analyzu. Tento krok zahina identifi-
kaciu a izolaciu relevantnych datovych bodov z réznych zdrojov, ako si databazy, textové
stbory alebo online zdroje.

V praxi zahfna extrahovanie dat viacero technickych krokov: vyhladavanie a selekcia
dat podla specifickych kritérii, ich export z jedného prostredia do druhého, a Casto aj prvé
zakladné usporiadanie, ako je usporadivanie dat v chronologickom poradi alebo podla kate-
gbérii. Vyzvou v tomto procese je zabezpecit, aby boli data extrahované presne a kompletné,
bez straty informécii.

Pri extrahovani dat je tiez dolezité dbat na udrzanie ich integrity a bezpecnosti. Pristup
k datam a ich spracovanie musi byt v siilade s prislusnymi pravnymi a etickymi normami,
najmé pokial ide o osobné tdaje. Z tohto dévodu sa Casto pouzivaju néstroje a protokoly,
ktoré zabezpecuju, ze data s spracovavané transparentne a v silade s predpismi o ochrane
udajov.

Vysledkom efektivneho procesu extrakcie dat je dobre usporiadand a relevantna datova
sada, ktord je pripravena na dalSie analytické fazy, ako je Cistenie dat a ich hlbsia ana-
lyza. Spravne vykonané extrahovanie znac¢ne ulahéuje a zefektiviuje cely proces ziskavania
poznatkov z dat.

2.1.3 Cistenie a predbeZné spracovanie dat

Cistenie a predbezné spracovanie zabezpecuji, ze data st presné a vhodne na spracova-
nie. Proces ¢istenia dat zahfna riesenie roznych beznych problémov, ktoré mézu vzniknit
z roznych zdrojov alebo pocas akvizicie dat. Bezné problémy pri ¢isteni dat zahitiaju [8]:

e Chybajtce hodnoty: Jednym z najcastejsich problémov v datovych siboroch st
chybajice data. Tieto hodnoty mozu byt rieSené réznymi technikami, ako je ich na-
hradenie priemernou hodnotou, medidnom, modusom alebo pouzitim pokrocilejsich
metdd, ako su prediktivne modelovanie alebo interpolécia, ktoré odhadujia chybajice
hodnoty na zaklade ostatnych dat.

e Duplicitné zaznamy: Duplicitné data mézu vznikat z viacerych dévodov, vratane
chyb pri zbere dat alebo pri integracii dat z réznych zdrojov. Odstranenie duplikatov
je nevyhnutné, aby sa predislo skresleniu v analytickych vysledkoch.

e Nekonzistentné data: Data pochadzajice z réznych zdrojov mozu obsahovat roz-
diely vo formatoch alebo jednotkach merania, ¢o vyzaduje Standardizaciu. Napriklad
datumy a ¢asy mozu byt zaznamenané v réznych formatoch, ktoré je potrebné kon-
vertovat do jednotného standardu.

e« Chybné tdaje a vychylené hodnoty: Chyby vo vstupnych datach alebo odlahlé
hodnoty moézu viest k nespravnym analyzam a zaverom. Identifikicia a oprava ta-
kychto hodnét, bud ich opravou alebo odstranenim, je klticova.

¢ Neplatné data: Neplatné diata moézu zahinat logicky nemozné alebo nezmyselné
hodnoty, ako napriklad zaporné ¢asy trvania alebo vekové kategérie mimo mozného
rozsahu. Identifikdcia a oprava takychto dat je nevyhnutna pre spolahlivost analyzy.
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Tieto kroky pomahaju zabezpecit, ze data buda spravne interpretované analytickymi
nastrojmi a ze analytické modely budu schopné efektivne pracovat s datami bez technickych
prekazok.

Efektivne vykonané cistenie a predbezné spracovanie zvysuju pravdepodobnost ziska-
nia presnych a spolahlivych vysledkov z analytickych modelov, ¢o je zakladom tspesného
ziskavania poznatkov z dat.

2.1.4 Transformdacia dat

Transformécia dat pri dolovani dat je proces, ktory zahfna zmeny na tdrovni datovych
struktar, formatov a hodndt, aby boli data vhodnejsie na spracovanie a analyzu. Tento
krok je nevyhnutny pre ipravu dat do formy, ktora najlepsie podporuje analytické nastroje
a techniky, a zaroven umoznuje efektivnejsie a presnejsie ziskavanie poznatkov. Klucové
aspekty tranformdacie dat zahfnaja [8]:

e« Normalizicia a skalovanie: Tieto techniky sa pouzivaji na zmensenie rozdielov
v rozsahu hodndét medzi réznymi premennymi. Normalizdcia obvykle zahina tpravu
dat tak, aby ich rozsah bol medzi 0 a 1, alebo tak, aby mali nulovy priemer a Stan-
dardnii odchylku 1. Skélovanie poméha pri zabezpeceni, Ze Ziadna premennd nebude
dominovat ostatnym pri vypoctoch, ¢o je kritické pre algoritmy strojového ucenia,
ktoré su citlivé na rozsah dat.

o Kodifikacia premennych: Mnohé analytické modely vyzaduju, aby vSetky vstupné
premenné boli ¢iselné. Kodifikécia kategorickych dat (napriklad pohlavie alebo narod-
nost) do ¢iselnych formétov, ako je one-hot encoding alebo label encoding, je nevy-
hnutna. Tieto techniky transformuji kategorické atributy na binarne alebo numerické
reprezentacie, ktoré mozu byt efektivne spracované algoritmami.

e Vytvaranie a odvodzovanie premennych (Feature Engineering): V tejto fize
sa nové premenné generuju z existujucich dat. Napriklad z datumu mdze byt odvodeny
den v tyzdni alebo ro¢né obdobie, ¢o modze mat prediktivnu hodnotu pre urcité typy
analyz. Feature engineering je zdsadny pre zlepSenie vykonnosti modelov tym, zZe sa
zvysSuje mnozstvo a kvalita informécii, ktoré st modelom k dispozicii.

¢ Redukcia rozmerov: Tato technika sa pouziva na znizenie po¢tu premennych v da-
tasete, casto bez vyznamnej straty informacii. Techniky ako analyza hlavnych kom-
ponentov (PCA) alebo linedrne diskriminacné analyzy (LDA) st bezné metdédy na
znizenie dimenzii dat, ¢o poméha zjednodusit modely a zrychlif vypocty.

o Diskretizacia: Niektoré modely vyzaduju, aby boli spojité premenné spracované ako
diskrétne kategorie. Diskretizacia transformuje spojité premenné na kategorické, ¢o
moze pomdct zjednodusit analyzu a zlepsit interpretaciu modelov.

Transformécia dat je nevyhnutnd nielen pre prisposobenie dat potrebam specifickych
analytickych nastrojov, ale aj pre maximalizaciu presnosti a efektivity ziskavania poznatkov.
Spravne transformované data zvysuju relevanciu a spolahlivost analytickych modelov, ¢o je
rozhodujiice pre uspesné vyuzitie dat v rozhodnutiach.

2.1.5 Rozdelenie dat

Rozdelenie dat v procese dolovania dat zabezpecuje, Zze modely strojového ucenia st tré-
nované a validované na adekvatne oddelenych mnozinach tidajov. Tento proces umoznuje
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objektivne hodnotenie vykonnosti modelu pred jeho nasadenim v realnych podmienkach.
Rozdelenie dat sa zvycajne vykonava podla Specifickych pravidiel alebo algoritmov, aby sa
zabezpedila spravodliva a reprezentativna distribicia idajov. Dolezité aspekty rozdelenia
dat zahfnaja:

Trénovacie a testovacie sady: NajbeznejSim pristupom je rozdelenie dat na tréno-
vaciu a testovaciu sadu. Trénovacia sada sa pouziva na budovanie a ucenie modelu,
zatial Co testovacia sada slizi na overenie modelu v podmienkach, ktoré simuluji jeho
realne pouzitie. Typicky sa odporica, aby trénovacia sada predstavovala vac¢si podiel
dét (napriklad 70-80%).

Valida¢na sada: Pre zlozitejSie modely alebo pri ladeni hyper-parametrov je vhodné
pouzit trojité rozdelenie, kde data su rozdelené na trénovaciu, valida¢ni a testovaciu
sadu. Validacné sada umoznuje ladenie modelu bez rizika "pretrénovania'na testovacej
sade.

Krizova validacia: Tento pristup zahfna rozdelenie ddt na K podmnozin (alebo
"skladov") a postupne pouziva kazda skladku ako testovaciu sadu s ostatnymi sklad-
bami pouzitymi ako trénovacie data. Tato metdda zvysuje spolahlivost hodnotenia
modelu tym, Ze zabezpecuje, ze kazdy tdaj je pouzity v trénovacej aj testovacej sade.

Casovo zavislé rozdelenie: V pripadoch, kedy déta obsahuji ¢asové znacky (napr.
finanéné déta), je dolezité rozdelit data tak, aby testovacie data chronologicky nasle-
dovali po trénovacich datach. Toto zabranuje "presaku informacii"do modelu, ktory
by mohol skreslit jeho vykonnost v redlnom svete.

Rozdelenie podla skupin: V situiciach, kedy st déta zoskupené (napr. uzivatelia
sluzby), je potrebné zabezpecit, aby celé skupiny boli priradené bud k trénovacej
alebo testovacej sade. Toto zabranuje modelom v uceni sa Specifickych vzorcov, ktoré
su unikatne pre konkrétne skupiny, ¢o by mohlo viest k nadmernému uceniu.

2.2 Skumanie a vizualizacia dat

Skimanie a vizualizacia dat sa robi s cielom lepSie pochopit vzory a vztahy v datach.
Tento krok poméha identifikovat trendy, vzory a anomadlie v datach a mdze tiez pomdct
identifikovat potencialne problémy alebo obmedzenia v datach.

Existuje niekolko technik, ktoré mozno pouzit na preskiimanie a vizualizaciu dat:

Deskriptivna statistika: Deskriptivna Statistika poskytuje sihrnné sStatistiky, ako
je priemer, median a standardna odchylka, ktoré poméahaju opisat celkové charakte-
ristiky dat.

Vizualizacia dat: Vizualizicia dat zahfna vytvaranie grafov, tabuliek a grafov, ktoré
poméahaji vizualizovat data a ulah¢uju ich pochopenie.

Prieskum dat: Prieskum déat zahfiia pouZitie roznych technik na hibkové analyzo-
vanie a pochopenie jednotlivych atribitov a ich vzajomnych vztahov.

Skumanie a vizualizacia dat pomaha identifikovat trendy a vzory v dat a moze tiez po-
moct identifikovat akékolvek potencidlne problémy alebo obmedzenia v datach. Je dolezité
preskumat a vizualizovat data, aby ste sme sa uistili, ze vysledky procesu dolovania dat sa
presné a zmysluplné.
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2.3 Modelovanie

Modelovanie zahina vyber vhodného algoritmu na analyzu dat a jeho nastavenie na opti-
malizdciu vykonu. Zahrnuje to vyber medzi regresnymi modelmi, klasifikacnymi modelmi
alebo zhlukovacimi algoritmami v zavislosti od typu a povahy tdajov a Specifického ciela
analyzy. Napriklad:

¢ Regresné modely: Pouzivaji sa na predpovedanie nepretrzitych vystupnych hodno6t
zalozenych na jednej alebo viacerych nezavislych premennych. St idedlne pre tlohy,
kde je cielom odhadnit kvantitativnu hodnotu, ako st cenové predikcie alebo pred-
povede spotreby energie.

o Klasifikaéné modely: Tieto modely predpovedaju kategorické vystupné stitky a sa
Casto pouzivané na rozhodovanie alebo rozpoznavanie vzorcov, ako je identifikacia
spamu v e-mailoch alebo diagnostika chorob.

e Zhlukovacie modely: Zhlukovanie je forma nendavodného ucenia, ktord sa pouziva
na skupinové rozdelovanie dat bez preddefinovanych stitkov. Modely identifikuju pri-
rodzené skupiny alebo klastre v datach, ¢o je uzitoéné pre segmentéciu trhu alebo
identifikdciu novych vzorcov spravania.

2.3.1 Regresné modely

Regresné modely su zakladnou metédou pouzivanou v Statistike a strojovom uceni, kde
sa uplatnuju na modelovanie vztahov a predpovedanie hodno6t. Tieto modely skimaju ako
zavislé premenné reaguji na zmeny v jednej alebo viacerych nezavislych premennych.

Existuja rézne formy regresnych modelov, vratane linearnej regresie, ktord je vhodna
pre tdaje s linedrnou vzajomnou zavislostou medzi premennymi. Pre komplexnejsie vztahy,
kde zavislost nie je linedrna, sa vyuziva polynomidlna regresia. Logisticka regresia, napriek
svojmu nazvu, je ¢asto vyuzivand pre klasifika¢né tlohy, kde vystupné hodnoty su katego-
rické, a nie kontinudlne.

Na overenie Gc¢innosti modelu sa ¢asto pouzivaji techniky ako krizova validacia, ktora
testuje model na réznych podmnozindch dat, aby sa zabezpecilo, ze vysledky st konzistentné
a ze model je schopny generalizovat na nevidené data.

Linearna regresia

Linearna regresia je zakladny regresny model, ktory sa pouziva na modelovanie linearneho
vztahu medzi jednou alebo viacerymi nezavislymi premennymi a zavislou premennou. Tento
model hladé linedrnu funkciu, ktord najlepsie vyjadruje tento vztah [7]:

y = Po+ Brrv1 + Baze + -+ Bnan + € (2.1)

kde y je zavisla premennd, By, 81, - - ., Bn su koeficienty modelu, x1, xs,. .., x, si neza-
vislé premenné, a € je chybovy ¢len predstavujici ndhodné odchylky.

Predpoklady linedrnej regresie patri normalita rezidui, ktoré by mali byt rozdelené nor-
maélne okolo nuly, konzistentnost rozptylu rezidui pre rézne hodnoty prediktivnych premen-
nych, nezavislost rezidui, ¢o znamend, ze chyby modelu by mali byt nezavislé, a absencia
multikolinearity, ¢o znamena, ze vysvetlujice premenné by nemali byt prilis silne korelované
medzi sebou.
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Polynomialna regresia

Polynomialna regresia je rozsirenim linearnej regresie, ktoré umoznuje modelovanie vztahov,
kde zavislost medzi premennymi nie je linearna. Tento model zahrniuje polynomialne ¢leny,
ako su kvadratické alebo kubické ¢leny, umoznujic lepsie zachytit zakrivené vztahy medzi
premennymi [11]:

y=PBo+ Bz + Por®+ -+ Bua + e (2.2)

kde stupne z (napr. z,22,...,2") umoziiuji modelu zachytit nelineirne vztahy medzi
premennymi.

Aj ked predpoklady si podobné ako pri linedrnej regresii, pri pouziti polynomialnej
regresie je dolezité byt obozretnym ohladom overfittingu, kedze vyssie stupne polynému
mozu viest k prilisnému prispésobeniu na trénovacie déta.

Logisticka regresia

Logisticka regresia je Specidlne zamerana na modelovanie pravdepodobnosti vyskytu urcitej
kategorie alebo udalosti, ¢asto sa pouziva v pripadoch, kde je vystupnd premennd bindrna.
Model je zalozeny na logitovej funkcii, ktora prevadza linedrnu kombinaciu vstupnych pre-
mennych na pravdepodobnost. Logisticka regresia umoznuje modelovanie pravdepodobnosti
medzi 0 a 1 a zavisi na predpoklade, Ze rozdiel logaritmov pravdepodobnosti daného vy-
sledku a jeho komplementu je linedrny vo vztahu k prediktivnym premennym [12].

. (%) = Bo + Brx1 + Bowa + - - + Buxy (2.3)

kde p je pravdepodobnost prislusnosti k urcitej kategorii. Pravdepodobnost p sa potom
ziskava transformaciou logitov spéat na pravdepodobnost pomocou logistickej funkcie:

1
p= 1 + e~ (Bo+Biz1+Baza+ +Pnn)

(2.4)

2.3.2 Klasifikaéné modely

Klasifika¢né modely sa pouzivaji na priradovanie jednotlivych prikladov do preddefinova-
nych kategérii. Tieto modely identifikuji a ucia sa vzorce z trénovacich dat, aby mohli
spravne kategorizovat nové data.

V praxi sa klasifika¢né modely vyuzivaji v mnohych aplikaciach. V medicine pomahaja
diagnostikovat choroby, v bankovnictve mézu predpovedat tverovi spolahlivost klientov,
a v oblasti maloobchodu mozu predpovedat spravanie zdkaznikov.

Existuje niekolko popularnych typov klasifikaénych modelov:

e Logisticka regresia aj ked sme ju spomenuli v kontexte regresnych modelov 2.3.1,
logisticka regresia sa ¢asto pouziva aj pre klasifikacné tlohy, najmé pre binarne klasi-
fikdcie. Modeluje pravdepodobnost prislusnosti do jednej z tried na zaklade linedrnej
kombinéacie vstupnych premennych.

¢« Rozhodovacie stromy klasifikuji data tym, ze ich postupne delia podla rozhodo-
vacich pravidiel, az kym kazdy prvok nespadne do urcitej kategoérie.

o Support Vector Machines (SVM) efektivne rozdeluji détové body do kategorii
tym, ze nachadzaji optimalnu rozdelovaciu hyperrovinu.

14



¢ Nahodné lesy je rozsirenim rozhodovacich stromov, pricom sa trénuje viacero stro-
mov na réznych podmnozinach dat a ¢asto aj na podmnozinach atribuitov. Ich predpo-
vede sa potom kombinuji. Tento pristup zvysuje presnost a robustnost modelu oproti
jednoduchym rozhodovacim stromom.

e Neurdnové siete st flexibilné modely, ktoré sa skladaji z vrstiev neurénov a mézu
modelovat zlozité vztahy v datach. St Siroko pouzivané pre hlboké ucenie a vynikaja
v ulohéach, kde je vela vstupnych premennych a vztahy medzi nimi si komplexné.

o K-najblizsich susedov (K-NN) klasifikuje data na zdklade najblizsich susedov
kazdého bodu, priradujic nové prvky do najcastejsie zastupenej triedy medzi ich
K susedmi. Tato metdda je efektivna pri modelovani komplexnych alebo nejasnych
vztahov v datach.

Aj ked st mnohé klasifikacné modely primarne urcené na kategorizovanie, je dolezité
pripomenit, ze niektoré z nich moézu byt efektivne vyuzité aj na predpovedanie spojitych
hodnét. Tato schopnost je obzvlast uzitoéna v pripadoch, kde tradié¢né regresné modely
nemusia byt dostatocne presné alebo flexibilné.

Rozhodovacie stromy

Rozhodovacie stromy st modely, ktoré vytvaraju stromovu struktiru s rozhodovacimi pra-
vidlami zalozenymi na atribatoch dat. Kazdy uzol v strome predstavuje test na vlastnosti
(atributy) a kazdd vetva predstavuje vysledok tohto testu, vedici k listom, ktoré pred-
stavuju klasifika¢né rozhodnutia alebo vysledky. Tento model je obzvlast efektivny v si-
tuaciach, kde je mozné déata jasne segmentovat na zaklade logickych pravidiel. Je vysoko

interpretovatelny, ¢o umoznuje lahké pochopenie rozhodnuti modelu [5].

Nahodné lesy

Nahodné lesy rozsiruji koncept rozhodovacich stromov tym, zZe kombinuji predpovede
z mnohych stromovych modelov na zaklade rdoznych podmnozin tréningovych dat. Tento
pristup znizuje riziko pretrénovania, ktoré je bezné pri jednoduchych rozhodovacich stro-
moch, a zvySuje presnost modelu prostrednictvom agregacie vysledkov (bagging). Ndhodné
lesy st vhodné pre aplikicie, kde je potrebnd vysoka presnost a robustnost predpovedi [5].

Support Vector Machines (SVM)

Support Vector Machines (SVM) slizi na klasifikdciu, kde sa hladé najlepsia hyperrovina,
ktora efektivne oddeluje rozne triedy v datovom priestore. SVM st zvlast uzitocné pri klasifi-
kacii dat s vysokou dimenzionalitou, kde iné metédy mozu zlyhat. Tento model optimalizuje
margin, ¢ize vzdialenost medzi najblizsimi bodmi réznych tried, ¢o zvysuje generaliza¢nui
schopnost modelu [4].

Neurdénové siete

Neurdénové siete s zlozité modely inSpirované fungovanim Iudského mozgu, ktoré sa skla-
daja z vrstiev neurénov s vihovanymi spojeniami. St vynikajice v modelovani komplexnych
vzorov v datach vdaka ich schopnosti ucit sa a modelovat nelinedarne vztahy. Neurénové siete
st obzvlast Gcinné v oblastiach ako obrazova a zvukova analyza, rozpoznavanie reci, a dalsie
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aplikacie, kde je potrebné spracovavat velké mnozstva dat s vysokym stupnom abstrakcie.
(viac v samostatnej kapitole 3)

K-najblizsich susedov (K-NN)

K-najblizsich susedov (K-NN) pracuje na principe najblizsej blizkosti medzi datovymi bodmi.
Model urc¢uje kategérie novych prikladov podla hlasovania ich K najblizsich susedov, pricom
na meranie blizkosti ¢asto vyuziva euklidovski vzdialenost. K-NN je neparametricky a le-
nivy algoritmus, ¢o znamena, ze nevytvara explicitny model a vykonava vypocty v redlnom
Case pocas klasifikdcie [15].

2.3.3 Zhlukovacie modely

Zhlukovacie modely alebo klastrovacie modely st modely v dolovani dat, ktoré sa pouzivaja
k rozdeleniu dét do skupin (zhlukov) podla ich podobnosti. Na rozdiel od klasifika¢nych
modelov, ktoré priraduji priklady do preddefinovanych kategérii, zhlukovanie identifikuje
skryté vzorce v datach, ktoré umoznujia datové body automaticky zoskupit do zhlukov alebo
skupin [18].

V praxi sa zhlukovanie vyuziva v réznych oblastiach, vratane marketingu pre segmen-
taciu zakaznikov, v bioinformatike pre analyzu genetickych dat, alebo v socidlnych siefach
pre identifikaciu komunit. Tieto modely st dolezité aj pre zniZenie dimenzionality dat a ob-
javovanie zakladnych Struktar.

2.4 Vyhodnotnocovanie vysledkov

Vyhodnotenie vysledkov pri ziskavani znalosti z dat sa vztahuje na proces hodnotenia vy-
konnosti modelu alebo analyzy dolovania dat s cielom pochopif poznatky a informacie
ziskané z dat. To mo6ze zahinat pouzitie réznych metrik a metéd na meranie spravnosti,
presnosti, zapamétania a inych aspektov vykonnosti modelu. Existuje niekolko spdsobov,
ako sa da vyhodnocovat vysledky:

e Pouzitie metrik: Je niekolko metrik, ktoré je mozné pouzit k vyhodnocovaniu vy-
sledkov z dolovania dat. Napr. F1 skére, AUC-ROC, Matica zdmien, RMSE, MSE a dal-
Sie.

e Porovnanie s inymi modelmi: Porovnanim viacerych modelov je mozné zistit,
ktory model je vhodnejsi na rieSenie danej ulohy.

e Vizualizacia: Grafy a iné vizualiza¢né metédy vedia pomdct pochopit vysledky mo-
delu a popripade najst vzorec alebo trend v datach.

e Porovnanie s oc¢akavaniami: Pokial existujui ocakavania ohladom vysledkov mo-
delu, tak je ho mozné porovnat s tymito ocakavaniami a zistif, ¢i predpoklady boli
spravne.

Vyhodnocovanie vysledkov je iterativny proces, ktory vyzaduje opakované skiimanie a p-
ravy modelu, pokial sa nedosiahne pozadovanej tc¢innosti alebo presnosti.
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2.4.1 MSE

Strednd kvadratickd chyba (MSE - Mean Squared Error) je Statisticky ukazovatel, ktory
meria priemernu velkost chyb v predikcidch modelov, pricom chyby si merané ako kvad-
raty rozdielov medzi predpovedanymi a skutotnymi hodnotami. MSE je siroko pouzivana
ako stratova funkcia v réznych modeloch strojového ucenia, najmé v regresnych tlohach.
Cim je nizsia vysledna hodnota, tym je model presnejsi. Vysledok MSE je vo §tvorcovyjch
jednotkach premennej, ktori model predikuje. Vypocet MSE:

n

MSE == 3 (i — i)’ (2.5)
=1

kde n je pocet vzoriek v datovom subore, y; je skutoéna hodnota ciela pre i-td vzorku
a 7; je predikovana hodnota modelom. Suma kvadratov rozdielov medzi skutoénymi a pre-
dikovanymi hodnotami poskytuje agregatny ukazovatel chyby modelu [6].

2.4.2 RMSE

RMSE (Root Mean Square Error) je metrika, ktord sa pouziva pre meranie presnosti pred-
ikénych modelov v dolovani dat a v strojovom uceni. Metrika je velmi podobnd MSE 2.4.1.
RMSE vyjadruje priemernt chybu medzi skutoénymi hodnotami a predikovanymi hodno-
tami. Je vyjadreny v jednotkach premennej, ktorti model predikuje. Cim nizsia je hodnota,
RMSE, tym presnejsi je model. Vypocet RMSE:

1 < )
RMSE = | = (yi — i)? (2.6)
i
kde n je pocet vzoriek v datovom stubore, y; je skuto¢na hodnota ciela pre i-t( vzorku a ;
je predikovand hodnota modelom. Suma kvadratov rozdielov medzi skuto¢nymi a prediko-
vanymi hodnotami je podla tohto vzorca normalizovanad a nasledne od nej je vypocitany
koren [1].
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Kapitola 3

Neuronové siete

Neurénové siete si vypoctové modely inSpirované biologickymi neurénovymi sietami, ktoré
sa skladaja z velkého poctu prepojenych neurénov pracujicich spolo¢ne na spracovani infor-
macii. Tento koncept sa zacal rozvijat uz v polovici 20. storoc¢ia a dnes je zakladom mnohych
modernych pristupov k strojovému uceniu, predovsetkym v oblastiach ako rozpoznavanie
obrazu, spracovanie prirodzeného jazyka a autondémne riadenie[16] [19].

Vyuzitie neurénovych sieti na predikciu cien leteniek je motivované ich schopnostou
efektivne analyzovat a modelovat komplexné vzory v datach, ktoré su charakteristické pre
letecky priemysel. Predikcia cien leteniek je zlozita tloha ovplyvnend mnohymi faktormi,
ako si sezonne vplyvy, udalosti, zmeny v ponuke letov od konkurenc¢nych leteckych spoloc-
nosti, ako aj kolisanie cien paliv a ekonomickych podmienok.

Neurénové siete, zvlast hlboké ucenie, poskytuji robustni platformu pre analyzu tychto
dynamickych faktorov tym, ze ucia z historickych dat a neustale aktualizujt svoje predikcie
v redlnom case. Tento pristup umoznuje klientom nie len vidiet aktudlne ceny, ale poskytuje
aj progndzy buducich cenovych trendov, ¢im im umoznuje urobif informované rozhodnutia
o najlepsom case na kupu leteniek.

3.1 Struktira neurénovej siete

Struktira neurénovej siete je navrhnuté tak, aby napodobtiovala funkénost Tudského mozgu,
a zahfna subor prepojenych uzlov alebo neurénov, ktoré st organizované do réznych vrstiev.
Kazdy neurén v neurénovej sieti funguje ako zédkladny spracovatelsky prvok, ktory prijima
vstupy oznacené ako X1, Xs,..., X, kombinuje ich (zvycajne ich s¢ita) s prislusSnymi va-
hami Wy, Wa, ..., W, a prahovou hodnotou ©, aplikuje na ne aktiva¢nu funkciu £ a vysiela
vystup Z dalej do siete. Tento proces je znazorneny na Obrazku 3.1, ktory ilustruje typicka
struktaru perceptronu. Kazda vrstva neurénov ma Specifickl lohu a sp6sob spracovania
informécii, ¢o umoznuje sieti ucit sa a extrahovat zlozité vzorce z dat [4].
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Obr. 3.1: Perceptrén (prevzaté z [3])

Aj ked jednoduché perceptrony, ako ten, ktory je zndzorneny na obrazku 3.1, pred-
stavuju zakladné nastroje pre spracovanie vstupov, obvykle sa nepouzivaji samostatne.
V stcasnej praxi sa tieto zdkladné jednotky zapéjaju do zlozitejsich konstrukcii nazyvanych
viacvrstvové neurénové siete. Tieto siete zahrnuji viacero perceptréonov rozvrstvenych do
réznych trovni, ¢o umoznuje efektivnejsie spracovavanie zlozitejsich vzorcov a funkcii.

e Vstupna vrstva: Tato vrstva prijima vstupné data, ktoré su spravidla transformo-
vané do forméatu, ktory mdze neurénova siet efektivne spracovat.

e Skryté vrstvy: Medzi vstupnou a vystupnou vrstvou sa nachidzaju jedna alebo
viacero skrytych vrstiev. Tieto vrstvy st srdcom neurénovej siete, kde prebieha véacsina
vypoctového spracovania cez vahovo upravené spojenia.

e Vystupna vrstva: Posledna vrstva neurénovej siete, ktora vydava vysledok, napri-
klad klasifikaciu alebo predikciu.

3.1.1 Vstupna vrstva

Vstupné vrstva je prvym bodom, kde neurénova siet prijima surové data (va¢sinou uz upra-
vené a normalizované). Tato vrstva obvykle obsahuje tolko neurénov, kolko je vstupnych
atribitov v datach. Napriklad pri analyze obrazu by kazdy neurén mohol reprezentovat
jednotlivy pixel obrazka. Ulohou vstupnej vrstvy je prijat tieto vstupy a efektivne ich dis-
tribuovat do skrytych vrstiev na dalsie spracovanie.

3.1.2 Skryté vrstvy

Skryté vrstvy tvoria jadro neurénovej siete, kde dochadza k najdodlezitejSiemu spracovaniu
dat. V neurdénovych siefach sa mdze nachadzat jedna alebo viacero skrytych vrstiev, v za-
vislosti od zlozitosti dlohy, ktori siet riesi. Tieto vrstvy st zodpovedné za extrahovanie
a transforméaciu vlastnosti zadanych na vstupnej vrstve do formy, ktora je uzitoénd pre
predikcie alebo klasifikdcie na vystupnej vrstve.

Kazdy neurén v skrytych vrstvach prijima vstup z neurénov predchiadzajicej vrstvy,
a tento vstup je vazeny — to znamend, ze kazdé spojenie ma priradent vahu, ktora urcuje
silu a znamenie signalu, ktory prechadza tymto spojenim. Neurdny tiez pouzivaju aktivacné
funkcie, ako st ReLU (Rectified Linear Unit), sigmoid alebo tanh (hyperbolicky tangent),
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ktoré rozhoduju o tom, ¢i a ako silny signédl bude odoslany dalej. Aktiva¢né funkcie poma-
haji neurénovym siefam ucit sa nelinedrne vzorce a komplexné funkcie.
Funkcie skrytych vrstiev moézu zahinat:

« Identifikacia vzorcov: Neurdny v tychto vrstvach mozu identifikovat uzitoéné vzorce
alebo funkcie, ktoré prispievaju k celkovému cielu tlohy, ako je rozpoznédvanie objektov
vo vizualnych datach alebo rozpoznavanie struktir v jazykovych datach.

e Znizenie dimenzionality: Skryté vrstvy mézu pomdct zredukovat mnozstvo dat na
spracovatelnejsi pocCet dimenzii, ktoré zachovavaju dolezité informécie potrebné na
vykonanie tloh, ako s klasifikicia alebo predikcia.

Vysledok, ktory je poslany z poslednej skrytej vrstvy do vystupnej vrstvy, je kompilaciou
transformovanych a integrovanych vlastnosti, ktoré si pripravené na findlne rozhodnutia
alebo predikcie neurénovej siete.

3.1.3 Vystupna vrstva

Vystupna vrstva je konecnou fazou neurdénovej siete, kde sa generuju vysledky na zdklade
informécii spracovanych v skrytych vrstvach. Ulohou vystupnej vrstvy je transformovat
aktivacie zo skrytych vrstiev do formy, ktora zodpoveda poziadavkam Specifického ucelu
siete. Toto moéze zahfnat klasifikaciu, regresiu, alebo iny typ vystupu.

Pocet neurénov vo vystupnej vrstve zavisi od typu ulohy, ktord ma siet riesif. Pre
klasifika¢né lohy pocet neurénov obvykle zodpovedd poctu klasifikaénych tried, pricom
pre binarnu klasifikaciu je ¢asto pritomny len jeden neurén vydavajici pravdepodobnost
prislusnosti k jednej triede. V pripade regresnych tloh vystupna vrstva typicky obsahuje
jeden neurdn, ktory poskytuje kontinualne vystupy.

Vystupna vrstva definuje, ako bude vykon siete interpretovany a vyuzity. Integralne
zhriiuje naucCené reprezentacie zo skrytych vrstiev a premiena ich na predikcie alebo roz-
hodnutia.

3.2 Ucenie neurénovych sieti

Proces ucenia neurénovych sieti je zakladom ich schopnosti vykonavat Specifické ilohy, ako
je klasifikacia, regresia, alebo rozpoznavanie vzorov. Tento proces zahina viacero krokov,
ktoré umoznuju sieti postupne sa zlepSovat v spracovani a interpretacii dat.

Ucenie neurénovych sieti prebieha typicky prostrednictvom metody zvané “spétné sire-
nie chyby“ (backpropagation), ktora je spojend s optimaliza¢nym algoritmom, ako je napri-
klad Adam. Cielom je minimalizovat rozdiel medzi predikovanymi vystupmi siete a skutoc-
nymi hodnotami (¢asto nazyvany ako “chyba‘ alebo “strata®) prostrednictvom systematic-
kej upravy vah a prahovych hodnét v neurénoch.

Fazy ucenia [4]:

1. Inicializacia vdh: Pred zaciatkom ucenia sa vahy a prahové hodnoty (bias) neurénov
inicializujt, c¢asto s ndhodnymi hodnotami malého rozsahu. Tento krok je dolezity,
pretoze odlisnd inicializacia méze viest k roznym vysledkom ucenia.

2. Propagacia vpred: V kazdej iteracii uCenia sa vstupné data posielaji cez neurénovi
siet, od vstupnej vrstvy az po vystupnid. V kazdej vrstve si data transformované
pomocou vah a prahovych hodnét spojenych s aktivadciou neurénov, a vysledok sa
prenisa do nasledujtcej vrstvy.
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3. Vypocet chyby: Po dosiahnuti vystupnej vrstvy sa vypoéita chyba (strata) porov-
nanim vystupov siete s o¢akavanymi vysledkami. Tato chyba vyjadruje, ako dobre
alebo zle siet vykonava zadand tlohu.

4. Spatné sirenie chyby: Chyba sa potom pouzije na postupné tpravy vah a prahovych
hodno6t, Siriac sa spaf smerom k vstupnej vrstve. Tento proces zahina pouzitie derivacii
chyby vo vztahu k vaham, ¢o umoznuje efektivne prisposobenie modelu.

5. Aktualizacia vah: Vahy sa aktualizuji na zaklade vypocitanych gradientov a rych-
losti ucenia, ktorda urcuje, ako rychlo sa maji vahy menif. Mensia rychlost ucenia
moze znamenat presnejSie ucenie, ale za cenu dlhsieho trvania procesu.

Ucenie neurénovych sieti je iterativny proces, ktory sa uskutocnuje opakovanym pre-
chidzanim trénovacich ddt v davkach (batches) a epochach, a to az do momentu, kym
sief nedosiahne stanovené ciele tykajice sa presnosti alebo inych vykonnostnych metrik.
Kazda epocha zahrnuje prechod cez cely trénovaci dataset, kde sief aktualizuje svoje vahy
na zaklade akumulovanych chyb v predikciach.

Pocas procesu tréningu je dolezité pravidelne monitorovat vykonnost modelu nielen na
trénovacich datach, ale aj na validacnej sade, ktora poskytuje nezavislé hodnotenie vykon-
nosti siete. Tento krok zabranuje nadmernému prisposobeniu sa, zndmemu ako overfitting,
kde model perfektne predikuje trénovacie data, ale zlyhava pri generalizacii na nové, nevi-
dené data

Aby sme zabezpecili, ze model zostane U¢inny a schopny generalizovat, je nutné pra-
videlne upravovat parametre ucenia, ako sa rychlost ucenia a velkost davok, a pripadne
implementovat techniky, ako je skoré zastavenie (early stopping), kedy tréning konéi, ak sa
valida¢na chyba prestane zlepsovat. Tieto kroky poméhaji zabezpecit, Zze neurénova siet
dosiahne optimalnu rovnovahu medzi uc¢enim a generaliza¢nou schopnostou, vdaka tymto
krokom sme schopny tspesne nasadit model v redlnych aplikaciach.

3.3 Funkcia aktivacie

Funkcia aktivacie v neurénovej sieti je mechanizmom, ktory rozhoduje, ¢i a ako neurén ma
byt aktivovany v reakcii na vstup, ktory dostava. Tato funkcia transformuje vstupné signaly
neurénu na vystupny signal, ktory je dalej posielany do dalsSich neurénov v sieti.

Par prikladov aktivaénych funkcii:

e Linearna funkcia alebo identity funkcia: Je to najjednoduchsia forma aktivac-
nej funkcie, kde vystup je priamo dmerny vstupu. Tato funkcia sa casto pouziva
v poslednej vrstve regresnych modelov, ale nie je vhodna pre skryté vrstvy, pretoze
neumoznuje modelom ucit sa komplexné vzory v datach.

o Sigmoid alebo logisticka funkcia: Tato funkcia transformuje kazdy vstupny signal
na vystup v rozmedzi medzi 0 a 1, ¢o ju robi idealnou pre tlohy binarnej klasifikacie.
Sigmoid je uzitoc¢ny, ked potrebujeme pravdepodobnosti na vystupe, ale trpi prob-
lémami ako st zmiznuté gradienty (vanishing gradients) pri velmi vysokych alebo
nizkych hodnotéch vstupu

¢ Softmax: Tato funkcia je rozsirenim sigmoidu pre pripady, kde mame viac ako dve
klasifikacné kategérie. Softmax vypocita exponencidlne hodnoty pre kazdy vstupny
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neurén a normalizuje tieto hodnoty tak, aby ich stucet bol rovny jednej. Vystup soft-
maxu je teda distribucia pravdepodobnosti medzi viacerymi triedami, ¢o je uzitoéné
v mnohotriednej klasifikacii.

o« ReLU (Rectified Linear Unit) ReLU je dnes jednou z najpopuldrnejsich akti-
vacnych funkcii v hlbokych neurénovych sietiach, kvoli svojej jednoduchosti a efek-
tivite. Vystup je 0 pre vSetky zaporné vstupy a linedrne rovny vstupu pre vsetky
kladné vstupy. ReLU pomaha riesit problémy zmiznutych gradientov v hlbokych sie-
tach a zvysuje rychlost konvergencie tréningu.

o Tanh (hyperbolicky tangens): Tanh je podobnd sigmoidu, ale vystup je norma-
lizovany na rozsah medzi -1 a 1. Toto zlepSuje tréningové vlastnosti siete tym, zZe
normalizuje vystup neurénov, ¢o vedie k efektivnejSiemu sireniu gradientov.

Aktivaéné funkcie umoznuji modelom ucit sa a reprezentovat nelinearne vztahy. Bez
tychto funkcii by siete mohli vykonavat len linearne transformacie, ¢o obmedzuje ich schop-
nost spracovavat komplexnejsie udaje ako st obrazky, zvuky alebo texty. Tym, ze poskytuja
nelinedrnosti, umoznujui neurénovym siefam stavat sa hlbsimi a efektivnejsie modelovat si-
roky rozsah vzorcov a dynamik v datach.

3.4 Typy neurénovych sieti

Neurénové siete sa moézu lisit vo svojej struktire, komplexnosti a tcelu, ¢o umoznuje ich
Siroké vyuzitie v roznych oblastiach strojového ucenia. Rozdielne typy neurénovych sieti
su navrhnuté na rieSenie Specifickych typov problémov, od jednoduchého rozpoznavania
vzorcov az po komplexné tlohy ako je rozpoznéavanie reci alebo generovanie textu. Nasleduju
popisy niekolkych zakladnych typov neurénovych sieti, ktoré si casto vyuzivané v praxi.

3.4.1 Dopredné neurénové siete (Feedforward Neural Networks)

Dopredné neurénové siete st najjednoduchsi a najrozsirenejsi typ neurénovych sieti. V tychto
siefach informéacie postupuju iba jednym smerom, vpred, od vstupnych vrstiev, cez skryté
vrstvy, az po vystupni vrstvu. Tento typ siete je ¢asto pouzivany pre klasifikacné a regresné
ulohy a je zakladom pre mnohé zlozitejsie siete.

3.4.2 Konvolu¢né neurénové siete (Convolutional Neural Networks, CNN)

Konvoluéné neurénové siete su Specializované na spracovanie dat s viac dimenzionalnou
struktarou, ako su obrazky a videa. Vdaka svojej architektire, ktord vyuziva konvoluéné
vrstvy na efektivne ucenie sa priestorovych hierarchii vstupnych dét, si idealne pre tlohy,
ako je rozpoznavanie obrazov a video analyza. Konvolu¢né vrstvy zachytavajua dolezité vlast-
nosti ako hrany, farby a textury.

3.4.3 Rekurentné neurénové siete (Recurrent Neural Networks, RNN)

Rekurentné neurénové siete si navrhnuté na efektivne spracovanie sekvencénych dat, ako sa
casové rady alebo prirodzeny jazyk. Na rozdiel od doprednych sieti, RNN maji “pamét*,
ktora im umoznuje uchovat informacie z predchadzajicich vstupov a pouzit ich na ovplyv-
nenie vystupu pre aktualny vstup. Tato vlastnost robi RNN mimoriadne uzito¢né pre tlohy,
ako je predikcia Casovych radov, rozpoznavanie reci alebo generovanie textu.
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3.4.4 Generativne konkurencné siete (Generative Adversarial Networks,
GAN)

Generativne konkurencéné siete s zlozené z dvoch sutaziacich sieti: generatora, ktory vy-
raba data, a diskriminatora, ktory hodnoti, ¢i st data skutocné alebo vygenerované. Tento
model sa pouziva pre tlohy, kde je cielom generovat nové data, ktoré st nerozoznatelné od
skutocnych. GANs st ¢asto vyuzivané v oblastiach ako generovanie umelého obrazu, video
hry a vylepsovanie fotografii.

3.5 Typy neurénov v neurénovych sietach

V ramci neurénovych sieti existuje niekolko Specifickych typov neurénov, ktoré sa pouzi-
vaju na rozne ucely, v zavislosti od Struktiry a funkcénosti modelu. Kazdy typ neurénu je
optimalizovany pre urcité operacie alebo spracovanie dat.

3.5.1 Dense neurény (Plne prepojené neurdny)

Dense neurény alebo plne prepojené neurdny, si zakladom mnohych neurénovych sieti, pri-
¢om kazdy neurén v danej vrstve je prepojeny so vSetkymi aktiviciami z predchidzajicej
vrstvy. Tento typ neurénov je ¢asto pouzivany na integraciu a syntézu informéacii z celého
datového setu do findlneho rozhodnutia alebo predikcie, ¢o umoznuje efektivne spracovanie
komplexnych tloh ako su klasifikacia a regresia. Vystupy z tychto neurdémov st vypoci-
tané ako vahovany sucet vstupov s pridanym biasom, ktory je nasledne transformovany cez
aktiva¢ni funkciu, ako je ReLU alebo sigmoid, na zavedenie potrebnej nelinearity do mo-
delu. Napriek svojej flexibilite a schopnosti integracie st dense neurény vypoctovo naro¢né
a mozu byt nachylné na overfitting, ¢o vyzaduje pouzitie technik ako regularizacia alebo
dropout na zabezpecenie spravneho generaliza¢ného vykonu.

3.5.2 LSTM - neurdny s dlhou kriatkodobou pamitou

LSTM - Long Short Temporary Memory alebo neurény s dlhou kratkodobou pamétou, sa
typ rekurentnych neurénovych sieti (RNN) navrhnuté na riesenie problémov s “kratkodobou
paméfou* v standardnych RNN. Tieto neurény st schopné uchovat informécie na dlhé
Casové obdobia a su efektivne v tlohach, kde je doélezitd sekvencnda zavislost v datach,
ako je spracovanie prirodzeného jazyka, predikcia ¢asovych radov alebo rozpoznavanie reci.
Na rozdiel od tradicnych RNN, ktoré maju tendenciu trpiet problémami so zmiznutim
alebo exploziou gradientov pri dlhych sekvencidch, LSTM neurény pouzivaji struktiaru
obsahujtcu tzv. brany - zabudované mechanizmy, ktoré reguluju tok informécii. Tieto brany
(vstupna a vystupnd) umoznuji LSTM neurénom selektivne zapamétat alebo zabudnit
informaécie, ¢o zlepsuje ich schopnost ucit sa a udrziavat doélezité informécie pocas dlhého
casového obdobia bez zbyto¢ného Sumu.
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Kapitola 4
Navrh aplikacie

Tato kapitola podrobne popisuje navrh webovej aplikdcie a predikéného modelu. Cielom
je poskytnuf uceleny pohlad na architektiru aplikacie, vyuzité technolégie a spdsob ich
integracie do jednotlivych komponentov aplikdcie. Prehladne sa zameriavame na funkcie
aplikacie, jej modularnu struktiaru a vyber pouzitych technolégii.

4.1 Ciele aplikacie

Hlavnym cielom aplikacie je poskytnit uzivatelom nastroj pre predpovedanie cien leteniek
a vizualizaciu vyvoja tychto cien. Aplikacia je navrhnuté tak, aby splnila nasledujtce $pe-
cifické tulohy:

e Predpovedanie cien leteniek: Aplikdcia umoznuje uzivatelom ziskat predpovede
cien leteniek na zaklade historickych tidajov a trendov pomocou algoritmov strojového
ucenia. Tento nastroj pomoze uzivatelovi pri kiipe letenky tym, ze im poskytne casovy
vyvoj cien daného letu.

e Vizualizacia vyvoja cien: Klicovou funkcionalitou je zobrazovanie grafu, ktory
ukazuje vyvoj cien az do datumu odletu. Tento graf bude umoznovat uzivatelom
lepSie pozorovat trendy a rozhodnut sa podla nich.

e Uzivatelské rozhranie: Aplikicia bude navrhnuta s dérazom na jednoduchost a in-
tuitivnost, ¢o zabezpecuje, zZe aj uzivatelia bez technického zadzemia moézu lahko vyuzi-
vat vSetky funkcie. Rozhranie zahriuje jednoduché formulare pre zadavanie datumov
cesty a vyber destincii.

Cielom tychto funkcii je poskytnuf uzivatelom komplexny pohlad na ceny leteniek,
umoznit im efektivne rozhodovanie pri kipe leteniek a napomdéct k optimalizacii ich cestov-
ného rozpoctu. Aplikicia teda slizi ako nastroj pre zlepsenie planovania cestovania vdaka
predpovediam a prehladnym vizualizaciam.

4.2 Architektura aplikacie

Tato ¢ast podrobne popisuje architektiru aplikédcie na predpovedanie cien leteniek, ktora je
zalozena na REST architektire. Tento pristup umoznuje efektivnu a flexibilni komunikaciu
medzi réznymi Castami systému a zaistuje, ze aplikacia je skdlovatelnd a Iahko prisposobi-
telnd budtcim potrebam.
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Ako je znazornené na Obrazku 4.1, architektira obsahuje niekolko kIicovych vrstiev a kom-
ponentov, ktoré spolupracuji na spracovani poziadaviek:

1. Vstupny bod (http://localhost:3000):

e Schéma zacina adresou http://localhost:3000, ktorad je lokalna adresa, na
ktorej je systém dostupny. Toto je vstupny bod pre uzivatelské poziadavky.

2. React Aplikacia (port 80):

e Poziadavky smerujice na tito adresu si presmerované na React aplikaciu be-
ziacu na porte 80. React aplikicia je postavena na Node.js.

3. Komunikacia medzi React a Python aplikaciou:

e React aplikiacia nasledne komunikuje s Python aplikiciou prostrednictvom portu
8000. Node.js v tomto kontexte poskytuje serverové prostredie pre React apliké-
ciu.

4. Python Aplikacia (Uvicorn, v Dockeri):

e Python aplikacia bezi na Uvicorn serveri, ktory prijima poziadavky od React
Aplikacie. Uvicorn ako ASGI server optimalizuje asynchrénnu komunikaciu.

5. Docker:

o Celéd aplikacia je zabalend do Docker kontajneru, ¢o zjednodusuje nasadenie a
zabezpecuje konzistentné prostredie pre vsetky komponenty.

http:/localhost:3000

port 80

port 80

React Aplikacia
Node.Js

port 8000

Python Aplikacia

Uvicorn |

Docker

Obr. 4.1: Schéma aplikacie
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4.2.1 Frontend

Implementované pomocou: React.js na Node.js platforme

Uloha: Frontend poskytuje dynamické uzivatelské rozhranie, cez ktoré mézu uzivatelia
interagovat s aplikdciou. React.js bol vybrany kvoli jeho schopnosti efektivne spracovavat
dynamické aktualizacie a udrziavat aplikaciu reaktivnu bez potreby opdtovného nacitania.
Node.js poskytuje serverové prostredie pre spustenie React.js, ¢o umoznuje vyssiu efektivitu
pri spracovani poziadaviek a zjednodusuje vyvoj jednostrankovych aplikacii (SPA).

4.2.2 Backend

Implementované pomocou: FastAPI, Uvicorn

Uloha: Backend spracoviva logiku aplikécie, manipuldciu s ddtami a poskytuje predpovede
cien leteniek frontendu. FastAPI je vyuzivany pre jeho rychlost a podporu asynchrénnych
operacii, zatial ¢o Uvicorn ako lahky ASGI server zaistuje efektivne spracovanie poziadaviek.

4.2.3 Docker

Uloha: Docker je vyuzivany na kontajnerizaciu celej aplikicie, ¢o zjednodusuje nasadenie
a spravu prostredi od vyvoja po produkciu. Kontajnery Docker zabezpecuju konzistentnost
prostredia a minimalizuji problémy s kompatibilitou.

4.3 Podrobnejsi popis pouzitych technolégii

Tato sekcia podrobne rozobera subor technolégii a nastrojov pouzivanych na vyvoj, na-
sadenie a prevadzku nasej aplikicie na predpovedanie cien leteniek. Vyber technoldgii bol
motivovany potrebou efektivnosti, bezpecnosti a snahou o minimalizaciu komplexnosti pri
udrziavani systému.

4.3.1 Frontend Technolégie

React.js'

Jedna sa o deklarativnu, efektivnu a flexibilnta JavaScript kniznicu pre stavbu uzivatelskych
rozhrani. Je idedlna pre vytvorenie dynamickych a responzivnych SPA (Single Page Appli-
cations), ktoré vyzaduju neustédlu interakciu s uzivatelom a rychle aktualizécie bez nutnosti
obnovovania celej stranky.

Node.js”

Node.js je platforma postavend na Chrome V8 JavaScript engine. Pouziva sa ako serverové
prostredie pre beh React.js aplikacii.

Yhttps:/ /react.dev/
https:/ /nodejs.org/
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4.3.2 Backend Technolégie
FastAPI®

Moderny, rychly webovy framework pre Python, navrhnuty Specidlne pre vytvorenie API
s vysokym vykonom. Podporuje asynchréonne operacie a automaticka generaciu dokumen-
tacie APIL.

Uvicorn’

Vysoko vykonny ASGI server, ktory je optimalizovany pre rychle a efektivne spracovivanie
HTTP poziadaviek v asynchréonnom rezime.

4.3.3 Kontajnerizacia a Orchestration
Docker a Docker Compose®

Docker poskytuje robustné rieSenie pre kontajnerizaciu aplikacii, umoznujic im behat v izo-
lovanych prostrediach, ktoré zabezpecuji konzistenciu medzi vyvojovymi a produkénymi
prostrediami. Docker Compose je nastroj, ktory zjednodusuje proces definicie, spravy a
spustania viacerych Docker kontajnerov. Umoznuje konfiguraciu viacerych kontajnerovych
sluzieb, sieti a tlozisk v jednotnom sibore, ¢o zjednodusuje nasadzovanie komplexnych ap-
likacii. Toto spojenie Docker technoldgii tak vytvara efektivne a skalovatelné riesenie pre
nasadenie a spravu nasej aplikacie.

4.4 Vyuzité kniznice a frameworky

V tejto Casti sa podrobne venujeme knizniciam a frameworkom, ktoré st kltucové pre funkc-
nost nasej aplikicie na predpovedanie cien leteniek. Kazda z tychto technoldgii prispieva
k roznym aspektom aplikéacie, od spracovania dat az po uzivatelské rozhranie.

4.4.1 Datova analyza a spracovanie
Polars’

Polars je kniznica pre manipuldciu s datami, navrhnutd pre vysokua rychlost a efektivne
paralelné spracovanie. Na rozdiel od Pandas, ktory je vhodny pre mensie az stredné datové
sady, Polars exceluje pri praci s velkymi datovymi mnozinami, vdaka svojej optimalizacii
pre vykon a nizku pamétovi stopu. Tato kniznica poskytuje funkcie podobné tym v Pandas,
ale s lepsou skalovatelnostou a rychlostou.

NumPy’

Zakladné kniznica pre numerické vypocty v Python. NumPy podporuje operacie s velkymi,
viacrozmernymi poliami a maticami, poskytujic rozsiahlu kolekciu matematickych funkcii
potrebnych pre analyzu a modelovanie dat.

3https://fastapi.tiangolo.com/
“https://www.uvicorn.org/
®https:/ /www.docker.com/
Shttps://pola.rs/

"https:/ /numpy.org/
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4.4.2 Prediktivne modelovanie
Scikit-lear®

Scikit-learn je kniznica pre jazyk Python, ktory sa pouziva pre strojové ucenie. Poskytuje
Siroku skalu popularnych algoritmov pre klasifikdciu, regresiu a klastrovanie dat. Je navr-
hnuty tak aby bol vysoko vykonny pri spracovani velkych dat [14].

TensorFlow’ /Keras'’

TensorFlow, spolu s jeho vysokoturoviovym API Keras, tvori zdklad nasej infrastruktiry
pre hlboké ucenie. Tato kombinacia ndm umoznuje efektivne vytvarat a trénovat pokrocilé
modely neurénovych sieti.

4.4.3 Vizualizacia dat

Matplotlib'!

Kniznica pre vizualizaciu dat v Python. Matplotlib umoznuje vytvaranie Sirokej skaly sta-
tickych vizualizacii. Je nevyhnutna pre zobrazovanie vysledkov nasich analyz a modelov
v zrozumitelnej forme.

Shttps:/ /scikit-learn.org/
“https:/ /www.tensorflow.org/
Ohttps://keras.io/

"https:/ /matplotlib.org/
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Kapitola 5

Implementacia prediké¢ného

modelu

Tato kapitola detailne opisuje vyvoj prediktivneho modelu na predpovedanie cien leteniek

z dat poskytnutych spolo¢nostou Kiwi.com. Pri predspracovani dat je ddélezité rozdele-
nie datovej sady a vyber vhodnej architektiry modelu, aby bola zabezpecend jeho efekti-

vitu a presnost.

5.1 Datova sada

Tato analyza sa opiera o datova sadu ziskani od spolo¢nosti Kiwi.com, ktord poskytuje
sluzby v oblasti vyhladdvania a rezervacie leteniek. Tato datova sada obsahuje agregované
data o vyhladavaniach letov uskutocnenych uzivatelmi, kde kazdy zdznam predstavuje ag-
regaciu dat podla hodiny vyhladdvania (search__hour) na hodinovej béze. V datovej sade sa

nachadza skoro 18 miliénov zaznamov. Kazdy zdznam v datovej sade obsahuje informaécie,

ktoré si podrobne popisané v Tabulke 5.1.

Atribt

Popis

search hour

Cas vyhladavania, agregovany po hodinach, vo formate
YYYY-MM-DD HH:MM:SS v UTC

itinerary_ src

Kod letiska odletu

itinerary_ dst

Kéd letiska priletu

distance

Vzdialenost medzi letiskami odletu a priletu v kilometroch

avg_ basefare_ per_ pax

Priemerna zakladnd cena letenky na cestujiceho, vypoci-
tana z agregovanych dat

outbound dTimeUTC

Planovany c¢as odletu v UTC

outbound_ aTimeUTC

Planovany cas priletu v UTC

flights

Identifikator letu

n_search results

Pocet vysledkov vyhladavania pre dany let pocas agregova-
nej hodiny

Tabulka 5.1: Popis atribiatov v datovej sade
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5.1.1 Kiwi.com

Kiwi.com je online cestovacia agentura, ktord sa Specializuje na predaj cenovo dostupnych
leteniek. Spolo¢nost bola zalozena v roku 2012 a sidli v Brne v Ceskej republike. Kiwi.com sa
vyuziva unikdtny algoritmus, ktory umoznuje najst vyhodné letenky kombinaciou réznych
spojeni od rozliénych dopravcov, vratane nizkonakladovych a tradi¢nych leteckych spoloc-
nosti. Pontka tiez Siroku skalu dalsich sluzieb, ako st poistenie, ubytovanie a transferové
sluzby.

5.2 Predspracovanie dat

Na identifikaciu priznakov boli vybrané tie znaky, ktoré maji vyznamny dopad na cielovi
premennd, teda cenu letenky. Zahrnuté boli informacie o odletovych a priletovych desti-
naciach, ako aj ¢asové udaje tykajuce sa vyhladavania a odletu, vratane dat o sviatkoch.
Vzhladom na to, ze ddta neobsahuji informécie o tom, aky typ sluzby (napriklad ekono-
mické alebo biznis trieda) si cestujici zvolil, boli vybraté data tykajice sa len vybranych
leteckych spolo¢nosti W6 (WizzAir) a FR (Ryanair).

Nésledne bolo vykonané cistenie dat, ktoré zahinalo overenie tiplnosti a spravnosti in-
formécii v nasej datovej sade. Kedze neboli neidentifikované ziadne zavazné chyby alebo
netplnosti, tento krok bol relativne jednoduchy a rychly.

Poslednou ¢astou predspracovania, bola transformécia dat. Bolo nevyhnutné premenit
kategorické premenné na ¢iselné hodnoty vhodné pre strojové ucenie. Tento proces bol
realizovany pomocou techniky One-Hot Encoding, ktora premiena kategorické atribiity na
bindrny format. Metéda bola aplikovand na premenné, ako su den v tyzdni, den v mesiaci
a mesiac v roku, ¢o umoznuje modelu rozpoznavat a naucif sa dolezité ¢asové vzorce.

Cely proces predspracovania bol realizovany s pouzitim kniznice Polars v programova-
com jazyku Python, ¢o nam umoznilo efektivne spracovat velké objemy dat. Vysledné pred-
spracované data boli ulozené do siboru CSV, ktory poskytuje univerzalny a jednoducho
manipulovatelny format pre nacitanie a dalSie spracovanie dat v ramci roznych analytickych
platforiem.

5.3 Rozdelenie dat

Pred samotnym vyvojom prediktivneho modelu bolo potreba rozdelit datovy sibor na tré-
novaciu, valida¢ni a testovaciu sadu. Tymto krokom pre zabezpecéime schopnosti modelu
generalizovat naucené vzorce na datach, ktoré neboli pocas tréningu videné, a predcha-
dza tak problému preucenia. Rozdelenie dat na tieto tri sady zabezpecuje, ze proces vy-
voja modelu je robustny a vysledny model bude maf dobri generaliza¢ni schopnost. Im-
plementacia rozdelenia bola realizovana s pouzitim funkcie train_test_split z kniznice
sklearn.model_selection, ktord umoznila ndhodne rozdelit ddta v pomere 70% pre tré-
novaciu sadu a zvySnych 30% rovnomerne rozdelit medzi validaéni a testovaciu sadu.
Nahodné rozdelenie eliminuje potencidlny problém so zoradenymi datami vo vzorkach.
Predstavme si, Zze nase data pochidzaji z roznych ¢asovych obdobi a st predbezne zora-
dené chronologicky. Ak by sme tieto data nerozdelili ndhodne, mohli by sa vSetky trénovacie
data tykat starsich pripadov, zatial ¢o testovacie data by obsahovali len najnovsie pripady.
Toto by mohlo spdsobit, ze model bude neefektivny pri predikcii aktualnych alebo budtcich
trendov, pretoze nebol trénovany na relevantnych, sicasnych datach. Nahodné rozdelenie
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zabezpecdi, ze kazda sada obsahuje vzorky z réznych ¢asovych obdobi, ¢im sa zvysuje prav-
depodobnost, ze model bude robustny a spolahlivy aj v redlnom prostredi.

5.4 Vyvoj modelu

Tato cast sa venuje konkrétnym krokom a technikdm, ktoré boli aplikované pri vyvoji pred-
iktivneho modelu. Cielom bolo vytvorit model, ktory by bol schopny s vysokou presnostou
predpovedat priemerni cenu na cestujiceho na zaklade dostupnych dat.

Je dolezité spomentt, ze povodna datova sada bola zredukovana z dévodu jej velkosti,
ktora predstavovala vyzvu pri trénovani neurénovych sieti. Aj napriek disponovaniu serve-
rom s grafickou kartou Nvidia RTX A5000, trénovanie modelu na kompletnej sade trvalo
nadmieru dlho a vysledky neboli dostatoéne presné. Tento fakt viedol k rozhodnutiu si-
stredif sa na trénovanie neurénovych sieti na okresanej sade, konkrétne na letovej trase
PRG->FCO pre letecké spolo¢nosti W6 a FR. Tento pristup umoznil nielen zrychlenie
trénovania, ale aj optimalizaciu neurénovych sieti pre linky, ¢o predstavuje vyhodu pre
zvysSenie presnosti modelov.

5.4.1 Architekttira modelu

Model bol postaveny s vyuzitim hlbokého ucenia a konkrétne siete typu Dense 3.5.1, ktoré
su zname svojou schopnostou efektivne spracuvat velké objemy dat a identifikovat v nich
komplexné vzorce. Architektira modelu pozostavala z niekolkych vrstiev:

e Vstupna vrstva: Prva vrstva modelu, ktora prijima vstupné data. Velkost vstupnej
vrstvy bola nastavena na pocet vybranych priznakov po predspracovani dat a to 179.
Velka cast tychto vstupov tvori one-hot encoding pre Casové atributy a to cas vyhlada-

evve

e Skryté vrstvy: Model bol testovany s viacerymi nastaveniami skrytych vrstiev, tie
su blizsie popisané v kapitole 7.1.

e Vystupna vrstva: Posledna vrstva modelu, ktorda generuje predpoved cielovej pre-
mennej. Vzhladom na to, ze tlohou bolo predpovedat kontinualne hodnoty (priemernt
cenu), vystupnd vrstva obsahovala jediny neurén s linedrnou aktivacénou funkciou.

5.4.2 Trénovanie modelu

Trénovanie modelu bolo realizované s pouzitim kniznice TensorFlow a jej vysokouroviiového
rozhrania Keras. Na optimalizaciu vah modelu bol pouzity algoritmus Adam, ktory je znamy
svojou efektivitou v réznych typoch iloh hlbokého ucenia. Ako funkciu straty bola zvolena
Mean Squared Error (MSE).

Pocas trénovania modelu bolo klti¢ové monitorovat vykonnost nielen na trénovacej sade,
ale aj na validacnej sade, aby sa predislo preuc¢eniu. Jednou z technik, ktoré boli aplikované,
bolo predéasné ukoncenie (early stopping), kde trénovanie modelu sa automaticky zastavi,
ak sa vykonnost na validacnej sade nezlepsuje.

Okrem vyssie uvedenych stratégii, vyznamnu ¢ast procesu trénovania modelu tvorilo aj
experimentovanie s réoznymi konfiguraciami skrytych vrstiev. Rozhodli sme sa preskiimat
vplyv modelu na jeho vykonnost, a preto sme vytvorili viaceré varianty modelu, ktoré sa
liili poc¢tom skrytych vrstiev. Cielom bolo zistit, ¢i zvysenie poctu skrytych vrstiev prinesie
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zlepSenie v presnosti predpovedi alebo, naopak, ¢i to povedie k preu¢eniu modelu v désledku
prilisnej komplexnosti.

V kontexte experimentovania s réznymi konfiguraciami skrytych vrstiev bol kladeny dé-
raz aj na testovanie rozlicnych poc¢tov neurénov v jednotlivych vrstvach. Bolo analyzované,
ako pocet neurénov ovplyvinuje schopnost modelu zachytif nuansy v datach a ¢i existuje
ur¢itd optimalizovana velkost pre nasu konkrétnu dlohu.

Tieto experimenty nam poskytli cenné poznatky o tom, ako architektira modelu ovplyv-
nuje jeho schopnost ucit sa z dat a generalizovat. Bolo zistené, ze existuje mald rovnovaha
medzi pridanim dalsich skrytych vrstiev na zvysenie modelovej kapacity a rizikom preuce-
nia, ktoré s tym moze byt spojené. Na zaklade tychto experimentov bolo mozné identifikovat
konfiguraciu modelu, ktorad ponikla najlepsiu rovnovahu medzi vykonnostou a generaliza-
ciou.

Vysledkom tychto experimentov bolo lepsie porozumenie dblezitosti spravneho navrhnu-
tia architektiry modelu a toho, ako rozne aspekty konfiguracie vrstiev ovplyvnuju vysledna
presnost modelu. Tato faza vyvoja bola zdsadnd pre optimalizéciu naseho prediktivneho
modelu, umoznujica nam dosiahnut vyvazenti kombinaciu medzi dostato¢nou modelovou
kapacitou na ucenie sa zlozitych vzorcov v datach a zaroven udrzanim schopnosti modelu
generalizovat na nevidenych détach.

Pri trénovani réznych konfiguracii modelu bol taktiez kladeny déraz na optimalizaciu
procesu ucenia prostrednictvom réznych nastaveni optimalizatorov. Experimenty boli pre-
vadzané nielen s réznymi typmi optimalizatorov, ako st Adam, SGD, ale aj s ich Specifickymi
nastaveniami, vratane velkosti kroku (learning rate), aktivaénych funkcii a batch size.

Velkost kroku (Learning Rate): Jednym z klucovych parametrov pri nastavovani opti-
malizatora bol vyber velkosti kroku. Experimentovali sme s roznymi hodnotami (vid. 7.2),
aby sme nasli optimalnu rychlost ucenia. Bolo zistené, zZe najlepsi learning rate pre nase
ucely bol 0.001, ¢o umoznilo modelu efektivne konvergovat k minimu stratovej funkcie bez
rizika "presprievodzenia'cez minimum

Batch Size: “Velkost davky* je dalsim zdsadnym parametrom, ktory ovplyviiuje proces
trénovania neuronovej siete. Pocas experimentovania sme testovali rézne velkosti davok, aby
sme zistili, ako velkost davky ovplyviiuje rychlost a stabilitu konvergencie modelu (vid. 7.2).

Tieto experimenty s ré6znymi nastaveniami optimalizatorov umoznili lepSie pochopit dy-
namiku trénovacieho procesu a identifikovat kombinaciu parametrov, ktora najefektivnejsie
viedla k nauceniu modelu. Bolo zistené, Ze spravne nastavenie optimalizatora moze vyrazne
ovplyvnit schopnost modelu naucit sa komplexné vzorce v datach a zaroven udrzat stabilitu
a efektivitu trénovania.

Tieto poznatky boli nesmierne cenné pre findlnu fazu vyvoja modelu, kde sme hladali
najlepsiu rovnovahu medzi rychlostou ucenia, presnostou modelu a jeho schopnostou gene-
ralizécie.

5.4.3 Vyhodnotenie modelu

Po dokonceni trénovania bolo vykonané konecné vyhodnotenie modelu na testovacej sade,
ktord bola modelu doposial nezndma. Vysledky vyhodnotenia poskytli dolezité informaécie
o vykonnosti modelu v redlnych podmienkach.
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Kapitola 6

Implementacia webovej aplikacie

Tato kapitola podrobne rozobera implementaciu webovej aplikdcie na predpovedanie cien
leteniek. Sktima technické aspekty vyvoja a poskytuje detailny pohlad na vybrané techno-
l6gie a metddy, ktoré boli pouzité pri vytvarani efektivneho, bezpeéného a skalovatelného
riesenia. Bliz§i navrh je popisany v kapitole 4.2.

6.1 Prostredie

Docker je kIucovy v implementdcii nasej aplikacie, zabezpecujici konzistenciu prostredi
a zjednodusenie. Nizsie s podrobnosti o tom, ako sme integrovali Docker do nasého vyvo-
jového procesu a aké vyhody to prinieslo.

6.1.1 Dockerfiles

Backend: Nasa backendovd komponenta aplikicie vyuziva vlastny Dockerfile, ktory
umoznuje vytvorenie izolovaného prostredia pre Python aplikiciu. Dockerfile Specifikuje
zékladny obraz Python, nainstaluje potrebné zavislosti uvedené v siibore requirements. txt
a nakopiruje zdrojové kédy aplikicie do kontajnera. Takto pripraveny kontajner obsahuje
vsetky potrebné subory a zavislosti na spustenie backendu a je pripraveny na interakciu
s frontendom.

Frontend: Frontend pouziva samostatny Dockerfile, ktory zahina instalaciu Node.js a ko-
pirovanie vsSetkych potrebnych suborov aplikdcie do kontajnera. Tento pristup zabezpecuje,
ze vsetky zavislosti frontendu st spravne nainstalované a aplikacia je pripravend na spus-
tenie v izolovanom a konzistentnom prostredi.

6.1.2 Docker Compose

Pre spojenie viacerych kontajnerov (backend, frontend) a zjednodusenie konfiguricie sme
pouzili docker-compose.yaml. Tento stibor definuje sluzby, sietové nastavenia a zavislosti
medzi kontajnermi. Docker Compose ndm umoznuje s jednym prikazom spustif celd aplika-
ciu, ¢o zjednodusuje vyvoj a testovanie. Vyuzitie Docker Compose tiez poméaha pri simulacii
produkéného prostredia na lokalnom stroji, ¢im sa minimalizuji problémy s nasadenim.

Vyhody Dockeru

Integracia Dockeru priniesla vyrazné vyhody, vratane:

33



« Konzistencia prostredia: Zabezpecuje rovnaké prostredie na vsetkych vyvojovych a na
moznych produkénych strojoch.

¢ Izolacia: Kazda komponenta aplikicie bezi izolovane, ¢o znizuje konflikty zavislosti
a problémy so zavislostami.

« SkalovateInost: Kontajnery sa daji lahko skalovat a spravovat v ramci vaésich na-
sadeni pomocou orchestra¢nych nastrojov ako je napriklad Kubernetes.

e Jednoduchost nasadenia: Nasadenie novych verzii aplikdcie alebo aktualizcie z&-
vislosti je jednoduchsie a menej nachylné na chyby.

6.2 Implementacia Backendu

Tato sekcia poskytuje detailny pohlad na implementaciu backendu webovej aplikdcie na
predpovedanie cien leteniek. Rozobera klicové komponenty, technologie a postupy, ktoré
boli pouzité na vytvorenie robustného a efektivneho serverového riesenia.

6.2.1 Klucové stibory a moduly

api.py: Tento modul sluzi ako hlavny vstupny bod pre API aplikicie. Definuje cesty
(routy) pre API, ktoré umoznuji uzivatelom interagovat s aplikdciou prostrednictvom HTTP
poziadaviek. Kazda cesta je asociovand s funkciou, ktord spracovava prislusné poziadavky
a vracia odpovede. Tento sibor tiez obsahuje konfiguraciu middleware, ktory zabezpecuje
spravnu bezpec¢nost API.

predictor.py: Modul obsahuje logiku potrebnt pre nacitanie modelov strojového ucenia,
ich inicializaciu a vykonavanie predpovedi. Tento stibor zahfnia funkcie pre manipulaciu
s datami, vypocet predpovedi a ich formatovanie pre dalsie pouzitie v aplikacii. Umoznuje
rychle nacitanie predtrénovanych modelov a zabezpecuje, ze predpovede st dostupné na
poziadanie s minimalnym oneskorenim.

6.3 Implementacia Frontendu

Tato sekcia popisuje implementac¢né detaily frontendu webovej aplikdcie na predpoveda-
nie cien leteniek, ktory je postaveny s pouzitim kniznice React.js. Rozobera sa struktira,
klacové komponenty a interakcia s backendom.

6.3.1 Hlavna struktira a komponenty
Frontend aplikécie sa sklada z niekolkych hlavnych stiborov a komponentov, ktoré su za-

kladom uzivatelského rozhrania.

index.html: Zikladny HTML subor, ktory slazi ako vstupny bod pre React aplikaciu.
Obsahuje len jednoduchy kontajner div s identifikdtorom root, do ktorého React dyna-
micky vklada celi aplikaciu.
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App.js: Korenovy komponent Reactu, ktory zahina hlavni logiku pre zobrazovanie uzi-
vatelského rozhrania. Tento komponent importuje a pouziva FlightPricePredictor, ktory
je hlavnym komponentom pre predikciu cien leteniek.

FlightPricePredictor.js: Komplexny React komponent, ktory implementuje logiku a vi-
zualizaciu predikcie cien leteniek. Umoznuje uzivatelom vyplnit pozadované udaje, ako su
datumy, letiskd a dopravcovia, a zaslat tieto informécie na server prostrednictvom HTTP
poziadaviek pomocou kniznice axios.

6.3.2 Interakcia s backendom

FlightPricePredictor. js zabezpecuje komunikiciu s backendovymi API prostrednic-
tvom HTTP poziadaviek, ktoré odosielaju a prijimaju data potrebné pre funkcionality pre-
dikcie. Uzivatelské vstupy s spracované pomocou formularovych elementov a odoslané na
server, kde st vyhodnotené a vratené ako predpovede.

6.3.3 Vizualizacia adajov

Komponent obsahuje vizualizacné nastroje, ktoré zobrazuju predikcie cien v grafe. Pouzita
kniznica react-chartjs-2 spolu s Chart. js umoziuje detailné zobrazenie predikénych dat
v interaktivnom grafe, ktory uzivatelom poskytuje lahko pochopitelny a vizualne prehladny
graf o cenovych trendoch.
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Kapitola 7

Experimentalne vysledky

V tejto kapitole je popisana séria experimentov, ktoré boli vykonané na evaluaciu réznych
architektir neurénovych sieti pouzitych na predikciu cien leteniek. Kazdy experiment sa
zameriava na rozne aspekty modelovania, vratane architektir sieti, optimalizacie paramet-
rov a porovnania vykonnosti. VSetky experimenty boli realizované na MacBooku s ¢ipom
M1 Pro.

7.1 Experiment 1: Hladanie optimalneho nastavenia poctu
vrstiev a jej pocet neurénov

V experimente sa preskiimava, ako rézne konfiguracie hibky (pocet vrstiev) neurénovej siete
ovplyvnuju jej schopnost presne predpovedat ceny leteniek. Cielom je identifikdcia optimal-
nej hibky siete, ktorda umoznuje dosiahnut najvyssiu presnost predpovede pri zachovani
efektivnej konvergencie trénovacieho procesu, a tiez sa pozoruje, za aky ¢as sa neurénova
sief dokéaze natrénovat.

Experiment za¢ina s najjednoduchsim modelom, ktory ma jedinta skryta vrstvu, a po-
stupne sa zvysuje pocet vrstiev. Kazda nova konfiguracia modelu je podrobend dokladnému
testovaniu, pri ktorom sa sleduje jej presnost a rychlost konvergencie. Presnost modelov sa
meria pomocou strednej kvadratickej chyby (MSE - Mean Squared Error), ktord poskytuje
kvantitativny zaklad pre porovnanie uc¢innosti jednotlivych architektur.

Priddvanim dalsich vrstiev je sledované, ako sa meni schopnost modelu zachytif zlo-
zitejsie vztahy v datach, pricom zaroven je brané do uvahy potenciadlne riziko preucenia,
ktoré moze viest k horsej generalizicii na novych datach. Tymto postupom je postupne
odhalované, ktora konfiguracia poskytuje optimalnu rovnovahu medzi presnostou a tréno-
vatelnostou.

Pre zlepsenie efektivity trénovania a prevenciu pretrénovania modelu je vyuzivana fun-
kcia EarlyStopping z Keras. Tato funkcia monitoruje val__loss (stratu na validacnej sade)
a ma nastavenu trpezlivost (patience) na 5 epoch. Trénovanie sa zastavi, ak sa pocas tychto
5 epoch nezaznamend zlepSenie vo valida¢nej strate, ¢im sa zaistuje, Ze model neztrica
schopnost generalizacie na nové data. Funkcia EarlyStopping je aktivovand od 5. epochy,
aby model mal dostato¢ny ¢as na adaptaciu pred spustenim predc¢asného ukoncenia.

Vysledky kazdej iteracie st dokumentované a analyzované. Pre kazdy model je poskyt-
nutd tabulka s idajmi o konfigurécii vrstiev, poc¢te neurénov a vyslednych metrikach.
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7.1.1 Experiment s jednou vrstvou

Tato cast prace je zamerand na porovnanie vykonnosti neurénovych sieti s jednou vrstvou
pri réznom pocte neurénov a na pochopenie, ako tieto faktory ovplyviuju presnost predikcii
cien leteniek, ktoré st podrobne Specifikované v tabulke 7.1. Experimenty boli rozdelené do
dvoch hlavnych skupin na zdklade po¢tu neurénov: modely s nizsim poc¢tom neurénov (M1
az M8) a modely s vysokym poc¢tom neurénov (M9 az M12).

Model ID  Skryté vrstvy Typ neuronov a aktivicie Pocet ne- Vysledky  Cas [s]
urénov na  Vysledky

vrstvu MSE
M1 1 Dense ReLLU 10 333.970 139.059
M2 1 Dense ReLLU 40 257.876 161.783
M3 1 Dense Tanh 10 278.930 141.622
M4 1 Dense Tanh 40 152.846 165.927
M5 1 Dense ReLLU 80 190.163 164.675
M6 1 Dense ReLLU 160 136.553 171.315
M7 1 Dense Tanh 80 100.561 170.497
M8 1 Dense Tanh 160 73.625 199.368
M9 1 Dense ReLLU 300 111.539 124.416
M10 1 Dense ReLLU 800 69.893 191.790
M11 1 Dense Tanh 300 61.771 178.059
M12 1 Dense Tanh 800 52.865 163.293

Tabulka 7.1: Prehlad testovanych modelov neurénovych sieti s detailmi o pocte neurénov
v jednotlivych vrstviach pre modely M1 az M12

V prvej skupine modelov M1 az M8 boli analyzované neurénové siete s poc¢tom ne-
urénov od 10 do 160 a s aktivaé¢nymi funkciami ReLLU a Tanh. Zistilo sa, ze model M1
s 10 neurénmi a aktiviaciou ReLU mal najvyssiu hodnotu MSE, ¢o naznacuje slabu pre-
dikénui schopnost. Naopak, modely s vys$sim poc¢tom neurénov vykazovali lepsie vysledky,
pricom najlepsie vysledky dosiahol model M8 s 160 neurénmi a Tanh aktivaciou. Tento
trend ukazuje, Ze zvysSenie poctu neurénov moze zlepsit prediként schopnost siete, najmé
ak je pouzitd vhodna aktivac¢nd funkcia.

V druhej skupine experimentov s modelmi M9 az M12 boli skiimané efekty znac¢ného
zvysenia pocCtu neurénov, kde sme dosiahli po¢ty od 300 do 800 neurénov. Aj tu boli pouzité
aktivacné funkcie ReLU a Tanh. Modely najmé s Tanh aktiviaciou (M11 a M12), ukazali
vyrazné zlepsenie v predikénych schopnostiach, pricom model M12 s 800 neurénmi a Tanh
aktivaciou dosiahol najnizsie MSE. Zd4 sa, ze Tanh poskytuje lepsie vysledky v kombinécii
s velkym poctom neurénov, mozno kvoli svojej schopnosti efektivne riesit komplexnejsie
predikéné tlohy.

V grafe 7.1 a 7.2 pre jednotlivé modely je mozné pozorovat, ze valida¢né straty nepre-
javuju tendenciu pretrénovania, ¢o podéiarkuje ich schopnost generalizovat a predpovedat
ceny leteniek s vysokou spolahlivostou. Na zaklade tychto pozorovani buda v dalsich expe-
rimentoch skiimané architekttury s vysSim poc¢tom neurénov a zvysSenym poctom skrytych
vrstiev.
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Obr. 7.1: Porovnanie trénovacej a validac¢nej straty pre modely M1 az M4
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Obr. 7.3: Porovnanie trénovacej a validac¢nej straty pre modely M9 az M12

7.1.2 Experiment s viacerymi vrstvami

V poslednej sérii experimentov bola zamerana pozornost na analyzu vykonnosti neuré-
novych sieti s dvoma skrytymi vrstvami, pricom sa skimalo, ako zmeny v architektire
ovplyvnuju schopnost modelov presne predpovedat ceny leteniek, tieto nastavenia su pod-
robne popisané v tabulke 7.2. Testy boli rozdelené na dve hlavné skupiny: prva skupinu
modelov M13 az M16 s miernym poc¢tom neurénov a druhti skupinu modelov M17 az M20
s vyrazne zvysenym poctom neurénov.

Prvé skupina modelov (M13 az M16) zahfnala siete s relativne vyssim po¢tom neurénov
vo dvoch vrstvach, pricom boli pouzité aktivicie ReLU a Tanh. V druhej skupine (M17
az M20) bolo experimentované s este vy$$im poc¢tom neurénov. Pozorovania naznacuju, ze
zvySovanie poc¢tu neurénov a zmena typu aktivacie moézu prindsat lepsie predikéné vysledky.
Zaujimavym zistenim bolo, Ze dlhsie trvanie trénovania nie je nutne priamo spojené so
zvySenym poctom neurénov alebo komplexnejsimi modelmi, ale s pouzitymi aktivacnymi
funkciami.

Pri detailnejSom pohlade na ¢asy trénovania jednotlivych modelov sa zistilo, ze Casy su
porovnatelné medzi modelmi s réznymi konfiguraciami a poc¢tami neurénov, ¢o naznacuje,
ze faktory ako typ aktivacie a Specifickd implementacia trénovacej rutiny mézu mat takisto
vyznamny vplyv na vypoc¢tové naroky.
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Model ID  Skryté vrstvy Typ neuronov a aktivicie Pocet ne- Vysledky — Cas [s]
urénov na MSE

vrstvu
M13 2 Dense ReLLU 120, 120 68.525 124.437
M14 2 Dense ReLLU 200, 200 53.904 138.867
M15 2 Dense Tanh 120, 120 59.445 146.576
M16 2 Dense Tanh 200, 200 51.406 236.015
M17 2 Dense ReLLU 300, 400 55.065 223.370
M18 2 Dense ReLLU 600, 400 53.116 229.055
M19 2 Dense Tanh 300, 400 51.560 330.620
M20 2 Dense Tanh 600, 400 55.064 209.437

Tabulka 7.2: Prehlad testovanych modelov neurénovych sieti s detailmi o po¢te neurénov
v jednotlivych vrstvach pre modely M13 az M20

7.1.3 Vysledky experimentu

Na zaklade zisteni z experimentov 7.1.1 a 7.1.2 sa doslo k zaveru, ze dalsie zvysovanie poctu
vrstiev alebo neurénov v ramci testovanych architektir uz neprinasa signifikantné zlepsenia
v predikénej presnosti. Pristupy, ktoré boli aplikované, ukazali, ze bol dosiahnuty bod, kde
dalsia komplexita modelu nevedie k lepsim vysledkom.

V désledku tychto poznatkov sa je mozné domnievaft, Ze siiCasné nastavenie neurénového
modelu st dostato¢ne optimalizované pre ulohy predikcie cien leteniek a nevyzaduju dalsie
modifikacie. Preto bol vybraty model M14, ktory predstavuje najlepsie vyvazenie medzi
rychlostou trénovania a presnostou predikecii.

Dalej je dolezité sa zamerat na zabezpedenie, ze nami zvoleny model dosiahne najvyssiu
moznu troven predikcie a efektivity, preto boli previdzané dalsie experimenty, ktoré sa
budt zameriavat na optimalne nastavenie hyperparametrov, tie si popisané v kapitole 7.2.
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7.2 Experiment 2: Nastavenie hyper-parametrov

Tento experiment sa zameriava na optimaliziaciu hyper-parametrov. Tymto experimentom
je sledovany vplyv réznych kombindcii hyper-parametrov na presnost a efektivitu modelu.
Experiment zacina s vytvorenim zakladného modelu, na ktorom st postupne menené rozne
hyper-parametre. V experimente bol testovany vplyv rychlosti ucenia (learning rate), batch
size a aktivacné funkcie, aby bolo zistené, ktoré nastavenie bude predikovat ceny leteniek
¢o najpresnejsie.

Na testovanie hyper-parametrov bol pouzity model M14, ktory bol identifikovany ako
najacinnejsi v predchadzajicom experimente 7.1. Model bude mat nastaveny EarlyStopping
ako bol nastaveny v 7.1 a limit 50 epoch.

Efektivnost jednotlivych konfiguracii hyper-parametrov je hodnotend pomocou metriky
strednej kvadratickej chyby (MSE). Vysledky st podrobne dokumentované a zaznamenané
v tabulke 7.3.

Model ID  Optimalizator Velkost kroku Batch Size =~ MSE Cas (s) Graf

H1 adam 0.01 32 74.316  210.209 A.1
H2 adam 0.01 64 69.289  125.634 A2
H3 adam 0.01 128 63.851  115.141 A3
H4 adam 0.001 32 52.783 442788 A4
H5 adam 0.001 64 55.166  257.448 A5
H6 adam 0.001 128 53.904  148.867 A.6
H7 adam 0.0001 32 83.864  452.604 A.7
Hs8 adam 0.0001 64 93.335  263.875 A8
H9 adam 0.0001 128 103.144 163.231 A9
H10 sgd 0.01 32 1003.578  85.609  A.10
H11 sgd 0.01 64 1003.759 59.331 A1l
H12 sgd 0.01 128 1003.313 48.981 A.12
H13 sgd 0.001 32 63.025  376.173 A.13
H14 sgd 0.001 64 56.261  237.258 A.14
H15 sgd 0.001 128 61.647  148.722 A.15
Hi6 sgd 0.0001 32 71.045  267.174 A.16
H17 sgd 0.0001 64 75.221  197.935 A.17
H18 sgd 0.0001 128 81.009  143.866 A.18

Tabulka 7.3: MSE vysledky pre rézne hyper-parametre

Na zéklade vysledkov experimentu je mozné pozorovat, ze model s najnizsou strednou
kvadratickou chybou (MSE) a s prijatelnym ¢asom trénovania je model H6, ktory bol pouzi-
vany aj ako predvoleny model v Experimente 2 7.1. Tento model méa nasledujice nastavenia:

e Optimalizator: Adam
o Rychlost ucenia (learning rate): 0.001

« Batch Size: 128

Tento model dosiahol MSE 53.904, ¢o predstavuje jedno z najpresnejsich vysledkov z
celého radu testovanych konfiguracii. Vysledok poukazuje na to, ze nizsia rychlost ucenia
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v kombin&cii s optimalnou velkostou davky moze efektivne prispievat k minimalizacii chyb
pri predikcii cien leteniek.

Vysledok, taktiez dokazuje, ze optimalizdcia hyper-parametrov moéze mat vyznamny
vplyv na vykonnost modelu. Pomala rychlost ucenia znizuje riziko pretrénovania modelu,
zatial ¢o optimalna velkost davky zaistuje, ze model ma dostatok, ale nie prilis vela, informa-
cii pre kazdy krok aktualizacie vah, ¢o v koneénom dosledku vedie k stabilnejsSiemu a pres-
nejsiemu uceniu.

7.3 Experiment 3: Atributy

Tento experiment sa zameriava na identifikaciu a analyzu atributov, ktoré maja zasadny
vplyv na predikciu cien leteniek. Cielom bolo odhalit, ktoré faktory prispievaji k najvacsim
variaciam v predikovanych cendch a je mozné tieto informacie vyuzit na zlepSenie presnosti
a efektivity predikénych modelov.

Na hodnotenie vyznamnosti jednotlivych atribatov bol pouzity model z Experimentu 2,
ktory vykazal najlepsie vysledky. Hlavny doéraz bol kladeny na permutacént délezitost [13],
ktora zistuje, ako zmena (zamiesanie) hodnot v jednotlivych atribatoch ovplyviuje vykon
modelu.

V experimente bola najprv uréend zakladna stredna kvadratickd chyba (MSE) modelu
na testovacej sade. Nasledne boli pre kazdy atribtat zamiesané jeho hodnoty v testovacej
sade a vypocitand nova MSE. Rozdiel v hodnotach MSE pred a po zamiesani ukézal, aky
vyznamny je dany atribit pre predik¢nti schopnost modelu. Pri analyze vysledkov bolo
potreba agregovat atributy, ktoré boli zakédované pomocou one-hot encoding metédy. Ag-
regacia bola vykonana priemerom vsetkych jednotlivych kategérii atribitu, aby bol zisteny
vplyv tohto atribitu na model. Celkové vysledky sa nachadzaju v grafe 7.4.

Agregovana déleZitost atributov zaloZend na zmenach MSE
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Obr. 7.4: Vysledny graf testu atribitov
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Na zaklade vykonaného experimentu je mozné vyvodit niekolko klticovych zaverov o at-
ributoch ovplyvnujacich predikciu cien leteniek:

e Vplyv ¢asového horizontu rezervacie: Atribat search__departure__delta, ktory me-
ria pocet dni medzi vyhladavanim a skutoénym odletom, ukazuje, ze ma zasadny vplyv
na predikciu ceny. To podporuje bezne odporicani stratégiu, ze rezervacia leteniek
s dostato¢nym predstihom pravdepodobne prinesie lepSie ceny.

¢ Dni do nasledujiiceho sviatku v krajine odletu: Atribut days to next holiday src
vyznamne ovplyvnuje predikcie cien, ¢o naznacuje, ze bliziace sa sviatky mézu byt
spojené s vyssim dopytom a néasledne vyssimi cenami leteniek z odletovej destinacie.

e Sezénne trendy: Atribut search__month sa ukazuje ako najvyznamnejsi, ¢o nazna-
Cuje, ze ¢as roka, kedy je letenka vyhladdvana (teoreticky kupovand), vyrazne ovplyv-
nuje predpoved ceny. Méze to byt sposobené sezénnymi vykyvmi dopytu, ako si svia-
tocné sezony alebo typické dovolenkové obdobia.

Dalsie pozorovania ukazuji, Ze atribtity s asom odletu a priletu (outbound dTime_ day,
outbound__aTime__day, resp. outbound__dTime__day_of week a outbound__aTime__day_of week)
maju mensiu, ale zretelni dolezitost, ¢o by mohlo naznacovat, Ze dni odletov mo6zu mat
mierny dosah na cenovi politiku. Zaroven je dolezité poznamenat, ze aj ked st na rovnakej
trase dve nizkonakladové spolo¢nosti ako Ryanair a WizzAir, tak ich cenno tvorba sa moze
lisit.

7.4 Zhodnotenie experimentalnych vysledkov

V tejto kapitole st predstavené experimentalne vysledky zamerané na evaluaciu réznych
architektir neurénovych sieti pre predikciu cien leteniek. Skiimané boli rézne modely, zahr-
nujice rozliény pocet vrstiev a neurénov. Experimenty odhalili, ako konfigurdcie hibky siete
ovplyvnuju schopnost modelov predpovedat ceny a zaroven ako rdzne nastavenia hyper-
parametrov a atribity dat mézu vyznamne ovplyvnif vykonnost predikénych modelov. Hoci
vysledky neukazali vysokt presnost v predpovediach cien, poskytuji cenné informécie, ktoré
mozu slazit ako doplnkovy nastroj pri rozhodovani o kipe leteniek.
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Kapitola 8

Zaver

Hlavnym cielom tejto bakalarskej prace bolo vyvinit webovt aplikdciu zamerani na pred-
iktivne modelovanie dat o vyhladdvani leteniek s cielom maximalizovat uzivatelsky komfort
pri kiipe leteniek.

V ramci prace boli navrhnuté a implementované viaceré analytické tlohy a modely,
ktoré su schopné analyzovat a predpovedat cenové trendy. Jednotlivé komponenty systému
boli detailne popisané, vratane ich funkcionalit a vzajomnej interakcie. Taktiez bol kladeny
velky doraz na pouzivatelsku privetivost aplikacie, ¢o umoznuje jednoduché a intuitivne
pouzivanie aj pre pouzivatelov bez technickych znalosti.

Praktické testovanie aplikacie preukazalo, ze prediktivne modely st schopné efektivne
vyuzivat dostupné data a poskytovat uzivatelom uzitocné predikcie.

Na zaver mozno konstatovat, ze tato bakalarska praca poskytla hodnotné poznatky a né-
stroje pre zlepSenie procesu rozhodovania o kiipe leteniek. Dalsf vivoj by sa mohol zamerat
na rozsirenie datovych zdrojov, integraciu s inymi informac¢nymi systémami a zdokonalenie
algoritmov pre esSte presnejsie predikcie. Tiez by bolo prinosné prieskum moznosti imple-
mentacie strojového ucenia pre dynamicki adaptaciu modelov v redlnom case na ziklade
neustale sa meniacich trhovych podmienok.

Tato praca tak otvara dvere k novym moznostiam v oblasti leteckych sluzieb a predsta-
vuje pevny zaklad pre dalsi vyskum a inovacie v oblasti prediktivneho modelovania a ana-
lyzy dat.
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Priloha A

Detailné analyzy vplyvu
hyper-parametrov
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Obr. A.1: Porovnanie trénovacej a valida¢nej Obr. A.2: Porovnanie trénovacej a validacnej

sady pre H1 sady pre H2
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Obr. A.3: Porovnanie trénovacej a valida¢nej Obr. A.4: Porovnanie trénovacej a validacnej
sady pre H3 sady pre H4
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Obr. A.5: Porovnanie trénovacej a validacnej Obr. A.6: Porovnanie trénovacej a validacnej

sady pre H5 sady pre H6
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Obr. A.7: Porovnanie trénovacej a validacnej Obr. A.8: Porovnanie trénovacej a validacnej

sady pre H7 sady pre HS8
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Obr. A.9: Porovnanie trénovacej a validacnej Obr. A.10: Porovnanie trénovacej a validac-
sady pre H9 nej sady pre H10
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Obr. A.11: Porovnanie trénovacej a valida¢- Obr. A.12: Porovnanie trénovacej a validac-

nej sady pre H11 nej sady pre H12
H13 H14
300 ~ —— H13 Train Loss 300 1 —— H14 Train Loss
250 - ——— H13 Validation Loss ——— H14 Validation Loss
200 A
@
3 150 |
100 +
50 _
T T T T T T T T T T T
0 10 20 30 40 0 10 20 30 40 50
Epoch Epoch

Obr. A.13: Porovnanie trénovacej a valida¢- Obr. A.14: Porovnanie trénovacej a validac-

nej sady pre H13 nej sady pre H14
H15 H16
—— H15 Train Loss 400 | —— H16 Train Loss
—— H15 Validation Loss —— H16 Validation Loss
300 A1
@
8
200 A
100 A
T T T T T T T T T T T
0 10 20 30 0 5 10 15 20 25 30
Epoch Epoch

Obr. A.15: Porovnanie trénovacej a valida¢- Obr. A.16: Porovnanie trénovacej a validac-
nej sady pre H15 nej sady pre H16
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Obr. A.17: Porovnanie trénovacej a valida¢- Obr. A.18: Porovnanie trénovacej a validac-
nej sady pre H17 nej sady pre H18
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Priloha B

Manual

Tato priloha obsahuje manual k spusteniu webovej aplikicie tejto bakalarskej prace.
Pred spustenim aplikicie je nevyhnutné mat nainstalovany Docker, ktory si mdzete
stiahnuf a nainstalovat podla pokynov na oficidlnej stranke docker.com.

B.1 Priprava prostredia

Pred spustenim aplikacie treba mat nainstalovany Docker CLI. Ten si mdzete nainstalovat
podla navodu na oficidlnej stranke docker.com.

B.2 Spustenie

Na spustenie aplikacie pouzite Docker Compose. V adresari, kde je ulozeny docker-compose . yml
stubor, spustite nasledujuici prikaz:

docker compose up

Tento prikaz stahuje potrebné Docker obrazy, vytvara kontajnery a spusta webovi aplikaciu
podla definicie v docker-compose.yml stubore.

Po tspesnom spusteni sa webova aplikdcia bude nachadzat na URL adrese http://localhost:3000/,
kde mozete vo svojom webovom prehliadaci vidiet jej rozhranie.
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Priloha C

Obsah prilozeného pamatového
média

e Zdrojové stubory pre technickt spravu v adreséri tex
e Technicka sprava bakalarskej prace xpodhaOl.pdf
e Zdrojové kédy k backend a frontend casti sa nachadzaji v flight_ price_ predictor

e Zdrojové kédy pre modelovanie sa nachadzaji v model
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