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zobecněné lineárńı modely se smı́̌senými efekty
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2



BIBLIOGRAPHICAL IDENTIFICATION

Author: Bc. Monika Launerová
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Úvod

Samotné téma diplomové práce - Zobecněné lineárńı modely se smı́̌senými

efekty s aplikaćı ve výzkumu HIV - prozrazuje, o čem tato práce bude. V teoretické

části bude představena potřebná problematika zobecněných lineárńıch model̊u,

která bude následně využita v části praktické. Praktická část se zabývá virem

HIV a nemoćı AIDS. Ćılem práce je z dat o pacientech, kteř́ı jsou nakaženi touto

nemoćı, zjistit, zda má délka doby od nákazy vliv na výskyt methylovaných vazeb.

Všude kolem nás se nacháźı mnoho bacil̊u a vir̊u. Každý z nás měl někdy

oslabenou imunitu. Občas je nám velmi zle, a i když je to třeba jen obyčejná

chřipka, máme pocit, že téměř umı́ráme. Jak se potom muśı asi ćıtit člověk,

který se nakaźı virem HIV? Tento virus napadá určitou skupinu b́ılých krvinek a

snižuje jejich počet. To následně zp̊usobuje selháńı imunity a onemocněńı AIDS.

Člověk se pak stává velmi ohroženým a v okamžiku nákazy jiným virem opravdu

může umř́ıt. A to i na obyčejnou chřipku.

Toto onemocněńı je převážně spojeno s rizikovým životńım stylem. Nejčastěǰśı

forma nákazy je nechráněný sex, z toho dvě třetiny př́ıpad̊u jsou u homosexuál̊u

nebo bisexuál̊u. Dále se nákaza vyskytuje u lid́ı, kteř́ı už́ıvali drogy pomoćı použité

jehly. V České republice se nejv́ıce nakažených objevuje v Praze, Středočeském a

Jihomoravském kraji. K 28. 2. 2018 je v ČR nakaženo celkem 3048 muž̊u a 582

žen. Tyto a daľśı statistiky lze nalézt v [13].

Tato práce pojednává o zobecněných lineárńıch modelech se smı́̌senými efekty

a jejich následné aplikaci do výzkumu HIV. Budeme zjǐst’ovat, zda se s délkou doby

od nákazy zvyšuje výskyt methylovaného cytosinu v dinukleotidech viru HIV. Aby

se nakažený subjekt mohl vyléčit, bylo by potřeba, aby v dinukleotidech viru tyto
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methylované cytosiny neměl. Tedy č́ım jich má méně, t́ım lépe.

Na začátku budou představena kategoriálńı data a jejich nejznáměǰśı rozděleńı.

Následně bude nahlédnuto na regresńı analýzu a vybrané typy lineárńıch re-

gresńıch model̊u. Dále již navazuje kapitola o zobecněných lineárńıch modelech

se smı́̌senými efekty. Samotné praktické části je pak věnována posledńı kapi-

tola. Celá práce vycháźı předevš́ım z knihy Categorical data analysis od Alana

Agrestiho (viz [1]), ale bylo čerpáno i z daľśıch titul̊u zmı́něných v sekci Literatura

(str. 51).
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Kapitola 1

Kategoriálńı data

Prvńı kapitolu věnujeme kategoriálńım proměnným a jejich nejznáměǰśım te-

oretickým rozděleńım. Čerpáno bylo z [1], [2], [6], [8] a [12].

Proměnná, kterou neńı možné kvantifikovat, ale můžeme ji řadit do tř́ıd, se

nazývá kategoriálńı proměnná. Lze ji dělit podle několika kritéríı. Prvńı možnost́ı

děleńı je proměnná vysvětlovaná a vysvětluj́ıćı. Vysvětluj́ıćı proměnné (nezávislé),

které máme obvykle k dispozici, slouž́ı k tomu, abychom si udělali nějakou před-

stavu o hodnotách vysvětlované proměnné (závislé).

Podle uspořádáńı kategoríı rozlǐsujeme proměnné nominálńı, ordinálńı, inter-

valové a poměrové. Nominálńı proměnné nemůžeme přirozeně uspořádat, můžeme

pouze ř́ıct, zda nabývaj́ı hodnoty stejné nebo r̊uzné, např́ıklad jakou kdo studuje

školu, fakultu a obor. Pro práci s nimi lze použ́ıt jen ty metody, které považuj́ı

všechny kategorie za rovnocenné. Ordinálńı (pořadové) proměnné již uspořádat

lze. Jako př́ıklad můžeme uvést nejvyšš́ı ukončené vzděláńı dané osoby. Interva-

lové (rozd́ılové) proměnné jsou takové, pro jejichž dvě hodnoty můžeme vypoč́ıtat,

o kolik je jedna hodnota větš́ı než druhá. Poměrové (pod́ılové) proměnné jsou ta-

kové, pro jejichž dvě hodnoty můžeme vypoč́ıtat, kolikrát je jedna hodnota větš́ı

než druhá.

Daľśı možné děleńı je na proměnné kvalitativńı a kvantitativńı. Kvalitativńı

proměnné jsou ty, jejichž hodnoty jsou popsány pouze slovně. Kvantitativńı jsou

č́ıselně vyjádřené proměnné, které můžeme dále dělit na diskrétńı (nabývaj́ı pouze
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celoč́ıselných hodnot) a spojité (nabývaj́ı libovolných hodnot z určitého inter-

valu). Všechny nominálńı proměnné jsou kvalitativńı, všechny intervalové a pomě-

rové proměnné jsou kvantitativńı. U ordinálńıch proměnných toto rozděleńı neńı

zcela jednoznačné, přiklońıme se však k proměnným kvalitativńım. Nominálńı,

ordinálńı a kvantitativńı diskrétńı proměnné můžeme souhrnně označit jako ka-

tegoriálńı.

Obrázek 1.1 shrnuje uvedené děleńı.

Obrázek 1.1: Schéma kategoriálńıch proměnných

Podle jiného hlediska můžeme kategoriálńı data dělit na dichotomická a v́ı-

cekategoriálńı. Dichotomická (alternativńı) data nabývaj́ı pouze dvou kategoríı,

např́ıklad muž a žena či kuřák a nekuřák. Vı́cekategoriálńı data nabývaj́ı v́ıce než

dvou kategoríı, např́ıklad r̊uzné zp̊usoby cesty do práce - autem, autobusem, na

kole či pěšky.

1.1. Binomické rozděleńı

Necht’ n je přirozené č́ıslo a π ∈ (0, 1). Necht’ veličina X nabývá pouze hodnot

0, 1, ..., n, a to s pravděpodobnostmi

P (X = k) =

(
n

k

)
πk(1− π)n−k, k = 0, 1, ..., n.

Pak ř́ıkáme, že X má binomické rozděleńı, a ṕı̌seme X ∼ Bi(n, π).
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Pro středńı hodnotu binomického rozděleńı plat́ı

E(X) =
n∑
k=0

kP (X = k) =
n∑
k=1

k

(
n

k

)
πk(1−π)n−k =

n∑
k=1

k
n!

(n− k)!k!
πk(1−π)n−k =

=
n∑
k=1

n!

(n− k)!(k − 1)!
πk(1− π)n−k =

= nπ
n∑
k=1

(n− 1)!

(n− k)!(k − 1)!
πk−1(1− π)n−k = nπ

n∑
k=1

(
n− 1

k − 1

)
πk−1(1− π)n−k =

= nπ
n−1∑
j=0

(
n− 1

j

)
πj(1− π)n−1−j = nπ(π + 1− π)n−1 = nπ.

Výpočet rozptylu využ́ıvá vztah

E(X2) = E(X(X − 1)) + E(X),

pro který plat́ı

E(X(X−1)) =
n∑
k=0

k(k−1)

(
n

k

)
πk(1−π)n−k =

n∑
k−2

n!

(k − 2)!(n− k)!
πk(1−π)n−k =

= n(n− 1)π2
n∑
k=2

(n− 2)!

(k − 2)!(n− k)!
πk−2(1− π)n−k =

= n(n− 1)π2
n−2∑
j=0

(
n− 2

j

)
πj(1− π)n−j−2 =

= n(n− 1)π2(π + (1− π))n−2 = n(n− 1)π2.

Potom

var(X) = E(X2)− (E(X))2 = (n(n− 1)π2 + nπ)− (nπ)2 =

= (nπ)2 − nπ2 + nπ − (nπ)2 = nπ(1− π).
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1.2. Alternativńı rozděleńı

Alternativńı rozděleńı je speciálńım př́ıpadem rozděleńı binomického pro

n = 1. Necht’ π ∈ (0, 1). Necht’ veličina X nabývá pouze dvou hodnot x1 =

0, x2 = 1, a to s pravděpodobnostmi

π1 = P (X = 0) = 1− π, π2 = P (X = 1) = π.

Pak ř́ıkáme, že X má alternativńı (nula-jedničkové) rozděleńı a ṕı̌seme X ∼

Alt(π).

Středńı hodnota pro alternativńı rozděleńı se dá vyjádřit jako

E(X) = 1 · P (X = 1) + 0 · P (X = 0) = 1 · π + 0 · (1− π) = π

a rozptyl

var(X) = E(X2)− (E(X))2 = (02(1− π) + 12π)− π2 = π(1− π).

1.3. Multinomické rozděleńı

Multinomické rozděleńı je rozš́ı̌reńım binomického rozděleńı, kdy má sledo-

vaná proměnná v́ıce než dvě kategorie. Necht’

Yij =

{
1 pokud výsledek i-tého pokusu je z j-té kategorie
0 jinak

Potom i-tý pokus můžeme psát jako vektor

Yi = (Yi1, ..., Yic),
∑
j

Yij = 1,

kde c je celkový počet kategoríı. Poznamenejme, že nám stač́ı znát (c− 1) člen̊u

vektoru, nebot’ je pevně daný součet
∑
j Yij = 1.

Celkový počet pozorováńı v j-té kategorii je roven

Nj =
∑
i

Yij.
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Potom má vektor N = (N1, ..., Nc) multinomické rozděleńı.

Označ́ıme-li πj pravděpodobnost, že Yij = 1, můžeme vyjádřit pravděpodob-

nostńı funkci multinomického rozděleńı s parametry n, π1, ..., πc jako

P (N = n) = P (N1 = n1, ..., Nc = nc) =
n!

n1! · · ·nc!
πn1
1 · · · πncc ,

kde n =
∑
j nj.

Celkové počty pozorováńı v rámci jednotlivých kategoríı maj́ı binomické rozděleńı

s parametry n a πj. Protože Nj je součet hodnot Yij, i = 1, . . . , n ze všech n

nezávislých pokus̊u, pro multinomické rozděleńı plat́ı

E(Nj) = E
( n∑
i=1

Yij

)
=

n∑
i=1

E(Yij) =
n∑
i=1

(
1 · πj + 0 · (1− πj)

)
=

n∑
i=1

πj = nπj,

var(Nj) = var
( n∑
i=1

Yij

)
=

n∑
i=1

var(Yij) =
n∑
i=1

(
E(Yij)

2 − [E(Yij)]
2
)

=
n∑
i=1

(
[12 · πj + 02 · (1− πj)]− [πj]

2
)

=
n∑
i=1

(
πj − π2

j

)
= nπj(1− πj).

Pro vyjádřeńı kovariance nejprve odvod́ıme, že E(YijYik) = 0 pro ∀j 6= k,

nebot’ pouze jedna z veličin Yij je v každém z pokus̊u rovna jedné, zbylé veličiny

jsou nulové.

cov(Nj, Nk) = cov
( n∑
i=1

Yij,
n∑
i=1

Yik

)
=

n∑
i=1

cov(Yij, Yik)

=
n∑
i=1

(
E(Yij, Yik)− E(Yij)E(Yik)

)
=

n∑
i=1

(
0− πjπk

)
= −nπjπk.
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Kapitola 2

Regresńı analýza

Regresńı analýza popisuje vztah mezi proměnnými. Jej́ım úkolem je vysvětlit

závislost jedné proměnné na jiných proměnných. Budeme uvažovat jednu vysvět-

lovanou proměnnou Y , která záviśı na proměnných vysvětluj́ıćıch x1, x2, . . . , xn.

Představ́ıme si vybrané typy lineárńıch regresńıch model̊u včetně logistické re-

grese. Čerpáno bylo z [4], [6], [8] a [10].

Necht’ náhodná veličina Y má pro danou hodnotu x = (x1, x2, . . . , xn) a para-

metry β1, β2, . . . , βp podmı́něnou středńı hodnotu E(Y |x) = h(x, β1, β2, . . . , βp).

Funkce h proměnné x se nazývá regresńı funkce a parametry β1, β2, . . . , βp re-

gresńı koeficienty.

Podle tvaru regresńı funkce rozlǐsujeme r̊uzné typy regresńıch model̊u, mo-

dely lineárńı či nelineárńı v parametrech. My se zeměř́ıme na modely lineárńı

v parametrech.

2.1. Vybrané typy lineárńıch regresńıch model̊u

V této kapitole uvedeme přehled vybraných regresńıch model̊u lineárńıch

v parametrech. Nejprve představ́ıme klasický lineárńı model, poté ho rozš́ı̌ŕıme

na zobecněný lineárńı model s pevnými efekty a v daľśı kapitole na model jak

s pevnými, tak s náhodnými efekty.
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2.1.1. Klasické lineárńı regresńı modely

Nejjednodušš́ım typem regresńıho modelu je klasický lineárńı model.

Obecný lineárńı model pro i-té pozorovnáńı má tvar

Yi = β0 + β1x1i + β2x2i + . . . + βpxpi + εi,

kde i = 1, 2, ..., n. Rovnice pro všechna pozorováńı můžeme uspořádat jako sou-

stavu rovnic a tu pak zapsat pomoćı matic

Y = xβ + ε,

kde vektor pozorovnáńı Y, matice regresor̊u x, vektor koeficient̊u β a vektor

náhodných chyb ε maj́ı následuj́ıćı podobu

Y =


Y1
Y2
...
Yn

 , x =


1 x11 x12 . . . x1p
1 x21 x22 . . . x2p
...

...
...

...
1 xn1 xn2 . . . xnp

 , β =


β0
β1
...
βp

 , ε =


ε1
ε2
...
εn.

 .

Pro tento model předpokládáme:

1. E(ε) = 0,

2. var(Y|x) = var(ε) = σ2In, kde σ2 je neznámá kladná konstanta,

3. X je pevně daná matice typu n× (p+ 1),

4. matice X má plnou sloupcovou hodnost, tj. h(X) = p+ 1, přičemž p < n,

5. ε ∼ N(0, σ2In).

Kv̊uli normálńımu rozděleńı náhodných chyb se klasické lineárńı modely někdy

nazývaj́ı také normálńı lineárńı regresńı modely. Nevýhodou tohoto modelu je,

že data, která vstupuj́ı do modelu, muśı splňovat poměrně silné předpoklady:
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1. náhodné chyby εi jsou navzájem nezávislé a normálně rozdělené,

2. všechny náhodné chyby maj́ı stejný konstantńı rozptyl.

U lineárńı regrese se uvažuje, že jak proměnná vysvětlovaná, tak vysvětluj́ıćı

představuj́ı spojité náhodné veličiny. V př́ıpadě, kdy závisle proměnná Y je dicho-

tomická náhodná veličina, tj. veličina, která může nabývat pouze dvou hodnot,

již neńı možné použ́ıt lineárńı regresi k predikci jej́ı středńı hodnoty.

2.1.2. Zobecněné lineárńı modely

V této kapitole ukážeme takové typy model̊u, v nichž jsou některé z předpo-

klad̊u klasického lineárńıho modelu porušeny.

Často neńı některý z předpoklad̊u klasického lineárńıho modelu splněn. Potom

se předpoklady modelu uvolňuj́ı a zkoumaj́ı se vlastnosti takto nově vytvořených

typ̊u model̊u.

Necht’ Y ∼ Alt(π). Je vidět, že použit́ı modelu ve tvaru Y = β0+β1x1+β2x2+

. . . + βpxp + ε neńı korektńı, nebot’ na levé straně vystupuje diskrétńı veličina,

zat́ımco na pravé straně má chybová složka dle vlastnost́ı lineárńıho regresńıho

modelu normálńı rozděleńı. Pokud vyjádř́ıme středńı hodnotu

E(Yi|x) = β0 + β1x1i + β2x2i + . . . + βpxpi = xiβ,

nebo úsporněǰśım maticovým zápisem

E(Y) = xβ,

vid́ıme, že středńı hodnota náhodné veličiny je nulová.

Objevuje se tu ovšem problém. Lineárńı funkce se může nacházet v celém

oboru reálných č́ısel, zat́ımco středńı hodnota alternativńıho rozděleńı je č́ıslo

z intervalu (0, 1). Tuto situaci znázorňuje obrázek 2.1.

Pokuśıme se tedy nalézt tzv. spojovaćı funkci, která interval (0, 1) transfor-

muje na celé R.
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Obrázek 2.1: Problém diskrétńı hodnoty závisle proměnné

Spojovaćı funkce

Spojovaćı funkce (anglicky link-function) je funkce, která určuje vztah mezi

vysvětlovanou proměnnou a regresńı funkćı. Označ́ıme ji g. Potom plat́ı

g(E(Y|x)) = xβ.

Volba spojovaćı funkce neńı zcela libovolná, v tabulce 2.1 jsou znázorněny

typické kombinace spojovaćıch funkćı a očekávaných distribućı vysvětlované pro-

měnné. O Poissonově, gama a Gaussově rozděleńı si čtenář může přeč́ıst v do-

datku, str.46.

Typ proměnné
”
Typická“ spojovaćı funkce Referenčńı distribuce

počty (frekvence) log Poissonova

pravděpodobnost (relativńı frekvence) logit nebo probit binomická

rozměry, poměry inverze nebo log gama

vzácné typy měřeńı identita Gaussova (normálńı)

Tabulka 2.1: Volba spojovaćı funkce.[9]

Uvažujeme, že Y má alternativńı rozděleńı, což je speciálńı př́ıpad bino-

mického rozděleńı, tedy můžeme předpokládat, že jako spojovaćı funkci použijeme
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logit nebo probit. Tyto funkce jsou objasněny ńıže.

Vı́me, že pro středńı hodnotu alternativńıho rozděleńı plat́ı E(Y) = 1 · π +

0 · (1− π) = π. Tedy můžeme psát

g(π) = xβ.

Zde se nacháźıme na intervalu (0, 1), nebot’ pravděpodobnost π ∈ (0, 1).

Šance

Šance (anglicky odds) vyjadřuje, kolikrát je (v dané kategorii) pravděpodob-

něǰśı, že jev A nastane, než že nenastane. Matematicky ji můžeme zapsat jako

šance(A) =
P (A)

1− P (A)
,

kde P(A) znač́ıme pravděpodobnost, že nastane jev A. Hodnoty šance lež́ı v in-

tervalu (0,∞).

Dále je třeba transformovat interval (0,∞) na interval (−∞,∞). K tomu

použijeme logaritmus, č́ımž zavedeme logitovou funkci:

log

(
P (A)

1− P (A)

)
= logit(P (A)).

T́ım jsme se dostali na celé R. Našli jsme tedy hledanou spojovaćı funkci:

g(π) = log

(
π

1− π

)
= logit(π).

Poznámka 2.1.1 Použili jsme logitovou funkci. Probitovou funkci a porovnáńı

logitové a probitové funkce nalezneme např́ıklad v [5].

Označ́ıme-li logit (π) = log( π
1−π ) = k a uprav́ıme

log(
π

1− π
) = k
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π

1− π
= ek,

π = (1− π)ek = ek − πek,

π + πek = π(1 + ek) = ek,

potom dostaneme

π =
ek

1 + ek
=⇒ lim

k→∞

ek

1 + ek
= 1

=⇒ lim
k→−∞

ek

1 + ek
= 0.

Pro k = 1 plat́ı

π =
e

1 + e
.

Pro k = −1

π =
e−1

1 + e−1
=

1
e

1 + 1
e

=
1
e

1+e
e

=
1

1 + e
.

Poznámka 2.1.2 Vid́ıme, že plat́ı e
1+e

+ 1
1+e

= 1.

2.1.3. Logistická regrese

Logistická regrese představuje regresńı vztah diskrétńı povahy, speciálně vztah

binárńıch dat se dvěma definovanými kategoriemi.

Logistický model má tvar

logit(π(x)) = xβ,

kde logit je logaritmus šance.

Graficky lze logistický model interpretovat jako sigmoidálńı křivku π(x), která

vyjadřuje odhad závislosti pravděpodobnosti výskytu sledovaného jevu v závislosti

na x (viz obrázek 2.2).
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Obrázek 2.2: Křivka logistického modelu

Interpretace parametr̊u

Nyńı se pod́ıvame, jak lze parametry β0, β1, ...βp interpretovat.

Nejprve vezmeme v úvahu nejjednodušš́ı př́ıpad, kdy máme jednu vysvětluj́ıćı

proměnnou x1, která nabývá pouze dvou hodnot, x1 = {0, 1}. Můžeme si to

např́ıklad představit tak, že buňka bud’ je (1) nebo neńı (0) vystavena p̊usobeńı

nějaké látky. Potom má funkce logistické regrese tvar

log

(
π(x1)

1− π(x1)

)
= β0 + β1x1.

Pokud na ni látka nep̊usob́ı, x1 = 0, pak dosazeńım do rovnice źıskáme

log

(
π(0)

1− π(0)

)
= β0.

Pro buňku, na kterou látka p̊usob́ı, źıskáme vztah

log

(
π(1)

1− π(1)

)
= β0 + β1.

Máme tedy dvě rovnice o dvou neznámých. Z prvńı rovnice pomoćı expo-

nenciálńı funkce źıskáme šanci pro x1 = 0:

log

(
π(0)

1− π(0)

)
= β0 ⇒ eβ0 =

π(0)

1− π(0)
.
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Odečteńım rovnic

log

(
π(1)

1− π(1)

)
− log

(
π(0)

1− π(0)

)
= β0 + β1 − β0

log

π(1)
1−π(1)
π(0)

1−π(0)

= log
šance(1)

šance(0)
= β1 ⇒ eβ1 =

šance(1)

šance(0)

źıskáváme poměr šanćı (anglicky odds ratio). Poměr šanćı udává, kolikrát větš́ı

šanci má výskyt daného jevu mezi př́ıpady s x1 = 1 než pro ty s x1 = 0.

Nyńı můžeme vyslovit hypotézy. Pokud nás bude zaj́ımat, zda x1 má vliv na

Y , testujeme H0 : β1 = 0. Plat́ı, že eβ1 = e0 = 1. Tedy

šance(1)

šance(0)
= 1 ⇒ šance(1) = šance(0).

Při nulové hypotéze H0 : β1 < 0 plat́ı eβ1 < 1, a tedy

šance(1)

šance(0)
< 1 ⇒ šance(1) < šance(0).

Nyńı úvahy rozš́ı̌ŕıme na tři možné hodnoty vysvětluj́ıćı proměnné, x ∈ {0, 1, 2},

kde 0 znač́ı, že na buňku nep̊usob́ı žádná látka, 1, že je vystavena p̊usobeńı nějaké

látky A a 2, že na ni p̊usob́ı látka B.

Zde si již muśıme definovat tzv. pomocné proměnné (angl. dummy variables).

Pomocné proměnné


x1 =

{
1 ...p̊usob́ı látka A
0 ...jinak

x2 =

{
1 ...p̊usob́ı látka B
0 ...jinak

(2.1)

Pro buňku, na kterou p̊usob́ı látka A, pak plat́ı: (x1, x2) = (1, 0)

Pro buňku vystavenou p̊usobeńı látky B: (x1, x2) = (0, 1)

A pro neošetřenou buňku: (x1, x2) = (0, 0)

Jako referenčńı skupinu zvoĺıme skupinu s neošetřenými buňkami a s ńı budeme

porovnávat ostatńı skupiny.
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Logistická funkce má tedy tvar

log
π(x)

1− π(x)
= β0 + β1x1 + β2x2,

kde vektor x = (x1, x2).

Nejprve budeme uvažovat skupinu, kde p̊usob́ı látka A. Ta nám spolu s refe-

renčńı skupinou poskytne dvě rovnice

log

(
π(0, 0)

1− π(0, 0)

)
= β0

log

(
π(1, 0)

1− π(1, 0)

)
= β0 + β1.

Z prvńı rovnice opět hned źıskáme vyjádřenou šanci pro skupinu neošetřenou

log

(
π(0, 0)

1− π(0, 0)

)
= β0 ⇒ eβ0 =

π(0, 0)

1− π(0, 0)
.

Odečteńım rovnic

log

(
π(1, 0)

1− π(1, 0)

)
− log

(
π(0, 0)

1− π(0, 0)

)
= β0 + β1 − β0

log

π(1,0)
1−π(1,0)
π(0,0)

1−π(0,0)

= log
šance(1, 0)

šance(0, 0)
= β1 ⇒ eβ1 =

šance(1, 0)

šance(0, 0)

źıskáváme poměr šanćı skupiny ošetřené látkou A vzhledem k referenčńı skupině.

Obdobné výpočty provedeme pro skupinu, která je ošetřena látkou B. S refe-

renčńı skupinou tvoř́ı dvě rovnice

log

(
π(0, 0)

1− π(0, 0)

)
= β0

log

(
π(0, 1)

1− π(0, 1)

)
= β0 + β2.
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Odečteńım rovnic

log

(
π(0, 1)

1− π(0, 1)

)
− log

(
π(0, 0)

1− π(0, 0)

)
= β0 + β2 − β0

log

π(0,1)
1−π(0,1)
π(0,0)

1−π(0,0)

= log
šance(0, 1)

šance(0, 0)
= β2 ⇒ eβ2 =

šance(0, 1)

šance(0, 0)

źıskáváme poměr šanćı skupiny, která je ošetřena látkou B vzhledem k referenčńı

skupině.

Odhad regresńıho parametru

Pro odhad parametr̊u β0 a β1 můžeme využ́ıt odhady šance při r̊uzných hod-

notách x. Necht’ nij pro x = i a Y = j je zjǐstěná četnost, kde i, j = 0, 1. Dále

necht’ ni. = ni0 + ni1. Potom plat́ı

̂šance(0) =
n01

n0.

n00

n0.

=
n01

n00

,

̂šance(1) =
n11

n1.

n10

n1.

=
n11

n10

.

Odhady parametr̊u β̂ poté jsou

β̂0 = log
n01

n00

, β̂1 = log
̂šance(1)̂šance(0)

= log
n00n11

n01n10

.

Pokud by i, j nabývalo v́ıce hodnot, můžeme regresńı parametry odhadnout

např́ıklad pomoćı metody maximálńı věrohodnosti. Uváž́ıme-li nejjednodušš́ı př́ıpad,

kdy je náhodný výběr z alternativńıho rozděleńı s parametrem π, budeme maxi-

malizovat rovnici:

l(π(xi)) =
n∏
i=1

(
π(xi)

yi(1− π(xi))
n−yi

)
→ max .

Po zlogaritmováńı dostáváme tzv. logaritmickou věrohodnostńı funkci

L(π(xi)) =
n∑
i=1

(
yi log π(xi) + (n− yi) log(1− π(xi))

)
→ max .
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Tuto funkci zderivujeme podle π a polož́ıme rovnu nule. T́ım źıskáváme rovnici

věrohodnosti

∂L

∂π(xi)
=

∑n
i=1 yi
π(xi)

− n−∑n
i=1 yi

1− π(xi)
= 0.

Jej́ım řešeńım je

π̂(xi) =
1

n

n∑
i=1

yi = ȳ.

Tedy parametr π̂ = ȳ je maximem logaritmické věrohodnostńı funkce.

Obecné odvozeńı lze nalézt např́ıklad v [1] nebo [8].

Pokud se využije toho, že plat́ı

log
π(xi)

1− π(xi)
=

p∑
j=0

βjxij, (2.2)

1−π(xi) = π(xi)e
−
∑p

j=0
βjxij =

e
∑p

j=0
βjxij

1 + e
∑p

j=0
βjxij

e−
∑p

j=0
βjxij =

(
1 + e

∑p

j=0
βjxij

)−1
,

můžeme věrohodnostńı funkci upravit

l(β) =
n∏
i=1

(
π(xi)

yi(1− π(xi))
n−yi

)

=
n∏
i=1

(
π(xi)

1− π(xi)

)yi(
1− π(xi)

)n

=
n∏
i=1

e
log

(
π(xi)

1−π(xi)

)yi n∏
i=1

(
1− π(xi)

)n

= e
∑n

i=1
yi log ( π(xi)

1−π(xi)
)

n∏
i=1

(
1− π(xi)

)n

= e
∑n

i=1
yi
∑p

j=0
βjxij

n∏
i=1

(
1 + e

∑p

j=0
βjxij

)−n

= e
∑p

j=0
(
∑n

i=1
yixij)βj

n∏
i=1

(
1 + e

∑p

j=0
βjxij

)−n
.
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Opět ji zlogaritmujeme

L(β) =
p∑
j=0

(
n∑
i=1

yixij

)
βj −

n∑
i=1

n log

(
1 + e

∑p

j=0
βjxij

)

a parciálńı derivace logaritmu polož́ıme rovny nule

∂L(β)

∂βj
=

N∑
i=1

yixij −
n∑
i=1

nxij
e
∑p

k=0
βkxik

1 + e
∑p

k=0
βkxik

= 0, j = 0, ..., p.

S využit́ım toho, že výraz e

∑p

k=0
βkxik

1+e

∑p

k=0
βkxik

je roven odhadu π̂i, źıskáme opět normálńı

rovnice a z nich odhad parametru β

n∑
i=1

yixij −
n∑
i=1

nπ̂ixij = 0, j = 0, 1, ..., p.

Pokud využijeme rovnost µ̂i = nπ̂i, můžeme rovnice zapsat jako

n∑
i=1

yixij −
n∑
i=1

µ̂ixij = 0, j = 0, 1, ..., p.

Intervaly spolehlivosti a testováńı parametru βj

Nyńı urč́ıme jednotlivé odhady parametru βj. Krajńı body źıskáme ze vztahu

β̂j ± u1−α
2

√
v̂ar(β̂)jj,

kde u1−α
2

je (1 − α
2
)-kvantil normálńıho rozděleńı N(0, 1) a v̂ar(β̂)jj je odhad

variančńı matice. Tedy přesnosti jednotlivých odhad̊u β̂j urč́ıme jako odmocninu

z diagonálńıch prvk̊u variančńı matice. Tuto matici źıskáme jako inverzi z in-

formačńı matice I s prvky

−E
(
∂2L(β)

∂βg∂βh

)
pro g, h = 0, 1, ..., p.

Výše jsme již odvodili, že

∂L(β)

∂βg
=

n∑
i=1

yixig −
n∑
i=1

xig
e
∑p

k=1
βkxik

1 + e
∑p

k=1
βkxik

.
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Tedy nám nyńı stač́ı provést druhou derivaci podle βh opět s využit́ım platnosti

vztah̊u 2.1.3.

∂L2(β)

∂βgβh
= −

n∑
i=1

xigxihn
e
∑p

k=1
βkxik(1 + e

∑p

k=1
βkxik)− e

∑p

k=1
βkxike

∑p

k=1
βkxik

(1 + e
∑p

k=1
βkxik)2

= −
n∑
i=1

nxigxih
e
∑p

k=1
βkxik

1 + e
∑p

k=1
βkxik

1

1 + e
∑p

k=1
βkxik

= −
n∑
i=1

xigxihnπi(1− πi).

Vzhledem k tomu, že druhá derivace nezáviśı na yi, plat́ı rovnost středńı hodnoty

informačńı matice a pozorované hodnoty

I = XTdiag[nπi(1− πi)]X = XTWX.

Vid́ıme, že informačńı matice je rovna záporně vzatému hessiánu. Lze ji tedy

źıskat již v pr̊uběhu iteračńıho procesu při hledáńı odhad̊u parametru β. Odhad

variančńı matice je roven

v̂ar(β̂) = (XT ŴX)−1.

Výhodou je, že matice W je pozitivně definitńı. Pokud má matice plánu X plnou

sloupcovou hodnost, je pozitivně definitńı i informačńı matice I a tedy i hessián

H. Ten pak lze snadno invertovat a použ́ıt v iteračńım procesu.

Také lze takto testovat hypotézu H0 : βj = 0 pomoćı Waldovy testovaćı

statistiky

z =
β̂j√

v̂ar(β̂)jj
.

Druhá mocnina této testovaćı statistiky má asymptoticky χ2 rozděleńı o 1 stupni

volnosti.

Hodnoceńı kvality modelu

Jednou z možnost́ı jak ověřit, zda model dobře popisuje reálná data, je použit́ı

Akaikeho informačńıho kritéria (AIC). Toto kritérium zohledňuje počet para-

metr̊u p v modelu a dává přednost model̊um jednodušš́ım před složitěǰśımi. Je
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dáno vztahem

AIC = −2[(µ̂, y)− p].

Pokud se dle tohoto kritéria srovnává v́ıce model̊u, budeme za nejlepš́ı považovat

ten, který má nejnižš́ı hodnotu AIC.

Pro daľśı možnosti jak ohodnotit kvalitu modelu odkazuji např́ıklad na [6].

27



Kapitola 3

Zobecněné lineárńı modely se
smı́̌senými efekty

Doposud jsme uvažovali pouze modely s pevnými efekty, které předpokládaly,

že pozorováńı jsou vzájemně nezávislá. Tyto modely nejsou vhodné pro analýzu

některých dat, např́ıklad dat ve shlućıch, kde pozorováńı v rámci jednoho shluku

jsou podobněǰśı než pozorováńı ze shluk̊u odlǐsných. Pozorováńı v rámci jednoho

shluku jsou tedy obvykle pozitivně korelované.

V této kapitole budeme uvažovat model jak s pevnými, tak s náhodnými

efekty. Náhodné efekty zohledňuj́ı existenci shluk̊u a nabývaj́ı stejných hodnot

v rámci jednoho shluku a odlǐsných hodnot pro shluky rozd́ılné. Tato kapitola

čerpá hlavně z [1], ale také částečně z [7] a [10].

Zobecněné lineárńı modely se smı́̌senými efekty (GLMM, z angl. Generali-

zed Linear Mixed Models) se použ́ıvaj́ı pro popis dat, která nemuśı pocházet

z normálńıho rozděleńı, ale z libovolného rozděleńı exponenciálńıho typu. Data

v sobě nav́ıc zahrnuj́ı v́ıce zdroj̊u variability. V modelu se projev́ı jak pevné, tak

náhodné efekty. Pevné efekty popisuj́ı vliv faktor̊u, které p̊usob́ı na všechny kate-

gorie. Př́ıkladem může být p̊usobeńı nějaké nemoci na všechny pacienty v České

republice. Náhodné efekty zachycuj́ı vlivy, které p̊usob́ı na jednotlivé kategorie.

Jako kategorie můžeme uvažovat např́ıklad zp̊usob léčby v jednotlivých nemoc-

nićıch, které danou nemoc léč́ı.
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Necht’ yit je hodnota pozorováńı t v i-tém shluku, t = 1, . . . , Ti (v jednotlivých

shlućıch se počty pozorováńı mohou lǐsit). Necht’ rozděleńı jednotlivých složek yit

záviśı na pevných sloupcových vektorech xit prostřednictv́ım vektoru parametr̊u

β a na sloupcových vektorech zit skrze vektor náhodných efekt̊u ui. Dále necht’

µit = E(Yit|ui). Pak rovnice zobecněného lineráńıho modelu se smı́̌senými efekty

má tvar

g(µit) = x′itβ + z′itui, (3.1)

kde g(·) je spojovaćı funkce a ui ∼ N(0,Σ).

Pro rozptyl plat́ı

var(Yit|ui) = φitν(µit),

kde ν(·) je funkce rozptylu, která popisuje závislost rozptylu na pr̊uměru. Často

se voĺı φit = 1 nebo φit = φ
ωit

, kde ωit je známá váha (např. počet dichotomických

pokus̊u) a φ je neznámý parametr rozptylu.

3.1. Zobecněné lineárńı modely s jedńım náhod-

ným efektem

Uvažujeme-li zit = 1, pak dostaneme model s jedńım náhodným efektem

g(µit) = x′itβ + u∗iσ,

kde jsme ui nahradili u∗iσ, u∗i ∼ N(0, 1). Tato rovnice má tvar obyčejného zo-

becněného lineárńıho modelu s neznámými hodnotami u∗i .

Náhodné efekty někdy reprezentuj́ı náhodné chyby měřeńı vysvětluj́ıćıch pro-

měnných. Pokud bychom regresor xit nahradili x∗it+εi, kde x∗it je správná hodnota

a εi chyba měřeńı, potom můžeme εi považovat za náhodný efekt.

Regresńı parametr β lze odhadnout pomoćı metody maximálńı věrohodnosti,

jak jsme ukázali v kapitole 2.1.3. Nyńı k alternativńımu rozděleńı přidáme dis-

tribučńı funkci rozděleńı náhodného efektu.

Budeme uvažovat hustotu normálńıho rozděleńı φ pro dané σ2.
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l(π(xi)) =
n∏
i=1

(
π(xi)

yi(1− π(xi))
n−yiφσ2(ui)

)
→ max .

Zlogaritmováńım dostáváme logaritmickou věrohodnostńı funkci

L(π(xi)) =
n∑
i=1

(
yi log π(xi) + (n− yi) log(1− π(xi)) + log(φσ2(ui))

)
→ max .

Dle [1] plat́ı

log
π(xi)

1− π(xi)
=

p∑
j=0

βjxij + uiσ,

1− π(xi) = π(xi)e
−
∑p

j=0
βjxij+uiσ =

e
∑p

j=0
βjxij+uiσ

1 + e
∑p

j=0
βjxij+uiσ

e−
∑p

j=0
βjxij+uiσ

=

(
1 + e

∑p

j=0
βjxij+uiσ

)−1
.

Pak funkci můžeme zapsat jako

l(β) =
n∏
i=1

(
π(xi)

yi(1− π(xi))
n−yiφσ2(ui)

)
=

=
n∏
i=1

(
π(xi)

1− π(xi)

)yi(
1− π(xi)

)n
φσ2(ui)

=
n∏
i=1

e
log

(
π(xi)

1−π(xi)

)yi n∏
i=1

(
1− π(xi)

)n
φσ2(ui)

= e
∑n

i=1
yi log ( π(xi)

1−π(xi)
)

n∏
i=1

(
1− π(xi)

)n
φσ2(ui)

= e
∑n

i=1
yi
∑p

j=0
βjxij+uiσ

n∏
i=1

(
1 + e

∑p

j=0
βjxij+uiσ

)−n
φσ2(ui)

= e
∑p

j=0
(
∑n

i=1
yixij)βj+

∑n

i=1
uiyiσ

n∏
i=1

(
1 + e

∑p

j=0
βjxij+uiσ

)−n
φσ2(ui).
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Opět ji zlogaritmujeme

L(β) =
p∑
j=0

(
n∑
i=1

yixij

)
βj+

n∑
i=1

uiyiσ−
n∑
i=1

n log

(
1+e

∑p

j=0
βjxij+uiσ

)
+log

(
φσ2(ui)

)

a parciálńı derivace logaritmu polož́ıme rovny nule

∂L(β)

∂βj
=

n∑
i=1

yixij −
n∑
i=1

nxij
e
∑p

k=0
βkxik+uiσ

1 + e
∑p

k=0
βkxik+uiσ

= 0, j = 0, ..., p.

S využit́ım toho, že výraz e

∑p

k=0
βkxik+uiσ

1+e

∑p

k=0
βkxik+uiσ

je roven odhadu π̂i, źıskáme opět

normálńı rovnice a z nich odhad parametru β

n∑
i=1

yixij −
n∑
i=1

nπ̂ixij = 0, j = 0, 1, ..., p.

Pokud využijeme rovnost µ̂i = nπ̂i, můžeme rovnice zapsat

n∑
i=1

yixij −
n∑
i=1

µ̂ixij = 0, j = 0, 1, ..., p.

3.2. Logistické GLMM pro binárńı párová data

Binárńı párová data jsou taková data s binomických rozděleńım pravděpo-

dobnosti, která maj́ı v jednom shluku vždy jen dvě pozorováńı. Pro pozorováńı t

v i-tém shluku je v př́ıpadě úspěchu yit = 1 a v př́ıpadě selháńı yit = 0, t = 1, 2.

Pro zobecněný lineráńı smı́̌sený model plat́ı

logit(P (Yit = 1)) = αi + βxt,

kde x1 = 0 a x2 = 1.

Př́ıkladem těchto dat mohou být výsledky pacient̊u, ve kterých každý shluk

reprezentuje pacienta a pro každého pacienta máme dvě hodnoty lékařských test̊u,

před a po léčbě (např́ıklad má nebo nemá v těle streptokoka). Hodnoty αi jsou pro

každého pacienta odlǐsné a charakterizuj́ı, jak je pacient náchylný k dané nemoci,
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jsou to tedy náhodné efekty. Výraz βxt zastupuje pevný efekt, který popisuje

rozd́ıl mezi skupinami xt = 0 a xt = 1. Pak můžeme testovat hypotézu, zda je

β = 0, tedy zda je u lékařských test̊u znatelný rozd́ıl před a po léčbě (např. zda

se výskyt streptokoka u pacient̊u po léčbě znatelně sńıžil či nikoliv).

Ekvivalentně můžeme psát

logit(P (Yi1 = 0|ui)) = α + ui, (3.2)

logit(P (Yi2 = 1|ui)) = α + β + ui, (3.3)

kde ui = αi − α pro nějakou konstantnu α. Proměnná ui reprezentuje náhodný

efekt pro i-tý shluk a pro všechna i jsou ui vzájemně nezávislá a maj́ı normálńı

rozděleńı s nulovou středńı hodnotou a stejným neznámým rozptylem. Při pevném

ui jsou yi1 a yi2 nezávislé.

Model popsaný rovnicemi 3.2 a 3.3 je speciálńı př́ıpad modelu 3.1, kde µit =

P (Yit = 1|ui), g(·) je logit, β′ = (α, β), x′i1 = (1, 0) a x′i2 = (1, 1) pro všechna i

a zit = 1 pro všechna i a t. Zobecněný lineárńı model se smı́̌senými efekty v této

podobě se nazývá model s náhodným absolutńım členem, který mı́sto obvyklého

pevného absolutńıho členu α použ́ıvá absolutńı člen náhodný α+ ui. Necht’ Y1 =∑
i yi1 a Y2 =

∑
i yi2 jsou marginálńı distribuce, kde Y1 má binomické rozdělńı

s parametrem E
(

eα+U

1+eα+U

)
, Y2 má binomické rozděleńı s parametrem E

(
eα+β+U

1+eα+β+U

)
,

U ∼ N(0, σ2). Pokud je rozptyl σ2 velký, tzn. že hustota normálńıho rozděleńı je

rozprostřena mezi mnoha hodnotami, pak ui mohou nabývat i velkých pozitivńıch

nebo velkých negativńıch hodnot. Shluk s vysokými kladnými hodnotami ui má

relativně velké pravděpodobnosti P (Yit = 1|ui) pro t = 1 i pro t = 2, tzn.

že s velkou pravděpodobnost́ı bude platit (yi1, yi2) = (1, 1). Shluk s vysokými

zápornými hodnotami ui má relativně malé pravděpodobnosti P (Yit = 1|ui) pro

t = 1, 2, tzn. že s velkou pravděpodobnost́ı bude (yi1, yi2) = (0, 0). To plat́ı

pro model popsaný rovnićı 3.2 i 3.3, ve které sice β výsledné hodnoty trochu

změńı, ale za předpokladu vysokých hodnot σ2 budou platit stejné závěry, tj.

pravděpodobně bude (yi1, yi2) = (1, 1) pro shluk s vysokými kladnými hodnotami

ui a (yi1, yi2) = (0, 0) s velmi ńızkými hodnotami ui. Pro tyto modely jsou Y1 a
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Y2 nezávislé, pouze pokud σ = 0.

Tento model je vzácným př́ıpadem toho, že pevné efekty maj́ı v modelu

s náhodnými efekty pevně danou formu odhadu maximálńı věrohodnosti, a to:

β̂ = log

(
µ̂21

µ̂12

)
.

Pokud pro výběrovou hodnotu logaritmu poměru šanćı plat́ı

log(n11n22/n12n21) ≥ 0,

potom µ̂ab = nab pro a = 1, 2, b = 1, 2 a β̂ = log(n21/n12).

3.3. Logit-normálńı model pro binárńı data

Nyńı budou představeny modely s náhodnými efekty pro binárńı data, které

se označuj́ı jako logit-normálńı modely. Pro jednorozměrný náhodný efekt má

model podobu:

logit(P (Yit = 1|ui)) = x′itβ + ui, (3.4)

kde ui jsou nezávislé náhodné veličiny, ui ∼ N(0, σ2). Toto je speciálńı př́ıpad

zobecněných lineárńıch smı́̌sených model̊u (3.1), ve kterém je spojovaćı funkce

logitová a náhodné efekty tvoř́ı náhodný absolutńı člen. Obecněji pak může být

spojovaćı funkćı v modelu 3.4 inverzńı funkce k libovolné distribučńı funkci. Pro

tyto modely při pevném ui jsou Yis a Yit nezávislé. Korelace těchto veličin je

nezáporná, jak dále ukážeme.

Necht’ distribučńı funkce Φ je inverzńı funkćı ke spojovaćı funkci. Potom pro

s 6= t plat́ı

cov(Yis, Yit) = E[cov(Yis, Yit|ui)] + cov[E(Yis|ui), E(Yit|ui)] =

= 0 + cov[Φ(x′isβ + ui),Φ(x′itβ + ui)].

Obě distribučńı funkce Φ jsou v ui rostoućı, a proto je korelace nezáporná.

Poznámka 3.3.1 Pokud σ = 0, logit-normálńı model 3.4 se zjednodušuje na

obyčejnou logistickou regresi, která uvažuje všechna pozorováńı nezávislá.
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Speciálńım př́ıpadem těchto model̊u je model s náhodným absolutńım členem

ve tvaru:

logit(P (Yit = 1|ui)) = ui + βt, (3.5)

kde ui jsou vzájemně nezávislé, ui ∼ N(0, σ2). Je možné do modelu přidat inter-

cept α za přepokladu omezeńı na některé βt, např. pokud βT = 0. Tento model je

tedy jakýmsi rozš́ı̌reńım modelu 3.3. Zde ale předpokládáme, že v každém shluku

jsou v́ıce než dvě pozorováńı (T > 2). Jeho prvńı využit́ı bylo v psychomet-

rii. Pravděpodobnost P (Yit = 1|ui), že i-tý pacient správně odpov́ı na otázku t,

záviśı na celkové schopnosti pacienta, která je charakterizována proměnnou ui,

a také na snadnosti otázky charakterizované proměnnou βt. Takovéto modely se

nazývaj́ı item-response modely. Jejich logitovou verźı je pak Rash̊uv model.
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Kapitola 4

Reálná aplikace - výzkum HIV

Nyńı aplikujeme výše uvedenou teorii na reálnou situaci týkaj́ıćı se pacient̊u

nakažených virem HIV. Nejprve představ́ıme onen virus. Veškeré informace o této

problematice byly čerpány z [3] a [11]. Následně již budeme aplikovat jednotlivé

zobecněné lineárńı modely na reálná data. Veškeré výpočty byly prováděny v soft-

waru R a jsou přiloženy na CD v souboru
”
script hiv.R“ a

”
vystupy hiv.RData“.

4.1. Virus HIV

HIV je virus, který v organismu napadá určitou skupinu b́ılých krvinek, ve

kterých se dále množ́ı. Následně b́ılé krvinky zab́ıj́ı a snižuje t́ım v těle napadeného

člověka jejich počet. Jejich pokles vede k selháńı imunity a rozv́ıj́ı se v onemocněńı

AIDS. Organismus se stává náchylný k řadě daľśıch infekčńıch a nádorových

onemocněńı. Člověk pak může umř́ıt třeba i na chřipku.

DNA jsou biologické makromolekuly ve tvaru dvojité šroubovice. Dvě vlákna

se kolem sebe ov́ıjej́ı a jsou spojena bázemi - adeninem, thyminem, cytosinem a

guaninem. Různými kombinacemi těchto báźı vzniká gen. Pokud se na cytosino-

vou bázi DNA naváže methylová skupina, docháźı k vypnut́ı genu, tzv. inaktivaci.

Potom se na danou část genu nemůže nic vázat, a tedy nelze spustit produkci

genu. Pokud je inaktivován úsek genu, kam se začlenil HIV virus, stává se virus

neaktivńı a přecháźı do sṕıćıho stavu.
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Samotné methylaci se zabránit nedá, protože k ńı docháźı během prvńıch

týdn̊u po infekci, kdy pacienti o nákaze většinou ještě ani nevěd́ı. Vědci AV ČR

hledali zp̊usob, jak gen znovu aktivovat, aby virostatika mohla virus zničit. Našli

vhodnou kombinaci látek a nyńı ji testuj́ı.

Naš́ım úkolem je z reálných dat o pacientech, kteř́ı jsou r̊uznou dobu nakaženi

HIV virem, zjistit, zda se s rostoućı délkou doby od nákazy zvyšuje výskyt těchto

neaktivńıch vazeb.

4.2. Data HIV

Námi analyzovaná data zahrnuj́ı informace o 26 pacientech, kteř́ı jsou r̊uznou

dobu nakaženi virem HIV. U každého pacienta známe délku trváńı léčby. Dále

ke každému pacientovi máme r̊uzný počet náhodně vybraných buněk a ke každé

buňce hodnoty pro devět dinukleotid̊u. Pokud je na dané pozici jednička, znamená

to, že se tam methylace vyskytuje. A naopak, pokud je tam nula, methylace se

nevysktuje. Pro každého pacienta tedy máme r̊uzně velkou matici, která se skládá

z jedniček a nul, viz obrázek 4.1.

Obrázek 4.1: Náhodně vybraná data o pacientovi

Každý pacient má tedy jiný počet methylovaných dinukleotid̊u. Maximálńı

počet methylovaných dinukleotid̊u u našich pacient̊u je 53, ale jsou i pacienti, u

kterých se nevyskytuje žádná methylace. Pr̊uměrný počet methylovaných dinuk-

leotid̊u je 6,3. Pokud u pacient̊u nahlédneme na procentuálńı výskyt methylace,
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maximálńı hodnota je 45%, minimálńı 0% a pr̊uměrná 5,3%. Dále známe délku

léčby pacient̊u. Nejkratš́ı doba léčby u našeho vzorku pacient̊u je 10 měśıc̊u,

nejdeľśı pak 264 měśıc̊u, tj. 22 let. Pr̊uměrná doba léčby je přibližně 69 měśıc̊u,

tedy necelých 6 let. Graf na obrázku 4.2 znázorňuje vztah mezi dobou léčeńı (pro

lepš́ı přehlednost je uvedena v letech) a procentem methylovaných dinukleotid̊u u

jednotlvých pacient̊u. Vid́ıme, že nejv́ıce pacient̊u se léč́ı méně než 5 let a nemaj́ı

Obrázek 4.2: Procento methylovaných dinukleotid̊u u pacient̊u

př́ılǐs methylovaných dinukleotid̊u. Objevuj́ı se ale i výjimky jak v délce léčby,

tak v počtu methylaćı.

U všech pacient̊u dohromady máme informace o 305 buňkách, které obsa-

huj́ı r̊uzný počet methylovaných dinukleotid̊u. Tyto počty znázorňuje graf na

obrázku 4.3. Je patrné, že většina buněk žádné methylace neobsahuje a pokud

ano, nejčastěji obsahuje pouze jeden methylovaný dinukleotid. Bohužel se u pa-

cient̊u vyskytuj́ı i buňky, které maj́ı methylovaných všech devět dinukleotid̊u.
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Obrázek 4.3: Počet methylovaných dinukleotid̊u v buňce

Vztah mezi délkou léčby pacienta a počtem methylovaných dinukleotid̊u v

buňce znázorňuje graf na obrázku 4.4. Čekali bychom, že s rostoućı délkou léčby

budou mı́t pacienti méně či v́ıce methylovaných dinukleotid̊u. Z grafu ale na

prvńı pohled žádná závislost vidět neńı. Zdá se tedy, že bude hodně záležet na

náchylnosti pacienta nebo buněk k výskytu methylace. Tuto domněnku zkuśıme

ověřit matematicky.

Pokud bychom měli slovně popsat náš model, řekneme, že výskyt methylace

záviśı na čtyřech faktorech:

1. Pacientovi - náhodně vybereme pacienta (náhodný efekt),

2. Době léčby - každý pacient se nějakou pevně danou dobu léč́ı (pevný efekt),

3. Vybrané buňce - u daného pacienta náhodně vybereme některou z buněk

(náhodný efekt),
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Obrázek 4.4: Počet methylovaných dinukleotid̊u v závislosti na době léčeńı

4. Dinukleotidu - každá buňka pevně obsahuje devět dinukleotid̊u (pevný

efekt).

Schématicky bychom model mohli popsat takto:

Výskyt methylace ∼ Doba léčby + Pacient + Buňka + Dinukleotid.

4.2.1. Pevné efekty (GLM)

Nejprve se zkuśıme úplně oprostit od náhodnosti. Nebudeme uvažovat vliv

náhodných efekt̊u - pacienta a buňky. Model se pak zúž́ı do podoby

Výskyt methylace ∼ Doba léčby + Dinukleotid.
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Pro dinukleotid zavedeme pomocné proměnné (dummy variables) - identi-

fikátory jednotlivých dinukleotid̊u - a budeme testovat podmodely obsahuj́ıćı ne-

nulové efekty vždy jen u některých dinukleotid̊u. V
”
hlavńım“ modelu (označ́ıme

ho 0) budeme uvažovat všechny dinukleotidy. A k tomuto modelu testujeme dva

podmodely - nejprve zkuśıme úplně vynechat proměnnou pro dinukleotid (model

s označeńım 1) a poté vezmeme model s nejv́ıce odlǐsným dinukleotidem, což je po

otestováńı dinukleotid č́ıslo 5 (model s označeńım 2). Pokud otestujeme platnost

podmodelu (1) modelu (0), dostaneme p-hodnotu 0,36. Tedy nulovou hypotézu

na hladině významnosti 0, 05 nelze zamı́tnout a zdá se, že by se dalo pracovat jen

s jednoduššńım modelem (1). Po otestováńı platnosti podmodelu (2) modelu (0)

je p-hodnota 0,73, tedy by bylo i možné mı́sto modelu (0) pracovat s modelem

(2). Otázkou je, zda se dá ř́ıci, že plat́ı podmodel (1) modelu (2). Po otestováńı

vyjde p-hodnota 0,036, tedy na hladině významnosti α = 0, 05 bychom hypotézu

platnosti podmodelu zamı́tali. Ale je to poměrně bĺızko hranice významnosti, a

tak raději tuto myšlenku ještě ověř́ıme pomoćı Akaikova informačńıho kritéria.

Toto kritérium potvrzuje domněnku - model (2) je vhodněǰśı než model (1). Tedy

pro naše daľśı výpočty budeme vycházet z modelu (2).

Výskyt methylace ∼ Doba léčby + Dinukleotid5.

Pro všechny výpočty byl použit software R. Testy podmodel̊u byly provedeny

pomoćı př́ıkazu anova(podmodel, model, test=”Chisq”). Výpočet Akaikova in-

formačńıho kritéria př́ıkazem c(AIC(model1),AIC(model2),AIC(model0)). Toto

řešeńı je uloženo na přiloženém CD pod názvem
”
vystupy hiv.RData“.

4.2.2. Jednorozměrný smı́̌sený efekt (GLMM)

V této části k pevným efekt̊um přǐrad́ıme jeden náhodný efekt, a to efekt

pacienta. Můžeme si představit, že každý pacient je jinak náchylný k výskytu

methylovaných vazeb. Někteř́ı jsou náchylńı v́ıce, někteř́ı méně a pr̊uměr je zhruba

uprostřed. Tedy to výstižně popisuje hustotu normálńıho rozděleńı. Náš model
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bude mı́t pro i-tého pacienta dle 3.4 tvar

logit(π(x)) = β0 + β1Doba léčby + β2Dinukleotid5 + u(Pacient),

kde u je náhodná veličina, pro kterou plat́ı u ∼ N(0, σ2) a x je vektor obsa-

huj́ıćı informace o pacientovi - jaký je to pacient, co o něm v́ıme (délka léčby) a

co u něj měř́ıme (jaký dinukleotid), tedy x = (pacient, délka léčby, dinukleotid).

Snaž́ıme se odhadnout parametry tohoto modelu, a to β0, β1, β2, pro každého pa-

cienta parametr náhodného efektu, tedy 26 parametr̊u u a také rozptyl σ2. Tyto

odhady jsou prováděny metodou maximálńı věrohodnosti. Pro tuto metodu je

takové množstv́ı parametr̊u př́ılǐs, nebot’ existuje velké množstv́ı možných kom-

binaćı. Budeme tedy muset použ́ıt simulaci Monte Carlo. Otázkou je, jaký počet

simulaćı zvolit. Bohužel jsme omezeni kapacitou poč́ıtače a už při 103 simulaćı

se generováńı provád́ı přibližně hodinu. Usoudili jsme tedy, že 103 je dostatečné

množstv́ı, pokud tuto simulaci spust́ıme v́ıcekrát. My jsme ji spustili 30krát.

Výstupy byly rozd́ılné. Např́ıklad výsledek prvńı simulace byl takovýto:

β̂0 = −3, 621 (0, 181),

β̂1 = 0, 002 (0, 001),

β̂2 = −0, 786 (0, 374),

kde v závorkách jsou uvedeny hodnoty směrodatných odchylek.

Pro u jsme źıskali rozptyl:

u ∼ N(0; 1, 685)

a pro každého pacienta jinou hodnotu náhodného efektu, tedy źıskáváme celkem

26 hodnot:

0.1766579 −0.9259571 −0.1961500 −0.4752471 −0.1944834 −0.8865888

−0.2430839 0.2208474 − 0.9563604 0.9299452 0.6175557 0.3213349
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−0.1944834 − 0.7382298 − 0.3077203 3.1810302 − 0.7376712 − 0.1013790

1.0051489 1.5483468 −1.1778042 −0.6887438 −1.0904121 −0.5513574

1.6136429 0.2588970.

Přičemž efekt pacienta je významný ve všech 30 opakováńıch, ale doba léčby

byla v některých iteraćıch významná a v některých nikoliv. Tabulky 4.7 a 4.8

obsahuj́ı p-hodnoty a bodové odhady všech 30 iteraćı1. Pro parametry β0, β1, β2

a rozptyl σ2 jsme hodnoty bodových odhad̊u a p-hodnot zakreslili do histogramů

(viz obrázky 4.5 a 4.6). Vid́ıme, že bodové odhady źıskané při prvńı simulaci

Obrázek 4.5: Histogramy bodových odhad̊u

přibližně odpov́ıdaj́ı hodnotám bodových odhad̊u, které maj́ı největš́ı hustotu

zastoupeńı. P-hodnota pro absolutńı člen vyšla ve všech 30 opakováńıch menš́ı

1Označeńım
”
čas“ je myšlena doba léčby.
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Obrázek 4.6: Histogramy p-hodnot

než 0, 0001, tedy jsme jej́ı histogram ani nevykreslovali. P-hodnoty pro dinuk-

leotid jsou všechny na hranici významnosti. U efektu pacienta se prokázala ve

všech opakováńıch významnost. Problematičtěǰśı je ale doba léčby, která nabývá

poměrně proměnlivých p-hodnot.

Rozhodli jsme se tedy zvýšit přesnost měřeńı. Pro 104 byla doba léčby nevý-

znamná (p-hodnota rovna 0, 435). Obdobně pak i pro 105 simulaćı, které trvaly

přibližně 72 hodin, je doba léčby nevýznamným efektem (p = 0, 69). Źıskané

výsledky jsou takovéto:

β̂0 = −3, 908 (0, 141),

β̂1 = 0, 0004 (0, 001),

β̂2 = −0, 795 (0, 374),
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u ∼ N(0; 2, 435),

kde v závorkách u koeficient̊u β̂ jsou uvedeny hodnoty směrodatných odchylek.

Tedy na základě tohoto modelu bychom usoudili, že doba léčby vliv na výskyt

methylace nemá.

V softwaru R má př́ıkaz tvar:

m1m = glmm(y ∼ cas + I(dinukleotid == 5),

random = list(∼ 0 + as.factor(pacient)),

varcomps.names = c(”pacient”), data = data hiv,

family.glmm = bernoulli.glmm,m = 10̂ 5).

Hodnoty pevných efekt̊u źıskáme př́ıkazem m1m$beta.pql a hodnoty náhodných

efekt̊u přikazem m1m$u.pql.

Na přiloženém CD lze nalézt postup a řešeńı pod názvy
”
script hiv.R“ a

”
vystupy hiv.RData“.

4.2.3. Vı́cerozměrný smı́̌sený efekt (GLMM)

Nyńı již do modelu přidáme i náhodný efekt buňky. Zobecněný lineárńı model

se smı́̌senými efekty poté bude mı́t tvar

logit(π(x)) = β0 + β1Doba léčby + β2dinukleotid5 + u1(pacient) + u2(bunka)

kde u1 ∼ N(0, σ1) a u2 ∼ N(0, σ2).

Nejprve jsme opět zkusili několikrát vygenerovat hodnoty pro 103 simulaćı.

Tentokrát jsme źıskali jednoznačné výsledky. Významnost se potvrdila u doby

léčby s p-hodnotou menš́ı než 0, 0001 a u pacienta s p-hodnotou 0, 0002. Taktéž

efekt buňky je pro hladinu významnosti α = 0, 05 významný (p-hodnota menš́ı

než 0, 0001). Efekt dinukleotidu je významný s p-hodnotou 0, 007. Pro jistotu

jsme ještě provedli výpočet s 104 simulacemi, který již trval přibližně 5 hodin a

předchoźı výsledky nám potvrdil. Pouze mı́rně klesla významnost efektu dinuk-

leotidu (p = 0, 01). Pokud nahlédneme na výsledné koeficienty β̂:

β̂0 = −3, 815 (0, 151),
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β̂1 = −0, 002 (0, 001),

β̂2 = −1, 094 (0, 441),

kde v závorkách jsou uvedeny hodnoty směrodatných odchylek, vid́ıme, že po-

kud se zvýš́ı doba léčby o 40 let (480 měśıc̊u), argument β̂1Doba léčby se sńıž́ı

přibližně o jednotku. Tedy vliv doby léčby na výskyt methylace je o dost nižš́ı než

vliv ostatńıch pevných efekt̊u. Ale vliv nejsṕı̌se má, tedy pro pacienty tu existuje

naděje, že pokud se budou léčit dlouhou dobu, mohou se těchto methylaćı zbavit,

a následně i viru HIV. Je třeba poukázat, že s rostoućı dobou léčby tento mo-

del ukazuje pokles výskytu methylovaných vazeb, zat́ımco výsledky předchoźıch

model̊u ukazovaly jeho nár̊ust.

Dále jsme źıskali rozptyly pro náhodné efekty, tedy v́ıme, že plat́ı:

upacient1 ∼ N(0; 0, 963),

ubunka2 ∼ N(0; 2, 489).

Náhodnost pacienta i buňky se jev́ı jako d̊uležité faktory pro výskyt methylace.

Můžeme tedy ř́ıci, že mezi jednotlivými pacienty je velká variabilita, stejně tak i

mezi jednotlivými buňkami.

V softwaru R se použije př́ıkaz:

m2m=glmm(y ∼ cas+I(dinukleotid==5),

random=list( ∼ 0+as.factor(pacient), 0+as.factor(bunka)),

varcomps.names=c(”P”,”B”), data=data hiv,

family.glmm = bernoulli.glmm,m = 10̂ 4).

Hodnoty pevných a náhodných efekt̊u se źıskaj́ı stejnými př́ıkazy jako u jedno-

rozměrného smı́̌seného efektu.

Na přiloženém CD lze opět nalézt postup a řešeńı pod názvy
”
script hiv.R“

a
”
vystupy hiv.RData“.
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Dodatek

Daľśı typy distribućı

V této sekci stručně poṕı̌seme některá daľśı rozděleńı pravděpodobnost́ı náhodné

veličiny. Pro detailněǰśı popis či daľśı možné distribuce čtenáře odkážeme na [2]

a [8], odkud bylo i čerpáno.

Poissonovo rozděleńı

Necht’ X nabývá pouze hodnot 0, 1, . . . s pravděpodobnostmi

P (X = k) =
λk

k!
e−λ, k = 0, 1, . . . ,

kde λ > 0 je dané č́ıslo. Pak ř́ıkáme, že X má Poissonovo rozděleńı s parametrem

λ, a ṕı̌seme X ∼ Po(λ).

Gama rozděleńı

Necht’ a > 0, p > 0. Gama rozděleńı Ga(a, p) má hustotu

f(x) =
ap

Γ(p)
e−axxp−1, x > 0.

Normálńı (Gaussovo) rozděleńı

Necht’ µ ∈ R a σ > 0 jsou dané konstanty (parametry). Normálńı rozděleńı

je určeno hustotou

f(x) =
1√

2πσ2
e−

(x−µ)2

2σ2

a označuje se symbolem N(µ, σ2).
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Tabulky

Na závěr přidáváme tabulky s hodnotami, které jsme źıskali při výpočtech s

v́ıce opakováńımi. Tyto tabulky jsou také přiloženy na CD v souborech
”
tab bo.xlsx“

a
”
tab p.xlsx“.

Obrázek 4.7: Tabulka bodových odhad̊u
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Obrázek 4.8: Tabulka p-hodnot
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Závěr

V diplomové práci jsme si nejprve představili kategoriálńı data a jejich nej-

známěǰśı rozděleńı. Druhá kapitola se věnovala regresńı analýze, postupovali jsme

od klasických lineárńıch regresńıch model̊u přes zobecněné, až k zobecněným

lineárńım model̊um se smı́̌senými efekty, kterým je věnována kapitola třet́ı. Čtvrtá

kapitola se zabývala virem HIV. Byla zde popsána reálná data o pacientech, kteř́ı

jsou r̊uznou dobu t́ımto virem nakaženi. Následně jsme již na tato data aplikovali

teorii zobecněných lineárńıch model̊u.

Za použit́ı softwaru R jsme nejprve otestovali model, ve kterém jsme ne-

uvažovali vliv náhodných efekt̊u. Po otestováńı platnost́ı jednodušš́ıch podmo-

del̊u jsme došli k závěru, že bude v následuj́ıćıch úvahách postačuj́ıćı uvažovat

model, který obsahuje dobu léčby a dinukleotid 5. Tyto výpočty byly potvrzeny

pomoćı Akaikova informačńıho kritéria.

Daľśı část reálné aplikace se věnuje zobecněným lineárńım model̊um s jedńım

náhodným efektem. Tedy jsme k pevným efekt̊um přǐradili jeden náhodný efekt,

efekt pacienta. Bodové odhady parametr̊u a odhad rozptylu pro náhodný efekt

jsme źıskali pomoćı metody maximálńı věrohodnosti prostřednictv́ım simulace

Monte Carlo. Výpočty byly poměrně časově náročné a již pro 103 iteraćı trvaly

přibližně hodinu. Spustili jsme simulaci v́ıcekrát a na základě výsledk̊u zjistili,

že efekt pacienta je významný a efekt dinukleotidu je na hranici významnosti.

Problematičtěǰśı však byla doba léčby, u které jsme źıskali poměrně rozd́ılné

p-hodnoty. Zvýšili jsme tedy přesnost. Pro 104 i 105 iteraćı byla doba léčby

nevýznamným efektem, tedy bychom na základě tohoto modelu usoudili, že doba

léčby výskyt methylovaných vazeb neovlivňuje.
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V závěru práce jsme se věnovali zobecněným lineárńım model̊um s v́ıce ná-

hodnými efekty. Do modelu kromě náhodného efektu pacienta přibyl i náhodný

efekt buňky. Opět jsme nejprve několikrát vygenerovali hodnoty pro 103 iteraćı,

tentokrát s jednoznačnými výsledky. Tyto výsledky byly potvrzeny i simulaćı s

104 iteracemi, která trvala přibližně 5 hodin. Na základně tohoto modelu jsme

zjistili, že jsou nejen efekty pacienta a buňky významné, ale významná je i doba

léčby. Jej́ı koeficient má záporné znaménko, tedy podle tohoto modelu bychom

řekli, že se s rostoućı dobou léčby snižuje výskyt methylovaných vazeb.

Tato práce pro mě byla velkým př́ınosem, nebot’ jsem si prohloubila znalosti

regresńı analýzy a rozš́ı̌rila je o zobecněné lineárńı modely se smı́̌senými efekty.

Následně jsem tyto modely použila při reálné aplikaci, a tedy se naučila, jak

je využ́ıt v praxi. Také jsem d́ıky této práci rozš́ı̌rila své schopnosti při práci

v softwaru R, se kterém jsem doposud pracovala jen velmi zř́ıdka a okrajově.
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[2] ANDĚL, Jǐŕı. Základy matematické statistiky. Vyd. 1. Praha: Matfyzpress,
2005. ISBN 80-86732-40-1.

[3] BORECKÁ, Kateřina. Jak na sṕıćı HIV. Česká Televize [online]. 2011 [cit.
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rakoviny prostaty. Olomouc, 2012. Diplomová práce. Univerzita Palackého
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