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ABSTRAKT 
Tato práce se zabýva shlukovou analýzou v oblasti text miningu (dolovaní v textech) a její 
aplikací na reálna data. Cílem práce je najít vhodné kategorie (shluky) v přepsaných hovo-
rech zaznamenaných v kontaktním centru České pojištovny a.s., a to převedením těchto 
textových dokumentů do vektorového prostoru za použití základních metod text miningu 
a následným využitím implementovaných algoritmů shlukové analýzy. Z formálního hle
diska práce obsahuje popis předzpracování a reprezentace textových dat, dále popis 
několika běžných shlukovacích metod, validace shluků a samotnou aplikaci. 

KLÍČOVÁ SLOVA 
dolování v textech, shluková analýza, k-means, fuzzy c-means, hierarchické shlukování, 
validace shluků 

ABSTRACT 
This thesis is focused on cluster analysis in the field of text mining and its application to 
real data. The aim of the thesis is to find suitable categories (clusters) in the transcribed 
calls recorded in the contact center of Česká pojišťovna a.s. by transferring these textual 
documents into the vector space using basic text mining methods and the implemented 
clustering algorithms. From the formal point of view, the thesis contains a description 
of preprocessing and representation of textual data, a description of several common 
clustering methods, cluster validation, and the application itself. 

KEYWORDS 
text mining, cluster analysis, k-means, fuzzy c-means, hierarchical clustering, cluster 
validation 
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1 ÚVOD 
V dnešním světě moderních technologií vzniká denně obrovské množství dat - jen 
na sociální síti Twitter1 je to 656 milionů tweetů! (Více zajímavých čísel lze nalézt 
v [16].) E-maily, sociální sítě, webové stránky, jednotlivé organizace a mnoho dalšího 
přispívá ke vzniku dat, ze kterých je možno vytěžit důležité informace, např. jak 
zvýšit zisk, zlepšit kvalitu služeb dané organizace, responzi na reklamní kampaň 
apod. Získáváním těchto informací z takového kvanta dat (označováno jako Big 
Data) se věnuje disciplína dolováni v datech (DM - Data Mining) a dolováni v tex
tech (TM - Text Mining). Hlavní rozdíl mezi těmito dvěma disciplínami spočívá 
v typu dat, se kterými pracuje. T M hledá informace nebo zajímavé vzory v ne
strukturovaných nebo semistrukturovaných datech pomocí vědního oboru zpracováni 
přirozeného jazyka (NLP - Natural Language Processing), kdežto D M pracuje se 
strukturovanými daty. Tato práce se bude zabývat kombinací obou přístupů - nej
prve jsou pomocí metod text miningu nestrukturovaná data převedena na struktu
rovaná a následně jsou použity metody data miningu, konkrétně techniky strojového 
učeni (ML - Machine Learning) bez učitele (unsupervised learning). 

Struktura této práce je následující: V kapitole druhé jsou popsány základní pojmy 
a úlohy text miningu. Hlavní částí této kapitoly je popis převedení textových dat do 
strukturovaných a jsou zde uvedeny možnosti snížení dimenze vektorového prostoru 
pomocí kterého jsou data reprezentována. 

Kapitola třetí se věnuje jedné z úloh text miningu, a to shlukové analýze. Jsou 
zde uvedeny základní metody shlukování, které jsou rozděleny na hierarchické, ne-
hierarchické a fuzzy. Poslední část této kapitoly obsahuje popis validace shluků čili 
kvality vytvořeného rozkladu původních dat. Jsou zde také uvedeny metody, jak 
určit správný počet shluků. 

Kapitola čtvrtá se zabývá aplikací metod z předchozích kapitol na reálná data, 
konkrétně se jedná o nahrané hovory z kontaktního centra České pojišťovny a.s. 
(CP) přepsaných do textu pomocí umělé inteligence. Výsledky shlukové analýzy 
jsou také srovnány se zařazením dokumentů do kategorií současného systému CP 
a jsou zde uvedeny výhody a nevýhody obou přístupů. 

Poslední kapitola shrnuje získané poznatky této diplomové práce. 

1https://twitter.com/ 
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2 T E X T M I N I N G (DOLOVÁNÍ V T E X T E C H ) 

V této části si nejprve zavedeme několik základních pojmů podle [6], které budeme 
v práci používat. Dále definujeme samotný text mining podle [14] a uvedeme si 
příklady jeho využití ([5, 14]). Nakonec si popíšeme jednotlivé kroky této úlohy 
převzaté z [2, 7, 8, 10, 15, 17, 20]. 

2.1 Základní pojmy a definice 

Text rozdělujeme na základní jednotky zvané tokeny. Můžou to být např. čísla, 
interpunkční znaménka či termy. Pod pojmem term rozumíme samostatné slovo 
nebo víceslovné spojení jako je např. „rodné číslo", „datum narození" apod. 

Dokument je další základní jednotka v text miningu. Jedná se o část textových dat 
reprezentující např. vědecký či novinový článek, e-mail, zprávu apod. Upozorněme, 
že jeden dokument se může vyskytovat ve více kolekcích a jednotlivé kolekce můžou 
obsahovat různé typy dokumentů. 

Kolekci dokumentů nebo korpusem se obecně rozumí jakákoli skupina textových 
dokumentů. Prakticky se však metody text miningu zaměřují na velké kolekce, kde 
se počet dokumentů pohybuje v rozmezí několika stovek až miliónů. Tyto kolekce 
můžou být statické, tedy původní soubor dokumentů zůstává nezměněn, nebo dyna
mické, kdy jsou dokumenty časem aktualizovány nebo je daná kolekce doplňována 
novými dokumenty. 

Text mining (dolovaniu textech) je netriviální extrakce implicitních, předem nezná
mých a potencionálně užitečných informací z (velkého množství) textových dat. 

2.2 Př íklady využit í text miningu 
Vyhledávání informací (information retrieval) 

Základní úlohou je vyhledání odpovědi na uživatelský dotaz. Dotazem se přitom ro
zumí posloupnost klíčových slov, které mohou být spojeny vyhledávacími operátory 
umožňující přesnější formulaci dotazu. Odpovědi je skupina dokumentů odpovídající 
požadovanému tématu. Klasickým příkladem této úlohy je webový vyhledávač. 

Extrakce informací (information extraction) 

Získávání strukturovaných informací z nestrukturovaných dokumentů. Úkolem je 
rozpoznáváni pojmenovaných entit (named entity recognition), jako jsou osoby, or
ganizace, místa, produkty apod., a vztahů (relaci) mezi nimi (např. sídla organizací, 
data narození lidí apod.). 
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Sumarizace t e x t ů (text summarisation) 

Vytvoření souhrnu obsahu dokumentu nebo skupiny dokumentů. Jedná se o nalezení 
nej důležitější informace v textu, její zestručnění a prezentace v přirozeném jazyce. 
Může jít buď o abstrakt (zohledňuje gramatiku a návaznost textu), nebo extrakt 
(vybrané, často nesouvislé úseky původního textu). 

Klasifikace dokumentů (classification) 

Jednotlivé dokumenty jsou zařazovány do předem daných kategorií. Možná aplikace 
je eliminace spamu, organizování záznamů, indexované knihovny dokumentů apod. 

Shlukování dokumentů (clustering) 

Jedná se o úlohu podobnou klasifikaci, rozdíl je však v tom, že kategorie nejsou 
dopředu známy. Úkolem je tedy nalézt takové skupiny (shluky) dokumentů, aby si 
dokumenty obsažené v daném shluku byly v určitém smyslu podobné. Je to možný 
způsob, jak zjistit, co daný soubor dokumentů obsahuje. Této úloze se více budeme 
věnovat v kapitole 3. 

2.3 Předzpracování dat 
Prvním důležitým krokem dolování v textech je jejich příprava neboli předzpracování. 
To se skládá z několika částí, které si popíšeme v následujících odstavcích. 

2.3.1 Normalizace textu 
V případě internetových stránek je třeba odstranit H T M L značky, U R L či reklamy. 
Dále je nutné vypořádat se s obrázky, tabulkami, matematickými vzorci apod. Od
straníme také interpunkci a převedeme velká písmena na malá. 

2.3.2 Stematizace nebo lemmatizace 
V českém jazyce může jedno slovo nabývat různých tvarů - sloveso může být časováno 
pro vyjádření např. osoby, čísla, času atd. Další slovní druhy můžou být skloňovány 
pro vyjádření různých mluvnických kategorií, jako je číslo, pád, rod atd. Vzniká 
tedy problém, kdy je jedno slovo reprezentováno několika termy. To navyšuje di
menzi úlohy (viz dále), a proto je třeba tyto různé tvary najít a sjednotit. Existují 
dva přístupy: 

1. Stematizace - jde o nalezení kmene slova, tedy části, která se jeho ohýbáním 
nemění. Někdy kmen bývá totožný s kořenem. V tomto procesu se hledají kon
covky a předpony slova, které se následně odstraní. Výhodou je relativní jedno
duchost provedení. Jednou z nevýhod tohoto přístupu je možnost, že podobná 
slova budou zkrácena na stejný tvar, např. slova „pas", „past", „pasta" jsou 
převedena na tvar „pas". Další nevýhodou je např. vznik slov, která v daném 
jazyce neexistují. 
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2. Lemmatizace - jednotlivá slova převede na jejich základní tvar, tzv. lemma. 
V text miningu je lemmatizace upřednostňována před stematizací kvůli za
chování významu slova. Pokud však není znám kontext, může nastat problém 
s mnohoznačnými slovy. Např. slovo „tancích" může znamenat „tanec" nebo 
„tank". Tento přístup navíc vyžaduje morfologickou analýzu, a je tedy mnohem 
náročnější a pomalejší než stematizace. 

2.4 Reprezentace kolekce textových dokumentů 
V této části si uvedeme, jak reprezentovat kolekci textových dokumentů pomocí 
vektorů. S tím souvisí přiřazování váhy neboli důležitosti jednotlivým termům. Na
konec si ukážeme, jak vyjádřit (ne)podobnost či vzdálenost dvou dokumentů. Tyto 
informace byly čerpány z [7, 8, 17]. 

2.4.1 Bag-of-words model 

Jedná se o nej jednodušší model reprezentace textu označovaný také jako BOW. Da
nou kolekci dokumentů převede na tzv. slovník, který každému termu t z kolekce 
přiřazuje číslo vyjadřující jeho počet výskytů v celé kolekci. Následující příklad uka
zuje, jak je použitím B O W modelu reprezentována kolekce fC, která obsahuje dva 
dokumenty o jedné větě (vyjmuty z [18]), pomocí slovníku S. 

Příklad použit í modelu bag-of-words 
K. = {„Muší to teď dát hádanku nám, můj milášku, jistě, jistě.", „Muší náš to nechat 

hádat třikrát, můj milášku, třikrát!"} 
S = {muší: 2, to: 2, teď: 1, dát: 1, hádanku: 1, nám: 1, můj: 2, milášku: 2, jistě: 2, náš: 1, 

nechat: 1, hádat: 1, třikrát: 2} 

2.4.2 Vektorový model 
Tento model označovaný také jako VSM (Vector Space Model) je zobecněním modelu 
BOW. Textový dokument převede na množinu termů z celé kolekce s přiřazeným 
číslem, tzv. váhou daného termu v dokumentu. Každý dokument tedy můžeme za
psat jako vektor 

di = (wiA,wit2,... ,witt), i = l,2,...,n, (2.1) 

kde n je počet dokumentů v kolekci, t je počet různých termů v kolekci (vytvářející 
slovník S, \S\ = t) a WÍJ je váha j - tého termu v z-tém dokumentu dj, j = 1,2,... ,t. 
Kolekci textů pak můžeme reprezentovat tzv. dokument-term maticí 

D T M = (dx, d 2 , . . . , d „ ) T = (wid), (2.2) 

jejíž velikost je n x i . Její řádky tak představují jednotlivé dokumenty v korpusu 
a sloupce jednotlivé termy. 
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Poznamenejme, že pokud jako váhu termu bereme jeho počet výskytů v daném 
dokumentu, pak vektor w^i, E j wi,2, • • • > E« wi,t) představuje bag-of-words mo
del. Ukažme si použití takového modelu na kolekci z předchozího příkladu. 

Příklad použit í vektorového modelu 
K. = {„Muší to teď dát hádanku nám, můj milášku, jistě, jistě.", „Muší náš to nechat 

hádat třikrát, můj milášku, třikrát!"} 
S = {muší: 2, to: 2, teď: 1, dát: 1, hádanku: 1, nám: 1, můj: 2, milášku: 2, jistě: 2, náš: 1, 

nechat: 1, hádat: 1, třikrát: 2} 

ř A-
••4 

/r 
$ •C" 

D T M = i 1 1 1 1 1 1 1 2 0 0 0 0 D T M = 
0 0 0 0 0 

0 0 0 0 D T M = 
i 1 0 0 0 0 1 1 0 1 1 1 2 

E 2 2 1 1 1 1 2 2 2 1 1 1 2 

2.4.3 V á h a termu 
Váha termu představuje významnost či důležitost termu v daném dokumentu z ko
lekce. Existuje několik přístupů jak tuto váhu určit, uvedeme si ty nejznámější (více 
metod lze nalézt například v [8]). 

V následující části budeme používat označení fij pro počet výskytů termu t j 
v dokumentu dj. 

Booleovské vážení 

Nejjednodušší přístup je nastavit váhu na 1 pokud se term v daném dokumentu 
vyskytuje a na O v opačném případě: 

... _ / 1 Pokud fij > O 
i J l O jinak. 

T F (term frequency) 

Term frequency (TF) vyjadřuje četnost termu v dokumentu. Vychází se z předpokladu, 
že čím více se term vyskytuje v dokumentu, tím více odpovídá tématu tohoto do
kumentu. Váhu daného termu tj v dokumentu dj pomocí T F určujeme jako 

kde t fij počítáme např. podle následujících vztahů: 

t f i, j = f i, j 

nebo 

t.f, 

kde jmenovatel odpovídá počtu slov v dokumentu dj. Jedná se o normalizaci, která 
zohledňuje délku dokumentu (v delším dokumentu se daný term může vyskytovat 
víckrát než v kratším a zároveň může být pro kratší dokument relevantnější). 

18 



IDF (inverse document frequency) 

Inverse document frequency (IDF) vyjadřuje převrácenou četnost dokumentů ob
sahujících daný term v celé kolekci. Předpoklad je takový, že čím častěji se term 
vyskytuje ve všech dokumentech v kolekci, tím méně je důležitý (tím méně přispívá 
k rozlišení jednotlivých dokumentů). Nejčastěji se počítá podle následujícího vztahu 

kde n je počet dokumentů v kolekci /C, tedy n — |/C|, a DFjjc (document frequency) 
je počet dokumentů v kolekci /C, ve kterých se vyskytuje term tj, tedy DFJK = 
{dekl-.i.ed} . 

T F - I D F vážení 

Předpoklady z T F a IDF můžeme zkombinovat a dostat tak známou metodu TF-IDF 
váženi. Váhu termu tj v dokumentu dj z kolekce fC pak určujeme předpisem 

2.4.4 Kosinová podobnost 
Nyní, když máme kolekci textových dokumentů vyjádřenou pomocí matice, je snadné 
měřit podobnost jednotlivých dokumentů. Nejčastěji používanou mírou podobnosti 
je v tomto případě kosinová podobnost vyjadřující kosinus úhlu, který svírají dva 
vektory (dokumenty). Tato míra neměří velikost jednotlivých vektorů, ale jejich 
orientaci v normovaném prostoru. Předpokládejme, že máme dokument, ve kterém 
se 100x vyskytuje slovo „hobit" a v dalším dokumentu se toto slovo vyskytuje 10x. 
Euklidovská vzdálenost je mezi těmito dokumenty větší, ale úhel je pořád malý, 
protože míří stejným směrem, a právě o to v porovnávání dokumentů jde. 

Tato míra vychází ze skalárního součinu a pro dva vektory a a b délky n je 
definována následovně: 

n 

S„ , (a , b) = cos(») = i j - ^ i l i i - = n = ^ = . (2.3) 

Obecně tato míra může nabývat hodnot z intervalu (—1,1), v případě měření 
podobnosti dokumentů však nabývá pouze nezáporných hodnot (protože hodnoty 
v dokument-term matici nejsou záporné). Pokud >Scos(a, b) = 0, pak jsou tyto vek
tory na sebe kolmé a znamená to, že jsou od sebe odlišné v tom nej širším slova 
smyslu. V případě <Scos(a, b) = 1 jsou vektory totožné (svírají úhel 0°). 

V takto nezáporném prostoru pak můžeme definovat kosinovou vzdálenost nebo 
nepodobnost jako 

L> c o s(a,b) = l - S c o s ( a , b ) . (2.4) 

Poznamenejme, že se nejedná o formální metriku, neboť není splněna podmínka 
trojúhelníkové nerovnosti. 
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Měření vzdálenosti pomocí této definice je velice efektivní v případě řídkých vek
torů, neboť počítá pouze s nenulovými složkami. Proto je tato míra v text miningu 
(kde je kolekce dokumentů reprezentována řídkou maticí) tak oblíbená. 

Uveďme si nyní jednoduchý příklad, kde vyjádříme kosinovou podobnost mezi 
čtyřmi dokumenty. 

Příklad na měření kosinové podobnosti 
= {„Venku prší a je zima. ', „Je mi zima.", „Je mi teplo ,Dám si čaj.' } 

» •f i> «» Ľ 
1 1 1 i 0 0 0 0 0 5 
n i) 0 1 i 1 0 0 0 0 3 

D T M = 
i) 0 

0 
0 0 0 0 

0 0 0 1 0 1 1 0 0 0 3 
0 0 0 0 0 0 0 1 1 1 3 

1 0,516 0,258 0 Venku Drší a je zima. 

Scos(^) 
0,516 1 0,667 0 Je mi zima. 

Scos(^) 0,258 0,667 1 0 Je mi teplo. 
0 0 0 1 Dám si čaj. 

Vidíme, že matice podobnosti S c o s(/C) je symetrická a má jednotkovou dia
gonálu. To je logické, neboť podobnost prvního a druhého dokumentu je stejná 
jako podobnost druhého a prvního dokumentu. Podobnost dokumentu se sebou 
samým je samozřejmě rovna jedné (jedná se o identický dokument). V tomto 
příkladě si poslední dokument není s žádným jiným z kolekce podobný. Nejpo-
dobnější si pak jsou druhý a třetí dokument s podobností rovné 0,667. 

2.5 Redukce dimenze 
Velkým problémem v text miningu je vysoká dimenzionalita vektorového prostoru, 
neboť každý term vyskytující se v kolekci představuje jednu dimenzi. Obvykle jich 
bývá několik tisíc až stovky tisíců. Kromě vysoké výpočetní náročnosti to představuje 
také problém v počtu potřebných dokumentů - pro klasické metody strojového učení 
je nutné, aby byl počet dokumentů výrazně větší než počet atributů (v tomto případě 
termů). Proto jedním z dalších důležitých kroků v dolování v textech je redukce 
dimenze. V následující části ukážeme, jak lze této redukce dosáhnout. (Čerpáno 
z [8, 10, 15].) 

2.5.1 Stopslova 

Stop slova (stopwords) jsou slova, která nenesou žádnou informaci a přitom se v tex
tech vyskytují velice často. Mezi česká stopslova tak patří například spojky, předložky, 
zájmena a některá slovesa jako třeba „být" nebo „mít". Tento krok můžeme zařadit 
do sekce předzpracování dat, jelikož existují již vytvořené seznamy stopslov pro 
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několik jazyků. Tyto seznamy však můžeme doplnit o další slova, která nás v daném 
korpusu nezajímají. Ta můžeme dostat například následující metodou. 

Prahování D F 

Document frequency (DF) je, jak už bylo výše zmíněno, četnost dokumentů obsa
hujících určitý term v celé kolekci. Při prahování DF se spočítá DF pro každý term 
a následně se odstraní všechny termy, jejichž DF je menší nebo větší než nějaké 
předem definované hodnoty, tzv. prahy. Základním předpokladem je, že tyto termy 
buď nenesou žádnou informaci, nebo nemají v globálním měřítku význam. 

2.5.2 La ten tn í sémantická analýza 
Latentní sémentická analýza (LSA) (v disciplíně vyhledávání informací označována 
jako latentní sémantická ináexace (LSI)) je způsob, jak výrazně snížit dimenzi 
dokument-term matice. Podstatou je nalézt jakési koncepty v kolekci dokumentů. 
Například slova „fantasy", „sci-fi", „detektivka", „kuchařka", „komiks" můžou před
stavovat koncept „kniha". Tato technika tak zobrazuje dokumenty do prostoru sé
mantických dimenzí, kdy do stejné dimenze jsou zobrazena slova, která jsou sémanti
cky podobná a ta, která jsou sémanticky odlišná jsou zobrazena do jiných dimenzí. 
Dva dokumenty neobsahující stejná slova tak stále můžou být podobné. Tato metoda 
kromě samotných konceptů poskytuje i jejich váhu, tudíž zanedbáním těch nejméně 
významných můžeme docílit potřebné redukce dimenze. LSA je založena na velice 
známé úloze lineární algebry, a to na singulárním rozklaáu matice (Singulár Value 
Decomposition - SVD), kterou si nyní stručně popíšeme. 

Singulární rozklad matice 

Singulární rozklad matice je založen na větě z lineární algebry, která říká, že matice 
A G C m x n se dá vyjádřit jako součin tří matic: 

A = U S V T , 

kde U je m x m unitární matice, V je n x n unitární matice a S je diagonální mxn 
matice, jejíž prvky jsou singulární čísla o\ > o~i > ... > <Tmin(min) > 0. Sloupce 
matice U se nazývají levé singulární vektory a sloupce matice V se nazývají pravé 
singulární vektory. 

Pro snížení dimenze se pak využívá k-reáukovaný singulární rozklaá: 

Afc = UfcSfcV ,̂ 

kde Ufc je m x k matice získaná z prvních k sloupců matice U, je n x k matice 
získaná z prvních k sloupců matice V a je diagonální matice k x k obsahující 
prvních k singulárních čísel matice S. 

Použitím vztahu 
Dfc = UfcSfe 

získáme redukovanou m x k matici, použitím 

pak získáme redukovanou k x n matici. 
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2.6 Další kroky text miningu 
Nyní, když máme redukovanou matici reprezentující daný korpus, můžeme aplikovat 
libovolnou klasickou metodu data miningu (dolovaniu datech). Příkladem můžou být 
rozhodovací stromy, asociační prauidla, regresní analýza či shlukouá analýza (kterou 
se tato práce bude dále zabývat). 

Dalším krokem procesu dolování v textech je interpretace a uyhodnocení uýsledků. 
Tímto však úloha text miningu nekončí - jedná se o iterační proces, tedy na základě 
dosažených výsledků se vracíme k libovolnému z předchozích kroků, ve kterém opět 
vhodně upravíme data a zbytek úlohy opakujeme. Celý proces text miningu je za
chycen v diagramu na Obr. 2.1. 

Korpus j 

Předzpracování textu 

Transformace textu 

> 

Výběr znaků 
(redukce dimenze) 

Techniky D M 

Interpretace a vyhodnocení 
výsledků 

... 

Obr. 2.1: Diagram procesu text miningu. 
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3 SHLUKOVÁ ANALÝZA 
Nyní se budeme věnovat shlukové analýze, která může být součástí procesu do
lování v datech. Nejprve zavedeme základní pojmy které budeme dále potřebovat 
a popíšeme shlukovou analýzu jako takovou. (Informace v této části jsou převzaty 
z [11, 13].) 

3.1 Základní pojmy 
Na začátku máme množinu O, která obsahuje n objektů o, přičemž každý tento 
objekt je popsán m znaky: 

Oj (^ijl) zi,2i • • • j Zi,m)i Í 1, 2, . . . , 71 

O = { o i , o 2 , . . . , o n } . 

Tuto množinu je pak možno reprezentovat pomocí matice podobně jako (2.1) a (2.2), 
kde dokument dj odpovídá objektu Oj a váhy WÍJ odpovídají znakům ZÍJ, i = 
1,2,... ,n, j = 1,2,... ,t — m. Označme tuto matici Z = {zij)n^m. 

Obecně každý znak popisující objekt může být měřen v různých jednotkách. 
Pak se může stát, že některé znaky se jeví jako dominující. Proto je vhodné data 
nejprve standardizovat. Pro každý sloupec (znak) Zj vypočteme střední hodnotu Zj 
a směrodatnou odchylku s j podle vzorců 

n 
zi 7 J ' 

\ 
1 " 

1=1 

Původně naměřené hodnoty ZÍJ pak přepočteme na standardizované hodnoty 

V. 
Zi,j Zj 

Dostaneme tak novou matici Y = {yij)n,m, jejíž znaky mají nulovou střední hodnotu, 
jednotkový rozptyl a směrodatnou odchylku. 

Další vhodnou úpravou může být normalizace objektů. Každou složku objektu 
(znak řádku matice Y ) podělíme normou tohoto objektu. Vektorově tedy 

|y» 

Po všech předchozích úpravách tedy dostáváme množinu X, se kterou budeme 
dále pracovat. Konkrétní vlastnosti této množiny a jejich prvků udávají vztahy (3.1). 

X = { x i , x 2 , . . . , x n } , 

Xj = 0, Sj = 1, | | X J | | = 1, i — 1,... ,n, j — 1,... ,m. 
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3.1.1 Podobnos tn í vztahy 
Důležitou součástí shlukové analýzy je vyjádření podobnosti objektů. Jedná se o předpis 
7T : X x X i—> R, který každé dvojici objektů ( X J , Xj) přiřadí reálné nezáporné číslo 
7r(xj,Xj) tak, aby byly splněny následující požadavky: 

^(x^Xj) > 0, 
^(x^Xj) = ^ (x^Xj ) . 

Dalším vhodným požadavkem je, aby v případě Xj = Xj hodnota 7T(XJ, X J ) nabývala 
maximální hodnoty z oboru hodnot 7r. Tento předpis nám tedy říká, že čím větší je 
hodnota 7T(XJ, X J ) , tím větší je vzájemná podobnost objektů Xj, Xj. Jeden z takových 
předpisů jsme již definovali dříve jako kosinovou podobnost (viz (2.3)). 

Ve většině případů se však používá spíše duálního pojmu. Nepodobnost objektů 
d : X x X i—> M splňuje následující podmínky: 

d(xj,Xj) = O ^ x ^ X j , 
G^X^Xj) > 0, 
d(xj,Xj) = d(x,-,Xj). 

Příkladem může být známá Euklidovská metrika nebo kosinová nepodobnost (viz 
(2.4)). 

3.1.2 Shlukování a pojem shluku 
Existuje několik pokusů charakterizovat shlukovou analýzu. Příkladem může být od 
Tryona [19]: 

„Shluková analýza je obecný logický postup formulovaný jako procedura, 
pomocí níž seskupujeme objektivně jedince do skupin na základě jejich 
podobností a rozdílností." 

Bonner [1] tento proces charakterizoval takto: 

„Je dána množina objektů, z nichž každý je definován pomocí množiny 
znaků s ním souvisejících. Tato množina znaků je pro každý objekt 
stejná. Máme nalézt shluky objektů (podmnožiny původní množiny ob
jektů) tak, aby si členové shluku byli vzájemně podobní, ale nebyli si 
příliš podobní s objekty mimo tento shluk." 

Shluková analýza či shlukováni se snaží nalézt jisté vzory dané množinou objektů 
a tyto objekty pak na základě toho rozdělit do jakýchsi „přirozených" kategorií 
či skupin, přičemž jejich počet musíme buďto určit předem, nebo se tento počet 
zjistí v průběhu shlukování. Předpokládejme, že chceme získat k shluků, kde 1 < 
k < n. Pak můžeme říci, že cílem shlukovacího procesu je definovat zobrazení tp : 
X i—> C0, jež každý objekt Xj G X, i = 1,2,...,n přiřadí do shluku Cj G C 0 , 

k 
Co = {C\,C2, • • • ,Ck}, U Cj = X, přičemž pojem shluku můžeme definovat pomocí 

o J = ] 
nepodobnosti objektů následovně: 
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Shlukem nazveme takovou podmnožinu C množiny objektů X, pro niž platí 

max d(xj,Xj) < min d(xfc,xj). 

Shluk můžeme také definovat pomocí T-souvislých objektů jako T-shluk: 
Objekt x p je T-souvislý s objektem x g pro daný práh T, existuje-li řetěz objektů 
x p = x i , x 2 , . . . , x m = x g , m > 1, že d(xj, x í + 1 ) < T pro i = 1, 2 , . . . , m — 1, kde 
d(xj,Xj) představuje koeficient nepodobnosti objektů Xj ,Xj . T-souvislý shluk (T-
shluk) je podmnožina C G X, která splňuje podmínky: 

1. Každý pár objektů z C je T-souvislý. 
2. Žádný objekt z X — C není T-souvislý s žádným objektem z C. 

3.2 Hierarchické shlukování 

Hierarchické shlukování je jedna z nejstarších metod shlukové analýzy. Existují dva 
základní přístupy: 

• Aglomerativní: Na začátku každý objekt vytváří jeden shluk a v každém 
dalším kroku se dva nejbližší (nejpodobnější) shluky spojí v jeden. Proces se 
opakuje tak dlouho, dokud nezbude jeden shluk obsahující všechny objekty. 
Toto vyžaduje definici podobnosti shluků. 

• Divizivní: Na začátku je jeden shluk obsahující všechny objekty a v každém 
dalším kroku se shluk (nebo shluky) rozdělí. Dělení probíhá tak dlouho, do
kud nezbudou pouze shluky tvořené samostatnými objekty. V tomto případě 
musíme v každém kroku určit, který shluk (nebo které shluky) rozdělit a jak 
to provést. 

Pokud bychom chtěli rozdělit jeden shluk na dva, existuje 2 n _ 1 — 1 způsobů jak to 
udělat. Protože je to neporovnatelně více výpočtů (zvláště pro velká n) než v případě 
aglomerativního shlukování (kde je potřeba v prvním kroku vypočítat n • (n — l) /2 
koeficientů nepodobnosti a v každém dalším méně), nebudeme se divizivními meto
dami v této práci zabývat. 

3.2.1 Aglomerat ivní metody 

Hierarchická aglomerativní metoda přiřadí množině objektů X posloupnost jejích 
rozkladů fž0, O i , . . . , fln-i na shluky. Rozklad fž0 je tvořen n jednoprvkovými shluky, 
íž„_i je tvořen jedním n-prvkovým shlukem. Tato metoda zároveň přiřadí každému 
shluku C reálné nezáporné číslo h(C), které nazýváme shlukovací hladina. Pro shluk 
obsahující jediný objekt C0i = { X J } definujeme h(C0i) = 0 a pro každý nový shluk 
Ckj, který vznikl sloučením dvou shluků Ck,Cj pak h(Ckj) = h(Ck UCj) = D(Ck,Cj), 
kde zobrazení D je koeficient nepodobnosti shluků (viz kapitola 3.2.2). 

Zjednodušený princip jsme si uvedli dříve, formálněji ho popisuje Algoritmus 1. 
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Algoritmus 1 Základní aglomerativní hierarchické shlukování 
1: Spočti matici nepodobnosti shluků. 
2: repeat 
3: Sluč dva shluky s nejmenším koeficientem nepodobnosti. 
4: Přepočti matici nepodobnosti shluků. 
5: until Zbývá jediný shluk. 

3.2.2 Koeficient nepodobnosti shluků 

Klíčovou roli v hierarchickém shlukování hraje výpočet nepodobnosti shluků. Pro 
shluky Ci,Cj z rozkladu fl definujeme koeficient nepodobnosti shluků jako zobrazení 
D : íl x íl i—> M, které splňuje tyto podmínky: 

D(Ci,Ci) = 0, 

D(Ci,Cj) > 0, 

D(Ci,Cj) = D{C3)Ci)-

Jako matici nepodobnosti shluků pak budeme označovat čtvercovou matici D = 
(Dij)k,k, kde DÍJ = D(d,Cj), 1 < i, j < k = \íl\. 

Nyní si uvedeme nej používanější způsoby zavedení tohoto koeficientu. 

Metoda nejbližšího souseda 

Pro shluky A, B definujeme jejich nepodobnost jako 

D(A,B) = min cř(xj, Xj), 
X Í Ě . 4 

kde d je koeficient nepodobnosti. Vzdálenost dvou shluků A, B je tedy vyjádřena 
jako nepodobnost dvou nejbližších (nejméně nepodobných) objektů ze shluku A 
a shluku B. Tato metoda se také označuje jako single linkage a je znázorněna na 
Obr. 3.1a. 

Metoda nejvzdálenějšího souseda 

Definuje se obdobně jako předchozí metoda, místo nepodobnosti dvou nejbližších 
objektů se však vybírá nepodobnost dvou nej vzdálenějších (nejvíce nepodobných) 
objektů: 

D(A,B) = maxcř(xj,Xj) proA^B. 
XiG.4 
XjGB 

D(A,A) = 0. 

Tato metoda se také označuje jako complete linkage a je znázorněna na Obr. 3.1b. 
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(a) Metoda nejbližšího souseda. (b) Metoda nejvzdálenějšího souseda. 

0 2 6 B ID 

(c) Centroidní metoda. 

Obr. 3.1: Koeficient nepodobnosti shluků. 

Centroidní metoda 

Tato metoda určuje nepodobnost mezi shluky jako nepodobnost centroidů těchto 
shluků. 

6 = ^ S " 
D(A,B) = tZ(ä,b). 

Tato metoda se také označuje jako weighted group method a je znázorněna na Obr. 
3.1c. 

Metoda průměrné nepodobnosti 

Koeficient nepodobnosti se v tomto případě určí jako průměrná nepodobnost všech 
dvojic objektů z dvou různých shluků: 

D{A,B) 
\A\\B 

D (A, A) = 0. 

Mezi další často používané metody patří mediánová metoda nebo Wardova me
toda, jejichž definici můžeme nalézt např. v [11]. 

Laňce-Wil l iamsův vzorec 

Výše definované koeficienty nepodobnosti shluků umožňují lépe porozumět daným 
metodám, z hlediska implementace je však výhodnější použít Laňce-Williamsův vzo
rec (3.2), díky kterému není třeba uchovávat původní data. Matice nepodobnosti 
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shluků rozkladu ížj může být přepočítána pomocí matice z předchozího rozkladu 
ížj_i následovně: 

1. D({XJ}, {xj}) = d(xi,x.j) pro 1 < i, j < n. 
2. Nechť 1Z = AUB je shluk rozkladu fžj vzniklý sjednocením shluků A, B E ílj-i-

Pak pro všechny shluky C G íl j-i přecházející do rozkladu fžj beze změny platí: 

D(TZ,C) = aAD(A,C)+aBD(B,C)+PD(A,B) + 1\D(A,C)-D(B,C)\, (3.2) 

kde koeficienty aA, o-Bi PÍ 7 J s o u P r o jednotlivé metody uvedeny v Tabulce 3.1. 
Tyto koeficienty pro centroidní, mediánovou a Wardovu metodu však byly 
odvozeny pro čtverec Euklidovské vzdálenosti jako koeficient nepodobnosti 
objektů. 

Tab. 3.1: Koeficienty Lance-Williamsova vzorce pro metody hierarchického shlukování. 

Shlukovací metoda « 6 

Metoda nej bližšího souseda 
Metoda nej vzdálenějšího souseda 
Centroidní metoda 

Metoda průměrné nepodobnosti 
Mediánová metoda 
Wardova metoda 

1/2 
1/2 

1/2 
\A\+\S\  

\A\+\B\+\l 

1/2 
1/2 

1/2 
|g|+|g| 

0 
0 

1-4 B\ -\A\\B\ 
1-41 + 

1-4 
B\ 1-4 + \B\ 

B\ 
(l-4| + |Z?|)2 

0 1-41 + B\ \A + \B\ 

(l-4| + |Z?|)2 
0 

-1/4 
-\s\ 

I-4I + IHI + I-SI L4I-

7 
-1 /2 
1/2 
0 
0 
0 
o 

3.2.3 Vizualizace hierarchického shlukování 
Hierarchické shlukování bývá graficky znázorněno pomocí stromového diagramu 
nazývaného dendrogram. Zobrazuje vztahy mezi jednotlivými shluky a podshluky 
a také pořadí, ve kterém byly shluky sloučeny (v případě divizivního shlukování 
rozděleny). Jedna osa reprezentuje shlukovací hladinu, na druhou osu jsou vyneseny 
indexy jednotlivých objektů. Rez přes určitou shlukovací hladinu dává příslušný 
rozklad množiny objektů, jednotlivé shluky jsou dány uzly. Příklad dendrogramu 
vidíme na Obr. 3.2f. 

Hierarchické shlukování dvourozměrných objektů může být také znázorněno po
mocí diagramu vnořených shluků, viz Obrázek 3.2e. 

3.2.4 I lust rační příklad 

Na ilustračním příkladě ukážeme jednotlivé kroky aglomerativního hierarchického 
shlukování centroidní metodou. Na Obr. 3.2a vidíme 5 dvourozměrných bodů, které 
chceme shlukovat. Obrázek 3.2b ukazuje sloučení bodů 1 a 3 do jednoho shluku. 
Dalším slučováním nakonec dospějeme k jednomu shluku zobrazeném na Obr. 3.2e, 
který také představuje tzv. diagram vnořených shluků. Obrázek 3.2f pak zobrazuje 
dendrogram tohoto procesu. Můžeme si všimnout, že např. D(l, 3) ~ 0, 7 a D(2,4) « 
1, 8. Dále, řezem shlukovací hladinou h = 1, 25 obdržíme 3 shluky: {4}, {0,1,3}, {2}. 
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2.5 3 0 3.5 4.0 4.5 5.0 5.5 

(a) 

2.5 3.0 3.5 4.0 4.5 5.0 5.5 

(b) 

2.5 3 0 3.5 4.0 4.5 5.0 5.5 

(c) 

2.5 3.0 3.5 4.0 4.5 5.0 5.5 

(d) 

2.5 3 0 3.5 4.0 4.5 5.0 5.5 

(e) Diagram vnořených shluků. 

4 0 3 1 

(f) Dendrogram. 

Obr. 3.2: Ilustrační příklad: Průběh aglomerativního hierarchického shlukování (centro-
idní metoda). 
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3.3 Nehierarchické shlukování 
Cílem nehierarchického shlukování je vytvoření optimálního rozkladu množiny ob
jektů. Jednotlivé shluky se nepřekrývají - každý objekt je zařazen právě do jednoho 
shluku. Požadujeme tedy dodržení následujících podmínek: 

k 

\JCj = X, 
3=1 

d DCj = 0 pro i ^ j. 
0 C Cj C X, tj. 0 < \Cj\ < n, j = l,...,k. 

Počet shluků k přitom musíme sami určit. Nalezením vhodného k se budeme zabývat 
později, nyní předpokládejme, že počet shluků známe. 

3.3.1 Algoritmus K-Means 

Algoritmus K-Means je další z nejstarších a nej používanějších shlukovacích algo
ritmů. Cílem tohoto algoritmu je minimalizace účelové funkce, která vyjadřuje kva
litu rozkladu. Tuto účelovou funkci v Euklidovském prostoru definujeme následovně 

k 

SSE(C 0) = Z> ( x ' c i ) ] 2 ' (3-3) 

kde d je euklidovská vzdálenost či nepodobnost objektů, x G Cj je objekt patřící 
do shluku C j a c j značí centroid shluku Cj. Označení SSE znamená součet čtverců 
chyb (sum of the squared error). Při využití kosinové nepodobnosti účelovou funkci 
označujeme jako úplnou kohezi (total cohesion) a nabývá tvaru 

k 

TC(C 0 ) = ^ 5 > ( x , C j ) , (3.4) 

kde d je kosinová nepodobnost objektů. 
V případě Euklidovské i kosinové nepodobnosti se dá ukázat (viz [13]), že cent-

roidy minimalizující účelovou funkci jsou těžiště jednotlivých shluků. Tedy centroid 
c j vypočítáme jako 

\Cj\ ^-i 

Postup této metody je popsán Algoritmem 2. 
Výsledek metody K-Means závisí na počátečním výběru centroidů. Tato me

toda tedy konverguje pouze k lokálnímu optimu, proto se často algoritmus použije 
několikrát s různými počátečními centroidy a vybere se takový rozklad CQ, který 
nabývá nejmenší hodnoty účelové funkce J (Co). Kromě toho, K-Means je také cit
livý na outliery. S těmi se lépe vypořádá algoritmus K-Medoids, viz sekce 3.3.6. 
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Algoritmus 2 K-Means 
1: Vyber k objektů jako počáteční centroidy. 
2: repeat 
3: Vytvoř k shluků přiřazením každého objektu k jeho nejbližšímu centroidu. 
4: Přepočti centroidy každého shluku. 
5: until Centroidy se nezmění. 

Výběr počátečních centroidů 

Nejjednodušším způsobem jak vybrat počáteční centroidy je vybrat k náhodných 
bodů z prostoru E m . V tomto případě však může vzniknout problém, kdy dostaneme 
jeden nebo více prázdných shluků. Druhým způsobem, který tento problém řeší, 
je vybrat jako centroidy k objektů z X. Další možností je použít algoritmus K-
Means++, viz 3.3.3. 

3.3.2 I lust rační příklad 
Na ilustračním příkladě ukážeme jednotlivé kroky algoritmu K-Means. Na Obr. 
3.3a máme 30 dvourozměrných bodů a dva náhodně vybrané počáteční centro
idy označené křížkem. Na Obr. 3.3b vidíme, jak se body přiřadily k nejbližšímu 
počátečnímu centroidu podle Euklidovské vzdálenosti a vypočítaly se nové centro
idy (nová těžiště). Na Obr. 3.3c se některé body přesunuly do jiného shluku a opět 
se tak změnily centroidy. Na Obr. 3.3d se již žádné body nepřesunuly, centroidy 
zůstaly nezměněny, a proto byl algoritmus ukončen. 

3.3.3 K-Means++ 
Algoritmus K-Means++ se od obyčejného K-Means liší v počátečním výběru cent
roidů a obecně dosahuje lepších výsledků (menší hodnoty účelové funkce). Princip 
spočívá v tom, že se první centroid vybere náhodně, jako druhý centroid se vybere 
objekt co nejvíce vzdálený (odlišný/nepodobný) od prvního centroidu a třetím cen-
troidem se pak stane objekt co nejvíce vzdálený od obou předchozích. Takhle se po
stupuje dále dokud není stanoveno k počátečních centroidů. Ve všech těchto krocích 
má každý objekt pravděpodobnost že bude vybrán jako nový centroid úměrnou 
čtverci vzdálenosti k jeho nejbližšímu centroidu. Tento postup popisuje Algoritmus 
3. 

Algoritmus 3 K-Means++ 
1: Jako první centroid náhodně vyber jeden objekt. 
2: repeat 
3: Pro každý objekt x vypočti jeho vzdálenost d(x) k nejbližšímu centroidu. 
4: Vyber náhodně jeden nový objekt jako nový centroid užitím váženého 

pravděpodobnostního rozdělení, kde objekt x je vybrán s pravděpodobností 
úměrné d(x)2. 

5: until Je vybráno k centroidů. 
6: Nyní pokračuj standardním K-Means algoritmem. 
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Obr. 3.3: Ilustrační příklad: Průběh algoritmu K-Means. 

3.3.4 Bisecting K-Means 
Bisecting K-Means je rozšíření algoritmu K-Means. Pro získání k shluků je třeba 
rozdělit množinu objektů na dva shluky, vybrat jeden shluk který bude opět rozdělen 
na dva shluky a tak dále dokud není vytvořeno k shluků. Tento postup popisuje A l 
goritmus 4. Existuje několik různých postupů jak vybrat který shluk rozdělit, např. 
může být vybrán největší shluk nebo shluk s nejhorší hodnotou účelové funkce 
J (Co). Protože je algoritmus K-Means používán pouze „lokálně", výsledný roz
klad nepředstavuje lokální minimum vzhledem k účelové funkci. Proto se centro-
idy výsledných shluků používají jako počáteční centroidy pro obyčejný algoritmus 
K-Means. 

3.3.5 Snižování hodnoty účelové funkce postprocessingem 
K-Means obvykle konverguje k lokálnímu minimu a protože účelová funkce je součtem 
jakéhosi měřítka kvality jednotlivých shluků, můžeme její hodnotu snížit úpravou 
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Algoritmus 4 Bisecting K-Means 
1: Vytvoř seznam shluků obsahující jeden shluk obsahující všechny objekty. 
2: repeat 
3: Odeber shluk ze seznamu shluků. 
4: {Proveď několik pokusů bisekce vybraného shluku.} 
5: for i = 1 to počet pokusů do 
6: Rozděl vybraný shluk na dva využitím algoritmu K-Means. 
7: end for 
8: Vyber dva shluky z bisekce s nejmenší hodnotou účelové funkce. 
9: Přidej tyto dva shluky do seznamu shluků. 

10: until Seznam shluků obsahuje k shluků. 

jednotlivých shluků. Shluky můžeme dělit nebo spojovat s jinými shluky, tím se 
však mění počet shluků. Pro zachování počtu shluků tak můžeme tyto dva přístupy 
kombinovat. 

Pro snížení hodnoty účelové funkce zvýšením počtu shluků můžou být použity 
následující metody. 

• Rozdělení shluku: Obvykle je vybrán shluk s největší hodnotou S S E / T C 
nebo jiným měřítkem kvality rozkladu. 

• Vytvoření nového centroidu: Často je vybrán objekt nej vzdálenější od 
libovolného centroidu. Dalším přístupem je náhodně vybrat objekt ze všech 
objektů nebo z objektů, které jsou nejvíce nepodobné „svým" centroidům. 

Pro snížení počtu shluků s minimálním přírůstkem hodnoty účelové funkce se 
používají následující metody. 

• Rozptý len í shluku: Centroid shluku, který přispívá k hodnotě účelové funkce 
nejméně je odstraněn a objekty z tohoto shluku jsou připsány k ostatním 
shlukům. 

• Spojení dvou shluků: Obvykle jsou vybrány shluky, jejichž centroidy jsou si 
nejblíže. Tento přístup odpovídá přístupu hierarchického shlukování centroidní 
metodou. 

3.3.6 K-Medoids 
Myšlenka metody K-Medoids je podobná K-Means. Reprezentantem shluku však 
není centroid, ale medoid, který je přímo objektem shlukovaných dat. Medoidem nij 
shluku Cj se stává objekt, který minimalizuje součet nepodobností tohoto objektu 
s ostatními objekty shluku, tedy 

m j = argmin d(x, y). 

Jak již bylo dříve zmíněno, K-Medoids je, na rozdíl od K-Means, méně citlivý 
na outliery. Metodu popisuje Algoritmus 5. Výhodou je, že se v každé iteraci ne
musí znova přepočítávat vzdálenosti objektů od centroidu, stačí pouze na začátku 
algoritmu vypočítat matici nepodobnosti. 
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Algoritmus 5 K-Medoids 
1: Vyber k objektů jako počáteční medoidy. 
2: repeat 
3: Vytvoř k shluků přiřazením každého objektu k jeho nejbližšímu medoidu. 
4: Přepočti medoidy každého shluku. 
5: until Medoidy se nezmění. 

3.4 Fuzzy shlukování 

Ve většině případů objekty netvoří dobře separované shluky. Proto může být adekvát
nější objektům přiřadit určitou váhu s kterou do daného shluku patří. Objekt velmi 
podobný centroidu shluku tak bude mít vyšší váhu než objekt ležící na hranici 
shluku. Tento přístup je možný s využitím teorie fuzzy množin, jenž pracuje s funkcí 
příslušnosti, která nabývá hodnot z intervalu (0,1). 

3.4.1 Teorie fuzzy množin 

Teorie fuzzy množin a fuzzy logiky je přesná matematická disciplína, která umožňuje 
zahrnout nepřesnost a pracovat tak s významy slov přirozeného jazyka. Za zakla
datele této teorie se považuje profesor kalifornské univerzity v Berkeley Lotfi A . 
Zadeh, jehož první práce na toto téma byla vydána v roce 1965. Dnes má tato teorie 
již řadu využití, a to především v řízení a regulaci (expertní systémy), dále např. 
v rozpoznávání obrazů či klasifikaci a shlukování. 

Pojem fuzzy se do češtiny překládá jako mlhavý, vágní, rozmazaný, neostrý, 
neurčitý. Neurčitost obecně zahrnuje vágnost a nejistotu, o kterých by se dalo říct, 
že jsou vzájemně komplementární. Jaký je tedy mezi teorií fuzzy množin, která se 
zabývá vágností, a teorií pravděpodobnosti a statistiky, která se zabývá nejistotou, 
rozdíl? 

Nejistota charakterizuje jev, který může, avšak nemusí nastat. Základním po
jmem v teorii pravděpodobnosti je rozdělení pravděpodobnosti. Ten popisuje, s jak 
velkou pravděpodobností může nastat jev z nějaké množiny různých jevů, o nichž 
víme, že jeden z nich určitě nastane. Pravděpodobnost nám pak říká, zda nastání 
určitého jevu z uvažovaných jevů můžeme očekávat s vyšší jistotou, než nastání 
jiného jevu. 

Teorie fuzzy množin pracuje s fuzzy množinami objektů a stupni jejich příslušnosti 
do ní. Jde o vymezení jevu, ne o charakterizaci toho, zda nastane či ne. (Např. 
chceme pracovat s množinou vysokých lidí. Otázkou je, co je to „vysoký"? Každý 
má totiž svou vlastní představu vysokého člověka. Navíc nemůžeme určit přesný 
interval výšky od - do, který tuto skupinu lidí charakterizuje.) 

Jednoduše tedy můžeme říct, že pravděpodobnost odpovídá na otázku, zda „něco 
nastalo", kdežto teorie fuzzy množin odpovídá na otázku „co nastalo". Více o teorii 
fuzzy množin a její aplikaci lze najít např. v knihách [9] a [12]. 
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3.4.2 Fuzzy C-Means 
Fuzzy C-Means, označovaný taky jako F C M , je fuzzy verze K-Means. Požadavkem 
při tomto shlukování je vytvoření fuzzy pseudo-rozkladu. Aby toho bylo dosaženo, 
klademe následující podmínky: 

• Součet příslušností objektu k jednotlivým shlukům je roven jedné. 

k 

J2wa = 1 (3-5) 

• Každý shluk obsahuje alespoň jeden objekt s nenulovou příslušností a zároveň 
neobsahuje všechny objekty s příslušností rovné jedné. 

n 

0 K^Wij < n (3.6) 

i=l 

Stejně jako K-Means, F C M můžeme chápat jako minimalizaci účelové funkce: 

k n 

3=1 i=l 

Fuzzy parametr p 

Parametr p určuje vliv vážení a může nabývat hodnot z intervalu (l,oo). Pokud 
je tento parametr blízký 1, pak se F C M blíží tradičnímu K-Means. Naopak, se 
zvětšováním p se centroidy všech shluků blíží globálnímu centroidu všech objektů. 
Jinými slovy, s rostoucím parametrem p se rozklad stává více fuzzy. 

Inicializace 

Váhy jsou obvykle voleny náhodně, avšak musí splňovat podmínku (3.5). Tato 
počáteční volba však většinou vede k lokálnímu minimu účelové funkce. Mohou být 
také použity metody výběru počátečních centroidu popsané v kapitole K-Means. 

Výpoče t centroidu 

Centroid Cj shluku Cj je definován rovnicí (3.7). 

n n 

i=i i=i 

Definice fuzzy centroidu je podobná definici centroidu pro K-Means, rozdílem však je 
zohlednění všech objektů (každý objekt může patřit do libovolného shluku) a příspěvek 
každého z nich je dán jeho stupněm příslušnosti do daného shluku. V případě 
obyčejných množin, kde váhy nabývají pouze hodnot 0 nebo 1, se tato definice 
redukuje na definici tradičního centroidu. 
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Přepočí tání fuzzy pseudo-rozkladu 

Fuzzy pseudo-rozklad je definován pomocí vah, proto tento krok zahrnuje přepočítání 
váhy Wij odpovídající i-tému objektu a j - t ému shluku pro všechna i, j pomocí vztahu 
(3.8). 

[l/dfactf)^ / ^ ( l M X l , C ( ? ) 2 ) ^ . (3.8) Wij 

Postup fuzzy C-Means popisuje Algoritmus 6. 

Algoritmus 6 Fuzzy C-Means 

1: Vyber počáteční fuzzy pseudo-rozklad (tj. přiřaď hodnoty všem ?%). 
2: repeat 
3: Vypočti centroid každého shluku s použitím fuzzy pseudo-rozkladu. 
4: Přepočti fuzzy pseudo-rozklad. 
5: until Centroidy se nezmění. 

Ilustrační příklad 

Obr. 3.4 ukazuje 3 shluky nalezené algoritmem F C M . Objekty byly přiřazeny do 
takového shluku, u kterého měly nejvyšší stupeň příslušnosti. Tento stupeň (váha) 
odráží průhlednost daného objektu. Lze vidět, že nej průhlednější (a tedy s nejmenším 
stupněm příslušnosti) jsou objekty na hranicích shluků, pak objekty na odlehlých 
okrajích a největší váhu mají objekty v blízkosti centroidu. 
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Obr. 3.4: Fuzzy C-Means. 
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3.5 Validace shluků 
V této kapitole bude uvedeno několik metod jak vyhodnotit vytvořené shluky. Vy
hodnocení těchto shluků je důležitou součástí shlukové analýzy. Každý shlukovací 
algoritmus může totiž najít v datech shluky i přesto, že struktura dat neobsahuje 
žádné přirozené shluky. Příkladem můžou být náhodně distribuovaná data - Obr. 
3.5 ukazuje 3 shluky nalezené algoritmem K-Means v takovýchto datech. 

Obr. 3.5: 3 shluky nalezené algoritmem K-Means v rovnoměrně rozložených datech. 

Mezi problémy validace shluků patří: 

1. Určení existence nenáhodné struktury v datech. 
2. Určení správného počtu shluků. 
3. Vyhodnocení výsledků shlukové analýzy bez externích informací. 
4. Porovnání výsledků shlukové analýzy s externě známými výsledky (např. předem 

určené označení objektu podle kategorie do které patří). 
5. Porovnání dvou rozkladů shlukové analýzy a vyhodnocení který z nich je lepší. 

Vyhodnocovací měřítka využívaná k validaci se dělí na měřítka: 

• bez učitele (unsupervised): K vyhodnocení není použita žádná externí infor
mace, příkladem může být účelová funkce. Obvykle se rozlišují dvě měřítka: 
koheze (kompaktnost) shluku, které určuje jak moc jsou si objekty v daném 
shluku blízké (podobné) a separace (izolace) shluku, které určuje jak vzdále
ný (nepodobný) nebo dobře separovaný je daný shluk od ostatních shluků. 

• s uči te lem (supervised): Měří jak moc se výsledky shlukové analýzy shodují 
s externí informací, příkladem může být entropie. Těmito metodami se práce 
dále nebude zabývat, známá měřítka jsou popsána např. v [13]. 

3.5.1 Koheze a separace shluku 
Koheze shluku může být definována pomocí (3.9) jako součet nepodobností objektů 
shluku s jeho prototypem (centroidem nebo medoidem). Podobně, separace mezi 
dvěma shluky může být měřena nepodobností prototypů těchto shluků ((3.10)). 
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koheze(Cj) = ^ d(x, ej), (3.9) 
x e C i 

separace (Cj,Cj) = d(cj,Cj). (3.10) 

3.5.2 Koeficient siluet 
Jedna z nej známějších metod kombinující kohezi a separaci je metoda siluet. Následu
jící kroky popisují jak vypočítat koeficient siluety objektu x« G A zařazeného do 
shluku A. 

1. Vypočítej průměrnou nepodobnost objektu Xj se všemi ostatními objekty ze 
shluku A: 

°( X*) = _ 1 d(Xi,Xj). 
1 1 x-jčA 

2. Vypočítej průměrnou nepodobnost objektu Xj se všemi objekty z libovolného 
shluku neobsahující tento objekt: 

2 
tZ(xi, C) = — ^ tZ(xi, Xj) pro C ^ A. 

Tuto hodnotu vypočítej pro všechny takové shluky a najdi minimum z těchto 
hodnot: 

6(XJ) = min J ( x j , C ) . 

3. Vypočítej koeficient siluety objektu X J : 

max{a (x i ) , 6 (x í ) } 

Koeficient siluety (3.11) může být ekvivalentně vyjádřen jako 

s (x j ) = ^ 0 pro a (x j ) = 6 (XJ) 

pro a (x j ) > 6 (XJ ) . 

Z tohoto zápisu je zřejmé, že S ( X J ) G (—1,1). Je žádoucí, aby a (x j ) fe(xj), 
tedy aby se koeficient blížil k hodnotě 1. V tomto případě by to znamenalo, že daný 
objekt je podobný ostatním objektům ve stejném shluku (koheze) a zároveň není 
moc podobný objektům ze sousedního (nejbližšího/nejpodobnějšího) shluku (sepa
race). Záporná hodnota koeficientu siluet naopak upozorňuje na to, že průměrná 
vzdálenost (nepodobnost) objektu k ostatním objektům ze stejného shluku je větší 
než minimální průměrná vzdálenost (nepodobnost) objektu k objektům z jiného 
shluku - tedy daný objekt patří spíše do sousedního shluku. 

Jednotlivé shluky tak mohou být hodnoceny podle průměrného koeficientu si
luet objektů patřících do daného shluku, celkový rozklad pak podle průměrného 
koeficientu siluet všech objektů. 
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Siluety bývají také znázorňovány dvourozměrným grafem. Siluetu shluku vy
tvoříme nanesením sestupně či vzestupně seřazených objektů podle jejich hodnoty 
koeficientu siluety na jednu osu, na druhou osu pak vyneseme příslušnou hodnotu 
S ( X J ) pro Mi. Ukázku lze vidět na Obr. 3.6. Objekty na Obr. 3.6a jsou barevně 
odlišeny podle shluků do kterých patří a tato barva také odpovídá barvě siluety 
patřící danému shluku na Obr. 3.6b. Dále, objekty s nižší hodnotou koeficientu siluet 
jsou průhlednější. Vidíme, že černý shluk je méně kompaktní než další dva shluky, 
a proto má také nižší siluetu. Na obrázku siluet je také červenou přerušovanou čarou 
znázorněn průměrný koeficient siluet rozkladu, v tomto případě nabývá hodnoty 
0,78. 

- 2 0 2 4 6 B 111 CLO 0.2 0.4 0.6 DLI Ľ 0 

(a) Shluky. (b) Siluety shluků. 

Obr. 3.6: Siluety. 

3.5.3 Matice nepodobnosti 
Další metody validace rozkladu shlukové analýzy mohou využívat matici nepo
dobnosti. Jedním způsobem je výpočet korelačního koeficientu mezi touto maticí 
a ideální maticí nepodobnosti pro daný rozklad. V ideálním případě objekty jed
noho shluku mají hodnotu nepodobnosti se všemi ostatními objekty ze stejného 
shluku rovnu nule a se všemi objekty ostatních shluků rovnu jedné. Proto, když 
seřadíme řádky a sloupce matice nepodobnosti tak, aby objekty patřící do jednoho 
shluku byly u sebe, ideální matice nepodobnosti bude mít blokově diagonální struk
turu s nulami uvnitř jednotlivých bloků a jedničkami všude jinde. Ideální matici 
nepodobnosti vytvoříme jako matici s jedním řádkem a jedním sloupcem pro každý 
objekt (bude mít tedy velikost n x n) a buňce odpovídající objektům Xj, přiřadíme 
hodnotu 0 pokud jsou tyto objekty v jednom shluku. V opačném případě přiřadíme 
buňce hodnotu 1. (Pokud nepodobnosti nabývají vyšších hodnot než 1, přepočítáme 
je pomocí vztahu (d — dmin)/(dmax — dmin), kde d značí přepočítávanou nepodobnost, 
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dmin je nejmenší hodnota v matici nepodobnosti a dmax je největší hodnota v matici 
nepodobnosti.) 

Vysoký korelační koeficient mezi ideální a reálnou maticí nepodobnosti pouka
zuje na vysokou podobnost objektů s objekty ve stejném shluku, nízký korelační 
koeficient značí opak. 

Vizualizace matice nepodobnosti 

Seřadíme matici nepodobnosti tak, aby byly objekty patřící do jednoho shluku ve
dle sebe, a pak tuto matici vykreslíme. Pokud jsou shluky dobře separované, pak by 
matice nepodobnosti měla být přibližně blokově-diagonální. Příkladem jsou data na 
Obr. 3.7a a jejich matice nepodobnosti na Obr. 3.7b (protože osa y směřuje vzhůru, 
hlavní diagonála vede z levého dolního rohu do pravého horního rohu). Vidíme, že 
data tvoří tři dobře separované shluky. Shluku vykreslený kolečky odpovídá pravý 
horní roh matice nepodobnosti a shluku vykreslený čtverečky odpovídá prostřední 
blok. Tmavě modrá barva odpovídá nulové hodnotě nepodobnosti, žlutá naopak 
hodnotě 1. Podle světle modré barvy v matici můžeme říct, že „kolečkový" shluk je 
do jisté míry podobný (blízký) oběma dalším shlukům. Podle žluté barvy naopak 
můžeme říct, že „čtverečkový" a „trojúhelníčkový" shluk jsou si nejméně podobné 
(blízké). Korelační koeficient této matice s ideální maticí nepodobnosti nabývá vy
soké hodnoty 0, 94. 

-w- • 
-L0.0 -7.5 -5.0 -2.5 10 2.5 50 7.5 lfl',0 

(a) Shluky. 

Obr. 3.7: Matice nepodobnosti. 

3.5.4 Určení poč tu shluků 
Určení správného počtu shluků v datech není lehká úloha. Existuje však několik 
metod, které můžou při rozhodování kolik shluků vytvořit pomoct. Tyto metody 
spočívají ve vytvoření několika rozkladů pro různý počet shluků a liší se ve výběru 
měřítka kvality shluků. 
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Data na Obr. 3.7a mají 3 přirozené shluky. Na Obr. 3.8a je vykreslena hodnota 
účelové funkce pro 2 — 10 shluků vytvořených z těchto dat. Vidíme, že tato hodnota 
je pro 3 — 10 shluků téměř konstantní. Když je počet shluků roven 3, je v tomto 
grafu vidět výrazné „koleno" či „loket", a právě tato hodnota udává vhodný počet 
shluků. Tato metoda bývá označována jako elbow method. 

Na Obr. 3.8b je vykreslen průměrný koeficient siluet pro stejný rozsah počtu 
shluků a stejná data. Nejvyšší hodnoty tento koeficient nabývá pro 3 vytvořené 
shluky - toto je hledaná hodnota. 

s 
'OJ 2000 -

3 o č e t B h l u k ů 

(a) Hodnota účelové funkce. 
P o č e t shluků 

(b) Průměrný koeficient siluet. 

Obr. 3.8: Určení počtu shluků. 

Stejně může být použita hodnota korelace z předchozí části kapitoly, koheze 
shluků či jiné měřítko kvality rozkladu. Tyto metody jsou však pro data vysoké 
dimenze nebo data s překrývajícími se shluky (či s jinak komplikovanou strukturou) 
nespolehlivé. Můžou však přinést jistý pohled na věc pokud o shlukovaných datech 
nic nevíme. 
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4 A P L I K A C E N A R E Á L N Á D A T A 
Tato kapitola ukazuje praktické využití shlukové analýzy v oblasti text miningu. 
Analýza je provedena na hovorech z kontaktního centra České pojišťovny a.s. 

4.1 Česká pojišťovna a.s. 
„Česká pojišťovna a.s. je univerzální pojišťovnou poskytující celé spek
trum služeb, pokrývající jak individuální životní a neživotní pojištění, 
tak pojištění pro malé, střední a velké klienty v oblasti průmyslových 
a podnikatelských rizik a také v zemědělství. Česká pojišťovna a její 
dceřiné společnosti jsou od roku 2008 součástí skupiny Generáli Group." [3] 

Kontaktní centrum České pojišťovny (dále jen ČP) využívá k analýze dat soft
ware E M M A (Expert Multichannel Multilingual Analyst) od společnosti D A T E R A , 
jejímž základem je kognitivní platforma IBM® Watson™. Tento software dokáže 
zpracovat a analyzovat hovory, e-maily, chaty a další komunikační kanály. Při přepisu 
řeči do textu má asi 70% úspěšnost. 

4.2 Popis problému 
Současným problémem, který ČP řeší je tzv. kategorizace hovorů - cílem je vy
tvořit vhodné kategorie a jednotlivé dokumenty do nich zařadit tak, aby bylo možné 
provádět kvalitnější analýzy. Nynější kategorie jsou tvořeny na základě tzv. pravi
del. Pravidlem se rozumí query neboli dotaz a je vytvářeno člověkem podobně jako 
dotaz ve fulltextovém webovém vyhledávači. Dotaz může být tvořen: 

• klíčovými slovy, 
• booleovskými operátory A N D , OR, NOT/ - , 
• přesnými frázemi (uvádějí se do uvozovek), 
• dvěma a více slovy se specifikovanou vzdáleností ((s jednání smlouvy) WITHIN 

5 vyhledá dokumenty, ve kterých se vyskytují tvary slov „sjednání" a „smlouva" 
ve vzájemné vzdálenosti rovné maximálně 5), 

• dvěma a více slovy v určeném pořadí ((sjednání smlouvy)WITHIN 5 INORDER 
vyhledá dokumenty jako v předchozím příkladě, avšak slovo „sjednání" musí 
být před slovem „smlouva"), 

• slovy či frázemi vyhledávaných v předem definovaných polích (datum vzniku 
dokumentu, linka operátora, . . . ) . 

Tento systém vyžaduje kromě vytvoření témat také přesné definování slovních spo
jení, která danou kategorii vystihují. Daný postup je zdlouhavý a ne zcela objektivní 
a pokrývá pouze malé procento dokumentů z celé kolekce odpovídajících danému 
tématu. Vhodné řešení tohoto problému by mohla přinést shluková analýza. 

Na Obr. 4.1 je zobrazen zjednodušený dotaz pro vyhledávání hovorů, kde klient 
reaguje na reklamní kampaň. Pomocí definovaných polí je také specifikováno datum 
a kdo je volající. 
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(keyword::/"Telefonát"/"Volající"/"CLIENT") AND (date >="2016-10-01 
00:00:00") AND (("K:" reklama televize)WITHIN SENTENCE OR ("K:" vidět 
reklama)WITHIN SENTENCE OR ("K:" reklama záškodník)WITHIN SENTENCE OR 
(v televize)WITHIN 2 INORDER OR ("K:" vidět televize)WITHIN SENTENCE 
OR ("K:" v reklama)WITHIN SENTENCE INORDER) -(pojistná událost)WITHIN 
3 -(škodní událost)WITHIN 3 -(nahlásit událost)WITHIN 5 -(nahlásit 
škodu)WITHIN SENTENCE 

Obr. 4.1: Ukázka dotazu pro vyhledání reklamní odezvy. 

4.3 Popis dat 
Nahrané hovory z kontaktního centra CP přepsané využitím umělé inteligence do textu 
byly anonymizovány (byly vynechány části s citlivými údaji klienta jako je jméno, 
kontaktní údaje, číslo smlouvy, číslo pojistné události). Data byla dodána v původním 
tvaru a v lemmatizovaném tvaru. Každý takovýto dokument se skládá ze dvou 
zvláštních souborů, kde jeden obsahuje řeč klienta, druhý řeč operátora: 

• 5 7 6 3 9 7 .traleft, 
• 576397 .traright. 

Soubor s koncovkou . t r a l e f t patří volajícímu (obvykle klient), soubor s koncov
kou .traright volanému (obvykle operátor). Kolekce obsahuje také hovory, kdy 
zaměstnanec CP volá klientovi, případně se může stát, že jsou tzv. kanály přehozené. 
Proto nebudou soubory rozlišovány podle osoby ke které patří. Soubor s koncov
kou . t r a l e f t bude označován jako levý kanál (L:), s koncovkou .traright jako 
pravý kanál (R:). Ignorováním dokumentů jejichž lemmatizovaný tvar chybí (jeden 
kanál nebo oba) zůstává celkem 774 hovorů obsažených v 3096 souborech (2 kanály 
původního přepisu a 2 kanály lemmatizovaného tvaru pro jeden hovor). 

Každý soubor obsahuje časové značky, které označují úsek audionahrávky, kdy 
byl daný úryvek hovoru pronesen. Jsou důležité pro rekonstrukci hovoru (sestavení 
původního hovoru spojením levého a pravého kanálu). Dále se v přepisu vysky
tují značky jako C.SILENCE, C.SURNAME, C.NOISE apod., které v této práci nejsou 
důležité. Ukázka původního souboru 576397.traleft je na Obr. 4.2. 

Odstraněním všech značek, rozdělením jednotlivých slov od sebe (nahrazením 
podtržítka _ mezerou) a využitím časových značek je možno získat přepis audio
nahrávky ve tvaru vhodném ke čtení. Ukázka takto transformovaného předchozího 
hovoru je na Obr. 4.3. 

4.4 Postup a vyhodnocení 
Zpracování dat a následná shluková analýza byla provedena v programovacím ja
zyce Python s využitím knihoven scikit-learn1, NumPy 2 a SciPy 3 . Pro analýzu byly 

1http://scikit-learn.org/stable/  
2http: //www.numpy.org/  
3https: //www.scipy.org/ 
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0.0000000 2.5441221 C.SILENCE 
2.5441221 3.5104763 dobrý.den,_tady_je 
3.5104763 3.8768665 C.SURNAME 
3.8768665 4.8569603 C.TOWN 
4.8569603 5.4179953 C.NOISE 
5.4179953 7.4285617 prosím_vás,_potřeboval_bych_informaci 
7.4285617 7.7835022 C.SILENCE 
7.7835022 9.4322582 já_jsem_zdědil 
9.4322582 9.9635240 C.NOISE 
9.9635240 11.1199431 zdědil.vozidlo 
11.1199431 11.3947358 C.SILENCE 
11.3947358 12.7114506 po_zemřelém_otci 
12.7114506 14.6670584 C.SILENCE 
( . . . ) 

Obr. 4.2: Ukázka původního souboru 576397.traleft. 

R: u telefonu (...), dobrý den 
L: dobrý den, tady je 
L: prosím vás, potřeboval bych informaci 
L: já jsem zdědil 
R: ano 
L: zdědil vozidlo 
L: po zemřelém o t c i 
R: ano 
(...) 

Obr. 4.3: Ukázka rekonstrukce hovoru 576397. 

použity lemmatizované texty a výsledky (nejčastější slova jednotlivých shluků, je
jich reprezentující dokument a označení zařazení jednotlivých dokumentů do shluků) 
včetně použitých parametrů při zpracování byly uloženy do databáze. 

Data byla nejprve předzpracována - byly spojeny oba kanály hovoru, dále všechny 
značky začínající C_ byly spolu s časovými značkami a interpunkčními znaménky 
odstraněny a podtržítka byla zaměněna za mezery. Ukázka předzpracovaného textu 
je na Obr. 4.4. 

u telefon (...) dobrý den dobrý den tady být p r o s i t vás potřebovat 
být informace já být zdědit ano zdědit vozidlo po zemřelý otec (...) 

Obr. 4.4: Ukázka předzpracování hovoru 576397. 

Texty byly dále převedeny do dokument-term matice, přičemž byla provedena 
redukce dimenze pomocí seznamu stopslov (viz příloha C) a prahování. Seznam 
stopslov byl převzat z [4] a dále byl postupně v průběhu analýzy doplňován. Původní 

45 



velikost dimenze (slovníku) originálních přepisů hovorů byla asi 23 800, lemmati-
zací byla snížena na hodnotu 13 300. Využitím seznamu stopslov a prahování, kdy 
hodnota horního prahu byla nastavena na 0, 95 (vynechání slov, která se vyskytují 
ve více než 95 % dokumentů) a dolního prahu na 3 (vynechání slov, která se vysky
tují nejvýše ve dvou dokumentech), byla velikost výsledného slovníku 4 200. Celkově 
tak byla dimenze snížena o asi 19 600 různých tvarů slov. 

Využitím singulárního rozkladu matice mohou být data zobrazena ve 2D. Data 
při použití TF-IDF vážení a prahování (horní práh = 0, 95, dolní práh = 3) jsou 
na Obr. 4.5. 
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Obr. 4.5: Data převedena do 2D pomocí singulárního rozkladu dokument-term ma
tice. 

Dále budou popsány použité shlukovací metody. Přitom byla použita kosinová 
nepodobnost. 

Ze shlukovacích metod byly nejprve vyzkoušeny hierarchické aglomerativní. Pro 
určení vhodného počtu shluků byly pro jednotlivé metody vykresleny dendrogramy. 
Na Obr. 4.6 je zobrazen dendrogram centroidní metody, dendrogram metody nej-
bližšího souseda lze nalézt v příloze (Obr. A . l ) . Z dendrogramů lze usoudit, že tyto 
metody nejsou vhodné. Dendrogram metody nej vzdálenějšího souseda je na Obr. 
4.7. Při vytvoření 9 shluků však podle siluet i matice nepodobnosti (Obr. A.2 a A.3 
v příloze) není nejvhodnější ani metoda nej vzdálenějšího souseda. Průměrný koefici
ent siluet je dokonce záporný a korelační koeficient matice nepodobnosti je v tomto 
případě roven 0, 2846. 

Při shlukování pomocí K-Means++ bylo využito latentní sémantické analýzy. 
Byl proveden singulární rozklad matice a dimenze dat byla zmenšena na počet 
vytvářených shluků (pro vytvoření 2 shluků byly vektory dokumentů redukovány 
na dim = 2 apod.). Kromě urychlení procesu shlukování tak byly dosaženy výsledky 

46 



Obr. 4.6: Dendrogram centroidní metody. 

I  

Obr. 4.7: Dendrogram metody nej vzdálenějšího souseda. 

s lepším průměrným koeficientem siluet i korelačním koeficientem mezi maticí ne
podobnosti a ideální maticí. 

Pro určení vhodného počtu shluků byl algoritmus spuštěn 30 x pro 2 — 50 shluků 
a z těchto opakování byl vybrán rozklad s nejlepším průměrným koeficientem siluet. 
Pro jednotné měřítko byla následná analýza průměrného koeficientu siluet provedena 
na redukovaných datech s dim = 500 (takto redukovaná matice popisuje původní 
data z 81 %). Na Obr. 4.8 lze vidět, že nejvyššího koeficientu bylo dosaženo pro 40 
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shluků. Analýza hodnoty účelové funkce pomocí elbow method je v tomto případě 
nepoužitelná, viz Obr. A.4 v příloze. Průměrný koeficient siluet nabývá hodnoty 
0, 2196 a koeficient korelace matice nepodobnosti s ideální maticí 0,4291. Jednotlivé 
siluety jsou zobrazeny na Obr. 4.9, matici nepodobnosti lze nalézt v příloze (Obr. 
A.5). 

c o : • 

Obr. 4.8: Analýza průměrného koeficientu siluet při použití K-Means+-K 

Obr. 4.9: Siluety 40 shluků vytvořených K-Means+-K 
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Pomocí top slov (nejvýznamnější slova popisující shluk) a prohlédnutí několika 
textů zařazených do příslušného shluku bylo odhadnuto téma a vytvořen název 
každého vzniklého shluku. Výsledky s číselným označením shluku jsou uvedeny 
v Tab. 4.1. 

U některých shluků bylo těžké zjistit, v čem se liší od jiných (např. shluky č. 8 
a 26 nebo 10 a 25). Proto bylo na shluky aplikováno hierarchické shlukování, kde jako 
počáteční objekty (shluky) byly zvoleny centroidy původních shluků. Konkrétně byla 
využita metoda nejbližšího souseda a vážená metoda průměrné vazby. Dendrogram 
metody nejbližšího souseda je zobrazen v příloze na Obr. A.6. Podle této shluko-
vací metody bylo vytvořeno 24 shluků, Tab. 4.2 ukazuje, jak byly původní shluky 
sloučeny. Výsledky vážené metody průměrné vazby jsou v Tab. 4.3, dendrogram lze 
nalézt v příloze (Obr. A.7). Touto metodou bylo získáno 18 témat. 

Kvůli možnosti rozlišit více témat jednoho dokumentu bylo provedeno fuzzy shlu
kování pomocí algoritmu fuzzy C-Means. V tomto kroku je důležité zvolit vhodnou 
hodnotu parametru p určující velikost vlivu fuzzifikace. Pro příliš velké p se všechny 
příslušnosti dokumentu do jednotlivých shluků blíží hodnotě l/k, kde k je počet 
shluků. Stejný problém nastává pro příliš velkou dimenzi úlohy. Proto byla opět 
využita latentní sémantická analýza a pro vytvoření k shluků byly vektory doku
mentů redukovány na dim = k. 

Pro vytvoření tématicky podobných shluků získaných v předchozím kroku (40 
shluků metodou K-Means++) byly pro algoritmus F C M jako počáteční centroidy 
zvoleny centroidy předchozích shluků. Fuzzy parametr byl nastaven na hodnotu 1,2, 
pro větší fuzzifikaci je možné tento parametr zvýšit. 

Výsledné kategorie zůstaly nezměněny, rozdílné je pouze zařazení některých do
kumentů (podle nej vyššího stupně příslušnosti). Kromě toho byl každý dokument 
zařazen do každé takové kategorie, u které byl jeho stupeň příslušnosti větší než 
l/k = 1/40. Matice nepodobnosti pro tento rozklad (s přiřazením dokumentů do 
kategorie s největším stupněm příslušnosti) se nachází v příloze na Obr. A.8. 

Ukázku zařazení dokumentů do více shluků lze vidět v Tab. 4.4. Ve sloupci id 
se nachází identifikátor souboru, sloupec cLl obsahuje číslo shluku, do kterého byl 
dokument zařazen na základě nejvyššího stupně příslušnosti, cL2 podobně obsahuje 
číslo shluku, do kterého byl dokument zařazen, avšak s nižším stupněm příslušnosti 
atd. Buňky obsahující „-" naznačují stupeň příslušnosti nižší než 1/40. 

Lze vidět, že dokument 281100 byl podle F C M zařazen do shluků č. 23, 6 a 12, 
tedy Úrazové pojištěni (info, nabídka), P U úraz a Kontakt na likvidátora. Podle 
obyčejného K-Means++ byl zařazen do shuku č. 23. Ačkoli toto téma danému sou
boru odpovídá (operátor se klienta na konci hovoru ptá, zda má sjednáno úrazové 
pojištění), není to jediné téma (klient se nemůže dovolat likvidátorovi, chce vyřešit 
trvalé následky úrazu). Přepis tohoto hovoru lze nalézt v příloze. 

Výsledky získané metodou K-Means++ je možné vylepšit zvýšením průměrného 
koeficientu siluet, a to převedením objektů se zápornou hodnotou siluety do nej
bližšího sousedního shluku. Tab. 4.5 ukazuje, že použitím algoritmu fuzzy C-Means 
se většinou tyto „chyby" samy opraví. Sloupec cluster obsahuje číslo shluku, do 
kterého byl dokument zařazen metodou K-Means++, sloupec new-label číslo nej
bližšího sousedního shluku do kterého by dokument měl být přeřazen a zbytek 
označení je stejné jako v předchozí tabulce. 
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Tab. 4.1: Vytvořené shluky metodou K-Means++. 

č. shluku Název 

0 Zrušení pojištění (odpovědnost, domácnost) 
1 Kancelář pojistitelů 
2 Zasílání dokumentů přes web 
3 Krycí dopis 
4 Platby 
5 Smlouvy a P U vedené na firmu, odpovědnost z výkonu povolání 
6 P U úraz 
7 Indexace 
8 Platby (variabilní symbol) 
9 P U za firmu/klienta, odpovědnost 
10 Hlášení P U (HAV/POV) 
11 Nabídka pojištění domácnosti 
12 Kontakt na likvidátora 
13 Doklady k P U (HAV/POV) 
14 P U čelní sklo 
15 Platby (složenka) 
16 P U (domácnost, stavba) 
17 P U jiná pojišťovna/zahraničí 
18 Pobočka / web / cestovní pojištění 
19 H A V / P O V bonus 
20 Zánik/zrušení pojištění 
21 P U faktury 
22 Zelená karta 
23 Úrazové pojištění (info, nabídka) 
24 Odpovědnost z výkonu povolání (PU, platby, nabídka) 
25 Hlášení P U (HAV/POV) 
26 Platby (variabilní symbol) 
27 Zrušení pojištění, platby 
28 Platby, nabídky (domácnost, stavba, odpovědnost) 
29 Zrušení pojištění ( H A V / P O V ) , platby 
30 P U H A V / P O V - firma / makléřská společnost 
31 Zrušení životní pojistky 
32 P U - firma 
33 H A V / P O V smlouvy 
34 Domácnost, stavba (info, nabídka) 
35 Změna adresy 
36 Volání za někoho jiného 
37 Zrušení pojištění (prodej, úmrtí) 
38 P U dopravní nehoda 
39 Platby 
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Tab. 4.2: Sloučení shluků metodou nejbližšího souseda. 

č. shluku Název 

1 Změna adresy 
2 Indexace 
3 Zrušení pojištění (odpovědnost, domácnost) 
4 P U úraz 
5 Volání za někoho jiného 

R Domácnost, stavba (info, nabídka) 
U Nabídka pojištění domácnosti 

Platby, nabídky (domácnost, stavba, odpovědnost) 
Platby 

7 Platby 
Platby (variabilní symbol) 
Platby (variabilní symbol) 

8 Platby (složenka) 
Zánik/zrušení pojištění 

9 Zrušení pojištění, platby 
Zrušení životní pojistky 

10 Úrazové pojištění (info, nabídka) 
11 Zrušení pojištění ( H A V / P O V ) , platby 
12 Zrušení pojištění (prodej, úmrtí) 
13 Pobočka / web / cestovní pojištění 
14 H A V / P O V smlouvy 
15 H A V / P O V bonus 
16 Zelená karta 
17 Krycí dopis 
18 P U čelní sklo 

Hlášení P U (HAV/POV) 

1Q Hlášení P U (HAV/POV) 
-L <y P U dopravní nehoda 

Doklady k P U (HAV/POV) 
20 Kancelář pojistitelů 

P U H A V / P O V - firma / makléřská společnost 
Odpovědnost z výkonu povolání (PU, platby, nabídka) 
Smlouvy a P U vedené na firmu, odpovědnost z výkonu povolání 

21 P U za firmu/klienta, odpovědnost 
Kontakt na likvidátora 
P U - firma 
P U jiná pojišťovna/zahraničí 

22 P U faktury 
23 Zasílání dokumentů přes web 
24 P U (domácnost, stavba) 
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Tab. 4.3: Sloučení shluků váženou metodou průměrné vazby. 

č. shluku Název 

1 Krycí dopis 
2 P U čelní sklo 
3 Hlášení P U (HAV/POV) 

Hlášení P U (HAV/POV) 
P U dopravní nehoda 
Doklady k P U (HAV/POV) 
Kancelář pojistitelů 

4 Zasílání dokumentů přes web 
5 P U H A V / P O V - firma / makléřská společnost 

P U - firma 
P U jiná pojišťovna/zahraničí 
P U faktury 
Kontakt na likvidátora 
P U za firmu/klienta, odpovědnost 
Smlouvy a P U vedené na firmu, odpovědnost z výkonu povolání 
Odpovědnost z výkonu povolání (PU, platby, nabídka) 

6 P U (domácnost, stavba) 
7 Zrušení pojištění (odpovědnost, domácnost) 
8 Zrušení pojištění (prodej, úmrtí) 

Zrušení pojištění ( H A V / P O V ) , platby 
9 Pobočka / web / cestovní pojištění 
10 Úrazové pojištění (info, nabídka) 

Zrušení životní pojistky 
Zrušení pojištění, platby 
Zánik/zrušení pojištění 

11 Platby (variabilní symbol) 
Platby (variabilní symbol) 
Platby (složenka) 
Platby 
Platby 
Platby, nabídky (domácnost, stavba, odpovědnost) 

12 Domácnost, stavba (info, nabídka) 
Nabídka pojištění domácnosti 
Volání za někoho jiného 

13 H A V / P O V smlouvy 
14 H A V / P O V bonus 
15 Zelená karta 
16 P U úraz 
17 Změna adresy 
18 Indexace 
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Tab. 4.4: Ukázka zařazení dokumentů do více než jednoho shluku podle F C M . 

id cl_l cl_2 cl_3 cl_4 cl_5 cl_6 

576397 33 37 29 22 19 27 
270516 12 30 32 - - -
362044 36 - - - - -
908964 6 17 9 - - -

281100 23 6 12 - - -

Tab. 4.5: Porovnání zařazení pomocí K-Means++, vylepšení podle siluet a F C M . 

id cluster new-label cl_l cl_2 cl_3 cl_4 

752562 20 29 29 27 20 0 
899114 26 8 8 26 - -

493223 28 15 15 28 4 39 
781296 36 19 19 36 22 -

186646 29 27 34 33 27 29 

4.5 Srovnání výsledků s kategorizací Č P 
Z důvodu tvaru pravidel tvořících kategorizaci v CP (která využívají značky K: a 0: 
pro rozlišení klienta a operátora) bylo nutné najít hovory, ve kterých levý kanál 
patří operátorovi (nebo jinému zaměstnanci CP), aby bylo možné hovory nahrát 
do analytického prostředí CP a porovnat výsledky shlukové analýzy se současnou 
kategorizací hovorů CP. K tomuto byla opět využita shluková analýza, konkrétně 
byla provedena pouze na přepisu levého kanálu pomocí K-Means++. Kromě kate
gorií podobných těm výsledným byly nalezeny shluky, u kterých byla jako top slova 
vypsána slova často používaná právě operátory. Celkově tak bylo nalezeno 134 ho
vorů, u kterých levý kanál „patřil" zaměstnanci C P (jednalo se o hovory likvidátorů, 
domluvené callbacky či přehozené kanály). 

4.5.1 Zas toupení jednotl ivých t é m a t 

Současné kategorie vytvořené pomocí pravidel (dotazů/query) mají jednoduchou 
strukturu (nejsou zde žádné podkategorie). Kromě samotných kategorií byla vy
tvořena také pravidla pro zaznamenání produktů CP. Obojí je možné vidět v Tab. 4.6. 

Hierarchickým shlukováním původních 40 shluků došlo ke sloučení tématicky 
podobných shluků, avšak některé shluky by mohly zůstat odděleně či by mohly být 
přiřazeny do jiné skupiny. Vytvořené shluky byly nakonec rozřazeny do 9 hlavních 
kategorií a celkově byly vytvořeny 3 úrovně, viz Tab. 4.7. 

V současném systému může být každý dokument zařazen do více než jedné kate
gorie. Sečtením podílů jednotlivých kategorií (počet dokumentů v kategorii / počet 
dokumentů v kolekci) je tak možno získat více než 100 %, v případě analyzovaných 
dokumentů je to dokonce 351 %. Analýza zastoupení témat hovorů podle hlavního 
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Tab. 4.6: Současná kategorizace (na základě pravidel). 

Kategorie Produkty 

Neobdržel jsem / nemám / nevím Pojištění staveb 
Chci ověřit / nerozumím Pojištění domácnosti 
Chci nahlásit Povinné ručení 
Chci sjednat/aktualizovat PS Odpovědnost 
Chci zaslat Úrazové pojištění 
Přepojení Havarijní pojištění 
Opakované hovory Život - běžně placený 
Chci mluvit Cestovní pojištění 
Chci zrušit / stornovat PS CP Penzijní společnost 
W W W Život - jednorázově placený 
Chci změnit Pojištění domácích zvířat (PET) 
Udělali jste chybu Podnikatelské pojištění 
Měl jsem zavolat/mám zmeškaný hovor CP Zdraví 
Chci vrátit 
Omyl 
Nejsem spokojený/nesouhlasím 
Klientská zóna 
Chci podat stížnost 
Půjčovné 
Penzijní fond/CP Zdraví/CP Invest 

tématu rozhovoru tak není možná. Rozložení jednotlivých témat je v Tab. 4.8, 
nej větší podíl má kategorie Neobdržel jsem / nemám / nevím (49 %), Chci ověřit / 
nerozumím (47 %) a Chci nahlásit (42 %). 

Zařazením dokumentů do jednotlivých kategorií získaných shlukovou analýzou 
podle nejvyššího stupně příslušnosti je možné určit procentuální zastoupení témat 
hovorů podle hlavního tématu. Největší podíl v kolekci mají hovory s tématem 
PU (pojistné události, 42 %), poté Nabídka/sjednání/injo (19 %), Platby (16 %) 
a Zrušení pojištění (12 %), viz Tab. 4.9, sloupec Podíl (1 kat.). Zařazením hovorů do 
více než jedné kategorie se podíl příliš nezměnil, viz sloupec Podíl (více kat.) v téže 
tabulce. 
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Tab. 4.7: Vytvořené kategorie podle shlukové analýzy. 

1 . ú r o v e ň 2. ú r o v e ň u r o v e n 

P U P U H A V / P O V Hlášení P U (HAV/POV) 
Hlášení P U (HAV/POV) 
P U dopravní nehoda 
Doklady k P U (HAV/POV) 
P U čelní sklo 
Kancelář pojistitelů 

P U domácnost, stavba -

P U úraz -

P U ostatní P U H A V / P O V - firma/makléřská společnost 
P U - firma 
P U jiná pojišťovna/zahraničí 
P U faktury 
P U za firmu/klienta, odpovědnost 
Smlouvy a P U vedené na firmu, 
odpovědnost z výkonu povolání 
Odpovědnost z výkonu povolání 
(PU, platby, nabídka) 

Kontakt na likvidátora -

Krycí dopis -

Nabídka / sjednání / info H A V / P O V smlouvy Smlouvy H A V / P O V 
H A V / P O V bonus 
Zelená karta 

Domácnost, stavba (info, nabídka) Domácnost, stavba (nabídka, info) 
Nabídka pojištění domácnosti 

Úrazové pojištění (info, nabídka) -

Zasílání dokumentů přes web 

Pobočka / web / cestovní pojištění 

Zrušení pojištění Zrušení životní pojistky 
Zrušení pojištění, platby 
Zrušení pojištění 
(odpovědnost, domácnost) 
Zrušení pojištění ( H A V / P O V ) , platby 
Zrušení pojištění (prodej, úmrtí) 

-

Zánik/zrušení pojištění 

Platby Platby 
Platby 
Platby (variabilní symbol) 
Platby (variabilní symbol) 
Platby (složenka) 
Platby, nabídky 
(domácnost, stavba, odpovědnost) 
Indexace 

-

Volání za někoho jiného 

Změna adresy 

4.5.2 Korelace mezi kategoriemi Č P a shluky 

Kategorie vytvořené shlukovou analýzou vytváří jiný pohled než současná kategori
zace, a proto jsou těžko porovnatelné. Nějaké překryvy témat zde však jsou, mohou 
být porovnány podle korelace zobrazované v analytickém softwaru. (Tato korelace 
neodpovídá klasickému matematickému pojetí, např. nenabývá hodnot z intervalu 
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Tab. 4.8: Zastoupení současných kategorií. 

Kategorie Podí l 

Neobdržel jsem / nemám / nevím 49 % 
Chci ověřit / nerozumím 47% 
Chci nahlásit 42 % 
Chci sjednat/aktualizovat PS 34 % 
Chci zaslat 29 % 
Přepojení 26 % 
Opakované hovory 25 % 
Chci mluvit 21 % 
Chci zrušit / stornovat PS 15 % 
W W W 14 % 
Chci změnit 9 % 
Udělali jste chybu 9 % 
Měl jsem zavolat/mám zmeškaný hovor 8 % 
Chci vrátit 6 % 
Omyl 6 % 
Nejsem spokojený/nesouhlasím 5 % 
Klientská zóna 2 % 
Chci podat stížnost 2 % 
Půjčovné 1 % 
Penzijní fond/CP Zdraví/CP Invest 1 % 

Celkem 351 % 

Tab. 4.9: Zastoupení nových kategorií. 

Kategorie Podí l (1 kat.) Podí l (více kat.) 

P U 42 % 46 % 
Nabídka / sjednání / info 19 % 25 % 
Platby 16 % 20 % 
Zrušení pojištění 12 % 17% 
Zánik/zrušení pojištění 3 % 7% 
Volání za někoho jiného 2 % 3 % 
Pobočka / web / cestovní pojištění 2 % 3 % 
Zasílání dokumentů přes web 2 % 3 % 
Změna adresy 1 % 2 % 

Celkem 100 % 126 % 
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(—1,1). Vyjadřuje však jistou závislost (podobnost) daných kategorií.) V následujících 
tabulkách na obrázcích se v prvním sloupci vyskytují současné kategorie (Kategori
zace a Produkty CP), ve druhém pak jsou kategorie vytvořené na základě shlukové 
analýzy. Řádky jsou seřazeny sestupně podle Korelace. 

V tabulce na Obr. 4.10 je možné vidět podobnost kategorií Chci zrušit / stornovat 
PS a Zrušení pojištění, dále Chci sjednat/aktualizovat PS a Nabídka / sjednání / 
info atd. 

Q Ř á d k y : K a t e g o r i z a c e S l o u p c e : S h l u k y F r e k v e n c e K o r e l a c e -

• C hc i z ruš i t / s tornovat PS Z rušen í poj ištění ^ ^ ^ ^ ^ ^ H 3 2 

• Chci s jedna fak tua l i zova t PS Nabídka / s j e d n á n í / infb • 1 . * 

• Chci zas la t Zasí lán í dokumen tu přes web • 1 5 I 1 1.3 I 

• Chci změn i t Platby 2 9 1,3 

• Zasí lán í dokumen tů pres web • 9 I 1,3 

• Chci vrátit Z rušen í poj ištění • G 1.2 

• Chci nahlási t P L 1.1 

• Nejsem spoko jený /nesouh las ím Pis::..: • 
• Chci zrnéni t Nabídka i s jednání t infb SC L I 

• Chci mluvi t Nabídka / s jednání t infb 1,0 

• Chci mluvi t Pobočka / web i cestovní pojištění • 1 2 I 1,0 

• Neobdrže l j s e m / n e m á m / nevím Z rušen í poj ištění • 114 1 0 

Obr. 4.10: Korelace mezi současnou Kategorizací a Shluky. 

Tabulka na Obr. 4.11 ukazuje korelaci mezi Produkty ČP a vytvořenými shluky 
v kategorii Nabídka / sjednání / info. Lze vidět vysokou korelaci mezi Úrazové 
pojištění a Úrazové pojištění (info, nabídka), Pojištění domácnosti a Domácnost, 
stavba (info, nabídka) atd. Další ukázky korelace lze nalézt v příloze na obrázcích 
A.9, A.10, A . l l . 

• Ř á d k y : P r o d u k t y Č P S l o u p c e : N a b í d k a i s j e d n á n í / i n f o F r e k v e n c e K o r e l a c e * 

• Úrazové poj ištění Úrazové poj ištění f inta, nabídka) 

• Poj ištění domácnos t i Domácnos t , s tavba [ into, nabídka] 

• Pov inné ručení H A V / P O V s m l o u v y 

• Havari jní pojištění H A V / P O V s m l o u w 

• Odpovědnos t Domácnos t , s tavba [ into, nabídka] 2,0 
• Poj ištění staveb Úrazové poj ištění ( into, nabídka) ^ ^ ^ M 3 2 I 1.5 I 

• Poj ištění staveb Domácnos t , s tavba [ into, nabídka) ^ ^ ^ ^ ^ ^ H 2 6 

• Cestovní pojištění Úrazové poj ištění [ info. nabídka) 5 

• Život - běžně p lacený Úrazové poj ištění ( into, nabídka) 5 i u i 

Obr. 4.11: Korelace mezi Produkty ČP a kategorií Nabídka / sjednání / info. 

4.5.3 Porovnání zařazení urči tých dokumen tů 
V Tab. 4.10 lze vidět do jakých kategorií byl zařazen hovor 576397. Kategorie podle 
shlukové analýzy (SHA) odpovídají tématu dokumentu. Dále bude ukázáno špatné 
zařazení hovoru do některých současných kategorií. 
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Tab. 4.10: Kategorizace dokumentu 576397. 

Současná kategorizace a produkty Kategorie podle SHA 

W W W 
Chci zrušit / stornovat PS 
Opakované hovory 
Chci zaslat 
Chci sjednat/aktualizovat PS 
Chci nahlásit 
Chci ověřit / nerozumím 
Neobdržel jsem / nemám / nevím 
Úrazové pojištění 
Povinné ručení 

Smlouvy H A V / P O V 
Zrušení pojištění (prodej, úmrtí) 
Zrušení pojištění ( H A V / P O V ) , platby 
Zelená karta 
H A V / P O V bonus 
Zrušení pojištění, platby 

Na následujících obrázcích lze v levé části vidět kategorie do kterých byl ho
vor zařazen (Cesta kategorie pro sledované kategorie CP začíná . j i n e . ) , vpravo je 
přepis hovoru. Zvýrazněná slova v přepisu odpovídají pravidlu zvýrazněné kategorie 
vlevo. Na Obr. 4.12 si lze všimnout, že hovor 576397 byl zařazen do kategorie Chci 
nahlásit na základě slova „sdělit" vyřčeným operátorem. Hovor byl tedy do této ka
tegorie zařazen chybně. Podobně, podle Obr. 4.13, byl špatně zařazen do kategorie 
Opakované hovory. 

i :ta ana lýzy Fazeta metadat Pole K a t e g o i i ť • T 

rv J i iu 
0: tam stačí napsat žádost o z rušení z d ů v o d u úmrtí 
K: č i rou náhodou -
K no 

C e s t a Ka tego r i e Název k a t e g o r i e 
O : s t ím, že j e po t řeba k t o m u doloži t tu kopi i 
K: ano 
n - M 

j i n e . n e r o z u m i m Chci ověř i t y ne rozumím • 0 : toho děd ického řízení, aby bylo vidět, že js te to zdědi l 
K: j o 
K. dédic j i n e . n e m a m Neobdrže l j s e m / n e m á m t nev ím 

0 : toho děd ického řízení, aby bylo vidět, že js te to zdědi l 
K: j o 
K. dédic 

j ine.nah lás i t Chci nahlás i t O : a n o 

O : a ies:É; s s z i c t j n . n ; : ; n o i - ^ s : s<snovat? :s r mus : • :o: i oodois 
j ine.s tornovat Chci zruš i t / s tornovat PS K; ano 

O: máte možnos t skenovat , takže já v á m přímo způsob přes in ternet 
q K: ano 

O: nřínno, co si z a d á t e do internetu, abys te n á m to moh l poslat elektronicky, ano 
O: takže 

j ine .zas la t Chci zaslat 1 
K; ano 
O: máte možnos t skenovat , takže já v á m přímo způsob přes in ternet 

q K: ano 
O: nřínno, co si z a d á t e do internetu, abys te n á m to moh l poslat elektronicky, ano 
O: takže j ine.s jednat Chci s jednat /aktua l izovat PS 

K; ano 
O: máte možnos t skenovat , takže já v á m přímo způsob přes in ternet 

q K: ano 
O: nřínno, co si z a d á t e do internetu, abys te n á m to moh l poslat elektronicky, ano 
O: takže 

j i ne .www K; no, takhle, já ste jně, j ako 
K: to as i pos lu fyzicky, protože j á to dědic tv í tady u sebe t e ď z rovna 
0 : a h a 
K; to místo n e m á m 
O: dobře 

1 
j i ne .opakcvane O p a k o v a n é hovory 

K; no, takhle, já ste jně, j ako 
K: to as i pos lu fyzicky, protože j á to dědic tv í tady u sebe t e ď z rovna 
0 : a h a 
K; to místo n e m á m 
O: dobře 

1 
CITTLC rm-zp_zp-Qdfi Itrova ni Ž P odf i l t rování 

K; no, takhle, já ste jně, j ako 
K: to as i pos lu fyzicky, protože j á to dědic tv í tady u sebe t e ď z rovna 
0 : a h a 
K; to místo n e m á m 
O: dobře 

lpu. lpu- f raud.auto Auto K j o 
O : dobře 

. Ipu.lpu-fna ud. při poj is~i~ Chci připojist i t K: to budu muse t vyh leda t 
K. takže 

Obr. 4.12: Chybné zařazení hovoru do kategorie Chci nahlásit. 

Další ukázkou je hovor 270516. Tab. 4.11 ukazuje do kterých kategorií byl hovor 
zařazen. Obrázky A. 12, A . 13, A. 14 v příloze ukazují chybné zařazení do kategorie 
Měl jsem zavolat/mám zmeškaný hovor, Chci nahlásit, Chci vrátit. Tento dokument 
byl tedy zařazen pouze do špatných kategorií. 

Tab. 4.12 ukazuje poslední příklad zařazení hovoru do kategorií, konkrétně jde 
o hovor 438286. Obrázky A. 15 a A. 16 v příloze ukazují chybné zařazení do kategorie 
Chci zrušit/stornovat PS a do kategorie Chci sjednat/aktualizovat PS. 
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< !ta ana lýzy Faze;a rneiadat Ka tegor ie 

Ces ta k a t e g o r i e Název k a t e g o r i e 

j i ne .ne rozumím Chci ověř i t / ne rozumím • 
j i n e . n e m a m Neobdrže l j s e m t n e m á m i nev ím 

j i né .nah lás i t Chci nah lás i t 

j i ne .s to rnova t Chci z r u š i t / s t o r n o v a l PS 

j ine.zaslat Chci zaslat • 
j ine.s jednat Chci s jednat /ak tua l izovat PS 

.. n e . A . - . 

j i ne .opakované O p a k o v a n é hovory 

. crrn.c rm-zp.zp-odf i Itrova n i Z - odf t rování 

lpu. lpu- f raud.auto Auto 

lpu_lpu-fraud připojist i t 

-
Chci připoj ist i t -

\j. v f » [c našu us JCUI lar. UUS-LOI ic Lsuy tciuu airnuuíN ft.cu ic vacu i (_BJJIÍILI i |JUUIIIII icn. a LCI III ieriei ly nu rvaruan n o. 
zá roveň j e tam takový p la tebnídeta j i i l 
K: ano 
O: není to s loženka, j e to ve l ice podobné, n i c m é n ě t a prvn i p la tba , ta mus i by t p rovedenaakt ivně z vaší strany, a b y 
bylo vidět, ž e t e d y se sm louvou souh las í te 
K: ano 
O: t o z n a m e n á , b u d e tam čís lo smlouvy, což j e z á roven variabi lní symbo l 
O: ano , j e t a m číslo našho účtu 
O: a je tam i datum, dokdy by to mělo být uh razeno , zprav id la to bývá 
K: ano 
O: t akové to ideální, t a ideální úhrada j e d o čtrnácti dnu , a n o 
O; n á m bohužel zkušenost i s t ím, ž e na to lidé často zapomína j i í , t a kže bych sp ise doporuč i l č í m dřív, t ím l ip 
O: a n o 
O: jakmi le si to doma pros tudu jme stačí j e n o m provést p la:bu. j a k j s e r | ^ | . B ^ | po tom poš leme tu 

, K: ano 
D : tu z e l e n o u kartu na celý rok, tím b y c h o m měli vy řešeno to , že voz id lo b u d e psáno na vás 
K: ano 
O: ano, t e d co se týká v podsta tě :é další záleži tost i , že se m u s í z r u š i t vozid lo, k teré je v tu to chvíl i ješ tě nebo 
vozid lo, m u s í z r u š i t se zruš i t smlouva, která j e ještě psána na o tce 
K: ano 
K: ano 
K: ano 
O: t a m stačí napsat žádost o z rušení z d ů v o d u úmrtí 
K: čirou náhodou 
K: no 
D: s t ím, z e j e po t řeba k t o m u doloži t tu kopi i T 

Obr. 4.13: Chybné zařazení hovoru do kategorie Opakované hovory. 

Tab. 4.11: Kategorizace dokumentu 270516. 

Současná kategorizace a produkty Kategorie podle SHA 

Chci vrátit 

Měl jsem zavolat/mám zmeškaný hovor 

Chci nahlásit 

Kontakt na likvidátora 
P U H A V / P O V - firma / makléřská 
společnost 
P U - firma 

Tab. 4.12: Kategorizace dokumentu 438286. 

Současná kategorizace a produkty Kategorie podle SHA 

Chci změnit Úrazové pojištění (info, nabídka) 
Chci zrušit/stornovat PS Indexace 
Chci sjednat/aktualizovat PS 
Úrazové pojištění 

Nezařazení některých dokumentů do žádné kategorie je dalším problémem současné 
kategorizace. Příkladem nezařazených dokumentů může být dokument 367250, který 
byl pomocí SHA zařazen do kategorie PU jiná pojišťovna/zahraničí nebo 340812, 
jenž byl shlukovou analýzou zařazen do P U - firma. Tyto dokumenty však kromě 
toho také patří do kategorie PU HAV/POV, ale podle SHA do nich zařazeny ne
byly. Problémem nově vytvořené kategorizace tak může být to, že dokumenty nejsou 
zařazeny do všech vhodných kategorií. Vždy jsou ale zařazeny alespoň do jedné, a ta 
je podle provedeného pozorování většinou správná (celkovou přesnost zařazení do
kumentů do kategorií není možné určit). 
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4.6 Shrnut í 
U některých shluků bylo těžké odhadnout v čem se liší (např. shluky týkající se pla
teb) a z hlediska produktů by některé z nich mohly být konkrétnější (např. hovory 
v Platby, nabídky (domácnost, stavba, odpovědnost) by mohly být rozděleny do tří 
zvláštních shluků). Stejně tak by například bylo vhodné rozlišit hovory, ve kterých 
se vyskytuje nabídka pojištění a ve kterých dochází ke sjednání smlouvy. Dalším 
požadavkem by mohlo být vytvoření kategorií které zohledňují způsob další komu
nikace, např. přes pobočku, internet či obchodníka. Takových pohledů by mohlo být 
více, a proto by se mohlo zdát, že shluková analýza neposkytuje požadované řešení 
problému. Avšak je důležité uvědomit si, že analýza byla provedena pouze na 774 
hovorech. Pro srovnání, za pracovní dny v dubnu 2018 bylo v průměru na K C CP 
zaznamenáno asi 3 300 hovorů denně. Kdyby tedy byla analýza provedena na větším 
množství dat, je možné, že by bylo dosaženo přesnějších a kvalitnějších výsledků. 

Závěrem uvedeme některé výhody a nevýhody současného systému kategorizace 
a kategorizace s využitím shlukové analýzy. 

Výhodou kategorizace podle pravidel je možnost vybrat si určitý pohled pro jed
notlivé kategorie (např. kategorizace podle typu produktů, typu komunikace, kon
kurence apod.). 

Nevýhodou je složité vytváření pravidel (nutnost vymyslet všechna možná slovní 
spojení charakterizující dané téma, subjektivní výběr omezení typu WITHIN 5, WITHIN 
SENTENCE apod., postupná filtrace - vyřazení hovorů obsahující daná slovní spo
jení, ale netýkající se daného tématu, časová náročnost), což vede k více chybám 
(viz předchozí příklady) např. z nepozornosti či nevědomosti. Další nevýhodou je 
možnost nezařazení dokumentu do žádné kategorie. 

Výhodou vytvoření kategorií pomocí shlukové analýzy je větší objektivnost a přes
nost (menší chybovost) než je v případě kategorizace podle pravidel, dále zařazení 
každého dokumentu do alespoň jedné kategorie a relativní jednoduchost vytvoření 
těchto kategorií. 

Nevýhodou je nemožnost určit si předem vytvářenou kategorii a nevědomost 
kritéria podle kterého byl dokument zařazen do dané kategorie. Někdy také může 
být trochu obtížné určit téma daného shluku. 
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5 ZÁVĚ R 

Tato diplomová práce se zabývala shlukovou analýzou v oblasti text miningu s apli
kací na nahraných hovorech call centra České pojišťovny a.s. přepsané do textu. 
V první části práce jsme poukázali na důležitost tzv. lemmatizace textu, tj. převedení 
slov na jejich základní tvar. Ukázali jsme, jak textové dokumenty reprezentovat vek
tory pomocí několika různých druhů vah, mezi které patří např. booleovské, TF , 
IDF a nejčastěji používané TF-IDF. Pro využití metod shlukové analýzy je velice 
důležitá redukce dimenze vektorového prostoru, které dosáhneme tzv. prahováním 
D F a seznamu stopslov, případně také singulárním rozkladem matice. 

Další část práce byla zaměřena na samotnou shlukovou analýzu. Po zavedení 
základních pojmů jako je shluk a nepodobnost jsme se věnovali hierarchickému aglo-
merativnímu shlukování, které může být reprezentováno pomocí dendrogramu. Jed
notlivé metody tohoto přístupu určuje použitý koeficient nepodobnosti shluků, mezi 
nej známější patří metoda nej bližšího a nej vzdálenějšího souseda a centroidní me
toda. V některých případech lze využít Laňce-Williamsův vzorec, který je užitečný 
zejména při implementaci těchto metod. 

Z nehierarchických metod jsme si uvedli základní algoritmus K-Means a K-
Means++, které se od sebe liší výběrem počátečních centroidů. Bisecting K-Means 
je další možný způsob, jak vybrat počáteční centroidy. Vzhledem k lokální konver
genci těchto algoritmů je občas vhodné výsledky upravit postprocessingem. Méně 
citlivá na outliery je pak např. metoda K-Medoids, která místo centroidů využívá 
medoidy, jenž jsou přímo objekty shlukovaných dat. 

V části věnované fuzzy shlukování jsme si stručně představili pojem fuzzy a uvedli 
jsme algoritmus Fuzzy C-Means, který je fuzzy verzí K-Means. Každé dvojici objektu 
a shluku přiřadí stupeň příslušnosti, se kterým objekt do daného shluku náleží. Jak 
moc fuzzy výsledný rozklad bude pak určuje fuzzy parametr p. 

Důležitou součástí shlukové analýzy je validace shluků neboli vyhodnocení vy
tvořeného rozkladu. Mezi základní měřítka shluků patří koheze a separace shluku. 
Jejich kombinaci pak využívá koeficient siluet, pomocí kterého můžeme také určit 
kolik shluků vytvořit. Dalším měřítkem může být koeficient korelace mezi ideální 
a reálnou maticí nepodobnosti, případně může pomoct vizualizace této matice. 

Poslední část práce byla věnována aplikaci popsaných metod na reálná data, 
konkrétně na hovory z kontaktního centra CP. Cílem bylo vytvořit vhodné kategorie 
a jednotlivé dokumenty do nich zařadit tak, aby bylo možné provádět kvalitnější 
analýzy. Data byla nejprve předzpracována, byla snížena dimenze prostoru a na 
základě analýzy kvality rozkladu bylo vytvořeno 40 shluků metodou K-Means++. 
Centroidy těchto shluků pak byly použity jako počáteční centroidy pro Fuzzy C-
Means a 40 výsledných shluků bylo následně rozděleno do devíti hlavních kategorií. 
Pro porovnání zařazení dokumentů do jednotlivých kategorií vytvořených na základě 
shlukové analýzy a současné kategorizace CP bylo nutné rozlišit, který kanál patří 
operátorovi a který klientovi. K tomu pomohla opět shluková analýza provedena na 
levém „kanálu". V práci byly uvedeny ukázky zařazení hovorů oběma přístupy a na 
závěr byly uvedeny jejich výhody a nevýhody. 

Za přínos této práce by se dalo považovat vytvoření kategorií přinášející jiný 
pohled na data, než jaký dává současná kategorizace, a také využití jiného přístupu, 
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který má jisté výhody oproti původnímu systému. 
Výsledky této práce by mohly být využity pro sestavení klasifikačního modelu, 

který patří mezi metody strojového učení s učitelem, avšak vzhledem k malému 
množství dat by nejspíš nebyl příliš vhodný. Představuje však další možnost katego
rizace hovorů, která může vyřešit nevýhody shlukové analýzy i současného systému 
kategorizace v CP. Nutností je ale dodat velké množství dat předem opatřených 
popisem, do které kategorie daný hovor patří. 
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Obr. A . l : Dendrogram metody nejbližšího souseda. 
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Obr. A.2: Siluety metody nejbližšího souseda. 
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Obr. A.3: Matice nepodobnosti metody nejbližšího souseda. 

540 • 

I 

li 10 20 30 40 50 

P o č e t s h l u k ů 

Obr. A.4: Analýza hodnoty účelové funkce při použití K-Means++. 
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Obr. A.5: Matice nepodobnosti rozkladu na 40 shluků pomocí K-Means++. 
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Obr. A.6: Dendrogram metody nejbližšího souseda aplikované na výsledky z K-
Means++. 
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Obr. A.7: Dendrogram vážené metody průměrné vazby aplikované na výsledky z 
K-Means++. 
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Obr. A.8: Matice nepodobnosti rozkladu na 40 shluků pomocí F C M . 
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• Ř á d k y : K a t e g o r i z a c e S l o u p c e : P la tby F r e k v e n c e K o r e l a c e " 

• 
Chci z m ě n i l l n ; l i ' . a ; s 

• Nejsem spoko jený /nesouh las ím ln ; le ' .a :e ^ ^ ^ ^ ^ ^ ^ 1 11 

• Neobdrže l j s e m / n e m á m / nevím Platby {s loženka} • 10 Z3 

Obr. A.9: Korelace mezi Kategorizací a kategorií Platby. 

• 
• 

Ř á d k y : P r o d u k t y Č P 

Havari jní pojištění 

S l o u p c e : PU 

P J HAV/POV 

F r e k v e n c e K o r e l a c e ^ 

• Povinné ručen i PU HAV/POV ^ ^ ^ ^ ^ ^ ^ ^ H i 

• Rojistě-n í domácnos t i PU domácnos t , s tavba 

• Úrazové poj ištění PU úraz 

Obr. A . 10: Korelace mezi Produkty ČP a kategorií PU. 

• Ř á d k y : P r o d u k t y Č P S l o u p c e : Z r u š e n í po j i š t ěn í F r e k v e n c e K o r e l a c e * 

• Pojištění domácnos t i Z rušen i poj ištění (odpovědnost , domácnos t ) 

• Havari jní pojištění Z rušen i poj ištění [HAV/POV) , platby 

• Úrazové poj ištění Z rušen i ž ivotní poj istky ^ ^ ^ H 1,2 

• Ž i v o t - j e d n o r á z o v ě placený Zrušen í pojištění, platby 3 

Obr. A . 11: Korelace mezi Produkty ČP a kategorií Zrušeni pojištění 

K a t e g o r i e 

C e s t a k a t e g o r i e N á z e v k a t e g o r i e 

j i n e . n a hlásit Chci nahlás i t 

. j ine .zmeskany Měl j s e m zavo la t /márn z m e š k a n ý 
hovor 

. j ine.vrátit Chci vrátit 

.crm.crrn-zp. lze-tel Zpě tné z a v d á n í / přepojení do 
R E T 

.s2s-nenabidky.darova ni .rodina Rodinní příslušníci 

O: u telefon u ̂ ^ ^ ^ ^ ^ ^ H dobrý den 
K: dobrý den tady je 
K; u telefonu 
K: H mám prosbuB potrebujú pomoc ( J j E m e m ěl i škodu nahlásili jsme ji ježíš ted'B jsem si nepřipravil 
K: číslo události B/neuím mám to mám to po ruce 
K; chcete chcete vedet číslo pojistné události 
O: prosím 
O: ano 
K; ana 
O: tak a vy tedy 
K: tecfka tedka'je to v takovém stadiu že jsme zaplatili opravy 
Z ano 
K a 
K: J tady mám před sebou faktury 
K; jenomže | i é k d o cd vás. jakýsi pan H I H I volal mému místopředsedovi že do tří dnu pošlou 
K: pošlete náhradu škody tak jak 
K: tak jak jste ji spočítali 
O: nei se začnu bavit kté 
O: kté škodní události mohu vás poprosit I Č O společnosti za kterou voláte abych si vás mohla ověřit 
K: musíte HJdát razítko 
K; j | si to nepamatuj L 
O: ano 
O: děkuji vám 
O: tak a J vidím že ta událost byla uzavřena 
K' no 

Obr. A.12: Chybné zařazení hovoru do kategorie Měl jsem zavolat/mám zmeškaný 
hovor. 
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" l i š č a t K a t e g o r i e 

C e s t a k a t e g o r i e N á z e v k a t e g o r i e 

.j i ne.na hlási l Chci nahlásit 

j i n e . z m e s k a n y Měl j s e m z a v o l a t / m a m z m e š k a n ý 
hovor 

.j i ne. vrátit Chci vrátit 

.crm.crrn-zp. lze-tel Zpě tné z a v d á n í / přepojení d o 
R E T 

.s2s-nenabidky.darovan i . rod ina Rodinní príslušníci 

K: to dych byl ve l ice nad 
O: j á si j e n o m z d e uvedu 
O : a popros ím vás te le fonní kontakt na vás 
O: a n o 
O: tak já z d e uvádím, že prosíte být kontak tován oh ledné poj istné událost i a je j í výplaty ano 
K: j o 
K: dá se s t ím jes té n e c o d é l a l když Tíkáte že už to j e uzav řený a ž e ty peníze odeš ly 
O: zá lež í to na panu ^ ^ ^ H j e s t l i tu událost znovu o tev ře a v lastné profesí 
O: a le urči tě 
K: dobře 
O: pokud událost j e uzavřená samozře jmě t ím to nekonč í zá.eží t o a na l ikvidátorovi já v á m tak to nic sl íbi t nemohu 
K 
K: ne 
O: mohu pro vás v tu to chvíl i jest něco j iného uděla l 

<i K: neřekl úbytu 
O : j á j s e m v á n j e n c n jesté ch tě la sděli t že tedy l ikvidátor m á n a to dva pracovní dny aby na ten to vzkaz pan 

tedy reagova l ano 
K: j o 
K: j es té může te si t a m připsat jes té j eden te lefon 
O: určitě mohu 
O: tak uvád ím ho tedy zde 
K: děku ju 
O: mohu pro vás n ě c o j i n é h o udělat k; té to škodn í událos: i 
K: děku ju děku ju 
O: přeji hezký d e n tedy nas lyšenou 
K: v á m taky nash ledanou děkuju 

Obr. A . 13: Chybné zařazení hovoru do kategorie Chci nahlásit. 

in* - - Í O : 

•I e E ta kategor ie 

.jine.nahlssit 

. jne.zmeska ny 

Název kategorie 

Chci nahlásit 

M i l j sem zavolat/mám zmeškaný 
hovor 

. crrn. cmn-zp. I ze-te I 

.s2s-nenabidky.darovan i. rodina 

Zpětné zavolání V přepojení do RET 

Rodinní prí& ušríc i 

e někdo od vás, jakýsi p a r ^ ^ ^ H vola] mému místo predsedov i že d o tří dnu pošlou 
| réhradL škody tak a^ 

K tak jak jste ji spocílaJi 
O: nez se začnu bavŕl k tB 
O: k té i-kodní události mohu vás poprosit ICO společnosti za kterou vdá te abych si vás- mohla ověřit 
K musíte mi dá l razítko 
K já si I D nepamatuju 
O: ano 
O: d i ku j i vám 
O: tak a j á vidím že ta událost byla uzavřena 
K i n o 
O: a vlastné platba probíhala třicátého devátý 
K z vaší strany jako tahle ta náhrada jo 
O: ano přesné lak 
K no pravé p a n ^ ^ ^ l říkal máme kolegovi že 
K že la. částka j e asi já nevím řádové osm tisíc nebo tak nějak 
O: tady je devět tisíc sto dvacet sedm korun 
K devět tisíc 

( k a á Tiám foT.Ly r a c:rrácl t &íc t ; sta sedmdesá: 
K od téch dvou firem 
O: popřípadě zkcritaktovsit p a n a ^ ^ ^ ^ | mohu vám poskytnout i talefonní kontakt 

O: přesné tak ^ ^ ^ ^ ^ ^ ^ 
K předtím jsem rnél před tím j sem měl kontakt na p a n M ^ | 
K já se lam nedovolám já tam volám padesátkrát už ^ ^ ^ ^ ^ ^ 
O: dobře mohu mohu vám nabídnout samozřejmé že likvidátorovi necháme vzkaz p a n u ^ ^ ^ ^ ^ l a b y vás kontaktoval ano 

K to bych byt velice rád 
O: já si j enom zde uvedu 
O: a poprosím vás telefonní kontakt na vás-
& ano 
O: tak j á zde uváďm. že fOE-r.e být kontaktován ch e o é DO s:ré j d á D&t a e í výplaty a ro 
K jo 
K dá se s tírr ješ:ě réco dě sr. kcyž ; i«á:e že L Ž to e j zavře^ý a že -f peníze Dce= s 

O: záleží to na p a n u ^ ^ ^ ^ H jestli tu událost znovu otevře a vlastné proreší 

Obr. A. 14: Chybné zařazení hovoru do kategorie Chci vrátit. 
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< ta analýzy Fazeta metadat 
• j a k vám n o h u pomoc i 

Ces ta k a t e g o r i e N á z e v k a t e g o r i e 

ji ne z m ě n i t Chci z m ě n i t 

ji ne. s tornovat Chci zruš i t / s tornovat PS 

j i ne. s jednat Chci sjednatiakt.ua l izovat PS 

c rni_c rm-zp.zp-odf i l t rova n i Ž P odf i l t rování 

. c i m c rm-zp.zp- f ina l -zpres neni Ž P Tinální zp řesněn í 

lpu. lpu- f raud.auto Auto 

s2s-nenab idky .akv iz ice Akv iz ice - C B 

s2s-nenab idky .o-akv iz ice Operá to r akv iz ice 

s2s-nenab idky .darovan i . rod ina Rodinní príslušníci 

s2s-nenabidky.s2s-adt i l t rovat Odf i l t rování nabídek 

.s2s-nenab idky .s2s-
r i r t f Itrrivat i irlc-lrrvti 

Úraz-kryt í t 

O: dob rý d e n u te le fonu I 
K: no dobrý den 
K: chtě la b y ; 1 - zruši t r e b o oczastav i t další indexaci u poj istky 
O: tak s e na t o pod í váme může te mi Fíct čís lo s m l o u v y 
D: tak malý momen t sm louvu s i d o h l e d á m 
O: tak pop ros ím vás pro ověření celé vaše j m é n o a d a t u m narození 
O: dobře děku ju za ově řen í paní 
O: j eš tě než se m i t a s m l o u v a načte tak ten tak pevnou l inku si k v á r n m ů ž u uvádět jako aktuální 
K: ano 
O; nebo ne 
K: ne ne ne tuhletu ne tu n á m v práci 
O : p a k j e tady 
K: ano ano ano tuto 

^ O : a pak je tady 
O : a n o 
K: ano 
O: takže to tady p o z n a č í m používáte nějaký emai l 
K: ano 
O: může te mi ho pros ím nadik tovat 
K: zavináč t iscali céze t 
O: tak já si tady poznač ím m y t e ď p r á v ě nově o b n o v u j e m e databázi kl ientů t ak se vás zep tám zdal i by vám 
vyhovova lo abychom vám bežnou dokumen tac i j ako vý ročn í dop isy a dop isy o indexaci zasí lal i p rávě e lekt ronicky 
K: ano 
O: takže to si tady p o z n a č í m 
O: tak a n e d í v á m e se na tu vaši indexaci la indexace mai i í bvt do dvacá tého druhého zář í a vv si c ře ie te teda t u 

Obr. A . 15: Chybné zařazení hovoru do kategorie Chci zrušit/stornovat PS. 

Fazeta metadat Po le K a t e g o r i e • 

Ces ta k a t e g o r i e Název k a t e g o r i e 

j i n e z m ě n i t Chci z m ě n i t 

j ine s tornovat Chci zruš i t / s t o r n o v a t PS 

j i n e s jednat Chci s jednat /ak tua l izovat PS 

.c rm.crm-zp.zp-od f i l t rováni Ž P odf i l t rování 

.c rn i .c rm-zp.zp- f ina l -zpresneni Ž P f inální zp řesněn í 

. lpu. lpu-f raud.auto Auto 

.s2s-nenabidky akv iz ice Akv iz ice - C B 

.s2s-nenabidky.o-akv iz ice Operá to r akviz ice 

.s2s-nenabidky. darova ni .rod in a Rodinní příslušníci 

.s2s-nenab idky .s2s-odf Itrovat Odf i l t rování nabídek 

.s2s-nenab idky .s2s-
ňrtf i l t rnvat i irlc-Lrv+i 

Úraz-kryt í 
1 

H.. Jd SI III? SMI II, £K UI-Llc-UVULI £4 tíllldl-l 
D: tak s e na to p o d í v á m e já j s e m měla pocit že j s e m j i t a m zah léd la 
K: já si m y s l í m že n e m á m 
O: ne nemáte ano, tady nemáte to m á t e pravdu 
K: s e d iv ím že j i m á m z rušenou no 
O: tady úrazovou s ložku d o k o n c e ani nemáte takže z tohoto důvodu se vás ptám právě na to úrazové j eš tě nijak 
j s te zaj i iš těna pro případ ú razu 
K: no to ne 
K: dejte a l e momen tá lně nechci nic 
K: ne nemůžu 
O: j á v á m rozumím j a k t o myslíte každopádne j á t e ď j s e m v á m chtě la j e n o m říct že my tady t e ď mode l u jeme 
samos ta tné ú razové poj ištění kde j e řešena hospi ta l izace každý den j e t a d y vyp láceno od stokoruny d o čtyř tisíc 
O: a d o b a nezby tného léčení to z n a m e n á t o i e z a každý den úrazu od s tokoruny d o pět istovky m á m e tady 
t e ď slevy za te le fon ické p ro naše kl ienty tak j s e m v á m to t a d y chtěla n a b í d n o u ! p ro tože my tady d e n n ě 

4 ev idu jeme spous tu těchto poj is tných událost í ú razových 
O : kdy v las tně tady ta poj istka právě do rovnává nák lady když jste v nemocn ic i t ak 
O : v las tne t a d y dos tává te za každý d e n té nemocn i ce částku teda jak j s e m říkala protže v dnešní d o b ě když j e t a 
nemocenská menš í j s o u všude ty úrazové ty man ipu lačn í a regu lačn í poplatky a navíc t a ly poplatky v nemocn ic i 
se porád zdražu j í 
O: tak tady to to poj ištění právě d o r o v n á v á tyto náklady a za j i i š fu je svým z p ů s o b e m když vy js te t řeba 
O: n e m o c n á t a k z a j i i š t u j e j a k o b y ú r a z e m takza j i i š ťu je ' t u rodinu 
O: a b y tady t eda neby la ta f inanční ztráta tak c i te lná a pro tože m á m e tady tu 
D: akc i s levy za te le fon ické tak bych se t řeba na to ráda podívala s vámi kdyby kdybyste chtě la abychom 
věděly ko l i k t o vychází pra vás Iřeba měsíčně 
K: no m ě by spíše to za j i ímalo pro dceru t e ď j e š t ě 
O: pro dceru dobře 

Obr. A. 16: Chybné zařazení hovoru do kategorie Chci sjednat/aktualizovat PS. 
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B Přepis hovoru 281100 

R: u telefonu (...), dobrý den 
L: dobrý den tady 
L: já by sem potřebovala mluvit s paní (...), j e s t l i tam je někde 
R: a pani (...) je operátor nebo likvidátor události? 
L: likvidátor 
R: tak 
R: pani (...) zrejme nemohla zvednout tel e f o n a bylo to přesměrováno 
na komunikační centrum České pojišťovny 
R: vy j s t e se teďka dovolala vlastně na komunikační centrum 
R: a vy 
R: jedině j e s t l i můžete to zkusit třeba někdy později 
R: jí zavolat znovu 
L: no, zkusím no, už to zkouším od včerejška, tak snad se dovolám, no 
R: od včerejška, nebo teda ještě můžeme 
R: se podívat na t u událost a dát jí požadavek, aby se ona s p o j i l a 
s vámi 
R: že s ejí nemůžete dovolat, jo? 
L: no, to by bylo 
L: to by bylo lepší, no 
R: tak já vás poprosím o číslo té škody 
R: ano 
R: tak 
R: já jenom musím poprosit 
R: vy voláte za koho? 
L: za 
L: za syna 
R: jeho datum narození, nebo adresu 
L: adresa 
R: děkuju a ještě teda vaše celé jméno a datum narození 
R: děkuju 
R: dívám se je tady na vás uvedený te l e f o n , takže to se neměnilo, 
všechny kontakty jsou stále aktuální 
R: a vy s ní potřebujete probrat co, jenom se zeptám 
L: no, on měl syn úraz před rokem 
L: bolestný jsme normálně d o s t a l i a pak jsme dávali ještě požadavek 
na trvalý následky a už je to přes dva měsíce a nikdo se neozval 
R: nikdo se neozval, já se ještě podívám do toho spisu 
R: ano, ono to tady doložené j e , máte pravdu 
R: já jí teda předám, že byste se s ní potřebovala ještě domluvit, 
tak aby, aby se, aby vás prostě co nejdříve kontaktovala, že se jí 
nemůžete dovolat, tak ať se ona spojí s vámi, ano 
L: dobře 
L: tak děkuju moc 
R: a můžu teda ještě pro vás něco jiného udělat v tuto chvíli? 
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L: ne ne ne, to je všechno, to je všechno, děkuju 
R: dobře 
R: a mohla bych jenom dotaz, j á jse se chtěla zeptat, j e s t l i i vy 
smaa máte třeba nějaké úrazové pojištění 
R: kdyby se vám třeba stal o něco při výkonu povolání, nebo na 
u l i c i vás třeba s r a z i l o auto, nebo ve vozidle 
R: nějaká dopravní nehoda 
R: máte nějaké úrazové pojištění, z kterého byste pak mohla třeba 
uplatňovat ušlý z i s k , nebo 
R: nějaké trvalé následky, kdyby vám to zanechal ten úraz 
L: no, já jsem s i teďkom nechávala udělat pojištění i jako se synem 
dohromady 
L: ale jsem v neschopnosti, jsem po úrazu, takže čekám až 
L: budu schopná práce a pak mi to 
L: odklepnou, že je to platný 
R: aha,tak a vy a vy j s t e s i to nechala udělat u nějaké jiné 
pojišťovny než u České, nebo u nás? 
L: já myslím, že je to zrovna Česká, no 
R: u nás 
L: j e , no 
R: tak to je dobře, že j s t e na to teda takhle, vám se tedy a s i 
s t a l nějaký úraz paní (...), pak pak j s t e s i teprve sjednala 
to pojištění? 
L: no, no 
R: tak to je zrovna škoda,no, že j s t e ho neměla už předtím 
L: to je velká škoda, no 
R: ale aspoň teda že j s t e se rozhodla, že s i to takto zařídíte, 
protože 
R: ono tedy nikdy nevíte a právě ten úraz se vám může stát kdekoliv, 
kdykoliv, tam je to takové vlastně, můžete se opravdu jít třeba 
jenom po u l i c i a špatně došlápnout, zlomit s i nohu a už 
L: no 
R: vlastně potom nemůžete chodit do práce, a to je potom problém 
R: takže 
R: to je velmi, velmi dobře, to můžu jedině pochválit, že j s t e s i 
to takhle sjednala, takže já vám zatím moc poděkuju za váš čas, 
přeji vám, pěkný pěkný den, mějte se hezky 
L: vám taky, děkuju moc 
R: děkuju za zavolání, nashledanou 
L: nashledanou 
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C S E Z N A M S T O P S L O V 

a d u b e n j s e m m í t n i m i p ř e c e t a k t o u ž 

a b y d v a j s m e m n ě n o p ř e d t a k y v 

a b y c h d v a c á t ý j s o u m n o u 0 p ř e s t a k ž e v a l e r i e 

a b y s m e d v a c e t k m o c o d p ř e s n ě t a m v á m 

a b y s t e d v ě s t ě k a m m o c i o h l e d n ě p ř i t a t o v á m i 

a h a g a b r i e l a k a r l a m o j e o n p ř í m o t é v á s 

a k o r á t h n e d k a ž d o p á d n ě m o m e n t o n a p ř í p a d n ě t e ď v á š 

a l e h o k a ž d ý m o n i k a o n i p ů l t e d a v a š e 

a l i c e h o d n ě k d e m o ž n á o n o r á d t e ď k a v a š e h o 

a n i c h t í t k d o m o ž n ý o p r a v d u r a d m i l a t e d y v a š e m 

a n i ž k d y m u o s m r e n a t a t ě c h v a š i 

a n o i v a n a k d y b y c h m ů j p a d e s á t r o d n ý t ě c h t o v a š í 

a s i j á k d y b y s t e m u s e t p a k r o k t e l e f o n v e 

a s p o ň j a k k d y k o l i v m ů ž e p a n r o m a n a t ě m v ě c 

a ť j a k á k d y ž m y p á n ř e k l t e n v ě r a 

a ž j a k é k d y ž t a k n a p a n e ř e k n o u t t e n t o v e r o n i k a 

b e z j a k é h o k e n a d p a n e m ř í j e n t e r e z a v í c e 

b ř e z e n j a k é m k o l i v k l á r a n á m p a n í ř í k a t t é t o v l a s t n ě 

b u ď j a k m i l e k l i d n ě n a r o z e n í p ě k n ě s t i v o l a t 

b u d e j a k o k o h o n á s p ě t s á m t í m v š a k 

b y j a k o b y k o l e m n a s h l e d a n o u p e t r s a m o z ř e j m ě t í m t o v š e 

b y l j a k o ž e k o l i k n a s c h l e d a n o u p e t r a s e t i s í c v š e c h e n 

b y l a j a k s i k r i s t ý n a n á š p ě t s e t s e b e t i s í c e v š e c h n o 

b y l o j a k ý k t e r á n a š e p o s e d m t o v ů b e c 

b ý t j a k ý m k t e r é n a š í p o d s e d m ý t o d l e v y 

c e l ý j a n k t e r é h o n e p o d í v a t s e m t o d l e t o v ž d y c k y 

c o j a s n ě k t e r o u n e b o p o d l e s e t t o h l e z 

c o k o l i v j a s n ý k t e r ý n e b ý t p o d o b n ě s i t o h l e t o z a 

c o ž j e k t e ř í n ě c o p o d s t a t a s i m o n a t o h o z á ř í 

č e h o j e d e n k v ě t e n n ě h o p o j i s t k a s m l o u v a t o h o t o z a s 

č e r v e n j e d e n á c t l a d i s l a v a n e j p o j i š t ě n í s p í š e t o m z a s e 

č e r v e n e c j e h o l e d e n n ě j a k p o j i š ť o v n a s p o l u t o m t o z a t í m 

č e s k ý j e j í l e n k a n ě j a k á p o k u d s r p e n t o m u z d e 

č i j e j i c h l e t n ě j a k é p o p r o s í m s t a t o t i ž z d e n ě k 

č í m j e n l i s t o p a d n ě j a k o u p o p r o s i t s t ě t o t o z e 

č l o v ě k j e n o m l u c i e n ě j a k ý p o ř á d e k s t o t o u z e p t a t 

č t y ř i j e n ž l u k á š n ě j a k ý c h p o t o m s v é t ř e b a z u z a n a 

č t y ř i c e t j e s t l i l u k á š n ě j a k ý m p o t ř e b a s v é h o t ř i ž á d n ý 

d a l š í j e s t l i ž e m á n ě k a m p o u z e s v o u t ř i c e t ž e 

d a n a j e š t ě m a l ý n ě k d e p r á v ě s v ů j t ř i c e t 

d á t j i m a r c e l a n ě k d o p r o Š á r k a t u 

d a t u m j í m a r k é t a n ě k o h o p r o č š e d e s á t t u h l e 

d ě k o v a t j i m m a r t i n n ě k t e r á p r o s i n e c š e s t t u t o 

d e n j i n a k m é n e n í p r o s i t š e s t ý t y 

d e s e t j i n ý m ě n e ž p r o s t ě t a t ý 

d e v á t ý j í t m e z i n í p r o t i t a d y t y t o 

d e v ě t j i ž m i n i c p r o t o t a k u 

d o j m é n o m i c h a e l a n i c m é n ě p r o t o ž e t a k é ú n o r 

d o b ř e j o m i l u š e n i c h p r v n í t a k h l e u r č i t ě 

d r u h ý j o m i r k a n í m p ř á t t a k o v ý u v y s t 
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