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Abstrakt

Tato prace pojednava o dolovani v textovych datech. Zamétfuje se na problematiku klasifikace
dokumentti a techniky s tim spojené, pfedevsim ptedzpracovani dat. Dale je pfedstavena metoda
SVM, ktera byla zvolena pro samotnou klasifikaci, navrh a testovani implementované aplikace.

Abstract

This thesis deals with text mining. It focuses on problems of document -classification
and related techniques, mainly data preprocessing. Project also introduces the SVM method,
which has been chosen for classification, design and testing of implemented application.
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1 Uvod

Moderni svét s sebou nese zaplavu informaci. Kazda organizace v ramci své Cinnosti produkuje
a zpracovava zna¢né¢ mnozstvi dokumentl a toto mnozstvi kazdym rokem nartista. Jsou to firmy
plsobici v sektoru bankovnictvi a financi, veSkeré soucasti statni spravy, zdravotnické subjekty.
Piiklady dokumentd jsou smlouvy s klienty, zdravotni zdznamy, pisemné Zzadosti a formulate,
veédecké clanky. Spousta dokumentd jiz vznika v elektronické podobé a Casto se Ize také setkat
s feSenim digitalizace papirovych dokumentt pro jejich dalsi zpracovani i uskladnéni.

Takové mnozstvi dokumentli samoziejmé musi byt néjak organizovano do mensich,
prehlednéjSich celkli. VétSinou jsou to zaméstnanci, kdo se musi vypotadat s tfidénim dokumentd,
coz je Casové narocné, avSak existuji uz organizace, kde takové tfidéni probiha automaticky.
Uvazime-li, ze mnozstvi dokumenti bude i nadale narustat, brzy bude prakticky nemozné,
aby se s jejich tfidénim nékdo vyporadal manualné. Pfitom pravé skutecnost, ze dnes uz vétSina
dokumentt existuje v elektronické podobé, nahrava myslence jejich automatického tfidéni a dost
moznd i dalSiho zpracovani.

Nejsou to vsak jen dokumenty spjaté s Cinnosti firem, vyuzitim klasifikace dokumenti mize
byt i filtrovani spamu, ktery tvotfi az 90 % z celkového objemu poslanych e-maild. MozZnosti
uplatnéni jsou Siroké, aby vsak lidska prace — i kdyz mnohdy nadbyte¢na a rutinni — mohla byt
nahrazena pocitaCovym zpracovanim, je nezbytné, aby byl pocita¢ v této Cinnosti alespon stejné
uspésny jako clovék. Chybna klasifikace totiz mlze vyustit v problém, ktery musi vyfesit clovek
a Skoda problémem zplisobena miiZe zastinit vyhody automatické klasifikace.

Cilem v oblasti klasifikace dokumenti je tedy zkoumani a testovani riiznych metod klasifikace
a predzpracovani, které prinesou co nejlepsi vysledky na textovych datech z riznych domén.

V kapitole 2 jsou uvedeny nejcastcjsi ulohy dolovani v textu, blize je rozebrana kategorizace
dokumentti a jeji aplikace. Pro kategorizaci je znazornén zékladni princip nejCastéji pouzivanych
klasifikatord. V kapitole 3 je podrobné vysvétlena metoda SVM, jeji zakladni varianta pro Cisté
linearn¢ separovatelna data a uprava metody pro data, kde nckolik vzorkli znemoznuje linedrni
rozdéleni. Dale je uveden princip feSeni pii zcela nelinearnich datech, ktery vyuziva jadrovych funkci
pro mapovani do nového prostoru vyssi dimenze. Nakonec jsou popsany nékteré metody feSeni
kvadratického optimaliza¢niho problému a vice rozebran algoritmus SMO slouzici k trénovani SVM
klasifikatoru.

Kapitola 4 obsahuje ndvrhové diagramy a jejich popis. Pro zndzornéni struktury na nejvyssi
urovni slouzi diagram balickd, detailngjsi strukturu zachycuji diagramy tfid, které pokryvaji celou
aplikaci. Diagramy sekvence byly uvedeny pouze pro nejzajimavéjsi akce, které aplikace provadi.

Na tuto kapitolu velmi tésné navazuje kapitola 5, kterd objasiiuje nékteré postupy pouzité



pfi implementaci. Pfedev§im je to popis zpracovani souborti datasetu Reuters, ktery byl zvolen
pro testovani aplikace, dale princip feSeni selekce ryst a vypoctu k tomu potifebnych metrik.

Obsahem dalsi kapitoly je testovani aplikace. Nejprve jsou popsany pouZité néstroje a priabch
testovani. Implementovany SVM Kklasifikator je porovnavan s jinym klasifikdtorem zaloZenym
na stejné metodé — SVM light. Rovnéz je otestovana uspésnost jinych klasifikatort, k cemuz byl
pouzit dolovaci nastroj Weka. Kromé srovnani riiznych klasifikacnich metod byl také vyhodnocen
vliv selekce rys.

Posledni kapitola shrnuje vysledky této diplomové prace, vyznam metody SVM pro klasifikaci

dokumentti a uvadi naméty na pripadna rozsifeni implementované aplikace.



2 Dolovani v textovych datech

Obor zvany datamining — dolovani v datech, vznikl jako reakce na rozristajici se objem dat
uchovavanych v elektronické podobé. To s sebou ptineslo i problém, jak v takovém rozsahlém
mnozstvi dat rozpoznat uzite¢né informace. Relacni databazové systémy, které se staly dominantou
trhu, se ukazaly samotné jako nedostacujici. Do popiedi se tedy dostavaji algoritmy a metody,
jak v datech nalézt netrividlni znalosti, které budou pro uzivatele zajimavé. Dolovani v datech v sob¢
spojuje nekolik dalSich obord, jako je uméla inteligence, statistika a samoziejmé databazové
technologie. Typickym zdrojem dat pro dolovani je relacni databaze, ptipadné datovy sklad.

Dolovéni v textovych datech je specialnim pfipadem dolovani dat, ma svoje specifika, kterymi
se od vySe zminéného odlisuje. Pfedevsim zdrojem dat neni relacni databaze, ale mnozina dokumentt
ve formatu Ccitelném pro clovéka. To predstavuje data, ktera jsou strukturovana velmi malo
nebo vibec. Stézejni Casti procesu dolovani v textu se tak stdva pfedzpracovani, které z dokumentii

vytvoti data pouzitelna jako vstup pro algoritmy vyhledavani asociacnich pravidel, klasifikaci, apod.

2.1  Zakladni pojmy

V nasledujicich podkapitolach jsou vysvétlené dilezité pojmy z oblasti dolovani v textovych datech.

Jsou to pojmy dokument a kolekce dokumentt, dale jsou rozebrany rysy, které dokument utvareji.

2.1.1 Kolekce dokumentu

Kolekce dokumentii se rozliSuji na statické a dynamické. Ve statické kolekci zlstavaji vSechny
dokumenty nezménéné, zatimco v dynamické je tfeba pocitat se zménami - to znaci Gpravy, mazani

i pfidavani dokumentt.

2.1.2 Dokument

Dokumentem se rozumi konkrétni textova data obvykle spjatd se skute¢nym dokumentem v readlném
sveéteé. Dokument miize byt soucasné obsazen i ve vice kolekcich. Na dokumenty Ize nahlizet jako
na strukturované objekty — zpravidla maji nadpis, autora, déleni do odstavci, atd. V takovém piipadé
se jednd o dokumenty slab€ strukturované. Piihodnéjsi jsou dokumenty, pro néz je typické pouziti
forméatovacich znacek nebo zavislost na Sablonach (HTML stranky, PDF dokumenty, e-maily, ...).

Takové dokumenty se oznacuji jako polostrukturované.



2.1.3 Rysy dokumentu

Dokument je tvofen mnozinou ryst, jejiz kardinalita byva znacné vysoka (pocet rysi dokumentu
se miZze pohybovat v fadu desitek tisic). Proto je snahou vybrat vhodnout podmnozinu, ktera bude
dokument co nejlépe reprezentovat. Dalsi typickou vlastnosti textovych dat je fidkost rysti — kazdy
dokument obsahuje jen zlomek z celkového mnozstvi ryst, které se nachazi v celé kolekei.

Nejzakladn€jsimi rysy jsou jednotlivé znaky. Samotna existence znakll v dokumentu
bez informace o jejich pozici nepfindsi ptili§ uzitku, pouzivd se spi§ znakova reprezentace
dokumentu, ktera néjakou informaci o pozici znakli obsahuje. Tou miize byt napiiklad vyhledavani
bigrami a trigrami. I tak jsou znaky jako rysy dokumentu pouzivany zifidka.

Castgjsi je vyuziti celych slov, piipadné termii (zahrnuji slova a viceslovné fraze). Pro detekci
frazi je obvykle nutné pouzit externi slovnik, ale takto ziskana reprezentace dokumentu je sémanticky
bohatsi.

Nejvyse v hierarchii ryst stoji koncepty. Jsou to rysy ziskané statisticky, ruéné nebo pomoci
pfedem definovanych pravidel, které¢ zahrnuji slova, fraze i vétsi celky. Na rozdil od reprezentace
tvofené slovy nebo termy, koncepty mohou obsahovat slova, kterd se v plivodnim dokumentu
nevyskytuji. Pouziti konceptd jako rys dokumentu neni prfili§ rozSifen¢ z dlvodu jejich

komplikovaného ziskavani.

2.2 Techniky predzpracovani

Efektivnost dolovani v textovych datech je silné vymezena kvalitou predzpracovani. K ptipravé dat
pro klasické dolovani a pro dolovani v textu se pozaduji velmi rozdilné techniky. Zde je zakladnim
ukolem ptedzpracovani dat dokumentu néjakou strukturu. Na zacatku je strukturovanost dokumentu
velmi nizka a riizné techniky piedzpracovani ji postupné obohacuji. Z ptiivodniho dokumentu vybiraji
dilezité rysy, na konci zlstavaji jen ty, které co nejlépe dokument reprezentuji, zatimco ostatni rysy
jsou zahozeny.

Rozlisuji se techniky obecné, nezavislé na uloze, a techniky, které vyuzivaji konkrétni
informace o dokumentech a vazi se tak ke konkrétni tloze. Do prvni skupiny patii NLP (Natural
Language Processing), do druhé skupiny kategorizace a IE (Information Extraction). Nasleduje

kratky popis téchto technik, ktery cerpa z [1].



2.2.1 Techniky NLP

Tokenizace

Dokument mize byt rozdélen do kapitol, odstavcl, vét, slov a slabik. Nejcastéji se vSak pouziva
déleni do vét a slov. Rozd¢€leni dokumentu do slov je trivialnim tkolem, avSak pti déleni do vét je

nutné se vyporadat s rozliSenim tec¢ky jako konce véty nebo jako slovni zkratky.

Part-of-Speech Tagging
POS znackovani ptidéluje slovim znacky na zakladé jejich vyznamu ve vété. Je to znamé déleni
na jména, slovesa, pfislovce, ptredlozky, Cislovky. Tyto znacky jsou pfedem dany a miZou

se v riznych implementacich lisit.

Syntakticka analyza

Jedna se o syntaktickou analyzu dokumentu na zakladé pfedem definované gramatiky. Tato analyza
mize byt bud’ Gplnd — coz je ale vypocetn¢ velmi naroéné¢ — nebo mélka. M¢lka analyza si v§ima
pouze jasnych a jednoznaénych casti dokumentu, dokaze rozpoznat jednodussi fraze,
zatimco komplexné&jsi zlstavaji bez povSimnuti. Toto pojeti je obvykle plné dostacujici a vyhodou je

naopak vyznamné sniZeni vypocetnich narokt takové analyzy.

222 1E

Information Extraction patfi k nejvyznamnéjSim technikam, které se vazi k dolovani v textovych
datech. Lze na ni pohlizet jako na soucast techniky IR (Information Retrieval). IR na zakladé
zadaného dotazu nalezne odpovidajici dokument, ale IE jde o néco dal — z dokumentu vybere pouze

souvisejici informace, které ve vhodné strukturované podob¢ zobrazi uzivateli.

2.3  Klasifikace / kategorizace dokumentu

Klasifikace dokumentt je proces, ktery zatfazuje dokumenty z kolekce do pfedem zndmych kategorii.
Formalné ho lze definovat jako funkci pfifazeni takto:
F:DXC-{0,1} |, 2.1)
kde D je mnozina vSech dokumentti, C je mnozina vSech kategorii. Potom F(d, c¢) nabyva
hodnoty 1 pravé tehdy, kdyz dokument d patii do kategorie ¢, jinak nabyva hodnoty 0.
Rozlisuje se single-label a multi-label klasifikace. Pti single-label klasifikaci mize dokument
patfit pravé do jedné kategorie, zatimco v pfipadé multi-label klasifikace mize patfit i do vice

kategorii soucasn¢, tim se kategorie prekryvaji.



2.3.1 Reprezentace dokumentu

Jak jiz bylo feceno, dokument je reprezentovan mnozinou rysu, presnéji feceno, tuto mnozinu lze
chapat jako vektor ryst, ktery dokument urcuje v prostoru ryst. Tyto rysy, at’ uz jsou to slova, koteny
slov nebo fraze, musime nejprve prevést do ¢iselné podoby, nez je predame klasifikatoru k posouzeni,
do jaké kategorie dokument patfi.

V piipad¢ pouziti slov jako rysti potom dostavame dimenzi prostoru rysd rovnou poctu vsech
ruznych slov v celé kolekcei. Nejjednodussi reprezentaci je reprezentace binarni — zda dokument dany
rys obsahuje nebo ne. Lepsi je pouziti schématu TF (Term Frequency) nebo TF-IDF (Term
Frequency — Inverse Document Frequency), které se pocita podle vzorce:

N

TF —IDF = TF Jog(— N
(w.d) Og(DF(w)Jrl

), (2.2)

kde TF(w,d) je TF slova w v dokumentu d, N je pocet vSech dokumentti v kolekci a DF je Document

Frequency, tedy pocet dokumenti, které obsahuji slovo w.

2.3.2  Vybér rysi

Pocet rystt v dokumentech je znacny, presto jen né€které z nich maji uzitek pro klasifikaci, zatimco
vétSina rysu je irelevantni. Je proto zddouci tyto rysy z dal$itho zpracovani odstranit. Obvykle
to neznamend zadné zhorSeni pfesnosti, naopak lze ocekavat zlepSeni, protoZze se jednd o data
obsahujici Sum, kterd mohou klasifikator ovlivnit v negativnim smyslu. Jejich odstranénim se ziska
dalsi vyhoda — sniZeni dimenzionality prostoru rysii bezpochyby urychli dalsi vypocty a tim i cely
proces klasifikace.

Zékladni technikou selekce ryst je eliminace slov oznaCovanych jako stop words. Jedna
se o slova jako spojky, predlozky nebo zajmena, tedy slova, ktera se nachazi v kazdém dokumentu,
Casto se opakuji, jsou nezbytna pro vétnou stavbu a zcela zbytecna pro klasifikaci. Rovnéz libovolné
¢islovky Ize eliminovat.

Sofistikovangj$im pfistupem je pouziti riznych metrik, které urci, jak moc je slovo
pro klasifikaci ptinosné. Patii sem naptiklad vybér slov na zékladé¢ Document Frequency, Information
Gain nebo Chi-square.

Piedchozi metody jsou zalozené na filtraci stavajicich ryst, existuje ale metoda dalsi,
ktera misto filtrace vytvari zcela nové rysy a provadi tak trasnformaci z plivodniho prostoru rysi
do nového, ktery ma typicky mnohem mensi dimenzi. Déje se tak shlukovanim piivodnich slov

na zaklade¢ jejich sémantické blizkosti.



2.3.3 Proces klasifikace

Klasifikaci se obecn¢ rozumi proces, ktery urcité objekty rozd€luje do tiid. Tyto tfidy jsou predem
definovany. Aby klasifikdtor dokdzal vstupni objekty rozlisit, musi nejprve projit procesem uceni.
Rozlisujeme uéeni bez ucitele, kdy si klasifikator v datech sdm najde zavislosti, podle kterych bude
rozhodovat, a ufeni s ucitelem. V tomto piipad¢ poskytneme klasifikatoru mnozinu piedem
klasifikovanych dat, kterd slouzi jako trénovaci ptiklady. Klasifikator si vytvoii pravidla,
podle kterych novy objekt (s jistou toleranci) prifadi do né€jaké ttidy.

Po fazi trénovani obvykle nasleduje faze testovani, jejimz cilem je ovéfit uspésnost nau¢eného
klasifikatoru. Stejn¢ jako u trénovacich dat, cilova tfida kazdého ptikladu je znama, ale slouzi jen
k vyhodnoceni chybn¢ klasifikovanych ptikladt, klasifikator ji ve svém rozhodovani nesmi pouzit.
Mnozina trénovacich dat a mnozina testovacich dat by mély byt disjunktni. Obvykle mame
k dispozici pouze jednu mnozinu dat a je tfeba ji nejprve rozdélit. Tradi¢ni pfistup je ndhodny vybér
ur¢itého procenta dat pro trénovani a zbytek se pouzije pro testovani. Jinym feSenim je tzv. Cross-
validation, cyklické trénovani, kdy se piivodni mnozina rozdéli na k£ podmnozin, z nichz se vezme k-1
podmnozin pro trénovani a jedna podmnozina pro testovani. V kazdém kroku se vymeéni jedna

z podmnozin trénovacich za testovaci, dokud se takto nevysttidaji vSechny podmnoziny.

2.3.4  Pouzivané klasifikatory

Ke Kklasifikaci dokumentd existuji dva pristupy: expertni systémy a strojové uCeni. V piipadé
expertnich systému jsou klasifikacni pravidla vytvofena manualné skupinou expertii v dané oblasti.
Z toho plyne jejich hlavni nevyhoda — vytvoreni, stejné jako udrzovani takového systému, vyzaduje
zna¢né mnozstvi kvalifikovanych pracovnikd. Piikladem expertniho systému vyuzivaného v oblasti
klasifikace dokumenti je systém CONSTRUE pouzivany agenturou Reuters [1].

Naproti tomu v piipad€ strojového uceni vznika klasifikator automaticky — z kolekce predem
klasifikovanych dokumentl, které slouzi jako ptiklady pro uceni. Expertni systémy nejsou dale

v tomto textu uvazovany. Nasledujici popisy principt klasifikacnich metod Cerpaji z [3].

Pravdépodobnostni klasifikator

Pro vstupni data (dokument) je urcena pravdépodobnost, s jakou patii do jednotlivych tfid.

Klasifikuje se do tiidy, jejiz pravdépodobnost vysla nejvyssi. Cinnost klasifikatoru je zaloZena

na Bayesov¢ vzorci, ktery ma tvar:

P(Y|X)P(X)
P(Y) ’

kde P(X) resp. P(Y) je pravdépodobnost jevu X resp. jevu Y, P(X | Y) je pravdépodobnost jevu X,

P(X|Y)= 23)

jestlize vime, Ze nastal jev Y, analogicky P(Y | X).



Pro ucely klasifikace dokumentl se za Y dosazuje dokument D tvofeny termy ¢,...7, a za X
kategorie C. Hledame tfidu C, pro kterou je maximalni vyraz P(D | C) P(C), kde P(D | C) znamena
pravdépodobnost, Ze libovolné vybrany dokument tfidy C bude mit stejné hodnoty atributti (stejné
termy) jako dokument D. P(C) je pravdépodobnost, ze ndhodné€ vybrany dokument patii do kategorie
C, coz lze vyjadiit jako pomér poctu dokumentd patiicich do kategorie C a celkového poctu

dokumentti vSech kategorii.
P(plc)=]] P(iC) . (2.4)
i=1

kde P(t; | C) je pravdépodobnost, ze dokument, jehoz i-ty term ma hodnotu ¢, bude klasifikovan
do ttidy C. Jelikoz na termy lze pohlizet jako na diskrétni hodnoty, tato pravdépodobnost
se da vypocitat jako pomér poctu dokumentt patticich do kategorie C, jejichz i-ty term ma hodnotu ¢

a po¢tu v8ech dokumentil patiicich do kategorie C.

Regrese
Ackoli se regrese tadi mezi metody predikce, lze ji rovnéz pouzit pro klasifikaci dokumenti.
Nejjednodussi je linearni regrese, ktera data aproximuje ptimkou o rovnici:

Y =aX+b
Kli¢ovou otazkou je hledani parametrii a a b, k cemuz se pouziva napiiklad metoda nejmensich
¢tverct (soucet druhych mocnin odchylek skutecné a aproximované hodnoty y).

Linearni vicenasobna regrese se fidi rovnici:

Y=a,+ta, X +a,X,+..+a, X,

pricemz kazdy vzorek dat ocekavame ve tvaru (x;, x..., X, »), kde y je kategorie a x; hodnoty

jednotlivych atributt (termt). Cilem je nalézt koeficienty a, az a,. Nejprve se z dat sestavi matice:

Lox, xp Xy, Y1

1 x,, x X y

= 21 2 e 2 =2
X = nloa Y= ,

1 xml xm2 xmn ym

dale hledana matice:
a,
a
A =|"1| , kterou lze vypo¢itat podle vzorce: 4A=(X"X)"'X"Y.
al’l

Poslednim ptipadem je nelinearni regrese, kdy ma rovnice tvar:

Y =ay+a, X+a, X' +..4a, X"
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Toto lze dale fesit zavedenim novych proménnych a substituci:
Xl :X, X2 :Xz, ceey Xn :Xn)

coz vede k rovnici pro linearni vicendsobnou regresi.

Rocchio

Tato metoda klasifikuje dokument podle vypoctu jeho vzdalenosti od referen¢niho vektoru kazdé
kategorie. Referen¢ni vektor se pocitd na zaklad¢ rysii dokumentd a poctu pozitivnich a negativnich

dokumentt pro kazdou kategorii.

Neuronové sité

Zakladem neuronové sité je perceptron (obrazek 1), ktery je jakousi abstrakci neuronu — zakladni
buiiky tvotici lidsky mozek. Neuron se sklada z t€la (soma), vstupti (dendrity) a vystupu (axon). Pocet
dendritt se pohybuje v fadu stovek az stovek tisic, jednd se o vybézky dlouhé jen par milimetra,
zatimco axon je pouze jeden a jeho délka mize dosahovat az desitek centimetrii. Dendrity se napojuji
na axon jiného neuronu prostfednictvim synapse, coz je rozhrani, které ovliviiuje pienos elektrickych
impulzi uvoliiovanim chemickych latek.

Na vstupy (x; aZ x,) perceptronu je pfiveden vstupni vektor, z néhoz se pocita vazena suma.
Vstup Xp je pevné¢ stanovenym posunem. Vypocitand suma potom vstupuje do vystupni funkce,
na obrazku je zndzornéna funkce, ktera ptifadi na vystup hodnotu +1, jestlize je suma kladna a -1,

pokud je z&pornéd. Velmi Casto se pouziva také sigmoidni funkce, kterd ma tvar:

o=—". (2.4)

— O

. i
1if 2 w;x; =0

-1 otherwise

Obrazek 1: perceptron (prevzato z [10]).

Perceptrony se propojuji do siti rizné topologie (doptedné sité, rekurentni sit€¢, Kohonenovy
mapy...), které maji zpravidla vstupni vrstvu, na kterou navazuje n¢kolik vrstev skrytych a vystupni

vrstva. Existuji rovnéz neuronové sité s promeénnou topologii.
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Z hlediska uceni patfi neuronova sit’ mezi metody uceni s ucitelem (supervised learning),
zakladem je postupna optimalizace vah na vstupech jednotlivych neurond. Oblibenym algoritmem
trénovani je algoritmus backpropagation, ktery — jak ndzev napovida — spociva ve zpétné propagaci

chyby klasifikace z vystupni vrstvy pires vrstvy skryté az po vrstvu vstupni.
X2 —p :: . )2

Xy = J'.H
—— e e ! ——
vstupni vrstva skryta vrstva vystupni vrstva

Obrazek 2: propojeni neuronové sité (prevzato z [3]).

vvvvvv

klasifikatory vykazuji pouze mirné zlepSeni v piesnosti.

KNN

Klasifikator k-nejbliz§iho sousedstvi si vS§ima podobnosti s jiz klasifikovanymi dokumenty.
Dokument je pfifazen do stejné tﬁdy, kam patﬁ majoritni cast z jeho k nejbliZéich sousedd,

cvvr

definovat metriku. Casto vyuzivanou metrikou je Euklidovské vzdalenost:

n

d(x,y)=\2 (x,—») - (2.5)

i=1
Dale lze zminit Mahanalobisovu metriku, metriku méstského bloku nebo Minkowského

metriku.

Rozhodovaci stromy

Klasifikator je grafem se stromovou strukturou. Vnitini uzly pfedstavuji test na hodnotu jednotlivych
ryst a listové uzly reprezentuji tfidu, do které je dokument pfifazen. Strom lze snadno prevést
na klasifika¢ni pravidla. Strom je vytvaren algoritmem, ktery v kazdém kroku vybira atribut s nejvetsi

rozhodovaci schopnosti — takovy atribut vlastné vytvori novy rozhodovaci uzel stromu.

12



Nejvhodnéjsi atribut je vybiran na zékladé maximalni hodnoty Gain(4) = I(sy,...,s,) — E(A),
kde I(sy,...,s,) je ocekdvana informace a E(A4) je entropie atributu 4. Ocekavanou informaci lze

vypocitat podle vzorce:

I(slj,...,snj) =—Z pl.jlogz(pij) , (2.6)
i=1

kde p; je pravdépodobnost, Ze nahodné vybrany prvek z mmnoziny S; bude klasifikovan do i-té
kategorie. Jestlize ay,...,a, jsou vSechny hodnoty atributu 4, pak S; je mnozina vsSech trénovacich
vzorkd, jejichZ atribut 4 ma hodnotu g;. Déle s; je pocet vzorkll z mnoziny S, které jsou klasifikovany
do i-té tiidy.
Entropii lze vypocitat podle vzorce:
E(A)=—i%](su,...,snj) , 2.7)
Jj=1

kde S zna¢i mnozinu vSech trénovacich vzorku.

Béhem vytvareni stromu vznikaji i takové vétve, které nejen ze délaji strom zbytecné
k ¢emuz se vyuzivd dvou metod. Prepruning je metoda, kdy se tyto vétve vibec do stromu
negeneruji, zatimco u metody postpruning se nejprve vytvori cely strom a nasledné se odstrani

nevhodné vétve. Obé metody maji svoje vyhody i nevyhody a proto se v praxi kombinuji.

SVM (Support Vector Machine)

Tato metoda si ziskava ¢im dal vétsi oblibu nejen v klasifikaci dokumentd, ale i v oblasti
rozpoznavani vzord v obrazech — napftiklad rozpoznavani obliceji. Protoze tato metoda byla zvolena

pro implementaci nastroje na klasifikaci dokument, jejimu vysvétleni se vénuje cela kapitola 3.
2.3.5 Aplikace

Tridéni dokumenti

Jedna se o typicky problém tiidéni dokumentd do nékolika kategorii, toto tfidéni vétSinou probiha
priabézné po jednotlivych dokumentech. Zvlastnim ptfipadem je filtrace textu, kdy existuji pouze dvé
kategorie — relevantni dokumenty a dokumenty, které chceme odfiltrovat. Jako ptiklad Ize uvést
filtrovani spamu v e-mailech.

Ackoli vétSinou maji chyby v piesnosti a odpovédi stejny vyznam, u filtrovani textu tomu tak
neni. Pravé na zminéném ptikladu filtrace spamu je patrny rozdil, protoZe relevantni e-mail, ktery je

vyhodnocen jako spam, zptisobi vice Skody, nez jeden spam, ktery pronikne mezi e-maily.
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Indexovani

Indexovani dokumentli nachazi uplatnéni v IR systémech. Tyto systémy vyhledavaji na zdklade
klicovych slov piitazenych ke kazdému dokumentu v prohledavané kolekci. Pravé tato mnozina
klicovych slov (oznacovand jako slovnik) mize byt chapdna jako mnozina kategorii, do kterych
chceme dokumenty klasifikovat. Tento proces muize probihat pIn¢ automaticky nebo poloautomaticky

—uzivateli se ptedlozi seznam pravdépodobnych klicovych slov a je na ném, kterd z nich vybere.

Hierarchicka klasifikace webovych stranek

Rada internetovych vyhledava¢ti pouziva hierarchické katalogy webovych stranek. I zde nachazi
klasifikace textu uplatnéni, avSak je tfeba se vypofddat s narGstajici velikosti kategorii,
aby nedochazelo k poklesu ptrehlednosti. To se zpravidla fesi omezenim velikosti kazdé kategorie
a pii dosazeni této hranice jejim rozdélenim na nékolik podkategorii. Systém, ktery klasifikaci

provadi musi zvladat pfidavani novych a mazani starych kategorii.

3 Klasifikace metodou SVM

Autorem metody SVM je Vladimir Vapnik, ktery ji prezentoval roku 1979 [6]. Metoda je zaloZena
na hledani d€lici nadroviny v prostoru ryst mezi daty rtznych tiid. To samo o sob&é neni nic
vyjimecného, jedine¢nost této metody spocivd v tom, Ze hledd vzdy optimdlni délici nadrovinu,

jinak fec¢eno, snazi se 0 maximalizaci §itky hranice, ktera data rozdéluje.

3.1 Linearni SVM

Metoda SVM je ve své pivodni podobé linearni. Dokéze od sebe odlisit dve tfidy objektti (nazvéme
je pozitivni a negativni) tak, ze je hranice mezi nimi maximalni. Na obrazku 3 jsou vyznacena data
dvou tfid v dvourozmérném prostoru. Zelené piimky ptedstavuji libovolné délici nadroviny, Cervena

je optimalni dé€lici nadrovina, ¢arkované piimky zndzoriiuji hranice dat obou tfid.
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Obrazek 3: linearni SVM - optimalni délici nadrovina

3.1.1 Linearné separovatelny problém

Rovnice délici nadroviny ma tvar:
0=iwX—b (3.1)

kde W jenormalovy vektor nadroviny, X je vstupni vektor rysd a b je posunuti.

, : : o P, 1 . o
Vzdalenost mezi nadrovinou a vzorky dat z pozitivni i negativni tfidy je m , mezi daty obou ttid

1 1 2 . T Y . .
tedy & + = Wl Tuto vzdalenost chceme maximalizovat, coZz se d4d zapsat jako
optimaliza¢ni problém:

N T o .
manHsz vzhledemk y,(W-X,—b)=1,Vi | (3.2)

kde X, je i-ty vstupni vektor z trénovaci mnoziny, y,E{ —1,+1} je vystup klasifikatoru pro i-ty
vstupni vektor. Jedna se o hledani vyhovujicich parametrt W a b, aby byly splnény vySe zminéné
pozadavky. To predstavuje kvadraticky optimalizaéni problém, ktery lze feSit pouzitim lagrangianu
nasledovné:
L= ;—||Vv||2—2ai-yi(§'v-5c'i—b)zl + Y (33)
i=1 i=1

kde a; je Lagrangeiv koeficient.
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S podminkami:

TR S (3.4)
i=1
i x;y,=0 (3.5)
i=1
Rovnici (3.4) miizeme dosadit do (3.3) a dostavame dualni formu:
LD=—;—§/Z:;aiajyiyjic’if/-l-;ai (3.6)
vzhledem k podminkam:
x,>0,Vi a (3.7)
Zn: x; y,=0 (3.8)
i=1

V této podob& uz neni lagrangian zavisly na normalovém vektoru W a posunuti b, ale pouze

na koeficientech a, pro které plati podminky (3.7) a (3.8).

3.1.2  Linearné neseparovatelny problém

V piipadé, Ze problém neni linearné separovatelny, musime zavést chybovou miru &, ktera udava,
jak daleko se trénovany vzorek dostane mimo hranice vyty¢ené délici nadrovinou. Je-li &= 0, pak je
vzorek spravné klasifikovan, je-li 0 < ¢ < 1, pak je sice klasifikovan spravné, ale nachdzi se uvnitt

hranice kolem dé¢lici nadroviny. Konecné, je-li ¢ > 1, vzorek dat byl klasifikovan chybné.

Potom Z &, znamend maximalni pocet chybné klasifikovanych vzorkl. Zaroven se stanovi

konstanta C, ktera ptedstavuje penalizaci za kazdy chybné klasifikovany vzorek trénovacich dat.
Toto rozsiteni si neporadi s problémem, ktery ze své podstaty neni linearné separovatelny,
ale vyiesi Sum v datech, ktery by znemoziioval nalezeni nadroviny pro Cisté linearné odd¢litelna data.

Minimaliza¢ni tloha se méni do podoby:

N T
minZ|[#]F+C- 3 €, (3.9)
Duadlni forma lagrangianu zlstava stejna (3.6) a méni se pouze podminky:
0<a<C,Vi a (3.10)
D o, y,=0 (3.11)
i=1

Klasifikace vstupniho vektoru X probihd vypoétem funkce:
f(Z)=w3x—b (3.12)
Je-li jeji vysledek kladny, patii vzorek do pozitivni tfidy, jinak patii do tfidy negativni.
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3.2 Nelinearni SVM

A
y o

Obrazek 4: priklad nelinedrniho problému

Metoda SVM se pozdéji dockala dalSiho rozSifeni, které umoziiuje feSit nelinearni problémy,
se kterymi by si klasifikator predstaveny v predchozich podkapitolach neporadil (obrazek 4). Princip

spoc¢iva v mapovani vstupnich dat do jiného prostoru za pouziti jadrovych funkei.

3.2.1 Mapovani do nového prostoru

Pokud data nejsou linearné separovatelna, lze je namapovat do nového prostoru, zpravidla vyssi
dimenze, kde uz linearni separace mozna je. Toto mapovani lze zapsat:

®:R' > H , (3.13)
kde H je novy euklidovsky prostor [6]. Nevyhodou mapovani je skuteCnost, ze s tim, jak vzroste

dimenzionalita, vzroste i vypocetni naro¢nost skalarnich soucinti vektort.

A

Obrazek 5: mapovani mezi dvéma prostory
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3.2.2 Jadrové funkce

Jadrové funkce vyuzivaji skutecnosti, ze se vstupni data vyskytuji v lagrangianu pouze jako skalarni
soucin dvojice riznych vektoru. Jestlize provedeme mapovani do jiného prostoru podle piedchozi

kapitoly, dostavame lagrangian:

;g 0,y @ () 0(F)+) (3.14)

Pro odstranéni zminéné nevyhody mapovani potiebujeme, aby existovala funkce, pro kterou plati:

K(X,%,)=@(X) (%) (3.15)

l\)|»~

Nyni mizeme skalarni sou€in vektord mapovanych do nového prostoru nahradit touto jadrovou

funkci, ¢imz dostava lagrangian tvar:

zzaf“,yiy,K(fi,f,HZai (3.16)
el

i=1

[\_)|._

Podminky se nijak neli$i a zlistavaji v podobé rovnic (3.10) a (3.11) — pouziti mapovani a jadrovych
funkci neznamena, ze rozsieni predstavené v kapitole 3.1.2 je uz zbytecné. I po prevedeni do nového

prostoru se mizou vyskytnout vzorky dat, které znemozni ¢isté linearni separaci.

Mezi ¢asto pouZzivané jadrové funkce patii:

—

«  Polynomidlni jadrova funkce K (X;, X j) = (XX ;T c)
- RBF (Radial Basis Function) jadrova funkce K (X,, xj) = exp(————)
- Sigmoidova jadrové funkce K (X, X;) = tanh (k X,-X,—9)

3.2.3 Klasifikace nelinearniho SVM

Klasifikace nelinearntho SVM se od linearniho lisi tim, ze v plGvodnim prostoru ryst nemusi
existovat vektor, ktery by po mapovani odpovidal vektoru W v novém vysoce dimenzionalnim

prostoru. Proto nelze vyuzit rovnice (3.12) a hodnota klasifika¢ni funkce se vypocita [6]:
f(®)=2 0 y,K(5,.%)-b | (3.17)

kde S, jsou podptirné vektory — jsou to ty vektory trénovacich dat, které leZi na hranicich délici

nadroviny. N; je pocet podptirnych vektort.
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3.3 Metody uceni

Uceni SVM Kklasifikatoru znamena vyfesit kvadraticky optimalizacni problém (viz rovnice 3.16).
K tomu existuje cela fada nastrojii a knihoven, av§ak vétSinou pouzivaji feSeni, které vyzaduje matici
o velikosti druhé mocniny poctu trénovacich dat. Takové pamétové naroky jsou v pripadé tisict
trénovacich ptiklad nepfijatelné. Existuji proto metody, které se snazi rozdélit kvadraticky

optimalizacni problém na mensi podproblémy a ty fesit samostatné.

3.3.1 DrivéjSi metody

Sam Vapnik navrhl metodu ,,chunking®, ktera je zaloZena na poznatku, ze z vyse popsané matice lze
odebrat tadky a sloupce, které odpovidaji nulovym Lagrangeovym koeficientim. Puvodni
kvadraticky optimaliza¢ni problém se rozpada na feSeni skupiny menSich podproblémil. V kazdém
kroku algoritmu se fe$i podproblém skladajici se z nenulovych Lagrangeovych koeficientd
z minulého kroku a z n piikladi, které nejvic porusuji KKT podminky. V poslednim kroku se vyiesi
puvodni kvadraticky problém. Nékdy ovSem ani toto déleni na podproblémy nemusi stacit (u velmi
rozsahlych a vysoce dimenzionalnich dat).

Osuntiv algoritmus opét déli ptivodni kvadraticky problém na podproblémy. Pracuje s matici
konstantni velikosti, ze které se v kazdém kroku jisty pocet prvktu odebere a stejny pocet prvki se

do ni zase prida.

3.3.2 SMO

Algoritmus Sequential Minimal Optimization (SMO) nepotiebuje Zadnou matici, fesi kvadraticky
problém po nejmenSich podproblémech — optimalizuje v kazdém kroku pravé dva Lagrangeovy
koeficienty. Piedchozi algoritmy fesi problém pomoci numerickych metod, které je velmi obtizné
naprogramovat tak, aby nevznikaly potize s presnosti vypoctu [5]. SMO pouziva analytické feSeni —
coz je mozné prave diky tomu, ze v kazdém kroku optimalizuje pouze dva koeficienty. Diky tomu je

algoritmus snadnéj$i na implementaci a rychlejsi v trénovani klasifikatoru.
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Obrazek 6: podminky (3.10) a (3.11) omezujici koeficienty (prevzato z [5])

Podminky kladené na cely optimalizacni problém plati i pro dvojice koeficientli. Podminka
nerovnosti (3.10) vymezuje koeficienty do ctverce, podminka rovnosti (3.11) zpUsobuje, ze lezi
na diagonale. Algoritmus ma dvé Casti — optimalizaci dvojice koeficienti a heuristiku pro vybér

této dvojice.

Heuristika pro vybér koeficienti

Nejprve je tfeba zminit se o Karush-Kuhn-Tuckerovych (KKT) podminkach, které ptedstavuji
pii feSeni kvadratického optimalizatniho problému nutnou i dostacujici podminku nalezeni
optimalniho bodu. Kvadraticky problém je vyfesen tehdy a jen tehdy kdyz:
x,=0eyu =1,
O<x,<Ceyu =1, (3.18)
x,=Ceyu <1
kde u; je vystup klasifikatoru pro i-ty vstupni vektor.

Pro oba koeficienty se pouziva odlisnéd heuristika. Vnéjsi smycka algoritmu nejprve prob&hne
nad celou trénovaci mnozinou a zjisti, které jeji prvky porusuji KKT podminky a tim jsou vhodné
pro optimalizaci. Dale probéhne nad témi prvky, jejichz Lagrangeovy koeficienty nelezi na hranici,
tj. nejsou nulové ani nemaji hodnotu C. Opét se vyhodnocuje poruseni KKT podminek. Jakmile
nejsou nalezeny zadné nehrani¢ni prvky nespliujici KKT podminky, smycka opét kontroluje celou
trénovaci mnozinu. Prvni koeficient se tedy prednostné vybird z nehrani¢nich prvkt mnoziny.
Ve chvili, kdy v§echny prvky splnuji KKT podminky, algoritmus konéi.

Druhy koeficient se k prvnimu vybere tak, aby se maximalizoval optimaliza¢ni krok. Vybira se

na zaklade¢ klasifikacni chyby, ktera se pro kazdy koeficient uklada.
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Optimalizace dvojice koeficienti
Nejprve se stanovi minimalni a maximalni mozné hodnota koeficientu a,, vypocet se lisi podle toho,
zda se tiidy obou koeficienti shoduji:

vyl £y2, potom

L =max(0,0,—«,), H=min(C,C+a,—«,) (3.19)
+ yl =y2, potom
L = max(0,0,2+,—C), H =min(C, x,+,) (3.20)
Dale se vypocita nova hodnota koeficientu o.:
E—-E
o = o+ y,(E, ) , (3.21)

K (X, X))+ K (X, 5,) = 2K (X, X))
kde E; = y; — u; je chyba i-tého trénovaciho piikladu. Nyni se nova hodnota koeficientu musi ofezat,

aby lezela na useCce (obrazek 6).

Heox,"2H ; (3.22)
new ,clipped __ ,
o0 =l e < <H;
Lo <L.

Nyni mtize byt spocitana i hodnota koeficientu a;:

new , clipped

o =0ty yaeg—a;g ). (3.23)
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4 Navrh aplikace

Nasledujici podkapitoly obsahuji navrh aplikace pro klasifikaci dokumentd. Uveden je diagram
balicku (kapitola 4.1), ktery dava piehled o struktufe aplikace na nejvyssi urovni, dale diagramy tiid
(kapitola 4.2) pro kazdy balicek zvlast’ a diagramy sekvence typickych akci programu (kapitola 4.3).
V navrhu je kladen diiraz na budouci rozsifitelnost aplikace, coz je feSeno mimo jiné oddélenim
dilezitych komponent stabilnim rozhranim.

Pro implementaci byl zvolen programovaci jazyk Java hned z nékolika divodu. Jedna se
o objektové orientovany jazyk poskytujici dostatecnou miru abstrakce a komfortu. Dale diky
behovému prostiedi poskytuje nezavislost na platform¢. Dalsi vyhodou je existence implementace
Porter stemmeru v tomto jazyce (viz [11]) a podpora nekterych navrhovych vzord. Pro tvorbu

uzivatelského prosttedi jsou pouzity komponenty knihovny Swing.

4.1 Diagram balicku

Aplikace se skladd ze dvou vyznamnych ¢asti — predzpracovéania klasifikace, coz je zohlednéno
v rozdéleni na balicky. Tyto balicky potom vyuziva vrstva aplikaéni logiky v navaznosti na GUI

— bali¢ek textmining.

= -

textmining JAVA Swing

preprocessing

classification

—

preprocessing.metrics

Obrazek 7: diagram balicku
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4.2  Diagramy trid

4.2.1  GUI a aplikacni logika

Aplikace je koncipovana do architektonického vzoru MVC. Tiida View zajistuje zobrazeni,
je vlastnikem veskerych pouzitych ovladacich prvkl knihovny Swing a nékolika dialogti (napt. dialog
pro otevieni souboru). Tiida ModelWrapper zastfeSuje moduly predzpracovani a klasifikace
pripojené ptes rozhrani IDataSet a IClassifier. Z tohoto pohledu se jednd o vyuziti
navrhového vzoru fasada, dale v sobé tato tfida nese nastaveni aplikace a stara se o jejich nacitani
a ukladani. Tfida Controller fidi zobrazovani a provadéni zménv modelu, reaguje na udalosti
od uzivatele. Jakmile uzivatel stiskne tlacitko nebo vybere polozku menu, tato udalost se pteposle
objektu tfidy Controller, ktery rozhodne o akci, kterd bude provedena. Pro zajisténi komunikace
je pouzit navrhovy vzor Observer, ktery ma v jazyce Java oporu v tiidé Observable a rozhrani
Observer. Vlastnikem tfid ModelWrapper, View a Controller je tfida TextMiningApp.
Funkeci hlaseni chybovych stavl i tispésné dokoncenych akei pro lepsi interakei s uzivatelem
na sebe bere tfida Log, ktera je navrzena jako Singleton. Ta je dostupna z libovolného mista aplikace
a rovnéz je spjata vzorem Observer s tfidou ModelWrapper. Oznameni o chybé nebo uspésné
provedené akci potom probiha nasledovné: zprava je zapsana do logu, ten ji pfeda objektu tiidy
ModelWrapper, ktery o zméné stavu vyrozumi objekt tfidy View. Ten si nasledné zpravu

vyzvedne a zobrazi ji do textového pole.
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Obrazek 8: diagram trid aplika
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4.2.2  Bali¢ek preprocessing

Balicek ptedzpracovani obsahuje reprezentaci dokumentu pomoci termd. Jednotlivé termy jsou
reprezentovany tfidou Term. Vlastnostmi této tfidy jsou hodnoty TF a IDF a dale index
do centralniho registru termi. Dale obsahuje pouze vhodné pfistupové metody. Objekty této tiidy
se sdruzuji do kolekce, ktera spolu s kolekei kategorii fakticky tvofi jednotlivé dokumenty. Kategorie
jsou reprezentovany pouze jako textovy fetézec, jelikoz neni tieba udrzovat o nich dalsi udaje. Dalsi
informaci, kterou v sob¢ dokument nese, je pfiznak, zda je urCen pro testovani nebo trénovani
(aplikace se snazi respektovat ptivodni rozdéleni dle autora datasetu). Zbytek tfidy Document tvoii
metody pro pfidani nového termu, ziskani textové reprezentace dokumentu a vypocet a nastaveni
hodnoty TF vSech obsazenych termd.

Tiida AbstractDataSet implementuje vétSinu metod rozhrani IDataSet, ale nckteré
¢innosti deleguje na tiidu ReutersDataSet — parsovani jednotlivych souborl a sestaveni nového
objektu tfidy Document. Tfida AbstractDataSet v sobé nese kolekci dokumentd a je
zodpoveédna za vypocet hodnot TFIDF (je-li tato reprezentace zvolena) a piipravu dokumentii pro
klasifikaci. Pfipravou je minéno vytvofeni trénovacich a testovacich souborl, coZ v sob& obnasi
rozdéleni dokumentl podle vybranych kategorii a nahodném pfifazeni pozitivnich a negativnich
trénovacich resp. testovacich ptikladi. Rovnéz obsahuje metody, které prevedou dokumenty
do zvolené reprezentace (binarni, TF, TFIDF) a umozni jejich vypis v fidkém formatu.

Ve fazi nacitani datasetu tfida AbstractDataSet pouziva tfidy PorterStemmer
a StopWordsFilter. Tifida TermRegistry udrzuje souhrnné informace (je centralnim
registrem termu) pro kazdy term vyskytujici se v datasetu (vnitini tfida Ttem) a pro zbytek aplikace
v podstaté vymezuje prostor ryst.. Ten se mize ménit v rdmci selekce ryst, na které se podili néktera

z metrik.
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4.2.3  Bali¢ek preprocessing.metric

Tiida AbstractMetric reprezentuje metriku, podle které se provadi sefazeni prostoru rysi
a jejich nasledna selekce. Potomci tfidy AbstractMetric jsou potom konkrétnimi metrikami
pouzivanymi pro selekci rysi pfi dolovani v textu nebo pii dolovani v datech obecné. Popis
jednotlivych metrik 1ze nalézt v kapitole 5.2.2 a podrobnéji v [8].

Navenek je viditelnd pouze metoda computeMetric (), v rdmci niZ je voldna metoda
computeSingleCategoryMetric (). Ta si dile vold metodu computeTable () slouzici
k wvypoctu tabulky, ze které vSechny metriky vychazeji, a metody getMetric ()
a mixNewMetric (). Posledni dvé zminéné metody jsou zarovén jedinou casti vypoctu, kterou se

od sebe jednotlivé metriky lisi.

AbstractiVbtric
HoomputeTablel) : void
#computeSingleCategoryMetricl) © void
+computeMetric) © void
#getMetnc() - float
#miNewMetrc() : float

SimplifiedChiS quare CPD ChiSquareMetric D ocumentF requency Mutualinformation 0 ddsRatio

Obrazek 10: diagram trid metrik pro selekci rysi

4.2.4 Balic¢ek classification

Balicek klasifikace obsahuje implementaci klasifikatoru SVM, tedy pfes rozhrani IClassifier
poskytuje navenek metody pro trénovani a testovani klasifikatoru a klasifikaci jednoho dokumentu.
Dalsimi podporovanymi operacemi je ukladani a nacitani jiz nauc¢eného klasifikatoru. Diky struktuie
ttid a rozhrani neni problém do aplikace =zaclenit dalsi klasifikatory. Vstupni parametry,
které ovliviiuji prabéh trénovani, jsou predavany pies konstruktor.

Ttida AbstractSVM v sobé nese implementaci algoritmu trénovani SMO, tedy metody
pro vybér vhodnych Lagrangovych koeficientl a jejich naslednou optimalizaci. Je rovnéz nositelem
vstupnich dat — kterymi je trénovaci resp. testovaci mnozina dokumentti. Tato data jsou nacitana
ze soubord a ukladana do kolekce fidkych vektord, které zastupuje tfida SparseVector. Ta je

tvofena kolekci objekti tiidy Point, ktera obsahuje vzdy jednu hodnotu a jeji index.
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Potomky tfidy AbstractSVM jsou tfidy LinearSVM a NonlinearSVM, LinearSVM
obsahuje pole vah a metodu pro jejich aktualizaci béhém trénovani. Dale implementuje metodu
classify (), protoze vypocet vysledku klasifikace se u linearntho SVM 1i§i, a metodu
computeKernel (), ktera vraci hodnotu jadrové funkce, jez je v tomto pfipadé pouhym skalarnim
soucinem vektort. NonlinearSVM je abstraktni tfidou, ktera sdruzuje spole¢né metody pro SVM
s RBF a polynomidlni jadrovou funkci. Tyto klasifikatory reprezentuji tfidy RBFSVM
a PolynomialSVM, které opét implementuji metodu computeKernel (), jejiz vypocet se tidi

vzorci uvedenymiv kapitole 3.2.2.

E
2| 1B
-4
< E
. T
[=] 2 & E
: Z
¥ .E
‘E
=1
-E'm
n
= =]
g i i
k] :
=
@
Z| E =
&~ :
o
B &
3 £
¥ .
=
o 2
=1
-
[=1
c
z
- 3
L]
sle = s F_& = ¥
|l = E 8 = == = =
| w = e = =05 8o I kS
2| - Tiaam T ) . =]
W =S OEL o e O nl B2
b: E.Qs._:mﬁ--ntgc: w2l a
= @ O ceE =8 75 =| 2
2 e cwm?BE|(s 5 F D = @l | o
RE TTos2|ZeREEFS eyl B
ExcEEE" . |EEras bl gl
gESafCE|EEee BT E |3
Efgwwgnﬁxw"ag"éé w2
ES B ®|IEBE- T =
7 R TR R W owow o oh i
|
I
|
|
|
|
|
on
£E=Z
T =T = 2 E
i 38222 3
35 LT EE g
o=l "R =89 = e
918 -wEE583 S|z
= 2 2uBELR €55
FUlEe2 " EL BN Eu:'a
E_E--OEEEEEE =
o o
] cCg'-ﬁgn.ﬁ%m —'EE
¢ S EE o POrEn = B
w = By e
T ERE 0D g oD -4
800 GO How o 2l s
T ¥ Y £+ F + ¥ + + ol I

Obrazek 11: diagram trid klasifikatoru
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4.3 Diagramy Sekvence

Nasledujici diagramy sekvence spolu s jejich popisem podavaji presnéjsi predstavu o fungovani
implementované aplikace. Obsah této podkapitoly neni na sto procent shodny s tim, jak je aplikace

realn¢ implementovana, jejim ucelem je znazornit a vysvétlit vybrané operace.

4.3.1 Trénovani klasifikatoru

Ttfida ModelWrapper je vlastnikem tfidy implemetujici rozhrani IClassifier, pfesnéji feceno
obsahuje pole instanci takové tiidy, protoZe je umoznéno trénovani nékolika kategorii v davce —
kazdy klasifikator se uci jednu kategorii. Po vytvoreni instanci klasifikatorii (a predani parametra pies
konstruktory) se pro kazdou instanci provede trénovani na souboru s trénovacimi daty. Klasifikator si
ulozi aktualni kategorii, kterou se bude ucit (lze ji zjistit ze jména vstupniho souboru nebo z jeho
prvniho fadku) a nasledné se spusti proces uc¢eni metodou learn ().

Ten se sklada z inicializace, kdy je vytvoifena pamét chyb a pamét’ hodnot jadrové funkce
a dale z volani metody mainRoutine (). Tato metoda v cyklu prochazi trénovaci mnoZinou
a vybirda prvni vhodny piiklad k optimalizaci. Index nalezené¢ho piikladu pfedd metode
examineExample (), kterd se pomoci heuristiky popsané v kapitole 3.3.2 snazi nalézt druhy
co nevhodnéjsi priklad. Indexy téchto dvou vybranych piikladii jsou pfedany metodé¢ TakeStep (),
ktera provadi samotnou optimalizaci sestdvajici z vypo¢tu novych hodnot Lagrangeovych

koeficientl, aktualizace posunuti, paméti chyb a v pfipadé linearniho SVM i aktualizace vah.
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4.3.2 Nacteni datasetu

Po volb¢ nacteni datasetu je nejprve vytvoien objekt tfidy implementujici rozhrani IDataSet,
aktualn¢ je to tfida ReutersDataSet. Ta dale vytvari objekty dalsich tfid, které vyuziva pro svoji
¢innost. Jsou jimi StopWordsFilter — tfida, kterd ze zadaného souboru nacte seznam stop slov,
dale PorterStemmer, poskytujici aplikaci stemming a nakonec TermRegistry — centralni
registr termu.

Protoze se dataset skldda z vice soubord, nasleduje cyklické volani metody parseFile ()
provadéjici naCteni jednoho souboru. V ramci nacitdni jsou postupné detekovany jednotlivé
dokumenty — pro kazdy je vytvofena nova instance tfidy Document. Zatim se obsah dokumentu
vyskytuje pouze ve formé jednoho textového fetézce, nésleduje jeho rozd€leni na jednotliva slova,
poté je kazdé ovéteno vici seznamu stop slov metodou isStopWord (). Projde-li slovo filtrem
a ma-li vice nez dva znaky, je ziskéan jeho slovni kofen metodou stem () tfidy PorterStemmer
a ulozi se v centralnim registru termi. Index do tohoto registru se ulozi v nové instanci tfidy Term,
ktera se ptida do kolekce termti uvniti objektu tfidy Document.

Zvlast se extrahuji kategorie piitazené k dokumentu a ptiznak, zda je dokument uréen
k testovani nebo k trénovani. Pfiznak se dokumentu pfedava ptes konstruktor. VySe popsané volani
metod a provadéni dalSich akci se nachdzi uvnitf metody BuildDocument () tiidy
ReutersDataSet. Tato metoda je zodpovédna za sestaveni jednoho dokumentu, ktery se nasledné

vloZi do kolekce vSech dokumentu
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Obrazek 13: diagram sekvence nacteni datasetu
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4.3.3 Predzpracovani

Diagram sekvence predzpracovani znazornuje situaci, kdy je uz nacteny dataset, uzivatel vybral
kategorie, nastavil parametry a tlohou aplikace je vytvofit trénovaci a testovaci soubory.

Vytvoreni souborll za¢ina vypoctem reprezentace dokumentu — tedy hodnot TF nebo TFIDF
(na binarni reprezentaci netieba nic pocitat). Dale se vypusti z dokumentii vSechny kategorie,
které nebyly uzivatelem vybrany. Dal$im krokem je realizace selekce ryst, tedy nejprve vypocet
pozadované metriky, jejiz vybér se odrazi v hodnot¢ parametru piedanému metodé
turnFeatureSelectionOn () tfidy AbstractDataSet. Zde je vytvofena instance
odpovidajici tfidy, kterda vypocet zvolené metriky implementuje. Vypocet provadi metoda
computeMetric (), pficemz pro ziskani celkové hodnoty metriky vSech kategorii kazdého termu
se musi vypocCitat hodnota pro konkrétni kategorii. Deé&je  se tak v metodé
computeSingleCategoryMetric ().

Nasleduje volani metody featureSelection () tfildy TermRegistry, ktera provede
selekci ryst. Veskeré popsané operace se provadi uvniti metody PrepareToWrite (). Nyni
prichazi na fadu piiprava pozitivnich a negativnich ptikladi do trénovaci a testovaci mnoziny, coz je
ukolem metody prepareCategory (). Nakonec jsou dokumenty zapsany do souborii metodou

writeActualCategory ().
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5 Popis reSeni

Jako doplnéni a upfesnéni predchozi kapitoly nasleduje popis implementace vybranych ¢asti projektu.
Je zminéna struktura datasetu Reuters a jednotlivych clankid, dale jsou detailné popsany uréité
postupy piedzpracovani, piedev§sim metody selekce ryst. Rovnéz je uvedeno nékolik poznamek

ohledn¢ implementace klasifikace.

5.1 Dataset Reuters-21578

Dataset Reuters-21578 je Casto pouzivanym datasetem pro testovani a porovnavani metod klasifikace
dokumentti a IR. Tvofi ho nasbirané ¢lanky agentury Reuters uspoifadané do kolekce 22 soubori
ve formatu sgml. Jak nazev napovida, kolekce obsahuje celkem 21 578 dokumentd, jimz je pfifazeno
celkem 135 rtiznych kategorii. Kazdému dokumentu mize byt pfifazeno i nékolik kategorii nebo také
zadna.

Kazdy dokument je uveden parovym tagem:

<REUTERS  TOPICS=? LEWISSPLIT=? CGISPLIT=? OLDID=? NEWID=?>,
kde otazniky znaci hodnoty jednotlivych atributt, jak bude popsano dale. Atribut TOPICS informuje,
zda ma clanek pfifazenou né&jakou kategorii, nabyva hodnot ,,YES“, ,NO*“ a ,BYPASS®,
coz znamena, ze tento Clanek nebyl vibec indexovan. Atribut LEWISSPLIT resp. CGISPLIT
reprezentuje jiz pouzité rozdéleni Clankd na trénovaci a testovaci priklady. Miize mit hodnotu
»TRAIN, ,, TEST* nebo ,,NOT-USED*, resp. ,,TRAINING-SET* nebo ,,PUBLISHED-TESTSET".
Zbylé dva atributy jsou identifikatory clankt staré a novéjsi verze datasetu.

Témata clanku se nachazi uvniti parového tagu <TOPICS>, kazdé¢ téma oddélené tagem <D>.
Vlastni obsah ¢lanku je uzavien v parovém tagu <TEXT> a dale roz¢lenén mezi tagy <AUTHOR>,
<DATELINE>, <TITLE> a <BODY>.

V literatufe se lze Casto setkat s prezentaci uspéSnosti klasifikace na deseti nejCastéji
se vyskytujicich kategoriich tohoto datasetu, jsou jimi: earn, acquisition, money-fx, grain, crude,

trade, interest, ship, wheat, corn.
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5.2  Predzpracovani

5.2.1 Nacéitani dokumentu

Dokument udrzovany v paméti pocitace obsahuje kategorie, termy a pfiznak, zda se bude pouzivat
k trénovani nebo testovani klasifikatoru. Tento pfiznak je urCen podle déleni ,,ModApte“, které je
zalozeno na hodnotach atributi LEWISSPLIT a TOPICS:
«  LEWISSPLIT = TRAIN, TOPICS = ,,YES* — jedna se o trénovaci dokument.
« LEWISSPLIT = TEST, TOPICS =,,YES* — jedna se o testovaci dokument.
- LEWISSPLIT = NOT-USED, TOPICS =, YES*
o nebo TOPICS =, NO*“
o nebo TOPICS =, BYPASS* — dokument bude vynechan z dal§iho zpracovani

Jednotlivé termy jsou pifed pfidanim do dokumentu ovefeny vici seznamu stop slov
a podrobeny stemmingu, k ¢emuz je pouzit voln¢ dostupny Porter stemmer. Jak z divodu uspory
paméti, tak z diivoda, které budou popsany déle, se termy neukladaji v dokumentech piimo, ale pouze

ve formé indexti do centralniho registru.

5.2.2  Prostor rysi a jejich selekce

Veskeré ruzné slovni kofeny v celém datasetu tvoii prostor rysi. Jeho rozmér se pohybuje nad ¢islem
17 000 v zavislosti na pouZzitém seznamu stop slov. Tento prostor ryst je sefazen tak, jak se slovni
kofeny postupné vyskytovaly v datasetu. To je dal$i divod zavedeni centralniho registru termd,
protoze kazdy term je jakousi soufadnici prostoru vysoké dimenze, je nutné udrzet konzistenci —
kazdy dokument musi respektovat umisténi svych terml v tomto prostoru.

Pro selekci ryst je nutné nejprve vypocitat n¢jakou metriku, kterd stanovi, jak je ktery slovni
koten piinosny pro klasifikaci dokumentu. Zakladem vétSiny bézné pouzivanych metrik je vypocet

tabulky pro kazdy slovni kofen, ktera mé nasledujici podobu:

c notc
W A B
not w C D

Tabulka 1: zdklad pro vypocet metrik.

kde ,,c resp. ,,not c* znaci, ze dokument patii resp. nepatii do dané kategorie a ,,w* resp. ,,not w*
znamena, Ze tento dokument dany slovni kofen obsahuje resp. neobsahuje. Cislo ,,A* tedy predstavuje

pocet dokumentt, které obsahuji slovni koten ,,w* a zarovei patii do kategorie ,,c*.
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Pro kazdy slovni kofen se v centralnim registru ukladaji hodnoty A a B, diky cemuz lze
zminénou tabulku vypocitat v jednom pruchodu pies kolekci dokumentd a jejich termy. Dale
se uklada vyslednd metrika a pocet dokumentti, ve kterych se dany term vyskytuje (DF je vypocitano
hned pii nacteni datasetu).

Takto lze vypocitat metriku pro jednu kategorii, pokud je pozadovano zpracovani nékolika
kategorii nardz, musi se spocitat pro kazdou zvlast a vysledna metrika je dana bud’ souctem metrik
dil¢ich nebo maximalni hodnotou z nich. Registr termi je podle vypoctené metriky sestupné sefazen
a urcité procento nejméné vyznamnych termtl je oznaceno jako vypusténé. Piivodni stav registru je
zalohovan, aby se kdykoli mohla provést selekce rysii podle jiné metriky, aniz by se musel znovu
nacitat cely dataset. Nasleduje kratky popis metrik implementovanych v této praci.

Document Frequency — neni tfeba pocitat, viz vySe. S vyuzitim uvedené tabulky by se dalo
spocitat DF = A + B. Jedna se o zdkladni techniku selekce ryst, kdy jsou filtrovany termy, které se
vyskytuji v prili§ malo dokumentech (porovnani vic¢i fixn¢ dané hranici). VylepSeni vysledkt
klasifikace 1ze ocekavat, pokud zfidka se vyskytujici termy jsou Sumové. Pokud je pozadovana
agresivnéj$i selekce ryst, DF zde uplatnéni nenajde, protoze tyto zfidka se vyskytujici termy nemusi
byt jen Sumem, ale nositeli dilezité informace (tento predpoklad pochazi z oblasti IR systémn).

Categorical Proportional Difference (CPD) udava, jakou mérou term pfispivad ke vzajemné
odli$nosti kategorii. Muze nabyvat hodnot z intervalu (-1, 1>, pficemz hodnota blizici se k -1
znamena, ze dany term se nachazi pfiblizné ve stejném mnozstvi dokumentl pro kazdou kategorii.
Naopak hodnota blizici se k 1 znaéi, Ze dany term se objevuje v dokumentech jen jediné kategorie.
Z jednotlivych hodnot pro kazdou kategorii se vybirda maximalni.
A-B

CPD =
A+B

(5.1)

Mutual Information (MI) ukazuje vzajemnou souvislost mezi termem a kategorii. Opét se
vybira maximalni hodnota ze vSech kategorii.

AN
(A+B)(A+C)’

MI = log kdeN=A+B+C+D. (5.2)

Odds Ratio (OR) porovnava pravdépodobnost, ze term do kategorie patii, s pravdépodobnosti,
ze do ni nepatii. Celkovou hodnotou je suma ptes dil¢i hodnoty jednotlivych kategorii.

AD
R=22
OR =2~ (5.3)

Chi square je Casto pouzivanou metrikou pro selekci rysi v oblasti dolovani dat obecné,
nejen textu. Chi square znazoriiuje vzajemnou zavislost dvou proménnych — v tomto kontextu termu

a kategorie. Celkovou hodnotou je maximum z hodnot dil¢ich.

2 _ N (AD—BC)’
X = AFC)(B+D)(A+B)(C+D) - (5.4)
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Simplified chi square je zjednoduSenou variantou chi square, i pro tuto metriku se celkova
hodnota ziska z maxima hodnot dil¢ich.
2 _ AD—BC

s—X N2

(5.5)

5.2.3  Priprava dat pro klasifikator

Dokument je na vystupu ptfedzpracovani transformovan do podoby fidkého vektoru, jehoz indexy
odpovidaji pozicim jednotlivych termti v sefazeném centralnim registru a hodnoty jsou reprezentaci
téchto termti v podob¢ bindrni, TF nebo TF-IDF.

Program zapisuje data pro klasifikator do dvou soubort pro kazdou kategorii — zvlast’ trénovaci
a testovaci. Vysledna podoba vystupu ptedzpracovani je ovlivnéna zvolenou kategorii, maximalnim
poctem trénovacich a testovacich piikladu a selekci ryst. Pro kazdou kategorii se vyberou souvisejici
dokumenty jako mnozina pozitivnich piikladd, vSechny ostatni dokumenty slouzi jako vychozi
mnozina negativnich pfikladt. Mezi negativni piiklady patii i dokumenty, jejichz atribut TOPICS ma
sice hodnotu ,,YES*, ale parovy tag TOPICS Zzadné kategorie neobsahuje. MnoZiny pozitivnich
i negativnich ptikladt se dale upravi, aby obsahovaly stejny pocet prvkil, mensi nebo roven zadanému
maximalnimu poctu.

Co se tyka formatu vystupnich souborti pfedzpracovani, byl zvolen format kompatibilni
s klasifikatorem SVM light. Kazdy fadek reprezentujici jeden dokument je tvoten sloupci oddélenymi
mezerou. Prvni sloupec ma hodnotu 1 resp. -1, tj. kategorie dokumentu, nasledujici sloupce jsou
ve tvaru index:hodnota, coz umoziuje data ukladat jako fidké vektory. Na prvnim fadku soubory
obsahuji dimenzi prostoru ryst a odpovidajici kategorii, ktera nastroji umozni sparovat spravné
trénovaci a testovaci soubory, pokud jich uzivatel vybere vic najednou. Nasledujici obrazek ukazuje
fragment souboru pro kategorii trade.
#dimension=121920 category=trade
+1 22:0.0077157045895080535 258:0.010910456094003589 30:0, 1755097
+1 11:0.0207513166858595634 22:0.23899955831574417 25:0.055735681
+1 11:0.08571733938555005 22:0.004912187379235463 258:0.0163882
+1 22:0.0065834421380677323 115:0.041396921657012496 122:4. 6305
+1 3:0.012797737230041096 15:0.0093560452005535707 22:0.0010782:

+1 22:0.02906627613932746 28:0.08303 6453063892008 57:0.01258101
g +1 12:0.03917560423037007 13:0.0340956705358583663 22:0.00391731

o I = Ny [ T SE I K B

Obrazek 15: priklad vystupnich dat predzpracovani na kategorii trade
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5.3 Klasifikace

5.3.1 Implementace klasifikace metodou SVM

Implementace metody SVM se piisné¢ drzi algoritmu a popisu v [5]. Pro zvyseni rychlosti vypocta
pti uceni klasifikatoru existuje nékolik optimalizaci. Jednou z nich je pouziti vah u linearniho
klasifikatoru, dale jsou to rlizné moznosti uloZeni jiz vypocitanych vysledkti. Velmi Casto se pocita
hodnota jadrové funkce pro dvojice vstupnich vektor. Dobu vypoctu lze znatelné zkratit uloZzenim
této hodnoty. Pro soubor ¢itajici 2 000 trénovacich piikladd to déla 4 000 000 hodnot, coz je
pro soucasné prostiedky vypocetni techniky snesitelné.

Toto opatieni se ukazalo jako nutné pifi implementaci nelinearniho klasifikatoru. Algoritmus
vyhodnocovanim jadrové funkce. V disledku toho by byl proces uceni bez ukladani hodnot jadrové

funkce ukoncen v rozumném case jen pro mensi soubory trénovacich dat.

5.3.2 Ukladani a nacitani nau¢eného klasifikatoru

Jakmile je klasifikator pro néjaka typickd data natrénovan, jevi se uzite¢né mit moznost uloZeni
a nacteni parametri potfebnych pro néslednou klasifikaci. Je proto dobrym zvykem tuto funkénost
v Kklasifika¢nich nastrojich podporovat, protoze doba trénovani (u rozsahlé mnoZiny vysoce
dimenzionalnich dat) mize byt dosti dlouha.

Nejprve si musime polozit otazku, jakd data musi mit klasifikator k dispozici, aby mohl
vypocitat odpovidajici tfidu dokumentu. Odpoveéd’ davaji rovnice 3.12 a 3.17, pfiCemz feSeni se
pro linearni a nelinearni klasifikaci rozchazi. Linearni klasifikator kromé vstupniho vektoru,
ktery reprezentuje aktualné klasifikovany dokument, pottebuje znat hodnoty vektoru vah a hodnotu
prahu. Oproti tomu nelinearni klasifikator potfebuje ukladat Lagrangeovy koeficienty, podptrné
vektory (vektory trénovacich dat, které lezi na hranicich délici nadroviny), odpovidajici tiidu (1 resp.
-1) jednotlivych podplrnych vektorti a hodnotu prahu. Rovnéz je tfeba ulozit parametry potfebné
k vypoctu hodnoty jadrové funkce (naptiklad stupeit polynomu u polynomialni funkce). Pokud je
implementovano vice jadrovych funkci, musi se také ukladat typ pouzité jadrové funkce.

Dale se ukladaji i ostatni parametry zadané pii trénovani, aby uzivatel mél ptedstavu za jakych
podminek byl klasifikator naucen, kdyz si jeho parametry ze souboru nacte. Kromé toho mtiize nastat
jista problematicka situace. Uzivatel ulozi parametry klasifikatoru, ktery se naucil naptiklad kategorii
crude v reprezentaci TF. Pozd¢€ji nacte tyto parametry ze souboru a jako testovaci data zvoli zcela
jinou kategorii nebo reprezentaci dokumentid. Z tohoto diivodu se uklada i kategorie a reprezentace

trénovacich dat.
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Na obrazku 16 je vidét priklad fragmentu souboru s parametry. Jedna se o linearni klasifikator

trénovany na kategorii acqusition s binarni reprezentaci dokumentt. Slovem ,,weights“ se uvadi

nasledujici radek, ktery obsahuje jednotlivé hodnoty vektoru vah oddélené ¢arkou.

1 feerne 1=LINEAR
category=acd
reprezentation=EINAERY
epsilon=0.0010
c=0.5

dimension=19190

weights
o.0,0.0,-0,039537594,-0,145360687,0.0,0.,13141909,-0,12730637,0.0298

10

a
3
4
5
6 b=0.936858574
-
g
9

Obrazek 16: priklad ulozeni parametrit pro linedrni klasifikator

Dalsi

obrazek ukazuje uloZeni parametri pro nelinearni klasifikator, ktery pouziva RBF

jadrovou funkci a byl naucen na kategorii interest opét s binarni reprezentaci dokumentt. Slovo

»alpha* znaci, ze nasledujici fadek obsahuje Lagrangeovy koeficienty oddélené carkou. Stejné

tak slovni spojeni ,,support vectors® oznacuje pozici v souboru, kde na dal§im fadku zacinaji

podptrné vektory. Jejich format uloZeni je shodny s formatem trénovacich dat po predzpracovani.

Tedy kazdy tadek reprezentuje jeden vektor, kde hodnoty jsou oddé€lené carkou, pricemz prvni

sloupec je tfida tohoto vektoru.

W m -] @m ok D

e e =
N v WM O

la

kernel=EEF

category=interest

reprezentation=EINALRYT

epsilon=0.0010

c=250.0

h=0.064552665

Sigma=3.0

dimension=12120

alpha
1.0644521,1.0647972,1.064535315,1.0646733,1.0622575,1.0652249,
Support wvectors

1 6:1.0 22:1.0 36:1.0 41:1.0 72:1.0 122:1.0 124:1.0 1&25:1.0
22:1.0 38:1.0 54:1.0 122:1.0 141:1.0 186:1.0 2Z26:1.0 230::
f:1.0 15:1.0 22:1.0 25:1.0 &8:1.0 30:1.0 35:1.0 40:1.0 44:
22:1.0 38:1.0 41:1.0 49:1.0 97:1.0 122:1.0 226:1.0 234:1.(

1
1
1
1 22:1.0 36:1.0 35:1.0 49:1.0 122:1.0 Z230:1.0 =235:1.0 247:1.

Obrazek 17: priklad ulozeni parametrit pro RBF nelinearni klasifikator
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6 Testovani

Pro ovéteni Uspésnosti klasifikatoru bylo tfeba najit jiny SVM klasifikator — byl zvolen velmi kvalitni
SVM light. Dale pro srovnani mezi metodu SVM a jinymi metodami klasifikace poslouzil dolovaci
nastroj Weka. Konkrétn¢ byla pouzita verze 3.6.2, ktera jiz podporuje shodny format vstupnich

souborti jako SVM light (a tim i shodny s formatem implementovaného klasifikacniho nastroje).

6.1  Postup testovani

Prvni Cast testll se zamétfuje na porovnani riznych klasifikator a riznych reprezentaci dokumentd
bez selekce rystu. Druha Cast potom ukazuje vliv vybranych metod selekce rysti na uspésnost
klasifikace. Testovani probihd na deseti nejcastéji se vyskytujicich kategoriich datasetu Reuters

s nastavenym maximalnim mnozstvim 2 000 trénovacich ptikladt a 600 ptikladi testovacich.

6.1.1 Testovani v programu Text SVM

Vzhledem k tomu, Ze nelinearni klasifikaci se nepodafilo implementovat tak dobfe, aby s jedinou
vyjimkou (viz kapitola 6.2.1.1) podavala kvalitni vysledky (ispéSnost se pohybuje mirné nad hranici
50%), budou vysledky prezentovany pouze pro linearni klasifikator. Testovani prob&hlo s nastavenim

parametrit C = 0,5; epsilon 0,001 pro vSechny kategorie. Vyhodou je moznost trénovani a testovani

v

6.1.2  Testovani v klasifikatoru SVM light

Klasifikator SVM light se sklada ze dvou programti: svm_learn.exe provede trénovani klasifikatoru
a vytvoii soubor s jeho parametry, ktery vyuzivda svm_ classify.exe pro otestovani. Parametry
pro linedrni klasifikaci byly ponechany v plivodnim nastaveni (program si sam stanovuje hodnotu
parametru C na zakladé velikosti vektord vstupnich dat). Pro klasifikaci nelinearni byla pouzita
jadrova funkce RBF a parametr sigma byl nastaven na hodnotu 0,003. Podrobnéjsi popis SVM light

Ize nalézt v [13].

6.1.3  Testovani v dolovacim nastroji Weka

Plvodnim zamérem bylo provést testovani na Skolni instalaci dolovaciho nastroje SAS Enterprise

Miner, bohuzel tento nastroj nepodporuje fidky format dat.
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Nastroj Weka poskytuje nekolik uzivatelskych rozhrani, na prvni pohled se jako nejlepsi z nich jevi
Knowledge Flow. OvSem po bliz§im prozkoumani je patrné, Ze toto prostedi je jesté ve fazi vyvoje a
pro dalsi testovani nevhodné, proto bylo zvoleno prostiedi Explorer.

Nastroj obsahuje celou fadu klasifikacnich metod, ze které byly nakonec vybrany tii —
conjunctive rule, naive Bayes a voted perceptron. VétSina ostatnich klasifikatord neskoncila uceni
v rozumném c¢ase nebo skoncila vyjimkou pro nedostatek pameéti (nastroji byl piidélen 1 GB).

Jako problém se ukazalo rozdéleni dat na soubor trénovaci a testovaci, protoze tento nastroj
dovoluje rozdéleni pouze v ramci svého nativniho formatu dat. Vychodiskem bylo spojeni
obou soubori a nasledna volba, aby si data na mnozinu trénovaci a testovaci nastroj rozdeélil

sdm nahodnym vybérem. Tim bylo bohuzel znemoznéno pouzit ptivodni rozdéleni datasetu Reuters,

Tvvr

Weka Ize nalézt v [12].

6.2  Vysledky

Pro mensi rozmér tabulek je pouzito jen prvni pismeno nazva sloupci — P znamena presnost
(Precision), O odpovéd’ (Recall) a U celkova tspésnost klasifikatoru (Accuracy). Tyto ukazatele,

hojné vyuzivané v oblasti IR systémnl, jsou pro potieby klasifikace definované nasledovné:

p
Recall = —X— A
eca vl (6.1
. tp
Precision = —H— | (6.2)
p+ fp
p+in
A =
ccuracy i ot i (6.3)

kde tp znamené true positive — pocet dokumentt korektn¢ klasifikovanych do tidy +1,  je true
negative — pocet dokumentli korektné klasifikovanych do tiidy -1, dale fp resp. fin jsou false positive

resp. false negative, tedy pocet dokumentl chybné klasifikovanych do tfidy +1 resp. -1.
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6.2.1 Srovnani Klasifikatoru

Nasleduji tabulky s vysledky pro kazdou reprezentaci dokumentti a jednotlivé klasifikatory.

6.2.1.1 Binarni reprezentace
. text svm - linearni svm light — linearni svm light — RBF
Kategorie . . .
P [%] 0O [%] U [%] P [%] O [%] U [%] P [%] 0O [%] U [%]

Earn 95,8 91,33 93,67 98,54 90 94,33 98,9 89,67 94,33
Acquisition 89,68 92,67 91 94,88 92,67 93,83 94,88 92,67 93,83
Money-fx 90,41 80,98 86,32 95,1 83,44 89,67 95,14 84,05 89,97
Grain 94,89 89,04 91,84 96,27 88,36 92,2 96,27 88,36 92,2
Crude 91,07 84,07 86,38 92,4 86,81 88,54 92,4 86,81 88,54
Trade 91,07 87,17 89,32 96,4 91,45 94,02 95,54 91,45 93,59
Interest 91,43 76,19 83,61 95,24 79,37 86,97 95,19 78,57 86,55
Ship 100 86,36 92,68 100 86,36 92,68 100 88,64 93,9
Wheat 97,01 91,55 94,87 98,48 91,55 95,51 98,48 91,55 95,51
Corn 90,38 83,93 87,93 95,83 82,14 89,66 95,83 82,14 89,66
Praimér 93,17 86,33 89,76 96,31 87,22 91,74 96,26 87,39 91,81

Tabulka 2: bindarni reprezentace dokumentu, klasifikace metodou SVM

Kategorie conjunctive rules’ naive Bayes ’ voted perceptron’
P [%] O [%] U [%] P [%] O [%] U [%] P [%] O [%] U [%]

Earn 87 83,9 83,95 92,3 91,0 90,97 95,4 95,3 95,32
Acquisition 77,6 61,9 61,87 90,7 90,5 90,47 88,9 88,6 88,63
Money-fx 80,1 67,7 67,74 87,2 87,1 87,1 92,3 92,3 92,26
Grain 83,4 75,6 75,57 83,3 82,8 82,82 87,1 87 87,02
Crude 89,7 89,6 89,62 84,2 83,1 83,08 88,3 88,1 88,08
Trade 91 90,9 90,91 86,7 86,4 86,36 91,8 91,8 91,82
Interest 79,1 77,3 77,25 82 82 81,99 88,7 88,6 88,63
Ship 84,3 79,4 79,39 93,2 93,1 93,13 89,8 89,3 89,31
Wheat 95,8 95,4 95,38 89,5 89,2 89,23 89,2 89,2 89,23
Corn 89,6 87 87,04 92,1 91,7 91,67 89,8 89,8 89,81
Praimér 85,76 80,87 80,87 88,12 87,69 87,68 90,13 90 90,01

Tabulka 3: bindrni reprezentace dokumentu, ostatni metody klasifikace

Béhem riznych experimentd s implementovanym klasifikatorem bylo dosazeno az piekvapivé
vyborného vysledku (primérné 97,8 % uspésnosti) pii nastaveni parametrii: C = 250; epsilon = 0,001;
sigma = 3. Ackoli na ostatnich reprezentacich dokumentd ma tento nelinearni klasifikator velmi slabé

vysledky, nasledujici vyjimka je pomérné zajimava (tabulka 4).
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text svm — RBF
Kategorie .
P [%] O [%] U [%]

Earn 100 82,33 91,17
Acquisition 99,34 99,67 99,5
Money-fx 100 93,25 96,65
Grain 100 98,63 99,29
Crude 100 96,7 98,14
Trade 95,9 100 97,86
Interest 100 93,65 96,64
Ship 100 97,73 98,78
Wheat 100 100 100
Corn 100 100 100
Pramér 99,52 96,2 97,8

Tabulka 4: binarni reprezentace dokumentu, RBF klasifikator

Srownani uspésnosti klasifikatort

binarni reprezentace

100
95
M text svm — linearni
— 90 M text svm— RBF
(=]
= B svm light — linearni
@ [ svmlight — RBF
85 . .
5 M conjunctive rules
’qé. M naive Bayes
S 80 O voted perceptron
75
70

klasifikatory

Obrazek 18: graf uspésnosti klasifikatoru na bindrni reprezentaci dokumentu

Je patrné, ze vSechny SVM Kklasifikatory se s binarni reprezentaci dokumentu vyrovnaly
velmi dobfe (kolem 90 %). Z ostatnich klasifikatort vykazuje srovnatelny vykon pouze voted
perceptron, nicmén¢ vSechny se dostaly ptes hranici 80 %. Nejhtie dopadl klasifikator conjunctive

rules, ackoli na nékterych kategoriich (trade, wheat) si vedl srovnatelné dobie s metodou SVM.
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6.2.1.2

TF reprezentace

i text svm - linearni svm light — linearni svm light — RBF
Kategorie . . .
P [%] O [%] U [%] P [%] O [%] U [%] P [%] O [%] U [%]

Earn 99,47 63,0 81,33 97,35 85,67 91,67 97,35 85,67 91,67
Acquisition 61,37 98,0 68,17 96,80 90,67 93,83 96,80 90,67 93,83
Money-fx 56,32 95,70 62,02 85,89 85,89 86,35 86,96 85,89 86,94
Grain 64,22 95,89 70,63 98,47 88,36 93,36 97,73 88,36 93,01
Crude 0,0 0,0 44,0 92,98 87,36 89,23 94,08 87,36 89,85
Trade 58,88 99,15 64,81 85,50 95,73 89,70 84,96 96,58 89,7
Interest 89,22 72,22 80,43 90,0 78,57 83,83 91,07 80,95 85,53
Ship 0,0 0,0 46,99 90,22 94,32 91,57 90,22 94,32 91,57
Wheat 100,0 5,63 49,62 92,75 90,14 90,98 92,65 88,73 90,23
Corn 48,70 100,0 49,57 92,16 83,93 88,89 92,16 83,93 88,89
Pramér 57,82 62,4 61,76 92,21 88,06 89,94 92,4 88,25 90,12

Tabulka 5: TF reprezentace dokumentu, klasifikace metodou SVM

Kategorie conjunctive rules’ naive Bayes ’ voted perceptron’
P [%] O [%] U [%] P [%] O [%] U [%] P [%] 0 [%] U [%]

Earn 86 83,3 83,28 89 89 88,96 87,5 86,3 86,29
Acquisition 771 61,7 61,71 86,3 86,3 86,29 88 88 87,96
Money-fx 77,3 74,8 74,84 87,1 87,1 87,1 86,7 86,5 86,45
Grain 82,5 73,7 73,66 83,6 83,6 83,6 80,1 79,4 79,4
Crude 92,5 92,3 92,31 88,1 88,1 88,08 89,2 88,8 88,85
Trade 87,8 87,7 87,73 86,8 86,8 86,82 90 89,5 89,55
Interest 77,3 75,4 75,36 86,5 86,3 86,26 81,4 81 81,04
Ship 84,5 77,9 77,86 89,5 89,3 89,31 92 91,6 91,6
Wheat 95,8 95,4 95,38 82,4 81,5 81,54 85,6 84,6 84,62
Corn 87 84,3 84,26 83,8 83,3 83,33 85 84,3 84,26
Pramér 84,78 80,65 80,64 86,31 86,13 86,13 86,55 86 86

Tabulka 6: TF reprezentace dokumentu, ostatni metody klasifikace
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Srovnani uspésnosti klasifikatort
TF reprezentace

100

95

90

85 B text svm - linearni
X B svm light — linearni
@ 80 O svm light — RBF
g 75 M conjunctive rules
S 70 M nhaive Bayes
3 O voted perceptron

65

60

55

50

klasifikatory

Obrazek 19: graf uspésnosti klasifikatorii na TF reprezentaci dokumentu

S touto reprezentaci se implementovany klasifikator vyporadal pomérné $patné, u ostatnich
klasifikatorit lze pozorovat mirné sniZzeni UspéSnosti. Klasifikditor SVM light predvedl nejlepsi
vysledky (opét kolem 90 %), pfic¢emz pouziti RBF jadrové funkce pfineslo oproti linearni varianté jen

stézi znatelné zlepSeni.

6.2.1.3 TFIDF reprezentace

Kategorie text svm — Iineérn'i svm light — Iineérn'i svm light - RBF '
P [%] O [%] U [%] P [%] O [%] U [%] P[%] O [%] U [%]

Earn 98,63 72,00 85,50 97,23 82,00 89,83 97,28 83,33 90,5
Acquisition 93,20 91,33 92,33 93,86 91,67 92,83 93,86 91,67 92,83
Money-fx 87,65 87,12 88,01 87,20 87,73 88,01 87,2 87,73 88,01
Grain 96,82 83,56 89,96 94,78 86,99 90,68 95,45 86,3 90,68
Crude 96,18 82,97 88,72 95,76 86,81 90,55 95,81 87,91 91,16
Trade 84,85 95,73 89,54 92,50 94,87 93,72 91,74 94,87 93,31
Interest 97,61 65,08 81,07 88,07 76,19 82,30 88,79 75,4 82,3
Ship 98,73 88,64 93,04 98,73 88,64 93,04 97,5 88,64 92,41
Wheat 88,57 87,32 88,11 89,04 91,55 90,21 89,04 91,55 90,21
Corn 81,36 85,71 84,80 90,20 82,14 88,00 90,38 83,93 88,8
Pramér 92,36 83,95 88,11 92,74 86,86 89,92 92,71 87,13 90,02

Tabulka 7: TFIDF reprezentace dokumentu, klasifikace metodou SVM
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Kategorie conjunctive rules’ naive Bayes ’ voted perceptron’
P [%] O [%] U [%] P [%] O [%] U [%] P [%] O [%] U [%]

Earn 86,2 83,4 83,44 86,5 86,5 86,45 93,3 93,1 93,14
Acquisition 771 61,7 61,71 83,4 83,4 83,44 86,4 86,1 86,12
Money-fx 81 771 77,1 85,9 85,8 85,81 86,2 85,8 85,81
Grain 83,6 76 75,95 85,3 85,1 85,11 83 80,9 80,92
Crude 89,7 89,6 89,62 85,8 85,8 85,77 83,4 83,1 83,08
Trade 88,7 88,6 88,64 86,2 85,9 85,91 86,4 86,4 86,36
Interest 79,4 76,3 76,3 80,1 80,1 80,09 81,4 81 81,04
Ship 86,3 80,2 80,15 87,8 87,8 87,79 83,2 83,2 83,21
Wheat 93,7 93,1 93,1 87 86,9 86,92 86,6 85,4 85,38
Corn 87,9 84,3 84,26 84 82,4 82,41 80,2 78,7 78,7
Pramér 85,36 81,03 81,03 85,2 84,97 84,97 85,01 84,37 84,38

Tabulka 8: TFIDF reprezentace dokumentu, ostatni metody klasifikace

Srovnani uspésnosti klasifikatort
TFIDF reprezentace

100
95
M text svm— linearni
T 90 B svm light — linearni
= [ svm light — RBF
8 85 M conjunctive rules
:g’_ M naive Bayes
S 50 O voted perceptron
75
70

klasifikatory

Obrazek 20: graf uspésnosti klasifikatorii na TFIDF reprezentaci dokumentu

Vysledky jsou velmi podobné jako u minulé reprezentace, tentokrat si ale implementovany
klasifikator s daty poradil dobte. Je zde vidét dominance metody SVM nad ostatnimi klasifikatory.
Klasifikator conjunctive rules opét zaostava za ostatnimi, ale je zajimavé, ze ma témer stejné

pramérné vysledky u vSech reprezentaci (viz ptedchozi tabulky a grafy).

6.2.2  Vliv selekce rysu

Nasledujici podkapitoly ukazuji vliv selekce ryst na uspésSnost klasifikace. Testovani probihalo jen

na SVM Kklasifikatorech (opét linearni text SVM a SVM light jak linearni, tak i s RBF jadrovou
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funkci). Pro porovnani byly zvoleny metriky chi-square, document frequency a mutual information.

Pro kazdou z téchto metrik byly provedeny dva experimenty, kdy se liSila pouze mira selekce rysu.

V prvnim experimentu bylo vybrano 80 % a v druhém jen 50 % nejlep$ich rysi.

6.2.2.1 Chi-square
i text svm - linearni svm light — linearni svm light — RBF
Kategorie . . .
P [%] O [%] U [%] P [%] O [%] U [%] P [%] O [%] U [%]

Earn 98,71 76,33 87,67 97,67 83,67 90,83 98,41 82,67 90,67
Acquisition 95,36 89 92,33 94,08 90,0 92,17 94,08 90 92,17
Money-fx 90,51 87,73 89,06 88,54 85,28 86,88 91,56 86,5 89,06
Grain 94,44 81,51 88,07 94,57 83,56 89,12 93,13 83,56 88,42
Crude 98,05 82,97 89,67 95,68 85,16 89,67 96,79 82,97 89,06
Trade 84,21 95,72 89,12 86,05 94,87 89,96 88,89 95,73 92,05
Interest 95,06 61,11 79,05 90,57 76,19 84,19 89,91 77,78 84,58
Ship 98,68 85,23 90,73 97,53 89,77 92,72 92,94 89,77 90,07
Wheat 91,18 87,32 88,72 89,86 87,32 87,97 91,3 88,73 89,47
Corn 95,12 69,64 83,19 93,48 76,79 85,84 95,35 73,21 84,96
Pramér 94,13 81,66 87,76 92,8 85,26 88,94 93,24 85,09 89,05

Tabulka 9: viiv selekce rysii: chi-square 80 %

Kategorie text svm — Iineérn’i svm light — Iineérn’i svm light — RBF ’
P [%] O [%] U [%] P [%] O [%] U [%] P [%] O [%] U [%]

Earn 95,85 61,67 79,5 92,67 84,33 88,83 94,44 79,33 87,33
Acquisition 95,85 86 90,67 92,31 88,0 90,33 92,31 88 90,33
Money-fx 96,09 75,46 86,73 90,91 85,89 89,09 91,16 82,21 87,61
Grain 95,45 71,92 83,92 93,13 83,56 88,45 92,54 84,93 88,81
Crude 98,28 62,64 78,72 94,77 79,67 86,32 92,95 79,67 85,41
Trade 87,39 88,89 87,5 85,37 89,74 86,61 83,33 89,74 85,27
Interest 98,08 40,48 70,54 90,63 69,05 81,40 91,21 65,87 80,23
Ship 100 63,64 79,22 97,4 85,23 90,26 97,47 87,5 91,56
Wheat 96,22 71,83 83,94 94,12 90,14 91,97 95,31 85,92 90,51
Corn 96,97 57,14 77,88 91,3 75,0 84,07 89,13 73,21 82,3
Pramér 96,02 67,97 81,86 92,26 83,06 87,73 91,99 81,64 86,94

Tabulka 10: viv selekce rysu: chi-square 50 %
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6.2.2.2

Document Frequency

Kategorie text svm — Iineérn’i svm light — Iineérn’i svm light — RBF ’
P [%] O [%] U [%] P [%] O [%] U [%] P [%] O [%] U [%]

Earn 96,97 74,67 86,17 96,08 81,67 89,17 95,72 82 89,17
Acquisition 94,43 90,33 92,5 92,47 90 91,33 92,47 90 91,33
Money-fx 84,02 87,11 85,67 86,67 87,73 87,46 86,06 87,12 86,87
Grain 90,85 88,36 90,48 91,91 85,62 89,84 90,65 86,3 89,52
Crude 97,44 83,51 88,67 96,86 84,62 89 96,18 82,97 87,67
Trade 83,09 95,58 88,61 88,89 95,73 91,98 86,61 94,02 89,87
Interest 97,37 58,73 76,42 94,12 76,19 84,28 94 74,6 83,41
Ship 96,34 89,77 92,9 93,02 90,91 91,72 94,12 90,91 92,31
Wheat 95,08 81,69 87,5 92,54 87,32 89,06 92,42 85,92 88,28
Corn 97,3 64,29 80,19 95,56 76,79 85,85 97,67 75 85,85
Pramér 93,29 81,4 86,91 92,81 85,66 88,97 92,59 84,88 88,43

Tabulka 11: vliv selekce rysii: DF 80 %

Kategorie text svm - Iineérn’i svm light — Iineérr!i svm light — RBF ’
P [%] O [%] U [%] P [%] O [%] U [%] P [%] 0 [%] U [%]

Earn 99,12 74,67 87 98,03 83 90,67 9,2 82,67 91
Acquisition 93,64 88,33 91,17 93,4 89,67 91,67 93,4 89,67 91,67
Money-fx 89,17 85,89 88,27 86,34 85,28 86,51 88,39 84,05 87,1
Grain 96,15 85,62 90,55 94,03 86,3 89,82 92,7 86,99 89,45
Crude 96,1 81,32 87,54 94,51 85,16 88,79 95,65 84,62 89,1
Trade 81,95 93,16 86,61 84,5 93,16 88,28 83,08 92,31 87,03
Interest 93,67 58,73 75,11 90,38 74,6 81,66 91,26 74,6 82,1
Ship 96,3 88,64 91,28 92,68 86,36 87,92 91,67 87,5 87,92
Wheat 96,72 83,1 88,62 92,65 88,73 89,43 95,38 87,32 90,24
Corn 97,37 66,07 81,31 94 83,93 88,79 95,74 80,36 87,85
Pramér 94,02 80,55 86,75 92,05 85,62 88,35 83,65 85,01 88,35

Tabulka 12: vliv selekce rysu: DF 50 %

6.2.2.3 Mutual Information
i text svm - linearni svm light — linearni svm light — RBF
Kategorie . . .
P [%] O [%] U [%] P [%] O [%] U [%] P [%] O [%] U [%]

Earn 99,54 73 86,33 98,43 83,33 91 96,88 82,67 90
Acquisition 93,68 89 91,5 94,74 90 92,5 94,74 90 92,5
Money-fx 90,91 85,89 88,92 87,58 86,5 87,43 90,73 84,05 88,02
Grain 95,45 86,3 91,22 96,21 86,99 91,89 95,45 86,3 91,22
Crude 96,69 80,22 87,31 96,15 82,42 88,24 96,1 81,32 87,62
Trade 85,27 94,02 89,17 92,37 93,16 92,92 91,74 94,87 93,33
Interest 95,95 56,35 75,32 92,08 73,81 82,55 95,96 75,4 85,11
Ship 97,3 81,82 88,31 95,06 87,5 90,26 95,06 87,5 90,26
Wheat 98,39 85,92 92,62 96,97 90,14 93,96 97,01 91,55 94,63
Corn 100 75 86,79 100 78,57 88,68 100 76,79 87,74
Pramér 95,32 80,75 87,75 94,96 85,24 89,94 95,37 85,05 90,04

Tabulka 13: viiv selekce rysii: MI 80 %
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Kategorie text svm — Iineérn'i svm light — Iineérn’i svm light — RBF ’
P [%] 0 [%] U [%] P [%] 0 [%] U [%] P [%] O [%] U [%]

Earn 98,03 66,33 82,5 95,74 75 85,83 93,55 77,33 86
Acquisition 96,8 80,66 89 97,33 85 91,33 97,33 85 91,33
Money-fx 65,94 92,63 72,89 86,99 77,91 83,43 86,99 77,91 83,43
Grain 100 71,23 85,37 100 82,88 91,29 98,43 85,62 91,99
Crude 97,64 68,13 81,63 97,47 84,62 90,36 94,58 86,26 89,76
Trade 54,81 97,44 61,2 74,66 93,16 82 74,83 94,02 82,4
Interest 67,27 88,1 71,95 75,81 74,6 74,8 73,28 76,19 73,58
Ship 100 46,59 69,68 97,5 88,64 92,26 94,19 92,05 92,26
Wheat 96,72 83,1 90,41 95,52 90,14 93,15 94,2 91,55 93,15
Corn 100 57,14 78,38 97,62 73,21 85,59 97,73 76,79 87,39
Pramér 87,72 75,14 78,3 91,86 82,52 87 90,51 84,27 87,13

Tabulka 14: vliv selekce rysii: MI 50 %

6.2.3

Shrnuti

V prvni casti vysledkil se ukazalo, ze metoda SVM je jednou z nejlepSich klasifika¢nich metod,

je vidét prevaha nad ostatnimi klasifikatory, které ve vSech testech zaostavaly v tispéSnosti o nékolik

procent. Zvlast€¢ SVM light podalo vynikajici vysledky, navic podpoiené faktem, Ze doba trénovani se

po vétSinu experimentll pohybovala pod hranici jedné sekundy. Dokonce i pfi pouziti nelinearni

jadrové funkce doba trénovani nepiesahla ne¢kolik sekund.

Srovnani riiznych reprezentaci dokumentti dopadlo pomérné piekvapivé. Ackoli se obecné

TFIDF reprezentace povazuje za nejlepsi, na nésledujicim grafu (obrazek 21) lze jasné vidét,

ze nejlépsich vysledkt klasifikatory dosahly s binarni reprezentaci. Neni ale mozné z toho vyvozovat

néjaké obecné zavery, jelikoz testovani prob&hlo jen na datasetu Reuters, takZze na jinych datasetech

muze byt dosazeno opacného vysledku.

£ [%]

Uspésnos

100
95
90
85
80
75
70
65
60
55
50

Srovnani reprezentaci dokumentu

88,65

reprezentace

Obrazek 21: srovnani ruznych reprezentaci dokumenti

M binarni
W TF
O TFIDF
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Obecn¢ se soudi, ze selekce rysit by neméla znatelné zhorSit uspéSnost klasifikace

a v neékterych pfipadech ji dokonce vylepsit. Jeji vyznam je spi§ ve zrychleni procesu uceni i samotné

klasifikace. Otazkou ovSem ziistdva, jakou metodu selekce ryst zvolit a s jakou razanci selekci

provést. Graf (obrazek 22) zachycuje porovnani riznych hodnot selekce ryst. Jednotlivé sloupce jsou

pramérné hodnoty uspésnosti pouzitych klasifikatort.

Pti zachovani 80 % ryst doslo k mirnému snizeni uspésnosti, nejlépe z testu vychazi metoda

selekce zaloZena na vypoctu mutual information. OvSem pfi selekci 50 % ryst uspé$nost klesa citelné

s vyjimkou selekce podle document frequency. Predpoklad, Ze by se uspesnost klasifikace mohla

zlepsit, se potvrdil ojedinéle u nekterych kategorii — piikladem je kategorie wheat, kde doslo

ke zlepSeni az o nekolik procent.

t[%]

uspésnos

90
89
88
87
86
85
84
83
82
81
80

Srovnani vbranych metod selekce rysu

89,35

selekce rysa

89,24

Obrazek 22: vliv selekce rysii na uspesnost klasifikace

M bez selekce

M Chi-square 80%
M Chi-square 50%
® DF 80%

[ DF 50%

B MI80%

O MI 50%

Pro posouzeni celkové Gspésnosti této prace je uvedena tabulka s jiz existujicim srovnanim

klasifika¢nich metod na datasetu Reuters:

Findsim [%] Naive Bayes [%] BayesNets [%] Trees [%] Linear SVM [%]
earn 92,9 95,9 95,8 97,8 98
acq 64,7 87,8 88,3 89,7 93,6
money-fx 46,7 65,6 58,8 66,2 74,5
grain 67,5 78,8 81,4 85 94,6
crude 70,1 79,5 79,6 85 88,9
trade 65,1 63,9 69 72,5 75,9
interest 63,4 64,9 71,3 67,1 77,7
ship 49,2 85,4 84,4 74,2 85,6
w heat 68,9 69,7 82,7 92,5 91,8
corn 48,2 65,3 76,4 91,8 90,3
Pramér 63,67 75,68 78,77 82,18 87,09

Tabulka 15: porovnani klasifikatorii (tabulka prevzata z [7]).
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Tabulka srovnava uspésnost klasifikacnich metod rovnéz na deseti nejcastéjSich kategoriich
datasetu Reuters. Z uvedenych klasifika¢nich metod (v tabulce 15) Ize porovnat s provedenymi testy
pouze dvé —naivni Bayestv klasifikator a linearni SVM. Pro lepsi pfedstavu je potieba uvést i zpiisob
predzpracovani, ktery autofi zvolili. Pivodni popis lze nalézt v [7]. Dokumenty byly rovnéz
rozdéleny na testovaci a trénovaci podle implicitniho déleni ModApte, dale byla vyloucena slova,
ktera se vyskytuji pouze v jednom dokumentu a provedena dalsi selekce ryst, tentokrat na zakladeé
Mutual Information, kdy bylo vybrano pouze 300 nejlepSich slov pro kazdou kategorii. Byla zvolena
bindrni reprezentace dokumentd, tedy budeme srovnavat s vysledky v kapitole 6.2.1.1 v tabulkéach
2a3.

Na prvni pohled je patrné, Ze vysledky jsou v jednotlivych kategoriich dosti nevyrovnané,
jako by se autofi zaméfili na co nejlepsi UspéSnost v kategorii earn, kde je vysledek opravdu
vynikajici. Naproti tomu ve tfech kategoriich klesla Gispésnost pod 80 % (kategorie money-fx jen
74,5 %). Ve vysledcich ziskanych v ramci této prace je vidét vétsi vyrovnanost. Sice si nejlepsi
kategorie vedou o nékolik procent hiife (earn 93,7 %, acquisition 91 %), ale nejhorSim dosazenym
vysledkem je 83,61 % u kategorie interest. Pfes hranici 90 % se v obou srovnavanych experimentech
dostalo pét kategorii. Piimérna hodnota tspésSnosti na téchto deseti nejcastéjSich kategoriich Cini
87,09 % v tabulce 15 resp. 89,76 % v tabulce 2. Pokud porovname vysledky naivnich Bayesovskych
klasifikdtorti, je na tom Ilépe klasifikator z nastroje Weka, a to v priméru dokonce

cvvr

je toto srovnani jen ilustrativni.
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7 Zavér

Cilem této diplomové prace bylo prostudovat techniky dolovani v textovych datech, ptredevsim
kategorizaci dokumentd, a klasifikacni metodu Support Vector Machine, kterd se v této oblasti stale
Castéji vyuziva. Dale navrhnout, implementovat a otestovat aplikaci pro klasifikaci dokumenti
pomoci této metody. Jako zdroj testovacich dat poslouzil dataset zprav agentury Reuters, ktery se stal
pro vyzkum v oboru kategorizace dokumentt jakymsi nepsanym standardem.

Celkove¢ se metoda SVM ukézala jako dobrou volbou pro klasifikaci dokumentti pro svoji
rychlost a pomérné vysokou uspésnost. Potvrdil se ptedpoklad, ze SVM klasifikator ptedstihl ostatni
testované klasifikacni metody v uspéSnosti o n¢kolik procent. Ackoli tato skutecnost nebyla fadné
testovana a zdokumentovana, vykazoval SVM klasifikator oproti ostatnim metodam lepsi vysledky
1 v rychlosti trénovani a klasifikace. Linearni a nelinearni varianta davaji pfiblizné stejné vysledky,
coZ je zpusobeno tim, Ze prostor rysi ma uz tak dost vysokou dimenzi a vyhoda mapovani do jiného

Ptipadné vylepSeni implementovaného nastroje pro klasifikaci dokumenta by se tykalo v prvni
fad¢ lepsiho vyfeSeni nelinearniho klasifikatoru, jehoz uspésnost je prozatim na rozsahlych datech
slaba. Druhym cilem by byla podpora dalSich dataseti, které se pro testovani kategorizace dokumentii
pouzivaji a realizace dikladngjSich metod v oblasti piedzpracovani, které ma patrné na vysledek
klasifikace zasadni vliv. Zajimavym roz$ifenim by byla naptiklad detekce riznych slovnich spojeni

s vyuzitim slovniku nebo implementace nékteré z metod extrakce rysi.
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Priloha 1

TEXT SVM

NASTROJ PRO KATEGORIZACI DOKUMENTU

NAVOD K OBSLUZE
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Predzpracovani

File Settings Help

earn
grain
trade

6

—
Crem )

interest
ship
wheat
corn

dir
money-supp
oilseed
sugar
coffes

anp

weg-oil

qgold -

Percent

1005

Max test examples

File reut2-004.sgrmwas successiully read
File reut2-005.sgmwas successiully read
File reut2-006.5grn was sUCCRSS] i
File reut2-007 sgrm was sl

File reut?-008.sgm wagSuccessiully read
File reut2-009.sgm wifs successtully read 1
File reut2-01 D.sgrm was successiully read
File reut2-011.sgrm washguccessiully read
File reut2-01 2.sgrn was s(teas
File reut2-01 3.sgmwas successiully Tead
File reut2-01 4. sgrn was successiully read
File reut2-019.5grm was successiully read
File reut2-01 6.sgmwas successiully read
File reut2-01 7.sgrm was successiully read
File reut2-018.5grm was successfully read
File reut2-019.sgmwas successiully read
File reut2-020.sgrm was successiully read
File reut2-021 sgrm was successiully read
Dataset was successfully lnaded

¢ Switch to Classification [ 2 QOutput .
—— )
File reut2-000 sgrm was successiully read
File reut2-001 sgrm was successiully read
Load Dakaset 4 7 File reut2-002.sgm was successiully read
S — File reut2-003 sgrm was successiully read
CategofE "

Konzole pro komunikaci s uzivatelem

Tlacitko pro smazani vypisu
Tlacitko pro nacteni datasetu

Tlacitko pro vybér kategorii

® Ny Nk w D =

Seznam nactenych kategorii
9. Seznam vybranych kategorii
10. Nastaveni parametrt pfedzpracovani

11. Tlacitko pro spusténi ptedzpracovani

Tlacitko pro piepnuti do rezimu klasifikace

Tlacitko pro vymazani vybranych kategorii

Tlacitko pro vybér deseti nejcastéji se vyskytujicich kategorii




Nastaveni seznamu stop slov a vystupu predzpracovani

| £ Text mining applic—aﬁo C=IEat xR
File Help

Paths Alt+P

Swikch £ Llasslr\catlnB

:

Stop list File:
utpuk CSis =]
Categories

—

Clear

Feature Selection

[NQ_SELECTION

Max train examples

100045

Percent

100

Max kest examples

Reprezentation

(TFIDF

300 5

-

V menu Settings vyberte polozku Paths, zobrazi se dialog, ve kterém zadate cestu k seznamu stop

slov a cestu ke slozce, kam budou ulozeny vystupni soubory piedzpracovani.

Nacteni datasetu a vybér kategorii

Po stisknuti tlacitka (4) se zobrazi dialog pro vybér souborii datasetu. Po vybrani zacne jeho nacitani.
Jakmile tento proces skonci, ze seznamu (8) piesuiite pomoci tlacitek (5,6) do seznamu (9) kategorie

dokumentu, které chcete predzpracovat. Tlacitkem (7) lze vybér zrusit.

Nastaveni parametra predzpracovani

Nastavte parametry ptedzpracovani (10):
«  vyberte metodu selekce rystt a mnozstvi ryst, které ziistanou zachovany (v procentech)
« vyberte reprezentaci dokumentii

«  zvolte maximalni velikosti trénovaciho a testovaciho souboru

Predzpracovani zacne po stisku tlacitka (11). Vystupni soubory naleznete ve slozce, kterou jste

zadali (viz ptredchozi kapitola navodu).
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Klasifikace

Output

Document

0.0010

LINEAR. -

4

(| Load Train Files
Load Test Files Test 5

Save Trained Classifier 6
4

Tlacitko pro piepnuti do rezimu piedzpracovani
Tlacitko pro naéteni nauc¢eného klasifikatoru
Nastaveni parametrii klasifikace

Nastaveni trénovacich soubori a spusténi trénovani
Nastaveni testovacich soubort a spusténi testovani
Ulozeni nauc¢eného klasifikatoru

Klasifikace samotného dokumentu

® Ny kWD =

Textové pole pro zadani obsahu dokumentu

Nastaveni parametru

Zadejte hodnoty parametrii C a epsilon a vyberte jadrovou funkci (3). Po vybéru nelinearni funkce

se zobrazi pole pro zadani dal$iho parametru (stupen u polynomialni funkce a sigma u RBF funkce).
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Vybér trénovacich a testovacich dat

Pomoci tlacitek (4) vyberte trénovaci soubory a spust'te proces uceni (tlacitko pro spusténi uceni
se povoli az po vybéru trénovacich soubort). Jakmile skonéi proces uceni, povoli se tlacitko

pro vybér testovacich soubori a po jejich vybéru i tlacitko pro spusténi testovani (5).

Ulozeni / naé¢teni nauceného klasifikatoru

Tlacitkem (2) 1ze nacist jiz nauceny klasifikator ze souboru. V takovém ptipad¢ 1ze rovnou piistoupit

k testovani. Pomoci tlacitka (6) lze nauceny klasifikator ulozit do souboru.

Klasifikace samotného dokumentu

Tato funkce je dostupna az po nacteni datasetu v ¢asti predzpracovani a po nauceni klasifikatoru.
Do pole (8) zadejte text dokumentu a stisknéte tlacitko (7). Na vystupni konzoli se zobrazi kategorie,

do které byl zadany dokument ptifazen.
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