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Abstrakt 

Chování je základní součástí biologie zvířat a jeho studium je důležité k celkovému 

poznání druhů. Nicméně studium chování a denních aktivit jedinců v přirozeném 

prostředí je velice náročné. V posledních letech došlo k rozmachu monitorování zvířat 

a identifikaci jejich chování pomocí měření akcelerace. 

Tato práce se zabývá měřením aktivity u dvou modelových druhů – čejky černoprsé 

(Vanellus indicus) a pisily čáponohé (Himantopus himantopus). Terénní práce 

probíhaly v chráněné rezervaci Al Marmoom v Dubaji, UAE. Kuřata modelových 

druhů byla chycena a vybavena multisenzorickým dataloggerem vyvinutým týmem 

behaviorální ekologie. Na základě dat z těchto dataloggerů a s využitím strojového 

učení a skrytého Markovova modelu byla aktivita klasifikována do pěti typů chování 

– ležení, stání, chůze, běh a plavání. Rozložení těchto aktivit, stejně jako jejich celkové 

procentuální zastoupení se mezi studovanými druhy lišilo, přičemž kuřata pisily 

čáponohé byla aktivnější. Při porovnání procentuálního rozložení aktivit 

u jednotlivých kuřat nebyly pozorovány žádné významné rozdíly mezi mladšími 

a staršími jedinci. 

Klíčová slova: Vanellus indicus, Himantopus himantopus, multisenzorický 

datalogger, ACM, HMM  

  



Abstract 

Understanding behavior is one of the keystones for comprehensive 

understanding of animal biology. However, studying behavior and circadian 

activity is very difficult in the field. There was a great advance on the 

field of animal monitoring and behavior identification using acceleration 

measuring. 

This work is about activity measuring in two model species – Red-wattled lapwing 

(Vanellus indicus) and Black-winged stilt (Himantopus himantopus). Fieldwork was 

done in Al Marmoom Conservation Reserve, Dubai, UAE. Chicks of the model 

species were captured and equipped with multisensory datalogger 

developed by the Behavioral Ecology Research Group. Activity was classified 

into five types of behavior based on data from these dataloggers – lying, 

standing, walking, running and swimming. Distribution of activities during 

the day, same as total percentage, was different for each species. Chicks of 

Black-winged stilt were more active. Comparing activity percentage in individual 

chicks did not show any significant differences between younger and older 

individuals. 

Key-words: Vanellus indicus, Himantopus himantopus, multisenzory datalogger, 

ACM, HMM   
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1. Úvod 

1.1 Prekociální mláďata a jejich růst 

 Dle strategie v rodičovské péči lze ptáky rozdělit na dvě základní skupiny: 

altriciální a prekociální druhy. Mláďata altriciálních druhů se líhnou neopeřená, slepá 

a s nevyvinutou schopností termoregulace. Zůstávají v hnízdě až do vzletnosti a jsou 

plně odkázána na rodičovskou péči. Příkladem altriciálních druhů jsou například pěvci 

(Passeriformes), papoušci (Psittaciformes), holubi (Columbidae), sovy (Strigiformes) 

a další. Naproti tomu mláďata prekociálních druhů se líhnou vyvinutá, krytá 

prachovým peřím a krátce po vyklubání opouštějí hnízdo (Nice 1962). Musí být 

schopna alespoň částečné termoregulace, sama se nakrmit a vyhnout se predátorům 

(Colwell et al. 2007). Typickými zástupci prekociálních ptáků jsou kachny (Anatidae), 

hrabaví (Galliformes) či bahňáci (Charadrii). 

Rodičovská strategie a délka péče se liší napříč jednotlivými řády i druhy. 

Délka péče často souvisí s rychlostí vývoje mláďat. Ta je u prekociálních druhů 

poměrně variabilní, přičemž nejvyšší rychlosti růstu dosahují arktické druhy. 

V chladných oblastech, kde je nepříznivé počasí jedním z nejvíce ohrožujících faktorů, 

jsou rychlý růst a velké přírůstky jednou z variant, jak zamezit populačním ztrátám 

(Beintema & Visser 1989a). A to především z důvodu zkrácení období, ve kterém jsou 

zranitelná vůči predátorům a nepříznivým environmentálním faktorům. U migrujících 

druhů je také zásadní schopnost mláďat opustit hnízdiště ještě před nástupem zimy 

(Ricklefs et al. 1986). Rychlý růst má však vysoké nároky na spotřebu energie 

(Beintema & Visser 1989a; 1989b) a dostatek potravy se tak pro řadu druhů stává 

limitujícím faktorem (Picozzi et al. 1999; Wegge & Kastdalen 2007). Mezi ptačí druhy 

hnízdící v boreálních a arktických klimatických zónách patří i mnoho bahňáků, 

zejména pak z čeledi slukovití (Scolopacidae) (del Hoyo 1996). Jedním takovým 

příkladem může být jespák rezavý (Calidris canatus). Jeho mláďata dosahují 

vysokých přírůstků a jsou vzletná již mezi 17. a 20. dnem života (Schekkerman et al. 

2003). Obdobně rychlý růst má i jespák křivozobý (Calidris ferruginea), jehož kuřata  

mohou dosáhnout vzletnosti již po patnácti dnech (Schekkerman et al. 1998). 

V kontrastu s tím subtropické a tropické druhy vykazují míru růstu nižší. 

Přestože ve srovnání s arktickými druhy je studií na tropické a subtropické druhy 

prekociálních ptáků podstatně méně, byly u nich kromě pomalejšího růstu zjištěny 
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i menší denní energetické výdaje a nižší rychlost metabolismu  (Wiersma et al. 2007; 

Tjørve et al. 2008). Pomalejší růst i metabolismus může vést k menším nárokům 

na množství potravy, minimalizaci ztrát vody a také snížení produkce vnitřního tepla. 

Tato kombinace tak představuje dokonalé přizpůsobení teplému semiaridnímu 

prostředí s chudší potravní nabídkou (Schekkerman et al. 2003; Tjørve et al. 2008).   

 

1.2 Aktivita prekociálních mláďat 

Ve srovnání s altriciálními druhy podobné velikosti, prekociální mláďata 

vyžadují více potravy. Proto je krmení jejich nejdůležitější a také časově nejnáročnější 

aktivitou, kterou vykazují (Schekkerman & Visser 2001). V prvních dvou týdnech, 

v důsledku ještě plně nevyvinuté termoregulace, jsou kuřata závislá na péči rodičů 

(Pienkowski 1984). Ti je v pravidelných intervalech mezi hledáním potravy 

a krmením zahřívají. Jak budou tyto intervaly dlouhé (jinými slovy, kolik času kuřata 

stráví hledání potravy a kolik zahříváním), záleží z velké části také na počasí 

(Beintema & Visser 1989a; 1989b; Schekkerman et al. 1998; Krijgsveld et al. 2003). 

Během chladných a deštivých dnů jsou mladší kuřata odkázána na péči a teplo rodičů 

a hledáním potravy tráví jen minimum času. V důsledku toho se snižuje i jejich 

rychlost růstu a tím se prodlužuje i doba do vzletnosti (Beintema & Visser 1989b). 

Navíc nutnost častěji zahřívat mláďata při nízkých teplotách zvyšuje i míru predace, 

jelikož nápadnější peří dospělých jedinců přitahuje více pozornosti predátorů 

než nenápadné zbarvení kuřat. Mimo to mladší kuřata jsou méně mobilní, drží 

se pospolu v blízkosti rodičů a při hrozícím nebezpečí setrvávají nehybně na místě 

a spoléhají na své kryptické zbarvení (Colwell et al. 2007). Spolu s příbývajícím 

věkem klesá celková závislost na rodičích. Díky stále lepší termoregulaci se snižuje 

potřeba zahřívání a tím se prodlužuje doba, kterou mohou strávit hledáním potravy 

(Schekkerman & Boele 2009). Také vzdálenosti od rodičů a sourozenců vzrůstají 

a v případě ohrožení již před nebezpečím aktivně utíkají (Colwell et al. 2007).  

Jen málo autorů se zaměřilo na celkovou aktivitu prekociálních mláďat 

a rozdělení daných aktivit během dne. V tropických a subtropických oblastech, 

kde denní teploty přesahují i 50 °C je velice důležitá blízkost vodního zdroje. Dospělci 

u něj nacházejí potravu a během inkubace představuje také místo k jejich ochlazení 

a díky namáčení břicha i způsob, jak v hnízdě udržovat ideální teplotu a vlhkost. 

Po vylíhnutí jsou mláďata z hnízda odváděna během ranních nebo pozdně odpoledních 
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hodin. Následně většinu horkých dní tráví u vody, kde nacházejí dostatek potravy. 

I přestože ještě nemají plně vyvinutou termoregulaci díky brodění dokáží dobře 

zvládat tepelný stres (Grant 1982). Vědecké práce na celkovou aktivitu, aktivitu během 

noci či rozložení jednotlivých aktivit během dne však u těchto druhů chybí. O něco 

lépe jsou zdokumentovány arktické druhy a druhy temperátní zóny. Schekkerman 

a Boele (2009) pozorovali potravní chování mláďat břehouše černoocasého (Limosa 

limosa), který má rozšíření především v temperátní zóně. Čas strávený hledáním 

potravy u kuřat starších jednoho týdne byl odhadnut na 70-90 % dne. Přičemž nejvyšší 

aktivita byla zaznamenána v ranních hodinách, a naopak nejnižší v hodinách 

odpoledních, obzvlášť během teplejších dnů. Naproti tomu mladší kuřata, která byla 

nucena prokládat hledání potravy se zahříváním u rodičů, trávila krmením okolo 55-

65 % dne. Potřeba zahřívání byla nejvyšší během ranních a také večerních hodin. 

Odpočinek zabíral jen malé procento z celkové denní aktivity. Nicméně zatímco 

u mladších kuřat byl odpočinek pozorován spíše okolo poledne, starší kuřata 

odpočívala rovnoměrně během celého dne (Schekkerman & Boele 2009). Ve srovnání 

s tím u kulíka hnědokřídlého (Pluvialis dominica), hnízdícího v arktické tundře, byla 

potravní aktivita značně závislá na věku a aktuální teplotě. Při průměrné teplotě okolo 

12 °C trávila kuřata starší jednoho týdne krmením v průměru 70-80 % dne, zatímco 

mladší jedinci v průměru jen 40 % dne. Nicméně pokud teplota poklesla pod 10 °C, 

doba strávená hledáním potravy byla omezena v průměru pouze na 30 % dne a u kuřat 

mladších tří dnů ještě méně  (Krijgsveld et al. 2003). Během chladných a větrných dnů 

tak mláďata stráví více času zahříváním než hledáním potravy, což může být pro jejich 

přežití kritické, neboť Beintema a Visser (1989b) uvádějí, že pro efektivní nabíraní 

na váze a růst musí kuřata strávit krmením více než 30 % dne. 

 Z těchto prací se dá usuzovat, že pokud jsou enviromentální podmínky 

příznivé, prekociální kuřata jsou po většinu dne aktivní (vyjma krátkých přestávek 

na odpočinek a v případě ohrožení). Avšak rozdělení aktivit v rámci dne se v závislosti 

na věku mění. Nicméně je tady značný prostor k dalšímu bádání. Stejně jako u aktivit 

během noci, o nichž je dokladů minimálně. Whittingham et al. (1999) za pomocí 

vysílaček zaznamenali u kulíka zlatého (Pluvialis apricaria) aktivitu v průběhu noci 

pouze (až na jednu výjimku) u jedinců starších jednoho týdne. Naproti tomu mladší 

kuřata byla neaktivní a s největší pravděpodobností po celou noc zahřívána rodiči. 

Kuřata jsou v období růstu až po vzletnost velmi zranitelná vůči predátorům a podle 
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Whittinghama et al. (1999) je možné, že starší mláďata s již lepší termoregulací 

využívají k hledání potravy i noc, aby urychlila růst a zkrátila kritické období 

na minimum. 

V kontrastu s tím u dospělých jedinců bylo pravidelné krmení v průběhu noci 

mnohokrát pozorováno. Obzvláště během zimování, a to v mírném i tropickém pásu 

(Robert et al. 1989; Burger & Gochfeld 1991; Mouritsen 1994; Hötker 1999). 

U dospělců se mimo hnízdní sezónu převážná část aktivit skládá z hledání potravy, 

krmení, odpočinku, čištění a péče o peří (Nol et al. 2014; Morrier & McNeil 2015). 

Přičemž čas, který věnují krmení, závisí především na druhu a také 

na enviromentálních podmínkách (Fasola & Biddau 1997; Nol et al. 2014; Morrier 

& McNeil 2015). Naproti tomu během období rozmnožování tráví většinu svého času 

námluvami, stavěním hnízd, pářením, inkubací, obranou hnízda a následnou péčí 

o mláďata (Hötker 1999; Cuervo 2003). Před migrací se opět více zaměřují na shánění 

potravy, aby si vytvořili dostatečné tukové zásoby potřebné pro zdolání dlouhé 

a náročné cesty na zimoviště (O’Reilly & Wingfield 1995).   

 

1.2 Metody výzkumu aktivity 

Chování zvířat je základní součástí jejich biologie, avšak ne vždy je snadné 

nebo možné jednotlivé prvky chování zaznamenat přímým pozorováním. Obzvlášť 

u zvířat, která přirozeně žijí skrytě (Marion et al. 1981) nebo mimo dosah pozorování 

člověkem, jako jsou například mořští živočichové (Tsuda et al. 2006) nebo ptáci 

(Weimerskirch et al. 2005; Halsey et al. 2009). Nicméně i v případech, kdy je přímé 

pozorování určitého druhu možné, bývá náročné na čas a pracovní sílu, a i přesto 

mohou být výsledky zkresleny. Jak z důvodu, že mnoho zvířat vnímá člověka jako 

potenciálního predátora, tak také v závislosti na jeho přítomnosti mohou měnit 

své behaviorální interakce s jinými druhy (Isbell & Young 1993; Yasué 2005). 

V důsledku toho vznikla potřeba vyvinout metody, které by eliminovaly nežádoucí 

efekt přítomnosti pozorovatele a zároveň splňovaly vysoké nároky na úroveň 

podrobností v záznamu dat. Na poli biotelemetrie, tedy sledování zvířat na dálku, 

tak došlo k výraznému pokroku, díky kterému bylo možné lokalizovat a zaznamenávat 

pohyb a návyky kryptických zvířat, vysoce mobilních jedinců nebo zvířat 

pohybujících se na širém moři či v noci (Kooyman 2004; Hart & Hyrenbach 2009; 

Cagnacci et al. 2010). Biotelemetrie se vyvíjela od manuálního sledování rádiových 
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nebo akustických signálů z drobných vysílačů připevněných k jedincům 

až po automatické zaznamenávání polohy zvířete za pomocí satelitních polohových 

systémů - GPS (Cagnacci et al. 2010; Tomkiewicz et al. 2010). Tento technologický 

pokrok vedl k porozumění v mnohých ekologických otázkách. Přesto všechno je však 

díky telemetrii získána jen lokalizace jedince a záznam, jak dlouhou dobu tam setrval. 

Nicméně behaviorální kontext chybí. Z tohoto důvodu bylo potřeba vyvinout 

technologii, která by umožňovala měřit a zaznamenávat nejen pohyb v prostoru, 

ale i chování zvířat. A to tak, aby se snížily nebo vyloučily potenciální účinky 

z přítomnosti pozorovatele a zároveň bylo dosaženo takové úrovně detailů v záznamu 

dat, jenž by byly srovnatelné s přímým pozorováním (Brown et al. 2013). 

V posledních letech, mimo jiné zásluhou miniaturizace elektroniky, došlo 

k rozmachu monitorování zvířat a identifikaci jejich chování pomocí měření 

akcelerace (Shepard et al. 2008; Nathan et al. 2012). Akcelerometry se již několik 

desetiletí využívají pro měření třesu a motorické aktivity u neurologických pacientů 

(Frost 1978; LeMoyne et al. 2013) nebo ke studiu chůze a dalších pohybů u člověka 

(Foerster et al. 1999; Mathie et al. 2004). Pro hodnocení aktivity a chování u zvířat 

se začaly využívat ke konci 90. let (Sellers et al. 1998; Scheibe et al. 1998) 

a v posledních letech jsou na značném vzestupu, což je dáno především tím, že většina 

vzorců chování je definována pohyby nebo posturálními vzory, které lze pomocí 

akcelerometrů kvantifikovat (Laich et al. 2008; Nathan et al. 2012). 

Akcelerometr je přístroj pro měření zrychlení (m/s2). Pro akcelerometry 

se nejčastěji využívají piezoelektrické materiály. Piezoelektrický krystal je schopen 

při deformaci (jak gravitačním zrychlením, tak i setrvačným zrychlením v důsledku 

pohybu) generovat elektrický náboj, jenž je úměrný síle, která na něho působí (Brown 

et al. 2013). V praxi se běžně využívají akcelerometry zaznamenávající pohyb 

(zrychlení) ve dvou osách (např. Watanuki et al. 2006; Sato et al. 2007) a v posledních 

letech také ve třech osách. U těchto takzvaných triaxiálních akcelerometrů jsou 

senzory uspořádány kolmo na sebe a záznam z tohoto simultánního měření, může 

realisticky představovat trojrozměrný pohyb (např. Laich et al. 2008; Shepard et al. 

2008). Jednotlivé senzory mohou být uživatelsky naprogramovány tak, 

aby vzorkovaly při frekvencích 0,5 až 10 000 Hz. Obecně platí, že pro přesnou 

charakterizaci pohybů pomocí akcelerometrů je důležité nastavit vzorkovací frekvenci 
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tak, aby byla minimálně dvakrát větší než nejvyšší očekávaná frekvence pohybu 

(Han 2010).    

Akcelerometr lze vybranému jedinci připevnit pomocí krčního límce (Kappeler 

& Erkert 2003), různých druhů bandáží (de Passillé et al. 2010), speciálních postrojů 

(Halsey & White 2010), lepících pásek (Brischoux et al. 2010) nebo pomocí různých 

druhů rychle schnoucích lepidel (Suzuki et al. 2009). Správné umístění a uchycení 

dataloggeru je velice důležité. Jednak z důvodu co nejmenšího ovlivnění svého 

nositele, tak také z hlediska kvality sbíraných dat. Zejména, aby nedošlo ke špatné 

interpretaci dat, jelikož senzory akcelerometru jsou velice citlivé k jakýmkoliv 

posunům vzhledem k poloze těla zvířete (Brown et al. 2013). 

 

1.3 Možnosti využití akcelerometrů 

Akcelerometry se běžně využívají v každodenním životě a lze je nalézt 

v mobilních telefonech (Kwapisz et al. 2011) nebo chytrých hodinkách (Bieber et al. 

2013), kde slouží především k vyhodnocení denních aktivit nositele. V lékařství 

mohou složit k monitorování pacientů (Van de Vel et al. 2013) i diagnostice nemocí 

jako je například Parkinsonova choroba (Okuno et al. 2007). U zvířat lze za pomoci 

akcelerometrů monitorovat pohyb jednotlivých částí těla. Při kombinaci dvou 

akcelerometrů (jeden umístěný na hlavě a druhý na čelisti) je možné detekovat 

potravní aktivitu, tedy čas a dobu strávenou krmením (Suzuki et al. 2009; Viviant 

et al. 2010). Je možné sledovat chování i celkovou aktivitu zvířat (Laich et al. 2008; 

Wang et al. 2015). Jelikož je metabolismus většinou úzce korelován s mechanickou 

prací, lze na základě aktivity také stanovit celkový energetický výdej jedince (Wilson 

et al. 2006; Elliott et al. 2013). 

Akcelerometry mohou být využity i společně s jinými senzory. Díky tomu 

je možné popsat aktivitu i v širším ekologickém kontextu. Ve spojení 

s magnetometrem je lze využít k určení směru pohybu a kvantifikaci široké škály, 

především rotačních pohybů (Williams et al. 2017). Akcelerometry v kombinaci 

se senzory snímajícími intenzitu osvětlení, teplotu vzduchu či vlhkost umožňují 

sledovat aktivitu v závislosti na okolních podmínkách. Příkladem může být 

dlouhodobý výzkum denních i sezónních rytmů Madagaskarských lemurů (Kappeler 

& Erkert 2003; Erkert & Kappeler 2004). Při spojení akcelerometrů a lokátorů polohy, 
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jako je GPS nebo hloubkoměr, lze podrobně zkoumat aktivitu a rozmístění jedinců 

v prostoru. To může výrazně pomoci k porozumění chování a prostorové ekologie 

například mořských živočichů (O’Toole et al. 2010) nebo velkých kočkovitých šelem, 

které přirozeně žijí skrytě (Wang et al. 2015). Za pomocí akcelerometrů a GPS 

se při zkoumání potravního chování a disperze tukana hnědohřbetého (Ramphastos 

swaisonii) a tukana krátkozobého (Ramphastos sulfuratus) objasnily i základní 

poznatky o disperzi semen. Díky kombinaci dat z akcelerometrů, GPS a znalosti doby, 

za kterou projdou semena trávicím traktem tukanů, je možné odhadnout rozptyl semen 

od matečního stromu. Mimo to plody, na nichž tukani hodovali dozrávají v ranních 

hodinách, což odpovídá i nejvyšší zjištěné potravní aktivitě tukanů. Tyto poznatky 

mohou prohloubit znalosti o dynamice tropického lesa a koevoluci rostlin a jejich 

přenašečů semen (Kays et al. 2011).      

V současnosti díky pokroku v technologii a také neustálé miniaturizaci 

mechanických součástek došlo k vývoji dataloggerů, které umožňují monitoring více 

proměnných v intervalu mnohokrát za sekundu a mohou vážit pouze okolo 1 g (Brown 

et al. 2013). Díky tomu lze zaznamenávat komplexní kvantitativní měření zvířat, která 

se chovají ve svém prostředí zcela přirozeně (Ropert-Coudert & Wilson 2005). Je tak 

možné poskytnout širokou škálu podrobných informací o environmentálním kontextu 

chování zvířat a fyziologii, které mohou překročit popisné schopnosti lidského 

pozorovatele a prohloubit naše znalosti i pro známé druhy (Brown et al. 2013).  

 

1.4 Zpracování dat z akcelerometrů  

Interpretace dat z akcelerometrů, především u volně žijících zvířat, může být 

obtížná, protože naměřené zrychlení je výsledkem dynamické složky (zrychlení 

ve směru pohybu objektu), statické složky (gravitačního zrychlení Země) 

a náhodného šumu, který je nutné odstranit. Mimo tento náhodný šum může v datech 

vznikat i šum způsobený například prouděním vody okolo dataloggeru upevněném 

na těle vodního živočicha nebo při připevnění na ne zcela stabilní podklad, kupříkladu 

ptačí peří (Williams et al. 2017). Mimo to mohou mít zvířata velký repertoár 

pohybových vzorců, které se liší jednak složitostí a také délkou trvání (Shepard et al. 

2008). 
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1.4.1 Metriky pro hodnocení chování 

Pro hodnocení jednotlivých prvků chování lze využít širokou škálu 

odvozených metrik. Triaxiální akcelerometry měří ve třech osách, přičemž jednotlivé 

senzory jsou postaveny kolmo na sebe. Osa x měří zrychlení podélně k tělu zvířete, 

respektive je zarovnána s osou těla dataloggeru. Osa z směřuje dolů, kolmo na osu x 

a měří zrychlení v dorzoventrálním směru. Osa y pak protíná osu x a z v pravém úhlu. 

Tyto tři osy tedy vytvářejí pravoúhlý souřadnicový systém (Shepard et al. 2008; 

Mark 2013).  

Přestože jsou akcelerometry silným nástrojem v monitorování zvířat, 

nezvládnou vysvětlit všechny druhy chování a pohybů. Samy o sobě především 

nedokážou určit směr pohybu jedince. Pro tento účel lze však využít magnetometr. 

Mimo záznam směru magnetometr měří velikost magnetické indukce 

nebo magnetického momentu a zároveň není citlivý na dynamické ani gravitační 

zrychlení. Z tohoto důvodu je lze použít ve spojení s akcelerometry a získat 

tak kvalitnější metriky pro kvantifikaci chování zvířat. V praxi se využívají jednoosé 

až tříosé magnetometry, přičemž jednoosý magnetometr produkuje maximální 

hodnotu ve chvíli, kdy směřuje k magnetickému severu a má svou měřicí osu přesně 

rovnoběžnou s čarami magnetického pole. Minimální hodnotu pak nabývá, jestliže 

míří na magnetický jih (Williams et al. 2017). V současnosti nejčastěji využívané 

tříosé magnetometry jsou schopné definovat orientaci jedince vůči magnetickému poli 

Země. Magnetometry jsou citlivé na rotační pohyby, což může být obzvláště cenné 

u organismů pohybujících se ve vzduchu či ve vodě, kde se rotační úhly kolem osy x 

a y často vychylují od vodorovné polohy. V kombinaci s akcelerometry tedy 

představují nástroj pro přesnou kvantifikaci široké škály pohybů u různých 

terestrických i vodních druhů  (Williams et al. 2017). 

Akcelerometry ve všech osách zaznamenávají jak dynamické zrychlení, 

které je zapříčiněno pohybem zvířat, tak statické zrychlení, které je způsobeno silou 

gravitačního pole Země. V případě, že je měřený jedinec v klidu celkové dynamické 

zrychlení je rovno nule a celkové statické zrychlení je rovno gravitačnímu zrychlení, 

tedy 9,8 ms-2. Pro práci s dynamickou složkou je nutné statické zrychlení odstranit, 

nicméně samo o sobě ukazuje míru sklonu akcelerometru vzhledem k zemskému 

gravitačnímu poli a lze jej využít k určení orientace jedince v prostoru 
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(Shepard et al. 2008). Změny v této orientaci jsou popsány pomocí úhlů rotací okolo 

zmíněných os (Obr. 1). Tyto úhly se nazývají Eulerovy úhly (Přikryl 2008):  

▪  φ úhel rotace kolem osy x  

▪  θ úhel rotace kolem osy y  

▪  ψ úhel rotace kolem osy z  

 

 

Při určení relativní orientace objektu v prostoru se využívá specifická sekvence těchto 

úhlů.  Pro natočení („Roll“), jenž je definováno jako rotace okolo osy x (Obr. 1), 

lze vypočítat pomocí funkce arcus tangens a vzorce: 

𝑎𝑡𝑎𝑛 (
𝑜𝑠𝑎 𝑦

√𝑜𝑠𝑎 𝑥2 + 𝑜𝑠𝑎 𝑧2
) ∗

180

𝜋
 

 

Obdobně lze stanovit i naklonění („Pitch“), které je definováno jako rotace okolo 

osy y (Obr. 1):  

𝑎𝑡𝑎𝑛 (
𝑜𝑠𝑎 𝑥

√𝑜𝑠𝑎 𝑦2 + 𝑜𝑠𝑎 𝑧2
) ∗

180

𝜋
 

 

Obr. 1: Kuře čejky černoprsé. Orientace jednotlivých akcelerometrických os a úhlů rotací.  

Foto: Tom Jůnek 
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Avšak ke stanovení rotace okolo poslední osy z – vybočení („Yaw“) (Obr. 1), je nutné 

využít informací z magnetometru: 

𝑎𝑡𝑎𝑛 (
−𝑚𝑎𝑔 𝑦

𝑚𝑎𝑔 𝑥
) ∗

180

𝜋
 

V souvislosti s triaxiálními akcelerometrovými daty se velice často používá 

ODBA („overall dynamic body acceleration“). Jedná se o důležitou souhrnnou 

metriku, která vyjadřuje celkovou dynamickou akceleraci těla. Představuje míru 

agregovaného zrychlení daného subjektu a pro její vypočet je  nutné odečíst statickou 

složku zrychlení od jednotlivých os a následně sečíst absolutní hodnoty všech 

výsledných dynamických složek zrychlení (Wilson et al. 2006). 

ODBA = |𝐴𝑥| + |𝐴𝑦| + |𝐴𝑧| 

Velmi podobná souhrnná metrika je VeDBA - vektorová dynamická tělesná 

akcelerace („vectorial dynamic body acceleration“), tedy vektorový součet 

dynamických složek zrychlení (Qasem et al. 2012). 

VeDBA = √(𝐴𝑥
2 + 𝐴𝑦

2 + 𝐴𝑧
2) 

Obě tyto metriky se nejčastěji využívají v souvislosti s vyjádřením energetického 

výdeje zkoumaného jedince, především z důvodu zjištěné korelace mezi těmito 

metrikami a spotřebou kyslíku (jako vyjádření rychlosti metabolismu) u široké škály 

druhů (např. Fahlman et al. 2008; Halsey et al. 2009; Enstipp et al. 2011).  

Měření z akcelerometrů lze využít i k odvození rychlosti sledovaného jedince 

a spolu s informacemi z magnetometru, hloubkoměru nebo výškoměru je možné 

odhadnout polohu, respektive trasu zvířete (Brown et al. 2013). Navigace výpočtem 

(„Dead-reckoning“) je relativně jednoduchá metoda založená na odhadnutí aktuální 

pozice v prostoru na základě rychlosti, směru pohybu (určené pomocí magnetometru), 

změn na svislé ose (výška/hloubka) a času uplynulého od poslední známé pozice (často 

místo vypouštění jedince) (Wilson et al. 2007). Pokud datalogger není vybaven 

snímačem rychlosti, je možné potřebnou rychlost vypočítat integrací zrychlení 

ve známém časovém intervalu nebo pomocí známé délky kroku a frekvence kroku 

změřené akcelerometrem. Takto definovaná rychlost však podléhá značným chybám, 

především díky změnám ve sklonu terénu i podkladu, po kterém se jedinec pohybuje. 

Tyto chyby se následně akumulují a s tím se zhoršují i odhady aktuální polohy 

(Brown et al. 2013). 
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 1.4.2 Klasifikace chování na základě akcelerometrických dat 

Předností akcelerometrů je shromažďování velkého množství dat o pohybech 

a aktivitách zvířat bez vlivu pozorovatele. Abychom však pochopili, jak se data 

z akcelerometrů a dalších senzorů vztahují k jednotlivým typům chování, je nutné najít 

metodu přiřazení těchto dat ke konkrétním druhům chování nebo kategoriím chování 

s vysokou mírou přesnosti. Pro tento úkol je nutná předchozí znalost chování daného 

druhu. Tyto informace lze získat z výzkumu na příbuzných druzích domácích zvířat, 

jedincích odchovávaných v zajetí nebo krátkých pozorování jedinců v přírodě, 

popřípadě prostřednictvím videozáznamu. Pečlivá synchronizace jednotlivých 

pozorování se záznamy z dataloggerů nám prozradí, jaké chování odpovídá výsledným 

křivkám z měření. Toto manuální zkoumání je v prvotních fázích velice důležité, 

ovšem vzhledem k velkému množství dat je nezbytný automatický systém 

kategorizace dat z dataloggerů a jejich automatické přiřazování k jednotlivým typům 

aktivit  (Brown et al. 2013). V posledních letech se tak vyvíjí možnost automatické 

detekce jednotlivých prvků chování s využitím strojového učení (např. Nathan 

et al. 2012; Brewster et al. 2018).  

Strojové učení je založeno na práci s algoritmy a je velice úzce propojeno 

se statistikou. Při strojovém učení se předpokládá co nejméně informací o povaze 

distribuce dat a umožnění tak danému algoritmu určit který model nejlépe aproximuje 

proces generování dat (Shalev-Shwartz & Ben-David 2014). Tento proces strojového 

učení prostupuje různá odvětví lidské činnosti a nalézá uplatnění v nejrůznějších 

disciplínách od bankovního a finančního sektoru přes dopravu až po zdravotnictví. 

Na poli biologie je často spojováno s bioinformatikou (např. He et al. 2019; Liu 2019), 

klinickou medicínou (např. Weng et al. 2017)  a v neposlední řadě také 

s vyhodnocováním akcelerometrových dat jak u lidí (např. Mannini & Sabatini 2011), 

tak v posledních letech také u zvířat (např. Halsey et al. 2009; Nathan et al. 2012).  

Ve strojovém učení je možné využít dvou přístupů. V prvním přístupu, takzvaném 

učení bez učitele, není ke vstupním datům předem daný výstup. Využívá 

se statistických algoritmů, které seskupí data podobných charakteristik a ke každé 

skupině přiřadí obecný typ chování  (např. Sakamoto et al. 2009). Druhý přístup, který 

je využívaný častěji, je takzvané učení s učitelem. Jedná se o metodu, kdy k tréninku 

algoritmu je použita cvičná sada dat z pozorovaného chování. Jedná se tedy o data, 
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pro které jsou známé výstupy. Na zbývající data se pak použijí tyto „vytrénované“ 

algoritmy, které jim přiřadí konkrétní kategorii chování (Brown et al. 2013).   

 

1.4.3 Skrytý Markovův model  

Skrytý Markovův model (angl. hidden Markov Model, zkr. HMM) 

je pravděpodobnostní model, který nemá, na rozdíl od jiných metod strojového učení, 

jako základní předpoklad absenci časové autokorelace analyzovaných dat, nýbrž 

jí předpokládá a explicitně s ní pracuje. Tento model je využívaný ve strojovém učení 

často ve spojitosti s rozeznáváním a syntézou řeči (např. Schuller et al. 2003; Tokuda 

et al. 2013) nebo psaného textu (např. Kessentini et al. 2010).  Nicméně ho lze využít 

i pro analýzu akcelerometrových dat a detekci jednotlivých prvků chování zvířat 

(Leos-Barajas et al. 2017).  

  HMM je stochastický model časových řad, který je definován dvěma 

základními vlastnostmi. V prvé řadě předpokládá, že pozorování v čase t bylo 

generováno procesem, jehož stav St je před pozorovatelem „skrytý“. V druhé řadě pak, 

že stav tohoto „skrytého“ procesu splňuje takzvanou Markovovskou vlastnost. 

To znamená, že vzhledem k hodnotě St-1 je současný stav St nezávislý na všech stavech 

před t-1. Jinými slovy stav v čase t je závislý pouze na stavu v čase t-1 

(Ghahramani 2001). Pro predikci těchto skrytých stavů v HMM modelu lze využít oba 

výše zmíněné přístupy, tedy učení s učitelem i bez učitele. V obou případech je však 

cílem identifikace odlišných pohybových vzorců jedince, přičemž výsledné 

odhadované stavy HMM závisí na vlastnostech vybraných pro interpretaci (Leos-

Barajas et al. 2017). Odhadované parametry u jednorozměrného HMM modelu jsou 

průměry a rozptyly vysvětlující proměnné pro daný stav, pravděpodobnosti 

jednotlivých stavů pro čas t1 a pravděpodobnosti jednotlivých přechodů. 

 

 Pro trénink modelu je možné využít např. Baum-Welchův algoritmus, jenž 

je zvláštním případem algoritmu očekávané maximalizace („EM algorithm“). Tento 

algoritmus využívá trénink bez učitele, který probíhá v několika iteracích s cílem 

maximalizovat věrohodnost (angl. maximum likelihood) odhadnutých parametrů. 

Druhým typem algoritmu je křížová validace („Leave-one-out training“). V prvním 

kroku tento algoritmus rozdělí data do podmnožin (například jednotlivých 
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videonahrávek), poté postupně vždy jednu podmnožinu vynechá a na ostatních 

odhadne parametry modelu. Následně vznikne rozdělení parametrů, ze kterého 

je možné vybrat kupříkladu průměr (Ko et al. 2009). 

Pro stanovení maximálně věrohodné posloupnosti stavů pro konkrétní dataset 

lze využít Viterbiho algoritmus. Jedná se o algoritmus dynamického programování, 

jehož účelem je vyvodit závěr na základě tréninkového modelu. Jinými slovy určuje 

nejpravděpodobnější volbu stavu vzhledem k datům a trénovacímu modelu (Leos-

Barajas et al. 2017).  

 

1.3 Modelové druhy  

1.3.1 Čejka černoprsá 

Čejku černoprsou (Vanellus indicus, Boddaert 1783) řadíme do řádu 

dlouhokřídlí (Charadriiformes) a čeledi kulíkovití (Charadriidae). Tento středně velký 

druh bahňáka je rozšířen od západní Asie (Irák, jižní Írán, Perský záliv), přes jižní Asii 

(Pákistán, Afghánistán, celý Indický subkontinent) až po Thajsko, Kambodžu 

a Vietnam (Rasmussen & Anderton 2005; BirdLife International 2016). 

Tato čejka má zřetelné červené laloky v oblasti očí, červený kořen zobáku a žluté 

nohy. Hřbet a křídla má světle hnědá, letky jsou černé, stejně jako hlava, hrdlo a prsa. 

Naopak krk po stranách, břicho a spodní strana křídel jsou bílé (Obr. 2). Jedná 

se o silně teritoriální druh s výrazným hlasovým projevem, kterým varuje 

před predátory. Běžně je lze vidět v párech nebo rodinných uskupeních, mimo hnízdní 

sezónu i ve vícečetných skupinkách (Message & Taylor 2005).  

Vyskytuje se v teplých oblastech subtropického a tropického pásma. Hnízdí 

v otevřené krajině, často i na zemědělsky využívané půdě v blízkosti mokřadů, řek, 

rybníků či tůní (del Hoyo et al. 1996; Message & Taylor 2005). Tam nachází dostatek 

potravy, která se skládá především z hmyzu a vodních bezobratlých (del Hoyo et al. 

1996).  

  Jako většina bahňáků hnízdo staví na zemi a na jeho budování se podílejí obě 

pohlaví, stejně jako na inkubaci a následné péči o mláďata. Snůšku tvoří 3 – 4 

krypticky zbarvená vejce, ze kterých se po 25-28 dnech líhnout kuřata (Khalil et al. 

2019; Sethi et al. 2011). Již krátce po vylíhnutí kuřata opouštějí hnízdo a sama 
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si shánějí potravu. Díky horkému podnebí, ve kterém hnízdí, rodiče zahřívají mláďata 

především v noci, naopak přes den je chrání před horkými slunečními paprsky. 

Ochraňují je také před predátory, a to až do jejich vzletnosti (Saxena & Saxena 2013), 

které kuřata dosahují okolo 38. dne života (Kalsi & Khera 1990; Dhandhukia & Patel 

2015).  

 

 

 

 

1.3.2 Pisila čáponohá  

Pisila čáponohá (Himantopus himantopus, Linnaeus 1758) patří do řádu 

dlouhokřídlí (Charadriiformes) a čeledi tenkozobcovití (Recurvirostridae). Tento 

nezaměnitelný druh se vyznačuje neobyčejně dlouhýma červenýma nohama, úzkým 

rovným zobákem a kontrastním černobílým zbarvením (Message & Taylor 2005). 

K hnízdění vyhledává bahnité či písčité okraje mělkých sladkovodních, 

ale i brakických vod. Tento mokřadní druh je schopen obývat i relativně nestálé 

prostředí často značně vzdálené jeho trvalým hnízdním oblastem. Hnízdí tak například 

i v oázách v poušti, které jim mohou poskytnout více či méně stabilní hnízdí lokalitu 

(Adamou et al. 2009). Obecně se vyhýbají chladnému a deštivému podnebí, naproti 

tomu dokážou tolerovat silný vítr a odolávat extrémně vysokým teplotám a přímému 

slunci bez potřeby vyhledávání stínu (del Hoyo et al. 1996). 

Během rozmnožování obvykle vytvářejí volné kolonie (běžně okolo 10-40 párů), 

běžně i smíšené s jinými druhy bahňáků (del Hoyo et al. 1996; Cuervo 2004). 

Do hnízda, které představuje důlek v zemi vystlaný stébly trávy a úlomky dalších 

Obr. 2: Čejka černoprsá (Venellus indicus) dospělec 

Foto: Tým behaviorální ekologie. 
Obr. 3: Kuřata čejky černoprsé.      

Foto: Tým behaviorální ekologie. 



15 

 

rostlin, samice snáší nejčastěji 4 krypticky zbarvená vejce (Adamou et al. 2009; 

Ashoori 2011).  

Na inkubaci i péči o mláďata se podílejí obě pohlaví. Během hnízdění bývají 

teritoriální a agresivní a mláďata brání až do jejich vzletnosti (Cuervo 2003; 

Ashoori 2011). Kuřata se líhnou po 25 až 26 dnech a již po několika hodinách je rodiče 

odvádějí z hnízda (Ashoori 2011). Mláďata jsou nekrmivá a stejně jako dospělí jedinci 

potravu nacházejí v okolí vody, kde se živí především drobnými vodními 

bezobratlými, hmyzem a jejich larvami (Dostine & Morton 1989; Ueng et al. 2009). 

Pisila představuje kosmopolitní druh, který se vyskytuje v Euroasii, Africe, 

Austrálii, Severní i Jižní Americe (BirdLife International 2016). V Evropě je rozšířena 

ostrůvkovitě a v České republice nepravidelně hnízdí v jižních Čechách a na jižní 

Moravě (Kloubec et al. 2015). 

 

 

 

  

Obr. 4: Pisila čáponohá dospělec.  

Foto: Tým behaviorální ekologie. 

Obr. 5: Hnízdo pisily čáponohé.  

Foto: Tým behaviorální ekologie. 
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2. Cíle práce 

Cílem předkládané práce je shromáždit informace o aktivitě prekociálních mláďat, 

využití a možností vyhodnocení dat z akcelerometrů a prozkoumat možnosti využití 

akcelerometrů a skrytého Markovova modelu pro monitoring aktivity na příkladu 

prekociálních mláďat bahňáků. Konkrétní cíle zahrnovaly: 

 

1.) S využitím multisenzorických dataloggerů vyvinutých týmem behaviorální 

ekologie sesbírat dostatečné množství dat u kuřat dvou modelových druhů 

(čejka černoprsá a pisila čáponohá) na lokalitě Al Marmoom v Dubaji (UAE). 

 

2.) Na základě pořízených videozáznamů a dat z loggerů ověřit možnosti použití 

HMM a navrhnout postupy pro další využití. 

 

3.) Popsat rytmicitu a diverzitu základních typů jejich chování v průběhu dne 

a vzhledem k věku kuřete. 
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3. Metodika 

3.1 Lokalita  

Al Marmoom, Dubaj, UAE. Rezervace se nachází asi 30 km od města Dubaj 

(obr. 6). Jedná se o chráněnou pouštní lokalitu se soustavou uměle vytvořených jezer 

Al Qudra Lakes. Tato člověkem vytvořená oáza je zásobena odsolenou vodou z moře. 

Přestože se jedná o uměle vytvořený biotop, je zde možné vidět až několik desítek 

ptačích druhů, včetně silné hnízdní populace obou modelových druhů. (Ilustrační foto 

viz kapitola 7. Přílohy, obr. 12, 13, 14).  

 

3.2 Sběr dat v terénu 

Terénní sběr dat probíhal v hnízdní sezóně (březen-červen) 2019 a v březnu 

2020. Během práce v terénu byla dohledávána a chytána kuřata obou modelových 

druhů (čejka černoprsá a pisila čáponohá). Pomocí posuvného měřítka s přesností 

na 0,1 mm byla měřena délka zobáku od špičky po proximální okraj nozdry („BNprox“ 

dle Eck et al. 2011), délka hlavy („HL“ dle Eck et al. 2011) a tarsus („Tar1“ dle Eck 

et al. 2011). Všichni jedinci byli zváženi pomocí pružinové váhy značky Pesola 

s přesností na gramy, fotograficky zdokumentováni a označeni hliníkovým kroužkem 

s unikátní číselnou kombinací. Vždy 1-2 kuřata ze snůšky (minimální váha kuřat, která 

mohla dostat datalogger, byla stanovena na 14 g) byla vybavena multisenzorickým 

Obr. 6: Lokalizace Al Marmoom Conservation Reserve v Dubaji. Zdroj: maps.google.com 
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dataloggerem, který byl pomocí vteřinového lepidla upevněn na prachové peří v dolní 

třetině zad, a to s co možná největší přesností tak, aby jeho poloha byla podobná 

pro všechny jedince (obr. 7).  Celkem bylo dataloggerem vybaveno 82 kuřat čejky 

černoprsé a 13 kuřat pisily čáponohé. Po získání všech biometrických údajů, fotek 

a označení, byla kuřata vypuštěna v místě odchytu. Vybraná kuřata s dataloggery 

(n = 34) byla několik minut nahrávána na kameru pro následnou analýzu jednotlivých 

prvků chování. Celkem bylo pořízeno 80 minut záznamu. 

Použitý multisenzorický datalogger byl vyvinut týmem behaviorální ekologie. 

Má rozměry 20,1 x 19,1 mm a spolu s lepidlem váží 1,1 g.  Zaznamenává údaje 

o vlhkosti, teplotě, intenzitě světla, magnetometrii a akceleraci (obojí ve 3 osách). 

Teplota, vlhkost a světlo jsou měřeny s frekvencí 1 Hz, magnetometrie 10 Hz 

a akcelerometr měří s frekvencí 10 až 100 Hz po dobu až 72 hodin (při 100 Hz). 

Pro tuto práci byla vyhodnocena data z akcelerometru a magnetometru, přičemž 

zvolená frekvence záznamu byla převážně 100 Hz. Dále byly využity údaje o teplotě.  

Po 24–48 hodinách byla kuřátka dohledána a znovu odchycena. Po sejmutí 

akcelerometrů byla všechna kuřata převážena a vypuštěna. 

 

Obr. 7: Kuřata čejky černoprsé vybavena multisenzorickým dataloggerem.  
Foto: Tým behaviorální ekologie. 
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3.2 Analýza videí   

Veškerá pořízena videa (n=34) byla zpracována v programu BORIS 

(„Behavioral Observation Research Interactive Software“, Friard & Gamba 2016). 

V tomto programu byly analyzovány jednotlivé druhy chování, a to ve dvou 

kategoriích: činnosti bodové (krok, čištění, krmení) a činnosti trvající určitý čas (běh, 

plavání, ležení a zahřívání rodiči). Videa byla analyzována s přesností na desetinu 

sekundy. Mimo to byl zaznamenáván i pohyb jedince na slunci, ve stínu či polostínu 

a jeho vzdálenost od vody ve 3 kategoriích: ve vodě, na břehu a z dosahu vodní plochy. 

Data z analýzy těchto videí posloužila jako sada tréninkových dat pro následné 

strojové učení s učitelem („supervised“).  

 

3.3 Zpracování dat z akcelerometrů  

Všechna data byla zpracována v programu R (R Core Team 2016).  V prvním 

kroku bylo nezbytné připravit soubor tréninkových dat, tedy takových, které mají jasně 

dané výstupy. K tomu bylo potřeba upravit výsledky z analyzovaných videí a spojit 

je s výstupy z akcelerometrů.  

V první řadě, tak bylo nutné upravit výstupy z dataloggerů a provést 

autokalibraci akcelerometrových dat pro lokální podmínky (gravitační zrychlení, 

teplota). K autokalibraci byly využity úseky, kde nebyla vyvíjena žádná aktivita 

(sd VeDBA < 0,013 g) a VeDBA by tak měla být rovna 1. Za pomocí iterativního 

algoritmu a vážené regrese se data upraví, aby tomu tak skutečně bylo a VeDBA 

se v úsecích klidu blížila 1 (viz van Hees et al. 2014). 

 Pro výpočet VeDBA byl použit vzorec: 

VeDBA = √(𝐴𝑥
2 + 𝐴𝑦

2 + 𝐴𝑧
2) 

Dalším krokem v úpravě dat bylo zhlazování. Byly pro něj použity „mediánové filtry“, 

jejichž použití je vhodné v případě vysokého šumu v datech (Chen et al. 2015). Ještě 

před zhlazením byl stanoven průměrný úhel natočení („mean roll“): 

𝑚𝑒𝑎𝑛 𝑟𝑜𝑙𝑙 = 𝑚𝑒𝑎𝑛 ((𝑎𝑡𝑎𝑛
√𝑜𝑠𝑎 𝑥2 + 𝑜𝑠𝑎 𝑧2

𝑜𝑠𝑎 𝑦
∗

180

𝜋
)) 
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a průměrný úhel naklonění („mean pitch“): 

𝑚𝑒𝑎𝑛 𝑝𝑖𝑡𝑐ℎ = 𝑚𝑒𝑎𝑛 (𝑎𝑡𝑎𝑛 (
√𝑜𝑠𝑎 𝑦2 + 𝑜𝑠𝑎 𝑧2

𝑜𝑠𝑎 𝑥
∗

180

𝜋
)) 

 

Následně byl stanoven úhel naklonění („pitch“) a natočení („roll“) tak, že byl 

vypočítán „pitch“ a „roll“ s vyhlazenými akcelerometrickými daty pomocí klouzavého 

mediánu s velikostí okna 201 a od této hodnoty byl odečten „mean pitch“, 

respektive „mean roll“. Takto získaný „pitch“ a „roll“ je zbaven šumu, který vzniká 

lehce rozdílným umístěním dataloggeru na jednotlivá kuřata.  

 Pomocí údajů z magnetometru byl dopočítán i poslední rotační úhel, tedy vybočení 

(„yaw“): 

 𝑚𝑎𝑔 𝑥 = 𝑀𝐴𝐺 𝑋 ∗ 𝑐𝑜𝑠(𝑝𝑖𝑡𝑐ℎ) + 𝑀𝐴𝐺 𝑌 ∗ sin(𝑟𝑜𝑙𝑙) ∗ 𝑠𝑖𝑛(𝑝𝑖𝑡𝑐ℎ) + 𝑀𝐴𝐺 𝑍 ∗

𝑐𝑜𝑠(𝑟𝑜𝑙𝑙) ∗ 𝑠𝑖𝑛(𝑝𝑖𝑡𝑐ℎ) 

𝑚𝑎𝑔 𝑦 = 𝑀𝐴𝐺 𝑌 ∗ 𝑐𝑜𝑠(𝑟𝑜𝑙𝑙) − 𝑀𝐴𝐺 𝑍 ∗ 𝑠𝑖𝑛(𝑟𝑜𝑙𝑙) 

𝑦𝑎𝑤 = 𝑎𝑡𝑎𝑛 (
−𝑚𝑎𝑔 𝑦

𝑚𝑎𝑔 𝑥
) ∗

180

𝜋
 

Dále byl na akcelerometrická data použit „low-pass“ filtr, který nepropouští vyšší 

frekvence. Data z jednotlivých os byla zhlazena pomocí klouzavého mediánu 

s velikostí okna 501 a takto zhlazená data byla odečtena od těch původních. Tím byla 

odstraněna statická složka zrychlení. Pro odstranění šumu byla data znovu zhlazena 

opět pomocí klouzavého mediánu a velikostí okna 51.  

Byla vypočítána ODBA za použití vzorce: 

𝑂𝐷𝐵𝐴 = |𝐴𝑥| + |𝐴𝑦| + |𝐴𝑧| 

 Odhad okamžité rychlosti byl získán integrací hodnot dynamické složky zrychlení 

a korigován s pomocí již známých úseků nulového pohybu (viz autokalibrace). Dále 

byly následující metriky spolu s teplotou sumarizovány po vteřinách, aby následně 

mohly být spojeny s výsledky z analyzovaných videí: „ODBA“, „mean VeDBA“, 

„sd VeDBA“, „sd roll“, „sd pitch“, „sd yaw“, „mean roll“, „mean pitch“, mean yaw“, 
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„min pitch“, rychlost na jednotlivých osách: „velocity x“, „velocity y“, „velocity z“ 

a akcelerometrická data z jednotlivých os: „suma x“, „suma y“, „sum z“. 

V druhém kroku, bylo tedy nutné upravit i výsledky z analyzovaných videí. 

Pomocí programu BORIS bylo rozeznáno celkem 7 typů chování (jednotlivé kroky, 

běh, krmení, čištění, plavání, ležení a zahřívání mláďat rodiči.). Každá sekunda, 

ve které nebylo zaznamenáno žádné z těchto druhů chování byla klasifikována jako 

stání. Jednotlivé kroky byly následně rozděleny do dvou kategorií chování: 6 a méně 

kroků za sekundu představovalo chůzi a více než 6 kroků za sekundu bylo 

již klasifikováno jako běh. Na základě akcelerometrových dat bylo velmi těžké odlišit 

krmení od chůze a čištění od stání stejně jako zahřívání rodiči od stání, jelikož byly 

následným modelem vnímány totožně. Z tohoto důvodu bylo krmení přiřazeno k chůzi 

a čištění a zahřívání rodiči ke stání.   

Vzhledem k tomu, že videa jsou ve formátu 12 snímku za sekundu 

a akcelerometr snímá ve frekvenci 100 Hz (tzn. 100 záznamů za sekundu), bylo nutné 

tyto frekvence sjednotit. Jako optimální časový úsek byla zvolena 1 sekunda a chování, 

které převažovalo v dané sekundě, bylo zvoleno jako určující. 

Pro všechny kombinace prediktorů (maximálně 5 v jednom modelu) byly odhadnuty 

skryté Markovovy modely na základě křížové validace („Leave-one-out training“). 

Tyto modely byly následně porovnány na základě správně rozpoznaných stavů jakož 

i na procentuální úspěšnosti jejich přiřazení. Jako vítězný model byl zvolen 

procentuálně druhý nejlepší, a to z toho důvodu že měl vyrovnanější pravděpodobnost 

odhadu jednotlivých stavů (viz kapitola 4.1 Zhodnocení použitého modelu). Parametry 

odhadnuty tímto modelem vstupovaly do Viterbiho algoritmu pro stanovení 

maximálně věrohodné posloupnosti stavů pro kompletní záznamy. 

V závěru bylo ještě nutné odstranit úseky, kde jeden typ chování trval déle 

něž 30 minut, jelikož se ve většině případů jednalo o úseky, kdy byl datalogger nalezen 

spadlý na zemi. Úseky, které představovaly plávání o délce kratší než 3 sekundy byly 

upraveny na chůzi. Jednak z důvodu, že je nepravděpodobné, aby kuřata plavala 

v takto krátkých intervalech a také, protože výsledný model plavání nejčastěji 

zaměňoval právě za chůzi. Následně již data byla pouze sumarizována po hodinách. 

Pro vyhodnocení analýzy signifikantních vlivů na jednotlivé typy chování byly 

použity lineární smíšené modely počítané funkcí „lmer“ z knihovny lme4  (Bates et al. 
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2015). Pro všechny odhady parametrů je velikost efektu stanovena jako medián 

a Bayesovský 95% interval věrohodnosti (95% CrI), založený na posteriorní distribuci 

5000 hodnot simulovaných funkcí „sim“ z R knihovny „arm“ (Gelman et al. 2016). 

Pro všechny modely byla stanovena sada stejných prediktorů – druh, váha jedince 

(která představuje velikost, resp. stáří kuřete), teplota okolí (měřena rovněž 

multisenzorickým dataloggerem) a denní doba (čas), přičemž čas bylo nutné převést 

na radiány formulí: 

(2 ∗ č𝑎𝑠 ∗ 𝜋)/24 

Ve všech modelech byla také zahrnuta interakce mezi druhem a denní dobou, 

váhou kuřete a denní dobou, okolní teplotou a denní dobou. Jako náhodný efekt 

(intercept) byl v tomto modelu použit jedinec. Vysvětlovaná proměnná vždy 

představovala daný typ chování (ležení, stání, chůze, běh, plavání).  
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4. Výsledky 

Celkově byla data získána z 95 dataloggerů, zaznamenávajících chování 

82 jedinců kuřat čejky černoprsé a 13 jedinců kuřat pisily čáponohé. Délka záznamu 

z dataloggerů byla u čejek v průměru 40,4 hodin (sd = 20,9, range = 0,28 – 103,6) 

a u pisil v průměru 24,84 hodin (sd = 12,98, range = 0,7 – 45,96). Pro analýzu videí 

bylo pořízeno celkem 34 nahrávek, o celkové délce 80 minut.  

 

4.1 Zhodnocení použitého modelu 

Jako vítězný model byl zvolen procentuálně druhý nejlepší, a to z důvodu 

vyrovnanějších pravděpodobnostních odhadů jednotlivých stavů. Avšak nejlepší 

model celkově správně přiřadil jen o 0,41 % více chování. Ve výsledném modelu byla 

zahrnuty tyto metriky:  

𝑐ℎ𝑜𝑣á𝑛í ~𝑟𝑜𝑙𝑙 𝑠𝑑 + 𝑠𝑢𝑚 𝑦 + 𝑚𝑒𝑎𝑛 𝑉𝑒𝐷𝐵𝐴 + 𝑠𝑑 𝑉𝑒𝐷𝐵𝐴 

Celkově bylo tímto modelem vysvětleno (správně přiřazeno) 67,23 % veškerého 

chování v rámci tréninkového datasetu. Přitom ležení bylo správně určeno v 88,44 % 

případů, stání v 51,22 % případů, chůze byla správně určena v 69,57 % případů, běh 

v 86,04 % případů a plavání v 81,25 % případů. Dalším důležitým prvkem 

v hodnocení modelu je v kolika procentech případů typ chování přiřazený modelem 

skutečně odpovídalo danému typu chování. 87,36 % modelem predikovaného ležení 

bylo skutečně ležení, 56,77 % predikovaného stání bylo skutečně stání, 72,44 % 

predikované chůze byla skutečně chůze, 86,04 % predikovaného běhu bylo skutečně 

běh a modelem predikované plavání bylo skutečně plaváním v 69,07 %.  Přitom 

plavání bylo nejčastěji zaměňováno za chůzi, stejně tak jako běh. Ležení bylo nejčastěji 

zaměňováno za stání. Mezi těmito chybami lze nalézt i jistou reciprocitu. Například 

u stání, které bylo nejčastěji zaměňováno za chůzi přibližně v tolika případech jako 

byla chůze zaměněna za stání (Tab. 1). 
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4.2 Denní patrnosti v chování 

 S využitím skrytého Markovova modelu bylo na základě akcelerometrických 

dat rozpoznáváno 5 typů chování: ležení, stání, chůze, běh a plavání.  Rozložení aktivit 

během dne, stejně jako jejich procentuální zastoupení, se mezi studovanými druhy 

prokazatelně lišilo (Tab. 2). Kuřata pisily čáponohé v porovnání s kuřaty čejky 

černoprsé byla celkově aktivnější. Daleko méně času trávila stáním (až o 18 %) 

a ležením (až o 15 %). Naproti tomu v průměru o 11,6 % více času strávila plavání 

a také chůzí trávila o 22 % více času. Doba, kterou v průměru strávila kuřata během 

byla srovnatelná pro oba druhy, tedy okolo 3,5 % (Obr. 8). 

 

 Ležení Běh Stání Plavání Chůze 

Ležení 1.75 0.00 0.14 0.00 0.12 

Běh 0.02 6.12 0.9 0.09 3.00 

Stání 0.21 0.05 14.04 0.39 10.05 

Plavání 0.02 0.00 0.76 8.41 2.98 

Chůze 0.07 0.95 11.57 1.45 36.91 

Tab. 1: Relativní konfusní matice výsledného modelu. Sloupce představují reálné stavy, zatímco řádky jsou 
stavy fitované modelem a tučně zvýrazněné prvky na diagonále jsou správně detekované stavy. Součet celé 
matice dává dohromady 1 (100 %). 

Obr. 8: Celkové rozdělení aktivit v závislosti na druhu 
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Rovněž rozložení aktivity během dne se u obou druhů značně lišilo 

(Obr. 9 – 10). U čejky černoprsé nastává výrazný zlom v aktivitě okolo 7. hodiny 

ranní, což přibližně odpovídá východu slunce. V tuto hodinu klesla doba strávená 

ležením na pouhých 10 % a naproti tomu čas strávený chůzí se téměř zdvojnásobil, 

až na 40 % z celkové hodiny. Vzrostl i čas, který kuřata strávila plaváním, přibližně 

na 10 %. Během dne jsou kuřata relativně aktivní a většinu času tráví chůzí 

nebo stáním. Druhý výraznější zlom v aktivitě pak nastává mezi 19. – 20. hodinou, 

tedy přibližně po západu slunce. Po 20. hodině se aktivita opět snižovala a čas trávený 

ležením vzrostl až na 50 % z celkové hodiny (Obr. 9).  

  

U kuřat pisily čáponohé je výrazný zlom v aktivitě již mezi 4. a 5. hodinou 

ranní. Již od 5. hodiny ranní byla kuřata velmi aktivní, přičemž nejčastější aktivitou 

byla chůze, kterou trávila v průměru až 60 % času. Přes poledne věnovala ležení 

jen minimum času (přibližně 2 %), zato vzrostla doba strávená plaváním téměř 

na 30 %. Výraznější zlom v aktivitě ve večerní hodinách u pisil nenastává, až kolem 

půlnoci vzrostla doba strávená ležením (v průměru na 25 %) (Obr. 10). 

Při porovnání procentuálního rozložení aktivit u jednotlivých kuřat nebyly 

pozorovány žádné významné rozdíly mezi mladšími a staršími jedinci (viz kapitola 

7. Přílohy, Obr. 15 a 16). 

 

Obr. 9: Rozložení aktivity během dne u kuřat čejky černoprsé (Vanellus indicus) 
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4.3 Patrnosti v zastoupení jednotlivých typů chování  

Ležení  

Kuřata pisily čáponohé trávila ležením v průměru pouze 14 % celkového času, 

zatímco kuřata čejky černoprsé v průměru 29 %, tedy v průměru až o 15 % času více 

(Obr. 8). Proporce času věnovaného ležení byla signifikantně ovlivněna časem, 

druhem a teplotou. Přičemž teplota proporci tohoto času zvyšuje (Estimate = 0.042, 

95 % CrI 0.014 – 0.071) (Tab. 2).   

 Stání 

V průměru čejčí kuřata strávila stáním 34 %, ve srovnání s pisilami celkově 

o 18 % více (Obr. 8). Proporce času, kterou kuřata věnovala stání byla signifikantně 

ovlivněna denní dobou a druhem (Tab. 2), přičemž čejky stály více během dne, naproti 

tomu pisily trávily čas stáním spíše v noci (Obr. 11). 

Chůze 

Chůze tvořila převážnou většinu (51 %) z celkové aktivity kuřat pisily, zatímco 

kuřata čejky trávila chůzi jen 29 % celkového času (Obr. 8). Proporce času věnovaného 

chůzi byla signifikantně ovlivněna pouze druhem a denní dobou (Tab. 2).  Přičemž 

nejaktivnější byla kuřata okolo 13. hodiny (Obr. 11). 

 

Obr. 10: Rozložení aktivity během dne u kuřat pisily čáponohé (Himantopus himantopus) 
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Běh 

Čas, který kuřata v průměru strávila běháním byl pro oba druhy téměř stejný 

(čejka 3,2 %, pisily 3,6 %). Zabírá tak jen malé procento celkové aktivity. Proporce 

času věnovaná běhu byla signifikantně ovlivněna denní dobou a teplotou, přičemž 

teplota proporci tohoto času snižuje, jinými slovy s rostoucí teplotou kuřata běhala 

méně (Estimate = -0,018, 95 % CrI -0.023 – -0.014) (Tab. 2). 

Plavání 

Kuřata čejek v průměru strávila plaváním 4,5 % celkového času, naproti tomu 

kuřata pisily trávila plaváním až 17 % celkového času, tedy o 12,5 % více (Obr. 8). 

Proporce času věnovaného plaváni byla signifikantně ovlivněna druhem, denní dobou 

a teplotou (Tab. 2), přičemž oba druhy byly v plavání nejaktivnější okolo 12. hodiny 

(Obr. 11).   

 

 

a) Proporce času věnovaná ležení 

    95% CrI  

Vysvětlovaná proměnná Typ efektu Efekt Estimate Lower Upper 

Ležení Pevný Intercept 0.110 0.048 0.175 

  Druh (hh) 0.150 0.081 0.216 

  Sin (24 hodin) 0.022 -0.042 0.085 

  Cos (24 hodin) 0.209 0.140 0.282 

  Váha  -0.015 -0.037 0.007 

  Teplota 0.042 0.014 0.071 

  Druh : sin (24 hodin) 0.054 -0.016 0.124 

  Druh : cos (24 hodin) 0.091 0.023 0.161 

  Sin (24 hodin) : Váha -0.003 -0.025 0.019 

  Cos (24 hodin) : Váha -0.025 -0.048 -0.004 

  Sin (24 hodin) : Teplota -0.049 -0.067 -0.030 

  Cos (24 hodin) : Teplota -0.04 -0.065 -0.014 

 Náhodný  Kuře (Intercept) 13 %   

  Sin (24 hodin) 10 %   

  Cos (24 hodin)   9 %   

  Residual  67%   

b) Proporce času věnovaná stání 

    95% CrI  

Vysvětlovaná 

ccproměnnáproměnnáp

pppproměnná 

Typ efektu Efekt Estimate Lower Upper 

Stání   Pevný Intercept 0.137 0.08 0.195 

  Druh (hh) 0.21 0.147 0.270 

  Sin (24 hodin) 0.047 0.007 0.087 

  Cos (24 hodin) 0.085 0.015 0.156 
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  Váha  0.021 -0.001 0.041 

  Teplota -0.01 -0.031 0.011 

  Druh : sin (24 hodin) -0.076 -0.119 -0.034 

  Druh : cos (24 hodin) -0.122 -0.195 -0.05 

  Sin (24 hodin) : Váha -0.03 -0.044 -0.016 

  Cos (24 hodin) : Váha 0.009 -0.014 0.034 

  Sin (24 hodin) : Teplota 0.004 -0.01 0.017 

  Cos (24 hodin) : Teplota -0.009 -0.029 0.010 

 Náhodný Kuře (Intercept) 19%   

  Sin (24 hodin)   4%   

  Cos (24 hodin) 23%   

 

 

 

 

 Residual 54%   

c) Proporce času věnovaná chůzi 

    95% CrI  

Vysvětlovaná proměnná Typ efektu Efekt Estimate Lower Upper 

Chůze  Pevný Intercept 0.527 0.463 0.589 

  Druh (hh) -0.216 -0.286 -0.144 

  Sin (24 hodin) -0.069 -0.118 -0.018 

  Cos (24 hodin) -0.145 -0.204 -0.083 

  Váha  0.004 -0.019 0.027 

  Teplota 0.002 -0.017 0.022 

  Druh : sin (24 hodin) 0.033 -0.021 0.088 

  Druh : cos (24 hodin) -0.056 -0.116 0.004 

  Sin (24 hodin) : Váha 0.028 0.01 0.045 

  Cos (24 hodin) : Váha 0.014 -0.006 0.033 

  Sin (24 hodin) : Teplota 0.049 0.036 0.063 

  Cos (24 hodin) : Teplota 0.042 0.025 0.058 

 Náhodný Kuře (Intercept) 25%   

  Sin (24 hodin)   9%   

  Cos (24 hodin) 15%   

  Residual 51%   

d) Proporce času věnovaná běhu 

    95% CrI  

Vysvětlovaná proměnná Typ efektu Efekt Estimate Lower Upper 

Běh  Pevný Intercept 0.047 0.037 0.058 

  Druh (hh) -0.008 -0.019 0.003 

  Sin (24 hodin) 0.003 -0.01 0.014 

  Cos (24 hodin) -0.047 -0.059 -0.035 

  Váha  -0.002 -0.006 0.002 

  Teplota -0.018 -0.023 -0.014 

  Druh : sin (24 hodin) -0.008 -0.021 0.006 

  Druh : cos (24 hodin) 0.011 0 0.023 

  Sin (24 hodin) : Váha 0.003 -0.001 0.007 

  Cos (24 hodin) : Váha 0.007 0.003 0.011 

  Sin (24 hodin) : Teplota 0.005 0.001 0.009 

  Cos (24 hodin) : Teplota 0.01 0.006 0.014 

 Náhodný Kuře (Intercept) 10%   

  Sin (24 hodin)   9%   

  Cos (24 hodin)   7%   
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  Residual 74%   

e) Proporce času věnovaná plavání 

    95% CrI  

Vysvětlovaná proměnná Typ efektu Efekt Estimate Lower Upper 

Plavání Pevný Intercept 0.174 0.144 0.204 

  Druh (hh) -0.126 -0.159 -

0.093.

0930.0

93 

  Sin (24 hodin) -0.005 -0.024 0.016 

  Cos (24 hodin) -0.115 -0.142 -0.087 

  Váha  -0.003 -0.014 0.008 

  Teplota -0.023 -0.031 -0.016 

  Druh : sin (24 hodin) -0.003 -0.025 0.019 

  Druh : cos (24 hodin) 0.077 0.049 0.105 

  Sin (24 hodin) : Váha 0.004 -0.003 0.01 

  Cos (24 hodin) : Váha -0.003 -0.012 0.007 

  Sin (24 hodin) : Teplota -0.007 -0.012 -0.001 

  Cos (24 hodin) : Teplota 0.004 -0.002 0.011 

 Náhodný Kuře (Intercept) 31%   

  Sin (24 hodin) 7%   

  Cos (24 hodin) 19%   

  Residual 44%   

Tab. 2: Posteriorní odhady (mediány) velikosti efektu s 95% Bayesovskými intervaly věrohodnosti (95% CI) 

z posteriorní distribuce 5000 simulovaných hodnot funkcí „sim“ v R (Gelman et al. 2016).  Byly využity lineární 
smíšené modely (funkce „lmer“) (Bates et al. 2015). Čas představoval „hodinu ze dne“ a byl převeden na radiány 
a upraven jako sinus a cosinus radiánů. Odhady, jejichž 95% CI neobsahují 0 jsou tučně zvýrazněny. Jako 
vysvětlované proměnné byly zvoleny: a) proporce času věnovaná ležení b) proporce času věnovaná stání 
c) proporce času věnovaná chůzi d) proporce času věnovaná běhu e) proporce času věnována plavání.  
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Obr. 11: Graf zobrazující časové rozložení jednotlivých aktivit během dne v závislosti na druhu. Křivky se 
stínovanými oblastmi představují predikce modelu (Tab. 2) s 95 % intervaly věrohodnosti založené na posteriorním 

rozdělení 5 000 simulovaných hodnot generovaných funkcí „sim“ v R (Gelman et al. 2016). a) Proporce času 
věnovaná ležení b) proporce času věnovaná stání c) proporce času věnovaná chůzi d) proporce času věnovaná 
běhu e) proporce času věnovaná plavání  
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5. Diskuze 

 Na základě dat získaných z 95 multisenzorických dataloggerů, 

zaznamenávajících chování 82 jedinců kuřat čejky černoprsé a 13 jedinců kuřat pisily 

čáponohé byly popsány základní patrnosti v jejich aktivitách. Byly zjištěny významné 

rozdíly mezi studovanými druhy, a to jak v rozložení daných aktivit během dne, 

tak také v jejich souhrnném procentuálním zastoupení. Čejčí kuřata byla celkově méně 

aktivní a neaktivitou (ležením a stáním) strávila až o 26 % celkového času více 

v porovnání s kuřaty pisil. Přičemž výrazný nárust aktivity byl u mláďat čejek 

zaznamenán okolo 7. hodiny ranní, zatímco u mláďat pisil již o dvě hodiny dříve. 

  

5.1 Hodnocení použitého modelu 

 Použitý HMM je výpočetně komplexní model, jehož využití při klasifikaci 

chování u zvířat v posledních letech narůstá (Norris 2019; Wang 2019) 

a pro vyhodnocení akcelerometrických dat a klasifikaci chování byl využit i v této 

práci.  

 Při hodnocení výsledného modelu je důležité posouzení nejen procenta veškeré 

vysvětlené aktivity, ale také vyrovnanost pravděpodobnostních odhadů (Norris 2019). 

Model s vysokým procentem vysvětlené veškeré aktivity může mít správně přiřazený 

pouze jeden typ chování a v ostatních naprosto chybovat, zatímco model s nižším 

procentem vysvětlené veškeré aktivity může mít nadpoloviční úspěšnost přiřazení 

u všech typů chování, takovýto model je vždy hodnocen jako lepší. Z tohoto důvodu 

byl jako vítězný model v této práci zvolen procentuálně až druhý nejlepší, jehož 

pravděpodobnostní odhady jednotlivých stavů byly mnohem vyrovnanější. 

Pro hodnocení těchto modelů však bude potřeba do budoucna stanovit jasná pravidla. 

Výsledný model vysvětlil 67,23 % veškeré aktivity, tedy ji přiřadil 

ke správnému typu chování. Obdobného výsledku (70 %) dosáhli například  

i při vyhodnocování typů letu u supa bělohlavého (Gyps fulvus) na základě 

telemetrických dat (Khosravifard et al. 2018). Avšak modely u prací na klasifikaci 

typů chování či rozpoznávání řeči u lidí dosahují 77,8 % – 86 % ( Schuller et al. 2003; 

Mannini & Sabatini 2011). To souvisí s faktem, že lidé mohou být pro potřeby získání 

tréninkových dat, na rozdíl od divoce žijících zvířat, snadno monitorováni, a to jak 

v prostředí laboratoře, tak také v reálnějších situacích jako je například chůze doma 
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či venku (Leenders et al. 2000). Jednou z věcí, jak do budoucna zlepšit výsledný model 

je tedy poskytnutí obsáhlejšího trénovacího datasetu. 

Zvolený model ve 32,77 % nesprávně přiřadil typ chování, avšak při jejich záměně 

docházelo k jisté reciprocitě, kdy bylo například stání zaměňováno za chůzi, a naopak 

chůze za stání. To by mohlo být způsobeno tím, že pořízená videa byla analyzována 

na desetinu sekundy přesně, ale výsledky z těchto videí byly poté sumarizovány 

po sekundách, přičemž chování převažující v dané sekundě bylo zvoleno jako určující. 

Takže v sekundě, ve které byl zaznamenán přechod například mezi stáním a chůzi bylo 

nutné vybrat vždy jen jeden typ chování, a to ten převládající. Nicméně bezpochyby 

je i řada chování modelem určena špatně. A to nejspíše ty typy chování, 

které se v krátkém časovém úseku rychle střídají nebo mají snadno zaměnitelné 

výstupy z akcelerometrů, což potvrzují i práce jiných autorů (Khosravifard et al. 

2018).  

Původní plán zahrnoval analýzu dalších behaviorálních projevů: krmení, 

čištění a zahříváni rodiči. Avšak trénované modely těžko odlišovaly krmení od chůze 

a čištění a zahřívání rodiči od stání. Díky tomu byly tyto pro finální model snadno 

zaměnitelné typy chování sloučeny. Nicméně zahřívání rodiči bude pravděpodobně 

možné odlišit zvláštním modelem s kombinací akcelerace a intenzity světla ve dne 

či teploty během noci. Obdobně, ale s využitím VeDBA a ekvivalentních metrik 

získaných z magnetometru (například úhlová rychlost koule „m-sphere“), jenž 

je citlivý na jakékoliv rotační pohyby, by mohlo být rozeznatelné i jednotlivé zobání 

kuřat  (Williams et al. 2017). 

 

5.2 Denní patrnosti v chování  

Celkově bylo dataloggery úspěšně vybaveno 95 kuřat, přičemž většinu jedinců 

(n = 83) představovala mláďata čejky černoprsé a pouze třináct jedinců zastupovalo 

pisilu čáponohou. Nicméně i přes to, že vzorek pro srovnání těchto druhů 

je nevyrovnaný, lze vidět rozdíly v čase věnovaném jednotlivým typům chování, 

tak i jejich rozložení během dne.  

Obecně byla kuřata pisily čáponohé aktivnější a chůzí a plaváním trávila 

prokazatelně více času než kuřata čejky černoprsé. Zajímavý je také fakt, že začala být 

hodně aktivní již okolo 5. hodiny ranní, tedy ještě před východem slunce. 
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Avšak opětovný výrazný pokles aktivity již tolik patrný není. Naproti tomu u kuřat 

čejky černoprsé přišel viditelný nárust aktivity až okolo 7. hodiny ranní, přičemž okolo 

20. hodiny večer aktivita opět výrazně klesala. Časový interval s vysokou mírou 

aktivity, tak zabíral pouze 13 hodin (7. hod. – 20. hod). Jednou z možností, 

jak na uvedené rozdíly nahlížet je přes původ druhů. Čejka černoprsá představuje 

subtropický druh, u nichž byl zjištěn pomalejší růst, nižší míra aktivity během dne 

a také pomalejší metabolismus ve srovnání s druhy temperátní zóny (Tjørve et al. 

2008; Wiersma et al. 2007), což by mohlo vysvětlit kratší časový úsek aktivity během 

dne. Menší denní energetický výdej a nižší bazální metabolismus může vést 

k minimalizaci ztrát vody a snížení produkce vnitřního tepla (Tjørve et al. 2008). Tato 

kombinace představuje přizpůsobení na subtropické klima (Schekkerman et al. 2003; 

Tjørve et al. 2008), které by mohlo vysvětlovat korespondující aktivitu s teplotou. 

Nicméně je pak zarážející fakt, že u kuřat pisily, jakožto představitele kosmopolitního 

druhu, nedocházelo ani během nejvyšších teplot k poklesu aktivity, který by byl 

předpokládaný. Obecně je však pisila čáponohá považována za odolný druh, který 

dokáže bez problému odolávat vysokým teplotám a přímému slunci (del Hoyo et al. 

1996) a je schopný zahnízdit i v extrémním a relativně nestálém prostředí (Adamou 

et al. 2009). 

 Během dne tráví mláďata také čas u vody, kde hledají potravu a využívají 

brodění ke zvládnutí teplotního stresu (Grant 1982). Čas strávený plaváním byl však 

mezi druhy rozdílný. Obecně kuřata pisily plavala o 11 % více, což jistě souvisí 

i s prostorovou distribucí modelových druhů. Pisily se po většinu dne pohybují 

v blízkosti vody, zatímco čejky se vzdalují a odvádí i mláďata od vody relativně 

daleko. Nejvyšší míra plavání byla u pisil zaznamenána mezi 10. – 11. hodinou. 

Naproti tomu u čejek byl čas věnovaný plavání během dne relativně vyrovnaný, 

přičemž nárust doby strávené plaváním koreluje s nárustem aktivity, což může 

souviset s převáděním mláďat z ostrovů na pevninu.  

Čejčí kuřata ve srovnání s pisilami také trávila během dne více času ležením, 

jenž může představovat odpočinek, ale rovněž antipredační chování, při kterém 

především mladší kuřata setrvávají v leže na místě a spoléhají na kryptické zbarvení 

(Colwell et al. 2007). Obecně interpretace zaznamenaných typů chování nemusí být 

jednoznačná. Mimo ležení může být příkladem i potravní chování, které se bude 

skládat ze sekvence krátkých úseků stání a chůze. Právě chůze tvořila převážnou 
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většinu (až 51 %) z celkové aktivity kuřat pisil. To by opět mohlo souviset s původem 

druhů. Kuřata kosmopolitní pisily, mají rychlejší růst a s tím i větší nároky na potravu. 

Většinu času tak nejspíše budou muset strávit krmením a hledáním potravy. 

Zajímavým rozdílem mezi studovanými druhy byl také průkazný vliv denní doby 

na stání. Čejčí kuřata stála více během dne, zatímco kuřata pisil trávila stáním spíše 

noc. Dá se tedy předpokládat, že kuřata čejek odpočívají více ležením, zatímco pisily 

spíše stojí.    

 Všechna kuřata byla před nasazením dataloggeru zvážena. Jednak byla 

stanovena minimální hmotnost kuřete, které mohlo nést datalogger na 14 g, ale také 

váha jednotlivých jedinců reprezentovala jejich věk. S přibývajícím věkem klesá 

celková závislost na rodičích. Zlepšuje se termoregulace a tím se snižuje i potřeba 

zahřívání, případně stínění rodiči (Schekkerman & Boele 2009). S věkem se mění 

i antipredační chování a v případě nebezpečí již mláďata aktivně utíkají (Colwell et al. 

2007). Z těchto poznatků by se dalo předpokládat, že se s věkem bude měnit 

i procentuální rozložení aktivit, nicméně v této práci signifikantní vliv věku kuřete 

prokázán nebyl. Jedním z vysvětlení by mohl být fakt, že kuřata nejsou tolik omezena 

nízkou teplotou jako severnější druhy (Beintema & Visser 1989b, Schekkerman et al. 

1998), takže se po celou dobu vývoje mohou v dostatečné míře věnovat hledáním 

potravy i ostatním aktivitám. Významný vliv věku kuřete na změnu v procentuálním 

zastoupení jednotlivých aktivit sice prokázán nebyl, nicméně u některých typů chování 

byla prokázána interakce s denní dobou. Z toho by se dalo usuzovat, že starší kuřata 

se v průměru chovají stejně, ale mají aktivitu během dne rovnoměrněji rozloženou.  

 Do budoucna by se měla práce soustředit na zlepšení modelu a jeho schopnosti 

vysvětlit procentuálně větší část veškeré aktivity a také se zaměřit na rozlišení více 

typů chování (například zahřívání rodiči, krmení apod.) s využitím dalších metrik, 

které multisenzorický datalogger nabízí (magnetometr, intenzita světla, vlhkost). 

HMM je relativně jednoduchý model pro učení sekvenčních dat, nicméně 

se složitějším rozsahem činností se stává méně efektivním. V souvislosti s tím by bylo 

vhodné se v budoucnu zaměřit i na rozšířené skryté Markovovy modely. Těmi 

by mohly být: skrytý semiMarkovův model (HSMM), případně hierarchický skrytý 

Markovův model (HHMM) (Duong et al. 2005).  
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6. Závěr 

Za posledních několik let se, také díky miniaturizaci elektroniky, dálkový 

monitoring zvířat a identifikace jejich chování pomocí měření akcelerace posunula 

ohromným krokem kupředu. Přestože se akcelerometry již několik desítek let 

využívají v biomonitoringu a měření aktivit u lidí, k vyhodnocování aktivity 

a klasifikování chování zvířat nachází uplatnění až od konce 90. let. 

Tato práce přináší první výsledky ze studia kuřat subtropické čejky černoprsé 

a kosmopolitně rozšířené pisily čáponohé pomocí multisenzorických dataloggerů 

z chráněné pouštní rezervace Al Marmoom v Dubaji. S použitím multisenzorických 

dataloggerů vyvinutých týmem behaviorální ekologie bylo získáno dostatek dat 

pro hodnocení jejich aktivity v průběhu dne. Na základě těchto dat a pořízených video 

záznamů bylo rozpoznáváno 5 základních typů chování. Hlavní část výsledků 

se věnuje popisu rytmicity a diverzity těchto typů chování v průběhu dne a jejich 

srovnání mezi oběma druhy. 

Výsledky této práce přinesly nové poznatky o kuřatech modelových druhů 

a ověření možnosti využití strojového učení a skrytého Markovova modelu 

při zpracování a vyhodnocování dat z akcelerometrů. Studium prekociálních mláďat 

s využitím multisenzorických dataloggerů je však na začátku a přináší obrovský 

potenciál ve výzkumu aktivity a chování u široké škály druhů.  
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7. Přílohy 

 

 

 

 

 

 

 

Obr. 12: Rezervace Al Marmoom, letecký pohled na Al Qudra Lakes, Dubaj. Zdroj: http://www.dronestagr.am/ 

Obr. 13: Rezervace Al Marmoom, Dubai. 

Foto: Tým behaviorální ekologie 

Obr. 14: Rezervace Al Marmoom, Dubaj. 

Foto: Tým behaviorální ekologie  
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Obr. 15: Celková aktivita jednotlivých jedinců kuřat čejky černoprsé (n=82). Sloupce reprezentují 
jednotlivá kuřata a procentuální zastoupení aktivit po dobu, co měla dataloggery. Kuřata jsou seřazena 
vzestupně podle váhy, která reprezentuje věk.    

Obr. 16: Celková aktivita jednotlivých jedinců kuřat pisily čáponohé (n=13). Sloupce reprezentují jednotlivá 
kuřata a procentuální zastoupení aktivit po dobu, co měla dataloggery. Kuřata jsou seřazena vzestupně 
podle váhy, která reprezentuje věk.   


