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Navrh a implementace neuronové sité YOLO3 pro

rozpoznavani zvolenych objekti v realném case

Abstrakt
Cilem diplomové prace je prakticky ovéfit schopnost a rychlost rozpoznat naucené
objekty v realném c¢ase neuronovou siti YOLOV3.
Prvni ¢ast se zabyva teorii neuronovych siti, strojového uceni a hlubokého uceni. Dale
Druha ¢ast obsahuje kroky vedouci k naplnéni cilti. Patii tam vybér dat, technologie
a prostiedi, implementace konvolucni sité na cloud, trénovani modelu i jeho ovéfeni.

V zavéru je prace shrnuta a zhodnocena.

Kli¢ova slova: YOLO, Darknet, TensorFlow, neuronova sit, konvolu¢ni neuronova sit’,

rozpoznéni obrazu, Uméla inteligence, Google Colaboratory, Google Colab, Python, Keras



Design and implementation of the YOLO3 neural

network for real-time recognition of selected objects

Abstract
The aim of this master’s thesis is to implement and test the ability and performance of

YOLOV3 neural network to detect objects in real-time

First part is scientific research of neural networks, machine learning and deep learning.
Following part is a breakdown of the most important neural network models and their use-
cases in practice.

Second part contains specific steps which lead to reaching our goals. In particular:
dataset selection, technologies and the environment, CNN cloud implementation, model
training and it’s verification.

At the closing part there is a summary and the thesis is appraised.

Keywords: YOLO, Darknet, TensorFlow, neural network, convolutional neural network,
CNN, computer vision, Artificial Inteligence, Google Colaboratory, Google Colab, Python,

Keras
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K vybéru téma diplomové prace vyrazn€ piispél autoriv silny zijem o umélou
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rozsahlé obory, jejichz vyvoj postupuje neskuteéné rychle. Informace mohou mnohdy byt
zastaralé¢ diive, nez je samouk stihd vstfebat ve volném Case. Zavérecnd prace je idealni

zaminkou, pro¢ se studiu technologie vénovat plnohodnotné.
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Tyto technologie autor povazuje za stavebni kameny informacnich technologii, které
pretvoii spoustu oblasti a odvétvi lidskych zivotl. Ackoliv se vjiz objevuji v nasem
kazdodennim Zivoté, jejich pfinosnost ma jisté jesté velky potencial.

Tato diplomova prace se zabyva navrhem a implementaci neuronové sit¢ YOLO3.

V této praci Ize naleznout spoustu kvalitnich poznatkii mého vyzkumu a nasledné prace.

Prvni kapitoly teoretické ¢asti se zabyvaji zakladnimi definicemi pojmu, definici
Neuronova sit’, strojové u¢eni, uméla inteligence a hluboké uceni.

V dalsi ¢asti pokracuje popis koncepti umélych neuronovych siti.

Posledni ¢ast teoretické casti obsahuje detailni popis modelti neuronovych siti.

Prakticka cast zacina datovym souborem, pokracuje posloupnosti ptipravy dat, anotaci a
augmentaci.

Nasledujici ¢ast zahrnuje kompletni programovou zakladnu, konfiguraci a implementaci
Frameworku Darknet na domaci stanici. Ze zde vysvétlenych divodu se od této implementace
upusti.

Kapitola Cloud: Google Colaboratory klicovou kapitolou pro praktickou ¢ast. Jedna se
o feSeni, umoziujici implementaci YOLOvV3 za pouziti frameworku Darknet v prostiedi
Jupyter Notebook na cloudové sluzbé Google Colaboratory. Kapitola podrobnéji popisuje
prostiedi Google Colab, porovnava jeho vykon a grafickou akceleraci.

Navazujici kapitoly obsahuji samotnou implementaci detektoru objekti YOLOV3 s
frameworkem Darknet53. Nasleduje ovéfeni detekci objektii ze snimkii a videi a ovéfeni
rychlosti detektoru na kvalitni a redukované verzi ptislusného média.

Trénovani modelu se zabyva primarné konfiguraci konvolué¢nich vrstev, konfigura¢nich
soubortl, pfipravé dat, natrénovanim modelu a odzkouSenim jeho schopnosti a rychlosti
rozpoznat nauc¢ené objekty v redlném case.

V casti vysledkti a diskuse je vyhodnoceni praktické ¢asti ve formé 3 zajimavych

poznatkl vychazejicich ze splnéni cilt.

Cil prace a metodika

1.1 Cil prace

Diplomova prace je zaméfena na prostudovani technologie Darknet a YOLOVS.
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Cilem diplomové prace je prakticky ovéfit schopnost a rychlost rozpoznat naucené
objekty v realném case neuronovou siti YOLOVS.

Mezi dalsi cile této prace se tfadi ziskani potfebnych teoretickych znalosti v oblasti
neuronovych siti, strojového uéeni, hlubokych konvolu¢nich siti nebo piipravy ucebni sady,

nezbytnych pro realizaci vlastni prace.

1.2 Metodika

Reser$ni ¢ast bude obsahovat studium relevantnich technologii, literatury a Darknetu,
naprogramovani ¢i implementaci nastroje uceni YOLOV3 (pieduc¢eny model je k dispozici na
strankdch Darknet). Nasleduje ziskavani a transformace ucebni sady nad zvolenymi daty
a jejich popis. NaucCeni modelu obnasi konfiguraci a pietrénovani konvolucni sité.
K vytvoteni fotografickych snimkd a testovacich videi bude pouzit telefon IPhone 6.

Otestovani sité¢ pomoci ptipravenych materialti. V zavéru bude souhrn vysledkii a uzavieni.
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Teoreticka vychodiska

1.3 Matematicky kontext Neuronovych siti

Mezi nezbytny teoreticky z&klad k pochopeni neuronovych siti patii par zakladnich

konceptt linedrni algebry.
1.3.1 Linearnialgebra

Linearni algebra je Siroky matematicky obor. Zabyva se studiem operaci na mnozinach
riznych prvkd a vlastnostmi struktur, které takto vznikaji. Znamymi piedstaviteli téchto
struktur jsou grupa a téleso. Linearni algebra se zabyva vektory, maticemi, soustavami
linearnich rovnic a vektorovymi prostory. Pro icel této prace se budeme zabyvat jen jeji ¢asti,

kterou je teorie matic. (HASEK, 2016)

1.3.1.1 Matice — definice

Matice typu (m, n) je uspoiadana m-tice prvki z R". Jednotlivé slozky této m-tice
nazyvame fadky matice. Necht’ ar = (ar1, ar2, ..., arn) je r-ty fadek matice typu (m, n). s-ta

slozka tohoto fadku ars € R se nazyva (r, s)-ty prvek matice. (Olsak, 2007)

1.3.1.2 Tenzor, Vektor, Skalar

V matematice je tenzor v podstaté obecna forma vektoru ¢i matice. Tenzor mutize byt
troj 1 vice rozmérny. Pro dimenze ¢i rozméry se u tenzoru pouziva slovo fad.
Slovo tenzor pochazi z latinského tenze neboli napéti. Poprvé byly totiz tenzory zavedeny

v souvislosti s popisem napéti.

Tenzor nultého fadu ma 3°slozek, jedna se tedy o skalar.

Tenzor prvniho fadu ma 3* = 3 slozky, jedna se o trojrozmémy vektor.
Tenzor druhého fadu ma 32 = 9 slozek.

Tenzor tfetiho Fadu 33 = 27 slozek.

Tenzor ¢tvrtého fadu 3% = 81 slozek.

(Slégr, 2012)
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Scalar Vector Matrix Tensor

1 1 12

Obréazek 1 Tenzor (Steinke, 2017)

1.3.1.3 Tenzor vs Matice v Neuronovych sitich

Jakykoliv tenzor druhého fadu muize byt reprezentovan jako matice, ale ne kazda
matice miiZze byt tenzorem druhého tadu.

Tenzor je matematickd entita, kterd interaguje s okolni strukturou a jejimi dal$imi
entitami. Pokud transformujeme jednu entitu, tenzor se také odpovidajicné pozméni. Tato

»dynamicka“ vlastnost je hlavni, kterou se li§i tenzor druhého fadu od matice.

Nézorna ukézka rozdilu
Pro ukazku mame neuronovou sit’ o 3 vstupech, 1. skryta vrstvé se tfemi neurony,
2. skryta vrstva se tfemi neurony a jednim vystupem. V této siti mame polo-nahodné zvolené
hodnoty neuroni a jejich vahy. Pro prvni skrytou vrstvu mame vystupy neuront

2.5 -1 04 15
4 08 05 075

2] ™|
(vektor): 12 a vahy(matice): 02 -03 1
Vynasobenim ziskdme hodnoty neuront druhé skryté vrstvy:
{ -1 04 15 ] { 2.5 ] [ 0.9 ]
Wyl =L — | 0.8 05 0.75 4 =1 49

02 -03 1 1.2 0.5

16



Diagram znézornujici aktudlni stav:

Hidden Layer 1

Weights Hidden Layer 2

Obréazek 2 tenzor diagram (Steinke, 2017)

Piedpokladejme situaci, kdy bychom chtéli ruéné zménit jednotlivé aktivacni funkce neuronti
(napf.: vynasobime jednotliveé vstupni funkce Cisly 2, 1 a 1/5).

V nasem ptikladé se touto operaci zménil vystup neuronové sit¢ na nezadouci.

2.0 0 2.5 5
AL=L,-» |01 0 4 | =] 4
0 0 02 1.2 0.24

Abychom ziskali na vystupu neuronové sit¢ piivodni data, vynasobime vystupni vahy

zménénych neurontt pievracenou hodnotou (A™), nez byla hodnota A zmény vstupu.

-1 04 15 05 0 0 —-05 04 75
WAl =W/, — | 08 05 075 0 1 0|=| 04 05 37
02 -03 1 0 05 0.1 -03 5
Hidden Layer 1 _ Hidden Layer 2 Hidden Layer 1 WeIGhtS  Liqqen Layer 2
(trangformed) Weights (wrong) (tra rm¥ad) (transformed) ! (fé'rre% )er

0.24 ]

Obrézek 3 tenzor diagram nefunkcni (Steinke, 2017) Obrézek 4 tenzor diagram opraveny (Steinke, 2017)

0.24 )

1.3.1.3.1 Kovariance, Kontravariance
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Kvuli transformaci jednoho zvektord bylo pro zachovani konzistence nutno
kompenzovat transformaci jeho vah obracenym zplisobem. Tato propojena struktura povysi
pouhou matici na tenzorovy objekt. Pokud plvodni transformaci neuroni prvni vrstvy
nazveme kovariantni (ménici se spolu s neuronem), pak zménu v jejich vystupnich vahach
(slouzici jako rovnovaha) nazveme kontravaria¢ni transformaci (ménici se proti neuronu).

(Steinke, 2017)

1.4 Neuronova sit’

Neuronova sit’ je matematicky model pouZivajici principy linearni algebry, biologie
i statistiky za ucelem feSeni dané¢ho problému. Prvni formalni neuron nazvany Threshold
Logic Unit (TLU) byl poprve navrhnut pAny McCulloh a Pitts v roce 1943.

Je dulezité si uvédomit, Ze umeld neuronova sit’ je silné zaloZena na biologickych
procesech v mozku. Neurony v mozku ziskavaji data od ostatnich propojenych neuront skrze
vlakna zvana axony. Ur¢ité neurony maji spojeni silngjsi ¢i ¢etnéjsi nez jiné, a mozek jako
celek je slozen velkého spletitych sestav neurond a axond. Odhadované mnozstvi neuront
v lidském mozku je 86miliard. Uméla neuronova sit’ byla vytvofena jako snaha o simulaci
fungovani mozku. (Azevedo, F.A., Carvalho, L.R., Grinberg, L.T., Farfel, J.M., Ferretti, R.E.,
Leite, R.E., Filho, W.J., Lent, R. and Herculano-Houzel, S., 2009)

Neuronové sité fesi problémy aproximaci odpoveédi, oproti ,klasickému* zptisobu
odpovédi deterministicky algoritmicky spocitat. Na neuronovou sit’ by se dalo nahlizet, jako
na adaptivni systém, ktery postupné sdm sebe upravuje za ucelem piibliZeni se k feSeni. Do
sité¢ vstupuje urcité mnozstvi vstupll, které je postupné transformovano do presné urceného
mnozstvi vystupl s cilem se co nejpiesnéji piiblizit zamySlenému vysledku.

Neuronové sité jsou zejména vhodné pro feSeni problému, v kterych nemame piné
porozuméni, takze sestavit vérny matematicky model je témét nemozné, ale je k dispozici
velké mnozstvi dat. K takovym problémim patii zejména rozpoznavani vzoru (pattern
recognition), linearni klasifikace (linear classification), aproximace kiivek/funkei (data fitting,
non-linear function approximation), modelovani nelinearnich systémi (system modeling,
system prediction), a dal§i. (Andrea Tettamanzi, Marco Tomassini, 2001) (Shafer, 2016)
(Itzhak Fried, Ueli Rutishauser, Moran Cerf and Gabriel Kreiman, 2014)

18



1.4.1 Vztah Umélé inteligence, Strojového uceni a Hlubokého uceni

1.4.1.1 Um¢la inteligence (Cesky Ul, anglicky Al)

John McCarthy, uznavan jako jeden ze zakladateli oboru umélé inteligence, ji v roce
1955 definoval jako ,véda a technika vytvafeni inteligentnich stroji se schopnostmi
dosahnout cild, jako lidé*.

Cilem bylo (a stéle je), pfimét pocitae vykondvat ¢innosti oznaované jako vyhradné
lidské. Zpocatku to znamenalo napiiklad feSeni logickych problémi ¢i hrani deskové hry
»Dama“. Rané uspéchy téchto metod zvysily zdjem o obor mezi vetejnosti i védeckou obci.
Obzvlast kdyz zacal mit pocita¢ v danych problémech pifevahu nad ¢lovékem. (Jeffcock,
2018)

Termin Uméla inteligence nema nic spolecného s metodou feSeni problému. Umélou
inteligenci mizeme nazvat i poéita¢ hrajici piSkvorky[3x3] pomoci naivniho algoritmu
s matici vSech pohybt a ptedepsanych reakci. K nazvani pocitae Umélou inteligenci staci, ze

jeho chovani imituje/vypada jako lidské.

ARTIFICIAL INTELLIGENCE

Any technique which enables
computers to mimic human
behavior

DEEP LEARNING

A subset ot ML which make

the computation of multi-layer
neural networks feasible

&

Obrazek 5 Uméla inteligence a jeji podmnoZiny (Jeffcock, 2018)

1950’s 1960’s 1970’s 1980’s  1990’s 2000's  2010s

1.4.1.2 Strojové uceni

Strojové uceni je védni obor, ktery dava pocitaci schopnost se ucit bez nutnosti byt
explicitné naprogramovan. To znamena, ze se program 0d doby jeho vytvofeni bude schopen

naucit vykonavat uréitou inteligentni aktivitu, ktera nebyla v ramci pivodni programové
vybavy.
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Machine Program
Output_, Learning Model

Purpose-built

Program Code

Obréazek 6 Rucné napsany algoritmus vs. Strojové ucenti z prikladii a vzorii (Agrawal, 2018)

Strojové uceni je tedy metoda, jakou lze dosahnout umélé inteligence. Dalo by se fict,
ze strojové uceni je snaha o napodobeni principu, jakym se lidé u¢i véci. NejznaméjSimi
technikami strojového uceni je regrese (prognézy a predpovédi ze zavislosti dat), klasifikace
(zafazovani vzorkl do kategorii), shlukova analyza (tfidéni jednotek do shlukt) a detekce

odchylek.

Obrazek 7 Shlukovéa analyza (Jeffcock, 2017)

1.4.2 VyuZziti strojového uceni

Mnoho druhi tkolti mtiize byt vyfeseno strojovym ucenim. Mezi nejbéznéjsi vyuziti pro

strojové uceni patfi:
1.4.2.1 Ttidéni (Classification)

V tomto druhu tloh je pocita¢ pozadan stanovit, do které kategorie vstup patii.
Piikladem klasifika¢ni Glohy je rozpoznavani objektl, kde vstupem je obrazek ¢&i fotografie
(vetsinou popsédna jako mnozina pixeld) a vystupem je ¢iselny kod, slouzici jako identifikator

objektu v obrazu.
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1.4.2.2 Ttidéni s netplnymi vstupy (Classification with missing inputs)

Klasifikace se stane mnohem vice naro¢nym tkolem, pokud pocita¢ nema zaruceno, ze
ve svém vstupnim vektoru vzdy dostane vSechny naméfené hodnoty. K vyfeseni klasifikacni
ulohy sta¢i uéicimu algoritmu definovat jednu funkci, jez tranformuje vstupni vektor na
konkrétni kategoricky vystup. V ptipadé¢, kdy by mohly nékteré ze vstupt chybét, misto jedné
klasifika¢ni funkce se musi algoritmus naucit fadu funkci, kde kazda odpovida klasifikaci
s konkrétni kombinaci danych a chybé&jicich vstupti.

Tento druh situace nastava Casto v Iékatské diagnostice, protoze spousta zdravotnich

testd jsou nakladné ¢i invazivni.

1.4.2.3 Regresni tloha

V regresni uloze se po pocitaci chce, aby predpovédél ¢iselnou hodnotu na zékladé
daného vstupu. Uloha je podobna klasifika¢ni, 1ii se viak formatem vystupu.
Tento druh pfedpovédi se pouziva pro vypocet pojistného, ptedpovidani ceny cennych

papirli a zejména pro algoritmické obchodovani.
1.4.2.4 Ptepis (transkripce)

V této Uloze je systém strojového ucdeni pozadan, aby sledovanim relativné
nestrukturované zobrazenych dat néjakého druhu a ptepsal informace do zietelné (vétSinou)
textové podoby.

Typicky ptiklad je ptepis textu z fotografie, v optickém rozpoznavani znakiit OCR
(Optical Character Recoginition) Google StreetView pouziva metody hlubokého uceni pro
zpracovani adres timto zpiisobem. Dal$im ptikladem je rozpoznavani feci, kde pocitaCovému
programu poskytneme pribéh hlasové viny a on vyda sekvenci znakd nebo (popisné)

identifika¢ni kody slov.

1.4.2.5 Strojovy preklad (machine translation)

V uloze na strojovy pieklad, vstup je jiz ve formatu sekvence symbola v ur¢itém jazyce,
pocitaGovy program pak musi pievést tuto sekvenci symbolu v jednom jazyce v odpovidajici

sekvenci symbolil v jiném jazyce. Metoda je bézné pouzivana pro ptirozené jazyky.
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1.4.2.6 Strukturovany vystup

Tato Siroka kategorie zahrnuje i jiz zminény Piepis (1.4.2.4) a Strojovy pieklad (1.4.2.5)
ale i mnoho dal$ich. Jedna se o zastieSujici kategorii spiSe pro predpovidani struktury objekt
nez konkrétnich oddé€lenych hodnot.

Jednim ptikladem je parsovani (rozbor) a mapovani vét prirozeného jazyka do stromd,
které popisuji jejich gramatickou strukturu ozna¢enim uzli stromi jako slovesa, podstatna
jména, ptislovce atd. Dalsi vyuziti krom¢ zpracovani piirozeného jazyka je i v rozpoznavani

feci, bioinformatice a pocitaovém vidéni (ziskdvani informaci ze zachyceného obrazu).

1.4.2.6.1 Detekce anomalii

Odhalovani odchylek spoc¢iva v dukladném prozkoumavani udalosti ¢i objekti
a oznaceni nékterych z nich, jako mimotradné ¢i neobvyklé, vybocujici z fady.

Piiklad tlohy na odhalovani anomalii je detekce podvoda s kreditnimi kartami.
Vymodelovanim zakaznikovych nakupnich zvykd muze spolenost odhalit zneuZziti jeho
karty. Pokud je karta nebo jeji tdaje odcizeny, jsou zlod¢jovi ndkupy casto z jiné casti

pravdépodobnostni distribuce nez pivodniho zékaznika.

1.4.2.6.2 Syntéza avzorkovani

V tomto druhu Ukolu je algoritmus strojového uceni pozadan, aby vygeneroval nové
priklady, které budou podobné tréninkovym datim.

V nékterych piipadech chceme, aby proces syntézy nebo vzorkovani vygeneroval
konkrétni druh vystupu, podle nami zadaného vstupu.

Napfiiklad, v Uloze syntézy programu do vstupu zadame psanou formou text, ktery
poZzadujeme transformovat na zvukovou vinu mluvené fec¢i. V komplexnéjSich modelech je
mozno dodat jako vstup zvukovou stopu obsahujici styl fe¢i a intonaci realného Clovéka,

kterého ma program co nejvérnéji napodobit. (Louppe, 2019)

1.4.2.6.3 Nahrazeni chybéjicich hodnot (Imputation of missing values)

Algoritmus je ucen na prikladech zdat, z kterych jsou zamérné vyjmuty nahodné
zaznamy. Predpovédi se pak v testovaci fazi ovétuji oproti kompletnim saddm. ProspéSnost
tkvi v problémech, které nekompletni sady dat predstavuji pro dalsi analyzu, jakymi jsou:
vyrazna zaujatost (pozitivni ¢i negativni diskriminace) jinych hodnot, zna¢né znesnadnéni

prace s daty a sniZeni G¢innosti modelu.
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1.4.2.7 Odstranovani Sumu (Denoising)

V Ukolech na odstrafiovani Sumu ma algoritmus strojového uceni jako vstup ponieny
priklad, posSkozeny nespecifikovanym procesem, zatimco piivodni neposkozend verze slouzi
jako testovaci data. Algoritmus musi predpovedét vycistény vysledek z vlozenych
poskozenych dat. (Andrea Tettamanzi, Marco Tomassini, 2001) (lan Goodfellow and Yoshua

Bengio and Aaron Courville, 2016)

1.4.2.8 Mozkem inspirované Neuronové sité

Lidsky mozek je jednim z nejlepSich nam znamych ,,stroju” pro feseni problémd.
Mozkem inspirované neuronové sité jsou tedy opravdu odvozené z principti fungovani
lidského mozku. Hlavnim vypocetnim elementem mozku je neuron, komplexné propojena sit’
Z neurond tvoii zaklad vSech rozhodnuti, zalozené na riznorodych nasbiranych datech. Pfesné

0 toto se uméla neuronova sit’ také snazi.

1.4.2.9 Hluboké uceni

Implementaci technik strojového uéeni doslo v radmci oboru neuronovych siti
K rozsifeni strojového uceni na techniku Hluboké uceni (Deep Learning). Jinak feéeno,
hluboké uceni je technika pro implementaci strojového uceni, v které neuronové sité obsahuji
vice nez 3 vrstvy (neboli vice nez jednu Skrytou vrstvu). Tyto neuronové sité s hlubokym

uceni se nazyvaji Hluboké neuronové sité (Deep neural network, DNN).

Shallow vs deep neural networks

Deep neural network

shallow feedforward

neural network
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Obréazek 8 rozdil mezi mélkou neuronovou siti (ANN) a hlubokou (DNN) (MissingLink dev team, 2018)
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Hluboké uceni je v podstaté snaha o napodobeni fungovani lidského mozku na velmi
zakladni trovni. To ndm sice dovoluje fesit komplexnéjsi problémy, ale ani robustni hluboka
neuronova sit’ s 1000 neurony a pomérné naivnim (neindividualnim) propojeni mezi témito
neurony nemiize dosahovat schopnosti lidského mozku, obsahujiciho okolo 86 miliard velmi
komplexné propojenych neuronti a dalSich faktort.

Diky hlubokému uceni existuje mnoho tuloh, které stroj vyiesi efektivnéji a Iépe, nez
dokaze cloveék. Jiz vroce 2015 piekonaly modely pro klasifikaci obrazki péti procentni
chybovost lidi a od té¢ doby se modely jesté vyrazné zpiesnily.

(Agrawal, 2018) (Jeffcock, 2018) (Jeffcock, 2017) (lan Goodfellow and Yoshua Bengio and
Aaron Courville, 2016)

1.4.2.10Al, ML, DL ve zkratce

e Uméld inteligence je pfimét pocitac néjakym zplisobem napodobit lidské chovani.

e Strojové uceni je podmnozina umélé inteligence a sklada se ztechnik, které
dovoluji pocitatlim porozumeét podstaté ctenych dat a toto porozumeéni prakticky
aplikovat. Dalo by se Fict, ze strojové ueni je snaha o napodobeni principu, jakym
se lidé uci.

e Hluboké uceni je podmnozinou strojového uceni, které dovoluje pocitaclim vyftesit
mnohem komplexnéjsi problémy. Zde by se dalo fict, ze hluboké uceni je snaha

o0 napodobeni fungovani lidského mozku na velmi zékladni arovni.

1.4.3 Koncepty umélé neuronové sité

1.4.3.1 Vstupy

Zdrojova data, kterymi je krmena neuronova sit’ za ucelem tvofeni rozhodovani ¢i
predikci z takovych dat. Vstupem do neuronové sité je typicky mnozina realnych hodnot,

kazda hodnota vstupuje do jednoho z neuront ve vstupni vrstve.

1.4.3.2 Trénovaci sada

Mnozina vstupt, pro které zname spravné vystupy, ktera je pouzita k trénovani

neuronove site.
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1.4.3.3 Vystupy

Neuronové sité¢ generuji své predikce ve formé realnych nebo boolean hodnot. Kazda

vystupni hodnota je vypocitana jednim neuronem ve vystupni vrstve site.

1.4.3.4 Skryté vrstva

Stejné jako vstupy a vystupy, jde o vrstvu neuront transformujici prichozi informace.
Nachazi se mezi vstupy a vystupy, a proto je pro svét mimo model ,,skryta“. Sklada se
Z neurond, které transformuji prochédzejici data. Sit' muze obsahovat libovolné mnozstvi

skrytych vrstev.

1.4.3.5 Neuron/perceptron

Model biologického neuronu (viz Obrazek 10), zakladni jednotka sité, ktera ma vstupy
a generuje predikci.
Kazdy z neuronti pfijme Cast vstupu a nechd je projit aktiva¢ni funkei. BéZnymi aktiva¢nimi
funkcemi jsou sigmoid, TanH a funkce ReLu (viz 1.4.4). Vyznam aktiva¢ni funkce spociva
v generovani vystupll neuronil ve spravném rozsahu, tato normalizaci vystupti neuront

a nelinearni podoba téchto funkci je klicova pro trénovani siti.

Weights
Constant Q\)
Wo
- \Weigh‘ts Sum
Wi
\ Out
Inputs Wh-1 /
Step Function
@/ Wh

Obréazek 9 Detail Perceptronu / nejjednodusiho neuronu (MissingLink dev team, 2018)

1.4.3.6 Hyperparametry

Hyperparametr je nastaveni, které ovlivituje strukturu nebo fungovani neuronové sité.

V hlubokém uceni (deep learning) jsou hyperparametry zédkladnim zpiisobem, jak sestavit sit’

poskytujici presné predikce. Mezi hyperparametry patii mnozstvi skrytych vrstev, aktivacni
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funkce a mnozstvi, kolikrat by mél byt tréninkovy proces opakovéan neboli mnoZzstvi epoch.

(MissingLink dev team, 2018)

1.4.3.7 Vaha (Weight)

Véaha vumélych neuronovych sitich je Ciselny parametr, spojeny s propojenim
kazdého jednoho neuronu k jinému dal§imu neuronu. Toto koresponduje se synapsemi
Vv biologickém neuronu a udava, jak velkou pozornost by mél vénovat k obdrzenym signalim
od takto propojeného neuronu.

Vaha muze byt kladna i zaporna, v piipad¢ kladné se spojeni nazyva excitatorni,
u zéporné vahy nazyvame napojeni inhibitorni. V pfirovnani k biologickému neuronu je vaha
u  formalniho  neuronu  spojenim  dendritu a axonu.  (Wilson, 2012)
syhaptic terminals

connect to dendrites
of other neurons

dendrites

cell body

5

T ANON——

Obrazek 10 Biologicky neuron (Wilson, 2012)
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1.4.3.8 Zpétna propagace (Backpropagation)

K tomu, aby sit’ ziskala optimalni vahy neuronii, provadi se zpétny priichod vrstvami,
smérem od predikce smérem k neurontim, které ji vygenerovaly. Zpétna propagace pracuje se
vstupnimi slozkami aktivacnich funkci v kazdém navazujicim neuronu za ucelem snizit
pomoci vah chybovou funkci na minimum. Zde pouzity matematicky proces se nazyva
Gradient descent a hlavni vyhodou jeho varianty Stochastic gradient descent je, Ze pfi
vyhledavani globalniho minima funkce ma maly risk zaseknout se v minimech lokalnich.
(Orr, 1999)

1.4.3.9 Bias a Odchylka

Bias (zaujatost, diskriminace) udava, jak ptesné je model schopen piedpovidat znamé
vystupy tréninkového setu, nizky bias znamena, ze chybovost modelu bude mala.

Bias vSak také mlze byt doplinkovy parametr, ktery by se dal pfirovnat ke konstanté
v linearni funkci: output = sum (weights * inputs) + bias

!
I

3]
A,

Obrazek 11 Bias
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Odchylka méri, jak (odmocnina z odchylky se je smérodatnd chyba), jak je model schopen
poradit si novymi daty mimo tréninkovou sadu.

Neural network bias - low
variance and high variance

Obrézek 12 Zndzornéni biasu a odchylky (MissingLink dev team, 2019)
1.4.3.10 Overfitting, Underfitting

“Simpler solutions are more likely to be correct than complex ones.”
— Ockhamova britva, William Ockham, 14.stoleti

e underfitting (vysoky bias, nizka odchylka)
o neuspéch v obsahnuti vztaha v tréninkovych datech
e overfitting (neboli ptetrénovani) (nizky bias, vysoké odchylka)
o ptilisna davéra v tréninkova data
e vysoka odchylka: model na zaklad¢ tréninkovych dat reaguje prehnané

e vysoky bias: doménky o modelu vedou k ignorovani tréninkovych dat
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Obrazek 13 Graf: underfitting (vysoky bias, nizk& odchylka) vs overfitting (nizky bias, vysoka odchylka) (Koehrsen, 2018)

Metody, jak se vyhnout overfittingu (pfetrénovani):
e netrénovat prilis dlouho (velmi subjektivni)
e pietrénovani neuronové sité znovu, ale s jinymi vychozimi vahami
o takové trénovani siti vice siti stejné architektury muze bézet i paralelné jiz od
prvniho trénovani
e vcasné zastaveni u¢eni modelu
o optimalni bod pro zastaveni uceni modelu je takové misto, v kterém se dal$im
trénovanim na tréninkovych datech sice snizuje chyba a zaroven se chyba na
vSeobecnych, siti zatim neznamych datech, se zacina zvySovat (viz Obrazek
14)
o za tato data miZzeme povazovat testovaci sadu za predpokladu, ze je kvalitni a
dostatecné obecna
(MissingLink dev team, 2019) (Koehrsen, 2018) (lan Goodfellow and Yoshua Bengio and
Aaron Courville, 2016)

— - Training error
Underfitting zone| Overfitting zone — . .
——  (Generalization error

Frror

0 Optimal Capacity

Capacity

Obrazek 14 Bod optima uceni
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1.4.4 Aktivacni funkce

Aktivaéni funkce (Activation function nebo také Transfer function) je matematicka
rovnice, ktera ur¢i vystup kazdého uzlu (perceptronu nebo neuronu) v neuronové siti. Ptijima
vstupy od kazdého neuronu a transformuje je do jeho vystupu, ktery je vétSinou v intervalu

Oalnebo-1al.

Input > f - Qutput

Activation Function

MNeuron

Obréazek 15 aktivacni funkce (MissingLink dev team, 2018)

Nejpouzivangj$i aktivaéni funkce jsou:
* jednotkovy skok (,.heavisideova funkce*)
e nespojita; 0 pro zdpornou hodnotu argumentu; rovna 1 pro kladnou
* sigmoida (,,jemny krok*)
e spojita, hladky plynuly gradient od 0 do +1
e velmi vypocetné pomala
= tanh (hyperbolicky tangens)
e spojita, hladky plynuly ptechod od -1 do +1

e vhodnd pro modely se siln¢ kladnymi a zapornymi vstupy
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— Sigmoid /

Tanh

Obréazek 16 funkce sigmoid a tanh (MissingLink dev team, 2018)

ReLU (rectified linear unit)

spojita, 0 pro zaporné hod., linearni 0-1 pro kladné

vypocetn¢ velmi rychla a osvédcend, ale neni vhodna pro zaporné vstupy

Leaky RelLU

ReLU funkce, kterd méa pro zapornée hodnoty maly linearni spad (0,1x)

Parametric ReLU (PReLU)

Leaky ReLU funkce, slinearnim sklokem 1x vpro kladné argumenty
a parametricky koeficient ax pro zaporné argumenty, tento parametr je predmétem

uceni neuronove sité

nova (2017) Aktivacni funkce od Google Brain tymu

f(x)=x-sigmoid(px)

1ze ji snadno vyménit s ReLU, podle tymu je funkce jednoducha a podobna funkci
ReLU a zaroven vykazuje lepsi vysledky v hlubokych —modelech
(Prajit Ramachandran, Barret Zoph, Quoc V. Le, 2017)
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Swish

-5 —4 -3 -2 -1 0 1 2 3
Obrazek 17 Aktivacni funkce Swish (Prajit Ramachandran, Barret Zoph, Quoc V. Le, 2017)
= Softmax

e funkce <0;1> pouzivand v ptipadé, ze n€jaky z vystupi neni normalizovany

1.4.5 kel skrytych vrstev v neuronovych sitich

Tato kapitola plynule navazuje na kapitolu Hluboké uceni (viz 1.4.2.9).

Hluboka neuronova sit’ je za pomoci skrytych vrstev schopna dekompozice problému
na mens$i logické ¢asti, jako hrany, rohy, obrysy a tvary, jejichz sklddanim se realita co
nejveérnéji popisuje (viz Obrazek 18).

Prvni skryta vrstva, s ohledem na pixely vstupnich dat, dokaze snadno identifikovat
hrany tak, Zze porovna jas sousedicich pixelt. Do druhé skryté vrstvy vstupuje popis obrazku
z prvni vrstvy a detekuje z néj rohy a obrysy. Tteti vrstva z nich pak dokaze slozit ur€ité tvary
objektli tak, ze najde soubor konkrétnich znakl typickych pro tyto objekty. Tento popis
obrazu pomoci ¢asti objektt, které obsahuje, se pouzije pro rozpoznani celych objekti

vyskytujicich se na vstupu.
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Output
(object identity)

3rd hidden layer
(object parts)

2nd hidden layer
(corners and
contours)

1st hidden layer
(edges)

Visible layer
(input pixels)

Obréazek 18 Rozpoznani obrazu identifikact jeho casti a objektii

Napftiklad, pokud cloveék dostane obrazky koni, rozpozna, Ze se jednd o koné, at’ uz
jsou nakresleni, obleceni v kostymu hrocha nebo sedi na kiesle. Je to proto, ze Clovek
rozpozna rozlicné prvky, které kon¢ definuji: jako je tvar jeho hlavy a nosu, mnozstvi
a rozmisténi nohou atd. Hluboké uceni je toto schopno simulovat tak, Ze v urcitych neuronech
a vrstvach dokdze rozpoznat objekty na obrazku a podle nich slozit odhad, co se v ném

nachazi. (lan Goodfellow and Yoshua Bengio and Aaron Courville, 2016)

vstupni vrstva

(pixely) 4 Nalezeno levé oko? Dekompovz’l(if_:w
i (vstupy diivejsi vistvy) Nalezen tvar oka?
Nalezeno pravé oko?
Nalezeno levé oko? = Sedi barva?
Odpovida tvar nosu? KUN?
0:.'\
i\

il
A=Y Nalézaji se dole 4 nohy?
o\ ”

s
G

Obrézek 19 Vyznam neuronit (Vlastni prace)

33



1.5 Modely neuronovych siti

Modely v této kapitole nejsou kompletnim vyctem vSech existujicich modeld, jedna se
o takové modely, které autor povazuje za relevantni a zajimavé. Obrazek 20 nadherné

zobrazuje nejznamé;jsi strukturu, podle které se modely typicky fadi.

Meaningful
Compression

Structure Image

- Customer Retention
Discovery Classification

o il ; E
4 Big daa Dimensionality Feature Idenity Fraud Classification Diagnostics
isualistaion Raduction Elicitation Detection

Recommender . . Advertising Popularity
Unsupervised Supervised Prediction

Systems )
Learning Learning Weather

Machine

Growth
Prediction

Clustering Regression
Targetted

Marketing

Market
Forecasting

Customer

=S Lcarning

Estimating
life expectancy

Real-time decisions Game Al

Reinforcement
Learning

Rabot Navigation Skill Acquisition

Learning Tasks

Obréazek 20 Modely dle stylu uceni (Jha, 2017)

1.5.1 Uceni (training)

VétSinu algoritmli strojového uceni zle rozdélit do kategorii uceni s ucitelem
(supervised learning) a uceni bez uditele (unsupervised learning) podle toho, jaké maji

k dispozici zkuSenosti pro sviij uéebni proces.
1.5.1.1 Uceni bez ucitele (unsupervised)

Algoritmy uceni bez ucitele dostanou kolekci dat obsahujici spoustu ryst, z nichZ se
nauci uzitecné vlastnosti o struktufe téchto vstupnich dat.
Priklady algoritm@ vyuzivajici tréninkovou metodu uceni bez ucitele jsou:

¢ shlukové analyza (viz Obrazek 7),
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o Kklasifikace (viz 1.4.2.1, 1.4.2.2)
e aregrese (viz 1.4.2.3).
Obecné, uceni bez ucitele tedy zahrnuje snahu naucit se distribuci pravdépodobnosti
vstupnich dat nebo né&jakych zajimavych vlastnosti v té distribuci.
Jedné&-li se o hluboké uceni, snazime se model naucit celou distribuci pravdépodobnosti,
ktera vytvortila data, at’ uz pfimo (pfirozena data) nebo nepiimo (ndmi transformovand data

pro ucely syntézy ¢i odstraniovani Sumu).
1.5.1.2 Uceni s ucitelem (supervised)

Algoritmus uceni s ucitelem ma zajistén datovy soubor obsahujici rysy, ale kazdy
z ptikladd ma ptidruzeny bud’to popis, nebo pozadovanou cilovou podobu. Napiiklad
neuronova sit’, které bychom vkladaly datovou kolekci obsahujici riizné rostliny stejného rodu
s oznacenim, o ktery druh se jednda, dokaze studiem téchto dat rozclenit budouci rostliny
naucen¢ho druhu na zéklad¢ tvarii a rozmért.

Uceni s ucitelem zahrnuje sledovani vstupnich dat, z jejichz zakladu se u¢i predpovidat

data vystupni. (lan Goodfellow and Yoshua Bengio and Aaron Courville, 2016)
1.5.2 Dopredna architektura neuronovych siti

Témito velmi pfimocarymi sitémi prostupuje informace vzdy od vstupu k vystupu.
Doptedné neuronové sit€ maji plné propojeni pfiléhajicich vrstev. To znamend, Ze kazdy
neuron je propojen s kazdym neuronem v nasledujici vrstve.

Trénink doptednych siti vétSinou probiha pomoci zpétné propagace (backpropagation)
(viz 1.4.3.8) tak, zZe siti poskytneme pary vstupnich dat a podobu pozadovaného vystupu.
Tomuto u¢ebnimu principu se fika vyuka s ucitelem (supervised learning, viz 1.5.1.2).

Perceptron (P) Feed Forward (FF) Deep Feed Forward (DFF)
Input Cell

- y
Hidden Cell >. >_< >.
. Output Cell

N

Obrézek 21 NN s doprednou architekturou (Van Veen, F. & Leijnen, S., 2019), (vlastni prace)
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1.5.2.1 Perceptron (P)

Nejelementarn€jsi a nejjednodussi jednotka (,,zakladni stavebni kdmen‘‘) neuronovych
siti (popis viz 1.4.3.5).
Nejjednodussi v praxi pouzitelna sit’ ma dva vstupni neurony a jeden vystupni,

pouzitelna pro modelovani logickych hradel.

1.5.2.2 Vicevrstvy perceptron (MLP / FF nebo FFNN)

Nazyvany také doptedna neuronova sit’ (feed forward neural network). Vlastnost
vicevrstvého perceptronu je Sifeni signalu pravé pouze jednim smérem, proto jsou nazvy MLP

a FFNN zameénitelné.

1.5.2.3 Hluboké (doptedné) neuronové sité

Znamy problém Hlubokych dopfednych siti je, ze s pfiliSnou hloubkou (velkym
mnozstvim skrytych vrstev) se informace ztraci.
VétSina algoritmi hlubokého uceni pouzivaji v ramci zpétné propagace optimalizacni

algoritmus zvany stochastic gradient descent (detailni popis viz 1.4.3.8).

1.5.3 Rekurentni architektura neuronovych siti

Rekurentni neuronové sité berou v potaz koncept Casu, protoze kromé propojeni uzlu
se vSemi uzly pfiléhajici vrstvy jako v FFNN, ale dostanou Udaje sveého vlastniho vstupu
z pfedchoziho vstupu. (Tento feedback nemusi byt neuron sdm do sebe, ale i1 tfeba neuron
nasledujici vrstvy, predavajici svou hodnotu minulého vstupu.) Toto znamend, Ze je tato
neuronova sit’ citliva na pofadi tréninkovych dat a jejich prohdzeni by mohlo pfinést jiné

vysledky.
1.5.3.1 Rekurentni neuronové sit€¢ (RNN)

Obdobné jako pftili§ hlubokych DFFNN, v RNN s pfili§ velkym mnoZstvim vstupnich
dat (a tedy moc velkym Casovym rozsahem) rapidné ztraci informaci, protoze vaha zpétné

vazby neuronu ziska pfevahu nad ostatnimi vstupnimi vahami do neuronu.
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Rekurentni sité se daji vyuzit i ptipadé, ze data nejsou ¢asového charakteru, ale zalezi
na jejich potadi. Typickym piikladem, v em RNN vynikaji je pokracovani fady C¢i

dokoncovani informaci, jako je to v textovém naSeptavaci zprav (autocompletition / T9).

Input Cell Recurrent Neural Network (RNN) Long /Short Term Memory (LSTM)
() ()
. Recurrent Cell 7, .( \" 7/ ’( \'
% ah}"ﬂh\d % 'h":dh\’f
. Memory Cell ONR N/ ‘{' NN

GG

. Output Cell

Obréazek 22 NN s rekurentni architekturou (Van Veen, F. & Leijnen, S., 2019), (vlastni prace)
1.5.3.2 Neuronové sité Dlouhodobé a kratkodobé paméti (LSTM)

Dlouhodobé/kratkodobé sité jsou inspirovany elektrickymi obvody, kde ptidanim
hradla a pamé&ti pro piedchozi hodnoty bojuji s problémem pievahy vahy zpétné vazby (ktery
vznikd pfi velkém mnozstvi dat) tak, Ze si neuron stanovuje miru, jakou ¢ast ptedchozi
informace si zapamatuje. Tento princip ma vyuziti pro velmi dlouhé sekvence.

LSTM se dokaze naucit komplexni sekvence, takze dokaze replikovat styly jako psani

jako Shakespear nebo skladani hudby.
1.5.4 Modely uceni bez ulitele (unsupervised)

Zatimco predchozi zminéné typy neuronovych siti byvaji trénovany metodou uceni
s ucitelem (supervised learning), tyto typy siti trénované u€enim bez ucitele nepouzivaji
zaroven trénovaci a testovaci sadu dat, ale vstupuje do nich pouze soubor dat bez jakychkoliv

anotaci ¢i dalSich informaci (detailné popsano viz 1.5.1.1).

1.5.4.1 Autoenkdder (AE)

Autoenkodér je architekturou trochu podobny doptedné neuronové siti (FFNN), ale
ma jiné vyuziti. Hlavni pointa architektury autoenkodert je automaticky zakddovat (mysleno
komprimovat, zestrucnit) informace. Cilem je naulit se znaky a rysy dat pro urCitou sadu
vstupt.

Neuronova sit’ by tedy meéla byt schopna zestru¢nit vstupni data a naslednou

symetrickou expanzi ziskat na vystupu ptivodni data v co nejvérnéjsi podobe.
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Tvar celé sité se podoba presypacim hodindm, kdy skryté vrstvy jsou vzdy mensi nez
vstupy a vystupy. Autoenkodery jsou také vzdy symetrické okolo prostfedni vrstvy. Nejmensi
vrstva (vrstvy) je vzdy uprostfed, to znamena, Ze je vtomto misté informace nejvice
zkomprimovana (nejuzsi misto site).

VSse pred sttedem neuronové sité je kompresni ¢ast sité, vSechny vrstvy za stfedem se
nazyvaji rekonstruk¢ni (dekodovaci) ¢ast sité.

Auto Encoder (AE) Denoising AE (DAE)
Input Cell

/\ Noisy Input Cell

Ny

Hidden Cell R AL
@ Rt

AYA!

. Match Input Output Cell

Obrézek 23 NN Autoenoderu, metoda bez ucitele (Van Veen, F. & Leijnen, S., 2019), (vlastni prace)

Trénink probéhne technikou zpétné propagace (backpropagation, viz 1.4.3.8) tak, ze
chyba je rozdil mezi vlozenymi vstupnimi daty a vystupnimi daty sit¢ (jelikoz se snazime, aby
zpétna expanze odpovidala vstupu). Symetrie AE neuronové sité se d4 pouZit i na vahach a to
tak, ze dekodovaci vahy mohou byt stejné, jako kompresni.

(Adam Coates and Andrew Y. Ng, 2012) (Van Veen, F. & Leijnen, S., 2019)

1.5.4.2 Denoising autoencoder (DAE)

Variaci AE je neuronova sit’” Autoencodéru pro odstraniovani Sumu. Tato sit’ je zcela
identicka s klasickym autoencodérem (viz Obrazek 23), ale neuronovou sit DAE u¢ime na
datech, do kterych pro vstup pfidame uméle vygenerovany Sum (naptiklad zrnitost obrazu).
Od vystupu vSak ocekavame co nejblizsi podobu pivodnimu, nepoSkozenému vstupu. Proto
vypocet chyby pro zpétnou propagaci probihd z neposkozenych dat bez Sumu.

Tento zplisob uceni podniti neuronovou sit' neucit se detaily ale $irSi vlastnosti,

protoze nauceni se detaili nepomuze s rekonstruket, pfi stale ménicim se Sumu.
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1.5.,5 Reinforcement Learning (RL) (semi-supervised)

Protoze strojového ucéeni nemusi vzdy dostat neménny soubor dat, reinforcement
learning algoritmy interaguji se svym okolim, ¢imz ziskaji pro sviij nau¢eny systém zpétnou
vazbu ze svych zkuSenosti.

Reinforcement learning je algoritmus zaméfeny na cil, ktery se u¢i metodou pokus-
omyl, a pouziva se k vytvafeni procesu rozhodovani v sekven¢nich problémech.

Nespada pod metody uceni s ucitelem, ani uCeni bez ucitele, a je spiSe zndmy jako
,casteéné vedeny* model (semi-supervised).

Reinforcement learning znamena, ze je sit motivovand dosahovanim vysledku.
Algoritmus je odménovan a penalizovan podle toho, jak jedna (podle implikaci jeho vystuptt).
U¢i se z pfimé interakce se svym prostiedim, aniz by spoléhal na predpfipravend popsana
vstupni data. Algoritmus se uc¢i sledy akci, které dosahuji nejlepSich vysledki — snazi se
maximalizovat funkci, kterd vyhodnocuje (okamzité i budouci) odmény za agentem pravé
provedenou akci v prostiedi.

Cil RL je tedy naucdit se dobrou strategii agenta pro interakci sjeho prostredim.
S optimalni strategii je agent schopen se piizpusobovat prostiedi k (budoucimu) ziskavani
odmeén. (Weng, 2018)

"_| Agent |

state reward action
S, R, A,
N
P Environment |[¢——

Obréazek 24 Diagram Reinforcement learningu (Weng, 2018)

Agent:
Agent vykondvd akce v daném prostiedi. Agentem mize byt budto samotny
algoritmus sité, nebo i jiny zprostiedkovatel, jako naptiklad ovladaci rozhrani serva /

krokového motoru.
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Prostredi:

Prostiedi reaguje na akce provadéné agentem a vraci agentovi odménu (ohodnocenti,
zda jeho akce prospéla ¢i uskodila) a novy pozménény stav prostiedi. Piiklad prostiedi mohou
byt fyzikalni zakony realného svéta, jeho virtudlni simulace nebo tfeba prostredi konkrétniho
herniho svéta (herni engine). Ve vétsing situaci se prostfedi méni samo od sebe, at’ uz agent
pfispiva i nepiispiva akcemi. Ne Uplné intuitivni, zaroven ale extrémné zajimavy koncept je,
ze soucast prostfedi mohou byt i dalsi agenti.

Interpret — podle slozitosti prostiedi miize byt nutné vytvofiit interpret, ktery pievede
prosttedi zpet na pro agenta citelné stavy a vypocitd odménu.

Akce:

Mnozina vSech moznych tahu, které muze agent provést. Agenti si pak vybiraji ze
seznamu vSech moZnych akci. V prostfedi jednoduché pocitatové hry by seznam takovych
akci mohl obsahovat béh vlevo, béh vpravo, skocit, dlouze skocit, skréit se a zadna akce
(nepohnout se).

Stav:

Stav je vypozorovand situace, ziskana z aktualniho stavu prostiedi, ve které se agent
nachazi.

Napiiklad ve hie Sachy ¢&i hie Go je stav reprezentovan pozici viech figur na herni
ploSe a vyhozenych figurkach (perfect information game).

Ve hie BlackJack ¢i Poker obsahuje stav pouze ty informace, které jsou moZné znat,
ale uzZ ne teba nésledujici tazenou kartu (netiplné informace, imperfekt information game).
Odména:

Odména je zpétna vazba prostfedi na agentovu akci, slouzici k efektivnimu
zhodnoceni této akce (a vSech pfedchozich).

Hodnota V (dlouhodoba odména) a Q-Hodnota (okamzita ocekavana odmeéna).
(MissingLink dev team, 2018-2020)

Reinforcement learning je ze vSech metod pro uceni umélych neuronovych siti
nejveérngjsi tomu, jak se v redlu rozhoduje zivy clovek. Je to velmi mocnd metoda tréninku,
kterd dokaze vykazovat skvélé vysledky a ve spravnych podminkach ohromné prevysit
schopnosti ¢lovéka. Bohuzel, propastny rozdil mezi redlnym a simulovanym prostfedim déla

trénovani modeli pro redlny svét velmi sloZité.
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1.5.5.1 Deep Reinforcement Learning (DRL)

Hluboké uceni a reinforcement uceni se vzajemné doplnuji. DRL je technologie

kombinujici tyto dvé metody.

Algoritmus Reinforcement learningu se stara o prubéh posloupnosti dusledki zvolené
akce, ohodnocovani vysledka a vybér nejvhodnéjsi nasledujici akce.

Hluboké uceni je pravé ten mechanismus, kterym RL pouzivd k vybéru nésledujici
akce. Protoze je to nejmocnéjsi dostupny nastroj k nauceni se nejlepsiho vysledku na zaklade

piedchozich dat.

1.5.6 Konvoluéni neuronové sité

Konvolu¢ni sité se vyrazné 1isi od vétSiny ostatnich siti. Nejcastéji se vyuzivaji pro
zpracovani obrazu a jeho klasifikaci, ale vstupni data mohou byt i jina, naptiklad audio data.

Rozdil v Klasifikaci obrazu pomoci konvoluéni neuronové sit¢ a Cist¢ hlubokou
neuronovou siti je ten, ze hluboka neuronova sit' vyzaduje, aby byl klasifikovany objekt
jedinym objektem v obraze a aby byl idealné vycentrovany (podle tréninku).

Rozdil konvolu¢nich vrstev oproti vrstvam hlubokého uceni je v tom, ze konvolucni
neurony jsou typicky propojené pouze S malym mnozstvim ,nejblizSich® neuront

v sousednich vrstvach.

Deep Convolutional Network (DCN)

Input Cell -

- X0 )4
() Hidden Cell >_< "\O—/O“‘\O A\:{/A\’
.OutputCell Y TTNA " \’::‘f

O '.',”,*.

Kernel >;< /O\'O’/O AR

X0

(O Convolution or Pool

Obrazek 25 Model konvolucni neuronové sité (Van Veen, F. & Leijnen, S., 2019), (viastni prace)
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1.5.6.1 Konvoluce

Konvoluce je matematicka metoda pro smichani dvou signali do jednoho (napiiklad
spojenim rezonance a zvuku kytary vznikne zvuk jak z koncertniho salu). Konvoluce se
dokonce daji pouzit na rozmazani nebo zostfeni snimku.

Pointa konvolu¢ni sité je, ze pied trénovanim pomoci hluboké neuronové sité se
pouzije na data filtr, ktery projde obrazkem pixel po pixelu. Diky tomuto filtru se rysy obrazu
zvyrazni. Natrénovany filtr bude velmi efektivné schopny ziskat z obrazu hrany (ze kterych se
snadné;ji identifikuji vlastnosti a objekty) a ignorovat témér vse ostatni.

Princip konvoluce je aplikace filtru na kazdy pixel obrazu.

Filtr je v podstaté pole parametri, kterymi transformuji (vyndsobim) kazdy pixel tak,
aby v sobé obsahoval i informaci z okolnich pixeld. Ackoliv to zni divné, vysledky nékterych
filtrt jsou velmi zajimavé. Jednoduchy filtr ((-1;-2;-1);(0;0;0);(-1;-2;-1)) odstrani z obrazku

skoro v8echno krom¢ horizontalnich ¢ar. Filtr pro vertikalni ¢ary viz Obrazek 26.

”w’ \

B ’”[H“I 1‘:;".':;‘ ) {
(.\l\', |

Obréazek 26 Konvoluce - filtr (Google LLC, 2019)
Jak je vidét, konvoluce pomoci filtru je mimotadné efektivni v detekci hran. Takto
jednoduchy filtr je vSak jen piiklad, v praxi nechame neuronovou sit’ parametry filtru najit

samu tréninkem pro idealni detekci hran.

15.6.1.1 Pooling (subsampling)

Za konvolu¢ni vrstvou typicky nasleduje pooling vrstva, ktera velmi ptispiva k detekci
ryst. Jejim cilem je snizit celkové mnozstvi informaci obrazu a zéroven neodstranit
detekované rysy.

Principem je vzit vzdy vlastnosti ze skupiny pixelt a spojit je do jednoho pixelu

nasledujici vrstvy. Skupinou pixelt se mysli 2x2, 3x3, 5x5, 7x7 transformovanych v jednu
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hodnotu. Nejznaméjsi pouzivanou metodou je technika Max Pooling, kde se nejvyssi hodnota

pouzije jako hodnota pixelu reprezentujici vSechny, ale existuji i dal$i metody.

Single depth slice

111(2|4
max pool with 2x2 filters

5 @ 7 @[ and stride 2 6|8
32 KN 34

12|34/

>
>

y

Obrazek 27 Pooling (Deshpande, 2016)

Diky pooling vrstvam maji konvoluéni sit€ sklon scvrkévat dimenzi (rozliSeni),
typicky snadno délitelnym cislem vstupu (20x20 pixeld vstup by se mohl v pribéhu jedné
subsampling vrstvy na 10px a Vv nasledujici pooling vrstvé na 5px). Casto pouzivanymi &isly
jsou mocniny dvou (256, 128, 64, ...). Tato redukce také snizuje riziko overfittingu.

(Van Veen, F. & Leijnen, S., 2019) (Google LLC, 2019)

1.5.6.1.2 Vrstvy konvoluéni neuronové sité
Konvoluéni neuronové sit’” obsahuje konvolu¢ni vrstvy (zvyraziujici hrany), které
mohou byt nasledovany pooling vrstvami (zjednodusujici ucebni proces). Tento vysledek je

pak klasifikovan navazujici hlubokou neuronovou siti s plné propojenymi neurony.

Piirg
by
o
o
o o ~0
° Mo
o ~o Puog
o o
o o
° ° P
o o cat
. . o (]
convolution + max pooling vec | g t
nonlinearity | o
convolution + pooling layers fully connected layers ~ Nx binary classification

Obréazek 28 Vrstvy konvolucni neurové sité (Deshpande, 2016)
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Prakticka cast
1.6 Datovy soubor

Konvolu¢ni neuronové sit’ vyzaduje ucebni data, na nichz miize trénovat za ucelem
zvySovani presnosti predikci. Sada tréninkovych dat se déli na tfi podmnoziny:
e Mnozina tréninkovych dat
o Dataset, ze které se systém trénuje své vahy a bias.
e Testovaci soubor dat
o Mensi soubor dat, ktery algoritmus jesté¢ nevidél, ze kterého mize ohodnotit,
jak dobfe je naucen.
e Validac¢ni data
o Valida¢ni data slouzi k nezavislému posouzeni, jak dobte sedi model a vyladit

podle toho hyperparametry.

Mezi hyperparametry patii mnozstvi skrytych vrstev, pocet neurontll, funkce ztraty,
aktivaéni funkce a mnozstvi, kolikrat by mél byt tréninkovy proces opakovan neboli mnozstvi
epoch. Dale ucici krok (learning rage), batch size (mnozstvi paralelné¢ vyhodnocovanych
vysledkl v jednom ucebnim kroku) 1 optimalizér.

V ptipadé vybéru tak velmi specifické sit€, jakou je YOLOv3 ve frameworku Darknet,
jsou hyperparametry ucelné¢ vyladéné a neni vhodné je jakkoliv ménit. Proto budou zminéné
jen okrajové.

Pro vyladéni vnitinich nastaveni sité lze pouzit intuici, experimentaci, valida¢ni set,
ale i podivani se na jiné architektury a vypuj¢enim si jejich napadd, popiipadé Cerpani
z literatury.

Princip ru¢niho navrhu, jak rozhodnout poctet skrytych vrstev a mnozstvi jejich

neurond je podrobné sepsan viz tento clanek (Gad, 2018).
1.6.1 Priprava dat
Mnozstvi potiebnych dat pro sit’ je zavislé na poctu druhi klasifikovanych objektt

a slozitosti ryst téchto objektli. Diky faktu, Ze banan je jedinym dulezitym klasifika¢nim
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objektem této prace, a diky jednoduchosti jeho tvaru, jsou pozadavky na velikost datoveho
setu male.
Optimalni pocet byl zvolen na 150 fotografii. Tohoto poétu bylo dosazeno potizenim

30 fotografii. Dataset byl nasledn€ rozsifen za pomoci augmenta¢nich metod.

Pro potieby prace byly fotoaparatem snimany regaly s bandny. Snimky obsahujici
banany byly pofizeny z vice uhli. Na fotografiich jsou banany jak zvlast, tak i pohromadé¢.
Soucasti sbiranych dat jsou déle snimky ¢aste¢né a zcela zakrytych banandi. A obecné ve
vSech moznych variacich v jakych se nachazely.

Z kazdého z ptivodnich 44 snimkt bylo za pomoci programu Zoner Photo Studio X
ruéné ofiznuto jedna az 6 novych snimku tak, aby na nich byly pfitomny sledované objekty.
Zaroven ofez slouzil k zajisténi poméru stran 1:1. Timto se kolekce dat rozrostla na 140
fotografii.

V nésledujicim kroku byl soubor dat sjednocen na rozliseni 416x416 pomoci online

sluzby https://bulkresizephotos.com/.

1.6.2 LabellMG

Data jsou nyni ve spravném formatu a je zapotiebi k nim vytvofit popisky.
Pro vytvofeni anotaci byl zvolen program Labellmg (viz 1.7.1).
Tim, ze oznacime pouze zietelné viditelné banany, se model nau¢i nachazet jen ty v popiedi,
coz je pozadovana situace.

Aby se model naucil detekovat hlavné banany v popiedi, pfi oznacovani ignorujeme

zakryté banany. Takové chovani je pro nase vyuziti vhodné;si nez piesné pocty.
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Uil labelimg D:\Vitek\Diplomka\DP data\_3_labelimg_moje\IMG_9822_1.jpg - a X
File Edit View Help
Box Labels

[ Edit Label
Open [ difficult
V [4 Use default label -banana
Open Dir
Change Save Dir banana
banana
» banana
banana
NextI
lext Image banana
« banana
Prev Image
Verify Image
B
save
<>
PascalVoC

File List )
DA\Vitek\Diplomka\DP data\_3_lz A
Di\Vitek\Diplomka\DP data\ 3_le
CrealEyAeciHox D:\Vitek\Diplomka\DP data\_3_lz
DAViteh Diplomka\DP data).3
drag to move shape ‘banana’ P-<
Duplicate\RectBox P wataTs_le
Di\Vitek\Diplomka\DP data\ 3_le
P4 Di\Vitek\Diplomka\DP data\3_le
DA\Vitek\Diplomka\DP data\ 3_le
Delete\nRectBox D:\Vitek\Diplomka\DP data\_3 Iz
DA\Vitek\Diplomka\DP data\ 3.l
@ DA\Vitek\Diplomka\DP data\ 3_le
Di\Vitek\Diplomka\DP data\ 3_le
Zoomin D:\Vitek\Diplomka\DP data\ 3_Iz
5% DA\Vitek\Diplomka\DP data\ 3_le
Di\Vitek\Diplomka\DP data\ 3_lz ¥
v S 4 >
Click & drag to move shape 'banana’ X192 ¥: 1114

Obréazek 29 Program Labellmg (vlastni tvorba)

1.6.3 Augmentace dat

Augmentace dat je diileZita technika pro trénovani modelu pocitacového vidéni. Jedna
se o doplnéni vstupnich dat jejich (ndhodné) transformované variace.
Mezi takové patii: priblizeni, vertikalni / horizontalni pfevraceni, rotace, zména jasu,

kontrastu aj. (Shaw, 2018)

néné k v
7y

Obrézek 30 Augmentace vstupnich dat - zména jasu (viastni tvorba)
Pro augmentaci dat mohou slouzit nastroje FastAl, Keras ¢i RoboflowAl. Pro nase
data jsme zvolili augmentaci ndhodné rotace obrazu, vertikalniho pfevraceni a jasu. Datova

kolekce se takto rozs$ifila na transformaci 840 snimka.
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1.7 Vybér prostiedi, technologie

1.7.1 Zé&kladni prosti‘edi a programove vybaveni

Jazyk Python
https://www.python.org/, svobodny software (BSD)

e je velmi univerzalni moderni programovaci jazyk, relativné snadny a pro vétSinu
béznych potieb i dostateéné vykonny. (https://www.python.org/)
Anaconda

https://www.anaconda.com/, svobodny software (BSD)

e robustni enterprise platforma obsahujici mj. distribuci pythonu
e zmeéna verze pythonu: 3.7
Pandas

https://pandas.pydata.org/, open-source software

e vysoce vykonna knihovna pro efektivni praci s datovymi strukturami
Jupyter Notebook

https://jupyter.org/, open-source software

e 7ivy dokument umoznujici psat, programovat, vizualizovat data a dalsi.
Labellmg
https://github.com/tzutalin/labelimg, svobodny software (MIT)

e nastroj s grafickym rozhranim pro popisovani objekti na obrazcich pomoci
¢tvercovych ohraniceni

Qt5 (multiplatformni framework, https://wiki.qgt.io/About_Qt, svobodny GPL)
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https://www.anaconda.com/
https://pandas.pydata.org/
https://jupyter.org/
https://github.com/tzutalin/labelImg
https://wiki.qt.io/About_Qt

1.7.2 Cesta 1 - Localhost: Framework Darknet na domacim prostiedi

Obréazek 31 Darknet (Redmon, 2016)

Roz$itené prostiedi pro hluboké uceni

Open-source framework neuronovych siti napsany v C a CUDA (Redmon, 2016)

CMake — opensource crossplatform kompilator

NVidia CUDA - rozhrani pro paralelni zpracovavani grafickymi procesory
NVidia cuDNN — CUDA Deep Neural Network library

NVidia CUDA Toolkit — instrukce pro CUDA

GitHub — repozitafe programu

OpenCV — Open Source Computer Visuon Library — siroka podpora medialnich

formatu.

o slozity instalaéni, konfigura¢ni proces na dosazeni na MS Windows

(ani po 2 tydnech se nepodatilo najit funkéni FOURCC filtr)
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Bimsgec (3 [ demo.c £3 | B Makefle (3| B rTaroetPointer ua (1| B 2017-12-08-06-36-59_1 ol (| B detectorcc |

06 CvVideoWriter* output video writer = NOULL; S oviiVideoWrite
07 if (out_filename && !flag exit)

08 [ {

0% CwSize size;

10 size.width = det_ img->width, size.height = det img->height;
11 int src_fps = I5;

12 src_fps = get_stream fps(cap, cpp_video capture);

14 S foconst char® output name = "test_dnn out.avi";

15 output_wideo writer = cvCreateVideoWriter (out filename,
16 CV_FoURCC('H', "2°, 'e', "4"), src_fps, size, l):

17 ocutput wideo writer

1| cvCreateVideoWriter (out_filename,
18 CV_FOURCC('D',

, "WV, "K'y, src fps, =ize, 1) :

G S T % T Y T % R % Y 6 Y T % Y Y O % Y 6 Y 6 Y Y % Y % T B % |
I
[ |

19 output_wideo writer = cvCreateVideoWriter (out_filename,
20 Cv_FOURCC('M', 'J°, 'BP', 'G"}), src_fps, =size, l);
21 output_wideo writer = cvCreateVideoWriter (out filename,
22 CV_FOURCC('M', 'P*, '4', 'V'}, B8rc_fps, =ize, 1}):
output_wideo writer = cvCreateVideoWriter (out filename,
CV_FoURCC('Mf*, *p°, '2', "2"), src_fps, size, l);
225 cutput wideo writer = cvCreateVideoWriter (out filename,
226 Cv_FOURCC('X', 'v"', 'I', 'D"}, src_fps, =size, 1l});
227 output_wideo writer = cvCreateVideoWriter (out_filename,
Cv_FOURCC('W', 'M", 'V', "2"}, src_fps, =size, 1l);

Baze programu

Ru¢ni stazeni frameworku Darknet, dle navodi pokus o spravnou upravu
konfigura¢nich souborti a souborii makefile, kompilace zdrojovych kodl, stazeni vsech
ruznych variant pfreducenych vah.

V této cesté se autor po ne¢kolika tydnech dostal do slepé ulicky, protoze pozadavky na
beh hluboké sité s predu¢enymi vdhami prekracovaly hardwarové prostiedky relativné nové
herni stanice.

Z dtivodu nedostatku systémovych prostfedkit a slozité konfiguraci bylo zapotiebi

najit jiné feSeni.
1.7.3 Cesta 2 - Cloud: Google colaboratory
-
Jjupyter
v
@
Obréazek 32 Logo Google Colab a Jupyter
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Google colaboratory (kratce Colab) je kulminaci nékolika koncepci. Tento velmi
moderni projekt za¢al vnikat poté, co Microsoft v na konci roku 2015 vydali TensorFlow jako
open-source. Jeho nejvétsi vyhodou jsou nulové naroky na lokalni stroj, pienositelnost
a veliké mnozstvi vyvojovych nastroju.

Google Colab

e Python 2 a 3 (verze 2 ztraci od zacatku roku 2020 podporu)

e framework neuronovych siti TensorFlow

e vlastni implementace Jupyter Notebooku, fungujici jako vSezahrnujici textovy
editor, vyvojové prostiedi, kompilator, poznamkovy blok, statisticky program,
nastroj sdileni i kolaborace — to v§e 100 % v cloudu

e dalsi knihovny Keras, PyTorch, OpenCV

e velmi rychlé ptipojeni a administratorska prava

e kazdy ma v prostiedi sviyj vlastni Virtualni Stroj

Piechod z piivodniho zplsobu prace na lokalnim prostiedi je krokem k modernizaci.

1.7.3.1 Parametry Google Colab

Sluzba je zdarma, limitovana pouze maximalnimi zdroji (viz Obrazek 33), ale tento
rozsah je zatim tak veliky, Ze pfi osobnich projektech nijak omezuje. Instance virtudlniho
stroje se kazdych 12 hodin pfemaze, ale lze pouzit ptes API propojeny Google drive pro

ukladani rozpracovanych dat.
Colab vs. Colab Pro

Price GPU Runtime Memory
Colab Free K80 Upto12 hours 12GB

Colab Pro  39.99/m (before tax) T4 & P100 Upto24hours 25GB with high memory VMs

Obrazek 33 Colab Pro (Kim, 2020)

Colab Pro za 10$/mé&si¢né je zajimava nabidka. Pro porovnani, pied ~5 lety obdobny
cloud 1000$/mési¢né. (Kim, 2020)

1.7.3.2 Srovnani vykonu Colab Free a soukromé domaci herni stanice

e K80 24GB RAM ~3000GFLOPS  (x10° pogetnich operaci/s)
e GTX 1060 3GB RAM  ~123GFLOPS
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1.7.3.3 CPU vs GPU vs TPU: vykon a co zvolit

Trénovani modelt hlubokého uceni je v podstaté nasobeni matic. To by zdalo jako
jednoducha uloha, ale pfidejme do kontextu rozsahlost hlubokého uceni: VGG16 (b&zné
pouzivand CNN s 16 skrytymi vrstvami) obsahuje ~140 milionti parametrd, které je potieba
trénovanim nastavit.

Konvenénimi metodami by se takova sit’ trénovala roky. (Shaikh, 2017)

Vysvétleni na piib&hu:

Scénat: Chceme prevést zbozi z mista A do B. Moznosti dopravy sportovni Porshe
nebo kamion. Porshe by bylo extrémné rychlé a pfevezlo by zbozi okamzité, ale mnozstvi za
jednu cestu je malé a spotfebovana energie (palivo) velké. Kamion by byl pomalejsi, ale
energeticky uspornéjsi a mnozstvi zbozi vyrazné lepsi.

Ale samoziejmé existuji situace, kde je vyhodnéjsi vyuzit Porshe.

Compute Primitive

O [ i} EDEEm I i

O I} [DOEmD [ |

. .. EEEE EEEN
scalar vector tensor

Obrazek 34 CPU vs GPU vs TPU (OpenGenus Foundation, 2018)

CPU GPU TPU
(zékladni = nejmensi)
1x1 1xN N x N
komputaéni jednotka
Vykon (instrukce /takt) —desitky tisice 128 000
ucel obecnost grafika, ML, paralelizace ~ ML: TensorFlow

Obréazek 35 Tabulka CPU, GPU, TPU (Vlastni zpracovani)

1.8 Implementace detektoru YOLOV3 s frameworkem Darknet

1.8.1 Nastaveni prostiedi

a. jazyk = Python 3

b. hardwarova akcelerace = GPU.
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1.8.2 Framework Darknet

Jednd se o hlubokou konvolu¢ni neuronovou sit, kterd je znamd svou (oproti
konkurenci) vysokou rychlosti, diky které¢ dokaze detekovat objekty v redlném case 30FPS.

Piestoze se sit’ soustiedi na rychlost (4 az Skrat rychlej$i nez ostatni detektory),
v presnosti predikci pied Spickou své konkurence zaostava jen o 0-10 %.

V srpnu 2018 vysla nova architektura neuronové sit€¢ s ozna¢enim Darknet53, podle

mnozstvi vrstev. I pies znacné zvySeni vrstev (z Darknet19) si drzi Spickovou rychlost.

Method name Speed (FPS) Input size
YOLOvV3 (Darknet53) 45.5 320x320
YOLOvV3 (Darknet53) 34.5 416x416
YOLOvV3 (Darknet53) 19.6 608x608

Obréazek 36 Vykon nové iterace Darknetu53 (Abbasi, 2019)

Dalsi srovnani vykonnosti existujicich siti viz (Abbasi, 2019).

!git clone https://github.com/AlexeyAB/darknet

scd darknet

!sed -i 's/OPENCV=0/0PEN 1/' Makefile
!sed -i 's/GPU 'U=1/" Makefile

!sed -i 's/CUDNN=0/CUDNN=1/' Makefile

! /usr/local/cuda/bin/nvcc —--version
NVIDIA (R) Cuda compiler driver
Copyright (c) 2005-2018 NVIDIA Corporation
Built on Sat Aug 25 21:08:01 CDT 2018
Cuda compilation tools, release 10.0, V10.0.130

1.8.3 YOLOV3 — detektor objektl v realném case

Zde pouzivame pieduceny model, detektor YOLOV3.

Neuronova sit’ byla pfeducena na rozsahlé datové kolekci COCO:
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e obsahuje 330 tisic obrazka,
e s vice nez 200 tisici anotacemi,
e dohromady oznaceno 1,5 milionu objektd,

e celkem v 80 kategoriich. (http://cocodataset.org/#home)

'wget https://pjreddie.com/media/files/yolov3.weights

imShow (path) :

import cv2

import matplotlib.pyplot as plt

atplotlib inline

image = cv2.imread (path)

height, width = image.shape[:2]

resized image = cvZ.resize (image, (3*width, 3*height), interpolation =
cv2.INTER CUBIC)

fig = plt.gcf ()

fig.set size inches (18, 10)

plt.axis ("off")

plt.imshow (cv2.cvtColor (resized image, cv2.COLOR BGR2RGB))
plt.show ()

upload () :
from google.colab import files
uploaded = files.upload()
for name, data in uploaded.items () :
with open (name, ' ") f:
f.write (data)
print ('saved file', name)

download (path) :
from google.colab import files
files.download (path)

1.8.4 Detekce objekti sady

V cloudu béZici darknet dokaZe z vah funkci detect detekovat 80 tiid z COCO.

# parametry <path to config> <path to weights> <path to image>
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http://cocodataset.org/#home

!./darknet detect cfg/yolov3.cfg yolov3.weights data/person.jpg
Done! Loaded 107 layers from weights-file
data/person.jpg: Predicted in 21.690000 milli-seconds.

Unable to init server: Could not connect: Connection refused
(predictions:1288) :Gtk-WARNING **: 16:08:28.264: cannot open display:

Obrézek 37 Vnitini ukazkovy priklad YOLOv3

Jak je popséno v kapitole viz 1.7.3.1, instance VM se nejpozdéji za 12hodin vydisti.
Proto je vhodné napojit k notebooku Google Drive a data ukladat i ¢ist odtamtud.

Druh& poznamka, pole kodu Jupyter notebooku se chovaji jako termindl. Jdou v ném
pouzivat windows i linux piikazy (%prikaz), ale hlavné jsou pole citliva na to, v jaké jsme
slozce. Pokud vystoupime ze slozky %cd .., pak se musime i vratit abychom mohli spustit
I./darknet detect.

(Redmon, 2016), (Ibafez, 2019), (The Al Guy, 2020), (AlexeyAB, Joseph Redmon, 2016-
2020)
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1.8.5 Nalezena chyba ve zdrojovém kodu YOLO (VIZ Error! Reference source not
found.)

V tomto misté se autor rozhodl podivat se do kddu, aby nasel odpovéd’ na otazku: jaké
vSechny parametr piijima funkce ./darknet detect; a Ize parametricky pojmenovat
vystupni soubor?

Z divodu nespojitosti formatovani je kapitola o nalezené chybé vedena jako ptiloha;

viz Error! Reference source not found.)

1.8.6 Detekce objekti z videa

! ./darknet detector demo cfg/coco.data cfg/yolov3.cfg yolov3.weights -
dont show data/video/viteklémb-s,1080p.MOV -1 0 -

out filename data/video/viteklémbs 1080p out.avi
! ./darknet detector demo cfg/coco.data cfg/yolov3.cfg yolov3.weights -
dont show data/video/vitek500kb-s,320p.mp4 -i 0 -
out filename data/video/vitek500kbs 320p out.avi
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Na dvou nésledujicich snimcich z videa vysoké a nizké kvality, také natoceného na
mobilni telefon, se pfesnost témét nelisi. Plivodni model, trénovany na datasetu COCO také

dokazal rozpoznavat tfidu ,,banana®.

Obrazek 38 Video uvnitr, vysokd kvalita (vlastni tvorba)

o025 27
> wmm m SSi% ¢ el

Obrazek 39 Video uvnitr, nizkd kvalita, téméF stejny moment (vlastni tvorba)
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1.9 Trénink modelu

1.9.1 Konfigurace

Darknet. YOLOv3 Configuration files on notebook

My D j-data Drive/darknet/yolova.cfy ve/My Drive/d

3.conv.74" -dont_shaw

local computer... darknet/img X

Iocal computery... ddarknet X
# ptipg
————t i J b & pim 0 A
— X bin ¥ piojog >
—t— 9/ i yoieacly & prosa d
B check 8 piooipg
J cubnn & oo
Lonat) A g 8 piotipg — .
S weights / L] darknet53.come.74 ‘———) W pr01at
1 pio2ing
€ fiters = (classes +5)*3) (T Dotiam o pio2oe -
. trainmt
& waino 1 p103jpg
B et D031 3 pI03AR x
. 16,30, 33,23, 30,61, B obinsmes

0 0.701172 0.361111 0.114844 0.038889

train.tet

obj.names x

Obréazek 40 Konfiguracni postup trénovani YOLO (Ibdiiez, 2019)

Nejprve je zapotiebi adekvatné upravit konfigura¢ni soubory, které vstupuji do trénovaci
funkce v bod¢ 1.9.3.

vytvofime textovy soubor s pfiponou obj.names

I D:\vitek\Diplomka'_konfig trainingu...  — H %

File Edit 5Search View Enceding Language Settings
Tools Macre  Run  Plugins  Window F X

sHHBR B sGbD|oe|miy|
[=] obj.names 3 |H yolo.c rﬂl B imagec tﬂl B dariret c rﬂl Hdem

1 banana

Ln:1 Cal:1 Sel Windows (CR LF) UTF-2 INS

Obrézek 41 Soubor obj.names

vytvofime textovy soubor S piiponou obj.data
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Eile Edit

Macro

Search

Bun

[=] obj.data E3 |

i D:\itek\Diplomka\_konfig trainingu\ob..

Blugins

cHHER R sHGD| 2 C|mig| ®

View Encoding Language
Window 7

Settings

S

Tools
X

trainm
wvalid =
names
backup

ks L B

blasses= 1

Jfoontent/darknet/train. txt
Jfoontent/darknet/test. txt
Jfoontent/darknet/ob].names
Jfoontent/darknet /backup,

Ln:1 Col:1

Sel: 0| Windows (CR LF)

UTF-8

M5

soubor train.txt

Obrézek 42 Soubor obj.data

Eile Edit

& *Dawvitek\Diplomka\_konfig traininguitrain.bt - N..

Search  Niew Encoding Language

Settings

Tools

Bun  Plugins

Window ¥

s HB = --'é[a” & @®|§c|lﬂfh|
B obj data 3 Eltmin.t:tml

| pod

Macro

% -'E||_'-l

i)

X

»

[ IY S P O

=1 o

TSR e:]

10 JSoontent/darknet/img/0107025286295092

12 famntrant fdavrlrnatr fdima M1 AATRFGET 1 Ad=inA

focontent/darknet/img/003f05b0TccT48e4.
fSoontent/darknet/img/0047e5f688b506cd.
JSoontent/darknet/img/00568c421d1552Fa.
JSoontent/darknet/img/00d843afeleectTo.
JSoontent/darknet/img/006fabbigedic3ad.
JSoontent/darknet/img/00e88572ched4f285.
JSoontent/darknet/img/ 007465 1e66aa8520.
JSoontent/darknet/img/00eb232a365ddeaa.
JSoontent/darknet/img/00ac03de34%a3c5hb.

jpg
jpg
jpg
jpg
jpg
jpg
jpg
jpg
jpg

.Jpg
JSoontent/darknet/img/00cld2697decacal.

jpg

S e

Ln:1 Col:21 Sel:0]0 Windows (CR LF) UTF-2

INS

Obréazek 43 Soubor train.txt

yolov3.cfg

pted upravou zalohuji konfiguraéni soubor yolov3

!cp cfg/yolov3.cfg cfg/yolov3 backup.cfg

nastavime batch=64
nastavime subdivision=16
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max_batches=4000 (doporuceny udaj pro 1 tfidu)
steps=3200,3600 (doporucené dle 80 a 90 % max_batches)

:{ D:\Vitek\Diplomka'_konfig trainingu\yolov3.cfg - Motepad++

ile Edit Search View Encoding Language Seftings Tools
sHiHBsGaldbh| el

H obj names JI B yoloc JI Bimagec JI B daknet c (3 | B detector:

[net]

# Testing

$batch=1 # pro testovani
#subdivisions=1 # pro testovani
# Training

batch=64

subdivisions=16

B widch=416

S height=416

10 channels=3

11 momentum=0.5

12 decay=0.0005

13 angle=0

14 saturation = 1.5

IR T TR

15 exposure = 1.5
1€ hue=.1

18 learning rate=0,001

% burn_in=1000

20  #max batches = 500200 # pro testovani
21 max batches = 4000

22 policy=steps

23 #steps=400000,450000 # pro testovani
24 steps=3200, 3600

A scales=.1,.1

Obrazek 44 Konfiguracni soubor yolov3.cfg
Vyhledame vsechny 3 vrstvy [yolo] a upravim pocet tiid na 1,

zménim parametr filters na 18.

I:{"D:\Vitek\DipIomkaLkonfigtrainingu... - O >
File Edit Search View Encoding Language Settings Tools

Macre Run  Plugins Window I X
cHEBRE&lsmRk 2 (Mmy|
B obj names Jl Byoloc Jl Bimage c Jl B darknet ¢ Jl Bt + | »

3 A
4 [conwolutionall]
TS5 size=1
6 stride=1
7 pad=1
filters=18
activation=linear

[yolo]

mask = 0,1,2

anchors = 10,13, 16,30, 33,23, 30,61
classes=1

num==2

jitter=.3

ignore thresh = .7

truth thresh = 1

random=1

Ln: 770 Col:6 S Unix (LF) UTF-8 INS

Obrézek 45 Konfigurace vrstev v yolov3.cfg

Stahnout predtrénované konvolucni vahy: darknet53.conv.74 do slozky \darknet\weights\
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( lwget https://pjreddie.com/media/files/darknet53.conv.74

s --2820-84-86 208:09:17--
Resolving pjreddie.com (pjreddie.com)... 128.288.4.168
Connecting to pjreddie.com (pjreddie.com)|128.288.4.1688|:443... connected.
HTTP request sent, awaiting response... 288 0K
Length: 162482588 (155M) [application/octet-stream]
Saving to: “darknetS53.conv.74’

darknet53.conv.74 TE[> ] 12.21Mm  446KB/s eta Sm 43s

Obréazek 46 Predtrénované vahy imagenetu

1.9.2 Nabhrani tréninkovych dat (po augmentaci, viz 1.6.3)

Virtualni stroj Colabu je vhodné propojit se sluzbou Google Drive pro snazsi spravu soubort.

from google.colab ir

drive.mount ('/content/drive')

Tréninkové data vlozime do Google Drive do slozky: darknet/img/

Nahrana tréninkova data zkopirujeme do prostiedi Google Colab.

lcp -r "/content/gdrive/My Drive/darknet/img" ./img

1.9.3 Natrénovani modelu

Spusténim ptikazu Darknet detector train za¢ne trénink.
KaZzda dokoncend epocha vypiSe na vystupni konzoli aktudlni stav u¢iciho procesu.

(Ibafez, 2019)

nw /
/

! . /darknet detector train

ontent/darknet

/cfg/yolov3.cfg" "/content/darkne

dont show

60



&

. /darknet detector train

yolov3

layer

8

[FUR Y

B0 =l & U

filters

conv
conv
conv
conv
Shortcut
conv
conv
conv

=
(=)
ca W

6
12

(WY
P

UL =i
[SEI =Y

[l
B

(W R N R

L

]
m
=

== I
W Y]

Shortcut Layer:

X

X
X
4

output

¢ 416 x

P B B
[~ I~}
=]

@
(5]

X
X
x

=]

conv 64 1 x
conv 128 3 x
Shortcut Layer:
conv 256 3 x 3/ 2 184 x 184 x 128 > 52 x 52 x
Obrazek 47 Implicitni sestava modelu pri trénovani (Vlastni tvorba)

Iy
[y

[y
[}

1.9.4 Detekce objekti z videa

K natoceni pouzit telefon. Testovana byla piesnost i rychlost detekce u 1080p velkého
videa a nasledné vzdy i u identického videa, ktery byl ztratové zkomprimovan na 360p.
Zpracovani videa trva presné tak dlouho, jak je dlouhé, protoze si je YOLO pfi detekei

objektli pfehrava v realném case.
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A _1080_out.avi - VLC media player - O X

Media Playback Audio Video Subtitle Tools View Help

RN T T

-

W

o g

Obrézek 48 Detekce objektii na preucené siti, vysoké rozliseni (Vlastni tvorba)
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& _360.avi - VLC media player - [m] X

Media Playback Audio Video Subtitle Tools View Help

01:11 3

> (e[| 3] (S5 o Sl ]
Obrézek 49 Detekce objektii na preucené siti, nizké rozlisen (Viastni tvorba)

Z obrazki Obréazek 49 a Error! Reference source not found., ze model detekoval banany

Vv obou rozlisenich velmi dobie. Cas vypoétu byl podle oéekavani v obou piipadech shodny

s délkou videa.
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Vysledky a diskuse

Vystupem krokt rozebranych v predchozich kapitolach je pofizeni vlastni datové sady,
optimalizace této sady pro trénink, kvalifikovand volba vhodné softwarové zakladny,

implementace piedtrénované konvolu¢ni neuronové sité¢ a demonstrace klasifikace objektu.

1.10 Transformace ostitkovanych dat véetné anotaci

V praktické ¢asti bylo nejprve Ukolem ptipravit data. To znamena pouzit augmentaci
obrazu a oznadit data stitky.

Pivodnim ptedpokladem bylo, ze pokud by se provedla augmentace nad ostitkovanymi
daty, tak by se o tyto Stitky pfislo, protoze by nepodléhaly transformacim.

Proto byla provedena augmentace nasledovana ru¢nim oznacit nasobé vétsiho mnozstvi

snimku.

Pozd¢ji bylo zjiSténo, Ze nastroje jako RoboFlowAl umi provadét Augmentace se

zachovanim anotaci. Tato zkusSenost vyrazné zjednodusi a zrychli budouci pfipravu dat.

1.11 Vybér programové zakladny

Na zaklad€ reSerSe a dostupnych informaci byla ucinéna rozhodnuti vedouci
k implementaci Darknet YOLOV3 v lokalnim prostiedi.
Z dvodu slozitého konfigura¢niho procesu a systémovych poZadavki prevySujicich

moznosti lokdlniho prostiedi bylo zapotiebi najit jiné feSeni.

Nejvhodnéjsim feSenim se ukézala implementace YOLOv3 za pouziti frameworku

Darknet v prostfedi Jupyter Notebook na cloudové sluzbé Google Colaboratory.

1.12 YOLOvV3 detektor

Ve virtualnim prostiedi Google Colab bylo dosazeno vlastni implementace pieduc¢eného

detektoru YOLOV3. Na ném ovéiena funkenost detekce objekti z videa v realném case.
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Nasledné jsme porovnali detekci objektt pouze téidy banand na ndmi dotrénované siti
(viz 1.9.4) oproti piedtrénované. Uroven detekci bananii na téchto modelech je srovnatelna.
Dtivodt pro toto chovani mtize byt n¢kolik.

Tvar bananu je velmi jednoduchy, a protoze ma tak snadno rozliSitelné rysy tvaru a

barvy je tudiz jeho klasifikace trivialni a S vysokou pravdépodobnosti predikce.

1.12.1 Nalezena CHYBA ve zdrojovych souborech modulu YOLO, viz:

Error! Reference source not found. (viz Error! Bookmark not defined.)
1.12.2 Free software a Open-source
Ve vétSing kapitol, které obsahuji instalaci ¢i inicializaci:

=>» vétsina pouzitého softwaru je bud'to free sortware licence nebo pfimo open-source.

=>» vyuziti pro vefejnost.
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Zavér
Cilem této diplomové prace bylo prakticky ovéfit schopnost a rychlost rozpoznat

naucené objekty v redlném case konvoluéni neuronovou siti YOLOV3.

Na zacatku této prace je popsano nékolik konceptii linedrni algebry, které autor
povazuje za podstatnéjsi. Z linearni algebry vyzdvihuje zejména teorii matic. Klade obzvlast’
daraz na vysvétleni role matic a tenzort.

V hned nasledujici ¢asti je podrobné popsana neuronova sit’, v kratkosti jeji historie
a jeji podobnost k biologické neuronové siti. Nasleduje definice umélé inteligence, jeji cil
a rozdil od deterministického programovani.

Kapitola s popisem strojového uceni obsahuje i vysvétlené nejbéznéjsi druhy tkoli,
které se piesné hodi pro strojové uceni. Konkrétné jde o téidéni, t¥idéni s nedplnymi vstupy,
regresni uloha, piepis, strojovy pieklad, strukturovany vystup, detekce anomalii, syntéza
a vzorkovani, algoritmus nahrazeni chybéjicich hodnot a odstraniovani Sumu.

Na toto téma plynule navazuje hluboké uceni, obsahujici informace o hlubokém uceni
a jeho vztahu k lidskému mozku a k vrstvam.

Nasledujici kapitola pojednava o konceptech neuronové sité, kde kromé zcela
zakladnich jsou popsany vahy, perceptron, zpétna propagace, hyperparametry, underfitting
a overfitting vcetné zpasob, jak se mu vyhnout.

Kapitola ,,Ucel skrytych vrstev nazorné popisuje vyznam jednotlivych skrytych
vrstev a jaké informace se udrzuji v neuronech.

Nasleduje skupina kapitol zamétenych na popis a charakteristiku modelti neuronovych
siti. Prvnim tématem jsou algoritmy uceni bez ucitele a uceni s ucitelem. Druhym tématem je
Doptedna a Rekurentni architektura neuronovych siti.

Dalsi kapitola Reinforcement learning popisuje sviij princip a pojmy.

Posledni kapitolou reserSe pojednava o konvoluéni neuronovych sitich.

Prakticka ¢ast zacind datovym souborem, pokracuje posloupnosti pfipravy dat, anotaci
a argumentaci.

Nasledujici  ¢ast zahrnuje  kompletni  programovou zé&kladnu, konfiguraci
a implementaci Frameworku Darknet na domaci stanici. Ze zde vysvétlenych davodu se od

této implementace upusti.

66



Kapitola Cloud: Google Colaboratory je klicovou kapitolou pro praktickou ¢ast. Jedna
se o feSeni umoznujici implementaci YOLOV3 za pouziti frameworku Darknet v prostiedi
Jupyter Notebook na cloudové sluzbé Google Colaboratory. Kapitola podrobnéji popisuje
prostiedi Google Colab, porovnava jeho vykon a grafickou akceleraci.

Navazujici kapitoly obsahuji samotnou implementaci detektoru objekti YOLOv3
s frameworkem Darknet53. Nasleduje ovéfeni detekci objektt ze snimkd i videi a ovéteni
rychlosti detektoru na kvalitni a redukované verzi ptislusného média.

Trénovani modelu se zabyvad primarné konfiguraci konvolu¢nich vrstev,
konfigura¢nich soubort, pfipraveé dat, natrénovanim modelu a odzkousenim jeho schopnosti
a rychlosti rozpoznat naucené objekty v realném case.

V casti vysledkt a diskuse je vyhodnoceni praktické ¢asti ve formé 3 zajimavych

poznatkii vychdzejicich ze splnéni cill.

Autorovou myslenkou K ucelu prace bylo ziskat schopnost prakticky vyuzit neuronové
sit¢ a dosdhnout v tomto oboru hlub§imu porozumeéni, protoze ackoliv téma umélé inteligence
byl pro autora velky konicek, tak jej pro jeho rozsahlost a komplexnost neovladal. V idedlnim
pripadé by autor rad pokrac¢oval ve vyzkumu nejriznéjSich vyuziti v bézné praxi a v dal§im

profesnim zivoté.

Z tohoto hlediska autor hodnoti praci velmi optimisticky. Podafilo se nastudovat
mnozstvi odborné literatury zabyvajici se timto problémem, zpracovat rozséhlou literarni

reSersi a zkusit si znalosti implementovat na praktickém ptiklad¢.

Osobni radosti je, Ze se autorovi podafilo splnit piedsevzeti ze zavéru bakalarské prace:

(...) vwpracovavani této prace autora skutecné bavilo, at' uz prozkoumdavani
kras matematickych vzorcu a obrazciy...) ¢i reseni algoritmickych oriskii.
Pravdeépodobné to autora podniti k dalsimu samostudiu téchto problematik.

— (Hlavacek, 2017)
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