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Popis rozdilu mezi borovici lesni a dubem sp. na
urovni bodovych mracen individualnich stromu

pomoci matematicko-statistickych metod

Abstrakt

Biodiverzita je povazovana za zékladni prvek, ktery fidi diilezité ekosystémové sluzby
na Zemi. Zachovani biologické rozmanitosti v rychle se ménicim svété je vSak naro¢ny
ukol, ktery vyzaduje efektivni a pfesné monitorovaci systémy. V této diplomové préci
byly vyjadfeny a porovnany rozdily mezi borovici lesni (Pinus sylvestris L.) a dubem sp.
(Quercus robur L., Quercus petraea (Mattyschka) Liebl.) pomoci matematicko
— statistickych metod na zdklad¢ dat tvotfenych z 3D bodovych mracen ziskanych
laserovym skenovanim z bezpilotniho letadla ((ULS (Unmanned Laser Scanning))
na ctyfech zkusnych plochach (2x BO/2x DB) v ramci Dalkového Prizkumu Zemé
(DPZ). Upravou ziskanych dat v prostiedi ArcGIS 10.5.1 a naslednym zpracovanim
v prostfedi Rstudio bylo stanoveno 26 statistickych metrik pro rozdilné druhy stromd.
Za vyuziti zobecnéného linearniho modelu a binomického rozdéleni byly metriky stromt
porovnany mezi sebou. Diky krokové regresy byl odvozen model, ktery obsahoval
celkem 16 prokazatelnych metrik vérohodné popisujicich  rozdily. Jsou
to aritmeticky, kvadraticky a kubicky pramér, primérnd a smérodatna odchylka,
koeficient Sikmosti a kvantily (5, 15, 25, 45, 50, 60, 65, 70, 85 a 95 %). U borovic bylo
dosaZeno ptesnosti klasifikace 97 %, u dubit 96 %. Byl tak predstaven postup vytvoreni
a pouziti algoritmu, diky kterému je mozno automaticky rozlisit a klasifikovat tyto druhy

dfevin.

Klicova slova: LIDAR, druhova klasifikace, UAV



Describing the difference of scots pine and oak on
individual tree point cloud level based on

mathematical-statistical methods

Abstract

Biodiversity appears to be an essential element of the Earth system, driving important
ecosystem services. However, the conservation of biodiversity in a rapidly changing
world is a challenging task that requires cost-efficient and precise monitoring systems.
This diploma thesis presents the differences between Scots pine (Pinus sylvestris L.) and
oak (Quercus robur L., Quercus petraea (Mattyschka) Liebl.); at the same time, it
compares them using mathematical-statistical methods based on the data formed from 3D
point clouds acquired by laser scanning from an Unmanned Laser Scanning (ULS) on
four test plots (2x BO / 2x DB) within the Remote Sensing (RS). The modification of the
acquired data in the ArcGIS 10.5.1 and their subsequent processing in the Rstudio resulted
in 26 statistical metrics for different tree species. Using a generalized linear model (GLM)
and binomial distribution enabled the comparison of tree metrics. The application of
stepwise regression enabled to derive a model that contained a total of 16 demonstrable
metrics reliably describing the differences comprising arithmetic, quadratic and cubic
mean, mean and standard deviation, skewness coefficient, and quantiles (5, 15, 25, 45,
50, 60, 65, 70, 85 and 95%). Classification accuracy achieved: 97% for pine and 96% for
oaks. In this way, it was possible to present a procedure for creating and using an
algorithm that can automatically distinguish and classify these tree species.

Keywords: LIDAR, species classification, UAV
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1 Uvod

DPZ se v lesnictvi pouziva v celé fad¢ pfipada pro monitorovani, inventarizaci
a mapovani lest, jehoz cilem je vyhodnotit rozsah lesniho pokryvu a jeho zmény. Déle je
pak pouzivan pro moznost stanoveni mnozstvi biomasy, miry odlesnovani, degradaci, ale
i zdravi ¢i rastovy trend a mnoho dalSich porostnich charakteristik jako napiiklad
celkovou strukturu lesnich pozemkt (Torresan et al. 2017). Na aplikovani DPZ
s vyuzitim platforem UAV (Unmanned Aerial Vehicle) opatfené senzory, které jsou
schopny detekovat 3D strukturu vegetace, je dnes z akademického uhlu pohledu
nahliZzeno, zejména diky komplexnimu a nenaro¢nému shromazd’ovani dat s vysokym
prostorovym, ¢asovym a spektralnim rozlisenim, kdy navic srozvojem technologii,
analyz pro determinovani souhrnnych dat, jako na progresivni metodu inventarizace lest,
jenz ma potencial stadt se v budoucich letech standartni soucasti lesnického odvétvi
(Mcglade et al. 2022), (Guimaraes et al. 2020). S timto vS§eobecnym rozvojem Se oteviraji
dalsi dvefe k provadéni spravné klasifikace lesnich dfevin, coz v podstaté znamena
efektivng, rychle a nenaro¢né stanovit konkrétni zastoupeni vSech druhti dievin v lesnich
porostech. Z téchto dat bude pak mozné pohodIné vychazet pii rozhodovani, jakym
zpusobem zakladat nové lesni porosty, Iépe se rozhodovat v oblasti péstitelskych zaméri,
jako planovéni lesnich probirek ¢i vychova zaméfena na konkrétni druhy dfevin,
nebo jejich obnovu. Dale pak napfiklad sofistikovangji navrhnout lesni tézbu nebo
vytvéiet takové porostni mapy, které budou obsahovat piesné procentualni zastoupeni
dievinnych druhd. S timto v§im je spojen pravé aspekt flexibility, vysoké ucinnosti,
nizkych nakladt a celkové nenaro¢nosti inventarizace lesti pomoci DPZ s vyuzitim UAV.
Pro DPZ v oblasti lesnictvi se dnes vyuziva nej€astéji technologii zalozenych na principu
LiDAR ¢i fotogrammetrie. Nicméné dosavadni vyzkumy se shoduji, Ze nejefektivnéjsi
je sbér 3D bodovych mracen — potazmo souborti dat o lesnich porostech, provadét v jejich

vzajemné kombinaci.
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2 Cil prace

Cilem prace je vyjadfit a popsat rozdily mezi habity borovic lesnich (Pinus
sylvestris L.) a dubid sp. (Quercus robur L., Quercus petraea (Mattyschka) Liebl.)
na zaklad¢ matematicko-statistickych metod. Nejprve bylo tfeba sebrat data pomoci
laserového skenovani pii pieletech UAV nad ¢tyifmi zkusnymi plochami (2x BO/2x DB).
Z téchto dat bylo nutno nasledné vyexportovat trojrozmérna bodova mracna. Jejich
naslednou Upravou a zpracovanim v prostiedi ArcGis 10.5.1 s pouzitim algoritmu Inverse
Watershed Segmentation (IWS) urc¢it vymezeni korun jednotlivych stromd. V prostiedi
Rstudio pak postupné delineovat jednotlivé stromy zvlast' a diky znalosti konkrétnich
informaci o 3D bodové struktufe stanovit pro kazdy jeden strom normalizovanou vysku,
ktera bude piedstavovat vstupni proménnou, podle které budou stanoveny matematicko-
statistické metriky. V neposledni fadé aplikovat zobecnény linearni model s binomickym
rozd€lenim, najehoz zakladé budou matematicko-statisticke metriky vyhodnoceny
a porovnany mezi sebou. Na zavér pomoci krokové regrese pak zvolit a vybrat jen
ty, které budou mit s nejvétsi statistickou vyznamnosti, nejprokazatelnéjsi vliv na popis

mezidruhovych charakteristik dievin borovice a dubu.

13



3 Literarni reSerse

Studovany proces sbéru dat v této praci spada pod oblast DPZ. Zde jsou rozebrany

jeho hlavni charakteristiky:

3.1 Dalkovy priizkum Zemé

Déle jen DPZ, je nepiimy sbér informaci o zemském povrchu a vodnich plochéach
pomoci snimkt ziskanych z nadzemni perspektivy. Vyuziva elektromagnetického zafeni
Vv jednom nebo vice intervalech spektra. Toto zafeni je odraZeno nebo emitovano ze zem¢.
(Campbell a Campbell 2011). DPZ pies velké investi¢ni pozadavky je oborem, ktery
se vyznacuje enormni efektivnosti. Poméha uspisit a zptesnit zisk informaci o geosfére
(Murdych 1985). Dle (Surovy a Kuzelka 2019) pii provadéni DPZ 1ze uvazovat v zasadé
o tfech typech senzorovych nosic¢t, které koresponduji se tfemi tirovnémi letovych hladin.
Jsou to.

Satelity a druZice

Ta poskytuji data s nejnizs§im rozliSenim, ale nejvétsim prostorovym rozsahem. Data
ziskand z druzic a sateliti zcela jisté patfi k béZznym informaénim zdrojim. Jsou
vyznamné z hlediska sbéru plo$nych, prostorovych i ¢asovych dat. Jejich vyhoda spoc¢iva
v rychlosti a komplexnosti sbéru dat z daného uzemi. Nevyhody vsak tkvi ve vysokych
investicnich nakladech, nedostupnosti dat v urcitych obdobich (noc, vliv obla¢nosti,
dlouha periodicita snimkovani stejného Uzemi) a rozlisSovacich schopnostech (Pavelka
2010).

Letadla s posadkou

Ta umoznuji sbér dat ze zemské atmosféry, kdy se jejich letova hladina pohybuje
v fadu stovek metrl ¢i jednotek kilometri nad zemi. Pokryvaji oblasti na Girovni regionti
¢1 celych stath (Kuzelka et al. 2020).

UAV

Vzhledem K jejich nizké letové hlading usazené v desitkach metri nad zemi
ptredstavuji ultra vysokeé rozliSeni sesbiranych dat. Jejich dal$imi benefity jsou flexibilita,
nizké potizovaci naklady a nezavislost provadéni sbéru dat, coz umoznuje praktikiim zisk
vlastnich dat. S témito vyhodami je vSak spojen dalSi aspekt, a to sbér dat pouze

v lokalnim studovaném prostoru (Kuzelka et al. 2020).
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Sbér dat pro DPZ lze provadét i pozemnim méfenim, zejména totalnimi stanicemi
(Wilkes et al. 2017).
V této praci byl sbér dat proveden formou LIDAR pomoci platformy UAV.

Vzhledem k tomu se nasledujici kapitoly zaobiraji jejim rozborem.

3.2 Trend vyvoje UAV

Za poslednich dvacet let byl uskute¢nén obrovsky technologicky pokrok ve vyvijeni
nejnovéjsich technologii, které v podstaté¢ vytvareji jadro klasickych a komeréné
dostupnych UAV. Z provoznich parametri byl pii vyvoji kladen hlavni duaraz
na co nejveétsi kapacitu baterie, dalkové ovladani jejich letu a opatieni senzory, které
potizuji v realném Case kvalitni obrazova ¢i laserova data ve vysokém rozliseni. Spole¢né
S miniaturizaci elektroniky a dalSich komponentt, pokroc¢ilého programovani ovladacich
softwarii a dal$ich funkci se vytvaieji ¢im dal modernéjsi UAV velkych ¢&i malych
velikosti. Diky dostupnosti téchto technologii se na soucasny trh dostalo mnoho UAV
v bézné cenové relaci. Tudiz, a to i v dne$ni dobé neustale nartstd zdkladna aktivnich
uzivateld, kteti UAV zdokonaluji a vyuZzivaji tfeba pro zabavu, rekreaci ¢i pravé védecké
ucely. Ztoho plyne obrovskd rozmanitost UAV nejriznéjich typu, poctu vrtuli,
tvart, vahy, vydrze, cenovych kategorii apod. Soucasné stim je kladen diraz i na
legislativni tpravu jejich pouZzivani ve vzdusném prostoru. Budoucnost tedy patii UAV

(Tichy and Karas 2016).
3.2.1 Rozdéleni komerénich UAV

Moznosti, jak rozdélovat komeréni UAV, je mnoho. Mezi ty hlavni vSak patii
rozde¢leni dle (Juracka et al. 2017):

Podle zaméfeni:

e Bézni uzivatelé

e Pokrocili uzivatelé

e Profesionalove

Podle pohonu:

e Elektricky (baterie)

e Spalovaci
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Podle typu: Viz obr. ¢. 1

o Helikoptéry

e Multikoptéry — podle poctu vrtuli - napt. (4 = kvadrakoptéra, 6 = hexakoptéra)
e Letouny (,.kiidla®)

Zpusobu jejich ovladani:

e Manualni

e Automatické

e Kombinované

e Autonomni

\\: & - W -

"\ -’-
rd 7
7
(a) Fixed-wing aircraft (b) Helicopter (c) Multicopter

Obrazek 1:Typy UAV (Quan 2017)

3.2.2 Soucasna legislativa pro provoz UAV v CR

Dle (Uiad pro civilni letectvi 2022) byla 31.1.2020 uvedena v platnost nové jednotna
pravidla (EU 2019) pro staty EU, jenz vypracovala Evropska agentura pro bezpe¢nost
letectvi (EASA — European Union Aviation Safety Agency). Tato Gprava pfinasi jednu
zasadni vyhodu. A to ,,s UAV bude kazdy provozovatel moci cestovat a nakladat stejné
napii¢ vsemi staty EU.“ Mezi tfi hlavni cile nové legislativy pro provoz dront patii:

e Sjednoceni a zpiehlednéni pravidel ve vSech zemich EU

e Zjednoduseni pohybu UAV a souvisejiciho zbozi pro prodejce a dodavatele
a s tim souvisejici rozvoj celého odvétvi a vznik novych pracovnich mist

e Bezpecnost leteckého provozu, lidi, jejich soukromi a zivotniho prostfedi

Soucasna legislativa proti dopliiku X (PREDPIS L2 DOPLNEK X. 2018) pfinasi
jednu zasadni zménu. Tou je, ze hobby piloti nejsou vynati z povinnosti, které dosud
platili jen pro profi a komeréni piloty UAV. Tito hobby piloti budou muset nové sebe
i své UAV, pokud ma né&jaky typ senzoru a vazi nad 250 gramu, zaregistrovat a udélat

si ,,fidi¢sky prikaz,” coz ve vysledku znamena uspés$né splnit test.
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Zatim co Doplnék X, UAV délil do n€kolika hmotnostnich tiid, (EU 2019) vytvafi tii
vzajemné se prolinajici kategorie, subkategorie a pét tiid.
Nasledujici kapitola se zaméfuje na charakteristiku sbiranych dat a metody jejich

zisku.
3.3 Pristupy k ziskani udaji o lesich v DPZ

(Yu et al. 2010) uvadi, dva zakladni pfistupy k zisku dat v DPZ pro ucely lesni
inventarizace. Individualni detekce jednotlivych stromti (Individual Tree Detection
—ITD) a plosny piistup (Area Based Approach — ABA).

Nutno poznamenat, ze ptistup ITD byl proveden prave pro tcely této prace.
331 ITD

Timto pfistupem lze detekovat stromy individualné¢ a urovat jejich konkrétni
charakteristiky jako vySka, poloha, rozméry koruny, které jsou vyznamné pro celkovou
inventarizaci lesti. Nevyhodu této metody uvadi (Surovy et al. 2019) jako zavislost
na viditelnosti vrcholli a vyskovych rozdilti mezi korunami. Z toho divodu je tato metoda
nachylnd kchybdm v hustych porostech tvofenych stromy rozmanitych vysek

v nepravidelnych vzdalenostech.

3.3.2 ABA

Tento ptistup se vyuziva pro plosny sbér dat na trovni lesnich porosti (Packalén
a Maltamo 2007) a je oproti pfistupu ITD definovan nizkou hustotou trojrozmérnych
bodovych mrafen. Nezavislé proménné vyuzivaji prvkd odvozenych z povrchovych
modeli a z bodovych mracen, které jsou v dal$im postupu zpracovani dat ptimo pouZity
k odhadu taxa¢nich veli¢in, jako napi. objem na hektar nebo primérna vyska stromu

(Patocka 2016).

3.4 Sbér trojrozmérnych lesnickych dat pomoci DPZ

V soucasné dob¢ probihd neustalé zlepSovani technik DPZ a senzorti, které umoznuji
sbér dat s vysokym rozliSenim liSicim se v prostorovém, spektralnim a ¢asovém méftitku
(Hill etal. 2014), diky ¢emuz lze provadet piesnéjsi analyzy vertikalniho a horizontalniho

rozloZeni lesni vegetace (Wallace et al. 2012). Senzory, které lze dle (Guimaraes et
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al. 2020) pouzit v DPZ, se dé¢li na aktivni a pasivni. Aktivni proto, Ze poskytuji energii
nezbytnou pro detekci objektil. Radi se sem napiiklad pravé LiDAR, radary a laserové
vyskoméry. Pasivni naopak proto, Ze detekuji zareni, které je odrazeno objekty. VEtsina
téchto senzort pracuje ve viditelné, infracervené ¢i termalni Casti elektromagnetického
spektra. Radi se sem RGB, multispektralni (MSP), hyperspektralni (HSP) &i termaélni
senzory (TIR). Nutno tedy fict, ze proces klasifikace neprobiha pouze na zakladé dat
ziskanych pomoci LiDAR. Uplatiuji se i dalsi zpusoby klasifikace, napiiklad z dat
ziskanych pomoci fotogrammetrie ¢i jejich kombinaci. Obecné se tak tato data rozdé€luji
na laserova a opticka, pficemz zobou jejich sad lze rlznymi pfistupy vytvofrit

trojrozmérna bodova mracna (Surovy et al. 2019).
3.4.1 Aktivni senzory — LIiDAR

Diky této technologii 1ze monitorovat strukturu, slozeni a funkce lesni vegetace
(Bergen et al. 2009). Princip LiDAR je zalozen na méfeni vzdalenosti mezi laserovym
senzorem a odrazenym objektem. Diky znalosti umisténi laserového senzoru, vzdalenosti
a uhlu dopadu kazdého laserového paprsku a jeho néasledného odrazu od zasaZeného
mista/bodu zpét k senzoru lze snadno urcit 3D soufadnice pozorovaného mista/bodu
(Hyyppa a Inkinen 1999). Vyslednym datovym souborem je bodové mra¢no
se souradnicemi x, y, z, jehoZ hustota se vyjadiuje jako pocet odrazl laserovych pulzt na
m? (Suvanto et al. 2005). Tyto senzory poskytuji moznost proniknout skrze lesni zapoj
a vegetaci aZ na zem, diky ¢emuz lze pfesné€ zjistit vnitini strukturdlni parametry

(Almeida et al. 2019).
3.4.2 Pasivni senzory — Fotogrammetrie

Inovativni techniky zpracovani obrazu, jako napiiklad automatizovany proces
rekonstrukce 3D objekti z 2D fotografii, nazyvajici se Structure from Motion (SfM), jsou
dnes hojné vyuzivany pro generovani 3D bodovych mracen bodt z obrazku. (Snavely et
al. 2008). Proto se Vsoucasnosti tyto snimky jevi jako dal$i vhodna metoda

pro monitoring 3D struktury lesa (Puliti et al. 2015).

3.5 Zpracovani dat, segmentace.

Jednim z béznych zpusobu, jak tyto data zpracovavat, je vyuzit prostiedi GIS.

Vysledky z mra¢en bodd, jako digitalni model povrchu (Digital Surface Model — DSM),
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ktery reprezentuje prvky nad trovni terénu, napt. stromy, kefe, tak digitlni model terénu
(Digital Terrain Model — DTM) je pak tvoten z bodu, které patii k zemi. Odectenim obou
téchto modelll miize byt zjistén napt. vyskovy model zapoje (Canopy Height Model
— CHM) (Popescu et al. 2003).

Segmentace je proces rozdéleni obrazu na nékolik ¢asti podle podobnosti vizualnich
vlastnosti pixell. Cilem je zjednodusit ¢i zménit charakteristiky obrazk pro jejich dalsi

analyzu. Stejnorodost pixelt pak umoznuje nadefinovat, zdali se jedna o napf.

pro rozpozndvani a naslednou klasifikaci vzora (Kornilov a Safonov 2018).
Pro segmentaci jednotlivych stromd se dnes pouziva mnoho metod. Tou nejbézné;si
je takzvana Inverzni segmentace povodi (IWS — Inverse Watershed Segmentation).
IWS

Dle (Patoc¢ka 2016) TWS, neboli Cesky piekladana segmentace inverznich povodi,
je nejjednodussi metodou, kterou Ize implantovat do prostiedi GIS a nasledné za jejiho
vyuziti klasifikovat sesbirana data. Jeji princip je nasledujici. Na zaklad¢ rozdilu
digitalniho modelu povrchu (DMP) a digitalniho modelu terénu (DMT) je vytvoien tzv.
vySkovy model korun (CHM — Canopy Height Model). Jeho vynasobenim hodnotou
1 vznikne ptfevraceny model, kde kazda bezodtoka prolaklina, podobné jako pfevraceny
duty kuzel, ptedstavuje prevracenou korunu stromu. Tato proléklina je zaroven lokalnim
povodim. Naslednym vypoctem sméru a délky odtoku detekuji lokdlni maxima, kterad
uvadéji jednotlivé vrcholy stromil. Vyska kazdého jednotlivého stromu se ziska extrakci
vyskového modelu korun. Jako problém vtomto algoritmu vidi (Liu et al.
2015), ze neékteré nekompaktni koruny mohou byt rozdéleny do nékolika dalSich
segmentll povaZzovanych timto algoritmem za koruny riiznych stromi.

Konkrétni vystup Ize spatfit na obr. €. 2, kde cervené linie ohranicuji koruny stromil

a cervené tecky predstavuji lokalni maxima, v tomto ptipad¢ vrcholky stromt.
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Obrézek 2: Segmentace individ. stromovych korun a detekce lokalnich maxim

Tato segmentace byla pilivodné navrZzena pro letecké snimky a teprve az poté
adaptovéna i na zpracovani laserovych dat (Hyyppé a Inkinen 1999).

Po zvoleni pristupu pro sbér dat, rozhodnuti, jaky typ senzoru bude pouzit, nasledném
zpracovani a segmentovani dat, je zapotiebi pro spravnou identifikaci a klasifikaci druht
rizné metody zalozené na ptistupech strojového uceni (ML — Machine Learning) jako
support-vector machines (SVM) a random forest (RF) (Guimarées et al. 2020), ale i fada
dalSich na zaklad¢ statistickych metod jako k-nejbliz$ich sousedi (kNN - k-Nearest
Neighbor), k-nejvice podobnych sousedi (kK MSN — k-Most Similar Neighbor) (Patocka

2016) ¢i zobecnény linearni model (Surovy a Kuzelka ).
3.6 Prehled metod pouZivanych pro Kklasifikaci

k-NN
Dle (Falkowski et al. 2010) je tato metoda bézné pouzivand pro extrapolaci lesnickych
inventariza¢nich dat sesbiranych na rozlehlych plochach zpsoby ALS (Airborne Laser

Scanning) a leteckych fotografickych snimku. Ve své nejjednodussi podstaté funguje tato
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metoda tak, ze imputacni algoritmy K-NN pfifazuji shromazdéna data k oblastem,
jez nebyly pii sbéru dat zaznamendny na zaklad¢ statistické podobnosti ¢i statistické
vzdalenosti, jako napiiklad FEuklidovskd vzdalenost. Mezi zaznamenanymi
a nezaznamenanymi oblastmi se statistickd podobnost uréuje na zakladé kovariat
dostupnych napfic¢ celou zdjmovou oblasti. Aplikace metody k-NN lze vyuzit pro zjiSténi
objemu dieva, kruhové plochy, zakmenéni a dal$ich inventariza¢nich udajt. V prvni fazi
se ziskaji ,,pomocné proménné,” jako data z DPZ. V druhé fazi se provede podrobna
inventarizace ,,zajmovych proménnych.”“ Tento postup vytvoii dva samostatné datové
soubory. Referen¢ni datovy soubor obsahujici jak pomocné proménné, tak i sledované
zajmové proménné a cilovy datovy soubor slozeny pouze z pomocnych proménnych
méfenych v celé zajmové oblasti. Cilem k-NN je tak predpovédét zajmové proménné,
uz bez provadéni inventarizace. Dfive se tato metoda vyuzivala pro zpracovéani dat
ze satelittl a druzic, nicméné soucasna aplikace pro zpracovani dat ziskanych pomoci
ALS ¢i leteckych fotografickych snimkt vyrazné zlepSuje odhady charakteristik lesa pii
velkém prostoru.

k-MSN

Dle (Maltamo et al. 2006) je toto neparametricka metoda, ktera vyuziva kanonickou
korelaéni analyzu, K vytvofeni matice pouzivané pro vybér ,most similar
neighbors® z referenénich dat. Témi ,,most similar neighbors* jsou pozorovani, ktera jsou
z hlediska predikovanych proménnych podobna cilenym pfedpovédim, tedy predmétu
predikce. Hlavni vyhodou je to, Ze se jedna o rychlou vypocetni metodu.

Random forest (RF)

RF je neparametricka regresni metoda pouzivana pro ziskani lesnich parametrti z dat
potizenych DPZ (Yu et al. 2010). Muze byt pouzita jak pro regresi, tak pro Klasifikaci.
RF je v podstaté zalozen na principu rozhodovani stromt a jejich hlasovani dle dat, ktera
jsou jim ptredem znama. RF Klasifikator se sklada z kombinace stromovych klasifikatord,
kde kazdy klasifikator je generovan pomoci nahodného vektoru vzorkovaného nezavisle
na vstupnim vektoru a kazdy strom odevzdava jednotkové hlasovani pro nejoblibené;si
tiidu ke Klasifikaci vstupniho vektoru (Breiman 1999). Diky tomuto algoritmu bylo
docileno zpiesnéni a dokonce i zjednoduseni klasifikace (Pal 2005). (Breiman 2001)
dodava, ze RF jsou uCinnym nastrojem pro predikci, kdy vlozeni spravného druhu

nahodnosti z nich déla presné klasifika¢ni a regresni funkce.
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Support vector machine (SVM):

Algoritmus SVM je neparametrickd metoda, obzvlasté¢ zajimava v oblasti DPZ,
a to diky své schopnosti kvalitné zobecnit 1 bodova mracna nizSich hustot. Nedostatky
SVM se mohou projevit v piipadé ptifazovani parametrd, které mohou vyznamné ovlivnit
vysledky. Zjednodusené, SVM je linearni binarni klasifikator, ktery pfifazuje danému
vzorku jednu tfidu ze dvou moznych. Instanci vzorku je obvykle individualni pixel
odvozeny z MSP nebo HSP odrazu (Mountrakis et al. 2011). Zakladnim principem, ktery
zvyhodnuje SVM, je proces uéeni, coz vede k minimalizaci rizik strukturalizace. Podle
tohoto schématu SVM minimalizuji chyby Klasifikace na nezaznamenanych datech
(Mantero et al. 2004). Dle (Michatowska a Rapinski 2021) SVM patii mezi metody, jenz
umoznuji provadeét klasifikaci lesnich dfevin s vysokou pfesnosti.

Zobecnény linearni model (GLM)

Dle (Surovy a Kuzelka 2018) pii srovnani s obecnym linearnim modelem, tento
zobecnény umoziuje flexibilngj§i moznost tvorby modelii. Napiiklad diky tomu,
ze vysvétlovand proménnd mize mit jak nelinearni vztah k prediktortim, tak také nemusi
mit ani normalni rozdéleni. MiiZe byt pouzito rozdéleni binomické, Poissnonovo a dalsi,
coz mé za nasledek tvorbu model pro mnohem $irsi spektrum ptipadi nez u obecného
linearniho modelu. Vyuziva metodu tzv. maximalni vérohodnosti. GLM také specifikuje

distribuci chyb, propojuje proménné a umoznuje vybrat ten nejvhodné&jsi model.
3.7 Aplikace sbhéru a zpracovani dat pomoci DPZ v lesnictvi

Jak bylo zminéno vysSe, klasifikace muze probihat zdat ziskanych aktivnimi
¢i pasivnimi senzory. Nasledujici studie zabyvajici se klasifikaci ukazuji, ze v zasadé
aplikuji rizné klasifika¢ni postupy na jednotlivé piistupy. Kombinuji jejich vlastnosti,
zkoumaji, jaké jsou pro danou problematiku nejrelevantnéj$i a podobné. V zasadé vSak
vétsina z nich provadi klasifikaci z dat ziskanych pomoci pasivnich senzort. Pokud
se jednd o klasifikaci druhti z aktivnich senzori, tak ty byly uskute¢nény vétSinou
metodou ALS a témét vzdy za doprovodu snimkl z pasivnich senzort pfipevnénych

na UAV.
3.7.1 Pasivni senzory

Dle (Guimarées et al. 2020) data ziskana pomoci DPZ mohou pomoci rozlisit dieviny
podle jejich vegetacnich parametri a struktur nebo podle jejich spektralniho odrazu.
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Nasledujici studie se zabyvaji tématem zamétujicim se na klasifikaci lesnich typi €i prave
na klasifikaci dfevin.

(Nevalainen et al. 2017) provedli studii, ktera ptedstavuje aplikaci fotogrammetrie
z RGB obrazku a HSP snimkovani pomoci UAV, pro detekci individualnich stromu
a jejich druhovou Kklasifikaci s vyuzitim metody RF v borealnim lese. Klasifika¢ni
metoda RF doséhla piesnosti 95,2 %.

Studie (Cao et al. 2018) zkouma pouziti UAV — HSP dat a Digital Surface Model
(DSM) pro klasifikaci mangrovovych druhi za vyuziti object-based image (OBIA)
analyzy. Z HSP dat byly odvozeny spektralni, texturni znaky a vegeta¢ni indexy az DSM
byly odvozeny vysky. V klasifika¢nich znacich (spektralni, texturni a vegetacni) byla
celkova presnost formou kNN 76 % a 82 % pro SVM. Pii zohlednéni DSM se piesnost
zvySila na 82 % pro kNN a 88,6 % pro SVM. SVM tak piekonala kNN. Bylo
zjisténo, ze informace o vysce hraly klicovou roli pfi rozliSovani mangrovovych druhti
s podobnymi spektralnimi informacemi.

Autofi (Franklin a Ahmed 2018) studovali klasifikaci listnatych dievin pomoci
kombinaci metod OBIA a RF z dat MSP snimkd ziskanych pomoci UAV. Pro validaci
bylo pouzito dvacet tii korun stromt btizy bélokoré, topolu osiky, javoru cukrového
a ¢erven¢ho. Soubor dat byl slozen ze spektralnich, texturnich a tvarovych prvki. Bylo
dosazeno 78 % TtuspéSnosti spravné klasifikace s ohledem na to, Ze dochdzelo
k zaménovani druhi javori mezi sebou.

V studii publikované (Michez et al. 2016) pouzili RGB a CIR (Color infrared
imagery) senzory K prizkumu dvou lokalit v luznich lesich. Cilem bylo zjistit dvé
zékladni charakteristiky. Druhové sloZeni a zdravotni podminky lesti. Metoda OBIA byla
aplikovana pro jednotlivé segmentace stromi, nasledné byl aplikovan RF. Celkova
ptesnost klasifikace druhii dosahla 79,5 % na prvni lokalité, na druhé 84 %. Pti hodnoceni

zdravotnich podminek bylo dosazeno 90 % ptesnosti.
3.7.2 Kombinace pasivnich a aktivnich

Studie (Kaminska et al. 2018) se zaméfuje na kombinovany sbér tii datovych
sad metodou ALS a spektralnich dat — CIR odvozené z leteckych snimkt. Hlavnim cilem
bylo klasifikovat smrky, borovice a listnaté stromy na zaklad¢ jejich zdravotniho stavu,
tedy primérné urcit, zdali jsou pozorované stromy mrtvé nebo zivé. Studie byla provedena

Vv oblasti Bélovézského pralesa. Samotna klasifikace byla provedena metodou RF. V této
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studii byly naznaCeny slibné vysledky pro klasifikaci rozdéleni smrkti, borovic
a listnatych stromi do zivych a mrtvych tfid za vyuziti kombinace dat ziskanych formou

ALS a CIR.
3.7.3 Aktivni senzory

Studie provedena autory (Neaesset a Gobakken 2005) v Norsku se zaobira odhadem
ptirustu lesa, konkrétngji jeho tfemi charakteristikami — vySka stromd, kruhova plocha
a objem dieva z vyskového rozlozeni lesniho zapoje, jenz byl zaznamendm metodou
ALS. Sbér byl proveden na sto tficeti tfech georeferen¢nich plochach s rozlohou 300-400
metrd. Z trojrozmérného bodového mracna piedstavujici vyskové rozloZzeni lesniho
zapoje byly vypoéteny hodnoty jako vyskové percentily, prumérné a maximalni hodnoty
vysek, jejich variacni koeficienty a hustota zapoje v rlznych vySkovych patrech. Za
vyuziti vicenasobné regresni analyzy byl vytvofen vzdjemny vztah odhadovanych veli¢in
a laserovych dat. Vytvofené regresni modely, za pomoci linearni regrese logaritmickych
proménnych, byly pouzity pro odhad lesniho pfirtstu. Bylo potvrzeno, ze zpracovanim
a vyhodnocenim laserovych dat, za pomoci vicendsobné regresni analyzy, je mozno
pfedpovédét prirtst vSech tiech studovanych lesnich charakteristik. Zastoupeni lesnich
dfevin zde tvofil primarné smrk ztepily (Picea abies (L.) Karsten) a borovice lesni (Pinus
silvestris L.)

Studie na klasifikaci druhii individuélnich stromt za vyuziti DPZ byla popsana autory
(Holmgren a Persson 2004). Cilem této studie bylo otestovat klasifikaci borovice lesni
(Pinus sylvestris L.) versus smrku ztepilého (Picea abies L. Karst.) na urovni
individualnich strom@ pomoci dat ziskanych =z laserového skeneru neseného
na helikoptéfe. Studijni oblast se nachazela ve Svédsku. Zpracovani laserovych dat bylo
nasledujici. Jako prvni byla provedena IWS individualnich korun, pomoci niz byly
vSechny laserové body seskupeny do jednoho mracna bodl patfici ke kazdému
konkrétnimu stromu. Z bodovych mrafen bylo nasledné extrahovano osm skupin
proménnych zaloZenych na vySkové disturbanci laserovych navratl. Kazdy strom
detekovany pomoci LiDAR byl automaticky propojen s danym stromem méfenym
Vv terénu. Nasledné byla porovnana vyska stromu meéfend pomoci LIDAR s vyskou
zaznamenanou terénnim méfenim. Vysledky vykazaly vysokou korelaci (R = 0,84) mezi
vyskou méfenou v terénu a vySkou méfenou pomoci LiDAR. Diky tomuto potvrzeni

propojeni mohla byt provedena druhové klasifikace. Ta byla provedena pro vSechny
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mozné¢ kombinace osmi skupiny proménnych. Vysledky vykazaly 95 % piesnost
klasifikace, a to za pouziti Sesti skupin proménnych. Zavér pak poukazuje
na to, ze borovice byly Castéji nespravne klasifikovany ve srovnani se smrky. Klasifikace
na konkrétni zkusné ploSe byla ovéfena pomoci kiizové validace pouzitim stromi
na vSech ostatnich zkusnych plochach. Na konec autofi této studie vSak uvadéji, ze tato
data nelze pouzit i pro jiné oblasti bez ztraty ptesnosti klasifikace, jelikoz vétSina
proménnych je citlivda na regiondlni a sezonni rozdily, typ a nastaveni parametra
laserového skenovaciho systému.

Zajimavou studii, kterd se primarné¢ nezamétuje na druhovou klasifikaci,
je (Falkowski et al. 2010), kde je popisovan simulator rastu lesa (Forest Vegetation
Simulator — FVS), coz je empiricky fizeny model, jenzZ ma schopnost modelovat rist
ze standartnich dendrometrickych meéfeni lesni inventarizace, jako vyska, DBH,
a podobné. Po nacteni vstupnich dat a nasledné kalibraci simuluje dynamiku, rist a vyvoj
budouciho lesa. FVS by tak mohlo byt potencialné pouzito k predikci budoucich lesnich
vyvoju ve velmi velkém rozsahu, jak jiz vSak bylo zminéno, tento model vyzaduje prave
data z inventarizace lesii na urovni individudlnich stromd, ktera je obtizné prubézné
shromazd’ovat na rozsahlych plochéach. Cilem této studie tak bylo poskytnout prostoroveé
explicitni data pro FVS s vyuzitim hodnot ziskanych DPZ pomoci LiDARu, tak aby bylo
mozné simulovat ristovy model lesa v celé studované oblasti Damon na severovychodé
Oregonu v USA s rozlohou 12 100 ha. Pro zpracovani dat zde byla pfedstavena imputace
K-NN, kde se statisticka vzdalenost mezi referen¢nimi a cilovymi daty pocitala pomoci
algoritmi RF a regrese. Referen¢ni udaje o inventarizaci byly shromazdény v 88 lesnich
porostech pro kazdy jednotlivy strom klasickym pozemnim sbérem. Surova ,raw* data
ziskana pomoci LIDAR, byla klasifikovana jako pozemni ¢i nepozemni navraty pomoci
algoritmu Multiscale Curvature Clasification. Po Klasifikaci byl interpolovdn DEM
Z pozemnich odrazii. Vyska nad povrchem zemé byla vypoctena pro vSechny nepozemni
odrazy prostfednictvim odecteni DEM. Metodika této imputace se ukazala jako vhodny
pfistup ke generovani ,,virtualnich® dat z LIDAROvych metrik pro celou oblast této
studie. Vé&tsina metrik lesni inventarizace, vypocitanych z imputovanych dat, vykazovala
vysokou pfesnost ve srovnani s referen¢nimi daty. Srovnéni projekei riistu pomoci FVS
mezi referenénimi a ,,virtudlnimi*“ daty sledovala podobné trendy ve vétSin€ z 88

analyzovanych porostti.
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3.8 Habitus borovice a dubu

Borovice Lesni (Pinus Silvestris L.)

Vzdyzeleny strom vysoky az Ctyficet metri. Koruna je zprvu kuzelovitd, ale pozdéji
byva Sirokd az kulatd, s plochym vrskem. Dlouhy kmen bez vétvi ma cernohnédou
az rezavou borku. Modrozelené jehlice dlouhé tii az sedm centimetra vyrustaji ve svazku
po dvou. V Evropé je borovice lesni zna¢né rozsifena, ale na jihu roste jen v horskych

oblastech. Dava prednost sussim pisCitym pidam. Kvete od kvétna do Cervna. Vyuziti

najde napiiklad ve stavebnictvi, ale i jako okrasna dievina (Chinery 1992). Viz obr. ¢. 3.

Obrézek 3: Habitus borovice lesni (Agrobiologie/Dendroflora 2000)
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Dub letni (Quercus robur L.)

Opadavy, dlouhoveéky strom s rozlozitou, nepravidelné protdhle polokulovitou
korunou se zakfivenymi vétvemi, vysoky az Ctyficet pét metri. Borka je tmavé Seda.
Kratce fapikaté podlouhlé listy maji okrouhlé laloky a dva malé lalicky na bazi kazdé
¢epele. Plody — zaludy rostou na dlouhé stopce, ciSka je opatfend plochymi Supinami.
Dub letni je v Evropé rozsiteny zejména na zivnéj$ich a vlh¢ich padach nizsich poloh.
Snasi 1 kratkodobéjsi sucho, pokud ma kofeny hluboko v pidé. Nékdy tvoti Cisté porosty
a kvete od dubna do kvétna (Chinery 1992). Viz obr. ¢. 4.

Obrazek 4: Habitus dubu letniho (Agrobiologie/Dendroflora 2000)
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4 Metodika

Sbér dat zpusobem laserového skenovani z UAV byl proveden na ¢tyfech zkusnych
plochéch a vzdy pod vedenim katedry hospodaiské tpravy lesa CZU v Praze. Dvé jsou
zalesnény dubem sp. (Quercus robur L., Quercus petraea (Mattyschka) Liebl.) a dvé
zalesnény borovici lesni Pinus silvestris L., kdy prvni pfelet nad dubovym porostem
se konal v prosinci roku 2017 a druhy v srpnu roku 2018. Tato studovana oblast spada
pod okres Chomutov v Usteckém kraji, viz obr. ¢. 5. Nasledujici realizace sbéru dat
Z borovicovych porosti se konala v zafi roku 2018. Tato studovana oblast spada
pod okres Ceské Lipy v Libereckém kraji, viz obr. &. 6.

Ortofoto zkusné, borovicové plochy, ktera byla zvolena jako reprezentativni pro tuto
praci, s rozlohou 4,8 ha, 1ze spatfit na obr. ¢. 7.

[Kadarisky]

Kadarsky,

Obréazek 5: Mapa demonstrujici lokality zk. ploch dubu sp. (Seznam.cz 2022)
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(Seznam.cz 2022)

lokality zk. ploch bo. lesni.

ici

Obrézek 6: Mapa demonstruj

~~a+ |z | x v~
Segment: 1,183255 Meters
Perimeter: 880,717947 Meters
Area: 4,801379 Hectares

lirea measurement

Measure

Obrézek 7: Ortofoto zkusné plochy — borovice lesni
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4.1 Navybranych plochach provést sbér dat pomoci UAV s technologii
LiDAR

Sbér dat

Proces sbéru dat pomoci UAV probihal na vsech ¢tyfech zkusnych plochach obdobné.
Podrobny pribéh celého popisu sbéru dat byl rozebran v mé predchozi bakalaiské praci,
Z toho divodu zde bude nastinén jen velmi stru¢né€. Pracovni néstroj, jenz byl pro sbér
dat pouzit, byl — UAV RiCOPTER, jehoz celkova charakteristika je popsana nize.
Po zfizeni optimalniho pracovniho zazemi, jako zapojeni pozemni fidici stanice,
vytvoreni startovaci/piistavaci plochy pro UAV, nachystani samotného UAV a aktivace
ovladaciho zafizeni se spustil proces sbéru dat. Po manualni kalibraci magnetického
kompasu bylo UAV piepnuto do rezimu autopilota, jenz tidil UAV po piedem
pfeddefinované draze letu podle metody Perpendicular a zig — zag pattern. Z divodu
nedokonalé ptesnosti GNSS modulu na nasem UAV bylo tfeba piesnou trajektorii letu
prepocitat pomoci post procesni kinematiky. Po dokonéeni drahy letu bylo UAV piepnuto
zpét z rezie autopilota pod kontrolu pilota. Po pfistani byla nasbirand data nahrdna
na externi pamétovou kartu a UAV bylo vyfazeno z provozu.
Piedvedeni UAV

Pro Gspésné provedeni sbéru dat metodou laserového skenovani bylo pouzito UAV,
vyvinuté Rakouskou firmou RIEGL s nazvem RiCOPTER viz obr. 8.
RiCOPTER

Je vysoce vykonna, spolehlivd, multirotorova platforma — octokoptr. Masivni
platforma poskytuje plné mechanickou a elektronickou integraci senzorovych systému
do trupu letadla. Lehky, hlavni ram je tvoten z uhlikovych vlaken, nosna ramena vrtuli
jsou rozkladaci pro praktickou prepravu. Bytelny podvozek pak umoznuje stabilni vzlet,
let a bezpecné pristani. Samotné letové vlastnosti jsou hladké a ustalené, a to i pfi
naro¢nych leteckych manévrech nebo pfi neptiznivych meteorologickych podminkéach

(RIEGL Laser Measurement Systems 2020c).
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Obrézek 8: RICOPTER (Foto: Autor)

RICOPTER - Technicky pi‘ehled
Tabulka 1: Omezeni (RIEGL Laser Measurement Systems 2020a)

Maximalni rychlost
14 m/s
letu
Maximalni tolerance
P - 8m/s
narazovosti vétru
Maximalni rychlost
L, ¥ 5m/s
stoupani
Maximalni rychlost
., Y 2m/s
klesani

Tabulka 2: Technicky prehled (RIEGL Laser Measurement Systems 2020c)

Hlavni rozméry
(Délka, Sifka, vyska)

Pfipraven k letu 1,920 mm x 1,820 mm x 470 mm
Pfipraven k prepravé 624 mm x 986 mm x 470 mm
Maximalni vzletova

hmotnost 25 ke

Samotna vaha 11 kg

Maximalni testovana

1)2)3)
nadmofska vyika 4000 m (13,100 ft)

Maximalni doba letu 30 min ¥

Rychlost letu 6-8 m/s

Vzlet a pristani Vertikalni
Pfepravni box pro

RiCOPTER (Délka, 1,220 mm x 810 mm x 540 mm
sifka, vyska)

1) Zalezi na nastaveni vrtuli.

2) Pro letovou nadmofskou vysku musi byt dodrzeny provozni limity pro civilni bezpilotni letouny podle vnitrostatnich pfedpisu.
3) Pro lety nad vysku 3000 metri nad mofem piloti potiebuji specialni vycvik.

4) S 6.5 kg tézkym sensorem.
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RICOPTER s VUX-SYS

Pro zdarné laserové skenovani a nasledny zisk velice preciznich laserovych dat
ve vysokém rozliSeni je RiCOPTER opatfen RIGEL VUX-SYS, coz je celkové
miniaturizovany laserovy skenovaci systém s nizkou vahou, specialné navrzen pro
pouziti v oblasti DPZ pomoci UAV. VUX-SYS se skldd4 z LiDAR skeneru RIGEL
VUX-1UAV, systému GNSS/IMU, dvou volnych kamer, fidici jednotky, gyroskopu
s optickymi vlakny a GPS/GLONASS piijimace. Vzhledem k sestavé téchto komponent
muze systém velmi pfesné méfit, zaznamenavat a vyhodnocovat data (RIEGL Laser
Measurement Systems 2020b).

VUX-1UAV LIiDAR: Piedstavuje laserovy skener vazici 3,75 kg. Vyznacuje
se nizkou spotifebou energie. Veskera zaznamenand data jsou ukladdna do integrované
pamétové HDD karty skapacitou 1TB. Rychlost sbéru dat pomoci svételnych
infracervenych paprski dosahuje az 200 skent za sekundu a vyznacuje se ptesnosti 10
mm. Divéryhodné méteni 1ze provadét z vysky az pres 300 metrti nad zaznamenavanym
povrchem. Zorné pole — Field of View (FOW) dosahuje az 330°, kdy je zafizeni schopno
dokonale dodrZovat paralelni skenovaci linie (RIEGL Laser Measurement Systems
2020D).

GNSS: Global Naviagtion Satelite System (Globalni navigacni satelitni systém).
Jedna se o dalkomérny systém, kdy sit’ sateliti neustale pfenasi zakodované informace,
diky kterym lze skrze propojeni pies radiové ptijimace piesné vypocitat stavajici polohu
na Zemi, a to s piesnosti od desitek metrti az po jednotky centimetri (Bhatta 2010).
V soucasnosti spadaji pod GNSS — GPS (Global Positioning System), GLONASS
(Globalnaja Navigacionalnaja Sputnikovaja Systema) a Galileo (Laska et al. 2010).

IMU: Inertial Measurement Unit (Inercidlni méfici jednotka). Zajist'uje méteni, jejiz
hodnoty slouzi pro vypocet pohybu, zrychleni a polohy v ¢ase. Je zcela sobéstacna
anezavisld na okolnim prostfedi, tedy nevyZaduje propojeni s vnéjSimi objekty jako
satelity a druzice. Navic je odolna vii¢i vliviim jako nepiiznivému pocasi, elektronickému
ruseni apod. Pokud se vSak spoji i se systtmem GNSS, dojde k velmi vyznamnému
zptesnéni stanoveni polohy a navigace (Hordk 2012).

GPS/GLONASS prijimaé¢: Zatizeni, jenz piijima signaly z GPS a GLONASS,
za ucelem stanoveni aktualni polohy zatizeni na Zemi (Miller Jones 2011). Tato zafizeni
se vzdjemné dopliuji a jsou schopna rozpoznat, se vzajemnou korelaci systému GNSS

a IMU polohové urceni UAV v dobé letu.
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Gyroskop s optickymi vlakny: Obecné, gyroskopy jsou senzory pouzivané k méteni
uhlové rotace kolem zadaného sméru vzhledem k IMU. Stézejnim rysem gyroskopu
s optickymi vlakny je, ze svétlo je rozdéleno na dva svazky a vedeno protibézné
po uzaviené draze optického vlakna navinutého na kruhovou civku (Horak 2012). Diky
této technologii je RICOPTER s VUX-SYS schopen stabilizovat senzor, detekovat
zmeény polohy a pohybu, méfit ndklon a rozpoznat ptevraceni. Déle pak slouzi ke korekci
a zptresnéni polohy ziskané ze systému GNSS.

Ridici jednotka: Synchronizuje, koordinuje a udrzuje cely systém VUX-SYS
v chodu.

4.2 Na odvozenych bodovych mracnech reprezentujicich jednotlivé
plochy detekovat individualni stromy a jejich bodova mracna

selektovat

Zpracovani surovych (Raw) dat

Raw data byla z pamétového zatizeni byla nahrana do poéitace, kdy v programu
POSPac MMS byl proveden dalsi ptepocet trajektorie. V Programu RiPROCESS byla
uskutecnéna filtrace (odstranéni nadbytecnych zdznamu), eliminace Spatné nasnimanych
bodu, definice struktury vegetace a zemského povrchu, a nakonec vypocet konkrétnich
bodovych mracen. Teprve poté mohla byt trojrozmérna datova mracna vyexportovana.
Souboru byl pak nastaven koordina¢ni soufadnicovy systém WGS-UTM 33 North
(EPSG:32633) a byl ulozen ve formatu .las. Poté bylo mozno s timto souborem déle
pracovat v prosttedi ArcGIS 10.5.1.
Zpracovani dat v ArcGIS

GIS (Geograficky informaéni systém) je pocitacovy software od spolecnosti
(Environmental Systems Research Institute 2020). V prostiedi ArcGIS 10.5.1 byla
bodova mrac¢na dale zpracovana.
Postup delineace korun stromii pomoci ArcGIS 10.5.1

V tomto prostiedi byly uskute¢nény operace, které vedly ke zpracovani bodového
mracna vyexportovaného z programu RiPROCESS, ze kterého byl ziskan rastrovy model
vSech mapovanych stromt. Prvnim tkonem bylo vytvofeni datového souboru “LAS
dataset,” las. je format souboru ureny pro zpracovani a archivaci bodovych mracen
LiDAR. Prvni operace Vv prostfedi ArcGIS byly obdobné jako v mé bakalaiské praci

(Divisek 2020). Z toho diivodu budou zminény pouze strucné.
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Jako prvni byl vytvoien LAS dataset pomoci nastroje Create LAS Dataset. Podstatou
tohoto nastroje je transformace 3D bodovych mracen na 2D, kdy pro kazdy jednotlivy
bod zlstanou zachovany 3D tudaje, se kterymi je mozno déle pracovat dle nasi potieby
(Environmental Systems Research Institute 2020). Vystup z nastroje Create LAS
Dataset na obrazku ¢. 9, kde tmavé modré body predstavuji nejnizsi polohy, oranzové

az Cervené nejvyssi

s oo
= @ DRUHYV_LAS.lasd
Data percentage: 5,3
LAS point elevation
362,023 - 366,1
- 357,947- 362,023
353,87 - 357,047
349,793 - 353,87
345,717 - 349,793
341,64 - 345,717
- 337,563 - 341,64
+ 333487-337,563
* 32941-333487

3 ¥4

gt PR, 4,79 ;‘

Obrézek 9: Vystup z néstroje create LAS Dataset

Pro dal$i postup pii zpracovani dat, bylo tieba ziskat balicek (Toolbox) s nazvem
»3D Sample Tools,” jehoz nastroje klasifikuji, optimalizuji, spravuji a analyzuji data
LiDAR (Environmental Systems Research Institute et al. 2020) a nahrat jej do prostiedi
ArcGIS.

Tento vystup byl dale upraven nastrojem LAS Height Metrics As Raster. Tento
nastroj zachova a prevede 3D bodova mracna na 2D rastrovou vrstvu. Navic po uréeni
limitni vysky, v tomto ptipadé dva metry nad zemi, vylou¢i vSechny body z metrického
vypoctu pod touto vyskou do dvou metri véetn€. Timto nastrojem se tak vytvofi rastrova
vrstva obsahujici bodova mracna reprezentujici samostatné stojici stromy, viz obrazek
¢. 10.
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5 &7 layers
5 & BO2_LASasRASTER100.tif

-
Low: 2,09249

Obrézek 10: Vystup z funkce LAS Height Metrics As Raster

Poté byly stanoveny vrcholy vSech zobrazenych stromi. Pro tento ukon byl pouzit

nastroj Canopy peaks. Nasledné byly jednotlivé stromy oc¢islovany. Vystup této funkce
na obrazku ¢. 11.
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Obrézek 11: Vrcholy s potfadovymi &isly stromt
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Od této chvile se postup zpracovani dat v prostiedi ArcGIS 1isi od mé bakalaiské
prace. Ztoho divodu bude tento postup rozebran podrobnéji. Tedy pro delineaci
(ohraniceni, vymezeni) stromovych korun bylo vyuzito nastroje Focal statistics. Tento
nastroj provede tzv. neighborhood operation, piekladanou jako operace sousedu.
Ta vypocita vystupni rastr, kde hodnota pro kazdou vystupni buiiku je zaroven funkci
vSech hodnot vstupnich bunék, které se nachazeji v uréeném sousedstvi kolem daného
umisténi. V podstaté tento algoritmus navstivi kazdou butiku (bod) v bodovém mra¢nu
(rastru) avypocita specifikovanou statistiku s identifikovanym okolim. Sousedstvi
se mohou piekryvat, takZe buiiky v jednom sousedstvi mohou byt zahrnuty do sousedstvi
jiné zpracovavané burky.

Do zalozky Search, bylo napsano Focal Statistics a tento nastroj byl v zahy vybran.
Otevielo se pracovni okno. Do Input raster byl nahran vystup z piedeslého nastroje Las
Height Metrics As Raster. Do Output raster bylo nastaveno, kam bude vysledny
vystup ulozen. Neighborhood (optional) urCuje tvar kolem kazdé bunky (bodu)
avnasem pfipadé vrcholu stromu. Pro nas zamér byl zvolen tvar Circle.
Do Neighborhood Settings byl zvolen Radius: 2 a Unit: Map. Kruhové okoli se kolem
vrcholu stromu vytvoii v zadaném poloméru, tedy dva metry. Ve Statistics Type
(optional) bylo zvoleno Maximum — To vypocita maximum (nejvétsi hodnotu) bunék
Vv sousedstvi a na konec zaskrtnuto Ignore NoData in calculations, coz zadava néstroji

ignorovat hodnoty, kde nejsou data. Celé pracovni okno reprezentuje obrazek ¢. 12.
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"\ Focal Statistics - O X

Input raster
[ C:\Users\ufota\Dropbox\DP_Martin_Divisek\DP_GIS\802_LA ] [2]

Output raster -
| C:\Users\ufota\Documents \ArcGIS \Default.gdb \FocalSt_tif2 =)
Neighborhood (optional)
Cirde v

Neighborhood Settings

-

Units: O Cell (®) Map

Statistics type (optional)
| MAXIMUM v

[ lanore NoData in calculations (optional)

OK | Cancel | Environments...  Show Help >>

Obrazek 12: Nastroj Focal Statistics

Vystup z nastroje Focal Statistics reprezentuje obrazek ¢. 13.

37



S ® g
9 J 197118
€ Tou .119\

14
137.198 1*"0.

@ ¢ C
mo.% 202
-

Obrazek 13: Vystup z funkce Focal Statistics

Dalsim krokem k uspésné delineaci korun stromti bylo tieba spustit nastroj Tree
Crown Extent. Tento nastroj vymezuje rozsah jednotlivych korun stromii pomoci
umisténi vrcholkl stromi ve spojeni s Canopy Height Modelem (CHM). Tato metodika
pouziva jiz vySe zmiflovany piistup IWS.

Pro spusténi toho nastroje bylo nejprve kliknuto na Toolboxes> My Toolboxes> 3D
Sample Tools> Vegetation analysis> Tree Crown Extent. Bylo otevieno pracovni
okno néstroje. Do Input Canopy Peak Points byl ptidan vystup z néstroje Canopy
Peaks. Do Input Raster Canopy Height Model byl nahran z ptedeslé funkce Focal
Statistics. V Output Polygons bylo nastaveno, kam bude vystup uloZzen. Hodnota
Minimum Height byla zvolena jako 2. Ur¢uje to minimalni vysku CHM. Hodnoty
pod touto vyskou nebudou brany v uvahu pii metrickém vypoctu. (Hodnoty pod touto
vyskovou hladinou Casto reprezentuji nizkou vegetaci ¢i kfoviny). Poté byl spustén

automaticky vypocet, viz obrazek ¢. 14.
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‘\ Tree Crown Extent - O >

Input Canopy Peak Points
[C:\Users\ufota\Dropbox\DP_Martin_Divisek\DP_GIS\BO2 Ca ¥ 2
Input Raster Canopy Height Mode! -
| C:\Users\ufota\Dropbox\DP_Martin_Divisek\DP_GIS\bo2_foc ¥ | @
Qutput Polygons

[ Co\Users\ufota\AppData\ocal Temp\arcBD4\B02_Canopy_Peaks _Tre| |
I )

2

. oK Cancel | Envionments.. = Show Help >>

Obréazek 14: Nastroj Tree Crown Extent

Vystup této funkce reprezentuje obrazek ¢. 15
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Obrazek 15: Vystup funkce Tree Crown Extent

Dale bylo potieba hranice polygonti reprezentujici koruny stromu pievést na linie.
K tomu byla vyuzita funkce Polygon To Line. V zobrazeném pracovnim poli tohoto
nastroje byl do Input Features nahrdn polygonovy vystup z ptedeslého nastroje.
Do Output Feature Class bylo opét zvoleno misto umisténi vystupu. Dilezitym ukonem
bylo nezaskrtnout fadek Indetify and store polygon neighboring information
(optional). To zajisti, aby sousedni vztah polygonu zustal ignorovan, a aby se kazda
hranice polygonu stala liniovym prvkem s pivodnim ID prvku polygonu ulozenym
ve vystupu. Dale bylo tieba v atributové tabulce tohoto vystupu vytvofit novy sloupec
a o¢islovat jednotlivé polygonové linie posloupné. (Stejny sloupec v této atributové
tabulce se vytvofi automaticky, nicméné tento ukon souvisi s opera¢nimi postupy
prostiedi ArcGIS). Pracovni okno této funkce viz obrazek ¢. 16. Na obrazku ¢&. 17
Ize spatfit atributovou tabulku s vytvofenym sloupcem ,,ID1* a s n¢kolika oznacenymi

hranicemi polygont
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'& Polygon To Line — O X

Input Features -
[ C:\WUsers\ufota\Dropbox\DP_Martin_Divisek\DP_GIS\BO1_TreeCrown ] e
Output Feature Class -
| C:\Users\ufota\Documents\ArcGIS \Defauit.gdb\BO1_TreeCrown_Pohy| |2

[] identify and store polygon neighboring information (optional)

OK | Cancel | Environments.. | ShowHep>> |

Obrazek 16: Nastroj Polygon To Line

Sha Id ridcode ORIG FID | ID1_ &
87 | Polyline 88 93 87| 88
88| Polyline 89 82 88| 89
89 |Polyline 90 67 89| 90
90 |Polyline 91 79 90| 91
- 91 |Polyline 92 65 91| @2
92| Polyline 93 73 92| 93
- 93 | Polyline 94 69 93| o4
94 |Polyline 95 44 94| 95
85 Polyline 96 105 95 96
96 | Polyline a7 a9 g6 o7 Vv
< >
T 1 M E
(31 out of 655 Selected)

| BO2_Polygon_To_Line |

Obrézek 17: Atributova tabulka a vystup nastroje Polygon To Line
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Po tomto kroku bylo tfeba ze souvislych linii vygenerovat body. K tomu byl pouzit
nastroj Feature Vertices To Points. V pracovnim poli byl do Input Features vlozen
vystup z nastroje Polygon To Line. Do Output Feature Class bylo nastaveno, kam bude
vystup uloZen. Koneén¢ do Point type, coz uréuje, kde bude vytvoten vystupni bod, bylo
nastaveno All. (Respektive ponechano vychozi nastaveni). Pracovni okno tohoto nastroje

na obrazku ¢. 18.

'[‘, Feature Vertices To Points — O X

Input Features
[ C:\Users\ufota\Dropbox\DP_Martin_Divisek\DP_GIS\BO2_Fe: ¥
Output Feature Class

C:\Wsers\ufota\Documents\ArcGIS \Default.gdb\BO2_Feature Vertice f—_"'h
Point Type (optional)

ALL v|

OK Cancel Environments... Show Help >>

Obréazek 18: Nastroj Feature Vertices To Points

Déle bylo tteba v atributové tabulce tohoto vystupu vytvofit dva nové sloupce.
V tomto piipadé byl prvni pojmenovan X a druhy Y. Nasledné byly pro oba sloupce
pomoci Calculate Geomtery vypoéteny soufadnice X a Y. Vystup s atributovou

tabulkou reprezentuje obrazek ¢. 19.
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¥ ‘ ‘ Table : a x . f “
LA ‘l\, 9% B8O e ":&4':'45'
', | ‘ ' BO2_Feature_Vertices_To_Points X ‘

" L FID Shape * Id | 101 X Y A n‘

— LS 12156 | Point 120|120 480551,08935| 5601266,55328

" ‘J 4 +a 112157 |Point 120] 120 480550,99683|  5601268,7606 k‘ '

.‘ ’ 12158 Point 120[ 120 48055088967 | 560126685272 ey .
' [ [12159[Point 120 120 480550,8| 560126684549 |

‘ 12160]Point 120 120 480550.75| 560126684951 .

p

L2 LATNY A
‘2 .‘ ' " [12161[Point 120] 120] 4B0550,675) 550126684348 ‘ ' Q

“~t B |_[12152/Point 120| 120| 480550,525 | 5501266,85554 " ™ &

.' ’ 112163 Point 120] 120]  4B0550,325) 5601266,83946 ' l

‘ oW 12164 Point 120| 120 480550,11483| 5601266,85635 ®i%e
'.f‘ 4 " |12165]Point 120| 120] 48054940767 | 5601266,98457 . . ‘ . ‘

T

’ 12185 Point 120| 120] 480549,31962 | 5501267,08676 @ ®
- ‘ ‘. Y = 12167 pont 120|120 480548,89952 | £601266,99513 ) YN °
12159 Point 120] 120] 480548,55185 | _5601266,00564

' . "
‘ .. 12170/ Point 120| 120/ 480548,03108| 5601266,94936 : . ... ‘.
had w [ 112171]Point 120| 120] 480547,86120| S5601267,14654 > A r '.'
,I 12172| Point 120| 120| 480547,59306| 5601267,22728| v A‘ . ‘ ‘
“‘,“‘."‘ T R (185 out of 69736 Selected) i:i“":’ m
BO2_Feature_Vertices_To_Points . 3

‘,- 12168/ Point 120| 120| 480548,725| 560126705922 r

Obrazek 19: Vystup z nastroje Vertices To Points a atri. tab.

Nyni bylo téeba tuto atributovou tabulku vyexportovat, aby mohly byt jeji hodnoty
pouzity pro uspesny cil této prace.

Predvedeny postup byl proveden a zopakovan pro vSechny Ctyfi datové sady.
Detailnéjsi a komplexnéjsi nahled na vystup z téchto funkci lze spatfit na obrazku €. 20.
Kde Ize vidét stromovou korunu utvofenou z bodového mracna, jeji ohranic¢eni kruhovou

linii a samostatnymi body.
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Obrézek 20: Koruna, linie a body

Vyselektovani bodovych polygont individualnich stromt probéhlo v prostiedi R.

4.3 Ze selektovanych bodovych mracen individualnich stromu odvodit

jednotlivé metriky

Pro stanoveni riznych metrik z vyselektovanych bodovych mrac¢en individualnich
stromi byl pouzit programovaci jazyk R, ktery je pouZivan napiiklad v prostfedi zvaném
Rstudio. Programovaci jazyk R byl poprvé napsan v roce 1992 Novozéland’any Rossem
Ihakaou a Robertem Gentlemanem. Dnes je spravovan skupinou lidi z celého svéta, ktefi
si fikaji “R Core team* a diky tomu je rozvoj R stale dynamicky. R byl stvoten jako open
— source systém a je jednim z nejkomplexnéjsich statistickych softwart, jenz obsahuje
vSechny zakladni typy pro moderni statistické analyzy vcetné funkci pro grafickou
prezentaci dat, které jsou stale priabézné doplnovany a aktualizovany diky nepfetrzité
praci tymu R-Core (Pékar a Brabec 2016). Samotné Rstudio je platforma, jenz podporuje
funkce jazyka R (de Vries a Meys 2015).

Na zacatku, pro zpracovani dat, byl nastaven for cyklus. Tento cyklus postupné
prochazi ¢isla jedno po druhém. V naSem ptipadé¢ textové soubory ziskané z bodovych

mracen jednotlivych stromil. JednoduSe fefeno, tento piikaz umozZni spocitat nize
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popsané statistické charakteristiky pro vSechny nami posuzované stromy v jednom kroku,
coz velmi uSetii Cas, zvlasté pfi praci s objemnéjsimi datovymi soubory.
For cyklus byl v R piedepsan takto:
for (stromin1: numg;,;)

Dalsi ptikazy byly v R piedepsany takto:

filename < — paste ("strom (", as.character(strom),").txt",sep = "")
T < —read.table(filename, header = TRUE,dec = ".",sep = ",")
names(T)

Pro spravné porovnani tvari stromu mezi sebou navzajem bylo téeba z bodovych
mracen stanovit jejich normalizovanou vysku — tedy vyjadfit vySsku v procentech. Poté
byly na jejim zakladé vypocitany vSechny statistické hodnoty, jeZ jsou popsany nize.

Stanoveni normalizované vysky “hn“ bylo v R pfedepsano takto:

T$h < —T$Z — min(T$Z)
T$hn < — (T$h/max(T$h)) * 100

Prvni odvozenou metrikou byl aritmeticky primér. Dle (Surovy a Kuzelka 2018)

je aritmeticky prumér nejcéastéji pouzivanou mirou polohy.

Vzorcem je definovan takto:
X = E(xl +x2 + +xn)

V R byl ptedepsan takto:
df$mean|[strom] < — mean(T$hn)
Druhou stanovenou metrikou byl kvadraticky primér, jenZ pifedstavuje druhou
odmocninu aritmetického priméru druhych mocnin danych hodnot (Kladivo 2013).

Vzorcem je definovan takto:

xZ 4+ xZ 4+ x?
Xkvad. =

n

V R byl pfedepsan takto:
df$kvad[strom] < — sqrt(mean(T$hn"2))
Tteti stanovenou metrikou byl kubicky primér, jez predstavuje tfeti odmocninu
aritmetického priumeéru ttetich mocnin danych hodnot (Kladivo 2013).

Vzorcem je definovan takto:

sl + x5+ 4 x
Xkub, =
ub- n
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V R byl pfedepsan takto:
df$kub[strom] < — sqrt(mean(T$hn"3))

Ctvrtou stanovenou metrikou byla primérna odchylka. Ta vyjadiuje miru odli$nosti
od stfedni hodnoty (priméru, ¢i medianu). Slouzi jako doplitkova informace ke stfedni
hodnot¢€ a spocita se jako aritmeticky primér absolutnich hodnot odchylek vSech hodnot
znaku od stfedni hodnoty (Kladivo 2013).

V/zorcem je definovana takto:

Z?=1|xi =X
n

d=

V R byla piedepsana takto:

df$pd[strom] < — mean(abs(T$hn — mean(T$hn)))

Patou stanovenou metrikou byl rozptyl. Ten se vypocita jako primér ze Ctvercu
odchylek jednotlivych hodnot znaku od jejich aritmetického priiméru. Charakterizuje
variace hodnot znaku ve statistickém souboru (Kladivo 2013).

Vzorcem je definovan takto:

$2 = Ve (g — %)°
n
V R byl piedepsan takto:
df$var[strom] < — var(rnorm(T$hn))

Sestou stanovenou metrikou byla smérodatna odchylka. Ta je definovéana jako druh4
odmocnina z rozptylu. Jedna se o miru rozptylu hodnot sledovaného znaku x; kolem
pruméru.

Vzorcem je definovana takto:

n

V R byla ptedepsana takto:
df$sd[strom] < — sd(rnorm(T$hn))

V neposledni tadé byl spocitdn koeficient Sikmosti. Charakteristikou Sikmosti,
at’ uz symetrie ¢i asymetrie, jsou mysleny miry, které charakterizuji nerovnomeérné
rozlozeni Cetnosti ve statistickém souboru. Diky nim je mozno odhadnout tvar rozdéleni
Cetnosti. Koeficient Sikmosti je definovan jako aritmeticky primér z tfetich mocnin
odchylek jednotlivych hodnot znakti od aritmetického priméru vydéleny tfeti mocninou

smérodatné odchylky (Kladivo 2013).
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Vzorcem je definovan takto:

o= Z?:l(xs —X)°*n

nx*s3

V R byl pfedepsan takto:
df$ks[strom] < — psych::skew(T$hn)

Nakonec byly definovany hodnoty kvantili, jenz informuji o rozlozeni dat
ve vzestupné sefazeném statistickém souboru. Radi se mezi charakteristiky urovng,
stfedni hodnotou je v§ak pouze jeden z nich, a tou je median.

V R byly ptedepsany takto a to po 5 %.

df$quant5[strom] < — quantile(T$hn, 0.05)
df$quant10[strom] < — quantile(T$hn,0.10)

df$quant95[strom] < — quantile(T$hn,0.95)
df$quant100[strom] < — quantile(T$hn, 1)
Zavérem byl nadefinovan druh dfeviny, a to pfifazenim ¢iselné hodnoty 1 pro borovici
a 0 pro buk.
V R byl tento krok predepsan takto
df$drevina < —1 (B0O)
df$drevina < —0 (DB)
Obdobnym postupem byly statisticky zhodnoceny data ziskand ze vSech Ctyfech
zkusnych ploch. K popsani statistickych rozdili mezi témito dvéma druhy lesnich dievin
bylo tfeba provést slouceni vSech Ctyf predchozich datovych sad do jednoho souboru

ve formatu .txt. Nazev vysledného souboru byl pojmenovan jako ,,data.*

4.4 Popis rozdilu mezi dvéma druhy lesnich dievin na zakladé

jednotlivych metrik vybranych pomoci zvolené metody

Nacteni vysledného ,,datasetu® bylo v R ptfedepsano takto:
data < —read.table ("data.txt", header = TRUE,sep = ",")

Na zaklad¢ tohoto datasetu — data byl odvozen zobecnény linearni model za vyuZiti
binomického rozdélni, a to na zakladé toho, Zze mame jen dva druhy dfevin.
Principem odvozeni zobecnéného linearniho modelu byla krokova regrese, pii které byly
vzdy vzaty vSechny vySe spocitané statistické promeénné a byl pro n¢ odvozen zobecnény
linedrni model. Ta proménnd, kterd méla nejhorsi statistické vysledky, byla odstranéna
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a cely cyklus se zopakoval. Takto to probihalo do té doby, dokud se piesnost zobecnéného
linedrniho modelu nepiestala zvétsovat. Poté zistaly, a byly vybrany jen ty signifikantni
proménné, vhodné k rozliSeni dvou druht dfevin. Zobecnény linedrni model v nasem
ptipad¢ fesi zavislost druhu dfeviny na vSech proménnych, které byly stanoveny.

V R byl pfedepsén takto:

full.model < — glm(drevina ~ .,data = data, family = binomial)

Aby bylo mozné zjistit jeho charakteristiky, bylo tfeba v R zadat dalsi ptikaz:

summary(full.model)

Poté se zobrazi ty charakteristiky/metriky, které byly napocitany v piedchazejicich
krocich.

Nicméné, zobecnény linedrni model v této podobé neni zcela dokonaly, proto bylo
tieba provést vySe zminénou krokovou regresy, do které vstupuje tento odvozeny
»full.model*“ a rozhodnuti o sméru, kterym se bude krokova regrese ubirat. Smér jen
dopiedu znamena, Ze se metriky budou jen ubirat. Pokud prob&éhne obéma sméry, dopiedu
i dozadu, tak se metriky budou nejen ubirat, ale i ptidavat, a nakonec bude vyhodnocen
ten nejlep$i model. Pro tento piipad byla provedena obousmérna — aby vzniklo vice iteraci
a bylo dosazeno presnych vysledkd.

V R byla ptedepsana takto:

step < — step(full.model,direction = "both")
Pro zobrazeni vysledkl byl v R zadan ptikaz:
summary(step)

Pro potvrzeni spravnosti vysledkli byla pouzita predikce GLM pomoci confusion
matrix, diky které bylo zjisténo kolik borovic a dubii bylo klasifikovdno spravné
¢i chybné. Konkrétni vystup lze spatfit v tabulce €. 5.

V prostredi R byla piedepsana takto.

GLMPrediction = predict(step,data,type = "response")
pred < —data.frame(GLMPrediction)
pred$bin < — c(round(as.numeric(pred$GLMPrediction)))
pred$real < — as.numeric(data$drevina)
pred$error < — as.numeric(pred$bin) — as.numeric(pred$real)
as.numeric(predS$error)
sum(pred$error == "1") #chyba klasifikace DB
sum(pred$error == " —1") #chyba klasifiakce BO
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sum(pred$error == "0") #celkova spravnost klasifikovanych stromi
sum(pred$error == "0" & pred$real == "0") #spravné klasifikované DB
sum(data$drevina == 0) #celkovy pocet DB
sum(pred$error == "0" & pred$real == "1") #spravné klasifikované BO
sum(data$drevina == 1) #celkovy pocet BO
unique(predS$error)
Pro vytvofeni histogramu, viz graf ¢.4, byl do prostiedi R zadan piikaz.
print(GLMPrediction)
hist(pred$GLMPrediction)
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5 Vysledky

Pro zjednodus$eni byly ¢tyfem zkusnym plocham ptidéleny pracovni ndzvy — BO1,
BO2, DB1 a DB2.

Na zkusné plose BO1 s rozlohou 2,5 hektart bylo tspésné detekovano 361 borovic
s pramérnou vyskou 23 metrd. Pro nasledné zpracovani dat jich bylo jako vhodnych
polygont pouzito 344.

Na zkusné plose BO2 s rozlohou 4,8 hektard bylo uspésné detekovano 595 borovic
s pramérnou vyskou 24 metrd. Pro nasledné zpracovani dat jich bylo jako vhodnych
polygonii pouzito 584.

Na zkusné plose DBI1 s rozlohou 1,5 hektarti bylo uspésné detekovano 217 dubu
s pramérnou vyskou 17 metrti. Pro nésledné zpracovani dat jich bylo jako vhodnych
polygont pouzito 202.

Na zkusné plose DB2 s rozlohou 7 hektarti bylo uspésné detekovano 1315 dubi
s pramérnou vyskou 15 metrti. Pro nésledné zpracovani dat jich bylo jako vhodnych
polygont pouzito 1136.

Na zakladé normalizovane vysky stromu celkové datové sady bylo stanoveno celkem
25 statistickych metrik: Aritmeticky (mean), kvadraticky (kvad) a kubicky pramér (kub),
primérna (pd) asmérodatna odchylka (sd), rozptyl (var), koeficient Sikmosti (kS)
ahodnoty kvantild (quant). Grafické znazornéni statistickych hodnot vSech
posuzovanych stromt (,,data”) lze vidét na krabicovych grafech ¢. 1 a & 2. Ciselné
oznaceni 1 maji borovice a 0 byla pfifazena dublim. Tyto statistické metriky pfedstavu;ji
prvotni analyzu a slouzi jako podepieni pro dalsi vysledky zobecnéného linearniho
modelu a krokové regrese.

Tuc¢né linie v krabicovych grafech zna¢i median, coz je hodnota, ktera rozdéluje
datovy soubor tak, Ze polovina hodnot je mensich nebo rovnych nez median a polovina
hodnot vétsich nebo rovnych (Litschmannova 2011). Horni a spodni linie boxti oznacuji
tieti a prvni kvartil. Del$i ¢ary nad a pod krabicovym grafem, v angli¢tiné nazyvané
whiskers, ve volném piekladu vousy, vyjadiuji variabilitu dat pod prvnim a nad tfetim

kvartilem.
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Graf 2: Krabicové grafy statistickych veli¢in (BO-1/DB-0)

Tyto krabicove grafy dohromady ¢itaji 26 statistickych ukazatelt, které mohou slouzit

K popsani rozdilti mezi borovici a dubem. V dal§im kroku byl dale pouzit zobecnény

linedrni model.

Vystup ze zobecnéného linearniho modelu z celkové datové sady, tedy ,,data* lze
vidét v tabulce €. 3. Prvni sloupec estimate udavd odhadovanou hodnotu, kterou dana
metrika nabyva, druhy sloupec Std. Error udava standartni chybu na zakladé estimate —
odhadu. Tteti sloupec z value udava testovaci hodnotu statistiky a ¢tvrty Pr (>|z]) udava

p hodnotu, ktera uréuje pravdépodobnost chyby prvniho druhu. Cim mensi tato hodnota
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bude, tim jsou pro nas vysledné statistické metriky vice signifikantni.
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Tabulka 3: Vysledky GLM

Estslir(;:':\te Error z value Pr(>|z|)
Intercept | -70.73888 |39.42478 |-1.794 0.072769
mean -1.15307 0.82428 |-1.399 0.161850
kvad 5.48017 |1.07600 | 5.093 3.52e-07
kub -0.17256 |0.05539 |-3.116 0.001836
pd 0.81175 |0.37943 |2.139 0.032406
sd 50.28423 |35.99562 | 1.397 0.162427
var -7.33615 |19.94726|-0.368 0.713039
ks -5.86480 |2.29969 |-2.550 0.010765
quant5 0.75589 |1.26348 |0.598 0.549664
quantl10 0.67066 |2.02892 |0.331 0.740985
quantl5 | -1.19299 | 1.15696 | -1.031 0.302474
quant20 | -0.09557 |0.05064 |-0.436 0.662882
quant25 | -0.09557 |[-0.09557 | -2.309 0.020949
quant30 -0.04523 |0.03229 |-1.401 0.161321
quant35 | -0.04343 |0.02974 |-1.460 0.144230
quant40 | -0.04783 | 0.02901 |-1.649 0.099199
quant45 | -0.07198 |0.03022 |-2.382 0.017225
quant50 | -0.09964 |0.03425 |-2.909 0.003624
quant55 | -0.06940 |0.03415 |-2.032 0.042166
quante0 | -0.18153 |0.05477 |-3.314 0.000919
quanté5 | -0.15816 | 0.09109 |-1.736 0.082510
quant70 | -0.07978 |0.09346 |-0.854 0.393317
quant75 | -0.30314 |0.07005 |-4.328 1.51e-05
quant80 | -0.04217 |0.08044 |-0.524 0.600108
quant85 | -0.61532 |0.10344 |-5.948 2.71e-09
quant90 0.02096 |0.16413 |0.128 0.898403
quant95 | -0.59904 |0.12386 |-4.836 1.32e-06
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Po provedeni krokové regrese, viz tab. ¢. 4, byly vybrany jen ty statistické metriky
na zakladé normalizované vysky pro stanoveni rozdilu mezi borovici a dubem pomoci
GLM. Jsou to mean (priamér), kvad (kvadraticky pramér), kub (kubicky pramér), pd
(primérna odchylka), sd (smérodatnd odchylka), ks (koeficient Sikmosti), a kvantily
(5,15,25,45,50,60,65,75,85,95) s hodnotou Akaike Information Criterium (AIC) 509.99,

A4

Tabulka 4: Vysledky GLM po provedeni krokové regrese

Estler[T(;:.:\te Error z value Pr(>|z|)
(Intercept) | -74.19248 |36.14070|-2.053 0.040084
mean -2.25436 0.56099 |-4.019 5.86e-05
kvad 5.55498 0.96293 |5.769 7.98e-09
kub -0.16421 |0.05087 |-3.228 0.001246
pd 0.68517 0.28314 |2.420 0.015524
sd 49.90521 |33.58264 |1.486 0.137268
ks -6.25171 2.05904 |-3.036 0.002396
quant5 1.11855 0.53729 |2.082 0.037357
quantl5 -0.69950 |0.42308 |[-1.653 0.098258
quant25 -0.04738 |0.02350 |-2.016 0.043757
quant45 -0.02383 0.01480 |-1.610 0.107414
quant50 -0.06457 |0.02001 |-3.227 0.001252
quant60 -0.14506 |0.04321 |-3.357 0.000787
quant65 -0.12549 |0.05078 |-2.471 0.013463
quant75 -0.24116 | 0.04927 |-4.895 9.85e-07
quant85 -0.54862 |0.06620 |-8.287 < 2e-16
quant95 -0.51248 |0.05731 | -8.942 < 2e-16

Na krabicovych grafech ¢. 3 1ze spatfit jen ty nejvyznamnéjsi statistické veli¢iny, jenz
maji nejprokazatelnéjsi vliv na vérohodné popsani rozdili mezi borovici a dubem. Jsou
to: Mean, kvad, kub, pd, sd, ks, quant5, quantl15, quant25, quant45, quant50, quant60,
quant65, quant75, quant85, quant95.

Mean — pramér. U borovic 1ze pozorovat niz8§i hodnoty primérné normalizované
vysky oproti dubiim, stejn¢ tak borovice maji uzsi variabilitu dat, z cehoZ 1ze usoudit,
ze borovice vykazuji vétsi porostni uniformitu.

Kvad — kvadraticky pramér. Median u borovic je v pfipadé kvadratického priméru
normalizované vysky vétsi oproti dublim. Variabilita dat kvadratického priméru borovic

je vSak uzsi oproti dubtm.
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Kub — kubicky primér. Median u borovic je v piipadé kubického priméru
normalizované vysky vétsi oproti dublim. Variabilita dat kubického priméru borovic
je vSak uzsi oproti dubtm.

Pd — pruméma odchylka. Mira odliSnosti (variace) normalizovanych vySek
od medianu je v piipad¢ borovic vyrazné vétsi nez v piipadé dubt. Tedy, Ze vice bodu
u borovice se nachézi v horni ¢asti stromu (koruna) a mensi pocet v dolni ¢asti (rovném
kmenu).

Sd — smérodatna odchylka. Smérodatna odchylka normalizované vysky od medianu
je v piipadé borovic a dubti velice podobna. Sd. slouzi k vypoctu variaéniho koeficientu.

Var —rozptyl. Stfedni hodnota smérodatnych odchylek od medianu normalizovanych
vysek je v ptipad€ borovic a dubti velice podobna.

Ks — koeficient Sikmosti. Ks ukazuje, kam jsou data vychylena oproti normalnimu
Gaussovu rozdéleni. V piipadé borovic je median -0,2, coz signalizuje levostrannou
asymetrii rozlozeni dat. V pfipadé dubi je medidn -0,35, coz opét signalizuje
levostrannou asymetrii rozloZeni dat.

V tomto piipadé — kvantily rozdélené po 5 % signalizuji normalizované vysky
jednotlivych stromt vzestupné. Napft. kvantil 50 % udava, kolik bodl se nachéazi v 50 %
normalizované vysce stromd.

Quant5 — (5 %). V ptipadé borovic lze pozorovat mensi zastoupeni bodli neZ u dubd,
stejné tak v pfipadé Quantl10,15,20,25,30 a 35. Toto rozlozeni bodu souvisi s habitem
stromu. Tedy borovice maji zpravidla dlouhy, rovny a téméf odvétveny kmen. Duby,
oproti nim maji z pravidla v nizsich ¢astech habitus diverzifikovanéjsi. Z toho divodu
vidime, Ze v niZ8ich ¢astech habiti stromil vykazuji dolni kvantily vice zaregistrovanych
bodi u dubii nez u borovic. Viz obr. 21 a 26.

Quant40 — (40 %). Zde je uz patrny naznak vétsiho zastoupeni bodi i u borovic. Dub
ma vsak stale vyssi pocet bodu.

Quant45 — (45 %). V tomto piipadé je jiz median krabicového grafu borovice vyssi
nez median krabicového grafu dubu.

Quant50 — (50 %). Od tohoto kvantilu se krabicové grafy zfeteln¢ otaceji ve prospéch
vétsiho bodu u borovic, a to az do kvantilu 95 %. Z toho lze usoudit, ze v 50 %
normalizované vysky se zac¢ina projevovat nasazeni koruny borovice. Pro lepsi predstavu

viz obr. 21. a 26.
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Graf 3: Krabicové grafy nejvyznamnéjsich statistickych veli¢in (BO-1/DB-0)
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Pro potvrzeni spravnosti vysledka byla pouzita predikce spravnosti GLM pomoci

chybové matice. V tabulce ¢. 5 lze vidét, ze spravné klasifikovanych borovic bylo 901,

chybné pak 26. Jejich celkovy pocet byl dohromady 927. Bylo tak dosazeno 97 %

uspésnosti klasifikace borovic. Dubii bylo spravné klasifikovano 1288, chybné pak 50.

Jejich celkovy pocet byl dohromady 1338. Bylo tak dosazeno 96 % uspésnosti klasifikace

dubu.

Na grafu €. 4 lze spatfit histogram pravdépodobnosti piedpovédi klasifikace dubl

a borovic. Sloupec s hodnotou 0,0 reprezentuje duby a sloupec s hodnotu 1,0 reprezentuje

borovice. Hodnoty mezi 0 a 1 jsou stromy, které jsou predikovany takovymto zptisobem,

Tyto hodnoty bylo nutno, pro zjisténi Gspésnosti klasifikace v prostfedi R zaokrouhlit.
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Tabulka 5: Tabulka vysledki

1.0

Spravné |Chybné |Celkem Chybovost | Uspésnost
Borovice 901 26 927 3% 97%
Dub 1288 50 1338 1% 96%
Histogram of pred$GLMPrediction
8
8
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Graf 4: Histogram pravdépodobnosti ptedpovédi rozdéleni dubi a borovic (DB -0/ BO-1)

pred$GLMPrediction

Obrazek ¢. 21. reprezentuje 3D model borovic a dubli ze vSech ¢tyfech zkusnych

ploch, zobrazeny v softwaru CloudCompare 2.12.0, ktery je navrZen pro zobrazovani

hustych 3D mracen bodt. V horni poloviné obrazku jsou borovice a v dolni duby.

Obrazek ¢. 22. demonstruje celkovy 3D model zkusnych ploch BO1 a DB1 pti

pohledu ze shora, zobrazeny v prostiedi Quick Terrain Reader v8.1.1.
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Obrazek 22: BO1 (leva strana) a DB1 (prava strana) (QTR v8.1.1)
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6 Diskuse

vvvvvv

jednotlivych stromt a zjisténi Gdaji o parametrech korun, primarn¢ provadénd dvéma
metodami: laserovym skenovanim a fotogrammetrii (Surovy et al. 2019). Nicméné¢, obé
tyto metody maji nékolik aspekti, na kterych by bylo dobré do budoucna zapracovat.
V této préaci byl proveden sbér dat pomoci metody LiDAR z UAV, proto zde budou
primarné prodiskutovany aspekty této metody, aplikované pfistupem ITD, jenz
se vyznacuje velkym prostorovym a ¢asovym rozliSenim.

VSechny zkusné plochy disponovaly vysokym zakmenénim. (Lu et al. 2014)
uvadi, ze husty za&poj Vv jehli¢natych porostech nema na spravnou detekci a posouzeni
individudlnich stromii pomoci metody LiDAR vyrazné negativni vliv. Tvrdi, Ze piesnost
detekce muze v ptihodnych podminkach dosahnout az 90 %. Na druhé strané fika,
Ze se presnost snizi v piipadé sbéru dat v hustych listnatych porostech, jelikoz naptiklad
Casto nepravidelné a propletené¢ vétve ¢i husté koruny mohou snizit ptresnost urceni
vrcholu stromu, potazmo i stromu celého. Tento trend, a sice vyjime¢né, byl pozorovan,
kdy pfi interpretaci a zpracovani dat ze zkusnych ploch DB1/2 v prosttedi ArcGIS byly
vrcholy stromt nadhodnoceny, respektive se stavalo, Ze v jedné koruné dubu bylo nékdy
stanoveno vice vrcholt nez jeden. V ptipadé borovic byl naopak pozorovan opaény trend,
a to, ze v nékterych pripadech nedoslo k urceni vrcholu stromu viibec. Nicméné, je tfeba
fict, ze v ptipadé neurceni vrcholu stromu u borovice se jednalo spise o definovani
algoritmu v prostiedi ArcGIS, kdy byla nastavena vétsi hodnota ,Max window
size“ v nastroji Canopy Peaks, nez byla velikost nékterych korun borovic. Pro ilustraci
viz obr. ¢ 23. Na levé stran¢ lze spatfit dva detekované vrcholy jednoho dubu, na pravé
pak zadny detekovany vrchol u borovice. Tyto situace v§ak nastavaly v souctu u jednotek

stromu.
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Obrézek 23: Tlustrace chybné detekce vrcholi stromi. (DB/BO)

Vysoke zakmenéni a nepravidelnost habitu mélo vliv i na dalsi kroky této prace.
Drtiva vétSina metod pro detekci stromtli vyuziva interpretaci CHM odvozeného z LIDAR
za pouziti riznych automatickych algoritmu (Surovy et al. 2019). Dle (Mohan et al. 2017)
dnesni algoritmy automatické detekce stromt s pouzitim ptistupu ITD dosahuji celkové
presnosti ptes 80 % Vv pln¢ zapojeném lese. Pro ucely detekce a delineace jednotlivych
stroml byla vtéto praci vyuzita metoda lokalnich maxim spolu s automatickym
algoritmem IWS, primarn¢ z divodu jeho schopnosti se znaénou mirou ptesnosti vymezit
odli$né entity stromt, a to i pies velkou miru hustého zapoje. Detaily tohoto algoritmu
jsou popsany v ¢lanku (Panagiotidis et al. 2017), kde se piSe, Ze i pfes neustalé
vylepSovani algoritmus stale trpi jistou mirou chybovosti pfi vyty¢ovani jednotlivych
stromt.. Tento aspekt byl pozorovan v této préci také. Na obrazku ¢. 24 lze vidét
nedokonalé ohrani¢eni korun stromi borovic pomoci algoritmu IWS. Na obrazku ¢. 25

je zkusna plocha s nedokonalym ohrani¢enim korun dubi.
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Obrézek 25: Nedokonalost algoritmu IWS (DB)

(Panagiotidis et al. 2017) vsak dodava, ze algoritmus IWS neustale prochazi procesem

zdokonalovani. Poznamenéva také, Ze v soucasné dobé je vyty€ovani jednotlivych stromti
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stale slozity proces a neexistuje zcela dokonaly algoritmus, ktery by dokazal dokonale
delineovat koruny stromt. Nicmén¢ vysledky této prace ukazuji, ze v ptipadé borovic
probéhla delineace korun pomérné uspésné. V piipadé dubu se ve vEétsi mife projevily jeji
stale aktualni nedostatky.

Dle (Surovy et al. 2019) je automaticka klasifikace druhd stdle naroénym ukolem.
Pro klasifikaci mohou byt vyuzita data z aktivnich ¢i pasivnich senzori. Obecné jsou data
pofizend z pasivnich senzorii povazovana za vhodnéjsi, jelikoz je postup jejich
zpracovani jednodussi, a navic jsou pasivni senzory o mnoho levnéjsi. Avsak autofi
(Dalponte et al. 2014) uvad¢ji, ze vérohodnost klasifikace individualnich stromi z HSP
snimku je vecelku stéle nizka, ale maze byt vylepSena pomoci dat LiDAR. Tuto tezi
ostatné potvrzuje istudie (Shen a Cao 2017). V nasem piipadé byla data potizena
metodou ULS. Na zakladé toho, Ze byly posuzovany dva druhy, byl pro klasifikaci dievin
pouzit GLM s binomickym rozdélenim a nasledné upraven pomoci krokové regrese, kde
vysvétlujici proménnou byla normalizovana vyska kazdého posuzovaného stromu
odvozend zcelého 3D bodového mracna reprezentujiciho kazdou jednu konkrétni
AIC=509.99 (nejvyssi hodnota AIC byla 524.79) nejlépe vysvétlujici rozdil v struktuie
bodovych mraéen na zakladé¢ rozdilu habitu jednotlivych dfevin. Dle mého nazoru se mi
nejzajimavejsi zdaji metriky kvantild. Do kvantilu 50 Ize pozorovat dominanci dubu,
dalsi kvantily pak otaceji dominanci ve prospéch borovic. Tyto metriky nejprokazatelnéji
popisuji druhové charakteristiky habitd. Detailnéji na obr. ¢. 26. V piripadé DB hodnoty
V ptipadé BO tyto hodnoty, zejména pak kub a pd, detekuji t€zisté vice v hornich partiich,

coz opét souvisi se stavbou kmene, zavétvenim, nasazenim a tvarem koruny.
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Obréazek 26: Detailni pohled na rozdilny habitus BO/DB

V ptipadé, Ze by bylo posuzovano vice druhti stromi, bylo by vhodngjsi dle
(Mozgeris et al. 2018) vyuzit klasifikatory na principu strojového uéeni jako napi. k-NN,
RF, SVM. Ve (Lopatin et al. 2016) pro stanoveni relevantnosti zpracovani LiDAR dat
byl GLM porovnén s RF. GLM dle zavéru této studie vykazoval lepsi vysledky oproti RF
a byla potvrzena jeho G¢innost.

V této praci bylo dosazeno 97 % ptesnosti klasifikace borovic a 96 % piesnosti
klasifikace dubd. V porovnani téchto vysledkid se zavéry studii autoru, ktefi vSak
vyuzivaly pasivni senzory, lze fici, ze bylo touto metodou docileno vys$si piesnosti
klasifikace. Naptiklad (Nevalainen et al. 2017), dosahli pfesnosti klasifikace s vyuzitim
metody RF ptesnosti klasifikace 95 %, dale pak autofi (Franklin a Ahmed 2018), kteti
studovali klasifikaci listnatych dfevin pomoci kombinaci metod OBIA a RF z dat MSP
snimki ziskanych pomoci UAV. V jejich studii bylo dosazeno 78 % uspé€snosti spravné
klasifikace. Ve studii publikované (Michez et al. 2016) pouzili RGB a CIR (Color
infrared imagery) senzory k prizkumu dvou lokalit v luznich lesich. Metoda OBIA byla
aplikovana pro jednotlivé segmentace stromu, nasledné byl aplikovan algoritmus RF.

Celkova ptesnost klasifikace druhti dosahla 79,5 % na prvni lokalité, na druhé 84 %.
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V porovnani s autory, ktefi pouzili data z aktivnich senzori, avSak metodou ALS, lze
konstatovat, ze bylo nasi metodou opét docileno piesné&jsich vysledkt. Autoti studie (Li
et al. 2013) pouzili data ziskana metodou ALS pro klasifikaci dvou druhti jehli¢natych
advou druhi listnatych stromi za pomoci genetického algoritmu. Dieviny byly
klasifikované s 77,5 % ptesnosti. AvSak zajimavym poznatkem byla pozitivni linearni
korelace mezi hustotou bodu a ptesnosti klasifikace druhi. Jiz vime, Ze metoda ULS
poskytuje velmi vysokou hustotu bodovych mracen, naptiklad datové soubory Vv této praci
vykazovaly velmi vysokou hustotu bodového mraéna. (Naptiklad v piipadé BO1 — 760
bodii na m?, a (idaje o 2265 stromech ¢itaji objem 34 Gb). I to je jeden z ditvodu proc
naSe vysledky vykazuji vyssi presnost klasifikace. V porovndni nasich vysledki se zavéry
studie publikované autory (Holmgren a Persson 2004) kde na klasifikaci druht
individuélnich strom@ za vyuziti DPZ byl pouzit aktivni senzor neseny na helikoptéte
bylo, dosazeno ptesnosti klasifikace 95 %. Zavéry nasi prace opét vykazuji piesnéjsi miru

klasifikace.
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[ Zavér

Predpoklada se, ze diky jedineCnym vlastnostem bezpilotniho laserového skenovani
(ULS — Unmanned laser scanning) bude mit tato technologie v nésledujicich letech
vyznamny vliv na zménu pfistupu k celkové inventarizaci lesi. Rychlost sbéru dat
mnohonéasobné prevySuje nejen klasické inventarizacni piistupy, ale i ostatni systémy
pozemniho DPZ, jelikoz pohyb platformy UAV ve vzdusném prostoru je zcela bez
piekazkovy. Soucasné s tim je mozno ziskat velmi objemna a precizni data z rozsahlych
lesnich pozemki. UAV navic disponuji mnohymi vyhodami ve srovnani i s tradi¢nimi
platformy DPZ, jako jsou satelity a letadla. Stru¢né feCeno, UAV s ptislusnymi aktivnimi
¢i pasivnimi senzory v soucasné dob¢ udavaji smér a jejich vyznam pro vyzkumné
pracovniky a lesniky stile naristd. S pokracovanim tohoto trendu bude vSak nutné
zam¢éfit se na vylepSeni hardwaru a zvySeni vydrze baterii UAV pro maximalizaci letové
odolnosti a efektivnosti sbéru dat zrozsdhlejSich lokalit v faddech desitek hektari.
S velkou pravdépodobnosti se da predvidat, ze v blizké budoucnosti se budou ¢innosti
V lesnictvi rozsifovat o tyto aplikace. UAV tak maji potencidl hrat zésadni roli
Vv udrzitelném lesnim hospodateni, kdy se jejich flexibilita spojena s pfesnym sbérem dat
bude podilet na zméné konvencnich lesnickych ptistupti.

Dilezitym aspektem sbéru laserovych snimku je vysoky narok na rozséhlé znalosti
propojené napfi¢ spektrem riznych obori a vysoké naklady na pocateni investici
do UAV a piislusnych komponenti.

Tato diplomova prace popisuje hodnoceni klasifikace dvou druh@ lesnich drfevin
(BO/DB) zalozené na ptistupu ULS s vyuzitim automatickych algoritmd a matematicko-
statistickych metod. Byl tak nastinén prvotni zdklad pro dal§i vyzkum a aplikaci
automatické algoritmizace trojrozmérnych bodovych mracen, coz bude mit pozitivni

pfinos na dalsi vyzkum v lesnictvi a klasifikace dievin.
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