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ABSTRAKT 
Cílem práce je návrh algoritmu pro potlačení nežádoucího šumu a artefaktů ve fMRI 
datech s využi t ím analýzy nezávislých komponent a mult i -echo dat. Teoretická část se 
zabývá elementárními principy magnetické rezonance, včetně je j í konstrukce a zpracování 
obrazových dat. V praktické části je představen návrh metody inspirovaný odbornou 
publikací v programovém prostředí Mat lab , kde tento návrh je následně otestován na 
reálných datech fMRI poskytnutými Labotoř í mul t imodálního a funčního zobrazování, 
C E I T E C M U . 
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ABSTRACT 
The main task of this work is to design an algori thm for suppressing unwanted noise 
and artifacts in fMRI data using the analysis of independent components and mult i -echo 
data. The theoretical part deals with the basic principles of magnetic resonance, including 
construct ion and image data processing. The practical part presents a pilot design of 
a method inspired by a professional publication in the Mat lab software environment, 
where this design is subsequently tested on real fMRI data provided by the Laboratory 
of Mu l t imoda l and Funct ional Imaging, C E I T E C M U . 
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Úvod 
V dnešní době modern í medicíny existuje ř a d a zobrazovacích metod nejen anato­

mických struktur, ale i funkčních vyšet ření lidského těla, zejména v oblasti mozku. 

Jednot l ivé metody se od sebe vzájemně odlišují svojí kons t rukční složitostí, dobou 

po t ř ebnou pro uskutečnění s amotného vyšetření , prostorovou a časovou rozlišovací 

schopnost í naměřených dat, a nakonec také fyziologickou zátěží pro lidský organis­

mus. Počá tek vývoje zobrazovacích metod se datuje k pře lomu 19. a 20. století , kdy 

Wi lhe lm Röntgen získal první rentgenový snímek ruky. Neus tá lý vývoj zobrazovacích 

technik a jejich optimalizace je dnes p ř e d m ě t e m mnohých ins t i tucí a výzkumných 

ús tavů pro získání přesných a spolehlivých dat pro celkové s tanovení diagnóz. 

Mezi nejznámější metody vyšet ření mozku pa t ř í elektroencefalografie ( E E G ) a 

magnetoencefalografie ( M E G ) . Mozek, j akož to hlavní orgán nervové soustavy při 

své funkci vykazuje elektrickou akt ivi tu a s ní spojenou magnetickou aktivitu, k teré 

využívají výše zmíněné metody pro získání informací o celkové mozkové akt ivi tě . 

Získaná data mají poměrně dobré časové rozlišení v rámci milisekund, avšak za cenu 

nižšího prostorového rozlišení. Mnohem sofistikovanějšími a náročnějš ími metodami 

v p o d o b ě pozi t ronové emisní tomografie ( P E T ) a funkční magnet ické rezonance 

(fMRI) lze dosáhnou t daleko lepšího prostorového rozlišení. To je klíčový parametr 

pro rozpoznávání struktur a jejich funkčního vyšetření . [17] 

Pozi t ronová emisní tomografie využívá principu detekce fotonů 7 záření , k teré 

vznikají ve sledovaném objektu při iterakci elektronu s jeho anti-část icí pozitronem. 

Pacientovi je p o d á n o radiofarmakum s k r á t k ý m poločasem rozpadu, k teré p ředs ta ­

vuje zdroj pozi t ronů. Krá t ce po vzniku pozitronu dojde k anihilaci s elektronem a 

obě částice zanikají . V mís tě anihilace vznikají dva fotony 7 záření , letící v opač­

ném směru každý s energií 511 K e V . Následně p rob íhá detekce pomocí de tektorů , 

k teré jsou umís těné v prstenci kolem vyšetřované osoby. Detektory zachycují pouze 

fotony y záření dopadaj ící ve stejný okamžik. Mez i značná omezení tohoto způsobu 

vyšet ření pa t ř í vysoká radiační zátěž pacienta, složitá př íprava radiofarmak a cena 

jak př ís t roje samotného , tak i vyšet ření pacienta. [17] 

Funkční magne t ická rezonance mapuje akt ivní části mozku s využ i t ím magne­

tické rezonance. Princip je založený na rozdílných magnet ických vlastnostech okys­

ličené a odkysličené krve. V závislosti na vyvolaných podně tech lze tedy zjistit, 

k teré část i mozku jsou ak t ivní a tyto mí s t a lokalizovat. Velikou přednos t í f M R I 

je zdravotn í nezávadnost . Pacientovi není p o d á n o žádné radiofarmakum, jakožto 

zdroj škodlivého rad ioakt ivn ího záření. Další výhodu funkční magnet ické rezonance 

ve srovnání s pozitronovou emisní tomografií je velmi dobré prostorové rozlišení 

při současném zachování dos ta tečného časového rozlišení. Limitujícími faktory M R 

jsou pořizovací cena přís troje , doba vyšet ření a je n u t n é se vyvarovat pac i en tům s 
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Obr. 1: Srovnání prostorové a časové rozlišovací schopnost í jednot l ivých metod [15] 

kovovými p ř e d m ě t y v těle, nebo pac i en tům s implan tovaným kard ios t imulá torem. 

Funkční M R I , k t e rá bude hlavní nápln í t é to práce , je zcela klíčová pro neurofyzi-

ologický výzkum (např íklad pro lokalizaci motor ických center) a používá se jako 

doplňující vyšet ření p řed ná ročnými neurochirurgickými zákroky mozku. N a obr . l 

můžeme vidět porovnán í prostorového a časového rozlišení výše uvedených vyšetřo­

vacích metod. [17] 

Cílem t é t o práce je vývoj algoritmu pro pot lačení šumu a a r te fak tů dat z funkční 

magnet ické rezonance s využ i t ím metod multi-echo dat a analýzy nezávislých kom­

ponent ( ICA) . Teoretické základy prvn í kapitoly popisují principy magnet ické rezo­

nance (MRI) . D r u h á kapitola n á m přiblíží kons t rukční řešení jednot l ivých kompo­

nentů , ze k terých se magne t ická rezonance skládá. Kapi to la 3 je věnovaná nežádou­

cím ar te fak tům, k teré jsou nedí lnou součást í každého měření . V následující č tv r té 

kapitole je vysvět lena problematika funkčního vyšet ření pomocí M R a předzpraco­

vání těch to dat. Nápln í kapitoly 5 je detai lní popis metod nezávislých komponent, 

k t e rá bude důleži tým krokem programové prakt ické části . P rak t i cká část začínající 

kapitolou 6 popisuje navržený algoritmus využívající metodu nezávislých komponent 

a multi-echo dat pro pot lačení nežádoucích ar tefaktů a šumu. 
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1 Princip magnetické rezonance 

1.1 Magnetický moment 

Veškerá hmota tvořící živý i neživý svět se sk ládá z molekul a a tomů. Atomy jsou 

dále tvořeny menšími část icemi - protony s neutrony v j ád ře a elektrony obíhající 

kolem j á d r a v obalu. Magnet ické pole vzniká kolem každé elektricky nab i t é částice, 

k t e rá je v pohybu. Kladně nab i t é protony se neus tá le pohybuj í a v jejich okolí se 

vytvář í magnet ické pole, vykazují tedy magnet ický moment. Dále protony rotují 

kolem svojí osy a tento pohyb se označuje jako spin. Magnet ický moment částice ve 

směru osy pohybu lze popsat vztahem: 

kde 7 je gyromagnet ický p o m ě r a p značí mechanický moment hybnosti částice. 

Gyromagne t ický p o m ě r 7 je poměr mezi velikostí náboje a h m o t n o s t í j ád ra . Navíc 

je charakter is t ický pro daný prvek a lze ho spočí ta t podle rovnice: 

Atomová j á d r a se s u d ý m p o č t e m pro tonů nevykazují vůči okolí magnet ické vlast­

nosti a nelze je tak použí t pro zobrazovaní pomocí magnet ické rezonance. Pokud si 

proton předs tav íme jako malý magnet, tak při sudém p o č t u p ro tonů v j ád ře dojde ke 

spojení opačných pólů a výsledný magnet ický moment bude nulový. Pokud ale poče t 

p ro tonů bude lichý, j ád ro si zachová svůj magnet ický moment a vůči okolí se bude 

chovat magneticky. Typ ickým př ík ladem té to skupiny je atom vodíku 1H, k te rý m á 

ve svém j á d r u pouze jeden proton s neutronem a v obalu neobsahuje žádný elektron. 

Vodík m á hojné zas toupen í v l idském těle, kde zhruba 70% lidského tě la se skládá 

z vody. Navíc jeho magnet ický moment je poměrně silný a je z něj ideální prvek 

pro využi t í v zobrazovaní pomocí magnet ické rezonance. Dalšími prvky vykazující 

magnet ické vlastnosti, k teré se vyskytuj í v živých tkán ích jsou 13C, 19F, 23Na, 31P. 

Tyto prvky však maj í v lidském těle mnohem menší zas toupení , a tak vodík zůstává 

jako hlavní prvek pro zobrazení [24]. 

V klidovém stavu je orientace rotačních os jednot l ivých p ro tonů ve tkán ích zcela v 

n á h o d n é m stavu, což způsobuje vzájemné rušení magnet ických m o m e n t ů . T k á ň tedy 

nevykazuje magnet ické vlastnosti. Pokud však vys tav íme protony silnému homogen­

nímu magnet ickému poli , dojde k u spo řádán í ro tačních os všech p ro tonů rovnoběžně 

se s i ločarami magnet ického pole. Čás t z nich se us tá l í do polohy, kdy jejich magne­

tický moment je souhlasný s vektorem vnějšího magnet ického pole. Toto uspořádán í 

se nazývá paralelní . Zbytek p ro tonů bude zauj ímat polohu opačnou o 180° proti 

= 7 - P 

2m 
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Obr. 1.1: Uspořádán í p ro tonů v klidovém stavu [16] 

Obr. 1.2: Uspořádán í p ro tonů po vystavení magnet ickému poli [16] 

směru vektoru magnet ického pole a toto uspo řádán í označíme jako ant iparale lní . Na 

obr.1.1 a obr.1.2 je zobrazena orientace p ro tonů v klidovém stavu a orientace po 

vystavení úč inkům silného magnet ického pole [24]. 

Ant ipara le ln í u spo řádán í je z hlediska energie náročnější stav, proto v tomto 

stavu je vždy méně p ro tonů než v para le ln ím stavu. Pokud by byl stejný počet v obou 

stavech, magnet ické momenty by se vyruši ly a t k á ň by nevykazovala magnet ické 

vlastnosti. P r o t o n ů v para le ln ím uspo řádán í je však vždy více než polovina. T k á ň 

po té vykazuje souhrnný magnet ický moment a chová se magneticky. K a ž d á t k á ň m á 

charakteristickou velikost magnet ického momentu, k t e rá n á m poskytuje informace 

o jej ím pros torovém uspořádán í . 
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1.2 Larmorova frekvence 

Protony umís těné ve vnějším magne t ickém poli vykonávají k romě ro tačn ího pohyb 

ještě jeden druh pohybu zvaný precesní pohyb. J e d n á se o ro tační pohyb protonu 

kolem osy, kterou lze z to tožni t se siločárou magnet ického pole. Pro lepší p ředs t avu 

jde o pohyb po plášt i kužele. Precesní pohyb je znázorněn na obr.1.3. Frekvence 

tohoto precesního pohybu zvaná Larmorova f rekvence závisí na dvou faktorech, 

a to na magnet ických vlastnostech j á d r a a dále na intenzi tě vnějšího magnet ického 

pole. Výpočet Larmorovy frekvence (Hz) je tedy: 

OJ 

f 
1 

2^ 

7 • B0 

7 • B0 

; i .3) 

;i .4) 

u předs tavuje úhlový kmi toče t , f je s a m o t n á Larmorova frekvence, 7 značí gyro-

magnet ický poměr a B0 je intenzita magnet ického pole vy jádřená v j edno tkách 

magnet ické indukce Tesla (T). Pro atom vodíku 1H je gyromagnet ický poměr 42,58 

M H z / T , tzn. že např . v magne t ickém poli o intenzi tě B0 = 3T budou mí t vodíkové 

protony frekvenci precesního pohybu 127,74 M H z [16] [24]. 

i 

\~~ <— 

^ > 

Obr. 1.3: Ukázka ro tačn ího a precesního pohybu protonu [24] 
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1.3 Budící radiofrekvenční impulz 

V tomto okamžiku nas tává problém, protože moment ant ipara le lně uspořádaných 

p ro tonů se vyruší momentem paralelně uspořádaných p ro tonů a celkový magnet ický 

moment t káně je tvořen rozdí lným p o č t e m paralelně uspořádaných pro tonů . Tento 

výsledný moment je navíc p o t ř e b a odlišit od silného vnějšího magnet ického pole 

magnetu. Řešením je změna orientace celkového vektoru magnetizace tkáně , k te rá 

doposud byla or ientována longi tudiálně tj. podé lně se si ločárami magnetu [24]. 

Abychom docílili vychýlení vektoru, je p o t ř e b a dodat energii ve formě elektro­

magnet ického pulzu. Zvolíme takovou frekvenci vlnění, aby odpovída la frekvenci 

precesního pohybu - Larmorovu frekvenci. Frekvence v závislosti na intenzi tě vněj­

šího magnet ického pole se nachází ve spektru k rá tkých a velmi k rá tkých radiových 

vln , řádově odpov ídá des í tkám až s tovkám M H z . Protony p o t é absorbují tuto ener­

gii a dochází k jevu, k t e rý se nazývá rezonance (odtud je odvozen název zobrazovací 

metody). Vyslaný pulz způsobí , že některé protony se dostanou z parale lního stavu 

do energeticky vyššího ant ipara le ln ího postavení . Jak můžeme vidět na obr. 1.4, se 

změnou energetického stavu klesá velikost př íčné magnetizace t káně [24]. 

Obr. 1.4: Pokles vektoru př íčné magnetizace (červeně) po excitaci elektromagnetic­

k ý m impulzem [24] 

V l i v e m pulzu tak dochází ke zfázování precesního pohybu a magnet ické momenty 

v d a n é m okamžiku začnou působi t j ed iným směrem. Výsledkem je vznik vektoru 

příčné magnetizace, k te rý je kolmý na vektor podélné magnetizace. (obr. 1.5) Velikost 

vektoru příčné magnetizace můžeme př ímo změři t . Radiofrekvenční impulz, k terý 

způsobí změnu vektoru o 90° se označuje jako 90° impulz. Existují samozřejmě i j iné 

impulzy, např ík lad k te ré sklápí vektor tkáňové magnetizace o 180° [24]. 
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Obr. 1.5: Vznik vektoru př íčné magnetizace (fialově) po aplikaci e lektromagnet ického 

impulzu [24] 

1.4 Relaxační časy Ti a T 2 

Jakmile je budící impulz ukončen, protony setrvávající v energeticky vyšším stavu 

se začnou vracet do svého původn í polohy. Tento proces se označuje jako relaxace. 

N a obr.1.6 je znázorněn p o s t u p n ý náv ra t p ro tonů do svého původn ího energeticky 

výhodnějš ího stavu s n á v r a t e m vektoru podélné tkáňové magnetizace [24]. 

Elmag. pulz 

Obr. 1.6: Účinek e lekt romagnet ického impulzu s nás lednou postupnou z t r á tou příčné 

magnetizace a obnovením podélné magnetizace [24] 

P r ů b ě h n á v r a t u vektoru podélné magnetizace a poklesu vektoru magnetizace 

příčné m á exponenciá lní p růběh . Časová konstanta s označením 7\ určuje, jak rychle 

v dané tkán í p rob íhá tento proces. 7\ to t iž představuje , za jakou dobu vektor po­

délné magnetizace nabude 63% svojí původn í velikosti. Konstanta s označením T 2 

naopak předs tavuje časový interval, kdy dojde k poklesu vektoru příčné magneti­

zace na 37 % své původn í max imá ln í hodnoty. Poklesem vektoru příčné magnetizace 
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klesá i intenzita měř i te lného e lekt romagnet ického signálu. Signál, jehož maximum 

naměř íme krá tce po ukončení budíc ího impulzu a k te rý v p r ů b ě h u relaxace klesá 

k nule se označuje jako F I D signál (Free induction decay). Tento signál je induko­

ván na při j ímači - an téně a dává n á m informaci o složení t káně . J e d n á se tak o 

nej jednodušší způsob vyšet ření pomocí magnet ické rezonance [24]. 

Časy T i se v biologických tkán ích pohybuj í v rozmezí 300 až 2000 milisekund, 

za t ímco hodnoty T 2 činí 30 až 150 milisekund. Obecně pla t í , že t káně s vysokým po­

dílem vody mají delší re laxační časy a t káně obsahující tuk mívají kra tš í relaxační 

časy. N a Obr. 1.7 jsou znázorněny exponenciální p růběhy změn podélné a příčné 

magnetizace s vyznačenými re laxačními časy T i a T 2 . V praxi a h lavně ve funkčním 

vyšet ření f M R I se používá další časová konstanta označená jako T 2 , k t e rá charak­

terizuje dobu poklesu př íčného vektoru s ohledem na nehomogenity vnějšího pole 

magnetu [24]. 

Obr. 1.7: Relaxační časové konstanty T i a T 2 [24] 

1.5 Výběr řezu a rekonstrukce obrazu 

Indukovaný signál F I D na přij ímači m á max imáln í hodnotu ihned po ukončení R F 

pulzu. Následuje exponenciá lní pokles v důs ledku př íčné relaxace T2*. F I D signál je 

složen ze dvou komponent a to z harmonického signálu sinus s frekvencí odpovída­

jící Larmorově frekvenci a z jeho exponenciá lního ú t l u m u daný časem T2*. P r ů b ě h 

signálu F I D s jeho poklesem je uvedený na obr. 1.8 N a naměřený F I D signál můžeme 

aplikovat Fourierovu transformaci a tak získáme frekvenční spektrum [21]. 

Samotný F I D signál ovšem k rekonstrukci obrazu nestačí , protože neznáme přes­

nou pozici ve scéně, odkud byl signál vyzářen. K určení pozice se používá poziční 

kódování, realizované gradien tn ími cívkami generující g rad ien tn í magnet ické pole. 

Tato pole se označují Gx, Gy a Gz podle směřující osy. Gradienty Gx a Gy určují 
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In tenz i ta s ignálu 

T 2 * re laxace 

Čas 

Obr. 1.8: F I D signál s exponenciá ln ím poklesem [21] 

pozici voxelu ve zvolené tomorovině a gradient Gz slouží pro výběr tomoroviny. A p l i ­

kací těchto gradientních polí již známe přesnou pozici, ze k te ré vychází signál, navíc 

pozice každého voxelu je charakter izována jeho frekvencí a fází [21]. 

Označení k-prostor rozumíme obraz tomovrstvy Gz v p o d o b ě matice, kde Gy 

tvoř í ř ádky se stejnou fází a Gx sloupce se stejnou frekvencí. Cent rá ln í oblast pro­

storu jsou tvořeny nízkými frekvencemi, k teré jsou nositelem informace o hlavních 

rysech scény. Okrajové část i s vysokými frekvencemi předs tavuj í informace o hra­

nách a detailech scény. Pokud bychom na získaný k-prostor aplikovali inverzní 2D 

Fourierovu transformaci, došlo by k transformaci souřadnic k-prostoru do metric­

kého souřadného sys tému a t í m bychom zrekonstruovali 2D obraz scény. N a obr. 1.9 

jsou uvedeny jednot l ivé kroky pro rekonstrukci 2D obrazu [25]. 

Poziční kódování 
pomocí gradientních 

polí Gx, Gy a Gz 

k-prostor Rekonstruovaný obraz 

Obr. 1.9: Vytvoření k-prostoru a rekonstrukce obrazu pomocí inverzní Fourierovy 

transformace [25] 
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1.5.1 Pixel, Voxel 

Pixe l (anglicky picture element) předs tavuje nejmenší prvek dvourozměrného ob­

razu, k te rý nelze dále dělit. Rozlišení obrazu je dáno p o č t e m pixelů na jednotku 

délky a celková velikost obrazu je d á n a p o č t e m pixelů v ose x a v ose y. S rostou­

cím rozlišením obrazu jsme schopni rozeznat větší detaily, ovšem roste výpoče tn í 

náročnos t na nás ledné další zpracování [16]. 

Voxel (anglicky volume element) je naopak nejmenší jednotka t ro j rozměrného 

obrazu. Obraz je tvořen t ro j rozměrným polem voxelů, kde každý voxel je předs tavi te l 

uži tečné informace, např . barva, jas, atd. Velikost t ro j rozměrného obrazu je dána 

p o č t e m voxelů v ose x, ose y a ose z. Dvourozměrný obraz lze t aké považovat za 

t ro j rozměrný obraz s t louškou vrstvy jeden voxel s př ís lušným p o č t e m voxelů v ose 

x a y [16]. 

1.6 Zobrazovací techniky M R 

Pokud bychom na t k á ň po n á v r a t u podélné tkáňové magnetizace znovu aplikovali 

radiofrekvenční impulz, signál indukovaný v při j ímací an téně bude stejný, jako byl 

předchozí získaný signál, protože t k á ň byla ve s te jném stavu v obou př ípadech. Ča­

sový interval mezi jednot l ivými radiofrekvenčními impulzy se označuje T R , anglicky 

Time to repeat. Nyní použijeme kra tš í časový interval mezi budíc ími impulzy a to 

tak, že vektor podélné magnetizace nestihne dosáhnou t svoji původn í velikost. Vý­

sledný signál se bude odlišovat v závislosti na hodno tě podélné magnetizace, kdy byl 

vyslán budící impulz. Čím bude podé lná magnetizace větší, t í m bude i vektor příčné 

magnetizace po novém pulzu větší a výsledný registrovaný signál bude silnější [24]. 

Ti vážený obraz 

T I vážený obraz rozumíme takový typ zobrazení , kdy je použ i to několik 90° impulzů 

s v h o d n ý m repe t ičn ím časem. Obdrž íme tak odlišné re laxační časy pro jednot l ivé 

tkáně . Č ím bude větší rozdíl časů T I , t í m jsme schopni odlišit t káně ve větš ím p o č t u 

s tupňů šedi ( tkáňový kontrast) [24]. 

Ti vážený obraz 

Druhý, v praxi velmi používaný způsob zvaný T 2 vážený obraz je aplikace 90° im­

pulzu, k te rý způsobí pokles podélné a vnik příčné magnetizace. Ihned po ukončení 

impulzu klesá vektor př íčné magnetizace. V tomto okamžiku je aplikován další im­

pulz označený jako 180° pulz. Nyní dojde ke změně orientace p ro tonů o 180° a 

protony začnou vykonávat precesní pohyb v opačném směru. Protony s frekvencí 
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vyšší než Larmorova frekvence se začnou přibližovat k pomalejš ím p r o t o n ů m a opět 

dochází k n á r ů s t u příčné magnetizace, kterou lze měř i t . Za další stejný časový úsek 

Tx dochází k opě tovnému synchronnímu pohybu a př íčná magnetizace znovu roste. 

Získaný signál se takto označuje jako Echo. Pokud sečteme oba časové úseky Tx, 

dostaneme tzv. Time to echo = T E . N a obr. 1.10 je znázorněna aplikace 180° pulzu 

na precesní pohyb p ro tonů [24]. 

TE 

Obr. 1.10: Aplikace 180° pulzu na precesní pohyb p ro tonů a otočení směru pohybu 

[24] 

1.7 Faktory ovlivňující kvalitu obrazů 

Výsledná kvalita obrazů získaných pomocí M R se hodno t í dle prostorového rozlišení, 

deta i lů obrazu, a také jeho kontrastu. Faktory lze rozdělit mezi vn i t řn í a vnější [16]. 

Vnitřní faktory: 

• S p i n o v á hustota - předs tavuje počet jader vodíku H v e lementárn í jednotce 

objemu. S ros toucím p o č t e m vodíkových p ro tonů roste i amplituda sn ímaného 

signálu tkáně , kterou chceme zobrazit. Síla vnějšího magnet ického pole navíc 

ovlivňuje počet akt ivovaných pro tonů . Pokud se ve tkán i nevyskytuj í protony 

vodíku, tak z těchto mís t nedos táváme žádný uži tečný signál. P ř ík l adem mohou 

být kosti či různé kalcifikace. 

• M a g n e t i c k á susceptibilita - je vlastnost t káně vykazovat magnet ické vlast­

nosti. Lá tky s nepárovými elektrony vykazují kladnou susceptibilitu a tyto 

lá tky se označují jako paramagne t ické nebo feromagnetické. Pa ramagne t i cké 

lá tky vytvář í pouze dočasné magnet ické pole a p ř ík ladem může být železo, 

nebo mangan. Naopak lá tky feromagnetické vytvář í t rvalé megnat ické pole. 

22 



D r u h á skupina vykazující negat ivní susceptibilitu se nazývá d iamagnet ická . 

Tato skupina látek nedokáže vytváře t lokální magnet ické pole. 

• D é l k a r e l a x a č n í c h č a s ů t k á n í - každá t k á ň se liší délkou relaxačních časů 

[16]. 

Vnější faktory: 

• Intenzita v n ě j š í h o m a g n e t i c k é h o pole BQ - intenzita získaného signálu je 

ú m ě r n á d ruhé mocnině intezity magnet ického pole B0. Související nežádoucí 

šum m á však závislost l ineární. Velice důleži tým parametrem pro kvali tní zob­

razování je homogenita pole B0, k t e r á se musí pravidelně kontrolovat a upra­

vovat p ř ídavnými korekčními cívkami. 

• Velikost matice a t l o u š ť k a vrstvy - Obrazová matice je složena z definova­

ného p o č t u pixelů a s rostoucí velikostí matice se zmenšují objemy voxelů. Čím 

je objem voxelu menší , t í m obdrž íme obraz s lepšími detaily, ovšem také vzroste 

hodnota šumové složky a dochází tak ke zhoršení p o m ě r u S N R . Tloušťka 

vrstvy taky ovlivňuje výslednou kvali tu obrazu. Č ím je t loušťka menší , m á m e 

detailnější obraz, ale znovu n a r ů s t á šum. V praxi se proto používá při běžných 

vyšetřeních t loušťka vrstvy 3-5 mm, aby nedošlo ke z t r á t ě uži tečné informace. 

• P o č e t e x c i t a c í - s větš ím p o č t e m excitací a jejich rekonstrukcí z ískáme kvalit­

nější obraz, ovšem roste tak čas po t ř ebný pro vyšetření , k t e rý může dosahovat 

až několik desítek minut. 

• Doba T E a T R - s klesajícím T R klesá i amplituda signálu, hodny T R a T E 

lze libovoně měni t [16]. 
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2 Konstrukční řešení MR 
Pro lepší pohled na funkci magnet ické rezonance zde budou předs taveny jednot l ivé 

komponenty, k te ré jsou nedí lnou součást í př ís troje . M R se skládá ze t řech hlavních 

komponent: řídícího počí tače , radiofrekvenční cívek a výkonného magnetu vytvá­

řející silné magnet ické pole, k teré pro klinické účely dosahuje intenzit od 0,3 do 3 

Tesla. Pro výzkumné účely se používají magnet ické pole o velikosti až 7 Tesla. N a 

obr.2.1 jsou schematicky znázorněny jednot l ivé komponenty M R přís t roje [24]. 

Př ís t ro je M R lze rozdělit podle u spo řádán í mís t a pro vyšet řovaného pacienta. 

P r v n í u spo řádán í se nazývá Closed bore a j e d n á se o tunelovi té řešení vizuálně 

podobné výpoče tn í tomografii. D r u h ý m řeším je tzv. Open bore, k te ré nevyvolává 

u pac ien tů proces zt ísnění a je vhodné pro pacienty t rpíc í klaustrofobií , nebo pro 

vyšet ření malých dětí . Ovšem je zde omezení v in tenzi tě h lavního magnet ického pole, 

a tedy i nižší rozlišovací schopnosti [24]. 

Chladiči 
soustava 

Gradientní 
systém 

Kamera Řidiči počítač Vysokofrekvenční 
vysílač a přijímač 

Konzole 

"Skřiti MR 

Supravodivé vinutí 

Stínění 

Tunel s pacientem 
Vyrovnávací cívky 

Volumová cívka Gradientní cívky 

Obr. 2.1: Schéma jednot l ivých k o m p o n e n t ů M R [24] 

2.1 Hlavní magnet 

Magnet je základní součást í M R přís t rojů . Magnet ická rezonance využívá hned ně­

kolik t y p ů m a g n e t ů každý j inou intenzitou magnet ického pole. P r v n í m typem jsou 

p e r m a n e n t n í magnety, d r u h ý m typem jsou tzv. elektromagnety, k te ré se také nazý­

vají magnety odporové a pos ledním typem jsou magnety supravodivé. V následují­

cím popisu jsou popsány tyto varianty podle velikosti jejich intenzit od nejmenší po 

nej větší [16]. 
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Permanentní magnet 

P e r m a n e n t n í magnety jsou charakter is t ické svoji hmotnos t í dosahující velikosti až 

desítek tun. P e r m a n e n t n í magnet se skládá převážně ze železa, k te ré po zmagnetizo­

vání vykazuje magnet ické vlastnosti po velmi dlouhou dobu v ř á d u let. Ovšem i přes 

tuto hmotnost je jejich intenzita polí menší , nedosahuje velikosti větší než 0,3 Tesla. 

Magnet ická rezonance, k t e rá obsahuje p e r m a n e n t n í magnet poskytuje dobrý tká­

ňový kontrast, mnohem lepší ve srovnání s M R vybavenou supravodivými magnety. 

Další výhodou jsou nižší provozní náklady, protože pro provoz v las tn ího magnetu 

není p o t ř e b a dodán í elektrické energie. Nevýhodou přís troje s t ěmi to magnety je 

nižší rozlišovací schopnost a již zmiňovaná hmotnost celého zařízení [16]. 

Elektromagnet 

Druhý typ hlavního magnetu představuj í elektromagnety vyrobené z mědi a tvarově 

u spo řádány do smyček různých tvarů . Magnet ické pole je generováno p růchodem 

silného elektrikého proudu. Stejně jako supravodivé magnety i tyto magnety po t ře ­

bují chladící zařízení, protože při procházej ícím elektrickém proudu vznikají vysoké 

teploty. Tato varianta tvoř í urč i tý mez i s tupeň dosažení intenzit mezi permanent­

ními a supravodivými magnety, k t e r á se pohybuje kolem 0,5 Tesla. M R přís t roje s 

odporovými magnety se využívají nejméně [16]. 

Supravodivý magnet 

V dnešní době jsou nejčastěji používané supravodivé magnety vyrobené ze slitiny 

niobu a titanu. Supravodivé magnety pot řebuj í ke svému fungování chladící zařízení, 

k teré udržuje hlavní magnet na tep lo tě blízké absolutn í nule. Jako chladící m é d i u m 

je použ i to helium v kapa lném stavu o tep lo tě —269°C, k t e rá je n u t n á pro udržení 

magnetu v supravodivém stavu. Oproti p e r m a n e n t n í m m a g n e t ů m budou tedy pro­

vozní nák lady někol ikanásobně vyšší, jak z hlediska provozu, tak i pořizovací ceny 

zařízení. Výhodou těchto kontrukcí je vysoká rozlišovací schopnost, k t e rá je pod­

míněná intenzitou magnet ického pole. Hodnoty polí u tohoto typu konstrukce se 

pohybuj í v rozmezí od 0,5 do 3 Tesla pro klinické účely a až 7 tesla pro výzkumné 

účely [16]. 

2.2 Radiofrekvenční cívky 

Pro správný provoz M R jsou po t ř ebné radiofrekvenční cívky, k teré v přístroj i zas tá­

vají různé funkce. Tyto cívky můžeme rozdělovat dle jejich funkce na cívky objemové, 

gradientní , vyrovnávací a povrchové [16]. 
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2.2.1 Gradientní cívky 

Grad ien tn í sys tém složený ze t ř í gradientních cívek vytvář í p ř í d a t n á magne t ická pole 

(gradienty). Cívky generují magnet ické pole ve t řech osách a t í m usměrňuj í obraz 

do t ř í základních rovin. Dále t aké určují t loušťku jednot l ivých vrstev. Důleži tým 

parametrem magnet ického gradientu je strmost jeho n á s t u p u . Čím je tato strmost 

větší, t í m jsme schopni získat tenčí vrstvu. Během vyšet ření se gradientn í cívky 

pohybuj í působen ím elektromagnet ických sil a jsou proto zdrojem hluku, k te rý je 

doprovodným efektem vyšetření . Rovněž mohou být zdrojem ar te fak tů a zvýšené 

spo t řeby helia [16]. 

2.2.2 Objemové cívky 

Jsou pevnou součást í M R , tvoří tzv. Whole body c o i l (v přek ladu celotělovou 

cívku). Tato cívka zauj ímá prostor kolem těl pacienta ze všech stran. Slouží pro vy­

sílání a př i j ímání e lekt romagnet ických signálů vycházejících z vyšetřovaných tkán í 

[16]. 

2.2.3 Vyrovnávací cívky 

Vyrovnávající cívky maj í za úkol vyrovnávat nehomogenitu v magne t ickém poli M R 

magnetu. Jsou velmi důleži tou součást í , jelikož dokonalá homogenita je předpokla­

dem pro kval i tní zobrazení struktur. Tyto cívky se označují jako Shim coils [16]. 

2.2.4 Povrchové cívky 

Povrchové cívky se přikládaj í p ř ímo k vyše t řovaným čás tem těla, podle k terých jsou 

tvarovány. Cívky přij ímají signály, k teré vycházejí z vyšetřovaných část í pacienta. 

T ím, že se vyšetřuje v blízkosti t káně , se získává kvali tní zobrazení , avšak s n ím 

nízký p o m ě r signál šum v záznamu (platí , že čím blíže se snímá, t í m se tyto kvality 

zlepšují). Názvy povrchových cívek jsou pojmenovány podle částí , k te ré se v d a n é m 

mís tě vyšetřují . Rozlišujeme cívky hlavové, krční pá te řn í , pá t e řn í a speciální cívky 

jako jsou ramenní , kolenní nebo zápěs tn í . Další uži tečnou skupinou cívek jsou tzv. 

Phased array coils, k te ré se využívají pro současné zobrazení velké části pacien­

tova těla. Č ím více cívek by bylo použi to , t í m větší oblast je možné vyšetř i t . Výsledný 

obraz je tedy tvořen z tolika segmentů, kolik bylo použi to cívek při vyšet ření [16]. 
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3 Šum a artefakty 
Výhody 3D zobrazování a sekvencí jsou často doprovázeny ř adou nevýhod, k teré 

mohou b ě h e m měření nastat. Tyto nevýhody jsou na snímcích zaznamenány jako 

artefakty. Artefakty v M R obrazech označují mís ta , k teré neodpovídaj í anatomii 

tak, jak j í známe . N a snímcích je zobrazena anatomie sledované část i doprovázená 

rušivými signály. Získaný signál nesoucí informace o pros torovém uspo řádán í tkán í 

neobsahuje pouze uži tečné informace, ale bohužel i nežádoucí šum a artefakty snižu­

jící výslednou kvali tu obrazu. Některé artefakty jsou na snímcích velmi dobře pa t rné , 

j iné jsou těžko rozeznatelné od klasické anatomie např ík lad kvůli nižší intenzi tě . Ně­

které artefakty se mohou při tvo rbě nového sn ímku opakovat, j iné ne. Existují tedy 

artefakty reprodukovate lné i nereprodukovate lné . 

Artefakty lze rozdělit do t ř í skupin, podle příčiny chybné registrace signálu. 

P r v n í skupina je důs ledkem pohybu tkáně pacienta b ě h e m měření , jako je např ík lad 

fyziologický pohyb pacienta, nebo p r ů t o k krve. D r u h á skupina rušení je spojena 

se zadanou měřící technikou a s jejími nas tavenými parametry měření . Poslední 

skupina ar te fak tů je nezávislá na pacientovi nebo měření a vzniká působen ím M R 

skeneru b ě h e m sběru dat. V t é to kapitole budou předs taveno několik nejběžnějších 

t y p ů rušení [3]. 

3.1 Pohybový artefakt 

K p o h y b o v ý m a r t e fak tům dochází v důsledku pohybu tkáně b ě h e m zisku dat. Proje­

vují se jako chybné registrace signálu ve směru fázového kódování. Konkré tn í vzhled 

artefaktu závisí na povaze pohybu a na použ i té měřící technice. Artefakty jsou způ­

sobeny tkán í , k t e r á je exci tována na jednom místě . Tato exci tovaná t k á ň produkuje 

signály, k teré jsou ovšem detekovány na odl išném mís tě [3]. 

P r a v d ě p o d o b n ě nejběžnější pohybový artefakt v M R I je způsoben p rů tokem 

krve. Závisí na povaze toku a směru toku vzhledem k orientaci řezu. Tok, k t e rý je 

re lat ivně rychlý ve srovnání s T R , bude vytváře t rovnoměrný artefakt v celé rovině 

obrazu, např ík lad v obrazech spin echo (obr. 3.1 vlevo). Pokud je tok periodický, pak 

se artefakt jeví jako šedá mís t a v diskrétních bodech na základě rozdílu frekvencí 

mezi periodicitou toku a zvoleným úsekem T R . Tento jev je čas to vidět z p r ů t o k u 

krve v aor tě nebo dolní du t é žíle (IVC) v příčných řezech bř icha získaných pomocí 

gradientních obrazů echa [3]. 

Mezi dalš ím problemat ické pohybové artefakty pa t ř í tok mozkomíšního moku 

v mozku a p á t e ř n í m kaná lu . Tento pohyb může na obrazech vážených časem T 2 

vyvolat analogické artefakty. Další závažné artefakty se vytvářej í př i zobrazování 

břišní nebo bedern í pá te ře . Nejčastějšími př íč inami v těch to snímcích jsou respirační 
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pohyby a peristaltika. Díky p o h y b ů m bř icha se b ě h e m procesu sběru dat vytvář í 

hned několik a r te fak tů nesprávné registrace. Počet nesprávně registrovaných obrazů 

může být bud malý, nebo diskrétní , a to pokud je rychlost dýchání kons tan tn í . Pokud 

je poče t diskrétní , je i posunu tý ve směru fázového kódování od skutečného obrazu 

o množs tv í úměrné rychlosti dýchání vyšetřované osoby. N a obr.3.1 můžeme vidět 

ukázky ar te fak tů způsobené pohybem. Vlevo je zachycen pohyb toku cévního řečiště 

v mozkové oblasti, vpravo rušivé dýchací pohyby [3]. 

Artefakty založené na chemickém posunu vznikají z rozdílu frekvencí mezi protony 

tuku a vody pod vlivem vnějšího magnet ického pole. J e d n á se o chybnou registraci 

p ro tonů tuku a vody z voxelu, k teré jsou mapovány na různé pixely. Detekovaný 

signál z voxelu je mapován do polohy na základě jeho frekvence za p ředpokladu , že 

všechny protony uvn i t ř voxelu rezonují na stejné frekvenci. Kvůli rozdílu v moleku­

lární s t ruk tu ře mají tukové protony při vystavení s te jnému vnějšímu magnet ickému 

poli nižší rezonanční frekvenci než protony vody. Tukové protony uvn i t ř voxelu bu­

dou mapovány na nízkofrekvenční pixel ve směru odečtu . Tato nesprávná registrace 

není p a t r n á u t kán í s j e d n o t n ý m obsahem tuku a vody, ale lze j i vidět na hranicích 

mezi t káněmi s výrazně odl išným obsahem tuku a vody, např ík lad je to mezi plo-

ténkou a obratli v pá te ř i nebo mezi ledvinami a re t roper i toneá ln ím tukem. Počet 

pixelů odpovídajících artefaktu chemického posunu (CSA) podle rovnice 3.1 závisí 

na frekvenčním rozdílu A w v Hz mezi tukem a vodou, celkové šířce p á s m a při j ímače 

BWREC a p o č t u výs tupních da tových b o d ů . NRQ. 

Obr. 3.1: Artefakty způsobené pohybem (znázorněno šipkami) [3] 

3.2 Chemický posun 

CSA = A, 
BWREC 
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Př i intenzi tě magnet ického pole 1,5 T je frekvenční rozdíl p ro tonů vody a tuku 225 

Hz, t akže pro skenování s celkovou šířkou p á s m a při j ímače 20 kHz a NRO — 256 

bude hodnota chemického posunu 2,8 pixelu. Artefakty chemického posunu jsou 

nejvýraznější při in tenzi tách magnet ického pole větších než 1,5 T, při použi t í malé 

nebo úzké šířky p á s m a při j ímače, při velkém F O V a na rozhraní tuk-voda. N a obr.3.2 

jsou ukázky artefaktu chemického posunu [3]. 

Obr. 3.2: Ukázka chemického posunu. Vlevo můžeme vidět světlé a tmavé pruhy mezi 

diskem a obratlem. Vpravo chybná registrace tuku kostní dřeně lebky, (znázorněno 

šipkami) [3] 

3.3 Artefakty vyvolané měřícím hardwarem M R 

Hardwarem vyvolané artefakty jsou ty, k te ré vznikly selháním jedné , nebo více sou­

částí skeneru b ě h e m sběru dat. Větš ina technik M R provádí více měření objemu 

tkáně a mění pouze amplitudu gradientu od jednoho měření k d ruhému. P ř edpo ­

kládá se, že jakákoli změna amplitudy v detekovaném signálu je způsobena gradien­

tem fázového kódování , což poskytuje základ pro lokalizaci v tomto směru. J e d n í m z 

hlavních p ředpok ladů měřícího hardwaru je to, aby gradien tn í a R F vysílací systémy 

fungovaly spolehlivě a reprodukovate lně . Nedos ta t ečná stabilita výkonu obou sys­

t é m ů způsobí ampl i tudové , nebo fázové modulace, k teré narušuj í detekovaný signál. 

Tato zkreslení mají za následek rozmazání a r tefaktů ve směru fázového kódování 

v celém obrazovém poli . Velikost a povaha nestability určuje mí ru rozmazání . V 

mnoha př ípadech jsou artefakty nestability nerozeznate lné od ar te fak tů pohybu. 

Výrobci provádějí testy b ě h e m kalibrace sys tému pro posouzení stabilitu různých 

systémů, a aby zajistili, že jejich výkon bude reprodukovate lný a stabilní . Správná 

kalibrace měřícího hardwaru je dalším důleži tým p ředpok ladem pro kvali tní M R 
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zobrazování. Nesprávná kalibrace produkuje různá zkreslení v závislosti na tom, 

k t e rá komponenta je zvažována. Nelineární grad ien tn í pulsy nebo nesprávná kalib­

race amplitudy způsobují nesprávnou prostorovou lokal izac i , nebo zkreslení obrazu. 

Nesprávná kalibrace R F pulzu způsobuje nesprávný, nebo nerovnoměrný budící vý­

kon, k t e rý může být na výsledných obrazech pat rný . Rovněž bude nepřesné R F uklá­

dán í energie měřené specifickou mírou absorpce ( S A R ) . C h y b n á kalibrace při j ímače 

způsobí nesprávné zesílení signálu echa, což může mí t za následek nedos ta tečné zesí­

lení, t akže signál nepřekročí šum pozadí . Signál echa může dokonce překroči t l imity 

digitalizace skeneru. N a obr.3.3 je ukázka tohoto artefaktu [3]. 

Obr. 3.3: Ukázka artefaktu způsobený hardwarem M R . Vlevo normáln í obraz. 

Vpravo obraz ze s tejného skenování se s ignálem zesíleným nad max imáln í vs tupn í 

napě t í pro A D C Pozadí bylo značně zesíleno a došlo ke změně kontrastu.) [3] 

3.4 Artefakty způsobené změnou magnetického pole 

Jeden z nejběžnějších a r te fak tů je způsoben zkreslením hlavního magnet ického pole. 

Během instalace samotného zařízení M R provádějí výrobci postup optimalizace pole, 

aby se eliminovala h r u b á zkreslení centrá lního magnet ického pole způsobená kovo­

vými p ř e d m ě t y v bezpros t řední blízkosti magnetu. Pacienti však také způsobují 

zkreslení pole kvůli jejich tvaru tě la a ne rovnoměrnému obsahu tkáně . Tato zkres­

lení mohou způsobi t změny kontrastu v obraze, zejména při excitaci tukové tkáně . 

Kovové imp lan t á ty zdeformují homogenitu mís tn ího magnet ického pole, k te ré je ob­

klopují a vytvoř í významné artefakty. Tyto artefakty se často objevují jako p r á z d n á 

mís t a s periferními oblastmi vysoké intenzity signálu narušujícími okolní oblasti. 

Nazývají se jako „kvetoucí" artefakt. Velikost a tvar artefaktu závisí na velikosti, 

tvaru, orientaci a povaze kovu a sekvenci pulzů použi tých pro skenování. T i tan , nebo 

tantal vytvářej í velmi lokalizovaná zkreslení, za t ímco nerezová ocel může způsobovat 
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silná zkreslení, k t e rá mohou výsledné obrazy poškodi t , viz obr.3.4, kde na sn ímku 

je pac ien tův řez mozkem s umís těnou kovovou sponou, k t e r á způsobuje lokální ne-

homogenitu magnet ického pole [3]. 

Obr. 3.4: Artefakt způsobený kovovým p ř e d m ě t e m v magne t ickém poli [3] 

Další p ř ípad zkreslení magnet ického pole nas tává , když dojde k excitaci tukové 

tkáně . Exci tační pulzy jsou soust ředěné na rezonanční frekvenci t uků , k teré excitují 

tukové protony, přičemž k obrazu přispívají pouze vodní protony. Pokud homogenita 

pole není s te jnoměrná , nemusí puls pro pot lačení tuku rovnoměrně pot lačovat tuk a 

může dokonce pot lačovat vodu ve tkán i . Tento stav m á za následek oblasti nejednot­

ného pot lačení tuku v obraze a je nejčastěji pozorován na okrajích opt imal izované 

části pole obrazů s velkým F O V . Doporučuje se co nejvíce vycentrovat anatomii 

uvn i t ř magnetu a provést korekci homogenity pole s pacientem uvn i t ř skeneru [3]. 

3.5 Rozdílná magnetická citlivost 

Tento artefakt je způsoben rozdíly v magnet ické citlivosti mezi sousedními oblastmi 

t káně a jeho vzhled závisí na zvolené sekvenci. Magnet ická citlivost je měř í tkem po­

larizace spinu indukované vnějším magne t i ckým polem. S tupeň polarizace závisí na 

a tomové s t ruk tu ře vzorku. Tkáně , jako jsou kort ikální kost nebo orgány nap lněné 

vzduchem, (plíce, s t řeva) , obsahují málo polar izovatelného mate r i á lu a mají velmi 

malé hodnoty magnet ické citlivosti. Měkké t k á ň dosahují větší polarizace a s t í m je 

spojená i vyšší magne t ická citlivost. N a rozhraní mezi měkkými t káněmi a oblas t í s 

rozdílnou citlivostí je na k rá tké vzdálenost i p ř í t o m n a změna v mí s tn ím magnet ickém 

poli , což způsobuje rozfázování spinu a dochází tedy i k posunu rezonančního kmi­

toč tu . Výsledkem jsou jasně pozorovatelné tmavé plochy v okolí. Tento typ artefaktu 

je dobře pozorovatelný u sekvencí s d louhým časem T E [3]. Další změna magnet ické 
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citlivosti může nastat po p o d á n í pa ramagne t ického kont ras tn ího činidla, zejména 

při h romaděn í lá tky v ledvinách a v močovém měchýři . V ý z n a m n á z t r á t a signálu 

nas tává , když se zvyšuje koncentrace lá tky v těchto orgánech. N a obr.3.5 je názorná 

ukázka tohoto artefaktu po p o d á n í pa ramagne t ické látky, k t e rá se h romad í v led­

vinách. Dochází tak k lokálním z m ě n á m magnet ického pole a rozfázování pro tonů . 

Výsledkem jsou p r á z d n á ( tmavá) mís t a v obraze [3]. 

Obr. 3.5: Rozdí lná magne t ická citlivost ledvin (znázorněno šipkami) [3] 

3.6 Šum 

Posledním často se vyskytující artefaktem v M R obrazech je šum. Šum může mí t 

různé formy v závislosti na původu a povaze zdroje. Může se jevit jako film překrý­

vající ana tomické struktury, s rozeznate lnými vzory nebo bez nich. 

Dva nejběžnější př ík lady souvislého šumu jsou hroty a ty, k te ré vycházejí z ex­

terních zdrojů. Hroty jsou k rá tkodobé šumové záblesky, k teré se vyskytnou n á h o d n ě 

b ě h e m sběru dat. Obvykle jsou způsobeny výboji s tat ické elektř iny nebo obloukem 

elektrických součást í . Jejich vzhled v obraze závisí na závažnosti , p o č t u a umís tění 

h ro tů ve vztahu k maximu signálu, ale mají tendenci se jevit jako vlny superpono­

vané na obrazová data. N a obr.3.6 můžeme vidět ukázky obrazů pos t ihnu té hroty, 

k teré b ě h e m zisku obrazových dat vytvář í pásový vzor. Ten zakrývá celé zobrazo­

vací pole. Směr a rozestup pásem závisí na načasování výboje ve srovnání se sběrem 

kroků centrá lního fázového kódování. Výskyt h r o tů se může, ale t aké nemusí objevit 

na všech obrazech skenování. Izolace těch to h r o tů je problemat ická , pro tože jsou 

často neperiodické, zvláště pokud je zdrojem sta t ický výboj [3]. 

K ex te rn ím interferenčním a r t e fak tům dochází , když je př i j ímačem detekován 

zdroj časově p roměnných signálů. Vypadaj í jako čáry s kons tan tn í frekvencí v ob-
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Obr. 3.6: Ukázka obrazu post iženého t m a v ý m i pásy (hroty) způsobené s ta t ickými 

výboji [3] 

raze. Jejich pozice závisí na šířce p á s m a při j ímače a rozdílu frekvencí od vysílače. 

Nejběžnějším př ík ladem je s t ř ídavá povaha s t anda rdn ího elektrického proudu (60 

Hz ve Spojených s tá tech, 50 Hz v Evropě a As i i ) . Elektrické př ipojení jakéhokoli 

zařízení, jako jsou externí zařízení pro sledování pac ien tů používané v mís tnos t i ske­

neru, by mělo být filtrováno před umís t ěn ím do okolí M R skeneru. N a obr.3.7 jsou 

ukázky ar te fak tů způsobené elektr ickými zdroji [3]. 

Obr. 3.7: Ukázka obrazů post ižené elektr ickým rušením. Vlevo obraz s artefaktem, 

k te rý je způsobený vnějším elektr ickým zdrojem ve skenerové mís tnos t i . Vpravo 

rušení přenosné jednotky pro léčbu pac ien tů v provozu ve snímací mís tnos t i b ě h e m 

měření [3] 
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4 Funkční magnetická rezonance f MRI 
Funkční magne t ická rezonance slouží k funkčnímu zobrazení mozkové aktivity. P r in ­

cip je založen na změně prokrvení a objemu krve procházející v akt ivované části 

mozkové kůry. Pokud bychom sledovali změny p o m ě r u okysličené krve hemoglobinu 

a neokysličené krve deoxyhemoglobinu, mluvíme po t é o tzv. B O L D f M R I . (anglicky 

Blood oxygen level dependent). Neokysličená krev vykazuje paramagne t ické vlast­

nosti a v místech se zvýšenou koncetrací způsobuje lokální nemohogenity pole a 

výsledkem je rychlejší úby tek radiofrekvenčního signálu. Největší hodnota signálu 

je z ískána v akt ivních částech mozku, kde je spo t ř eba kyslíku největší. P ř i samot­

ném vyšet ření je opakovaně sn ímán celý objem mozku nejdříve v klidovém stavu, 

a po té pacient řeší sérii úkolů, u k te rých jsou akt ivovány jednot l ivé části mozku. 

Ze série opakovaných měření se provede s ta t is t ická ana lýza a veškeré změny signálu 

se v obraze zvýrazní . Mez i silné s t r ánky f M R I pa t ř í neinvazivnost metody, vysoké 

prostorové a časové rozlišení a adaptabilita na mnoho t y p ů exper imentů . Funkční 

magne t ická rezonance n á m poskytuje důležité informace získaných z lézí, elektrofy-

ziologických studií , s tudi í léků a její up la tněn í je ze jména v neurovědách a výzkumu. 

Lze j i t aké použí t jako předvyše t řen í p řed neurochirurgickými operacemi [11] [17] [22]. 

4.1 Blood oxygen level dependent - BOLD 

Molekula hemoglobinu vykazuje magnet ické vlastnosti, k teré se liší podle toho, zda 

je nebo není vázán na kyslík. Okysličený hemoglobin (Hb) je diamagnet ický, to zna­

mená , že n e m á žádné nepárové elektrony a vykazuje tedy nulový magnet ický mo­

ment. Naproti tomu deoxygenovaný hemoglobin (dHb) je paramagnet ický . Obsahuje 

nepárové elektrony a vykazuje tak významný magnet ický moment. Zcela odkysl ičená 

krev m á magnetickou citlivost přibl ižně o 20 % vyšší, než plně okysličená krev. 

V nervové soustavě, ze jména v mozkové oblasti, je elektrický přenos informací 

zprost ředkován axony nervových buněk. T y přenášejí informace na další b u ň k y po­

mocí neu ro t r ansmi t e rů na synapsích a jejich interakcí se specifickými receptory v cí­

lových neuronech. Tyto interakce mezi neurotransmitery a receptory vedou ke změně 

membránových p roudů , k teré změní pos t synap t ický potenciá l a frekvenci depolari-

zace. Veškeré metabol ické změny v nervových buňkách při uvolňování neurotransmi­

t e rů pot řebuj í dodán í energie ve formě A T P a dále je za po t řeb í kyslík. Pokud tedy 

dojde ke zvýšení aktivity, je p o t ř e b a dodávat dos ta tečné množs tv í kyslíku, což se 

projeví zvýšením p r ů t o k u okysličené krve v cílové oblasti. P ř í sun okysličené krve do 

mís t a neuronáln í aktivi ty je větší než spo t ř eba kyslíku a v dané lokalitě začne převa­

žovat množs tv í okysličené krve nad neokysličenou. Pokud budeme měři t M R signál 

v mís tě , kde dochází k akt iv i tě nervových buněk, časový p r ů b ě h signálu z tohoto 
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mís ta se nazývá hemodynamická odezva ( H R F ) . N a obr.4.1 je znázorněn p r ů b ě h 

t é t o kř ivky v reakci na stimul [11] [17] [22]. 

BOLD i 
signál 

Neuronální 
aktivita 

Negativní zákmit 

Obr. 4.1: Hemodynamická odezva H R F [17] 

Krá t ce po aplikaci stimulu dochází k deoxygenaci a M R signál klesá až do zá­

porných hodnot. Intenzita signálu je nyní slabší než signál okolní t káně . Tento jev 

nas tává asi 1 sekundu po začá tku stimulu a je velmi malý a obt ížně se měří . A s i 2 

až 5 sekund po aplikaci stimulu dochází ke zvýšení krevního toku a mění se poměr 

deoxyhemoglobinu a oxyhemoglobinu, což vede k v ý z n a m n é m u zesílení signálu M R . 

Maximáln í hodnota B O L D nas tává v rozmezí 6 až 9 sekund po aplikaci stimulu. Ná­

sleduje pos tupné snížení neuronáln í aktivi ty a celý sys tém se navrac í do normáln ího 

stavu. Koncový pokles signálu pod normáln í hodnotu je způsoben pomalejš í změnou 

krevního p r ů t o k u oproti změně p o m ě r u oxyhemoglobinu a deoxyhemoglobinu. H R F 

se objeví i po velmi k r á t k é m s t imulačním p o d n ě t u trvající řádově desí tky až stovky 

milisekund. Ampl i tuda bývá menší , ale délka t rván í se nijak nemění . P r ů m ě r n ě tento 

interval zabí rá 20 sekund od p o č á t k u stimulace [11] [17] [22]. 

4.2 Měření fMRI 

Funkční magne t ická rezonance je značně odl išná od běžného skenování, kde vy­

šetřovaný pacient zauj ímá nehybnou s tac ionární polohu. Zde po t řebu jeme odlišit a 

porovnat zkoumanou veličinu v p o d o b ě B O L D signálu. Pro signál B O L D však nee­

xistuje p ředepsaná klidová hodnota. Pro každou osobu, každé vyšet ření a dokonce i 

různou oblast mozku vyšetřované osoby existuje j iná klidová úroveň B O L D signálu. 

Je tedy velmi důležité porovnat rozdílnou úroveň B O L D signálu b ě h e m činnosti a s 

ní související aktivaci v rámci urč i tého srovnávacího úseku. Činnost í se rozumí úmy­

slný pohyb část í pacienta, např . pohyb p r s tů na nohou nebo rukou. Získáme tak 

mapu rozložení jednot l ivý akt ivačních center odpovídaj ící za tento vyvolaný pohyb. 
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Naopak klidem se rozumí absence pohybu nebo činnost , k t e rá neovlivňuje sledovaný 

typ úkonu - stimulace mozkové oblasti. Posloupnost jednot l ivých úkolů popisují dva 

experimenty (designy) viz. kapitola 4.2.1 a 4.2.2. [11] [17] [22]. 

Zák ladn ím p rob lémem měření je velmi m á l á úroveň intenzity signálu mezi sti­

mulovanými oblastmi. Abychom tyto změny mohli odlišit od šumu, je zapot řeb í 

většího p o č t u vzorků, k te ré je p o t ř e b a zprůměrova t . Pro každou část experimentu 

tedy sn ímáme mozek vícekrát a různé exper imentá ln í stavy mezi sebou vzájemně a 

opakovaně p ros t ř ídáme . Docílíme tak nejen ke zvýraznění signálu, ale i k pot lačení 

šumu a vytvoř íme odolnost vůči nízkofrekvenčním změnám, jako je např ík lad ko­

lísání nulové izolinie (drift). N a obr.4.2 je znázorněna ukázka naměřeného p růběhu , 

kde modře jsou vyznačeny naměřené body spojené tečkami , červeně je pak modelový 

p růběh odezvy dle znalosti experimentu [11] [17] [22]. 

1.5 

- 1 . S 1 1 1 1 1 ' 1 

0 5 0 100 150 2 0 0 250 3 0 0 

Čas [s] 

Obr. 4.2: Ukázka naměřeného p r ů b ě h u [17] 

P ř e d usku tečněn ím samotného měření je n u t n ý podepsaný informovaný souhlas, 

kde pacient prohlšuje, že byl obeznámen s veškerými informacemi týkajících se prů­

běhu vyšeření a souhlasí s provedením experimentu. Experiment může být navíc 

doplněný o další moni torovací př ís troje , jako je např . E K G pro moni torování sr­

deční aktivity. Ty to naměřené signály se dále mohou využí t pro následné zpracování 

dat, jako např . pro pot lačení a r te faktů z dat f M R I [11] [17] [22]. 
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4.2.1 Blokový design 

Blokový design (obr.4.3) je pravidelné s t ř ídání akt ivních a pasivních bloků. T ím , že 

řad íme s t imulační podmety do bloků, získáváme tak mnohem vyšší hladinu signálu 

B O L D oproti kl idovému stavu, než bychom získali při jednom k r á t k ý m podmetu. 

S rostoucí délkou každého bloku roste i síla odpovědi , avšak délka bloku nesmí být 

příliš velká, pro tože s rostoucí délkou roste p ravděpodobnos t duševní změny. Výhoda 

je jednoduchost designu a poměrně vysoká výkonnost detekce akt ivovaných částí . 

Nevýhoda je nemožnost detekovat tvar hemodynamické odezvy a neschopnost dete­

kovat aktivace při urči tých posloupnostech st imulací a přechodech mezi s t imulačními 

p o d m ě t y [17]. 

Aktivní úsek Aktivní úsek 

5 x 4 s = 20 s Klidový úsek Klidový úsek 

T R = 4 s \ snímání jednoho skenu 
Čas [t] 

Obr. 4.3: Blokový design [17] 

4.2.2 Even related design 

Druhý Event related design (obr.4.4) je vývojově mladší . Oprot i blokovému designu 

se zde vyskytuje nepravide lná stimulace po náhodných úsecích a s a m o t n á stimulace 

se skládá z několika p o d m ě t ů . St imulační doba je navíc kratš í , neboje stejně dlouhá, 

jako časový úsek pro získání j edné akvizice. Ve srovnání s b lokovým designem tak 

získáme mnohem menší úroveň signálu. Pro dos ta tečně výkonnou detekci je zapo­

t řeb í získat velké množs tv í odpovědí na jednot l ivé stimuly a jejich p růměrován ím 

můžeme urči t tvar hemodynamické odezvy. Dále nechceme, aby odpovědi obsahovali 

odezvy předchozích s t imulů a je tedy n u t n é dodržovat min imáln í vzdálenost , k te rá 

činí zhruba 20 s. Výsledkem je poměrně dlouhý experiment s velkým množs tv ím na­

měřených dat, k te ré se projeví výpoče tn í a časovou náročnos t í zpracování. Výhody 
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tohoto designu je již zmíněná detekce H R F a flexibilita při použi t í různých st imulů. 

Nevýhodou je však nižší výkon detekce aktivací ve srovnání s předchozím designem 

[17]. 

stimul A stimul B 

Obr. 4.4: Even related design [17] 

4.2.3 Požadavky na přístroj M R 

Abychom získali odpovídající hemodynamickou odezvu, je p o t ř e b a použí t měřící 

sekvence s vysokou citlivostí na lokální nehomogenity magnet ického pole, tedy T | 

vážené snímky a dále je zapo t řeb í co nejkratš í akviziční čas pro získání informací v 

požadované oblasti. Ve funkčním zobrazovaní se nejčastěji používají sekvence E P I 

poskytující dos ta tečné rozlišení. Voxely je výhodné mí t v dos ta tečné velikosti, pro­

tože s menšími rozměry se zvyšuje hladina šumu a klesá t í m poměr S N R . Š t a n d a r t n í 

velikost zobrazovaných voxelů činí 3x3 mm. Některé aplikace požaduj í velmi k r á tký 

akviziční čas např . 1 s. V tomto př ípadě můžeme snímat pouze vybranou část mozku, 

nebo použijeme hrubš í rozlišení. Samotné funkční vyšet ření bývá ješ tě doplněno o 

běžné s t ruk tu rá ln í sn ímky s vysokým rozlišením [17]. 

Součást í exper imen tů f M R I bývají komponenty pro realizaci p o d n ě t ů a jejich 

zaznamenávání , jako jsou různá t lač í tka , zařízení pro vizualizaci p o d n ě t ů , prezen­

tačn í poč í tač a související software. Množs tv í dat získaných funkčním vyšet ření je 

mnohonásobně vyšší, než u běžného s t ruk tu rá ln ího vyšet ření a tyto data je po t ř eba 

zpracovat na výkonných počí tačích, přenést a nás ledně je archivovat [17]. 
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Echo planar imaging (EPI) 

Echo-planárn í zobrazování je nejčastěji používaný způsob zisku dat pro samotné 

funkční vyšetření . P r v n í zmínka o t é t o m e t o d ě byla p o p s á n a již v 70. letech a první 

sn ímky lidských orgánů byly pořízeny v roce 1981. Hlavním rozdílem oproti j iným 

zobrazovacím t echn ikám je možnost dekódovat signál z celého řezu již po jediné 

excitaci radiofrekvenčním pulzem. N a obr.4.5 je zobrazen způsob plnění k-prostoru 

v p ř ípadě E P I . Frekvenční kódování je podél vodorovné osy a fázové kódování je 

podél osy ver t ikální [7]. 

Obr. 4.5: P lněn í k-prostoru [7] 

Podle p o č t u excitačních pulzů dělíme metodu na Single shot, kde je použi t 

pouze jeden budící pulz. Pokud bude excitačních pulzů více, j e d n á se o způsob 

Multi shot, viz obr.4.6. Velikou přednos t í E P I je rychlost získání dat. Navíc díky 

t é t o k rá tké době dochází i k omezení v l ivu pohybových ar te fak tů způsobených po­

hybem pacienta a k revn ím tokem [7]. 

Single Shot Mult i-Shot 

Obr. 4.6: Způsoby Single shot a M u l t i shot [7] 
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4.3 Předzpracování dat fMRI 

Předzpracování dat obecně z n a m e n á p ř íp ravu dat pro další analýzu, v našem př ípadě 

pro stat is t ické vyhodnocení a vlas tní detekci akt ivačních center mozku. Př i sn ímání 

dat mohou nastat problémy v p o d o b ě malé změny signálu, nebo zkoumání velkého 

p o č t u voxelů současně. Všechny tyto situace vedou ke zkresleným výs ledkům a je 

p o t ř e b a co nejlépe data upravit, aby zkreslení bylo co nejmenší . Dále ve funkčním 

zobrazování se projevují pohybové artefakty hlavy, pro tože f M R I je velmi citlivá 

na jakýkoli pohyb, nebo artefakty spojené s použ i tou zobrazovací metodou, jako je 

např . snížená magne t ická citlivost. V následujících podkap i to lách budou předs taveny 

potupy zajišťující ods t r aněn í nežádoucích vlivů [11]. 

4.3.1 Korekce pohybu 

Nejčastějším artefaktem spojený s funkčním vyše t řen ím mozku je bezpros t ředně 

pohybový artefakt hlavy. Samotné vyšet ření t rvá několik desítek minut a je tak tedy 

nemožné se vyvarovat byť sebemenším p o h y b ů m . Navíc tlukot srdce s p roudění krve 

a mozkomíšního moku také ovlivňují měření . Pokud dojde k posunu hlavy b ě h e m 

měření , obrazy mozku se na jednot l ivých snímcích budou lišit svojí polohou. Cíl 

korekce pohybu je tedy úprava nasn ímaných obrazů tak, aby by l mozek ve všech 

obrazech ve stejné poloze. P r v n í obraz v sadě sn ímků se označí jako referenční a 

os ta tn í obrazy se pomocí t rans lac í a ro tac í t ransformují , aby překry t í sn ímků bylo 

možná co nej lepší. V zásadě so používají r igidní transformace se t ř emi parametry 

translace a t ř emi parametry rotace. Objekt tedy nepod léhá ž á d n ý m změnám, mění se 

pouze jeho pozice. Tyto transformace tot iž předpokláda j í identické rozměry objek tů 

[11]. 

4.3.2 Korekce akvizičních časů 

Větš ina dat f M R I se získává pomocí pulzních sekvencí, k teré získávají obrazy jeden 

řez po d ruhém. Typická pulzní sekvence získá 24, nebo více řezů, k teré pokryjí celý 

mozek v rozmezí 1,5 až 3,0 s v závislosti na schopnostech skeneru. Tyto pulzní 

sekvence používají p rok ládané řezy, t akže skener nejprve shromažďuje všechny liché 

řezy a po t é shromažďuje všechny sudé řezy. Pokud by v zobrazovacím objemu bylo 

12 řezů, očíslovaných od 1. do 12., p rok ládaná akviziční sekvence by shromáždi la 

řezy v pořad í 1-3-5-7-9-11-2-4-6-8-10-12. Méně časté je získávání řezů vzes tupně, 

či ses tupně. Každý řez je však získán v j iném časovém bodě v rámci T R . Vzniká 

tak urč i té časové zpoždění což může výrazně ovlivnit měření . Časové rozdíly jsou 

obzvláště problemat ické pro prok ládané sekvence, ve k terých se pos tupně nezískávají 

prostorově po sobě jdoucí řezy. Prakt icky ve všech skenováních f M R I se řezy získávají 
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se s te jnými časovými intervaly. V designu even-related jsou důsledky chyb časování 

řezů výraznější , než u blokových designů. Korekce tohoto časování mezi řezy je 

realizována pomocí interpolace. Interpolace využívá informace z blízkých časových 

b o d ů k odhadu amplitudy M R signálu na začá tku T R . Ve f M R I se používá několik 

s t ra tegi í pro interpolaci, včetně lineárních, spline a sine funkcí. Bohužel ale žádná 

interpolační technika nedokáže dokonale obnovit chybějící informace mezi vzorky. 

Přesnos t interpolace závisí na dvou faktorech a to na variabil i tě exper imentá ln ích dat 

a rychlosti vzorkování. Pokud se exper imentá ln í data v p r ů b ě h u času velmi rychle 

mění ve srovnání se vzorkovací frekvencí, pak interpolace nebude schopna zachytit 

změny mezi da tovými body. Pokud se ale data ve srovnání se vzorkovací frekvencí 

mění velmi pomalu, pak bude interpolace účinnější. Interpolace je pro korekci času 

účinnější pro data z ískaná při re la t ivně k rá tkých T R (např . 1 s), než pro data získaná 

při dlouhých T R (např . 3 s). Oprava časování řezu by měla bý t provedena ješ tě před 

korekcí pohybu hlavy [11]. 

(A) (B) 

t 

Obr. 4.7: Účinky doby pořízení řezů na hemodynamickou odezvu a nás ledná inter­

polace [11] 
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N a obr.4.7 můžeme vidět korekci rozdílného časování řezů. Červeně zobrazená část 

mozku (A) předs tavuje aktivovanou oblast po aplikaci urč i tého stimulu. Tato oblast 

zauj íma t ř i řezy 15. až 17. v zobrazovacím objemu, k te rý byl získán s t anda rdn í 

p rok ládanou sekvencí (B). P ro tože tyto řezy jsou získávány v různých časech v 

rámci 3 s časového intervalu T R , bude mí t hemodynamická odezva uvn i t ř řezů 

odlišné časové p růběhy v závislosti na době pořízení (D). Skutečný zaznamenaný 

signál z různých řezů je zobrazen v (C). Hhemodynamická odezva v řezu 16. vrcholí 

dříve než v okolních řezech, i když je základní akt ivi ta identická [11]. 

4.3.3 Prostorová normalizace 

P r ů m ě r n ý mozek dospělého člověka m á objem přibližně 1300 kubických cent imetrů , 

př ičemž hodnoty se pohybuj í v rozmezí od 1100 ccm do 1500 ccm na základě veli­

kosti těla. Existuj í t aké značné rozdíly ve tvaru mozku dospělého člověka viz. obr.4.8. 

Rozdíly mohou být zvláště výrazné v konkrétních regionech. Cílem prostorové nor­

malizace je kompenzace těchto tvarových rozdílů pomocí ma tema t i ckých operací a 

t ranformací tak, aby snímky individuálního mozku odpovídaly referenční šabloně 

umís těné v u rč i t ém souřadnicovém systému. Tento krok je důležitý pro snadné srov­

návání výsledků jednot l ivých osob mezi sebou, nebo s ana tomickými atlasy. Nor­

malizace umožňuje orientaci a s rovnání podle souřadnic a je proto nezby tná pro 

skupinovou statistiku [11]. Nejčastěji použ ívaným s tereotaxickým prostorem je pro­

stor Talairach, k t e rý vytvoři l francouzský lékař Jean Talairach. Je založen na jed­

noduchém stereotaxickém rámci odvozeném z měření na j ed iném mozku starš í ženy. 

Zat ímco standardizace poskytovaná t í m t o r á m c e m byla pro neurovědu mimořádně 

důleži tá , použi t í jed iného mozku předs tavuje mnoho problémů, zejména to, že pou­

žitý mozek nebyl reprezenta t ivn í pro celou populaci. Lepší p ř í s tup přinesly nedávné 

pokusy o p ravděpodobnos tn í prostory založené na kombinaci dat ze stovek jednot­

livých skenů. Běžně používaný prostor vytvoři l Montrea lský neurologický institut 

a sk ládá se z p růměrně 152 obrazů mozku vážených časem T i . Šablona M N I byla 

upravena tak, aby odpovída la souřadnic ím v zavedeném atlasu Talairach. Větš ina 

normalizačních a lgor i tmů je právě založena na těch to šablonách [11]. 

Obr. 4.8: Ukázka variability lidského mozku [11] 
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4.3.4 Prostorová filtrace 

Další úp rava dat funkčního vyšet ření předs tavuje prostorová filtrace, kdy se filtrací 

snažíme odstranit vyšší frekvence, abychom potlačil i š u m v datech a zvedli t ím 

poměr S N R . V mnoha analýzách f M R I se používají ke snížení vysokofrekvenčních 

prostorových složek filtry typu dolní propust. Nejběžnějším filtrem je Gaussův filtr s 

tvarem normáln í distribuce. Po aplikaci tohotu filtru se intezita každého voxelu roz­

loží na blízké okolní voxely. Zvolená šířka filtru je klíčovým parametrem ovlivňující 

okolní pixely. Šířka pros torového filtru pro data f M R I je obecně vy jádřena v mi l i ­

metrech na polovinu max imáln í hodnoty, neboli F W H M . Použi t í prostorové filtrace 

m á mimo pozitiv i negativa a tak je vždy n u t n ý kompromis mezi filtrací. Nevýhody 

prostorového filtrování vyplývají z nedokonalé shody mezi šířkou filtru a rozsahem 

aktivace. Pokud je použi tý filtr příliš velký, pak by aktivace mohly být utlumeny 

pod prahovou hodnotu významnos t i . To je zvláště problemat ické u malých funčk-

ních struktur, jako jsou j á d r a ve s t ředn ím mozku, kde může být významně akt ivní 

pouze jeden voxel. Pokud je použi tý filtr příliš malý, bude malý pozi t ivní v l iv na 

S N R a zároveň se sníží prostorové rozlišení. Typické šířky filtru pro f M R I jsou při­

bližně 6 až 10 m m F W H M , tj. Př ibl ižně dva až t ř i voxely. Je důležité zdůrazni t , že 

prostorové vyhlazování je pro analýzy voxelů př ínosné, ale m á malý vl iv na analýzy 

oblasti zájmu. N a obr.4.9 je ukázka vyhlazení dat, kde je řez zobrazen v 3D grafu. 

Osa z předs tavuje intenzitu snímku. Vlevo je vidět původn í řez (po korekci pohybu 

a prostorové normalizaci), vpravo je stejný řez po pros torovém vyhlazení [11]. 

Obr. 4.9: Pros torová filtrace [17] 
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4.3.5 Časová filtrace 

Použ i t ím časové filtrace p ř ímo na signál B O L D p o d s t a t n ě zlepšíme kvali tu dat f M R I 

a p o m ě r u S N R . Použi té filtry mohou být typu dolní propust pro ods t r aněn í vyšších 

frekvencí, filtry typu horní propust pro pot lačení nízkofrekvenčních složek (např. 

dýchací pohyby), nebo filtry typu pásmová zádrž pro pot lačení požadovaného roz­

sahu frekvencí. Frekvenční rozsah p ř í t omný ve vzorkovaném signálu závisí na jeho 

vzorkovací frekvenci, k t e rá je d á n a délkou intervalu T R . Maximáln í identifikovatelná 

frekvence, aby nedošlo k alliasingu, se rovná j edné polovině vzorkovací frekvence a 

označuje se jako Nyquistova frekvence. N a obr.4.10 je znázorněna filtrace signálu 

B O L D . Naměřený signál (A) je nejdříve filtrován horní p ropus t í (B), a jsou z něj 

ods t r aněny nízkofrekvenční složky související s pohybem a dýcháním. Následuje fil­

trace dolní p ropus t í (C), kde jsou ze signálu ods t r aněny vysokofrekvenční složky 

zvýrazňující šum [17]. 
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Obr. 4.10: Časová filtrace signálu B O L D [17] 

4.3.6 Normalizace intenzity 

Poslední krok pro předzpracování f M R I dat v obrazové části je normalizace intenzity. 

Intenzita signálu B O L D může mezi akvizicemi kolísat. T í m je ovl ivněna i schopnost 

detekce aktivace, jelikož časový p r ů b ě h signálu v u rč i t ém voxelu kolísá dle p r ů b ě h u 

globální intenzity. Řešením je odstranit tuto složku z časových p růběhů v jednot­

livých voxelech pomocí normalizace globální intenzity v každém skenu na p ředem 

stanovenou hodnotu. V některých aplikacích se však tento krok musí vynechat a 

po té se používá normalizace intenzity zvaná Grand Mean Scaling, kdy vypoč í t áme 

p r ů m ě r n o u intenzitu signálu pro celý experiment a tuto pak uprav íme na p řednas ta ­

venou hodnotu. Mez i j ednot l ivými experimenty a osobami tak zajist íme srovnatelnou 

úroveň signálu [17]. 
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4.4 Statistická analýza 

Následujícím krokem po sběru dat a jeho předzpracování následuje nejnáročnější 

část a to s ta t i s t ická analýza. Díky ní získáme mapu rozložení nadprahových hodnot, 

k teré značí akt ivní oblasti. Během vyšet ření je získáno mnoho snímků, řádově stovky. 

Pokud zvážíme běžné rozlišení sn ímku 64x64 zobrazovacích b o d ů v 32 řezech, tak 

pro každý snímek je zapo t řeb í analyzovat přes 131 tisíc voxelů. Ana lýza každého 

voxelu s amos ta tně se tak označuje jako voxel-by-voxel [11]. 

Existuj í dvě skupiny metod s ta t is t ického vyhodnocení . P r v n í skupina pro detekci 

akt ivních oblast í je založená na jednorozměrné statistice, kdy se každý voxel zvlášť 

analyzuje. Použi t í t é to skupiny metod je naprosto převažující a p a t ř í sem např . t-

test, F-test, korelace, A N O V A , l ineární regrese atd. Všechny tyto zmíněné metody je 

možné realizovat jako speciální p ř ípady obecného l ineárního modelu ( G L M ) . J e d n á 

se o tzv. paramet r ické metody, kdy p ředpok ládáme urči té chování naměřených dat 

na základě znalosti p r ů b ě h u stimulace [11]. 

D r u h á skupina metod předs tavuj í vícerozměrné stat is t ické metody, u nichž ne­

známe p ředpok ládaný p r ů b ě h experimentu a tak vychází z pouze naměřených dat. 

R a d í m e jsem např . metodu hlavních komponent ( P C A ) , nebo metodu nezávislých 

komponent ( ICA) , k t e rá bude p o d r o b n ě vysvět lena v dalších kapi tolách. Využití 

t é t o skupiny metod je mnohem menší , než použi t í j ednorozměrné statistiky. Značná 

limitace je ob t ížná interpretace dat a nedokážeme tak zcela zachytit, jak mozek 

pracuje [11]. 

4.4.1 Metoda t-test 

Metoda t-test je založena na p ros t ém rozdílu p r ů m ě r n é hodnoty signálu v době 

aktivi ty x a p růměrné hodnoty signálu v k l idu y, kdy tento rozdíl je navíc váhovaný 

směroda tnou odchylkou axy. (Rovnice 4.1 ). Značnou nevýhodou je náchylnost na 

artefakty a také není metoda op t imáln í pro kvali tní data neobsahující šum. Výhoda 

spočívá v jednoduchosti a navíc metoda bere v úvahu variabili tu dat, což vede ke 

snížení p o č t u falešně negat ivních detekcí. N a obr.4.11 můžeme vidět p o s t u p n é kroky 

t é t o metody s ta t is t ického zpracování [11]. 

t = x - y x - y 
a. 
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Obr. 4.11: Sta t is t ická metoda t-test [17] 

4.4.2 Korelační analýza 

Korelační analýza jako jed iná využívá vlastnosti tvaru hemodynamické odezvy. Jak 

bylo popsáno v kapitole 4.1, maximum neuronáln í aktivity na vyvolaný p o d n ě t na­

stává zhruba od 6 s do 10 s od p o č á t k u stimulace a nás ledně klesá a stabilizuje 

se. P r ů b ě h hemodynamické odezvy tedy umožňuje predikci změny aktivity f M R I , 

k t e rá by měla být vyvolána u ak t ivního voxelu. Pomocí korelační analýzy můžeme 

porovnat p ředpok ládanou herno dynamickou odezvu s naměřenými údaj i [11] [8]. 

Provedení korelační analýzy na datech f M R I je poměrně j ednoduché . Nejprve se 

zvolí úsek signálu obsahující dva p růběhy aktivace a nás ledné relaxace ideálně se 

stejnou délkou. Následuje výpočet s tat is t ické podobnosti mezi zvoleným úsekem a 

p ř edpok ládaným p růběhem, neboli kovariance. Kovariance může nabýva t k ladné i 

záporné hodnoty. Pokud je kovariance k ladná , byly hodnoty exper imentá ln ích a pře­

pokládaných dat velké, nebo naopak malé . Pokud je ale kovariance záporná , měly by 

hodnoty exper imentá ln ích dat tendenci být malé a předpovězené data velké, nebo 

naopak. Následujícím krokem je normalizace kovariance dělením součinu směroda t ­

ných odchylek vybraných úseků a t í m vypoč teme vzájemnou korelaci. (Rovnice 4.2.) 

Výsledný korelační koeficient r nabývá hodnoty v rozmezí od 1,0 do -1,0. Čím je 

k ladná hodnota větší, t í m jsou si signály podobnějš í . Záporné hodnoty značí nepří­

mou podobnost. Korelace 0 znamená , že n a m ě ř e n á data nesouvisí s p ředpokladem. 

Tato základní korelační ana lýza se p o t é opakuje pro každý voxel v mozku a vytvoří 

se tak mapa v ý z n a m n é aktivity [11] [8]. 
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1 E{x-x){y-y) 

n 0X0y 
(4.2) 

4.4.3 Obecný lineární model GLM 

Obecný l ineární model G L M je zobecnění výše zmíněné skupiny s ta t is t ických metod 

a lze ho definovat pomocí rovnice 4.3. 

Ui CIQÍ + a\iX\ + 0 2 ^ 2 + . . . + aniXn + (4.3) 

Základní myšlenkou l ineárního modelu je, že n a m ě ř e n á data (y) lze vyjádři t jako 

váženou kombinaci modelových faktorů (x) doplněnou o chybový člen (e). Analýza 

prob íhá navíc pro každý voxel zvlášť. Váhy p a r a m e t r ů (a) udávají , jak moc každý 

faktor přispívá k celkovým n a m ě ř e n ý m d a t ů m . Clen ao vyjadřuje celkový příspě­

vek všech faktorů, k teré jsou b ě h e m experimentu kons tan tn í . U dat f M R I by to 

zahrnovalo voxely bez signálu B O L D a také jakoukoli aktivi tu, k t e r á je v p r ů b ě h u 

experimentu kons t an tn í [11]. 

P ř i řešení rovnice známe pouze jedinou kvantitu a to exper imentá ln í data. Fak­

tory modelu představuj í p ředpok ládané složky dat. Vzhledem k d a t ů m a zadané 

sadě modelových faktorů lze vypoč í t a t , j a k á kombinace vah slouží k minimalizaci 

chybového členu, k te rý se po t é označuje jako reziduálni . Pokud existuje pouze jedna 

závislá p roměnná , rovnice 4.3 předs tavuje j ednorozměrný vícenásobný regresní mo­

del. Stejnou rovnici lze ale rozšířit tak, aby zahrnovala velké množs tv í závislých 

proměnných , jako je mnoho časových b o d ů v rámci studie f M R I p ros t ředn ic tv ím 

obecného l ineárního modelu [11]. 
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f M R I d a t a 

X1 X2 X3 

Mat ice namě feného 
s ignálu B O L D 

Matice n á v r h u Vektor vah Chybový vektor 
(šum) 

Obr. 4.12: Základní princip obecného l ineárního modelu G L M [11] 
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N a obr.4.12 je ilustrace schématu obecného Unárního modelu ve f M R I . Namě­

řená data Y jsou prezentována jako dvourozměrná matice, kde sloupce představuj í 

konkré tn í voxely a ř ádky reprezentuj í vývoj voxelů v jednot l ivých časových bodech. 

Xi,X2 a X3 jsou faktory tvořící matici návrhu X , k t e r á je vážena vektorem vah j3. 

Posledním krokem je př ič tení chybového vektoru e [11]. 

Abychom získali výsledný s ta t is t ický obraz (statistickou parametrickou mapu), 

je p o t ř e b a odhadnout parametry modelu a vypoč í t a t př ís lušnou testovou statistiku. 

Odhadu vektoru vah j3 lze vypoč í t a t metodou nejmenších čtverců podle rovnice 4.4. 

13 = (XTX)-1XTY (4.4) 

K v ý p o č t u tes tové statistiky lze použí t např . t-statistiku podle rovnice 4.5. Lze 

použí t i j iné statistiky, jako je Z-statistika, F-statistika atd. 

cTB 
T = í (4.5) 

l52cT{XTX)-1c 

Výraz S2 značí rozptyl odchylek z vektoru e a vektor c je tzv. vektor kont ras tn ích 

vah. Pomoc í něj určujeme l ineární kombinaci odhadnu tých p a r a m e t r ů , k te ré budeme 

testovat, tedy tzv. nulovou hypo tézu (Rovnice 4.6). Rovnice 4.7 vzjadřuje alterna­

t ivní hypotézu . Podle nulové hypo tézy rozhodujeme o tom, zdaje voxel ak t ivn í nebo 

neakt ivní v závislosti na přijetí , či o d m í t n u t í t é t o hypo tézy [11]. 

H0 :cT(3 = 0 (4.6) 

# i : cT(3 > 0 (4.7) 

4.5 Interpretace výsledků 

Cílem většiny s ta t is t ických t e s tů f M R I je vyhodnotit p ravděpodobnos t , že každý 

voxel odpovídá nulové hypotéze . Když jsou skombinovaný stat is t ické testy ze všech 

voxelů v mozku, výsledkem je s ta t i s t ická mapa, nebo mapa s ta t is t ických parame­

t r ů mozkové aktivity. S ta t i s t ická mapa je obvykle barevně kódována podle hodnoty 

p ravděpodobnos t i pro každý voxel. Např ík lad pokud by byla hodnota alfa pro expe­

riment nastavena na 0,01, voxel s hodnotou p ravděpodobnos t i blízké alfa 0,009 by 

bude zobrazen tmavě červeně, za t ímco voxel s výrazně nižší hodnotou p ravděpodob­

nosti např . 0,00001 by bude zobrazen jasně žlutě. Vztah mezi hodnotami stat is t ické 

p ravděpodobnos t i a barvami se označuje jako ba revná mapa. Tmavš í barvy označují 

nízké úrovně významnos t i a jasnější barvy znamenaj í vysoké úrovně významnos t i . 
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Stat is t ická mapa se obvykle zobrazuje v horní části základního obrazu, k te rý i lu­

struje anatomii mozku. Tento obraz bývá pořizován obvykle s vysokým pros torovým 

rozlišením a kontrastem [11]. 

Existuje mnoho možnost í pro zobrazení dat f M R I . K a ž d á možnos t př ináš í vý­

hody ale i j is té nevýhody. Nejběžnější možnos t í je jediný ana tomický řez s p řek ry tou 

barevnou mapou, viz obr.4.13 horní část . Stat is t ické mapy se čas to počí ta j í a zobra­

zují jako dvourozměrné řezy, ale lze je t aké zobrazit v 3D zobrazení (obr.4.13 spodní 

čás t ) . Takové obrazy se označují jako renderované. Hlavní výhodou t ro j rozměrného 

zobrazování je s n a d n á identifikace umís těn í mozkové aktivi ty s ohledem na mozkové 

závity a rýhy. V tomto způsobu zobrazení jsou však skryta vn i t řn í j á d r a mozku (ba­

zálni ganglia, thalamus,...) a t aké vn i t řn í kort ikální oblasti (hypokampus). Je také 

obtížnější zobrazit obě hemisféry současně na jednom obrázku [11]. 

Obr. 4.13: Sta t is t ická mapa f M R I dat ve 2D zobrazení a v 3D zobrazení [11] 
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Abychom odstranily problémy způsobené neprůh lednos t í vykreslených obrazů, 

některé analyt ické programy generují p růh ledné nebo poloprůhledné obrazy, k teré 

se nazývají Glass brain view (obr.4.14). T y promí ta j í všechna ohniska aktivity 

na obrys mozku, což n á m umožňuje zobrazit všechny aktivace najednou. . Větš ina 

p rogramů generuje sadu t ř í or togonálních pohledů na mozek, t akže jejich porovná­

n ím lze lokalizovat jednot l ivé aktivace. Vykreslení obrazu mozku může být výpoče tně 

velmi náročné , zvláště pokud analyt ický program generuje h ladký povrch s vysokým 

rozlišením na základě ana tomického obrazu [11]. 

| 

> i 
V 

Obr. 4.14: Zobrazení f M R I dat pomocí Glass brain view. Červená šipka je umís t ěna 

ve stejné pozici ve všech or togonálních směrech. Ve spodní část i je ukázka propojení 

s ana tomickými strukturami pro lepší vizualizaci dat. [11] 
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5 Metoda nezávislých komponent - ICA 
Analýza nezávislých komponent ( ICA) je výpoče tn í technika pro identifikaci skry­

tých statisticky nezávislých zdrojů z vícerozměrných dat. Jak bylo vysvěleno v kapi­

tole 4, aktivace mozku se projevuje p ros t ředn ic tv ím signálu B O L D v reakci na vyvo­

laný stimul. Tento signál m á nízký poměr S N R , k te rý je způsoben různými artefakty, 

pulzujícími pohyby tě la a orgánů, pohyby hlavy a hemodynamickými změnami . A n a ­

lytické metody se snaží zpracovat tuto směs signálů a snaží se indetifikovat pouze 

oblast zájmu. Metoda I C A obecně rozkládá 2D datovou matici (např . čas a voxely) 

na s amos t a tné komponenty, k teré mají odlišné stat is t ické vlastnosti a jej ím cílem je 

vyjádření souboru náhodných p roměnných jako l ineární kombinace statisticky nezá­

vislých p roměnných složek. Zák ladn ím p ředpok ladem pro úspěšné rozložení signálu 

je však s ta t i s t ická nezávislost. Snahou je tak rozlišení mozkové aktivi ty od zdrojů 

způsobující rušivé artefakty. Pokud ods t r an íme ty nezávislé komponenty způsobující 

artefakty, tak po zpě tné rekontrukci získáme původn í signály bez ar te faktů , a tedy i 

s vyšším p o m ě r e m S N R . P r v n í aplikace I C A ve funkčním zobrazovaní byla použ i ta 

v roce 1998 a dnes předs tavuje uži tečnou techniku pro výzkum dat v kognit ivních 

a klinických neurovědách [2] [4]. 

Existuje několik t y p ů I C A , v praxi se však využívají dva typy. P r v n í m typem je 

časová analýza ( T I C A ) , k t e rá se používá k detekci změn v časových řadách funkč­

ních signálů, kdy jej ím v ý s t u p e m jsou časové p růběhy s př ís lušnými pros torovými 

mapami. D r u h ý m typem je prostorová ana lýza (SICA) sloužící k lokalizaci změn 

mozkové aktivi ty a její využi t í je převažující. V ý s t u p e m jsou pak nezávislé mapy 

komponent s odpovídaj ícími časovými p růběhy [2] [4]. 

Mozek 

Obr. 5.1: Schematické znázornění reprezentace dat a prostorového rozkladu prová­

děného prostorovou I C A na datech f M R I [2] 
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Obr.5.1 ilustruje, jak jsou data reprezentována za účelem použi t í I C A rozkladu. 

Celá 4D datová sada (3D data v čase) je p řevedena do 2D matice u s p o ř á d á n í m všech 

voxelů pro každý časový bod do jedné ř a d y (tj. jeden řádek na 3D funkční obrázek) . 

Tato 2D matice se po té rozloží na dvě nové matice, p rvn í obsahuje časový p r ů b ě h 

podkladového signálu v každém sloupci a d r u h á matice obsahuje mapu prostorové 

komponenty v každém řádku . Mohou to být např ík lad mapy aktivity vyvolané sti­

muly, aktivi ty nesouvisející s úkoly, nebo mapy signálních ar tefaktů . P ř id ružené 

časové p růběhy pak popisují , jak každý z těch to několika základních p r ů b ě h ů při­

spívá k n a m ě ř e n ý m d a t ů m v každém měřeném b o d ě v čase. N a analýzu pros torových 

nezávislých komponent lze tedy pohlížet jako na způsob h ledání časových bázových 

vektorů tak, aby př idružené prostorové mapy byly řídké a statisticky nezávislé. I C A 

je navíc velmi p o d o b n á s obecným l ineárním modelem ( G L M ) , kde matice časového 

p růběhu odpov ídá designové matici G L M [2] [4]. 

5.1 Definice ICA 

Nezávislé komponenty jsou p roměnné , k teré jsou skryty a nelze je nijak měř i t , či 

pozorovat. Existuje několik používaných definic pro I C A v závislosti na uvažování 

šumu: 

X = A-S (5.1) 

X = A-S + N (5.2) 

Rovnice 5.1 představuje model neuvažující š u m a rovnice 5.2 poč í t á i s šumem. M a ­

tice X je da tová matice, v na šem p ř ípadu signál B O L D . Matice A je směšovací matice 

a provádí míchání signálů. S je matice časově, nebo prots torově nezávislých kompo­

nent. V př ípadě že uvažujeme šum, N vyjadřuje šumový vektor. Obecná definice, 

neboli I C A signálu B O L D je následující (5.3): 

S = W-X (5.3) 

kde matice W je inverzní matice A , a označuje se jako demixovací matice. Matice S 

a W jsou v analýzách odhadovány v závislosti na n a m ě ř e n é m signálu B O L D a cílem 

analýzy je separace složek signálu k teré souvisejí z aktivi tou mozku. Pokud dokážeme 

odděli t složky, k teré souvisejí s nežádouc ím šumem, lze je z dat nás ledně odstranit 

a zvýšit tak přesnost dat a dignostickou výtěžnos t . N a obr.5.2 je ukázka využit í 

metody nezávislých komponent. V horn í část i jsou ukázky signály, k teré představuj í 

směs několika dalších signálů. Pomocí analýzy I C A lze tuto směs signálů separovat 

a získat tak původn í p r ů b ě h signálu za p ředpok ladu nezávislosti složek [2] [12] [4]. 
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Naměřené signály 

Signály získané pomocí ICA 
I C A 

r 

Obr. 5.2: Ukázka separace signálů pomocí I C A [13] 

5.2 Podmínky ICA 

Nezávislost komponent 

Pro správné použi t í I C A je p o t ř e b a splnit ř a d u podmínek a dodržet u rč i tá omezení. 

P r v n í p o d m í n k a je s ta t i s t ická nezávislost analyzovaných komponent. Tuto nezávis­

lost lze definovat pomocí hustoty jejich p ravděpodobnos t i . Vzájemnou hustotu dvou 

komponent 2/1 a y2 si označíme jako p(2/1,2/2) [12]. Mezní hustota pro 2/1 a pro 2/2 je 

následující: 

Pi(ž/i) = / V(2/1,2/2Ä (5.4) 

£2(2/2 V (2/1,2/2)̂ 2/1 (5.5) 

2/1 a 2/2 lze prohlási t za nezávislé, pokud pla t í následující vztah, kde vzájemnou 

hustotu pravděpodobnos t i lze rozložit na: 

^(2/1,2/2) = £1(2/1) • £2(3/2) 

Obecný vztah pro více komponent by byl následující: 

P(2/l,2/2,--2/n) = P i ( 2 / i ) -VÁVÚ-VÁVn) 

(5.6) 

(5.7) 

Definici lze použí t k odvození důležitých vlas tnos t í nezávislých náhodných proměn­

ných. Pokud m á m e dvě funkce h\ a h2, tak pla t í následující rovnice: [12] 

E{h1(y1)h2(y2)} = E{h1(y1)}E{h2(y2)} (5.1 
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Komponenty Gausova typu nemohou být odhadnuty 

Zásadní omezení v I C A spočívá v tom, že nezávislé komponenty musí mí t j iné rozlo­

žení než je Gausovo, tedy normáln í rozložení. Pro ověřením proč nelze pro výpočet 

I C A použí t gaussovské p roměnné předpokláde jme, že směšovací matice A je orto­

gonální a komponenty jsou gaussovské. Pak jsou x\ a x<i gaussovské, nekorelované a 

mají j ednotkový rozptyl. Jejich vzá jemná hustota je d á n a vztahem: 

Toto rozdělení je znázorněno na obr.5.3. Obrázek ukazuje, že hustota je zcela sy­

metr ická. Neobsahuje tedy žádné informace o směrech sloupců směšovací matice A . 

Proto nelze matici A odhadnout [12]. 

Obr. 5.3: Vícerozměrné rozdělení dvou nezávislých gaussovských p roměnných [12] 

Pro odhad nezávislosti komponent slouží několik pos tupů . Cent rá ln í l imitní vě ta 

říká, že sečtení m nezávislých komponent s u rč i tým p r a v d ě p o d o b n o s t n í m rozdělením 

konverguje k no rmá ln ímu rozdělení. Odhad p rob íhá tak, že h ledáme řádkové vektory 

Wi t ransformační matice W , aby se p ravděpodobnos tn í rozdělení součinu W . X co 

nejvíce lišilo od normáln ího rozdělení [12]. 

Špičatost (Kurtosis) 

Klasickým měř í tkem nezávislosti je špičatost , neboli kumulant č tv r t ého řádu . Špi­

čatos t p roměnné y říká, zda je hustota rozdělení plošší nebo špičatější ve s rovnání s 

(5.9) 
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normá ln ím rozdělením a je definován podle vztahu: 

kurt(y) = E(y4) - 3 • E(y2)2 (5.10) 

Normáln í rozložení ma koeficient špičatost i rovný nule, za t ímco j íně rozložení m á 

tento koeficient nenulový. Výhodou je rychlost, jednoduchost a výpoče tně nenároč­

nost odhadu. Slabinou je však m a l á robustnost, protože je výpočet citlivý na odlehlé 

hodnoty [12]. 

Negat ivn í entropie 

D r u h á metody k odhadu nezávislosti je měření negat ivní entropie, k t e rá je založena 

na informační teoretické veličině (diferenciální) entropie. Entropie je základní pojem 

teorie informace. Entropi i n á h o d n é p roměnné lze interpretovat jako mí ru informace, 

kterou pozorování p roměnné poskytuje. Čím je p r o m ě n n á náhodnějš í , tj. nepředví­

da te lná a nes t ruk tu rovaná , t í m je její entropie větší. Entropie H je definována pro 

diskrétní n á h o d n o u veličinu Y jako: 

H(Y) = ­ £ p ( Y = ai)logP(Y = a,) (5.11) 
i. 

kde Oj jsou možné hodnoty Y . Tuto definici lze zobecnit pro n á h o d n é spoji té pro­

měnné a vektory v čase. V tomto př ípadě se entropie nazýva jako diferenciální. 

Diferenciální entropie H n á h o d n é h o vektoru y s hustotou f(y) je definována jako: 

H(Y) = - J (y)log(f(y))dy (5.12) 

K posouzení odlišnosti od normáln ího rozloženi, k t e r á je vždy nulová pro gausso-

vou p roměnnou , se používa modifikovaná verze definice diferenciální entropie zvaná 

negat ivní entropie a je definována podle vztahu: 

J(y) = H(ygauss)-H(y) (5.13) 

kde y9auss je gaussovská n á h o d n á veličina, k t e rá m á stejnou kovariační matici jako 

vektor y. Negat ivní entropie je vždy k ladná . Nulová je pouze pro Gaussovské roz­

dělení. Výhodou tohoto v ý p o č t u je robustnost vůči odlehlým h o d n o t á m a poměrně 

přesné určení nenormáln ího rozložení. Avšak nevýhodou je časová výpoče tn í nároč­

nost. Existují postupy pro vhodnou aproximaci negat ivní entropie pro zachování 

jejích výhod a současné snížení časové náročnos t i v ý p o č t u [12]. 
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5.3 Předzpracování dat 

Důleži tým krokem před samotnou anlýzou I C A je předzpracování vs tupních dat. 

Toto předzpracování celkově zjednodušuje algoritmus, snižuje problémy nastávající 

s dimenzí a redukuje počet odhadovaných p a r a m e t r ů . Základní kroky předzpracování 

tvoř í centrování a bělení dat. V urči tých aplikacích I C A mohou být zahrnuty i další 

kroky předběžného zpracování . 

5.3.1 Centrování dat 

P r v n í m nej důležitějším krokem je centrovaní vektoru x, kdy pouze od každého bodu 

vektoru odeč teme s t řední hodnotu E { x } . Podle rovnice 5.14 si vy tvoř íme nový vek­

tor xc , kde x z n a m e n á p r ů m ě r n o u hodnotu. Geometricky je odečtení p r ů m ě r u ekvi­

valentní p řevodu s t ředu souřadnic na počá tek . P r ů m ě r lze vždy znovu p ř ida t k 

výsledku na konec [12]. 

xc = x — x (5-14) 

5.3.2 Bělení dat 

Dalš ím krokem po centrování předs tavuje bělení dat. Bělení dat l ineárně transfor­

muje vektor x a získáváme nový vybělený vektor x s nekorelovanými komponenty a 

s j edno tkovým rozptylem. Podle rovnice 5.15 je kovariační matice rovna jednotkové 

matici. 

E{xxT} = I (5.15) 

Jedna z možných metod bělení je uži t í v las tn í hodnoty rozkladu ( E V D ) kovari­

ační matice E{x.xT} = EDET, kde E je or togonální matice vlastních vektorů a D 

je diagonální matice (D=diag(di . . .d n )) . Bělení se poč í t á podle rovnice 5.16 

x = ED~^ETx (5.16) 

Proces bělení transformuje směšovací matici A na novou matici A, po t é p la t í rovnice: 

x = ED~^ETA • s = Ä • s (5.17) 

N a obr.5.4 je ukázka předzpracování dat. P r v n í graf znázorňuje hustota dvou 

rovnoměrně rozložených komponent. Druhý graf ukazuje účinek vynásobení trans­

formačním vektorem A . Dochází ke zkosení na kosočtverec. Násoben ím s bělící mat ic í 

se hustota komponent v rá t í zpět na čtverec, k t e rý se otáčí od původn í pozice [12]. 
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Obr. 5.4: Ukázka předzpracování dat [26] 

5.4 Algoritmy ICA 

Existuje ř a d a a lgor i tmů I C A s odl išným postupem. V t é to kapitole budou předs ta ­

veny dvě metody a to algoritmus Infomax a Fas t ICA. 

5.4.1 Algoritmus Infomax 

Algoritmus Infomax je založen na obecném principu optimalizace pro neuronové sítě 

a další sys témy zpracování. Obecně tento princip říká, že funkce, k t e r á mapuje sadu 

vs tupních hodnot A na sadu výs tupních hodnot B , by měla být v y b r á n a nebo na­

učena tak, aby maximalizovala p r ů m ě r n o u Shannonovu vzá jemnou informaci mezi 

A a B . Algoritmus I C A využívající tento princip byl poprvé navržen v roce 1995. 

Algoritmus Infomax pro výpočet nezávislých komponent je založen na maximalizaci 

výs tupn í entropie neuronové sítě s nel ineárními výstupy. Nej důležitějším paramet­

rem tohoto algoritmu je rychlost učení, k t e r á nemusí být časově kons tan tn í , a k te rá 

by měla poskytnout dobrý kompromis mezi rychlostí učení a přesnost í odhadu. Váhy 

t é t o neuronové sí tě se aktual izuj í podle následující rovnice 5.18: 

wk+1 = wk + \ik • [I - 2g(yk)yl] • wk (5.18) 

kde y předs tavuje matici odhadu, k je číslo iterace, I je matice identity, //& je mí ra 

učení závislá na pořad í iterace a g je nel ineární funkce. Větš inou se jako nel ineární 

funkce používá klasická logistická funkce (5.19) [19]. 

9y = T-^ (5-19) 
11 i + e-y 

Pomocí rovnice 5.19 lze algoritmus Infomax shrnout následovně: [19] 
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1. x = permutace vs tupních dat 

2. y = w x x 

3-9= i+l-vk 

4. gu = g x yT 

5. gu = I - 2 x gu 

6. wk+i = wk + /j,k x gu x wk 

5.4.2 Algoritus FastICA 

Algoritmus Fas t ICA je i terační metoda k vyhledání lokálních maxim definované 

funkce. Účelem tohoto algoritmu je nají t matici vah w tak, aby wTx maximalizo­

vala nerovnoměrné rozložení. Pro měření se používá odhad negat ivní entropie podle 

rovnice 5.20. 

J(y)^[E{G(y)}-E{G(v)}]2 (5.20) 

kde y je s t andar t i zovaná n á h o d n á p r o m ě n a s nenormá ln ím rozložením (non-Gausian), 

v předs tavuje standartizovanou n á h o d n o u p roměnou s gaussovským rozložením a 

G(.) je zvolená nekvadra t ická funkce. 

Existuj í dva druhy algor i tmů Fas t ICA, a to deflační algoritmy (nazývané také 

jednotkové algoritmy) a symetrické algoritmy. V deflačním p ř í s tupu jsou nezávislé 

komponenty ex t rahovány pos tupně , jednu po d ruhé [19]. 

FastICA - deflační přístup 

Algoritmus lze shrnout následovně: 

1. Výběr n á h o d n é h o inicializačního vektoru w 

2. Opakuj kroky 3-6 

3. 

w+ = E{xg{w+x)} - E{g'{wTx)}w (5.21) 

4. 

w = —— (5.22) 
\ \ w II 

5. Proved výpoče t podle Gram-Schmidtovy procedury: 

p 
wp+1 = wp+1 - WP+IWJWJ (5.23) 

i = i 

wp+1 = W p + 1 (5.24) 

6. Stop, pokud není dosaženo konvergence. 
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G r a m - S c h m i d t ů v postup použi tý v algoritmu b rán í tomu, aby různé vektory z matice 

w konvergovaly ke s te jným m a x i m ů m . Pořadí , ve k t e r ém jsou nezávislé komponenty 

extrahovány, závisí na počá tečn í hodno tě w [19]. 

FastICA - Symetrický přístup 

Jed iným rozdílem mezi deflačním p ř í s t u p e m a symet r ickým p ř í s t u p e m je postup 

v ý p o č t u vah. Zat ímco v deflačním p ř í s tupu se vektory vah počí ta j í jeden po dru­

hém, v symetr ickém p ř í s tupu p rob íhá odhad všech složek (všech váhových vektorů) 

paralelně. Mís to postupu podle Grama-Schmidta se používá následující vzorec: 

w = (wwT)-1/2w (5.25) 

kde w je matice váhových vektorů (wi, ...wn)T. D r u h á odmocnina z wwT se získá z 

rozkladu vlastních čísel z wwT = QDQT jako: 

(WW

T)-^ = QD~1/2QT (5.26) 

kde Q je matice vlas tních vektorů a D je diagonální matice vlas tních čísel. Algoritmus 

se provádí až do splnění ukončující podmínky : 

1 — min{abs{diag{wTWoid))) < e (5-27) 

kde e je libovolně zvolená konstanta. 

Fas t ICA algoritmus m á ve srovnání s os tán ími metodami j is té výhody. Př íkla­

dem může být jeho rychlost, pro tože rychlost konvergence je kubická. J iné metody 

I C A jsou založeny na spádových m e t o d á c h a konvergence je tedy lineární. V algo­

ri tmu navíc nemusíme zadávat velikost kroku, což značně usnadňuje použi t í . Další 

p řednos t í je snížení výpoče tn í náročnos t i ve srovnání s j inými principy [19]. 

5.5 Toolbox GIFT a aplikace ICA 

G I F T (angl. Group I C A of f M R I Toolbox) je aplikace využívající programové pro­

středí M A T L A B , k t e r á provádí analýzu nezávislých komponent dat z funkčního vy­

šetření pomocí magnet ické rezonance. V aplikaci je implementováno několik algo­

r i tmů, z nichž jsou nejčastěji používané jsou algoritmy Infomax a Fas t ICA před­

stavené v kapitole 5.4. Výs tupy tohoto programu je však t ř e b a b r á t jako orientční, 

protože není přesně známo, z kolika komponent se signál skládá. P ř e d zahájením 

analýzy je n u t n é zadat počet komponent, k teré chceme analyzovat. Pokud by byl 

zvolen velký počet komponent, zřejmě by došlo k rozkladu důležitých komponent 
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do dílčích komponent a vznikaly by nepřesné a komplikované interpretace. Pokud 

by naopak byl počet komponent malý, data by nebyla dos ta tečně přesná. K odhadu 

p o č t u komponent se používají různé algoritmy na základě definovaných kritérií . Ve 

funkčním vyšet ření f M R I se při I C A analyzuje zhruba 30 až 50 komponent [10]. 

* Figuře 1: GIFTSetup ICA GUI - X 

SetuplCA-Defaults GIFT-Help 

Obr. 5.5: Ukázka dialogových oken aplikace G I F T 

N a obr.5.5 vlevo je úvodní okno aplikace G I F T , kde je možné nastavit parametry 

analýzy a spustit její výpočet . Po stisku t l ač í tka Setup ICA analysis se dostaneme 

do menu, kde je možná celá ř a d a nas tavení analýzy (obr.5.5 vpravo). Větš ina para­

m e t r ů je již nas t avená na urč i tou hodnotu, lze je však př izpůsobi t dané aplikaci. Zde 

se nastavuje např ík lad použi tý výpoče tn í algoritmus, poče t nezávislých komponent 

v signálu (př ípadně odhad p o č t u ) , název jednot l ivých komponent, cílový adresář , 

kam bude analýza uložena, výběr dat vstupující do analýzy atd. Lze také nasta­

vit výpoče tn í a časovou náročnos t analýzy. Rychlejší výpoč ty budou trvat mnohem 

kratš í dobu a budou zabí ra t m é n ě kapacity, avšak nebude dosaženo takové přesnost i . 

Po nas tavení p a r a m e t r ů a v las tnos t í se v rá t íme na úvodní okno a po stisku t lač í tka 

R u n analysis spus t íme výpočet [10]. 
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Obr. 5.6: Ukázka výs tupu aplikace G I F T [10] 

x 

Výs tup aplikace G I F T je zobrazen na obr.5.6. V ukázce byly zvoleny čtyři nezá­

vislé komponenty, obsažené v p ů v o d n í m n a m ě ř e n é m signálu. V ý s t u p e m jsou časové 

p růběhy komponent a jejich prostorové mapy. V jednot l ivých částech jsou zobrazeny 

pos tupné t ransverzá ln í řezy mozku, kde na tyto sn ímky řezů jsou přiloženy data. 

Úroveň barvy souvisí s up l a tněn ím ak tuá ln í komponenty v d a n é m mís tě mozku na 

signálu B O L D . Toolbox G I F T umožňuje také zobrazit si jednot l ivé komponenty a 

jejich p r ů b ě h v každém zvoleném objemovém elementu mozku, kde tyto p růběhy 

můžeme např . porovnat s max imá ln í hodnotou p r ů b ě h u dané komponenty. 
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6 Návrh metody pro potlačení artefaktů dat 
fMRI 

Tato kapitola je věnována v las tn ímu návrhu pro pot lačení šumu a a r te fak tů s vy­

uži t ím mult i echo dat a metody nezávislých komponent na datech posky tnu tými 

labora toř í M A F I L C E I T E C M U a předs tavení vyhodnocovacích způsobů. Poskyt­

nut byl soubor funkčních dat od dvaceti různých pac ien tů se s te jnými p o d m í n k a m i 

měření . Poskytnuty byly jak původn í data, tak i data s jednot l ivými kroky předzpra­

cování, k t e rá jsou nezby tná pro analýzu I C A . Základní myšlenkou postupu pro po­

t lačení a r te fak tů je rozklad dat na jednot l ivé komponenty s pros torovými mapami a 

rozhodnut í , zda jednot l ivé komponenty souvisí s už i tečným signálem, nebo se šumo­

vou složkou. V kapitole 6.2 je p ředs taven princip metody vycházející z odborné 

publikace [14] pro hodnocení komponent a následující kapitoly popisují hodnocení 

komponent a celkových výsledků. Návrh algoritmu byl vy tvořen v p rogramovém 

pros t ředí Mat lab R2019a s využ i t ím toolboxu G I F T v3.0b a toolboxu S P M 1 2 . 

6.1 Datový dormát NlfTI 

Datový formát N l f T I (angl. Neuroimaging Informatics Technology Initiative) je po­

užívaný formát pro neurozobrazování , a používá se t aké v neurovědním výzkumu. 

Datové soubory se vyznačují p ř íponou .nii . Standart pro klinické vyšet ření pčed-

stavuje formát D I C O M (angl. Digi ta l Imaging and Communications in Medicine) a 

formát N l f T I je odvozený z tohoto formátu. Jeho značnou výhodou je přehlednost , 

protože všechny řezy (celý objem) jsou součást í jednoho souboru [23] [18]. 

6.2 Postup metody 

Podle publikce [14] je princip v ý p o č t u je založený na fitování modelu R^ pro mult i-

echo data. Vypočtené komponenty jsou analyzovány tak, aby se určilo, zda změny 

signálu jsou spojeny se změnami modelu -ffij. Nakonec je vypoč í t áno skóre v p o d o b ě 

koeficientů K a p, k teré vyjadřuje mí ru modulace i?2 [14]. 

Budeme-li p ředpok láda t exponenciá lní pokles signálu F I D , signál např íč několika 

echo časy T E se měn í podle počá tečn í intenzity signálu, kterou si označíme jako SQ. 

(TE=0) . Relaxační poměr se vypoč í t á podle rovnice 6.1. 

S(TEn) = S0 exp(-R*2 • TEn) (6.1) 

kde i?2 je inverzní hodnota re laxačního času T2*, tedy 1/T2* a n předs tavuje index 

echa v p ř ípadě multi-echo dat. Hodnota (So) může bý t modu lována změnami času 
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T i , (rychlost podélné relaxace). RŽ, se měn í v závislosti na homogeni tě magnet ického 

pole a je specificky modulován v důs ledku změn okysličování krve [14]. 

N a obr.6.1 jsou znázorněny t ř i echo simulace B O L D (změna a simulace, k teré 

nesouvisí se signálem B O L D (změna S 0 ) jako funkce času echa T E . Levý sloupec 

ukazuje, jak se signál vyvíjí pro efekty nesouvisející se signálem B O L D a pravý 

sloupec ukazuje, jak se signál vyvíjí pro efekty související se signálem B O L D . Horní 

řádek zobrazuje signál b ě h e m kl idu (x) a aktivace (y). Tento horní řádek ukazuje, 

jak se kř ivky mezi relaxací a aktivací mění v závislosti na tom, zda došlo ke změně 

v So nebo R^. P ros t ř edn í řádek ukazuje rozdílový signál (y - x) pro změnu v So a 

změnu v R^- Dolní řádek zobrazuje procen tuá ln í změnu signálu (y - x) / 0,5 (x + 

y) pro změnu v So a změnu v R?,. Tyto kř ivky změny signálu a p rocen tuá ln í změny 

signálu lze použí t k rozlišení, zda zdroj změny signálu souvisí, nebo nesouvisí se 

signálem B O L D . Rozšířením rovnice 6.1 aproximací p rvn ího ř á d u pro malou změnu 

v i?2 n á m dává rovnice 6.2: 

A S 

~S~ 

ASp 

So 
AR*2 • T E (6.2) 

Rovnice 6.2 ukazuje, že l ineární vztah na obr. 6.1 (vpravo dole) je funkcí T E 

a m á sklon rovný ÁRŽ,. Rovnice také ukazuje, že pro exponenciální pokles a malé 

změny v A i ? 2 jsou změny signálu z modulac í v Sq a RŽ, l ineárně odděl i te lné [14]. 

S ( T E „ ) 

A S ( T E „ ) 

Ů S ( T E „ ) ; 
S ( T E . ) 

Obr. 6.1: Echo simulace B O L D (změna R%) a simulace, k te ré nesouvisí se signálem 

B O L D (změna So) jako funkce echa T E [14]. 
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A) 
3 9 m s 

4.0%A 

B) 
•6.0 

C) 

F=580 
p<0.002 

Obr. 6.2: Multi-echo E P I sn ímky a časové p růběhy signálu z vybraného objemového 

elementu. [14] 

N a obr.6.2 A ) jsou ukázky Multi-echo E P I sn ímků mozku s různými časy T E s 

hodnotami 15ms, 39ms a 63ms. Z těch to sn ímků je pa t rné , že intenzita obrazu klesá 

exponenciálně s ros toucím časem T E . Žlutě je zvolen objemový element a časové 

p růběhy signálu ze všech sn ímků z tohoto voxelu jsou vykresleny na obr. 6.2 B ) . Z 

těch to t ř í časových řad je odhadnuta p r ů m ě r n á hodnota (R*,) a S 0 do rovnice 6.1. V 

poslední část i obr. 6.2 C) je p rocen tuá ln í změna amplitudy signálu, jakožto funkce 

času T E (černě) s l ineárním ritem, t.j změna i ? 2 , k t e r á je v grafu znázorněna žlutě 

[14]. 

Model podle rovnice 6.2 odhaduje zároveň A i ? 2 a A So, avšak toto řešené není 

s tabi lní . Proto je tento model rozdělen do dvou dílčích submodelů , jeden pro odhad 

AR*, a d ruhý pro odhad A S 0 podle následujích rovnic 6.3 a 6.4: 

A S ASp 
So 

A S 
-AR* • TE 

(6.3) 

(6.4) 

Fi tování signálových změn za použi t í t ěch to submode lů m á mnohem vyšší sta­

bi l i tu , než fitování obou p a r a m e t r ů zároveň. Tento p ř í s tup je zásadní pro signály 

získávané z malého p o č t u T E za p ř í tomnos t i typických hladin šumu ve f M R I . Ně­

které fyziologické nebo pohybové artefakty mohou vytváře t zmeny R*, a So, pricemz 
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v tomto p ř ípadě nelze pomocí tohoto p ř í s tupu vypoč í t a t přesné hodnoty změn sig­

nálu i?2 a So- Pro výpočet přesnost i fitování dat pomocí výše uvedených modelů lze 

použí t F-statistiku, k t e rá porovnáva nafi tovaná data s nu lovým modelem (odpovídá 

sumě čtverců signálových změn) . S a m o s t a t n á F-hodnota se vypoč í t á pro submodel 

A i ? 2 a pro submodel AS0. F-hodnota je vypoč í t ána pro s tupeň volnosti 1 a pro stu­

peň volnosti n-1, kde n je počet ech. Kumula t ivn í d is t r ibuční funkce F( l ,n-1) může 

být použ i t a pro výpočet p-hodnoty, k t e rá odpov ídá F -hodno tě . P-hodnoty lze pou­

žít pro prahování map ÁRJ, a ASQ. Dále tyto F-hodnoty mohou být p růměrovány a 

váženy absolutn í sílou signálu, podle rovnice 6.5. 

2 
TEi 

(6.5) 

kde i je index echa T E , n je celkový počet ech a ASTEÍ J e koeficient referenční 

funkce a časového p r ů b ě h u TE^ Tento postup vytvář í dvě souhrnné hodnot íc í sta­

tist iky K a p, podle následujících rovnic: 

E u ®-v 
/->' = —' (6.6) 

kde v je index voxelů a m předs tavuje počet voxelů v mozku. Koeficienty K a p se 

používají k hodnocení , jak přesně složky l ineárních mode lů (zde odpovídaj í časovým 

p r ů b ě h ů m složek I C A ) souhlasí se změnami signálu popsanými modely A i ? 2 a ASQ 

[14]. 

«=92 p=17 IC19 «=86 jo=14 IC13 «=84 p=16 IC22 

p(F A R 2 . )<0.05 Cř (F A R 2 , )<0.01 | A R 2 * : -4 ms- 1 4 ms- 1 

Obr. 6.3: A i ? 2 mapy komponent s vysokým skóre K [14] 
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k=19 p=B4 IC3 «=14 />=72 IC18 «=18 ŕ=63 IC4 

r i f f 

«=22 p=48 IC1 «=18 ŕ=37 IC5 «=20 p=37 IC8 

l i f t * P 
p(F,)<0.05 a{Fr)<0.01 |%A/>: -0.25% | | 0.25% 

Obr. 6.4: ASQ mapy komponent s vysokým skóre p [14] 

N a obr.6.3 je ukázka napřahovaných A i ? 2 map vybraných komponent, včetně 

jejich časových p růběhů . Komponenty jsou očíslovány a ohodnoceny skórem K a p. 

Vysoké číslo K a nízká hodnota p znamená , že d a n á komponenta jednoznačně souvisí 

s mozkovou funkcí. Naprot i tomu obr.6.4 zobrazuje napřahované ASQ mapy, kde 

komponenty mají vysoké hodnoty skóre p a nízké skóre K. Ty to komponenty tak lze 

označit jako za nežádoucí artefakty, k teré je v h o d n é v datech pot lači t . Komponenty 

s indexy 3, 18 a 4 mají nejvyšší hodnoty p a vyskytuj í se zejména po okrajích mozku, 

kde p ravděpodobně došlo k p o h y b ů m hlavy [14]. 

6.3 Předzpracování dat ICA 

Důleži tým krokem pro získání nezávislých komponent je op t imáln í nas tavení ana­

lýzy. Nabízí se zde celá ř a d a variant a možnost í , k teré lze nastavit a ovlivnit tak vý­

sledné mapy komponent. Bohužel v publikaci [14] není p o d r o b n ě předs taveno vlas tní 

předzpracování , t akže je nutno vyzkoušet několik variant na souboru funkčního vy­

šetření od stejné osoby. Po spuš tění aplikace G I F T a nas tavení cílového adresáře 

je n u t n é zvolit parametry, jako je použi tý algoritmus, poče t komponent, atd. Počet 

komponent byl po konzultaci pro všechna měření pevně nastaven na hodnotu 50, 

kde tento počet se jeví jako zcela dostačující. Zvolené algoritmy pro výpoč ty byly 

vyb rány Infomax a Fas t ICA popsané pod robně v kapitole 5.4.1 a 5.4.2. 

N a obr.6.5 je ukázka možných variant nas tavení předzpracování v toolboxu G I F T . 

Hned prvn í možnos t í je kolonka "Select type of data pre-processing", kde m á m e na 

výběr z několika možnost í : 
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•Ä Figuře 3: SetupDefault& 

GIFT-Hslp 

Obr. 6.5: Nas tavení předzpracování dat v toolboxu G I F T 

• Remove mean per time point - kde v každém časovém b o d ě je odeč tena 

p r ů m ě r n á hodnota obrazu 

• Remove mean per voxel - kde v každém objemovém elementu je odeč tena 

p r ů m ě r n á hodnota obrazu 

• Variance normalization - u každého voxelu jsou časové ř a d y l ineárně zadr­

žovány a převáděny na z-skóre. 

Další parametr, k t e r ý m lze ovlivnit výslednout analýzu je kolonka "Do you want to 

scale the result", kde se znovu nabízí několik variant: 

• Z-score - Každý obraz komponenty a časový p r ů b ě h budou převedeny na Z-

score. S t a n d a r d n í odchylka obrazu se poč í t á pouze pro voxely, k te ré jsou v 

masce. 

• Scale to o r i g i n á l - Každý obraz komponenty a časový p r ů b ě h budou zmen­

šeny tak, aby představoval p rocen tuá ln í změnu signálu. 

• No scaling 

Poslední parametr, k t e rý jsme zkoušeli měni t je kolonka"Select the back recon-

struction type", k te rý nabízí dvě varianty: 

• G I C A - Předs tavuje vylepšenou a robustnějš í metodu G I C A 3 , k t e r á m á dvě 
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výhody. P p r v n í výhodou je že součet p ředmětových pros torových map je sou­

h r n n á prostorová mapa. A d r u h á v ý h o d a spočívá v tom, že součin časových 

p růběhů a pros torových map odhaduje data s přesnost í P C A . 

• Spatial-temporal regression - V p r v n í m kroku se jako základní funkce pou­

žijí agregované prostorové mapy komponent a p romí tnou se na data subjektu, 

což vede k časovým p r ů b ě h ů m komponent subjektu. Ve d r u h é m kroku se ča­

sové p růběhy používají jako základní funkce a promí ta j í se na data subjektu, 

což vede k dílčím pros to rovým m a p á m pro daný subjekt [10]. 

Nyní byly předs taveny hlavní parametry, k teré mohou ovlivnit výsledné nezávislé 

komponenty. Toolbox G I F T umožňuje změnu dalších p a r a m e t r ů , avšak tyto parame­

try už měni t nebudeme a necháme je tak s defaul tním nas tavením. Abychom mohli 

porovnat, jak dané nas tavení p a r a m e t r ů ovlivňuje p růběhy komponent, je n u t n é si 

vždy sady komponent setř ídi t tak, abychom porovnával i odpovídající komponenty. 

Pokaždé co p roběhne ana lýza I C A (získáme prostorové mapy a časové p růběhy kom­

ponent), tak indexy komponent nejsou stejné s j inou analýzou I C A s odl išným na­

s tavením p a r a m e t r ů . Např ík lad komponenta číslo 35 s nas taven ím "Remové mean 

per voxel" nebude to stejné, jako komponenta číslo 35 s nas taven ím "Remové mean 

per time point", ale bude průběhově odpovída t např . komponen tě s číslem 13. Tento 

důsledek je způsobem statistickou nezávislostí komponent. 

V přiložených souborech t é to diplomové práce se nachází skřip zarovnáni.m, k te rý 

na základě korelace porovnává časové p růběhy komponent a umožňuje n á m tak vizu­

álně porovnat časové p růběhy nezávislých komponent s rozdí lným nas tavením. Po té 

lze tak rozhodnout, jak dané předzpracování ovlivňuje analýzu. Vstupem do tohoto 

skriptu jsou tedy jednot l ivé časové p růběhy komponent s rozdí lným nas taven ím ve 

formátu N l f T I , k teré vznikly analýzou I C A . Pro výpočet vzájemné podobnosti byl 

zvolen Pear sonův korelační koeficient, k te rý n á m udává vzá jemnou podobnost mezi 

dvěma signály. Jeho hodnota nabývá intervalu < - l , l > , kde záporné hodnoty zna­

menaj í nepř ímou podobnost a k ladné hodnoty značící p ř ímou podobnost. Č ím je 

tato hodnota bližší k hodno tě 1, tak jsou signály vzájemně více podobné . Hodnota 

0 odpov ídá s ignálům, k teré si nejsou p o d o b n é vůbec . V ý s t u p e m tohoto skriptu je 

tabulka hodnot, kde jednot l ivé sloupce tabulky odpovídaj í i ndexům komponent s 

nejvyšší vzá jemnou podobnos t í . 

N a obr.6.6 a obr.6.7 jsou ukázky vybraných komponent, k teré byly úspěšně se­

řazeny a lze je tak následně porovnat. Pro ukázku bylo zvoleno 9 rozdílných metod, 

kde dané nas tavení je vždy uvedeno v nadpisu komponenty, a jsou zde také uvedeny 

čísla odpovídaj ícíh komponent. Pro upřesnění zkratka R M P T P z n a m e n á "Remové 

mean per time point", R M P V z n a m e n á "Remové mean per voxel", a nakonec V N 

odpovídá nas tavení "Variance normalization". 
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Pokud začneme srovnávat časové p růběhy komponent, tak lze j ednoznačně říct, 

že jsou si velice podobné , t a k ř k a stejné až na n e p a t r n é menší změny. Př i porovnání 

více variant takovýchto zarovnání dojdeme ke s te jným výs ledkům. Dokonce i v algo-

rimu pro zarovnání při kontrole hodnot korelačních koeficientů tyto hodnoty vychází 

více, než je hodnota 0.95. Komponenty se tak mezi sebou liší velice málo , a tedy 

zvolené předzpracování dat zřejmě n e m á takový vl iv na výpočet jejich p růběhů . 
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Obr. 6.6: Ukázka zarovnání komponent na základě vzájemné podobnosti 

6.4 Vyhodnocení komponent 

Hlavní myšlenka algoritmu pro pot lačení a r te fak tů p o p s a n á v kapitole 6.2 je ohod­

nocení nezávislých komponent podle skóre následně a u t o m a t i c k á selekce 
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Obr. 6.7: Ukážka zarovnaní komponent na základe vzájemné podobnosti 

na komponenty týkající se neuronáln í aktivity a samotných nežádoucích ar tefaktů , 

k teré budou v následující části práce odfiltrovány z původních funkčních dat. Po 

t é t o filtraci p roběhne následně stat is t ické vyhodnocení , k j a k ý m z m ě n á m dojde ve 

funkčních datech. Toto vyhodnocen í bude prob íha t pomocí mat labovského toolboxu 

S P M 1 2 , kde po rovnáme aktivi tu v původních nefiltrovaných datech a v datech očiš­

těné o komponenty, k te ré navržený algoritmus vyhodno t í jako artefakty. Nejprve 

je ale n u t n é si p ředs tav i t , jak tyto komponenty v las tně vypada j í v pros torových 

m a p á c h a jaké budou jejich p ředpok ládané časové průběhy. 

N a obr.6.8 jsou ukázky vybraných komponent, k te ré j ednoznačně souvisí s neu­

ronální aktivi tou a tyto komponenty urč i tě budeme chtít v datech ponechat. V 

prostorových m a p á c h můžeme vidět akt ivní mís t a mozku, kde došlo k a tk t ivac ím 

center mozku způsobené vykonáváním p o d n ě t ů b ě h e m funčkního vyšetření . Časové 

p růběhy komponent mají pravidelný opakující se tvar odpovídaj ící stimulaci a nejsou 

zde žádné významné rychlé změny (hroty). Vlevo můžeme vidět akt ivovaná centra 

okcipitální oblasti mozku související se zrakovou čiností . V pravé části obrázku jsou 

zase akt ivovaná centra nacházející se v t emporá ln í oblasti a tato akt ivi ta souvisí s 

motor ickými pohyby. 
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Obr. 6.8: Ukázka komponent související s mozkovou aktivitou 

Narozdíl od neuronáln í aktivity mají arteficiální komponenty zcela odlišné ča­

sové p růběhy a prostorové mapy. Časové p růběhy bývají větš inou s rychlými a vý­

znamnými změnami hodnot a neprav ide lným až chaot ickým p r ů b ě h e m . Typickým 

př ík ladem ar tefaktů je bezpros t ředně pohyb hlavy b ě h e m měření , k te rý se projeví 

zvýrazněním objemových e lementů v okrajových částech mozku, kde vytvář í souvislé 

hrany. N a obr.6.8 v horních oblastech jsou ukázky těchto a r te fak tů (komponenty s 

idexy 33. a 9.), kde se p ravděpodobně pacient při vyšet ření pohnul s hlavou. Dalš ím 

charakter i s t ickým artefaktem jsou pruhy postupuj íc í např íč celým objemem mozku 

a jsou p r avděpodobně způsobeny nevhodnou akvizicí dat (obr.6.8 vlevo dole). V 

pravé dolní části obrázku je ukázka artefaktu způsobeným fyziologickým pohybem 

tekutin uvn i t ř komor mozku, kde dochází v rámci srdeční činnosti k přelévání l ikvoru 

z mozku do míchy a naopak. Díky tomu dochází v komorách k pulzacím b ě h e m sr­

dečního rytmu a pozorujeme zde měři te lné změny signálu. Tento jev nijak nesouvisí 

s neronální aktivitou a označuje se jako fyziologický artefakt. 

Různých ar te fak tů existuje celá řada , ale bohužel ne každá komponenta jde takto 

snadno kasifikovat, zdaje předs tav i te lem mozkové aktivity či nežádoucího artefaktu. 

Podle výsledných hodnot K a p bychom ale měli bý t schopni odhadnout, kam d a n á 

komponenta bude zařazena. 
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Obr. 6.9: Ukázka komponent související s nežádoucími artefakty 

6.5 Statistical Parametric Mapping - SPM 

S P M je volně dos tupný software určený pro s tat is t ické vyhodnocen í a tes tovaní 

hypotéz v oblasti funkčních dat. Kromě f M R I dat existuje varianta vyhodnocení 

i pro data z P E T , S P É C T , E E G a M E G . Ak tuá ln í verze softwaru nese označení 

S P M 1 2 a v t é t o verzi budeme naše data testovat. Po nains ta lování toolboxu se v 

matlabu tento software spus t í p ř íkazem spm v př íkazovém řádku . N a obr.6.10 je 

ukázka, jak tento program po spuštění v y p a d á a jaké m á zabudované funkce [9] [5]. 
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Obr. 6.10: Ukázka spuš tění s ta t is t ického softwaru SPM12 

V úvodn ím menu je nejprve n u t n é si nastavit design modelu a hned se n á m nabízí 

dvě možnost i nas tavení , p rvn í a d r u h á úroveň analýzy. P r v n í úroveň je u rčena pro 

statistiku jednot l ivých osob a umožňuje n á m zadefinovat parametry časování expe­

rimentu. D r u h á úroveň je statistika určena k analýze skupinové statistiky a pracuje 

nad výsledky prvn í úrovně. V našem př ípadě budeme pracovat s vždy j edn ím paci­

entem, a tak zvolíme první úroveň. Následovat bude nas tavení adresářů , výběr dat, 

definice časování a j iných p a r a m e t r ů . Postup je následující: 

1. Zvolíme adresář s ta t is t ického modelu, kam bude uložen výsledek 

2. Nas tav íme časovací parametry - jestli měření zadáváme ve skenech, nebo sekun­

dách. Naše měření nas t av íme pro variantu v sekundách. Dále se zde nas tav í 

skenovací interval - doba t rvání jednoho skenu pro měření (hodnota 3.05s) 

3. Výběr dat pro vyhodnocen í a zadan í konkrétních p a r a m e t r ů časování k d a n ý m 

d a t ů m . Tyto parametry jsou pevně danou zvolenou metodou měření funkčních 

dat. V našem př ípadě to bylo 7 akt ivních bloků s délkou t rvání 21.4 sekund. 

4. Nas tavení filtrace typu horn í porpust, k t e r á provede očištění o nízké frekvence 

v datech. Zde je zap t řeb í si d á t pozor na nastavenou hodnotu, aby nedošlo 

k filtraci akt ivních bloků. Hodnota se nastavuje dle t rvání akt ivních bloků v 

měření funkčních dat. 
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Po nas tavení veškerých p a r a m e t r ů a designu měření bude toto nas tavení uloženo do 

souboru s p ř ípomou .mat ve zvoleném adresář i , v ideální p ř ípadě ve složce pod kon­

k ré tn ím pacientem. Kromě toho n á m program S M P vytvoř í grafický design měření 

uvedený na obr.6.11. Můžeme zde vidět nas tavené parametry a u spo řádané data za 

sebou s jejich rozdělením do přís lušných bloků. Bílé pruhy v levé část í označují akti­

vační úseky a tmavé pruhy znamenaj í klidovou fázi, kdy pacient neprovádí činnost . 

N a úvodn ím okně (obr.6.10 vlevo) se nachází pro další možnos t i zobrazení nasta-
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Obr. 6.11: Grafické znázornění designu stat ické analýzy 

vených p a r a m e t r ů t lačí tko Review, díky němu si může ověřit správnost nas tavení 

analýzy. N a obr.6.12 jsou grafy dalších možnost í . Vlevo je graf časového p r ů b ě h u 

designu, k te rý je převeden do podoby I D signálu. Hodnoty 1 si lze předs tav i t jako 

světlé pruhy a hodnoty kolem 0 jako pruhy tmavé . Vpravo je graf Fourierovy trans­

formace tohoto signálu do výkonového spektra. Zde je červenou čárou znázorněna 

filtrace pomocí nas taveného filtru typu horn í propust. V tomto př ípadě filtrace pro­

běhla v p o ř á d k u a nedošlo k pot lačení uži tečných dat. Pokud by byly akt ivní bloky 

v měření příliš dlouhé, došlo by k posunu t í spektra náv rhu směrem k nižším frek­

vencím a při s te jném parametru filtrace by byl po t lačen uži tečný signál. 
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Obr. 6.12: Grafické znázornění designu stat ické analýzy 

Dalš ím krokem je kl iknut í v úvodn ím okně na t lačí tko "Estimate". Nejprve vybe­

reme v adresář i uloženou matici p a r a m e t r ů , a po t é bude následovat odhad stat is t ické 

analýzy. Pos ledním krokem je kolonka "Result". Znovu mus íme zvolit vy tvořenou 

matici p a r a m e t r ů . Po tomto zvolení vyskočí nové okno s definováním a nas taven ím 

kon t ras tů viz obr.6.13. Kontrasty představuj í hypotézy, k te ré nás zajímají a chceme 

je ověřit s ta t i s t i ckým modelem ve vztahu k p o d m í n k á m , k teré jsme si zadefinovali. 

Pro náš p ř ípad si zvolíme možnos t t-kontrast a vy tvoř íme si nový kontrast. Je n u t n é 

zvolit název a definovat kon t ras tn í váhy. Tato váha se nas tav í na hodnotu 1. Po 

tomto nas tavení se nás program zeptá , zda chceme data maskovat ve smyslu výbě ru 

urči té část i mozku, k t e rá nás zaj ímá. 

| SPM contrast manager 

define contrast... 

ti) t-contrast O F-contrast 

Reset I Cancel | OK 

Obr. 6.13: Grafické znázornění designu stat ické analýzy 
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Dále na co se nás program zep tá je hladina významnos t i p-hodnoty, zda j i chceme 

korigovat pro mnohonásobné testování . Testování p rob íhá v každém jednot l ivém ob­

jemovém elementu mozku zvlášť a těch to t e s tů provedeme desí tky až stovky tisíc 

v závislosti na rozlišení dat. T í m t o se zvyšuje p ravděpodobnos t falešně pozi t ivního 

výsledku a právě tato korekce m á pot lač i t tento jev. Typická hodnota hladiny vý­

znamnosti u běžných s ta t is t ických t e s tů je 5% , tedy 0.05. Pokud tuto korekci ne­

použijeme, do výsledku se n á m p romí tnou falešně pozi t ivní výsledky. 

N a obr.6.14 je ukázka výsledné stat is t ické analýzy, kde vs tupn ími daty byly 

původn í předzpracované data od konkré tn ího pacienta bez ods t r aněn í vybraných 

komponent. V horn í části můžeme vidět řezy mozkem ze t řech různých rovin v 

režimu "Glass brain view" popsané v kapitole 4.5. Toto zobrazení slouží h lavně pro 

rychlý or ientační náh led a můžeme zde rozpoznat akt ivované části mozu b ě h e m 

měření . 

Ve spodní část i je potom vykreslena tabulka, kde jsou jednot l ivé datové klustery. 

Do těchto shluků jsou př i řazeny sousedící akt ivní voxely a je možné tyto shuky dále 

analyzovat. U každého klusteru je v tabulce uveden jeho počet voxelů, k t e r ý m je tvo­

řen. Nalezneme zde také různé varianty s ta t is t ických hodnot, zejména t-statistiku. 

Klustery jsou v tabulce seřazeny podle významnos t i od nejsilnějšího po nejslabší 

podle hodnoty t-statistiky, ovšem ty klustery s malou významnos t í nebudeme brat 

v potaz a po rovnáme tak pouze shluky s velkou statistickou významnos t í . V tabulce 

můžeme vidět , že ne jvýznaměnší cluster m á hodnotu t-statistiky 24.43 a zauj ímá vel­

kého p o č t u nadprahových voxelů (hodnota 7108). V prostoru tento shluk zauj ímá 

okcipitální část mozku, kde je zrakové centrum, což odpov ídá zrakové stimulaci bě­

hem měření . D r u h ý m v ý z n a m n ý m shlukem s hodnotou t-statistiky 12.69 a p o č t e m 

nadprahových voxelů 3046, je shluk nacházející se v par ie tá ln í oblasti mozku, k te rá 

zodpovídá za motorické pohyby. Pacient b ě h e m zrakových s t imulů stlačoval t lačí tko, 

a proto se tato oblast zvýraznila . V pravé části tabulky jsou ješ tě uvedny souřadnice 

M R I prostoru, kde se daný kluster v tomto prostoru nachází . Po kl iknut í na souřad­

nice se v náh ledu červená šipka posune do s t ředu zvoleného shluku. Tyto souřadnice 

fungují pouze v př ípadě , že v předzpracování byla zahrnuta prostorová normalizace, 

jinak by pozice přesně neodpovída ly skutečnost i . 

Analýza byla úspěšně vypoč t ena na souboru původních funkčních dat a nyní je 

p o t ř e b a vypoč í t a t ana lýzu se s tejnými parametry pro očiš těná data od arteficiálních 

komponent a porovnat vlastnosti k lusterů, kde došlo ke změnám. N a obr.6.15 je 

ukázka stat is t ické analýzy, kde jsme z dat p ř e d t í m odstranili urči té komponenty. V 

prostorových m a p á c h můžeme vidět , že došlo k pot lačení nevýznamných oblast ích 

a ke zvýraznění hlavních akt ivačních částí . Změny lze také pozorovat v tabulce, kde 

se mění počet voxelů v klusterech, a měn í se také hodnoty t-statistiky [9] [5]. 
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Obr. 6.14: Výsledek stat is t ické analýzy původních dat pomocí toolboxu SPM12 
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Obr. 6.15: Výsledek stat is t ické analýzy po ods t raněn í vybraných komponent 
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7 Dosažené výsledky 
V té to závěrečné kapitole budou vysvětleny důležité kroky a výs tupy navržených 

a lgor i tmů a budou zde také prezentovány celkové stat is t ické výsledky našeho návrhu . 

7.1 Navržená metoda 

Hlavní myšlenka metody vysvět lená v kapitole 6.2 byla úspěšně implementovaná v 

jazykovém pros t ředí Mat lab R2019a. Nejprve je tedy n u t n é spustit ana lýzu I C A , 

abychom data rozložily na komponenty. Tento výpočet p rob íhá přes př íkazový řá­

dek po zadání př íkazu g i f t , k te rý spust í toolbox G I F T v3.0b. Po zadán í př íkazu se 

zobrazí tabulka (obr.5.5 vlevo), k t e r á umožňuje nas tavení a spuštění analýzy. Jako 

první je p o t ř e b a vybrat data a nastavit adresář , kde bude výsledná ana lýza uložena. 

Vs tupními daty do analýzy I C A jsou op t imálně kombinovaná data, k t e rá vzniknou 

kombinací z dat s různými časy echa (časy T E ) . Tyto data nalezneme ve složce 

konkré tn ího pacienta a nesou označení s p ředponou swtse. Počet komponent byl 

pro každého pacienta pevně nastaven na hodnotu 50, zvolený algoritmus byl v y b r á n 

Infomax, typ předzpracování jsme zvolil i Remové mean per time point a výsledky 

byly v p o d o b ě Z-skóre, viz. kapitola 6.3. V ý s t u p e m analýzy I C A jsou prostorové 

mapy komponent, časové p růběhy komponent a další pomocné soubory, k te ré jsou 

uloženy ve zvoleném adresář i ve formátu N l f T I . Výsledné prostorové mapy kompo­

nent je možno v grafickém uživatelském pros t řed í jednot l ivě prohlížet a dále provádět 

podrobnějš í analýzy. 

O d tohoto kroku začíná algoritmus pro výpočet hodnot íc ích koeficientů K a p 

uvedených v kapitole 6.2. Ovšem po tes tování na různých datech jsme došly k závěru, 

že toto hodnocení není zcela j ednoznačné a definitivní. Jen ma lá část komponent 

obsahuje vysoké hodnoty jednoho koeficientu a nízké hodnoty koeficientu druhého . 

Velká část komponent se pohybuje v podobných hodno tách , nebo jen s poměrově 

malými rozdíly. Např ík lad u j edné komponenty vyjde skóre kappa s hodnotou 50 a 

skóre p vyjde s hodnotou 42. Výsledek je tedy zcela nejednoznačný a po vizuální 

kontrole časového p r ů b ě h u tyto p ř ípady větš inou nešly zcela j ednoznačně urči t , do 

jaké skupiny pa t ř í . Do výsledného hodnocení komponent byly proto př idány ješ tě 

další hodnot íc í metriky pro lepší a přesnější rozřazení do skupin využívající něk te ré z 

v las tnos t í p r ů b ě h ů komponent. V příslušných met r ikách dostane d a n á komponenta 

t í m lepší umís tění , čím m á vyšší skóre (př ípadně nižší) v dané metrice. 

Jedna z hodnot íc ích měřících metrik je p o m ě r signálu ku šumu komponent v F -

mapách , kde komponenty s vyšším p o m ě r e m signálu ku šumu dostanou lepší umís­

tění , než komponenty s nižším poměrem. Další metrika je počet šumových voxelů 

nacházející se v komponen tách . Zde je hodnocení naopak, kde čím je menší tento 
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počet šumových voxelů, tak d a n á kompnenta dostane lepší umís tění . Poslední metri­

kou je počet voxelů v klusterech, ve k te rých byl model i?2, ze k te rého si poč í t áme K. 

V tomto kroku se vytvoři lo klusterování a nechaly se klustery s min imá ln ím p o č t e m 

voxelů. Tato metrika zejména ovlivňuje hodnocení komponent, k teré v pros torových 

m a p á c h vypada j í jako n á h o d n é zrnění označované také jako "rozsypaný čaj." Ná­

hodně v mozku se mohou objevit voxely, ve k terých bude vysoké váhování R2. Tyto 

voxely budou ale spíše n á h o d n é . Pokud ale provedeme klusterování o min imáln ím 

p o č t u voxelů, tak těchno voxelů zbyde málo. Čím je více těch to voxelů v klusterech, 

tak je větší šance že se j e d n á o komponentu související s mozkovou čiností. 

Výsledné umís těn í komponent se ze všech aplikovaných metrik po té v tabulce 

způměruje a vytvoř íme tak celkové umís tění . P r v n í pozice budou ty komponenty, 

k teré souvisejí s mozkovou aktivi tou a naopak u konce hodnocení budou zcela jedno­

značné artefakty. Komponenty co měly hned ze začá tku vysoké K a nízké p (př ípadně 

obráceně) , tak jejich pozice jsou větš inou stejné, p ř ípadně se o několik pozic posunou. 

Ovšem nejasné komponenty se ve výs ledném hodnocení po př idán í dalších metrik 

výrazně změnily v celkovém umís tění . 

7.2 Filtrace dat 

Dalš ím krokem je filtrace původn í funkčních dat. V přiložených souborech práce 

k tomu slouží skřip s názvem Filter_data.m., kde stupem do tohoto filtru je vek­

tor hodnot, kde hodnoty předs tavuj í indexy komponent označené jako artefakty. 

V úvodn í části skriptu jsou definovány cesty k souborům, jejich názvy a některé 

vlastnosti, k teré se pomocí funkcí toolboxu S P M budou nač í t a t . Nač tené data je 

nutno transformovat ze 4D prostoru do 2D prostoru, abychom s nimi mohli nadá le 

pracovat. V druhé části si do p rázdné matice nač t eme časové p růběhy komponent. 

Vytvoř íme si rovnici pro obecný l ineární model (kapitola 4.4.3) a tuto matici časo­

vých p r ů b ě h ů do ní dosadíme a provedeme pseudoinverzi t é t o matice. Upravenou 

matici vynásobíme původn ími daty odeč tenými o jejich p r ů m ě r n o u hodnotu. Tento 

součin n á m vytvoř í koeficienty (3, neboli mí ru up la tněn í jednot l ivých složek v da­

tech. Celý součin dále vynásobíme mat ic í časových p r ů b ě h ů a dostaneme model 

a r te fak tů nafitovaných př ímo na naše data. Pokud toto celé odeč teme od původ­

ních dat, z ískáme filtrovaná data zbavená o vybrané složky. Nyní je ješ tě po t ř eba 

př ida t p r ů m ě r n o u hodnotu k nově z ískaným filtrovaným d a t ů m . V poslední části 

kódu dochází ke zpě tné transformaci z 2D prostoru do 4D prostoru a opět pomocí 

S P M funkcí dojde k uložení souboru ve formátu N l f T I , na k t e r ém bude pomocí 

toolboxu S P M 12 provedeno výsledné stat is t ické vyhodnocení . Tento soubor se uloží 

do adresáře s původn ími daty pacienta a je označen p ředponou cswtse. 
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Pro lepší p ředs t avu rovnice 7.1 popisuje hlavní výpočet zmiňované filtrace pů­

vodních dat o vybrané komponenty. P r o m ě n n á Xf i l t předs tavuje matici časových 

p růběhu I C A , p r o m ě n n á dataYde jsou t ransformovaná 2D původn í data odeč tená o 

p r ů m ě r n o u hodnotu a výsledná filtrovaná data jsou uloženy do p roměnné dataYf r. 

Funkce p i n v je vytvoření pseudoinverze matice. 

dataYf r = dataYde — Xfilt • (pinv(Xfilt) • dataYde) (7.1) 

V níže uvedené tabulce 7.1 jsou uvedeny již rozřazené komponenty do přís lušných 

kategori í tes tovaných dat. Testování proběhlo na souboru dvaceti různých pacientů , 

kde funkční vyšet ření probíhalo s indent ickými p o d m í n k a m i . V levé části je vždy 

pět nejvýznamějších komponent s nejvyšším výs ledným skórem spadající do skupiny 

mozkové činnosti . Naopak v pravé část i tabulky jsou indexy pě t i nejvýznamějších 

komponent související s nežádoucími artefakty a právě tyto komponenty budeme 

filtrovat z původních dat. 

V ý s l e d n é komponenty I C A 

Název pacienta I C A mozkové aktivity I C A ar te fak tů 

S U B 1 49, 48, 28, 5, 38 43, 25, 47, 31, 7 

S U B 2 50, 12, 19, 18, 43 15, 38, 2, 7, 13 

S U B 3 26, 41, 17, 11, 37 28, 4, 24, 12, 1 

S U B 4 14, 18, 24, 29, 46 27, 41, 11, 1, 5 

S U B 5 33, 34, 4, 8, 48 26, 45, 16, 42, 31 

S U B 6 48, 42, 45, 27, 4 12, 24, 2, 23, 17 

S U B 7 44, 50, 48, 21, 16 30, 23, 43, 45, 22 

S U B 8 38, 15, 45, 29, 42 48, 33, 4, 12, 26 

S U B 9 49, 19, 21, 42, 8 48, 47, 31, 26, 14 

SUB10 9, 2, 1, 46, 10 48, 47, 13, 20, 27 

SUB11 40, 39, 24, 4, 33 27, 3, 42, 28, 7 

SUB12 13, 43, 18, 10, 49 38, 8, 44, 1, 37 

SUB13 22, 44, 41, 49, 19 3, 9, 23, 5, 50 

SUB14 47, 17, 10, 7, 24 41, 49, 38, 37, 36 

SUB15 7, 48, 30, 43, 34 12, 35, 22, 25, 37 

SUB16 47, 45, 9, 44, 32 4, 18, 46, 22, 40 

SUB17 30, 16, 19, 24, 37 41, 49, 4, 36, 25 

SUB18 14, 29, 23, 41, 16 8, 30, 49, 47, 27 

SUB19 19, 3, 13, 27, 46 14, 44, 48, 21, 31 

SUB20 39, 13, 7, 43, 23 42, 35, 36, 40, 12 

Tab. 7.1: Tabulka rozřazených komponent podle jednot l ivých pac ien tů 
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7.3 Statistická analýza 

Po vyhodnocení komponent a jejich filtraci z původních dat následuje stat is t ické vy­

hodnocení , kde budeme porovnávat změny ve filtrovaných funkčních datech oproti 

původn ím nefil trovaným d a t ů m . Hodnotit budeme zejména počet nadprahových vo-

xelů v p ředem známých ana tomických oblastech, kde by se měla akt ivi ta objevit. 

K vymezení požadovaných oblas t í mozku a s tanovení aktivi ty v t é t o oblasti n á m 

slouží ana tomický atlas s označením AAL [20]. V tomto ana tomickém atlasu je mo­

zek rozdělen do 116 různých mozkových oblast í . V tabulce 7.2 jsou názvy vybraných 

mozkových oblas t í s indexy podle ana tomického atlasu, k te ré jsou pro naše měření 

relevantní . Pro výsledné hodnocení slouží přiložený skript s názvem SPM_results.m.. 

kte rý pomocí různých funkcí z matice výsledného hodnocení S P M nač te data a vy­

poč í t á požadované celkové poč ty voxelů, hodnoty t-statistiky jak pro celkový prostor 

mozku, tak i pro definované anatomické oblasti. Tento výpočet p roběhne pro soubor 

nefiltrovaných původních dat i pro sobour filtrovaných dat, abychom byli schopni 

rozlišit pa t ř ičné rozdíly. P r v n í ze sledovaných p a r a m e t r ů je celkový počet voxelů v 

celé oblasti mozku, k te ré mají nadprahové hodnoty. Po té oblast mozku omezmíne 

na vybrané anatomické oblasti a v těchto místech spoč í táme počet akt ivních voxelů. 

Dalšími pomocnými parametry je výpočet voxelů v šedé h m o t ě mozkové. Pro tože zde 

právě p rob íhá mozková aktivita, budeme tedy požadovat co nejvíce voxelů právě v 

t é t o oblasti. Oproti tomu počet akt ivních voxelů v bílé h m o t ě a v mozkovém likvoru 

budeme chtít co nejmenší hodnotu, pro tože zde neprob íhá žádná mozková činnost a 

nadprahové voxely v těchto oblastech rovnou označíme za artefakty. Dalš ím parame­

trem co budeme poč í ta t je p r ů m ě r n á hodnota statistiky ve vybraných ana tomických 

oblastech. V následujících t abu lkách bude předs taveno hodnocení p a r a m e t r ů všech 

dvaceti pacientů . 

Oblast mozku Index Oblast mozku Index 

Střední occipi talní oblast (L) 51. Oblast calcarine (L) 43 

St řední occipi talní oblast (P) 52. Oblast calcarine (R) 44. 

Oblast occipital inferior (L) 53. Precen t ra ln í oblast (L) 1. 

Oblast occipital inferior (P) 54. Pos tcen t ra ln í oblast (L) 57. 

Oblast lingual (L) 47. Motor ická oblast S M A (L) 19. 

Oblast lingual (P) 48. Motor ická oblast S M A (P) 20. 

Tab. 7.2: Tabulka vybraných mozkových oblast í , kde bude prob íha t s tat is t ické vy­

hodnocení . (L) a (P) v závorkách z n a m e n á levé a pravé mozkové oblasti. 
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Pacient S U B 1 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 5701 4575 - 19,75 

Šedá hmota (vox) 3800 3143 2,04 

Bílá hmota (vox) 1353 1030 - 1,22 

Likvor (vox) 112 79 - 0,24 

P r ů m ě r n á statistika v oblasti zájmu 4,621 3,391 -

Počet voxelů v oblasti zá jmu 2836 2424 3,24 

Pacient S U B 2 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 6582 5870 - 10,82 

Šedá hmota (vox) 4288 3794 - 0,51 

Bílá hmota (vox) 1228 1131 0,61 

Likvor (vox) 369 313 - 0,27 

P r ů m ě r n á statistika v oblasti zájmu 5,071 4,32 -

Počet voxelů v oblasti zá jmu 2948 2800 2,91 

Pacient S U B 3 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 7433 2198 - 70,43 

Šedá hmota (vox) 4981 1508 1,59 

Bílá hmota (vox) 1525 480 1,32 

Likvor (vox) 230 53 - 0,68 

P r ů m ě r n á statistika v oblasti zájmu 4,044 1,632 -

Počet voxelů v oblasti zá jmu 2788 1171 15,77 

Pacient S U B 4 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 5635 5124 - 9,07 

Šedá hmota (vox) 3941 3615 0,61 

Bílá hmota (vox) 953 852 - 0,28 

Likvor (vox) 243 218 - 0,06 

P r ů m ě r n á statistika v oblasti zájmu 5,536 4,517 -

Počet voxelů v oblasti zá jmu 2850 2690 1,92 
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Pacient S U B 5 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 10886 3823 - 56,37 

Šedá hmota (vox) 7587 2784 - 0,26 

Bílá hmota (vox) 2090 708 0,64 

Likvor (vox) 338 80 - 0,55 

P r ů m ě r n á statistika v oblasti zájmu 5,602 3,483 -

Počet voxelů v oblasti zá jmu 3525 2096 17,52 

Pacient S U B 6 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 7773 3391 - 56,37 

Šedá hmota (vox) 5182 2252 - 0,26 

Bílá hmota (vox) 1431 646 0,64 

Likvor (vox) 352 135 - 0,55 

P r ů m ě r n á statistika v oblasti zájmu 5,794 3,007 -

Počet voxelů v oblasti zá jmu 3511 2126 17,52 

Pacient S U B 7 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 1626 1159 - 28,72 

Šedá hmota (vox) 988 731 2,31 

Bílá hmota (vox) 505 368 0,69 

Likvor (vox) 42 18 - 1,03 

P r ů m ě r n á statistika v oblasti zájmu 0.275 0,907 -

Počet voxelů v oblasti zá jmu 1044 744 0,01 

Pacient S U B 8 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 3561 3319 - 6,80 

Šedá hmota (vox) 2294 2169 0,93 

Bílá hmota (vox) 874 793 - 0,65 

Likvor (vox) 66 59 - 0,07 

P r ů m ě r n á statistika v oblasti zájmu 2,389 1,95 -

Počet voxelů v oblasti zá jmu 1938 1809 0,08 
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Pacient S U B 9 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 7995 4244 - 46,92 

Šedá hmota (vox) 5686 3059 0,96 

Bílá hmota (vox) 1467 770 - 0,21 

Likvor (vox) 239 95 - 0,75 

P r ů m ě r n á statistika v oblasti zájmu 4,968 3,217 -

Počet voxelů v oblasti zá jmu 3090 2274 14,93 

Pacient SUB10 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 6581 5548 - 15,70 

Šedá hmota (vox) 4777 4012 - 0,27 

Bílá hmota (vox) 1169 966 - 0,35 

Likvor (vox) 158 158 0,45 

P r ů m ě r n á statistika v oblasti zájmu 4,90 3,93 -

Počet voxelů v oblasti zá jmu 2778 2605 4,74 

Pacient S U B 11 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 2081 1969 - 5,38 

Šedá hmota (vox) 1305 1245 0,52 

Bílá hmota (vox) 575 528 - 0,82 

Likvor (vox) 63 61 0,07 

P r ů m ě r n á statistika v oblasti zájmu 1,891 1,595 -

Počet voxelů v oblasti zá jmu 1297 1243 0,8 

Pacient S U B 12 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 2162 2081 - 3,75 

Šedá hmota (vox) 1470 1305 - 5,28 

Bílá hmota (vox) 575 484 - 3,34 

Likvor (vox) 63 53 - 0,37 

P r ů m ě r n á statistika v oblasti zájmu 2,396 1,891 -

Počet voxelů v oblasti zá jmu 1391 1297 2,01 
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Pacient SUB13 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 4933 3604 - 26,94 

Šedá hmota (vox) 3607 2794 5,41 

Bílá hmota (vox) 827 518 - 2,39 

Likvor (vox) 145 90 - 0,44 

P r ů m ě r n á statistika v oblasti zájmu 4,905 3,186 -

Počet voxelů v oblasti zá jmu 2414 1938 4,84 

Pacient S U B 14 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 5487 3062 - 44,20 

Šedá hmota (vox) 3711 2098 0,89 

Bílá hmota (vox) 960 553 0,56 

Likvor (vox) 232 137 0,25 

P r ů m ě r n á statistika v oblasti zájmu 4,876 2,287 -

Počet voxelů v oblasti zá jmu 2867 1940 11,11 

Pacient S U B 15 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 4671 4270 - 8,58 

Šedá hmota (vox) 3090 2875 1,18 

Bílá hmota (vox) 784 719 0,05 

Likvor (vox) 215 191 - 0,13 

P r ů m ě r n á statistika v oblasti zájmu 4,176 4,007 -

Počet voxelů v oblasti zá jmu 2449 2307 1,6 

Pacient SUB16 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 8191 7445 - 9,11 

Šedá hmota (vox) 5429 4911 - 0,32 

Bílá hmota (vox) 1714 1579 - 0,28 

Likvor (vox) 179 176 - 0,18 

P r ů m ě r n á statistika v oblasti zájmu 6,251 5,241 -

Počet voxelů v oblasti zá jmu 3378 3217 1,97 
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Pacient S U B 17 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 7018 2556 - 63,58 

Šedá hmota (vox) 5053 2067 8,87 

Bílá hmota (vox) 1052 265 - 4,62 

Likvor (vox) 298 90 - 0,73 

P r ů m ě r n á statistika v oblasti zájmu 3,975 2,296 -
Počet voxelů v oblasti zá jmu 2557 1195 10,31 

Pacient SUB18 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 10923 1802 - 83,50 

Šedá hmota (vox) 7331 1428 12,13 

Bílá hmota (vox) 406 6 3,38 

Likvor (vox) 112 79 3,35 

P r ů m ě r n á statistika v oblasti zájmu 6,806 2,821 -
Počet voxelů v oblasti zá jmu 3753 1180 31,12 

Pacient SUB19 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 7812 5310 - 32,03 

Šedá hmota (vox) 5587 3936 2,61 

Bílá hmota (vox) 1381 916 - 0,43 

Likvor (vox) 153 64 - 0,75 

P r ů m ě r n á statistika v oblasti zájmu 5,726 3,925 -
Počet voxelů v oblasti zá jmu 3085 2494 7,48 

Pacient SUB20 

Sledovaná hodnota Nefiltrovaná data Fi l t rovaná data % rozdíl 

Počet nadprahových voxelů celkem 3435 2587 - 24,69 

Šedá hmota (vox) 2514 1883 -0 ,4 

Bílá hmota (vox) 585 465 0,94 

Likvor (vox) 80 44 -0.63 

P r ů m ě r n á statistika v oblasti zájmu 2,656 2,478 -
Počet voxelů v oblasti zá jmu 1867 1596 7,34 
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Kromě p o č t u voxelů v urči tých oblastech a hodnot statistiky je v t abu lkách v 

pravé části ješ tě p ř idán sloupec, kde je vypoč í t án procen tuá ln í rozdíl př ís lušného 

parametru ve filtrovaných datech oproti nefiltrované verzi. Např ík lad u pacienta 

S U B 7 je počet nadprahových voxelů v původních datech celkem 1626 a z toho 988 

voxelů zauj ímá šedovou hmotu. Ve filtrované verzi s p o č t e m nadprahových voxelů 

1159 zauj ímá 731 voxelů šedou hmotu. Pokud si poč ty voxelů v t é t o mozkové oblasti 

převedeme na procenta, tak dostane hodnotu 60,7 % pro původn í data a 63,07 % 

pro filtrované data. Tento procen tuá ln í rozdíl je pak uveden v p ravém sloupci ta­

bulky. Pokud m á daný rozdíl hodnotu zápornou , pak došlo k poklesu dané hodnoty 

oproti nefiltrovné var iantě . Záporné hodnoty budeme chtít zejména u p o č t u voxelů 

v bílé h m o t ě a v likvoru, pro tože voxely v těch to oblastech považujeme za artefakty. 

Z dat je pa t rné , že filtrace měla různý účinek u jednot l ivých pacientů . Např . u pa­

cienta SUB18 se pot lači lo přes 80 % akt ivních voxelů v celém mozku a u pacienta 

SUB11 cca 5 % nadprahových voxelů. Tento jev souvisí s výbě rem filtrovaných kom­

ponent, kdy u pacienta SUB18 byla zřejmě zachycena velmi v ý z n a m n á komponenta 

ovlivňující velkou část dat. Narozdíl u d ruhého pacienta se zřejmě takto v ý z n a m n á 

komponenta nevyskytovala a proto zde vznikl takový rozdíl ve filtraci. Po vizuální 

kontrole výs tupů v S P M je pa t rné , že u pacienta SUB18 se více vyskytuj í artefakty 

a je zde mnohem více nadprahových voxelů mimo oblasti zájmu. 

V t abu lkách jsou ješ tě uvedeny hodnoty statistiky před a po filtraci. Hodnoty 

statistiky po filtraci jsou t éměř vždy na nižší úrovni . Vyšší hodnota ale n u t n ě ne­

z n a m e n á lepší výsledek. Po řád jsou tyto hodnoty pro nás významné a důležité je, 

že je stále detekujeme. Některé artefakty tuto statistiku ovlivňují a proto po filtraci 

klesne její hodnota, když tyto artefakty ods t ran íme . 

V tabulce 7.3 jsou pak uvedeny p r ů m ě r n é hodnoty sledovaných p a r a m e t r ů ze sou­

boru všech dvaceti pacientů . Celkově lze tedy předběžně říct, že filtrace na tomto 

souboru pacientů odstranila p růměrně přes 30 % p o č t u nadprahových voxelů z celé 

oblasti mozku. Pro nás asi nej důležitějším parametrem je počet voxelů v zájmo­

vých oblastech mozku, kdy po filtraci je v těch to oblastech p růměrně o cca 8 % 

více akt ivních voxelů, než v nefiltrovaných datech. Toto hodnocení asi nejvíce shr­

nuje úspěšnost pot lačení ar tefaktů . U všech pac ien tů byla tato hodnota v k ladných 

číslech, t akže došlo k j ednoznačnému zlepšení. Někdy bylo toto zlepšení nepa t rné , 

ale někde došlo až k 30 % rozdílu oproti nefiltrované var iantě (SUB 18). V šedé 

hmo tě pak dojde k lehkému zvýšení p o č t u voxelů p r ů m ě r n ě o necelé 2%. Naopak v 

likvoru a bílé h m o t ě dojde ke s labému poklesu s hodnotami 0,19 % a 0,66 %. Zde je 

však sledovaný efekt správný, protože ak t ivní voxely v těchto oblastech nejsou jsou 

považovány jako artefakty. 
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S l e d o v a n á hodnota P r ů m ě r n á z m ě n a 

Rozdíl nadprahových voxelů - 31,56 % 

Rozdíl voxelů v šedé h m o t ě 1,76 % 

Rozdíl voxelů v bílé h m o t ě - 0,66 % 

Rozdíl voxelů v l ikvoru -0,19 % 

Rozdíl voxelů v oblasti zájmu 7,91 % 

Tab. 7.3: Tabulka p růměrných změn filtrovaných dat vůči nefil trovaným 

Párový t-test 

Párový t-test je s ta t is t ický test pro srovnávání dvojic hodnot, k te ré mají mezi sebou 

nějaký vztah. U těchto dvojic hodnot sledujeme jejich rozdíly, resp. posuzujeme, zda 

s t řední hodnota jejich rozdílů je rovna u rč i t ému číslu. Je-li rovna nule, původn í dvo­

jice se v p r ů m ě r u neliší. Výpočet výsledného testovacího kr i tér ia t vychází z v ý p o č t u 

p a r a m e r ů / í a í u výběrových souborů. Toto výsledné kr i t é r ium se p o t é porovná s 

kritickou hodnotou uvedenou v tabulce. Tato kri t ická hodnota se označuje jako 1— 

a/2 kvantil Studentova rozdělení s konkré tn ím s t u p n ě m volnosti pro zadanou statis­

tickou hladinu a. Základním p ředpok ladem párového t-testu je normáln í rozdělení 

rozdílu sledovaných hodnot. [1] [6] 

Pro tes tování našich naměřených p o č t ů voxelů je nejprve n u t n é zvolit nulovou 

hypotézu H0 a a l t e rna t ivn í hypo tézu H1. 

• N u l o v á h y p o t é z a H0: P r ů m ě r n ý počet voxelů v nefiltrovaných datech v celém 

objemu mozku se neliší od p růměrného p o č t u voxelů v celém objemu mozku 

po filtraci(/xi=/X2)-

• A l t e r n a t i v n í h y p o t é z a H\\ P r ů m ě r n ý počet voxelů v nefiltrovaných datech 

v celém objemu mozku se zásadně liší od p r ů m ě r n é h o p o č t u voxelů v celém 

objemu mozku po filtraci (/ÍIT^ ^2)-

Dále si zvolíme hladinu významnos t i a, kde běžně tato hladina je nastavena na 

a=0.05.H0 lze přepsa t jako /ii—/i2=0 a H\ jako —\i<i 7̂  0. V následující tabulce 

jsou hodnoty voxelů v celém objemu mozku před filtrací a po filtraci a jsou zde 

uvedeny jejich rozdílné hodnoty, se k te rými budeme nadále pracovat. 

Č í s l o pacienta 1. 2. 3. 4. 17. 18. 19. 20. 

Počet voxelů nefilt. 5701 6582 7433 5635 7018 10923 7812 3435 

Počet voxelů filt. 4575 5870 2198 5124 2556 1802 5310 257 

Rozdíl 1126 712 5235 511 4462 9121 2502 848 
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Celkově m á m e dvacet pac ien tů a proto si označíme N=20. Vypoč í táme si výbě­

rový p r ů m ě r x d a výběrovou směroda tnou odchylku Sd z rozdílových hodnot. Tyto 

hodnoty dosadíme do následujícího vzorce pro výpočet testové statistiky: 

T = ^ £ (7.2) 
Sd/VŇ 

Hodnota výběrové p r ů m ě r u Xd vychází 2327,6 a hodnota výběrové směroda tné od­

chylky Sd vychází 2555,24. Po dosazení těchto hodnot do vzorce získáme hodnotu 

testové statistiky T = 4,074. Abso lu tn í hodnotu tes tové statisky je n u t n é srovnat s 

kvantilem Studentova t rozdělení p ravděpodobnos t i s př í s lušným s t u p n ě m volnosti, 

k te rý se vypoč í t á jako N - l . Hodnotu kvantilu najdeme ve s ta t is t ických tabu lkách . 

Pro s tupeň volnosti 19 a hladinu významnos t i a=0.05 vychází v t abu lkách kri t ická 

hodnota 2,093. Jelikož je naše hodnota testové statistiky výrazně větší, než tabul­

ková hodnota př ís lušného kvantilu, z a m í t á m e na hladině významnos t i a nulovou 

hypotézu H0 O rovnosti p růměrného p o č t u voxelů před filtrací a po filtraci a přijí­

m á m e a l te rna t ivn í hypotézu H^. 

Tento párový t-test provedeme pro všechny měřené veličiny hodnot íc í změny ve 

filtrovaných datech. Pro každou variantu oblast í , kde budeme sledovat rozdílný počet 

nadprahových voxelů si s tanovíme nulovou hypotézu , zda p r ů m ě r n ý počet voxelů v 

nefiltrovaných datech v dané oblasti se neliší od p růměrného p o č t u voxelů v dané 

oblasti po filtraci. Vytvoř íme si opět a l t e rna t ivn í hypotézu , že tento p r ů m ě r n ý rozdíl 

se zásadně liší. 

V tabulce 7.3 jsou uvedeny výsledné hodnoty testové statistiky t se stejnou hladi­

nou významnos t i a=0.05. Pro všechny p ř ípady pozorovaných veličin vyšly hodnoty 

statistik mnohem větší, něž je kri t ická tabulková hodnota a pokaždé tedy z a m í t á m e 

nulovou hypotézu a př i j ímáme mís to ní hypo tézu a l te rna t ivní . Navíc i při snížení 

s tat is t ické hladiny a na mnohem přísnější hodnoty výsledky tes tových statistik stále 

vycházejí vyšší a opět př i j ímáme a l te rna t ivn í hypotézu . 

Statisticky bylo tedy dokázáno, že změny hodnot po filtraci dat jsou významné a 

došlo tedy k v ý z n a m n ý m z m ě n á m ve filtrovaných datech oproti nefiltrované var iantě . 

V e l i č i n a Mozek Vybrané oblasti Šedá hmota Bílá hmota Likvor 

Hodnota statistiky 4,07 4,32 4,85 4,59 4,11 

P ř i j a t á h y p o t é z a # i # i # i # i 

Tab. 7.4: Tabulka měřených veličin s výslednými hodnotami statistiky a přijetí hy­

potéz 
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Senzitivita, specificita 

Další možnost í , jak vyhodnotit výs ledná data je pomocí senzitivity a specificity. 

Bohužel se ale ukázalo, že toto stat is t ické vyhodnocení nelze použí t , pro tože by 

nedávalo smysluplné výsledky odpovídající reali tě . Ve výsledných prostorových ma­

pách mozku na obr.6.14 můžeme vidět , kde se v mozku akt ivní voxely vyskytují . 

Jejich počet je však vůči celkové objemu naměřených dat poměrně malý. Použi té 

rozlišení všech dat mělo 53x63x46 zobrazovacích bodů , což je ve výsledku 153 594 

voxelů. Pokud budeme mít např . 5000 nadprahových voxelů v celém mozku a 3900 

voxelů v zájmových oblastech které budeme považovat za žádoucí , tak je rozdíl mezi 

nimi pouze 1100 voxelů, což toto stat is t ické hodnocení nijak výrazně neovlivní a 

hodnoty t e s tů se budou měni t pouze v set inách, až deset inách procenta. 

Nas tává zde ješ tě další p roblém a to je ten, že přesně nevíme, kde konkré tně mají 

být ak t ivn í mís t a v mozku. Lze sice použí t ana tomický atlas, kde můžeme akt ivi tu 

p ředpok láda t , ale bohužel to neznamená , že všechny voxely v t é t o ana tomické oblasti 

musí být b ě h e m stimulace akt ivní . Akt ivn í voxely v zájmových oblastech bychom si 

označili za správně detekované, akt ivní voxely mimo tyto zóny za faleště detekované 

a všechny neakt ivn í voxely v zájmových oblastech bychom si označili jako falešně 

negat ivní , což ale není bohužel přesné pro všechny voxely a došlo by tak ke zkreslení 

hodnot íc í statistiky. 

Zde byly uvedeny hlavní důvody, proč bylo od t é to hodnot íc í statistiky upuš těno , 

protože bychom dostávali pouze nerelevantní výsledky. 
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Závěr 
V předložené diplomové práci kapitoly 1 až 5 obsahují základní teoretické poznatky, 

k teré jsou nezbytné pro vytvoření prakt ické části , kde bylo cílem vytvoř i t v progra­

movém pros t ředí Mat lab metodu, k t e rá bude z f M R I dat identifikovat a pot lačovat 

nežádoucí artefakty a šum. 

V prvn í kapitole je k romě základních po jmů vysvět len princip magnet ické re­

zonance a vznik obrazu pomocí tohoto zařízení. Dále jsou předs taveny jednot l ivé 

hardwarové komponenty a jejich funkce, ze k te rých se přís troje M R skládají. Tře t í 

kapitola je věnována problematice ar te fak tů a rušení, k te ré jsou bohužel nedí lnou 

součást í každého měření . Vysvět lena je zde př íč ina několika t y p ů rušení, k te ré jsou 

doplněny o ilustrace, jak se tyto artefakty projevují v naměřených datech. V násle­

dující č tv r té kapitole je vysvět lena funkční magne t ická rezonance, způsoby získání 

funkčních dat a jsou zde předs taveny pos tupné kroky předzpracování dat, k teré je 

důležité pro následující s tat is t ické vyhodnocen í a detekci akt ivovaných mozkových 

center. V další kapitole je p ředs tavena teorie metody nezávislých komponent ( ICA) , 

k t e rá bude důleži tým krokem v navrženém postupu pro pot lačení a r te fak tů v prak­

tické časti . Kromě toho je zde také předs taven toolbox G I F T , k te rý slouží k výpoč tu , 

a t aké k zobrazení časových p r ů b ě h u a pros torových nezávislých komponent. 

P rak t i cká část začínající kapitolou 6 p o d r o b n ě popisuje postup, k te rý posloužil 

jako před loha pro náv rh programového řešení. Dále je zde vysvět leno a odůvodněno 

zvolené předzpracovaní dat pro I C A rozklad na časové p růběhy komponent a jejich 

prostorové mapy, kde se komponenty v mozku vyskytuj í . Dále je zde také p o d r o b n ě 

popsán toolbox S P M , k te rý slouží pro finální s tat is t ické vyhodnocen í mozkové ak­

t iv i ty a jak se v jednot l ivých krocích nastavuje toto vyhodnocení . V následující 

kapitole 7 jsou in terpre továny dosažené postupy a konečné výsledky. Během tes­

tování se však ukázalo, že n a v r h n u t ý postup předs tavený v kapitole 6 není zcela 

op t imáln í a robus tn í , a proto by l doplněn o další pomocné metriky pro přesnější 

selekci komponent do pa t ř ičných t ř íd . Doplněn ím o pomocné metriky došlo k jed­

noznačnému zlepšení a dosažení přesnějších výsledkům. Dalš ím krokem v kapitole 

7 bylo předs tavení způsobu filtrace, jak se původn í data zbavují o programem vy­

brané komponenty související s nežádoucími artefakty. Ke konci kapitoly jsou zde 

in terpre továny výsledky získané na souboru funkčních dat dvaceti různých pacientů . 

B y l y zde vypoč í t ány procen tuá ln í změny v oblastech, kde díky filtraci došlo k změ­

nám. Pomocí s ta t is t ických párových t - t e s tů jsme ověřili, zda změny v datech jsou 

statisticky významné a zda se filtrovná data liší od původních nefiltrovaných dat. 
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Seznam symbolů a zkratek 
A D C A / D převodník - Analog to digital converter 

B O L D sledování změny p o m ě r u okysličené a neokysličené krve - Blood 

oxygen level dependent 

C S A artefakt chemického posunu 

D F T d iskré tní Fourierova transformace 

d H b Deoxyhemoglobin 

E E G elektroencefalografie 

E M G elektromagnetografie 

F I D sn ímaný signál b ě h e m relaxace - Free induction decay 

f M R I funkční zobrazování pomocí magnet ické rezonance - Functional 

magnetic resonance imagin 

F O V pole zájmu - Fie ld of view 

G I F T Ma t l abovský toolbox pro analýzu nezávislých komponent 

H b Hemoglobin 

H z Hertz - jednotka frekvence 

I C A metoda nezávislých komponent - Independent component analysis 

I D F T inverzní diskrétní Fourierova transformace 

I V C dolní d u t á žíla 

M R magne t ická rezonance 

M R I zobrazování pomocí magnet ické rezonance 

P E T pozi t ronová emisní tomografie 

R F pulz radiofrekvenční pulz 

S A R specifická míra absorpce - Specific absorption rate 

S N R poměr s igná l / šum - Signal to noise ratio 
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S P M 1 2 Ma t l abovský toolbox pro práci s objemovými daty f M R I a pro 

celkové vyhodnocení 

T Tesla - jednotka magnet ické indukce 

T E čas ozvěny - T ime to echo 

T R časový interval mezi budíc ími pulzy - Time to repeat 

fvz vzorkovací kmi toče t 
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