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Abstrakt 

Modely druhové distribuce jsou oblíbeným nástrojem používaným v ekologii 

a ochraně přírody. Jako každé modely jsou i tyto zatížené chybami, které jsou součástí 

vstupních dat. Konkrétně se jedná o data o druhu a data o prostředí, také označovány 

jako prediktory. V této práci bylo testováno, jak polohová chyba dat o výskytu druhů 

ovlivňuje kvalitu modelů druhové distribuce a zda míra ovlivnění modelů touto 

chybou souvisí s kvalitou prediktorů. Těmi byly 3 modely výšky vegetace, 2 byly 

vytvořeny z dat leteckého laserového skenování s 10letým rozdílem mezi nimi a jeden 

byl predikovaný globální model z dat GEDI. V neposlední řadě byl také posouzen vliv 

odlišné metody simulování polohové chyby na modely druhové distribuce. Testování 

probíhalo s využitím tzv. virtuálního druhu, jehož pravděpodobnost výskytu a z ní 

odvozená prezence/absence závisela na aktuální výšce vegetace z roku 2022. 

Z vytvořeného druhu byly dále získány sady nálezových dat, u kterých byly dvěma 

způsoby simulovány různé úrovně polohové chyby. Pro každou úroveň polohové 

chyby a model výšky vegetace byl vytvořen model predikující pravděpodobnost 

výskytu druhu. U těchto modelů byla následně hodnocena jejich predikční schopnost, 

a to běžně používanými metrikami, jako jsou AUC, Warrenův index I a Schoenerův 

index D. Z těch vyplývá, že polohová chyba v datech má na přesnost modelů zásadní 

vliv. Ten ale závisí na kvalitě prediktorů, které do modelu vstupují. Prediktory vysoké 

kvality produkují přesné modely, které jsou však polohovou chybou ovlivněny 

výrazněji než modely založené na prediktorech s vyšší mírou neurčitosti. U nich 

narůstající chyba nezpůsobuje natolik zásadní snížení přesnosti. Vyloučeno tak bylo 

synergické působení obou chyb současně. To otevírá diskuzi o tom, zda je nutné 

vybírat pouze polohově přesná data, pokud víme, že dostupné prediktory jsou omezené 

kvality. Nakonec bylo zjištěno, že odlišná metoda simulování polohové chyby nevede 

k rozdílným výsledkům. 

 

 

Klíčová slova: modely druhové distribuce, polohová chyba, virtuální druh, vstupní 

data, AUC 



 

 

Abstract 

Species distribution models are a popular tool used in ecology and nature 

conservation. Like all models, these are also burdened with errors that are part of the 

input data. Specifically, these include species and environmental data, also known as 

predictors. This study aimed to test how positional error in species occurrence data 

affects the quality of species distribution models and whether the degree of influence 

of this error on models is related to the quality of predictors. Three canopy height 

models were used, two created from airborne laser scanning data with a 10-year 

difference between them, and one predicted global model from GEDI data. 

Additionally, the impact of different methods of simulating positional error on species 

distribution models was assessed. Testing was conducted using a so-called virtual 

species, whose probability of occurrence and derived presence/absence depended on 

the current vegetation height from the year 2022. Data sets of occurences were then 

obtained from this created species, with positional error simulated in two ways. For 

each level of positional error and canopy height model, a model predicting the 

probability of species occurrence was created. The predictive ability of these models 

was subsequently evaluated using commonly used metrics such as AUC, Warren's I, 

and Schoener's D. It was found that positional error in the data significantly impacts 

the accuracy of models. However, this impact depends on the quality of predictors 

entering the model. High-quality predictors produce precise models, but they are 

significantly more affected by positional error than models based on predictors with 

higher uncertainty. For the latter, increasing error does not cause such a significant 

decrease in accuracy. Thus, the synergistic effect of both errors simultaneously was 

ruled out. This opens up a discussion about whether it is necessary to select only 

spatially accurate data if we know that the available predictors are of limited quality. 

Finally, it was found that a different method of simulating positional error does not 

lead to different results. 

 

 

Keywords: species distribution models, positional error, virtual species, input data, 
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1 Úvod a cíle práce 

Mezi hlavní úlohy ekologie patří zkoumání toho, kde se organismy vyskytují a 

jaké podmínky ke svému výskytu potřebují. Tyto informace jsou velmi důležité, aby 

bylo možné například chránit habitaty vzácných druhů. Vznikly tak příbuzné obory, 

jako je biogeografie, jejichž úkolem je tyto vztahy mezi druhem a prostředím 

odhalovat (Lomolino 2004). Zatímco jejich popisování probíhalo v počátcích 

výhradně kvalitativně, později byly vyvinuty numerické modely, a právě ty jsou dnes 

široce používané. Označují se jako druhové distribuční modely, které se snaží na 

základě omezených pozorování výskytu druhů organismů a enviromentálních 

proměnných predikovat jejich výskyt v prostoru (Elith a Leathwick 2009). Tato 

vstupní data modelů jsou však velice často zatížena chybami, které snižují jejich 

přesnost a ty tak nemusí výskyt druhů predikovat správně. Jednou z takových chyb je 

polohová chyba, neboli nepřesné určení souřadnic při zaznamenání dat o výskytu 

druhu, které může vzniknout lidskou chybou nebo například špatným příjmem signálu 

navigačních přístrojů (Gábor et al. 2020b). 

Právě polohová chyba a její vliv na kvalitu modelů druhové distribuce jsou 

v dnešní době intenzivně zkoumány (Moudrý a Šímová 2012; Naimi et al. 2014; Smith 

et al. 2023; Tulowiecki et al. 2015). Vznikají také studie, které zjišťují, jak i jiné 

vlastnosti vstupních dat mění efekt polohové chyby. Těmi jsou například velikost 

vzorku nálezových dat (Mitchell et al. 2017), šířka niky zkoumaného druhu (Gábor et 

al. 2020b) nebo rozlišení enviromentálních proměnných (Gábor et al. 2022; Hanberry 

2013). Velké množství těchto prací při tom nevyužívá skutečné záznamy o výskytu 

druhu, které se k hodnocení vlivu polohové chyby využívají obtížně, ale generují tzv. 

virtuální druh, který umožňuje simulovat výskyt podle jeho vztahu s enviromentálními 

faktory a kontrolovat další vlastnosti druhu (Meynard a Kaplan 2013).  

Dalším aspektem ovlivňujícím přesnost modelů druhové distribuce je kvalita 

prediktorů. V praxi se stává, že i při výběru nesprávných prediktorů, které nemusí mít 

na distribuci druhu žádný vliv, může být výsledkem model s vysokou přesností. 

Takový model ale rozhodně nebude reflektovat realitu (Fourcade et al. 2018). Aby 

bylo možné modelovat distribuci druhů kdekoliv na světě, vznikla potřeba mít 

prediktory s globálním pokrytím. Ty však mají svá úskalí, často například nemají 

potřebné rozlišení, kvůli čemuž v některých případech nemusí být efektivní (Williams 
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et al. 2012). Také mohou být velmi nepřesné, což bývá někdy opomíjeno. Bylo ale 

dokázáno, že přesnost stejné enviromentální proměnné se může z různých zdrojů 

velmi odlišovat (Moudrý et al. 2018). 

Tato práce navazuje na předchozí studie zabývající se vlivem polohové chyby 

a vlastnostmi vstupních dat na přesnost modelů druhové distribuce. Cílem práce je 

zhodnotit vliv (i) polohové chyby a (ii) prediktorů omezené přesnosti na kvalitu 

modelů a zejména jejich vzájemnou (iii) interakci. Jinými slovy jde o vyhodnocení, 

zda dochází k synergickému efektu a obě chyby se sčítají nebo při existenci jedné 

(např. nízká kvalita prediktorů), již nedochází k dalšímu zhoršení modelu bez ohledu 

na velikost chyby druhé (nízká polohová přesnost pozorování). Cíle bylo dosaženo 

generováním virtuálního druhu, následným simulováním polohové chyby v datech, 

vytvořením modelů druhové distribuce se vstupními daty odlišné kvality a porovnáním 

vzniklých modelů z hlediska predikované prezence/absence a pravděpodobnosti 

výskytu.  
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2 Literární rešerše 

2.1 Modely druhové distribuce 

Modely druhové distribuce (Species distribution models – SDMs) jsou 

populárním nástrojem zejména v ekologii a ochraně biodiverzity. Využívají vztahu 

mezi enviromentálními proměnnými a distribucí druhů organismů v prostoru. Tento 

vztah kvantifikují a vyjadřují jím důležitost určitých faktorů pro výskyt druhů a také 

pomocí něj predikují distribuci druhů v oblastech, ve kterých data o výskytu nemáme 

(Miller 2010). Dnešní možnosti ve smyslu dostupnosti dat, software a návodů mají za 

důsledek, že míra popularity distribučních modelů stále roste (Arenas-Castro et al. 

2022). Využívají se například také k detekci nových populací vzácných druhů 

(Claerhout et al. 2023), zkoumání evolučních procesů (Kozak et al. 2008) nebo 

identifikaci kritických habitatů (Volis a Tojibaev 2021). 

Tyto modely typicky vyžadují 2 druhy vstupních dat, a to biologická, která 

popisují známou distribuci druhů a enviromentální, také označované jako prediktory 

(Miller 2010). Modelování druhové distribuce je komplexní proces, který se skládá 

z řady kroků. Podle Elith a Leathwick (2009) začíná ve výběru relevantních dat a 

rozhodnutí o jejich zakomponování do modelu. Také se určí jejich přesnost a úplnost. 

Na straně prediktorů se může stát, že mezi některými proměnnými bude vysoká míra 

korelace, a je tedy důležité se rozhodnout, jak s takovými daty naložit. Dále se vybere 

vhodná metoda k tvorbě modelu. Existuje velké množství algoritmů a jejich dělení se 

často provádí podle struktury vstupních dat na a) pouze prezenční a b) 

prezenční/absenční algoritmy. Další dělení se odvíjí od samotné charakteristiky 

modelu, například na regresní (zobecněný lineární model, zobecněný aditivní model), 

distanční (BIOCLIM, ENFA) nebo algoritmy založené na strojovém učení (Maximum 

Entropy). Je dokázáno, že univerzální metoda, která by byla vhodná pro všechny 

modely, neexistuje. Proto je výběru vhodného algoritmu přikládána velká důležitost a 

dobře zvolený algoritmus může zmírnit neurčitosti ve výsledném modelu (Pecchi et 

al. 2019). Elith a Leathwick (2009) dále popisují, že po volbě modelovacího algoritmu 

následuje jeho aplikace na trénovací data, složená ze vzorku biologických a 

enviromentálních dat. V této fázi dochází k nastavení parametrů algoritmu a 

definování vztahu mezi druhem a prostředím. Poté se získaný model použije k predikci 

distribuce druhu a jeho zanesení do prostoru. Posledním krokem je evaluace modelu 

z hlediska jeho schopnosti predikovat druhovou distribuci a rozlišovat relevantní 
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enviromentální proměnné. Bylo navrženo vícero protokolů, které všechny tyto kroky 

zahrnují a podle nichž by se tvorba modelů druhové distribuce měla řídit. Jedním 

z nich je i protokol ODMAP (Overview, Data, Model fitting, Assessment, Predictions) 

(Obrázek 1), navržený jako návod, ale i jako formát pro zveřejňování výsledků a 

diskuzi nad nimi, snadnější kontrolu a reprodukovatelnost (Zurell et al. 2020). 

Ačkoliv jsou modely druhové distribuce mocným nástrojem, při nesprávném 

použití mohou vést ke zkresleným, či zcela nepravdivým výsledkům. Bylo dokázáno, 

že predikční schopnost se mění v závislosti na požadovaném výstupu modelu. Tím je 

často výskyt sledovaného druhu, ale modely se používají také k predikci abundance, 

populačního růstu nebo genetické diverzity. Zatímco predikce výskytu bývá většinou 

úspěšná, u ostatních metrik kvalita modelů postupně klesá (A. Lee-Yaw et al. 2022). 

Je také důležité nepřehlížet mnohá doporučení a vyvarovat se porušení klíčových 

předpokladů tvorby metodicky správných modelů. Často chyby vznikají již ve výběru 

vstupních dat, kdy se například používají nesprávně georeferencovaná data nebo 

nehomogenně sesbíraná data napříč územím (sampling bias). Chybná ale může být i 

evaluace a interpretace modelu (Soley-Guardia et al. 2024).  

Obrázek 1: Protokol ODMAP (Zurell et al. 2020) 
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2.2 Problémy vstupních dat 

Jak již bylo zmíněno, vstupní data druhových distribučních modelů lze rozdělit 

na data o druhu (biologická) a data o prostředí (enviromentální). Data o druhu jsou 

většinou ve formě prezenčních, či prezenčně/absenčních záznamů o výskytu druhu. 

Data o prostředí se dále rozlišují na klimatická, topografická a ostatní. Nejčastěji mají 

podobu prostorových rastrových vrstev vytvořených nástroji geografických 

informačních systémů (GIS) (Miller 2010). Obě tyto skupiny vstupních dat mají určité 

vlastnosti a chyby (Tabulka 1), které ovlivňují výslednou kvalitu modelu. Určit dopady 

jejich použití na model není snadné a takřka všechny modely budou těmito chybami 

ovlivněny.  

Data o druhu Data o prostředí 

Chyba/Vlastnost Reference Chyba/Vlastnost Reference 

Polohová chyba 

(Gábor et al. 2023; 

2022; 2020b; 

Naimi et al. 2014; 

Tulowiecki et al. 

2015) 

Neurčitost 

v datech 

(Fernandez et al. 

2013; Stoklosa et 

al. 2015) 

Sampling bias 

(Boria et al. 2014; 

Kramer-Schadt et 

al. 2013; Soley-

Guardia et al. 

2024; Monsarrat et 

al. 2019) 

Měřítko 

(Connor et al. 

2019; Franklin et 

al. 2013; Moudrý 

a Šímová 2012) 

Velikost výběru 

(Hernandez et al. 

2006; Gábor et al. 

2020a; Moudrý a 

Šímová 2012) 

  

 

Tabulka 1: Přehled vlastností a chyb dat o druhu a dat o prostředí 
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2.2.1 Data o druhu 

Nálezová data o druzích mohou přímo obsahovat několik možných chyb. Mezi 

ně patří polohová chyba (Gábor et al. 2020b) nebo sampling bias (Kramer-Schadt et 

al. 2013). Nikoliv již chybou, ale vlastností těchto dat je velikost výběru, tedy počet 

záznamů v nálezových datech. Ta výslednou kvalitu modelů také ovlivňuje (Moudrý 

a Šímová 2012).  

Polohová chyba 

Polohová chyba je nepřesnost v určení geografické polohy lokality, kde byl 

druh pozorován. Jedná se o odchylku mezi zaznamenanou a skutečnou polohou druhu. 

Dříve se předpokládalo, že vliv takové chyby na model je pouze velice malý nebo že 

se vyskytuje jen u starších záznamů, jejichž poloha byla odvozena z 

historických písemných popisů výskytu. Ale polohová nepřesnost se vyskytuje i u 

nových záznamů pořízených moderními navigačními přístroji a technikami. Zde může 

být chyba způsobena použitím neaktuální technologie, špatným příjmem signálu 

z navigačních družic nebo finálním zpracováním naměřených dat (Gábor et al. 2020b). 

I v současnosti je například přetrvávajícím problémem to, že u většiny záznamů není 

k dohledání informace o úrovni neurčitosti spojené s identifikací a georeferencí. 

Chyby také vznikají u převodů jednotek, ve kterých jsou souřadnice naměřeny a 

přílišně velký počet desetinných míst u souřadnic naopak falešně implikuje vysokou 

přesnost záznamu (Soley-Guardia et al. 2024). Často také dochází k záměně polohy 

pozorovatele a druhu při zaznamenání souřadnic. 

Polohová chyba může vést k nesprávnému určení enviromentálních podmínek 

v místech výskytu druhu, což může způsobit nadhodnocení nebo podhodnocení 

vhodných habitatů. To poté při samotné tvorbě modelu vede k nepřesné predikci 

distribuce druhu. Vliv polohové chyby je obzvláště významný v oblastech s rychle se 

měnícími podmínkami, jako jsou horské oblasti. Její dopad se také zvyšuje 

s jemnějším prostorovým rozlišením enviromentálních dat v modelech (Moudrý a 

Šímová 2012). Proto je důležité při modelování druhové distribuce polohovou chybu 

zohlednit a, pokud je to možné, minimalizovat ji pomocí vhodných metod, jako je 

například filtrace záznamů o výskytu druhu (Soley-Guardia et al. 2024). Další způsob 

jak omezit vliv polohové chyby, přinesla studie Gábora et al. (2022), kteří se o to 

pokusili zhoršením rozlišení enviromentálních dat. Předpoklad byl takový, že modely 
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používající enviromentální data s vysokým prostorovým rozlišením jsou polohovou 

chybou v datech o druzích ovlivněny více, protože jednotlivé záznamy se mohou snáze 

objevit v nevyhovujících podmínkách. Výsledky ale ukázaly, že takový přístup kvalitu 

modelů nezvýšil. 

Sampling bias 

Sampling bias je systematická chyba ve sběru dat, která nastává, když metoda 

sběru přesně neodráží studovanou populaci. Takový vzorek populace není příkladem 

náhodného výběru, což může vést k zavádějícím či nesprávným závěrům. V kontextu 

modelování druhové distribuce to může znamenat, že dojde k chybnému určení 

rozšíření druhu nebo jeho enviromentálních podmínek. K takové odchylce dojde, 

pokud jsou data o druhu z určitých oblastí sbírána častěji než z jiných, například kvůli 

jejich snazší přístupnosti nebo ekologické atraktivitě. Dále může být způsobena 

selektivním sběrem dat o určitých druzích na úkor jiných, což může být ovlivněno 

například jejich viditelností, rozpoznatelností či stupněm ochrany. Díky tomu dochází 

k nadhodnocení nebo naopak podhodnocení zastoupení druhu v lokalitě (Monsarrat et 

al. 2019). Úplné odstranění vlivu sampling bias zůstává výzvou. Jeden z takových 

přístupů se ho snaží redukovat filtrováním shlukovaných záznamů (Boria et al. 2014). 

Velikost výběru 

Velikost výběru je v modelování druhové distribuce jednoduše počet 

jednotlivých pozorování konkrétního studovaného druhu. Ten se může pohybovat od 

desítek až po tisíce záznamů. Problémem je, že v globálních databázích, které bývají 

hlavním zdrojem dat o druzích, jsou některé druhy pozorovány velice málo. Zejména 

to jsou druhy vzácné a ohrožené, tedy ty nejdůležitější z hlediska ochrany přírody. 

Příliš malý počet záznamů pak způsobuje, že je velice obtížné s takovými daty vytvořit 

spolehlivý model (Gábor et al. 2020a). Existuje vztah, který říká, že čím více 

enviromentálních proměnných se při tvorbě modelu používá a čím více jsou vztahy 

druhů k těmto proměnným komplexní, tím více záznamů v datech o druzích je potřeba 

k vytvoření spolehlivého modelu (Moudrý a Šímová 2012). Některé studie ale 

dokázaly, že kvalitní modely se dají vytvořit i s malým počtem záznamů, a to hlavně 

u druhů, které mají malý areál rozšíření a tolerují jen úzký rozsah enviromentálních 

podmínek, což je typické pro druhy vzácné (Hernandez et al. 2006). 
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2.2.2 Data o prostředí 

Data o prostředí, častěji spíše enviromentální data, také obsahují určité druhy 

chyb a neurčitostí. Často se ovšem stává, že jsou tyto chyby při tvorbě modelů druhové 

distribuce přehlíženy a uživatelé se spíše soustředí na kvalitu dat o druzích. To přitom 

může vést ke zkresleným odhadům a špatné kvalitě modelů (Stoklosa et al. 2015). 

Dalším parametrem těchto dat, který je nutné brát v potaz, je doba, k níž se vztahují. 

Je vhodné, aby mezi dobou pořízení dat o prostředí a dat o druhu nebyl velký rozdíl, 

zejména pak u enviromentálních proměnných, které se za tuto dobu mohou změnit. 

Zohlednit je třeba i časový rozdíl mezi samotnými daty o prostředí. Příliš studií se 

tomuto problému však nevěnuje a podle dosavadních výsledků nemá časový rozdíl na 

kvalitu modelů příliš velký vliv (Vierling et al. 2014). Problémy při modelování 

druhové distribuce také může způsobit měřítko dat o prostředí (Moudrý a Šímová 

2012). 

Neurčitost v datech 

Neurčitosti v enviromentálních datech často vznikají při jejich tvorbě. 

Například klimatická data jsou většinou získávána pomocí meteorologických stanic a 

jednotlivá měření jsou k dispozici pouze v těchto diskrétních bodech. Aby taková data 

byla použitelná v modelování druhové distribuce, využívá se interpolace diskrétních 

bodových měření do spojité rastrové vrstvy, která obsahuje hodnoty v každém místě 

mezi bodovými měřeními. Ale jelikož jsou tyto hodnoty pouhými odhady skutečného 

klimatu v dané lokalitě, mají tato data určitou úroveň neurčitosti, kterou je možné také 

vyjádřit v prostoru a lze díky tomu odhalit místa náchylná k nadhodnocování a 

podhodnocování. Pokud jsou tedy informace o neurčitosti v klimatických datech 

k dispozici, je vhodné je do tvorby modelů zahrnout a zlepšit tak jejich kvalitu 

(Stoklosa et al. 2015). 

Měřítko 

Prostorové měřítko enviromentálních dat je dáno jejich prostorovým 

rozlišením a rozsahem. Bylo zjištěno, že horší rozlišení enviromentálních dat 

způsobuje špatnou predikční schopnost modelů zkoumajících distribuci vzácných 

druhů. Ty se mohou například vyskytovat pouze v malém rozsahu podmínek, které 

nemusejí být v datech s horším rozlišením patrné. Obecně tedy mají lepší kvalitu 

modely založené na enviromentálních datech s vysokým prostorovým rozlišením 
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(Moudrý a Šímová 2012). Zkoumané bylo také vyvážení mezi oběma aspekty měřítka, 

tedy rozlišením a rozsahem. Snižováním prostorového rozlišení se kvalita modelů 

zhoršovala, ale současné zvětšování geografického rozsahu tento efekt potlačovalo 

(Connor et al. 2019).  

2.3 Virtuální druhy 

Jak již bylo zmíněno, modely druhové distribuce jsou velice oblíbeným 

nástrojem používaným například v makroekologii a biogeografii. Problémy však 

mohou nastat při jejich testování, ať už je cílem zjistit jejich přesnost nebo odhalit 

některé problémy vzniklé působením chyb a vlastnostmi vstupních dat (Grimmett et 

al. 2021). Těmi může být například polohová chyba nebo sampling bias. Odhalit 

takové problémy se skutečnými daty pořízenými v terénu je často nemožné, a tak 

vzniká snaha je překonat za pomoci simulací. Díky tomu byl vytvořen koncept 

virtuálního druhu, u kterého je jeho distribuce simulována uměle definovaným 

vztahem mezi ním a enviromentálními proměnnými. Virtuální druhy také umožňují 

ovládat další parametry spojené s jeho distribucí, jako je například druhová prevalence 

(frekvence míst, na kterých se druh vyskytuje), typ vztahu mezi druhem a prostředím 

a jeho odezva na něj nebo počet vytvořených nálezů. Těchto parametrů je celá řada a 

všechny nám dovolují simulovat druh podle konkrétních potřeb (Meynard a Kaplan 

2013). 

Obecný postup pro vytváření virtuálního druhu shrnují Meynard et al. (2019). 

Podle nich se dá rozdělit do 5 fází, přičemž poslední fáze zahrnuje evaluaci a testování 

modelu, která je shodná jako při použití skutečných nálezových dat o druhu. V první 

fázi skutečné tvorby virtuálního druhu je definován již zmiňovaný vztah mezi druhem 

a prostředím. Tento vztah lze vyjádřit pomocí tzv. response křivky, která představuje 

zjednodušenou ekologickou niku druhu. Tato křivka má může mít téměř jakýkoliv tvar 

a může se měnit podle typu enviromentální proměnné. Takto se vytvoří response 

funkce, která převádí hodnoty prediktorů na hodnoty vhodnosti prostředí. Tento krok 

se může zařadit do druhé fáze tvorby virtuálního druhu, kdy se simulovaný vztah 

aplikuje do prostoru tvořeným enviromentálními proměnnými. Ty mohou být 

skutečné, nebo je také možné je nasimulovat, což může přinést některé výhody, pokud 

je cílem například zkoumat vliv vlastností dat o prostředí. 
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Třetím krokem je převedení získaných hodnot vhodnosti prostředí na distribuci 

prezencí a absencí. K tomu lze využít 2 přístupů, přičemž každý z nich funguje na 

odlišném principu. Prvním z nich je převod s použitím prahové hodnoty. Toto byla 

původní implementace převedení vhodnosti prostředí na prezenci/absenci. Zvolí se 

prahová hodnota ve funkci vhodnosti a hodnoty nad tímto prahem budou považovány 

za prezenci a hodnoty pod ním za absenci. Tento přístup byl oblíbený zejména pro 

svoji jednoduchost a rychlost, ale jeho použití není příliš vhodné (Meynard a Kaplan 

2013). Takto se totiž degraduje komplexní funkce vhodnosti prostředí na funkci, kde 

jsou hodnoty pouze 0 (pod prahem) a 1 (nad prahem). Mnohem vhodnější je tedy druhý 

přístup, označovaný jako pravděpodobnostní. Zde se pomocí logistické funkce 

převede vhodnost prostředí na pravděpodobnost výskytu, která nabývá hodnot od 0 do 

1. Místa s prezencí a absencí jsou poté vytvořena na základě pravděpodobnosti. 

Například místo s hodnotou pravděpodobnosti výskytu 0,2 bude ve 2 z 10 případů 

označeno jako prezence a ve zbylých 8 jako absence (Leroy et al. 2016). 

Pravděpodobnostní přístup je považovaný za vhodnější jeho doporučení je podpořeno 

několika studiemi (Grimmett et al. 2021; Meynard et al. 2019; Moudrý 2015). Čtvrtou 

fází tvorby virtuálního druhu je vytvoření vzorku nálezových dat na získaných místech 

prezencí a absencí. Virtuální druhy umožňují zvolit konkrétní počet vytvořených 

záznamů a také nastavit poměr mezi prezencemi a absencemi (Meynard et al. 2019). 

V současné době existuje několik možností, jak virtuální druhy vytvářet. 

Nejčastěji se s takovými nástroji lze setkat ve formě softwarových balíčků. Mezi ně 

patří například virtualspecies, SDMvspecies, RangeShifter nebo HexSim (Leroy et al. 

2016). Každý z nich má určité vlastnosti a možnosti. Balíček virtualspecies je ve 

studiích často zmiňován, jelikož dokáže překonávat nedostatky ostatních zmíněných 

nástrojů. Také využívá pravděpodobnostní přístup k převodu na prezenci/absenci 

(Moudrý 2015). 

Virtuální druhy mají v modelování druhové distribuce svůj význam. Využívají 

se hlavně při zkoumání dopadů použití vstupních dat a nastavení parametrů 

v modelech. S jejich pomocí je možné odhalit určité nedostatky v modelech a zlepšit 

tak jejich kvalitu (Meynard et al. 2019). 
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3 Metodika 

3.1 Použitá data 

Testovacím územím byl Krkonošský národní park. V práci byly využity 3 

rastrové modely výšky vegetace (Canopy height model – CHM). Cílem bylo zjistit, 

jak každý z nich ovlivňuje výslednou kvalitu modelu druhové distribuce. Dva CHM 

byly produkty dat leteckého laserového skenování (Airborne laser scanning – ALS), 

jeden byl pořízený v roce 2012 měl rozlišení 0,5 m a druhý byl z roku 2022 s 

rozlišením 1 m.  Jako třetí CHM byl zvolen model od Lang et al. (2023). Ti ho vytvořili 

pomocí deep learning modelu, kde spojili data z družice Sentinel 2 a data laserového 

senzoru GEDI, umístěného na Mezinárodní vesmírné stanici. Vzniklý model výšky 

vegetace má globální pokrytí a jeho rozlišení je 10 m. Takto predikovaná data se 

vztahují k roku 2020. Důvodem pro použití těchto modelů je jejich odlišná kvalita a 

doba pořízení. Model z dat ALS z roku 2022 byl jakožto přesnější a novější využit ke 

generování virtuálního druhu. U toho byly dále nasimulovány různé úrovně polohové 

chyby a tato data vstupovala, společně s každým ze 3 CHM, do modelů druhové 

distribuce.  Následně byla různými metrikami hodnocena jejich vzájemná přesnost. 

Předpokladem bylo, že modely trénované na datech GEDI budou predikovat 

pravděpodobnost výskytu s nižší přesností než modely založené na datech leteckého 

laserového skenování. Dále bylo zjišťováno, jak se bude lišit kvalita modelů s daty 

ALS z roku 2012 a 2022 a zda starší ale kvalitnější CHM bude mít lepší/horší přesnost 

než aktuální, ale predikovaný CHM z dat GEDI. 

Modely výšky vegetace bylo nutné nejprve upravit, aby měly všechny stejné 

rozlišení a rozsah. K tomu byl využit program ArcGIS Pro (ESRI 2023), kde bylo ve 

funkci Aggregate změněno rozlišení rastrů z dat ALS na 10 m, tedy na rozlišení rastru 

z dat GEDI. V parametru Snap raster bylo nastaveno, aby se buňky všech rastrů přesně 

překrývaly. Nakonec byly rastry oříznuty na území Krkonošského národního parku. 

Všechny CHM lze pozorovat na obrázku (Obrázek 2). Zde je patrné, jak se mezi sebou 

jednotlivé modely liší. CHM založený na datech GEDI se od ostatních odchyluje 

mnohem více, což dokazuje mapa rozdílu. Obecně se z tohoto dá usoudit, že model 

GEDI výšku vegetace nadhodnocuje a přidává výšku i v místech, kde se žádná 

vegetace nevyskytuje (Obrázek 3).  
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Obrázek 2: Modely výšky vegetace z dat ALS z roku 2012, 2022 a z dat GEDI. Vpravo rozdíl mezi 

modely z odlišných datových zdrojů. 
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3.2 Generování virtuálního druhu 

Virtuální druh byl vytvořen v programu R, v balíčku virtualspecies. Proces lze 

popsat v těchto hlavních krocích: a) definování vztahu mezi druhem a prostředím 

b) vytvoření mapy vhodnosti prostředí pro virtuální druh, c) převedení vhodnosti 

prostředí na mapu prezence/absence a d) vytvoření vzorku nálezových dat. 

Vztah mezi druhem a prostředím udává, jaké podmínky druh toleruje a může 

se v nich vyskytovat. Toto chování se zjednodušeně popisuje pomocí tzv. response 

křivky. U tohoto druhu byla modelována vhodnost prostředí závislá na výšce vegetace, 

kterou představuje model výšky vegetace vytvořený z dat ALS z roku 2022. Ve funkci 

formatFunctions bylo nastaveno, že křivka má mít tvar normálního rozdělení se střední 

hodnotou μ = 20 m a směrodatnou odchylkou σ = 5 m. Hodnota vhodnosti prostředí 

byla určena podle obecné normalizované Gaussovy funkce (Rovnice 1) a nabývá 

hodnot mezi 0 a 1 (Obrázek 4). 

𝑓(𝑥, 𝜇, 𝜎) =
1

𝜎√2𝜋
𝑒
−
(𝑥−𝜇)2

2𝜎2  

Rovnice 1: Obecná normalizovaná Gaussova funkce. Argumenty jsou výška vegetace v daném místě 

(x), střední hodnota (μ = 20 m) a směrodatná odchylka (σ = 5 m). 

Obrázek 3: Průřez modely výšky vegetace. Zobrazuje nadhodnocování výšek modelem GEDI. 
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Dále byla vhodnost prostředí pro virtuální druh vypočítána na celém 

sledovaném území. Výše definovaná funkce byla aplikována na všech buňkách 

rastrového CHM, k čemuž byla využita funkce generateSpFromFun. Tím byla získána 

mapa vhodnosti prostředí (Obrázek 5). 

Obrázek 5: Vhodnost prostředí virtuálního druhu 

Obrázek 4: Vztah mezi výškou vegetace a vhodností prostředí. 
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Tato mapa ale stále neukazuje, zda se na konkrétním místě druh vyskytuje. 

Pouze udává, jak jsou pro něj vhodné podmínky. K získání dat o prezenci/absenci je 

nutné vhodnost prostředí nejprve převést na pravděpodobnost výskytu. 

Nejjednodušším způsobem je převod pomocí fixní prahové hodnoty, ale studie ukázaly 

(Grimmett et al. 2021; Meynard a Kaplan 2013), že takový přístup nereflektuje 

chování druhu ve skutečném světě a také téměř eliminuje gradient ve vztahu mezi 

vhodností a faktorem prostředí, který byl definován v předchozím kroku. Z tohoto 

důvodu byl použit pravděpodobnostní přístup, při kterém byla pravděpodobnost 

výskytu zjištěna pomocí logistické funkce (Obrázek 6). Tato pravděpodobnost závisí 

na hodnotě vhodnosti prostředí, byla opět vypočítána pro celou oblast a její hodnoty 

jsou v rozmezí 0–1 (Obrázek 7). Místa s prezencí/absencí jsou pak vytvořena jako 

náhodný výběr pixelů vážený pravděpodobností výskytu. K tomuto celému postupu 

byla použita funkce convertToPA. 

  

Obrázek 6: Logistická funkce zobrazující vztah mezi vhodností prostředí a pravděpodobností výskytu 
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Posledním krokem generování virtuálního druhu bylo vytvoření vzorku 

nálezových dat ve formě bodů. Každý bod měl atributy se souřadnicemi a informací o 

tom, zda se jedná o prezenci či o absenci. K tvorbě této bodové sady sloužila funkce 

sampleOccurrences, jejímž vstupem byl rastr prezence/absence. Počet vytvořených 

nálezů byl nastaven na 300 a parametr species prevalence, který udává poměr mezi 

prezencí a absencí, měl hodnotu 0,33, tudíž výsledkem byl dvojnásobek absencí oproti 

prezencím. Na této sadě byla později simulována polohová chyba a také sloužila 

k trénování a testování modelů. Celý proces tvorby virtuálního druhu byl v R proveden 

následovně: 

params_ALS.2022 <- formatFunctions(CHM_ALS.2022 = c(fun = 'dnorm', 

mean = 20, sd = 5)) 

 

VS_ALS.2022 <- generateSpFromFun(raster.stack = CHM_ALS.2022, 

parameters = params_ALS.2022, plot = FALSE) 

 

PA.raster_ALS.2022 <- convertToPA(VS_ALS.2022, alpha = -0.05, beta 

= 0.3, plot = FALSE)  

  

Obrázek 7: Pravděpodobnost výskytu virtuálního druhu 
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PA.sampling_ALS.2022 <- sampleOccurrences(PA.raster_ALS.2022, n = 

300, type = "presence-absence", plot = FALSE, sample.prevalence = 

0.33) 

3.3 Simulace polohové chyby 

K posouzení vlivu polohové chyby ve vstupních datech na model bylo potřeba 

tuto chybu nasimulovat, a to posunem souřadnic v libovolném směru v rámci 

testovaného území. Byly definovány jednotlivé úrovně posunu podle vzdálenosti, o 

kterou se mohly změnit původní souřadnice. Testovány byly 2 způsoby simulování 

polohové chyby. V prvním z nich byly posuny provedeny tak, že úrovně na sebe 

navazovaly, tedy že minimální vzdálenost posunu dané úrovně vždy navazovala na 

maximální vzdálenost posunu úrovně předchozí. Úrovně byly následující: 5-10 m 

(E1), 10-50 m (E2), 50-100 m (E3), 100-300 m (E4) a 300-500 m (E5). Ve druhém 

způsobu simulování polohové chyby byly úrovně posunu vytvořeny tak, že minimální 

vzdálenost všech úrovní byla stejná a postupně se navyšovala pouze maximální 

vzdálenost. Úrovně posunu pak vypadaly takto: 5-10 m (E1), 5-50 m (E2), 5-100 m 

(E3), 5-300 m (E4) a 5-500 m (E5). Cílem bylo zjistit, zda má odlišná reprezentace 

polohové chyby na modely nějaký vliv. K posunu souřadnic bylo využito těchto dvou 

funkcí v programovacím jazyce R: 

inside <- function(x, y, mask){ 

ins <- ifelse(x < mask@extent@xmin | x > mask@extent@xmax | y < 
mask@extent@ymin | y > mask@extent@ymax, FALSE, TRUE) 

  if (ins == TRUE) { 

    val <- extract(mask, SpatialPoints(coords = matrix(c(x,y), ncol 
= 2))) 

    ins <- ifelse(is.na(val), FALSE, TRUE) 

  } 

  return(ins) 

} 

 

shift <- function(x, y, dist, mask){ 

  new.x <- x 

  new.y <- y 

  inside <- FALSE 

  while (!inside){ 

    angle <- runif(1,0,360)*pi/180 
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    new.x <- x + dist*sin(angle) 

    new.y <- y + dist*cos(angle) 

    inside <- inside(new.x, new.y, mask) 

  } 

  return(c(new.x, new.y)) 

} 

Funkce inside limitovala posun pouze do oblasti zájmu tak, že při každém 

posunu souřadnic získala hodnotu rastru v tomto novém místě. Jako rastr zde byl 

použitý model výšky vegetace, který byl oříznutý na zájmové území. Pokud se 

posunutý bod bude stále nacházet v oblasti zájmu, bude tomuto místu odpovídat 

příslušná hodnota buňky rastru v tomto místě. Pokud by ale nový bod byl posunutý za 

hranice zájmového území, v takovém místě nebude hodnota rastru dostupná (vrátí NA 

hodnotu) a dojde k jeho vyřazení. To se bude opakovat do té doby, než bude posunutý 

bod ležet v oblasti zájmu. Funkce shift posouvala body v definovaných úrovních 

polohové chyby (E1 – E5). 

Před samotným posunem byla nálezová data prezencí a absencí rozdělena na 

trénovací a testovací sadu v rovnoměrném poměru. Posuny byly následně provedeny 

pouze na trénovací sadě a testovací sada obsahovala původní nezměněné souřadnice. 

Takto bylo vytvořeno 5 úrovní polohové chyby v trénovací sadě, způsobem vzájemně 

navazujících úrovní: 

Train_ALS.2022[,c("E1x", "E1y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 5, 10),mask=mask))) 

 

Train_ALS.2022[,c("E2x", "E2y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 10, 

50),mask=mask))) 

 

Train_ALS.2022[,c("E3x", "E3y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 50, 

100),mask=mask))) 
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Train_ALS.2022[,c("E4x", "E4y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 100, 

300),mask=mask)))  

 

Train_ALS.2022[,c("E5x", "E5y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 300, 

500),mask=mask))) 

 

Pro druhý způsob simulování polohové chyby, kde každá úroveň posunu 

začínala na hodnotě 5 m, bylo využito stejných příkazů, jako u prvního způsobu, pouze 

byly změněny minimální vzdálenosti posunu: 

 

Train_ALS.2022[,c("E1x", "E1y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 5, 10),mask=mask))) 

 

Train_ALS.2022[,c("E2x", "E2y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 5, 50),mask=mask))) 

 

Train_ALS.2022[,c("E3x", "E3y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 5, 

100),mask=mask))) 

 

Train_ALS.2022[,c("E4x", "E4y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 5, 

300),mask=mask)))  

 

Train_ALS.2022[,c("E5x", "E5y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 5, 

500),mask=mask))) 
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Dále byly extrahovány hodnoty všech 3 rastrů výšky vegetace z příslušných 

poloh všech (nyní i posunutých) bodů trénovací i testovací sady. Obě sady tak byly 

vytvořeny třikrát a v jedné byly obsaženy výšky vegetace z dat ALS z roku 2022, ve 

druhé z roku 2012 a ve třetí výšky z predikovaného globálního modelu z dat GEDI.  

3.4 Tvorba modelů 

Jelikož byla nálezová data ve formě prezencí a absencí, byly použity zobecněné 

lineární modely, které jsou v modelování druhové distribuce běžně používané  

(Hellegers et al. 2020; Gábor et al. 2020b; Melo-Merino et al. 2020;). Byly vytvořeny 

tři skupiny modelů podle toho, jaký model výšky vegetace do nich vstupoval jako 

prediktor. Ve všech těchto skupinách bylo vytvořeno šest modelů, jeden obsahoval 

původní neposunutá nálezová data a v ostatních pěti byla nálezová data posunuta podle 

popsaných úrovní. Tyto modely byly poté použity k predikci pravděpodobnosti 

výskytu. Nejprve byla predikována na testovacích sadách, které obsahovaly hodnoty 

z příslušných modelů výšky vegetace. Výsledkem byly predikované pravděpodobnosti 

výskytu v bodech testovacích sad. Poté byla predikce ještě provedena na celém území, 

tedy na všech rastrech výšky vegetace. Takovým výsledkem byly opět rastry, tentokrát 

s hodnotami predikované pravděpodobnosti výskytu. 

K vyhodnocení kvality modelů byla použita plocha pod ROC křivkou (area 

under curve – AUC), která nabývá hodnot mezi 0 a 1, přičemž hodnota 0,5 představuje 

náhodnou predikci a hodnoty nad 0,9 označují velice kvalitní model (Fielding a Bell 

1997). Dále byl vypočten Warrenův index I (Warren et al. 2008) a Schoenerův index 

D (Schoener 1968). Oba tyto indexy kvantifikují rozdíl mezi skutečnou 

pravděpodobností výskytu vytvořeného virtuálního druhu a pravděpodobností výskytu 

predikovanou modely. Porovnávají jejich překryv na celém území a jejich hodnoty se 

také pohybují v rozsahu 0 až 1, kde 0 znamená žádný překryv a 1 perfektní překryv. 

Ačkoliv jsou způsoby počítání těchto indexů trochu odlišné, mezi jejich výsledky jsou 

jen malé rozdíly. Byly vypočteny pomocí následující funkce: 

index <- function (pred1, pred2, na.rm = TRUE){ 

  p1 <- pred1/sum(pred1, na.rm = na.rm) 

  p2 <- pred2/sum(pred2, na.rm = na.rm) 

  SchoenerD <- 1 - 0.5 * sum(abs(p1 - p2), na.rm = na.rm) 
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  HellingerDist <- sqrt(sum((sqrt(p1) - sqrt(p2))^2, na.rm = 

na.rm)) 

  WarrenI <- 1 - ((HellingerDist^2)/2) 

  data.frame(SchoenerD = SchoenerD, WarrenI = WarrenI, 

HellingerDist = HellingerDist) 

} 

Celý proces tvorby virtuálního druhu, simulace polohové chyby, tvorby 

modelů i hodnocení jejich kvality byl 20krát zopakován. Prvek náhody při vytváření 

mapy prezence/absence a tvorbě vzorku nálezových dat zajišťoval, že výsledky nebyly 

pokaždé zcela totožné. 
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4 Výsledky 

Bylo zjištěno, že mezi modely s odlišným způsobem simulování polohové 

chyby jsou zcela zanedbatelné rozdíly, což dokazují hodnoty vybraných metrik 

(Obrázek 8). V tomto případě tedy nezáleží, jakým způsobem jsou jednotlivé úrovně 

definovány a je pravděpodobné, že kvalitu modelů ovlivňují spíše maximální hodnoty 

polohové chyby v daných úrovních. Dále proto bude věnována pozornost pouze 

modelům se vzájemně navazujícími úrovněmi polohové chyby. 

Výsledné hodnoty AUC (Obrázek 9) ukazují, jaké kvality dosahují modely 

s různou úrovní polohové chyby a přesností prediktoru. Nejvyšší kvalitu mají modely 

založené na aktuálním a přesném CHM z dat leteckého laserového skenování z roku 

2022, na kterém byl zároveň simulován virtuální druh. Hodnoty se ve všech úrovních 

polohové chyby pohybovaly v rozmezí 0,9 – 1, což značí výbornou predikční 

schopnost modelů. Stále za velice kvalitní lze považovat modely založené na druhém 

CHM vytvořeném z dat ALS, ale starším z roku 2012. Zde se hodnoty AUC 

pohybovaly mezi 0,8 – 0,9. Nejméně přesné modely z hlediska vstupního prediktoru 

byly ty, založené na predikovaném globálním CHM z dat GEDI. Ačkoliv se jeho data 

vztahují k roku 2020, a má tedy časově blíže k CHM, na kterém byl simulován 

Obrázek 8: Hodnoty AUC a indexu Warren I pro modely se stejnou minimální vzdáleností posunu 

(nahoře) a pro modely s navzájem navazujícími úrovněmi posunu (dole). 
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virtuální druh, než starý model z roku 2012, je zároveň velmi nekvalitní a podle hodnot 

AUC vykazuje horší přesnost. Dále je patrné, že AUC není příliš citlivá na polohovou 

chybu v datech. I přes posun souřadnic až v řádu stovek metrů oproti původním, 

zůstávají průměrné hodnoty AUC takřka nezměněny (Tabulka 2). U modelů 

založených na CHM z roku 2022 způsobuje nárůst polohové chyby větší variabilitu 

hodnot AUC. Ostatní modely na polohovou chybu téměř nereagují.  

  Polohová chyba 

   E0 E1 E2 E3 E4 E5 

A
U

C
 

ALS2012 
μ 0,86 0,86 0,86 0,84 0,84 0,84 

σ 0,04 0,04 0,03 0,03 0,05 0,04 

ALS2022 
μ 0,99 0,99 0,97 0,95 0,91 0,89 

σ 0,01 0,01 0,05 0,05 0,11 0,12 

GEDI 
μ 0,74 0,74 0,74 0,74 0,73 0,73 

σ 0,05 0,05 0,06 0,06 0,06 0,06 

 

Tabulka 2: Střední hodnoty μ a směrodatné odchylky σ AUC pro modely s jednotlivými úrovněmi 

polohové chyby (E0 – bez posunu, E1 - 5-10 m, E2 - 10-50 m, E3 - 50-100 m, E4 - 100-300 m, E5 - 300-

500 m) a odlišnými modely výšky vegetace. 

Obrázek 9: Výsledné AUC pro modely s jednotlivými úrovněmi polohové chyby (E0 – bez posunu, E1 - 

5-10 m, E2 - 10-50 m, E3 - 50-100 m, E4 - 100-300 m, E5 - 300-500 m) a odlišnými modely výšky 

vegetace. 
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Warrenův index I porovnává překryv původní mapy vhodnosti prostředí 

s predikovanou pravděpodobností výskytu. Jeho hodnoty opět reflektují schopnost 

predikovat pravděpodobnost výskytu (Obrázek 10). Oproti AUC je zde již patrný vliv 

posunu souřadnic na kvalitu modelů. Kromě narůstající variability v hodnotách indexu 

dochází zároveň k poklesu jeho průměrných hodnot (Tabulka 3). Podobné výsledky 

udává také Schoenerův D index (Obrázek 11). Ačkoliv se hodnoty (Tabulka 4) obou 

indexů liší, z grafů lze pozorovat, že data sledují stejný trend. Indexy tak na polohovou 

chybu v datech o druhu reagují téměř totožně. Díky tomu je možné skutečně posoudit 

vliv polohové chyby v datech o druhu na model. 

 

 

Obrázek 10: Výsledný Warrenův index I pro modely s jednotlivými úrovněmi polohové chyby (E0 – bez 

posunu, E1 - 5-10 m, E2 - 10-50 m, E3 - 50-100 m, E4 - 100-300 m, E5 - 300-500 m) a odlišnými modely 

výšky vegetace. 
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Tabulka 3: Střední hodnoty μ a směrodatné odchylky σ Warrenova indexu I pro modely s jednotlivými 

úrovněmi polohové chyby (E0 – bez posunu, E1 - 5-10 m, E2 - 10-50 m, E3 - 50-100 m, E4 - 100-300 

m, E5 - 300-500 m) a odlišnými modely výšky vegetace. 

 

 

 

  Polohová chyba 

   E0 E1 E2 E3 E4 E5 

W
a
rr

en
ů

v
 I

 i
n

d
ex

 ALS2012 
μ 0,86 0,85 0,84 0,81 0,79 0,77 

σ 0,01 0,01 0,01 0,02 0,02 0,02 

ALS2022 
μ 0,97 0,92 0,88 0,84 0,81 0,78 

σ 0,01 0,02 0,02 0,03 0,03 0,04 

GEDI 
μ 0,8 0,8 0,8 0,79 0,77 0,75 

σ 0,01 0,01 0,01 0,01 0,02 0,01 

Obrázek 11: Výsledný Schoenerův index D pro modely s jednotlivými úrovněmi polohové chyby (E0 – 

bez posunu, E1 - 5-10 m, E2 - 10-50 m, E3 - 50-100 m, E4 - 100-300 m, E5 - 300-500 m) a odlišnými 

modely výšky vegetace. 
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Tabulka 4: Střední hodnoty μ a směrodatné odchylky σ Schoenerova indexu D pro modely s 

jednotlivými úrovněmi polohové chyby (E0 – bez posunu, E1 - 5-10 m, E2 - 10-50 m, E3 - 50-100 m, E4 

- 100-300 m, E5 - 300-500 m) a odlišnými modely výšky vegetace. 

Modely se vstupním CHM z přesnějších a aktuálnějších dat ALS jsou posunem 

souřadnic ovlivněny více než modely se starším CHM a predikovanou výškou 

vegetace z dat GEDI. U prvních jmenovaných dochází k propadu hodnot indexu již od 

první úrovně posunu, která se pohybuje od 5 do 10 m (E1) a tímto trendem pokračuje 

až do nejvyšší úrovně posunu. Naproti tomu u modelů založených na predikované 

výšce z dat GEDI dochází k prvnímu mírnému poklesu hodnot indexu až u polohové 

chyby od 50 do 100 m (E3) a k většímu poklesu až u posunu od 100 do 300 m (E4). 

Ačkoliv jsou tedy tyto modely celkově méně přesné než modely s daty ALS, polohová 

chyba má na ně menší vliv. 

Samotné použití nekvalitních prediktorů má na přesnost modelů také značný 

vliv. Porovnání dvou skupin modelů založených na CHM z dat ALS ukazuje pokles 

hodnot indexů při použití starších dat. Ještě výraznější pokles je zaznamenán u modelů 

založených na CHM z dat GEDI. Pokud bychom hodnotili modely s neposunutými 

souřadnicemi, tak u Warrenova indexu I hodnoty klesají z průměrných 0,97 (ALS 

2022) na 0,86 (ALS 2012) a dokonce až na 0,8 (CHM GEDI). Pro srovnání, takové 

hodnoty odpovídají přesnosti modelů s daty ALS 2022 s polohovou chybou úrovně 

E4 – E5, tedy až 500 m. 

Z pohledu interakce polohové chyby s nekvalitními prediktory je zřejmé, že 

výskyt obou chyb současně nezpůsobuje signifikantnější zhoršení přesnosti modelu. 

Toto chování lze pozorovat u modelů s prediktorem výšky vegetace z predikovaných 

dat GEDI. Tento prediktor je, jak již bylo zmíněno, velice nepřesný a již sám o sobě 

snižuje přesnost modelu. Přidání další chyby v podobě posunu souřadnic již ale nevede 

  Polohová chyba 

   E0 E1 E2 E3 E4 E5 

S
ch

o
en

er
ů

v
 D

 i
n

d
ex

 
ALS2012 

μ 0,66 0,64 0,62 0,58 0,54 0,52 

σ 0,01 0,01 0,02 0,03 0,02 0,03 

ALS2022 
μ 0,86 0,72 0,66 0,61 0,57 0,53 

σ 0,02 0,04 0,03 0,05 0,04 0,05 

GEDI 
μ 0,55 0,55 0,55 0,54 0,51 0,49 

σ 0,01 0,01 0,02 0,01 0,02 0,02 
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k dalšímu poklesu přesnosti. Hodnoty Schoenerova D indexu se pro tyto modely 

pohybují napříč všemi úrovněmi polohové chyby v rozsahu 0,55 – 0,50. Pokles 

přesnosti je zde jen minimální. Naproti tomu u modelů založených na přesném 

prediktoru v podobě výšky vegetace z dat ALS 2022 je klesají hodnoty jen v první 

úrovni polohové chyby z 0,86 na 0,72. 
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5 Diskuze 

Z výsledků vyplývá, že nedochází k synergickému působení polohové chyby 

v nálezových datech o druhu a nepřesných prediktorů na model, nýbrž výskyt jedné 

chyby zamezuje projevu chyby druhé a není způsobeno další zhoršení modelu. To lze 

dokázat na modelech založených na starším CHM z dat ALS z roku 2012 a také na 

predikované výšce z dat GEDI. V prvně jmenovaných je zdrojem nepřesnosti časový 

rozdíl mezi vytvořením virtuálního druhu a pořízením prediktoru. Prediktory 

v druhých modelech jsou zatíženy nepřesnostmi už ze své podstaty, že se jedná o 

predikovanou výšku vegetace, která je sice aktuálnější, ale pochází z vícero datových 

zdrojů a od skutečného stavu v podobě CHM z dat ALS se výrazně odchylují. Obě tyto 

skupiny modelů tedy obsahují nekvalitní prediktory a vliv samotné polohové chyby se 

téměř neprojevuje. Naproti tomu u modelů založených na kvalitním prediktoru 

v podobě CHM z dat ALS z roku 2022, na kterém byl generován virtuální druh a jeho 

míra neurčitosti je tak nízká, se vliv polohové chyby v nálezových datech o druhu 

naplno projevuje. Každá další úroveň polohové chyby zde znamená pokles hodnot 

indexů hodnotících jejich přesnost. Z toho mimo jiné vyplývá, že pokud je očekávána 

chyba v prediktorech, není potřeba vynakládat snahu o zpřesnění nálezových dat. 

Nicméně v případě polohové chyby to platí do hodnot 100–300 m. Od této úrovně i 

v takových modelech začíná klesat přesnost. Nakonec bylo zjištěno, že odlišný způsob 

simulování polohové chyby nemá na kvalitu modelů druhové distribuce takřka žádný 

vliv. 

Polohové chybě a jejímu efektu na modely druhové distribuce se věnuje velké 

množství studií (Gábor et al. 2022; 2023; Hanberry 2013; Naimi et al. 2014; Osborne 

a Leitão 2009; Smith et al. 2023; Tulowiecki et al. 2015). Například ve studii Gábora 

et al. (2020b) zkoumali, zda polohová chyba ovlivňuje více modely generalistů, 

specialistů nebo jejich průměru. Jejich výsledky říkají, že chyba se ve všech třech 

případech nejvíce projevovala mezi žádným posunem souřadnic a nejmenším 

simulovaným posunem, který byl v jejich případě 5-10 m, což je stejná úroveň posunu, 

jako je v této práci. Stejné chování modelů ukázaly i naše výsledky. Jejich hlavním 

zjištěním bylo, že polohová chyba ovlivňuje více modely specialistů než generalistů. 

Mimo jiné také potvrdili, že zvýšení počtu záznamů v datech o druzích vede ke 

zlepšení kvality modelů, což zmiňovali i Moudrý a Šímová (2012). Testování změn 

v počtu záznamů by mohlo být prospěšné i v této práci. Mohlo by tak být například 
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zjištěno, zda by zvýšení počtu záznamů vedlo ke zlepšení kvality modelů založených 

na datech GEDI a dostalo je blíže ke kvalitě modelů založených na datech leteckého 

laserového skenování. K hodnocení modelů využili kromě AUC a Warrenova indexu 

I ještě metriku true skill statistics (TSS) a Spearmanův korelační koeficient. Zahrnutí 

některé z těchto metrik by mohlo rovněž zpřesnit některé výsledky této práce. Mohly 

by například pomoci vysvětlit, proč zde AUC téměř nereaguje na polohovou chybu 

v datech.  Nutno podotknout, že samotná AUC je často kritizována jako metrika 

hodnotící přesnost modelů druhové distribuce. Lobo et al. (2008) například ve své 

studii vysvětlili 5 důvodů, proč může být AUC zavádějící. Mezi hlavní patří 

skutečnost, že AUC nedokáže vymezit prostorové rozložení chyb v modelech, a také 

že zvětšováním geografického rozsahu modelování mimo oblast prezencí se zvyšuje 

hodnota AUC díky vyššímu poměru správně predikovaných absencí.  

Další studii, která zkoumala vliv polohové chyby na modely druhové 

distribuce, přinesli i Mitchell et al. (2017). Podobně jako Gábor et al. (2020b) testovali 

modely s různými úrovněmi polohové chyby a také zjišťovali efekt počtu záznamů na 

kvalitu modelů. I oni potvrdili, že zvýšení počtu záznamů zlepšuje predikční schopnost 

modelů a ubírá na variabilitě příslušných metrik. Zajímavějším zjištěním v kontextu 

této práce je však fakt, že v jejich případě rovněž AUC nevykazovalo žádné změny 

s rostoucí polohovou chybou. Není jasné, z jakého důvodu nejsou hodnoty AUC 

posunem souřadnic v datech o druhu ovlivněny. Odlišný byl od této práce přístup 

v počítání. V jejich studii počítali AUC na celém predikovaném rastru vhodnosti 

prostředí, zatímco v této práci bylo vypočteno na testovací sadě diskrétních bodů, 

přesto byl výsledek stejný. V závěru studie konstatovali, že na základě tohoto zjištění 

lze tvořit kvalitní modely druhové distribuce i s určitou úrovní polohové chyby. To je 

do jisté míry pravda, ale výsledky této práce ukazují, že stejné modely jsou hodnoceny 

jinak pomocí AUC a jinak pomocí například Warrenova indexu I. Důraz by měl být 

tedy kladen na zahrnutí metrik fungujících na odlišných principech a nespoléhat se 

pouze na jednu. 

Časový rozdíl mezi daty o druhu a o prostředí nemá na modely příliš velký 

vliv. To potvrzují i ve studii Vierling et al. (2014), kteří rovněž porovnávali modely 

s časovým rozdílem mezi daty o druhu a o prostředí. Zjistili, že 6 let rozdílu nezpůsobí 

tak zásadní pokles kvality modelů a je i s takovými daty možné vytvořit použitelnou 

predikci druhové distribuce, což podporuje i tato práce, kde je mezi dvěma CHM z dat 
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ALS rozdíl 10 let. Zároveň ale podotýkají, že záleží na tom, jaké prediktory do modelů 

vstupují a je potřeba být obezřetný, protože některé proměnné se za takovou dobu 

mohou proměnit více než jiné. Také Hill a Hinsley (2015) dokázali, že časový rozdíl 

až 12 let mezi pořízením modelů výšky vegetace není velkou překážkou v modelování 

druhové distribuce. Za zmínku stojí, že jejich oblastí zájmu byl starší les, kde již 

nedochází k nijak zásadním změnám a výsledek by mohl být jiný na odlišné lokalitě. 

Na to koneckonců upozorňují i Moudrý et al. (2021), že zatímco jsou u leteckého 

laserového skenování běžné rozdíly v době pořízení dat stejného území 5 až 10 let, což 

je pro některé oblasti adekvátní, pro některé rychle se vyvíjející lokality, jako jsou 

například ranná sukcesní stanoviště, může již takový rozdíl zanášet do modelů chybu. 

Otázkou je tedy, jak často je vhodné taková data pořizovat, jelikož se jedná o velice 

nákladnou činnost. 

Žádná studie se nepokoušela zjistit, zda odlišná metoda simulování polohové 

chyby bude mít nějaký vliv na kvalitu modelů. V literatuře se objevují dva způsoby 

vymezení úrovní polohové chyby, například u Gábora et al. (2023) na sebe úrovně 

navazují (50-100 m, 100-250 m, 250-500 m…) a v práci Mitchell et al. (2017) všechny 

začínaly na stejné hodnotě a pouze se navyšovala maximální vzdálenost (0-5 m, 0-25 

m, 0-50 m…). V této práci byly otestovány oba způsoby a bylo dokázáno, že jinak 

definované úrovně posunu souřadnic produkují totožné modely. Jelikož se v úrovních 

lišila vždy minimální vzdálenost posunu, ale maximální byla v odpovídajících 

úrovních stejná, je možné, že jsou modely ovlivňovány hlavně maximální možnou 

vzdáleností posunu.   
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6 Závěr 

Tato práce zkoumala, jak polohová chyba v nálezových datech o druhu 

ovlivňuje přesnost modelů druhové distribuce založených na prediktorech s různou 

kvalitou. Za využití virtuálního druhu bylo dokázáno, že nedochází k synergickému 

působení obou chyb zároveň, ale v případě výskytu jedné chyby zaniká efekt chyby 

druhé. Tento jev se projevuje u modelů, jehož prediktory nesou určitou míru 

nepřesnosti a polohová chyba má na ně kvůli tomu menší vliv. U modelů, jejichž 

prediktory nejsou natolik zatíženy neurčitostmi v datech, dochází ke značnému 

poklesu přesnosti již od nejnižší úrovně polohové chyby. Na základě těchto zjištění se 

doporučuje pro modelování druhové distribuce vybírat vždy co nejpřesněji 

lokalizovaná data o druhu a prediktory vhodné kvality, jelikož ty vedou 

k nejpřesnějším výsledkům. Pokud však takto kvalitní prediktory nejsou k dispozici, 

není potřeba vybírat pouze polohově přesná data (čímž se snižuje počet záznamů 

v datech o druhu), protože by takový krok nepřinesl zvýšení prediktivní schopnosti 

modelu.  
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8 Přílohy 

Příloha A – Skript v R zahrnující podstatné metodické kroky 

Část 1 – Načtení balíčků, dat a jejich příprava 

# nacteni balicku 

library(PresenceAbsence) 

library(virtualspecies) 

library(raster) 

library(tidyverse) 

library(sf) 

library(dismo) 

# nastaveni adresare 

setwd("*cesta/do/adresare*") 

# vstupni data 

krnap <- read_sf(dsn = "KRNAP/KRNAP_hranice.shp") 

CHM_ALS.2012 <- raster("CHM_ALS2012/chm_2012.tif") 

CHM_ALS.2022 <- raster("CHM_ALS2022/chm_2022.tif") 

CHM_GEDI <- raster("CHM_GEDI/chm_GEDI.tif") 

# nastaveni NA hodnot 

CHM_ALS.2022[is.na(CHM_ALS.2022)] <- 0 

CHM_ALS.2022[CHM_ALS.2022 < 0 | CHM_ALS.2022 > 45 ] <- NA 

CHM_ALS.2022 <- mask(CHM_ALS.2022, krnap) 

CHM_GEDI[CHM_GEDI > 60] <- NA 

names(CHM_ALS.2012) <- c("CHM_ALS.2012") 

names(CHM_ALS.2022) <- c("CHM_ALS.2022") 

names(CHM_GEDI) <- c("CHM_GEDI") 

# priprava dat 

stack_ALS.2012 <- stack(CHM_ALS.2012) 

stack_ALS.2022 <- stack(CHM_ALS.2022) 

stack_gedi <- stack(CHM_GEDI) 

names(stack_ALS.2012) <- c("CHM_ALS.2012") 

names(stack_ALS.2022) <- c("CHM_ALS.2022") 
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names(stack_gedi) <- c("CHM_GEDI") 

mask <- CHM_ALS.2022 

 

Část 2 – Generování virtuálního druhu 

# generovani virtual species 

print("generovani suitability rastru a virtual species") 

params_ALS.2022 <- formatFunctions(CHM_ALS.2022 = c(fun = 'dnorm', 

mean = 20, sd = 5)) 

VS_ALS.2022 <- generateSpFromFun(raster.stack = CHM_ALS.2022, 

parameters = params_ALS.2022, plot = FALSE) 

pred1 <- as.data.frame(VS_ALS.2022$suitab.raster@data@values) 

 

Část 3 – Definování funkcí 

# funkce limitujici posun pouze do oblasti zajmu 

inside <- function(x, y, mask){ 

  ins <- ifelse(x < mask@extent@xmin | x > mask@extent@xmax | y < 

mask@extent@ymin | y > mask@extent@ymax, FALSE, TRUE) 

  if (ins == TRUE) { 

    val <- extract(mask, SpatialPoints(coords = matrix(c(x,y), ncol 

= 2))) 

    ins <- ifelse(is.na(val), FALSE, TRUE) 

  } 

  return(ins) 

} 

# funkce posouva zaznamy podle zadane vzdalenosti 

shift <- function(x, y, dist, mask){ 

  new.x <- x 
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  new.y <- y 

  inside <- FALSE 

  while (!inside){ 

    angle <- runif(1,0,360)*pi/180 

    new.x <- x + dist*sin(angle) 

    new.y <- y + dist*cos(angle) 

    inside <- inside(new.x, new.y, mask) 

  } 

  return(c(new.x, new.y)) 

} 

# funkce pro rozdeleni na trenovaci a testovaci sadu 

splitdf <- function(dataframe, seed=NULL) { 

  if (!is.null(seed)) set.seed(seed) 

  index <- 1:nrow(dataframe) 

  trainindex <- sample(index, trunc(length(index)*5/10)) 

  trainset <- dataframe[trainindex, ] 

  testset <- dataframe[-trainindex, ] 

  list(trainset=trainset,testset=testset) 

} 

# funkce pro niche overlap 

index <- function (pred1, pred2, na.rm = TRUE)  

{ 

  p1 <- pred1/sum(pred1, na.rm = na.rm) 

  p2 <- pred2/sum(pred2, na.rm = na.rm) 

  SchoenerD <- 1 - 0.5 * sum(abs(p1 - p2), na.rm = na.rm) 
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  HellingerDist <- sqrt(sum((sqrt(p1) - sqrt(p2))^2, na.rm = 

na.rm)) 

  WarrenI <- 1 - ((HellingerDist^2)/2) 

  data.frame(SchoenerD = SchoenerD, WarrenI = WarrenI, 

HellingerDist = HellingerDist) 

} 

 

Část 4 – Cyklus pro vytvoření nálezových dat, simulování polohové chyby, tvorbu 

modelů a výpočet metrik 

# FOR CYKLUS 

for (i in 1:20) { 

# prevedeni na P/A 

  print("prevedeni na P/A") 

  PA.raster_ALS.2022 <- convertToPA(VS_ALS.2022, alpha = -0.05, 

beta = 0.3, plot = FALSE) 

# sampling occurences 

  print("sampling occurences") 

  PA.sampling_ALS.2022 <- sampleOccurrences(PA.raster_ALS.2022, n = 

301, type = "presence-absence", plot = FALSE, sample.prevalence = 

0.33) 

# priprava dat na posun zaznamu 

  print("priprava dat na posun zaznamu") 

  DATA.Prep_ALS.2022 <- 

as.data.frame(PA.sampling_ALS.2022$sample.points) 

  s_ALS.2022 <- nrow(DATA.Prep_ALS.2022) 

  DATA.Prep_ALS.2022$ID <- 1:s_ALS.2022 

  split_ALS.2022 <- splitdf(DATA.Prep_ALS.2022) 

  Train_ALS.2022 <- split_ALS.2022$trainset 
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  Test_ALS.2022 <- split_ALS.2022$testset 

# posun E1 - E5 -> E1 = 5-10m; E2 = 10-50m; E3 = 50-100m; E4 = 100-

300m; E5 = 300-500m 

  print("posun ALS2022") 

  Train_ALS.2022[,c("E1x", "E1y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 5, 10),mask=mask))) 

  Train_ALS.2022[,c("E2x", "E2y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 5, 50),mask=mask))) 

  Train_ALS.2022[,c("E3x", "E3y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 5, 

100),mask=mask))) 

  Train_ALS.2022[,c("E4x", "E4y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 5, 

300),mask=mask)))  

  Train_ALS.2022[,c("E5x", "E5y")] <- t(apply(Train_ALS.2022, 1, 

function(.) shift(.["x"], .["y"], dist=runif(1, 5, 

500),mask=mask))) 

# pojmenovani sloupcu a ulozeni hodnot 

# ALS2012 

  print("pojmenovani sloupcu a ulozeni hodnot") 

  ID <- Train_ALS.2022$ID 

  XY_E0 <- Train_ALS.2022[,1:2] 

  XY_E1 <- Train_ALS.2022[,6:7] 

  XY_E2 <- Train_ALS.2022[,8:9] 

  XY_E3 <- Train_ALS.2022[,10:11] 

  XY_E4 <- Train_ALS.2022[,12:13] 

  XY_E5 <- Train_ALS.2022[,14:15] 

  Observed_Train <- Train_ALS.2022[4] 
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  Value_E0.A.2012 <- data.frame(extract(CHM_ALS.2012, 

SpatialPoints(coords = XY_E0))) 

  Value_E1.A.2012 <- data.frame(extract(CHM_ALS.2012, 

SpatialPoints(coords = XY_E1))) 

  Value_E2.A.2012 <- data.frame(extract(CHM_ALS.2012, 

SpatialPoints(coords = XY_E2))) 

  Value_E3.A.2012 <- data.frame(extract(CHM_ALS.2012, 

SpatialPoints(coords = XY_E3))) 

  Value_E4.A.2012 <- data.frame(extract(CHM_ALS.2012, 

SpatialPoints(coords = XY_E4))) 

  Value_E5.A.2012 <- data.frame(extract(CHM_ALS.2012, 

SpatialPoints(coords = XY_E5))) 

  ALS.2012_Train.E0 <- data.frame(ID, XY_E0, Observed_Train, 

Value_E0.A.2012) 

  names(ALS.2012_Train.E0) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2012") 

  ALS.2012_Train.E1 <- data.frame(ID, XY_E1, Observed_Train, 

Value_E1.A.2012) 

  names(ALS.2012_Train.E1) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2012") 

  ALS.2012_Train.E2 <- data.frame(ID, XY_E2, Observed_Train, 

Value_E2.A.2012) 

  names(ALS.2012_Train.E2) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2012") 

  ALS.2012_Train.E3 <- data.frame(ID, XY_E3, Observed_Train, 

Value_E3.A.2012) 

  names(ALS.2012_Train.E3) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2012") 

  ALS.2012_Train.E4 <- data.frame(ID, XY_E4, Observed_Train, 

Value_E4.A.2012) 
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  names(ALS.2012_Train.E4) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2012") 

  ALS.2012_Train.E5 <- data.frame(ID, XY_E5, Observed_Train, 

Value_E5.A.2012) 

  names(ALS.2012_Train.E5) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2012") 

  ID <- Test_ALS.2022$ID 

  XY <- Test_ALS.2022[,1:2] 

  Observed <- Test_ALS.2022[4] 

  Value_T.A.2012 <- data.frame(extract(CHM_ALS.2012, 

SpatialPoints(coords = XY))) 

  ALS.2012_Test <- data.frame(ID, XY, Observed, Value_T.A.2012) 

  names(ALS.2012_Test) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2012") 

  # ALS2022 

  ID <- Train_ALS.2022$ID 

  XY_E0 <- Train_ALS.2022[,1:2] 

  XY_E1 <- Train_ALS.2022[,6:7] 

  XY_E2 <- Train_ALS.2022[,8:9] 

  XY_E3 <- Train_ALS.2022[,10:11] 

  XY_E4 <- Train_ALS.2022[,12:13] 

  XY_E5 <- Train_ALS.2022[,14:15] 

  Observed_Train <- Train_ALS.2022[4] 

  Value_E0.A.2022 <- data.frame(extract(CHM_ALS.2022, 

SpatialPoints(coords = XY_E0))) 

  Value_E1.A.2022 <- data.frame(extract(CHM_ALS.2022, 

SpatialPoints(coords = XY_E1))) 
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  Value_E2.A.2022 <- data.frame(extract(CHM_ALS.2022, 

SpatialPoints(coords = XY_E2))) 

  Value_E3.A.2022 <- data.frame(extract(CHM_ALS.2022, 

SpatialPoints(coords = XY_E3))) 

  Value_E4.A.2022 <- data.frame(extract(CHM_ALS.2022, 

SpatialPoints(coords = XY_E4))) 

  Value_E5.A.2022 <- data.frame(extract(CHM_ALS.2022, 

SpatialPoints(coords = XY_E5))) 

  ALS.2022_Train.E0 <- data.frame(ID, XY_E0, Observed_Train, 

Value_E0.A.2022) 

  names(ALS.2022_Train.E0) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2022") 

  ALS.2022_Train.E1 <- data.frame(ID, XY_E1, Observed_Train, 

Value_E1.A.2022) 

  names(ALS.2022_Train.E1) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2022") 

  ALS.2022_Train.E2 <- data.frame(ID, XY_E2, Observed_Train, 

Value_E2.A.2022) 

  names(ALS.2022_Train.E2) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2022") 

  ALS.2022_Train.E3 <- data.frame(ID, XY_E3, Observed_Train, 

Value_E3.A.2022) 

  names(ALS.2022_Train.E3) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2022") 

  ALS.2022_Train.E4 <- data.frame(ID, XY_E4, Observed_Train, 

Value_E4.A.2022) 

  names(ALS.2022_Train.E4) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2022") 

  ALS.2022_Train.E5 <- data.frame(ID, XY_E5, Observed_Train, 

Value_E5.A.2022) 
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  names(ALS.2022_Train.E5) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2022") 

  ID <- Test_ALS.2022$ID 

  XY <- Test_ALS.2022[,1:2] 

  Observed <- Test_ALS.2022[4] 

  Value_T.A.2022 <- data.frame(extract(CHM_ALS.2022, 

SpatialPoints(coords = XY))) 

  ALS.2022_Test <- data.frame(ID, XY, Observed, Value_T.A.2022) 

  names(ALS.2022_Test) <- c("ID", "X", "Y", "Observed", 

"CHM_ALS.2022") 

# GEDI   

  ID <- Train_ALS.2022$ID 

  XY_E0 <- Train_ALS.2022[,1:2] 

  XY_E1 <- Train_ALS.2022[,6:7] 

  XY_E2 <- Train_ALS.2022[,8:9] 

  XY_E3 <- Train_ALS.2022[,10:11] 

  XY_E4 <- Train_ALS.2022[,12:13] 

  XY_E5 <- Train_ALS.2022[,14:15] 

  Observed_Train <- Train_ALS.2022[4] 

  Value_E0.G <- data.frame(extract(CHM_GEDI, SpatialPoints(coords = 

XY_E0))) 

  Value_E1.G <- data.frame(extract(CHM_GEDI, SpatialPoints(coords = 

XY_E1))) 

  Value_E2.G <- data.frame(extract(CHM_GEDI, SpatialPoints(coords = 

XY_E2))) 

  Value_E3.G <- data.frame(extract(CHM_GEDI, SpatialPoints(coords = 

XY_E3))) 
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  Value_E4.G <- data.frame(extract(CHM_GEDI, SpatialPoints(coords = 

XY_E4))) 

  Value_E5.G <- data.frame(extract(CHM_GEDI, SpatialPoints(coords = 

XY_E5))) 

  GEDI_Train.E0 <- data.frame(ID, XY_E0, Observed_Train, 

Value_E0.G) 

  names(GEDI_Train.E0) <- c("ID", "X", "Y", "Observed", "CHM_GEDI") 

  GEDI_Train.E1 <- data.frame(ID, XY_E1, Observed_Train, 

Value_E1.G) 

  names(GEDI_Train.E1) <- c("ID", "X", "Y", "Observed", "CHM_GEDI") 

  GEDI_Train.E2 <- data.frame(ID, XY_E2, Observed_Train, 

Value_E2.G) 

  names(GEDI_Train.E2) <- c("ID", "X", "Y", "Observed", "CHM_GEDI") 

  GEDI_Train.E3 <- data.frame(ID, XY_E3, Observed_Train, 

Value_E3.G) 

  names(GEDI_Train.E3) <- c("ID", "X", "Y", "Observed", "CHM_GEDI") 

  GEDI_Train.E4 <- data.frame(ID, XY_E4, Observed_Train, 

Value_E4.G) 

  names(GEDI_Train.E4) <- c("ID", "X", "Y", "Observed", "CHM_GEDI") 

  GEDI_Train.E5 <- data.frame(ID, XY_E5, Observed_Train, 

Value_E5.G) 

  names(GEDI_Train.E5) <- c("ID", "X", "Y", "Observed", "CHM_GEDI") 

  ID <- Test_ALS.2022$ID 

  XY <- Test_ALS.2022[,1:2] 

  Observed <- Test_ALS.2022[4] 

  Value_T.G <- data.frame(extract(CHM_GEDI, SpatialPoints(coords = 

XY))) 
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  GEDI_Test <- data.frame(ID, XY, Observed, Value_T.G) 

  names(GEDI_Test) <- c("ID", "X", "Y", "Observed", "CHM_GEDI") 

# GLM model a predikce novych hodnot 

# ALS2012 

  print("GLM model a predikce novych hodnot ALS2012") 

  Model_E0.A.2012 <- glm(formula = 

Observed~CHM_ALS.2012+I(CHM_ALS.2012^2), family = binomial, data = 

ALS.2012_Train.E0) 

  Model_E1.A.2012 <- glm(formula = 

Observed~CHM_ALS.2012+I(CHM_ALS.2012^2), family = binomial, data = 

ALS.2012_Train.E1) 

  Model_E2.A.2012 <- glm(formula = 

Observed~CHM_ALS.2012+I(CHM_ALS.2012^2), family = binomial, data = 

ALS.2012_Train.E2) 

  Model_E3.A.2012 <- glm(formula = 

Observed~CHM_ALS.2012+I(CHM_ALS.2012^2), family = binomial, data = 

ALS.2012_Train.E3) 

  Model_E4.A.2012 <- glm(formula = 

Observed~CHM_ALS.2012+I(CHM_ALS.2012^2), family = binomial, data = 

ALS.2012_Train.E4) 

  Model_E5.A.2012 <- glm(formula = 

Observed~CHM_ALS.2012+I(CHM_ALS.2012^2), family = binomial, data = 

ALS.2012_Train.E5) 

  predict_E0.A.2012 <- predict(Model_E0.A.2012, newdata = 

ALS.2012_Test, type = "response") 

  predict_E1.A.2012 <- predict(Model_E1.A.2012, newdata = 

ALS.2012_Test, type = "response") 

  predict_E2.A.2012 <- predict(Model_E2.A.2012, newdata = 

ALS.2012_Test, type = "response") 
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  predict_E3.A.2012 <- predict(Model_E3.A.2012, newdata = 

ALS.2012_Test, type = "response") 

  predict_E4.A.2012 <- predict(Model_E4.A.2012, newdata = 

ALS.2012_Test, type = "response") 

  predict_E5.A.2012 <- predict(Model_E5.A.2012, newdata = 

ALS.2012_Test, type = "response") 

  pred_index_E0.A.2012 <- predict(stack_ALS.2012, Model_E0.A.2012, 

type = "response") 

  pred_index_E1.A.2012 <- predict(stack_ALS.2012, Model_E1.A.2012, 

type = "response") 

  pred_index_E2.A.2012 <- predict(stack_ALS.2012, Model_E2.A.2012, 

type = "response") 

  pred_index_E3.A.2012 <- predict(stack_ALS.2012, Model_E3.A.2012, 

type = "response") 

  pred_index_E4.A.2012 <- predict(stack_ALS.2012, Model_E4.A.2012, 

type = "response") 

  pred_index_E5.A.2012 <- predict(stack_ALS.2012, Model_E5.A.2012, 

type = "response") 

  predicted_E0.A.2012 <- as.vector(predict_E0.A.2012) 

  predicted_E1.A.2012 <- as.vector(predict_E1.A.2012) 

  predicted_E2.A.2012 <- as.vector(predict_E2.A.2012) 

  predicted_E3.A.2012 <- as.vector(predict_E3.A.2012) 

  predicted_E4.A.2012 <- as.vector(predict_E4.A.2012) 

  predicted_E5.A.2012 <- as.vector(predict_E5.A.2012) 

  # ALS2022 

  print("GLM model a predikce novych hodnot ALS2022") 

  Model_E0.A.2022 <- glm(formula = 

Observed~CHM_ALS.2022+I(CHM_ALS.2022^2), family = binomial, data = 

ALS.2022_Train.E0) 
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  Model_E1.A.2022 <- glm(formula = 

Observed~CHM_ALS.2022+I(CHM_ALS.2022^2), family = binomial, data = 

ALS.2022_Train.E1) 

  Model_E2.A.2022 <- glm(formula = 

Observed~CHM_ALS.2022+I(CHM_ALS.2022^2), family = binomial, data = 

ALS.2022_Train.E2) 

  Model_E3.A.2022 <- glm(formula = 

Observed~CHM_ALS.2022+I(CHM_ALS.2022^2), family = binomial, data = 

ALS.2022_Train.E3) 

  Model_E4.A.2022 <- glm(formula = 

Observed~CHM_ALS.2022+I(CHM_ALS.2022^2), family = binomial, data = 

ALS.2022_Train.E4) 

  Model_E5.A.2022 <- glm(formula = 

Observed~CHM_ALS.2022+I(CHM_ALS.2022^2), family = binomial, data = 

ALS.2022_Train.E5) 

  predict_E0.A.2022 <- predict(Model_E0.A.2022, newdata = 

ALS.2022_Test, type = "response") 

  predict_E1.A.2022 <- predict(Model_E1.A.2022, newdata = 

ALS.2022_Test, type = "response") 

  predict_E2.A.2022 <- predict(Model_E2.A.2022, newdata = 

ALS.2022_Test, type = "response") 

  predict_E3.A.2022 <- predict(Model_E3.A.2022, newdata = 

ALS.2022_Test, type = "response") 

  predict_E4.A.2022 <- predict(Model_E4.A.2022, newdata = 

ALS.2022_Test, type = "response") 

  predict_E5.A.2022 <- predict(Model_E5.A.2022, newdata = 

ALS.2022_Test, type = "response")   

  pred_index_E0.A.2022 <- predict(stack_ALS.2022, Model_E0.A.2022, 

type = "response") 

  pred_index_E1.A.2022 <- predict(stack_ALS.2022, Model_E1.A.2022, 

type = "response") 
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  pred_index_E2.A.2022 <- predict(stack_ALS.2022, Model_E2.A.2022, 

type = "response") 

  pred_index_E3.A.2022 <- predict(stack_ALS.2022, Model_E3.A.2022, 

type = "response") 

  pred_index_E4.A.2022 <- predict(stack_ALS.2022, Model_E4.A.2022, 

type = "response") 

  pred_index_E5.A.2022 <- predict(stack_ALS.2022, Model_E5.A.2022, 

type = "response") 

  predicted_E0.A.2022 <- as.vector(predict_E0.A.2022) 

  predicted_E1.A.2022 <- as.vector(predict_E1.A.2022) 

  predicted_E2.A.2022 <- as.vector(predict_E2.A.2022) 

  predicted_E3.A.2022 <- as.vector(predict_E3.A.2022) 

  predicted_E4.A.2022 <- as.vector(predict_E4.A.2022) 

  predicted_E5.A.2022 <- as.vector(predict_E5.A.2022) 

  # GEDI 

  print("GLM model a predikce novych hodnot GEDI") 

  Model_E0.G <- glm(formula = Observed~CHM_GEDI+I(CHM_GEDI^2), 

family = binomial, data = GEDI_Train.E0) 

  Model_E1.G <- glm(formula = Observed~CHM_GEDI+I(CHM_GEDI^2), 

family = binomial, data = GEDI_Train.E1) 

  Model_E2.G <- glm(formula = Observed~CHM_GEDI+I(CHM_GEDI^2), 

family = binomial, data = GEDI_Train.E2) 

  Model_E3.G <- glm(formula = Observed~CHM_GEDI+I(CHM_GEDI^2), 

family = binomial, data = GEDI_Train.E3) 

  Model_E4.G <- glm(formula = Observed~CHM_GEDI+I(CHM_GEDI^2), 

family = binomial, data = GEDI_Train.E4) 

  Model_E5.G <- glm(formula = Observed~CHM_GEDI+I(CHM_GEDI^2), 

family = binomial, data = GEDI_Train.E5) 
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  predict_E0.G <- predict(Model_E0.G, newdata = GEDI_Test, type = 

"response") 

  predict_E1.G <- predict(Model_E1.G, newdata = GEDI_Test, type = 

"response") 

  predict_E2.G <- predict(Model_E2.G, newdata = GEDI_Test, type = 

"response") 

  predict_E3.G <- predict(Model_E3.G, newdata = GEDI_Test, type = 

"response") 

  predict_E4.G <- predict(Model_E4.G, newdata = GEDI_Test, type = 

"response") 

  predict_E5.G <- predict(Model_E5.G, newdata = GEDI_Test, type = 

"response") 

  pred_index_E0.G <- predict(stack_gedi, Model_E0.G, type = 

"response") 

  pred_index_E1.G <- predict(stack_gedi, Model_E1.G, type = 

"response") 

  pred_index_E2.G <- predict(stack_gedi, Model_E2.G, type = 

"response") 

  pred_index_E3.G <- predict(stack_gedi, Model_E3.G, type = 

"response") 

  pred_index_E4.G <- predict(stack_gedi, Model_E4.G, type = 

"response") 

  pred_index_E5.G <- predict(stack_gedi, Model_E5.G, type = 

"response")  

  predicted_E0.G <- as.vector(predict_E0.G) 

  predicted_E1.G <- as.vector(predict_E1.G) 

  predicted_E2.G <- as.vector(predict_E2.G) 

  predicted_E3.G <- as.vector(predict_E3.G) 

  predicted_E4.G <- as.vector(predict_E4.G) 
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  predicted_E5.G <- as.vector(predict_E5.G) 

  # vypocet AUC 

  # ALS2012 

  print("vypocet AUC ALS2012") 

  DAT_E0.A.2012 <- data.frame(ALS.2012_Test$ID, 

ALS.2012_Test$Observed, predicted_E0.A.2012) 

  DAT_E0.A.2012 <- na.omit(DAT_E0.A.2012) 

  DAT_E1.A.2012 <- data.frame(ALS.2012_Test$ID, 

ALS.2012_Test$Observed, predicted_E1.A.2012) 

  DAT_E1.A.2012 <- na.omit(DAT_E1.A.2012) 

  DAT_E2.A.2012 <- data.frame(ALS.2012_Test$ID, 

ALS.2012_Test$Observed, predicted_E2.A.2012) 

  DAT_E2.A.2012 <- na.omit(DAT_E2.A.2012) 

  DAT_E3.A.2012 <- data.frame(ALS.2012_Test$ID, 

ALS.2012_Test$Observed, predicted_E3.A.2012) 

  DAT_E3.A.2012 <- na.omit(DAT_E3.A.2012) 

  DAT_E4.A.2012 <- data.frame(ALS.2012_Test$ID, 

ALS.2012_Test$Observed, predicted_E4.A.2012) 

  DAT_E4.A.2012 <- na.omit(DAT_E4.A.2012) 

  DAT_E5.A.2012 <- data.frame(ALS.2012_Test$ID, 

ALS.2012_Test$Observed, predicted_E5.A.2012) 

  DAT_E5.A.2012 <- na.omit(DAT_E5.A.2012) 

  AUC_E0.A.2012 <- auc(DAT_E0.A.2012, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E0.A.2012 <- rbind(AUC_ALL_E0.A.2012, AUC_E0.A.2012) 

  AUC_E1.A.2012 <- auc(DAT_E1.A.2012, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E1.A.2012 <- rbind(AUC_ALL_E1.A.2012, AUC_E1.A.2012) 



56 

 

   

  AUC_E2.A.2012 <- auc(DAT_E2.A.2012, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E2.A.2012 <- rbind(AUC_ALL_E2.A.2012, AUC_E2.A.2012) 

  AUC_E3.A.2012 <- auc(DAT_E3.A.2012, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E3.A.2012 <- rbind(AUC_ALL_E3.A.2012, AUC_E3.A.2012) 

  AUC_E4.A.2012 <- auc(DAT_E4.A.2012, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E4.A.2012 <- rbind(AUC_ALL_E4.A.2012, AUC_E4.A.2012) 

  AUC_E5.A.2012 <- auc(DAT_E5.A.2012, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E5.A.2012 <- rbind(AUC_ALL_E5.A.2012, AUC_E5.A.2012) 

  # ALS2022 

  print("vypocet AUC ALS2022") 

  DAT_E0.A.2022 <- data.frame(ALS.2022_Test$ID, 

ALS.2022_Test$Observed, predicted_E0.A.2022) 

  DAT_E0.A.2022 <- na.omit(DAT_E0.A.2022) 

  DAT_E1.A.2022 <- data.frame(ALS.2022_Test$ID, 

ALS.2022_Test$Observed, predicted_E1.A.2022) 

  DAT_E1.A.2022 <- na.omit(DAT_E1.A.2022)  

  DAT_E2.A.2022 <- data.frame(ALS.2022_Test$ID, 

ALS.2022_Test$Observed, predicted_E2.A.2022) 

  DAT_E2.A.2022 <- na.omit(DAT_E2.A.2022) 

  DAT_E3.A.2022 <- data.frame(ALS.2022_Test$ID, 

ALS.2022_Test$Observed, predicted_E3.A.2022) 

  DAT_E3.A.2022 <- na.omit(DAT_E3.A.2022) 
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  DAT_E4.A.2022 <- data.frame(ALS.2022_Test$ID, 

ALS.2022_Test$Observed, predicted_E4.A.2022) 

  DAT_E4.A.2022 <- na.omit(DAT_E4.A.2022) 

  DAT_E5.A.2022 <- data.frame(ALS.2022_Test$ID, 

ALS.2022_Test$Observed, predicted_E5.A.2022) 

  DAT_E5.A.2022 <- na.omit(DAT_E5.A.2022) 

  AUC_E0.A.2022 <- auc(DAT_E0.A.2022, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E0.A.2022 <- rbind(AUC_ALL_E0.A.2022, AUC_E0.A.2022) 

  AUC_E1.A.2022 <- auc(DAT_E1.A.2022, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E1.A.2022 <- rbind(AUC_ALL_E1.A.2022, AUC_E1.A.2022) 

  AUC_E2.A.2022 <- auc(DAT_E2.A.2022, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E2.A.2022 <- rbind(AUC_ALL_E2.A.2022, AUC_E2.A.2022) 

  AUC_E3.A.2022 <- auc(DAT_E3.A.2022, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E3.A.2022 <- rbind(AUC_ALL_E3.A.2022, AUC_E3.A.2022) 

  AUC_E4.A.2022 <- auc(DAT_E4.A.2022, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E4.A.2022 <- rbind(AUC_ALL_E4.A.2022, AUC_E4.A.2022) 

  AUC_E5.A.2022 <- auc(DAT_E5.A.2022, st.dev = TRUE, which.model = 

1, na.rm = FALSE) 

  AUC_ALL_E5.A.2022 <- rbind(AUC_ALL_E5.A.2022, AUC_E5.A.2022) 

  # GEDI 

  print("vypocet AUC GEDI") 

  DAT_E0.G <- data.frame(GEDI_Test$ID, GEDI_Test$Observed, 

predicted_E0.G) 
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  DAT_E0.G <- na.omit(DAT_E0.G) 

  DAT_E1.G <- data.frame(GEDI_Test$ID, GEDI_Test$Observed, 

predicted_E1.G) 

  DAT_E1.G <- na.omit(DAT_E1.G) 

  DAT_E2.G <- data.frame(GEDI_Test$ID, GEDI_Test$Observed, 

predicted_E2.G) 

  DAT_E2.G <- na.omit(DAT_E2.G) 

  DAT_E3.G <- data.frame(GEDI_Test$ID, GEDI_Test$Observed, 

predicted_E3.G) 

  DAT_E3.G <- na.omit(DAT_E3.G) 

  DAT_E4.G <- data.frame(GEDI_Test$ID, GEDI_Test$Observed, 

predicted_E4.G) 

  DAT_E4.G <- na.omit(DAT_E4.G) 

  DAT_E5.G <- data.frame(GEDI_Test$ID, GEDI_Test$Observed, 

predicted_E5.G) 

  DAT_E5.G <- na.omit(DAT_E5.G) 

  AUC_E0.G <- auc(DAT_E0.G, st.dev = TRUE, which.model = 1, na.rm = 

FALSE) 

  AUC_ALL_E0.G <- rbind(AUC_ALL_E0.G, AUC_E0.G) 

  AUC_E1.G <- auc(DAT_E1.G, st.dev = TRUE, which.model = 1, na.rm = 

FALSE) 

  AUC_ALL_E1.G <- rbind(AUC_ALL_E1.G, AUC_E1.G) 

  AUC_E2.G <- auc(DAT_E2.G, st.dev = TRUE, which.model = 1, na.rm = 

FALSE) 

  AUC_ALL_E2.G <- rbind(AUC_ALL_E2.G, AUC_E2.G) 

  AUC_E3.G <- auc(DAT_E3.G, st.dev = TRUE, which.model = 1, na.rm = 

FALSE) 

  AUC_ALL_E3.G <- rbind(AUC_ALL_E3.G, AUC_E3.G) 
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  AUC_E4.G <- auc(DAT_E4.G, st.dev = TRUE, which.model = 1, na.rm = 

FALSE) 

  AUC_ALL_E4.G <- rbind(AUC_ALL_E4.G, AUC_E4.G) 

  AUC_E5.G <- auc(DAT_E5.G, st.dev = TRUE, which.model = 1, na.rm = 

FALSE) 

  AUC_ALL_E5.G <- rbind(AUC_ALL_E5.G, AUC_E5.G) 

  # vypocet niche overlap 

  # ALS2012 

  print("vypocet overlap ALS2012") 

  pred2_E0.A.2012 <- as.data.frame(pred_index_E0.A.2012) 

  pred2_E1.A.2012 <- as.data.frame(pred_index_E1.A.2012) 

  pred2_E2.A.2012 <- as.data.frame(pred_index_E2.A.2012) 

  pred2_E3.A.2012 <- as.data.frame(pred_index_E3.A.2012) 

  pred2_E4.A.2012 <- as.data.frame(pred_index_E4.A.2012) 

  pred2_E5.A.2012 <- as.data.frame(pred_index_E5.A.2012) 

  NO_E0.A.2012 <- index(pred1, pred2_E0.A.2012, na.rm = TRUE) 

  NO_ALL_E0.A.2012 <- rbind(NO_ALL_E0.A.2012,NO_E0.A.2012) 

  NO_E1.A.2012 <- index(pred1, pred2_E1.A.2012, na.rm = TRUE) 

  NO_ALL_E1.A.2012 <- rbind(NO_ALL_E1.A.2012,NO_E1.A.2012) 

  NO_E2.A.2012 <- index(pred1, pred2_E2.A.2012, na.rm = TRUE) 

  NO_ALL_E2.A.2012 <- rbind(NO_ALL_E2.A.2012,NO_E2.A.2012) 

  NO_E3.A.2012 <- index(pred1, pred2_E3.A.2012, na.rm = TRUE) 

  NO_ALL_E3.A.2012 <- rbind(NO_ALL_E3.A.2012,NO_E3.A.2012) 

  NO_E4.A.2012 <- index(pred1, pred2_E4.A.2012, na.rm = TRUE) 

  NO_ALL_E4.A.2012 <- rbind(NO_ALL_E4.A.2012,NO_E4.A.2012) 
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  NO_E5.A.2012 <- index(pred1, pred2_E5.A.2012, na.rm = TRUE) 

  NO_ALL_E5.A.2012 <- rbind(NO_ALL_E5.A.2012,NO_E5.A.2012) 

  # ALS2022 

  print("vypocet overlap ALS2022") 

  pred2_E0.A.2022 <- as.data.frame(pred_index_E0.A.2022) 

  pred2_E1.A.2022 <- as.data.frame(pred_index_E1.A.2022) 

  pred2_E2.A.2022 <- as.data.frame(pred_index_E2.A.2022) 

  pred2_E3.A.2022 <- as.data.frame(pred_index_E3.A.2022) 

  pred2_E4.A.2022 <- as.data.frame(pred_index_E4.A.2022) 

  pred2_E5.A.2022 <- as.data.frame(pred_index_E5.A.2022) 

  NO_E0.A.2022 <- index(pred1, pred2_E0.A.2022, na.rm = TRUE) 

  NO_ALL_E0.A.2022 <- rbind(NO_ALL_E0.A.2022,NO_E0.A.2022) 

  NO_E1.A.2022 <- index(pred1, pred2_E1.A.2022, na.rm = TRUE) 

  NO_ALL_E1.A.2022 <- rbind(NO_ALL_E1.A.2022,NO_E1.A.2022) 

  NO_E2.A.2022 <- index(pred1, pred2_E2.A.2022, na.rm = TRUE) 

  NO_ALL_E2.A.2022 <- rbind(NO_ALL_E2.A.2022,NO_E2.A.2022) 

  NO_E3.A.2022 <- index(pred1, pred2_E3.A.2022, na.rm = TRUE) 

  NO_ALL_E3.A.2022 <- rbind(NO_ALL_E3.A.2022,NO_E3.A.2022) 

  NO_E4.A.2022 <- index(pred1, pred2_E4.A.2022, na.rm = TRUE) 

  NO_ALL_E4.A.2022 <- rbind(NO_ALL_E4.A.2022,NO_E4.A.2022) 

  NO_E5.A.2022 <- index(pred1, pred2_E5.A.2022, na.rm = TRUE) 

  NO_ALL_E5.A.2022 <- rbind(NO_ALL_E5.A.2022,NO_E5.A.2022) 

  # GEDI 

  print("vypocet overlap GEDI") 

  pred2_E0.G <- as.data.frame(pred_index_E0.G) 

  pred2_E1.G <- as.data.frame(pred_index_E1.G) 
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  pred2_E2.G <- as.data.frame(pred_index_E2.G) 

  pred2_E3.G <- as.data.frame(pred_index_E3.G) 

  pred2_E4.G <- as.data.frame(pred_index_E4.G) 

  pred2_E5.G <- as.data.frame(pred_index_E5.G) 

  NO_E0.G <- index(pred1, pred2_E0.G, na.rm = TRUE) 

  NO_ALL_E0.G <- rbind(NO_ALL_E0.G,NO_E0.G) 

  NO_E1.G <- index(pred1, pred2_E1.G, na.rm = TRUE) 

  NO_ALL_E1.G <- rbind(NO_ALL_E1.G,NO_E1.G) 

  NO_E2.G <- index(pred1, pred2_E2.G, na.rm = TRUE) 

  NO_ALL_E2.G <- rbind(NO_ALL_E2.G,NO_E2.G) 

  NO_E3.G <- index(pred1, pred2_E3.G, na.rm = TRUE) 

  NO_ALL_E3.G <- rbind(NO_ALL_E3.G,NO_E3.G) 

  NO_E4.G <- index(pred1, pred2_E4.G, na.rm = TRUE) 

  NO_ALL_E4.G <- rbind(NO_ALL_E4.G,NO_E4.G) 

  NO_E5.G <- index(pred1, pred2_E5.G, na.rm = TRUE) 

  NO_ALL_E5.G <- rbind(NO_ALL_E5.G,NO_E5.G) 

} 

 

Část 5 – Spojení výsledků a tvorba grafů 

# spojeni vysledku 

# ALS2012 

AUC_ALL_E0.A.2012$Error <- "E0" 

AUC_ALL_E1.A.2012$Error <- "E1" 

AUC_ALL_E2.A.2012$Error <- "E2" 

AUC_ALL_E3.A.2012$Error <- "E3" 

AUC_ALL_E4.A.2012$Error <- "E4" 
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AUC_ALL_E5.A.2012$Error <- "E5" 

AUC_ALL_A.2012 <- rbind(AUC_ALL_E0.A.2012, AUC_ALL_E1.A.2012, 

AUC_ALL_E2.A.2012, AUC_ALL_E3.A.2012, AUC_ALL_E4.A.2012, 

AUC_ALL_E5.A.2012) 

NO_ALL_E0.A.2012$Error <- "E0" 

NO_ALL_E1.A.2012$Error <- "E1" 

NO_ALL_E2.A.2012$Error <- "E2" 

NO_ALL_E3.A.2012$Error <- "E3" 

NO_ALL_E4.A.2012$Error <- "E4" 

NO_ALL_E5.A.2012$Error <- "E5" 

Niche_ALL_A.2012 <- rbind(NO_ALL_E0.A.2012, NO_ALL_E1.A.2012, 

NO_ALL_E2.A.2012, NO_ALL_E3.A.2012, NO_ALL_E4.A.2012, 

NO_ALL_E5.A.2012) 

# ALS2022 

AUC_ALL_E0.A.2022$Error <- "E0" 

AUC_ALL_E1.A.2022$Error <- "E1" 

AUC_ALL_E2.A.2022$Error <- "E2" 

AUC_ALL_E3.A.2022$Error <- "E3" 

AUC_ALL_E4.A.2022$Error <- "E4" 

AUC_ALL_E5.A.2022$Error <- "E5" 

AUC_ALL_A.2022 <- rbind(AUC_ALL_E0.A.2022, AUC_ALL_E1.A.2022, 

AUC_ALL_E2.A.2022, AUC_ALL_E3.A.2022, AUC_ALL_E4.A.2022, 

AUC_ALL_E5.A.2022) 

NO_ALL_E0.A.2022$Error <- "E0" 

NO_ALL_E1.A.2022$Error <- "E1" 

NO_ALL_E2.A.2022$Error <- "E2" 

NO_ALL_E3.A.2022$Error <- "E3" 
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NO_ALL_E4.A.2022$Error <- "E4" 

NO_ALL_E5.A.2022$Error <- "E5" 

Niche_ALL_A.2022 <- rbind(NO_ALL_E0.A.2022, NO_ALL_E1.A.2022, 

NO_ALL_E2.A.2022, NO_ALL_E3.A.2022, NO_ALL_E4.A.2022, 

NO_ALL_E5.A.2022) 

# GEDI 

AUC_ALL_E0.G$Error <- "E0" 

AUC_ALL_E1.G$Error <- "E1" 

AUC_ALL_E2.G$Error <- "E2" 

AUC_ALL_E3.G$Error <- "E3" 

AUC_ALL_E4.G$Error <- "E4" 

AUC_ALL_E5.G$Error <- "E5" 

AUC_ALL_G <- rbind(AUC_ALL_E0.G, AUC_ALL_E1.G, AUC_ALL_E2.G, 

AUC_ALL_E3.G, AUC_ALL_E4.G, AUC_ALL_E5.G) 

NO_ALL_E0.G$Error <- "E0" 

NO_ALL_E1.G$Error <- "E1" 

NO_ALL_E2.G$Error <- "E2" 

NO_ALL_E3.G$Error <- "E3" 

NO_ALL_E4.G$Error <- "E4" 

NO_ALL_E5.G$Error <- "E5" 

Niche_ALL_G <- rbind(NO_ALL_E0.G, NO_ALL_E1.G, NO_ALL_E2.G, 

NO_ALL_E3.G, NO_ALL_E4.G, NO_ALL_E5.G) 

# pojmenovani datasetu 

AUC_ALL_A.2012$CHM <- "ALS2012" 

AUC_ALL_A.2022$CHM <- "ALS2022" 

AUC_ALL_G$CHM <- "GEDI" 
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AUC_ALL <- rbind(AUC_ALL_A.2012,AUC_ALL_A.2022, AUC_ALL_G) 

Niche_ALL_A.2012$CHM <- "ALS2012" 

Niche_ALL_A.2022$CHM <- "ALS2022" 

Niche_ALL_G$CHM <- "GEDI" 

Niche_ALL <- rbind(Niche_ALL_A.2012, Niche_ALL_A.2022, Niche_ALL_G) 

# boxploty 

auc <- ggplot(data = AUC_ALL, aes(x=Error, y=AUC)) + 

  geom_boxplot(aes(fill=CHM));auc 

schoenerD <- ggplot(data = Niche_ALL, aes(x=Error, y=SchoenerD)) +  

  geom_boxplot(aes(fill=CHM));schoenerD 

warrenI <- ggplot(data = Niche_ALL, aes(x=Error, y=WarrenI)) + 

  geom_boxplot(aes(fill=CHM));warrenI 

hellingerDist <- ggplot(data = Niche_ALL, aes(x=Error, 

y=HellingerDist)) + 

  geom_boxplot(aes(fill=CHM));hellingerDist 


