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ABSTRAKT 
Tato bakalářská práce se zabývá problematikou strojového učení, konkrétně analýzou 
drift konceptu. Jedná se o nechtěný jev, který lze detekovat v predikčních modelech. 
Pomocí detekce s následnou korekcí drift konceptu se predikční modely stávají spoleh
livějšími a jsou schopny adekvátně reagovat na vstupní data reprezentující dynamickou 
informaci. Za vhodného reprezentanta těchto dat lze považovat metabolomická data. 
Metabolomická data a jej ich analýza může pomoc k včasné detekci nemocí jako je dia
betes mell i tus, či rakovina. V první části práce jsou popsány teoretické poznatky z oblasti 
analýzy drift konceptu a metabolomická analýzy. Druhá část pojednává o postupu mo
delování predikčních klasif ikátorů a implementaci algor i tmů pro detekci drift konceptu. 
Prakt ická část práce byla realizována v programovacím jazyce Py thon . Na závěr jsou 
v rámci druhé časti popsány dosažené výsledky a jejich diskuze. 

KLÍČOVÁ SLOVA 

Koncept drift, Metabo lomika , Predikční modelování, Strojové učení 

ABSTRACT 
Th is bachelor thesis deals with machine learning, specif ical ly the analysis of the concept 
drift. Th is is an unwanted phenomenon that can be detected in predictive models. 
Through detection followed by correction of the concept drift, predictive models become 
more reliable and can respond adequately to input data representing dynamic information. 
Metabo lomic data can be considered a suitable representative of such data. Metabo lomic 
data and their analysis can help to detect diseases such as diabetes mell itus or cancer 
early. In the first part of this bachelor thesis, the theoretical background of concept 
drift analysis and metabolomics analysis are described. The second part discusses the 
process of model ing predictive classifiers and implement ing algori thms for concept drift 
detect ion. T h e practical part of the work was implemented in the Python programming 
language. Finally, the second part describes the results obtained and their discussion. 
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Úvod 
Bakalá řská práce se zabývá problematikou drift konceptu v metabolomické analýze. 

Analýza drift konceptu spadá do vědního oboru strojového učení a pro popis dat 

využívá stat is t ické vztahy. Pomocí těch to vz t ahů lze detekovat nežádoucí změny 

v distribuci dat, tzv. koncept drift. Tento nechtěný jev lze pozorovat na predikčních 

modelech, když na vstup modelu dorazí dynamicky se měnící data. Po té je rozhodo

vání modelu t í m t o faktorem značně ovlivněno a t í m p á d e m vznikají chybné predikce. 

Díky detekci s nás lednou korekcí změn v konceptu je možno zajistit dlouhodobou 

přesnost , spolehlivost a stabilitu predikčních modelů . 

Pro analýzu drift konceptu byly vytvořeny metabolomické modely predikující 

t ř i klasifikační problémy reprezentující fenotypovou informaci. Metaboli ty nejlépe 

popisují molekulární fenotyp, ale zároveň se j edná o biochemické substance cha

rakteris t ické pro svou dynamickou proměnlivost v čase. Proto byl výše naznačený 

princip detekce drift konceptu aplikován na predikční metabolomické modely. 

P ráce je členěna do sedmi kapitol. P r v n í kapitola pojednává o drift konceptu 

a jeho zařazení v kontextu strojového učení. Nezby tná část teorie se zabývá novým 

vědním oborem studující metabolity, metabolomice. V další kapitole jsou zmíněny 

algoritmy použi tých predikčních modelů . Metodologie detekce drift konceptu je po

psána ve č tv r t é kapitole. Následuje kapitola pojednávající o me todách korekce drift 

konceptu. Šestá kapitola popisuje použ i t á data. P rak t i cká část je obsažena v sedmé 

kapitole, ve k teré jsou popsány použi té predikční modely, na k teré byly aplikovány 

detektory drift konceptu. V návaznost i na použi té metody byly popsány dosažené 

výsledky predikcí a detekce drift konceptu. Závěrem bakalářské práce jsou shrnuty 

její cíle a přínos. 

Hlavní cíl bakalářské práce spočívá v implementaci a lgor i tmů pro detekci drift 

konceptu na metabolomické predikční modely. P rak t i cká část byla realizována v pro

gramovacím jazyce Python. Nejprve proběhlo učení predikčních mode lů na trénovací 

množině dat, k t e rá představovala koncetrace me tabo l i tů . Na t rénované modely pre-

dikovaly t ř i klasifikační problémy představuj ící fenotypovou informaci. N a výsledné 

predikce byly implementovány detektory drift konceptu pomocí knihovny Scikit-

multiflow s cílem detekce změn v distribuci dat. 
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1 Drift koncept 
Analýza drift konceptu náleží do vědního oboru strojového učení. N a p o m á h á zde 

odhalovat a korigovat nepřesnost i predikčních modelů . Tyto nepřesnost i jsou dány 

změnou v distribuci dat zapříčiněné dynamickou informací ve vs tupních datech re

prezentující reálný svět. Cílem detekce drift konceptu je navržení a lgori tmů, k teré 

budou v reá lném čase tyto změny distribuce dat detekovat a nás ledně revidovat, 

čímž se zajistí d louhodobá přesnost , spolehlivost a stabilita predikčních modelů . [1] 

Klasifikační predikční modely mohou reprezentovat rozhodovací proces, do kte

rého vs tupuj í data s u rč i tým p r a v d ě p o d o b n o s t n í m rozložením. Nicméně vs tupn í data 

se mohou kdykoliv nep ředv ídaným způsobem změni t . Ze s ta t ických dat př i jdou na 

vstup data dynamická . Dynamická data značně snižují spolehlivost a přesnost roz

hodovacího procesu, k te rý není schopen na tuto změnu v distribuci dat zareagovat. 

Rozhodovací proces zareaguje, tzv. nedůvěryhodnou predikcí, čímž vznikají chybné 

predikce. Pro odhalení chybné predikce lze použí t detektory drift konceptu, k teré 

n á m odhal í p ř ípadné změny v distribuci dat. Ty to chybné predikce jsou v d r u h é m 

kroku v h o d n ý m korekčním algoritmem eliminovány a rozhodovacím procesem opět 

správně predikovány. Pr incip samotného drift konceptu je popsán na obrázku 1.1, 

kde vidíme výše popsaný princip analýzy drift konceptu. [2] [3] [4] 

vstupní datal 

nedůvěryhodná 
predikce 

rozhodovací proces 

detektor drift konceptu 

validní predikce 

korekce drift konceptu 

varování/změna 
v distribuci dat 

výstupní data 

data s drift konceptem 
data bez drift konceptu 

Obr. 1.1: Schéma principu drift konceptu 

Další charakteristickou vlas tnos t í drift konceptu je frekvence změn v distribuci 

dat. Za op t imáln í variantu považujeme, když se koncept mění plynule v čase. Někdy 

se však může jednat o náhlé změny, k teré se komplikovaněji detekují . Opakující se 

změny konceptu lze j ednoduše detekovat, analyzovat a revidovat. [4] 

P rvo tn í p ř í s tupy pro analýzu dynamicky se měnících vs tupních dat byly založeny 

na následujících strategiích: akt ivní učení v reá lném čase, upřednos tňování nedáv

ných dat, nebo na dynamickém p o s u v n é m okně. Tyto př í s tupy kolabovaly v př ípadě , 

kdy došlo k náhlé změně vs tupních dat. T í m p á d e m klesala i přesnost samotného 

modelu, což bylo zapříčiněno nedostatkem metrik pro detekci náhlých změn v dis

tribuci dat. [5] 
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Současná strategie pro analýzu drift konceptu ve s trojovém učení v y p a d á násle

dovně. Nejprve je p o t ř e b a v h o d n ý m způsobem drift koncept detekovat a zároveň 

monitorovat přesnost detekce algoritmu. Dalš ím krokem je použi t í s ta t ického mo

delu, k te rý n á m bude sloužit jako p růběžný srovnávací ukazatel a bude signalizovat, 

zda se s časem model nestal méně přesným. Je zapot řeb í , aby se tento s ta t ický model 

pravidelně přeučoval dle nových dat, což n a p o m á h á tomu, aby byl model v souladu 

s dynamickými daty. Nová data mají př idělenou vyšší váhu na základě jejich ak

tuá lnos t i než data historická. Avšak se mohou vyskytovat i v s tupn í data p o d o b n á 

his tor ickým, což je nu tné zohlednit při implementaci. Proto je vhodné vytvoř i t nové 

modely, k teré n á m odhal í náh lý nebo opakující se drift koncept, z důvodu nespolehli

vosti s ta t ického modelu. Ten p o t é lépe detekuje plynulé změny v datech. Posledním 

krokem by byla s a m o t n á korekce drift konceptu, k t e r á signalizuje, zda byly tyto 

změny distribuce dat detekovány správně a koriguje detekované drift koncepty. [1] 

1.1 Detekce drift konceptu 

Detektory drift konceptu obecně analyzují výsledné predikce modelu. Větš ina algo

r i tmů na detekci drift konceptu je založena na s ta t is t ických parametrech a opírají 

se o ma temat i cké vzorce. Detektory aplikují rozhodovací pravidlo, na základě mate

mat ických vzorců, pomocí k terých detekují p ř ípadné změny v distribuci dat. [1] 

Detekční algoritmy signalizují, na modelem vytvořené predikci, drift koncept 

ve dvou prahových úrovní . Poklesne-li spolehlivost detekce pod prvn í p ráh , dojde 

k upozornění , že by mohlo dojít ke změně v konceptu, tzv. varovná úroveň. Když 

dojde k překročení d ruhého prahu, je signalizována změna v distribuci dat, tj. úroveň 

změny. [6] 

1.2 Korekce drift konceptu 

Algori tmy korekce slouží k úpravě detekovaných koncepčních driftů na základě ově

ření správnost i detekce, což eliminuje nesprávně označené změny distribuce dat. 

Větš inou se j edná o algoritmy s detekcí a nás lednou korekcí drift konceptu. 

Existuj í dva př í s tupy korekce. P r v n í z nich aktualizuje model ihned, když dojde 

k detekci drift konceptu a díky tomu je model schopen ihned reagovat na změnu 

v rozložení dat. Tyto algoritmy sledují distribuci dat v konkré tn ích úsecích dato

vého toku. Druhý př í s tup spočívá v pravidelné aktualizaci modelu a to bez zřetele 

na to, zda došlo ke změně konceptu, či nikoliv. Jde např ík lad o metodu založenou 

na p o d p ů r n é vektorové regresi, o k te ré blíže pojednává následující kapitola 5.2. [7] 
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2 Metabolomika 
Metabolomika se zabývá detekcí, kvantifikací a analýzou me tabo l i t ů v d a n é m orga

nismu. Metaboli ty mají h lavní roli v rámci metabol ických drah. Mohou být různé 

povahy. J e d n á se o malé molekuly (do 1500 Da) prote inů, aminokyselin, organic

kých kyselin, v i tamínů , sachar idů atd. Metaboli ty hraj í klíčovou roli pro pochopení 

fenotypu imuni tn ích onemocnění . [8] 

Metabolomika tak nedávno doplnila poslední chybějící článek do smyčky systé

mové biologie, k t e r á se skládá ze čtyř omických vědních oborů viz obrázek 2.1. P rvn í 

z nich je genomika zabývající se studiem genomu, tedy souborem veškeré genetické 

informace v d a n é m organismu. D r u h ý m je transkriptomika studující transkriptom, 

aneb soubor veškeré m R N A nacházející se v d a n é m organismu. Proteomika se zabývá 

strukturou a funkcí prote inů. Metabolomika, s tudující metabolity, nejlépe popisuje 

molekulární fenotyp daného organismu. Jednot l ivé zkoumané komponenty, uvedené 

zmíněnými vědními obory, jsou propojeny vzájemnými interakcemi. 

gen m R N A p ro te in m e t a b o l i t 

g e n o m i k a t r a n s k r i p t o m i k a p r o t e o m i k a m e t a b o l o m i k a 

Obr. 2.1: Zobrazení omických oborů. P řevza to a upraveno z [9] 

2.1 Analýza metabolomických dat 

J e d n í m z prvních kroků metabolomické analýzy je měření dat. Data pro tuto práci 

byla z ískána pomocí spektroskopie nukleární megnetické rezonance ( S N M R ) a hmot

nos tn í spektrometrie doby letu ( T O F M S ) . Díky pokroku metabol ických měřících 

technik lze p rokáza t ř a d u onemocnění , právě na základě nízkých molárních konce-

t rac í některých me tabo l i tů . Mez i nejznámější měřící techniky koncetrací me tabo l i t ů 

se řad í S N M R a T O F M S . S N M R využívá magnet ické pole. Zat ímco T O F M S je 

založena na dvou měřících principech - h m o t n o s t n í spektrometrie a doby letu. [10] 
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S p e k t r o s k o p i e n u k l e á r n í m a g n e t i c k é r ezonance ( S N M R ) 

S N M R je jednou z měřících technik me tabo l i t ů využívající vlastnosti molekul látek. 

Konkré tně na a t o m á r n í úrovni jejich elektricky nabi tých jader. S N M R je založena 

na principu působení vnějšího magnet ického pole, kdy se j á d r a atomu molekuly 

lá tky nachází v různých spinových stavech mající urč i tý magnet ický moment. Po

mocí S N M R jsou detekovány pouze j á d r a s nenulovým spinem. Nelze tedy detekovat 

především izotopy, k teré maj í sudý počet p ro tonů i neu t ronů . [11] 

Princip S N M R je znázorněn na obrázku 2.2. N a p e r m a n e n t n í magnet je př ivedeno 

kons tan tn í magnet ické pole o magnet ické indukci 6-24 T generované supravodivými 

cívkami. Uvni t ř p e r m a n e n t n í h o manetu je umís těn biologický vzorek ve skleněné 

zkumavce. Zároveň jsou pomocí radiofrekvenčního generá to ru na biologický vzorek 

aplikovány frekvence v rozsahu 60-100 M H z . Po té jsou radiofrekvenčním detektorem 

detekované frekvence emitované při změnách energie jader. Tyto emitované frekvence 

jsou zesíleny a detekovány počí tačem. Výsledky jsou vizualizovány pomocí vhodného 

softwaru jako závislost chemického posunu na ampl i tudě píku. [11] [12] 

permanentní 
magnet 

funkční 
generátor 

Obr. 2.2: Schéma techniky N M R spektroskopie. P řevza to a upraveno z [11] 

H m o t n o s t n í s p e k t r o m e t r i e d o b y l e t u ( T O F M S ) 

T O F M S využívá dvou měřících pr incipů, a to h m o t n o s t n í spektrometrie a doby 

letu. Obecně se h m o t n o s t n í spektrometrie používá ke s tanovaní p o m ě r u hmotnosti 

iontů ku jejich náboj i . Hmotnos tn í spektrometr se skládá z jednoho hmotnos tn ího 

ana lyzá toru , nebo dvou hmotnos tn ích ana lyzá torů . Toto spojení dvou ana lyzá to rů 
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slouží pro zlepšení senzitivity a selektivity detekce a j e d n á se o hybr idn í hmotnos tn í 

spektrometrii. Pr incip detekce iontů je následující: přes první h m o t n o s t n í ana lyzá tor 

jsou přenášeny p r imárn í ionty a po p růchodu p rvn ím ana lyzá to rem se ionty vlivem 

ionizace rozpadnou. Ionizace může být způsobena světlem o konkré tn í vlnové délce, 

např . laserem. Tyto sekundárn í fragmenty iontů se přenášejí přes d ruhý ana lyzá tor 

a jsou detekovány iontovým detektorem. Hmotnos tn í spektrometry se liší typem 

použi tého hmotnos tn ího ana lyzá toru . [13] 

Doba letu je jednou z variant, kterou lze použí t jako h m o t n o s t n í analyzátor . 

Tento h m o t n o s t n í ana lyzá tor dělí ionty na základě času po t ř ebného na p růn ik le

tové trubice se z n á m o u délkou od iontového zdroje k detektoru, k te rý se nachází 

na opačné s t raně trubice. Je zřejmé, že ionty s nižším p o m ě r e m hmotnosti ku náboj i 

se budou pohybovat t rubic í rychleji a budou detekovány jako první . Kinet ická energie 

a hybnost nás ledně ovlivňuje rychlost detekovaných iontů. Výsledkem bude grafická 

závislost p o m ě r u hmotnosti iontů na náboj i a intenzi tě detekovaných iontů. [13] 

Predikční modelování spočívá v učení mode lů na rozsháhlých datech, k teré nelze 

p o u h ý m l idským faktorem analyzovat. V principu jde o automatizaci rozhodovacích 

a predikt ivních procesů vycházející ze s tat is t ické analýzy. Cílem těchto predikčních 

modelů je co nejdůvěryhodnějš í predikce nových vs tupních dat. [14] [15] 

Za vs tupn í data bývají pok ládány př íznaky daného objektu. Výs tupn í data jsou 

modelem pře t ransformovaná vs tupn í data do p ředpok ládané podoby. Správně na

t rénovaný model by se měl učit z původních dat, na základě toho se adaptovat na 

změny a t í m vytváře t predikci nových vs tupních dat. Matematicky jde o aproximaci 

t ransformační funkce /, k t e r á je definována: 

kde X jsou vs tupn í data a Y jsou data výs tupn í . N a základě vztahu 2.1 je zjišťována 

závislost mezi n imi , kterou vyjadřuje t ransformační funkce /. 

Algor i tmy strojového učení lze separovat do dvou kategori í dle způsobu učení 

algoritmu, a to na učení s uči te lem a učení bez učitele. Učením rozumíme takovou 

schopnost algoritmu, pomocí níž je daný model schopen se př izpůsobi t z m ě n á m 

vnějšího pros t ředí . 

Algor i tmy založené na učení s uči te lem předpokládaj í , že ke v s t u p n í m d a t ů m 

jsou označeny cílová data, na k terých se může algoritmus na t rénova t . Mez i algoritmy 

učení s uči te lem se řad í metody klasifikace, kdy algoritmus na základě společných 

př íznaků t ř íd í objekty do již p ředem známých t ř íd . Další z a lgor i tmů učení s uči telem 

je regrese, k t e r á zkoumá vztah mezi p roměnnými (závislou a nezávislou). Lze tak 

2.2 Predikční modely v metabolomice 

Y = Í\X) 
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na základě známé nezávislé p roměnné předpovědět , jak bude vypadat p r o m ě n n á 

závislá. [14] 

Algor i tmy založené na učení bez učitele nepředpokláda j í znalost cílových dat. 

Nejčastěji používanou metodou je shlukování. Algoritmus si tedy musí sám najít 

podobné př íznaky vs tupních objek tů a na základě toho klasifikovat objekty do shluků 

s p o d o b n ý m i příznaky. Větš inou jde o rozsáhlejší a komplikovanější v s tupn í data než 

u předchozího p ř í s tupu učení s uči telem. [14] 
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3 Algoritmy predikčních modelů 
V prakt ické část i bakalářské práce byly použi ty algoritmy predikčních modelů zalo

žené na učení s uči telem. Ve všech př ípadech se jednalo o klasifikační úlohy. Klasif i

kace proběh la pomocí a lgor i tmů založených na logistické regresi, Na ivn ím Bayesov-

ském klasifikátoru, n á h o d n é m lesu a m e t o d ě gradient boosting. 

3.1 Logistická regrese 

Logistická regrese je metodou lineární. Je j ím p r ů b ě h e m je sigmoidální funkce. P rů 

běh sigmoidální funkce je možno popsat následně: v počá tečn í fázi exponenciálně 

roste a na konec se asymptoticky zpomaluje. N a základě počá tečn í podmínky , kdy sig

moidální funkce v 0 nabývá funkční hodnoty 0.5, se zvyšuje přesnost klasifikace. [16] [17] 

Tato metoda bývá používána jako klasifikátor, k te rý separuje objekty do pře

dem známých t ř íd . V ojedinělých př ípadech lze logistickou regresi použí t k řešení 

regresivních úloh. J e d n á se tedy o metodu používanou v p ř í s tupu učení s uči telem. 

3.2 Naivní Bayesovský klasifikátor 

Naivní Bayesovský klasifikátor s p ředpok ladem normáln ího rozložení dat je založen 

na principu Bayesovy věty o p o d m í n ě n é p ravděpodobnos t i . Za p ředpok ladu nezá

vislosti normáln ího rozdělení a t r i b u t ů lze separovat jednot l ivé př íznaky vs tupních 

dat. Dalš ím p ředpok ladem pro použi t í t é t o metody je normáln í rozdělení vs tupních 

dat. [18] 

V l i v e m paralelizace př íznaků, klesá výpoče tn í náročnos t , avšak i tento klasifi

ká to r m á urč i tá omezení. T í m je zmiňovaná p o d m í n ě n á nezávislost př íznaků, k te rá 

může být i nevýhodou. P rob lém nas tává tehdy, když data obsahují méně objek tů 

než př íznaků. Dále je vhodné , aby byl rozptyl v jednot l ivých t ř ídách stejný, čímž je 

splněna jedna z podmínek normáln ího rozdělení dat. [18] 

3.3 Náhodný les 

N á h o d n ý les se používá jak pro klasifikační, tak i pro regresivní úlohy. Jde o rela

t ivně složitý algoritmus, k te rý je založen na myšlence skládání rozhodovacích s t romů 

a pa t ř í mezi souborové metody strojového učení. 

Nejprve je nutno urči t počá tečn í podmínky , a to z kolika s t romů se les bude 

skládat a hloubku lesa. Pr incip algoritmu náhodných lesů lze popsat v následujících 

korcích viz obrázek 3.1 [19]: 
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1. Pomocí metody bootstrapping jsou n á h o d n ě vyb rány některé př íznaky ze 

vs tupních dat reprezentující uzly rostoucího stromu. Tyto uzly se mohou de

finovaným způsobem spojovat s os ta tn ími uzly. 

2. Spojené uzly vytvář í rozhodovací strom. 

3. Dle definovaného p o č t u s t romů jsou opakovány kroky 1 a 2. 

4. N a základě rozhodovacího pravidla, např . p r ů m ě r u nebo modusu, je rozhodo

váno o zařazení objektu do náleži té třídy. Př ičemž nejvyšší váha rozhodování 

je udělena stromu, k te rý měl nejvyšší p r ů m ě r n o u p ravděpodobnos t správného 

zařazení např íč všemi stromy. 

VSTUPNÍ DATA 

1 

1. ROHODOVACÍ STROM 2. ROZHODOVACÍ STROM ... N-TY ROZHODOVACÍ STROM 

i 1 1 
1. VÝSTUP 2. VÝSTUP N-TÝ VÝSTUP 

1 
• IROZHODOVACÍ PRAVIDLOI 

1 
VÝSTUPNÍ DATA 

Obr. 3.1: Schéma principu náhodných lesů. Zjednodušeně pro 2D data - zelený uzel 

reprezentuje jeden př íznak a m o d r ý uzel d ruhý př íznak. P ř evza to a upraveno z [20] 

3.4 Gradient boosting 

Metoda gradient boosting se řadí mezi souborové metody strojového učení a své 

up la tněn í nachází v klasifikačních i v regresivních úlohách. Tato metoda je sofis

tikovanější verzí náhodných lesů využívající rozhodovacích s t romů k zpřesňování 

predikce. 

Rozhodování mode lů založených na gradient boostingu vychází ze znalosti, že 

p růměrován ím predikcí více různých mode lů dochází k značnějš ímu zpřesnění a zá

roveň jsou opravovány chyby méně přesnějších modelů , tzv. boosting. Tyto různo

rodé modely se vytvář í změnou trénovacích množin dat nebo měněn ím p a r a m e t r ů 

modelu. [21] 
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4 Metody detekce drift konceptu 
V prvn í řadě baka lá ř ská práce pojednává o me todách zabývající se statistickou re

gulací procesů operující s chybovostí detekce vztahující se ke směroda tné odchylce. 

Hoeffdingova metoda vyniká t ím, že je nezávislá na p r avděpodobnos tn ím rozložení 

dat a lze tak pozorovat odchylky některých vzorků od p ravděpodobnos tn í distribuce. 

Poslední zde zmíněnou metodou je p ř í s tup kumula t ivn ího součtu, k te rý pa t ř í mezi 

nás t roje sekvenční analýzy. N a obrázku 4.1 jsou výše zmíněné metody detekce drift 

konceptu schémat icky znázorněny. 

METODY DETEKCE DRTFT KONCEPTU 

Obr. 4.1: Schéma rozdělení metod pro detekci drift konceptu 

4.1 Statistická regulace procesů 

Stat is t ická regulace procesů operuje s chybovostí detekce vztahující se ke směro

d a t n é odchylce. P a t ř í sem metoda detekce driftu, včasná detekce driftu a detekce 

využívající s ta t is t ického testování . Další z uvedených metod je vážená s ta t is t ická 

regulace procesů, k t e rá navíc míry chybovosti penalizuje vážným p růměrem. 

4.1.1 Metodu detekce driftu (DDM) 

D D M je jednou z prvních používaných metod detekce drift konceptu. Její princip 

spočívá ve sledování míry chybovosti klasifikace pi, kterou chápeme jako pravdě

podobnost nesprávné predikce a její směroda tné odchylky aiy kterou definujeme 

jako [3]: 

o, = (4.1) 

kde pro směroda tnou odchylku <7j plat í , že s rostoucí pos loupnost í výs tupních dat 

i se bude snižovat mí ra chybovosti pi [3] [6]. K e sledování drift konceptu slouží dvě 

p roměnné pmin a (Jmin, k te ré se aktual izuj í v př ípadě , že došlo ke změně v konceptu. 

Studie od Pesaranghadera A . a spol. [22] uvádí t ř i možné př ípady: 
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1. Drift koncept ješ tě nenastal, pak: 

Pi ~\~ &i ^ Pmin 4~ Cmiii' (4.2) 

2. Dalš ím p ř í p a d e m je, že došlo k překročení varovné úrovně: 

Pi 4~ &i ^ Pmin 4~ 2 " <Tmm 
(4.3) 

3. Změnu distribuce dat v m e t o d ě detekce driftu detekujeme, když: 

Pi 4~ 0~i > Pmin 4" 3 • (T m m . (4.4) 

4.1.2 Metoda včasné detekce driftu (EDDM) 

E D D M analyzuje vzdálenost i mezi dvěma po sobě následujícími chybami klasifikace. 

Nevýhodou t é t o metody je časová prodleva, kdy se nejprve musí detekovat min imálně 

30 chyb klasifikace [3]. Až po t é dochází k p ř ípadné signalizaci změny v konceptu, 

což by mohl být p rob lém hlavně pro nevyvážená data. N a druhou stranu je metoda 

E D D M výhodnějš í pro pozvolné změny, kdy př i dos t a t ečném nasycení výs tupních 

dat dochází ke spolehlivému rozložení chyb klasifikace. Tedy detekci pos tupných 

drift konceptů na rozdíl od metody D D M , k te rá je účinnější pro detekci náhlých 

drift konceptů . Pro E D D M pla t í [1] [3]: 

1. K překročení varovné úrovně dojde, pokud: 

V rovnicích 4.5 a 4.6 p\ p ředs tavuje p r ů m ě r n o u vzdálenost mezi chybami a záro

veň s\ je jejich s m ě r o d a t n á odchylka. Když se v E D D M dosáhne max imáln í vzdále

nosti mezi chybami a dvojnásobek max imáln í směroda tné odchylky, vytvoř í se dvě 

nové p roměnné p'max a s'max, k te ré se ukládaj í do pamě t i a slouží pro př íš t í detekci 

drift konceptu. Po té pomocí vz t ahů 4.5 a 4.6 algoritmus E D D M vypoč í t á p růměr 

nou vzdálenost , směroda tnou odchylku a výslednou hodnotu porovná s prahem a. 

Pokud je hodnota vypoč í t aného výrazu dle nerovnice 4.5 menší než a, dojde k upo

zornění. Když je hodnota vypoč í t aného výrazu uvedeného v nerovnici 4.6 menší než 

(3, dojde ke změně distribuce dat. Následně se model znovu přeučí a t í m p á d e m se 

změní hodnoty p roměnné p\ a s\. [1] [3] 

< a. (4.5) 

2. K e změně distribuce dat dochází, když: 

<(3. (4.6) 
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4.1.3 Statistické testování 

Detekce využívající s ta t is t ického tes tování za p ředpok ladu stejných proporc í a ko

rekcí kontinuity pomocí dvou odlišných oken. Tato metoda sleduje poměr nedávné 

ku celkové přesnost i . P l a t í zde vztah: 

kde r 0 je celkový počet správných klasifikací k romě př ík ladů W, kde rr předs tavuje 

počet správných klasifikací v př ípadě , že W = nr a p' se rovná . Výsledná 

hodnota se porovná s percentilem normáln ího rozložení, abychom získali p-hodnotu. 

Když je zjištěno, že p-hodnota je nižší než T, potom ^ < Z čehož vyplývá, že 

celková přesnost je menší než přesnost předešlá, v důsledku toho je detekován drift 

koncept. [23] 

4.1.4 Vážená statistická regulace procesů 

Jeden ze starších p ř í s tupů je detekce drift konceptu pomocí exponenciálně váženého 

klouzavého p růměru . Tato metoda oproti výše zmíněným ješ tě navíc míry chybavosti 

penalizuje váženým p růměrem, k te rý umožňuje rychlejší aktualizaci odhadu chyb. 

S tarš ím pozorováním je př idělena nižší váha klesající exponenciálně. Nicméně, tento 

př í s tup se jeví efektivní pouze za urči tých předpokladů . Metoda vážené stat is t ické 

regulace procesů p ředpok ládá znalost míry chybovosti, k t e r á v praxi větš inou chybí. 

P ř e d p o k l á d á se, že mí r a chybovosti se směroda tnou odchylkou budou odhadovány 

v reá lném čase. [24] 

Zavedeme b inárn í parametr pt, k te rý předs tavuje p ravděpodobnos t nesprávné 

klasifikace objektu v čase t. Tento parametr může nabýva t pouze dvou hodnot p0 

nebo pi, což jsou p ravděpodobnos t i p řed a po detekci drift konceptu. N a základě 

těch to znalost í lze odhad rozptylu Zt popsat jako: 

kde A je koeficient zapomínání . Nicméně, pokud neznáme p ravděpodobnos t chybo

vosti p řed driftem p0, zavádíme nový odhad: 

p 0 i ť = -YJXi = t-^p0,t-i + \xt. (4.9) 
t i=i t t 

Drift koncept nastane právě tehdy, když odhad Zt překročí prahovou hodnotu, 

k t e rá je d á n a nerovnicí: 

(4.7) 

Zt > Po,t + LaZi 
(4.10) 
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kde L je kontrolní parametr, k te rý říká, jak dalece se liší odhad Zt od společného prů

měru náhodných p roměnných před změnou konceptu. Poslední neznámou veličinou 

je s m ě r o d a t n á odchylka Ozť-

^ = ^ ( 1 - ( 1 - A ) 2 ť ) ^ (4.11) 

kde ax je z n á m á s m ě r o d a t n á odchylka. [25] 

4.2 Hoeffdingova metoda 

Metoda založená na Hoefřdingově t eorému nerovnosti ř íká, že pro n náhodných ne

závislých vs tupních vzorků Xn, k te ré s urč i tou p ravděpodobnos t í S nabývaj í hodnot 

predikce 0, nebo 1. Potom rozdíl p r ů m ě r ů přes všechny empirické n a skutečným 

p r ů m ě r e m bude větší než hodnota Hoefřdingovo číslo EH- Tato metoda vyniká vlast

ností , že Hoeffdingova nerovnost je nezávislá na p r avděpodobnos tn ím rozdělení dat 

a díky tomu každému vzorku n p ř i řad í k horní hranici odchylky s t řední hodnotu. 

N a základě výpoče tn í náročnos t i se Hoeffdingova metoda řad í mezi rychlou detekci 

drift konceptu. Hoeffdinovo číslo e H se vypoč te pomocí Hoeffdingova teorému [22]: 

e „ = J±PS (4.12, 

Algoritmus založený na Hoeffding m e t o d ě rychlé detekce drift konceptu posune 

klouzavé okno o dané velikosti po objektech predikce. Dle nerovnosti pošle na výs tup 

okna 1, pokud je výsledek predikce pravdivý, v opačném př ípadě 0. Po té porovná 

p ravděpodobnos t výsky tu 1 v klouzavém okně za čas t {jp\) s max imáln í p ravděpo

dobnos t í výsky tu 1 (Pmax)- Pokud je hodnota p] větší než p ^ a x dojde k posunu okna 

a hodnota p^ax bude přepsána . P ř e d p o k l a d e m je, aby se přesnost predikce s nárůs 

tem p o č t u vzorků zvyšovala, nebo zůs ta la stabilní . P ř i poklesu p\ a zvyšující se p ^ a x 

roste p ravděpodobnos t , že by mohlo dojít ke změně konceptu. Př i vý razném rozdílu 

rfnax a Pti kdy je hodnota rozdílu větší než Hoefřdingovo číslo EH, k teré reprezentuje 

práh , dochází definitivně k lokalizaci drift konceptu. [22] 

4.3 Přístupy kumulativního součtu 

Detekce drift konceptu na základě kumula t ivn ího součtu p a t ř í mezi nás t ro je sek

venční analýzy. To znamená , že dochází k p o s t u p n é m u vyhodnocování výsledků 

predikce tak, jak sekvenčně přichází za sebou. 

S a m o t n á metoda monitoruje p r ů m ě r n ý odhad xt z pozorovaných dat xt, kde 

čas t G (—oo,0). Mínus nekonečno označuje, že se j e d n á o d louhodobé pozorování 
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historických dat a v čase 0 jde o odhad z ak tuá ln ího časového okamžiku. Po té je dle 

vzorce vypoč ten kumula t ivn í součet Ct [26]: 

o 

Odeč ten ím p r ů m ě r n é hodnoty odhadu dostaneme lokálni variaci dat bez rušivých 

globálních variací, což umožňuje tyto variace dále analyzovat. Pokud kumula t ivn í 

součet kolísá kolem nuly, j edná se o s ta t ická data se s tabi ln ím charakterem. V pří

padě , kdy m á tento součet pozi t ivní trend Xt+i > xt nebo negat ivní x^i < xt, musí 

být zavedena prahová hodnota pro s tanovení horn í hranice Xp a stejně tak pro dolní 

hranici Xn definující př i ja te lnou mí ru variace dat. Když dojde k překročení prahové 

hodnoty pro Xp nebo Xn, signalizuje se z m ě n a distribuce dat a detekuje se koncept 

Mezi o s t a tn í principy detekce drift konceptu byla zařazena metoda detekce driftu v 

reá lném čase, k t e rá signalizuje změnu v distribuci dat na základě shlukovací analýzy. 

Další je metoda A-vzdálenost i detekující drift koncept přes diferenci mezi dvěma 

okny. Závěrem je uvedena metoda hustoty okrajů, jenž odhaluje drift koncept pomocí 

podpůrných vektorů. 

4.4.1 Detekce driftu v reálném čase 

Metoda detekce drift konceptu v reá lném čase bývá používána v př ípadech, kdy 

nejsou z n á m a cílová data. Např ík lad , kvůli velkému rozsahu vs tupních dat, nelze 

jako u předchozích metod spoléhat na predikční modely. Tyto algoritmy fungují na 

principu shlukování pomocí metody k-means, kde k udává počet shluků, k teré jsou 

reprezentovány svými těžišti , tzv. centroidy. Po té jsou vypočí távány vzdálenost i mezi 

centroidy a objekty. Následně jsou vypoč í t ané vzdálenost i mezi sebou porovnány 

a objekty jsou přiděleny k nejbližším cent ro idům. [27] 

Nej vzdálenější objekty od centroidů pak tvoř í hranici v rámci daného shluku. 

Když se naskytne objekt ležící v těsné blízkosti hranice shluku, označuje se jako 

inovativní. Tento objekt nemusí n u t n ě znamenat, že došlo k drift konceptu, protože 

se může klidně jednat i o nově vznikající shluk. Proto se tyto nejednoznačné ob

jekty ukládaj í do k rá tkodobé p a m ě t i a podléhaj í moni torování , zda nevznikají nové 

shluky, či se objekt k něk te rému nepřidal . Pokud i v dalších i teracích je objekt bez 

shluku, lze usuzovat, že tento objekt n e m á společné př íznaky s os ta tn ími objekty 

a považujeme ho za koncept drift. P r ob íhá pravidelná aktualizace modelu za účelem 

(4.13) 
ť=—oo 

drift. [26] 

4.4 Ostatní principy detekce 
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udržení normáln ího konceptu. Aktualizace p rob íhá tehdy, když v k rá tkodobé pa

mět i je uložen konkré tn í počet nejednoznačných objektů , k te rý nas tav í uživatel . Na 

základě toho dokáže algoritmus v reá lném čase začlenit validní objekty do shluků, 

což je žádoucí . [27] 

4.4.2 A-vzdálenost 

Metodou založenou na A-vzdálenost i je detekována změna distribuce dat pomocí 

vzdálenost í rozdílů mezi dvěma okny představuj ící p r avděpodobnos tn í rozdělení ná

hodné p roměnné , k teré do těchto oken náleží. A-vzdálenost je tedy vzdálenost í mezi 

t ěmi to dvěma okny, k t e rá signalizuje, k jak moc velké diferenci v distribuci dat 

došlo. [28] 

Jedno z oken je s tac ionární a d ruhé se posouvá po vzorcích směrem doprava, 

tud íž je dynamické. Obě okna jsou dále rozdělena na intervaly. Výsledek diference 

se porovnává se s tanovenými intervaly, jestl iže je n á h o d n á hodnota rozdílu menší , 

spadá do tohoto intervalu. Pokud je hodnota diference větší než náležitý interval, 

dochází k signalizaci drift konceptu. [28] 

4.4.3 Metoda hustoty okrajů 

Metoda hustoty okrajů je založena na podpů rných vektorech. Tato metoda bývá 

implementována právě tehdy, když se j e d n á o p ravděpodobnos tn í klasifikátor, k te rý 

generuje odhady p ravděpodobnos t i rozdělení ob jek tů do t ř íd . [29] 

Lze si tedy předs tav i t p á s m o mezi dvěma t ř ídami , tzv. nadrovinu. Nadrovina 

umožňuje urči t chybu klasifikace vs tupních objek tů Xi a popř ípadě převést objekty 

se zápornými souřadnicemi na k ladné souřadnice pomocí ope rá to ru £j. Operace pře

vedení záporných souřadnice na k ladné je u m o ž n ě n a jen tehdy, pokud se j e d n á o tzv. 

měkké okraje, k teré tohle umožňují . Metoda hustoty okrajů je d á n a svou optimali

zační funkcí: 
j m 

min-wTw + (4-14) 
2 í = i 

Zároveň pro rovnici 4.14 p la t í dvě podmínky : 

yi(x?w + b) > 1 - 6 , (4.15) 

6 > 0, (4.16) 

kde Di označuje výs tup , C je konstanta vyjadřující váhu chybné klasifikace, w je 

normálový vektor určující váhu vs tupn ího objektu xj a b je p ráh . [29] 
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5 Metody korekce drift konceptu 
Algori tmy korekce slouží k úpravě detekovaných koncepčních driftů na základě ově

ření správnost i detekce. P rvn í z a lgor i tmů je založen na m e t o d ě A D W I N a dokáže 

ihned zareagovat na změnu v rozložení dat. Zat ímco metoda korekce přes vektorovou 

regresi provádí korekci v pravidelných intervalech. 

5.1 ADWIN 

Metoda A D W I N je založená na a d a p t i v n í m p o s u v n é m okně. Tato sofistikovaná me

toda využívá př izpůsobivého klouzavého okna proměnlivé velikosti, k t e r á se adaptuje 

podle rychlosti změny rozložení dat v náleži tém okně. Algoritmus založený na tomto 

principu je schopen odhalit i falešně pozi t ivní či falešně negat ivní drift koncepty. [30] 

Pokud není změna v konceptu detekována, tak se okno dynamicky zvětšuje a zá

roveň se i zbavuje s tarých dat, t akže logaritmicky klesá výpoče tn í náročnos t . V opač

ném př ípadě , když je změna rozložení dat zaznamenána , okno se zmenšuje. Algo

ritmus př idá n-tici dat do adap t ivn ího okna. Následuje ana lýza n vzorků za účelem 

detekce drift konceptu. [30] 

K zpřesnění v ý p o č t u jsou zavedena dvě podokna Wl a W2, k t e rá se určují 

přes všechny možné kombinace podoken, aby bylo dosaženo co možno nej přesnějších 

výsledků. P o t é se porovnaj í distribuce dat v obou podoknech a pokud jsou p růměrné 

hodnoty dat odlišné, dochází ke korekci drift konceptu. Nejstarší n-tice se ods t ran í 

a dochází k rozšiřování okna. Okno se zvětšuje a ods t raňuje s taré n-tice do té doby, 

než nedojde k další korekci drift konceptu. [31] 

5.2 Vektorová regrese 

Algori tmy založené na podpo ře vektorové regrese pa t ř í k p ř í s t u p ů m učení s učitelem, 

k teré na základě symetr ického odhadu penalizují chybné odhady. Touto metodou lze 

dosáhnou t vysoké přesnost i predikce na základě zobecnění klasifikačního problému 

odhadem spoji té vícerozměrné funkce. 

Podpora vektorové regrese reprezentuje tedy opt imal izační problém, ve k te rém 

je snaha nalézt mís to nadroviny, jež je v d a n é m mís tě nej užší se s t ředem na povrchu 

nadroviny. T í m se zároveň minimalizuje chyba predikce. Aproximační dvourozměrná 

funkce f(x,w) je definována vztahem: 

M 

i=l 

kde M je ř á d polynomu, x jsou vs tupn í data a hodnota w udává šířku nadroviny. [32] 
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S ros toucím ř á d e m polynomu klesá chyba, ale zároveň lze očekávat vysokou výpo

četní náročnos t . Za op t imáln í se nepožaduj í v některých př ípadech ani nízké řády. 

Např ík lad polynom prvn ího řádu , tedy lineární funkce, nemusí dosahovat očeká

vaných výs tupních hodnot. N a základě toho je nutno poč í ta t s vyšší chybovostí 

predikce. Polynom šestého ř á d u se uvádí jako opt imáln í a je b r á n jako kompromis 

mezi ideální šířkou nadroviny a mírou chybné predikce. Dalš ím parametrem je z t rá

tová funkce e. Tento parametr udává rozdíl mezi očekávaným a reá lným výs tupem. 

Pokud je rozdíl menší než e, dochází ke snížení citlivosti pro detekci chyby a t ím 

p á d e m je kolem nadroviny více objektů , tedy podpů rných vektorů. Naopak při zvý

šení diference bude algoritmus citlivější a je daleko větší p ravděpodobnos t , že bude 

detekován koncept drift. [32] 
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6 Dataset 
Pro analýzu drift konceptu byly použi ty dva různé datasety. P r v n í dataset reprezen

tuje uměle vytvořený fantomový drift koncept. Tento dataset byl použi t pro testo

vání detekčních a korekčních a lgor i tmů drift konceptu. N a základě tohoto tes tování 

byly vyb rány vhodné detekční metody za účelem detekce drift konceptu v metabo-

lomické analýze. Druhý dataset již obsahoval reá lná data, k t e rými byly koncentrace 

metabo l i tů . 

6.1 Fantomová data 

Pro tes tování a lgor i tmů na ana lýzu drift konceptu byl v y b r á n spamový dataset [33]. 

Tento dataset obsahuje 6213 vs tupních objek tů a 499 př íznaků. 

Dataset byl rozdělen na vs tupn í a cílová tzv. očekávaná data. Očekávaná data 

reprezentuj í dvě t ř ídy - 0, jestl iže se ne jedná o spam, nebo 1, pakliže se j e d n á o spam. 

Vs tupní data v datasetu jsou t ak též b inární . 

6.2 Reálná data 

Pro analýzu drift konceptu v metabolomické analýze byly použi ty datasety pochá

zející z kohortové studie od Chu a spol. [34]. Získaná data pocházejí od 534 objek tů 

rodu Horno sapiens. Konkré tně byly měřeny tělní metabolity od 237 mužů a 296 

žen ve věku od 18 do 75 let. Studie přinesla dva metabolomické datasety lišící se 

použi tými technikami měření . P r v n í dataset nese označení B M (z angl. Brainshake 

Metabolomics). Da ta pro B M byla měřena technikou spektroskopie nukleární mag

net ická rezonance, jenž je blíže p o p s á n a v kapitole 2.1 Výsledky měření přinesly 231 

př íznaků s 200 absolu tn ími koncentracemi. Další dataset nesoucí název G M (z angl. 

General Metabolomics) zahrnuje 1589 př íznaků s 257 absolu tn ími koncentracemi, 

k teré byly měřeny technikou h m o t n o s t n í spektrometrie doby letu. O hmotnos tn í 

spektrometrii doby letu pojednává kapitola 2.1. Poslední, avšak nezbytný, veřejný 

dataset obsahuje osobní iniciály, a hlavně očekávaná data pro jednot l ivé objekty. 

Těmi to očekávanými daty jsou t ř i různé klasifikační problémy, jak můžeme vidět na 

obrázku 6.1. P r v n í klasifikační p roblém označuje pohlaví ( žena /muž) . Další klasifi

kační p rob lém ukazuje, zda žena užívá antikoncepci (užívá/neužívá) . Poslední klasi

fikační p rob lém obsahuje čtyři t ř ídy (nekuřák /pas ivn í k u ř á k / b ý v a l ý k u ř á k / a k t i v n í 

kuřák) . 

29 



V E Ř E J N Ý D A T A S E T 

Obr. 6.1: Schéma znázorňující t ř i klasifikační problémy z datasetu dos tupného [34] 

Zároveň byly vytvořeny grafy vyjadřující četnost i jednot l ivých t ř íd pro každý 

klasifikační p roblém v procentech. Jak můžeme vidět na obrázku 6.2 - očekávaná 

data pro pohlaví a užívání antikoncepce jsou re la t ivně vyvážená. To se ovšem nedá 

říct o očekávaných datech pro klasifikaci kuřáků , kdy můžeme zaznamenat nevyvá-

ženost, co se týče četnost i jednot l ivých klasifikačních t ř íd . 

Nekuřák 
Pasivní kuřák 
Bývalý kuřák 
Ku řák 

8% ^ 

Obr. 6.2: Grafy vyjadřující četnost i t ř íd pro daný klasifikační p roblém a dataset. 

Klasifikčaní problém: 1 - pohlaví , 2 - užívání antikoncepce, 3 - kouření . 

Dataset: B M - p rvn í t ř i horní grafy, G M - spodní t ř i grafy 

Oba datasety byly s tandardizovány, čímž bylo dosaženo nezávislosti p ř íznaků na 

různorodých j edno tkách a zároveň bylo sjednoceno měř í tko [35] .Vzhledem k vysoko-

dimenzional i tě vs tupních dat, nelze datasety j ednoduše vizualizovat. Jako j edn ím z 

a l te rna t ivních řešení redukce dimenzionality se jevila ana lýza hlavních komponent 

( P C A ) sloužící nejen pro redukci demenzionality vs tupních dat, ale i pro vizuali-

zaci vs tupních dat. Vs tupní data byla pomocí P C A redukována do dvou dimenzí 

a vykreslena [36]. N a obrázku 6.3 vidíme graficky znázorněnou výslednou analýzu 
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hlavních komponent pro dataset B M s vyznačenými očekávanými daty pro klasifi

kaci pohlaví . O b d o b n ě je tomu na obrázku 6.4 pro klasifikaci užívání antikoncepce. 

Pos ledním klasifikačním p rob lémem bylo kouření , kdy na obrázku 6.5 jsou vyzna

čeny čtyři výs tupn í třídy. P C A prezentující výše zmíněné klasifikační problémy pro 

G M dataset jsou umís těny v příloze A . 

-20 -10 0 10 20 30 
PCI (32 %) 

Obr. 6.3: Vizualizace analýzy hlavních komponent B M datasetu s vyznačenými 

očekávanými daty pro klasifikaci pohlaví 
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Obr. 6.4: Vizualizace analýzy hlavních komponent B M datasetu s vyznačenými 

očekávanými daty pro klasifikaci užívání antikoncepce 
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Obr. 6.5: Vizualizace analýzy hlavních komponent B M datasetu s vyznačenými 

očekávanými daty pro klasifikaci ku řáků 

Analýza hlavních komponent ukázala , že se nevytvoř ly viditelně ohraničené shluky 

objektů. Což může být způsobeno vzá jemnými vn i t řn ími interakcemi mezi jednot-

livími metabolity. V l i v e m výbě ru vs tupních dat pro klasifikaci pohlaví s ta t i s t ickým 

testem analýza rozptylu ( A N O V A ) [37], došlo ke z t r á t ě některých původně deteko

vaných drift konceptů a přesnost mode lů se nezměnila . Proto byla data ponechána 

v původn í neredukované podobě . N a druhou stranu, vs tupn í data, jež byla použ i ta 

pro klasifikaci užívání antikoncepce a kouření , byla z důvodu nizké přesnost i kla

sifikace redukována. Pro selekci vs tupních dat byly otes továny dva přís tupy. P rvn í 

z nich je již zmiňovaný s ta t is t ický test A N O V A pro exper imentá lně definovaný po

čet př íznaků. Z B M datasetu bylo vyb ráno pro predikci užívání antikoncepce 25 

př íznaků a 50 př íznaků pro predikci kouřáků. O b d o b n ě tomu bylo u G M datasetu, 

kdy bylo vyb ráno 100 př íznaků, jak pro predikci užívání antikoncepce, tak i pro 

predikci kuřáků . Druhý p ř í s tup spočíval v korelaci vs tupních dat [38]. Pro každou 

možnou dvojici p ř íznaků byla vypoč t ena hodnota Pearsonova korelačního koefici

entu. Pokud hodnota Pearsonova korelačního koeficientu byla větší než zadaný práh , 

př íznaky s takovou hodnotou byly považovány za r e d u n d a n t n í a byly vyřazeny ze 

vs tupních dat. A n i přes tes tování korelace př íznaků pro prahové honoty 0.6, 0.7, 

0.8, 0.9, a jejich následné redukce, nedošlo ke zvýšení přesnost i modelů . Z důvodu 

výše popsaných skutečnost í , byl pro selekci vs tupních dat v y b r á n s ta t is t ický test 

A N O V A , čímž došlo ke zvýšení přesnost i modelů a poče t detekovaných drift kon

cep tů se nelišil od původních neredukovaných dat. 
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7 Implementace detektorů drift konceptu 
Detekce drift konceptu na predikčních modelech byla rozdělena na dvě části . P rvn í 

část je testovací a pojednává o detekci drift konceptu v predikcích na fantomových 

datech. D r u h á část je věnována detekci drift konceptu v metabolomických predikč

ních modelech. Pr incip detekce drift konceptu v predikcích metabolomických mode lů 

je znázorněn na obrázku 7.1 popisující námi zvolený postupu řešení. 

metabolomický 
dataset 

očekávaná data 

rozdělení na trénovací a testovací množinu 

metabolomický 
model 

výstupní data 
detektor drift 

konceptu 

^^^^^^ ^^^^ 

Obr. 7.1: Schéma zvoleného postupu řešení 

Analýza drift konceptu byla realizována ve skr iptovacím jazyce Python verze 3.7 [39]. 

Tento programovací jazyk byl v y b r á n pro jeho jednoduchost, všes t rannos t a popu

laritu. Vývojovým pros t řed ím byl zvolen Google Colaboratory, k t e rý vyniká svou 

buňkovou strukturou, tud íž je přehledný a praktický. Pro analýzu dat byly zvoleny 

následující knihovny: 

• Pandas [40] - pro manipulaci a úp ravu dat, 

• Numpy [41] - nabízí ř a d u uži tečných ma tema t i ckých operací , 

• Matplot l ib [42] - vy tvářen í grafů, 

• Sklearen [43] - modelování na základě a lgor i tmů strojového učení, 

• Skmultiflow [44] - pro ana lýzu drift konceptu. 
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7.1 Detekce drift konceptu na fantomových datech 

Pro tes tování a lgor i tmů na detekci a korekci drift konceptu byly na t rénovány modely 

na spamovém datasetu [33]. Spamový dataset byl zvolen na základě dynamického 

charakteru dat s cílem detekce změn v distribuci dat v predikcích na t rénovaných 

modelů . 

Dataset byl rozdělen na trénovací a testovací množinu v p o m ě r u 4:1. Tedy 80 % 

datasetu tvořilo t rénovací množinu, na k te rých byly jednot l ivé predikční modely na

trénovány. A 20 % datasetu bylo použi to k otestování již na t rénovaných predikčních 

modelů . 

Použi té predikční modely jsou založeny na algoritmech: logistické regrese (LR) [45], 

gradient boostingu (GB) [46], n á h o d n é m lesu (RF) [47] a Naivním Bayesovském kla-

sifikátoru (NB) [48]. Principy výše zmíněných metod jsou popsány v kapitole 3. 

Pro detekci drift konceptu byly implementovány dvě metody ze Scikit-Multif low 

- metoda detekce driftu ( D D M ) a metoda včasné detekce driftu ( E D D M ) [44]. P r in 

cipy těch to metod byly uvedeny v kapitole 4.1 pojednávající o stat is t ické regulaci 

procesů. Tyto dvě metody byly aplikovány na modelem vytvořené predikce s cílem 

detekce drift konceptu v predikcích jednot l ivých predikčních modelů . Detekce drift 

konceptu byla rozdělena na dvě úrovně. P rvn í úroveň byla varovná a d r u h á úroveň 

signalizovala změnu v distribuci dat. Počet detekovaných varovných úrovní v predik

cích mode lů prezentuje graf na obrázku 7.2 a graf vykreslující poče t detekovaných 

změn v distribuci dat je znázorněn na obrázku 7.3. 

NB 

DDM 
EDDM 
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"O 
o 

GB 
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Obr. 7.2: Graf p o č t ů detekovaných varovných úrovní v predikcích mode lů 
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V porovnán í detekčních a lgor i tmů drift konceptu na predikčních modelech plyne, 

že metoda E D D M je daleko citlivější na detekci změn v konceptu viz obrázek 7.3. 

Naopak metoda D D M je citlivější pro detekci varovných úrovní viz obrázek 7.2. 

Což může být způsobeno t ím, že metoda E D D M m á daleko ostřejší hranici mezi 

detekcí varovné úrovně a změny v distribuci dat. Proto je tato metoda vhodnější 

pro pozvolné změny v distribuci dat oproti m e t o d ě D D M , k te rá je vhodnější pro 

náhlé změny. 

Následně byl implementován ze Scikit-Multif low korekční algortimus drift kon

ceptů , jenž je založen na m e t o d ě adap t ivn ího posuvného okna ( A D W I N ) modifiko

vaného modelem k-nejbližších sousedů ( K N N ) [44]. Metoda A D W I N byla popsána 

v kapitole 5.1. Nejdříve byla modelem K N N vy tvořena predikce vs tupních dat. Po té 

byla predikce námi navržených mode lů (LR, G B , R F , N B ) po rovnána s predikcí mo

delu K N N . Výsledkem byla korekce detekovaných drift konceptů s výkonem 1, což 

značí, že byly opraveny všechny detekované drift koncepty s m a x i m á l n í m výkonem. 

N a základě tes tování byly vyb rány obě metody detekce drift konceptu s přihléd

n u t í m k m e t o d ě E D D M , k te rá detekovala více změn v konceptu než metoda D D M . 

Dalš ím důvodem preference detekčního algoritmu E D D M je jeho snížená citlivost 

pro detekci náhlých změn, k teré by mohly být příčinou chybovostí navržených pre

dikčních modelů . 
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7.2 Detekce drift konceptu na metabolomických da
tech 

Všechny zde zmíněné predikční modely byly na t rénovány na koncentracích meta-

bol i tů v lidském těle pro rozpoznání pohlaví ( žena /muž) . Další skupina mode lů 

klasifikovala, jestli žena užívá nebo neužívá antikoncepci. Poslední skupina mode lů 

predikovala, zda do tyčná osoba kouří, kouřila, či pas ivně inhaluje cigaretový kouř, 

nebo zda se j edná o bývalého kuřáka . 

Použi té predikční modely jsou založeny na algoritmech: logistické regrese (LR) [45], 

gradient boostingu (GB) [46], n á h o d n é m lesu (RF) [47] a Naivním Bayesovském kla-

sifikátoru (NB) [48]. Principy výše zmíněných metod jsou popsány v kapitole 3. 

U všech výše uvedených mode lů byla pomocí dese t inásobné křížové validace vy

hodnocena p r ů m ě r n á přesnost predikce [49]. Což znamená , že t rénovací a testovací 

množ ina dat byla rozdělena v p o m ě r u 9:1 a křížová validace se opakovala v deseti 

i teracích, jak můžeme vidět na obrázku 7.4. Zjištěná p r ů m ě r n á přesnost predikce 

pro každou datovou sadu B M a G M zvlášť je uvedena v tabulce 7.1 reprezentující 

t ř i klasifikační problémy. 

1. iterace 

trénovací množina 

testovací množina 

Obr. 7.4: Dese t inásobná křížová validace. P řevza to a upraveno z [50] 
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Tab. 7.1: P r ů m ě r n é hodnoty přesnost i jednot l ivých metabolomických mode lů 

predikujících pohlaví , užívání antikoncepce a kouření pro datasety B M a G M 

Pohlaví 
Logist ická regrese Gradient boosting N á h o d n ý les N a i v n í Bayes 

B M 0.81 0.81 0.79 0.73 
G M 0.83 0.90 0.87 0.76 

Antikoncepce 

Logist ická regrese Gradient boosting N á h o d n ý les N a i v n í Bayes 
B M 0.84 0.80 0.77 0.75 
G M 0.86 0.88 0.89 0.78 

Kouření 
Logist ická regrese Gradient boosting N á h o d n ý les N a i v n í Bayes 

B M 0.70 0.64 0.68 0.42 
G M 0.62 0.69 0.72 0.40 

Další metrikou hodnocen í přesnost i klasifikace bylo zvoleno F l - skó re porovnáva

jící výs tup predikce, k te rý byl proveden na testovací množině vs tupních dat, s tes

tovací množinou dat očekávaných [51]. Výsledky F l - skó re jednot l ivých mode lů pre

dikujících daný klsifikační p rob lém pro dataset B M a G M zvlášť jsou uvedeny v ta

bulce 7.2. 

Tab. 7.2: Hodnoty F l - skó re jednot l ivých metabolomických modelů predikujících 

pohlaví , užívání antikoncepce a kouření pro datasety B M a G M 

Pohlaví 

Logist ická regrese Gradient boosting N á h o d n ý les N a i v n í Bayes 
B M 0.85 0.85 0.76 0.75 
G M 0.89 0.87 0.88 0.73 

Antikoncepce 
Logist ická regrese Gradient boosting N á h o d n ý les N a i v n í Bayes 

B M 0.87 0.76 0.75 0.75 
G M 0.85 0.88 0.85 0.76 

Kouření 

Logist ická regrese Gradient boosting N á h o d n ý les N a i v n í Bayes 
B M 0.70 0.67 0.70 0.59 
G M 0.58 0.69 0.69 0.38 

V př ípadě predikce pohlaví , dle tabulky 7.1, dosáhl nejlepší p růměrné přesnost i 

model založený na m e t o d ě gradient boosting v datové sadě G M . Tuto skutečnost 
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stvrzuje hodnota F l - skóre , k t e rá je v tabulce 7.2 pro tento p ř ípad t ak t éž jednou 

z nejvyšších. Dalš ím úkolem klasifikátorů byla predikce užívání antikoncepce, kde 

exceloval metabo lomický model klasifikující na principu algoritmu n á h o d n é h o lesa 

v datové sadě G M . V pos ledním př ípadě byly modely na t rénovány pro klasifikaci 

ku řáků do 4 t ř íd , kde uspokojivých výsledků dosáhl model založený na n á h o d n é m 

lesu. D ů v o d e m tak nízkých hodnot přesnost í u klasifikace ku řáků byla značná nevy-

váženost očekávaných dat. V celkovém hodnocení nejvíce exceloval model založený 

na algoritmu gradient boosting, k te rý lze považovat za nejsofistikovanější. Po té , co 

s rovnáme obě tabulky, lze vyvodit , že hodnoty přesnost i a F l - skó re si t éměř ve svém 

principu odpovídaj í . Tudíž, čím větší je přesnost predikce, t í m větší je p r avděpodob

nost zařazení objektu do správné třídy. 

Poslední uvedenou metrikou pro hodnocení b inárn í klasifikace mode lů je R O C 

(z angl. Receiver Operating Characteristic) kř ivka. J e d n á se o jednu z nejpoužívaněj-

ších metrik pro hodnocení kvality b iná rn í klasifikace. Udává vztah mezi senzitivitou, 

pro různé prahy klasifikace, a specificitou daného klasifikátorů. Jej ím parametrem je 

plocha pod křivkou ( A U C - z angl. Area Under the Curve), k t e rá objekt ivně hodno t í 

celý p r ů b ě h křivky. Vykreslené p růběhy R O C křivek s hodnotami A U C pro př ípad 

klasifikace pohlaví jsou uvedeny na obrázku 7.5 pro B M a na obrázku 7.6 pro G M da-

taset. N a obrázcích 7.7 pro B M a 7.8 pro G M , jsou p růběhy R O C křivek pro p ř ípad 

klasifikace užívání antikoncepce. [52] 
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Obr. 7.5: P r ů b ě h y R O C křivek jednot l ivých predikčních modelů klasifikujících 

pohlaví v B M datasetu a hodnoty A U C 
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Obr. 7.6: P r ů b ě h y R O C křivek jednot l ivých predikčních modelů klasifikujících 

pohlaví v G M datasetu a hodnoty A U C 
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Obr. 7.7: P r ů b ě h y R O C křivek jednot l ivých predikčních modelů klasifikujících 

užívání antikoncepce v B M datasetu a hodnoty A U C 
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Obr. 7.8: P r ů b ě h y R O C křivek jednot l ivých predikčních modelů klasifikujících 

užívání antikoncepce v G M datasetu a hodnoty A U C 

N a závěr byly porovnány jednot l ivé hodnoty A U C R O C křivek např íč o b ě m a 

datasety. Nejvyšší hodnoty A U C nabývaly predikční modely klasifikující v G M da

tasetu. Zat ímco modely predikující v B M datasetu nabýaly nižších hodnot A U C . V 

praxi hodnoty A U C nabývaj í spoji tých hodnot z rozsahu < 0.5,1 > a čím vyšší je 

hodnota A U C , t í m větší byla úspěšnost klasifikace predikčního modelu. 

Detekce drift konceptu v predikcích metabolomických modelů probíha la princi

piálně obdobně jako v p ř ípadě tes tování detekčních a lgor i tmů drift konceptu na fan-

tomovém datasetu 7.1. Taktéž byla detekce drift konceptu rozdělena na dvě úrovně. 

P r v n í úroveň byla varovná a d r u h á úroveň signalizovala změnu v distribuci dat. Počet 

detekovaných varovných úrovní a změn v distribuci dat na daných metabolomických 

modelech metodou D D M a E D D M pro datovou sadu B M je uveden v tabulce 7.3 

a pro dataset G M v tabulce 7.4. 

40 



Tab. 7.3: Počet detekovaných varovných úrovní (V) a změn v distribuci dat (Z) na 

daných predikčních modelech metodou D D M a E E D M v B M datasetu (P-pohlaví , 

A-antikoncepce, K-kouření) 

D D M 
Logist ická regrese Gradient boosting N á h o d n ý les Na ivn í Bayes 

P 0 V / 0 Z 0 V / 0 Z 0 V / 0 Z 0 V / 0 Z 
A 0 V / 0 z 0 V / 0 z 15 V / 0 Z 0 V / 0 z 
K 0 V / 0 z 0 V / 0 z 0 V / 0 Z 1 V / 0 z 

E D D M 
Logist ická regrese Gradient boosting N á h o d n ý les Na ivn í Bayes 

P 0 V / 1 Z 10 V / 1 Z 2 V / 1 Z 0 V / 1 Z 
A 1 V / 0 z 0 V / 0 z 0 V / 0 Z 0 V / 0 z 
K 0 V / 0 z 0 V / 0 z 0 V / 0 z 0 V / 0 z 

Tab. 7.4: Počet detekovaných varovných úrovní (V) a změn v distribuci dat (Z) na 

daných predikčních modelech metodou D D M a E E D M v G M datasetu (P-pohlaví . 

A-antikoncepce, K-kouření) 

D D M 

Logist ická regrese Gradient boosting N á h o d n ý les Na ivn í Bayes 
P 0 V / 0 Z 0 V / 0 Z 0 V / 0 Z 0 V / 0 Z 
A 0 V / 0 z 19 V / 0 Z 15 V / 0 Z 21 V / 0 Z 
K 7 V / 1 Z 3 V / 1 Z 6 V / 0 Z 8 V / 0 Z 

E D D M 

Logist ická regrese Gradient boosting N á h o d n ý les Na ivn í Bayes 
P 18 V / 0 Z 11 V / 0 Z 0 V / 0 Z 8 V / 0 Z 
A 0 V / 1 Z 0 V / 1 z 0 V / 1 z 0 V / 0 Z 
K 0 V / 0 Z 0 V / 0 z 0 V / 0 z 0 V / 0 z 

Pro srovnání celkového p o č t u detekovaných drift konceptů metodou D D M a E D D M 

v jednot l ivých datasetech byly vytvořené sloupcové grafy. Graf na obrázku 7.9 vizu-

alizuje celkový počet detekovaných varovných úrovní konkré tn í detekční metodou v 

d a n é m datasetu. Druhý graf na obrázku 7.10 prezentuje počet detekovaných změn 

v distribuci dat t ak též konkré tn í detekční metodou v d a n é m datasetu. 
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Obr. 7.9: Graf p o č t ů detekovaných varovných úrovní pro danou detekční metodu 

a dataset 

O) 

(O 
•M 
(D 
T3 

O) 
U 

O) 
+J QJ 
T3 

DDM BM 

DDM GM 

T3 

§ EDDM_BM 

-t-J 
>N 
O 
o. EDDM GM 

pohlaví 
an t i koncepce 
kouření 

Poče t z m ě n 

Obr. 7.10: Graf p o č t ů detekovaných driftů v konceptu pro danou detekční metodu 

a dataset 
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Nejvíce detekovaných varovných úrovní zaznamenala metoda D D M v datasetu 

G M na metabolomických modelech predikujících užívání antikoncepce. N a druhou 

stranu metoda E D D M v př ípadě klasifikace ku řáků nezaznamenala varování ani 

v jednom datasetu. Závěrem je možno z grafu na obrázku 7.9 konstatovat, že metoda 

D D M zaznamenala více varovných úrovní než metoda E D D M . 

Nejhojnější poče t změn zaregistrovala metoda E D D M v predikci metabolomic-

kého modelu klasifikujícího pohlaví v datasetu B M . D D M nezaznamenala v p ř ípadě 

datasetu B M žádnou změnu v distribuci dat. N a základě grafu na obrázku 7.10 

lze vyvodit , že metoda E D D M je vhodnější pro detekci drift konceptu v metabo

lomických datech, což odpovídá zj ištěním ve studii od Schwarzerové a spol. [53]. 

Zároveň jsou výše popsané výsledky bakalářské práce podpořeny konferenčním pří

spěvkem [54]. Nicméně by se mohlo zdá t , že toto tvrzení vyvrací poče t detekovaných 

změn u modelu klasifikujícího ku řáky v p ř ípadě detekční metody D D M v datasetu 

G M . Avšak nutno podotknout, že se potvrdi l fakt, jenž je zmíněn v kapitole 4.1 ty

kající se zde použi tých detekčních metod založených na stat is t ické regulaci procesů. 

A to, že metoda E D D M je n e v h o d n á pro detekci drift konceptu u nevyvážených 

dat. Tato situace nastala právě u modelů predikujících ku řáky do čtyř t ř íd , jejichž 

četnost i byly značně nevyvážené. 

V porovnán í metod detekce drift konceptu D D M a E D D M na predikčních mo

delech plyne, že metoda E D D M je daleko citlivější na detekci změn konceptu viz 

obrázek 7.10. Naopak metoda D D M je citlivější pro detekci varovných úrovní viz 

obrázek 7.9. 

Ve studii od Schwarzerové a spol. [53] je poznamenáno , že jeden zmatouc ích 

faktorů v lidské metabolomické analýze je věk. Proto byla vy tvořená časová osa na 

obrázku 7.11 reprezentující s tař í pacientů , u k te rých byla identifikována změna v 

konceptu. 
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18 25 50 75 

Obr. 7.11: Vizualizace detekovaný drift konceptů v závislosti na odhalení 

ma touc ího faktoru 
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Jak můžeme vidět na obrázku 7.11, všichni pacienti, u k terých byla shledána 

změna v konceptu, jsou ve s tař í od 18 do 25 let. Tato doba vypovídá o vývojovém 

přechodu z dospívání do dospělosti . T í m t o práce př ináší po tvrzen í se s tudi í [53] o od

halení ma touc ího faktoru v metabolomické analýze. Toto zjištění pomůže vytvoř i t 

přesnější modely pro včasnou diagnostiku, k t e rá je nezby tná pro úplné uzdravení 

nebo ekonomicky přívětivější léčbu pro pacienty spadající do věkové skupiny 18-25 

let. 
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Závěr 
Tato baka lá ř ská práce se zabývá problematikou strojového učení, a to analýzou drift 

konceptu v dynamicky se měnících datech. Nejprve byly na t rénovány predikční mo

dely založené na algoritmech strojového učení. Predikční modely byly t rénovány 

na koncentracích me tabo l i t ů a jejichž cílem bylo zařazení ob jek tů do náleži té t ř ídy 

v rámci daného klasifikačního problému. Klasifikační problémy představovaly: po

hlaví, užívání antikoncepce a kouření . Konkré tně byl drift koncept detekován na 

modelem vytvořené predikci, pokud byla detekčními algoritmy shledána změna v dis

tribuci dat. Ty to algoritmy zaznamenávaly dvě úrovně drift konceptu. P r v n í úroveň 

varovala před p ř ípadnou změnou v konceptu. Zat ímco d r u h á úroveň signalizovala 

definitivní změnu v distribuci dat. 

P ráce nejprve pojednává o s a m o t n é m drift konceptu. V další kapitole je jedna 

ze stěžejních část í p ráce věnovaná metabolomice. Metabolomika př ináší novou éru 

umožňující se věnovat predikci fenotypu na základě koncentrací me tabo l i tů . Tře t í 

kapitola popisuje algoritmy predikčních modelů . Po té následuje l i terární rešerše za

bývající se metodologii detekce a korekce drift konceptu. Některé metody detekce 

byly následně použi ty v prakt ické části , o k te ré pojednává kapitola 7 s názvem Im

plementace de tek to rů drift konceptu. 

Hlavní cíl bakalářské práce spočíval v detekci drift konceptu pomocí detekčních 

metod D D M a E D D M v metabo lomickém datasetu na různých predikčních mo

delech. Díky tomu, baka lá ř ská práce př inesla 8 predikčních mode lů predikujících 

daný klasifikační p roblém na základě koncentrací me tabo l i tů . Dále bylo po zpraco

vání výsledků zjištěno, že metoda E D D M je pro detekci drift konceptu vhodnější 

než metoda D D M . N a základě nevyváženost i výs tupních dat u klasifikačního pro

blému kouření , byl exper imentá lně ověřen poznatek, že metoda E D D M je n e v h o d n á 

v p ř ípadě nevyvážených dat. N a závěr byl odhalen ma touc í faktor v metabolomické 

analýze, kdy bylo zjištěno, že detekované změny v distribuci dat souvisí s věkem 

pacienta. Hlavní poselství t é to práce spočívá v odhalení inovat ivního p ř í s tupu v me

tabolomické analýze s detekcí nežádoucícho faktoru, za k te rý lze považovat koncept 

drift. 
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Seznam symbolů a zkratek 
m R N A mediá torová r ibonukleová kyselina 

S N M R spektroskopie nukleární magnet ické rezonance 

T O F M S h m o t n o s t n í spektrometrie doby letu 

L R logistická regrese 

G B gradient boosting 

R F n á h o d n ý les 

N B Naivní Bayesovský klasifikátor 

D D M metoda detekce driftu 

E D D M metoda včasné detekce driftu 

P C A analýza hlavních komponent 

A N O V A analýza rozptylu 

R O C operační charakteristika při j ímače 

A U C plocha pod krivkou 

/ t ransformační funkce 

X, Xi, Xn, xt v s tupn í data 

Y výs tupn í data 

<7j, at s m ě r o d a t n á odchylka 

Pí mí ra chybovosti 

Pmin min imáln í chyba 

amin min imáln í s m ě r o d a t n á odchylka 

a p r á h 

(3 p r á h 

p\ p r ů m ě r n á vzdálenost mezi chybami 

s\ s m ě r o d a t n á odchylka p\ 
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PLax max imá ln í p\ 

s'max max imá ln í 

T (ro, rr,no,nr) 4D funkce 

rn, rr poče t správných klasifikací v d a n é m př ípadě 

W speciální p ř ípad klasifikace 

n0, nr poče t nesprávných klasifikací v d a n é m př ípadě 

pf p r ů m ě r n á vzdálenost mezi rn, rr a Tin, nr 

pt b inárn í parametr 

t čas 

Zt název p roměnné u vážené regulace procesů 

<j\ rozptyl Zt 

Po p r avděpodobnos t chybovosti p řed driftem 

Po,t odhad po v čase t 

Xt v s tupn í vzorek v čase t 

L kontrolní parametr 

A koeficient zapomínán í 

ô p r avděpodobnos tn í konstanta 

€H Hoeffdingovo číslo 

n poče t vs tupních p rvků 

p\ p r avděpodobnos t výsky tu 1 za čas t 

pmax max imá ln í p ravděpodobnos t výsky tu 1 

xt p r ů m ě r n ý odhad z pozorovaných dat xt 

Ct kumulovaný součet 

Ap horn í hranice 

\n dolní hranice 
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i/i výs tupn í t ř ída 

£j t ransformační operá to r 

C konstanta váhy chybné klasifikace 

w váha 

b p r á h 

f(x,w) aproximační funkce 

M ř ád polynomu 

Wi š ířka nadroviny 

e z t rá tová funkce 

B magne t ická indukce 

/ frekvence 
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A Vizualizace PCA GM datasetu 
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Obr. A . l : Vizualizace analýzy hlavních komponent G M datasetu s vyznačenými 

očekávanými daty pro klasifikaci pohlaví 
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Obr. A . 2 : Vizualizace analýzy hlavních komponent G M datasetu s vyznačenými 

očekávanými daty pro klasifikaci užívání antikoncepce 
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Obr. A . 3 : Vizualizace analýzy hlavních komponent G M datasetu s vyznačenými 

očekávanými daty pro klasifikaci ku řáků 
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