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ABSTRAKT 
Práce se zabývá metodami hlubokého učení pro segmentaci elektrokardiografických záznamů 
z povrchového a intrakardiálního snímání se zaměřením na sinovou aktivitu. Teoretická část 
seznamuje se současnými přístupy segmentace a s problematikou spojenou s využíváním stan­
dardních E K G databází pro vývoj hlubokých modelů. V práci byl navržen řetězec metod pro 
zpracování multimodálních dat z elektrofyziologického vyšetření. Tyto metody byly následně 
využity pro sestavenítrénovacích datových sad. V práci byl navržen hluboký model pro segmen­
taci intrakardiálních záznamů založený na modifikované architektuře s reziduálním spojením. 
Byla provedena série experimentů sledující vliv nastavení modelu a předzpracování datové sady 
na kvalitu segmentace. Jako zásadní činitel se ukázala přítomnost a způsob anotace záznamů 
s fibrilací síní. Mezi další významné parametry patřilo nastavení penalizační funkce a způsob 
augmentace trénovacích dat. V práci byla dále navržena nová metoda segmentace P vln vyu­
žívající neúplné reference. Přístup byl inspirován metodou hlubokého kontrastního učení, která 
byla modifikována pro odlišení lokálních úseků signálů na různých úrovních abstrakce extra­
hovaných příznakových map. Výsledky byly analyzovány pomocí standardních metrik kvality 
a post-hoc vizuální analýzou. V dílčích případech bylo provedeno statistické srovnání experi­
mentů pro různá nastavení. Výsledky práce ukázaly, že je možné využít intrakardiální signály 
pro zabudování vektorové reprezentace lokální sinové aktivace do hlubokých modelů. 

KLÍČOVÁ SLOVA 
Metody hlubokého učení, konvoluční neuronové sítě, automatická segmentace signálů, inter­
venční elektrofyziologické vyšetření, intrakardiální elektrogramy, lokální aktivační čas, sinová 
aktivita, skryté P vlny, poruchy srdečního rytmu, databáze signálů. 

ABSTRACT 
The thesis deals with deep learning methods for the segmentation of surface and intracardiac 
electrocardiographic recording with focus on atrial activity. The theoretical part introduces 
current segmentation aproaches of electrocardiographic signals. Issues related to the devel­
opment of deep learning models in context of standard ECG databases were also discussed. 
We proposed a pipeling for processing multimodal electrophysiology data from interventional 
procedures in order to build reliable training datasets. A deep model for segmentation of 
intracardiac recordings based on a modified residual architecture was proposed. A series of 
experiments was conducted to evaluate the effect of both model and dataset properties on 
segmentation quality. The annotation methodology of recordings with atrial fibrillation proved 
to be a crucial factor. Properties of loss function and type of data augmentation were revealed 
as secondary important parameters. A novel P wave segmentation method for incomplete ref­
erences was proposed in the thesis. The approach was inspired by the deep contrast learning. 
It was modified to distinguish local segments of signals at different levels of abstraction of the 
extracted feature maps. Results were analyzed using standard quality metrics and post-hoc 
visual analysis. In some cases, a statistical comparison of experiments for different settings 
was performed. The results of the work showed that it is possible to use intracardiac signals 
for embedding a vector representation of local atrial activation into deep models. 

KEYWORDS 
Deep learning, convolutional neural networks, segmentation, cardiac mapping, intracardiac 
electrograms, local activation time, atrial activity, hidden P waves, arrhythmias. 

Vysázeno pomocí balíčku thesis verze 4.07; http://latex.feec.vutbr.cz 

http://latex.feec.vutbr.cz


HEJČ, Jakub. Metody hlubokého učení pro segmentaci elektrokardiografických signálů. Brno: 

Vysoké učení technické v Brně, Fakulta elektrotechniky a komunikačních technologií, Ústav 

biomedicínského inženýrství, 2023, 131 s. Disertační práce. Vedoucí práce: doc. Ing. Kolářová 

Jana, Ph.D. 



Prohlášení autora o původnosti díla 

Jméno a příjmení autora: Ing. Jakub Hejč 

VUT ID autora: 106152 

Typ práce: Disertační práce 

Akademický rok: 2022/23 

Téma závěrečné práce: Metody hlubokého učení pro segmentaci 

elektrokardiografických signálů 

Prohlašuji, že svou závěrečnou práci jsem vypracoval samostatně pod vedením vedoucí/ho 

závěrečné práce a s použitím odborné literatury a dalších informačních zdrojů, které jsou 

všechny citovány v práci a uvedeny v seznamu literatury na konci práce. 

Jako autor uvedené závěrečné práce dále prohlašuji, že v souvislosti s vytvořením této závě­

rečné práce jsem neporušil autorská práva třetích osob, zejména jsem nezasáhl nedovoleným 

způsobem do cizích autorských práv osobnostních a/nebo majetkových a jsem si plně vědom 

následků porušení ustanovení § 11 a následujících autorského zákona č. 121/2000 Sb., o právu 

autorském, o právech souvisejících s právem autorským a o změně některých zákonů (autorský 

zákon), ve znění pozdějších předpisů, včetně možných trestněprávních důsledků vyplývajících 

z ustanovení části druhé, hlavy VI. díl 4 Trestního zákoníku č. 40/2009 Sb. 

Brno 

podpis autora* 

*Autor podepisuje pouze v tištěné verzi. 



P O D Ě K O V Á N Í 

Rád bych poděkoval všem, kdo mně podporovali v průběhu doktorského studia. Zvláštní po­

děkování patří mé školitelce doc. Ing. Janě Kolářové, Ph.D. a vedoucímu výzkumného týmu 

ICE doc. MUDr . Zdeňku Stárkovi, Ph .D. za poskytnuté konzultace, nezměrnou trpělivost a 

vytváření pracovních podmínek, které umožnili dokončení práce. Vřelé poděkování patří také 

MUDr . Martinu Pešlovi, Ph .D. za zájem a cenné poznatky k dizertační práci. Dále děkuji ko­

legům Ing. Ředinoví, Ing. Rakové, Ing. Širůčkové a Ing. Kubalové za čas a ochotu věnovanou 

anotaci elektrofyziologických dat. Nejsrdečnější poděkování patří mé manželce Kláře. . . za vše, 

čím pro mě nejen při studiu byla. 



Obsah 

Ú v o d 12 

Cíle práce 14 

1 Zpracování kl inických dat 17 

1.1 Úvod 17 
1.2 Intervenční elektrofyziologické vyšetření 19 
1.3 Dílčí cíle 20 
1.4 Zpětná analýza dat 20 

1.4.1 Základní popis 20 
1.4.2 Výsledky 22 

1.5 Softwarové balíčky pro manipulaci s E F V daty 23 
1.6 Učební datové sady 25 

1.6.1 Charakteristika zařazených pacientů 25 
1.6.2 Selekce zájmových úseků 25 
1.6.3 Expertně anotovaná datová sada a (DS-A) 26 
1.6.4 Automaticky anotovaná datová sada B (DS-B) 28 

1.7 Diskuze a limitace 31 

2 Segmentace s inových e lektrogramů p o m o c í 
m o d e l ů h lubokého učení 33 
2.1 Současný stav 33 
2.2 Dílčí cíle 36 
2.3 Formální definice problému 37 
2.4 Architektura modelu 37 

2.4.1 Enkodér s reziduálním spojením 37 
2.4.2 Blok dilatovaných konvolucí 39 
2.4.3 Pyramidový dekodér 41 

2.5 Kritériami funkce 42 
2.6 Optimalizační algoritmus 43 

2.6.1 Stochastická gradientní optimalizace 43 
2.6.2 Plánování kroku učení 44 

2.7 Stratifikace DS-A 45 
2.8 Předzpracování dat 46 
2.9 Bayesovská optimalizace hyperparametrů 47 

2.9.1 Optimalizace M a o p t a M i o p t 48 
2.10 Hodnocení kvality modelu 50 

2.10.1 Statistické metody 52 
2.11 Výsledky 52 

2.11.1 Optimalizace architektury 52 



2.11.2 Optimalizace kriteriální funkce 55 

2.11.3 Srovnání modelů M a o p t a M i o p t 56 
2.11.4 Segmentace fibrilačních záznamů 59 
2.11.5 Hodnocení vlivu šumu 60 
2.11.6 Vl iv augmentace dat 65 
2.11.7 Vl iv stratifikace datové sady 66 

2.12 Ukázky segmentace 66 
2.13 Diskuze 74 

2.13.1 Kvalita segmentace pomocí D N N modelů 74 
2.13.2 Vl iv fibrilačních záznamů 75 

2.13.3 Vl ivu šumu 76 
2.13.4 Vl iv nastavení penalizační funkce 77 
2.13.5 Vl iv stratifikace datové sady 77 

2.13.6 Limitace 78 

3 Slabě dozorovaná segmentace P vln 79 
3.1 Současný stav 79 

3.1.1 Metody založené na prohledávání lokální oblasti 80 
3.1.2 Metody založené na potlačení komorové aktivity 81 

3.1.3 Metody využívající hluboké učení 81 
3.1.4 Shrnutí 82 

3.2 Dílčí cíle 83 
3.3 Definice problému segmentace s neúplnou informací 84 
3.4 Architektura modelu 85 

3.4.1 Hyperparametry 85 
3.4.2 Regionální příznakové mapy 85 

3.5 Normalizovaná křížová entropie pro kontrastní učení 86 
3.5.1 Kontrastní učení v lokalizované oblasti signálu 87 

3.6 MIL vrstva 90 
3.7 Popis experimentů 90 
3.8 Trénovací data 91 
3.9 Předzpracování dat 92 
3.10 Nastavení procesu učení 93 
3.11 Hodnocení kvality segmentace 94 
3.12 Výsledky 94 
3.13 Ukázky segmentace 97 

3.14 Diskuze 101 
3.14.1 Jak věrohodná je segmentace P vlny hlubokým modelem? 101 
3.14.2 Využití intrakardiálních referencí 102 
3.14.3 Limitace 102 

Závěr 103 



Literatura 105 

Seznam příloh 124 

A Pří lohy 125 

A . l Vybrané implementační detaily 125 
A.1.1 Parametry augmentačních technik v Kapitole 2 125 
A.1.2 Parametry augmentačních technik v Kapitole 3 126 
A.1.3 Definice zahřívací fáze 126 
A.1.4 Softwarové a hardwarové prostředky 127 

B Curriculum vitae 128 



Seznam obrázků 

1 Blokové znázornění provázanosti kapitol disertační práce 15 
1.1 Standardní anatomického postavení diagnostických katétrů při E F V . . . . 19 

1.2 Schéma archivačního datového formátu WorkMate - E K G data 22 
1.3 Schéma archivačního datového formátu WorkMate - klinické anotace . . . . 23 
1.4 Schéma systému pro manipulaci s elektrofyziologickými daty 24 
1.5 Vylučovací kritéria pro selekci E F V záznamů 25 
1.6 Zastoupení diagnostických tříd v DS-A 27 
1.7 Relativní časové zastoupení sinových stahů v DS-A 28 
1.8 Zastoupení obecných diagnostických tříd v DS-B 29 

1.9 Ukázka typických záznamů v DS-A a DS-B 30 
2.1 Morfologická a frekvenční variabilita lokálních intrakardiálních elektrogramů 35 
2.2 Obecný princip sémantické segmentace E G M 37 
2.3 Architektura ID reziduálni jednotky s předaktivací 38 
2.4 Schéma ID konvolučního enkodéru založeného na architektuře ResNet . . . 39 
2.5 Schématické znázornění dilatovaného konvolučního operátoru 40 
2.6 Schéma bloku s dilatovanými konvolučními jádry 40 

2.7 Blokové schéma ID dekodéru s pyramidovým zpracováním příznaků 41 
2.8 Závislost F T L na exponenciálním váhování 42 
2.9 Schématické znázornění implementovaného algoritmu pro řízení kroku učení. 45 
2.10 Histogram relativního rozložení diagnostických tříd v D S - A T a DS-Av . . . 45 
2.11 Blokové schéma řetězce pro předzpracování signálů 47 
2.12 Relativní skóre významnosti optimalizovaných hyperparametrů architektury 53 
2.13 Závislost F i skóre na hyperparametrech modelu M a o p t 54 
2.14 Vztah mezi F i skóre a hyperparametry F T L 56 
2.15 Vztah mezi Se a P + a hyperparametry F T L 56 

2.16 F i , Se a P + na DS-Av pro modely M a o p t a M i o p t 57 
2.17 P E na D S - A V pro modely 57 
2.18 Srovnání přesnosti stanovení počátku a konce u stahů SB, A B a ST 58 
2.19 F i , Se a P + v závislosti na hladině bílého šumu 60 
2.20 Vl iv bílého šumu na přesnost nalezení počátku a konce sinové aktivity . . . 61 
2.21 Vl iv bílého šumu na P E 62 
2.22 F i , Se a P + v závislosti na hladině síťového brumu 62 
2.23 Vl iv síťového brumu na přesnost nalezení počátku a konce sinové aktivity. . 63 
2.24 Vl iv bílého šumu na P E 63 

2.25 F i , Se a P + v závislosti na počtu dostupných kanálů 64 
2.26 Časová odchylka aktivačních časů v závislosti na počtu kanálů 64 
2.27 Vl iv augmentačních technik na metriky kvality 65 

2.28 Krabicové grafy F i hodnot M a o p t pro různé scénáře stratifikace 66 
2.29 Ukázka automatické segmentace E G M č. 1 67 
2.30 Ukázka automatické segmentace E G M č. 2 67 



2.31 Ukázka automatické segmentace E G M č. 3 68 
2.32 Ukázka automatické segmentace E G M č. 4 68 
2.33 Ukázka automatické segmentace E G M č. 5 69 
2.34 Ukázka automatické segmentace E G M č. 6 69 
2.35 Ukázka automatické segmentace E G M č. 6 70 
2.36 Ukázka automatické segmentace E G M č. 7 70 
2.37 Ukázka automatické segmentace E G M č. 8 70 
2.38 Ukázka automatické segmentace E G M č. 9 71 
2.39 Ukázka automatické segmentace E G M č. 10 71 
2.40 Ukázka automatické segmentace E G M č. 11 72 
2.41 Ukázka automatické segmentace E G M č. 12 73 
2.42 Ukázka automatické segmentace E G M č. 13 73 
2.43 Ukázka automatické segmentace E G M č. 14 74 
3.1 Obecný princip učení s neúplnou informací v případě segmentace P vlny. . . 84 
3.3 Princip kontrastní penalizace pro dílčí úseky příznakových map 89 
3.4 Testované scénáře s různým typem penalizace modelu 91 
3.5 Histogram relativního rozložení diagnostických tříd v DS-E>T a DS-By . . . 92 
3.6 Distribuce napěťových hodnot E K G v DS-B 93 
3.7 Ukázka segmentace P vlny č. 1 97 
3.8 Ukázka segmentace P vlny č. 2 98 
3.9 Ukázka segmentace P vlny č. 3 99 
3.10 Ukázka segmentace P vlny č. 4 100 



Seznam tabulek 

1.1 Přehled standardních databází E K G záznamů s referenční anotací P vlny . 17 

1.2 Základní charakteristika datové sady DS-A 27 
1.3 Základní charakteristika datové sady DS-B 29 
2.1 Nastavení hyperparametrů optimalizačního algoritmu 43 
2.2 Parametry řízení kroku učení a ukončení optimalizace 44 

2.3 Specifikace prostoru hyperparametrů modelu pro parametry architektury . 49 
2.4 Specifikace prostoru hyperparametrů pro kriteriální funkci 50 
2.5 Výsledky Bayesovské optimalizace architektury - metriky kvality 52 
2.6 Výsledky Bayesovské optimalizace architektury - hyperparametry 53 

2.7 Výsledky Bayesovské optimalizace penalizační funkce 55 
2.8 Srovnání přesnosti stanovení počátku a konce sinové u stahů SB, A B a ST. 58 
2.9 Výsledky ablační studie u modelu M i o p t pro různé A F scénáře 59 
3.1 Specifikace prostoru hyperparametrů modelu pro parametry architektury . 85 
3.2 Nastavení hyperparametrů procesu učení 93 
3.3 Výsledky segmentace v MIL vrstvě 94 
3.4 Výsledky Se a P + významných bodů P vlny 95 
3.5 Výsledky Se a P + významných bodů P vlny u NSR 96 
A . l Specifikace parametrů augmentačních technik 125 
A.2 Specifikace parametrů augmentačních technik 126 



Úvod 

Standardní 12-svodový elektrokardiogram (EKG) je pro svou neinvazivnost, ekonomic­
kou efektivitu a diagnostickou výtěžnost nejvýznamnější technikou pro monitoraci srdeční 
aktivity [1]. Základní podstatou je snímání časově-prostorových změn elektromagnetic­
kého pole, které vzniká díky šíření změn transmembránového napětí srdečních buněk [2]. 
Snímaný časový průběh E K G signálu reprezentuje elektrofyziologické parametry jednotli­
vých fází srdečního cyklu a umožňuje diagnostiku i stanovení rizik široké škály srdečních 
onemocnění. 

Aktivita srdce typicky zahrnuje elektrickou aktivaci, kontrakci a relaxaci srdečních 
síní a srdečních komor. V E K G signálu snímaném z povrchu těla je elektrická aktivace 
a kontrakce reprezentována vlnou P v případě síní a komplexem QRS v případě komor. 
Elektrická restituce komor je pak označována jako vlna T. Časové uspořádání, morfolo­
gie a amplituda těchto vln patří mezi významné klinické indikátory. Jejich kvantitativní 
hodnocení je základním krokem při diagnostické interpretaci E K G záznamu [3]. Časovou 
lokalizaci, stanovení počátku a konce zmíněných útvarů označujeme obecně jako segmen­
taci E K G signálu. V případě dalších parametrů, jakými mohou být např. pozice vrcholů, 
pak širším pojmem extrakce významných bodů. 

E K G signál vykazuje vysokou míru variability. To je dáno širokým spektrem možných 
abnormalit a jejich individuální elektrokardiografickou manifestací u různých demografic­
kých kohort. Vizuální interpretace proto klade vysoké nároky na klinickou odbornost a čas 
hodnotitele. I přes zavedené standardy [3] je vizuální interpretace zatížena lidskou chybou, 
která může v krajním případě vést k mylnému závěru a nastavení nevhodné terapie. 

Tyto důvody vedly k rozvoji nových výpočetních metod, jejichž cílem je automatizace 
analýzy E K G a extrakce klinicky konzistentních parametrů bez ohledu na komplexnost sig­
nálu. Obecně lze tyto algoritmy zařadit do dvou skupin: a) metody pro segmentaci E K G 
signálu a b) metody pro klasifikaci E K G do jedné či více diagnostických tříd. Obě skupiny 
metod se přitom z logických důvodů v různé míře vzájemně doplňují. Konvenční algo­
ritmy sestávají z několika základních kroků [4], ve stručnosti: a) odstranění šumu pomocí 
filtračních technik; b) transformace dat za účelem dalšího zvýraznění vln; c) rozpoznání 
(detekce) jednotlivých vln; d) segmentace vln a extrakce klinických příznaků; d) přiřazení 
diagnostické třídy. Bod d) pak může být realizován jak pomocí heuristických pravidel, tak 
s využitím statistických metod a modelů [5]. 

U konvenčních metod (uvedených výše) je návrh celého řetězce založen na expertních 
znalostech o vlastnostech E K G signálu. Extrahované příznaky tak obvykle mají snadno 
interpretovatelný vztah s klinickými projevy srdeční činnosti. Neúplné lidské poznání v ob­
lasti elektrokardiografie však v důsledku tuto tzv. manuální extrakci příznaků limituje, 
zanáší do analýzy další zkreslení a potenciálně také ztrátu informace. Výsledkem je vyšší 
míra nepřesností než u lidských hodnotitelů a tendence k podučení systému vlivem přílišné 
selektivity příznaků. 
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Oproti zmíněným přístupům jsou metody hlubokého učení [6] schopny získat (optimální) 
reprezentaci vysoce komplexních surových dat, a to na různých úrovních abstrakce. Slovo 
optimální uvádíme v závorce, jelikož se nejedná o optimalitu klinickou, nýbrž matema­
ticky definovanou. Hluboké učení zahrnuje optimalizační algoritmy a komplexní nelineární 
modely, jejichž cílem je imitovat informační procesy probíhající v lidském mozku. Hlu­
boké neuronální modely (DNN 1 ) patří mezi potenciální univerzální aproximátory [7] a 
v poslední dekádě dosáhly významných úspěchů v oblastech rozpoznání obrazu [8, 9], roz­
poznávání řeči [10], predikce genové exprese [11], in-silico modelování léčiv [12], a řadě 
dalších. Z toho důvodu našlo hluboké učení cestu i do oblasti analýzy E K G signálů [13]. 
Metody umožňují automaticky extrahovat relevantní příznaky, čímž lze snížit vliv ne­
vhodného předzpracování na kvalitu segmentace/klasifikace a případně identifikovat zcela 
nové vztahy mezi daty a klinickým obrazem pacienta. Současné D N N modely reprezen­
tují rozhodovací proces založený řádově na milionech až miliardách vnitřních parametrů. 
Přes dosavadní pokrok v technikách interpretace [14] je porozumění komplexním vztahům 
uvnitř hlubokých modelů stále limitováno, čímž je limitována i důvěra v tyto systémy. 
Přeparametrizování modelu dále souvisí s problematikou přeučení modelu (aproximace 
šumu) a dosažení robustní generalizace. Současné metody hlubokého učení proto zpravi­
dla vyžadují dostupnost adekvátního množství dostatečně reprezentativních dat [15]. V 
oblasti segmentace a klasifikace E K G jsou za t ímto účelem obvykle využívány standardní 
veřejně dostupné databáze signálů. Tyto databáze však trpí některými významnými ne­
dostatky jako je nedostatečný počet subjektů, silně asymetrické zastoupení diagnostickým 
tříd, chyby v klinicky stanovených referenčních hodnotách či referenční hodnoty stanovené 
jiným automatickým algoritmem s nízkou věrohodností. 

17i anglického Deep Neural Networks 
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Cíle práce 

Dizertační práce se zabývá návrhem metod hlubokého učení pro segmentaci elektrokardi-
ografických záznamů. Pro nedostatečný stav řešení v této oblasti je segmentace zaměřena 
na úseky s výskytem elektrické aktivity srdečních síní v intrakardiálních elektrogramech 
(EGM) a standardním povrchovém E K G . V běžném ambulantním E K G záznamu je akti­
vita síní v množství elektrofyziologických scénářů prakticky neidentifikovatelná. E G M na­
opak poskytuje věrohodnou informaci o časové aktivaci lokalizované oblasti síně. Do D N N 
modelů je možné tuto znalostní bázi zabudovat ve formě vektorové reprezentace. Model 
lze následně přenést do oblasti úloh zaměřených na analýzu standardního E K G signálu 
snímaného z povrchu těla. Díky přímému vztahu vnořené vektorové reprezentace a elek-
trofyziologického obrazu můžeme předpokládat zlepšení interpretovatelnosti příznaků ex­
trahovaných modelem na vyšších úrovních abstrakce. 

Za t ímto účelem navrhujeme využít data z multimodálního snímání elektrické akti­
vity srdce v průběhu invazivního elektrofyziologického vyšetření (EFV) . E F V absolvuje 
široké spektrum pacientů s poruchami srdečního rytmu a jeho součástí je jak snímání 12-
svodového E K G , tak intrakardiálních elektrogramů (EGM) . Tato data významně rozšiřují 
znalostní bázi a oproti existujícím E K G databázím pro vývoj D N N modelů poskytují zlatý 
standard při určení typu arytmogenního substrátu. Nízká míra nejistoty u takto stanovené 
diagnózy významně navyšuje kvalitu trénovacích dat a následně i D N N modelů. Kvalita 
klinických anotací v dozorovaném učení a schopnost vysvětlit výstup D N N modelu přitom 
patří mezi aktuální problémy prakticky ve všech oblastech hlubokého učení. 

Cíle dizertační práce jsou založeny na automatizaci řetězce pro zpracování elektrokar-
diografických dat s cílem přispět k řešení výše zmíněných problémů, a jsou specifikovány 
následovně: 

1. Návrh a implementace procesů pro manipulaci s E F V daty. Sestavení trénovacích da­
tabází s referenční anotací sinové aktivity, kvalitativní analýza databáze a stanovení 
limitací pro její využití. 

2. Návrh a implementace metod hlubokého učení pro segmentaci sinové aktivity v in­
trakardiálních E G M s cílem automatizovat proces stanovení referenčních anotací 
v rozsáhlých datech. Optimalizace algoritmů pro zajištění neinferiority vůči součas­
ným metodám. Testování modelů vůči expertně stanoveným referenčním hodnotám. 

3. Návrh a realizace metod hlubokého učení pro zabudování vektorové reprezentace si­
nové aktivity do D N N modelu na základě učebních dat s neúplnou informací. Kvan­
titativní a kvalitativní ověření D N N modelem generovaných příznakových map na 
E K G záznamech se sinusovým rytmem a za různých patofyziologických scénářů. 
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Organizace textu 

Dizertační práce je rozdělena do tří kapitol, jejichž logická provázanost je znázorněna na 
Obrázku 1. V Kapitole 1 je popsán návrh softwarových nástrojů, které byly nezbytné 
pro zpracování, popis a další manipulaci s E F V daty. Následně je specifikována metodo­
logie selekce pacientů, elektrofyziologických segmentů a jejich stratifikace do trénovacích 
databází DS-A a DS-B. Pro obě databáze byla provedena kvalitativní a kvantitativní 
analýza, ze které vyplývají některá nastavení algoritmů a limitace využití. DS-A obsahuje 
záznamy standardního 12-svodového E K G a intrakardiálních E G M z vybraných lokalit en-
dokardu. V E G M záznamech bylo provedeno vizuální hodnocení a expertní stanovení po­
čátku a konce sinové aktivace. Druhá datová sada obsahuje taktéž záznamy 12-svodového 
E K G a intrakardiálních E G M , avšak s významně vyšším zastoupením subjektů. Referenční 
intervaly sinové aktivity (DNN anotace) byly v tomto případě získány automatickou seg­
mentací E G M pomocí D N N modelu A . 

Kapitola 1: Klinická data 

Manuální 
anotace Příprava E F V dat 
Manuální 
anotace k. 

Export Se lekce Stratifikace sinových 
EGM 

W 
EKG + EGM 
Expertní anotace 

sinových 
EGM 

W 
EKG + EGM 
Expertní anotace m 

Dlouhodobá E K G + E G M E G M + anotace 

Kapitola 2 : Segmentace intrakardiálních EGM 

EKG + EGM 
DNN anotace 

Selekce DNN Model A 

12-svodová E K G + D N N anotace 

Kapitola 3: Slabě dozorovaná segmentace P vln 

Pravděpodobnostní mapy výskytu P vln DNN Model B 

Trénování 
+ optimalizace 

+ validace modelu 

Trénování 
+ optimalizace 

+ validace modelu 

Obr. 1: Blokové znázornění pracovního postupu disertační práce a provázanosti kapitol. 
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Kapitola 2 je věnována realizaci D N N modelu A pro segmentaci sinové aktivity v E G M 
s ohledem na různé elektrofyziologické scénáře. Hlavním cílem je automatizace řetězce 
pro interpretaci velkobjemových E G M dat z E F V . K naplnění cílů jsou využity E G M zá­
znamy z expertně anotované sady DS-A. Začátek kapitoly je věnován stručnému přehledu 
současných metod zaměřených na segmentaci a detekci aktivačního času lokálních E G M . 
Kapitola zahrnuje návrh architektury D N N modelu A , jeho hyperparametrů a vybraných 
bloků optimalizačního procesu. Pomocí Bayesovské optimalizace a ablačních technik jsou 
prozkoumány vlastnosti procesu učení pro různá nastavení. Cílem analýzy je zajistit op­
timální generalizační schopnost D N N modelu A s ohledem na velikost a vlastnosti DS-A. 
Na závěr je provedeno hodnocení segmentace pro různé scénáře pomocí zavedených met­
rik kvality. D N N model s nejvyšší kvalitou segmentace je posléze využit pro automatické 
stanovení referenčních intervalů (DNN anotace) v početně rozsáhlejší DS-B. 

Kapitola 3 je věnována segmentaci P vln v povrchových E K G signálech. Kapitola se za­
bývá problematikou učení s neúplnou informací a návrhem metodologie pro zabudování 
vektorové reprezentace sinové aktivity do D N N modelu B . Pro učení modelu byly pou­
žity povrchové svody a D N N anotace z datové sady DS-B. V této části byly navrženy 
modifikace vybraných technik hlubokého učení, primárně se zaměřením na penalizační 
funkce. Pro sérii experimentů bylo provedeno kvantitativní a kvalitativní hodnocení na 
jehož základě byla stanovena optimální strategie učení. Následně byly diskutovány možné 
přínosy D N N modelů se zabudovanou informací z E F V záznamů v automatické diagnos­
tice poruch srdečního rytmu. Pro široký rozsah problematiky byl rozbor současného stavu 
poznání proveden pro každou z dílčích kapitol na začátku odpovídající sekce. 
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1 Zpracování klinických dat 

1.1 Úvod 

Míra generalizace, robustnost a efektivita dozorovaných modelů strojového učení je do 
značné míry omezena množstvím [15] a kvalitou [16] dostupných trénovacích dat. Oba 
parametry jsou přirozeně spojeny s vysokou časově-ekonomickou náročností; v medicínské 
oblasti pak navíc se zákonnými požadavky na soukromí pacienta [17]. Sběr dat může být 
tím pádem otázkou týdnů až měsíců s obdobně dlouhým časovým horizontem potřebným 
pro jejich následný klinický popis (anotaci) odborným hodnotitelem. Převážná většina 
prací [18, 19, 20, 21, 22, 23, 24, 25] zaměřených na automatizovanou interpretaci E K G 
proto pro strojové učení využívá některou ze standardních databází. Mezi nejznámější 
lze zařadit například MIT-BIH Arrhythmia Database [26] obsahující přes 4000 dlouhodo­
bých holterovských měření, PTB Diagnostic ECG Database [27] zahrnující s rozšířenou 
verzí [28] dohromady přes 20 000 pacientů z různých populačních kohort, či některé další 
[29, 30, 31]. Zmíněné databáze obsahují řádově desítky tisíc referenčních záznamů katego­
rizovaných dle základních demografických ukazatelů a typu přítomné patologie. Obvykle 
jsou zahrnuty poruchy srdečního rytmu, strukturální i funkční nemoci myokardu. Méně 
početnou skupinu tvoří databáze, které poskytují referenční hodnoty klinicky význam­
ných intervalů vhodných pro vývoj segmentačních modelů. Mezi datové sady popisující 
sinovou aktivitu tak lze zařadit pouze QT Database (QT-DB) [32], The Common Stan­
dards for Electrocardiography database (CSE) [33], MIT-BIH Arrhythmia Database P-Wave 
Annotations (MIT-BIH-AD PA) [34], Brno University of Technology ECG Signal Data­
base (BUT-PDB)[35] a Lobachevsky University Electrocardiography Database (LUE-DB) 
[36, 37]. Základní deksriptivní parametry těchto databází uvádíme v Tabulce 1.1. 

Tab. 1.1: Přehled standardních databází E K G záznamů s referenční anotací P vlny. *Týká 
se pouze části E K G cyklů, většina anotována 14 různými automatickými algoritmy. 

Název Subjektů Kanálů Délka záznamu [s] Hodnotitelů/Kardiologů 
Q T - D B [32] 105 2 900 2/2 
C S E - D B [33] 125 15 10 *5/5 
B U T - P D B [35] 50 2 120 2/0 
M I T - B I H - A D P [34] 12 2 1800 2/0 
L U E - D B [36, 37] 200 12 10 2/2 

Standardní databáze poskytují možnost vzájemného srovnání segmentačních algoritmů na 
obdobných kohortách pacientů. Současně však disponují celou řadou problémů. Obecně 
lze zmínit především limitovaný počet subjektů a tím i malou reprezentativnost dat vzhle­
dem k celkové populaci. Do Q T - D B [32], C S E - D B [33] a L U E - D B [36, 37] byly zařazeny 
primárně fyziologické záznamy nebo záznamy, které mají minimální vliv na morfologii 
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a časové uspořádání P vln. Potenciálně závažné choroby s relativně nízkou prevalencí, 
jako jsou např. tachykardie s širokým QRS komplexem, jsou reprezentovány spíše spo­
radicky. Tato extrémní nerovnoměrnost zastoupení diagnostických kategorií přináší řadu 
problémů z pohledu optimalizace modelu [38]. Důsledkem je snížená generalizační schop­
nost a významně nekonzistentní výsledky napříč různými kohortami pacientů, jak ukázaly 
rozsáhlé experimentální studie v [39]. Jen část databází je anotována zkušeným kardio-
logem [32, 33, 36, 37]. Zcela sporadicky je provedena nezávislá křížová validace několika 
hodnotitelů. A n i mezi zkušenými kardiology přitom nepanuje shoda na přesné lokalizaci 
hranic E K G segmentů či systému pravidel pro stanovení diagnostické třídy [40]. 

Kvalitu anotací může ovlivnit řada faktorů mezi nimiž lze zmínit například dosaženou 
odbornost, konfirmační zkreslení, únavu a chyby v percepci hodnotitele, nedostatek in­
formační výtěžnosti dat či přítomnost atypických a vzácných případů. Proces anotace je 
tudíž přirozeným zdrojem šumu zaneseným do datové sady. Konzervativní odhad chybo­
vosti diagnostických tříd stanovený pomocí autokorekčních algoritmů činí ve standardních 
databázích kolem 13 % [41]. U anotace sinové aktivity lze přitom předpokládat chybovost 
významně vyšší. Jedná se totiž o segment signálu s nízkým poměrem signál-šum, který je 
v řadě arytmických scénářů ve standardním povrchovém E K G záznamu téměř neidenti­
fikovatelný. Modely strojového učení jsou přitom známy dobrou schopností aproximovat 
výskyt náhodných chyb u anotací v trénovací sadě [42]. Negativními důsledky jsou vyšší 
nároky na množství trénovacích dat [43], snížení kvality predikce způsobené přeučením 
modelu, narušení stability extrahovaných příznaků a zkreslení rozložení pravděpodobnosti 
klasifikačních tříd [44, 16]. Anotační šum je přitom považován za potenciálně vyšší ri­
ziko pro model než konvenčně uvažovaný šum na straně surových dat či extrahovaných 
příznaků [45]. 

Rizika zmíněná ve spojitosti s chybnými anotacemi je možné snížit několika základ­
ními přístupy. Prvním z nich je již zmíněná identifikace a následná korekce potenciálně 
chybných anotací. Autokorekční algoritmy [46, 47, 41] obvykle využívají nedozorované 
metody učení pro výběr těch instancí (trénovacích vzorů) datové sady, které vykazují po­
dobné pravděpodobnostní charakteristiky extrahovaných příznaků, avšak mají přiděleny 
sémanticky odlišné anotace. Instance jsou poté z procesu učení buď zcela vyloučeny nebo 
je j im přiřazena anotace ze skupiny trénovacích vzorů s nejvyšší mírou vzájemné shody 
příznaků. Problémem autokorekce je nízká kontrola nad procesem oprav a potenciální 
vyloučení méně obvyklých, nicméně validních případů. Další možností je využití syntetic­
kých E K G z virtuálních kohort s definovanou klinickou a demografickou charakteristikou. 
Genezi E K G záznamů je možné provést pomocí konvenčních parametrických metod [48] 
i s využitím pokročilých modelů jako jsou generativní kontradiktorní sítě [49] a nume­
rické simulace elektrické aktivity srdečního orgánu [50, 51]. Přes slibné výsledky dosahují 
virtuální kohorty jen limitované variability generovaných příznaků elektrické aktivity ve 
vztahu k celopopulační charakteristice. Virtuální kohorty proto v současnosti nemohou 
plně nahradit sběr klinických dat. 
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1.2 Intervenční elektrofyziologické vyšetření 

E F V je standardní procedurou u pacientů indikovaných k ablační terapii pro přítomnost 
poruch srdečního rytmu. V průběhu E F V jsou zavedeny multielektrodové katétry do pře­
dem definovaných lokalizací v pravé či levé části srdce. Mezi standardní lokalizaci patří 
koronárni splav (CS) obíhající posteriorní povrch srdce mezi levou síní a levou komorou 
ústící v pravé síní v blízkosti dolní duté žíly. Další lokalizace pak mohou zahrnovat např. 
oblast Hisova svazku, strop pravé síně a další oblasti. Standardní postavení katétru je 
uvedeno na Obrázku 1.1. 

Obr. 1.1: Schématické znázornění standardního anatomického postavení diagnostických 
katétrů při E F V . CS - koronárni splav; R A - pravá síň; SVC - horní dutá žíla; IVC -
dolní dutá žíla; RV —pravá komora. 

V průběhu vyšetření je snímáno nejen povrchové 12-svodové E K G , ale také intrakardiální 
elektrogramy (EGM) z uvedených katétrů. E G M poskytují informaci o časově-prostorovém 
uspořádání elektrické aktivity lokálních úseků myokardu, a to za různých elektrofyziologic-
kých podmínek. Jedná se o významné parametry pro charaketrizaci elektrických vlastností 
tkáně a jejich interpretace umožňuje ve většině případů přímé klinické potvrzení původce 
obtíží. Katetrizační ablaci navíc podstupují jinak zdraví jedinci čistě s přítomností lokali­
zovaného arytmogenního substrátu i pacienti s funkčním postižením myokardu například 
ischemického původu, přítomností kardiomyopatie a souvisejícími komorbiditami. Jedná 
se tedy o širokou skupinu pacientů jejichž elektrokardiografická data by mohla význam­
nou měrou přispět ke zvýšení kvality současných modelů strojového učení určených pro 
automatickou interpretaci E K G . E F V data byla dosud u zmíněných úloh využívána zcela 
minimálně. Dle znalosti autora byla dosud publikována jen jedna práce [52], která pracuje 
se záznamy jednoho subjektu. 
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1.3 Dílčí cíle 

Tato část disertační práce zahrnuje dílčí cíle, které souvisejí s problematikou exportu, 
agregace a klinickým hodnocením elektrofyziologických signálů. Patř í mezi ně primárně 
následující: 

• Zpětná analýza souborových formátů s elektrofyziologickými daty. 

• Implementace softwarových balíčků pro konverzi dat do otevřeného formátu. 
• Selekce kohorty pacientů a sestavení datových sad. 
• Kvalitativní analýza a klinická specifikace datových sad. 
• Manuální anotace segmentů sinové aktivity v E G M záznamech. 

1.4 Zpětná analýza dat 

12-svodová E K G a intrakardiální E G M byly snímány za pomocí komerčního systému 
WorkMate 4.2 a 4.3 (Abbott). Systém WorkMate nativně ukládá data do proprietárních 
binárních formátů s nedokumentovanou strukturou. Dedikované nástroje pro export neu­
možňují dávkové zpracování a interně limitují rozsah exportovaných dat i přímý přístup 
k jejich surové verzi. Aby bylo možné plnohodnotně využít elektrofyziologické záznamy 
z celé procedury, byla provedena kvalitativní vysoko a nízkoúrovňová analýza proprietár-
ního formátu s cílem identifikovat jeho strukturu a implementovat softwarové nástroje pro 
konverzi dat do otevřených formátů. Navržené nástroje jsou veřejně dostupné a kromě 
naplnění cílů této práce doufáme, že přispějí k širšímu využití E F V záznamů vědeckou 
komunitou. 

1.4.1 Základní popis 

Dle dokumentace jsou signály zaznamenány při vzorkovací frekvenci 2000 Hz a s rozlišením 
78 n V / L S B 1 . Intrakardiální E G M jsou snímány unipolárně vůči Wilsonově svorce a bi-
polární inter-elektrodová montáž je provedena softwarově ex-post až při zobrazení svodů. 
Standardní interní předzpracování zahrnuje hardwarový filtr typu horní propust s mezní 
frekvencí ve volitelném rozmezí 0.01-1.0 Hz a pásmovou propust (50 Hz) pro potlačení 
síťového brumu. Charakteristiky těchto filtrů nejsou veřejně dokumentovány. Systém dále 
obsahuje volitelné softwarové filtry určené primárně pro zobrazení a export elektrokardi-
ografických signálů. Nastavení těchto filtrů nemá vliv na uložená surová data. 

Z dostupné dokumentace je patrné, že data jsou ukládána v relacích, tj. Událostí nebo 
uživatelsky řízeným spuštěním a ukončením záznamu. Každé relaci pak odpovídá právě 
jeden datový soubor. Minimální délka záznamu a tedy i velikost souboru je softwarově 
nastavitelná. Systém je schopen současně zaznamenat 256 a zobrazit až 448 kanálů roz­
dělených do 7 skupin po 64 kanálech. 

1 Konvenční označení nejméně významného bitu z anglického Least Significant Bit 
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Délka slova pro uložení jednoho vzorku dat je 32 bitů. Základní souborová struktura elek-
trofyziologické studie standardně obsahuje jeden a více *.log souborů s úseky elektrofyzi-
ologických dat s doplňujícími informacemi v souborech MASTER a ENTRIES. Zmíněné 
informace umožňují alespoň semisémantickou analýzu datové struktury. 

Pro sestavení minimální akceptovatelné dokumentace struktury byly využity vybrané 
postupy reverzního inženýrství. Ty lze obecně formulovat jako posloupnost kroků vedou­
cích k identifikaci hlavní struktury souborového formátu, rozdělení struktur dle typu roz­
sahu na statické a dynamické, přiřazení významů sekvencím A S C I I 2 znaků, přiřazení vý­
znamu a rozsahu adres dílčím strukturám na základě diferenční analýzy pro různá systé­
mová nastavení. Výchozím krokem bylo stanovení množiny parametrů P = {pi,P2, • • • ,Pi}, 
u nichž byl předpokládán funkční vztah k elektrofyziologickým datům, a na jejichž základě 
by bylo následně možné provést diferenční analýzu. Vzhledem k celkovému množství na­
stavitelných parametrů uvádíme pouze jejich obecnou kategorizaci: 

1. Demografické a procedurální údaje. 
2. Hardwarové parametry akvizice dat. 
3. Počet a parametry nastavení snímaných kanálů. 
4. Minimální délka záznamu. 
5. Parametry klinických anotací. 

Pro každý parametr byl specifikován uživatelsky nastavitelný rozsah a krok změny. Výsled­
kem byla sada experimentů, která umožnila provést diferenční analýzu mezi jednotlivými 
pokusy s následnou identifikací rozsahu adres analyzovaných parametrů v datové struk­
tuře. Pro upřesnění demonstrujeme obecný postup analýzy pomocí Pseudokódu 2. 

Algorithm 1 Postup zpětné analýzy 
Vstup: Množina parametrů P = {pi,P2, • • • ,Pi} 
V ý s t u p : Množina dvojic bit adres A = {{ai, &i}, {02, 62}) • • •, {ai, h}} pro každý pí 

1: for každý parametr pi £ P do 
2: Inkrementuj hodnotu pi 
3: Proved akvizici dat 

4: Porovnej datovou strukturu souborů v kroku pi a Pi-\ 
5: if existuje rozdíl mezi pi a Pi-i then 
6: Identifikuj rozsah adres {OJ,6J} odpovídající nalezenému rozdílu 
7: A i—{ai,bi} 
8: end if 
9: end for 
10: Proved agregaci potenciálních adres pro každý parametr 
11: Ověř správnost stanoveného na retrospektivních datech 

2 Z anglického American Standard Code for Information Interchange 
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1.4.2 Výsledky 

Na Obrázcích 1.2 a 1.3 jsou uvedena schémata identifikovaných bloků s rozsahy bitových 
adres pro nalezené parametry P. V prvním zmíněném schématu je uvedena specifikace da­
tového souboru *.log se záznamem elektrokardiografických signálů. Samotný datový blok 
je jediným dynamickým segmentem, jehož struktura závisí na počtu a elektrické mon­
táži zaznamenávaných kanálů. U kanálů s bipolární montáží je typicky k dispozici dvojice 
unikátních identifikátorů (UID 3 ) , které mapují relativní adresu odpovídající dvojice unipo-
lárně snímaných surových vzorků signálu v datovém bloku (chunk). Každý vzorek signálu 
je uložen jako 32 bitové celé číslo. Pro konverzi do reálného signálu je třeba datový blok 
dekódovat pomocí dvojkového doplňku. Z pohledu parametrů signálu je informačně vý­
znamným segmentem část hlavičky obsahující základní nastavení akviziční jednotky (pa­
rametry akvizice dat), konkrétně vzorkovací frekvence, napěťové rozlišení signálu, mezní 
frekvence hardwarového filtru typu horní propust a typ pásmové zádrže pro potlačení 
síťového brumu. 

Hlavička Data 

14 652 B N x M x 4 B 

UNIX časové 
razítko počátku 

záznamu 

Počet 
aktivních 

kanálů 
(M) 

?? Nastavení 
kanálů 

Parametry 
akvizice dat 

Mapování UID 
kanálu na pozici 

vzorku v datovém 
bloku 

Offset 
počátku 

datových 
bloků 

Datový 
blok 1 

Datový 
blok 2 

Datový 
blok N 

uínt uint uint uint uint uint uint uint 
2x4 B 2 B 2 B 14 336 B 4x2 B 256x1 B 2 B Mx4 B M x 4 B Mx4 B 

1 2 

32 B 32 B 

Název Napěťová 
škála UIDs Parametry 

filtrů 
Barva 

zobrazení ?? 

Fyzické 
zapojení 
elektrod 

Indikátor 
interních 
algoritmů 

ASCII uint uint uint uint uint uint 
1 2 B 2x1 B 2x1 B 2x2 B 1 B 1 B 2x1 B 2x1 B 

Obr. 1.2: Schéma struktury nativního datového formátu pro archivaci signálů *.log na 
platformě WorkMate. 

Na Obrázku 1.3 je dokumentováno schéma identifikovaných bloků binárního souboru EN-
TRIES. Do souboru jsou zaznamenány procedurální informace technického a klinického 
charakteru jako jsou parametry stimulačních protokolů, parametry ablační terapie, auto­
maticky identifikované události, parametry elektrofyziologických projevů srdce a diagnos­
tické informace stanovené expertním týmem E F V pracoviště. 

3 Z anglického Unique Identiíier 
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Každá anotace má přiřazeno časové razítko a unikátni identifikátor *.log souboru, ke 
kterému se vztahuje. Jedná se tedy o významný zdroj informací pro retrospektivní analýzu 
a interpretaci E K G a E G M záznamů. 

H l a v i č k a A n o t a c e 

36 B C x 2 2 0 B 

?? 
UNIX časové 

razítko počátku 
E F studie 

Datum 
E F studie Anotace 1 Anotace 2 Anotace C 

2 B 2x4 B 10 B 220 B 220 B 220 B 

?? 
Log ID 

?? 
UNIX časové razítko 

anotace Text anotace 

uint uint ASCII 
2 B 4 B 4 B 2x4 B 202 B 

Obr. 1.3: Schéma struktury binárního souboru pro archivaci anotací průběhu a klinických 
nálezů v průběhu E F V . 

1.5 Softwarové balíčky pro manipulaci s EFV daty 

Tato sekce stručně pojednává o architektuře systému pro zpracování E F V dat. Systém 
vznikl pro potřeby dosažení cílů této disertační práce a zahrnuje dvojici aplikačních (API 4 ) 
rozhraní wmparser a pyplanter. Hlavním účelem navrženého systému je podpora při tvorbě 
a klinické anotaci učebních datových sad, uvedených v navazujících sekcích této kapitoly. 

Balíček wmparser poskytuje A P I pro dávkový export kompletních surových elektrofy-
ziologických dat z platformy WorkMate. Balíček obsahuje moduly pro parsování dediko­
vaných souborových formátů, validaci a anonymizaci dat, či manipulaci s kanály včetně 
uživatelem definované elektrické montáže. Modul pro parsování vychází z výsledků uvede­
ných v kap. 1.4, a v tuto chvíli umožňuje export E K G a E G M záznamů, klinických anotací, 
parametrů akvizice a základních procedurálních údajů. 

Balíček pyplanter poskytuje A P I pro konverzi dat do otevřeného datového formátu a je­
jich následnou manipulaci. A P I umožňuje programovou manipulaci s datovými poli, editaci 
kanálů a klinických anotací, anotacemi podmíněnou selekci datových segmentů a další ope­
race. Datový model byl postaven na hierarchickém souborovém formátu a knihovně Hie­
rarchical Data Format verze 5 (HDF5®) [53], který splňuje základní požadavky na rychlost 
čtení a zápisu pro úlohy strojového učení, širokou podporu napříč programovacími jazyky, 
existenci volně dostupných prohlížečů a možnost blokového čtení a zápisu dat. 

4 Z anglického Application Programming Interface 

23 



Jako výchozí rozhraní je využit balíček h5py verze 3.1, nad které bylo vystaveno vlastní 
aplikační rozhraní, které standardizuje datový model do režimu kompatibility s volně ši-
řitelnou platformou pro vizuální analýzu biologických signálů SignalPlant (AV CR) [54]. 
Platforma umožňuje standardizovanou vizualizaci a manuální značení, což je nezbytný 
požadavek ze strany klinických hodnotitelů. Blokové schéma komponent pro manipulaci 
s E F V daty a jejich provázanosti je uvedeno na Obrázku 1.4. 

Platforma WorkMate 1 Balíček wmparser 

Obr. 1.4: Blokové schéma komponent pro manipulaci s E F V daty. M L Model - rozhraní 

procesů strojového učení pro práci s daty. 
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1.6 Učební datové sady 

Následující text pojednává o metodologii selekce pacientů, výběru zájmových oblastí E K G 
a E G M signálů a následného stanovení klinických referenčních hodnot (anotaci) pro po­
třeby strojového učení. Dále byla provedena kvalitativní analýza datových sad a diskuze 
jejich možného využití. Data byla dávkově získána pomocí nástrojů uvedených v kap. 1.5. 

1.6.1 Charakteristika zařazených pacientů 

Jedná se o retrospektivní elektrokardiografická data, která byla měřena u pacientů indiko­
vaných k E F V ve F N Brno. Všichni pacienti podepsali Informovaný souhlas se zpracováním 
klinických dat a využití dat pro účely této práce bylo schváleno etickou komisí F N Brno 
05-090920/EK. 

Do datové sady byly zařazeny 2 kohorty pacientů. Kohorta dětí a mladých dospělých 
obsahuje konsekutivní záznamy 329 pacientů ve věku 6-19 let (48.2 % žen), kteří pod­
stoupily E F V mezi roky 2012-2021 na pracovišti Pediatrické kliniky (FNB-PeK) . Jedná 
se primárně o zdravé jedince bez přidružených kardiovaskulárních onemocnění. Druhá ko­
horta obsahuje 1993 konsekutivních záznamů pacientů (z toho 32 % žen) ve středním věku 
v rozsahu 18-83 let a 25 mladých dospělých do 18 let, kteří podstoupily E F V v rozmezí 
let 2014-2022 na pracovišti Interní kardiologické kliniky ( F N B - I K K ) F N Brno. Úvodní 
selekce pacientů byla provedena pomocí semi-automatického a vizuálního hodnocení na 
základě vylučovacích kritérií uvedených na Obrázku 1.5. 

F N B - P e K FNB- IKK 

n=389 • n>2300 

Vylučovací kritéria: 
Studie bez průkazu přítomnosti arytmie. 

Studie bez záznamů E G M v C S . 

Studie bez záznamu arytmie > 5 s. 

Studie opakovaná pro recidivu arytmie 
stejného typu. 

F N B - P e K FNB- IKK 

n=329 • n=1993 

Obr. 1.5: Vylučovací kritéria pro selekci E F V záznamů. 

1.6.2 Selekce zájmových úseků 

U všech zařazených studií byla provedena vizuální inspekce E K G a E G M záznamů s ná­
sledným výběrem zájmových úseků. Na tomto procesu se podílel autor této práce a kliničtí 
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inženýři z týmu Intervenční srdeční elektrofyziologie Nemocnice u Sv. Anny. Všichni hod­
notitelé mají 2 a více let praxe s hodnocením E K G a E G M záznamů v elektrofyziologické 
laboratoři. Klinická interpretace zájmových úseků vycházela z elektrofyziologických nálezů 
potvrzených operujícím kardiologem. 

Pro zařazenou studii byl proveden výběr 1-5 nepřekrývajících se segmentů. Přesná 
délka segmentu nebyla pro variabilitu v délce záznamů stanovena, orientační doporučená 
byla 10 s. Cílem výběru bylo maximalizovat klinické zastoupení variabilnách typů poruch 
srdečního rytmu. Priorita výběru byla určena následovně: 

1. Záznam normálního sinusového rytmu, pokud je přítomen. 
2. Záznam klinické tachykardie, pro kterou byl pacient indikován k E F V . 
3. Záznamy s atypickou aktivací síní. 
4. Procedurálně indukované poruchy srdečního rytmu nesouvisející s primárním sub­

strátem. 
5. Záznam s řízenou stimulací síní čí komor. 

Obecně delší segmenty byly voleny pro záznamy s běžící fibrilací síní kvůli rozsáhlé variab-
litě v morfologii E G M signálů. V případě dostupnosti byly preferovány segmenty přechodu 
mezi arytmií a sinusovým rytmem, případně mezi dvěma a více typy arytmií. Zahrnuty 
byly také segmenty s řízenou stimulací síní a komor, které mohou stran přítomnosti sti­
mulačních artefaktů a posloupnosti vln imitovat záznamy u pacientů s implantovaným 
kardiostimulátorem. 

Každý segment byl exportován jako samostatný HDF5® soubor obsahující záznam 
12-svodového E K G , 5-svodového bipolárního E G M z katétru v CS a 2-svodový bipolární 
záznam z katétru umístěného v oblasti Hisova svazku, pokud byl přítomen. Klinická in­
terpretace segmentu byla kódována dle standardu S N O M E D CT®. 

1.6.3 Expertně anotovaná datová sada a (DS-A) 

Účelem DS-A je podpora při učení systémů pro rozpoznání sinové aktivity v E G M zázna­
mech. Sestavení DS-A slouží k dosažení hlavního cíle disertační práce č. 2. Do DS-A byly 
zařazeny E F V záznamy od 100 po sobě jdoucích pacientů z kohorty dětí a mladých dospě­
lých na pracovišti F N B - P e K . Počet byl limitován časovou náročností manuální anotace. 
Z důvodu nedostupnosti dat v době tvorby DS-A nebyl zařazen žádný pacient středního 
věku, což je jednou z hlavních limitací této datové sady. Jak již bylo zmíněno, jedná se 
primárně o skupinu zdravých jedinců bez přidružených kardiovaskulárních onemocnění 
s přibližně rovnoměrným zastoupením mužů a žen. Celkem bylo vybráno 326 zájmových 
segmentů. Základní charakteristiku DS-A uvádíme v Tabulce 1.2. 

Na Obrázku 1.6 je uvedeno relativní zastoupení diagnostických tříd zařazených segmentů. 
Každý segment může obsahovat jednu a více tříd. Z toho důvodu může více segmentů 
od stejného pacienta obsahovat stejnou diagnostickou třídu. Nejčastěji (60.7 %) jsou za­
stoupeny záznamy s normálním sinusovým rytmem (NSR). Z klinicky relevantních poruch 
srdečního rytmu jsou zastoupeny primárně tachykardie typické pro tuto kohortu pacientu 
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Tab. 1.2: Základní charakteristika datové sady DS-A. 

Název parametru n = 100 

Věk [roky] 14.0 (12.0-17.0) 
Pohlaví: ženy 48 (48 %) 
Počet záznamů 326 
Délka záznamu [s] 8.5 (6.4-12.2) 

- A V nodální reentry tachikardie (AVNRT) a A V reentry tachykardie (AVRT) s případným 
obrazem akcelerovaného atrio-ventrikulárního vedení ( W P W 5 ) . Zbývající poruchy rytmu 
obvykle souvisejí s procedurálními úkony a nejsou primárním důvodem indikace k E F V . 

Normální sinusový rytmus (NSR) - | 60.7 % 

Akcelerovaný junkční rytmus (ACJR) | 5 . 8 % 

A V nodální reentry tachykardie (AVNRT) | 11.0 % 

AV reentry tachykardie (AVRT) | 1 2 . 3 % 

Fibrilace síní (AF) | 8 . 0 % 

Fokální sinová tachykardie (AT) } 1.2 % 

Fluttersíní (AFL) } 1.0% 

Předčasné sinové stahy (PAC) \ 16.3 % 

Předčasné komorové stahy (PVC) | 10.7 % 

Akcelerované atrio-ventrikulární vedení (WPW) | 1 8 . 4 % 

Stimulovaný komorový rytmus (VRAP) | 1 6 . 9 % 

Stimulovaný sinový rytmus (ARAP) | 8.0 % 

Blok levého Tawarova raménka (LBBB) J 1.2 % 

Blok pravého Tawarova raménka (RBBB) ^} 2.8 % 

AV blok 1. stupně (1AVB) ] 1-2% 

i i i i 
0 50 100 150 200 

Počet [-] 

Obr. 1.6: Zastoupení diagnostických tříd v DS-A. 

V aplikaci SignalPlant v. 1.2.7.8 byla následně provedena vizualizace a manuální anotace 
aktivačního času sinové aktivity v 5-kanálových bipolárních signálech snímaných v CS. 
E G M signály byly zobrazeny v jednotném napěťovém měřítku s předzpracováním pomocí 
filtru s konečnou impulzní charakteristikou (FIR 6 ) typu pásmová propust. Mezní frekvence 
filtru byly nastaveny dle standardních doporučených hodnot pro vizuální hodnocení E G M 
v rozmezí 30 a 250 Hz [55]. Za počátek sinové aktivity byl považován nejčasnější lokální ak­
tivační čas v rámci všech 5 kanálů. Za konec sinové aktivity byl považován konec elektrické 
aktivity časově nejvzdálenějšího lokálního elektrogramu. Výjimku tvořili záznamy s fibri-
lací síní, které vykazují vysokou míru náhodnosti a přesný počátek a konec v rámci více 
svodů obvykle nelze stanovit. Z tohoto důvodu byl jako počátek a konec sinové aktivity 

5 Wolff-Parkinson-White syndrom 
6 Z anglického Finite Impulse Response 
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u signálu s fibrilací síní označen počátek a konec samotné arytmie. Záměrem tohoto ano-
tačního přístupu je mj. Využití referenčních pozic pro přesné stanovení vzniku a terminace 
fibrilace síní z povrchového E K G signálu. V případě sloučených sinových a komorových 
stahů byly hranice sinové aktivity odhadnuty na základě morfologie elektrogramů při si­
nusovém rytmu. 

Každý manuálně označený úsek sinové aktivity byl zařazen do jedné ze 4 klasifikačních 
tříd: a) normální sinusový sinový stah (SB); b) abnormální sinový stah (AB); c) fibrilace 
síní (AF) a d) stimulovaný sinový stah (ST). Do kategorie A B patří všechny sinové stahy, 
které s největší pravděpodobností vznikly mimo sino-atriální uzel. Do kategorie ST byly 
zařazeny ty sinové stahy, které vznikly jako reakce na řízenou stimulaci síní. Absolutní 
a relativní časové zastoupení jednotlivých typů sinových elektrogramů ve vztahu k celkové 
době záznamů uvádíme na Obrázku 1.7. 

Bez sinové aktivity (N) -

Normální sinusový stah (SB) 

Stah nesinusového původu (AB) 

Stimulovaný stah (ST) 

Fibrilace síní (AF) 

6.5 % 

1 0 . 4 % 

0.6 % 

9.6 % 

72.9 % 

500 1000 1500 

Čas [s] 

2000 

Obr. 1.7: Časové zastoupení jednotlivých typů sinových stahů v DS-A. Hodnoty vychází 
z referenčních úseků stanovených manuální anotací. 

V případě kategorie SB, A B a A F je časové zastoupení v datasetu z pohledu optimali­
začních úloh přibližně stejné a pohybuje se v rozmezí 6.5-10.4 % celkové délky záznamů. 
Zbývajících 72.9 % náleží úseků bez elektrické aktivity, či v malém rozsahu aktivitě komor. 

Při vyloučení A F segmentů trvá jeden sinový stah průměrně 59 ± 17 ms. Nejkratší 
a nejdelší délka trvání odpovídá hodnotám 19, respektive 173 ms. V obou případech 
se jedná o významně odlehlé hodnoty, které odpovídají atypické časové aktivaci myo­
kardu napříč elektrodami katétru. Průměrná maximální amplituda SB, A B a SF stahů 
činí 1.85 ± 1.94 mV. 90 % vzorků sinových signálů však spadá do rozmezí -0.789-0.790 
mV. U stimulačního artefaktu indukovaného při stimulaci do některého z CS kanálů může 
tato hodnota dosahovat až 200 mV. 

1.6.4 Automaticky anotovaná datová sada B (DS-B) 

Sada DS-B vznikla a kontinuálně se rozvíjí jako rozsáhlá databáze arytmických záznamů 
s anotovanou elektrickou aktivitou síní. DS-B slouží k dosažení hlavního cíle disertační 
práce č. 3. Selekce pacientů a zájmových segmentů proběhla stejným způsobem jako 
v Sekci 1.6.3. Databáze rovněž obsahuje 12-svodové povrchové E K G záznamy a intrakar-
diální E G M z katétru v CS. Na rozdíl od DS-A jsou segmenty sinové aktivity označeny 
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automaticky pomocí neuronálního modelu, který je navržen a popsán v Kapitole 2. Učení 
modelu bylo provedeno na DS-A. Důvodem k tomuto kroku je sestavení takové datové sady, 
která obsáhne pokud možno všechny dostupné E F V záznamy. Manuální anotace takového 
množství záznamů je z ekonomických důvodů prakticky neuskutečnitelná. Automatické 
anotace byly podrobeny zevrubné vizuální kontrole při výběru zájmových segmentů a ná­
sledně také post-hoc analýzou pomocí semi-automatických metod založených na variabilitě 
rytmu. 

Z celkového počtu 2322 studií se podařilo do současné doby do DS-B zařadit celkem 
708 pacientů a 3265 individuálních E K G a E G M segmentů. Zařazení pacienti reprezen­
tují jak kohortu mladých dospělých, tak kohortu pacientů středního věku. Jedná se tedy 
o průřez populací, která byla indikována k E F V . Základní charakteristiku DS-B uvádíme 
v Tabulce 1.3. 

Tab. 1.3: Základní charakteristika datové sady DS-B 

Název parametru n = 708 
Věk [roky] 36.6 (15.0-58.0) 
Pohlaví: ženy 295 (41.7 %) 
Počet záznamů 3265 
Délka záznamu [s] 11.0 (8.7-15.4) 

Z celkového počtu 3265 zájmových segmentů obsahuje 1771 záznamů sinusový rytmus 
(NSR), 1036 záznamů některý z typů supraventrikulárních tachykardií ( A R R H Y ) včetně 
sinových tachykardií, 458 záznamů fibrilaci síní (AF) a 770 záznamů řízenou stimulaci síní 
či komor. Záznamy NSR mohou obsahovat další časově lokalizované poruchy rytmu jako 
jsou sinové a komorové extrasystoly, které však nejsou zatím v DS-B popsány. Zastoupení 
diagnostických tříd zařazených segmentů je uvedeno na Obrázku 1.8. Oproti DS-A jsou 
významně více (14.0 %) přítomny záznamy s A F , které bývají obvyklým zdrojem selhání 
algoritmů pro detekci P vlny. Záznamy s atypickou sinovou aktivitou, a sinovou aktivitou 
skrytou v QRST komplexu, jsou reprezentovány primárně skupinou A R R H Y . Ta zahr­
nuje širokou škálu arytmií obdobně jako v Obrázku 1.6 s distribucí diagnostických tříd 
vychýlenou směrem k poruchám typickým pro dospělou populaci. 

Normální sinusový rytmus (NSR) 

Fibrilace síní (AF) 

Supraventrikulární tachykardie/arytmie (ARRHY) 

Stimulovaný rytmus ( V R A P / A R A P ) 

54.2 % 

1 4 . 0 % 

31.7 % 

23.6 % 

500 1000 
Počet [-] 

1500 

Obr. 1.8: Zastoupení obecných diagnostických tříd v DS-B. 
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Na Obrázku 1.9 ilustrujeme typické arytmické záznamy v DS-A a DS-B. Z 12-svodového 
E K G je pro názornost zobrazen výběr svodů II, III, a V F a V2. Ve všech ukázkách je patrná 
variabilita morfologie signálů jak s ohledem na klinickou diagnózu, tak časové uspořádání 
sinové aktivity. V horní části je ukázka záznamu s fibrilací síní, která má relativně pravi­
delný převod na komory a občasně se vyskytuje organizovaná sinová aktivita. Ve střední 
části obrázku je záznam s širokokomplexou tachykardií, která může být snadno zaměněna 
za komorovou tachykardii. P vlny na povrchovém E K G jsou v tomto případě skryty v T 
vlně. Ve spodní části obrázku je záznam A V N R T , u které dochází k atypickému poměru 
převodu sinového vzruchu na komory. Na povrchovém E K G lze proto s jistotou tachy­
kardii diagnostikovat jen v případě správné identifikace sinové aktivity. Pro automatické 
algoritmy je interpretace obdobných záznamů výzvou a často příčinou selhání. 

— anotace sinové aktivity 

b) 

aVF 

V2 

C S (V/^ ~—v 
JT -^ 1 1 m V 1 

Obr. 1.9: Ukázka typických záznamů v DS-A a DS-B s anotací segmentů sinové aktivace: 
a) fibrilace síní; b) antidromní A V R T ; c) A V N R T . 
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1.7 Diskuze a limitace 

Obě navržené datové sady obsahují záznamy s širokou škálou poruch srdečního rytmu 
a relativně vysoký počet individuálních subjektů. Obdobná klinická rozmanitost záznamů 
není v žádné ze současných standardních E K G databází k dispozici, viz Tabulka 1.1. Dle 
znalosti autora práce se jedná o vůbec první databázi, která obsahuje anotace P vln skry­
tých v QRST komplexu. Referenční pozice sinové aktivity jsou stanoveny s vysokou mírou 
spolehlivosti oproti vizuální interpretaci 12-svodového E K G . To platí jak pro manuálně, 
tak pro automaticky stanovené pozice (viz výsledky v Kapitole 3). Záznamy v DS-A i DS-B 
jsou kategorizovány do nadstandardního množství diagnostických tříd na základě elekt-
rofyziologickou studií potvrzeného arytmogenního substrátu. Takto získané klinické údaje 
lze považovat za více relevantní než interpretaci povrchového E K G , na které jsou založeny 
všechny standardní E K G databáze. 

Přes nespornou informační výtěžnost trpí data několika nedostatky, které je při jejich 
využití nutno vzít v potaz. Vzhledem k tomu, že byli zařazeni pouze pacienti indikovaní 
k E F V , se jedná o selektivní kohortu pacientů. Další selektivní zkreslení bylo zavedeno 
způsobem výběru zájmových segmentů, který se zaměřoval primárně na arytmické zá­
znamy. Databáze tudíž nereprezentují skutečné zastoupení diagnóz v populaci a algoritmy 
na nich učené mohou nadhodnocovat skutečné riziko přítomnosti poruchy srdečního rytmu 
u zdravé populace. Za zdravou populaci lze sice považovat kohortu dětských pacientů, ta 
je však zastoupena v menší míře. Morfologie 12-svodového E K G u dětí bývá navíc pro 
jiné anatomické poměry odlišná od dospělých jedinců [56]. Některé dokumentované nálezy 
poruch srdečního rytmy (např. fibrilace síní a blokády Tawarových ramének u dětských 
pacientů) nemají původ ve strukturálním postižení myokardu, ale mohou být důsledkem 
procedurálních postupů E F V . Morfologické příznaky (i dosud neznámé) E K G i E G M sig­
nálu z toho důvodu nemusí zcela odpovídat nálezům u pacientů, u nichž je daný typ 
arytmie primární indikací k E F V . Zařazení pacienti pocházejí ze dvou spádových center. 
Do budoucna by proto bylo vhodné datové sady rozšířit o pacienty z dalších evropských 
regionů. 

Dalším významným problémem může být přenositelnost algoritmů učených na da­
tech z E F V na jiné, zpravidla ambulantní platformy. Z technických důvodů se v průběhu 
E F V využívá odlišné anatomické umístění povrchových elektrod pro snímání E K G než 
u abmulatorních záznamníků. Odlišné umístění však může být zdrojem morfologických 
změn v signálu s dopadem na některé typické elektrokardiografické markery srdečních 
onemocnění [57]. U D N N modelů je možné tento efekt do určité míry eliminovat vhodnou 
augmentací E K G signálů či doučením modelu na datech s odlišnou charakteristikou. 

Z pohledu návrhu automatických algoritmů mají datové sady několik obecných nedo­
statků, které mohou negativně ovlivnit proces optimalizace i interpretaci výsledků. V první 
řadě je třeba zmínit, že anotace sinových E G M nereprezentují celou dobu trvání elektrické 
aktivace obou síní, což je patrné i v deskriptivním popisu DS-A. E G M z oblasti CS před­
stavuje v závislosti na umístění katétru přibližně časovou aktivaci levé síně. Při normálním 
sinusovém rytmu se jedná o druhou polovinu časového trvání P vlny. Hrubý odhad počátku 
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P vlny je možné provést jen na základě znalosti její průměrné délky. V případě ostat­
ních rytmů může být anotace umístěna jak v počáteční, tak konečné fázi sinového cyklu. 
Z pohledu detekce sinové aktivity je proto obvykle nutné stanovit časové okno, v rámci 
kterého bude predikovaná pozice ve vztahu k referenční anotaci akceptována. V případě 
segmentačních technik se podobným problémem zabývají metody učení s neúplnou infor­
mací, s ohledem na zastoupení diagnostických tříd a jednotlivých typů sinových rytmů je 
zřejmé, že jsou obě datové sady zatíženy nerovnoměrným zastoupením vstupní a výstupní 
informace, tzv. datovou imbalancí. Vstupní imbalance je dána krátkými časovými inter­
valy, které odpovídají aktivaci síní, ve vztahu k ostatním E K G komplexů a segmentům 
bez elektrické aktivity. Výstupní imbalance je způsobena silně asymetrickým zastoupením 
jednotlivých diagnostických tříd, a tím i různě obtížných E K G záznamů pro interpretaci. 
Oba jevy mají negativní dopad na současné optimalizační metody a je třeba je zohlednit 
jak při návrhu i validaci automatických algoritmů. 

Na závěr je třeba zmínit, že sinové anotace ani přiřazené diagnostické třídy zatím ne­
prošly křížovou validaci. U referenčních segmentů v DS-A proto není možné stanovit inter-
individuální variabilitu expertního stanovení jejich počátku a konce. Z tohoto důvodu není 
pro DS-A možné určit ani specifickou hranici optimality rozměření. U diagnostických tříd 
byly dodrženy standardní postupy pro hodnocení dat z E F V studií. Proto lze předpokládat 
i vysokou míru spolehlivosti jejich stanovení. Do DS-B bylo z časových důvodů zařazeno 
jen 708 pacientů a klasifikace E K G záznamů byla provedena oproti DS-A do 4 základních 
diagnostických tříd. Zvolené kategorie by však měly být dostatečné pro snížení vlivu vý­
stupní imbalance zmíněné výše. DS-B se navíc dále rozšiřuje o nové subjekty i přiřazené 
diagnostické třídy. 

Přes uvedené nedostatky je při vhodně zvolené metodologii možné využít DS-A i DS-
B pro učení či validaci automatických algoritmů pro interpretaci 12-svodových E K G zá­
znamů. Anotované intrakardiální signály mohou sloužit k vývoji algoritmů pro segmentaci 
E G M a metod pro potlačení signálu vzdáleného elektromagnetického pole. Řešení obou 
zmíněných problémů nachází uplatnění při vytváření 3D modelů elektro-anatomických 
map u komplexních ablačních procedur. Referenční pozice sinové aktivity mohou potenci­
álně nalézt uplatnění při vývoji slabě dozorovaných metod separace zdrojů pro vícesvodové 
E K G záznamy. 
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2 Segmentace sinových elektrogramů pomocí 

modelů hlubokého učení 

2.1 Současný stav 

Katétrová ablace patří mezi vysoce efektivní terapii supraventrikulárních a komorových 
tachykardií s trvajícím klinickým efektem a zlepšením indikátorů kvality života [58]. Ne­
dílnou součástí procedury jsou specifické protokoly programované srdeční stimulace a sní­
mání lokálních E G M pomocí multielektrodových katétrů zavedených v srdečních dutinách. 
Analýza časově-prostorové distribuce E G M v průběhu spontánního šíření arytmie, v době 
vzniku a terminace či jako odpověď na programovanou stimulaci umožňuje charakterizaci 
elektrofyziologických vlastností tkáně, mechanismu arytmie a potenciální lokace substrátu 
pro ablaci [59, 60]. 

Mezi základní techniky, umožňující identifikaci arytmogenního substrátu, patří měření 
lokální časové aktivace ( L A T 1 ) . Ta reprezentuje časový okamžik elektrické aktivace tkáně 
v oblasti snímací elektrody v rámci sinové (A) či komorové (V) aktivity. Analýza L A T 
u multipolárních signálů umožňuje odvodit další parametry jako jsou rychlost a směr ší­
ření aktivační vlny, post-stimulační intervaly, restituční křivky tkáně či frekvence a časová 
distribuce srdečních cyklů. Tyto klinické parametry nesou kvantitativní informaci o vlast­
nostech myokardu a jsou základním vodítkem pro lokalizaci re-entry okruhů a fekálních 
ložisek u supraventrikulárních tachykardií [61, 62, 63, 64, 65]. Reprodukovatelné stanovení 
přesného počátku L A T je základním požadavkem při vytváření aktivačních map pomocí 
elektroanatomického mapování arytmií. 

Při unipolárním snímaní E G M je počátek L A T tkáně spojován s časem minima první 
derivace signálu lokálního elektrogramů. Tento vztah byl odvozen z extracelulárního mě­
ření akčního napětí na buněčných modelech [66, 67]. Zásadní limitací unipolárního zá­
znamu je citlivost na vzdálené elektromagnetické pole generované odlehlou srdeční svalo­
vinou, tzv. "far-field". Bipolární snímání sice umožňuje tento efekt do značné míry potlačit, 
avšak za cenu zkreslení E G M vlivem prostorové geometrie elektrod a jejich orientaci vůči 
aktivační vlně [68]. Metoda založená na derivaci signálu je přesto využívána i v případě 
bipolárních E G M . 

Odlišný koncept anotace L A T volí metody založené na morfologických vlastnostech lo­
kálního E G M . Základním principem je nalezení významného a snadno identifikovatelného 
vzorku signálu. Mezi nejjednodušší a konvenčně využívané přístupy patří detekce maxima 
surového E G M a odhad barycentra hodnot napětí [69]. Tyto metody opakovaně dosáhli 
nižší průměrné odchylky a dlouhodobé reprodukovatelnosti ve srovnání s expertními ano­
tacemi než L A T určený na základě minima první derivace [69, 70, 71]. V obou případech 
je nutné předchozí vymezení segmentu s cílem eliminovat signály a artefakty, které nejsou 
předmětem zájmu. Semi-automatické přístupy spočívají v manuálním stanovení časového 

X Z anglického Local Activation Time 
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okna navázaného na referenční bod, kterým může být např. komorový komplex v povrcho­
vém E K G , případně stimulační (S) artefakt [72]. Méně časté je využití adaptivního okna 
stanoveného z jiného - referenčního - kanálu [69]. Plně automatické metody pro identifikaci 
segmentů E G M popsané v literatuře zahrnují primárně základní filtrační a transformační 
techniky jako jsou korelace signálu s bankou vzorů [73], nelineární [74] operátor pro odhad 
okamžité energie signálu [75, 72], vlnková transformace [76], derivace a umocnění signálu 
[69] či Hilbertova transformace [77]. Anotace L A T v transformovaném signálu je následně 
provedena pomocí uživatelem předdefinovaným nebo adaptabilním [69] napěťovým pra­
hem. 

Hlavním zdrojem selhání automatické segmentace při mapování supraventrikulárních 
tachykardií bývá obvykle přítomnost artefaktů z programované stimulace a elektrická ak­
tivita komorového myokardu. Za normálních elektrofyziologickýh podmínek lze vymezení 
okna zájmu v kombinaci s konvenční lineární filtrací považovat za dostatečný nástroj pro 
eliminaci vlivu komorové aktivity. Stimulační artefakty je možné, jak ukázali autoři v [72], 
efektivně potlačit i v blízkosti sinového E G M pomocí přizpůsobeného filtru. Volba stimu­
lačního protokolu či změna srdečního rytmu vedou ke změnám S-S, S-A a A - V intervalů. 
Důsledkem může být časové překrytí některé z dvojic S, A a V komplexů. Sinová a komo­
rová složka signálu navíc v závislosti na vlastnostech tkáně a lokalizaci vykazuje vysokou 
míru morfologické variability. Ta může kolísat v obou případech od fragmentovaného prů­
běhu s nízkou amplitudou až po ostře vymezené komplexy s velmi podobným frekvenčním 
obsahem. Tento fakt ilustrujeme na vybraných příkladech z DS-A na Obrázku 2.1. Výsled­
kem výše uvedených metod může v takovém případě být bud nadměrné odstranění sinové 
složky nebo neschopnost časově diferencovat sdružený A - V komplex se všemi negativními 
důsledky na detekci a segmentaci. 

Přes pokrok v automatické segmentaci E G M je z výše uvedených příčin manuální 
akvizice i vizuální hodnocení L A T stále nezbytnou součástí E F S . S ohledem na počet 
snímaných kanálů a celkový akviziční čas se jedná o časově náročnou činnost zatíženou 
subjektivní chybou, a tím i sníženou reprodukovatelností. Automatická segmentace dlou­
hodobých záznamů z intrakardiálního snímání není jen výsadou elektroanatomického ma­
pování. Uplatnění je možné nalézt v klinicky zaměřených studiích i v monitoraci pacientů 
s implantabilními stimulátory a defibrilátory [78]. 

Hlavní motivací této části disertační práce je návrh metody pro robustní sémantickou 
segmentaci sinových E G M ve vícerozměrných signálech snímaných multipolárním diagnos­
tickým katétrem v koronárním sinu (CS). Jedná se o standardní a dobře reprodukovatelnou 
referenční lokalizaci v posteriorní oblasti srdce mezi levou síní a levou komorou. Zde za­
znamenané E G M obvykle obsahují signály odpovídající sinové i komorové lokální aktivaci. 
Casově-prostorová distribuce sinových elektrogramů v CS je významným parametrem pro 
diferenciaci supraventrikulárních tachykardií [64, 65, 62], což je nutný předpoklad úspěšně 
ablační terapie. 
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Informace o časové aktivaci síní v kontextu arytmických záznamů je v kombinaci se stan­
dardním povrchovým E K G záznamem cenným zdrojem pro semi- a plně supervizované 
úlohy hlubokého učení. Tato data by proto mohla nalézt uplatnění v úlohách zaměřených 
na klasifikaci srdečního rytmu s potenciálem zvýšit generalizační schopnosti hlubokých 
modelů a interpretovatelnost predikovaných výsledků. 

Obr. 2.1: Ukázka morfologické variability lokálních E G M (vlevo) s odhadem výkonových 
spekter jednotlivých složek (vpravo) pomocí Welshova periodogramu (realizace z úseků 
o délce 20 s, frekvenční rozlišení 2 Hz). Separace S, A a V komplexu byla provedena 
váh ováním oknem typu "Fiat top" s manuálně stanovenými hranicemi. SR - sinusový rytus: 
W P W - Wolff-Parkinson-White syndrom; K E S - komorová extrasystola; A V R T - atrio-
ventrikulární reentry tachykardie. 
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2.2 Dílčí cíle 

Dílčí cíle vychází z požadavků kladených na kvalitu segmentace a vlastností trénovací 
datové sady. Požadavky na segmentaci sinových E G M jsou stanoveny následovně: a) ne­
závislost modelu na a-priorní znalosti procedurálních parametrů; b) přiřazení klasifikační 
třídy každému vzorku signálu s ohledem na možnou přítomnost polymorfních fibrilač-
ních vln; c) potlačení vlivu překrytí stimulačními artefakty a elektrickou aktivitou komor; 
d) robustnost vůči běžným typům rušení. 

Vlastnosti datové sady potenciálně limitující proces návrhu a evaluace modelu de­
finujeme jako: i) vstupní nerovnoměrné zastoupení morfologických typů sinových E G M ; 
ii) významně vychýlené časové zastoupení sinových E G M oproti úsekům bez aktivity, které 
zasahují celkem 72.9 % všech vzorků signálu; iii) potenciálně malý rozsah datové sady. Cíle 
kapitoly jsou definovány následovně: 

1. Návrh a implementace modelu pro sémantickou segmentaci sinových E G M . Primár­
ním účelem modelu je nalezení globálního aktivačního času sinové aktivity ve více-
kanálovém intrakardiálním záznamu z CS. V případě fibrilace síní je účelem nalezení 
hranice určující počátek a terminaci arytmie. 

2. Optimalizace modelu z pohledu definovaných metrik kvality. 
3. Kvantitativní hodnocení modelu proti expertně stanoveným referenčním bodům. 
4. Implementace a kvantitativní hodnocení metod pro snížení vlivu nerovnoměrně za­

stoupených dat. 
5. Implementace augmentačních technik s hodnocením jejich vlivu na segmentaci. 
6. Inference modelu na dlouhodobých záznamech z EFS v rámci realizace DS-B. 
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2.3 Formální definice problému 

Sémantická segmentace je proces zobrazení vstupních dat pomocí obecné transformační 
funkce g{x) do takového prostoru proměnných, který umožní každému vzorku vstupního 
signálu Xi přiřadit hodnotu ýi tak, aby představovala jednu z předem definovaných ka­
tegorií (Obrázek 3.1). Sémantickou segmentaci lze tedy považovat za problém klasifikace 
do jedné či více klasifikačních tříd. V našem případě je cílem stanovit, zda-li vzorek in-
trakardiálního signálu reprezentuje elektrickou aktivitu síní, což problém zjednodušuje na 
binární klasifikaci, a tedy ýi G {0,1}. 

Na základě formální definice je základním požadavkem na transformační funkce g{x) 
zachování stejného časového rozlišení (vzorkovací frekvence) u vstupních a výstupních 
dat. Vstupní matice dat 5 x m je v našem případě tvořena 5-kanálovým E G M signálem 
z CS katétru. Výstupní matice o rozměru 1 x m je tvořena binární sekvencí, kde ýi = 1 
představuje vzorek odpovídající sinové aktivitě. 

X5x 
Yixm 

--• 

Obr. 2.2: Obecný princip sémantické segmentace E G M . 

Následující text pojednává o hledání takové transformační funkce g{x) a jejich parametrů, 
pro které segmentace E G M dosahuje na základě definovaných metrik nejvyšší kvality. 
Jedná se o explorativní studii zaměřenou na využití metod hlubokého učení. Studie je 
provedena na interním datasetu DS-A, který byl pro tyto účely vytvořen, viz sekce 1.6.3. 

2.4 Architektura modelu 

2.4.1 Enkodér s reziduálním spojením 

Enkodérová část modelu zajišťuje extrakci příznaků na několika úrovních časové škály 
a je založena na vlastní implementaci plně konvoluční neuronové sítě ( F C N 2 ) typu Re-
sNet, která je typická reziduálním spojením mezi jednotlivými konvolučními bloky [79, 80]. 
Tato paralelní větev rozšiřuje konvoluční blok c{x) o identické zobrazení vstupních dat ve 
formě c{x) + x. Identické zobrazení umožňuje významným způsobem zvětšit hloubku sítě 
a zachovat přitom tok gradientů přes jednotlivé vrstvy v průběhu optimalizace [80]. 

V rámci této práce jsme na základě rešeršních poznatků a empirického testování apli­
kovali některé dílčí modifikace originálního reziduálního bloku R B . Vzhledem k počtu 
dimenzí prostoru vstupních dat byly původní dvourozměrné konvoluční masky nahrazeny 
jejich ID ekvivalentem. Posun konvoluční masky je proto dán pouze ve směru časové osy 
a jednotlivé E G M kanály tvoří nezávislé příznaky vstupující do konvolučního filtru. Oproti 

2 Z anglického Fully Convolutional Network 
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původnímu řazení vrstev v R B [79] bylo využito schéma s tzv. předaktivací [80]. V tomto 
uspořádání jsou data nejdříve normalizována a následně prochází aktivační vrstvou. Až 
poté jsou zařazeny samotné konvoluční masky. Za identickým zobrazením je odstraněna 
výstupní aktivační vrstva, což umožňuje další snížení rizika mizejícího gradientu. Dle série 
experimentů provedené autory He et al. [79] přispívá předaktivovaný R B k lepší regulari-
zaci modelu a v průměru nižší dosažené chyby při nezávislém testování. 

a) 

RB; 

Konv. filtry 
* 

Norm. 
+ 

R e L U 

Konv. filtry 

R e L U 
I 

RBi+1 

Norm. 

RB; 

— » I Norm. I 
' " T ' 

P R e L U 
i  

Konv. f. 1x1, CH /4 

P R e L U 

Konv. f. 1xm, CH /4 

P R e L U 

I <—I Konv. f. 1x1, C H 

RBi+i 

Obr. 2.3: Bloková schémata: a) originální reziduálni jednotky [79]; b) předaktivované jed­
notky [80]; c) předaktivované jednotky s úzkým hrdlem. Zkratky R e L U a P R e L U znázor­
ňují typy po částech lineárních aktivačních funkcí. Zkratka C H označuje počet příznaků 
vstupní aktivační mapy. 

Na Obrázku 2.3 jsou uvedena bloková schémata originálního (a) a předaktivovaného R B 
(b). Třetí z architektonických bloků (c) reprezentuje předaktivovanou jednotku s úzkým 
hrdlem, která je využita v této práci. Úzké hrdlo je tvořeno kompresní konvoluční vrstvou 
s maskou velikosti l x l , která snižuje celkový počet vstupních příznaků C H na, v našem 
případě, \ původní hodnoty. Úzké hrdlo efektivně snižuje počet parametrů. Tím je sní­
žena i výpočetní náročnost konvolučních filtrů pro receptivní snímání. Počet originálních 
příznaků je restaurován výstupními dekompresními filtry o rozměru l x l . 

Jako aktivační funkce byla použita neohraničená po částech lineární funkce (PReLU 3 ) 
s adaptabilním parametrem Oj, který moduluje sklon její záporné části [81]: 

! { x ) _ í V, pro „ > o 
[ ctiVi pro yi < 0 

kde index i značí, že sklon je modulován napříč kanály a zůstává konstantní pro všechny 
prvky jednoho kanálu. Jedná se o zobecnění původní [82] rektifikační jednotky s a% = 0, 
která se z logického důvodu potýkala s problémem mizejícího gradientu a v extrémních 

3 Z anglického Parametric Rectified Linear Unit 
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případech s úplným vyhasnutím zpětného šíření gradientů. Učenlivost parametru Oj na­
víc odstraňuje jeden z hyperparametrů s nutností manuálního nastavení a%. Dle autorů 
Kaiming et al. [81] zlepšuje P R e L U aktivace, oproti konstantnímu nastavení o,, klasifi­
kační schopnosti modelu za cenu zanedbatelného navýšení počtu jeho parametrů. Obdobný 
trend, přestože nebyl rozsáhle ověřen, byl pozorován i na E G M záznamech. 

Na Obrázku 2.4 uvádíme zjednodušené blokové schéma ResNet enkodéru. Vstupní 
vrstva Lo je tvořena jedním R B doplněným o průměrující agregační operátor s cílem redu­
kovat vzorkovací frekvenci vstupního signálu na 500 Hz. Enkodér obsahuje volitelný počet 
vrstev Lk. Jednotlivé vrstvy mohou obsahovat jeden a více reziduálních bloků R B L , Í . Za 
účelem rozšíření receptivního pole a snížení výpočetní komplexity je každá vrstva typicky 
zakončena agregačním operátorem, který snižuje vzorkovací frekvenci na ^ původní hod­
noty. V našem případě je agregace provedena konvenčním průměrováním s oknem velikosti 
1 x 2 s doplňkovou l x l konvoluční maskou. 

Počet generovaných příznaků roste s každou následující vrstvou. Jeho růst byl dán 
konstantním faktorem 2k pro k £ {x G Z | x > 3}. Výstup enkodéru je tvořen n-ticí 
příznakových map z(X)L,k ze všech úrovní (vrstev). Příznakové mapy jsou následně využity 
v segmentační (dekodérové) části modelu. 

x4 

ResNet enkodér 

Vrstva L, 
x2 

X5xi • D D — D D - D D 

V 
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00 0 
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U Reziduálni blok R B ( L q 

P Agregační blok A B ( L ) 

* Počet příznaků C H ( L ̂  

-+ z(x) 

*256 

Obr. 2.4: Blokové schéma ID konvolučního enkodéru založeného na architektuře ResNet. 

2.4.2 Blok dilatovaných konvolucí 

Signál sinové aktivace je za běžných okolností relativně úzce časově vymezen. Výjimkou 
je signál snímaný v průběhu fibrilace síní, který vykazuje vysokou míru neuspořádanosti 
a ve vícesvodových záznamech se projevuje jako polymorfní signál s variabilní frekvencí 
a dlouhou dobou trvání. Pro segmentaci celého úseku s výskytem fibrilačních vln [83] 
vyžaduje klasifikárot dostatečné široké receptivní pole pro zachycení dlouhodobých variací 
signálu. Ty se pohybují o několik řádů výše než je průměrná délka trvání normální sinové 
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depolarizace. Proto se nejeví jako efektivní běžné řešení v podobě rozšíření konvolučních 
jader nebo prohloubení enkodérové části modelu (zvýšení stupně podvzorkování signálu), 
kdy oba způsoby značně navyšují počet parametrů modelu. Rozšíření receptivní oblasti 
je proto realizováno zařazením reziduálních bloků s dilatovanými konvolučními maskami 
R B D za poslední vrstvu enkodéru L K - Ty umožňují exponenciálně navýšit receptivní oblast 
bez ztráty rozlišení či zvýšení poštu parametrů modelu. Současně poskytují informace 
o okolním kontextu [84] a umožňují zachytit dlouhodobé variace např. u řečových signálů 
[85]. Základní princip rozšíření receptivního pole pomocí dilatované konvoluční masky je 
uveden na Obrázku 2.5. 

Cas 

• 
i i i I. . I . I 

d=2 d=3 

' * ' 
• • 

Obr. 2.5: Schématické znázornění dilatovaného konvolučního operátoru. 

Dilatační faktor d určuje diskrétní vzdálenost mezi po sobě jdoucími prvky konvolučního 
jádra. Vynechané vzorky signálu se tedy následně nepodílejí na konvoluční operaci. Při­
bližnou velikost receptivní oblasti filtru v ms lze definovat jako: 

trec = ^ • (1 + di • ( / R B " 1)), (2.2) 

kde di je dilatační faktor ve vrstvě RBrj^, fs je vzorkovací frekvence vstupní příznakové 
mapy a / R B je počet aktivních prvků konvoluční masky. Schéma paralelního řazení v bloku 
je uvedeno na Obrázku 2.6. 

z(x) Lk 

*CH Lk 

*CH Lk 
D 

•zOO Lk 

CH Lk 

| Kopresní reziduálni blok R B ( D q 

I Dilatovaný reziduálni blok R B ( D q 

* Počet příznaků C H L 

Obr. 2.6: Schéma bloku s dilatovanými konvolučními jádry. D - počet paralelních větví 
a kompresní faktor vstupních konvolučních masek; C H L k - počet příznaků vstupní mapy. 
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Aby bylo možné extrahovat příznaky v různém časovém měřítku, je v dekodérové části 
použito více paralelních větví. Z nich každá obsahuje konvoluční jádra 1 x 3 s variabilní 
mírou dilatace d. Vstupní příznaková mapa je nejdříve komprimována s faktorem D, kde 
D odpovídá počtu paralelních větví s dilatovanými R B D . Po průchodu vstupních dat dila-
tovanými maskami jsou příznakové mapy z každé větve obdobně jako v [84] sdruženy do 
jednoho výsledného tensoru. Z pohledu výpočetní náročnosti obsahují všechny bloky R B D 
stejný počet parametrů, avšak díky rozdílným dilatačním faktorům široký časový rozsah 
signálu. Růst parametru d je dán konstantním faktorem 2k pro G { i £ Z | x > 1}. 

2.4.3 Pyramidový dekodér 

Účelem dekodérové části je agregace extrahovaných příznakovým map do časového mě­
řítka, které odpovídá vstupním E G M signálům. V rámci této práce byla použita hybridní 
struktura modelu vycházející z architektury U-net [86, 87] a architektury pyramidových 
příznaků [88, 89]. Schéma architektury je uvedeno na Obrázku 2.7. Do enkodéru vstupují 
příznakové mapy z(X)L,k z e všech vrstev enkodéru. Vzhledem k tomu, že se počty příznaků 
v každé mapě liší, je v prvním kroku provedena komprese pomocí masek 1 x 1 do prostoru 
o stejném počtu dimenzí. Převzorkování časové škály neprobíhá pomocí dekonvolučních 
filtrů [90] jako v případě U-Net [86], ale s využitím prosté lineární interpolace. Ta nevy­
žaduje dodatečné učení a umožňuje snížit výpočetní náročnost modelu. Z agregovaných 
příznakových map je na výstupu získán signál o rozměru 1 x m se stejnou vzorkovací 
frekvencí jakou měla vstupní E G M data. Na rozdíl od autorů L in et al. [88] nevyužíváme 
v té to části práce nezávislé učení jednotlivých vrstev dekodéru, a to s ohledem na řídký 
výskyt referenčních segmentů sinové aktivity v nejnižších úrovních hierarchie modelu. 

Pyramidový dekodér 
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Obr. 2.7: Blokové schéma ID dekodéru s pyramidovým zpracováním příznaků. C H c -

parametr určující počet příznaků po kompresi vstupních příznakových map. 
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2.5 Kriteriální funkce 

Kriteriální funkce je exaktně definovaný cíl matematické optimalizace parametrů neu­
ronové sítě. Zatímco pro klasifikační úlohy je typickou volbou křížová entropie, v úlo­
hách sémantické segmentace medicínských dat dominuje využití spojité aproximace S0ren-
sen-Dice koeficientu (SDC) [91]. S0rensen-Dice koeficient je založen na relativním vyjád­
ření míry překryvu predikovaného a referenčního segmentu. Z principu tato metrika nabývá 
totožné hodnoty pro stejnou míru překryvu v případě rozměrných i malých objektů. Z to­
hoto vyplývá i její zřejmá schopnost snížit vliv nerovnoměrného zastoupení pozitivních 
a negativních vzorků signálu. 

Autoři v [92] dále rozšířili kriteriální funkci založenou na SDC o exponent, který zvy­
šuje příspěvek obtížně rozlišitelných objektů k celkové penalizaci modelu. Zobecněním je 
pak kriteriální funkce aproximující TVerskyho index (FTL) [93], která umožňuje pomocí 
dvou hyper parametrů nastavit kompromis mezi senzitivitou (Se) a pozitivní prediktivní 
hodnotnou ( P + ) a je využita v té to části práce: 

F T L = V ( l - ^ s ľ (2.3) 
V i Y 0 T + a[(l - Y) 0 T] + /3[Y 0 ( 1 - T)] J 

kde 0 značí Hadamardův součin tenzorů; Y a T jsou tensory představují surová skóre 
vrácená modelem, respektive binární referenční hodnoty; a a (3 jsou váhy upravující vztah 
mezi Se a P + ; exponent 7 moduluje příspěvek snadno a obtížně trénovatelných vzorů 
k celkové hodnotě kriteriální funkce. Pro a = (3 = 0.5 and 7 = 1 se kriteriální funkce 
zjednodušuje na 1-SDC. To umožňuje nalezení optimálního nastavení v široké skupině 
kriteriálních funkcí běžně užívaných v oblasti sémantické segmentace. 

Na Obrázku 2.8 je znázorněn vztah mezi původní hodnotou TVerskyho indexu a výsled­
nou chybou, kterou generuje F T L pro různá nastavení exponenciální váhy 7. V optimálním 
případě nabývá TVerskyho index hodnoty 1 a F T L hodnoty 0. 
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Obr. 2.8: Průběh závislosti F T L na TVerskyho indexu pro vybrané varianty váhy 7 . 
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2.6 Optimalizační algoritmus 

2.6.1 Stochastická gradientní optimalizace 

Optimalizace modelu byla provedena pomocí algoritmu AdamW [94] s L2 regularizací sepa­
rovanou od kroku učení [95]. Algoritmus patří do rodiny stochastických metod gradientního 
sestupu s adaptivním krokem učení a průměrováním lokálních gradientů napříč jednotli­
vými iteracemi učení s cílem zamezit uvíznutí v lokálním minimu. Základním principem 
je úprava vah modelu nikoliv na základě aktuální hodnoty gradientu, ale s využitím expo­
nenciálního klouzavého průměru gradientů a jejich umocněných variant přes více po sobě 
jdoucích iterací. Metoda zavádí do optimalizace dva nové hyperparametry fa, fa £ [0,1), 
které regulují strmost poklesu exponenciálních vah obou zmíněných klouzavých průměrů. 
Vztah mezi hyperparametry a počtem iterací i, přes které je proveden odhad klouzavého 
průměru lze zjednodušeně formulovat jako [94]: 

' - i ^ S - ( 2 ' 4 ) 

Metoda by měla ve srovnání se svými protějšky poskytovat rychlejší konvergenci při za­
chování výchozích hodnot hyper parametrů fa, fa a e, což je výhodné zejména v rozsáhlých 
experimentálních studiích. Některé případové studie zabývající se segmentací obrazových 
dat [96, 97] kritizují horší generalizační schopnosti na neznámých datech ve srovnání s kon­
venčními neadaptivními metodami stochastického gradientního sestupu (SGD). Rozsáhlé 
empirické studie publikované v [98, 99] však poukazují na to, že při adekvátní optimalizaci 
hyper parametrů nejsou adaptivní metody významně horší než SGD. A to i v případě, že 
se optimalizace týká jen úvodního kroku učení a pravidel pro jeho plánování v navazujících 
iteracích (tzv. Scheduling). Vzhledem k tomu, že ani při hrubém prohledávání stavového 
prostoru nebyly nalezeny hodnoty, které by významně zlepšily kvalitu segmentace, byly 
parametry fa, fa a e ponechány na hodnotách doporučených autory v [94]. 

Optimální výchozí hodnota kroku učení 770 byla získána pomocí Bayesovské optima­
lizace (blíže viz dále). Hodnoty hyperparametrů optimalizačního algoritmu jsou uvedeny 
v Tabulce 2.1. 

Tab. 2.1: Nastavení hyperparametrů optimalizačního algoritmu. 

Hyperparametr Vo Pi 02 e 

Hodnota 0.005 0.9 0.999 0 

43 



2.6.2 Plánování kroku učení 

Pro průběžné snižování kroku učení byla implementována metoda multiplikativního po­
klesu s faktorem řízená mírou ustálení Sorensen-Dice koeficientu na validační sadě DS-
A y (tzv. metoda Reduce On Plateau). Adekvátní plánování velikosti kroku učení obecně 
snižuje pravděpodobnost uvíznutí v lokálním minimu v časných fázích učení. V závěru 
učení naopak umožňuje dosáhnout minima optimalizované funkce. Dosažení plateau fáze 
s následným snížením kroku učení bylo provedeno za předpokladu, že v iV po sobě jdoucích 
epochách nedošlo ke zlepšení SDC alespoň na hodnotu: 

median(SDC N i , S D C N i - i , . . . S D C N i - n ) + SVl. (2.5) 

Prahová hodnota 6y1 je uvedena v Tabulce 2.2 a reprezentuje očekávané procentuální 
zlepšení SDC mezi dvěma epochami. Jedná se o jedno z konvenčních pravidel pro řízení 
kroku učení, které bylo rozšířeno o výpočet mediánové hodnoty z posloupnosti hodnot 
metriky kvality. Tím byla navýšena robustnost vůči náhlým výkyvům metriky, které jsou 
u kriteriální funkce SDC běžné a mohou způsobit předčasné ukončení procesu optimalizace. 
Optimalizace modelu byla ukončena po dosažení alespoň jednoho z následujících end-
pointů: 

1. Konvergence SDC skóre na validační sadě. Za konvergenci byla považována situace, 
kdy po třetím snížení kroku učení a dosažení fáze plateau nedošlo k očekávanému 
nárůstu metriky kvality alespoň o prahovou hodnotu <5y3. 

2. Divergence SDC mezi trénovací a validační sadou. Definována jako rozdíl v iV po 
sobě jdoucích epochách větší než prahová hodnota 5y2-

V počáteční fázi trénování byla aplikována tzv. zahřívací fáze, definována počtem epoch 
NWarm- Během té dochází k lineárnímu nárůstu kroku učení v každé iteraci i o předem 
stanovený inkrement až do cílové hodnoty r/o, viz blíže v Příloze v sekci A.1.3. Cílem této 
fáze je hypotetické snížení vlivu náhodné selekce trénovacích vzorů v počátku učení na 
směr a strmost posunu v prostoru optimalizované funkce [100]. Parametry řízení kroku 
učení a procesu optimalizace jsou uvedeny v Tabulce 2.2. 

Tab. 2.2: Parametry řízení kroku učení a ukončení optimalizace. 

Hy p er par amet r wd 5Vl 
Sv2 Sv2 

Hodnota 8 0.1 0.01 0.1 0.005 

Hodnoty v Tabulce 2.2 byly získány pomocí heuristické analýzy a zůstaly konstantní pro 
všechny provedené experimenty. Hodnota N w a r m byla zvolena experimentálně a to přesto, 
že existují heuristicky odvozená pravidla [101] zohledňující parametry optimalizačního 
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algoritmu. I konzervativně stanovený odhad však v podmínkách naší trénovací sady ně­

kolikanásobně překračoval počet epoch potřebných k úplnému naučení modelu. Princip 

metody je znázorněn na Obrázku 2.9. 
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Obr. 2.9: Schématické znázornění implementovaného algoritmu pro řízení kroku učení. 

2.7 Stratifikace DS-A 

Dataset byl pomocí metody hold-out rozdělen na trénovací D S - A T a validační DS-Ay 

množinu v poměru 70:30. Data byla rozdělena pomocí stratifikované randomizace tak, 

aby každá sada obsahovala pouze unikátní pacienty a nedošlo k zanesení závislosti mezi 

trénovací a validační sadou. Cílem stratifikace bylo dosažení maximální homogenity obou 

sad z pohledu zastoupení vybraných diagnostických tříd. Výběr se řídil dvěma základními 

kritérii: a) podobnost časového uspořádání sinové aktivity; b) potenciálně významný vliv 

na kvalitu segmentace (obtížně segmentovatelné úseky). Aby byla zajištěna reproduko-

vatelnost experimentů, byla provedena randomizace pacientů pomocí pseudo-náhodného 

generátoru s předdefinovaným semínkem. Výběr semínka byl dán optimální stratifikací 

pacientů. Kvalita stratifikace byla stanovena na základě hodnoty relativní entropie a sta­

tistické shody diskrétního rozdělení. Shoda byla testována pomocí Pearsonova %2 testu. 

Zastoupení jednotlivých diagnostických tříd v D S - A T a validační DS-Ay po stratifikaci je 

uvedeno na Obrázku 2.10. Obecný princip metody je popsán Algoritmem 2. 
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Obr. 2 .10: Relativní rozložení diagnostických tříd v D S - A T a D S - A y po stratifikaci. 
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Algorithm 2 Náhodné prohledávání množiny semínek 
Vstup: Množina náhodně generovaných semínek S = {s\, S2, • • • Sj}. 

V ý s t u p : Semínko s^est 

1: for každé semínko s j do 
2: Promíchej pořadí v D S - A pomocí pseudo-náhodného generátoru se semínkem Sj. 
3: Zařaď prvních 70 % záznamů do D S - A T -

4: Zařaď zbylých 3 0 % záznamů do D S - A y -
5: Urči pravděpodobnostního rozložení P(XT) & Q(xy) diag. tř íd v D S - A T a D S - A y -

6: Urči x 2 , p pro -P(XT) a Q(xy). 
7: if p > 0.05 then 
8: Urči relativní entropii d(P\\Q)i. 

9: if d(P\\Q)i <d(P\\Q)BEST then 
10: Sbest <- Si. 

11: d (P | |Q) 6 e S í <^d(P\\Q)i. 
12: end if 
13: end if 
14: end for 

2.8 Předzpracování dat 

Předzpracování dat zahrnuje dvě skupiny transformačních funkcí. První skupina trans­
formací slouží k aplikaci základních filtrů a normalizaci signálů do škály zpracovatelné 
modelem. Tyto transformace byly aplikovány v průběhu učení i při vybavení modelu po 
jeho nasazení. Do řetězce vstupuje matice surových bipolárních E G M signálů s originální 
vzorkovací frekvencí 2000 Hz. Snížení objemu dat podvzorkováním je plně ponecháno na 
vstupní vrstvě hlubokého modelu. V prvním kroku je aplikován FIR filtr typu horní pro­
pust (THP) S mezní frekvencí 5 Hz. Hodnota mezní frekvence byla volena striktněji na 
základě standardů pro unipolární záznamy [55], aby došlo k potlačení nízkofrekvenčního 
rušení, ale bylo zachováno maximum užitečné informace. Signál je následně ořezán (T c i i p ) 
na hladině napětí 12.46 mV. Posledním krokem je standardizace (T s td) škály napětí pomocí 
do jednotkového rozpětí v rámci 10-90 percentilu, což odpovídá ± 0 . 7 9 mV. 

Druhá skupina transformací byla aplikována jen v průběhu trénování. Jedná se o řetě­
zec morfologických transformací/augmentací trénovací sady D S - A T - Jejich cílem je modu­
lace vstupních dat se zachováním základního charakteru sinových signálů. Jde o jednu ze 
základních strategií pro regularizaci modelu zanesením větší intra-individuální variability 
a vystavením modelu náročnějším podmínkám učení [102, 103]. Morfologická augmentace 
zahrnuje široké spektrum metod, jejichž studium je mimo hlavní záměr disertační práce. 
Z toho důvodu byly implementovány dva typy obecně užívaných technik [104] pro modu­
laci morfologie a zanesení aditivního šumu. V bloku T s t r e t c h dochází k roztažení signálu 
v časové ose o ± 0 — 20%, a tím změně napěťové dynamiky signálu. Transformace je zalo-
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žena na lineární interpolaci. Následně jsou aplikovány náhodné transformace jako je časový 
posun o i vzorků (Tshift), záměna dvou po sobě jdoucích kanálů ( T s w a p ) , změna polarity 
signálu ( T r e v ) simulující změnu směru šíření aktivační vlny či chybné zapojení elektrod 
a změna zesílení ( T g a i n ) o ± 0 — 20% aplikovaná nezávisle na každý kanál. Dále násle­
dují transformace založené na simulaci běžných typů rušení v elektrokardiografii. Vstupní 
E G M signál je rozšířen o aditivní šum Gaussovského typu (T w hn e ) a síťové rušení ( T p w r ) 
s náhodně generovanou úrovní energie tak, aby bylo dosaženo poměru signál-šum od 20 
do 0 dB. V bloku 

Tstim byl implementován generator stimulačních artefaktů s náhodně 
generovanou amplitudou, šířkou a délkou cyklu v rozsahu 0.5-5.0 mV, 2-10 ms, respektive 
200-2000 ms. Blok T z e r o pak simuluje přítomnost odpojených elektrod pomocí nulování 
kanálu s přednastavenou pravděpodobností aktivace 0.1. Celý řetězec aplikovaných me­
tod je ukázán na Obrázku 2.11. Nastavení parametrů jednotlivých transformačních funkcí 
bylo provedeno na základě heuristické analýzy a zůstalo pro všechny navazující experi­
menty konstantní. Souhrn parametrů uvádíme v Příloze A . 1.1. Vl iv jednotlivých bloků 
na metriky kvality byl ověřen pomocí ablační studie. Vl iv nastavení parametrů nebyl pro 
široké možnosti nastavení hlouběji zkoumán. 

a) 

Standardizace Augmentace 

X5xi 1 clip 1 swap ' g a i n 

Standardizace 

X5xi THP "'"clip T s t d 

'X5x 

-+ ' X 5 x 

Obr. 2.11: Blokové schéma řetězce pro předzpracování signálů: a) řetězec předzpracování 
při učení; b) řetězec předzpracování při vybavovaní modelu. 

2.9 Bayesovská optimalizace hyperparametrů 

Baysovská optimalizace [105] patř í mezi sekvenční optimalizační techniky (SMBO 4 ) vy­
užívající Bayesovskou logiku pro informovaný odhad nejlepší kombinace hyperparametrů 
účelové funkce vycházející ze série po sobě jdoucích experimentů. Účelová funkce / má 
zpravidla neznámé analytické vyjádření [106] a nemusí být ani konvexní ani spojitá, což 
prakticky vylučuje použití gradientních metod. Účelová funkce je proto v případě S M B O 
aproximována pomocí pravděpodobnostního modelu a úvodního odhadu apriorního roz­
dělení. V každé iteraci je na základě apriorního rozdělení proveden výběr kandidátních 

4 Z anglického Sequential Model-Based Optimization 
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hodnot hyperparametrů a výpočet funkční hodnoty objektivní funkce. Na jejich základě 
je poté stanoveno posteriorní rozdělení, které poskytuje zpřesněný odhad pravděpodob­
nostního modelu a novou apriorní znalost pro následující pozorování. Mezi nejčastější 
metody pro konstrukci pravděpodobnostního modelu lze zařadit zejména Gaussovské pro­
cesy (GP) [107] a metody založené na odhadu Parzenových oken ( T P E 5 ) [106]. Na rozdíl 
od GP, které modelují pravděpodobnostní vztah p(y\x), vychází metoda T P E z odhadu 
podmíněné pravděpodobnosti hyperparametrů (x) vzhledem k hodnotě účelové funkce (y), 
respektive hodnotě metriky kvality hlubokého modelu, tedy p{x\y). T P E místo apriorního 
rozdělení definuje dva hierarchické procesy: 

kde l(x) a g{x) jsou generativní modely prostoru hyperparametrů, které pravděpodobně 
přispějí ke zlepšení či zhoršení metriky kvality ve srovnání s prahovou hodnotou y. 

V kontextu této práce je cílem nalézt takovou kombinaci hyperparametrů modelu x*, 
pro kterou metrika kvality segmentace založená na F i skóre na validační sadě dat dosahuje 
maximální hodnoty: 

kde, X je kompaktní množina hyperparametrů definována v následujícím textu. Pro opti­
malizaci byl využit pravděpodobnostní model T P E (Optuna, [108]). Ten umožňuje pozo­
rování kategoriálních hyperparametrů, a dle autorů [106] dosahuje lepších výsledků než v 
případě konvenčního prohledávání hrubou silou i Bayesovovské optimalizace s G P modely 

2.9.1 Optimalizace M a o p t a M| 0 p t 

Optimalizace byla provedena nezávisle pro dvě skupiny hyperparametrů. První sada ex­
perimentů byla zaměřena na optimalizaci vybraných hyperparametrů architektury a pro­
cesu učení. Parametry kriteriální funkce byly nastaveny konstantně na hodnotu « F T L = 
ÄTL = 0.5 a 7FTL = 1-0, což odpovídá aproximaci S0rensen-Dice koeficientu. Výsledkem 
je segmentační model označený jako M a o p t . Druhá sada experimentů měla za úkol najít 
nejvhodnější parametry kriteriální funkce z rovnice 2.3 pro optimalizovaný model M a o p t . 
Výsledkem druhého kola optimalizace parametrů je model M i o p t . Kritérium optimality 
bylo stanoveno jako dosažení nej vyššího SDC na validační sadě DS-Ay . Jedná se tedy 
o jednocílovou optimalizaci. Na výpočetní efektivitu modelu byl kladen důraz primárně 
při návrhu architektonických bloků a tento parametr není při optimalizaci zohledněn. 
Abychom snížili míru vlivu stochastické inicializace, byla v každé iteraci provedena 3 ne­
závislá opakování se stejnou sadou hyperparametrů. Jako vstup do algoritmu T P E bylo 

5 Z anglického Tree Parzen Estimator 

pro y < y* 
pro y > y* 

(2.6) 

x* = argmax f (x) (2.7) 
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vybráno skóre s nejvyšší hodnotou. Směrodatná odchylka sady měření byla pro nízký počet 
opakování zanedbána. 

Prostor parametrů pro optimalizaci modelu M a o p t je uveden v Tabulce 2.3. Horní 
hranice definičního oboru byla u většiny případů zvolena tak, aby nedošlo k překročení 
dostupných paměťových prostředků grafického akcelerátoru. Přestože implementace mo­
delu umožňuje variabilní nastavení na úrovni jednotlivých vrstev i reziduálních bloků, 
byly parametry voleny tak, aby bylo dosaženo interpretovatelných výsledků v rozumném 
výpočetním čase. Šířka konvolučních masek ÍRB je proto shodná pro všechny reziduálni 
jednotky v modelu, vyjma l x l filtrů a vstupní vrstvy Ln, která má za úkol zajistit čtyř­
násobné podvzorkování signálu bez významné ztráty informace. Počty konvolučních filtrů, 
které definují dimenzionalitu prostoru příznakové mapy v každé vrstvě, jsou nastaveny 
konstantně. Výchozí hodnota i strmost růstu v každé vrstvě byla definována v sekci 2.4.1. 
Maximální šířka modelu je proto modulována současně s jeho hloubkou, a to na základě 
parametru K E . 

Tab. 2.3: Specifikace prostoru hyperparametrů modelu pro parametry architektury 

Název hyperparametrů Symbol Definiční obor 

Výchozí krok učení Vo { l - 5 ^ - 5 , ! - 4 , . . . , ! - 1 } 
Dávka trénovacích vzorů B S T {8,16,24,32} 
Šířka konvolučních masek ÍRB {3,5, . . . ,11} 
Šířka konvoluční masky v Lrj fLO {3,5, . . . ,25} 
Počet vrstev v enkodéru K E 

{x e N 1 2 < x < 6} 
Počet R B v jedné vrstvě N R B 

{x e N | 2 < x < 8} 
Počet kompresních filtrů dekodéru C H C {32,40,...,128} 
Počet vrstev dilatovaných konvolucí D d {x e N | 2 < x < 5} 

Obdobně je modulována receptivní oblasť bloku s dilatovanými konvolučními filtry, viz 
sekce 2.4.2. Maximální hodnota parametr Dd určuje společně s hloubkou modelu maxi­
mální receptivní oblast dilatovaných konvolucí. Pro zdůvodnění volby uvádíme ilustrační 
příklad. Pro K E = 6 a Dd = 5 je vzorkovací frekvence příznakové mapy v časové ose při­
bližně 15 Hz a dilatační faktor masky 32. Pro šířku masky 1 x 3 odpovídá zachycený časový 
rozsah dle rovnice 2.2 4333 ms. Taková oblast je dostatečná pro zachycení rozdílů mezi 
jednotlivými sinovými stahy i střednědobých změn, které mohou pomoci rozlišit relativně 
pravidelné arytmie od prakticky náhodných E G M u fibrilace síní. 
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Cílem druhé sady experimentů bylo nalezení optimálních parametrů penalizační funkce 
z Rovnice 2.3 pro architekturu M a o p t . Výstupem je optimalizovaný model M i o p t . Sepa­
rovaná studie parametrů kriteriální funkce byla zvolena kvůli snazší interpretaci jejich 
vlivu na proces učení ve specifických podmínkách DS-A, a případné možnosti manuál­
ního ladění s ohledem na další, klinicky významné metriky. Proměnné OLFTL a PFTL jsou 
parametry váhující vliv falešně negativních a falešně pozitivních vzorků. Exponenciální 
váha 7 F T L moduluje velikosti Tverskyho indexu na gradient chyby, který bude v průběhu 
učení propagován modelem. Definiční obor hyperparametrů kriteriální funkce je uveden 
v Tabulce 2.4. 

Tab. 2.4: Specifikace prostoru hyperparametrů pro kriteriální funkci 

Název hyperparametrů Symbol Definiční obor 

Váhování falešně negativních vzorků OLFTL {x e R 1 0.1 < x < 0.9} 
Váhování falešně pozitivních vzorků PFTL X = 1 - OtFTL 

Exponenciální váha celkové chyby 1FTL í 4' 3' 2' ^' ^ ' ^ 'Q 

2.10 Hodnocení kvality modelu 

Problematikou hodnocení modelů pro segmentaci elektrokardiografických signálů se de­
tailně zabývá explorativní studie od Butkuviene et al. [109]. Z jejich výsledků vychází jako 
nejvíce relevantní metrika založená na Matthewsově korelačním koeficientu (MCC) , která 
přikládá rovnoměrnou váhu všem hodnotám v matici záměn. Naopak některé standardní 
metriky jako senzitivita, specificita a plocha pod R O C křivkou jsou, zejména v případě 
segmentace řídce se vyskytujících objektů, značně zkresleny. M C C byl sledován v prů­
běhu všech experimentů. I přesto byl v rámci hodnocení kvality modelu reportován široce 
užívaný S0rensen-Dice koeficientu (SDC), a to na základě těchto důvodů: a) použitá krite­
riální funkce je generalizací SDC a většina optimalizačních kroků je založena na hodnocení 
SDC; b) snazší interpretace výsledků s ohledem na předchozí bod; c) v průběhu všech ex­
perimentů vykazoval trend M C C a SDC extrémní míru shody. 

Pro významové odlišení spojité aproximace SDC využité při optimalizaci modelu a sa­
motné metriky kvality bude v rámci sekce výsledků uváděn alternativní název F i skóre. 
F i skóre lze pro matici záměn definovat jako: 

_ 2 • T P 
1 ~ 2 • T P + F P + F N ' ^ 

kde T P označuje správně identifikovaný pozitivní vzorek, F P falešně pozitivní vzorek a F N 
falešně negativní vzorek signálu. 

Z pohledu binární klasifikace lze F i skóre interpretovat jako harmonický průměr sen-
zitivity (Se) a pozitivní prediktivní hodnoty ( P + ) . Díky tomu může jednu hodnotu F i 
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reprezentovat široká škála kombinací Se a P + . Z tohoto důvodu byly ve vybraných přípa­
dech reportovány také tyto dvě metriky. Se a P + lze na základě správnosti zařazení vzorků 
definovat následovně: 

S e = f p T F Ň - <2'9> 

T P 
p + = ťpTW ( 2 1 0 ) 

Pro hodnocení lokálních aktivačních časů byl každý spojitý segment stanovený modelem 
převeden na individuální instanci. Instanci tvoří n-tice pozic reprezentující počátek a konec 
sinové aktivity v E G M z CS. Přesnost stanovení pozic byla hodnocena na základě absolutní 
(AE) a střední kvadratické chyby (RMSE) definované následovně: 

A E = | y i - y i | , (2.11) 

R M S E = V i ) \ (2.12) 
V n 

kde ýi je odhad pozice počátku či konce provedený modelem a m je referenční anotace. Dle 
standardu ANSI/AAMI-EC57:1998 byly brány v potaz pouze ty hodnoty, které se vyskytli 
v tolerančním intervalu r-toi v okolí referenční pozice. Hodnota tolerance byla stanovena na 
Ttol = 35 ms, což odpovídá dvojnásobku směrodatné odchylky doby trvání sinových E G M 
v DS-A. 

Jedním z nedostatků sémantické segmentace může být vznik dvou a více nespojitých 
oblastí pro reprezentaci jednoho objektu. Model i v takovém případě obvykle dosahuje vy­
sokých hodnot metrik kvality na úrovni jednotlivých vzorků signálu. Použití konvenčních 
metrik proto může být zavádějící, a to především v situaci, kdy požadujeme jak klasifi­
kaci izolovaných sinových stahů, tak dlouhých úseků se záznamem fibrilace síní. Z tohoto 
důvodu byla zavedena doplňková metrika založená na celkové procentuální odchylce (PE) 
mezi počtem referenčních anotací a modelem identifikovaných instancí: 

P E = 100 • < y F t ~ A t ^ , (2.13) 
A t 

kde P E je průměrná procentuální odchylka v %, P t je počet pozorovaných instancí si­
nové aktivity a A t je aktuální počet referencí v signálu stanovených expertem. Optimální 
segmentace nastává pro hodnotu P E blížící se nule. Jelikož rovnice nezahrnuje absolutní 
hodnotu reziduí, je možné sledovat také směr případného systematického zkreslení. Pro 
hodnotu P E > 0 je možné metriku interpretovat jako míru diskontinuity, pro P E < 0 
potom jako míru slučování detekovaných oblastí. 
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2.10.1 Statistické metody 

Výsledky vztahující se k hodnocení kvality modelu jsou uvedeny jako nejvyšší dosažené 
skóre v případě, že počet experimentů pro jednu množinu parametrů byl menší než deset. 
V opačném případě jsou hodnoty uvedeny jako průměr ± směrodatná odchylka u normálně 
rozložených dat a jako medián (mezikvartilové rozpětí) u dat s jiným než normálním roz­
dělením. Vzhledem k tomu, že je srovnání jednotlivých variant modelu provedeno vždy na 
stejné sadě dat a primárním cílem je ověřit, zdali specifické nastavení vede k systematic­
kému zvýšení či snížení metriky kvality, je významnost rozdílu mezi variantami testována 
pomocí párového Studentova t-testu, případně jeho neparametrické varianty u dat s jiným 
než normálním rozdělením. Rozdíly v rozptylu hodnot reziduí byly testovány párově oproti 
výchozímu modelu pomocí Levenova testu. Významnost hyperparametrů z pohledu dosa­
žení nejvyšší kvality modelu byla stanovena pomocí funkcionální varianty analýzy rozptylu 
(fANOVA) [110]. 

2.11 Výsledky 

2.11.1 Optimalizace architektury 

Počet iterací Bayesovské optimalizace byl nastaven na minimální doporučenou hodnotu 
200, což lze vzhledem k nalezení optima v prvních 100 iteracích považovat za dostatečné. 
Aby byl snížen vliv náhodné inicializace modelu, proběhly v každé iteraci celkem tři ex­
perimenty, z nichž maximální hodnota byla využita pro potřeby T P E algoritmu. Celkový 
výpočetní čas činil cca 240 hodin. 

Výsledky pro trojici nastavení, při kterém bylo dosaženo nejlepší hodnoty metriky F i , 
jsou uvedeny v Tabulkách 2.5 a 2.6. Všechny tři varianty dosahují obdobné hodnoty F i 
skóre okolo 0 .887, a to pro relativně široký rozsah nastavení a komplexnost modelu, viz 
Tabulka 2.6. Další dílčí výsledky týkající se významnosti jednotlivých hyperparametrů 
jsou znázorněny na Obrázcích 2 .12 a 2 .13. Na Obrázku 2 .12 jsou uvedena relativní skóre 
významnosti pro (a) skupinu hyperparametrů reprezentující architekturu modelu a (b) 
skupinu všech optimalizovaných hyperparametrů. Na Obrázku 2 .13 jsou pak vyobrazeny 
obrysové grafy závislostí mezi dvojicí hyperparametrů a výsledného F i skóre. 

Tab. 2.5: Modely s nej vyšším dosaženým F i skóre po Bayesovské optimalizaci architektury. 
DS-Ax - trénovací sada; DS-Ay - validační sada; Exp. - pořadí optimalizačního kroku. 

D S - A T D S - A V 

Exp. F Se P+ F Se P+ 

15 0 .899 0 .895 0 .904 0 .887 0 .917 0.861 

70 0 .904 0 .896 0 .912 0 .887 0 .910 0 .864 

98 0 .869 0 .816 0.921 0 .884 0 .908 0.860 
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Tab. 2.6: Hyperparametry modelů s nejvyšším dosaženým F i skóre po Bayesovské op­
timalizaci architektury. Ve sloupci zcela vpravo je uveden celkový počet trénovatelných 
koeficientů jednotlivých variant. Exp. - pořadí optimalizačního kroku. 

Hyperparametry 

Exp. B S T f L 0 
K e N R B C H C D d Počet p. modelu 

15 0.005 16 5 7 6 6 32 5 1298928 
70 0.005 24 5 17 5 7 48 4 413740 
98 0.005 16 7 17 5 6 40 4 414389 

Dle očekávání má největší vliv na dosažené F i skóre výchozí krok učení rjo s celkovým 
skóre relativní významnosti (fANOVA) 0.43. Při zohlednění pouze těch hyperparametrů, 
které souvisejí s architekturou modelu, se nejvýznamněji (relativní skóre 0.65) na F i skóre 
podílel parametr K e . Ten reprezentuje maximální hloubku a šířku modelu, resp. počet 
v sérii zařazených vrstev enkodéru. Jedná se o parametr, který v rámci navržené archi­
tektury nejvíce ovlivňoval kapacitu modelu extrahovat relevantní příznaky. Současně však 
navýšil počet trénovatelných koeficientů a tím i výpočetní náročnost modelu. To je patrné 
při srovnání variant s K e = 5 a K e = 6 vrstvami v Tabulce 2.6. Za optimální model M a o p t 

byla vybrána varianta z experimentu č. 70, která dosahuje stejného F i skóre, ovšem s tře­
tinovým počtem trénovatelných koeficientů. Přidání poslední vrstvy s 256 konvolučními 
filtry nepřineslo z pohledu výsledků segmentace žádný další benefit. 

C H C 

a) 

0.65 

0.13 

0.06 

0.06 

0.06 

0.04 
i 

0.0 0.1 0.2 0.3 0.4 0.5 0.6 
Skóre relativní významnosti 

0.7 

b) 

Ho 

K e

 L 

BS T 

J 0.16 

0.14 

J 0.10 

] 0.07 

0.05 

J 0.03 

| <0.01 

0.43 

0.0 0.1 0.2 0.3 0.4 
Skóre relativní významnosti 

Obr. 2.12: Relativní skóre významnosti jednotlivých hyperparametrů z pohledu cílů opti­
malizace pro: a) hyperparametry architektury modelu; b) všechny optimalizované hyper­
parametry. 

Na Obrázku 2.12 je uveden přehled jednotlivých hyperparametrů a jejich významnost z 
pohledu optimalizace modelu. Z těch, které mají dopad na celkovou kapacitu modelu, patří 
mezi nej významnější (relativní skóre 0.13) počet kompresních filtrů C H c v dekodérové 
části. Zajímavostí je, že při navýšení nad hodnotu cca 100 filtrů (viz Obrázek 2.13) došlo 
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k systematickému poklesu F i skóre. Model tedy více těžil z komprimované reprezentace 
příznakových map než z jejich přeparametrizování. Optimální hodnota se dle výsledků 
pohybovala v oblasti 32-48 filtrů, což pro navržený enkodér představovalo zhruba průměr 
počtu filtrů v jednotlivých vrstvách. Z pohledu konstrukce reziduálních bloků byly pro 
řešení zadaného problému preferovány varianty s užší receptivní oblastí filtrů ÍRB V rozsahu 
5-7 vzorků, avšak s navýšením počtu jejich sériového řazení N R B - Jak v případě receptivní 
šířky vstupního filtru, tak velikosti trénovací dávky bylo možné dosáhnout vysokého F i 
skóre pro různé varianty nastavení. 

C H C D d K e N R B B S T f R B Ho fLo F, 

Obr. 2.13: Obrysové grafy znázorňující vztah mezi dvojicí hyperparametrů modelu M a o p t 

a F i skóre na DS-Ay . B S T - velikost trénovací dávky; ÍRB - šířka konvolučního filtru 
v reziduálních blocích; Dd - počet vrstev s dilatovanými konvolucemi; K e - počet vrstev 
v enkodéru; N R B -počet reziduálních bloků v jedné vrstvě; C H c - počet kompresních filtrů 
dekodéru; ÍLO - šířka vstupního konvolučního filtru; 770 - úvodní krok učení. Pořadí bloků 
na vertikální a horizontální ose je totožné. 
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2.11.2 Optimalizace kriteriální funkce 

V rámci hyperoptimalizace parametrů kriteriální funkce F T L (rovnice 2.3) bylo provedeno 
celkem 80 experimentů. V každém experimentu byla realizována tři nezávislá měření se 
stejným nastavením, z nichž byla pro optimalizační algoritmus vybrána hodnota s nejvyš-
ším F i skóre. V Tabulce 2.7 uvádíme výsledky 3 nejlepších modelů. Jako M i o p t je dále 
označen model z experimentu č. 21, který z pohledu cílů optimalizace dosáhl nej vyššího 
skóre. 

Tab. 2.7: Hyperparametry kriteriální funkce F T L získané pomocí Beysovské optimalizace. 
Uvedeny první 3 varianty s nej vyšším F i na DS-Ay-

D S - A T D S - A V 
Hyperparametry 

Exp. F I Se P+ F i Se P+ « F T L 7 F T L 

21 0.898 0.900 0.895 0.889 0.883 0.894 0.4 0.6 0.5 
48 0.885 0.906 0.866 0.888 0.902 0.876 0.5 0.5 1.0 
41 0.873 0.876 0.871 0.888 0.863 0.915 0.4 0.6 0.5 

V případě F i se pohybovalo nejlepší dosažené skóre v okolí hodnoty 0.888, a to i pro hy­
perparametry OJFTL = PFTL = 0.5 a 7FTL = 1. To odpovídá nastavení penalizace u modelu 
M a o p t . S t ím souvisí i nižší relativní významnost obou parametrů na metriku F i s hodno­
tou 0.251. Zásadní vliv na dosažené skóre se projevil u exponenciální váhy 7FTL S relativní 
významností 0.749. Z Obrázku 2.14 je patrné, že se optimální nastavení 7FTL pohybovalo 
v rozmezí 0.25-1.00. V relativním srovnání byly tedy více penalizovány obtížně klasifiko-
vatelné vzorky signálu. V průměrném případě naopak model dosahoval dostatečné míry 
jistoty na to, aby koeficient 7FTL mohl snížit jejich příspěvek k penalizaci. 

Přestože hodnoty Se a P + nebyly při optimalizaci zohledněny, znázorňujeme jejich 
vztah k nastavení hyperparametrů na Obrázku 2.15. Pro výchozí hodnoty OJFTL = /?FTL = 
0.5 dosahoval model významně vyšší hodnoty Se (0.902) na úkor chybné klasifikace ne­
gativní třídy. Zvýšením parametru /3FTL došlo ke změně poměru mezi oběma metrikami 
směrem k vyšším hodnotám P + . U modelu s nejvyšším F i v Tabulce 2.7 dosahuje P + 

hodnoty 0.894 se současným snížením počtu správně zařazených vzorků v případě pozi­
tivní klasifikační třídy. Tato závislost odpovídá Rovnici 2.3, která při zvýšení /?FTL model 
více trestá za falešnou pozitivitu. Konvenčně je podobných cílů dosahováno pomocí změny 
rozhodovacího prahu na normalizovaných výstupních hodnotách modelu. Zajímavostí je, 
že změna prahu u modelů M a o p t i M i o p t v rozmezí hodnot 0.1-0.9 neměla zásadní vliv 
ani na jednu z metrik. V případě Se i P + dochází v obou případech k posunu maximálně 
o 0.004, respektive 0.007 bodů. 
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A F T L PFTL YFTL F, 

Obr. 2.14: Obrysové grafy znázorňující vztah mezi hyperparametry kriteriální funkce CKFTL> 

PFTL SL 7FTL a F i skóre na DS-Ay . Pořadí řádků v matici grafů odpovídá pořadí sloupců. 

a) b) 
A F T L PFTL YFTL P + A F T L PFTL YFTL S e 

C N I ^ - C O C O C N l ^ - C D C O O O O C S l ^ ř C D C O C\l CO CO O O O 
b ó ó ó ó ó ó ó ó c\i ó ó ó ó ó ó ó ó ó c\i 

Obr. 2.15: Obrysové grafy znázorňující vztah mezi (a) senzitivitou, (b) pozitivní predik-
tivní hodnotou a hyperparametry kriteriální funkce na DS-Ay . Pořadí řádků v matici grafů 
odpovídá pořadí sloupců. 

2.11.3 Srovnání modelů M a o pt a M| o p t 

Aby byl snížen vliv náhodné inicializace parametrů na metriky kvality, byla pro každý 
z modelů provedena studie zahrnující 10 nezávislých učebních experimentů. Výsledky jsou 
shrnuty na Obrázku 2.16. Z výsledků lze potvrdit předpoklad stanovený v předchozí sekci. 
Optimalizace kriteriální funkce neměla významný vliv na hodnotu F i (p=0.557). Naopak 
dosažené skóre v ostatních metrikách se pro oba modely významně lišilo. M a o p t dosaho-
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val průměrně o 0.021 bodů vyšší Se (p=0.014), avšak za cenu systematického snížení P + 

v průměru o 0.019 bodů (p=0.014). Centrální tendence obou metrik byly v případě učení 
pomocí optimalizované kriteriální funkce u M i o p t téměř totožné. Poskytují proto lépe vy­
vážený poměr mezi Se a P + . Za pozornost stojí zvýšená míra rozptylu při učení modelu 
Miopt jak u Se, tak P + . V tomto kontextu je nutné zmínit implementační specifika krite­
riální funkce. Pro hodnotu 7FTL = 1 U modelu M a o p t není z logických důvodů exponent 
v implementaci zahrnut, což mohlo ovlivnit numerickou stabilitu výpočtu. 

0.94 - p=0.014 

0.92 -

0.90 - f 

0.88 - T 

0.86 -
i i 

Maopt Miopt Maopt Miopt Maopt Miopt 

Obr. 2.16: Srovnání metrik kvality (a) F i (b) Se a (c) P + na DS-Ay pro dvojici optima­
lizovaných modelů M a o p t a M i o p t . Bodový a intervalový odhad proveden z 10 nezávislých 
experimentů. 

a) D S - A . 

Maopt Miopt 

b) D S - A V : { S B , A B , S T ) 

Maopt Miopt 

c) D S - A V : { A F ) 

Maopt Miopt 

Obr. 2.17: Srovnání P E na (a) kompletní DS-Ay, (b) záznamech bez fibrilace síní a (c) 
pouze záznamech s fibrilací síní pro dvojici optimalizovaných modelů M a o p t a M i o p t . Bodové 
odhady provedeny pro nejlepší modely z obou typů. 

Na Obrázku 2.17 je srovnána kontinuita klasifikovaných segmentů pro oba modely pomocí 
metriky P E (blíže nule=lepší). V případě celé datové sady a segmentů reprezentující izo­
lované sinové stahy sinusového (SB), nesinusového (AB) a stimulovaného (ST) původu, 
dosahovali oba modely prakticky shodné chyby. Ta zhruba o 1 % převyšovala počet ex­
pertem stanovených úseků. Významné zhoršení kvality segmentace bylo možné spatřit 
v případě záznamů s fibrilací síní, viz Obrázek 2.17 (c). Přestože u modelu M i o p t došlo k 
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nárůstu o 1.5 % oproti skupině (b), jednalo se stále o výsledek, který reprezentuje malou 
míru diskontinuity v klasifikovaných segmentech. U modelu M a o p t byl naopak přítomen 
významný pokles identifikovaných segmentů, a to o celých 27.3 %. V případě A F záznamů 
tak zřejmě u M a o p t docházelo ke spojení sémanticky nesouvisejících objektů. 

Chyba stanovení pozice počátku a konce sinové aktivity byla provedena jak pro ce­
lou datovou sadu, tak pro jednotlivé typy sinových stahů. Z tohoto hodnocení byly vy­
jmuty segmenty označující fibrilaci síní, protože se jedná o koncepčně odlišný typ detekce 
s přesností vychýlenou o několik řádů. Výsledky analýzy jsou uvedeny na Obrázku 2.18 
a v Tabulce 2.8. 

Tab. 2.8: Srovnání přesnosti stanovení počátku a konce sinové u stahů SB, A B a ST. 

R M S E počátku [ms] R M S E konce [ ms] 

Model Vše SB A B ST Vše SB A B ST 

M a o p t 8.4 8.4 8.3 7.3 8.4 6.6 8.6 14.9 
M i 0 p t 8.4 8.2 8.3 11.6 7.5 6.0 8.9 8.9 

a) počátek aktivace b) konec aktivace 

Vše S B A B S T Vše S B A B S T 

Obr. 2.18: Srovnání přesnosti stanovení počátku a konce sinové aktivity typu SB, A B a ST 
pro dvojici optimalizovaných modelů M a o p t (plný kruh s purpurovými vousy) a M i o p t (plný 
trojúhelník s modrými vousy). Symbol * značí statisticky významný rozdíl mezi skupinami. 

Při stanovení počátku sinové aktivity dosáhly oba modely shodné hodnoty R M S E 8.4 ms. 
U konce sinové aktivity si lépe vedl model M i o p t s hodnotou 7.5 ms ve srovnání s 8.4 ms 
u M a o p t . V případě sinových stahů sinusového (SB) a abnormálního původu (AB) dosahují 
oba modely téměř stejné průměrné odchylky od referenčních hodnot. Kategorie A B přitom 
zahrnuje i fúzované stahy sinové a komorové aktivity. Významných rozdílů (Levenův test) 
u obou modelů bylo pozorováno v případě kategorie ST, tedy u stimulovaných rytmů. 
V případě modelu M i o p t došlo ke zhoršení (p=0.01) R M S E až na 11.6 ms oproti 7.3 ms 
u M a o p t . Miopt v tomto případě systematicky nadhodnocoval počátek aktivity s průměr­
nou hodnotou reziduí 5.4 ms. Opačná situace nastala u stanovení konce sinového stahu. 
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V tomto případě významně (p<0.01) zaostával model M a o p t s R M S E 14.9 ms oproti 8.9 ms 
u M a o p t . Současně došlo k nadhodnocení konce s průměrem reziduí 8.7 ms. 

Z pohledu distribuce absolutních chyb bylo v případě M i o p t celkově 54.0 % a 81.0 % 
odchylek < 5 ms, respektive < 10 ms. U modelu M a o p t bylo pozorováno mírné zhoršení 
s 50.2 % absolutních odchylek v kategorii < 5 ms a 80.6 % odchylek bylo menších než 10 ms. 
Vzhledem k výsledkům srovnání obou modelů je další hodnocení kvality v následujících 
sekcích reportováno pro model M i o p t . 

2.11.4 Segmentace fibrilačních záznamů 

U kvality segmentace fibrilačních záznamů (AF) bylo předmětem zájmu primárně celkové 
F i skóre a kontinuita detekovaných segmentů P E . Testování bylo provedeno pro model 
Miopt j který na základě předchozích výsledků dosáhl významně lepší hodnoty P E v případě 
A F než M a o p t . Testování bylo založeno na jednoduché ablační studii se zařazením dvou 
scénářů, u kterých byl předpokládán největší dopad na výsledky segmentace: 

• Model bez dilatovaných konvolučních masek (experiment M i o p t w/o dil). Pro eli­
minaci vlivu počtu parametrů modelu byl blok zachován, ale dilatační faktor byl 
nastaven na hodnotu 1. 

• Model učený i testovaný bez přítomnosti anotací z kategorie A F (experiment M i o p t 

w/o A F ) . 

Výsledky pro podmnožinu DS-Av:{SB, A B , ST} a podmnožinu fibrilačních záznamů DS-
A v : { A F } jsou uvedeny v Tabulce 2.9. První řádek tabulky odpovídá referenčnímu modelu 
bez aplikovaných změn. V případě M i o p t w/o dil . bylo při učení i testování zachováno 
zařazení fibrilačních záznamů do pozitivní třídy. Pro M i o p t w/o A F byly fibrilační úseky 
zařazeny do negativní třídy, tj. anotace jsou zcela vyřazeny z učebního i testovacího pro­
cesu. 

Tab. 2.9: Výsledky ablační studie u modelu M i o p t pro různé A F scénáře. 

D S - A V : { S B , A B , ST} D S - A V : { A F } 

Exp. F i Se P+ P E [%] F i Se P+ P E [%] 

Miopt - ref. model 0.889 0.883 0.894 0.97 0.886 0.877 0.894 2.48 

Miopt w/o dil . 
Miopt w/o A F 

0.884 

0.878 
0.865 
0.872 

0.903 
0.885 

1.03 
2.33 

0.866 
0.618 

0.913 
0.671 

0.823 
0.573 

-33.06 
42.11 

Při inaktivaci bloku dilatovaných konvolucí došlo ke snížení F i skóre o 0.5 % na podmno­
žině s SB, A B a ST sinovými stahy, resp. o 2.0 % na výběru záznamů s A F . Současně 
model zaznamenal zhoršení P E na D S - A v : { A F } . Celkově v tomto případě došlo o snížení 
počtu detekovaných segmentů o více než 30 % oproti počtu referencí. Nárůst falešně po­
zitivních vzorů indikovaný snížením P + v rámci DS-Ay-:{AF} na hodnotu 0.823 nemusí 
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v kontextu datasetu znamenat zhoršení schopnosti identifikace A F . Vzhledem k tomu, že 
se v záznamech nezřídka objevují úseky vzniku a terminace A F , může být toto snížení 
důsledkem relativně vysoké míry nejistoty stanovení referenčních pozic v těchto oblastech. 
Model Miopt trénovaný op úplném odstranění A F anotací vykazoval systematické zhoršení 
ve všech sledovaných metrikách. A to překvapivě i v případě záznamů bez přítomné A F 
(Tabulka 2.9). Zde počet detekovaných segmentů narostl z původních 0.97 % na 2.33 % Na 
podmnožině DS-Av:{AF} klesla hodnota F i , Se i P + pod kritickou hranicí 0.7, což značí 
velmi špatnou schopnost zařazení A F úseků do - v tomto specifickém případě - negativní 
třídy. Tomu odpovídal i nárůst hodnoty P E na 42.11 %. 

2.11.5 Hodnocení vlivu šumu 

V této sekci jsou prezentovány výsledky segmentace pro tři různé typy uměle generovaného 
rušení. V prvním případě se jedná o aditivní bílý šum Gaussovského typu, který má 
širokospektrální charakter a může tak imitovat elektrické chování tkáně při fibrilaci síní. 
Do hodnocení byly zahrnuty hladiny poměru signál-šum (SNR) v rozmezí 0-20 dB. Sum 
byl pro každou hladinu aplikován do všech E G M kanálů. Na Obrázku 2.19 je uveden vliv 
přítomnosti bílého šumu na metriky F i , Se a P + . Vl iv na přesnost stanovení počátku 
a konce sinové aktivity je vyobrazen na Obrázku 2.20. 

0.95 

0.90 

0.85 

0.80 

20 15 10 5 0 

S N R [dB] 

Obr. 2.19: Srovnání F i , Se a P + v závislosti na hladině bílého šumu u DS-Ay-

Jak u metrik odvozených z matice záměn, tak v případě přesnosti stanovení hranic sinové 
aktivity bylo kritickou hladinou SNR 5 dB. Hodnota F i skóre klesla při snížení SNR z 5 dB 
na 0 dB z hodnoty 0.882 na 0.835. Při pohledu na zbylé dvě metriky je zřejmým důvodem 
nárůst falešné pozitivity, čemuž odpovídal rozdíl v P + kolem 0.09 bodů při snížení SNR z 5 
na 0 dB. Příčinou zvýšené falešné pozitivity byla primárně tendence modelu interpretovat 
bílý šum jako fibrilaci síní. Vizuální demonstrace je uvedena v následující sekci. Hodnota 
P E zaznamenala prakticky zanedbatelný nárůst v rozsahu 0.20-0.29 při všech úrovních 
šumu. 
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Pokles kvality segmentace za hranicí 5 dB byl patrný i na přesnosti stanovení konce si­
nových segmentů. Na Obrázku 2.20 je znázorněna závislost průměrné chyby a R M S E pro 
jednotlivé hladiny SNR. Zatímco do hranice 5 dB byly rozdíly v reziduích mezi detekova­
nou a referenční pozicí prakticky minimální, na úrovni 0 dB se R M S E zvýšilo v případě 
stanovení počátku i konce segmentu. Oproti výchozímu stavu došlo v případě počátku 
aktivace k nárůstu R M S E z 8.4 ms na 8.7 ms. Ten je však na hranici statistické význam­
nosti (p=0.02). Stanovení konce aktivace při SNR 0 dB doprovázel nárůst z 7.5 na 9.6 ms 
(p<0.0001). Přesnost určení konce segmentu byla na rozdíl od počátku ovlivněna i při 
hladině SNR 5 dB. Zde došlo ke zvýšení (p=0.02) na 8.3 ms oproti variantě w/o. Z grafů 
je dále patrný trend směrem od systematického nadhodnocení pozic s kladnou průměrnou 
chybou směrem ke striktněji určeným hranicím. Rozdíly pro jednotlivé úrovně šumu byly 
testovány párově proti výchozímu stavu (w/o) bez aditivního zarušení s hladinou a = 0.01 
po Bonferonniho korekci. 

a) počátek aktivace b) konec aktivace 

» 

_ i i i i i i 
w/o 20 15 10 5 0 w/o 20 15 10 5 0 

S N R [dB] S N R [dB] 

Obr. 2.20: Vl iv hladiny bílého šumu na přesnost nalezení počátku a konce sinové aktivity 
v celé DS-Ay . Zkratka w/o označuje referenční model na signálech bez přidaného šumu. 
Symbol * značí statisticky významný rozdíl oproti w/o. 

Aditivní bílý šum prokázal významně negativní dopad na segmentaci izolovaných sinových 
stahů, které se nachází v záznamech s přechodem fibrilace síní do jiného, více organizova­
ného rytmu. Již od hladiny 10 dB docházelo k poklesu celkového počtu identifikovaných 
E G M komplexů, a to o 5.8 % až o výsledných 27.3 % v případě 0 dB, viz Obrázek 2.21. Ta­
kový výsledek nazačuje bud úplné selhání identifikace izolovaných komplexů nebo naopak 
jejich zahrnutí do segmentu, který náleží A F . 
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Obr. 2.21: Vl iv hladiny bílého šumu na přesnost určení počtu izolovaných E G M . 

U zarušení síťovým brumem byl zaznamenán pokles kvality segmentace obdobně od hra­
nice SNR 5 dB. Ovlivněna byla primárně hodnota P + , která byla při 5 dB snížena oproti 
výchozímu stavu o 0.011 bodů. Při 0 dB došlo následně k poklesu až o 0.024 bodů. Zhor­
šení metriky F i bylo kompenzováno nárůstem senzitivity, avšak jen v případě záznamů 
s fibrilací síní, a to z hodnoty 0.877 na 0.930. U segmentace zbylých typů sinových stahů 
docházelo při srovnání s účinností na nezarušených datech ke snížení F i o 0.031, Se o 0.013 
a P + o 0.026 bodů. Zmíněná závislost je demonstrována v grafu na Obrázku 2.22. 
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Obr. 2.22: Srovnání F i , Se a P + v závislosti na hladině síťového brumu u DS-Ay-

Z Obrázku 2.23 je zřejmé, že v případě správné identifikace sinového komplexu byla zacho­
vána přesnost nalezení počáteční hranice segmentu, a to i při hladině šumu 0 dB. Hodnoty 
R M S E se pohybují u počátku v rozsahu 8.4-8.6 ms, bez statisticky významných rozdílů 
v rozptylu reziduí. U přesnosti stanovení koncové hranice se hodnoty R M S E pohybují 
v rozmezí 7.5-8.7 ms, kde nej výraznějšího zhoršení na 8.7 ms bylo dosaženo u hladiny 
SNR 0 dB (p<0.001). 
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Obr. 2.23: Vl iv hladiny síťového brumu na přesnost nalezení počátku a konce sinové ak­
tivity v celé DS-Ay . Zkratka w/o označuje referenční model na signálech bez přidaného 
šumu. 

Síťový brum měl dále dopad na stabilitu detekce individuálních komplexů v případě fib-
rilačních E G M . Při hladině SNR 15 a 10 dB docházelo k navýšení počtu detekovaných 
segmentů oproti počtu referencí o 7.4, resp. 5.8 %. Od hladiny 5 dB pak byla zřejmá 
změna trendu a počet detekovaných segmentů byl nižší než počet anotací s celkovým 
poklesem při 0 dB o 17.4 %. Tato závislost je vyobrazena na Obrázku 2.24. 
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Obr. 2.24: Vl iv hladiny síťového brumu na přesnost stanovení počtu izolovaných E G M . 

Odstranění montáže v případě zarušení svodů patří mezi běžná akutní řešení problémů 
technického charakteru v průběhu E F V . Z tohoto důvodu bylo provedeno hodnocení kva­
lity segmentace v závislosti na počtu chybějících kanálů. Vzhledem k tomu, že vstup mo­
delu vyžaduje konstantní počet kanálů, byly vybrané svody nahrazeny sekvencí nul. Aby 
byl snížen vliv pořadí, byla selekce nulovaného kanálu pro každý záznam provedena ná­
hodně. 
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Z Obrázku 2.25 je patrné, že k poklesu všech metrik kvality docházelo systematicky již 
po odstranění 1 z kanálů. Hodnota F i skóre byla snížena při odstranění dvou a tří kanálů 
na 0.872, respektive 0.823 bodů. Ovlivněna byla i přesnost stanovení hranic jednotlivých 
komplexů. Hodnota R M S E postupně narůstala z výchozích 8.4 ms až 10.0 ms v případě 
počátku segmentu a z 7.5 ms až k 9.3 ms u koncové hranice, viz Obrázek 2.26. 
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Obr. 2.25: Srovnání F i , Se a P + pro model M i o p t v závislosti na počtu dostupných kanálů 
na celé DS-Ay. 
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Obr. 2.26: Vl iv počtu dostupných kanálů na přesnost nalezení (a) počátku a (b) konce 
sinové aktivity pro model M i o p t v celé DS-Ay . Symbol * označuje statisticky významný 
rozdíl oproti výchozímu stavu. 

Rozdíly v rozptylu reziduí oproti segmentaci záznamů bez odstraněných kanálů jsou při­
tom statisticky významné již po odstranění prvního kanálu v případě počátku (p=0.011, 
následně p<0.0001), a od druhého kanálů u stanovení konce (v obou případě p<0.0001). 
Graf (a) na Obrázku 2.26 dále ukazuje rostoucí nadhodnocení detekce počátku v závislosti 
na počtu nulovaných kanálů, a to v průměru až o 3.6 ms v nejhorším případě. Hladina 
statistické významnosti a = 0.0166 byla korigována dle Bonferonniho. 
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2.11.6 Vliv augmentace dat 

Vl iv jednotlivých augmentačních technik na výsledky segmentace E G M je znázorněn na 
Obrázku 2.27. Výsledky byly získány pomocí ablační studie. Princip ablační studie byl 
založen na opakovaném učení modelu. V každém učebním cyklu byla provedena náhodná 
inicializace jeho parametrů a současně byl deaktivován jeden z augmentačních bloků. Po­
stupně tedy byly odstraněny všechny aplikované transformace. Pro snížení vlivu náhodné 
inicializace byly v každém kroku realizovány 3 experimenty. Z nich na Obrázku 2.27 je 
uveden jejich medián. 

Z výsledků je patrné, že k největšíhmu poklesu F i metriky na DS-Ay došlo po odstra­
něni náhodného zesíleni signálu (Tg a i n ) a bloku pro prohození pořadí dvou kanálů ( T s w a p ) , 
a to o 0.012 respektive 0.009 bodů. Třetí nejvýznamnější dopad měl blok pro roztažení 
signálu v časové ose (T s t r etch) s poklesem o 0.007 bodů. Skupina augmentací založená na 
vkládání uměle generovaného šumu neměla z pohledu F i skóre na výsledky významný vliv. 
Odlišná situace by mohla nastat při cílené selekci zarušených signálu, či po vložení šumu 
do DS-Ay . Tento scénář nebyl pro zachování přehlednosti výsledků uvažován. 

Celkově došlo ke snížení F i na DS-Ay o 0.027 bodů. Jedná se o mírné zhoršení oproti 
výchozímu stavu. Naopak na trénovací sadě D S - A T je zřejmé významné navýšení F i po 
odstranění zhruba první poloviny augmentačních technik. Reprezentace sinových signálů 
hypoteticky ztrácí na dostatečné tvarové variabilitě, která by zabraňovala přeučení modelu. 
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Obr. 2.27: Vl iv augmentačních technik na F i skóre v průběhu ablační studie u modelu 

Miopt- Vlevo výsledky na trénovací sadě D S - A T ; vpravo na validační sadě D S - A y . 

Kromě uvedených technik byla provedena dvojice experimentů s augmentací dat založená 
na vytvoření aditivní směsi dvou nezávislých E G M signálů. V prvním případě dochází 
k součtu dvou různých záznamů, které jsou váhovány na základě poměru generovaného 
z rozložení pravděpodobnosti j3 (tzv. metoda Mixllp). V druhém případě je do E G M 
signálu zařazen jeden či více krátkých E G M segmentů, které byly náhodně vybrány z jiného 
záznamu (tzv. metoda CutMix). V obou případech se nepodařilo dosáhnout nastavení 
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parametrů, které by vedly ke stabilnímu procesu učení, a proto tyto metody nebyly do 
řetězce předzpracování zařazeny. 

2.11.7 Vliv stratifikace datové sady 

Při náhodném generování trénovací ( D S - A T ) a validační ( D S - A y ) datové sady došlo pouze 
v 24.4 % případů z celkem 1000 pokusů k vygenerování dvou subsetů se statisticky shod­
ným rozložením (S") diagnostických tříd (Pearsonův % 2, p=0.994). Relativní entropie mezi 
rozděleními pro množinu semínek S" dosáhla (18.19 ± 5.78) x 1 0 - 3 , zatímco u množiny se­
mínek s významnými rozdíly ( S + ) v distribuci tříd dosáhla (53.20 ± 28.48) x 1 0 - 3 . Vl iv 
rozdělení na věrohodnost měřené metriky kvality pro skupiny semínek S + a S" je zobrazen 
na Obrázku 2.28 na následující straně. 

V průměrném případě dosáhne na ( D S - A T ) i ( D S - A y ) model takřka stejných výsledků, 
bez ohledu na způsob rozdělení datasetu. Při opakovaném učení totožného modelu je však 
v případě skupiny S + metrika kvality významně více rozptýlena (F-test, p<0.001) než 
u S". Př i stratifikaci dat podle diagnostických tříd došlo dále k mírnému snížení rozdílů ve 
sledované metrice mezi D S - A T a validační D S - A y , byť na hranici statistické významnosti 
(Wilcoxonův test, p=0.022). 

a) b) 

- -

s + s + s- s- s + s-
D S - A T D S - A V D S - A T D S - A V 

Obr. 2.28: Krabicové grafy F i hodnot M a o p t pro stratifikované a nestratifikované rozdělení 
dat do trénovací a validační množiny. 

2.12 Ukázky segmentace 

V této sekci jsou prezentovány ukázky segmentace na signálech z DS-Ay . Selekce byla 
provedena na základě analýzy metrik kvality pro individuální záznamy. Zařazeny byly 
primárně ty signály, kde docházelo k systematickému selhávání. 
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Na Obrázku 2.29 je zobrazen E G M signál se sinusovým rytmem a přítomností hrotna-
tého komorového komplexu s vysokou amplitudou. Zhruba v každém třetím stahu dochází 
k chybné interpretaci komorového komplexu jako sinový stah. Jedná se o signál s nejnižším 
dosaženým F i = 0.61 z celé validační sady. 
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Obr. 2.29: Ukázka automatické segmentace modelem M i o p t s intermitentní záměnou ko­
morového signálu za sinový. 
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Obr. 2.30: Ukázka automatické segmentace modelem M i o p t v případě typického flutteru 
síní; a) M i o p t trénovaný s anotací A F ; b) M i o p t trénovaný bez anotované A F . 
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Na Obrázku 2.30 je uvedeno srovnání výsledků segmentace modelem M i o p t . Ten byl v pří­
padě varianty (a) trénován se standardním nastavením a varianty (b) s vynecháním všech 
referenčních anotací fibrilace síní (AF) . V obou případech se jedná o totožný úsek záznamu 
s typickým flutterem síní. Na průběhu E G M je vidět kolísání morfologie i časových inter­
valů sinových E G M , které model interpretuje v druhé části záznamu jako A F . Ukončení 
intervalu přerušovanou čarou je mimo rozsah ukázky. Jedná se o druhou nejnižší dosaženou 
hodnotu F i = 0.62. V situaci (b) model dokáže správně reagovat na individuální sinové 
stahy, avšak s nepřesným stanovením počátku a konce (F i = 0.72). 

Na Obrázcích 2.31 a 2.32 je zachycena dvojice průběhů s programovanou stimulací 
aplikovanou přímo do jednoho kanálu CS 9-10. Stimulace způsobuje saturaci zesilovače 
a vysoká amplituda signálu i přes aplikovaný ořez způsobuje selhání modelu. V 2.31 je 
stimulace efektivně převáděna na myokard, čímž je časově synchronizována se sinovou 
aktivitou, a zdánlivě je postižena jen přesnost stanovení hranic. Vl iv artefaktu je však 
demaskován v 2.32, kde došlo k neefektivní stimulaci a je patrné, že model sinovou aktivitu 
zcela minul. 

Čas [s] 

Obr. 2.31: Ukázka automatické segmentace modelem M i o p t v případě programované sti­
mulace. Kanál CS 9-10 je pro lepší zobrazení oproti zbytku 5x zmenšen. 
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Obr. 2.32: Ukázka automatické segmentace modelem M i o p t při programované stimulaci. 
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V Obrázku 2.33 a 2.34 jsou zobrazeny další scénáře s přítomností stimulačních artefaktů. 
V 2.33 model správně interpretuje (F i = 0.84) vysokofrekvenční komplex jako sinovou 
aktivitu. Posun zadní hranice je zřejmě způsoben typickým far-field komorového E G M v CS 
9-10 a 7-8, který je v této lokalizaci typický. V 2.34 je záznam se sinusovým rytmem, který 
byl augmentován uměle generovanými stimulačními artefakty s amplitudou převyšující 
sinové E G M . V tomto byly artefakty správně odlišeny od sinových komplexů s F i = 0.89. 
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Obr. 2.33: Ukázka automatické segmentace modelem M i o p t v případě programované sti­
mulace z oblasti Hisova svazku, která není převedena na síně. 

Obr. 2.34: Ukázka automatické segmentace modelem M i o p t v případě augmentace signálu 
uměle generovaným stimulačním artefaktem. 

Dále jsou uvedeny ukázky chování modelu v přítomnosti fúzovaných sinových a komoro­
vých stahů. Nejslabší výsledek F i = 0.75 byl dosažen v ukázce 2.35, kde došlo vlivem velmi 
podobné morfologie sinového i komorového E G M ke klasifikaci obou subjektů do stejné 
třídy (projeveno jako předčasné stanovení počátku). Na Obrázcích 2.36 a 2.37 je dosaženo 
vynikajícího rozlišení sinové složky od nízkofrekvenčního komorového E G M s F i = 0.85, 
resp. 0.87. V případě ukázky 2.36 je odchylka stanovení konce komplexu dána chybnou 
referenční anotací, což bylo vizuálně verifikováno na dalších záznamech stejného pacienta. 
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Cas [s] 

Obr. 2.35: Ukázka segmentace modelem M i o p t v případě fúzovaných komplexů při A V N R T . 

Cas [s] 

Obr. 2.36: Ukázka segmentace modelem M i o p t v případě fúzovaných komplexů při A V N R T . 
Jiný subjekt než na Obrázku 2.35. 
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Obr. 2.37: Ukázka segmentace modelem M i o p t v případě komoro-síňové disociace. 
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Na Obrázcích 2.38 a 2.39 je znázorněn totožný segment s E G M záznamy s celkově sníženou 
energií signálu. Záznam obsahuje normální sinusový rytmus. Při umělém zarušení bílým 
šumem s výslednou úrovní SNR = 5 dB model správně rozlišil sinové a komorové segmenty, 
avšak za cenu snížené přesnosti ve stanovení zadní hranice. F i skóre je v tomto případě 
sníženo na hodnotu 0.78. 
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Obr. 2.38: Ukázka segmentace modelem M i o p t s přidaným bílým šumem, SNR=5 dB. 
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Obr. 2.39: Ukázka segmentace modelem M i o p t : a) reakce na přidaný bílý šum u modelu 
trénovaného s A F anotacemi; b) model trénovaný bez A F anotací; SNR=0 dB. 
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V 2.39 je hladina SNR nastavena na O dB. V případě (a) i (b) se jedná o výstup mo­
delu Miopt- Ve scénáři (b) však byl model trénován bez zařazení referenčních segmentů 
označující fibrilaci síní. V horní části (a) byl výstup generovaný modelem v podstatě ná­
hodný. Sum je v tomto případě zřejmě zaměněn za fibrilaci síní. Celkové F i skóre je 0.30. 

V situaci, kdy model neměl při učení k dispozici anotace značící A F úseky sice také do­
chází k selhání identifikace sinového komplexu, šum je však správně zařazen do negativní 
klasifikační třídy. F i skóre nabývá v tomto případě hodnoty 0.51. 
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Obr. 2.40: Ukázka segmentace modelem M i o p t v případě a) bez přidaného šumu; b) gene­
rovaný střídavý signál o frekvenci 50 Hz, SNR = 0 dB; c) generovaný bílý šum, SNR=0 dB. 

Na Obrázcích 2.40 a 2.41 demonstrujeme chování modelu v případě výskytu aditivního 
rušení typu síťový brum - 2.40 (b) a bílý šum - 2.40 (c) a 2.41. V obou případech se jedná 
o uměle generované zarušení s energií odpovídající SNR = 0 dB. Model je schopen správně 
detekovat sinové komplexy v každém ze zvolených scénářů. Významný je však dopad na 
přesnost stanovení hranic. V případě bílého šumu na Obrázku 2.40 došlo k poklesu F i 
z původní 0.90 na hodnotu 0.88. V případě ukázky 2.41 došlo po přidání bílého šumu 
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k propadu F i o 0.025 bodů oproti originálnímu záznamu 2.42, což je patrné na posunu 
hranie. Jedná se nicméně o záznam, který obsahuje významně menší počet kanálů s dobře 
rozlišitelným sinovým komplexem. Vl iv může mít dále blízký komorový komplex v kanálu 
CS 1-2, který je důsledkem arytmie typu A V R T . 

Čas [s] 

Obr. 2.41: Segmentace modelem M w při výskytu generovaného bílého šumu, SNR=0 dB. 

Cas [s] 

Obr. 2.42: Segmentace modelem M i o p t bez aditivního bílého šumu. Stejný úsek jako v 2.41. 

Poslední ukázka na Obrázku 2.43 znázorňuje kvalitu segmentace v přítomnosti více typů 
sinových arytmií. Zhruba v druhé třetině záznamu dochází k přechodu do fibrilace síní. Tu 
by měl model zachytit jako jeden kontinuální segment s hranicí konce mimo znázorněný 
rozsah. To se modelu daří, avšak do tohoto intervalu je zařazen také první, relativně mor­
fologicky homogenní stah. Je však nutné dodat, že z CS záznamu není zřejmá homogenita 
šíření ve zbylých částech síní, a přesné určení referenčního počátku A F může být z těchto 
E G M sporné. Celkově dosažené F i je v tomto záznamu 0.97. 
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Obr. 2.43: Ukázka automatické segmentace modelem M i o p t v přítomnosti dvou různých 
typů sinových arytmií. 

2.13 Diskuze 

V případě elektrofyziologických akvizičních systémů stále dominují anotační nástroje zalo­
žené na jednoduchých filtračních technikách a manuálním měření. Důvody mohou spočívat 
v obecné nedůvěře s ohledem na replikovatelnost měření u pokročilých metod zpracování, 
přes výpočetní nároky, až po zdlouhavý proces certifikace nových technologií. Anotace 
lokálních aktivačních časů může přitom být prováděna v případě komplexních procedur 
pro řádově až tisíce individuálních elektrogramů. 

2.13.1 Kvalita segmentace pomocí DNN modelů 

V této části disertační práce byl realizován návrh a implementace modelů hlubokého učení 
pro segmentaci sinových E G M v intrakardiálních záznamech. Za výchozí model byla zvo­
lena vlastní implementace modifikované architektury ResNet s dekódující vrstvou založe­
nou na pyramidovém skládání příznaků. Architektura modelu i proces učení byly optima­
lizovány pomocí Bayesovské optimalizace. Pro výsledný model M i o p t byla provedena ex-
plorativní studie zaměřená na vliv vybraných parametrů na kvalitu segmentace. Srovnání 
modelu M i o p t s konvenčními technikami je vzhledem k použití interní datové sady obtížné. 
Autoři E l Haddad et al. [69] nicméně pro měření lokálního aktivačního času definují tři 
úrovně přesnosti: a) vysoce přesné s chybou měření do ± 5 ms; a) přesné s chybou měření 
do ±10 ms a c) nepřesné s chybou měření nad ±10 ms. Ze zkušenosti autora odpovídá 
hladina ± 5 ms běžné interindividuální chybě několika hodnotitelů, která může v závislosti 
na způsobu zobrazení a filtraci dosáhnout i významně vyšších hodnot. V tomto kontextu 
dokáže model M i o p t ve vícesvodovém E G M určit přesnost počátku či konce aktivace s chy­
bou < 5 ms v 54 %. V 81 % případů dokáže stanovit hranici segmentu odchylkou < 10 ms. 
Tyto hranice byly specifikovány pro záznamy s fokální sinovou tachykardií. V použité da­
tové sadě DS-A se oproti tomu vyskytuje celá řada poruch srdečního rytmu, u kterých 
dochází k fúzi sinového a komorového komplexu, a hranice segmentů jsou bez znalosti 
kontextu obtížně stanovitelné i pro zkušeného operatéra. Při aplikaci jedné z konvenčních 
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technik založené na prahování výkonové obálky na podmnožinu záznamů v DS-A bylo 
studentkou Martinů v práci [111] dosaženo celkové hodnoty F i skóre 0.763. To je o celých 
0.126 bodů méně ve srovnání s hlubokou neuronovou sítí. 

Ani D N N model si nedokázal poradit se všemi problematickými typy morfologií. Za­
tímco v případě nízkofrekvenčních komorových komplexů lze nalézt s vysokou mírou shody 
oba konce segmentu, v případě blízkosti spektrálních charakteristik sinových a komoro­
vých E G M může dojít při klasifikaci k jejich záměně či sloučení do jednoho segmentu. 
U stimulovaných sinových rytmů se opakovaně ukázal stimulační artefakt jako zdroj čas­
tého selhání. To se projevilo bud záměnou artefaktu za sinový E G M (ve dvou případech), 
častěji však jeho zahrnutím do výsledného segmentu. Tento efekt se nepodařilo potlačit 
ani augmentací s využitím uměle generovaných stimulačních artefaktů, a to zřejmě pro 
nedostatečnou tvarovou variabilitu. Zařazením více záznamů s programovanou stimulací 
následně docházelo k přeučení modelu a artefakty byly systematicky klasifikovány jako 
sinová aktivita. 

2.13.2 Vliv fibrilačních záznamů 

Specifickou roli ve vývoji modelu hrály záznamy s fibrilací síní a způsob jejich anotace. 
Fibrilační vlny se mohou lokálně projevovat jako náhodně organizovaná elektrická akti­
vita, ale také jako časově organizované komplexy, byť s variabilní amplitudou a délkou 
trvání. V případě DS-A byly úseky fibrilace síní bez ohledu na míru organizace signálu 
označeny jako kontinuální segment, což významně komplikuje optimalizační cíle. Jednou ze 
vstupních hypotéz pro zvýšení úspěšnosti segmentace A F signálů bylo rozšíření receptivní 
oblasti modelu pomocí dilatovaných konvolučních masek. Po jejich deaktivaci skutečně 
došlo k významnému poklesu hlavní metriky u fibrilačních záznamů, a to především díky 
nárůstu falešně pozitivních klasifikací. Z toho lze usoudit, že rozšíření receptivní oblasti 
zásadním způsobem nepřispívá k identifikaci fibrilačních vln. Zřejmě však umožňuje přes­
nější odlišení mezi organizovanou a neorganizovanou sinovou aktivitou v oblasti přechodu 
do jiného rytmu. Je třeba zmínit, že efektivní recepce širších časových souvislostí je možné 
v hlubokém modelu realizovat celou řadou operací, od rekurzivních neuronových jednotek 
[112] až po pozornostní vrstvy [113]. V obou případech se jedná o komplexní a výpočetně 
náročné architektonické struktury vyžadující odpovídající přístup k optimalizaci. Chování 
modelu za opačného extrému bylo ověřeno pomocí experimentu s trénováním a validací 
bez přítomnosti anotací A F rytmů. Optimalizačním cílem bylo zařadit A F úseky do ne­
gativní klasifikační třídy. V tomto případě došlo ke snížení všech metrik kvality u A F 
záznamů pod akceptovatelnou míru, což nutně nesouviselo s úplným selháváním modelu. 
Post-hoc vizuální analýza odhalila, že model i v takovém případě identifikuje izolované, 
částečně organizované E G M , správně jako sinovou aktivitu. Zajímavě v kontextu experi­
mentu působilo snížení kvality segmentace u sinových stahů při sinusovém rytmu a supra-
ventrikulárních arytmií. Variabilní morfologie fibrilačních E G M by mohla přispívat k lepší 
regularizaci modelu. Přestože binární klasifikace takových úseků představuje přílišné zjed­
nodušení optimalizačního cíle, měla být v případě možnosti do učení modelu zahrnuta. 
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2.13.3 Vlivu šumu 

S ohledem na chování algoritmu v situacích, kdy je do E G M signálu zaneseno uměle ge­
nerované rušení, se jako kritická ukázala hranice SNR 5 dB, a to jak v případě bílého 
šumu, tak síťového brumu. Od této hranice docházelo k systematickému nárůstu chyby ve 
stanovení hranic segmentů. V případě izolovaných sinových stahů však nebyla významně 
snížena schopnost jejich správné identifikace. Hodnota F i skóre i relativní četnost iden­
tifikovaných segmentů byla v tomto případě zachována. Problematické se opět ukázaly 
záznamy s fibrilací síní, kde s rostoucí hladinou obou typů rušení došlo k nárůstu falešně 
pozitivních detekcí. Z post-hoc analýzy je zřejmé, že model v takovém případě zaměňuje 
rušení za fibrilační vlny. Typickou ukázku je možné vidět na Obrázku 2.43. Hypotézu po­
tvrzuje i segmentace provedená modelem, který byl učen bez přítomnosti označených A F 
úseků. V takovém případě je citlivost na rušení významně snížena ve prospěch korektní 
identifikace sinových komplexů. Chybné rozlišení šumu a fibrilačních vln je zajímavé i s 
ohledem na fakt, že signály byly v průběhu učení augmentovány totožnými technikami 
aditivního rušení. Hladina SNR při augmentaci byla zvolena na úrovni 5 dB, tedy shodně 
s kritickou hladinou odhalenou při testování. Úroveň nebyla dále snižována. Proto nelze 
dovodit příčinnou souvislost mezi zvoleným nastavením augmentace a výsledným vlivem 
na metriky kvality. Dále je třeba poznamenat, že do testování nebyly zahrnuty vyšší har­
monické složky síťového brumu ani komplexnější artefakty spojené s pohybem katétru či 
saturací zesilovače. Všechny zmíněné jevy se přitom v průběhu E F V mohou běžně vyskyt­
nout. 

Z dalších typů rušení byl testován vliv nulování napěťových hodnot jednotlivých ka­
nálů, které má za úkol simulovat situaci s nižším počtem dostupných svodů. V tomto 
kontextu došlo již při odstranění jednoho svodu k významnému zvýšení odchylek i prů­
měrné odchylky časové lokalizace segmentů od referenční pozice. Systematicky přitom 
dochází k nadhodnocení pozic, což neodpovídá situaci, kdy vlivem chybějícího kanálu do­
jde k celkovému zúžení nalezeného segmentu. Jedním z možných vysvětlení je schopnost 
modelu aproximovat průměrnou časovou distribuci vícekanálových E G M . Při chybějící 
informaci může dojít k detekci, která není podpořena relevantními příznaky, ale vybra­
nou statistickou charakteristikou použitého datasetu. Konstantní počet vstupních kanálů 
a globální způsob anotací zřejmě budou významnou limitací navržené metody. Eliminovat 
tento efekt je samozřejmě možné manuálním rozměřením všech lokálních E G M . Taková 
činnost je však časově náročná a nesouvisí s cíli disertační práce. V rámci optimalizačního 
procesu by mohly být přínosem transformační techniky založené na vzájemném posunu 
jednotlivých svodů či regrese pozic některého z extrémů lokálních E K G . V obou případech 
může být problematické věrohodně stanovit vztah ke globální referenční anotaci. Proměn­
livý počet vstupních kanálů by bylo možné řešit adekvátní úpravou architektury ve vstupní 
části modelu pomocí agregačních operátorů. 
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2.13.4 Vliv nastavení penalizační funkce 

Dílčí část optimalizačních experimentů byla zaměřena na hledání optimální kriteriální 
funkce, a to zejména s ohledem na relativně řídký výskyt a časové omezení doby trvání 
sinových komplexů. Pro podobný účel byla autory Nabila et al. [93] odvozena kriteriální 
funkce vycházející z exponenciálně váhovaného Tverskyho indexu (FTL) . Oproti výsled­
kům v [93] nebylo v této práci dosaženo významného zlepšení v F i skóre ve srovnání 
s konvenční funkcí odvozenou z S0rensen-Dice koeficientu (SDC) nebo neváhované verze 
Tverskyho indexu. Přínos deklarovaný autory bude nejspíše odvozen od vlastností datové 
sady a komplexnosti řešeného problému. V našem případě směřoval trend nastavení expo­
nentu podobně jako ve zmíněné práci směrem k potlačení vlivu snadno rozpoznatelných 
vzorků signálu. Z pohledu metrik kvality vedla tato optimalizace k vyrovnání senzitivity 
a pozitivní prediktivní hodnoty. Praktický důsledek spočíval primárně v přesnosti stano­
vení oblasti přechodu u fibrilačních záznamů a intervalů u stimulovaných sinových stahů. 
Z klinického hlediska může jít o užitečný nástroj pro kalibraci hlubokých modelů s ohledem 
na specifické klinické cíle. Skupina testovaných kriteriálních funkcí totiž minimálně v na­
šich podmínkách prokázala vysokou separační schopnost pravděpodobnostní distribuce 
příznaků negativní a pozitivní klasifikační třídy. Konvenční kalibrace prahu pro normali­
zovaná skóre vrácená modelem neměla na poměr mezi senzitivitou a pozitivní prediktivní 
hodnotou v podstatě žádný vliv. Kromě F T L byla navíc testována dvojice kriteriálních 
funkcí, a to váhovaná verze křížové entropie a spojitá aproximace Matthewsova korelačního 
koeficientu (MCC) . V případě M C C nedošlo k významnému zlepšení sledované metriky 
(validační F i = 0.873). U křížové entropie nebylo možné dosáhnout efektivního učebního 
procesu v případě standardního váhování pozitivní a negativní třídy. Až při kombinaci 
váhování a odstranění vlivu negativních vzorků ve více než 50 % délky signálu pomocí 
nulování gradientů bylo možné docílit stabilního učení (validační F i = 0.805). Kriteriální 
funkce odvozené od SDC lze tudíž v případě segmentace řídce se vyskytujících objektů 
pokládat za preferovanou variantu. 

2.13.5 Vliv stratifikace datové sady 

Empiricky byl zjištěn významný rozptyl v metrikách kvality při konvenčním náhodném 
rozdělení na trénovací a validační sadu. Podíl na té to asymetrii měly primárně atypické 
a obtížně segmentovatelné rytmy, z nichž některé jsou v DS-A relativně málo zastoupeny. 
Po zavedení stratifikované randomizace E G M došlo k redukci směrodatné odchylky rozdílů 
v F i skóre pozorovaných mezi validační a trénovací sadou téměř o 40 %. Z toho je patrné, 
že klinická stratifikace u malých souborů hraje významnou roli pro věrohodnost použitých 
metrik. Podobnou implikaci lze vyvodit i ze závěru empirické studie od autorů Althnian et 
al.[114]. Autoři argumentují, že robustnost a generalizační schopnost klasifikátoru je více 
než celkovým rozsahem trénovacích dat určena tím, do jaké míry reprezentuje skutečné 
rozdělení příznaků v populaci. Př i vzorkování populace by tudíž měla být dodržena po­
dobná pravděpodobnostní charakteristika obou datových sad. V opačném případě nemusí 
rozdíl v metrice kvality znamenat sníženou obecnou generalizační schopnost modelu, jako 
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spíš selhání u vzorků, které jsou v jedné z částí nadreprezentovány. Navíc je třeba doplnit, 
že kromě samotné věrohodnosti výsledků, může mít zvýšený rozptyl metriky negativní 
vliv na kontrolní mechanismy ovlivňující proces učení. Tím může být nepřímo ovlivněna 
kvalita modelu i reprodukovatelnost použité metodologie při nutnosti manuálních zásahů. 
Zde implementovaná metoda je založena na jednoduchém náhodném prohledávání. Me­
toda nezaručuje nalezení nejlepšího možného řešení. V relativně malém počtu iterací ale 
bylo možné vygenerovat dvojici datových sad s přibližně stejnou distribucí diagnostických 
tříd. V případě výskytu více neexkluzivních tříd (multi-label) se přitom nejedná o triviální 
problém. Jedna z mála dostupných metod je založena na hladovém algoritmu [115]. Díky 
chybějící randomizaci ovšem její použití zvyšuje riziko zanesení výběrové chyby. 

2.13.6 Limitace 

Práce se týkají některé limitace, které je nutné zmínit. Limitace na straně datové sady již 
byly uvedeny v diskuzi Kapitoly 1. Mezi další omezení patří především konstantní počet 
svodů, které je model schopen analyzovat. Z výsledků je patrné, že pro správnou funkci 
je v ideálním případě zapotřebí všech 5 svodů z katétru v koronárním sinu. Přestože je 
toto zapojení v praxi běžně užívané, nelze vyloučit použití katétru s menším či větším 
počtem svodů. Možnosti řešení již byly nastíněny v předchozích odstavcích. S použitými 
kanály souvisí také specifická lokalizace, ze které byly E G M snímány. I když byla demon­
strována vysoká morfologická variabilita sinových i komorových komplexů v této oblasti, 
nebyl model ověřen na signálech z jiných anatomických struktur. To se týká zejména roz­
mezí síní a komor, kde jsou zaznamenávány E G M obou dutin. Model dále nebyl testován 
na signálech snímaných ze strukturálně postiženého myokardu, unipolárních signálech, sig­
nálech snímaných odlišným hardwarem. Kvalita segmentace nebyla kvantitativně ověřena 
na zcela nezávislé množině testovacích dat. Vizuální analýza DS-B, která vznikla právě 
pomocí automatického hodnocení zde implementovaným algoritmem, však neodhalila jiná 
závažná selhání než ta, která jsou reportována v rámci výsledků. 
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3 Slabě dozorovaná segmentace P vln 

3.1 Současný stav 

Elektrická depolarizace srdečních síní je v povrchovém E K G signálu reprezentována vl­
nou P, která má za fyziologických podmínek v rámci P-QRS-T sekvence pevnou časovou 
pozici. Parametry P vlny jako jsou amplituda, šířka, morfologie a uspořádání v čase jsou 
významnými klinickými markery pro diagnostiku a stratifikaci rizika u celé řady srdečních 
onemocnění [116]. Abnormální rozšíření P vlny, indikující snížení rychlosti šíření depo-
larizační vlny, je považováno za nezávislý prediktor vzniku paroxysmální fibrilace síní 
[117, 118, 119] podobně jako četný výskyt sinových extrasystol a paroxysmů sinových ta­
chykardií [120, 118]. Časový vztah mezi P vlnou a QRS komplexem hraje významnou roli 
v diferenciální diagnostice atrioventrikulárních (AV) blokád, supraventrikulárních tachy­
kardií (SVT) a tachykardií s širokým QRS komplexem. Obraz poslední zmíněné arytmie 
může přitom vznikat v důsledku přítomnosti S V T s aberovaným vnitrokomorovým ve­
dením i komorové tachykardie. Správné stanovení diagnózy je přitom stěžejní pro určení 
vhodné terapie a celkové prognózy pacienta. Zatímco u komorové tachykardie je typickým 
znakem atrioventrikulární disociace, tj. frekvence sinové aktivity je nezávislá či nekonzis­
tentní s frekvencí aktivity komorové [121, 122], u supraventrikulární tachykardie s širokým 
QRS komplexem je obvyklý různý stupeň spřažení P vlny a QRS komplexu. Variabilita ve 
frekvenci P vlny u sinové tachykardie je proto vodítkem pro odlišení fokální sinové tachy­
kardie a isthmus-dependetního flutteru síní [123]. Naopak úplná absence P vlny v E K G 
záznamu je typická pro běžící fibrilaci síní. Odlišení paroxysmů fibrilace síní od salv sino­
vých extrasystol a dalších poruch rytmu je tedy jedním z předpokladů pro kvantitativní 
hodnocení časové zátěže fibrilace síní. Ta představuje dosud málo probádaný klinický pa­
rametr spojený se zvýšenou incidencí cévní mozkové příhody, srdečního selhání a celkovou 
mortalitou [124]. 

Automatická detekce sinové aktivity umožňuje zvýšit diagnostickou výtěžnost E K G 
záznamů a snížit ekonomickou zátěž spojenou s klinickou interpretací, především pak 
u dlouhodobých E K G měření. U modelů hlubokého učení se může s ohledem na jejich 
komplexnost a výpočetní nároky jevit detekce sinové aktivity jako příliš úzké vymezení 
problému. Zabudování dílčích architektonických prvků, které by umožnily modelům ex­
trakci příznaků korelujících s výskytem či typem sinové aktivity, může přispět k lepšímu 
pochopení vazeb a interpretaci vnitřních stavů hlubokých neuronových sítí. 
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Současné metody detekce sinové aktivity ze standardního E K G signálu nedosahují takové 
přesnosti jako algoritmy zaměřené na elektrickou aktivitu komor. Přesnost detekce a seg­
mentace se navíc významně snižuje s výskytem patofyziologických rytmů v E K G signálu. 
Obtížnost úlohy a jejího řešení je pak dána primárně následujícími důvody [125, 126]: a) 
nízká úroveň energie sinového signálu a s t ím spojená nízká úroveň poměru signál-šum 
(SNR); b) hlavní složky frekvenční charakteristiky se nacházejí v oblasti 5-30 Hz [127] 
a významně se překrývají se spektrem QRS komplexu a T vlny; c) v případě výskytu 
poruch srdečního rytmu obvykle dochází k abnormálnímu časovému uspořádání P vlny 
s následným překrytím tvarově výraznějším QRS komplexem nebo T vlnou; d) vysoká in-
terindividuální variabilita morfologie P vlny či nepravidelná polymorfní elektrická aktivita 
u komplexních arytmií a rozsáhlých strukturálních změn sinového myokardu a e) nedo­
stupnost dat s věrohodně stanovenými referenčními pozicemi sinové aktivity pro potřeby 
strojového učení. 

Metody pro identifikaci sinové aktivity v E K G záznamu lze rozdělit do tří základních 
kategorií. První skupina je založena na filtračních technikách a prohledávání lokální ob­
lasti před QRS komplexem. Druhá skupina využívá pro nalezení P vlny subtraktivní a 
statistické metody pro potlačení komorové aktivity. Do poslední kategorie spadají metody 
využívající hluboké učení. Jednotlivé oblasti jsou v současné literatuře pokryty množstvím 
prací, jejichž kompletní výčet spadá mimo rozsah disertační práce. Následující text je proto 
zaměřen primárně na popis nejvíce významných publikací v této oblasti. 

3.1.1 Metody založené na prohledávání lokální oblasti 

První skupina metod je nej rozšířenější a zahrnuje přístupy, které aproximují sinovou akti­
vitu pomocí jedné či více bázových funkcí, obvykle odvozených z Gausiánu. Sinová aktivita 
je zvýrazněna na základě korelace P vlny a zvolené bázové funkce. Prohledávání je následně 
lokalizováno do oblasti mezi koncem T vlny a QRS komplexem. 

Mezi typické reprezentanty patří metody založené na vlnkové transformaci ( W T 1 ) 
[19, 128, 129], která pomocí banky filtrů rozkládá signál do časově-frekvenční oblasti s fle­
xibilním časově-frekvenčním rozlišením. Charakteristické rysy P vlny jako jsou extrémy 
a inflexní body jsou tak transformovány na průchody signálu nulovou hladinou, což umož­
ňuje jejich detekci. Obvyklou volbou tvaru bázové funkce je kvadratický spline [19, 128] 
nebo derivace Gausiánu různých řádů [19]. Popularita metody vedla k řadě prací zamě­
řených na optimalizaci tvaru a parametrů modulujících časově-frekvenční vlastnosti bázo­
vých funkcí [130, 52], pravidla pro prahování koeficientů W T [52], či výpočetní náročnosti 
pro využití v embedded systémech [131]. 

McSharry et al. [48] navrhl nelineární parametrický model založený na numerickém 
řešení diferenciálních rovnic, které umožňují genezi syntetických E K G záznamů. Autoři 
v práci [23] a [132] následně rozšířili model o další parametry a optimalizační algoritmus 
tak, aby byla umožněna regrese modelu a reálného E K G signálu. Každá P vlna je aproxi­
mována pomocí dvojice Gaussových funkcí s modulovanou amplitudou, šířkou a časovou 

X Z anglického Wavelet Transform 
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lokalizací. Vzhledem k nelinearitě modelu je odhad parametrů modelu proveden pomocí 
rozšířeného Kalmanova filtru. Identifikované parametry následně korelují s pozicí, šířkou 
a amplitudou mono- či bifázických P vln. 

Z dalších prací lze zmínit metody využívající neparametrické a nelineární transformace 
signálu do prostoru latentních proměnných, které potenciálně korelují s tvarem P vlny 
jako jsou např. metoda empirického rozkladu [25], fázorová transformace [133, 134, 135] 
či optimalizace pomocí evolučních algoritmů [24]. 

3.1.2 Metody založené na potlačení komorové aktivity 

Naivní přístup pro potlačení komorové aktivity zahrnuje přímou subtrakci QRS-T kom­
plexu z původního signálu [136, 137, 138]. Požadavkem je podobně jako u prohledávání 
lokální oblasti předchozí znalost pozice R vln, potažmo QRS-T úseků. Referenční pozice 
slouží pro přesnou lokalizaci subtrahované oblasti a také jako zdroj dat pro vytvoření 
reprezentativní QRS-T sekvence, tzv. templátu. Pro snížení vlivu variability QRS-T kom­
plexu vlivem dýchání a změn v tepové frekvenci bývá templát tvarově adaptován na lokální 
signál pomocí přizpůsobeného filtru nebo dynamického borcení osy. 

Odlišný přístup, navržený autory v [139] a [140], využívá slepé separace zdrojů pro 
extrakci sinové aktivity z 12-svodových E K G záznamů. Princip metody je založen na 
předpokladu, že měřený signál je lineární směsí šumu a dvou statisticky nezávislých zdrojů 
s jiným než Gaussovským rozložením pravděpodobnosti vzorků. Dvojice nezávislých zdrojů 
je v tomto případě tvořena sinovou a komorovou aktivitou a jejich separace je provedena 
pomocí lineárního rozkladu na nezávislé komponenty. 

3.1.3 Metody využívající hluboké učení 

Oproti konvenčním technikám umožňují hluboké neuronální modely automatickou extrakci 
latentních proměnných, které potenciálně reprezentují sinovou aktivitu, s minimální nut­
ností předchozího zpracování. Diskriminativní schopnost hlubokých modelů u úloh spoje­
ných s interpretací E K G záznamů se blíží či převyšuje klinické experty [141], což odpovídá 
oblibě a trendu publikovaných prací v této oblasti. Ten shrnují autoři Hong et at. v roz­
sáhlé rešerši [142]. Jednotlivé přístupy se zpravidla liší pouze v architektuře použitého 
modelu, spíše výjimečně se vývoj hlouběji věnuje samotnému optimalizačnímu procesu 
či problematice trénovacích dat. Proto se v této části omezíme pouze na stručný výčet 
architektur hlubokých modelů, které byly publikovány v souvislosti se segmentací sinové 
aktivity. Typickými představiteli jsou práce autorů Costandy et al. [21] a Duraj et al. [143], 
kteří pro segmentaci využili široce rozšířenou architekturu U-Net [86] s 2D, respektive ID 
konvolučními jádry. Reziduálni neuronovou síť s ID konvolučními jádry navrhují autoři 
v práci [18]. Konvoluční neuronové sítě v tomto případě spoléhají na podobnost vzorků si­
nového signálu v rámci úzkého receptivního pole daného šířkou konvolučního jádra. Vyšší 
úrovně abstrakce je dosaženo kompozicí konvolučních vrstev a vrstev pro agregaci dat 
v časové ose (pooling). Naproti tomu autoři v [22, 20, 144] navrhují využití rekurentní 
neuronové sítě typu long-short term memory (LSTM), která díky své zřetězené struktuře 
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a rekurzivním vazbám umožňuje zachytit vývoj signálu v delším časovém horizontu bez 
nutnosti časového poolingu. 

3.1.4 Shrnutí 

Zmíněné metody vykazují různě závažné nedostatky, které znesnadňují přesné zachycení 
sinové aktivity. Vlnková transformace a příbuzné metody využívající matematické modely 
jsou citlivé na inter- a intraindividuální variabilitu a selhávají v situaci, kdy se morfologie 
křivky významně odchyluje od tvaru modelované funkce. Matematické modely vyžadují 
předchozí inicializaci parametrů. Ty se mohou pro různé kohorty pacientů a komplexnost 
signálů lišit. Nevhodný způsob optimalizace tudíž může vést ke ztrátě klinicky důležité 
informace a vést k podučení systému. 

Významnou nevýhodou takřka všech metod využívajících lokální prohledávání je před­
poklad, že se sinová aktivita bude nacházet právě v oblasti před QRS komplexem. Přesto, 
že jde z pohledu dostupnosti klinických anotací o logický krok, diskvalifikuje tento přístup 
využití algoritmu pro analýzu značné části patologických signálů. To se týká především 
populace s poruchami srdečního rytmu, která tvoří značnou část pacientů indikovaných 
k měření E K G . 

U metod založených na potlačení komorové aktivity je nespornou výhodou schopnost 
alespoň částečně extrahovat sinovou aktivitu skrytou uvnitř QRS-T komplexu. Tyto me­
tody nalézají uplatnění primárně v analýze fibrilačních vln [136, 139, 140] a sinových 
ektopických stahů [137, 138]. Subtrakce QRS-T komplexu je z principu citlivá na chybnou 
detekci QRS, nestacionární charakter signálu a výskyt polymorfních komorových signálů. 
Adekvátní separace sinové aktivity pomocí analýzy nezávislých komponent je možné do­
sáhnout pouze při splnění statistických předpokladů metody. K významnému zkreslení 
může dojít vlivem prostorové variace zdroje elektrického signálu při pohybu sinového myo­
kardu i výskytem multifokálních ložisek, jejichž počet převyšuje počet měřených kanálů 
[139]. Latentní proměnné navíc vyžadují výpočetně náročnou post-hoc analýzu pro určení 
komponent korelujících se sinovou aktivitou. 

Kvalita hlubokých modelů je obecně odvozena od kvality použité datové sady. Modely 
jsou známy sníženou generalizační schopností na odlišné kohortě pacientů, než byla data 
na kterých byl model trénován [145, 146]. Přes jednoznačný pokrok v této oblasti nesou 
hluboké modely memento černé skříňky, jejíž rozhodovací proces je obtížné interpretovat. 
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3.2 Dílčí cíle 

Detekcí sinové aktivity v kontextu patofyziologických srdečních rytmů se dosud zabývaly 
dvě práce [135, 126]. V obou případech nebyly z již uvedených důvodů do hodnocení zařa­
zeny skryté P vlny. Cílem této sekce je ověřit možnost zabudování vektorové reprezentace 
P vln do hlubokého modelu s využitím intrakardiálních E G M referencí z DS-B. Anotace 
nesou pouze limitovanou znalost o délce trvání elektrické aktivity síní, což převádí kon­
venční dozorované učení na problém učení s neúplnou informací. Na této bázi byly proto 
stanoveny dílčí cíle následovně: 

1. Návrh a implementace metod hlubokého učení založených na víceinstančním učení 

pro zabudování vektorové reprezentace P vln do modelu. 
2. Kvantitativní porovnání konvenční plně dozorované segmentace a segmentace s vy­

užitím víceinstančního učení. 
3. Kvantitativní porovnání metod pro záznamy se sinusovým rytmem a pro celý dataset 

arytmických záznamů DS-B. 
4. Kvalitativní hodnocení pomocí vizuální analýzy agregovaných příznakových map. 
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3.3 Definice problému segmentace s neúplnou informací 

Plně dozorované učení vychází z předpokladu, že každému vzorku segmentovaného objektu 
je v trénovací množině přiřazena referenční anotace. V reálných aplikacích je tento předpo­
klad málokdy naplněn a referenční hodnoty jsou bud zkresleny šumem, nejsou úplné nebo 
zcela chybí. V případě učení s neúplnou informací jsou referenční hodnoty poskytnuty 
pouze pro: a) malou podmnožinu objektů; b) malou podmnožinu vzorků reprezentujících 
objekt. V kontextu této práce, kde byly anotace sinové aktivity získány z intrakardiálních 
E G M signálů se jedná o druhý zmíněný případ. Obecně je cílem nalézt transformační funkci 
g(x) podobně jako v případě Kapitoly 2 za předpokladu, že trénovací data sestávají z mno­
žiny D = h,i), • • • (xij, ... (XÍJ, lij),xij+i,... Xijm}, kde i je počet trénovacích 
vzorů, j je počet vzorků signálu s přiřazenou anotací a m — j je počet vzorků náležících 
sinové aktivitě, avšak bez přiřazené klasifikační třídy. Úkolem transformační funkce g{x) je 
tedy přiřazení pozitivní klasifikační třídy všem vzorkům E K G signálu, které reprezentují 
sinovou aktivitu, bez ohledu na neúplnost trénovací sady. Vstupní matice dat je v našem 
případě tvořena obecně vícekanálovým E K G signálem z povrchového snímání. Výstupní 
matice je opět tvořena binární sekvencí, kde ýi = 1 představuje vzorek odpovídající sinové 
aktivitě. 

L-lxk M I M M I I I I II • 

Oblast P vlny 

Y i x k 
• - m - n 

• Třída y p l 
• Chybějící označení 

Obr. 3.1: Obecný princip učení s neúplnou informací v případě segmentace P vlny. 

V oblasti metod strojového učení existují dvě základní techniky pro řešení daného pro­
blému. V prvním případě se jedná o tzv. aktivní učení. To je založeno na iterativním 
procesu, v němž je model trénován jen s využitím anotovaných dat. Následně je pomocí 
modelu provedeno značení zbylé části datové sady pomocí pseudo-referencí. Metody staví 
na předpokladu, že chybějící části anotací je možné doplnit na základě sémantické kore­
lace mezi extrahovanými příznaky a konkrétní klasifikační třídou. Typicky jsou aplikovány 
statistické metody založené na odhadu maximální věrohodnosti nebo Lasso algoritmu pro 
výběr kandidátní třídy s nejvyšší posteriorní pravděpodobností [147, 148, 149, 150]. 

Mezi druhou skupinu technik patří tzv. víceinstanční učení (MIL 2 ) . To našlo efektivní 
využití v oblasti značení audio signálů [151], lokalizace objektů [152] a celé řady dalších 
úloh [153, 154]. Oproti konvenčnímu dozorovanému učení není v tomto případě vyžadována 
klasifikace individuálních instancí. Místo toho jsou instance sdruženy do množin a refe­
renční třída je následně přiřazena celé množině. Standardním předpokladem u většiny M I L 

2 Z anglického Multiple-instance learning 
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je označení všech instancí v množině pozitivní klasifikační třídou, pokud do ní spadá ale­
spoň jedna zařazená instance [155]. Zařazení množiny instancí do Lj = 0 platí proto pouze 
v případě že všechna lij = 0. Za instanci přitom může být považován jakýkoliv příznakový 
vektor. Od vstupního E K G signálu až po hluboké příznakové mapy extrahované modelem. 
Takový způsob organizace příznaků zanáší do trénovací sady nejednoznačnost v přiřazení 
klasifikační třídy a modelu je tím poskytnuta flexibilita v nastavení rozhodovacích pravidel 
s ohledem na vzájemnou podobnost mezi instancemi [156]. 

3.4 Architektura modelu 

Segmentaci P vlny lze zařadit do stejného okruhu problémů, které byly řešeny v Kapitole 2. 
Také charakteristika signálů se do značné míry překrývá. Rozdíly jsou dány primárně pro­
storovým uspořádáním měřícího systému a jeho fyzikálními parametry. Z tohoto důvodu 
se i použitá architektura a metodologie do značné míry překrývá. V následujícím textu 
jsou proto specifikovány jen části, ve kterých se nastavení algoritmů významně lišilo. 

3.4.1 Hyperparametry 

Vstupní část modelu byla tvořena 50-vrstvým reziduálním modelem (ResNet-503) s archi­
tekturou dle návrhu v Sekci 2.4.1. Hyperparametry sítě v tomto případě nebyly z důvodu 
časové náročnosti učení optimalizovány. Hyperparametry proto vycházejí ze specifikace 
ResNet-50 a snahy o maximální kapacitu modelu dosažitelnou v rámci použitého hard­
waru. Hodnoty hyperparametrů byly konstantní pro všechny provedené experimenty a jsou 
uvedeny v Tabulce 3.1. 

Tab. 3.1: Specifikace prostoru hyperparametrů modelu pro parametry architektury 

Název hyperparametrů Symbol Hodnota 

Šířka konvolučních masek ÍRB 7 

Šířka konvoluční masky v L e n d fLO 17 

Počet vrstev v enkodéru K e 
4 

Počet R B ve vrstvách N R B 
{ 9 , 1 2 , 1 8 , 9 } 

Počet filtrů v R B P R B { 1 2 8 , 2 5 6 , 5 1 2 , 1 0 2 4 } 

Počet filtrů dekodéru C H C 256 

3.4.2 Regionální příznakové mapy 

Úpravy dekodérové části modelu vychází z původních prací [157] a [158]. Zde je paradigma 
MIL aplikováno nikoliv konvenčně na instance vstupních dat, ale na úzce vymezené regiony 
příznakových map generovaných dekodérem. Příznakové mapy z(x)i,k jsou vyvedeny z 
prvních tří hierarchických vrstev dekodéru. Jedná se o časově agregované příznaky, které 

3 Z anglického Residual Network 
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reprezentují vstupní signál v měřítku | , a ^ ve vztahu k původní vzorkovací frekvenci 
vstupního E K G signálu. Jeden vzorek v příznakové mapě tudíž časově odpovídá zhruba 32, 
64, resp. 128 ms. Mapy Z(X)L2 a Z(X)L3 jsou pro snadnější vymezení regionů se shodným 
počtem příznaků převzorkovány do měřítka | s využitím lineární interpolace. 

S ohledem na zachování informace o původní poloze vzorků je následně provedeno 
vnoření pevného pozičního kódování dle autorů Vaswani et al. [113]. Kódování přiřazuje 
každému vzorku příznakové mapy pozičně unikátní číslo. Dle autorů technika umožňuje 
modelu brát ohled nejen na samotnou hodnotu příznaku, ale také pozici výskytu v mapě. 
Metoda pozičního kódování je definována jako: 

z*(*) L k = z ( * ) L k + P , (3.1) 

pro i = {n G Z | 2n}, 

(3.2) 
pro i = {n G Z | 2n + 1}, 

kde P je d-dimenzionální matice pozičních hodnot, m je pořadí vzorku v časové ose a i = 
{1, 2 , . . . d} je pořadí příznaku v matici. Každý řádek tedy odpovídá sinusoidě s variabilní 
frekvencí a fázovým posunem {0, ^} . 

Mapy z(x)Lk jsou následně rozděleny na ekvidistantní regiony o konstantní šířce. Tyto 
regiony se mohou vzájemně překrývat. Každý z nich reprezentuje jednu množinu instancí 
(vybraných vzorků příznakové mapy) a je mu přidělena anotace na základě předpokladů 
MIL zmíněných v předchozím textu. Šířka a míra překryvu jednotlivých segmentů zavádí 
do modelu nové hyperparametry, jejichž analýza by vyžadovala samostatnou studii. Z to­
hoto důvodu byla empiricky zvolena šířka regionu 3 vzorky s překryvem | . To pro sadu 
map z(x)i^k představuje dostatečně širokou receptivní oblast (přibližně 36, 192 a 384 ms) 
pro hodnocení příznaků vymezujících P vlnu i její nejbližší okolí. 

sm 2í 
5000 d 

COS 2i 
5000 d 

3.5 Normalizovaná křížová entropie pro kontrastní učení 

Kontrastní učení je na rozdíl od konvenční klasifikace (kategorizace do tříd) založeno 
na transformaci objektu do vnořené vektorové reprezentace. Primárním cílem je vytvořit 
vektorovou reprezentaci s podobnou charakteristikou pro dva objekty ze stejné kategorie 
a naopak, maximalizovat vzdálenost mezi vektory pro dvojici nesouhlasných objektů. Zá­
kladní princip metody vychází z původní práce autorů Chopra et al. [159]. T i definovali 
nedozorované kontrastní učení na základě optimalizace Euklidovské vzdálenosti mezi vek­
torovou reprezentací dvojice objektů. Koncept byl dále rozšířen pro triplety objektů [160] 
a vícečetný výskyt pozitivních a negativních párů [161] v trénovacích dávkách. Autoři 
Chen et al. [162] dále optimalizovali proces kontrastního učení zavedením kosinové podob­
nosti a křížové entropie do kriteriální funkce. Khosla et al. [163] poté rozšířili kriteriální 
funkci z [162] pro použití v úlohách dozorovaného učení. 
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V rámci této části byla adoptována penalizační funkce SimCLR z práce autorů Khosla et 
al. [163]. Účelem bylo vnoření vektorové reprezentace úseků se sinovou aktivitou do jed­
notlivých vrstev dekódující části modelu. Princip optimalizace pomocí SimCLR spočívá 
v nalezení dvou oddělených shluků na povrchu jednotkové hyperkoule. Objekty náležící do 
stejné klasifikační třídy jsou v normalizovaném prostoru vzájemně přitahovány a současně 
dochází k maximalizaci mezishlukové vzdálenosti pro dvě odlišné kategorie. Pro shluko­
vání jednotlivých úseků E K G byla využita kosinová podobnost, kterou můžeme obecně 
definovat jako: 

sim(zj,z f c) = 1 — - , (3.3) 
11 Zi 11 ' 11 í-fc 11 

kde proměnné Zi a Zk značí dvojici příznakových vektorů a symbol |||| reprezentuje jejich 
L 2 vektorovou normu. Penalizace pro dvojici vektorů s přítomností P vlny je následně 
určena pomocí standardní křížové entropie: 

sim(zi,Zj)/TS 

SimCLR = - l o g — ^ — — . (3.4) 

Parametr p G {0,1} nabývá hodnoty 1 pokud i ^ k, čímž je v děliteli zanedbána sobě-
podobnost vektoru z\. Koeficient T s slouží k váh ování vlivu obtížně klasifikovatelných 
segmentů z negativní třídy na penalizaci. Pro vyšší hodnoty T s dochází k nárůstu strmosti 
gradientu kriteriální funkce v blízkosti pozitivních vzorků. Tím je navýšena i penalizace v 
případě malé vzdálenosti mezi shluky negativních a pozitivních vzorků [164]. 

3.5.1 Kontrastní učení v lokalizované oblasti signálu 

Originální práce autorů Khosla et al. se zabývá využitím SimCLR pro optimalizaci vek­
torové reprezentace na úrovni celých trénovacích vzorů vstupujících do modelu. Trénovací 
vzory jsou v našem případě tvořeny individuálními E K G záznamy. Tato situace je v rámci 
principu SimCLR ilustrována na Obrázku 3.2 (a). Anotované úseky sinové aktivity jsou 
ovšem lokalizovány do mnoha relativně úzce vymezených oblastí signálu, a to u většiny 
E K G v DS-B. Z tohoto důvodu není celková meziobjektová podobnost použitelná pro seg­
mentaci P vln. Za tímto účelem byla navržena modifikace procesu učení se SimCLR tak, 
aby ke stanovení podobnosti/nepodobnosti docházelo mezi lokalizovanými oblastmi E K G 
signálu. Základní princip je znázorněn na Obrázku 3.2 (b). 
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Obr. 3.2: Schématické znázornění navrženého principu penalizace podobnosti lokálních 
úseků příznakových map pomocí SimCLR: a) standardní regularizace na základě porovnání 
tripletu vstupních trénovacích vzorů; b) porovnání dvojic lokálních segmentů z pozitivní 
a negativní klasifikační třídy. M L P - vícevrstvý perceptron. 

Prvním krokem je extrakce příznakových map z jednotlivých vrstev pyramidového deko­
déru pro všechny signály v trénovací dávce. Tím jsou obdrženy víceúrovňové příznaky 
s různou mírou abstrakce a časovým rozlišením. Příznakové mapy jsou následně rozděleny 
na úseky o konstantní délce. Useku je přiřazena pozitivní klasifikační třída, jestliže je na 
základě anotace alespoň jeden jeho vzorek označen jako sinová aktivita. Tento krok je 
postaven na paradigmatu MIL, viz předchozí text. Instance jsou na rozdíl od konvenčního 
MIL tvořeny vzorky hluboké příznakové mapy podobně jako v práci [157], a v úlohách 
rozpoznávání objektů s návrhem kandidátních segmentů [158]. Na rozdíl od [158] není v 
této práci prováděn výběr kandidátů. Vybrané úseky proto rovnoměrně pokrývají celou 
délku signálu. Každý úsek tvoří samostatnou vektorovou reprezentaci lokální oblasti E K G 
signálu, pro kterou byla provedena optimalizace, viz Obrázek 3.3 

Před výpočtem penalizace v SimCLR byla provedena nelineární transformace lokální 
vektorové reprezentace pomocí série plně propojených vrstev ( M L P 4 ) a R e L U aktivační 
funkce. Následně je stanovena míra shody úseků s využitím kosinové podobnosti. Pena­
lizace je vypočtena pouze pro podobnost mezi dvojicí pozitivních tříd (1 vs. 1) a mezi 

4 Z anglického Multi-layer Perceptron 
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pozitivní a negativní třídou (1 vs. 0). Tím je rozvolněn požadavek na vztah mezi vnořenou 

reprezentací zbylých E K G komplexů, izoelektrické linie a šumu. 

MIL vektorová 
reprezentace 

BBflfl 
• • • • 

Matice kosinových 
podobností 

° z1 1 z 2 ° z 3 1 z 4 ° z 5 ° z 6 

0.0 0.0 1.0 0.0 0.0 

0.0 1.0 0.0 0.0 0.0 

1 vs. 0 Kontrastivní 
ztrátová f. 

SimCLR 

1 vs. 1 

Obr. 3.3: Princip výpočtu penalizace pomocí SimCLR a kosinové vzdálenosti určené pro 
dílčí úseky příznakových map E K G signálu. Modrou barvou jsou znázorněny vektory ob­
sahující P vlnu a optimální míra jejich podobnosti. V zelené barvě jsou vektory označené 
jako "pozadí" signálu. 

Na Obrázku 3.3 je lokální oblast s přítomností P vlny označena modrou barvou. "Pozadí" 
E K G signálu, tedy vektorová reprezentace ostatních úseků, je zobrazena zeleně. Podobnost 
úseků je určena napříč příznakovou mapou i přes jednotlivé trénovací vzory celé trénovací 
dávky. Výsledkem je matice podobností, kde hodnota 1.0 reprezentuje ideální shodu dvou 
úseků z pozitivní třídy. Hodnota 0.0 znázorňuje optimum pro odlišení úseků s P vlnou od 
pozadí signálu. 

Minimalizaci kosinové podobnosti mezi pozitivní a negativní třídou lze zjednodušeně 
chápat jako dekorelaci příznaků sinové aktivity a zbývajících úseků signálu. Díky MIL pa­
radigmatu je modelu umožněno nalézt příznaky korelované s přítomností sinové aktivity 
bez ohledu na přítomnost neúplné anotace. Kontrastní učení s pomocí uvedených modifi­
kací SimCLR navíc umožňuje zachytit inter- i intraindividuální korelace mezi P vlnami. 
Při dostatečném počtu trénovacích epoch může být dosaženo párového srovnání všech do­
stupných P vln v datové sadě. Pomocí penalizace SimCLR jsou učeny individuální vrstvy 
dekodéru. Vnořené vektorové reprezentace jsou následně využity ve finální klasifikační 
vrstvě. 
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3.6 MIL vrstva 

Vrstva M I L transformuje pravděpodobnostní rozložení příznakových map z úrovně instancí 
signálu na pravděpodobnost zařazení celé množiny. Klíčovou roli u M I L hrají agregační 
operátory. Agregaci množiny lze realizovat pomocí maxima [165], normalizované exponen-
ciály [166], self-attention mechanismu [167] a dalších operací. V této práci byla zvolena 
agregace příznakových map do prostoru klasifikačních tříd pomocí operátoru maxima, 
který dosahuje kvalitních výsledků i ve srovnání s více komplexními protějšky [168]. Agre­
gace je provedena na normalizované mapě a lze j i formálně vyjádřit jako: 

kde výraz v závorce reprezentuje normalizaci pomocí logistické sigmoidální funkce, ZÍJ je 
segment příznakové mapy v rozsahu vzorků i = {k,..., s} a příznaků j = { 0 , . . . , m}, ZÍJ 
odpovídá agregované hodnotě pro lokálně vymezenou oblast. Výraz lze tedy interpretovat 
jako klouzavý nelineární filtr typu maximum s šířkou okna Tj. 

Pro výstupní vrstvu L e n c i byl rozsah Tj stanoven na konstantní hodnotu 160 ms, aby 
bylo možné potenciálně pokrýt celou šířku P vlny sinusového původu. Ta je odhadována 
na 120 ms u zdravé populace a až 145 ms u pacientů s fibrilací síní [169]. Poruchy vedení 
v oblasti fibrotické tkáně a jejich vliv na prodloužení sinové aktivace v případě makro-
reentry arytmií byl v tomto případě zanedbán. 

3.7 Popis experimentů 

Ověření navržených metod bylo provedeno pro 3 různé způsoby učení, jejichž princip je 
schématicky znázorněn na Obrázku 3.4 na následující straně. Jemná segmentace byla u 
všech variant provedena za výstupní vrstvou dekodéru L e n c j , kde dochází k agregaci pří­
znaků pomocí M I L vrstvy. Penalizace M I L příznakových map byla realizována pomocí vá-
hované verze binární křížové entropie ( B C E 5 ) . Nejjednodušší scénář v (a) odpovídal stan­
dardnímu scénáři s učením přes finální klasifikační vrstvu. Výsledkem byl model M M I L -

Ve scénáři (b) byly M I L agregace a B C E penalizace rozšířeny na regionální příznakové 
mapy ze samostatných vrstev dekodéru. Výstupní model byl označen jako M S M I L - V pří­
padě (c) byly dekodérové vrstvy modelu M S I M učeny s využitím kontrastní křížové entropie 
(SimCLR) aplikované na lokální oblasti příznaků. 

5 Z anglického Binary Cross Entropy 

(3.5) 
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Obr. 3.4: Schémata testovaných scénářů s různým typem penalizace: a) M I L + B C E pouze 

pro vrstvu L e n d ( M M I L ) ; b) M I L + B C E ve vrstvách L e n d a L K ( M 3 M I L ) ; C) M I L + B C E ve 

vrstvě L e n d a SimCLR ve vrstvách L K ( M S I M ) 

3.8 Trénovací data 

Pro účely této části práce je využita datová sada DS-B, která obsahuje povrchové 12-

svodové E K G i intrakardiální E G M . Z dostupných záznamů bylo vybráno 8 nezávislých 

kanálu: a) dva bipolární povrchové svody I, I I a b) unipolární hrudní svody V 1 - V 6 . Povr­

chové svody I I I , aVR, a V L a a V F nejsou měřeny přímo, ale signál je odvozen na základě 

lineární kombinace vybraných dvojic nezávislých svodů. Vzhledem k tomu, že redundance 

E K G kanálů může negativně působit na generalizační schopnost modelu [170], nebyly tyto 

kanály zařazeny. 

Dataset byl rozdělen na trénovací D S - B T a validační DS-By množinu v poměru 70:30 

metodou popsanou v Sekci 2.7. S ohledem na dostupnost limitovaného počtu klasifikačních 

skupin byly pro stratifikaci využity třídy normální sinusový rytmus (NSR), fibrilace síní 
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( A F 6 ) , supraventrikulární tachykardie/arytmie ( A R R H Y 7 ) a stimulovaný rytmus ( A R A P , 

V R A P 8 ) . Procentuální zastoupení stimulovaných rytmů bylo cíleně sníženo tak, aby v da-

tasetu nebyla obsažena příliš silná statistická vazba mezi výskytem sinové aktivity a sti­

mulačního artefaktu. Ze zkušenosti autora a experimentů provedených v rámci disertační 

práce způsobuje četný výskyt stimulovaných rytmů tendence k přeučení modelu. Rozdě­

lení pravděpodobnosti jednotlivých diagnostických tříd v DS-E>T a validační D S - B y po 

optimalizaci je uvedeno na Obrázku 3.5 

Obr. 3.5: Histogram relativního rozložení diagnostických tříd v D S - B T a D S - B y po stra-
tifikovaném rozdělení. 

3.9 Předzpracování dat 

Pro běžné diagnostické využití je za optimální frekvenční pásmo E K G signálu považován 

rozsah 0 . 0 5 - 1 0 0 Hz s možným snížením až do pásma 0 . 5 - 4 0 Hz [55]. V prvním kroku je 

proto provedeno podvzorkování signálu z původních 2000 Hz na 250 Hz pomocí decimace 

a aplikace anti-aliasingového FIR filtru. Následně jsou aplikovány FIR filtry typu horní 

( T H P ) a dolní propust ( T L P ) S mezní frekvencí 0.5 Hz, respektive 40 Hz. 

Malá část povrchových E K G záznamů obsahuje strmé pohybové artefakty s následnou 

saturací zesilovače. Tyto extrémy mohou mít negativní vliv na stabilní odhad gradientů 

v průběhu učení. Z histogramu napěťových vzorků všech dostupných E K G na Obrázku 3.6 

byla proto určena prahová hodnota pro ořezání T c i i p na úrovni 5 .26 mV (99 .99 percentil). 

Jedná se o konzervativní hladinu s dostatečnou rezervou v případě výskytu vysokonapěťo-

vých QRS komplexů, jejichž vrchol může dosahovat až několik jednotek mV. Standardizace 

napěťové škály (T s td) byla provedena do jednotkového mezipercentilového rozpětí, a to v 

rozsahu percentilů [0 .1 ,99.9] . Zvolený rozsah odpovídá napětí v oblasti [—3.15,3.15] mV. 

V průběhu trénování byly zavedeny vybrané augmentační transformace popsané v Kapi­

tole 2. Jejich detailní nastavení je uvedeno v Příloze A . 1 . 2 . Záměna dvou po sobě jdoucích 
6 Z anglického Atrial Fibrillation 
7 Z anglického Arrhythmia 
8 Z anglického Atrial/Ventricular Rhythm from Artificial Pacing 

0.6 
r Z Z l D S - B T 

r z z i D S - B V 

S3 0.4 -
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Obr. 3.6: Distribuce napěťových hodnot E K G v DS-B s úrovní prahů pro standardizaci 
signálu; T c i i p - hladina ořezu; T s t d - rozsah škálování. Četnost je pro přehlednost prezen­
tována v logaritmickém měřítku. 

kanálů T s w a p byla aplikována oproti E G M pouze na hrudní svody V1-V6. Tyto svody jsou 
unipolární a fyzická záměna jejich zapojení vede ke změně pořadí snímaných signálů. U bi-
polárních svodů dochází záměnou zapojení ke změně polarity signálu, což bylo simulováno 
blokem T r e v 

Do řetězce byl navíc přidán blok T t i m e , jehož účelem je náhodné převrácení časové 
posloupnosti E K G signálu. Tato transformace nemění jeho původní morfologii ani spekt­
rální vlastnosti. Výsledkem je reverze standardního řazení komplexů P-QRS-T. Převrácení 
časové osy by mohlo být z klinického pohledu hodnoceno jako nelogický krok. V případě 
této práce však předběžné výsledky ukázaly tendence D N N modelu aproximovat časové 
uspořádání P vlny a QRS komplexu, a to i v případech, kdy se před QRS komplexem 
zjevně žádná P vlna nevyskytovala. 

3.10 Nastavení procesu učení 

Optimalizace modelu byla provedena pomocí algoritmu AdamW. Hyperparametry procesu 
učení nebyly pro vysokou časovou náročnost v této sekci stanoveny pomocí Bayesovské 
optimalizace, ale na základě hrubého prohledání stavového prostoru metodou Grid-search. 
Nastavení bylo konstantní pro všechny provedené experimenty. Přehled hyperparametrů, 
u kterých byla oproti Kapitole 2 provedena modifikace, je uveden v Tabulce 3.2 

Tab. 3.2: Nastavení hyperparametrů procesu učení a kriteriálních funkcí. B S T - počet 
trénovacích vzorů v dávce; 770 - výchozí krok učení; N w a r m - počet epoch v zahřívací fázi; 
Wd - faktor poklesu kroku učení. 

Proces optimalizace S imCLR 

Hyperparam. B S T N w a r m wd rs 
Hodnota 64 0.001 20 0.1 0.15 
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3.11 Hodnocení kvality segmentace 

Metriky kvality byly zvoleny s ohledem na fakt, že v DS-B jsou k dispozici pouze slabé, 

respektive neúplné anotace. U prahované příznakové mapy z výstupní klasifikační vrstvy 

L e n d proto byla hodnocena Se a P + z rovnic 2.9 a 2.10. Hodnocení bylo provedeno pro 

správnost stanovení počátku P o n , hypotetického vrcholu P p e a k a konce P e n d detekovaného 

segmentu s P vlnou. Toleranční pásmo správné detekce Ttoi bylo nastaveno více benevo­

lentně, aby byl zohledněn vztah mezi reálnou šířkou P vlny a referencí. V případě expert­

ních anotací trvá jeden sinový stah průměrně 59 ± 17 ms (viz Sekce 1.6.3), což odpovídá 

přibližně polovině doby trvání P vlny. Toleranční pásmo proto bylo stanoveno shodně pro 

všechny tři významné body na úroveň Ttoi = 60 ms. 

Metoda MIL byla shodně u všech tří variant aplikována pro učení výstupní klasifikační 

vrstvy L e n d - Proto byla v tomto případě hodnocena úspěšnost zařazení celého lokálního 

agregovaného segmentu do klasifikační třídy, a to na základě F i skóre uvedeného v Rovnici 

2.8. Volba F i opět vychází z nerovnoměrného zastoupení úseků s výskytem P vlny, které 

by mohlo významně vychýlit jiné, běžně užívané metriky. 

3.12 Výsledky 

V Tabulce 3.3 jsou uvedeny výsledky segmentace pro výstupní klasifikační vrstvu modelu. 

F i skóre reprezentuje kvalitu klasifikace po agregaci příznaků pomocí MIL . Jedná se proto 

o hrubý odhad schopnosti správně identifikovat P vlnu v okně o délce přibližně 160 ms. 

Okna měla vlivem augmentací plovoucí pozici ve vztahu k D S - A T - V D S - A y byly pozice 

oken vůči signálu konstantní. 

F i přesáhlo pro všechny tři varianty hodnotu 0.8. Nejlepšího výsledku na validačních 

datech F i = 0 .819 bylo dosaženo u kontrastního modelu M S I M - Rozdíl mezi D S - A T a 

D S - A y se pohyboval v rozmezí zhruba 0 . 0 6 - 0 . 0 8 bodů. To by mohlo naznačovat mírné 

tendence k přeučení, bez ohledu na použitou techniku učení. 

Tab. 3.3: Výsledky segmentace po MIL agregaci příznaku z klasifikační vrstvy L e n d . D S -

A T - trénovací sada; D S - A y - validační sada. 

D S - A T D S - A y 

M M I L M 3 M I L M S I M M M I L M 3 M I L M S I M 

F i 0.864 0.892 0 .893 0.801 0 .811 0.819 

V Tabulce 3.4 jsou prezentovány výsledky rozměření významných bodů P vlny po pře­

vedení příznakové mapy na jednotlivé instance reprezentující P vlnu. Konverze byla pro­

vedena binarizací normalizované mapy s prahem stanoveným na běžnou úroveň 0.5. P o n 

značí počátek P vlny, P e n d její konec a P p e a k reprezentuje hypotetický vrchol. P p e a k byl 
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určen jako geometrický střed segmentu, který reprezentoval P vlnu v prahované repre­
zentaci. Kvůli nejasnému umístění anotace byl za úspěšnou detekci nalezení významného 
bodu v okolí Ttoi = 60 ms. 

Tab. 3.4: Hodnoty Se a P + významných bodů po převodu příznakové mapy na instance P 
vln. Výsledky pro celou DS-B. Tučně vyznačena nej vyšší skóre. 

D S - B T D S - B V 

Model p 
x on 

Ppeak P end p 
x on 

Ppeak P end 

M M I L Se 0.66 0.67 0.68 0.59 0.60 0.59 
P+ 0.71 0.73 0.71 0.62 0.62 0.60 

M 3 M I L Se 0.69 0.71 0.71 0.63 0.63 0.64 
P+ 0.79 0.81 0.78 0.69 0.69 0.66 

M S I M Se 0.78 0.79 0.78 0.71 0.72 0.69 
P+ 0.83 0.87 0.85 0.80 0.82 0.80 

V Tabulce 3.4 lze modely M M I L a M 3 M I L považovat za referenční metody pro učení s neú­
plnou informací. V případě M M I L byl model optimalizován jen přes výstupní klasifikační 
vrstvu. U modelu M 3 M I L byly kromě klasifikační vrstvy učeny také jednotlivé větve de­
kodéru. Jedná se o jeden z konvenčních přístupů pro zlepšení komprimované reprezentace 
v pyramidových vrstvách. 

Předmětem zájmu jsou primárně hodnoty Se a P + pro Ppeak> které jsou z uvedených 
významných bodů nejméně zkresleny metodikou hodnocení. Metriky kvality u P o n a Poff by 
s ohledem na toleranční pásmo mohly ukázat na extrémní nadhodnocení či podhodnocení 
segmentů. V případě této práce jsou metriky konzistentní napříč významnými body a 
takový závěr tedy není možné vyvodit. 

Modely M M I L i M 3 M I L dosáhly v případě P p e a k na celé DS-By podprůměrných vý­
sledků se sníženými hodnotami Se i P + do rozsahu 0.60-0.63, respektive 0.62-0.69. Po­
dobný pokles v kvalitě detekce významných bodů u konvenčních metod bylo, s ohledem 
na zastoupení rytmů, možné očekávat. Při srovnání vedla navržená metoda kontrastního 
učení k významnému zlepšení výsledků. Model MgíM dosáhl ve srovnání s M M I L a M 3 M I L 

zlepšení senzitivity o 12 %, respektive 9 %. K významnému nárůstu došlo u pozitivní 
prediktivní hodnoty, a to o celých 20 %, respektive 13 %. Kontrastní učení jednoznačně 
přispělo ke kvalitnější extrakci vektorové reprezentace sinové aktivity z E K G signálu a 
předčilo konvenčně užívané metody. 

V Tabulce 3.5 uvádíme výsledky detekce významných bodů jen pro skupinu sinusových 
rytmů (NSR). Do podmnožiny NSR byly zařazeny méně závažné až zcela běžné poruchy 
srdečního rytmu jako jsou předčasné sinové stahy, komorové extrasystoly, sinusové tachy­
kardie nebo blokády A V uzlu 1. stupně. Tento případ byl vybrán pro demonstraci chování 
modelů na datové sadě, která se složením nejvíce blíží standardním databázím. 
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Tab. 3.5: Hodnoty Se a P + významných bodů po převodu příznakové mapy na instance P 
vln. DS-E>v:{NSR} - podmnožina validační sady se záznamy se sinusovým rytmem. Tučně 
vyznačena jsou nej vyšší skóre. 

DS-B V : {NSR} 

Model p 
x on 

Ppeak Pend 

M M I L Se 0.83 0.83 0.83 
P+ 0.84 0.84 0.84 

M 3 M I L Se 0.85 0.84 0.85 
P+ 0.84 0.85 0.84 

M S I M Se 0.88 0.88 0.88 
P+ 0.82 0.86 0.86 

V této skupině signálů dosáhly všechny tři modely hodnot Se a P + nad 80 %. To lze 
považovat za dobrý výsledek i v kontextu dalších prací validovaných na standardních 
databázích. Modely M M I L i M 3 M I L dosáhly velmi podobných hodnot Se a P + , a to v 
případě Ppeak na úrovni 0.83 a 0.84, respektive 0.84 a 0.85. I v tomto případě ve většině 
parametrů dominuje kontrastně učený model M S I M - Pouze v případě stanovení počátku 
P vlny došlo ke snížení P+ na hodnotu 0.82, což je ve srovnání se zbylými dvěma modely 
nej horší výsledek. 
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3.13 Ukázky segmentace 

V první ukázce na Obrázku 3.7 je zobrazena segmentace P vlny v přítomnosti dvou sino­
vých a jedné komorové extrasystoly. Za zmínku stojí především posun vrcholů v příznako­
vých mapách v místě komorové extrasystoly směrem ke QRS komplexu. To naznačuje, že 
všechny tři modely pravděpodobně označily aberovaný QRS komplex chybně za P vlnu. 
Jedná se o jeden z obvyklých scénářů selhání. Podobnou situaci lze sledovat u M 3 M I L 
a M M I L V posledním, předčasném, sinovém stahu. Model M S I M V tomto případě naopak 
správně interpretoval abnormální sinovou aktivaci před QRS komplexem. 

a) 

3 . 0 3 . 5 4 . 0 4 . 5 5 . 0 5 . 5 6 . 0 6 . 5 7 . 0 

Čas [s] 

Obr. 3.7: Ukázka segmentace E K G pomocí modelů MMIL> M 3 M I L a M S I M za přítomnosti 
komorové a sinových extrasystol: a) výběr povrchových E K G svodů + E G M z proximál-
ního CS; b) příznakové mapy z vrstvy L e n d normalizované do intervalu [0,1]. Svislé čáry 
znázorňují automatické anotace z intrakardiálních E G M . 
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Na Obrázku 3.8 je ukázáno chování modelů na E K G signálech s fibrilací síní. Zcela náhodná 
aktivita je pat rná především v intrakardiálním svodu CS. Příznakové mapy vykazují jen 
malou míru fluktuace, která by mohla vést k falešné pozitivitě v případě nízko zvoleného 
prahu. Všechny tři modely přesto správně vyhodnotily, že se v signálu žádná P vlna 
nenachází. Nedošlo ani k záměně za vlnu T, která může vykazovat podobnou morfologickou 
a frekvenční charakteristiku. 

Detekce fibrilace síní patří s ohledem na riziko komplikací mezi široce probíranou pro­
blematiku. Konvenčně bývá při vývoji modelů záznam s fibrilací síní zařazen do pozitivní 
klasifikační třídy. Z toho vyplývá i problematická interpretace pozitivně aktivovaných pří­
znakových map u hlubokých modelů. Chybějící P vlny naproti tomu patří mezi jedno­
značný a srozumitelný klinický parametr. 

aVF 

b ) 

5.0 5.5 6.0 6.5 7.0 

Čas [s] 

7.5 8.0 8.5 9.0 

Obr. 3.8: Ukázka segmentace E K G pomocí modelů MMIL> M 3 M I L a M S I M v přítomnosti 
fibrilace síní: a) výběr povrchových E K G svodů + E G M z proximálního CS; b) příznakové 
mapy z vrstvy L e n d normalizované do intervalu [0,1]. Svislé čáry znázorňují automatické 
anotace z intrakardiálních E G M . 
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Na další ukázce na Obrázku 3.9 je zobrazen E K G záznam s běžící atrio-ventrikulární reen­
try tachykardií (AVRT) se štíhlým QRS. Vzruch se v daném případě šíří přes A V uzel na 
komory a síň je poté retrográdně aktivována přes přídatné síňo-komorové vedení. Projevem 
na E K G jsou P vlny umístěné v náběžné hraně T vln. Ty mohou být identifikovány zkuše­
ným kardiologem. Pro většinu současných automatických metod segmentace ovšem bude 
podobný scénář pravděpodobným důvodem selhání. U tohoto signálu si nejlépe vedl model 
MgíM: který nalezl jednoznačně oddělené segmenty s P vlnou. Zejména v případě základ­
ního modelu M M I L lze spatřit nehomogenní průběh agregované mapy s občasnou aktivací 
v místě QRS komplexu, který je potenciálním zdrojem falešně pozitivních detekcí. 

aVF 

b ) 

MSIM 

MMIL 

M 3 MIL 

1_1 

1_A 
1 0 . 0 1 0 . 5 1 1 . 0 1 1 . 5 1 2 . 0 

Čas [s] 

12.5 13.0 13.5 14.0 

Obr. 3.9: Ukázka segmentace E K G pomocí modelů MMIL> M 3 M I L a ^-SIM v přítomnosti 

supraventrikulární tachykardie typu A V R T : a) výběr povrchových E K G svodů + E G M 
z proximálního CS; b) příznakové mapy z vrstvy L e n d normalizované do intervalu [0,1]. 
Svislé čáry znázorňují automatické anotace z intrakardiálních E G M . 
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Poslední ukázka na Obrázku 3 .10 je věnována problematickému záznamu s blokádou A V 
uzlu 1. stupně a aberovaným QRS komplexem (vlevo). Každý ze tří modelů správně od­
halil vlnu P těsně navazující na vlnu T, byť s nadhodnocením její šířky. V případě modelů 
M 3 M I L a M M I L došlo k opakované aktivaci v oblasti QRS komplexu, který byl t ímto za­
měněn za P vlnu. U modelu MgíM by pravděpodobně tuto situaci bylo možné částečně 
kompenzovat volbou vhodné metody prahování. I model MgíM nicméně selhává v případě 
prvního, aberovaného, QRS komplexu. 

a) 

1 II • I L : I LĽ I L : L 

b ) 

1 I • I L : I LĽ I L : I LĽ I  
1.5 2.0 2 .5 3.0 3.5 4 .0 4 .5 5.0 

Čas [s] 

Obr. 3.10: Ukázka segmentace E K G pomocí modelů MMIL> M 3 M I L a MgíM v přítomnosti 
blokády A V uzlu 1. stupně: a) výběr povrchových E K G svodů + E G M z proximálního CS: 
b) příznakové mapy z vrstvy L e n c i normalizované do intervalu [0,1] . Svislé čáry znázorňují 
automatické anotace z intrakardiálních E G M . 
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3.14 Diskuze 

Tato část dizertační práce byla věnována návrhu algoritmu pro segmentaci P vln v zá­
znamech s četným výskytem poruch srdečního rytmu. Algoritmus byl založen na vlastní 
implementaci konvoluční neuronové sítě s pyramidovým skládáním příznakových map. 
Za účelem učení byly využity reference sinové aktivity z intrakardiálních záznamů. Pro 
optimalizaci modelu byla navržena modifikace kontrastní penalizační funkce založená na 
vzájemné korelaci lokalizovaných úseků E K G . Metodologie byla srovnána s konvenčním 
multi-instančním učením pro neúplné anotace na úrovni jedné a více vrstev dekodéru. 

Z dosažených výsledků je patrné, že detekci P vlny v přítomnosti četných arytmií nelze 
považovat za triviální problém. Nejlepšího výsledku bylo dosaženo pomocí navržené modi­
fikace kontrastního učení s hodnotou senzitivity a pozitivní prediktivní hodnoty v případě 
Ppeak 72 %, respektive 82 %. Post-hoc vizuální analýza ukázala, že největší obtíže činilo 
nalezení P vln zcela překrytých QRS komplexem. Ty se mohou vyskytovat u několika typů 
supraventrikulárních tachykardií i komorových extrasystol. Tento typ záznamů měl vliv 
nejen na snížení Se, ale pro zvýšenou falešnou pozitivitu také na P + . V některých pří­
padech aberovaných a předčasných QRS komplexů měly modely tendenci umístit P vlnu 
doprostřed QRS. Tento efekt byl zřejmý zejména v situacích, kdy se v blízkém okolí žádná 
P vlna nevyskytovala. Modely ve specifických případech aproximovaly pravděpodobnostní 
charakteristiku P-QRS-T sekvence v trénovacím datasetu. S těmito scénáři si optimálně 
nedokázal poradit ani jeden z testovaných modelů. Výsledek je s ohledem na složení da­
tabáze a formulaci úlohy logický. Binární klasifikace nutí modely v případě překryté P 
vlny a QRS komplexu extrahovat příznaky, které jsou do značné míry korelované. Bez 
zásadních zásahů do metodologie učení nelze u M 3 M I L a M M I L očekávat v tomto ohledu 
významné zlepšení. Kontrastní učení u MgíM by nicméně bylo možné rozšířit na problém 
klasifikace do více tříd, z nichž jedna by reprezentovala komorovou depolarizaci. Penali­
zaci pomocí SimCLR aplikovanou napříč klasifikačními třídami by šlo poté připodobnit 
k hluboké separaci zdrojů, což by potenciálně mohlo přinést další zlepšení modelu. Tato 
varianta bohužel nemohla být realizována, neboť v době dokončení dizertační práce nebyly 
k dispozici anotace QRS komplexů. 

3.14.1 Jak věrohodná je segmentace P vlny hlubokým modelem? 

Závěr vizuální analýzy poněkud znevěrohodňuje výsledky hlubokých modelů pro segmen­
taci P vlny, které byly učeny na některé ze standardních databází [32, 33, 35, 34]. Nejčastěji 
[18, 19, 20, 21, 22, 23, 25] za tímto účelem bývá využívána databáze Q T - D B . Publikované 
algoritmy hlubokého učení [20, 21] reportují na Q T - D B senzitivitu a specificitu shodně 
nad 98 % v případě obou metrik. Práce autorů Saclova et al. [171, 134] zaměřená na srov­
nání několika různých metod ovšem ukázala, že jsou tyto výsledky značně nadhodnoceny 
ve prospěch snadno identifikovatelných P vln. Hodnota senzitivity a pozitivní prediktivní 
hodnoty v jejich případě kolísala v rozmezí 78.1—93.1 %, respektive 72.0—88.6 % na B U T -
P D B , zatímco na databázi Q T - D B v rozmezí od 99.2—99.9 % a 99.1—99.8 %. V tomto 
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případě se jednalo o konvenční techniky detekce s manuální extrakcí příznaků. Podobného 
efektu lze ovšem očekávat i u hlubokých modelů. 

Výstupy této práce ukázaly, že si model může P vlnu "domyslet" tam, kde se v rámci 
trénovacích dat obvykle vyskytuje. V případě DS-B jsou to četné supraventrikulární ta­
chykardie s P vlnou uvnitř QRS komplexu. Při validaci na E K G záznamech s primárně 
sinusovým rytmem lze stěží odhalit, jestli je detekce podložena smysluplnou extrakcí pří­
znaků nebo pravděpodobnostním očekáváním. Tato vlastnost může být typická pro rezi­
duálni architektury, kde dochází k exponenciální agregaci dat a ztrátě časově-prostorové 
informace v hlubších vrstvách. Rekurentní neuronové sítě by z principu mohly být vůči 
tomuto jevu imunní. Podrobné srovnání se sice neprotíná s cíli této práce, nicméně by 
stálo za pozornost. V rámci dizertační práce se jako dostatečné řešení ukázala vhodná 
augmentace dat založená na inverzi časové osy signálu. Tím byla do určité míry narušena 
přirozená posloupnost P-QRS-T sekvence v trénovacích datech a model byl donucen hledat 
odlišný typ souvislostí. Principiálně by šlo tuto metodu využít i pro testování robustnosti 
segmentačních algoritmů založených na hlubokém učení. 

3.14.2 Využití intrakardiálních referencí 

Intrakardiální reference byly pro vývoj detekčního algoritmu dosud použity jen v práci Le-
nis et al. [52]. Autoři provedli snímání intrakardiálních E G M pomocí multi-elektrodového 
košíkového katétru. Z nich byly následně stanoveny referenční pozice počátku a konce 
elektrické aktivace síní. Signály z košíkového katétru zachycují širší část časově-prostorové 
distribuce napěťové vlny oproti záznamům z koronárního splavu. Jsou tedy s ohledem na 
segmentaci P vlny více reprezentativní než signály využívané v této práci. Práce autorů 
Lenis et al. ovšem využila jen 32 sinových stahů snímaných u jednoho pacienta, což je pro 
robustní testování algoritmů nedostatečné. 

3.14.3 Limitace 

S ohledem na neúplné anotace jsou hodnoty metrik kvality pouze orientační. Výsledky 
mohou být ovlivněny zvolenou tolerancí a mírou agregace u MIL map. Ve výsledcích je 
nicméně možné pozorovat jednoznačný trend, ze kterého lze usoudit kvalitu testovaných 
metod. V rámci kvantitativního hodnocení nebylo provedeno srovnání na některé ze stan­
dardních databází. Zde je nutno zmínit, že žádná z existujících databází s anotovanou P 
vlnou nedosahuje co do počtu subjektů a zastoupení různých typů rytmů takové variability 
jako DS-A a DS-B. Anotace částečně skrytých P vln jsou k dispozici jen v [171]. 

Jako jednu z hlavních limitací je potřeba uvést chybějící optimalizaci hyperparametrů 
modelu a procesu učení. Hyperparametry byly nastaveny konstantně pro všechny expe­
rimenty. Dílčí úpravy na straně optimalizačního algoritmu byly provedeny jen v případě, 
kdy nebylo možné pro testovanou variantu dosáhnout stabilního procesu učení. Některé 
metody by mohly, při optimální volbě hyperparametrů, teoreticky dosáhnout stejných 
výsledků jako nejlepší z modelů, byť např. na úkor výpočetní efektivity. 
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Závěr 

Dizertační práce se zabývá vývojem algoritmů pro segmentaci elektrokardiografických zá­
znamů z povrchového a intrakardiálního snímání se zaměřením na sinovou aktivitu. Hlavní 
cíle dizertační práce byly stanoveny s ohledem na některé nedostatky současných metod 
hlubokého učení v oblasti interpretace E K G . Mezi ně patří zejména snížená kvalita, pří­
padně rozmanitost, trénovacích bází a omezené možnosti při posouzení vztahu mezi hlu­
bokými příznaky a klinickou predikcí modelu. 

Návrh řešení byl založen na zabudování informace ze záznamů z intervenčního elekt-
rofyziologického vyšetření srdce do hlubokého modelu. Data z těchto procedur poskytují 
zlatý standard pro diagnostiku poruchy rytmu u indikovaných pacientů. Intrakardiální sig­
nály lze označit za věrohodnou referenci pro specifické E K G komplexy, jakým je například 
P vlna. 

Využití elektrofyziologických dat je komplikováno uzavřeným systémem pro akvizici 
klinických signálů. V práci proto byly navrženy softwarové nástroje pro export dat do ote­
vřeného formátu. Díky tomu bylo možné sestavit trénovací datové sady s širokým spektrem 
poruch srdečního rytmu z kohort mladých dospělých a pacientů středního věku. U datasetů 
byla z části provedena expertní anotace autorem práce a ve spolupráci s klinickým praco­
vištěm F N u Sv. Anny v Brně. Z části byly záznamy anotovány navrženým automatickým 
algoritmem. 

V Kapitole 2 byl navržen a implementován algoritmus pro automatickou segmentaci 
sinových elektrogramů (EGM) pro různé arytmické scénáře. Algoritmus využívá vlastní 
implementaci ID konvoluční neuronové sítě s reziduálním spojením. Pro rozšíření recep­
tivní oblasti modelu řádově na jednotky sekund byl do modelu implementován vlastní ná­
vrh vrstvy s kompresními a dilatovanými konvolučními jádry. Tato vrstva se ukázala jako 
stěžejní pro korektní segmentaci v oblasti přechodu mezi fibrilací síní a jiným, více pravi­
delným rytmem. Pro algoritmus byla provedena série experimentů sledující vliv nastavení 
a předzpracování datové sady na kvalitu segmentace. Jako zásadní činitel se ukázala pří­
tomnost fibrilace síní v datasetu a způsob její anotace. Výsledky naznačily, že přítomnost 
fibrilačních záznamů má pozitivní vliv na regularizaci modelu a zlepšuje přesnost segmen­
tace i v případě izolovaných E G M . Navržená metoda prokázala schopnost odlišit sinové 
E G M od záznamu vzdáleného elektromagnetického pole komorového myokardu i v pří­
padě sdružených síňo-komorových komplexů. Jedná se o problematické úseky, se kterými 
si konvenčně užívané metody dokáží poradit jen obtížně. Na obdobných záznamech bylo v 
rámci studentské práce dosaženo o celých 12.6 % horší skóre než u modelu prezentovaného 
v této práci. Navržená metoda je schopna v komplexních datech přesně rozměřit až 81 % 
sinových komplexů. 

V práci byl dále navržen nový přístup v segmentaci P vln s využitím neúplných anotací. 
Algoritmus byl založen na metodě hlubokého kontrastního učení. Původní přínos spočívá 
v modifikaci kontrastní penalizační funkce pro vzájemné odlišení lokálních segmentů s P 
vlnou od zbývajících částí signálu. Navržená metoda umožňuje nalézt množství P vln, 
které jsou zcela skryté v QRST komplexu. V současnosti existuje pouze limitovaný počet 
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prací, které řeší detekci P vlny pouze v případě částečného překrytí. I tyto metody navíc 
v celé řadě arytmických scénářů selhávají. 

U hluboké segmentace P vln se jako stěžejní ukázala vhodná augmentace dat. Hluboké 
modely mají tendenci upřednostňovat pravděpodobnost časového uspořádání P-QRS-T 
sekvence před relevantními morfologickými příznaky. Tento vliv se nepodařilo elimino­
vat převzorkováním datové sady pomocí bootstrap metody do různých poměrů zastoupení 
diagnostických tříd. Provedená analýza znevěrohodňuje výsledky hlubokých modelů v pro­
blematice detekce P vlny. Částečně lze efekt časového uspořádání zmírnit prostou reverzí 
časové osy v průběhu učení. I přes principiální jednoduchost by se mohlo jednat o doplň­
kový způsob testování algoritmů pro segmentaci E K G založených na hlubokých modelech. 

Kontrastní učení bylo modifikováno pro optimalizaci vzájemné korelace napříč jedním 
signálem, mezi všemi signály v trénovací dávce, a dále na různých úrovních abstrakce 
extrahovaných příznakových map. Tento přístup umožnil vnoření vektorové reprezentace 
sinové aktivity z lokálních elektrogramů do hlubokého modelu pro segmentaci povrchového 
E K G . Naučený model je teoreticky možné přenést do dalších oblastí analýzy E K G se 
zachováním vnořené informace. Na základě hodnocení extrahovaných příznakových map 
lze hypoteticky dosáhnout lepší interpretability hlubokého modelu. 
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A Přílohy 

A. l Vybrané implementační detaily 

A.1.1 Parametry augmentačních technik v Kapitole 2 

V Tabulce A . l uvádíme přehled nastavení parametrů augmentačních technik. Ve čtvrtém 
sloupci je uvedena pravděpodobnost (p) s jakou bude transformace aplikována. Způsob 
aplikace značí, jestli je transformace či nastavení parametru společné pro celý signál či je 
prováděna nezávisle pro každý kanál. 

Tab. A . l : Specifikace parametrů augmentačních technik. 

Zkratka parametr hodnota / rozsah P způsob aplikace 

T H P 

aktivace 

typ 
f 

ano/ne 
FIR 
5 Hz 

1.0 signál 

Tciip 
aktivace 

práh 
ano/ne 

12.46 mV 
1.0 signál 

T s t d 
aktivace 

std 
ano/ne 

0.79 mV 
1.0 signál 

Tstretch 
aktivace 

limit 
ano/ne 

± 2 0 % 

0.5 signál 

Tshift 
aktivace 

limit 
ano/ne 

± 9 0 % 

0.8 signál 

T 
J- swap 

aktivace ano/ne 0.2 signál 
T 
J- rev 

aktivace ano/ne 0.1 kanál 

T • J- gam 
aktivace 

limit 
ano/ne 
± 2 0 % 

0.8 kanál 

T 
J- zero 

aktivace ano/ne 0.1 kanál 

Tstim 

aktivace 
šířka pulzu 

šířka přechodu 
délka cyklu 
amplituda 

ano/ne 
2 - 2 0 ms 
5 - 3 0 ms 
0 .2 -2 s 

0 .5 -5 .0 mV 

0.1 

0.1 

signál 

kanál 

Twhite 
aktivace 

SNR 
ano/ne 

2 0 - 0 dB 
0.1 kanál 

kanál 

T 
J- pwr 

aktivace 
SNR 

ano/ne 
2 0 - 0 dB 

0.1 kanál 
kanál 
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A.1.2 Parametry augmentačních technik v Kapitole 3 

V Tabulce A . 2 uvádíme přehled nastavení parametrů augmentačních technik využitých v 
rámci segmentace P vln v Kapitole 3 . 

Tab. A . 2 : Specifikace parametrů augmentačních technik. 

Zkratka parametr hodnota/rozsah P způsob aplikace 

T H P 

aktivace 

typ 
f 
J-mez 

ano/ne 
F I R 

0 . 5 Hz 

1 . 0 signál 

T L P 

aktivace 

typ 
fmez 

ano/ne 
F I R 

4 0 Hz 

1 . 0 signál 

Tciip 
aktivace 

práh 
ano/ne 

5 . 2 6 mV 
1 . 0 signál 

T s t d 
aktivace 

std 
ano/ne 

3 . 1 5 mV 
1 . 0 signál 

Tstretch 
aktivace 

limit 
ano/ne 

± 2 0 % 

0 . 5 signál 

T 
-1- swap 

aktivace ano/ne 0 . 2 signál 

Ttime aktivace ano/ne 0 . 5 signál 

Tshift 
aktivace 

limit 
ano/ne 

± 9 0 % 

0 . 8 signál 

T 
J- rev 

aktivace ano/ne 0 . 1 kanál 

T • -1- gam 
aktivace 

limit 
ano/ne 

± 3 0 % 

0 . 8 kanál 

T zero aktivace ano/ne 0 . 0 5 kanál 

T w hite 
aktivace 

S N R 

ano/ne 
4 0 - 2 0 dB 

0 . 2 kanál 
kanál 

T 
J- pwr 

aktivace 
S N R 

ano/ne 
4 0 - 2 0 dB 

0 . 2 kanál 
kanál 

A.1.3 Definice zahřívací fáze 

Velikost kroku učení v každé iteraci i až do epochy N , kde M T je celkový počet vzorů v 
trénovací datové sadě a B S T je počet vzorů v každé trénovací dávce, je určena lineárním 
vztahem: 

M T 

m,N = * N - — 77o, (A. l ) 

1 2 6 



A.1.4 Softwarové a hardwarové prostředky 

Implementace hlubokých modelů, sekvenčních modulů pro předzpracování dat a dalších 
pomocných procesů byla provedena v prostředí Python v. 3.8.1 [172] s využitím knihovny 
PyTorch v. 1.12.1 [173]. Pro prohledávání prostoru parametrů byla využita knihovna Op-
tuna v. 2.10.1 [174]. Statistické zpracování výsledků bylo provedeno pomocí balíčku SciPy 
v. 1.8.1 [175] a Statsmodels v. 0.13.2 [176]. Učení modelů bylo provedeno na grafické 
jednotce N V I D I A R T X 3060 12 G B . 
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