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Abstrakt

Diplomovéa prace je zaméfena na feSeni statistického problému nalezeni rozdéleni pravdé-
podobnosti diskrétni ndhodné veli¢iny na zakladé pozorovanych dat. Tyto odhady jsou
ziskany minimalizaci pseudokvazinormy, ktera je zde zavedena. Prace se zabyva vlast-
nostmi této pseudokvazinormy. Obsahuje také praktickou aplikaci této metody.

Summary

Master’s thesis is focused on solution of the statistical problem to find a probability distri-
bution of a discrete random variable on the basis of the observed data. These estimates are
obtained by minimizing pseudo-quasinorm which is introduced here.The thesis further fo-
cuses on atributes of this pseudo-quasinorm. It also contains practical application of these
methods.
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1. Uvod

V matematické statistice je pouziti parametrickych statistickych testt i stanoveni in-
tervalovych odhadti parametri podminéno pfedpoklady o rozdéleni pravdépodobnosti
pozorované ndhodné veli¢iny nebo ndhodného vektoru. Zanedbéani pfedpokladu o tvaru
rozdéleni pravdépodobnosti miize vést v praxi ke zcela zavadéjicim vysledkim a proto
je nutné vénovat tomuto problému patfi¢nou pozornost. Prace se zabyva fitovanim (od-
hadtm) diskrétnich rozdéleni pravdépodobnosti pomoci netradi¢nich, resp. novych metod.
Tyto metody jsou zalozeny na vyjadfeni jisté "normy”hledaného rozdéleni, které je tak
"nejblize” rovnomérnému rozdéleni a soucasné splnuje predem dané pozadavky. Pozname-
nejme, ze v praci ziskané teoretické vysledky je mozno také aplikovat na diskretizovana
pozorovana spojita rozdéleni pravdépodobnosti.

Préace je rozdélena do 8 kapitol. Prvni kapitola po tvodu pojednava o uz zjisténych
moznostech fitovani rozdéleni. Dalsi dvé kapitoly zavadi hojné pouzivany pojem chi-
-kvadrat rozdéleni a kvazinorma. Také se zde popisuji jejich vlastnosti vyuzivané pozdéji
v hlavni pfinosné kapitole této prace. Nasleduje kapitola Hledani minima f-kvazinorem,
kde jsou uvedeny nutné podminky minima pro nelinedrni optimalizaci vyuzivané pozdéji.

Vv

Freeman-Tukyho pseudokvazinorma. Tato charakteristika vychéazi z diive studovaného
pojmu kvazinormy a jsou zde prezentovany jeji zakladni vlastnosti pro fitovani pozorova-
ného diskrétniho rozdéleni pravdépodobnosti za vedlejsich momentovych podminek.

Kapitola Aplikace pseudokvazinorem je zamérena formou piikladi na aplikace fitovani
pomoci uvedené pseudokvazinormy.



2. Odhady rozdéleni
pravdépodobnosti

Odhady (fitovani) rozdéleni pravdépodobnosti pozorovanych ndhodnych veli¢in a na-
hodnych vektori maji zasadni vyznam pro odhady parametri i testovani statistickych
hypotéz. Podle zptisobu realizace odhadt rozdé€leni je mizeme rozdélit na empirické a
inferencni.

1. Empirické odhady rozdéleni pravdépodobnosti jsou zalozeny na:
e teoretickych a zkusenostnich predpokladech a informacich o tvaru rozdéleni,
e grafickych vyjadfeni statistickych soubort (histogramy, polygony aj.).

2. Mezi inferenéni (indukéni) metody odhadu rozdéleni pravdépodobnosti patii
zejména:

e Pearsonovy kiivky,

e Gramovy — Charlierovy fady
e Johnsonovy kfivky,

e jadrové odhady,

e odhady pomoci kvazinorem.

Postup odhadovani a verifikace rozdéleni pravdépodobnosti na zakladé ziskaného statis-
tického souboru probiha v krocich:

1. Grafické znazornéni statistického souboru.
2. Vlastni odhad rozdéleni.
3. Testovani shody rozdéleni.

Pii empirickych odhadech (ale i pti odhadech inferencnich) se musime vyrovnat s fadou
problémii, zejména

e rozhodnout, zda se jedna spojitou anebo diskrétni nahodnou veli¢inu s ohledem na
pfesnost pozorovani (méfeni) a mozny obor jejich hodnot,

e posoudit Sikmost a Spicatost rozdéleni pozorované nahodné velic¢iny,
e posoudit vicemodalitu rozdéleni pozorované ndhodné veli¢iny,
e odfiltrovat extrémné odchylené pozorované hodnoty,

e zvazit nutnost respektovani dimenze vicerozmérného statistického souboru.



2.1. Empirické odhady rozdéleni

Nerozttidény statisticky soubor (x1, ..., x,) nebo usporadany statisticky soubor (x( ) x(n)),
2@G) < X1y, @ = 1,...,n s rozsahem n pievedeme na rozt¥idény statisticky soubor (vari-
aéni fadu): Pfitom z} je stied tfidy, f; je cetnost hodnot z(; v j-té tiide, j = 1,...,m;
x; | 2T, Ty
f] f17 ey fm

———y e e
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X 1 X, 3 Y-"n—'_ : X = X
ES & &
X X X

Pocet t¥id je m < n a obvykle jej volime priblizné 1 + 3, 3logn pro soubory symetric-
kého charakteru nebo /n az 2/n pro soubory nesymetrického charakteru.

Priklad: Priklad ilustruje zékladni grafické zpracovani statistického souboru ziska-
ného generatorem ndhodnych ¢isel pro normalni rozdéleni se stiedni hodnotou p = 2
a rozptylem o2 = 10, odhady parametrti a naslednou verifikaci pomoci testt shody. Grafy
a vypocty byly realizovany pomoci statistického softwaru Statgraphics.
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Data variable: RAND1
100 values ranging from 4,25663 to 14,9898

Fitted normal distribution:
mean = 10,131
standard deviation = 2,15925

Tests for Normality for RANDI1
Computed Chi-Square goodness-of-fit statistic = 19,52
P-Value = 0,55182

Shapiro-Wilks W statistic = 0,981384
P-Value = 0,600628

Z score for skewness
P-Value = 0,402374

Z score for kurtosis = -0,439584
P-Value = 0,660235
Goodness—-of-Fit Tests for RAND1

0,837386

Chi-Square Test

Lower Upper Observed Expected
Limit Limit Frequency Fregquency Chi-Square
at or below 6,57937 4 5,00 0,20
6,57937 7,36383 8 5,00 1,80
7,36383 7,8931 4 5,00 0,20
7,8931 8,31375 3 5,00 0,80
8,31375 8,67463 9 5,00 3,20
8,67463 8,99871 2 5,00 1,80
8,99871 9,29902 3 5,00 0,80
9,29902 9,58398 3 5,00 0,80
9,58398 9,85968 6 5,00 0,20
9,85968 10,131 6 5,00 0,20
10,131 10,4024 4 5,00 0,20
10,4024 10,6781 4 5,00 0,20
10,6781 10,963 4 5,00 0,20
10,963 11,2633 10 5,00 5,00
11,2633 11,5874 4 5,00 0,20
11,5874 11,9483 6 5,00 0,20
11,9483 12,3689 5 5,00 0,00
12,3689 12,8982 5 5,00 0,00
12,8982 13,6827 ¥ 5,00 0,80
above 13,6827 3 5,00 0,80

Chi-Sguare = 17,6 with 17 4.f. P-Value = 0,414482

Estimated Kolmogorov =statistic DPLUS = 0,0348125
Estimated Kolmogorov statistic DMINUS = 0,0698938
Estimated overall statistic DN = 0,0698938
Approximate P-Value = 0,713002

EDF Statistic Value Modified Form P-Value
Kolmogorov-Smirnov D 0,0698938 0,70418 >=0.10*

Kuiper V 0,104706 1,06088 >=0.10%*
Cramer-Von Mises W*2 0,0539431 0,0542128 0,4510%*
Watson U2 0,0474934 0,0477309 0,5026%*
Anderson-Darling A*2 0,312734 0,315149 0,5434~*

*Indicates that the P-Value has been compared to tables of critical walues
specially constructed for fitting the currently selected distribution. Other P-
values are based on general tables and may be wvery conservative.



2.2. Pearsonovy krivky

Odhad rozdéleni pravdépodobnosti pomoci vychazi z diferencidlni rovnice pro hustotu
pravdépodobnostif(z) pozorované ndhodné veli¢iny X ve tvaru
df r+d

= d
f co+cix + con? v

. K. Pearson zavedl celkem 7 typt rozdéleni znacenych I az VII, pficemz nékteré z nich
maji jesté vyrazné odliSené podtypy znacené indexy. Celkem se tedy uvadi 12 typu a
podtypt. Obecné Teseni diferencialni rovnice je v

f = fOev(Z)7

U(l’):/ v+ d dx

co + 1T + cou?
Typové zavisi integral na hodnotach koeficientti kvadratického polynomu ve jmenovateli
integrandu. Konstanty cg, c1, ¢, d 1ze vyjadfit pomoci normovanych momentt r, ro, 13,74
hustoty pravdépodobnosti f (x) ve tvaru

kde

95 +1 d or3 s+ 2 1
—_ — = — = —— Co =
WTTr Ty A 2 s—2 T 5
kde
_6(r4—r§—1)

ST BT 2,46

pficemz r, = 0, 7, = 1 a 02 je rozptyl pozorované nadhodné veli¢iny X. Z diskriminantu
kvadratického polynomu cy + c17 + coz? uréime typ pozorovaného rozdéleni, konkrétnd
podle hodnoty charakteristiky

_ 8 r3(rs +3)°
 degey A(4ry — 3r2)(2ry — 3r —6)°

K

Nasledujici obrazek popisuje rozdéleni Pearsonovych kiivek pomoci grafu paraboly
y=r(k—1)
[. prork<O0

I[I. prok=0ary; <3 I I I
[II. pro k = £
IV. pro0<k<1
V. prork=1 8 12 8
VI. prok>1 L e et (>1) E
VII. prok=0ary >3 |
| T

Je-ik =0ary =3, typ I typI typ IO typ IV typ VI typ II
. , P typ VII typ V
jedna se o normalni roz-
déleni.

Priklad: Hodnoty v nésledujici tabulce udévaji vék X védeckych pracovnika v SSSR
v roce 1928. Relativni ¢etnosti n; jsou v %o a statisticky soubor je roztfidény.
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Tridy n; Tridy n;
20 - 24 11 55 - 59 67
25-29 93 60 - 64 40
30 - 34 163 65 - 69 24
35 -39 178 70 - 74 12
40 - 44 176 75-179 3
45 - 49 132 80 - 84 1
50 - 54 100 D) 1000

7 tabulky vypocteme empirické charakteristiky z = 42,935; 0 = 2,203; r3 = 0,605;
ry = 2,968. Pak je k = —0,26 < 0, takze pouzijeme Pearsonovu kiivku typu I. Dalsim

vypoctem pak obdrzime odhady c¢etnosti ve tvaru

f; = 179,43 <1 +

* 1,256
J 1
3, 017) (

Vypoctené ¢etnosti jsou v nasledujici tabulce. Vykreslenim ptivodnich cetnosti n; a kiivky

l,;k 5,016
12,043

J Tridy Stied tridy Pozorovana Odhadnuté
xj Cetnost Cetnost
n; n;
1 20 - 24 22,5 11 12
2 25-29 27,5 93 99
3 30 - 34 32,5 163 161
4 35-39 37,5 178 179
5) 40 - 44 42.5 176 166
6 45 - 49 475 132 136
7 50 - 54 52,5 100 101
8 55 - 59 57,5 67 68
9 60 - 64 62,5 40 41
10 65 - 69 57,5 24 22
11 70 - 74 72,5 12 10
12 75-179 77,5 3 4
13 80 - 84 82,5 1 1
) - - 1000 1000

prokladajici vypoctené cetnosti n; do grafu dostavame vysledny tvar rozdéleni




200 -
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7 tabulky i grafu je patrna dobra aproximace neznamého rozdéleni a potvrdil by ji asi i
chi-kvadrat test rozdéleni pravdépodobnosti, avSak neni znam celkovy pocet pracovniki
ve vybéru.

2.3. Gramovy — Charlierovy rady

TFidy téchto rozdéleni vychézi z vyjadieni funkce In p(t;n,p), kde

p(tin.p) =Y (Z)pz(l —p)" e = [p (e —1) +1]"

=0

je charakteristickd funkce binomického rozdéleni Bi(n,p), pomoci ortogonalniho systému
funkeci tvoriciho bazi zalozenou:

e ve spojitém piipadé (vzhledem k ¢) na hustoté normélniho rozdéleni (typ A),

e v diskrétnim pfipadé (vzhledem k p) na pravdépodobnostni funkci Poissonova rozdé-
-leni (typ B).

Hustota pravdépodobnosti pro rozdéleni typu A ma tvar

T’5—1OT’3 15T4+30

L0 () +

falz) = f(z)— f(?’)( )+ f(‘”( )= @)+

je hustota normovaného normalniho rozdéleni a f™ () je n-t4 derivace f (z) podle x.
Ve vétsiné praktickych pfipadt postacuje zjednoduseny tvar s pouze prvnimi tfemi ¢leny

fal@) = (@) - 250 (@) + 3 ()
6 24



Prvni ¢len pravé c¢asti nam dava normalni rozdéleni, druhy clen reflektuje Sikmost a
tieti ¢len $pic¢atost hledaného rozdéleni. Cetnost vyskytu v piipadé roztiidéného souboru
uréime pro stiedy tiid z} ze vztahu (n je rozsah pozorovani)

n; = ng (7).

Piiklad: Méfenim mezi pevnosti X (kg/cm?) pti stladeni vzorku z borového dieva
podél vlaken byly po roztfidéni ziskany hodnoty v nasledujici tabulce

T 215 255 295 335 375 415 455
n; 7 22 102 260 386 461 356
T 495 935 975 615 655 D)

n; 239 108 40 15 4 2000

Vypoctem s pouzitim znamych Sheppardovych korekci pro tfidéni ziskame z tabulky
T = 416,64; 0 = 1,752; r3 = 0,205; r4, = 3,021 a obdrzime odhad hustoty rozdéleni
pravdépodobnosti

fa(x) = f(z)—0,034 f® (z) + 0,001 f@ (z).

V nasledujici tabulce jsou odhady c¢etnosti

x 215 255 295 335 375 415 455
i 3,63 26,01 100,36 | 24549 | 402,56 | 457,57 | 372,69
x 495 535 575 615 655 3
i 226,81 | 107,89 | 41,16 12,45 3,36 2000
500 -
400 -
o
300 1
200 1
100 -
0 I I T T T 1 1 T T T I 1 1
175 215 255 205 335 375 415 455 495 535 575 615 655 695




Z tabulky i grafu je zfejméa velmi dobra aproximace ptivodniho neznamého rozdéleni.
Tomu také odpovida P-hodnota chi-kvadrat testu dobré shody pro 12 — 3 = 9 stupnu
volnosti.

Pravdépodobnostni funkce pro rozdéleni typu B ma tvar

)\ o — A 22 0 22 s — 3fig + 2 23! )\[2] A2 0 A3
pplz) = e {1+)\ {2 —dall S | 5 5 o+

LM gt (L= 60 ps =32 =) [2 Ay N2 N gy AT
A4 24 6 4 6 24 ’
kde z = 0,1,2,... a z!¥ zna&i variaci k-té tiidy z x prvkd bez opakovani. Cetnosti pak

jsou

nj = npp(x).

Priklad: Odhadnéte diskrétni rozdéleni z nasledujicich dat, kde ¢etnosti udavaji pocty
« Castic emitovanych poloniem v konstantnich ¢asovych intervalech (1/8 minuty)

Pocet a-castic z; 0 1 2 3 4 5 6 7
Cetnost n; 57 203 | 383 | 525 | 532 | 408 | 273 | 139

Pocet a-castic z; 8 9 10 11 12 13 14 by
Cetnost n; 45 27 10 4 0 1 1 2608

Z tabulky vypocteme momenty A = & = 3,872 ; uy = 3,695 ; us = 3,398 ; uy = 47, 869
a pak po upraveé je
3,872%
= 2608 ———e *5 {1,0695 — 0, 122, 40,0593z, — 0,01142,* + 0,000752;1} .
;!

Vykreslenim odhadnutych ¢etnosti a ptivodnich ¢etnosti obdrzime nize uvedeny sloupcovy
graf, kde jsou také zapsany odhadnuté cetnosti.

600 A

500 A

400 - B

300 4

200

" lm (.

0 2 3 5 6 8 9 11 12 | 14
O vypodtené Setnosti | 58,0 | 385, | 523, | 418 | 261, [ 585 [ 227 [ 369 [ 1,69 [ 0,35
D pozorované detnosti| 57 | 383 | 525 | 408 | 273 | 45 | 27 4 0 1
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2.4. Johnsonovy krivky

Jinou soustavu odhadt spojitych rozdéleni pravdépodobnosti pomoci ¢tyiparamet-
rickych distribu¢nich funkei navrhl N. L. Johnson. Tyto odhady vychézi z nelinearni
transformace norméalniho rozdéleni N(0;1). V aplikacich ¢asto vystacime se tFemi jedno-
duchymi typy nelinearni transformace. Tvarova rozmanitost rozdéleni se ve vSech tfech
pripadech dociluje dvéma parametry tvaru k a m, k nimz pristupuji jesté parametr polohy
a a parametr méfitka b.

1. Transformaci

z—k
zL:beXp< - )—l—a

ziskdme Johnsonovo rozdéleni typu Sy (L = lognormal) s hustotou pravdépodobnosti

fi() = ﬁexp{—%[k—i—mln (Z;“)r}

kde z >a, m>0, b>0, keR, aeR.

2. Transformaci
exp (22F)
1+ exp (z—k)

m

zg=2>b +a
ziskdme Johnsonovo rozdéleni typu Sp (B = bounded) s hustotou pravdépodobnosti

m b

i (A () )

kde z € (a, a+b), m>0, b>0, keR, a€R.

fe(2) =

3. Transformaci

x—k
zy = bsinh (—) +a
m
dostavame Johnsonovo rozdéleni typu Sy (U = unbounded) s hustotou pravdépo-
dobnosti

O = S (GRS

kde z€R, m>0, b>0, keR, acR.

Uvedena rozdéleni jsou ctyiparametricka a jejich parametry obvykle urc¢ujeme meto-
dou maximalni vérohodnosti.
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2.5. Jadrové odhady

Jadrové odhady hustoty spojitého rozdéleni pravdépodobnosti vychazeji z tzv. ja-
drové funkce K, coz je nezdporna funkce

/_ZK@) dz = 1.

Jadrovy odhad s jadrem K hustoty pravdépodobnosti f (z) pozorované spojité na-
hodné velic¢iny X je pak funkce

R 1 n T —x;
T)=— K ,
f= g ()
kde parametr h je Sifka vyhlazovaciho okna (vyhlazovaci parametr) a x; je pozo-
rovana hodnota X | tj. prvek statistického souboru (z1, ..., z,), ktery netfidime.
Nejcastéji se pouzivaji jadra
4%/5 (1—1a2?) prolz| <5
0 jinde

Epanechnikovo jadro K(z) = {

1—|z| prolz| <1
0 jinde

Trojthelnikové jadro K(z) = {

2

Gaussovo jadro K (z) = \/%exp (—7> pro x € (—00, 00)

2(1—a%? prolz| <1
0 jinde

Jadro s dvojnasobnou véhou K (z) = {

pro |z| < 1

1
Obdélnikové jadro K(x) = {2 3
0 jinak
K zékladnim problémim aplikace jadrovych odhadu patii volba jadra a sitka vyhla-
zovaciho okna. Déle pak jde o respektovani pozadavki spojitosti, pfip. hladkosti ziskané
hustoty pravdépodobnosti a diilezité je také vyjadieni odpovidajici distribu¢ni funkce a
snadnost vypoc¢tu kvantili, pfip. pokryti celého rozsahu hodnot ndhodné veli¢iny X, nebot
jadrové odhady maji nékdy charakter Sumu na koncich rozdéleni. V nasledujicim grafu
vidime jadrové odhady se Spatné zvolenou Sitkou h.

Hiba Odhad hustoty - Sheet1 - A LU Odhad hustoty - Sheetl - A
0.301 0.301

Siika okna 0.2 Sitka okna 2

0.204 l.'li / }'1\ . 0.20 | / ‘\‘-._\.I

0.10 ;I“ "\.:1-‘:?:"' \\ 0.0 / \
Wi N : gl e .
4 2 0 2 4 4 2 0 2 4 B

0.00 0.00
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3. Test dobré shody

V této kapitole se budeme vénovat tzv. testiim dobré shody a to specidlné x? testu.
Pomoci testti dobré shody se testuje hypotéza, zda-li vybér ktery mame pochézi z urcitého
rozdéleni nebo ne. Vysledna hodnota testu se pak porovna s kvantilem y? rozdéleni, zda-li
hypotézu zamitame, ¢i nikoliv.

Pfed odvozenim x? testu popiseme y? rozdéleni a také multinomické rozdéleni, z kterého
x? test vychézi.
V této kapitole je ¢erpano predevsim z [1].

3.1. \? rozdéleni

Necht X ~ N(0,1). Polozme Y = X?. Distribu¢ni funkci ndhodné veli¢iny ¥ ozna¢me
G.
Pokud y < 0 tak plati, Zze G(y) = 0. Pokud y > 0 dostavame néasledujici:

Gly) = PY > y) = P(X? < y) = P(~/j < X < V§) = B(y/5) — B(~ /7).

kde @ je distribu¢ni funkce standardniho norméalniho rozdéleni. Proto plati ®(—z) =
1 — &(x). Takze dostavame

Gly) = 20(7) - 1.

Jelikoz hustota je derivaci distribuc¢ni funkce, dostavame, ze hustota g nah. veli¢iny Y
rovna se Onay < 0anay >0 je

1 1
_ _ —y/2
9y) = —e(Vy) = ="
W)= ol = 5=
Nahodnou veli¢inu Y s hustotou g nazveme chi-kvadrat rozdéleni s jednim stupném
volnosti. Stfedni hodnota rozdéleni je pak ;= EY = EX? =1 a rozptyl je 0% = varY =
EY?— (EY)?= EX4{— (EX??=3—-1=2.

Nyni rozsifime chi-kvadrat rozdéleni z jednoho stupné volnosti na n stupni. K tomu
potfebujeme nasledujici vétu.
Véta 3.1. Necht X, a X5 jsou nezdvislé ndh. veliciny. Necht X1 md hustotu f; a Xo md
hustotu fs. Pak nadh. velicina Y = X1 + Xo ma hustotu

h(y) = / £1(2) faly — 2)d.

Méjme ndhodnou veli¢inu ¥ = X; + Xo + -+ + X, kde Xi,...,X,, jsou nezavislé
nahodné veli¢iny s rozdélenim N ~ N(0,1). Hustotu Y budeme znacit f,(y).
Pro n = 1 uZ hustotu zname.

e V/? pro y >0

1
fily) = VoL
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Pro n > 1 predpoklddejme, Ze vzorec pro fi(y) plati pro vSechna k < n. Z véty 3.1
dostavame

Jer1(y) = /fk(z>f1(y — 2)dz.

Pomoci indukce Ize pro n = k + 1 dostat nasledujici vzorec

1

faly) = my%—le—yﬂ pro y > 0. (3.1)

Hustota f,(y) je hustotou chi-kvadrat rozdéleni s n stupni volnosti, jez znac¢ime x2.
Stiedni hodnota = EY = n a rozptyl 02 = varY = 2n jelikoz pro kazdé i se rovnaji 1

resp. 2. Z toho vidime, ze stfedni hodnota je rovna poc¢tu stupnt volnosti a rozptyl je jeji
dvojnasobek.

3.2. Multinomické rozdéleni

Méjme pokus, kde mohou nastat jevy Ay, ..., Ay takové, ze jeden z nich nastat musi a
nemohou nastat dva najednou. Jinak feceno jsou disjunktni a soucet vSech jejich pravde-
podobnosti je roven 1. Pravdépodobnosti téchto jevii oznacime p; = P(A;),i=1,..., k.
Nyni opakujme pokus n-krat nezévisle po sobé. Cetnost vyskytu jevu A; oznacime X;.

Pak
n!

PXy=x,..., Xy =x;) = ﬁpf“oopi’“ (3.2)
Tp2c Tk
pro
x,=0,1,....n (i=1,...,k), T+ t+xp=n
Rozdéleni dané vzorcem (3.2) se nazyva multinomické a znacime X ~ M (n;py, ..., pk)
resp. M(n;p)

Specialné, pokud mame k& = 2 (aneb pfipad tspéchu a netspéchu pokusu) prechdzi
multinomické rozdéleni na binomické. Totéz plati i pro & obecné, mame li A = A; a
B = Ay U--- U Ag. Tudiz vSechna jednorozmérnd marginalni rozdéleni jsou binomicka.
Konkrétné X; ~ Bi(n;p;).

Véta 3.2. V multinomickém rozdéleni plati

EX; =np;, wvarX;=npi(1—PF), pro i=1,...k

cov(X;, X;) = —npip;, pro 1<i#k<k
Dikaz lze najit napiiklad v [1].

Véta 3.3. Necht X ~ N(0,V) je ndhodny vektor, kde V je idempotentni matice (tj. plati
V2 =V) hodnosti r > 1. Pak X'X ~ x2.

Véta 3.4. Oznacme

p:(\/p_17'--7\/p_k>/7 Q:I_pplv D:diag{vnplv"wvnpk}‘
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Pak matice Q je idempotentni a ma hodnost k — 1. Variacni matice V' ndhodného vektoru
X = (X, ..., Xi) majici multinomické rozdéleni je rovna

V = DQD

Matice V. md také hodnost k — 1.

Véta 3.5 (Centralni limitni véta). Necht Xy, X, ... jsou nezdvislé ndhodné vektory,
které maji stejné rozdéleni se stredni hodnotou p a variacni matici V s konecnymi proky.
Pak pro n — oo plati

1
—(Xy+---+ X —np) — N(O,V)

NG

Jelikoz plati 3.5, ma X asymptoticky normalni rozdéleni. Polozme Y = D 'X. Pak
ma také Y asymptoticky norméalni rozdéleni (jelikoZ vznika linearni transformaci z X).
Navic

EY =D 'Ex = (y/np1,...,/pr), varY = Q
Nyni si vezmeme veli¢inu (Y — EY) (Y — EY) tradiéné znadenou x%. Jelikoz Y méa
asymptoticky normalni rozdéleni a plati véta 3.3. Ma i tato veli¢ina asymptoticky rozdéleni
X2 ;. k — 1 jelikoz matice V ma hodnost pravé k — 1. Po dosazeni a tipravé dostaneme
nasledujici

k 2
2 (Xi — np;)
i = E - v 3.3
i=1 "pi &
Nekdy taktéz pouzivané ve tvaru
k
1 X?
2 4
X' =- —n. 3.4
" ;_1 b, (3.4)

Veli¢indm X; se nazyvaji empirické ¢etnosti a np; jsou teoretické Cetnosti. Tvar (3.4) se
pouziva hlavné pokud nas zajiméa pouze velikost hodnoty x2. Ze vzorce (3.3) lze ale 1épe
vy¢ist, jaky vliv maji jednotlivé s¢itance na cely soucet. To se ¢asto hodi pro interpretaci.

3.3. \* test

Pomoci veli¢iny x? definované v (3.3), resp. upravené na tvar (3.4), mtZeme testo-
vat hypotézuHj, ze skutecné hodnoty pravdépodobnosti multinomického rozdéleni jsou
prave rovny ¢isléim py, . . ., py. Jakmile dostaneme x? > x7 | («), zamitneme hypotézu Hy.
Tento tzv. Pearsoniiv x2test se miize pouzivat pii ovéfovani pravidelnosti hraci kostky
(tam by méla byt pravdépodobnost rovna 1/6 pro kazdou ze Sesti moznosti), pii kont-
role generatori nahodnych cisel a v fadé dalSich pripadt. Nékteré i netradi¢ni ukazeme
pozdéji.

Je tieba mit na zieteli, Ze test x? je asymptoticky, a proto ho lze doporuéit jen pii
dostatecné velkém rozsahu vybéru n. V literatufe se obvykle uvadi, ze musi platit np; > 5
pro kazdé ¢ = 1, ..., k. Pouziva se vSak také Yarnoldovo kritérium. Podle toho staci pouze
kdyz plati

np; > bg provsechna i=1,....k pi k>3,
kde g je podil tfid, pro néz plati np; < 5.
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4. f-divergence a f-kvazinormy

Dalsi moznosti odhadovani rozdéleni, pripadné testovani podobnosti, jsou tzv. f-kva-
zinormy. Nyni si tedy ukazeme, co konkrétné jsou a jak vznikaji. Ve zdrojich k této praci
jsou pojmenovany pouze jako kvazinormy. Tento termin uz je ale v matematice pouzivan
pro normu kde neplati trojuhelnikovd nerovnost. Z tohoto diivodu zde budou pfejmeno-
vany na f-kvazinormy. Diivodem jejich uvedeni je mimo jiné i zptisob jejich zavedeni, ktery
se podoba vzniku Freeman - Tuckeyho uvedené v pozdéjsich kapitolach.

4.1. f-divergence

Chceme-li odhadovat rozdéleni, je potfeba urc¢itym zptisobem ciselné vyjadrit miru
podobnosti (vzdalenosti) dvou hustot p, q. To 1ze naptiklad pomoci uré¢ité konvexni funkce
f : I(a,b) — R. Pro takovouto miru se pouziva v literatufe nézev f-divergence. Vice
vlastnosti, véetné dikazt lze nalézt v [3] [6] [4].

Méjme funkci f : I(a,b) — R*, ktera je spojita na intervalu (a,b) C I(a,b), spojitd
zprava v bodé a a spojita zleva v bodé b, pokud tyto body patii do intervalu I(a,b).
Pokud také existuje bod ug a A(ug) € R tak, ze f(u) > f(ug) + A(uo)(u —up) pro vSechna
u € I(a,b), u # ug. Rekneme, Z%e funkce f je konvexni v bod& uy € (a,b). Pokud
vyse uvedenou neostrou nerovnost nahradime ostrou nerovnosti, fekneme, ze funkce f je
striktné konvexni v bodé uy. Pokud je funkce f konvexni, resp. striktné konvexni,
v kazdém bodé u € I(a,b), fekneme, Ze je konvexni, resp. striktné konvexni.

Nyni méjme funkci f(u), kterda je konvexni na intervalu (0,00), striktné konvexni
vu=1a f(l) = 0. Pak funkcional

Ds(p,q) =Y _qlx)f (l@) :

e q(l’)

kde klademe

€ R*,

u—oo U

0f (g) —0 a Of (%) _pf(+),  piicems f(+) — lim LY

nazveme f-divergenci pravdépodobnostnich modeli (€2, p), (€2, q), resp. hustot p a q na
(2,57, P). Rikdme také, Ze funkce f generuje danou divergenci.

Véta 4.1. Pro libovolnou f-divergenci plati nerovnost

0 < D¢(p,q) < f(0) + f(*),

pricemz obé nerovnosti nemohou nastat soucasné. Levd rovnost plati, pravé kdyZ p =q a
pravd rovnost plati, pravé kdyZ p a q jsou ortogondlni a soucasné je f(0) + f(x) < oo.
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f(u) nazev Dy(p,q)

p(x)

ulnu Shannonova divergence > . p(z)ln )

(u!/?2 — 1)? | Hellingerova divergence | (1 — Zz(p(l’>Q(l’>>)l/2

(p(z)—q(x))?
q(z)

(u— 1) x2-divergence >,

Tabulka 4.1: Nejcastéjsi typy f-divergenci

4.2. f-kvazinormy

Pred zavedenim samotnych f-kvazinorem je potieba uvést nasledujici vétu.

Véta 4.2. Necht (2,2, P) je konecny pravdépodobnostni prostor, kde P je libovolnd prav-
dépodobnostni mira na Q@ a Ds(p,q) je f-divergence rozdéleni (hustot) pravdépodobnosti
p=P. o), A= (q1,.--,qx), k> 1, z tohoto prostoru. Oznacme

V(q) = / Dy (p, q)dS,
S

k
kde S = {p eERF:Vp; >0,Y p; = 1}, integral f-divergenci vsech rozdeéleni p od
j=1

néjakého pevné zvoleného rozdéleni q. Jestlize existuje funkce V(q), q € S, a funkce

_0V(q) [ 0Dg(p,q)
Glg) = 5 2 = / e s,

(tj. konverguji oba uveden€ integrdly), ddle jestlize existuje G'(q;) v (0,1) a funkce f
ma spojitou druhou derivaci v (0,00), pak V(p,q) nabjvd absolutniho minima na S v
rozdeleni pravdepodobnosti
11
R

Tuto vétu si nyni dokdzeme.
Nejprve si oznacime

Ag, \) = V(q) + A (Z g — 1)

Lagrangeovu funkci pro vazany extrém funkce V(q) za podminky ) ¢; = 1. Funkce f
i=1
je konvexni (je to f- divergence - z definice), takze z predpokladu existence jeji druhé

derivace je f” > 0 v (0,00). Protoze

oD;(p.a) _ (&) B (&)

dq; qj 4 qj
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pak
oy — [ G (D5 _Pip(Pi Pi (P
“a) S/dqj (f (qj) qu (%))ds /qg (qj)dS>O

f a odtud funkce G(g;) je rostouci na (0,1). Protoze

IA(q, N)

24, =G(g) + A

k
existuje na (0, 1) jediny kofen ¢; = G~ (=) rovnice G(g;)+ A = 0. Z podminky > ¢; =1
=1
pak dostaneme ¢; = %,j =1,...,k. Déle je
0*V(q) _ 9*Alq, )

= = G'(q;) >0 pro j =1,

=0 pro j # i,

j=1,...,kai=1,... k. Z toho plyne, Ze Hessova matice funkce V' (q) je diagonalni a
k
pozitivné definitni. Jacobiho matice pro jedinou podminku ) ¢; = 1 ma hodnost 1, takze
j=1
V(q) méa za dané podminky v q = p, = (%, ce %) absolutni minimum.

Nyni si vezméme dvé diskrétni rozdéleni pravdépodobnosti na pravdépodobnostnim
prostoru (2,%,P) atop = (p1,...,pk) @ Po = (%,,k) k > 1. Déale f-divergenci na
stejném pravdépodobnostnim prostoru. f-kvazinormou pak rozumime f-divergenci ve
tvaru

Df(p7 pO)

Diskrétni rovnomérné rozdéleni pravdépodobnosti se pouziva proto, ze je nejvice neurcité
a minimalizuje V' (q) aneb integral vSech f-divergenci rozdéleni p od pevné zvoleného
rozdéleni q. Navic ma také maximalni entropii. [15]

Véta 4.3. f-kvazinormy magi nasledujict vlastnosti

a) Dy(p,py) ka kp;).

b) ¢ > 0= D.(p,py) = cDs(p,Py),

c) D¢(p,py) je nezdpornd konveznt funkce na S, kterd je symetrickd vzhledem k promén-
ng]mp], ] = 17"'7m7

d) D¢(p,py) =0 < p = Py

Dikaz lze nalézt v [1].

4.3. Odhad diskrétniho rozdéleni pravdépodobnosti

Predpokladame, ze pozorovana diskrétni ndhodna veli¢ina X na pravdépodobnostnim
prostoru (€2, 3, P),jejiz rozdéleni pravdépodobnosti chceme odhadnout (fitovat), nabyva
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nejvyse kone¢né mnoha rtznych hodnot z7 € R, (tj. @ = {z},...,2;} C R) s nezndmymi
pravdépodobnostmi

p=PX=2x}), j=1,...k k>1L1

Pozorovanim néhodné veli¢iny X ziskdme statisticky soubor (z1,...,2,) a jeho rozt¥idé-
nim dostaneme statisticky soubor

(1D ),

n

kde f; je absolutni cetnost pozorované hodnoty zj. Dale predpokladame n > k > 1 a
fj > 0 pro vSechna j =1,...,k (jestlize f; = 0, pak j-tou tfidu vynechame). Pro odhad
rozdéleni p pozadujeme, aby toto rozdéleni navic splnovalo néjaké zadané podminky,
jejichz pocet je K > 1. Mezi tyto podminky nezafazujeme zfejmou podminku 25:1 pj =1,
ale dalsi napf. momentové podminky. Hledame pak takové rozdéleni p, které ma minimalni
f-kvazinormu D (p, py)-

Rozdéleni pravdépodobnosti p = (pi,...,pr pozorované diskrétni ndhodné veli¢iny
X mé na pravdépodobnostnim prostoru (2,3, P), kde Q@ = {zF,...,z;},k > 1 a ¥
je mnozina vSech podmnozin (2, minimalni f-kvazinormu D(p,p,) za K pocatecnich
momentovych podminek

k
ij(x;)l =M, 1=0,...,K,
j=1

jestlize jeho f-kvazinorma D(p,p,) nabyva za téchto podminek minimélni hodnotu.

Pro K < k—1 obdrzime odhady pravdépodobnosti p,;(A) pomoci Lagrangeovy funkce
K k
AP, A) = Dy(p,po) + ) _ N (ij(x;)l - Ml) .
=1 j=1

Lagrangeovy multiplikdtory ); je mozno urcit pomoci nelinedrni soustavy rovnic odpo-
vidajici nulovému gradientu Lagrangeovy funkce, anebo pfimo aplikovat nékterou metodu
nelinearni optimalizace pro urceni jejtho minima.

Ma- li pozorovana nahodnd veli¢ina X empirické rozdéleni f = (%, e %), pak sta-

tistika
k

k 2 2

2 (fi —npi(A)" _ 1 f

X(F,p(A) = ) ——A— =~ —n
2 np;(A) n ; pi(A)

mé pro n — oo asymptoticky rozdéleni chi-kvadrat s £ — K — 1 stupni volnosti. Asympto-
tickou vlastnost miizeme pouzit k testovani vhodnosti nalezeného rozdéleni pravdépodob-
nosti p(A) = (p1(A), ..., pr(A)). Pro praktické vyuziti pozadujeme, aby bylo np;(X) > 5
pro vSechna j =1,..., k.

J=1

Postupnym pridavanim momentovych podminek a opakovanym odhadem rozdéleni
pravdépodobnosti pomoci minimélni pravdépodobnosti pomoci minimélni f-kvazinormy
lze urc¢it minimalni potfebny podet K téchto podminek tak, aby platilo x*(f,p(A)) <
X2, kde x2_; je (1 — a) kvantil rozdéleni chi-kvadrat s danym poctem stupiiii volnosti
pro hladinu vyznamnosti a.
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4.4. Cressie-Readovy kvazinormy

V této kapitole si ukdzeme a odvodime celou tfidu f-kvazinorem (a s nimi souvisejici
f-divergence.) za pomoci tzv. Cressie-Readovy statistiky.

Véta 4.4. Jestlize A € R, pak Cressie-Readova statistika

oI = A+1 i {(npj)A 1}, (4.1)

specidlne pro A =0 a A = —

k A
_ 1
20l = limmwrl ;fj{<npg) - }__%ijln<np)
k A f
0_ Jiy 0 n [
2n1 E%AAJF ;fj{<np]) 1}_ 22]21 (npj)

ma asymptoticky chi-kvadrdt rozdeleni s k — 1 stupni volnosti pro vsechna .

Nyni uvedeme diikaz, ale pouze pro A # 0, A # —1. Pro tyto dva specialni ptipady lze
nalézt dukaz napt. v [4].

Vyraz (4.1) prepiSseme do tvaru

9 k f'—np' A+1
ot = —— Q1+ L —1%.
" A<A+1>lef{<+ n, ) }

Ji= s oznacime jako V; a (1 + V;)**! rozvineme v Taylorovu fadu. Dostaneme
npj
- A(A
oIt = >ij <1+ A+ DV, + ( 2+ >V'2+op(1)—1):
j=1
k
2n AV}
= (Vi ) et - S 4 01,
j=1 j=1

pfi¢emz o0,(1) konverguje k nule pro n — oco. Pak

 (f; —np;)’
onl* = 3" T o A e R (1,0},
n

=1 P

7 ttidy Cressie-Readovych statistik 1ze odvodit vzhledem k A tiidu f- divergenci a
f-kvazinorem vedouci na asymptoticky chi-kvadrat test nasledovné.

Vyraz (4.1) lze upravit a pfeznacit na nésledujici vyraz

k A
1 q;
= q; (—J) —1 roxeR—{-1,0}.
A<A+1>Zj_i { P g oo
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Pro A =0 a A = —1 analogicky.
Jedné se o f-divergenci s nasledujici generujici funkci
1
T =551
f(u) = —In(u) pro A =0,
f(u) =uln(u) pro A = —1

(u™ —1) pro A € R — {-1,0},

Nyni lze vytvotit Creesie-Readovu f-kvazinormu

CRs(p,py) = MZ{ (kipj) — 1} pro A € R — {—1,0}

j=i
Specialné pro A = 0

k
1 1
CRf(p,py) = z Zln% —Inp;

J=1

aproA=—1

k
CRf(p,py) = »_pjlnp;+Ink.

J=1

Z Cressie-Readovych f-kvazinorem (f-divergenci) dostaneme pro A = 1 Pearsonovu,

pro A = —3 Hellingerovu a pro A = —1 Shannonovu f-kvazinormu ( f-divergenci).

Pro duélni f-divergenci plati Dp(p,q) = D(q,p)

Véta 4.5. Cressie-Readova f-kvazinorma tvori uzavienou tridu kvazinorem vzhledem k
dualite.

Dukaz: Duélni Cressie-Readovu f-kvazinormu
1 k
CR = kp)* Tt —1 AMeR-{-1,0
#(p.Py) A(Hl)k;ﬁ p)**' ~1} pro A € R — {~1,0}

dostaneme z

1 4k Ly
CRf(p7p0>:mZ]:1 {(k—pj) _1}

substituci A = —1—A. Specialné pro A = 0 je CR(p, py = In(u) = CRp(p,py) = uln(u),
coz je Cressie-Readova f-kvazinorma pro A = —1.
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5. Hledani minima f-kvazinorem

Pfi odhadovéni rozdéleni, at uz pomoci f-kvazinorem ¢i jiného funkcionalu posuzuji-
cim podobnost, vzdy minimalizujeme danou funkci. To se provadi téméi vzdy numericky.
7 tohoto dtvodu si zde uvedeme zakladni podminky pro feSeni nelinearni tlohy s pod-
minkami af uz rovnosti, ¢i nerovnosti. Déle si také uvedeme numerickou metodu, ktera
bude pouzita pro hledani minima v prikladech v dalsich kapitolach. Zde je ¢erpano hlavné

o7

z [5] a [8], kde lze nalézt i podrobnéjsi informace véetné nékterych dikazt.

5.1. Vazané extrémy a podminky optimality

Dle [8] dostate¢na i nutna podminka, ze bod xg je globalnim minimem diferencovatelné
konvexni funkce f na konvexni mnoziné C, je nerovnice

Vf(x0)(x —x0) > 0,Vx € C.

Nyni si ukdzeme dalsi nutné podminky existence extrémi, jelikoz tato nezahrnuje mozné
vazby.

Symbolem Vg(x)” budeme znaéit transponovanou Jacobiho matici majici n fadki a

m sloupct s prvky ag"T(_x) v j-tém Fadku a i-tém sloupci. Tedy matice Vg(x)” mé ve svych
J

funkcich gradienty funkei g;(x). Podobné budeme znaéit Vh(x)”.
Véta 5.1 (Lagrange). Necht xq je pripustné feseni minimalizacni ulohy s omezeni ve
tvaru rovnic min{ f(x)|h(x) = 0}. Necht funkce f a h maji spojité parcidlni derivace
1. #ddu v okoli bodu xo. Necht sloupce matice Vh(x)" jsou linedrné nezdvislé (podminka
reqularity). Je -li xo bodem lokdlniho minima Tesené dlohy, potom existuje vektor v takovy,
Ze plati

Vf(x0) + Vh(x)"v =0.

Véta 5.1 nam urcuje nutné podminky existence extrému. Pro samotny vypocet se
pouziva tzv. Lagrangeova funkce (lagrangian)

L(x,v) = f(x) + h(x)'v = f(x) + > vihi(x).
i=1
Pricemz hleddme staciondrni body Lagrangianu, spliujici podminku VL(x,v) = 0, tj.

V.L(x,v) =0aV,L(x,v) =0.

Véta 5.2 (Karush-Kuhn-Tucker). Necht funkce f a g jsou diferencovatelné v bodé xq,
ktery je bodem lokdlniho minima ulohy min{ f(x)|g(x) < 0}. Necht ddle plati, Ze sloupce
matice Vg(x)T, odpovidagict gradientim aktivnich omezent jsou linedrné nezavislé. Potom
existuji koeficienty u tak, Ze plati:

Vf(x)+ Vgx)u=0, u’g(x,) =0, u>0.
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Véty 5.11 5.2 jsou obé pouzitelné pouze na x € R", resp na konvexni mnoziné. Pokud
bychom ovsem uvazovali obecnéjsi ptfipad, kde by bylo feseni x na oteviené neprazdé
mnoziné, daly by se obé zobecnit na nésledujici vétu.

Véta 5.3 (Nutné podminky 1. fadu). UvaZujme ndsledujici zakladni predpoklady.

1. Je dina X C R™ neprdzdnd oteviend mnozina. Necht jsou ddny funkce f : R™ —
R,g:R" - R™ ah:R" = R Slozky g znacime g; a slozky h znacime h;.

2. Resime tilohu min{f(x)|g(x) < 0,h(x) =0,x € X}.

3. Mé&me xq pripustné feSend ulohy, oznacme I = {i|g;(xqg = 0} mnoZinu indexi ak-
tivnich omezeni tvaru nerovnic.

4. Necht f a g; proi € I jsou diferencovatelné v Xq, ddle g; jsou spojité€ pro i & I v X
a také h; jsou spojité diferencovatelné proi=1,...,1 v Xg.

5. Ddle predpoklddame, Ze gradienty Vg;(xo) proi € I a Vh;i(x¢) proi=1,...,1 jsou
linedrné nezdvislé (podminka regularity).

Jestlize xqg je lokdalni minimum, potom existuji koeficienty u; proi € I av; proi=1,...,1
takové, Ze plati KKT podminky:

l
Vo) + Y u;Vgi(xo) + Y viVhixg) =0, u; >0 proiel

iel i=1

5.2. Kvazinewtonovské metody

Kvazinewtonovské metody, nékdy téz nazyvané metody proménné metriky, vyuzivaji
tzv. sdruzenych sméri. jsou zaloZeny na myslence vyjadrit spadovy smér ve tvaru d; =
—D;Vf(x), kde D, je symetricka pozitivné definitni matice, aproximujici inverzni matici
H*(x) (H(x) je tzv. Hessova matice druhych parcidlnich derivaci). Metody konverguji
za znacné obecnych pfedpokladii a fad konvergence je superlinearni.

Nyni si pro predstavu uvedeme jednu z moznosti jak volit spadové smeéry i kdyz to
pravdépodobné neni konkrétné ta, kterou pouziva Microsoft EXCEL.

Davidon-Fletcher-Powelluv algoritmus: Zvolime ¢ > 0, pocatecni bod x;, syme-

trickou, pozitivné definitni D,. Dale y;, :=x1,5 := 1,k := 1.

1. Je-li ||V f(y;)|| < € potom STOP, jinak d; := —D;V f(y,) a fesime min{f(y, +
Ad;)|A > 0}. Reseni \; pouZijeme pro y;;1 :=y; + \;d;. Je-li j = n, tak x4 =
Ynt1, Y1 =X,k =k +1,j:=1a GOTO 1. V opacném piipadé kdyz j < n,
pokracujeme dale.

2. Priradime Dj+1 = D.7 + C?FP, kde

~ Djq;q;D;
pja;  qjDjq;

P =Ndj =y —yi, 9= V(i) - VI(y))

dale j :=j+4+1a GOTO 1.

T
CDFP _ P;P;
j
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6. F-T pseudokvazinorma

6.1. Testovaci kritérium

V knize [16] je uveden mélo zndmy test shody diskrétniho rozdéleni pravdépodobnosti,
jehoz autory jsou Freeman a Tukey. Testovaci kritérium ma tvar

T:Z<\/5i+\/0i+1—\/4Ei+1>2, (6.1)

kde O; znaci pozorovanou ¢etnost ndhodného jevu A; s pravdépodobnosti p; pro ¢ =
1,..., k. E; pak znaci o¢ekavanou Cetnost.

Jestlize jde o shodu pravdépodobnostniho diskrétniho rozdéleni, pak 7" ma asympto-
tické rozdéleni chi-kvadrat s £ — s — 1 stupni volnosti, kde s je pocet odhadovanych
parametri daného rozdéleni. V uvedené knize je odkaz na c¢lanek [17], ve krém vsSak
dikaz o vlastnostech kritéria T neni, pouze je naznaceno, jaké vlastnosti ma transfor-
mace v X + /X + 1 ndhodné veli¢iny X s Poissonovym rozdélenim z hlediska stabilizace
rozptylu. Autori se v ¢lanku zabyvaji stabilizaci rozptylu Poissonova rozdéleni riznymi
transformacemi.

Y=vX
Y=vX+1
/ 3
Y =\/X+<
+8
1
Y =1/X+=
+2

a po vypoctech v zavislosti na velikosti ndhodného vybéru a chytré aproximace, dospivaji
k nazoru, ze nejlépe stabilizuje rozptyl transformace

Y=vX+VX+L

Déle vsak informace o odvozeni kritéria 1" nejsou. Tudiz se naskyta otazka clenu kritéria
ve tvaru v/4E; + 1. Vzhledem k vlastnostem absolutnich ¢etnosti [1] plati, ze O; — oo,
E; — oo pro rozsah vybéru n — oo, jinak (s pravdépodobnosti 0) % — 0, % — 0.

Jestlize hypotéza o tvaru pozorovaného multinomického rozdéleni pravdépodobnosti
M(n,p1,...,pk), pi >0, p1 + -+ -pr = 1 plati, pak p; = % a s pravdépodobnosti 1 je
lim — = Di
n

navic % je nestranny odhad pravdépodobnosti p;.
Protoze

poVEEVEET VI 1+3)
im Y———— =

1m =
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Odtud pak pro velka n plati

VO; + /0 +1 ~ /40, + 1. (6.2)

Véta 6.1. Freemanova - Tukeyho statistika (6.1) ma asymptotické chi-kvadrat rozdéleni
sk —s—1 stupni volnosti.

Z (6.2) pro velika n plati
2 2
(\/Oi+\/0i+1_\/4Ei+1> ~ (\/4Oi+ _\/4i+1> =
2
1 1 2
_ (2\/@ 1+ 55 —2VE 1+4Ei) ~4(\/0i— \/Ei)

Statistika .
2
> 4 (V0 - VE)
i=1

je pak Hellingerova. Patfi mezi Cressie-Readovy statistiky a dle véty 4.4 ma asymptotické
chi-kvadrét rozdéleni. V [10]lze také nalézt primy dikaz, ze Hellingerova statistika ma
asymptotické rozdéleni chi-kvadrat s £ — s — 1 stupni volnosti.

6.2. Pseudokvazinorma

Nyni si opét vezméme ptvodni tvar kritéria, ktery ale upravime na tvar obsahujici
jednotlivé pravdépodobnosti p; a ¢;. Dostaneme divergence

k

Di(p.a) = 3 (viws +v/np + 1 /g 1) (6.3)

Dsy(p,q) = Z <\/n_q, + \/nqz‘ +1-— \/4npi + 1)2 (6.4)

Divergence Dy a D, jsou jedna k druhé duélni, jelikoz plati Ds(p,q) = Di(q, p).

Vsimnéme si také podobnosti mezi vyse uvedenymi vyrazy a f-divergencemi. Oboje
popisuje ,vzdalenost* (neboli divergenci) mezi dvéma hustotami rozdéleni, ale zde neni
generovana funkei f.

Nyni si uvedeme vétu analogickou k vété 4.2.

Véta 6.2. Necht (2, %, P) je konecny pravdépodobnostni prostor, kde P je libovolnd prav-
dépodobnostni mira na Q2 a Dy je divergence uwvedend v (6.3). PricemZ p a q jsou z tohoto
pravdépodobnostniho prostoru a k > 1. Oznacme

V(q) = /Dl(p, q)ds,
S
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kde S = {p e R™ :Vp; >0,> p = 1} integral f-divergenci vsech rozdéleni p od
j=1
néjakého pevné zvoleného rozdéleni q. Jestlize existuje funkce V(q), q € S, a funkce

oV (q) / D1 (p,q)
= [ =222,
aqj aqj

G(gy) =

(tj. konverguji oba wveden€ integrdly), ddle jestlize existuje G'(q;) v (0,1) a funkce f md
spojitou druhou derivaci v (0,00), pak V (p, q) nabyvd absolutniho minima na S v rozdéleni

pravdépodobnosti
(30
Po=\—7s---5s— -
m m

Dukaz: Opét vyuzijeme Lagrangeovu funkci pro vazany extrém funkce V' (q) za pod-
k

minky Y ¢; =1
j=1

k
Alg, A) =V(q) + A (Z q; — 1) :
j=1
Tu zderivujeme

a—qj = G(qj> + A,

(Z VD5 + /np; + 1 — \/dng; + 1)2) ds

Jj=1

5}
Q’) CQ|Q’)

— (/B + v/npy + 1= /Ing; + 1) dS

e

Qv
<

J

1 1 4
2n/<\/17j+\/pj+ﬁ—\/4qj+g) ——
S 2\/4Qj+z

Vi /P + 2
Y *_ " 11)as
\/4(]]'4‘l

bl )
4q] —|— =

Il

.

S
n—_

kde

VD t4/pj+ ) dS, a; existuje a a; > 0,

i Co\

dS, by existuje a by = =k
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Takze
8A a1

o VA4 + 5

OA
Nyni polozime 5g, Fovmo 0 pro nalezeni bodu podezrielého z extrému, tedy
q.

J

+bi | + A

an [ - b | 4+ =0,
\/4(]]'4‘%
4
S by -,
,/4qj+%
4naq
4q; + = =———
qj+n Anby + N\’

Ao — dnaq 2 B l
%= dnby + A n’
B dnaq 2 1
= 4dnby + A dn’
BN . 1 . , . ...,
Jelikoz ) =1 plati, Ze ¢; = T Funkce G(g;) je rostouci na [0,1], takze ¢; = 7 i jediny
j=1
kofen rovnice G(g;) + A = 0.
Déle je
0*V(q) _ &*A(a,))
= ~—~ =G'(q;) pro j =k,

=0 pro j # k,
piicemz j,k = 1,... . k. Dale je
0 a
G’(q]):a— dn | — . + by
U dg;+ 5
2
=4n il
4(]j +%
> 0.

7 toho plyne ze Hessova matice Lagrangeovy funkce je diagonalni a pozitivné definitni.
k

Jacobiho matice pro podminku ) = 1 m& hodnost 1. Odtud plyne, ze V(q) mé za dané
i=1

1

REREEN

podminky v q = py = < ) absolutni minimum.
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Stejny postup nyni aplikujme na dualni formuli.

Ds(p,q) = Di(q,p) = Z (VG + /ng; + 1 — /Inp; + 1),

Jj=1

V(q) = /Dz(p, q)ds,
S

oVia _ / OD:(p.4q) ¢

G(g;) = 0.
J

kde S je stejna oblast jako u D;.

Nyni opét zavedme Lagrangian

j=1
Zderivujeme
O\
a—qj G(qj>+)‘7
0 [ )
G(g;) = B > (Vag; + /ng; + 1 — /Anp; +1)* | dS
J .
5 j=1
:/(,/nqj—l—\/nqj—i-l—\/4npj+1)2dS
s
2n/<\/_+\/ —1—1 \/4 +1) ! + ! as
= qj 45 T — —\/*PiT ,
J n n VT /qj-i-%
n ! + ! <\/_+\/ +1)b ]
= : q; q; ~ — 2 — Az,
Vi Vit "
kde

/ 1
a9 = / 4pj + Eds, as > 0,
S
1

bgz/dS, bz:(k—l)"

S

28



OA
Nyni opét polozime — rovno 0, takze

4
1 1 1
n + qG +1\/¢+—|b2—a
NG [(f Ve )
1 1 [ 1 M1 1
n + \/E-i- Qj+—)b2—(12+— + :O,
VI g+ 2 ( " nAVE VG + 3

-1

<\/7+\/ +1)b —l—)\ = + = 0

4; g v — |02 — a2+ — =U.
n n\ /4 /qj-i-%

Leva strana rovnice je rostouci, tudiz existuje nejvice jeden kofen. Navic také plati,

e /4p; +1/n > 1. Takze zaporna hodnota existuje. Zda-li existuje i kladna ovSem
zavisi na velikosti \, které nevime jak je veliké. Pokud by i kladna hodnota existovala,
existoval by i kofen. Minimem by pak pravdépodobné bylo opét ¢; = 1, coz potvrzuji i
experimentalni vysledky:.

+A=0,

Nyni obdobné jako u tvorby f-kvazinorem vytvofime pseudokvazinormu a to poloze-

nim q rovno rovnomérnému rozdéleni pravdépodobnosti pg = (%, e k) které minima-

lizuje V(q) aneb integral divergence rozdéleni p od pevné zvoleného q. Dostavame tedy
pseudokvazinormy

T1=D1(p,po)zz<\/n_lh+\/npz - ) (65)

7, = Dy(p, py) (\f St Vi ) (6.6)

Nyni je vhodné polozit si otazku, zda - li je pseudokvazinorma nulova pro p = p, stejné
jako f-kvazinormy. Po dosazeni dostaneme vzdalenost

om0

7 tabulky vidime, Ze vzdalenost nulova neni. Hodnota zavisi na n a k. Zvétsenim n
hodnota klesa, naopak zvétsenim £ se hodnota pseudokvazinormy zvysuje.

Obrazky 6.1 a 6.2 ukazuji grafy izocar (kiivky spojujici body v prostoru se stejnou
hodnotou) pseudokvazinormy 77 a duélniho tvaru 75 pron = 10 a k = 3 to jest p; € (0, 1),
p2 € (0,1 —p1) ap3 =1 —py — p;. Grafy pak odpovidaji rovnicim

3 2
40
E(ﬂ%+ﬂ%+h-§+gzam®mﬁﬂ

j=1

3 2
(U — + 1-— \/40pj) = ¢, pro obrazek 6.2,

Jj=1
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n\k 2 3 4 ) 10
S 0,0366353 0,0721801 0,1136287 0,1586792 0,3992038
10 0,0212106 0,0442641 0,0732706 0,1069663 0,3173585
50 0,0048302 0,0106855 0,0186815 0,0287117 0,1060530
100 0,0024569 0,0054807 0,0096605 0,0149668 0,0574234
1000 0,0002496 0,0005610 0,0009965 0,0015557 0,0061957

kde ¢ nabyva pak hodnot 0, .. .,20 pro 50 izocar.

Je vidét, ze pobliz rovnomérného rozdéleni pgy jsou si obé pseudokvazinormy velmi
podobné. Cim bliZe ale jsme u hranice mnoziny S, tim vice 75 roste oproti 77.

.,

Obrazek 6.1: T} pseudokvazinorma
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Obrazek 6.2: T, pseudokvazinorma

6.3. Odhady diskrétniho rozdéleni pomoci 7 a 15

Opét predpokladejme ze pozorovana diskrétni nahodna veli¢ina X na pravdépodob-
nostnim prostoru (2, ¥, P), jejiz rozdéleni pravdépodobnosti chceme odhadnout (fitovat),
nabyva nejvyse konetné mnoha réznych hodnot 27 € R, (tj. @ = {z7,...,2;} C R)
s neznamymi pravdépodobnostmi

p=PX=2x}), j=1,...k k>1L1

Pozorovanim néhodné veli¢iny X ziskdme statisticky soubor (z1,...,z,) a jeho rozt¥idé-
nim dostaneme statisticky soubor

(12 ).

kde f; je absolutni cetnost pozorované hodnoty zj. Dale predpokladame n > k > 1 a
fj > 0 pro vSechna j =1,...,k (jestlize f; = 0, pak j-tou tfidu vynechame). Pro odhad
rozdéleni p pozadujeme, aby toto rozdéleni navic splnovalo néjaké zadané podminky,
jejichz pocet je K > 1. Mezi tyto podminky nezafazujeme zfejmou podminku 25:1 pj =1,
ale dalsi napf. momentové podminky.

Hledame pak takové rozdéleni p, které mé miniméalni pseudokvazinormu 7} resp. 1.
Rozdéleni pravdépodobnosti p = (pi,...,pr pozorované diskrétni ndhodné veli¢iny

X mé na pravdépodobnostnim prostoru (2,3, P), kde Q = {«},...,2;},k > 1 a X je
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mnozina vSech podmnozin €2, minimalni pseudokvazinormu 77 resp. 15 za K pocatecnich
momentovych podminek

k
ij(x;)l =M, 1=0,...,K,
j=1

jestlize jeho pseudokvazinorma 77 resp. T nabyva za téchto podminek minimalni hodnoty.

Pro K < k—1 obdrzime odhady pravdépodobnosti p;(A) pomoci Lagrangeovy funkce

K k
M A) =T+ N (ij(xj)l - Ml) ;
=1 j=1
resp.
K k
Az(p, )\) = T2 + Z )\l (ij(l’;)l — Ml) .
=1 j=1

Lagrangeovy multiplikatory \; je mozno urcit pomoci nelinedrni soustavy rovnic odpovi-
dajici nulovému gradientu Lagrangeovy funkce, anebo pfimo aplikovat nékterou metodu
nelinearni optimalizace pro urceni jejtho minima.

Ma- li pozorovana nahodnd veli¢ina X empirické rozdéleni f = (%, e %), pak sta-

tistika
k

> SN I~ f

mé pro n — oo asymptoticky rozdéleni chi-kvadrat s £ — K — 1 stupni volnosti. Asympto-
tickou vlastnost miizeme pouzit k testovani vhodnosti nalezeného rozdéleni pravdépodob-
nosti p(A) = (p1(A),...,pr(A)). Pro praktické vyuziti pozadujeme aby bylo np;(X) > 5
pro vSechna j =1,... k.

j=1

Postupnym pridavanim momentovych podminek a opakovanym odhadem rozdéleni
pravdépodobnosti pomoci minimélni pravdépodobnosti pomoci minimalni f-kvazinormy
lze urc¢it minimalni potfebny podet K téchto podminek tak, aby platilo x*(f,p(A)) <
X2, kde x2_; je (1 — a) kvantil rozdéleni chi-kvadrat s danym poctem stupiiii volnosti
pro hladinu vyznamnosti a.
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7. Aplikace pseudokvazinorem

V této kapitole si ukazeme fungovani obou pseudokvazinorem na ptikladech. Odhad-
neme rozdéleni a ovérime zda-li je odhad dobry pomoci chi-kvadrat statistiky i pomoci
Freeman-Tuckyho statiky. Vypocty jsou provedeny v programu Microsoft Office EXCEL
modulem fesitel, ktery vyuziva kvazinewtonovské metody.

Priklad 1

Mame statisticky soubor, kde hodnoty udavaji po¢ty a-castic emitovanych poloniem
v konstantnich ¢asovych intervalech (1/8 minuty):

Pocet a-castic z; 0 1 2 3 4
Cetnost f; 57 203 383 525 532

Pocet a-castic z; 5 6 7 8 Y
Cetnost f; 408 273 139 88 2608

Hleddme minimum pseudokvazinorem za vedlejsich podminek danych prvnimi péti

momenty.

k k
1 1
My==3"fi=1, My=-=> fz; = 3844709,
nj:1 J nj:1 Jjri

k
1 2
My =~ Zlfjxj = 18, 19133,
J:

k
1 3
My =~  fjw] = 97,46587,

j=1

M, = % ]ilfjx;% = 570, 5686.
Odhadnuté cetnosti pak vychazeji pro 17 a Ts:

Pocet a-castic z; 0 1 2 3 4
Odhadnuté fj z Ty 64,935 180,900 390,469 548,328 521,335
Odhadnuté fj zTh 64,957 180,832 390,510 548,390 521,271
Pocet a-Castic x; 5 6 7 8 Y
Odhadnuté fj zTy | 397,107 266,258 157,585 81,082 2608
Odhadnuté fj z Ty | 397,085 266,290 157,588 81,076 2608
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Na nasledujicim obrazku jsou namérené a odhadnuté cetnosti.

600

500

400

B Naméfené fetnosti
mCetnostiz T1
mCetnostiz T2

300

200

100 4

0 1 2 3 4 5 6 7 8

2 kritérium ma hodnotu 8,274582276 pro T} a 8,307665297 pro T.
F-T kritérium m4 hodnotu 8,273830826 pro 7} a 8,305966765 pro Tb.

Kvantil chi-kvadrat rozdéleni pro o = 0.05 a 4 stupné volnosti mé hodnotu 9,487729037.
Obé kritéria jsou mensi, nez chi-kvadrat kvantil, tudiz je odhad vhodny. Navic jsou pro
obé pseudokvazinormy témér stejné.

7 tabulky a grafu lze vidét, ze odhady pomoci T7 a T3 jsou témér totozné. Toto je
zptsobeno hlavné vysokou hodnotou n a asymptotickym charakterem pseudokvazinorem.

Nyni si ukazme chovani pseudokvazinorem s podstatné mensim n.

Priklad 2

Hodnoty v nasledujici tabulce udavaji sitku fezu elektroerozivni dratovou fezackou.
Hodnoty jsou z ptivodniho souboru roztiidény do péti tiid.

stied tiidy z 0,345 0,355 0,365
cetnost f; 6 14 9

stied tiidy z 0,375 0,385 D)
cetnost f; 3 1 33

Budeme hledat minimum pfi splnéni prvnich tii moment.

My=1, M, =0,3589697 a M, =0,128762697.
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Odhadnuté cetnosti pak vychazeji nasledovne:

sted tiidy a7 0,345 0,355 0,365
Getnost f; z Ty 6,476400634 12,89512541 9,485802155
detnost f; z Ty 6,425167733 13,01357887 9,434624628
stied tiidy a7 0,375 0,385 ¥
Getnost f; z T 3,388204188 0,754377618 33
Getnost f; z T 3,345558756 0,781070016 33

Na nasledujicim obrazku jsou namérené a odhadnuté cetnosti.

16

B Naméfené Eetnosti

m Cetnostiz T1

m Cetnostiz T2

0,345 0,355 0,365 0,375 0,387

x? kritérium ma hodnotu 0,279062551 pro 7} a 0,219983567 pro Tb.
F-T kritérium ma hodnotu 0,321428036 pro 7} a 0,269052639 pro T5.

Kvantil chi-kvadrat rozdéleni pro o = 0.05 a 2 stupné volnosti mé hodnotu 5,991464547.
Obé¢ kritéria jsou mensi, nez chi-kvadrat kvantil, tudiz je odhad vhodny. Vzhledem k
nizsim hodnotam kritérii by se mohla 75 povazovat za vhodnéjsi.

7 grafu a tabulky lze vidét, ze tentokrat uz jsou rozdily viditelné, i kdyz potrad velmi
malé.
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Priklad 3

Zde mame Cetnosti znamek resp. bodu z predmétu , Pokrocilé metody rozhodovani*
na fakulté podnikatelské VUT v Brné. Znadmka A odpovida 19 a 20 bodim, B odpovida
17 a 18, C odpovida 15 a 16, D odpovida a 14 bodtim, E odpovida 10 az 12. Znamku F
pro méné jak 10 bodu vyradime, jelikoz ma cetnost 0. Pro vypocet nahradime znamku

stfedem jejiho rozsahu bodi.

stied tiidy z 11 13,5 15,5
cetnost f; 13 26 43
stied tiidy 17,5 19,5 )
cetnost f; 17 3 102
Budeme Odhadovat ¢etnosti opét pii splnéni prvnich t¥i momenti.
My=1, M;=14,86764706 a M, = 225, 38480309.
Odhadnuté ¢etnosti pak pro 17 a T vychézeji
stied tiidy z 11 13,5 15,5
Cetnost fj z T} 10,13445522 34,59328356 37,010318
Cetnost fj z Th 10,11045472 34,63571876 37,04876577
stied tiidy z 17,5 19,5 )
Cetnost f] z T} 15,37807867 4,883864562 102
Cetnost fj z Th 15,27587959 4,92918115 102
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Na nasledujicim obrazku jsou namérené a odhadnuté cetnosti.

50

45

40

= W Naméfené Eetnosti

30

25 +

m Cetnostiz T1

20 +

15 1] .
w Cetnostiz T2
10 +

11 13,5 15,5 17,5 19,5

2 kritérium ma hodnotu 4,811979917 pro 7} a 4,884565449 pro T.
F-T kritérium m4 hodnotu 4,910936431 pro T} a 4,99063443 pro Tp.

Kvantil chi-kvadrat rozdéleni pro o = 0.05 a 2 stupné volnosti mé hodnotu 5,991464547.
Obé kritéria jsou mensi, nez chi-kvadrat kvantil, tudiz je odhad vhodny.

Priklad 4

Nasledujici tabulka uvadi pocet usmrcenych osob na tisic nehod na silnicich v roce
2013 zpusobenych danou vékovou kategorii.

Veék ridice 16 19 22,5 29,5
Pocet nehod 19,7 10,2 9,7 8,3
Veék ridice 39,5 49,5 59,5 70
Pocet nehod 8,6 7,3 9,9 12,9

Budeme hledat minimum pfi splnéni prvnich tii moment.

My =1, M, =36,54965358 a M, = 1736,980047.

Odhadnuté cetnosti pak pro 77 a T vychézeji
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Vék fidide 16 19 22,5 29,5

Cetnost fj zTh 15,90993174 13,28415871 11,19745805 8,787189976

Cetnost fj z T 15,92460374 13,27733568 11,18643783 8,78270262

Vék fidide 39,5 49,5 59,5 70

Cetnost fj z Ty 7,417212847 7,447913855 8,905134705 13,65100011

Cetnost fj z T 7,422325622 7,454400755 8,902464575 13,64972917

Na nasledujicim obrazku jsou namérené a odhadnuté cetnosti.

20

18

W POvodni fetnosti

mCetnost 2z T1
mCetnostiz T2

16 19 22,5 285 39,5 495 59,5 70

x? kritérium mé hodnotu 2,190195087 pro T} a 2,175370151 pro Tb.

F-T kritérium mé hodnotu 2,139559337 pro 7} a 2,125545304 pro T5.

Kvantil chi-kvadrat rozdéleni pro o = 0.05 a 5 stupnti volnosti mé hodnotu 11,07049775.
Priklad 5

Pocitacovou simulaci diskrétni nahodné veliciny X s Poissonovym rozdélenim prav-
dépodobnosti s parametrem A = 1,5 jsme ziskali statisticky soubor pozorovanych hod-
not x;,1,...,100. Po jeho roztfidéni a slouceni ptivodnich tfid s malymi cetnostmi pro
x; = 4,5,6 dostaneme roztiidény statisticky soubor, ktery je uveden v tabulce:

stied tridy z 0 1 2 3 5

cetnost f; 21 36 27 9 7
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Budeme hledat minimum pfi splnéni prvnich tii moment.

MOZ]_, M1:1,52 a M2:4

Odhadnuté cetnosti pak pro 77 a T vychézeji

stied tiidy 0 1 2 3 5

(v:etnostszTl 25,21385026 | 29,03547803 | 24,50280729 | 16,14020736 | 5,107657064

éetnostszTg 25,16899438 | 29,11372927 | 24,51841672 | 16,07243043 | 5,126429199

Na nasledujicim obrazku jsou namérené a odhadnuté cetnosti.

40

W POvodni fetnosti

mCetnostiz T1
m Cetnostiz T2

a 1 2 3 5

x? kritérium ma hodnotu 6,489092149 pro T} a 6,367386414 pro Tb.

F-T kritérium mé hodnotu 7,003201099 pro 73 a 6,870962999 pro 7T5.

Kvantil chi-kvadrat rozdéleni pro o = 0.05 a 3 stupné volnosti mé hodnotu 7,814727764.
Priklad 6

Sledovali jsme rozlozeni obyvatelstva ve vybrané méstské ¢asti (Obrazek 7.1). Ctvrt
byla pokryta soustfednymi ekvidistantnimi mezikruzimi a byl zjistén pocet obyvatel v jed-
notlivych mezikruzich. V nasledujici tabulce jsou zjisténé Cetnosti f; a 27 jsou poloméry
jednotlivych mezikruzi [14].

Odhadujeme rozdéleni pii splnéni prvnich péti momentt

My=1, M, =5,277591973, M, = 39,05016722,
M, = 353,09699 a M, = 3616, 053512.
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Obrazek 7.1: Méstska étvrt

i 0 2 4 6
fi 10 80 75 55
xl 8 10 12 14
fi 32 24 15 8
i 0 2 4 6
fizTi| 112,45001934 69,95017724 89,34002998 48,20651448
fizTy| 12,45943007 69,90187863 80,43487012 48,2174175
xl 8 10 12 14
fizTi|  30,65942049 24,13928707 17,00575774 7,158793658
fizTy| 3066400371 24,17857172 16,97954255 7,164285699

Odhady pomoci T} a T vypadaji nasledovné:
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Na nasledujicim obrazku jsou namérené a odhadnuté cetnosti.

100

W Naméfené fetnosti

m Cetnostiz T1
m Cetnostiz T2

x? kritérium ma hodnotu 5,553005615 pro 1} a 5,615948043 pro Tb.
F-T kritérium ma hodnotu 5,24949566 pro T a 5,649785266 pro T5.
Kvantil chi-kvadrat rozdéleni pro a = 0.05 a 3 stupnti volnosti ma hodnotu 7,814727764.
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8. Zavér

Diplomova prace se zabyva problematikou fitovani diskrétniho rozdéleni pravdépodob-
nosti pozorovanych ndhodnych veli¢in z jejich hodnot. Hlavnim cilem prace bylo rozsirit
doposud ziskané vysledky v dané oblasti, kterych dosahli doktoranti tistavu matematiky
FSI VUT v Brné. Slo o nalezeni novych kvazinorem diskrétniho rozdéleni pravdépodob-
nosti [3], [4], [6], pfi zachovani principu maximélniho neurcitého rozdéleni, které jesté
splnuje testovaci kritérium a soucasné vyhovuje zadanym momentovym podminkam, kon-
krétné pocatecnim momentim co nejmensiho stupné.

Vychazi se z malo znamého a v podstaté nepouzivaného testovaciho kritéria, jehoz
autory jsou Freeman a Tukey [17]. Ani po rozsahlé resersi se nepodafilo najit publikaci,
v niz by bylo dokazano, ze toto testové kritérium ma asymptotické chi-kvadrat rozdéleni.
Proto bylo toto tvrzeni v praci dokdzano. Dané kritérium lze chapat také jako miru vzda-
lenosti dvou diskrétnich rozdéleni pravdépodobnosti a to umoznuje vzit jej jako zobecnéni
f-divergence dvou rozdéleni. Tak byla definovana nova mira neurcitosti diskrétniho roz-
déleni pravdépodobnosti a nazvana jako pseudokvazinorma. Byly nalezeny jeji zakladni
vlastnosti a pro fitovani rozdéleni byla tato pseudokvazinorma aplikovana na konkrét-
nich prikladech. V praci je prokazana jeji pouzitelnost pro feseni konkrétnich tuloh, napf.
pouzitim fesice z Excelu v MS Windows.Bude vhodné se v budoucnu zabyvat dalsimi
vlastnostmi pseudokvazinormy a pripadné vyuzit zpétné uvedeny postup pro zobecnéni
pojmu kvazinormy.
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