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Abstrakt

Cielom tejto diplomovej prace je navrhnutf a implementovat systém na optické rozpoz-
navanie znakov v archivnych historickych dokumentov. V prvej Casti prace sa zaoberam
studiom problematiky optického rozpoznavania znakov a procesom spracovania vstupnych
dat. Dalej je opisand téma aktivneho ucenia a vyuzivanych metéd. Prehladdvam dostupné
rieSenia systémov pre rozpoznavanie rucne pisanych historickych dokumentov. Popisujem
architektiry neurénovych sieti vyuzivanych na rozpoznavanie textu. Vysledkom prace na-
vrh a nasledna implementécia systému pre rozpoznavanie textu, ktory umoznuje anotaciu,
doucovanie modelov a vyhladdvanie v zadznamoch.

Abstract

The aim of this Master’s thesis is to design and implement an OCR system for archival
historical documents containing handwriting text. The first part of the thesis deals with
the study of optical character recognition, the process of OCR pipepline. Then the topic
of active learning and its methods is described. The thesis reviews the available solutions
for recognition of handwritten historical documents. I further describe the neural network
architectures used for text detection. The thesis results in the design and subsequent imple-
mentation of system for text recognition of historical documents, enabling user annotation,
full-text search in annotation records.
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Uvod

Zijeme v dobe rozmachu digitalizicie. Informéacie st lahko pristupné cez internet. Avsak
spracovanie rucne pisaného textu je zlozity proces a to predovsetkym u historickych do-
kumentov. Vo vSeobecnosti plati, ze ¢im starsi dokument je, tym je horsie citatelnejsi.
Dévody sa lisia. V priebehu casu sa jazyk a pismo vyvija. Archivne dokumenty st horsie
pristupné pre bezné nahliadnutie. Preto st mnohé archivélie spracované aj do elektronickej
podoby. Objem takychto dat nie je mozné spracovat manudlne. Optické rozpoznavanie zna-
kov (optical character recognition, OCR) a rozpoznévanie rucne pisaného textu (handwritten
text recognition, HTR) umoznuje automaticky prevadzat naskenové dokumenty na strojovo
Citatelny digitdlny text. Z dévodu zlozitejsieho a finan¢ne naroc¢nejsieho procesu anotovania
sa rozSiruje vyuzivanie aktivneho ucenia (active learning) k dosiahnutiu najoptimalnejsich
vysledkov a znizeniu narokov na anotaciu.

Cielom tejto prace je vytvorenie systému pre digitalizaciu historickych archivnych doku-
mentov, umoznujuci detekciu a rozpoznanie pisma v skenoch dokumentov pomocou réznych
OCR systémov a poskytujici vyhladavanie v zdznamoch rozpoznanych prepisov. Uzivate-
lia budu mat k dispozicii anota¢né rozhranie pre upravu a pridanie detekovanych oblasti
pisma a korekciu prepisov rozpoznaného textu. Systém bude moduly vykonavajice OCR
s opravenymi anotaciami doucovaf.

Tato praca je rozdelend do 6 kapitol. V kapitole 1 je popisany proces optického rozpoz-
navania znakov, predstavené sucasné architektiry neurénovych sieti vyuzivane pre rozpoz-
navanie textu, analyzované dostupné systémy vykonavajice OCR a predstavené dostupné
datové sady historickych dokumentov obsahujice rucne pisane pismo. Kapitola 2 sa venuje
studiu aktivneho ucenia, variant a aplikécie aktivneho ucéenia pre tilohu OCR. Dalej kapi-
tola 3 obsahuje nidvrh modulového systému a opis jednotlivych ¢asti pre spravu, anotaciu
a rozpoznavanie textu v historickych archivnych dokumentoch. Kapitola 4 popisuje im-
plementaciu systému, vyhodnotenie tispesnosti OCR a zhodnotenie vypoctovej ndro¢nosti.
V kapitole 5 sumarizujem vysledky a navrhujem namety na dalsi vyvoj prace.



Kapitola 1

Optické rozpoznavanie znakov

V tejto kapitole sa opisuje proces optického rozpoznavania znakov, konkrétne oblast umelej
inteligencie, strojového ucenia, ktorého tlohou je rozpoznat znaky. Vstupné data si obrazky
rucne pisaného alebo tlaceného textu, ktoré si ziskané vytvorenim skenu dokumentu alebo
fotografiou scény kde sa text nachddza. Vystupom je digitalna textovd reprezentacia roz-
poznaného textu zo vstupnych dat. Dalej v kapitole je uvedens klasifikdcia OCR systémov.
Nésledne kapitola zahfna rozne typy architektir vyuzivané pre rozpoznavanie textu a ana-
lyzu dostupnych systémov. Kapitola uvadza zhrnutie datovych sdd vyuzivanych pre tlohy
rozpoznania rucne pisaného textu.

Snaha o optické rozpoznanie znakov zacala v polovici 20. storocia. V nasledujicich
desatrociach sa OCR rozsirilo do Sirsej verejnosti. Obchody, banky, nemocnice a iné sluzby
mali zdujem o urychlenie procesov a digitalizdciu dokumentov. Spoc¢iatku pri rozpoznévani
nastdvalo vela chyb a proces bol zdlhavy. Taktiez kvalita vytladeného textu bola nizsia, ¢o
bolo sp6sobené réznymi typmi fontov, kvalitou papiera, tlaciarnami a pod. Tieto dévody
viedli k vytvoreniu niekolkych §tandardov. Standardizovany bol papier, atrament a aj fonty
OCRA OCRB (vid obrazok 1.1). To prispelo k zlepSeniu automatizécie v procese optického
rozpoznania znakov textovych dokumentov.

OCR-A

ABCDEFGHIJKLMNOPQRSTUVWXYZ
abcdefghijklmnopgrstuvuxyz
123457890

OCR-B

ABCDEFGHIJKLMNOPQRSTUVWXYZ
abcdefghijklmnopgrstuvuxyz
1234567890

Obr. 1.1: Standardizované fonty OCR-A a OCR-B [44]

Zo zaciatku boli metdédy zaloZené na porovnavani znakov s predlohami vzorovych zna-
kov (template matching). Tento spdsob bol nepouzitelny pre vyuzitie rozpoznavania ruéne
pisaného textu. Nasledovali modely, ktoré boli schopné rozpoznavat rucne pisané znaky
z formularov. Tie mali Specifikované policka urcené pre osamostatnené rucéne pisané znaky.
Formulare boli sprevadzané pravidlami, ako ich vyplinovat, napr. velkym tlacenym pismom
a pod.



Vyskumu v oblasti optického rozpoznania znakov a ru¢ne pisaného textu venuju napri-
klad konferencie ICFHR' a ICDAR?. Sti¢asny stav optického rozpoznania znakov umoziuje
rozpoznavat tlaceny text s vybornymi vysledkami jednou chybou na sto znakov. Oblast sa
zameriava na rucne pisany text, historické dokumenty a rozpoznavanie textu v roéznom
prostredi (SPZ, napisy na budovéach), ktorjch vysledky st v porovnani horsie.

1.1 OCR systémy

OCR systémy klasifikujeme réznymi sposobmi. Zakladny rozdiel je zalozeny na type pisma,
ktoré sa ma rozpoznavat - pisané pismo rukou alebo vytlaceny text tlac¢iarnou. Rozpoznava-
nie ru¢ne pisaného pisma je zlozitejsia tloha. Jazyky maju réznu abecedu. Taktiez rukopis
sa meni v zavislosti od autora. Specifické je zapisovanie jednotlivych znakov, sklon pisma,
dodrziavanie riadkov a pod. Styl ru¢ne pisaného pisma sa vyvija s dobou. Dnesny kazdo-
denny rukopis je jednoduchsi, ako rukopis vytvoreny s atramentovym perom v minulych
storociach. Vytlaceny text ma v zdsade jednotny font. OCR systémy mozeme rozdelit aj
na zaklade toho, ¢i rozpoznévaju len jeden druh pisma alebo umoznuji rozpoznanie znakov
z rdznych fontov.

Rucne pisany text pomocou stylusu na obrazovku tabletu sa zaraduje do online rukopisu.
V tomto pripade je zvycCajne dostupnych viac informécii o fahoch - rychlosti, tlaku, pozicii.
Typicky je dosahovand vécsia miera uspesnosti pri rozpoznavani a rozpoznavanie prebieha
uz v procese pisania. Offline rukopis sa povazuje rozpoznanie uz napisaného textu na papieri
a nasledne oskenovaného skenerom. Takéto pozadie a sposob ziskania dat pridava Sum.

Viacsina state-of-the-art OCR HRT modelov sa spolieha na predspracovanie vstupného
obrazka, kedy sa segmentuju relevantné textové oblasti na paragrafy, riadky, slova ¢i znaky.
Problémomje segmentacia rukopisu. Pisany text je ¢astokrat nerovnomerny a nedodrziava
rovny riadok. Sucastou vstupnych dat mozu byt tiez netextové oblasti obsahujtce artefakty
vytvorené sumom, alebo iné netextové znaky. Spajanie segmentovanych oblasti moéze pri-
niest chybu do systému hlavne u jazykov, ktoré su pisané sprava dolava. Formatovanie a
odsadenie jednotlivych textovych oblasti sa v niektorych pripadoch zanedbéava.

1.2 Proces rozpoznavania znakov

Optické rozpoznavanie textu pozostava z niekolkych krokov (vid obrazok 1.2):
1. zber vstupnych dat - skeny dokumentov.
2. predspracovanie,
3. segmenticia,
4. extrakcia priznakov,
5. klasifikacia a rozpoznanie znakov,
6. vyhodnotenie uispesnosti optického rozpoznavania znakov,

7. nasledné spracovanie.

"https://icfhr2022.0org/
Zhttps://icdar2023.org/
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Obr. 1.2: Proces optického rozpoznania znakov

Zber vstupnych dat

Zber vstupnych dat - skeny dokumentov (image acquisition) je prvy krok pri tilohe optic-
kého rozpoznéavania znakov. Je to proces ziskavania dokumentov v ich digitalnej obrazovej
forme. Dokumenty su vyfotené kamerou, pripadne mobilom, alebo naskenované skenerom.
Fotografie vytvorené mobilom st odlisné v porovnani s profesionalnym skenerom. Typicky
je pritomné rozmazanie a nerovnomerné nasvietenie. V pripade historickych archivalii je
mozné vytvorit snimky pomocou multispektrilnej kamery s cielom zlepsit kvalitu vytvo-
renych snimkov [12]. V tomto kroku nenastdva ziadna dprava dat. Snahou je vytvorenie
konzistentnej sady jednotnych vstupnych dat. Dolezité je dodrzat jednotny postup aj pri
samotnom pouziti v praxy. Nespravny postup pri ziskavani dat moze poskytnuf nizku kva-
litu vstupnych dat. Je vhodné pouzif jednotné zariadenie ziskavania fotografii, dodrzat
jednotny sklon, nasvietenie, vzdialenost od dokumentu a pod.

Predspracovanie

Predspracovanie (preprocessing) je dalsim krokom v spracovani dét pre tlohu optického
rozpoznavania znakov ziskanych v predoslom kroku zberu vstupnych dat. Vytvorené data
mozu obsahovat informécie, ktoré nie st prinosné pri optickom rozpoznévani znakov. Vo faze
predspracovania nastdva Cistenie dat, ¢im sa zredukuje zlozitost a narocnost ich dalsieho
spracovania v nasledujicom procese. Cielom tprav je zlepsSenie ¢itatelnosti a odstranenie
chyb vzniknutych v predoslom kroku ziskania dat - oprava natocenia textu, odstranenie roz-
mazania, nerovhomerného nasvietenia a Sumu, normalizicia tahov pri pisani rukou. Roz-
poznanie textu s vhodne predspracovanymi datami moéze fungovat lepsSie, ale v pripade
vytvorenych kvalitnych obrazovych dokumentov mézu zbytoéné tpravy viest k zhorsenym
vysledkom.

Historické dokumenty maju ¢asto problém so degradaciou kvality. Medzi hlavné prob-
lémy (vid obrézok 1.3) patri pritomnost Smih, rézne pozadie, nerovnomerné osvetlenie,
skvrny sposobené zlym archivovanim (poskodenie vlhkostou), stopy od atramentu, rozpitie
atramentu na dalsiu stranu (bleed-through) [8].

Pri optickom rozpoznavani znakov v predspracovanie pozostdva z nasledovnych proce-
sov:

« Korekcia sklonu pisma a otocenie (slant and skew correction) - v zavislosti od
kvality vstupnych dat mézu byt dokumenty rézne natocené. Taktiez pri rukopise ne-
musia byt nutne dodrziavané riadky. Konzistentnost v jednotnom otoceni, zlepsuje
vysledky pocas procesu rozpoznavania textu. Uhol otoCenia dokumentu je odhadnuty
medzi horizontalnym smerom stranky a smerom riadkov. Nasledne je dokument oto-



(a) Heterogénna vyska znakov

(d) Bleed-through atramentu cez list papiera

(e) Fyzické poskodenie listu dokumentu

Obr. 1.3: Problémy historickych dokumentov; Matriénd kniha sig. M-16 7889, Matri¢na
kniha ACTAPUBLICA ¢.k. 5005, Matri¢na kniha SOA Litomerice sig. 1/3



¢eny o tento uhol. Vyuzivanymi metédami st najcastejsie Houghova transformécia®

alebo analyza hlavnych komponent (PCA).

o Prahovanie (thresholding, binarization) - snahou tohto kroku je oddelit znaky od
pozadia. Skeny si najcastejsie vyhotovené farebne. Pre spracovanie OCR nie je po-
trebné uchovat vsSetky farebné kandly, pretoze tieto informacie prispievaju ku kom-
plexnosti a velkosti vstupnych dat. Obrazky sa prevedd do odtienov sivej. Obrazok
nasledne tvori len jeden kandl, kedy pixely nadobtudaji hodnoty 0 az 255 (0 ¢ierna,
255 biela). Predpokladom je, ze odtiene Sedej patriace znakom a pozadiu sa znacne
odlisuju [35]. Metédy mézme rozdelit na lokdlne a globalne. Globalne pristupy hla-
daju jednu hodnotu trovne, ktord je vhodné pre aplikdciu prahovania celej stranky
dokumentu. Tento postup sa vyuziva hlavne pri predspracovani tlacenych dokumentov
z kancelarskeho prostredia. Lokalne metédy hladaji vhodnta hodnotu pre kazdy pixel
vstupného obrazka osobitne na zaklade susediacich pixelov. Tato metdéda je kompu-
tacne naroc¢nejsia, ale dosahuje lepsie vysledky pri nekonzistnom skene ¢i poskodenej
stranke. Typicky vyuzivanymi prahovacimi metédamy st Sauvola prahovanie [32] a
Otsu metdda [26]. Parametre metdd st nastavované v zavislosti od spracovavanej da-
tovej sady. Zvycajne vyladovanie zavisi od experimentalneho zhodnotenia. Vysledkom
prahovania je priradenie hodnoty 0 pixelom prisltchajicim pozadiu na zaklade hodndt
pod zvolenym prahom. Naopak hodnoty 255 st priradené pixelom obsahujicim text.
Hodnoty pixelov tak nadobiidaji len dve hodnoty. Efektom je redukovanie informaécii
pozadia a zvyraznenie textu.

o Odstranenie Sumu (noise removal) - naskenované dokumenty prirodzene obsahuji
uréitt mieru Sumu. V binarnych obriazkoch ma formu osamostatnenych zhlukov za-
Ciernenych pixelov, ktoré nie s sucastou textu. Tieto pixely by mali mat bielu farbu,
rovnako ako pozadie. Beznou technikou odstranovania Sumu je median filter[43], ktory
sa aplikuje na obrazok v odtienoch sedej.

e Morfologické tpravy pracuji s bindrnymi vstupnymi datami. Pixely s hodnotou
255 vstupného obréazka predstavuju popredie (text). Pixely s hodnotou 0 predstavuji
pozadie. Upravy vedd k odstraneniu Sumu a zjednoduseniu tvaru rukopisu. Zéklad-
nymi morfologickymi transformaciami su dilatacia, erézia a z nich si odvodené otvo-
renie, uzavretie [6] a dalsie. Operécia otvorenia, vyuziva kombindciu erézie nasledo-
vanu dilataciou. Umoznuje odstranit osamostatnené zhluky Sumu z popredia obrazka.
Uzavretie je operacia pozostdvajica dilatdciou nasledovanou eréziou. Objekty (text)
na vstupnom obrazku, ktoré si blizko seba zaceli. Vysledkom sii objekty so zaplne-
nymi dierami a vyhladenymi obrysmi. Pomocou tychto technik dokazeme vstupné
data zbavif znecistenia v podobe smih, machil a obnovit poskodené casti.

Segmentacia

Segmentacia (vid obrazok 1.4) je rozdelenie dokumentu na mensie ¢asti, regiény, ktoré si
spracovavané v dalsich krokoch OCR. Cielom je detekovat relevantné textové oblasti do-
kumentu a oddelit tak netextové oblasti, ktoré nie st zaujimavé pre proces rozpoznavania.
Segmentacia prebieha na viacerych drovniach. Prvou droviiou je extrakcia textovych ob-
lasti. Obrazkové casti a Sum su ignorované. Vysledkom je pole stradnic urcujice poziciu

3https://sk.wikipedia.org/wiki/Houghova_transformyC3%Alcia
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textovych oblasti vramci stranky. Nasledne textové odstavce si dekompozitované na jed-
notlivé riadky. Pozicia riadkov sa uvddza pomocou linky (baseline), na ktorej riadok lezi.
Nésledne sa urcuje vyska riadku. Kombinaciou informacii o linke a vysky riadku sa urci
polygén v ktorom je riadok obsiahnuty. V zavislosti od zvoleného pristupu OCR, segmen-
tované riadky mozu byt dalej rozdelené na slova a tie na osobitné znaky. Niektoré metody
OCR pristupuji k dokumentom s preskocenim kroku segmentécie (segmentation-free app-
roach). Avsak typicky rozpoznavanie prebieha na trovni segmentovanych riadkov, slov ¢i
znakov.

Pri segmentacii rucéne pisaného textu nastavaju problémy z dévodu kurzivy a prelinaju-
cich sa znakov. Nutnostou je krok predspracovania a tiprava otocenia segmentovanej oblasti
[7]. Pre segmentéciu je mozné vyuzit pristup s vyuzitim histogramu, stochasticky pristup
HMM* a iné.

(¢) Vyrez polygénov pre jednotlivé riadky (Pero OCR)

Obr. 1.4: Segmentacia dokumentu archivnej knihy ACTAPUBLICA ¢.k. 5005

Klasifikacia

Klasifikdcia a rozpoznanie znakov (clasification and recognition) sa povazuje za najzlozi-
tejsi krok. Cielom klasifikatoru obrazu textu je prevedenie obrazového vstupu na vystupni
textovi sekvenciu. Vyuzit mozeme klasifikdtory zalozené na uceni s ucitelom (supervised
learning). Ucenie prebieha pomocou dédtovej sady, obsahujicej anotované trénovacie déata

4Skryty Markovov model



vo forme vstupu a ocakavaného vystupu (target, ground truth). Dalsimi klasifikdtormi st
pristupy zaloZené na uceni bez uditela (unsupervised learning). Rozdiel v trénovacich da-
tach predstavuji neanotované vzorky dat. V pripade OCR klasifikované triedy predstavuja
jednotlivé alfanumerické znaky vopred danej abecedy spolu so symbolmi, ktoré je OCR
schopné rozpoznaft.

Vyhodnotenie tispesnosti optického rozpoznavania znakov

- Pre objektivne vyhodnotenie tspesnosti sa pouzivaju prevazne metriky Character Error
Rate - CER [22] a Word Error Rate - WER [45], ktoré vychadzaju z Levenstejnovej vzdia-
lenosti (Levenshtein distance) [19]. Tato metrika meria editaéni vzdialenost pre textové
sekvencie. Uvadza tri mozné jednoznakové editacné dpravy - pridanie znaku (insertions),
vypustenie znaku (deletions) alebo zdmenu znaku za iny (substitutions). Najmensi pocet
takychto operacii k prevedeniu jedného retazca na druhy udéava Levenstejnovu vzdialenost
medzi tymito dvoma refazcami. V zavislosti od upravy tak nastiva chyba nahradzania,
chyba vymazania a chyba vkladania. Kvocient medzi poc¢tom chyb a poc¢tom odhadov sa
nazyva chybovost (error rate).

STEAM STEAM  STEAM
STREAM JJTEAM  STEAL

(a) pridanie znaku (b) vypustenie znaku (¢) zdmena znaku za iny

Obr. 1.5: Upravy Levenstejnovej vzdialenosti [18]

Miera chybovosti znakov (Character error rate) metrikou vyuzivanou pri rozpozndvani
znakov zo vstupnych dat. Indikuje chybovost predikcii modelu na trovni znakov, ktoré mo-
del nerozpoznal spravne. Vypocet popisuje rovnica 1.1, kde S znaci pocet nahradeni inym
znakom, I znac¢i pocet operacii vlozenia znaku , D je pocet operacii vynechania znaku a N
je pocet vietkych znakov v referenénom texte. Cim vyssia je hodnota CER, tym viac sa 1isi
rozpoznany text od skuto¢ného textu. Perfektné skore je nula. V pripade, Ze je pocet chyb
vicsi ako dizka textu, sa v praxi uddva normalizovans CER. Podet operécii je vydeleny
suc¢tom vsetkych operacii a po¢tom spravne rozpoznanych znakov. Vysledkom je hodnota
v intervale 0-100%. Indikuje percenté znakov, ktoré OCR systém rozpoznal nespravne. Hod-
noty 1-2% normalizovaného CER dosahuji SOTA modely. Metrika CER avsak neumoziiuje
efektivne posudit, v akych konkrétnych pripadoch je OCR systém nedostatocny.

(§+D+1) (1.1)
N

Metrika miery chybovosti slov (WER) je vhodnejsia pre dlhsie nadvéizujice sekvencie.
Indikuje pocet slov textu, ktoré model nerozpoznal spravne. Vychadza z predpokladu, ze
rozpoznand sekvencia slov ma int dizku ako referencny prepis textu. Levenstejnova vzdia-
lenost sa aplikuje na trovni slov namiesto znakov. Vypocet popisuje rovnica 1.2, kde S,
udava pocet nahradeni slova inym slovom, ¢i chyba spésobend zmenou pismen, D,, pocet
vynechani slova, I, pocet vlozenych, nadbyto¢nych slov a N, celkovy pocet slov. Avsak
rovnako ako CER neumoznuje blizsie detaily o povode chyb.

CER =



Pri vypocte metrik sa zamena velkych a malych pismen typicky nepovazuje za chybu.
(Sw + Dy + 1)
Ny

V niektorych pripadoch sa vyuziva aj metrika Sentence error rate (SER). Této urcuje
pomer chybovosti na trovni sekvencii viet.

WER = (1.2)

Nasledné spracovanie

Poslednym krokom po rozpoznani textu moze byt nasledna uprava (postprocessing) rozpoz-
nanych slov na zaklade kontroly a detekcie chyb s cielom zlepsit presnost vysledkov a zlepsit
Citatelnost. Prikladom je uprava pravopisu alebo kontrola slov na zaklade dostupného slov-
nika (lexicon driven correction) [41]. Ak sa rozpoznané slovo nenachidza v slovniku je to
povazované za chybu a je nutna oprava. Dal$im pristupom je Gprava na ziklade kontextu
v akom sa slovo vyskytlo (context-based correction) [21], ktory spaja sémanticki aj gra-
maticki opravu. V pripade anglického jazyka, ak by OCR systém rozpoznal slovo "teh',
kontext vyskytu by mohol napovedat, Ze spravne jedna o urcity clen "the".

1.3 Existujiice OCR architektary

Optické rozpoznavanie znakov je oblast strojového ucenia. Rozpoznavanie rucne pisaného
textu je podoblastou OCR. Vzhladom na zlozitost tlohy rozpoznavania rukopisu sa vyskum
rozvija samostatne oproti vyvoju OCR.

V zaciatkoch OCR sa vyuzivali Hidden Markov Models (HMM) [1, 2]. Jedna z prvych
architektir vyuzivajiuca neurénové siete [17] rozpoznavala len jednoznakové ¢isla na da-
tovej sade MNIST. Vyuzivala konvoluéné neurénové siete a dramaticky zlepsila vysledky
predikcie.

V oblasti strojového ucenia dnes dominuju hlboké neurénové siete (Deep neural ne-
twork, DNN). V minulosti bola ich nevyhoda vo vypocetnej naro¢nosti kvdli velkosti ar-
chitektiry z dévodu poétu trénovanych parametrov. Dalfou nevyhodou bola nutnost fixnej
dizky vstupného aj vystupného vektoru. Priame pouzitie konvoluéngch neurénovy sieti tak
neumoznuje spracovanie sekvenénych dat. Vyuzitim rekurentnych neurénovych sieti [28] je
mozny pristup sequence-to-sequence, resp. seq2seq, kedy sa vstupnd sekvencia mapuje na va-
riabilnt vystupné sekvenciu. Prvé vyuzitie rekurentnych neurénovych sieti bolo aplikované
v architektire modelu MDLSTM s vyuzitim CTC chybovej funkcie [11] na rozpozndvanie
jednoriadkového horizontalneho textu v arabstine.

Skryty Markovov model

Skryty Markovov model (Hidden Markov Model, HMM) vychadza z Markovov modelu. Ob-
sahuje mnozinu stavov, z ktorych sa skladd, mnoziny symbolov, ktoré generuje, a mnoziny
prechodov medzi stavmi modelu.

Neurdénové siete

Neurdnova siet je algoritmus v strojovom uceni, vytvoreny na zaklade abstrakcie biologic-
kych neurénovych buniek (neurénov) fudského mozgu. Model je reprezentovany vypoctovym
grafom. Jeho jednotlivé uzly, perceptrony, predstavuju operatory. Neurénova siet spracuje
vstup podla jej vypocetného grafu a vypocita vystup, ktory ndsledne porovna so vstupnym
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vzorom. Porovnanym je ziskana chyba, na zdklade gradientného zostupu sa aktualizuja
vahy siete. Trénovanim neurdnovej siete dochadza k vhodnej zmene vih a tak aj priblizeniu
sa k vstupnym vzorom. Najcastejsie vyuzivanym pristupom je vyuzitie algoritmu spéatného
Sirenia chyby (backpropagation).

Trénovanie neurénovych sieti je experimentalny proces zalozeny na sktsenostiach vzhla-
dom na vykonavanu tlohu. Je potrebné zabezpecit, aby funkcia, ktoru siet aproximuje, ob-
sahovala dostatok uéiacich paramatrov (vah) a operatorov. Klucovd je taktiez trénovacia
datova sada s dostatoénym mnozstvom vzorov (dvojice vstup, vzor).

Konvoluéné neur6nové siete

Konvoluéné neurénové siete (CNN) st neurénové siete odvodené od matematickej linedrnej
operacie konvoldcie, ktord sa vyuziva v ich architektire. Predpokladaji spracovanie dat,
ktoré maji mriezkovy vzor. St navrhnuté s cielom extrakcie priznakov od najnizsich trovni
az po vysSie trovne. Sklada sa z:

o konvoluénej vrstvy,

o nelinearnej aktivacnej funkcie,

o zdruzovacie vrstvy (pooling layers),
e plne prepojenej vrstvy.

Konvoluénd vrstva a zdruzovacia vrstva vykonavaja extrakciu priznakov. Konvoluény
filter je postupne aplikovany na celom vstupe. Postuva sa podla urcenej velkosti a kroku.
Typicky prvé vrstvy konvolu¢nych neurénovych sieti obsahuji jednoduchsie filtre reagu-
juce na hrany. Vyssie vrstvy ziskavaju zo vstupnych dat detailnejsie informacie. Vysledkom
je aktiva¢na mapa. Prikladmi operacii vyuzivanych vramci pooling vrstiev st max pooling,
nachadza lokalne maximum, a average pooling, nachadza hodnoty lokdlnych priemerov. Ap-
likdciou pooling vrstvy sa zmensuje dimenzia vstupu. Poslednou vrstvou je plne prepojena
vrstva, ktord mapuje priznaky vo forme vektorov dimenzie jedna na vystup v zavislosti od
danej tlohy.

Rekurentné neurénové siete

Rekurentné neurénové siete (RNN) st vyuzivané predovsetkym v oblasti spracovania pri-
rodzeného jazyka (Natural Language Processing, NLP) a pri spracovani ¢asovych radov.
Vyhodou ich architektiry je spracovanie Iubovolnej dizky vstupu bez nutnosti zvacSovania
velkosti modelu a teda bez zvySovania poc¢tu trénovanych parametrov siete. Hlavnou mys-
lienkou rekurentnych neurénovych sieti je propagacia relevantnej informécie vzhladom na
kontext vyskytu. Informacie o kontexte sii podmienené smerom spracovania. Smer zlava do-
prava vyuziva informéaciu o predchadzajicich vstupoch a ich kontexte, smer zprava dolava
naopak.

Architektira RNN (vid obrazok 1.6) pozostava z udrziavania skrytého stavu (hidden
state), ktory reprezentuje pamét predoslych vstupov. Ten je aktualizovany v kazdom kroku
vypoctu. Vystup kazdej rekurentnej bunky je na vstupe dalSej rekurentnej bunky spolu so
vstupom.

Variantami vylepSujicimi zédkladné vanilla RNN st Long Short-Term memory (LSTM)
[13] a Gated Recurrent Unit (GRU) [5]. Upravuji modul rekurentnej bunky s cielom lep-
sieho naucenia sa dlhodobych stvislosti v datach. Rekurentné neuronové siete casto trpia
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problémom miznticeho gradientu (vanishing gradient), kedy sa vdhy siete stdvaju velmi
malé. Tento problém vedie k pomalému a neefektivnemu trénovaniu. Opac¢ny problém pri
trénovani je explodujuci gradientu (ezploding gradient). Oba problémy kompromituji pro-
ces trénovania.

® & & O ®
& SRS s s SR
S

Obr. 1.6: Rekurentna neurénova siet; Vystup h; je vypocitany v rekurentnej bunke A na
zéklade vstupu x; a predchédzajiceho skrytého stavu hy_1 [25]
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Transforméry

Architektara transformérov pozostava z dvoch casti - enkodér, dekodér. Enkodér kdduje
vstupni sekvencie do vnitornej reprezentacie priznakovych vektorov, ktora je nasledne
dekédovana dekodérom na vystupni sekvenciu. Trénovaci proces je riadeny datami. Jedna
sa o end-to-end pristup. Vyhodou vyuzitia transformerov namiesto samotnych RNN je
zvycajne dosiahnutie lepSej presnosti a umoznenie spracovania aj dlhsich retazcov.
Transforméry st Casto dopliiané mechanizmom pozornosti (attention) [42]. Model pri-
klada vacsiu vahu relevantnym castiam vo vnutornych reprezentaciach vstupnych datach.

Konvoluéné rekurentné neurénové siete

CRNN (Convolutional Recurrent Neural Network) [37] - Architektira kombinuje jedny
z dvoch najrozsirenejsich neurénovych sieti - konvoluéné neurénové siete (convolutional ne-
ural network, CNN) nasledované rekurentnou neurénovou sietou (recurrent neural network,
RNN). Sklada sa z troch hlavnych casti (vid obrazok 1.7):

e konvoluc¢né vrstiev,
e rekurentné vrstiev,
o transkripénej vrstvy.

Na vstupe modelu je obrazok segmentovaného textu (vysek slova, pripadne riadku)
upraveny na fixnt vysku. Dalej je spracovany konvoluénymi vrstvami. Tie st zaloZzené na
Very Deep Convolutional Networks (VGG) [39]. Vystupom je konvoluénd mapa priznakov.
Nasledujicou c¢astou modelu st rekurentné vrstvy reprezentované zvic¢sa obojsmernymi
rekurentnymi neurénovymi sietami. Ulohou transkripénej vrstvy je klasifikdcia priznakov na
vystupni sekvenciu. Uréi pravdepodobnostné rozlozenie tried (znakov urc¢enej abecedy) pre
vektory priznakov. Cast pozostava z plne prepojenych vrstiev s aplikovanymi nelinedrnymi
aktivaénymi funkciami. Vystupom je vektor predikcif pre dany vstup s dimenziami o dizke
predikovanej sekvencie a vstupnej abecedy.
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Obr. 1.7: Architektira CRNN [37]
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Chybova funkcia CTC

CTC (Connectionist Temporal Classification) [10] je objektivna funkcia aplikovand pre kla-
sifikdciu sekvenénych dat, kde je zarovnanie medzi sekvenciami narocné. Typicky vstupné
data neobsahuju spravne zarovnanie jednotlivych znakov na horizontalnej pozicii na ob-
razku. Dalsim problémom méze byt aj rozdielna dizka vstupnych a vystupnych sekvencif.
Vyuzitie CTC umoznuje trénovanie bez informacie o pozicii znakov na obrazku. Cielom fun-
kcie je maximalizovat ohodnotenie postupnosti vystupnej sekvencie pre vstupnu sekvenciu.

Pre trénovanie CRNN je vyuzitd CTC stratova funkcia (CTC loss function). Na vstupe
je matica dimenzie T' x C, kde T je pocet buniek, na ktorych bol rozdeleny vstupny vyrez
a C je pocet znakov abecedy rozsirenej o prazdny znak (blank). Abeceda uréuje mnozinu
znakov, ktort dokaze model rozpoznat. Na maticu je aplikovana funkcia softmaz. Kazda
cast vyrezu obsahuje hodnoty v intervale 0 — 1. Suma hodnét pre kazdy vyrez je rovna 1.
Pre vSetky bunky vyrezu nalezi jeden vektor hodnot z matice. Jednotlivé hodnoty vektoru
predstavuju pravdepodobnost, ze dand cast vyrezu obsahuje jednotlivy znak abecedy. Pre
hodnotu 1 vyplyva istota vyskytu, pre hodnotu 0 naopak neistota.

Pri inferencii sa matica vystupu dekéduje. Najjednoduchsim spésobom dekédovania ma-
tice je zvolenie najpravdepodobnejsieho prepisu. NajlepSia cesta sa vyhodnocuje na zdklade
najvicsej pravdepodobnosti znaku. Znaky s triedou blank a duplicitné znaky st odstranené
z vyslednej sekvencie. Ak sa znak blank nachddza medzi dvoma zhodnymi znakmi, tieto
dva znaky si dekddované ako dva rovnaké znaky vedla seba. Ak nasleduju dva identické
znaky za sebou, st dekédované len ako jeden naleziaci znak.

¢ fp Vstupny obrazok
/ | rozdeleny na Casti

0 |0.01/0.04{0.05/0.16]0.01

1 ]0.40|0.00/0.00|0.00|0.00

Pravdepodobnostna matica
CTC

7 10.29]0.00(0.02]0.02]0.00

8 |0.00/0.35/0.24| 0.1 |0.00

blank|0.02]0.01|0.16| 0.1 | 0.3

ll1 880 "

Obr. 1.8: CTC dekdédovanie sekvencie
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1.4 Existujice nastroje rieSenia OCR

Najrozsirenejsim nistrojom vyuzivanym na rieSenie OCR je TesseractOCR’. Tento na-
stroj dokaze rozpoznat 116 jazykov. Zameriava sa hlavne na rozpoznavanie tlaceného pisma.
Umoznuje dotrénovanie modelu. V zac¢iatkoch bol vyvijany firmou Hewlett-Packard, neskor
firmou Google [40]. T4 jeho vyvoj ukonéila. Dnes je projekt Tesseract OCR vedeny univer-
zitou Mannheim. Tesseract OCR vyuziva architektiru s LSTM rekurentnymi neurénovymi
siefami, ktoré zlepsili presnost rozpoznavaného textu. Hlavnou vyhodou tohto nastroja je
jeho volné vyuzitie a podpora mnozstva jazykov.

Menej robustnymi nastrojmi si paddleOCR’, EasyOCR’. Vyuzitie PaddleOCR je
mozné aj na mobilnych zariadeniach.

Nastroj Kraken®, vychadzajtci z kniznice OCRopus”, priamo pontika modely uréené
na spracovanie a rozpoznavanie ru¢ne pisanych historickych dokumentov.

Komeréne poskytovanou platformou na rozpoznavanie textu je Transkribus'’ [23].
Platforma vznikla pod projektom READ (Recognition and Enrichment of Archival Do-
cuments). Zameriava sa predovsetkym na historické dokumenty s tlacenym ale aj rucne
pisanym textom. Umoznuje trénovanie vlastnych inStancii modelov a vyhladavanie v do-
kumentoch s podporou 30 jazykov. Poskytované verejné modely st vytvorené pomocou
open-source nastroja PyLaia''. Na obrazku 1.9 je ukézka detekcie a rozpoznania textu
v rucne pisanom dokumente pomocou platformy Transkribus.
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Obr. 1.9: Platforma Transkribus; Ukazka detekcie a rozpoznania textu kroniky archivu
MZA, ¢. knihy 5005

Niéstroj Cloud Vision API od Google pontika REST API OCR systém. Dosahuje
vysoku presnost, avSsak nemé volInu licenciu. Kazdy dotaz je plateny a preto je jeho vyuzite
pre enormné mnozstvo archivnych dokumentov nevhodné.

1.5 Datové sady

V nasledujucej sekcii st popisané vyuzivané datové sady vyuzivané pri tlohe optického
rozpoznavania znakov. Uvadzané datové sady si anotované ru¢ne pisané dokumenty. Nie-

“https://github.com/tesseract-ocr/tesseract
Shttps://github.com/PaddlePaddle/Padd1e0CR
"https://github.com/JaidedAI/Easy0CR
Shttps://kraken.re/
“https://github.com/ocropus/ocropy
Dhttps://readcoop.eu/transkribus/
"https://github.com/jpuigcerver/Pylaia
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ktoré predstavuja historické dokumenty, ktoré st vhodné hlavne pri vyuziti v konkrétnom
rieSen{ archivnych dokumentov. Kvalitnych datovych siad je v porovnani s inymi problema-
tikami strojového ucenia pomerne malo. Plati, ze ¢im starsi dokument, tym menej Tudi je
schopnych ho ¢itat a tak aj anotovaf. Transkript je typicky ulozeny v textovych siboroch
s priponou txt, ktoré obsahuji len text alebo ulozeny vo formate XML, ktory obsahuje
text a aj segmentovani oblast, v ktorej sa prepis nachadza.

Datové sady typicky obsahuju obriazkové subory a textové subory. Kazdy obrizok ma
anotované polygony segmentovanych oblasti spolu s prislichajicim prepisom (ground truth).

Datova sada Bentham RO

Bentham RO [31] - ddtova sada vytvorend projektom Transcribe Bentham. Kolekcia ob-
razkov je vytvorend z diel filozofa Jeremy Bentham (1748-1832) pojednavajic o prave a
moralnej filozofii v anglickom jazyku. Tvori ju 443 fotografii stranok, ktoré dokopy obsa-
huji 11473 anotovanych regiénov textovych oblasti riadkov spolu s ich prepisom textu.
Obsahuje rozdelenie na trénovaciu, validaciu a testovaciu sadu. Tabulka 1.1 sumarizuje
informéacie o datovej sade.

Pocet ‘ Trénovacia sada Validaéna sada Testovacia sada ‘ Celkom

Strany 350 50 33 433
Riadky 9198 1415 860 11473
Znaky 86 86 86 86

Tabulka 1.1: Prehlad rozdelenia dat datovej sady Bentham RO
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Obr. 1.10: Ukazka datovej sady Bentham RO

Datova sada IAM

IAM [20] - korpus obsahuje 1539 oskenovanych stranok rucne pisaného textu od 657 roz-
nych pisatelov v anglickom jazyku. K dispozicii je 5685 viet na 13353 segmentovanych riad-
koch. Sucastou dat je aj prepis textu. Jazykom textu je angli¢tina. Datova sada neobsahuje
odporucané rozdelenie na trénovaciu a testovaciu datovi sadu.
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Senator Allen Ellender, of Louisiana, sparked off the opposition by telling a television
audience it was ” current Washington gossip” that Weaver once had Communist affilia-
tions. The Senate Banking Committee, which is headed by another Southern Senator
- Willis Robertson, of Virginia - met today in closed session to discuss Weaver’s ap-
pointment. Senator Robertson later disclosed he had sent a letter to Mr. Kennedy
saying he had received several complaints about Weaver’s loyalty.
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Obr. 1.11: Ukéazka datovej sady IAM

Datova sada Digital Peter

Digital Peter [27] je datova sada tvorend 9694 obrazkami vytvorenych oskenovanim ruko-
pisu (1709-1713) Peter the Great v rustine. Oblast riadkov spolu s jednotlivymi prepismi
je k dispozicii spolu s rozdelenim datovej sady na trénovaciu, testovaciu a valida¢nu.
Datova sada Saint gall

Saint gall [9] obsahuje 60 strdn, 1410 textovych riadkov. Text je pisany v latinc¢ine a datuje
sa do 9. storocia. Rukopis je vytvoreny len jedinym pisatelom.

Datova sada HKR

HKR [24] je databaza rucne pisaného kazasského a ruského jazyka. VAcSina prepisov je
v ruskom jazyku. Data maji formu ruéne vypisanych 1400 formulérov.

Datova sada Parzival

Parzival Database je zbierka dokumentov z 13. storoc¢ia. Obsahuje 47 rucne pisanych
stranok od 3 réznych pisatelov. Jazykom rukopisu je stredoveka nemcina.

Datova sada HJDataset

HJDataset [36] - ddtova sada tvorend japonskymi historickymi dokumentami obsahujiica
2100 oskenovanych stranok a 250000 anotovanych segmentovanych textovych oblasti.

1.6 Vypoctova narocnost modelov strojového ucenia
Posudzovanie vypoctovej narocnosti je dolezitym aspektom pri trénovani modelov strojo-

vého ucenia. Vo vSeobecnosti postdenie vypoctovej naro¢nosti vyzaduje komplexné zohlad-
nenie viacerych kritérii. Mnozstvo potrebnych vypoctov zavisi od zlozitosti modelu, velkosti
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spracovavanych udajov a hardvérovych moznosti prostredia pouzitého na trénovanie a in-
ferenciu. Uvedené faktory ovplyvinuji informované rozhodnutia o optimalizacii modelov a
vyuzitie hardvéru na dosiahnutie optiméalneho vykonu.

Vypocétova narocnost trénovania (vid obrazok 1.12a) a inferencie modelu (vid obréazok
1.12b) je ¢iastofne rozdielna. Inferencia nastava po az po natrénovani modelu. V oboch
pripadoch je nutné, aby bol model na¢itany v paméti zariadenia. Rovnako v oboch pripa-
doch nastéva dopredny prechod vypocetnym grafom modelu. Dalej sa pri trénovani porovna
vystup modelu s o¢akdvanym vzorom. Chyba medzi predpovedanym a skutocnym vystu-
pom sa spatne $iri modelom (Backpropagation) s pouzitim retazového pravidla na vypocet
gradientov.

Pri trénovani modelu je beznou metrikou na postudenie pocet trénovatelnych parametrov
v modely. Cim viac parametrov model ma, tym viac vypoctov je nutné vykonavat pri
jeho trénovani. Vrstvy predstavujice aktivacné funkcie, Dropout, Batch normalizacia a
zdruzovacie vsrtvy nezvac¢suju model, pretoze nemaji trénovatelné parametre. Réznorodost
architekttr a algoritmov ucenia poskytuje rozne kompromisy medzi vypoctovou zlozitostou,
mnozstvom dat potrebnych na natrénovanie modelu a vykonom. Architektira konvolucénej
neurdnovej siete na klasifikdciu obrazkov typicky obsahuje viac parametrov ako jednoduchsi
model logistickej regresie. Casova zlozitost logistickej regresie po¢as trénovania je timerna
poctu vstupnych priznakov m a poc¢tu trénovanych vzoriek n - O(nxm). Priestorova zlozitost
logistickej regresie je O(m). Casova zlozitost logistickej regresie pocas predikcie je O(m) [16].
Trénovanie a aj inferencia CNN je naroc¢nejsia. Popularny jazykovy model GPT-3, ktory je
stcastou nastroja ChatGPT'?, ma 175 miliard parametrov. Na jeho uloZenie je potrebnych
800GB tloziska [3].

Dalsim tdajom pri uréovani naro¢nosti zohrava velkost tdajov. Vicsie data vyzaduji
vidsie pamitové naroky, viac vypoctov. Cas trénovania sa tak priamo dmerne zvysuje.

Trénovaci ¢as jednej epochy resp. celkovy ¢as potrebny na natrénovanie modelu sluzi ako
dalsi indikator naroc¢nosti. DIhsi ¢as naznacuje vac¢siu vypoctovia narocnost. Na natrénovanie
modelu je typicky nutny opakovany prechod trénovacou datovou sadou. Pocet epoch urcuje
pocet prechodov. Kratsi ¢as moéze naznacovat, ze model je menej zlozity, alebo ze vyuzivany
hardvér je vykonny.

Rozdelenie datovej sady na davky vzoriek ovplyvinuje pocet iterdcii na jednu epochu.
Velkost davky urcuje kolko vzoriek model spraciva naraz. Pocet vzoriek pouzitych v kazdej
davke pocas trénovania ovplyvnuje trénovaci ¢as. Mensie velkosti davok znizuju poziadavky
na pamét hardvéru, ale mozu prispiet k prediZzeniu trénovania. Zatial ¢o vicsie velkosti
davok moézu urychlit trénovanie, ale vyzaduju viac paméte.

Metrika FLOPs (Floating-Point Operations Per Second) meria pocet matematickych
operacii s pohyblivou radovou ¢iarkou ako s¢itanie a nasobenie, ktorti vypoctovy stroj moze
vykonat za jednu sekundu. Pouziva sa na porovnanie vykonu réznych platforiem. Pocet
nutnych FLOP pre model pocas trénovania je uréeny poctom vrstiev v modely, velkostou
kazdej vrstvy, po¢tom a velkostou tréningovych vzoriek.

Typ hardvéru vyuzitého na trénovanie ovplyviiuje rychlost vykonavania vypoctov. Spe-
cializovany hardvér, ako jednotky TPU (Tensor Processing Units) mozu dalej akcelerovat
trénovanie deep modelov. Architektira TPU je navrhnuté na efektivne vykonavanie opera-
cii ndsobenia matic a dalsich operacii linearnej algebry a trénovanie je ovela rychlejsie ako
tradi¢né CPU alebo GPU.

2https://chat.openai.com/
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(a) Trénovanie; Na zaciatku je nenatrénovany model, ktory sa iterativne uéi z poskytovanych
dat. Vstupné data st spracované doprednym prechodom cez model. Vystupom modelu je pre-
dikcia, ktord sa porovna s ocakdvanym vysledkom pouzitim stratovej funkcie. Chyba medzi
predpovedanym a skuto¢nym vystupom sa spétne siri model, pricom sa upravuju vahy modelu
tak, aby sa chyba minimalizovala. Vysledkom procesu trénovania je optimalizovany model na
danej tlohe.

» macka

(b) Inferencia; Optimalizovany model na tlohu vykondva naucent schopnost predikcie na no-
vych datach doprednym prechodom modelu.

Obr. 1.12: Proces trénovania a inferencie
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Inferencia modelu je menej vypoctovo naro¢na a rychlejsia hlavne z dévodu, ze nedocha-
dza k ziadnemu spatnému sireniu chyby, ¢o sa vyzaduje pocas trénovania. Vahy modelu pri
predikovani na vzorkéch si fixné (zamrazené). Pri trénovani sa moézu vyuzit augmentacéné
techniky na vstupnych datach. Nahodné orezdvanie, otacanie a pridavanie Sumu zvysSuje
naroc¢nost v kroku predspracovania dat. Tieto tikony sa nevykonavaji na testovacej datovej
sade. Suhrne povedané, pri inferencii je vypoctova naroc¢nost uréend zlozitostou modelu a
velkostou vstupnych tdajov.
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Kapitola 2

Aktivne ucenie

Typicky proces ucenia algoritmov strojového ucenia s ucitelom je pasivny, bez zasahov.
Uceny algoritmus dostava na vstupe postupne nahodny vyber vzoriek. V situaciach, kedy
je dostupné velké mnoZstvo neanotovanych dét a anotécia zdlhavy proces je vyuzitie aktiv-
neho ucenia (active learning, query learning, optimal experimental design) vyhodné. Jedna
sa o formu interaktivneho ucenia s ucitelom. Snahou je anoticia dat optiméalnym sposo-
bom a vyuzitie Tudského usilia na maximum. Uzivatelovi si pontkané vzorky, ktoré ma
anotovat. Priorizuje sa predkladanie dat, ktoré maji najvacsi vplyv na trénovanie modelu.
Uzivatel, ¢lovek, ktory anotuje poskytnuté data sa nazyva ucitel alebo oracle. Data su
pontkané jednotlivo alebo po dévkach (batches). Cielom takéhoto procesu je, aby uceny
algoritmus dosiahol rovnaké az lepsie vysledky s mensim usilim, pripadne kratsou dobou
ucenia. Skratenie fazy ziskavania anotacii a ucenia Setri zdroje a aj ¢as [29, 33].

Téato podoblast strojového ucenia umelej inteligencie je vyuzivana v mnohych podoblas-
tiach spracovania jazyka (rozpozndvania reci), extrakcie informécii a dalsich klasifikaénych
tlohéch.

2.1 Varianty aktivneho ucenia

Pri aktivnom uceni nastavaju 3 scenare:

Pool-Based sampling (vid obrazok 2.1) je najrozsirenejsim pripadom aktivneho ucenia.
Vstupna mnozina dat U obsahuje velké mmnozstvo neanotovanych vzoriek a malé mnoz-
stvo anotovanych dat. Model je natrénovany s touto mnozinou anotovanych dat L. Cela
mnozina neanotovanych dat je ohodnotena na zdklade stratégie. Uzivatelovi tak moézu byt
predkladané vzory, kde si je udiaci sa model najmenej isty (greedy pristup). Tieto data
maju najviac¢siu mieru informativnosti pre uc¢eny model.

Dotaz na Anotacia
Vyber vzoriek ‘E} anotaciu vzorku -
Uceny

Mnozina model oracle
neanotovanych

dat

MnozZina
anotovanych dat

Obr. 2.1: Pool-Based sampling
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Syntéza dotazov o prislusnosti (Membership Query Synthesis) je variantou aktivneho
ucenia, kedy model vygeneruje (syntetizuje) vzorku z danej distribticie vstupnej mnoziny
dat (vid obrazok 2.2). Model sa dotazuje ucitelovi o aki prislusnost triedy vzorku sa jedn4.
Prikladom moze byt snimka é&slice, ktord bola ziskans vyrezanim Casti obrazka. Ulohou
uzivatela je urcit aka to je ¢islica. Tento scenar nastava pri tilohach regresie. Pri vygenero-
vanych novych datach modelom, nie ¢lovekom, méze nastat tvorenie nezmyslov. Napriklad
ak by boli vytvarané obrazky, ktoré neobsahuju ¢islicu, ale len umelé hybridné znaky bez
sémantického vyznamu. Pre anotatora st takéto vzorky problematicky rozpoznatelné.

Syntéza Dotaz na Anotacia
anotaciu vzorku
vzorku >

Uceny
model
oracle Mnozina

anotovanych dat
Obr. 2.2: Membership Query Synthesis

Poslednou rozlisovanou variantou aktivneho ucenia je selektivny vyber vzoriek z toku
dat (Stream-Based Selective Sampling, sequential active learning). Predpoklada jednoduché
ziskavanie novych neanotovanych dat. Model vygeneruje novy datovy vzorok a ohodnot{ ho
(vid obrézok 2.3). Ak by bola anotécia tohto vzorku prinosna pre u¢enie modelu, nasleduje
vyzva uzivatela k anotacii. Inak urc¢i prislusnost triedy sdm model alebo sa vzorok zahodi.
Rozhodnutie o zahodeni urcuje zvolend stratégia. Rozdiel medzi selektivnym vyberom dat
od pool-based vzorkovania je to, ze sa pracuje len s jednou vzorkou v danom case, ktora
sa ohodnoti. Tento scenar je vhodnejsi vyuzit v situaciach, kedy vypocetné zdroje alebo
pamét na ohodnotenie celej ddtovej sady je obmedzend (napr. pri mobilnych zariadeniach).

Anotacia

Dotaz na vzorku
anotéaciu
Viyber vzorku i
y Rozhodnutle' [¢) oracle Mnozina
dotazovani Y :
anotovanych dat
Uceny Zahodenie
model vzorky

Obr. 2.3: Stream-Based Selective Sampling

2.2 Stratégie skérovania pri aktivnom uceni

Vsetky stratégie zahrnuji hodnotenie informovanosti funkciu ¢(z) neoznacenych dat z. Cim
vyss$iu hodnotu nadobuda, tym je vstup vhodnejsi pre vyber na anoticiu. Existuje mnoho
navrhovanych sp6sobov stratégie:

o Neistota (Least Confidence - LC, Uncerain Sampling) - Jedné sa o najjednoduchsiu

stratégiu. Stratégiu je mozné vyuzit pre modely, ktoré st schopné ohodnotit istotu
rozhodnutia vystupu. Datam z neanotovanej mnoziny model odhadne naleziace triedy.
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Pravdepodobnost, o aka triedu sa jednd, urcuje skore pre tuto stratégiu. Data su
zoradené od najmensieho skore po najvicsie. Anotatorovi su prioritne predkladané
data, kde si je model najmenej isty.

Jednoduchou aplikaciou stratégie je model binarnej klasifikacie. Logisticky model roz-
hoduje o linedrnom priestore oddelujicom dve triedy, typicky priamka, ¢i n-rozmerna
plocha. Vystupom klasifikdtoru s aplikovanou aktivacnou funkciou Sigmoid je ¢islo
v rozmedzi 0-1. V pripade, ze vystup F(x) pre vzor x je mensi ako 0.5 sa jednd
o jednu triedu. Pre hodnoty vicsie a rovné ako 0.5 sa vstup x povazuje za druhi
triedu. Na zaklade stratégie neistoty vyberame také vzorky z neanotovanych vstup-
nych dat, ktoré st najblizsie od rozhodovacej hranice. Model je si najmenej isty pre
hodnoty bliziace sa k 0.5. Pre zlozitejSie modely stratégia funguje obdobne.

. © *
A 4 .

Obr. 2.4: Priestor vstupnych dét dvoch tried (¢ervend a modra) s deliacou hranicou uréenou
bindrnym klasifikatorom; Priehladnost urc¢uje neistotu rozhodnutia triedy podla modelu

p(2)!C =1 - P(y = cx|z) (2.1)

o Nezhoda (Query-By-Committee) [34] - Stratégia pozostéva zo zahrnutia komisie do
vyberu dat. Komisia je tvorenda z viacerych natrénovanych modelov z dostupnej tré-
novacej anotovanej datovej sady. Kazdy clen komisie vybera vhodného kandidata
nezavisle - najinformovanejsi vzorok. Déata, na ktorych sa komisia zhodne najmenej,
st zvolené na anotaciu. Velkost typickej komisie zac¢ina na 2 az 3 ¢lenoch. Typy mo-
delov vyuzité v komisii nemusia byt rovnaké. Ak je komisia tvorend jednym typom
modelu tak sa ¢lenovia liSia inymi konfigurovatelnymi hypermarametrami. Najcastej-
Sie vyuzivanymi metédami si Support Vector Machines (SVM), logisticka regresia,
nahodné lesy a Naive Bayes klasifikator. Takyto spdsob trénovania sa nazyva an-
samblové ucenie (ensemble learning) vyuzivajice metédy boosting a bagging. Dalsim
spdsobom ucenia komisie je trénovanie jednotlivych ¢lenov na rozdielnej podmnozine
trénovacich dat.

o Odhad zmeny modelu (Ezpected Model Change, Expected Gradient Length) Prida-
nie nového vzorku do trénovacej mnoziny a nasledné trénovanie modelu ovplyviuje
zmenu modelu. Miera tejto zmeny ocCakava zlepsenie vykonnosti modulu. Preto je
neziaduci vyber dat k anotécii, ktoré neovplyvnia u¢eny model. Pristup vybera taka
vzorku z trénovacej mnoziny dat, ktorda by priniesla najvicsiu zmenu do aktualneho
modelu, ak by sme poznali jej oznacenie (label). Ako nézov oznacuje, stratégia rozho-
dovania vyberu dat je vyuzivand pri modeloch optimalizovanych na zdklade gradientu.
Vybrana vzorka by mala viest k najviacsiemu gradientu. Tento pristup skérovania je
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vypocetne zlozitejsi. Ohodnotenie datovej sady sa vzdy vztahuje ku aktualnemu stavu
modelu.

EGL Z P

yeN

| x;0)||VL(LU (x,¥);0)] (2.2)

e Odhad znizenia chyby (Ezpected Error Reduction) - Odhad znizenia chyby je este
vypocetne naroc¢nejsi ako predosle zmieneny odhad zmeny modelu. Zameriava sa na

meranie toho, o kolko sa pravdepodobne znizi jeho chyba generalizacie.

e Znizovanie odchylky Vzhladom na niakladnost odhadu zmeny modelu a odhadu
znizenia chyby mdzeme chybu zovSeobecnovania znizit nepriamo minimalizaciou vy-
stupného rozptylu. Vhodnym vyuzitim st pripady kedy si data zasumené a rozptyl
odhadu je vysoky.

e Prehladavanie priestoru vstupu Oproti predchadzajicim pristupom sa metdda
prehladavania priestoru vstupu zameriava na cely vstupny priestor, a nie len na jed-
notlivé pripady. V pripade vyuzitia neistoty, vyberame vzorky blizko rozhodovacej
hranice. Pristup odhadu zmeny modelu moze vyberat podobné vzorky a dopytovat sa
tak na anotaciou odlahlych hodnét, pretoze sa ocakava vyznamnd zmena v modely.
Avsak nevyberame nutne vzorky, ktoré si reprezentativne pre ostatné data distri-
bucie. Znalost distribiicie vstupnych dat moze viest k presnosti odhadov tdajov ako
celku (vid obrdzok 2.5). Podobnym pristupom je explicitné modelovanie rozdelenia
vstupov pocas vyberu.
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Obr. 2.5: Binarny klasifikdtor s rozhodovacou hranicou; Zafarbené kruhy si anotované
vzorky a biele kruhy si neanotované vzorky; Pri ohodnoteni na ziklade neistoty by bol
zvoleny vzorok A kvoli pozicii na rozhodovacej hranici. AvSak vyber vzoriek B alebo C by
viedlo k viac informéciam o distribicii dat.

« Pseudo-anotacie. Pseudoanotéacia je praktika pouzivand na generovanie dalsich ano-
tovanych dat z neanotovanej datovej sady. Model produkované predikcie povazuje ako
za zarucené anotované data, ktoré sa pouzivaji dalej v iterativnom dotrénovani mo-
delu. Tento pristup moéze byt G¢inny pri nedostatku anotovanych dat. Kvalita pseudo-
anotacii zavisi od aktudlne trénovaného modelu.

¢ Cena anotacie. Pri kazdom vytvarani datovej sady je potrebné zohladnit zdroje na
jej tvorbu. Tieto naklady na cenu anoticie mézu zahfnat ¢as, vynalozené usilie, ktoré
sa lisi v zavislosti od zlozitosti tlohy, velkosti dat a poziadavky odbornej znalosti na
spolahlivil anotaciu. Napriklad, anotacia horsie Citatelného riadku bude pravdepo-
dobne naroc¢nejsia aj pre model aj z pohladu c¢loveka.
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2.3 Aplikacia aktivneho ucenia vramci HTR

Snaha vyuzit aktivne ucenie prebieha aj vramci rozpoznavania ru¢ne pisaného textu prave
z doévodu obtiaznejsieho ziskavania prepisov dokumentov. Konkrétnym pripadom vyuzitia
je preferencia anotécie riadkov, ktoré si najmenej podobné riadkom vyuzitych pocas tré-
novacieho procesu modelu rozpoznavajiceho text. Predikcia riadkov velmi podobna tym,
ktoré model uz videl, bude prebiehat lepsie ako na neznadmych riadkoch.

Navrhuju sa roézne pristupy ako redukovat mnozstvo potrebnych trénovacich dat alebo
dosiahnut lepsie vysledky s dostupnymi anotovanymi datami pomocou aktivneho ucenia
[30], transfer learning a aj kombindciou oboch pristupov [4]. Predoslé snahy vyuzivali HMM
miesto rozsirenejsich, modernejsich hlbokych neurénovych sieti. Ich vysledky naznadili zni-
zenie anota¢ného usilia len v mensej miere. Vyber vzoriek podla neurcitosti prebicha po-
mocou Shannonovej entropie. Dal$fm navrhnutym sposobom je pristup meriania informa-
tivnosti na zéklade TF-IDF.
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Kapitola 3
Navrh riesenia

V kapitole navrhu riesenia systému OCR je stanoveny ciel vypracovania riesenia systému
pre rozpoznavanie textu z obrazovych siborov archivnych matriénych knih. Nasledne je na
zéklade tohto ciela navrhnuta architektira modulového systému. Kazdy z tychto modulov
architektury je jednotlivo popisany.

3.1 Poziadavky riesenia

Cielom tejto prace je navrhnit, implementovat a otestovaf systém rozpoznavajici rucne
pisany text v historickych dokumentoch s podporou aktivneho ucenia. Systém bude pod-
porovat rozne pristupy OCR. Pre tilohu rozpoznavania znakov bude mozné zvolit existujuici
nastroj OCR alebo vlastny OCR model. Aplikicia bude poskytovat uzivatelom rozhranie
pre anotaciu dat - korekciu rozpoznanych textov, Gpravu segmentovanych polygénov. Do-
stupné OCR riesenia bude systém doucovat uzivatelmi anotovanymi datami. Uzivatel si
bude mdct v rozpoznanych textovych zdznamoch vyhladavat.

Vramci fulltextového vyhladavania bude umoznené uzivatelovi nastavit filtra¢né para-
metre - archiv, potvrdeny alebo rozpoznany zaznam. Néjdené zdznamy by mali obsahovat
znenie textu a presmerovanie na konkrétny sken daného dokumentu spolu s vyznacenim
relevantného segmentu.

Systém bude mat pristup k lokdlnemu tlozisku dokumentov, ktoré obsahuju naskeno-
vané archivne data. Aplikdcia bude maf moznost prezerat si obrazky jednotlivych doku-
mentov. Systém bude umoznovat vykonavat tlohy dotrénovania s novymi ziskanymi ano-
tovanymi zaznamami. Uzivatelia sa v systéme budi moct zaregistrovat a ziskat tak pristup
do systému.

3.2 Analyza predchadzajiceho riesenia

Predchédzajice rieSenie [14] bolo vypracované vo forme webovej aplikacie. Obsahovalo ano-
tac¢ni komponentu, pomocou ktorej uzivatelia upravovali segmentované oblasti dokumentov
a rozpoznany prepis. Uzivatelom umoznovalo vkladanie vlastnych datovych siad. Posky-
tovala rozpoznanie textu pomocou implementovaného modelu CRNN v ramci Pytorch a
nastroja Tesseract OCR.

Praca bola implementovana s vyuzitim viacero technoldgii (Python, PHP, Javascript, a
iné). Z tohto dévodu by bolo nutné zvysené tsilie na rozsirenie systému.
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Riesenie je tazko prenositelné aj napriek vyuzitiu virtualizacnej platformy Docker, pre-
toze pri kazdom nasadeni sa systém musi zostavit znovu. Taktiez v rieseni Casto chyba
pouzitd verzia zavislosti, kvoli tomu dochadza ku chybe pri preklade z dé6vodu nekompa-
tibility verzii jednotlivych balickov. S odstupom c¢asu je patranie po vyuzivanych verziach
komplikovanejsie.

Predchidzajice riesenie bolo nasadené a zverejnené. Vyuzilo ho niekolko genealdgov,
ktori vlozili do systému datové sady obsahujiice skeny dokumentov archivnych knih. Vzniklo
tak niekolko tisic anotacii. AvSak vzhladom na enormné mnozstvo archivnych knih je ich
spatné dohladdvanie obtiaznejsie a kategorizacia tychto anotacii je obtiaznejsSia. Uzivatelia
taktiez nedodrziavali konsenzus, ze jeden dataset obsahoval obrazky z jednej archivnej knihy.
Z tohto dovodu vypracované riesenie uvazuje nahraté archivne knihy, ktoré st pripravené na
anotaciu. Systém neumoznoval export dat a anotécie boli ulozené len v datab&zi. Pre tento
ucel vznikol skript prev_solution_convert/db_data_parse.py, ktory potvrdené anotacie
daného datasetu ulozi do stibora JSON so stradnicami polygénu textovej oblasti, textovym
prepisom a cestou k obrazku, ktorému nalezi.

3.3 Navrh architektiury systému

Architektira systému je delend do samostatnych modulov (vid obrézok 3.1) s dérazom na
navrh architektiry orientovanej na sluzby (Service Oriented Architecture, SOA). Vyhodami
modulového névrhu su:

e izolovanost,
o prenositelnost,
o skélovatelnost,

o nahraditelnost.

UzZivatel

<+—»| \Webova aplikacia [« :{ Vyhladavac

OCR

Databaza

Obr. 3.1: Moduly systému

Webova aplikacia

Rozhranie pre spravu systému, anotaciu dat bude poskytovat webova aplikicia.
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API

Jednotlivé moduly medzi sebou komunikuju prostrednictvom sprav zasielanych vo formate
JSON'. Kazdy modul poskytuje verejné aplikacné rozhranie (API).

Vyhladavac

Uzivatelovi poskytuje moznost fulltextového vyhladdvania v rozpoznanych textoch. Podpo-
ruje vyhladavanie s drobnymi chybami (preklepy). Na vstupe je o¢akavany hladany textovy
vyraz. Vystupom hladania si vysledky textovych prepisov obsahujice zhodu s hladanym
vyrazom.

OCR

Modulov OCR bude v systéme dostupnych niekolko. Kazdy druh OCR je osamostatneny
modul.

Anotator

Komponenta anotacie umoznuje uzivatelovi v uzivatelskom rozhrani anotovat data v obraz-
kovom aj textovom formate. Uzivatel zadd prepis, ¢i oznadi oblast paragrafu, riadku alebo
slova.

Navrh sp6sobu segmentacie dokumentov

Segmentécia stranok dokumentov prebieha pomocou nistroja PERO OCR? [15]. V rdmci
rozsirenia riesSenia je nahradit tento nastroj inym, ktory by umoznoval doucovanie na zdklade
opravenych regiénov. Spominany nastroj doucovanie neumoznuje. V niektorych pripadoch
segmentacie stranok archivnych dokumentov dochadza ku chybam ¢lenenia - ukoncenie
riadku pred jeho koncom, odrezané vyssie pismo a pod.

Navrh doucovania modelov

Systém bude pravidelne vykonavat doucovanie OCR modulov pomocou potvrdenych ano-
tovanych dat od uzivatelov. Modely OCR po dokonceni procesu dotrénovania nasledne
vykonaju inferenciu na datach bez potvrdenych transkripcii.

"https://www.rfc-editor.org/rfc/rfc8259
https://github.com/DCGM/pero-ocr
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Kapitola 4

Implementacia

Tato kapitola pojedndva o pouzitych technologiach a nastrojoch vyuzitych pre implemen-
taciu systému.

4.1 Pouzité technologie

Systém je ¢leneny do modulov, kde kazdy modul méa samostatné prostredie vytvorené kon-
tajnerom Docker. API Komunikacia prebieha pomocou mikroframeworku Flask' v jazyku
Python. Vlastny CRNN model bol implementovany pomocou kniznice Pytorch Lightning.
Webova aplikicia pouziva open-source JavaScript framework Vue.Js” pre vytvaranie uziva-
telskych rozhrani.

Pytorch Lightning

Pytorch Ligtning® je open-source kniZnica pre strojové uéenie, vychadzajica z PyTorch,
nad ktorym vytvara Wrapper. Umoznuje vyssiu flexibilitu experimentacie a Skalovatelnost.
Implementacia procesov je pomocou Pytorch Ligtning abstraktnejsia ako pomocou samotnej
kniznice Pytorch. Kladie si doraz na ciel Iahsej Citatelnosti pre vyuzitie na vyskumné a aj
komercéné pouzitie strojového ucenia. Udrziava kéd strukturovany a modularny aj s rastiicou
zlozitostou projektu. Ulahcuje pracu nad distribuovanymi GPU a TPU vypoctami.

Docker

Docker® je platforma vyuzivajica virtualizdciu na drovni operacného systému, poskytu-
juca jednotné rozhranie a izolaciu v fubovolnom prostredi Windows, Linux ¢i macOC. Slazi
k automatizacii nasadzovania aplikacii pomocou kontajnerov. Aplikicie si tak jednoduch-
Sie prenositelné. Docker Compose je nastroj na sSpecifikdciu a spustanie aplikacii Docker
tvorenych viacerymi sluzbami (services). Subor docker-compose.yml definuje vyuzivané
sluzby, siete a adresare (volumes). Kazd4 sluzba ma samostatni konfiguraciu. Vymedzené
su premenné prostredia, pouzivané porty a pod. Nasledne je cely systém aplikacie ovlada-
telny pomocou prikazu docker compose. Vyuzitie Docker Compose zjednodusuje proces

https://flask.palletsprojects.com/en/2.2.x/
https://vuejs.org/
3https://www.pytorchlightning.ai/
“https://www.docker.com/
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spustania aplikacii Docker s viacerymi kontajnermi a ulah¢uje spravu a skalovanie zdrojov
aplikacie podla potreby.

Flask

Pre vyvoj aplikacného rozhrania (API) bola zvolena kniznica Flask v jazyku Python. Je to
odlah¢eny mikro ramec vyuzivany pre svoju jednoduchost. Spolu s SQLAlchemy umoziuje
objektovo relaéné mapovanie (ORM) databéazovych dotazov.

Vue.JS

Aplikéciu tvoria znovupouzitelné ¢asti pouzivatelského rozhrania (komponenty). Sabléna
komponentu je tvorena castou definujucu struktiru HTML, siborom udajov a definiciou
spravania skriptom a volitelnou castou stylu pravidiel CSS, upravujticou vizualny vzhlad.
Komponenty mozno pouzivat modularne a organizovat.

Zékladné komponenty - tlacidla, formulare a pod, boli vyuzité z kniznice komponentov
Vuetify”, ktora obsahuje sadu vopred navrhnutjch komponentov v $tyle Material Design®,
ktoré je mozné integrovat do Vue.Js projektov.

MLflow

MLflow” je open-source platforma na spravu zivotného cyklu modelov strojového ucenia
s cielom sledovat, reprodukovat, zdielat modely a vysledky experimentov. MLflow sa sklada
z niekolkych komponentov, ktoré spolupracuji a poskytuji komplexné riesenie. MLflow
Tracking sa pouziva na zaznamendvanie a vyhladavanie experimentov. Umoznuje zazna-
mendvat parametre, metriky a artefakty (stibory) spojené s experimentmi, vyhladavat a
porovnavat rézne behy. MLflow mozno pouzivat so Sirokou skélou kniznic a rdmcov stro-
jového ucenia vratane TensorFlow, PyTorch, Scikit-Learn a XGBoost. Podporuje rozne
programovacie jazyky vratane Pythonu, R a Javy.

Elasticsearch

Elasticsearch® je populdrny open-source fulltextovy vyhladdva¢ vyuzivany na indexovanie,
vyhladdvanie a analyzu velkych objemov ddajov. Pre vyuzivanie Elasticsearch je nutné
vytvorit index a mapovanie dat do Sablény pre udaje vyhladdvania. Mapovanie opisuje
struktaru vyhladavanych dat. Pre pracu s Elasticsearch je mozné vyuzit oficidlne webové
rozhranie Kibana’ aj kniznice v jazykoch Python, .NET, Java a dalSie. Vyhladdvanie pomo-
cou Elasticsearchu je skalovatelné vzhladom na dostupné moznosti zdrojov. Elasticsearch
sa automaticky stard o balancovanie indexu dat, ktoré spravuje. Vy¥hodou vyuzitia je rychle
odbavovanie vyhladavacich dotazov aj nad obrovskymi objemy dat. Nevyhodou s zvysené
naroky na hardware - nutnost priestoru na disku, kvoli indexacii.

*https://vuetifyjs.com/en/
Shttps://m3.material.io/
"https://mlflow.org/
Shttps://www.elastic.co/
Shttps://www.elastic.co/kibana/
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Nginx

Webovy server Nginx vytvara reverzny proxy server. Spracovava poziadavky od klientskych
zariadeni zasielané na server webovej lokality. Nasledne reverzny proxy server preposiela
poziadavky na dalsie serveri (alebo mikrosluzby Docker v projekte) podla pozadovaného
URI a prijima od nich odpovede. Zabezpecuje nepriamu komunikaciu. Vytvorenim také-
hoto prepojenia umoznuje nasadenie systému, ktoré poskytuje klientom jednotné rozhranie
prostrednictvom jediného portu.

4.2 Spracovanie archivnych knih

Ceské archivne mati¢né dokumenty v digitalizovanej podobe spravuji nasledovné archivy:

e Archiv hlavniho mésta Prahy!’

e Moravsky zemsky archiv v Brné'!

e Stétni oblastni archiv v Hradci Kralové'?
« Statni oblastni archiv v Litoméficich'?

o Statni oblastni archiv v Plzni'*

« Stétni oblastni archiv v Praze!”

e Stétni oblastni archiv v T¥eboni'®

e Zemsky archiv v Opavé'”

Jednotlivé matricné knihy maju identifikdciu na zaklade signatury, pripade inventar-
neho ¢isla. Obsahuju informéacie o narodeniach, imrtiach, svadbach a farnosti alebo trade,
ktory ich vytvaral. Neobsahuju prepisy textu, ale v poslednych rokoch sa postupne knihy
spristupnuju na internete v podobe vytvorenych obrazkovych dokumentov tychto knih.
Kazda z uvedenych matrik spravuje tisice archivnych knih. V zaciatkoch digitalizacie bola
digitalizdcia dokumentov vykonand pomocou mikrofilmu. Horsie mikrofilmy sa postupne
naskenuvavaju.

Pre spracovanie archivnych knih do internej reprezenticie bola vytvorena abstraktna
trieda AbstractArchive umiestnend v stibore abstract_archive.py. Zdrojové kdédy si-
visiace so spracovanim archivov, archivnych knih a skenov knih st ulozené v adresari
backend/modules/seed. Adresar obsahuje sStyri triedy dedené z predosle spomenutej abs-
traktnej triedy Specifikujice spracovanie archivov, ktoré mi boli poskytnuté na indexaciu
do systému (vid tabulka 4.1):

e Moravsky zemsky archiv v Brné:

Ohttp://katalog.ahmp.cz/pragapublica/permalink?xid=7EF18906B65E11DF820F00166F1163D4
Uhttp://actapublica.eu

2https://aron.vychodoceskearchivy.cz

Bhttp://matriky.soalitomerice.cz

Yhttp://www.portafontium.eu

Bhttps://ebadatelna.soapraha.cz

http://digi.ceskearchivy.cz

Yhttp://digi.archives.cz
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Archiv ’ Pocet knih | Pocet skenov

Moravsky zemsky archiv v Brné 11958 1914416
Statni oblastni archiv v Litoméricich 13704 2113550
Zemsky archiv v Opavé 13419 1902973
Statni oblastni archiv v Hradci Kralové 10954 1856157

Tabulka 4.1: Spracované matri¢né knihy archivov

Trieda: ActapublicaArchive

Stbor: actapublica_archive.py
e Zemsky archiv v Opavé:

Trieda: OpavaArchive

Stbor: opava_archive.py
e Statni oblastni archiv v Litométicich:

Trieda: LitomericeArchive

Stbor: litomerice_archive.py
e Statni oblastni archiv v Hradci Kralové:

Trieda: ZamrskArchive

Subor: zamrsk_archive.py

Triedy archivov o¢akavaji na vstupe konektoru cestu adresara, obsahujiceho adresare
archivnych knih obsahujice obrazky. Pre spracovanie archivu je nutna implementacia fun-
kcie _process_archive_book - urcuje ako sa ma adresar spracovat a ulozit do databazy
informécie o spracovdvanej knihe (signatura, inventarne ¢&islo) a jej obrazkov. Dodatoéné
informéacie o pévodcovi, type povodcu, rokoch a typov zaznamov je mozné doplnif Spe-
cifikovanim stuboru JSON. Informacie sa sparuju na zaklade identifikdcie podla signatiry
knihy.

4.3 Predspracovanie

Predspracovanie obrazkov je v aplikaciach pocitacového videnia kltc¢ovou tilohou a zahina
cely rad operacii, ktoré sa musia vykonat na pripravu obriazkov na dalsiu analyzu a pouzitie.
Na ulahcenie tohto procesu st v adresari common/preprocessing zahrnuté sibory zdro-
jovych kédov obsahujuce metdédy predspracovania obrazu. Tento balik obsahuje niekolko
pomocnych metdd, ktoré st vhodné na spracovanie obrazkov. Tieto metdédy s nevyhnutné
na dosiahnutie presnych vysledkov v aplikacidch pocitacového videnia a m6zu vyrazne zlep-
§it presnost konecného vystupu.

Medzi tieto metddy patri odstrariovanie Sumu (dostupné v sibore noise_removal.py),
binarizacia (dostupna v sibore binarization.py), normalizicia a Standardizacia (dostupné
v stibore normalization.py), morfologické transformécie a korekcia natocenia obrazu (do-
stupné v stbore deskew.py) na zabezpecenie vodorovnej polohy textu.

Metdda odstranovania Sumu moze napriklad odstranit nahodné odchylky, ktoré sa moézu
objavit v obraze, zatial ¢o binarizacia moze pomdct oddelit popredie textu od pozadia.

32



Normalizacia a Standardizacia st uzito¢né na tpravu hodndt pixelov obrazu na vhodnejsi
rozsah kladnjch hodnot (napr. z 0-255 na 0-1). Standardizécia sa vykonéva tak, ze sa od
kazdého pixelu odéita priemer a vysledok sa vydeli Standardnou odchylkou. Rozdelenie
takychto idajov by sa podobalo Gaussovej krivke so stredom v nule.

4.4 Moduly systému

Jednotlivé modely systému obsahujui izolované prostredie vytvorené pomocou Docker kon-
tajnera. Obsahuju nainstalované balicky zavislosti pre vykonavanie tloh jednotlivych modu-
lov. Stibor docker-compose.yml obsahuje definiciu prostredia aplikacie jednotlivych kon-
tajnerov. Systém tvoria moduly: nginx, db, backend, frontend, elasticsearch, mlflow,
crnn_ocr, pero_ocr, paddle_ocr. Stbor obsahuje popis sluzieb pre nasadenie produkcnej
verzie systému. Jednotlivé sluzby znova nezostavuji, ale ich najnovsia verzia sa stiahne
z repozitarov Docker Hub'®, kde st nahraté. Upload zostavenych balickov na cloud umozni
poutzitie sluzieb v ich zakonzervovanom stave a tak zjednodusi ich pouzitie aj s odstupom
casu hlavne v pripade, kedy by niektoré zavislosti uz neboli dostupné. Pre vytvorenie vy-
vojového prostredia je vhodnejsi stiibor docker-compose.build.yml.

Konfigura¢ny sibor .env obsahuje premenné prostredia, ktoré mozno upravit na kon-
figuraciu spravania aplikdcie. Obsahuje dvojice hodn6t kItué-hodnota nastavenych portov a
citlivé informacie o ucte do databazy.

4.4.1 Vytvoreny OCR model CRNN

V tejto Casti st opisané implementacné detaily vytvoreného OCR modelu pomocou kniznice
PyTorch Lightning. Zdrojové kédy neurdénovej siete st v adresari /ocr/crnn__ocr. Jupyter
notebook crnn__model.ipynb slizi interaktivna ako demonstracia trénovania a inferencie
siete. Pre klasické trenovanie pomocou skriptu je vhodné vyuzit crnn-demo.py. Konfiguracia
parametrov je upravitelnd v stibore config.py.

Vytvoreny OCR modul bol implementovany podla vzoru architektiry CRNN blizsie
popisanej v sekcii 1.3. TAto neurénova siet je vyuzivand v state of the art (SOTA) riese-
niach dlohy pre rozpoznavanie optickych znakov ru¢ne pisaného textu a to aj v pripadoch
historickych dokumentov archivov.

Na vstupe ocCakdva vyrez riadku s fixnou vyskou. Vystupom je sekvencia, ktori hladny
algoritmus (greedy search) dekéduje na text podla vopred uréenej abecedy. Pri vytvarani
vystupnej sekvencie sa vyberie vzdy len jeden najpravdepodobnejsi znak.

Model CRNN

Trieda CRNN obsahuje implementaciu neurénovej siete - definiciu topolégie, icelovej fun-
kcie CTC, konfiguriciu metédy optimalizacie parametrov siete - Adam, dopredny prechod a
pod. Zdrojové kody st ulozené v priecinku model. Jedna sa o modul LightningModule, ktory
definuje ako jednotlivé ¢asti neurénovej siete spolu interaguju. Bloky neurénovej siete sa ini-
cializuju vo funkcii __init__ Pre trénovanie je potrebné definovat funkciu training_step.
Vo funkcii configure_optimizers sa definuje optimalizator pre model spolu s rychlostou
ucenia (learning rate).

Architektaru siete tvoria konvoluéné neurdénové siete, tzv. backbones. Nasledne je na
vystup konvolu¢nych vrstiev aplikovand linedrna plne prepojend vrstva map2seq a potom

Bhttps://hub.docker.com/
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rekurentnd neurénova siet GRU. Poslednou ¢astou je transkripéna vrstva tvorena plne pre-
pojenou linedrnou vrstvou, na ktoru je aplikovana varianta aktivacnej funkcie Softmax -
LogSoftmax, ktort je nutné pouzit z dévodu vyuzivania CTC chybovej funkcie. Konfigura-
ciu CRNN je mozné ovplyvnit dpravou parametrov v sibore crnn_ocr/config.py alebo
pri inicializacii v konstruktore. Dolezitym parametrom je urcenie VOCABULARY, ktory sta-
novuje modelu jeho vystupni abecedu spolu so znakom reprezentujicim blank na zaciatku
retazca. Tieto prvky mnoziny podmienuji mozné klasifikované znaky zo vstupu.

Valida¢né metriky pre vypocet Levenshtein vzdialenosti CER a WER st vyuzité z ba-
licka TorchMetrics.

Dataset a Dataloader

Trieda Dataset sltzi na nacitanie datovych sad do internej reprezenticie vyuzivanych pre
trénovanie, validaciu a testovanie modelu. Pocas nac¢itania prebehne predspracovanie. Da-
taset uchovava vzorky a ich zodpovedajuce stitky.

Pre iterativny proces trénovania, ¢i inferencie modelu trieda DataLoader zapuzdruje
Dataset a vytvara tak generdtor dat z nacitaného datasetu. Pristup ku vzorkam je tak
jednoduchsi. Vramci DatalLoader inicializacie sa v konstruktori urcéi velkost davky dat
batch_size. Pre urychlenie nacitavania je vhodné zvysit parameter num_workers, ak to do-
voluji paméfové moznosti, a parameter pin_memory, ak pracujeme na zariadeniach CUDA
architekttry'”. Parameter shuffle je vhodné vypnut pri praci s testovacou ddtovou sadou.

Trainer

Trieda Trainer obstarava konfiguriciu, vykonanie trénovacieho, valida¢ného a testovacieho
cyklu spolu s nacitavanim dat z prislusnych dataloaders. Automaticky zapina a vypina
gradienty v zavislosti od fazy, ktort model vykonava. Taktiez nahrava data a vykonava ope-
racie na spravnych zariadeniach. Vykondva volanie spatnych volani (callbacks) vo vhodnych
casoch, napriklad ukladanie checkpointu modela, a pod.

Pri volani funkcie fit triedy Trainer je nutné definovat objekty Dataloader pre tréno-
vacie data a validacné data, ak chceme aby prebiehala validécia.

Hodnotenie predikcii

Metéda Mean Max (MM) alebo aj Mean Probability (MP) pracuje s maticou pravdepo-
dobnosti. Ohodnoti skére vystupnej sekvencie ako priemer maximalnych vsetkych pravde-
podobnosti 4.1. Skére vysledku predikcie, kde si je model menej isty bude nizsie a hodnoty
st radené vzostupne. Metdéda skérovania zachytava mieru neistoty modelu. Implementacia
sa nachddza v sibore ocr/crnn_ocr/utils/score.py.

4.4.2 Prevzaty OCR nastroj PaddleOCR

Sluzba paddle_ocr zaistuje trénovanie a inferenciu s nastrojom PaddleOCR. Trénovanie
instancie PaddleOCR prebieha s potvrdenymi anotaciami zo systému. PaddleOCR podpo-
ruje detekciu aj rozpoznanie textu zo vstupného obrazka. Nastroje je mozné trénovat alebo
pouzit predtrénované modely.

Yhttps://developer.nvidia.com/cuda-toolkit
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Obr. 4.1: Metéda MM ohodnotenia predikovanej vystupnej sekvencie pomocou pravdepo-
dobnostnej matice; Vramci jedného c¢asového kroku je vybrand jedna pravdepodobnost.
Celkové ohodnotenie sekvencie je priemerom hodnot naprie¢ ¢asom.

Trénovanie

PaddleOCR pozaduje pre trénovanie modulov detekcie a rozpoznania data predspracované.
Pre detektor je nutné spracovat anotécie regionu do zoznamu ulozeného v textovom su-
bore CSV?Y, kde hodnoty st oddelené tabuldtorom \t, obsahujicim cestu k obrazku a
polom slovnikov anotacii. Kazdy slovnik ma dva klice, points - Styri koordinaty siradnic
(x,y) usporiadanych v smere hodinovych ruéi¢iek od bodu v Tavom hornom rohu a klué
transcription s hodnotou textového refazca anotacie. Stiibor PP-0CRv3_det .yml konfigu-
ruje proces trénovania.

Podobne pre rozpoznavac si spracované potvrdené anotacie regionov. Oblast regionu
je vyrezand z obrazka a uloZend do samostatného suboru. Textovy stibor CSV obsahuje
zoznam dvoch hodnét - cestu k vyrezanému obrazku regiénu scan-id-region-idx. jpg a
textovy prepis anotacie. Sibor PP-0CRv3_rec.yml konfiguruje proces trénovania.

Po natrénovani je nutna konverzia a export modelov pre pouzitie na inferenciu. Po kaz-
dom natrénovani modelov, pripadne chybe pri trénovani, sa spracované zoznamy a obrazky
zmazu, aby sa vzdy trénovalo s aktualnymi anotovanymi datami.

Inferencia

Vykonavanie inferencie prebieha pomocou triedy Padd1e0CR a jej funkcie ocr(). Pre kon-
struktor PaddleOCR je nutné uviest adresare obsahujice predtrénované modely detekcie
a rozpoznavania. Parametrami funkcie je obrazok, naditany kniZznicou python-opencv a
prepinace, ktoré vypinaju alebo zapinaji detekciu a rozpoznanie textu zo vstupu.

4.4.3 Planovac tloh

Jednotlivé moduly st synchronizované cez databazu. Systém predpoklada nasadenie na jed-
nom zariadeni. Preto si tlohy vykonavané jednotlivo, aby nedochadzalo k zabratiu zdrojov
inym modulom.

https://en.wikipedia.org/wiki/Comma-separated_value
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4.4.4 'Webova aplikacia

Vstup do webovej aplikicie je umozneny pre zaregistrovanych a prihlasenych uzivatelov.
Pouzivatelia si moézu vyhladat archivne matricné knihy, anotovat textové oblasti, zadat ich
prepis a potvrdit ich spravnost.

Zdrojové kody implementacie webovej aplikacie su ulozené v adresari /frontend. Kom-
ponenty vyuzité pre uzivatelské rozhranie systému st v adresari /frontend/src/components.

API backend

FEndpointy API st implementované v backend/endpoints. Jednotlivé sibory obsahuja kéd
na spracovanie poziadaviek na jednotlivé endpointy. Modely v adresari common/api_models
su vyuzivané na reprezentaciu datovych struktar pri poziadavkach a odpovediach API. Su-
bor request_argument_parsers.py obsahuje Specifikdciu parserov vstupnych dat pre API
endpoint. Pre o¢akévanie vstupu sa pouzije dekorator Flask-RESTX?! api .expect. Vyuzi-
tim tejto konvencii dokchadza aj k validacii vstupnych dat. Sibor response_models.py.py
obsahuje vystupné modely, ktoré je mozné vyuzit pri pouziti api.marshal_with dekoratora
na API endpoint. Zoznam dustupnych end-point adries:

e /archive/list: Zoznam dostupnych matrik

e /archive/<archive_name>/signature/list?signarure: Vyhladdvanie signatir v ar-
chive

e /archive/<archive_name>/signature?signarure Vyhladdavanie matri¢nych knih

e /<archive>/signature/<signature>/image/<idx>/transcripts: Zoznam regionov
v obrazku archivnej knihy

e /task/mew_task: Vytvorenie novej tlohy

e /task/: Zoznam tuloh

e /user/register: Registracia uzivatela do systému
e /user/login: Prihlasenie uzivatela do systému

e /user/me: Validacia tokenu uzivatela

Prehlad archivov

Stranka ,,Archives* umoznuje uzivatelovi filtrovat archivne knihy jednotlivych archivov
podla ich signatury (vid obrazok 4.2). Vsetky knihy spltiajice kritérium vyhladania st
zobrazené v zozname s dostupnymi informaciami o pévodcovi, rokoch a jazyku knihy. Vy-
sledky obsahuju preklik na anotacné rozhranie webovej aplikacie.

Vytvaranie tloh

Uzivatel moze vo webovej aplikdcii vytvorit tri typy tloh - segmentaciu, inferenciu OCR a
trénovanie OCR. Segmenticiu vykonava modul pero_ocr a paddle_ocr. Inferenciu OCR
realizuje paddle_ocr a crnn_ocr. Rovnako ako aj doucovanie. Pravidelné vykonavanie tloh
je mozné zabezpecit ipravou routine_scheduler.py, ktory v urcenych intervaloch vytvori
ulohu. Moduly systému nasledne automaticky spracuju prislusna tlohu.

https://flask-restx.readthedocs.io/en/latest/
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Archive Signature  Inventoryn.  Originator Originator type Years Deceased Born Maried  Llanguages  Notes Annotation
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Obr. 4.2: Vypis filtrovanych archivnych matri¢nych knih podla signatary

Fulltextové vyhladavanie prepisov

Vyhladavanie v prepisoch dokumentov tvori dalsiu ¢ast webovej aplikdcie (vid obrazok 4.4).
Uzivatel si moze obmedzit vyhladdvanie na zdklade filtrov. Je mozné zvolit filter vysled-
kov na zaklade potvrdenia spravnosti prepisu. Rovnako si mo6ze navolit zdroj archivnych
dokumentov. Uzivatel sa mbze zobrazit konkrétny dokument, z ktorého prepis pochadza.

Realizdcia fulltextového vyhladdvania je pomocou Elasticsearch (ES). Na spravu in-
dexu sa vyuziva klient Python Elasticsearch v stibore common/elastic.py. Definuje slov-
nik mapovania transcript_mapping, ktory opisuje schému indexu Elasticsearch. Schéma
je zlozena z textového pola pre text transkriptu a poli klacovych slov pre archiv a signatiru,
identifikaciu obrazka a potvrdenie spravnosti. Trieda EsManagement poskytuje rozhranie na
spravu indexu. Obsahuje metédy na vytvorenie indexu, vkladanie, aktualizdciu, vymazanie
dokumentov v indexe a hromadné vkladanie a aktualizaciu dokumentov v indexe. Metdda
process_transcript sa pouziva na spracovanie databazového objektu SQLAlchemy ORM
Transcript na dokument, ktory je mozné vlozit do indexu ES. Metéda upsert vlozi alebo
aktualizuje jeden dokument do indexu pomocou indexovej metdédy, ktord poskytuje klient
FElasticsearch. Metéda upsert_bulk vkladd alebo aktualizuje viacero dokumentov do in-
dexu. Metoda delete_index odstrani cely index. Metody delete_by_id a delete_by_ids
odstrania dokument alebo dokumenty z indexu na zaklade ID.

Komponenty implementujiice webové rozhranie vyhladavania st umiestnené v prie¢inku
components/search. Konfigura¢ny skript searchConfig. js vytvara konektor na Elasticse-
arch API a vymedzuje spravanie vyhladavania v indexe. Komponenty vytvarajui interaktivne
vyhladdvacie prostredie pre pouzivatelov. Objekt searchQuery Specifikuje vyhladavaci do-
taz, ktory sa odosiela. Komponent SearchFacet.vue definuje fazetovy filter s viacerymi
moznostami zaskrtavacich poli¢ok a logiku filtracie vyhladdavanych vysledkov. Komponent
SearchResult.vue urcuje struktiru a vizualizaciu vysledkov vyhladania.

Anotacia dokumentov

Webova aplikicia umoznuje anotaciu dostupnych dokumentov. Po nacitani stranka obsa-
huje obrazok skenu dokumentu s predspracovanymi predikciami - segmentované oblastami
(bounding-bozx), rozpoznany text prislusnych oblasti.
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Create new task - basic task information

Task name

Task type
O Segmentation
O OCR training

(® OCR inference

CLOSE NEXT

(a) Volba typu tlohy

Create new task - OCR training task specification

@ Train new mode
® CRuN

(O pPADDLE OCR
Finetune existing model

@ Use all confirmed annotations

QO select archive
Advanced configurations®

Max epochs™

Number of epachs is typically number in range 10 to 100. Default: 30

Learning rate”

Learning rate is value in between 0 to 1. Default: 0.0005+f not selected default will be used

CLOSE BACK CREATE

(b) Specifikicia parametrov tlohy trénovania

Obr. 4.3: Vytvaranie iloh pomocou webovej aplikacie
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Obr. 4.4: Ukazka stranky z webovej aplikacie fulltextového vyhladavania v prepisoch riadkov

Implementécia komponenty (vid obrézok 4.5) je vytvorend pomocou open-source na-
stroja Label Studio®”. Podporuje anotaciu dat roznych druhov - obrazkové, audio, a pod.
Komponenta AnnotationDetail.vue obsahuje konfiguraciu Label Studio Frontend.

Export anotacii Implementacia exportu tidajov vo formate Page XML alebo TXT ano-
tacii je uzitoc¢na funkcia pre uzivatela na analyzu a zdielanie anotacii. Page XML je format
zalozeny na XML. BeZne sa pouziva na reprezentiaciu rozlozenia a obsahu digitalizova-
nych naskenovanych dokumentov, ako si knihy, noviny a rukopisy. Tento format umoznuje
jednoduchtd manipulaciu s textovymi, obrazovymi a metadatovymi prvkami. Obsahuje hie-
rarchicku struktiru oblasti strany, textovych oblasti, riadkov a slov a ich obsah. Format
TXT je jednoduchy format textovych suborov, ktory sa lahko ¢ita a spracovava, ale neobsa-
huje polygdény oblasti riadkov. Export anotécii v oboch formatoch umoznuje pouzivatelom
zdielat svoje idaje alebo ich dalej spracovavat pre svoju potrebu.

<PcGts xmlns="http://schema.primaresearch.org/PAGE/gts/pagecontent/2019-07-15" xmlns:xsi="
http://www.w3.org/2001/XMLSchema-instance" xsi:schemalocation="http://schema.
primaresearch.org/PAGE/gts/pagecontent/2019-07-15/pagecontent .xsd">
<Page imageFilename="hello_word.jpg" imageWidth="1000" imageHeight="5000"">
<TextRegion id="rl" type="paragraph">
<Coords points="10,20 300,20 300,50 10,50"/>
<TextLine id="11">
<Coords points="10,20 300,20 300,30 10,30"/>
<TextEquiv><Unicode>Hello World!</Unicode></TextEquiv>
</TextLine>
</TextRegion>
</Page>
</PcGts>

Vypis 4.1: Ukazka formatu Page XML

221 abelstud.io
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& Stétni oblastni archiv v Hraddi Kidlové / 34-6 / CZECO004D_ Matriky-Church-books-Truinoy-34-5-1700-1758_0000% jog EXPORT TEXT  EXPORT PAGE XML  VIEW >

3 9 ¢ X 2

36 Polygon (ID: 968339#m2s7M)

o
& + ar o
Regions 2 Labels v}
| Unconfirmed 92 Regions
| Confirmed 121 Regions
93 Confirmed ks
Susanna o X
94 Confirmed Z
Liebthal o X
95 Confirmed K1
Testes g X
96 Confirmed K1
6 o X
97 Confirmed k4
14 g X

Obr. 4.5: Ukazka anotacnej komponenty LabelStudio; Zelené regiény st potvrdené oblasti,
Cervéne regiony nepotvrdené riadky s prediovanymi prepismy
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Navrhovanie anotacii Webova aplikdcia umoznuje odporucovanie anotacie textového
prepisu s najnizsim skére istoty. Uzivatelovi sa zobrazi vysek polygénu textovej oblasti a
predikovana sekvencia so zvyraznenymi charaktermi, ktoré maji nizku pravdepodobnost
vyskytu.

CaIthoIina uslo

Calthorina usco

SKIP SAVE AND NEXT

Obr. 4.6: Ukazka odporucenia anoticie textového prepisu - obsahuje vyrez textovej oblasti
regionu, predikovany prepis, so zvyraznenymi charaktermi, u ktorych si model nie je isty.

4.5 Testovanie systému

Tato Cast sa popisuje postup testovanie systému a vyhodnotenia tspesnosti modelu CRNN
optického rozpoznévania znakov. Systém bol nasadeny a otestovany na stroji pcrozman2.
Je dostupny verejnosti na adrese. Stroj obsahuje dve grafické karty NVIDIA GeForce RTX
2080 Ti 11 GB a NVIDIA GeForce GTX 1080 Ti 11 GB.

4.5.1 Vyhodnotenie tspesnosti modelu CRNN

Typicka miera tspesnosti OCR sa lisi v zavislosti od dat. OCR systémy tlacenych dokumen-
tov dosahuju CER 1-2%. Rukopisny text je fazsie Citatelny sdm o sebe a zdvisi od kvality
a typu povodného dokumentu. HTR systémy poskytuji presnost od CER 50%.

Pred trénovanim boli vstupné data z datovych sad predspracované. Pri spracovavani

bola uréend vyska obrazku riadku. Sirku obrazku ovplyviiuje dévka, v ktorej sa dand vzorka,

.....

.....

prevedené do tensorovej reprezentacie a kazda hodnota pixelu bola normalizovana s cielom
rychlejsej konvergencie. Popis vypoc¢tu metrik WER a CER bol blizsie opisany v Casti 1.2.
Tabulka 4.2 zhrnuje dosiahnuté vysledky tspesnosti implementovaného modelu CRNN.

Porovnanie tspesnosti rozpoznania znakov s predoslym rieSenim je priblizné z dévodu
neznameho rozdelenia dat do trénovacej a testovacej datovej sady. Trénovanie a vyhodno-
tenie modelov bolo vykonané na nadhodnom rozdeleni na trénovaciu a testovaciu datovia
sadu v pomere 90:10. V pripade datovej sady Bentham RO bolo vyuzité ndhodné rozdele-
nie napriek dostupnému odporicanému zoznamu rozdelenia dat do jednotlivych datovych
sad. Najlepsimi dosiahnutymi vysledkami CER metriky na datovej sade Bentham RO podla
¢ldnku [27] boli v rozmedzi intervalu 4-8% a matrika WER v intervale 33-40%. S vyuzitim
augmentdcie dat bolo dosiahnuté podla ¢lanku [38] CER 2-3% a WER 8-13%. Predoslé
rieSenie [14] dosiahlo CER 5% a WER metrika nebola uvedend. Vysledky tspesnosti roz-
poznavania su uvedené v tabulke 4.2.
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(a) Potvrdeny regién s prepisom Joes Ludvig Maria Kubin

(b) Region s predikovanym prepisom CRNN Porothea Chiars

(c¢) Region s predikovanym prepisom CRNN Mana Karlowa

Obr. 4.7: Ukazky regionov z matricnej knihy sig. 34-6 Statni oblastni archiv v Hradci
Kralové

ZAMRSK sig. 34-6 je datova sada vytvorena amatérskymi genealégmi. Obsahuje 20
stranok a priblizne 4000 anotécii z prvych 20 obrazkov matri¢nej knihy sig. 34-6 z Statniho
oblastniho archivu v Hradci Kralové. Kniha bola vytvorend v rokoch 1700 az 1758 a jej
rukopis je fazsie ¢itatelnejsi. Preto pri trénovani som pouzila predtrénovany model na da-
tovej sade Bentham. Model tak konvergoval rychlejsie. Vysledky tspesnosti rozpoznavania
st uvedené v tabulke 4.2.

Rozpoznanie regiénov riadkov PaddleOCR je v porovnani s PeroOCR horsie. Funguje
na regiénoch tlaceného pisma a na novsie vytvorenych matricnych knihach. Na starsich
rukopisoch, kde je vécsia tendencia horsieho rukopisu, nedokaze detekovat vsetky riadky.

Datova sada | CER | WER
Bentham RO | 0.07 0.38
ZAMRSK sig. 34-6 0.04 0.2

Tabulka 4.2: Vysledky uspesnosti modelom CRNN

4.5.2 Vyhodnotenie vypoctovej naroc¢nosti

Porovnanie doby trvania trénovania a inferencie na datovej sade Bentham RO na grafickej
karte NVIDIA GeForce GTX 1660 Ti zhrnuje tabulka 4.4 a tabulka 4.3 trvanie na procesore
AMD Ryzen 5 3600. Merania nezahrnuji ¢as segmentécie, ukladania dat do databazy a
do indexu Elasticsearch, ani nacitanie vstupnych dat do tensoru vyseku obréazka riadku
a tensoru transkripcie. Nastroj PERO OCR priemerne spracoval segmentéiciu 46 stranok
za mindtu. Spracovanie aktudlne dostupnych 8 miliénov snimkov v systéme by zabralo
priblizne 120 dni.

Pre trénovanie a inferenciu CRNN OCR je nutné orezat textové oblasti zo vstupného
obrazka. Priemerny pocet spracovanych regionov bol 8000 za minttu. Stranky archivnych
matri¢nych dokumentov obsahuja typicky 100 az 300 regiénov, priemerne 200. Archivne
knihy maji priemerne 150 stran. Ak by sme predpokladali pre jednu 150 listovii knihu 150
regionov na stranku, spracovanie pred trénovanim alebo inferenciou by vyzadovalo priblizne
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Datova sada | Rozdelenie | Pocet vzoriek | Velkost davky | Pocet iteracii | Trvanie [g]
8 1327 ~1320

trénovanie 10613 16 664 ~1300

32 332 ~1560

Bentham RO 1 860 ~90
. . 8 108 ~50

inferencia 860 16 = =50

32 27 ~50

Tabulka 4.3: Porovnanie doby trvania trénovania a inferencie na datovej sade Bentham R0
na procesore AMD Ryzen 5 3600

3 minuty. Pre zrychlenie procesu inferencie bol model CRNN ukladany v ScriptMode vo
forméate JIT?3.

Pocas nasadenia systému bola merana celkova vypocCtova naroc¢nost tlohy inferencie
- nacitanie dat, inferencia, ulozenie diat do databaze. Pre 386 obrazkovych dokumentov
obsahujtcich priblizne 60 000 regiénov. Predspracovanie oblasti trvalo priblizne 8 min,

inferencia 90 sekiind a nasledne ulozenie do databazy a Elasticsearch indexu 4 mintty.

Datova sada | Rozdelenie | Pocet vzoriek | Velkost davky | Pocet iteracii | Trvanie [g]
, . 8 1327 ~100

trénovanie 10613 6 & 60

Bentham RO L 860 ~45
f . 360 8 108 ~12

inferencia 16 51 6

32 27 ~5

Tabulka 4.4: Porovnanie doby trvania trénovania a inferencie na datovej sade Bentham R0
na grafickej karte NVIDIA GeForce GTX 1660 Ti

Datova sada | Rozdelenie | Pocet vzoriek | Velkost davky | Pocet iteracii | Trvanie [g]
8 1327 ~34

, . 16 664 ~24

trénovanie 10613 3 339 Y

64 166 ~32

Bentham RO 1 860 ~10
8 108 ~2

inferencia 860 16 54 ~1

32 27 ~1

256 4 ~3

Tabulka 4.5: Porovnanie doby trvania trénovania a inferencie na datovej sade Bentham R0
na grafickej karte NVIDIA GeForce GTX 2080 Ti

Bhttps://pytorch.org/docs/stable/jit.html
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Kapitola 5

Zaver

Cielom tejto diplomovej prace bolo nastudovat pristupy optického rozpoznavania znakov
so zameranim na rucne pisany text a metédy aktivneho ucenia. Okrem toho bolo potrebné
navrhnat systém, ktory by vyuzival rozne OCR moduly pre rozpoznavanie textu - dostupny
prebraty a vytvoreny OCR model. Navrhnuty systém bol nasledne implementovany a otes-
tovany. Systém umoznuje upravy detekcii segmentovanych oblasti a rozpoznaného textu
a z potvrdenych anotdcii doucovat modely vykonavajice OCR. Systém podporuje full-
textové vyhladdvanie vramei rozpoznanych prepisov textov. Uspesnost rozpozndvania bola
vyhodnotena. Préica sa tiez zameriava zhodnotenie vypoctovej zlozitost pre velké mnozstvo
skenov dokumentov. Riesenie obsahuje indexaciu 50 tisic matri¢nych knih zo Styroch archi-
vov s idajmi o ich signattre, inventarnom c¢isle, rokmi vzniku a jazykom pisma spolu s ich
skenmi. Dokopy systém obsahuje priblizne osem miliénov skenov, ktoré st pripravené na
postupné spracovanie OCR. Anotacie, vytvorené pocas spristupnenia predoslého rieSenia
boli importované aj do stavajiceho riesenia. Systém bol nasadeny a webova aplikicia je
pouzivatelom dostupné z verejného internetu. OCR moduly je mozné pravidelne doucovat
z potvrdenych anotacii prostrednictvom automatizovanych uloh.

V porovnani s predchddzajicim vypracovanym riesenim doslo ku zakomponovaniu nie-
kolkych navrhov rozsireni prace. Bol pridany export prepisov v textovom forméte a PAGE
XML. Uzivatelia maja archivne knihy spristupnené k prezeraniu a anotovaniu. Predoslé da-
tabazové vyhladavanie bolo vylepsené vyuzitim pokrocilejSieho vyhladavaca Elasticsearch.
Zakomponovanim komponenty MLflow umoznuje jednoduchsiu spravu modelov a sledova-
nie vysledkov trénovania a validacie. Platformu je mozné vyuzif aj pre dalSie rozsirenia
systému o modely strojového ucenia. Systém navysSe umoznuje doucovanie modulu detek-
toru PaddleOCR textovych oblasti, rovnako aj modulov rozpoznavaca textu PaddleOCR a
CRNN.

Dalsie moznosti rozsirenia systému sa vyskytuji v pridani inych OCR, dekédovanim
vystupu modelu CRNN pomocou Word Beam Search namiesto Greedy Search, zvysSuje
vSak Casovi naro¢nost. Rozsirenie systému o rozpoznavanie pomenovanych entit (NER) by
ulahéilo vyhladavanie v rozpoznanych prepisoch matrik, ktoré sa v budicnu planuje zakom-
ponovat s bakalarskou pracou dalSieho Studenta. S ohladom na velké mnozstvo archivalnych
dokumentov, by jednou z moznosti rozsireni mohlo byt distribuované rozdelenie iloh uc¢enia
a inferencie na viacero zariadeni. Pre malé mnozstvo anotovanych archivalii by augmentacia
dat mohla rozsirit trénovacie data a zlepSit vysledky OCR. V ramci aktivneho ucenia by
mohlo byt experimentované s dalSimi pristupmi ohodnotenia predikcii. Napokon, tispesnost
OCR by taktiez mohol vylepsit krok postprocessingu.
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Priloha A

Obsah prilozeného pamatového
média

e /latex - WTEXprojekt technickej spravy diplomovej préace
e /src - zdrojové kody aplikacie

Docker image systému st dostupné na cloudovej platforme Docker hub - https://
hub.docker.com/u/betsst
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Priloha B

Spustenie riesenia

Pre vyvoj aplikacie je vhodné pouzivat docker-compose.build.yml. Obsahuje pomocné
sluzby vhodné k debugu. Pre nasadenie zas docker-compose.yml. Systémové premenné st
definované v .env.example.

e docker compose [-f docker-compose.build.yml] up [-d] - znovu vytvorenie sys-
tému a spustenie sluzieb [na pozadi]

e docker compose -f docker-compose.build.yml down - zastavenie a odstranenie
sluzieb

e docker compose [-f docker-compose.build.yml] build - vytvorenie Docker ima-
ge sluzieb v projekte

e docker compose [-f docker-compose.build.yml] start - spustenie systému
e docker compose [-f docker-compose.build.yml] stop - zastavenie systému

e docker compose [-f docker-compose.build.yml] logs {service} - zobrazenie lo-
gov sluzby

e docker stats - sledovanie vytazenia zdrojov

e docker ps - zoznam aktivnych sluzieb
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