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Abstrakt

Préace se vénuje reSersi problému detekce anomalii v pramyslové inspekci. V praci je popséana
uméela neuronova sit” a jeji jednotlivé ¢asti. Prace obsahuje kapitolu, kde jsou srovnany unarni,
binarni a multi-class klasifikatory. Dale je v préaci vysvétlena architektura konvolucnich
neuronovych siti a architektura siti typu autoenkodér. Poté je V praci popsan vytvoieny
anotovany dataset. Nakonec je V praci popsana implementace konvolu¢niho autoenkodéru a
zhodnocena kvalita klasifikace.

Klicova slova

klasifikace, unarni klasifikator, binarni klasifikator, multi-class klasifikator, konvolu¢ni
neuronova sit’, autoenkodér.

Abstract

The paper is devoted to the research of the problem of anomaly detection in industrial
inspection. The paper describes the artificial neural network and its parts. The thesis contains a
chapter where unary, binary and multi-class classifiers are compared. The thesis then explaines
architecture of convolutional neural networks and autoencoder neural networks.. Then the paper
describes the annotated dataset created. Finally, the paper describes the implementation of the
convolutional autoencoder and evaluates the classification quality.

Keywords

classification, unary classificator, binary classificator, multi-class classificator, convolutional
neural network, autoencoder
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Uvobp

Tato prace se vénuje reSerSi problému detekce anomalii v primyslové inspekci. Problém
detekce anomalie je, ze presné nevime, jak tato anomalie vypada. Nemame tudiz k dispozici
ptiklady chyb ¢i defektt, které bychom mohli pfimo detekovat. Naopak ale mame k dispozici
spoustu objektd, které zaddné chyby nemaji. Abychom pochopili tento problém, sezndmime se
S pojmy unarni, binarni a multi-class klasifikace.

Pro vytvotfeni vhodného klasifikatoru pro detekci anomalii se zaméfujeme na umélou
neuronovou sit’ typu autoenkodér, kterd je diky své architektuie schopna anomalie detekovat.
Abychom mohli pochopit fungovani této sité, je dulezité si nejdiive obecné definovat co to jsou
neuronové sité a z ¢eho skladaji. Také si definujeme pojmy pouzivané pro popis neuronovych
siti a zptsoby vyhodnoceni kvality klasifikace.

Prvni kapitola se zabyva klasifikatory a jejich typy. Také jsou zde definovany zplsoby
posouzeni kvality klasifikatoru.

Druha kapitola se vénuje popisu neuronovych siti, jejich ¢asti a definici pojmi pouzivanych
pro popis téchto siti.

Tteti kapitola vysvétluje princip fungovani konvolu¢ni neuronové sité a popisuje jednotlivé
vrstvy, které se v téchto sitich vyskytuji.

Ve ctvrté kapitole je popsana umeéla neuronova sit’ typu autoenkodér a jeji pouziti pro
detekci anomalii.

V paté kapitole je popsan vytvoreny anotovany dataset. V nasledujici Sesté kapitole je
popsana implementace konvolu¢niho autoenkodéru.

V posledni kapitole je zhodnocen implementovany klasifikator podle metody matice zamén
a z ni vychazejicich metrik.



1. KLLASIFIKACE

Klasifikace je fazeni novych vzorkd do vhodné vystupni klasifikacni mnoziny, do které tyto
vzorky s nejvétsi pravdépodobnosti patii. Podle poctu téchto vystupnich mnozin muizeme
klasifikaci rozdélit na tfi skupiny a to unarni, binarni a multi-class klasifikaci. Vzorky jsou
klasifikovany na zakladé klasifikaéniho modelu neboli klasifika¢ni funkce [1]. Obecné lze
klasifikaci popsat jako déleni klasifikovaného prostoru pomoci klasifikacni funkce.

Klasifikator je funkce, ktera dle vstupniho feature vektoru (sloupcovy vektor popisujici
klasifikované objekty) a vektoru vah vraci zatfazeni do urcité skupiny. Cilem strojového uceni
je na zaklad¢ trénovacich dat vytvofit klasifikator, ktery je schopny co nejlépe objekty
z trénovaci sady rozttidit [2].

1.1 Unarni klasifikator

Unarni klasifikator se snaZi urcit hranici, v jejiZ prostoru se nachazi co nejvice objektl patiicich
do cilové tiidy, ale zarovenn musi byt minimalizovana Sance, ze budou do tohoto prostoru
pfijmuty i objekty které do tfidy nepatfi. Jednd se o metodu uceni bez ucitele, jelikoz trénovaci
data nejsou né&jak oznacena.

Objekty, které nezapadaji do modelu tvoteného klasifikatorem se oznacuji jako anomalie
nebo odlehlé objekty. Na rozdil od binarni a multi-class klasifikace, které predpokladaji ze
mame k dispozici tréninkova data rozd€lena viceméné rovnomérné do vsSech tiid, mame
v unarni klasifikaci pro uceni k dispozici ptevazné piiklady z cilové tfidy. Naopak anomalie
nezapadajici do této tfidy se v trénovaci mnoZiné vyskytuji menSinové nebo dokonce vitbec. To
je dano tim Ze data z cilové ttidy lze ziskat snadno, ale data z negativni tfidy mizou byt
neznama nebo té€zko ziskatelna. Ostatni klasifikatory by z divodu nevyrovnanosti nebo uplné
absence dat z ur€itych tfid nefungovali piili§ dobfe.

To znamenda Ze v téchto klasifika¢nich ulohach jsme schopni urcit pouze jednu stranu
klasifika¢ni hranice. Kvilli tomu je obtizné rozhodnout o tom, jak tésné by tato hranice m¢la
obklicovat data z cilové tfidy, tak aby nedochazelo k pfijeti odlehlych objekti. Rovnéz je
slozité vybrat spravné rysy, které spolehlivé definuji objekty z cilové tridy [2].

Anomalies

/

Normal data @

Variable Y

\

Variable X

Boundary
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Obrazek 1.1 Ukazka unarniho klasifikatoru urcujiciho cilové objekty a
anomalie [3]

1.2 Binarni klasifikator

V bindrni klasifikaci mame k dispozici popsand data ze dvou tfid. Model je tedy mozné
definovat z dvou stran. Tyto modely jsou trénovany na datech, obsahujici objekty oznafené
binarni hodnotou 1 nebo 0, které predstavuji dvé tiidy. Zde uz se jedna o uceni s ucitelem.

Celkové mize u binarni klasifikace dojit ke ¢tyfem kombinacim skutecné tiidy do které
objekt patii, a tfidy do které tento objekt klasifikator zaradil. Kromé skuteénych pozitivi
(spravné klasifikované objekty z pozitivni tfidy) a skuteénych negativii (spravné klasifikované
objekty z negativni tfidy) se mohou pfi klasifikaci vyskytnout i fale$né pozitivy a faleSné
negativy. Jedna se o objekty, které byli Spatné zafazeny bud’ do pozitivni nebo negativni tiidy.

Pokud tyto kategorie poskladame do matice tak, Zze ve sloupcich budou skute¢né hodnoty a
na fadcich hodnoty klasifikatoru, dostaneme tzv. matici zamén. Na zaklad¢ této matice poté
muizeme urcit poméry, které se pouzivaji k vyhodnoceni kvality klasifikace [4].

<
<
0:: ® o .0
® ¢ 0.9 e o
¢ oo. ®
e ©
x1

Obrazek 1.2 Ukazka binarni klasifikace [5]

Na obrazku 1.2 mizeme vidét ukazku binarni klasifikace. Klasifika¢ni funkce zndzornéna
teckovanou Carou rozdéluje klasifikacni prostor na dvé ¢asti. Osy x a y reprezentuji jednotlivé
fadky feature vektoru. Pokud bychom Cervenym kosoctverctim pfifadili binarni hodnotu 1 a
modrym kruhim hodnotu 0, je patrné, Ze kruhy v levé ¢asti predstavuji faleSné pozitivy a
kosoctverec v pravé ¢asti naopak faleSny negativ.

1.3 Multi-Class Kklasifikator

Poslednim klasifikatorem je multi-class klasifikator. Oproti binarnimu klasifikatoru zde neni
omezen pocet tiid. To znamena Ze objekty jsou zafazovany do N-tiid [4].

11



Multiclass Classification

X2
A
A
A - A A VAR
A /

A £
. b 4 %
% N

@ @ - () &

X3

Obrazek 1.3 Ukazka multi-class klasifikace — klasifika¢ni prostor
rozdéleny klasifikatorem [6]

1.4 Metody vyhodnoceni kvality klasifikace

Pro vyhodnoceni kvality klasifikace jsou Casto vyuzivany poméry vychéazejici z matice zdmen.
Matici zamén vytvorime tak, ze poskladame do sloupct matice skute¢né hodnoty a do fadku
hodnoty dané klasifikatorem. Na obrazku ¢.1.4 je zobrazena matice zamén pro binarni
klasifikator [7].

Actual Class

Positive (P) Negative (N)
Positive (P True Positive (TP False Positive (FP
Predicted e (P) U ve (TP) ve (FP)
Class ) . .
Negative (N) False Negative (FN) True Negative (TN)

Obrazek 1.4 Metoda matice zamén [8]

Matice se sklada z:

e Skute¢nych pozitivi (True Positive TP) — objekty, které klasifikator spravné
klasifikoval jako objekty pattici do pozitivni tiidy

e Skute¢nych negativii (True Negative TN) — objekty, které klasifikator spravné
klasifikoval jako objekty pattici do negativni tiidy

e Falesnych pozitivi (False Positive FP) — objekty, které klasifikator S$patné
klasifikoval jako objekty pattici do pozitivni tiidy

e Falesnych negativii (False Negative FN) — objekty, které klasifikator Spatné
klasifikoval jako objekty pattici do negativni tfidy

Pro urceni kvality a porovnani klasifikace poté z téchto hodnot mizeme urcit:
e Piesnost (Accuracy) — Udava, jak Casto je klasifikator schopen spravné klasifikovat
objekt. Idealn€ by se tato hodnota méla rovnat jedné, samoziejmé prakticky tato
hodnota bude niZsi.

12



[7]

TP+TN
TP+TN+ FP +FN

Presnost =

Chybovost (Error Rate) — Udava, jak casto klasifikator Spatné klasifikuje objekt.

Tato mira se da také urcit jako 1 — Pfesnost.
FP +FN

TP+TN+ FP +FN

Chybovost =

Senzitivita (Recall) — Udava, jak casto klasifikator spravné urci objekt, ktery patii
do pozitivni ttidy.
... TP
Senzitivita = TPTFN
Specificita (Specificity) — Udava, jak Casto klasifikator spravné ur¢i objekt, ktery
patii do negativni ttidy.
e TN
Specificita = TN T FP
Preciznost (Precision) — Udava, jak ¢asto je klasifikace spravna, pokud klasifikator
klasifikuje Ze objekt patii do pozitivni ttidy.
TP

Preci =
reciznost TP + FP

F-mira (F-Measure) — Jedna se o vazeny prumér senzitivity a preciznosti.
Preciznost - Senzitiva

"~ Preciznost + Senzitivita
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2. NEURONOVA SIT

Ukolem neuronovych siti je obecné aproximace n&jaké funkce f. V této kapitole se sezndmime
S ¢astmi, ze kterych se neuronové sité skladaji.

Pivodné byli umélé neuronové sité inspirovany mozkem a nervovou soustavou zivych
organismu [9]. Naptiklad perceptronova sit’ vznikla jakozto model neuront na sitnici lidského
oka, pomoci kterych jsme schopni rozeznavat vzory [10]. V dnesni dob¢ uz se ale neuronovymi
sitémi nesnazime kopirovat fungovani mozku. Jedna se uz spiSe o slozité matematické modely,
jejichz cilem je co nejlépe aproximovat ur¢itou matematickou funkei.

Umeélou neuronovou sit’ si 1ze predstavit jako acyklicky orientovany graf, popisujici, jakym
zpusobem kombinujeme rizné funkce. Uzly tohoto grafu nazyvame neurony. Neurony, které
stoji spolu na stejné trovni dohromady tvofi vrstvu neuronové sité. Pocet téchto vrstev urcuje
hloubku sité. Pokud se neuronova sit’ sklada z vice nez tii vrstev (mezi tyto vrstvy nepocitame
vstupni a vystupni vrstvu), mizeme ji nazvat hlubokou neuronovou siti [9].

2.1 Neuron

Nejelementarngj$im stavebnim blokem, ze kterého se skladaji veSkeré neuronové sité, je
neuron.

Kazdy neuron mize mit vice vstupi, ale ma vzdy pouze jeden vystup. Stejné jako u jeho
biologického protéjsku, je neuron k ostatnim neuronlim v siti pfipojen pies synaptické vahy.
Tyto vahy jsou v dob& uceni neuronové sit€ upravovany. Kazdy vstup ma k sobé ptitazenou
praveé jednu vahu w. Vstupem muze byt také prah neuronu b. Jedna se v podstaté také o vahu,
ktera vSak neni pfifazena ke vstupu X a proto se k vazenym vstuptiim pouze pficita. Neuron poté
spocita soucet vazenych vstupl a prahu. Tim ziska tzv. skryty potencial z a pomoci aktivacni
funkce f(z) vypocita vystupni hodnotu y. Koneéna rovnice pro vystup neuronu je tedy y =
f(xi-wi + b). Vstupem do neuronu mohou byt pfimo vstupy které piivadime do sité, prah
neuronu nebo vystupy jinych neuronti, zalezi, v které vrstvé se neuron nachazi [9].

S (_‘;x,w) —> Yj

Obrazek 2.1 Model umélého neuronu

2.1.1 Linearni aktiva¢ni funkce

Aktivaéni funkce miZzeme rozdélit na funkce linedrni a nelinearni.
Linearni aktiva¢ni funkce ma ovSem dvé velké nevyhody. Pokud v neuronech pouzijeme
linearni funkce, nezalezi pak na tom, kolik ma sit’ vrstev, ale vzdy se bude chovat jako by méla
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se bude jednat o linedrni regresni model. To je dano tim, Ze linedrni kombinaci dvou linedrnich
funkci dostaneme opét jenom linearni funkci.

Druhou nevyhodou je derivace této funkce. Derivaci linedrni funkce totiz dostaneme
konstantu, ktera neni viilbec vazana na nas vstup do funkce. To znamena Ze pii uceni dané sité
nejsme schopni vyuzit zpétného Sifeni chyby. Algoritmus zpétného Sifeni chyby bude popsan
dale v praci [11].

.* I Linear Function

o’ 104 B Derivative

Obrazek 2.2 Linearni funkce a jeji derivace [11]

2.1.2 Nelinearni aktiva¢ni funkce

Kwviili témto nevyhodam se v dnes$nich modernich neuronovych sitich v drtivé vétsSin€ vyuzivaji
funkce nelinearni.

Nelinearita funkce ndm pomize se vSemi nedostatky linedrnich funkci. Kombinaci
nelinedrnich funkci miizeme dosahnout aproximace libovolné slozité funkce. Diky tomu jsme
schopni vytvofit presné mapovani pro komplexni vstupni data. Nelinearni funkce lze také
derivovat bez toho abychom pfi derivaci pfisli o vztah ke vstupu z. To znamena Ze miZeme
vyuzit zpétného Siteni chyby a zefektivnit tak proces uceni.

Dulezitou vlastnosti aktivaéni funkce je jeji vypocetni naro¢nost, protoze pocitac s touto
funkci bude muset pocitat pro kazdy neuron v siti.

Funkce pouZivané pro aktivaci neuronli v modernich sitich jsou naptiklad sigmoida,
hyperbolicky tangens, ReLU nebo Leaky-RelLU [11].

15



Sigmoida
Vyhodou vyuziti této funkce jsou normalizované hodnoty v rozmezi 0 a 1 na vystupu. Tyto
hodnoty mizeme povazovat za pravdépodobnosti.

Naopak nevyhodou je zmenSujici se spad této funkce u jejich koncovych hodnot. To
znamena, ze vystupni hodnota y se témét neméni v reakci na zmény proménné x. Derivace se
proto Vv téchto hodnotach blizi nule, coz se projevi jako pomalé uceni sité. Tento jev se nazyva
mizejici gradient. Funkce také neni vystfedéna okolo nuly [11].

10T eceeeeeess >

M sigmoid
[ Derivative ;

Obrazek 2.3 Sigmoida a jeji derivace [11]

Hyperbolicky tangens
Tato funkce je velice podobna funkci sigmoid, avsak jeji obor hodnot je od -1 do 1.

To mé za disledek vetsi strmost jeji derivace, coz umoziuje rychlejsi ueni neuronovych
siti diky vétsimu rozsahu hodnot. Nevyhoda mizejiciho gradientu u této funkce pietrvava [11].

1 _|:|. e - EmEE l)
.O * ."
o' T %
d l'. *
" ".’ ..i
— . '_|._|_|-'_'|"_':.‘L-h_|_>
£
¥
»
L
o T | Hyperbolic Tanjant
(uemunun=s®’ 1.0+ [ Derivative
4

Obrazek 2.4 Hyperbolicky tangens a jeho derivace [11]
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ReLU (Rectified Linear Unit)

U této aktivacni funkce ma ¢éast na kladné ose stejné vlastnosti jako funkce linearni, ale
hodnoty na zaporné ose jsou mapovany nulou. Jeji obor hodnot je tedy od 0 do nekonec¢na.

To zplsobuje tzv. umirani neuronti. Kvili tomu se sice snizuje schopnost modelu se
spravné naucit ze vstupnich dat, ale vyrazné se zlepSuje vypocetni naroc¢nost. Proto je tato
aktiva¢ni funkce v soucasné dobé jedna z nejpouzivanéjSich u neuronovych sitich s mnoha
vrstvami [11].

iy
N

B rew
_] U 1 . Turevi

Obrazek 2.5 ReLU a jeji derivace [11]

Leaky RelLU
Jedna se o funkci, ktera je snazi vytesit nedostatek umirajicich neuronti v zaporné ¢asti funkce
ReLU. Toho je dosazeno tim, Zze zaporné hodnoty budeme nasobit hodnotou 0,01. Diky tomu
se zvysi obor hodnot této funkce na minus nekone¢no az plus nekonecno [11].

3
1.0 bracacane setenn s>
”
- "’
"

PO LT EE TR P : < s 5 <
Ny e ee .- i R T 7
fawnm"

| B Leaky ReLU

04 [ Derivative

Obrazek 2.6 Leaky-ReLU a jeji derivace [11]

2.2 Uceni neuronové sité

Uceni neuronové sité je nastavovani vah a prahu neuronu. Tyto vahy slouZzi k urceni dulezitosti
dané vstupni proménné. Vyssi vaha tedy ptispiva k vystupu vice. Na zacatku jsou vahy zvoleny
ndhodng. Ucenim sité¢ upravujeme vahy tak abychom minimalizovali chybu sité. V soucasné
dobé¢ je nejpopuldrnéj$im algoritmem pro uceni neuronovych siti algoritmus zpétného Sifeni
chyby. Podle toho, zda mame k dispozici k tréninkovym datiim i pozadované vystupy, mizeme
uceni rozd¢lit na uceni s ucitelem a uceni bez ucitele [12].
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2.2.1 Uceni s ucitelem

Uceni s ucitelem (ang. Supervised learning) je zptisob uceni u kterého mame v trénovaci sad¢
k dispozici oznafena data. Oznaceni téchto dat slouzi modelu k tomu, aby mohl méfit chybu
predpoveédénych vysledkt a na zakladé této chyby se ucit [12].

2.2.2 Uceni bez uditele

Uceni bez ucitele (ang. Unsupervised learning) nepotiebuje ke svému uceni oznacena data. To
znamena ze jsou schopny hledat skryté vzory v datech, bez nutnosti lidského zasahu pti
prvotnim oznaceni dat. Tato vlastnost je velice vyhodna pro velké soubory dat, kde by jejich
oznacovani vyzadovalo obrovské lidské zdroje [12].

2.2.3 Algoritmus zpétného Sifeni chyby

Je to iterativni gradientni algoritmus pro minimalizaci chyby sité. Chyba sité je definovana jako
rozdil mezi vystupem sité a pozadovanymi vystupnimi hodnotami. Kvili tomu, ze pro uceni
potfebujeme pozadované hodnoty, povazujeme algoritmus zpétného Sifeni chyby za uceni
s ucitelem.

Algoritmus funguje nasledujicim zptisobem. Nejdiive sit’ provede vypocet vystupu pro
dany tréninkovy vzor. Podle toho se uréi chyba sit¢ vzhledem k aktualnimu tréninkovému
vzoru. Pokud budeme upravovat vahy po ptelozeni jednotlivych vzort, jedna se o tvz. online
uceni. U offline u€eni nejdiive projdeme celou tréninkovou mnozinu a az poté upravujeme
vahy. Postupné tedy uréujeme chybu pro vSechny vzory v tréninkové mnozin€. Souctem chyb
u jednotlivych vzora ziskdme celkovou chybu.

Nasledné dochazi na adaptaci vah sité. Jelikoz se jednd o gradientni algoritmus, jsou ve
vypoctu vyuzivany parcidlni derivace. Proto je tedy velice dulezité, aby derivace aktivacni
funkce neuronu nebyla konstanta. Cely tento proces opakujeme tak dlouho, dokud neni celkova
chyba neuronové sité mensi nez nami pozadovana chyba nebo dokud nedojde k ptekroceni
maximalniho poctu iteraci [9].
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3. KONVOLUCNI NEURONOVE SITE

Jedna se o tfidu umélych neuronovych siti, které aspon v jedné ze svych vrstev vyuzivaji
konvoluci. Jelikoz obrazky jsou reprezentovany jako velké matice s nckolika vrstvami, je
potieba je prevést do formy, kterd je méne vypocetné¢ narocna ale nedojde pfi ni ke ztraté
dilezitych informact, které potfebujeme pro spravnou klasifikaci. K ziskani charakteristickych
rystl z obrazu slouzi konvolu¢ni vrstvy.

Obecné tyto rysy miizeme ziskat pouzitim velkého poctu malych filtrt, takzvanych kerneld.
V zacatenich konvolucnich vrstvach miizeme ze vstupniho obrazu extrahovat jednoduché
rysy, naptiklad hrany. Postupnym pfidavanim téchto vrstev je neuronova sit’ schopna z obrazu

Ke snizeni velikosti vystupu konvoluénich vrstev se pouzivaji pooling neboli sdruzovaci
vrstvy. Déle muze obsahovat sluCovaci vrstvu. Tato vrstva sluCuje rtzné vétvé v siti.
Konvolu¢ni sité jsou ¢asto vétvené, kazda vétev poté slouzi k detekei riznych rysi v obraze.
Finalni ¢tvercova mapa je pak zarovnana do sloupcového vektoru.

Déle konvolu¢ni neuronova sit’ obsahuje pln¢ propojenou vrstvu a softmax vrstvu. PIné
propojend vrstva slouzi k findlni klasifikaci. Posledni vrstva softmax ma za kol vystupni
hodnoty pfevést na normalizované hodnoty v rozmezi 0-1, které lze interpretovat jako

— CAR

— TRUCK

— VAN
B ]

— BICYCLE

pravdépodobnosti [13].

)

FULLY
INPUT CONVOLUTION + RELU POOLING CONVOLUTION + RELU POOLING FLATTEN CONNECTED SOFTMAX
FEATURE LEARNING CLASSIFICATION

Obrazek 3.1 Navaznost vrstev v konvolu¢ni neuronové siti [13]

3.1 Konvolu¢ni vrstva

V konvoluéni vrstvé je na vstupni obrazek aplikovan kernel. Kernel je filtr, ¢tvercova matice.
Kernel se presouva pies vstupni obraz a postupné vykondva maticové nasobeni. Tato hodnota
se poté zapisuje do bunék vystupni mapy [13].
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Output [0][0] = (9%0) + (4%2) + (1%4) +
(1%1) + (1%0) + (2*1) + (2*0) + (1*1)

=0+8+1+4+1+0+1+0+1

S, =16

Inputimage Filter Output array

Obrazek 3.2 Kernel a jeho aplikace na vstupni obrazek [14]

Kernel se posouva o hodnotu kroku, kterd se zde nazyva stride. Pokud je obrdzek tvoten
vice rozméry (napt. RGB) kernel mé vZzdy stejnou hloubku. To znamena Ze kernel aplikujeme
na kazdou vrstvu vstupniho obrazku, a jednotlivé hodnoty z téchto vrstev s¢itdme. K témto
hodnotam navic pfi¢itdme bias hodnotu. Vysledkem této operace je pak uz pouze jednovrstva
aktivacni mapa. Velikosti kernelu a parametru stride dokdaZzeme ovliviiovat velikost vystupni
mapy. Vyslednad mapa bude mit velikost (N - F) / stride + 1, kde N je rozmér vstupni mapy a F
je rozmér kernelu [13].

Convolution Convolution
with Stride=1 Output with Stride=2 Output
(a) (b)

Obrazek 3.3 Znazornéni velikosti kroku a velikosti vystupni vystupni
mapy [15]

Pokud nechceme, aby se vyslednd mapa zmenSila, miiZeme vstupni mapu rozsifit o vypln.
Vypli je tvofena nulami na kraji vstupni mapy. Mzeme také pouzit n¢kolik riznych filtri na
vstupni mapu. Vystupni mapa poté mize mit tolik vrstev, kolik filtrli jsme paralelné pouZili
[13].
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Obrazek 3.4 Vypln vstupni mapy [16]

3.2 Sdruzovaci vrstva

V této vrstvé dochazi k redukci rozméru mapy pouzitim filtru, podobné jako u konvolu¢ni
vrstvy. Na rozdil od kernelu ale tento filtr neméa zadné vahy. Pooling vrstvy existuji typu
average nebo max. Average pooling pocita primérnou hodnotu z oblasti piekryté filtrem. Max
pooling vybere maximalni hodnotu z oblasti. V této vrstvé sice dochazi ke ztraté informaci,
zaroven Se ale snizuje komplexita a riziko pieuceni a zlepSuje efektivita NN [13].

max pooling

20|30

112 37
12120 30
8 (121 2|0
34|70 37| 4 average pooling
112/100| 25| 12 13] 8

791 20

Obrazek 3.5 Max pooling a average pooling vrstva [13]

3.3 Up Sampling vrstva

Up Sampling vrstva je opakem vrstvy sdruzovaci. Dochazi zde ke zvétSovani rozméru mapy.
Moznosti vypoctu hodnot pro nové pixely je vice, v této praci je vyuzivana up sampling vrstva,
kter4 pouze zkopiruje hodnotu na nové pixely ve svém okoli. Toto okoli je definovano velikosti
matice. Naptiklad matice o velikosti 2 x 2 zdvojnasobi rozmér mapy. [17]

3.4 Plné propojena vrstva

Dalsi vrstvou v konvoluénich sitich je plné propojena vrstva. Tato vrstva slouzi k finalni
klasifikaci.

Klasifikace je provadéna ziskdnim nelinedrni kombinace vlastnosti objektil, které jsme
ziskali jako vystup z konvolu¢ni vrstvy. Kazdy neuron v této vrstvé je spojen se vSemi neurony
ve vrstveé piedchozi [13].

3.5 Softmax vrstva

Nakonec se v konvolu¢ni siti pouziva vrstva neuront s aktivacni funkci softmax. Tato vrstva je
schopna normalizovat vystupni hodnoty z plné propojené vrstvy do rozmezi 0 az 1 a tim
umoznuje urcit pravdépodobnost s jakou patii vstupni objekt do urcité tridy [13].
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4. AUTOENKODERY

Autoenkodér je zvlastni typ umélé neuronové sité, ktera je trénovéana na to, aby co nejlépe
rekonstruovala vstupni data na svém 00vystupu. Aby nedochazelo k pouhému kopirovani dat
ze vstupu na vystup, obsahuje autoenkodér zuzeni, kde dochdzi ke zmenSeni rozmeéru.
Autoenkodéry se pouzivaji pro zmenseni rozméru dat, pro redukci Sumu v datech, pro extrakci
rysu pritomnych v datech, pro doporucovaci systémy a pro detekci anomalii. Vzhledem k tomu,
7e nepotiebuje popsana data fadi se autoenkodér do kategorie uceni bez ucitele. Nékdy se také
uvadi ze se jedna o tzv. semi-supervised uceni, jelikoz sice nemame k dispozici popsana data,
ale jako ucitele vyuzivame data vstupni.

Autoenkodér se sklada ze dvou ¢asti, a to enkodéru a dekodéru. Jak muzeme vidét na obr.
¢.4.1, enkodér postupné zmensuje rozmér vstupnich dat. Misto s nejmensim rozmérem dat
nazyvame kod. Data vtomto zkomprimovaném stavu muizeme reprezentovat jako bod
V latentnim prostoru. Dekodér zase postupné zvétSuje tento rozmér zpét na ptivodni. Dekodér
ma stejny pocet skrytych vrstev a neuronii jako enkodér. Zmensovanim rozmért v kdédovacim
procesu dochazi ke ztraté informaci. Naopak dekodér se poté redukovana data snazi na vystupu
zrekonstruovat tak, aby se co nejvice podobala datiim na vstupu. Porovnanim rekonstruované¢ho
vystupu s pivodnimi vstupnimi daty ziskdme rekonstrukéni chybu.

Uceni je provadéno minimalizaci této rekonstrukéni chyby. Neuronova sit’ je tak nucena k
tomu, aby ve svém kodu méla co nejlepsi komprimovanou reprezentaci vstupnich dat a
dokéazala tak ignorovat nepodstatna data, napt. Sum. Tato redukovana reprezentace dat je poté
validovana tim, Ze se redukovana data znovu dekdduji do pivodniho obrazu. Idealnim
vystupem autoenkodéru jsou tedy data naprosto shodnd se vstupnimi daty. Proto je mozné pti
uceni autoenkodéru vyuzit algoritmus zpétného Sifeni chyby, jelikoZ miZeme poZadovany
vystup nastavit stejny jako vstup.

Pro kéd poté plati

z= g(l)(x)l (41)

kde z je redukovana reprezentace vstupnich dat, X je vstup do neuronové sité, g je funkce
enkodéru a @ jsou ucené parametry (vahy). Rekonstruovany vystup sité Ize poté zapsat jako

X = o (9500). (42)

kde f je funkce dekodéru a 0 opét parametry. Rekonstrukéni chybu L ur¢ime pomoci sttedni
kvadratické chyby (MSE — Mean Squared Error) jako

n[x® - £, (gqb(x(i)))]z , (4.3)

kde n je pocet vzoru [18].

1
n

Lap(0,9) =
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Obrazek 4.1 Neuronova sit’ typu autoenkodér [18]

4.1 RidKky autoenkodér

U tidkého autoenkodéru je ziizeni ve stfedu nahrazeno tzv. ¥idkosti. Ridkost je parametr, ktery
urcuje podminku pro primérnou aktivaci neuronu ve skryté vrstvé. Toto omezeni zajisti, Ze i
autoenkodér s velkym poc¢tem neuronti ve skryté vrstvé nebude data ze vstupu pouze kopirovat,
ale nau¢i se dilezité korelace mezi rysy v datech. Primérnou aktivaci neuronu ur¢ime vztahem:

y=3 2, la" ) 9

kde m je poCet vzort v trénovaci mnoziné a a]@ (x(i)) je aktivace j-t¢ho neuronu ve skryté
vrstvé | pro vzorek xO z trénovaci mnoziny. Parametr fidkosti poté nastavime na hodnotu
blizkou hodnoté&, kdy je neuron neaktivni. Tato hodnota zaleZi na aktivacni funkci neuronu,
budeme uvazovat aktivaéni funkci sigmoida, tedy hodnota, kdy je neuron neaktivni je 0.
Parametr fidkosti p miiZeme tedy nastavit napi. na 0,005. Aby sit’ byla schopna této podmince
vyhovét, vSechny aktiva¢ni hodnoty neuront ve skryté vrstvé budou muset byt blizké nule.
Dosahneme toho pfidanim penaliza¢ni funkce podle vztahu

St , - (4.5)
plogﬁ—j +(1-p) logl_—ﬁj :

j=1
S2 je zde pocet neuronti ve skryté vrstv€. Penalizaéni funkce bude rovna nule, pokud p; =
p. Ztratova funkce poté bude

L st (4.6)
1
Loae(®) =)(O) 46 ) ) plog s+ (1~ p)logg
=1 j=1 J

~ )

TP
kde parametr B uréuje vahu penalizace fidkosti [18].
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4.2 Denoising autoenkodér

Dalsi moznosti, jak zamezit tomu, aby nedochéazelo ke kopirovani dat ze vstupu na vystup je
data pted privedenim na vstup sité nejdiive zaSumét. Ze vstupnich dat vytvotime poSkozena
data tak, ze nahodné vstupy v siti vynulujeme. Poté provadime uceni stejné jako u klasického
autoenkodéru. Z vystupu sit¢ a vstupu pied poskozenim vypocitdme rekonstrukéni chybu,
kterou se pfi uceni snazime minimalizovat. Diky tomu je autoenkodér schopen se naucit
rekonstruovat poskozena data. Ztratovou funkci miizeme napsat jako

FO~Mp (FD]x®) 4.7)
n

1 . \12 (4.8)

== @ _— 7

Lpap(6,9) n Z [x fo (g¢ (x ))]
i=1
kde Mp definuje mapovani vstupnich dat na vstupni zaSuména data [18].
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Obrazek 4.2 Princip fungovani denoising autoenkodéru [18]

4.3 Varia¢ni autoenkodér

Variaéni autoenkodéry jsou autoenkodéry uzptsobené pro generovani dat. JelikoZ mame po
natrénovani sit€ k dispozici enkodér a dekodér, mohli bychom pomoci dekodéru generovat
nova data tim, ze bychom na vstup ptivedli data z latentniho prostoru. Data v latentnim prostoru
ale nejsou vhodné uspotadana, jelikoZ pfi trénovani jsme na uspofadani v latentnim prostoru
viibec nehled¢li.
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Obrazek 4.3 Rozdil mezi pravidelnym a nepravidelnym rozlozenim

Vv latentnim prostoru [19]

Na obrazku 4.3 je vidét rozdil mezi pravidelnym a nepravidelnym rozlozenim bodt

Vv latentnim prostoru. Pokud chceme vyuzivat dekodér pro generovani novych dat, musime

zajistit, aby dva body blizko sebe v latentnim prostoru po dekdédovani vraceli podobna data, a

aby vSechny body po dekddovani vraceli data které davaji smysl [19].

Obrazek 4.4 Latentni prostor S pravidelnym rozlozenim [19]

Abychom doséhli pravidelného rozlozeni latentniho prostoru, bude vystupem enkodéru

misto vektoru hodnot rozloZeni pravdépodobnosti. Toho miizeme dosédhnout zavedenim

pravdépodobnostniho enkodéru a dekodéru [18].
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Obrazek 4.5 Princip varia¢niho autoenkodéru [18]

4.4 Autoenkodér pro detekci anomalii

Autoenkodér lze vyuzit pro detekci anomalii. Jelikoz je autoendokér uceny na redukci a
naslednou regeneraci dat pouze jedné tiidy, regenerovany model se pro data s anomaliemi bude
hodn¢ odlisovat [18].

Uceni probiha nasledujicim zpisobem. Nejdfive ndhodné inicializujeme parametry 0 a ®.
Pro prvni vzor z datasetu vypocitdme rekonstruovany vystup x’. Vypocitdme ztratovou funkci
L jako rozdil vstupniho vektoru X a vystupniho vektoru x”. Pomoci algoritmu backpropagation
zpétné vypocteme a upravime postupné vSechny vahy v siti. Tento postup zopakujeme postupné
pro vSechny vzory V datasetu. Opakované predkladdme cely dataset dokud neni rekonstrukéni
chyba nizs8i nez pozadujeme.

Detekci anomalii provadime vypoctem ztratové funkce a porovnanim jeji hodnoty s predem
nastavenym prahem. Prédh miZeme urcit tak, Ze si zobrazime do grafu vysledky rekonstrukéni
chyby pro testovaci data vzhledem ke vzortim [20].

4.5 Konvolu¢ni autoenkodér

Jelikoz se autoenkodéry casto pouzivaji pro obrazova data, je vhodné zde vyuzit princip
konvoluce. Nahradime plné propojené vrstvy autoenkodéru konvoluénimi vrstvami. Cést
enkodéru bude obsahovat konvolu¢ni a pooling vrstvy a bude tedy dochédzet ke zmenSeni
rozméru ale ke zvétSeni poctu kanalli. Abychom na vystupu dostali data, kterd maji stejny
rozmér jako data vstupni, musi dekodér obsahovat vrstvy, které realizuji transponovanou
konvoluci nebo upsampling vrstvy se stejnymi parametry jako maji vrstvy v enkodéru [21].
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Obrazek 4.6 Konvoluéni autoenkodér [21]
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5. VYTVARENI ANOTOVANEHO DATASETU

Vytvareni anotovaného datasetu probihalo v laboratofi pocitacového vidéni v mistnosti
SE2.149. Pro zisk&vani snimkt byla vyuzita primyslova kamera DFK 21BUCO03 (vyrobni ¢islo
09900176). Kamera fotila v rozliseni 744x480 pixelt ve formatu RGB. Ke kamefe bylo dale
pripevnéno kruhové osvétleni, které bylo pfi sniméani nastaveno na plny vykon. Kamera se
nachazela 34 centimetrii nad snimanym objektem. Jako pozadi byl pouzit bily kancelaisky papir
A4,

Obrazek 5.1 Pouzitd primyslova kamera

Jako vyrobek pro vytvareni datasetu byla zvolena tchytna pruzina pro podhledova svétla.
Vytvofeny dataset ¢ita celkem 1 200 obrazku vyrobku, z toho 900 vzorkt jsou normalni data
(pozitivni tfida) a 300 vzorkl obsahuje anomalie (negativni tiida).

Obrazek 5.2 Uchytna pruzina pro podhledova svétla
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Dataset byl rozdélen na trénovaci mnozinu ¢itajici 550 vzorkil z pozitivni tiidy, valida¢ni
mnozinu obsahujici 50 vzorkl z pozitivni tiidy a testovaci mnozinu, ktera obsahuje 300 vzorka
Z pozitivni a 300 vzorktli z negativni tridy.

Vzory v negativnim datasetu predstavuji rtizné typy a velikosti mechanického nebo
povrchového poskozeni. Typické ptiklady vzori z obou tfid jsou zobrazeny na obrazcich 5.3 a
5.4. Obrazky byli pro potfebu neuronové sité zmenSovany na rozliSeni 224 X 224 pixela.
K tomuto zmensSeni dochadzi pfimo v programu pro trénovani modelu.

Dataset je rozdélen do slozek pro trénovaci, validacni a testovaci data. Testovaci slozka
obsahuje podslozky pro pozitivni a negativni tfidu, trénovaci mnozina obsahuje pouze
podslozku pro pozitivni tfidu. Tento zptsob rozdéleni datasetu byl zvolen kvili implementaci
V knihovn¢ Keras, ktera pro jednoduchou spravu datasetu takové déleni vyzaduje. Cely dataset
je obsazen v piiloze C k bakalaiské praci.

Vzory s anomaliemi obsahuji rizné velké mechanické poskozeni. Nékteré vzory jsou rizné
ohnuté, nékterym chybi ¢ast nebo cela pruZina. U n€kterych vzori je naopak pruzina delsi. Na
obrazku 5.4 vpravo mlizeme vidét vzor kde jsou obé pruziny deformované. Uprostfed se
nachazi vzor pruZiny, kterd byla zbrouSena, a proto je zde vidét velky odlesk. Dataset také
obsahoval vzory které méli delsi ¢i krats$i nohy vedouci k pruzindm. Dale nékteré vzory maji
roztazenou pruzinu. Dal§im poskozenim byl pfipajeny cin na riznych ¢astech pruziny. Vzory
obsahuji také n¢kolik do sebe zamotanych pruzin. Nakonec jsou v datasetu vzory, které nékteré
tyto prvky kombinuji. Jeden vzor neobsahuje pruzinu viibec.

Obrazek 5.3 Ptiklad vzorl z pozitivni tfidy
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Obrazek 5.4 Priklad vzort z negativni tfidy
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6. IMPLEMENTACE KONVOLUCNIHO AUTOENKODERU

Implementace autoenkodéru byla vytvafena pomoci programovaciho jazyku Python verze
3.10.0 s knihovnami Keras ve verzi 2.8.0 a TensorFlow ve verzi 2.0. Mezi dal$imi pouzitymi
pomocnymi knihovnami byli NumPy, SkLearn a PIL. Obecné tyto knihovny umoziuji
jednoduchou implementaci a spravu neuronovych siti.

6.1 Keras

Keras je open-source rozhrani pro programovani aplikaci strojového uceni na platformeé
TensorFlow v jazyce Python. Keras se sklada ze ttech hlavnich ¢asti, a to Models API, Layers
API a Callbacks API.

Models API se stard o vytvareni, spravu a trénovani modelll neuronovych siti. Dalsi
casti je Layers APIL, kterd obsahuje jednotlivé vrstvy, jakozto zékladni stavebni blok modeli
neuronovych siti a funkce pro praci s nimi.

Posledni Callbacks API umoziiuje provadét akce v riznych etapach uceni. Mezi tyto funkce
patii naptiklad zastaveni ueni pii dosazeni pozadované chyby, periodické uklddani verze
modelu s aktualnimi hodnotami vah ¢i ukladani statistik a logi [22].

6.2 TensorFlow

TensorFlow je open-source platforma pro strojové uceni a umélou inteligenci od spole¢nosti
Google. Tato platforma umoznuje pro zrychleni vypocti hardwarovou akceleraci pomoci
grafickych karet nebo specialnich ASIC Tensor processing unit ur¢enych piimo pro akceleraci
vypocti umélé inteligence. Dalsi vyhodou je moznost distribuovat vypocty na neckolik
vypocetnich zatizenich coz mlze zna¢né urychlit Al vypocty.

Platforma obsahuje kromé¢ funkci pro trénovani umélé inteligence také fadu ztratovych
funkci a metrik pro vyhodnoceni kvality modelu.

TensorFlow je mozné vyuzit v fadé programovacich jazyki, mezi které patii napf.
Python, C++, Java nebo Javascript [23].

6.3 Popis programu pro trénovani sité

K trénovani modelu slouzi ptfiloZeny program train.py. Program pro trénovani autoenkodéru
nejdiive naéte dataset. K tomuto dochazi pomoci tiidy ImageDataGenerator, ktera je souéasti
knihovny Keras a umoznuje jednoduché nacitani, spravovani a piedzpracovani dat z datasetu
[24]. Zde dochazi k ofiznuti obrazkd ze 744x480 pixelti na pozadovany vstupni rozmér 224 X
224 pixelu.

Dale je v programu vytvofen model, tento model je vytvaren jako tfida Sequential. V této
tiidé postupné pridavame jednotlivé vrstvy neuronové sité. Vrstvy jsou pfidavany metodou add
[25]. Keras nabizi velké mnozstvi pfeddefinovanych zakladnich vrstev v¢etné v§ech popsanych
v kapitole 3. [26]. Je také mozné vytvofit si nové vlastni vrstvy, pro potieby vytvafeného
modelu vSak stacily ptfeddefinované vrstvy.
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Prvni pouzitou vrstvou je 2D konvolucni vrstva. V této vrstvé je definovan pocet pouzitych
kernelu, jejich rozmér, aktivacni funkce a vypli. Vyuzivame zde aktiva¢ni funkce ReLu a jako
vypli je nastavend hodnota same, toto zajisti vyplnéni okraji vstupni matice nulami. Spolu
s implicitné nastavenym parametrem Stride na hodnotu 1 nedojde v této vrstvé ke zmenseni
rozméru matice. DalSim implicitné nastavenym parametrem je vyuziti prahu. Implicitn€ se prah
u této vrstvy vyuziva [27].

Dalsi vrstvou je 2D Max Pooling vrstva. Parametry jsou v této vrstvé velikost filtru a vypli.
Dochazi ke zmenSeni rozméru dat na polovinu [28].

Na vystupu enkodéru, kde maji data nejmensi rozmér, se nachazi dvé plné propojené vrstvy,
ob¢ se sto neurony. PIné propojena vrstva se zde nazyva Dense vrstva. Jako parametry jsou
nastaveny pocet neuronti a aktivaéni funkce. Implicitné tato vrstva také vyuziva prah [29].

Jak bylo popsano v kapitole ¢.4.2, aby byl zachovan rozmér vystupu stejny jako na vstupu,
musime symetricky pouzit vrstvy se stejnymi parametry, avsak Max Pooling vrstva je zde
nahrazena 2D transponovanou konvolu¢ni vrstvou.

Po sestaveni modelu je potfeba model zkompilovat. Pti kompilaci modelu vybirdme
optimalizacni algoritmus a ztratovou funkci. Také je zde mozné pomoci parametru run_eagerly
zapnout sekvenéni béh programu pro u€eni modelu. Tato funkce je vhodné pro debugovani
nebo pokud nemame k dispozici vypocetni jednotku s dostate¢nou paméti pro paralelni
vypocty. Pfi pouziti tohoto modu ovSem dochdzi k vyraznému zpomaleni béhu programu.
Parametr run_eagerly je implicitné nastaven na hodnotu false [30].

Dilezitym parametrem pro trénovani je velikost davky — batch_size. Tento parametr uréuje,
kolik vzori je mozné naraz paralelné zpracovavat. Tento parametr je ovliviiovan poctem
trénovatelnych parametri a také velikosti jednotlivych vrstev. Maximalni velikost je poté
urcena velikosti paméti na vypocetni jednotce.

Dale definujeme parametry pro logovani, statistiku a predbézné ukonceni trénovani. Po
nastaveni téchto pomocnych parametri miiZeme spustit trénovani pomoci funkce fit_generator.
Pti volani této funkce preddvame trénovaci a validacni dataset. Dale pocet epoch, po ktery
chceme model trénovat a pocet krokii na epochu, ktery vypocteme pomoci diive nastaveného
parametru batch_size, jako pocet vzoru v trénovaci mnoziné/batch_size. Nakonec predame
funkci diive definované pomocné parametry pro logovani atd [30].

V této chvili zacne trénovani modelu. MlZe dojit k chybé béhu programu kvili vycerpani
paméti na vypocetni jednotce. V takovém piipad€ je nutné sniZit parametr batch_size. Pokud 1
po snizeni parametru batch_size na 1 dochézi k této chybé, je potfeba zvazit zménu architektury
neuronové sité, snizeni rozliSeni vstupniho obrazku nebo pouziti vypocetni jednotky s vétSim
mnozstvim paméti. V nejhor$im pfipadé je také mozno zapnout pii kompilaci modelu mod
run_eagerly, jak uz ale bylo feceno v tomto modu bude trénovani probihat velice pomalu.

Po dosazeni jednoho z parametrti pro ukonceni trénovani se zobrazi okno se vstupnimi a
vystupnimi obrazky z autoenkodéru. Zde miizeme ov¢ftit, jestli rekonstrukce probiha spravné.
Po zavieni okna s rekonstrukci ze sité se program pro trénovani sité¢ ukonci.
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6.4 Trénovani sité

Trénovani neuronové sité probihalo na grafické karté¢ NVIDIA GTX 1650 v mobilni verzi. Tato
karta nabizi 4 GB paméti a 1024 CUDA jader. Pro trénovani modelu byl pouzit optimaliza¢ni
algoritmus ADAM a stiedni kvadraticka chyba (MSE — Mean Squared Error). Celkové model
obsahoval témér 10 miliéni trénovatelnych parametrti. Pouzita grafickd karta zvladala
maximalni velikost davky 20 vzorkt. Model mél nastaven pro trénovani maximalni pocet 600
epoch. K zastaveni trénovani dojde, pokud probéhne 600 epoch nebo pokud se chyba béhem
tiiceti epoch nezmensi ¢i nezvétsi alespon o 0,0005. Trénovani se zastavilo po 100 epochach,
kdy byla dosaZena hranice pro pied¢asné ukonceni trénovani. Na obrazku 6.1 je zobrazen vyvoj
chyby pro trénovaci a validaéni mnozinu.

05 Training and validation loss per epoch
. T T T T T T T T

train
validation

045 |- i

035 B

MSE Loss

03 N

025 .

02 I I | I I I | | I
0 10 20 30 40 50 60 70 80 90 100

Epoch

Obrazek 6.1 Graf vyvoje chyby vzhledem k epocham

6.5 Popis vybrané architektury

Zakladni architektura vychazela z konvolu¢niho autoenkodéru pro hledani prasklin v betonu
[31]. Na obrazku €. 6.2 je znazornéna 3D vizualizace vytvoreného modelu. Ptesny popis
modelu v¢etné€ vstupnich a vystupnich rozmérit map je uveden v piiloze A.
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fﬁ Conv2D . MaxPooling2D . Dense . Conv2DTranspose

Obrazek 6.2 3D vizualizace vytvofeného konvolu¢niho autoenkodéru

Model na vstupu dostava obrazky zmenSené na rozmér 224 X 224 pixell tvorfené tremi
kanaly RGB. Hodnoty pixelll jsou normalizovany na hodnoty od 0 do 1. Vstup poté prochéazi
dvéma po sobé fazenymi konvolu¢nimi vrstvami s velikosti kernelu 3 x 3 a hodnotou kroku 1.
Pouziti dvou po sob¢ jdoucich konvoluénich vrstev s velikosti filtru 3 X 3 se chova jako bychom
pouzili jednu vrstvu s velikosti filtru 5 x 5, ale pocet trénovatelnych parametrd je nizsi [32].

5x5 convolution Stacked 3x3 convolutions
=

2nd convolution

3intermediate
pixels

1st convolution

-+

- 5input pixels -
- & & & = - S O O

Obrazek 6.3 Piiklad pouziti dvou konvoluénich vrstev [32]

Po konvolu¢nich vrstvach néasleduje max pooling vrstva s velikosti filtru 2 x 2 a velikosti
kroku 2. Zde dochazi ke zmenSeni rozméru dat na polovinu.
Postupné se data zmensSuji az na nejmensi rozmér na vystupu enkodéru, kde maji velikost 7

X 7 pixeld a 100 kanalt. Na obrazku ¢. 6.4 je zobrazen jeden z téchto kanald. Uprostied
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autoenkodéru se poté nachdzi dvé pln€ propojené vrstvy, kazda se sto neurony. PIn€ propojené
vrstvy kombinuji jednotlivé extrahované rysy a pomahaji siti zjistit dileZité souvislosti mezi
témito rysy.

Obrazek 6.4 Vizualizace komprimovanych dat v kédu — jeden kanal

V dekodéru poté dochdzi k rekonstrukei dat zpét na ptivodni velikost. To je realizovano
vrstvami s transponovanou konvoluci s velikosti kernelu 2 x 2 a hodnotou kroku 2. Po téchto
vrstvach je vzdy vystupni mapa dvakrat vétsi. V posledni vrstvé je pouzita aktivacni funkce
sigmoid, ktera opét hodnoty jednotlivych pixelti normalizuje do rozmezi hodnot 0 az 1

Pokud se vstupni data hodné odliSuji od normalnich dat, neni autoenkodér schopen spravné
vstup rekonstruovat a dochazi k velké chyb¢. Na obrazku €. 6.5 je moZné vidét rekonstrukei pro
data z normalni tfidy. Rekonstrukce se pfili$ nelisi od vstupu, rekonstrukéni chyba MSE zde
byla 0,0012. Na obrazcich 6.6 a 6.7 je zobrazena rekonstrukce vzorkd z negativni tfidy.
Z porovnani vstupu a vystupu ze sité je patrné, Ze sit’ se snaZzi obrazek zrekonstruovat stejné
jako by se jednalo o normalni data, z toho plyne vysoké rekonstrukéni chyba. Pro prvni vzor
s anomalii byla chyba 0,0091 a pro druhy 0,0051.
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Obrazek 6.5 Rekonstrukce obrazku z pozitivni tiidy
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Obrazek 6.6 Rekonstrukce obrazku z negativni tfidy — Ohyb pruziny
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Obrazek 6.7 Rekonstrukce obrazku z negativni ttidy — ZbrouSeny
povrch
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7. VYHODNOCENI KVALITY KLASIFIKACE

Pro vyhodnoceni klasifikace slouzi pfilozeny program evaluation.py. Pro ur¢eni prahu jsme si
zobrazili graf, na kterém je mozno vidét, jak velkou rekonstrukéni chybu maji jednotlivé vzory
a do které tidy patii. Pomoci tohoto grafu jsme navrhli prah 0,0022. Vzorky nad timto prahem
oznacime za anomadlie a vzorky pod nim za normalni data. Na zdklad€ prahu jsme poté provedli
klasifikaci vSech vzort v testovacim datasetu.

Reconstruction error

° e normal
0.04 4 e anomaly
= threshold

0.03 +

0.02 4

Reconcstruction error

0.01 4

0.00 +

Obrazek 7.1 Urceni prahu pro klasifikaci

Pro vyhodnoceni kvality sestrojen¢ho klasifikdtoru jsme také vytvofili matici zamen, ze
které jsme poté vypocitali jednotlivé metriky uvedené v kapitole 1.4. Z matice zamén vyplyva,
ze model byl schopen spravné klasifikovat 279 vzort z pozitivni tiidy a 277 vzora z tiidy
negativni. 23 vzorku z tfidy negativni klasifikator $patné oznacil za data z pozitivni tfidy a
naopak 21 vzork z pozitivni tfidy oznacil za negativni tfidu.
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Obrazek 7.2 Matice zamén

Nékteré metriky si navzajem odporuji. Naptiklad budeme-li chtit zvysit preciznost, mizeme
zvysit hodnotu prahu. Tim ale dojde ke zvySeni poctu faleSnych negativii a miize se snizit
senzitivita. Proto zélezi, kterou metriku budeme pfi klasifikaci preferovat.

Tabulka 7.1 Porovnani klasifikaénich metrik

Piesnost Chybovost Senzitivita Specificita Preciznost | F-Mira
0,93 0,07 0,92 0,93 0,93 0,92

-3

Obrazek 7.3 Vzory z negativni tiidy s nejmensi rekonstruk¢ni chybou
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Na obrazku 7.3 jsou uvedeny tfi vzory z negativni tfidy, které mély nejmensi rekonstrukcni
chybu. Obrazek vlevo neobsahuje pruzinu viibec (rekonstrukéni chyba = 0,00043), prostredni
obrazek obsahuje pruzinu s ustfizenymi Gchyty (rekonstruk¢ni chyba = 0,00149) a pruziny
vpravo jsou zbrousené (rekonstrukéni chyba = 0,00146). Mazeme vidét, Ze pro tyto vzory je
obtizné poznat anomalii i pro clovéka. Pro spravnou klasifikaci téchto vzort bychom nejspise
potiebovali vétsi rozliSeni, hlubsi sit’ a pohled na pruzinu z jiného thlu.
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8.ZAVER

V této praci jsem provedl| fesersi a popis Casti potfebnych pro sestrojeni umélé neuronové
sité typu autoenkodér. Popsal jsem zédkladni princip fungovani neuronovych siti, jejich
uceni a déleni na zaklad¢ dostupnosti oznacenych dat. Dale jsem definoval unarni, binarni
a multi-class klasifikator. Ukazal jsem zpUsob, jakym lze vyhodnotit kvalitu klasifikace
pomoci matice zamén. Vytvoril jsem popis konvolu¢nich neuronovych siti a funkci
jednotlivych vrstev. Popsal jsem princip fungovani neuronové sité autoenkodér a jeji
rizné varianty.

Dalsi ¢asti prace bylo vytvoreni anotovaného datasetu Citajiciho celkem 1200 vzorkt
pro vytvotreni undrniho klasifikatoru. Unarni klasifikator byl vytvaren jako konvolu¢ni
autoenkodér.

Nasledné byla popsana zvolend architektura a implementace v programovacim jazyce
python. Nakonec byl vytvoreny klasifikator zhodnocen metodou matice zdmén a z ni
vychazejicich metrik pro vyhodnoceni kvality klasifikatoru. Z celkového poc¢tu 600
vzorkil z testovaci mnoziny klasifikator Spatné urcil pouze 44 vzorkd.
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Ptilohy B a C jsou uloZeny na piilozeném CD.
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Priloha A - Model autoenkodéru

A.1 Model — enkodér
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A.2 Model — dekodér
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