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ABSTRAKT

Ciel'om préce je zistit, ktory algoritmus je schopny najlepSie rozpoznavat pomenované
entity v emailovych spravach. V teoretickej Casti prace su popisané existujlice nastroje
v tejto oblasti. Prakticka ¢ast’ obsahuje ndvrh dvoch nastrojov Specialne uréenych na ucenie
novych modelov schopnych rozpoznavat pomenované entity v emailovych spravach. Prvy
nastroj je implementaciou neuronovej siete, druhy nastroj vyuziva CRF grafovy model.
Uspesnost’ a schopnost’ existujucich i navrhnutych nastrojov generalizovat’ je porovnana
na Casti emailovych sprav poskytnutych firmou Kiwi.com.

ABSTRACT

The aim of this work is to find out which algorithm is the best at recognizing named entities
in e-mail messages. The theoretical part explains the existing tools in this field.
The practical part describes the design of two tools specifically designed to create new
models capable of recognizing named entities in e-mail messages. The first tool is based
on a neural network and the second tool uses a CRF graph model. The existing and newly
created tools and their ability to generalize are compared on a subset of e-mail messages
provided by Kiwi.com.

KEUCOVE SLOVA

rozpozndvanie pomenovanych entit, spracovanie prirodzeného jazyka, rekurentné
neurdnove siete, podmienené nahodné polia
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Dnes$na doba, charakteristickd pritomnostou pocitacov v kazdej oblasti naSho Zzivota,

1 UVOD

ma za nasledok tvorbu vel'kého mnozstva digitalnych informécii. Okrem stoviek miliénov
priamo dostupnych webovych stranok [1] bezny uzivatel kazdodennym pouzivanim
internetu takisto vytvara velké mnozstvo digitalnych dat. St nimi napriklad emailové
spravy, dalSie formy komunikacie, textové dokumenty, prezenticie a podobne.
Z obrovského mnozstva dostupnych informacii na internete je nutné nejakym spdsobom
vytiahnut’ to ddlezité. V pripade, Ze sa jedna o tabulky, pripadne Struktirovany format
priamo ur¢eny pre spracovavanie pocitacom je toto celkom jednoduché. Velka cast’
informécii je vSak dostupnd v clankoch, spravach a inych formach. Takyto text,
jednoducho citatelny a bezne pouzivany I'ud’mi pre komunikéciu, sa nazyva prirodzeny
text. Spracovanie prirodzeného textu (NLP — natural language processing) je oblast’
umelej inteligencie, ktord zaziva v sucasnej dobe vel'ky rozmach vd’aka vel'kému narastu
dostupnej vypoctovej sily. Na svet prichddzaju rozni virtudlni asistenti vyuzivajici
poznatky z tejto oblasti, ktori ndm umoziuju si ul'ahcit’ zivot. Tito asistenti uz teraz
v mnohych oblastiach dokézu nahradit’ ¢loveka. Je tak mozné si napriklad naplanovat’
schodzku a virtudlny asistent sa formou otazok v prirodzenom jazyku opyta na vsetky
potrebné informéacie a schdodzku nésledne zapise do kalendara. Pred schodzkou virtualny
asistent vysle upozornenie v presnom case, kedy je potrebné na schdodzku odist’, aby bol
zarueny prichod na ¢as. Do dizky cesty je obvykle zapo¢itana i aktualna dopravni
situcia.

V tejto praci je skimand ind Cast’ spracovania prirodzené¢ho jazyka, ktorou
je rozpoznavanie pomenovanych entit (NVER — named entity recognition). Jednoducho
povedané sa jednd o rozpoznavanie dolezitych udajov v texte. Pocita¢ na zdklade
spracovanych aktudlnych sprav napriklad dokaze zmysluplne odpovedat’ na otazky typu
., Vyhrala Barcelona vierajsi futbalovy zdpas? . Zékladnym principom je, ze pocitac sa
na zaklade uciacich dat nauci, ze v blizkosti slov ako napriklad vyhrala, prehrala, vysledok
sa Casto nachadza ndzov Sportového klubu. Takisto sa nauci, Ze slova ako napriklad
Barcelona, Amsterdam ¢ Brno Casto v prirodzenom texte spdjame s ich prisluSnymi
Sportovymi klubmi. Na zdklade tychto poznatkov a slov véerajsi a futbalovy je pocita¢
schopny dohladat’ stanovené informécie a vo forme prirodzeného textu podat’ naspit
adekvatnu odpoved, napriklad takuto: ,,4no, Barcelona véera vyhrala 3-2 nad klubom
Real Madrid.“. Viac informécii o pomenovanych entitach a probléme ich rozpoznévania
sa nachadza v kapitole 2.

Motivaciou pisania tejto prace je spolupraca s firmou Kiwi.com, ktora ma zaujem
vyuzit’ néstroje z tejto oblasti pre zefektivnenie procesov vo firme. Této firma sa zaobera
vyhl'addvanim a predajom leteniek. Po naktpeni letenky nasleduje obvykle potvrdzovacia
emailova sprava, v ktorej sa nachadzaju podrobné informacie o lete. Niekedy sa stava,
ze let je aeroliniou zruseny ¢i presunuty. V tom pripade je nutné v prijatej sprave
identifikovat’ nové tudaje a C¢o najrychlejSie zakaznika informovat o novych
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podrobnostiach letu. VyuZzitim oblasti rozpozndvania pomenovanych entit v takychto
emailovych spravach je mozné tento proces zefektivnit’. Dalsie podrobnosti o probléme,
ktory je rieSeny, sa nachadzaju v kapitole 4.

Nastroje, ktoré v sucasnosti v tejto oblasti existuji, neboli vytvorené pre pracu
s HTML kédom, ktory obsahuju aj emailové spravy. Kvoli odliSnostiam formatu HTML
kédu a prirodzeného jazyka by bolo nutné upravit’ zdrojovy kod existujticich rieSeni alebo
vytvorit' nastroj, ktory si s HTML kédom poradi. V tejto praci bola zvolend druha
moznost’ — vytvorenie novych nastrojov pouzivajuce algoritmy na zaklade neurénovych
sieti a grafovych modelov. T4ato moznost’ bola zvolend hlavne z dovodu obsiahlosti
existujucich nastrojov, ktorych uprava a s niou spojené problémy by bola pravdepodobne
naroc¢nejsia ako vytvorenie novych. K néstrojom boli vytvorené i serverové Casti, ktorym
je mozné odoslat’ formou HTTP Ziadosti neoznacenli emailovil spravu. Server vrati
emailovl spravu naspat’, ale rozpoznané dolezité tdaje budi oznacené Specialnymi HTML
znackami. Tieto znacky obsahujli druh rozpoznanej dolezitej informacie, ktorym moze byt
napriklad ¢islo letu ¢i ¢as odletu, a pravdepodobnost’, s ktorou sa o tento druh jedna.
Vytvorené nastroje a algoritmy za nimi st popisané v kapitolach 5, 6 a 7. Porovnanie
vysledkov jednotlivych néstrojov sa nachadza v kapitole 8.
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2 SPRACOVANIE INFORMACII V TEXTE

Kapitola sa zaobera SirSou oblastou spracovdvania informécii v texte. Pojmy ako st
prirodzeny text, pomenovand entita a podoblast’ rozpoznivania pomenovanych entit
st definované a vysvetlené v jednotlivych podkapitolach. Kapitola slizi ako uvod
do rieSenej problematiky a objasiiuje pojmy, ktoré st pouzité v d’alsich Castiach prace.

2.1 Extrakcia informacii

Extrakcia informacii je proces ziskavania Struktirovanych informacii pozadovaného
charakteru z neStrukturovaného alebo Ciastocne Struktirovaného textu. Moze sa jednat’
o vztahy, pomenovania, ¢isla a podobne. Najnaro¢nejs$im v tejto oblasti byva ziskanie dat
o udalostiach — kto, kedy, s kym, kde nieco urobil. Extrakcia informdcii nachddza
uplatnenie v mnohych oblastiach, od vySetrovania teroristickych utokov, firemnych
akvizicii, vypuknutia chorob az po spracovanie zivotopisov [2]. Tab. 1 znazoriuje rozdiel
medzi ¢iastocne Struktirovanym a neStrukturovanym textom.

Meno: Lukas Zima
Studijny obor: Aplikované informatika a riadenie
Skola: Vysoké uceni technické v Brne

Volam sa Luk4$ Zima, S$tudujem 2. ro¢nik magisterského
Studijného oboru na Vysokom uceni technickom v Brne.

Tab. 1 Ciastocne Struktirovany text (hore) a nestruktiirovany text (dole).

Systémy zaoberajuce sa ulohou extrakcie informacii vyzaduju vel'ké mnozstvo informécii
Specifickych pre dant oblast. Prvé systémy vyuzivali ruéne vytvorené pravidla, ktoré
spolu vytvarali zlozité automaty. Tieto systémy boli vel'mi efektivne, nevyhodou bola ale
nutnost’ vytvarania tychto pravidiel. Odhaduje sa, Ze vytvorenie pravidiel vyuzivané
systtmom UMass MUC-4 si vyziadalo priblizne 1500 clovekohodin prace. Z tohoto
dovodu sa zacali v tejto oblasti pouzivat’ metody strojového ucenia [2].

Regularne vyrazy

Uzito¢nym ndastrojom v oblasti extrakcie informacii st regularne vyrazy. Umoziuju
vyhl'adavat’ informécie, o ktorych vieme obmedzené mnoZzstvo informacii. Prikladom
moze byt vyhl'adanie vSetkych ¢asov v texte v tvare 12:34, k comu sluzi regularny vyraz
\d{2}:\d{2}, kde \d predstavuju $pecialne znaky ¢&islic a 2 znaéi ich hPadany pocet. Dalej je
mozné vyhl'adavat’ napriklad podla velkosti pismen, dizky slova a mnohych dalich.
V tejto praci boli vyuzité pre urychlenie oznacenia velkého mnoZstva textu pocas tvorby
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vyvojového korpusu (vid’ kapitola 4), kedze je mozné text zmysluplne nahradzat,
napriklad z vety ,, Volam sa Lukds Zima“ nahradenim mdzeme ziskat' oznafenu vetu
v tvare ,,Volam sa <meno>Lukads Zima</meno>. Tymto spdsobom je mozné efektivne
oznacit’ vel'ké mnoZstvo textu, ktory je vytvoreny na zaklade urcitej predlohy.

2.2 Zakladné pojmy v spracovani textu

Tokenizacia (tokenization)

Pod pojmom tokenizacia sa rozumie delenie textu na mensie Casti — tokeny. VacSinou sa
jednd o slovo, skratku alebo Ccislo, ktoré je v texte oddelené medzerami alebo
interpunkciou [3]. Existuji vSak vynimky, kedy sa dve slovd povazuju za jeden token,
napr. v slove ,,Cierno-biely“. RieSenie navrhnuté v ramci tejto prace ponika moznost’
tokenizovat’ tymto klasickym sposobom, na baze medzier a interpunkcie, ale i tokenizovat’
znak po znaku (character by character), tj. kazdy znak je brany ako samostatny token.
Rozpoznavanie pomenovanych entit s tokenizaciou znak po znaku je z hladiska
vypoctovej sily omnoho naroc¢nejsie a z tohoto dovodu zacalo dosahovat’ dobré vysledky
az v poslednych rokoch [4]. Umoziiuje u¢enému systému lepsSie pochopit’ morfologicky
bohatsie jazyky, kde slovd mézu mat’ velké mnoZzstvo réznych predpdn a pripon podla
gramatického tvaru, alebo jazyky, kde pritomnost’ jedného znaku moéze ovplyvnit’ vyznam
celého slova. Tato vlastnost’ bola experimentdlne overena napr. na ¢inskom jazyku, kde
spdsob slovo po slove dosiahol presnost’ 84,1% a sposob znak po znaku presnost’ 91,7%
na ulohe rozpoznania slovného druhu (Part-of-Speech Tagging) [5].

Lemmatizacia (lemmatization) a stematizacia (stemming)

Proces lemmatizacie je prevod slova na jeho zakladny tvar (lemma), tj. jeho slovnikovy
tvar. Lemmou podstatnych mien je tvar slova v prvom pade jednotného cisla, lemmou
pridavnych mien je pridavné meno muZzského roku v prvom pade jednotné¢ho cisla
a v pripade slovies sa jedna o neurcitok. Stematizacia (stemming) je podobny proces,
pri ktorom je hl'adany zaklad (stem) slova. Stematizovany tvar slova sa méze ale nemusi
zhodovat’ s lingvistickym korefiom slova. Najjednoduchsie spOsoby stematizacie su
zalozené na definovanom odstraneni predpon a pripon slov, napr. odstrdnenim pripony at’
vznikni zo slov byvat, lezat’ kmene slov byv, lez. Existuju aj zlozitejSie algoritmy
prisposobené na konkrétnu skupinu jazykov ¢i rozne Statistické metody [3].

Slovo Lemmatizovnany tvar Stematizovany tvar
Vel'vyslanca Vel'vyslanec Velvyslan
Neurcitej Neurcity Neurcit
Rozdal Rozdat Rozd

Tab. 2 Priklady lemmatizovanych a stematizovanych tvarov slov.
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V Tab. 2 su uvedené priklady lemmatizovanych a stematizovanych tvarov slov. Najdenie
lingvisticky spravneho korena slova ¢i lemmy je v morfologicky zlozitych jazykoch
ako slovenc¢ina ¢i CeStina algoritmicky zlozité. Naviac v redlnych aplikdciach casto
postacuje najdenie Casti slova, ktora bude rovnaké pre vSetky pribuzné slova. I preto je
stematizacia dolezitd. Jedna sa o rychlejsi, ale menej presny proces ako lemmatizacia [6].

2.3 Prirodzeny jazyk a jeho spracovanie

Prirodzeny jazyk je definovany ako jazyk bezne pouZzivany 'ud'mi na komunikaciu, akymi
st napriklad anglicky, Cesky, slovensky alebo franctzsky jazyk. Od umelych jazykov,
akymi su napriklad programovacie jazyky, sa liSia tym, Ze nie s jednoducho definovateI'né
explicitnymi pravidlami. Pod pojmom spracovanie prirodzeného jazyka (NLP — natural
language processing) sa chape akékol'vek nardbanie s textom za podpory pocitacu. Moze
sa jednat’ o problémy najjednoduchSieho typu, akym je napriklad pocitanie frekvencie
pouzitych slov na rozpoznanie $tylu pisania, pripadne autora textu, aZ po problémy zlozité,
pri ktorych je snaha pochopit’ jazyk natolko, aby bolo mozné vytvorit zmysluplnu
odpoved’ [7].

Obsahom tejto prace je spracovanie a rozpoznavanie pomenovanych entit
v emailovych spravach, ktoré obsahuju text v jeho neprirodzenej podobe. Jedna sa
o Struktarovany HTML kod. Prirodzeny text sa nachadza len v ¢astiach medzi znackami
jazyku HTML. V spravach v tomto formate s obsiahnuté informécie o formatovani textu,
jeho presnom rozlozeni a podobne. Casto sa napriklad stdva, ze v emailovej sprave sa
nachadza tabulka, ktord je definovand prave znackami jazyku HTML. Tab. 3 ukazuje
vizuélnu podobu ukédzky HTML kodu jednoduchej tabulky.

<table>
<tr>
<td>Meno</td>
<td>Jozef</td>
</tr>
<tr>
<td>Priezvisko</td> Meno_ Jozef _
<td>Mrkvicka</td> Prlezylsko Mrkvicka
</tr> By@hsko Zelena 42
<tr> PSC 851 10
<td>Bydlisko</td>
<td>Zelena 42</td>
</tr>
<tr>
<td>PSC</td>
<td>851 10</td>
</tr>
</table>

Tab. 3 Struktirovany HTML kéd (viavo) a jeho vizudlna podoba.
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Emailové spravy a HTML dokumenty vSeobecne je mozné spracovat’ dvoma spdsobmi:

a) Extrakciou ¢istého textu spomedzi znaciek jazyku HTML.
b) Povazovanim jazyku HTML za prirodzeny jazyk a definovanim vlastnych
pravidiel tokenizécie jazyku.

Vyhodou sposobu a) je, ze sa z HTML kddu extrahuje text v podobe prirodzeného jazyka,
tj. obycajnych slov bez HTML znaciek. Je mozné na takyto text nasadit’ existujuce
softvérové baliky, popisané v kapitole 3. Dokumenty spracované tymto sposobom nie je
jednoduché dostat’ spat’ do podoby strukturovaného HTML kodu. Pouzitim tohoto sposobu
dalej prichddzame o wuzito¢ni vlastnost HTML dokumentov, ktorou je prave
Struktarovanost’. V HTML koéde st uloZené informécie o formatovani a rozloZeni textu
v dokumente, ktoré mozu byt uzitocné pri extrakcii informacii z celku, napriklad pri
extrakcii informécii z HTML tabul’ky, kde navySe mdZeme zvolit sled spracovania riadok
po riadku alebo stipec po stipci, vid’ Tab. 4. Z tabul’ky je zrejmé, Ze pri nespravnom zvoleni
sledu sa stava tloha naroc¢nejsou.

Pri zvoleni spdsobu b) st informacie o forméatovani a rozloZeni textu zachované.
V dokumentoch spracovanych tymto spdsobom ostane teda vacsie mnozstvo informaécii.
Nevyhodami tohoto pristupu je nutnost wurcit vlastné pravidlda tokenizécie
(vid kapitola 2.2) a dlhsie spracované dokumenty. Dalou nevyhodou je nevhodnost
nasadit’ na takto Struktirovany text existujuce softvérové baliky bez d’al§ich tprav. Tieto
baliky totiZ bez uprav povazuju za slova aj znacky kodu HTML.

<tr>
<td>
Meno
Meno Meno </td>
Jozef Priezvisko <td>
Priezvisko Bydlisko Jozef
Mrkvi¢ka PSC </td>
Bydlisko Jozef </tr>
Zelena Mrkvicka <tr>
42 Zelena <td>
PSC 42 Priezvisko
851 851 </td>
10 10 <td>
Mrkvicka
</td>

Tab. 4 Spracovanie vyssie uvedeného HTML kodu spésobom a) riadok po riadku (viavo),
stlpec po stipci (v strede) a spésobom b) (vpravo).

V tejto praci bol zvoleny sposob spracovania b). Hlavnym dévodom zvolenia tohoto
pristupu je nutnost’ so spracovanymi emailovymi spravami d’alej pracovat’ a kontrolovat’
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vystupy navrhnutého rieSenia, pricom je potrebné zachovat’ Struktiru sprav. Zachovanie
Struktury je pri spdsobe a) problematické, zatial’ Co pri sposobe b) je zachovanie Struktiry
samozrejmé z podstaty spracovania.

2.4 Rozpoznavanie pomenovanych entit

Pomenovana entita

Termin pomenovana entita (VE — named entity) a s nim spojeny termin rozpoznavanie
pomenovanych entit (VER — named entity recognition) boli zavedené v roku 1995
v suvislosti s konferenciou MUC-6 (Message Understanding Conference). Cielom
konferencii MUC bola podpora vyskumu v oblasti extrakcie informadcii z textu. Na tychto
konferenciach sa najcastejSie vyhodnocovali financné a vojenské spravy, pripadne spravy
informacnych sluZzieb o teroristickych ttokoch. Na MUC-6 bol termin pomenovana entita
definovany nasledovne [8]:

e ENAMEX s atribitmi ORGANIZATION pre mena organizacii, PERSON
pre mena os6b a LOCATION pre nazvy geografickych miest.

e TIMEX s atributmi DATE pre datumy a roky, TIME pre ¢asové tidaje. Mohlo
sa jednat’ o absolutne ¢asové udaje (napr. o 74.00), ale i o relativne (napr. dva
dni po).

e NUMEX s atributmi MONEY pre penazné ciastky a PERCENT
pre percentualne hodnoty.

Priklad oznacenia vety podl'a MUC-6 definicie:

, Pocas druhej svetovej vojny, v juni 1942, sa americka lietadlova lod” USS Hornet,
posledna lod’ triedy Yorktown, zucastnila bitky pri Midway.

,Pocas druhej svetovej vojny, v <TIMEX TYPE=“DATE‘“>juni 1942</TIMEX>, sa
americka lietadlova lod’ USS Hornet, posledna lod’ triedy Yorktown, zucastnila bitky pri
<ENAMEX TYPE=“LOCATION “>Midway</ENAMEX>. “

Je zrejmé, Ze pomocou takto definovanych entit nie je mozné popisat’ vSetky druhy
dolezitych tdajov nachadzajucich sa v akomkol'vek texte, napriklad nazvy artefaktov ¢i
dolezitych udalosti. Projekty IREX (Information Retrieval and Extraction Exercise)
a CoNLL (The Conference on Natural Language Learning) tato definiciu d’alej rozsirili
o dalsi typ ARTIFACT. S lepSimi vysledkami a postupnym rozsirovanim ulohy NER
na d’alSie domény vznikla potreba opustit’ tito Gzku definiciu a zovSeobecnit’ ju.

Podl'a smernic TEI (Text Encoding Initiative), v ktorych su dostupné prostriedky
pre oznacovanie textov v prirodzenom jazyku, st pomenované entity (NE) rozsirené
o adresy, Cisla, ¢asové useky, skratky a iné. Zaroven mozu byt NE podl'a konkrétnej
domény a ulohy dodefinované.
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Vyhodnocovanie tispesnosti rozpoznavania

Uspesnost’ rozpoznavania pomenovanych entit v texte sa vyhodnocuje pomocou veliéin
presnost’ (precision), pokrytie (recall) a ich kombinaciou v podobe F-miery (f~measure).
Pri vyhodnocovani sa pouzivaju skratky pre spravne rozpoznant entitu — #p (true positive),
spravne nerozpoznanu entitu — tn (true negative), chybne rozpoznanu entitu — fp (false
positive) a chybne nerozpoznanu entitu — fn (false negative), vid Tab. 5. Vzorce
pre vypocet presnosti, pokrytia a F-miery boli prevzaté z [3].

Spravne Chybne
Rozpoznané Ip (true positive) fp (false positive)
Nerozpoznané tn (true negative) fn (false negative)

Tab. 5 Kontingencna tabulka pre vyhodnocovanie NER systémov. Prevzaté z [9].

Presnost’ (precision)

Presnost’ je definovand ako pomer spravne rozpoznanych entit k celkovému poctu
rozpoznanych entit. Jednd sa teda o ti Cast’ vSetkych rozpoznanych entit, ktora bola
rozpoznana spravne. Pocita sa pomocou vzorca (1).

_tr (1)
tp+ fp

Pokrytie (recall)

Pokrytie je definované ako pomer spravne rozpoznanych entit k celkovému poctu entit.
Jedna sa teda o tu Cast’ vSetkych entit v texte, ktord bola rozpoznana spravne. Pocita sa
pomocou vzorca (2).

_tr 2)
tp+ fn

F-miera (f-measure)

F-miera predstavuje kombinéaciu predoslych dvoch mier. Tradi¢ne sa pouziva takzvana
Fi-miera, ktora je harmonickym priemerom presnosti a pokrytia. Pocita sa pomocou
vzorca (3).

1 presnost - pokrytie

F=2—7 T =2 t + pokrytie 3
4 ' presnost + pokrytie

pokrytie = presnost
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V pripade, ze je kladeny vyssi doraz na presnost’ alebo pokrytie, je mozné pouzit’ takzvanu
Fg-mieru. Pocita sa pomocou vzorca (4), pripadne (5). Vyznam presnosti je mozné zvysit’
znizenim hodnoty B, vyznam pokrytia je mozné zvysit’ zvySenim hodnoty f. Pri vol'be
B =1 vzorce (4) a (5) zodpovedaju vzorcu (3). Casto pouzivané st Fo s a Fo-miery, kde Fo s
miera uprednostiiuje presnost’ a Fr-miera uprednostiiuje pokrytie.

Fg = a+p%: 1 57 (4)

pokrytie + presnost

presnost - pokrytie (3)

Fp= (1+p%-
p= (1+59 (B? - presnost) + pokrytie
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V oblasti rozpozndvania pomenovanych entit existuje mnoho komeréne dostupnych

3 EXISTUJUCE NASTROJE

nastrojov, ktoré st schopné v prirodzenom texte rozpoznavat vacSinu bezne potrebnych
druhov entit, akymi st napriklad meno osoby, ndzov miesta, ndzov organizacie a podobne.
Tieto nastroje obvykle obsahuju natrénované modely v niekol’kych jazykoch, ktoré toto
rozpoznanie umoziuji. Niektoré nastroje vSak pontkaji i sposob, akym na zdklade
trénovacich dat vytvorit’ vlastny model, prispésobeny na mieru, umoziujuci rozpoznat’
akykol'vek pozadovany druh pomenovanej entity na zaklade poskytnutia trénovacich dat.
V tejto kapitole su predstavené dva najznadmejSie z nich, Stanford NER a Apache
OpenNLP.

3.1 Stanford NER

Stanford NER, nastroj zndmy 1 pod ndzvom CRFClassifier, je ndastrojom
pre rozpoznavanie pomenovanych entit implementovany v jazyku Java. V zakladnom
baliku obsahuje i model pre rozpoznavanie pomenovanych entit v anglickych textoch.
Z internetovej stranky je mozné stiahnut’ modely pre d’alSie jazyky, akymi st napriklad
nemcina ¢i SpanielCina. Zdrojovy kdéd pre tento nastroj je zverejneny na internetovej
stranke [10]. Akademicka praca citovana v suvislosti s tymto nastrojom je [11]. V tejto
préaci narabame s nastrojom vo verzii 3.7.0.

Vstupnym stiborom pre tento ndstroj je subor obsahujtci data oddelené znakom
tabulatoru (tab-separated column data). Pri obvyklom spOsobe vyuZzivania sa v prvom
stipci nachadza token, v druhom stipci jeho korespondujiica znacka. Jednotlivé dokumenty
su od seba oddelené prazdnym riadkom.

Modely Conditional Random Fields (CRF)

Stanford NER vyuziva model na zdklade CRF (conditional random fields). Jedna sa
o grafovy pravdepodobnostny pristup, ktory je podrobnejsie popisany v kapitole 6.

Nastavitel’'né parametre

Nastroj Stanford NER umoziiuje nastavit mnozstvo parametrov, ktoré umoziluju
prisposobit’ ucenie na rdéznych odliSnych doménach. Parametre je mozné predavat
cez prikazovy riadok, no v pripade opakovaného sptstania je praktickejSie vytvorit
textovy subor obsahujuci vsetky parametre a cez prikazovy riadok predavat len cestu
k stiboru vlastnosti (properties file). Moznych parametrov je vel'ké mnozstvo, ich prehlad
sa nachadza na internetovej stranke [10].
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3.2 Apache OpenNLP

Druhym zndmym ndstrojom v §irSej oblasti spracovdvania prirodzeného textu je Apache
OpenNLP. Okrem ulohy rozpozndvania pomenovanych entit tento nastroj ponuka
moznost’ riesit’ i iné Casté ulohy v oblasti spracovania prirodzené¢ho textu, akymi st
napriklad segmenticia viet €i rozpoznanie slovného druhu. Predtrénované modely
na rozpoznavanie pomenovanych entit v niektorych jazykoch ako i zdrojovy kod k tomuto
nastroju si vol'ne dostupné na internetovej stranke [12]. V tejto praci sa pracuje s verziou
nastroju 1.7.2.

Vstupny subor pre tento nastroj ma iny format ako v pripade Stanford NER. Jedna
sa o dokumenty od seba oddelené znakom nového riadku. Pomenované entity st oznacené
priamo v texte (inline) nasledovnym spdsobom:

wPocas <START:event> druhej svetovej vojny <END> , v <START:date> juni
1942 <END> , sa americka lietadlova lod" <START:misc> USS Hornet <END> ,
posledna lod" triedy <START:misc> Yorktown <END> , zucastnila bitky pri
<START:location> Midway <END> .*

3.2.1 Modely v Apache OpenNLP

V nastroji Apache OpenNLP je mozné vyuzit' niekolko réznych algoritmov. V tejto
kapitole su stru¢ne uvedené principy ich fungovania.

Model maximalnej entropie (Maximum Entropy Model)

Maximalne entropické modelovanie je ramec pre integraciu informacii z mnohych
heterogénnych zdrojov informacii pre klasifikdciu. Udaje pre problém klasifikacie su
opisané ako (potencialne velky) pocet priznakov. Tieto priznaky predstavuju napriklad
dizku tokenu, stematizovany tvar tokenu a podobne. Mdzu byt pomerne zloZité
a umoziuju vyuzit predchddzajuce poznatky o datach. Kazdy priznak predstavuje
obmedzenie modelu. Potom vypocitame model maximalnej entropie, to znamena model
s maximalnou entropiou zo vSetkych modelov, ktoré vyhovuji obmedzeniam. Ak by sme
vybrali model s mensSou entropiou, pridali by sme k modelu obmedzenia, ktoré nie su
opodstatnené¢ empirickymi dokazmi, ktoré mame k dispozicii. Vyber modelu maximalnej
entropie je motivovany tizbou zachovat’ ¢o najviac neistoty.

Postup nachadzania modelu maximalnej entropie je nasledovny. Najprv pre dany
zoznam priznakov vypocitame ocakavanu hodnotu na zaklade trénovacich dat. Kazdy
priznak nasledne predstavuje obmedzenie, ktoré hovori, Ze tito empirickd ocakavana
hodnota je rovnakd ako ocakdvana hodnota tejto vlastnosti vo vyslednom modeli
maximélnej entropie. Zo vietkych pravdepodobnostnych rozdeleni, ktoré spiiaju tieto
obmedzenia, sa snazime najst’ rozdelenie s maximalnou entropiou. Je mozné dokdzat’,
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ze existuje unikdtne rozdelenie s touto maximdalnou entropiou a existuje algoritmus,
ktorym je zarucend konvergenciu k nemu. Tychto algoritmov je niekolko, najstar§im
a najznamejsim je algoritmus GIS (generalized iterative scaling). Toto rozdelenie je
mozné zapisat’ rovnicou (6):

k
1 (ho
p(olh) = mlnajf}(h‘ ), (6)
j=1

kde o predstavuje vystup, 4 historiu (kontext), Z(h) normalizacnli funkciu a f; predstavuje
binarnu funkciu, ktord rozhoduje o vlastnosti. Parameter «; sa da predstavit’ ako vaha

a je iterativne odhadovany napriklad vys$sie spominanym algoritmom GIS [12][13].

Model Naive Bayes

Jedna sa o pravdepodobnostny model zalozeny na Bayesovej vete. Pravdepodobnostné
modely su dolezité¢ v problémoch, kedy nie je mozné ndjst’ presné rieSenie a je nutné
stanovit, aka pravdepodobnost’ maju jednotlivé hypotézy. Ku klasifikovaniu x je mozné
formulovat’ model, ktory zostavuje podmienenti pravdepodobnost’ P(y|x) rozdielnych y,
kde y predstavuje klasifika¢nti triedu. Predikovana trieda je vybrand podl'a y s najvysSou
hodnotou pravdepodobnosti, ktora je spocitand podla (7).

POyl = P(xly) - P(y) (7)
P(x)

P(y) je uréené pocetnym podielom triedy v trénovacich datach. P(x) nie je pre klasifikaciu
relevantnd, pretoZe je porovnavand pre rézne y na rovnakom x. Zaujimavym c¢lenom
rovnice je ¢len P(x|y), ktory predstavuje pravdepodobnost’ javu x podmienentl vyskytom
triedy y. Odhadovanie P(x|y) nie je trividlne, pretoze spoc¢iva v najdeni exponencidlneho
mnozstva zdruzenych pravdepodobnosti jednotlivych atribatov. Za urcitych predpokladov
je mozné tento problém zjednodusit’. V pripade Naive Bayes klasifikatoru sa predpoklada,
ze p atribitov je v kazdej triede nezavislych. Potom je podmienend pravdepodobnost’
P(x|y) dana (8):

P(xly) = TIi-, P(xily), (8)

¢o naznacuje, Ze je potrebné len vypocitat’ kazdy atribit v kazdej triede, aby bolo mozné
uréit’ podmienent pravdepodobnost’ a tymto spésobom sa vyhnut’ vypoctom zdruzenych
pravdepodobnosti [14].
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Perceptronovy model
Tento model je zalozeny na zakladnom stavebnom prvku najjednoduchsieho typu

neurénovych sieti — perceptrone. Neurénové siete a perceptron su blizSie popisané
v kapitole 5.

28



USTAV AUTOMATIZACE

A INFORMATIKY

4 RIESENY PROBLEM

Ako bolo spomenuté v tivode, zadanie tejto prace vzniklo v spolupraci s firmou Kiwi.com,
ktora sa zaobera nachadzanim a predajom leteniek. Firma zbiera tdaje o letoch z r6znych
leteckych spolo¢nosti a ponuka ich prehl'ad zdkaznikom na jednej internetovej stranke.
Pre zdkaznika hl'adajuceho najlepSiu cenu letenky odpadd nutnost’ prechadzat’ stranky
jednotlivych aerolinii.

4.1 Predstavenie problému

Ked’ si I'udia kupia cez stranku firmy Kiwi.com letenku, prebieha vsetka komunikacia
medzi aeroliniou a zékaznikom prostrednictvom firmy. V pripade, kedy je prijata sprava
od leteckej spolo¢nosti informujuca o zmene letu, je nutné zo strany firmy informovat’
o zmene zékaznika. V tomto pripade je nutné z prijatej emailovej spravy ziskat’ dolezité
udaje — nové udaje o lete, ktorymi mo6zu byt novy ¢as, miesto, datum odletu a mnohé
d’alSie. Tieto udaje v Case pisania tejto prace ziskava tim l'udi tym, Ze precitaja spravu
a zadaju korektné udaje do databazy o zmenach letu. Tieto emailové spravy maja Casto
vSeobecny format a je mozné tieto Udaje z nich ziskat' za pomoci reguldrnych vyrazov,
vid’ kapitolu 4.2. Tento spdsob vo firme uz je zavedeny, avSak je nachylny na akékol'vek
zmeny v Struktire HTML kodu emailovej spravy. V pripade zmeny malej ¢asti kodu,
napriklad pri zmene velkosti pisma ¢i zruSeni tu¢ného typu pisma hrozi riziko, ze vyraz
prestane fungovat’ a regularny vyraz bude potrebné upravit’. Z tohoto dévodu sa javia ako
vhodny kandidat algoritmy pre rozpoznavanie pomenovanych entit, i ked’ nejde o ich
rozpoznanie v prirodzenom texte.

HEE DEE000

We wanted to let you know that WOW Flight #627 on Feb 9,2017 from Barcelona to San Francisco (SFO) has been
delayed. It is now scheduled to depart at 9:15 PM.

At WOWAIr, we try very hard to reduce flight delays where we can. In light of this, we ask that you still arrive at the airport
Inputs in time for your originally scheduled departure time.

We apologize for any inconvenience this may cause and thank you for understanding.
Sincerely,

WOWAIr
2307631

Take WOWAIr with you.

® ® ™
Download the WOWAIr mobile app for iPhone , iPad  and Android  to receive notifications, manage trip itineraries and

more.

BCN

Departul 2017-02-09 @& AppStore
date

Help  Corporate Travel  Privacy ~ About WOWAIr
Departure
time

're sorry but email sent in reply to this message will not be answered. If you have questions, please visit the

SFO

®2016 WOW Air
Arrival
date

Arrival
time

Obr. 1 Nastroj vyvinuty vo firme Kiwi.com. Po oznaceni textu v emailovej sprave sa
objavi lista umoznujica oznacenie dolezitych udajov prislusnou znackou.
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Firmou bola poskytnutd databaza emailovych sprav, ktoré¢ avSak eSte neboli oznacené
a preto nemohli posluzit’ ako trénovacia mnoZina. V Case pisania tejto prace vznikol
vo firme nastroj (vid’ Obr. 1), vdaka ktorému bude v blizkej dobe mozné ziskat’ tieto
oznacené emaily a na tychto trénovat’ d’alSie modely.

Nastroj umoziluje oznafenie pomenovanych entit vizualnou formou pomocou
myS$i. Vystupom z tohoto néstroja je HTML kod obsahujici ozna¢ené pomenované entity
$pecidlnymi znackami HTML kodu. V ramci tejto prace vSak bolo potrebné vytvorit’ akysi
docasny vyvojovy korpus, ktory bude obsahovat’ ¢o najvacsi pocet emailovych sprav
a bude na lom mozné otestovat’ a porovnat’ jednotlivé nastroje.

4.2 Priprava vyvojového korpusu

Poskytnuta databidza emailovych sprav obsahuje priblizne sto tisic emailovych sprav
obsahujuce rézne udaje od réznych leteckych spolo¢nosti, ktoré nemaju pomenované
entity nijak oznacené. Vyhodou tychto sprav avsak je, Ze su si medzi sebou vel'mi podobné,
ked’ze st vytvorené dynamicky na zaklade predlohy. LiSia sa napriklad len v osloveni
zakaznika i Cisle letu.

Ruc¢né nahliadnutie do dat ukdzalo, ze spravy od niektorych spolocnosti maju
pomerne vysoké percentudlne zastipenie v celkovom mnozstve sprav. Ked’ze pre ucenie
jednotlivych modelov je nutné pripravit’ ¢o najvacsi trénovaci korpus, javi sa za vhodné
zistit, ktoré predlohy sa v databaze vyskytuju najviac a tieto spravy za pomoci regularnych
vyrazov oznacit'.

Model bag-of-words

K zisteniu, ktoré predlohy sa vyskytuju v databaze najviac, poslazil model bag-of-words
(skratene BOW), v preklade teda batoh slov. Jednd sa o spdsob reprezenticie textu,
v ktorom sa pocita vyskyt slov v texte. Vytvori sa slovnik, v ktorom kI'a¢ predstavuje slovo
a hodnota predstavuje kolkokrat sa dané slovo vyskytlo v dokumente. Tieto modely
st vyuzivané napriklad v klasifikacii dokumentov do kategorii, kedy sa predpoklada,
7ze dokumenty patriace do rovnakej kategérie budi obsahovat’ vela podobnych slov,
vid’ Tab. 6.

Bag-of-words model
Volam | sa Marek | Jan Bol | pozriet | von
Volam sa Marek. 1 1 1 0 0 0 0
Volam sa Jan. 1 1 0 1 0 0 0
Bol sa pozriet’ von. 0 1 0 0 1 1 1

Tab. 6 Priklad BOW modelu dvoch podobnych viet a jednej, ktora sa na prvé dve prilis
nepodoba. V pripade podobnych viet sa BOW modely lisia len na dvoch miestach, avsak
pri rozdielnej vete je BOW model odlisny na piatich réznych miestach.
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Pre rozdelenie emailovych sprav do predloh bol pouzity nasledujuci algoritmus, kde kazda
emailova sprava reprezentuje jeden dokument.

Pre kazdy dokument:
1. Vytvor BOW model.
2. Porovnaj ho so znamymi BOW modelmi nasledovnym sposobom.

a. Modely podobnych emailov by mali mat’ podobny pocet roznych slov.
Porovnaj teda dizku slovniku. Spoéitaj pocet slov v aktudlnom BOW
modeli a pocet slov v aktudlnom zndmom BOW modeli. Ak je v ur€enom
rozmedzi medzi lower threshold - length a upper threshold - length,
pokracuj do bodu b. Ak nie je v ur€enom rozsahu, pokracuj porovnanim
s dals$im zndmym BOW modelom. Parameter length v tomto kroku
reprezentuje dizku uz znameho BOW.

b. Modely podobnych emailov by pri vicsine obsiahnutych slov mali mat’
rovnaky pocet. V pripade, Ze asponi same count threshold - length slov
v modeli ma rovnaky pocet, vyhlds dokument za dokument rovnakej
predlohy, prirad ho k aktudlnemu BOW modelu a pokracuj d’al$im
dokumentom.

3. Pokial’ sa nenaSiel model, ktory bol dostato¢ne podobny, pridaj aktudlny BOW
model do zndmych BOW modelov a prirad’ k tomu modelu aktuélny dokument.

V algoritme su zavedené parametre lower threshold, upper threshold a same count
threshold. Za pomoci tychto parametrov je mozné ladit’ presnost’ rozpoznavania predloh.

Parameter lower threshold predstavuje percentudlnu cCast’ slov, ktoré sa musia
nachadzat’ v oboch modeloch BOW. V pripade, Ze nastavime prili§ Siroké rozmedzie
medzi lower threshold a upper threshold, mdze sa stat, ze dva dokumenty budu priradené
do rovnakej predlohy, i ked’ nie su vytvorené podl'a rovnakej predlohy. V opacnom
pripade, kedy nastavime prili§ Uzky rozsah tychto hodnét, bude vysledkom velké
mnozstvo predloh, v krajnom pripade nova predloha pre kazdi emailovl spravu.

Podobnym spdsobom je mozné volit' parameter same count threshold. Volime
pomocou neho minimélny pomer, v akom musia byt pocty jednotlivych slov v zndmom
a posudzovanom BOW modeli rovnaké.

Nazorné priklady nevhodnej vol'by parametrov lower threshold a upper threshold
sa nachadzaji v Tab. 7, kde BOW model pre vetu 2 porovnidvame so zndmym BOW
modelom vety 1. LT predstavuje parameter lower count threshold a UT parameter upper
count threshold. Na prvom riadku vidime dosledok prili§ Sirokého rozmedzia <LT, UT>,
kedy st zdruzené i vety, ktoré maju len jedno slovo spolo¢né. Ddsledok vol'by prili§
uzkeho rozmedzia vidime na druhom riadku, kde zdruzené neboli ani vety, ktoré sa naopak
lisili len v jednom slove.
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Rovnaka predloha
Kombinacia | Zdiel’ané BOW slova | Rozmedzie <L T, UT> podPa 2a.
Vetala3 1 <0,01, 2> ano
Veta2a3 2 <0,99, 1,01> nie
Veta 1 Bol sa pozriet’ von.
Veta 2 Volam sa Marek.
Veta 3 Volam sa Jan.

Tab. 7 Priklady nevhodnej volby parametrov lower threshold a upper threshold.

Aplikovanim algoritmu BOW s parametrami lower threshold = 0,85, upper
threshold = 1,15 a same count threshold = 0,85 sa podarilo priblizne 100 tisic emailovych
sprav rozdelit do 2557 predloh. Z tychto 2557 predloh bolo vybratych 20 predloh
obsahujucich najvy$s§i pocet emailovych sprav, v ktorych boli nasledne pomocou
regularnych vyrazov oznac¢ené pomenované entity. Tymto sposobom bol ziskany vyvojovy
korpus obsahujuci priblizne 48 tisic emailovych sprav. Korpus bolo d’alej nutné rozdelit’
na cast pouziti na ucenie modelov a testovaciu Cast pre overenie ich funkénosti
1 na datach, na ktorych neboli modely uc¢ené. Spravy z prvych 16 predloh boli pouzité
ako trénovacie data — korpus Train a spravy z d’alSich 4 predloh boli pouzité k vytvoreniu
testovacich dat — korpusu Test. Korpus Train v sebe zahtfia priblizne 35 tisic sprav a korpus
Test d’alsich 13 tisic sprav. Vzhl'adom k tomu, Ze emailové spravy obsahuju osobné udaje,
nie je korpus zahrnuty ako priloha k tejto praci.
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Umelé neurénové siete sa v poslednej dobe teSia velkej popularite. I v oblasti

5 UMELE NEURONOVE SIETE

rozpozndvania pomenovanych entit je mozné ich vyuzit, dokonca casto dosahuju
podobnych hodndt uspesnosti ako iné sposoby [4]. Umelé neurénové siete vznikli uz
v prvej polovici 20. storocia. Boli inSpirované biologickymi neurénovymi sietami a ich
podstatou je modelovanie Struktiry a ¢innosti biologickych neurdénovych sieti. Zakladnym
Struktirnym 1 funkénym stavebnym elementom biologického informac¢ného systému
je nervova bunka — neur6én. Neurénova siet’ je definované ako stibor neurénov a spojov
medzi nimi. Dévod vyberu rieSenia tohoto problému i pomocou neurénovych sieti je
podrobnejsie popisany v kapitole 7.

5.1 Umely neuron

Model neurénu vytvoreny v roku 1943 McCullochom a Pittsom sa dodnes pouziva
pre bezné aplikdcie. Matematicky model tohoto neur6nu sa skladé z troch hlavnych casti.
Obsahuje vstupntl, vystupnu a funkéntl cast’. Vstupnd cast’ sa sklada zo vstupov a k nim
priradenych synaptickych véh. Na zéklade vahovych koeficientov mézu byt jednotlivé
vstupy zvyhodiiované ¢i potla¢ené. Nasledujica Cast’ je vykonna jednotka, ktord spracuje
informécie z vstupu a vygeneruje vystupnu odozvu. Tretiu Cast’ tvori vystupna jednotka,
ktora privadza vystupné informécie na vstup inych neurénov [15].

Na Obr. 2 je vidiet, ako pracuje jeden neurdén. Vstupné hodnoty st vynasobené
prislusnymi vdhovymi koeficientami a s¢itaji sa. Na vysledok stctu sa aplikuje nelinearna
aktivacna funkcia a vysledna hodnota funkcie je privedend na vstup inych neurénov
pomocou vystupnej Casti. Toto sa nazyva dopredné Sirenie. Na obrazku je taktiez vidiet,
Ze neurdn ma jeden zvlastny vstup, ktory nie je pripojeny k vystupu ziadneho neurénu, ale
privadza konsStantni hodnotu do neurénu. Této hodnota funguje ako prahovéa hodnota
pri aktivovani vystupu. Ked’ suma vazZeného suctu nepresahuje prahovli hodnotu, neurén

sa neaktivuje a jeho vystup ostane nezmeneny.
x0

prahova hodnota

synaptické vahy

nelinearna funkcia

VA
]

Y

Obr. 2 Model umelého neuronu. Prevzaté z [16].
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Matematicky mézeme vystup z neurdénu popisat’ rovnicou (9):

y= F(Z?I:l w;x; +0), 9)

kde hodnota na i-tom vstupe,
vaha i-teho vstupu,
prahova hodnota,
celkovy pocet vstupov,

transformacnd (aktivac¢nd) funkcia,

= Mz o= o=

hodnota vystupu neurénu.

5.2 Viacvrstvova Struktiira umelej neurénovej siete

Jediny neuron nie je schopny vykonavat prili§ zlozitd funkciu. Sila systému, vyuzivajici
umelé neurodny, je v Cislach, v sieti vel'kého poctu neurénov. Umoziuje rozne prepojovat’
vstupy a vystupy neurénov, zvyhodnit’ ¢i potlacit’ niektoré vstupy a minimalizovat’ vplyv
neurdnu s nespravne nastavenymi vahami na celkovy vysledok.

V pripade viacvrstvovej Struktury su neurény zdruzené do vrstiev. Vystupy z vrstvy
n su privedené na vstup kazdého neurénu vo vrstve n+1. Prva vrstva sa nazyva vstupna,
pripadne rozdelovacia vrstva a mé za lohu prijimat’ hodnoty z okolia pre spracovanie.
Poslednd vrstva sa nazyva vystupna a hodnoty na jej vystupe su odozvou celého systému
na vstupy z prvej vrstvy. Vrstvy medzi prvou a poslednou sa nazyvaju skryté vrstvy. Ich
pocet zavisi na zlozitosti funkcie, ktord ma siet vykonavat’ a na zvolenom type siete.
Linearnu funkciu AND je mozné implementovat pomocou jediného neurénu [16].
Na druhej strane existuju siete obsahujice miliardy neurénov, ktoré sliizia k rozpoznaniu
objektov, asistovanému riadeniu a d’al§im lohdm, ktoré st ndro¢né i pre l'udi.

Nutnostou k nau€eniu neurdnovej siete je takzvana trénovacia mnozina, ktora
obsahuje prvky popisujuce rieSenu problematiku. Formélne ju mdézeme definovat’ ako
mnozinu prvkov (vzorov), ktoré st definované ako usporiadané dvojice nasledujucim
spdsobom:

hﬂ
Il

{6,011, 05} .. {1,,0,}},

i = [ig iy o B, ij € (0,1),
Oi == [01 02 " Ol]ﬁ 0] € <0, 1),

~

kde p pocet vzorov trénovacej mnoziny,
I; vektor excitacii vstupnej vrstvy tvorenej k£ neurénmi,
0; vektor excitacii vystupnej vrstvy tvorenej / neurénmi,
j,0; .. excitacie j-tfeho neurdnu vstupnej resp. vystupnej vrstvy.
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V dnesnej dobe najpouzivanejSou metdodou, ktord umoznuje adapticiu neurénovej siete

na danu trénovaciu mnozinu, sa nazyva backpropagation, ¢o v preklade znamena metédu

spatného Sirenia. Na rozdiel od dopredného chodu pri Sireni signalu neurénovej siete tato

metoda adaptacie spo€iva v opacnom Sireni informéacie smerom od vrstiev vysSich

k vrstvdm niz8im. Jedn4 sa o nasledovny postup:

Pouzijeme prvky vektoru I; i-teho prvku, ktorym excitujeme neurény vstupnej
vrstvy na odpovedajucu trovei.

Prevedieme dopredné Sirenie tohoto signalu az k vystupnej vrstve neurénove;j siete.
Porovname pozadovany stav dany vektorom O; i-teho prvku s odozvou neurénove;j
siete.

Rozdiel medzi skuto¢nou a pozadovanou odozvou definuje chybu neurénovej siete.
Tuto chybu potom v ur¢itom pomere — learning rate — vraciame spat’ do neurénove;j
siete formou Uprav synaptickych vah medzi jednotlivymi vrstvami smerom
od hornych vrstiev k niz§im tak, aby chyba pri nasledujiicej odozve bola mensia.
Po vycerpani celej trénovacej mnoziny sa vyhodnoti celkova chyba cez vsetky
vzory trénovacej mnoziny a ak je vysSia nez pozadovana, cely proces sa opakuje

Znovu.

Chybu z bodu 3 je mozné definovat’ roznymi spésobmi. Nazyva sa i chybovou funkciou

a Casto je vhodné podla rieSeného problému volit' chybovu funkciu. Podstata metddy

backpropagation spociva v hl'adani minima chybovej funkcie £ definovanej napriklad

podla (10) :
1 P m
— 2 10
=13 S0 &
i=1 j=1
kde skuto¢na odozva j-teho neurénu vystupnej vrstvy,
0; pozadovana odozva j-teho neurdénu vystupnej vrstvy dana vzorom,
p celkovy pocet vzorov trénovacej mnoziny,
m pocet neurénov vystupnej vrstvy.

Cesta, ktorou je mozné chybovu funkciu minimalizovat’ je prave upravou synaptickych

vah medzi neurénmi i a j podl'a formule (11):

kde

Aw; = —n% + uAw;’, (11)
n koeficient ucenia,
U koeficient vplyvu zmeny vah z predchadzajuceho kroku,

Aw; zmena synaptickej vahy z predchadzajiiceho kroku.
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5.3 Rekurentné neuronové siete

Neurénové siete popisane v predchédzajicej podkapitole boli nezavislé na kontexte.
To znamend, Ze rovnaky vstupny stimul vedie vzdy na rovnaku odozvu siete. V tejto
kapitole su predstavené rekurentné neurénové siete, ktorych cielom je do siete
implementovat’ ¢asovy kontext. Inak povedané, odozva siete nebude dana len aktudlnym
vstupnym stimulom, ale bude ovplyvnend i stimulmi, ktoré aktudlnemu predchadzali.
Takéto chovanie je vhodné pre Ulohy predpovedania sekvencii, akymi st napriklad
rozpozndvanie pisma, hlasu a ulohy v oblasti spracovavania prirodzeného textu.

T

Obr. 3 Rekurentnd viacvrstvovad neuronova siet. Prevzaté z [17].

Topolégia rekurentnej siete sa 1iSi od klasickej dalSimi rekurentnymi neurénmi
(vid’ neurény oznafené pismenom R na Obr. 3). V strednej vrstve je jeden neurdn
odpovedajuci jednému neurdénu vystupnej vrstvy a vo vstupnej vrstve su dva rekurentné
neurdny odpovedajuce dvom neurénom vnutornej vrstvy. Trénovacia mnozina je tvorena
sekvenciami vzorov. Prikladom mo6zu byt sekvencie uvedené v Tab. 8.

Vstupna sekvencia Vystupna (ciel’ova) sekvencia
Vzor 1 Vzor 2 Vzor 3 Vzor 1 ‘ Vzor 2 ‘ Vzor 3
100 > 010 > 0601 025 = 0.0 > 1.0
06001 > 010 > 100 0.5 -> 1.0 > 0.75

Tab. 8 Priklad sekvencie vzorov ako vstup do rekurentnej viacvrstvovej neuronovej siete.
Prevzate z [17].

Z Tab. 8 je zrejmé, Ze bez vedomosti o predchadzajucom stave nie je mozné spravne urcit’
vystupy. Algoritmus adaptacie vah prebieha mierne inym spdsobom. Rekurentna siet’
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je rozlozena do postupnosti obycajnych viacvrstvovych sieti, kde kazdy ,,casovy krok*
predstavuje novl vrstvu. Algoritmus implementujlici tento sposob ucenia sa nazyva
backpropagation through time (BPTT) a mé nasledujuce $tyri kroky:

1. Prevedie sa dopredné Sirenie signdlov pre vSetky vzory sekvencie.

2. Vypocitaju sa chyby neurénov vonkajsej a d’alej predchadzajucich nizsich vrstiev,
analogicky s metodou backpropagation s tym, Ze najprv sa tieto chyby stanovia
pre posledny ¢asovy krok a nésledne pre kroky predchadzajice, az po prvy krok.

3. Vypocitané chyby z predchddzajiuceho kroku algoritmu sa pouziju k stanoveniu
zmien vah, ktoré sa akumuluji pre kazda jednotlivii vizbu a kazdy jednotlivy
casovy krok.

4. Vaéhy vSetkych vézieb sa aktualizuju prostrednictvom hodnot akumulovanych
zmien vah vypocitanych v bode 3.

Problém rekurentnych neurénovych sieti vyplyva vSak z podstaty ich vytvorenia a spdsobu
ucenia — algoritmu BPTT. Rekurentné siete su totiz len prevedené na obycajné
viacvrstvové neurénoveé siete, v ktorych je pre kazdy ,,Casovy krok* vytvorena nova vrstva.
Problém tychto sieti sa nazyva problém miznuceho gradientu (vanishing gradient problem)
a jemu podobny problém vybuchujiceho gradientu (exploding gradient problem).
Tradi¢né aktivacné funkcie jednotlivych neurénov maju gradienty v rozmedzi (-1, 1)
a algoritmus backpropagation pocita gradienty pomocou retiazkového pravidla, co
znamena nasobenie n ¢isiel v tomto rozmedzi v pripade n-vrstvovej siete. Chybové signaly,
ktoré ,,idu spét’ v ¢ase™ maju tendenciu bud’ vybuchnut (1) alebo zmiznut’ (2) [18]. Pripad
(1) moze viest' k oscilécii vah a pripad (2) spdsobi, ze ucenie trva prili§ dlho, pripadne
vobec nefunguje. RieSeni tohoto problému je viacero, v pripade rekurentnych neurénovych
sieti sa osvedcili varianty pokrocilej architektiry LSTM a GRU.
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5.4 Neuronové siete typu LSTM

V roku 1997 bola predstavend nova architektira sieti a algoritmus pre ich
ucenie — takzvané Long Short-Term Memory (LSTM) siete. LSTM siete patria do skupiny
rekurentnych neurénovych sieti, maji avSak daleko zlozitejSiu Strukturu jednotlivych
neurénov. Predstavuju sposob ako sa vysporiadat’ s problémom miznuceho gradientu (vid’
Obr. 4), ich Struktura obsahuje prvky uréené k zachovaniu dlhodobej informacie.

o o Q Q Q ’ Q ’ Q
Skryté vrstva Skryta vrstva
- s 66666

Casovy krok 1 2 3 4 5 6 7 Casovy krok
(a) (b)
Obr. 4 (a) Probléem miznuceho gradientu a straty kontextu. (b) Ukazka zachovania
informacie o kontexte v sieti typu LSTM. Prevzaté z [19].

LSTM vrstvy sa skladaju z pamétovych blokov, Struktira pamétového bloku je zobrazena
na Obr. 5. Jednotlivé prvky pamét'ového bloku plnia nasledujuce funkcie:

e vstupnd brana (input gate)
- kontroluje priechod informécie do paméatového bloku,
e stav pamdtového bloku (cell state)
- uchovava dlhodobu informaciu,
e zabudajlca brana (forget gate)
- urcuje mnozstvo uchovavaného signalu,
e vystupna brana (output gate)
- urcuje mnozstvo propagovaného signalu.
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Obr. 5 znazoriiuje pamit'ovy blok LSTM neurdnu a jeho jednotlivé Casti.

| Pamatovy blok h

vystupna bréana (oufput gate)

. zabudajuca brana (forget gate)

N

stav paméatového bloku (cell state)

vstupna brana (input gate)

e

vstup do bloku

........................................................................................................................

Obr. 5 Pamdtovy blok LSTM neuronu. Jednotky oznacené modrou farbou su
multiplikativne jednotky. Pismena g, h reprezentuju aplikacie nelinearnej funkcie.
Prevzate z [20)].

Dopredna propagacia signalu a spitna propagacia chyby

Rovnice (12) az (20) su prevzaté z [20] a predstavuju propagaciu signalu v rdmci jedného
pamétového bloku. Ako i v pripade ostatnych typov rekurentnych neurénovych sieti
sa v pripade, Ze informacie z predoslého kroku nie su k dispozicii, nahradzaji vektorom
nal. Horny index jednotlivych premennych predstavuje ¢asovy usek, dolné indexy ¢, ¢, w, ¢
po rade reprezentuju prisluSnost véh spojenia pripadne aktivacii k vstupnej brane,
zabudajucej brane, vystupnej brane a stavom pamétového bloku. Premenné I, H, C
reprezentuji po rade celkové mnozstvo vstupov danej vrstvy, vystupov danej vrstvy
a mnozstvo stavovych buniek v popisovanom pamédtovom bloku. Premennd wy
predstavuje vahy spojenia jednotky i s jednotkou j, xf je vstup pamitového bloku
na pozicii i v €ase ¢, vstupna suma modulu j pamétového bloku v €ase ¢ sa oznacuje ako
a]?, niekedy sa tiez oznaCuje ako preaktivacia, po aktivacii bjt. bt reprezentuje vystup
pamétového bloku, ziadnym inym spdsobom sa signal nepropaguje do nasledujtcich
vrstiev. Funkcia f je aktiva¢nou funkciou bran, funkcie g a 4 st vstupne vystupnymi
aktivaciami pamétového bloku.

LSTM siete nalezia do skupiny rekurentnych neurénovych sieti a preto sa pre ich
ucenie ¢asto pouziva algoritmus backpropagation through time (BPTT), kde dochadza
k spiatnému Sireniu chyby do nasledujucej vrstvy 1 do predchadzajiceho ¢asového kroku,
ako je popisané v predchadzajiicej podkapitole. LSTM siete sa v§ak vyhybaju problému
mizniceho a vybuchujiceho gradientu vdaka svojim branam, ktoré je mozZné
podl’a potreby zavriet’ ¢i otvorit.
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Vstupna brana (input gate)

1 H C
t — t t—1 t—1
a, = Z Wi X + Z Whtbh + Z WS¢

bi = f(ar)
Zabudajuca brana (forget gate)
I H Cc
aé, = Zwl¢xit + th¢bh + ZWC¢S£ 1
i=1 h=1 c=1
bg = f(ag)

Stav pamiitového bloku (cell state)

1 H
t — t t—1
ac = Z WicX; + Z thbh
i=1 h=1

se =bgsc™h + big(ag)

Vystupna brana (output gate)

Vystup pamét'ového bloku

be = byh(se)
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V roku 2014 bol predstaveny novy typ siete podobny LSTM [21]. Jeho tlohou je znizit

5.5 Neuronové siete typu GRU

pocet parametrov, ktoré obsahuje LSTM blok. Tento novy typ je nazyvany podla jeho
Struktary Gated Recurrent Unit (GRU). Jeden blok GRU obsahuje dve brany,
r (resetovaciu) a z (aktualizujucu). Jednotlivé ¢asti bloku GRU plnia nasledujuce funkcie:

e aktudlna aktivacia &
- je linearnou interpoldciou medzi predchadzajicou
a kandidatskou aktivaciou,
o kandidatska aktivacia h
- je kandidatom na d’al$iu aktivéciu 4,
e resetovacia brana (reset gate) r
- plni podobnu tlohu ako zabtidajica brana v LSTM bloku,
e aktualizujuca brana (update gate) z
- urcuje ako vel'mi jednotka zmeni svoju aktivaciu.

K vypoctu hodndt uvedenych casti sluzia rovnice (21) az (24).

zy = o(Wyxe + Uzhe_yq)
= o(Wexe + Uphe_q)
h, = tanh(Wx, + U(r; - ne_y))

hy=0—-2z) n._4 + thlt

aktivaciou

21
(22)
(23)
(24)

Bloky GRU neobsahuji pamétové bunky a pocet parametrov, ktoré obsahujti jednotlivé

bloky, je oproti LSTM vyrazne nizsi, vid’ Obr. 6.

~<

=
A

> OuUT

(a) Long Short-Term Memory (b) Gated Recurrent Unit

C —B=<—IN 4@_»/ — IN
r
ggz/_ ~OoUT

Obr. 6 Rozdiel medzi LSTM a GRU. (a) i, f a o predstavuju vstupnu (input), zabudaciu
(forget) a vystupnu (output) branu. c a C reprezentuju aktualny stav pamdtového bloku

a novy stav pamdtového bloku. (b) r a z reprezentuju resetovaciu (reset) a aktualizujucu

(update) branu. h a h je aktivicia a kandidatska aktivicia. Prevzaté z [21].
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6 MODELY CONDITIONAL RANDOM FIELDS (CRF)

CRF (conditional random fields) predstavuju pravdepodobnostny ramec pre oznacovanie
a segmentaciu Struktirovanych dat, akymi su napriklad sekvencie. Zédkladna myslienka
spoc¢iva v definovani podmieneného rozdelenia pravdepodobnosti nad sekvenciami
znaciek. Hlavnou vyhodou, ktort maji CRF voci skrytym Markovovym modelom je ich
podmienena povaha, ¢o ma za nasledok uvolnenie predpokladov nezévislosti
vyzadovanymi skrytym Markovovym modelom.

V pripade spracovania prirodzeného jazyka je dokument rozdeleny na sekvenciu
tokenov a k nim prislusnych znaciek. Do modelu vSak nevstupuji tokeny samotné, ale
pre kazdy token sa vytvori takzvany zoznam priznakov. Takymito priznakmi mézu byt
napriklad dizka slova, predchadzajiice slovo ¢&i informécia o tom, &i dané slovo obsahuje
Cislice. Do modelu tak vstupuje sekvencia zoznamov priznakov, z ktorych model urci
sekvenciu znaciek.

CRF modely st pouzivané aj pre iné tlohy ako rozpoznavanie pomenovanych entit,
akymi st napriklad pocitacové videnie [22] ¢i spracovanie biologickych sekvencii [23].
Dévod pouzitia CRF modelov pre tuto konkrétnu tlohu je blizSie popisany v kapitole 7.

6.1 Definicia

Ako je popisané v [24], CRF je mozné popisat’ ako grafovy pravdepodobnostny model,
v ktorom kazdy uzol (v nasom pripade slovo, pripadne token) popisuje nahodnu premennu.
Nech x;.x su pozorovania (tj. slova ¢i tokeny v dokumente) a z;. st znackami. Linearny
CRF model definuje podmienent pravdepodobnost’ podl'a vzorca (25) [25].

N F
1
p(zinlxin) = EGXP(Z Z Aifi(Zn-1, Zpn, X1.5, 1)) (29)

n=1i=1

Skalar Z je normaliza¢ny faktor, ktory je definovany pomocou vzorca (26) [25].

7= exp(i iaiﬁ-(zn_l,zn, X)) (26)

Z1:N n=1i=1

A a f() mézu nadobudat’ 'ubovolnych redlnych hodnot a celd exponencialna funkcia bude
mat’ nezédpornt hodnotu. V ramci exponencialnej funkcie s¢itavame cez hodnoty n=1, ... N,
ktoré predstavuju pozicie slov v dokumente. Pre kazdu poziciu s¢itavame cez hodnoty
i = 1, ..., F, ktoré¢ predstavuju vazené priznakové funkcie (feature functions)
(vid kapitola 6.2). Skalar 4; je vahou pre priznak f;(). Parametrami, ktoré sa musi model
naucit’, su skalare 4; [25].
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6.2 Priznakové funkcie

Priznakové funkcie su najdolezitejSou castou CRF modelov. V pripade linearneho CRF
modelu ma priznakova funkcia vSeobecny tvar fi(z,.;, zn, X1:n, 1), kde je brany ohl'ad na par
susediacich stavov z,.; z, celi sekvenciu vstupov x;n a poziciu n, na ktorej sa
v dokumente nachddzame. Mo6Zeme si napriklad definovat’ taktto jednoducht priznakovt
funkciu (27):

1ak z, = MESTO a x,,_, = Nove

f1(Zn1, 20 X1, m) = { 0v orfs‘tatnych prl’par(liolch 27
Tato priznakova funkcia v pripade kladnej nastavenej vahy 4; a splnenych podmienok
z, = MESTOa x,; = Nove zvysuje pravdepodobnost’ znaCkovej sekvencie z;.,.
Inak povedané, model bude preferovat’ znacku MESTO pre slovo, ktoré nasleduje po slove
Nove. V pripade, ze 4; < 0, CRF model sa bude snazit’ vyhnut’ znacke MESTO pre slovo,
ktoré nasleduje po slove Nove. Nastavenie vah 4; sa model nauci z trénovacich dat, ako je
popisané v daliej podkapitole. Dal$im prikladom moZe byt nasledujuca priznakova
funkcia (28).

1 ak z, = MESTO a x,,,1 = nad (28)

Tato priznakova funkcia je aktivna, ked’ aktudlna znacka je MESTO a d’alSie slovo je nad,
ako napriklad v pripade mesta Moldava nad Bodvou. V pripade vety obsahujuca ,,Novée
Mesto nad Viahom*, kde moézu byt aktivne obe priznakové funkcie f; 1 f>, hovorime
o prekryvanych priznakoch (overlapping features). Toto vylepsi doveru v z, = MESTO
na A; + 4, [25].

6.3 Ucenie CRF modelu

Pojmom ucenie CRF modelu je myslené najdenie vhodnych parametrov 4;. Pre toto
potrebujeme oznadené sekvencie {(x®,zV), ... (x(™, z(M)}, kde x*) = xglg,l Kedze

CRF definuji podmienenti pravdepodobnost p(z|x), maximalizujeme podmienent
pravdepodobnost’ trénovacich dat uréent vzorcom (29):

m
z log p (20 [x0)). (29)
=1

Tato ucelova funkcia je konkavna, a preto Standardnym postupom pre ucenie je spocitanie
gradientu a jeho vyuzitie v optimiza¢nom algoritme, akym je napriklad L-BFGS [25].
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Ked'Ze sa tato praca zaobera rozpoznavanim pomenovanych entit v emailovych spravach

7 VLASTNE RIESENIE

a existujuce nastroje su ur¢ené k rozpoznavaniu entit v prirodzenom texte, vznikla potreba
overit’ funk¢énost’ existujucich nastrojov i mimo ich predur¢ent doménu. Problémy, ktoré
moZzu nastat’ pri pouzivani nastrojov na inu ¢innost’ ako nimi predpokladant su ro6zne.

Najviac o€ividnym je velka odliSnost’ Struktiry prirodzeného textu a HTML kodu.
Existujuce nastroje dokumenty prevedi na postupnost’ tokenov. K tomu pouzivaju
tokenizéry (vid’ kapitola 2.2), ktoré su Specialne navrhnuté tak, aby tokenizovali dokument
na urovni slov. ViacSinou sa tak deje na zéklade bielych znakov a interpunkénych
znamienok. V pripade HTML kodu, kde je Citatelny text prepleteny s (Casto dlhymi)
castami kodu HTML, by toto mohlo viest’ k drastickému zniZeniu Gispesnosti.

Dal§im problémom je skutoénost’, Ze emailové spravy, na ktorych budi nastroje
testované, obsahuju rézne identifikacné udaje, Cisla letov, Casové tidaje a podobne.
Z hladiska prirodzeného jazyka je teda nutné i textovu Cast’ sprav povazovat za prirodzeny
jazyk o vysokej (morfologickej) zlozitosti, ked’ze tieto kody obvykle nemaju spolo¢nti
lemmu. Pri takychto morfologicky zlozitych jazykoch sa osvedc¢ilo analyzovat’ text znak
po znaku pomocou rekurentnej neurénovej siete [4]. Takyto sposob by teoreticky mohol
viest’ k tomu, Ze sa model nauci napriklad to, Ze v pripade niekolkych cisel a velkych
pismen pri sebe je velka pravdepodobnost’, Ze sa jedna o &islo letu a podobne. Daldou
technikou, ktora bola pouzita v ramci tejto prace je algoritmus na zaklade CRF (conditional
random fields). Tento sposob bol zvoleny kvoli vybornym dosahovanym vysledkom
v oblasti v§eobecného rozpoznavania pomenovanych entit [26][27]. V pripade CRF je ale
nutné vytvorit' sadu priznakov, vid’ kapitola 6. V pripade neurdénovych sieti
predpokladédme, Ze sa jednotlivé priznaky potrebné k spravnej klasifikacii nauci sama.

Prvy nastroj na baze rekurentnej neurdénove;j siete je implementovany za pomoci
kniznice Keras v jazyku Python 3 a druhy nastroj na baze CRF taktiez v jazyku Python 3,
za pomoci kniznice pycrfsuite. K tymto nastrojom bolo vzhl'adom k odliSnej povahe
HTML koédu od prirodzeného textu nutné vytvorit’ Specialny tokenizér HTML kédu, ktory
je zdiel'any oboma néstrojmi.
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7.1 Tokenizér HTML kodu

Tokenizéry st nastroje, ktoré¢ delia dokument na mensSie Casti - tokeny, vac¢Sinou sa jedna
o slova v texte. Tak napriklad vetu ,,/dem do skoly* je mozné rozdelit' na slova Idem,
do a skoly. Najjednoduchsi sposob tokenizacie je oddelovanie slov na zaklade bielych
znakov, tj. na zaklade medzier, novych riadkov a podobne. Niekedy vSak toto nestaci a je
potrebné oddelovat’ slova i na zaklade spojovnikov, interpunkénych znamienok a inych
znakov.

Vstupnymi datami pre algoritmy v tejto praci si emailové spravy obsahujlce
oznatené¢ pomenované entity. V pripade pouzitia obyc€ajnych tokenizérov dochddza
k nespravnemu chovaniu, ked’Ze tieto tokenizéry spracovavaju na zaklade svojich pravidiel
1 Casti spravy, ktoré nie su prirodzenym textom — ¢asti HTML kodu. Z tohoto dovodu bolo
nutné implementovat’ tokenizér, ktory by si s takouto kombindciou HTML kodu
a prirodzeného textu vedel poradit’. V oznacenych emailovych spravach sa okrem beznych
znaCiek HTML kodu nachéddzaju i znaCky oznacujice pomenované entity. Toto robi
algoritmus mierne zlozitej$im, ked’Ze je nutné skontrolovat’ nielen, ¢i sa jednd o znacku
HTML kodu, ale v pripade Ze ano, je nutné skontrolovat’, ¢i sa nejedna o jednu zo znaciek
pomenovanych entit. Vystupom tohoto HTML tokenizéru je zoznam dvojic, kde prvu cast’
tvori token a druht Cast’ tvori oznaCenie pomenovanej entity. V pripade, ze token
nepredstavuje pomenovanu entitu, oznaci sa Specidlnym oznacenim pre neentitu, napriklad
pismenom O (other).

Za jeden token tento algoritmus povaZzuje nasledovné celky.

e Znak v Casti kddu, ktory nie je si¢astou HTML znacky, kde vynimku tvoria
znaky, ktoré su sti¢ast'ou znaciek script a style.

e Jedna HTML znacka, ktory zacina znakom < a kon¢i znakom >.

Dalsie kroky, ktoré algoritmus prevadza vznikli poas jeho prvych chodov. Ukézalo sa,
ze je potrebné zo sprav odstranit’ URL adresy, ked’Ze asto boli pre kazdu spravu unikétne
a toto by viedlo k zbyto¢ne vel'kému mnozstvu rdznych tokenov.

Zakladny algoritmus HTML tokenizéru je mozné zhrnut' do nasledujuceho
zjednoduSeného pseudokodu, pricom sa v jednotlivych emailovych spravach postupuje
znak po znaku. Ozajstny algoritmus je o nieco zloZitejsi a je dostupny v prilohe A.
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Algoritmus HTML tokenizéru:
chars _to write = *’
for char in message:
if char == ‘<’:
moZe sa jednat o znaCku HTML kodu alebo oznacenie pomenovanej
entity

if chars_to_write obsahuje znaky

zapis ich ako neentitu, aby retazec bol znova prazdny

identifikuj aktudlnu znacku
start =

while char |= >:
start = start + char
char = next char

identifikator aktualnej znacky predstavuje prvé slovo retazca start
tag name = start.split()[0]

if je tag_name pomenovanou entitou
prechadzaj znaky, kym nepride koniec znacky pomenovanej
entity v tvare </tag name> a zapis obsah ako priradenu
pomenovanu entitu

else if je tag name rovny script alebo je tag name rovny style
prechadzaj znaky, kym nepride koniec tejto znacky v
tvare </script> ¢i </style> a nasledne zapis celu znacku ako
neentitu

else
pridaj cely retazec start ako neentitu do vystupu
else:
nejedna sa o sucast' znacky HTML kodu ani oznacenie pomenovanej
entity,
chars_to write = chars_to_write + char

if retazec chars_to_write nie je na konci algoritmu prazdny
zapis ich ako neentitu

47



USTAV AUTOMATIZACE
A INFORMATIKY
7.2 Implementacia neurdnove;j siete

Neuronova siet’ bola implementovana v jazyku Python 3 za pomoci nastroja Keras. Keras
je nadstavbou pre kniZnice zaoberajuce sa neurdnovymi sietami TensorFlow a Theano.
Tato podkapitola pontka prehl'ad hlavnych funkénych Casti rieSenia. RieSenie je rozdelené
do nasledujtcich hlavnych stiborov:

e html_tokenizer.py
Obsahuje HTML tokenizér popisany v predchadzajucej podkapitole
potrebny pre prevod emailovych sprav na postupnost’ tokenov.

e config.ini
Jedna a o konfiguraény subor, v ktorom je mozné nastavit’ vSetky parametre
neurénovej siete.

o neuralner.py
Obsahuje implementaciu neurdénovej siete 1 s dalSimi pomocnymi
metodami.

® requirements.ixt
Obsahuje zoznam balikov jazyku Python, ktoré st potrebné nainstalovat
pre spravnu funkciu programu.

® server.py
Serverova cast, ktora umoznuje pouzit naucenu neurénovu siet’
V serverovom rezime.

Konfiguraény stibor config.ini

Implementovand neurénova siet’ obsahuje pomerne velké mnozstvo parametrov, ktoré
je mozné nastavit. Aby nebolo nutné pri kazdom sptstani zadavat’ vSetky parametre, st
vSetky parametre nacitané z jediného konfiguracného stiboru. Méze sa zdat', ze parametrov
v nasledujucej tabul’ke je vel’ky pocet, no niektoré parametre su odvodzované automaticky
a nie je nutné ich upravovat. Takymto parametrom je napriklad DATA DIR, ktory
automaticky nastavi adresar obsahujuci trénovacie data na adresar data v adresari
ROOT DIR. Parametre su zoskupené podl'a typu a ich vyznamy st uvedené v Tab. 9.

Konfiguracny stbor je nacitany pomocou funkcie parse config. Tato funkcia
zo suboru vytvori slovnik kompatibilny s funkciami neurdénovej siete. Pouziva k tomu
Python modul ConfigParser s pokrocilou interpolaciou ExtendedInterpolation, ktora
podporuje predavanie informdacii medzi castami konfiguraéného suboru. Ako uz bolo
spomenuté, niektoré parametre v konfiguratnom subore st vytvorené automaticky
kombinaciou inych. Tieto sa v Tab. 9 pre prehl'adnost’ nenachadzaju.
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Nazov Vyznam

ROOT DIR Cesta k adresaru obsahujuci cely projekt.

DATA FILENAME Nézov stiboru obsahujuci trénovacie data.

ENTITIES Nézvy rozpoznavanych pomenovanych entit, oddelené ¢iarkami.

TRAIN_SPLIT Cislo medzi 0 a 1 udavajice pomer sprav, aky ma byt’ pouzity pre
ucenie.

VAL SPLIT Cislo medzi 0 a 1 udavajice pomer sprav, aky ma byt’ pouzity pre
validéciu pocas ucenia.

EVAL SPLIT Cislo medzi 0 a 1 udavajice pomer sprav, aky ma byt’ pouzity pre

overenie vysledkov po uceni.

RANDOMIZE ORDER

Hodnota typu boolean. Udava, ¢i maju byt data pred uc¢enim
nahodne pomiesané.

EVALUATE

Hodnota typu boolean. Udava, ¢i po ufeni ma prebehnit
vyhodnotenie nau¢eného modelu.

CHAR BY CHAR

Hodnota typu boolean. Udava, ¢i ma HTML tokenizér
spracovavat’ viditeIny text znak po znaku alebo slovo po slove
(oddelené medzerami).

MIN TOKEN COUNT

V pripade, Ze pocet vyskytov tokenu je nizsi ako tento parameter,
bude kazdy takyto token povazovany za rovnaky Specialny
neznamy token.

HOST IP adresa hostu v tvare x.X.x.x., na ktorom ma server bezat’.

PORT Port, na ktorom ma server bezat’.

FIRST LAYER Typ vstupnej vrstvy neurénovej siete. Ma dve moznosti,
Embedding a Dense.

DENSE SIZE Pocet neurénov vo vstupnej vrstve v pripade volby vstupnej
vrstvy typu Dense.

EMBED SIZE Pocet neurénov vo vstupnej vrstve v pripade volby vstupnej

vrstvy typu Embedding.

MAX_LOOKOUT

Pocet neurdnov v skrytej, obojsmernej rekurentnej vrstve.

REC_LAYER TYPE

Typ obojsmernej rekurentnej vrstvy. Na vyber je SimpleRNN,
LSTM a GRU.

NO OF REC LAYERS

Pocet rekurentnych vrstiev.

BATCH_SIZE Velkost’ davky, ktora spracuje neurénova siet’. V pripade velkej
siete a malého mnozstva dostupnej pamiti je mozné, Ze ucenia
nebude mat’ dostatok pamiti. V tom pripade je vhodné tito
hodnotu zmensovat.

EPOCHS Pocet epoch, ktory ma ucenie previest’.

TB_LOGGING Hodnota typu boolean. Udava, ¢i sa maji niektoré hodnoty pocas

ucenia zapisovat’ do logov nastroju TensorBoard.

Tab. 9 Popis parametrov v konfiguracnom subore pre nastroj NeuralNER.
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Prevod tokenov a nazvov entit na ¢iselné vstupy a vystupy neurdnovej siete

Tokeny 1 nazvy pomenovanych entit sami o sebe su ret'azce znakov. Tieto ret’azce je nutné
nejakym spdsobom previest’ na ¢isla, aby bolo mozné ich pouzit’ ako vstupy €i vystupy
neurénovej siete. Casto pouzivanym sposobom je koédovanie nazyvané one-hot encoding.

Zacne sa prevodom tokenov. Na zaciatku ucenia sa vytvori slovnik tokenov
vyskytujacich sa v trénovacom subore, ktory obsahuje tokeny ako kI'i¢e a indexy k nim
ako hodnoty. Tento slovnik budeme nazyvat’ fokenZind. Vytvori sa k nemu 1 opacny
slovnik na dekddovanie ciselnych hodnot spdt na tokeny, tento budeme nazyvat
ind2token. Ako vstup do neurénovej siete bude sluzit’ matica max_len x vocab_size, kde
max_len predstavuje najvyssi pocet tokenov, aky bol v akomkolvek dokumente
zaznamenany a vocab_size predstavuje velkost’ vytvoreného slovnika, teda pocet roznych
tokenov. Matica bude obsahovat nuly. Nasledne pre kazdy riadok nastavime hodnotu na 1
pre stipec, ktory reprezentuje retazec v riadku v slovniku token2ind.

Analogicky vytvorime slovniky 1 pre nazvy pomenovanych entit, ktoré
pomenujeme label2ind a ind2label. Vystupom z neurénove;j siete bude matica o rozmeroch
max_len - no_of labels. Premennd no of labels predstavuje velkost’ vytvoreného
slovnika, teda pocet rdznych pomenovanych entit + jednu neentitu. Cely proces tvorby
tychto slovnikov sa nachédza v triede NeuralNER vo funkcii _build encodings.

Trieda MetricsCalculator

Na vyhodnotenie Uspesnosti bola vytvorend trieda MetricsCalculator, ktord je napojena
prostrednictvom takzvanych callbacks do procesu u¢enia. Po kazdom kroku ucenia spocita
metriku F1 pre trénovaci a validacny dataset a vysledky zobrazi v konzole. Po celkovom
uceni je mozné tato triedu vyuzit’ taktieZ na spocitanie metrik pre vyhodnocovaciu sadu,
definovanu pomerom EVAL SPLIT v konfiguratnom subore. Toto sa udeje automaticky
pokial' je hodnota EVALUTE nastavend na True. Téato metéda vyuziva kniZnicu
scikit-learn.

Funkcia generate_tuples_from_file

Tato funkcia bola vytvorena z praktického dovodu — vel'ké mnoZzstvo vstupov zabera vel'ké
mnozstvo pamite. Nastroj Keras umoziluje pocas procesu ucenia pouzit' takzvané
generatory. Tieto generatory su funkcie, ktoré postupne vracaju vysledky a teda nemusia
vratit’ vSetky naraz. Je teda mozné otvorit’ subor, nacitat’ prvy riadok do paméte, spracovat’
prvy riadok a po skonceni spracovania zabudnut’ na prvy riadok a pokracovat” druhym
a takymto spdsobom az po koniec suboru, kedy v jednom momente médme v pamiti
nacitany len jeden riadok. Miesto return sa v generatore pouziva prikaz yield.

Tato funkcia nacitava emailové spravy jednu po druhej, vytvori z nich vstupy
pre neuronovu siet’ a postupne ich predava. Nie je nutné predavat’ spravy len po jednej, je
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mozné nastavit pocet sprav v davke pomocou parametru BATCH SIZE, ktory sa da
nastavit’ v konfigura¢nom subore. Tento pristup ma nevyhodu v tom, Ze pristup je pomalsi
ako v pripade pristupu k spravam priamo v pamadti. Tato nevyhoda je ale z velkej Casti
vykompenzovand tym, Ze Keras paralelne s trénovanim siete Ziada o nové vstupy a tym
padom su k dispozicii hned’, ked ich potrebuje. Velkou vyhodou tohoto spdsobu
je moznost’ pracovat’ s 'ubovolne vel'kym trénovacim korpusom, ktory by sa do pamite
nezmestil.

Trieda NeuralNER

Trieda NeuraNER v sebe obsahuje niekol’ko metdd, ktoré spolu vytvaraju celok
umoziujuci rozpoznavanie pomenovanych entit. Pri vytvarani inStancie tejto triedy je
potrebné predat’ jediny parameter, ktorym je slovnik parametrov, vid cast
o konfiguraénom subore. Kazd4 metoda je podrobne zdokumentovand v zdrojovom kéde,
preto tu len kratko zhrniem vyznam najddlezitejSich metdd.

Zvonku pristupné metody ma trieda NeuralNER len $tyri. SG nimi metddy train,
eval, prepare for tagging a tag documents. Metodda train sluzi k samotnému uceniu
neurdnovej siete. Nie je potrebné jej predavat’ ziadne parametre, ked’Ze parametre uz st
predané pri vytvéarani inStancie vo forme slovniku. T4to metoda tento slovnik spracuje
a nauci podl'a Specifikovanych parametrov neurénovu siet. Metdda eval vyuzije triedu
MetricsCalculator k  vypocitaniu  vyhodnocovacich metrik modelu. Metdda
prepare_for tagging je volana pre nacitanie modelu a korespondujucich kédovani, aby
tieto subory nebolo nutné nacitavat’ pri kazdom volani metody fag documents. Metdda
tag documents slizi k vyuZzitiu nau¢eného modelu pre oznafenie pomenovanych entit
v texte. Tejto metdode sa predava jeden argument, ktorym je zoznam dokumentov
na oznalenie. Vystupom je zoznam rovnakej dizky obsahujici dokumenty doplnené
o znacky a ich pravdepodobnosti. Priklad vystupu je zndzorneny na Obr. 8.

Metoda _tokenize split vstupny stbor dat rozdeli na trénovaciu, validacnu
a overovaciu mnozinu a zarovenl dokumenty v nich tokenizuje pomocou HTML
tokenizéru.

Metoda build encodings sa stara o prevod tokenov a ndzvov entit na Ciselné
vstupy a vystupy pre neurénovu siet. Vytvorené slovniky ukladd do suboru na disku.
Metoda load encodings sluzi k naditaniu existujucich slovnikov zo suboru na disku.
Tieto slovniky st potrebné, bez nich nie je mozné nauceny model pouzivat’, pretoze by
nebolo mozné urcit, ktory vystup patri ktorej pomenovanej entite, analogicky by nebolo
mozné urcit’, ktory vstup patri ktorému tokenu.

Metdda load model slizi k na¢itaniu modelu neurénove;j siete z disku. Modely st
ukladané vo formate HDF5 do adresairu MODELS DIR, ktory je Specifikovany
v konfiguratnom subore. Metdoda compile model slizi k vytvoreniu pozadovanej
architektiiry neurdonovej siete. VSetky parametre ohl'adom architektiry sa nachadzaju
v konfigura¢nom subore v Casti Neural Network.
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7.3 Implementacia CRF modelu

CRF model bol implementovany taktiez v jazyku Python, za pomoci néstrojov pycrfsuite
a sklearn. Cast programu pre CRF model obsahuje nasledujiice subory:

e html_tokenizer.py
Obsahuje HTML tokenizér popisany v podkapitole vysSie potrebny pre
prevod emailovych sprav na postupnost’ tokenov.

e config.ini
Jedna a o konfiguraény subor, v ktorom je mozné nastavit’ vSetky parametre
CRF modelu.

e crfner.py
Obsahuje implementaciu CRF modelu s d’al§imi pomocnymi metdédami.

® requirements.ixt
Obsahuje zoznam balikov jazyku Python, ktoré st potrebné nainstalovat
pre spravnu funkciu programu.

® server.py
Serverova ¢ast’, ktord umoziuje pouzit’ nauceny CRF model v serverovom
rezime.

Konfiguracny subor

Konfiguraény subor je nacitany pomocou funkcie parse config. Tato funkcia zo stiboru
vytvori slovnik kompatibilny s funkciami implementovanej CRF. PouZziva k tomu Python
modul ConfigParser s pokrocilou interpolaciou ExtendedInterpolation, ktord podporuje
predavanie informécii medzi Castami konfiguraéného suboru. Niektoré parametre
v konfiguracnom stbore su vytvorené automaticky kombinaciou inych. Tieto v Tab. 10
pre prehl'adnost’ nie st uvedené.

Priznaky

Ako je popisané v kapitole 6, vstupy do CRF modelu su tvorené sekvenciou priznakov
jednotlivych tokenov. Konkrétne priznaky, ktoré boli pouzité v programe a vyhodnotené
v d’alSej kapitole st :

e samotny token

o dlzka tokenu
V pripade spracovania znak po znaku ide o dizku slova, v ktorom sa znak
nachadza.
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Znaci, ¢i sa token sklada len z alfabetickych znakov.

isalpha

isnumeric

Znaci, ¢i sa token sklada len z Cislic.

isupper

Znaci, ¢i su vSetky alfabetické znaky v tokene velkymi pismenami.

isdigit

Znaci, ¢i sa token sklada len z Cislic. Zahiia vSak okrem beznych ¢islic
1 Unicode znaky, ktoré st klasifikované ako Cislice, akym je napriklad znak
00bc ="s .

vyssie popisané parametre pre MAX LOOKOUT pocet tokenov v oboch
smeroch, okrem dizky slova

Dizka samotného tokenu je vzhladom k velkej dizke HTML znagiek
okresand na prvych 10 znakov. Takisto samotny token je prevedeny na malé
pismena, aby sa prediSlo r6znym hodnotdm napriklad pre tokeny flight
a Flight. Tieto dopredné a spétné parametre su identifikované svojim
Cislom a smerom, napriklad pre parameter isnumeric treticho slova
po aktualnom je +3:word.isnumeric.

Typ Nazov Vyznam
Project | ROOT DIR Cesta k adresaru obsahujuci cely projekt.

DATA DIR Cesta k adresaru obsahujlici trénovacie data,
vytvorena automaticky.

TRAIN_FILENAME | Nazov stboru obsahujici trénovacie data.

TEST FILENAME | Nazov suboru obsahujlci data ur¢ené na overenie
vysledkov po uceni.

ENTITIES Néazvy rozpoznavanych pomenovanych entit,
oddelené ¢iarkami.

EVALUATE Hodnota typu boolean. Udava, ¢i po uceni ma
prebehnut’ evaluacia nau¢eného modelu.

CHAR BY CHAR Hodnota typu boolean. Udava, ¢i ma HTML
tokenizér spracovavat’ viditeIny text znak po znaku
alebo slovo po slove (oddelené medzerami).

Server HOST IP adresa hostu v tvare X.x.x.X., na ktorom ma server
bezat’.

PORT Port, na ktorom ma server bezat’.

CRF MAX LOOKOUT Maximalny pocet slov v jednom smere, pre ktory st

generované priznaky pre aktudlne slovo.

ITERATIONS

Maximalny pocet iteracii optimiza¢ného algoritmu.

Tab. 10 Popis parametrov v konfiguracnom subore pre nastroj CRFNER.
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7.4 Server a kontajner Docker

Nastroje na oznacovanie pomenovanych entit je mozné vyuzit' i v serverovom rezime.
K tomuto st navrhnuté triedy NeuraNERServer a CRFNERServer. Obe su navrhnuté tak,
ze prijimaju data vo forme JSON odoslané na server metédou POST.

Pri inicializacii staci predat cestu ku konfiguratnému stboru. Po nacitani
potrebnych modelov a pomocnych siborov do pamite je server pripraveny k pouzitiu.
Pristupovy bod, cez ktory je mozné sa so serverom spojit sa nachddza na adrese
http://host/ner, kde host je IP adresa, ktora je nacitand z konfiguracného suboru.

Server je mozné tiez pouzit’ v rezime Docker kontajneru. Docker je pomerne novy
projekt, ktory vznikol v roku 2013. Umoznuje zabalit’ aplikaciu a stibory, na ktorych je
zavisla do virtudlneho kontajneru, ktory moze bezat' na 'ubovolnom Linuxovom serveri.
Toto napomaha flexibilite a prenosnosti aplikécii. Kontajnery je mozné zabalit’ do obrazov
(Docker image), za pomoci ktorych je mozné prenésat’ celé aplikacie. V pripade velkej
zat'aze na jednu aplikaciu je mozné z tychto obrazov vel'mi rychlo vytvorit’ nové instancie
aplikacii, naopak v pripade mensej zat'aze je mozné par instancii vypnut’.

Kontajnery st vytvorené nabalovanim vrstiev na seba, vid Obr. 7. Toto
nabal'ovanie na seba je nutné Specifikovat’ v Specidlnom stibore zvany Dockerfile.

references
parent
image

Obr. 7 Vrstvy Docker kontajnerov. Prevzaté z [28].

Server je usposobeny prijimat’ zoznam retazcov, pripadne i retazce samostatné. Funkciou
serveru je po prijati retazcov vratit’ ret'azce doplnené o znacky pomenovanych entit spolu
s ich predpovedanou pravdepodobnost'ou. Priklad ¢asti vrateného ret'azca je mozné vidiet
na Obr. 8.

v <td style="font-family:Arial, sans-serif;font-size:14px;padding:10px 5px;!|
family:Arial, Helvetica, sans-serif !important;" align="Left">

<dep_date prob="0.97">26/Sep/2016</dep_date>

<dep_time prob="0.99">15:25</dep_time>

Obr. 8 Priklad retazcu vrateného serverovou castou aplikdcie.
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8 POROVNANIE A ZHODNOTENIE

Naéstroje spomenuté v tejto praci st porovnané na 2 réznych castiach vyvojového korpusu
obsahujucich emailové spravy. Spdsobom uvedenym v kapitole 4.2 bol za pomoci
regularnych vyrazov vytvoreny vyvojovy korpus obsahujlci spravy z 20 najcastejSie sa
nachadzajucich predloh v celej databaze sprav. Z tychto 20 predléh bol vytvoreny
trénovaci korpus, obsahujuci spravy zo 16 predloh, a testovaci korpus obsahujuci spravy
z d’al$ich 4 predloh.

Vytvoreny trénovaci korpus obsahuje priblizne 35 tisic sprav. Ked’ze sa jedna
o spravy takmer rovnakého charakteru s velmi podobnym obsahom, bol kvoli velkej
casovej naroc¢nosti uciaceho procesu trénovaci korpus 7Train zmenSeny na prvych 10%,
presne 3482 sprav.

Testovaci korpus 7est je tvoreny emailovymi spravami zo 4 predloh, na ktorych
nastroje neboli naucené. Jednd sa teda o spravy obsahujuce dolezité udaje vo forme,
s ktorou sa ucené¢ modely zatial' nestretli. Na tomto korpuse je overovana schopnost’
nastrojov generalizovat’.

V tejto kapitole sa viackrat porovnavaji modely, ktoré boli ucené na détach
tokenizovanych sposobom slovo po slove s modelmi, ktoré boli ucené na datach
tokenizovanych sposobom znak po znaku. Z doévodu prehladnosti su tieto modely d’alej
oznacované krat§im pomenovanim — modely slovo po slove a modely znak po znaku.

V pripade CRF modelov su d’alej porovnané modely na zéklade r6znych hodnot
parametru MAX LOOKOUT —konkrétne 3, 5 a 7—po poctoch iterécii 30, 100, 500 a 1000.

Dalej su porovnané modely neurénovych sieti s architektirou GRU a LSTM
na zaklade rovnakych hodnét parametru MAX LOOKOUT po poctoch iteracii (v pripade
neurénovych sieti sa jednému prechodu cez vietky data hovori epochy) 10, 20 a 30. Dalsie
parametre s nastavené podl'a hodnét v konfiguratnom stibore v prilohe A.

Kapitola 8.1 pontka zhodnotenie r6znych CRF modelov, kapitola 8.2 pontka
prehlad vysledkov modelov z kategdrie neurénovych sieti a v kapitole 8.3 je prehlad
vysledkov vsetkych néstrojov pouzitych v tejto praci, vratane existujucich néstrojov,
a zhodnotenie ziskanych vysledkov.
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8.1 Porovnanie CRF modelov

V priebehu pisania tejto prace boli otestované viaceré¢ varianty parametrov pre CRF
modely. V tejto Casti je zhrnuté, aky maji niektoré z parametrov vplyv na vysledky, pricom
pozornost’ je pre prehl'adnost’ venovana len metrike F1. Kompletna tabulka vysledkov
je dostupnd v prilohe A.

Na Obr. 9 je vidiet, ze model slovo po slove sa naucil rychlejSie spol'ahlivo
identifikovat’ pomenované entity v spravach podla predloh, na zaklade ktorych sa ucil.
V pripade sprav, ktorych predlohy neboli zndme pocas ucenia, méa horSiu GspeSnost’
ako model znak po znaku. Model znak po znaku potrebuje vacsi pocet iteracii na ziskanie
podobnej Gispesnosti na trénovacich datach ako model slovo po slove. Uspesnost modelu
znak po znaku na testovacich datach je vsak viac nez dvakrat vyssia.

Train korpus Test korpus

1,1 0,6
1 0,5
0,9 0,4
= 08 = 0,3
0,7 0,2
0,6 0,1
0,5 0

0 200 400 600 800 1000 0 200 400 600 800 1000

Pocet iteracii Pocet iteracii
Znak po znaku Slovo po slove Znak po znaku Slovo po slove

Obr. 9 Vplyv poctu iteracii a sposobu tokenizacie.

Dal§im parametrom, ktory ma velky vplyv na tuspe$nost modelu, je parameter
MAX LOOKOUT. Definuje, pre kolko tokenov obidvoma smermi v sekvencii st
generované priznaky. Z Obr. 10 vidime, Ze v pripade modelu znak po znaku sa s rasticim
parametrom MAX LOOKOUT zvySuje UspeSnost. Je to nasledkom toho, Ze modelu je
umoznené sa pozerat na viac znakov okolo seba a rozhodovat na zaklade vicsieho
mnozstva informacii z okolia. Na Obr. 11 je vidiet’, Ze modelu slovo po slove s rasticim
poctom iterécii a rastucim parametrom MAX LOOKOUT uspesnost’ postupne klesa. Je to
pravdepodobne spdsobené tym, Ze model sa stane prili§ zavislym na okolitych tokenoch
a pravdepodobnost’ klasifikacie tokenu za pomenovanu entitu prili$ klesne, ked’ sa v okoli
nenachadza token, ktory je ocakavany z trénovacich dat. Nauci sa teda v prili§ vel'kej miere
spoliehat’ na okolité tokeny.
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Tokenizécia znak po znaku
Test korpus

0,6

0.5 ___—

0,4
=03 ——MAX_LOOKOUT 3

0,2 ——MAX_LOOKOUT 5

0,1 —MAX_LOOKOUT 7

0 200 400 600 800 1000
Pocet iteracii

Obr. 10 Vplyv parametru MAX LOOKOUT na model znak po znaku.

Tokenizacia slovo po slove
Test korpus

0,45
0.4 N
0,35

23 N
— 025
= 02
0,15 ——MAX LOOKOUT 5
0,1
0,05

——MAX_LOOKOUT 3

——MAX_LOOKOUT 7

0 200 400 600 800 1000
Pocet iteracii

Obr. 11 Vplyv parametru MAX LOOKOUT na model slovo po slove.

8.2 Porovnanie modelov neuronovych sieti

V priebehu pisania tejto prace boli otestované viaceré varianty parametrov pre modely
na zéklade neurdénovych sieti. V tejto Casti je zhrnuté, aky maji niektoré z parametrov
vplyv na vysledky, pricom pozornost’ je pre prehladnost venovand len metrike F1.
Kompletna tabulka vysledkov je dostupna v prilohe A.

Obr. 12 ukazuje uspesnost’ modelov slovo po slove (oznacené w by w) s réznymi
hodnotami parametru MAX LOOKOUT, konkrétne 3, 5 a 7. Vidime, ze vSetky modely
sa po pocte 20 epoch naucili rozpoznéavat’ entity v korpuse Train s hodnotou metriky F1
nad 90%. Na testovacom korpuse ani jeden nepresiahol hodnotu 40%, najlepsie vysledky
dosahuju modely s parametrom MAX LOOKOUT rovny 7.

Rovnaké hodnoty boli otestované na modeloch znak po znaku (oznacené c by c),
vid’ Obr. 13. Je mozné vidiet, Ze na trénovacom korpuse dosahuju dobré vysledky — okrem
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modelu LSTM c by c 3 presiahli vSetky hodnotu metriky F1 80%. Na testovacom korpuse
je mozné vidiet vztah medzi hodnotou parametru MAX LOOKOUT a hodnotou metriky
F1, kde vyssia hodnota parametru ma za nasledok zna¢ny narast vyslednej hodnoty F1.
Najlepsie vysledky dosahuji opdat’ modely s parametrom MAX LOOKOUT rovny 7.

Train korpus. Test korpus.
1 0,4
—/\
0,9
0,35
0,8
= 07 = 03
0,6
0,25
0,5
0,4 0,2
5 15 25 35 5 15 25 35
Pocet epoch Pocet epoch
——GRU wby w3 LSTM w by w 3 ——GRU wby w3 LSTMwby w3
—GRUwbyw5 =——LSTMwbyw5 —GRUwbywS5 =——LSTMwbyw5
—=GRUwbyw7 =——LSTMwbyw7 —=GRUwbyw7 ——LSTMwbyw?7

Obr. 12 Porovnanie uspesnosti modelov slovo po slove na Train a Test korpuse.

Train korpus. Test korpus.

1 0,6
099 / 0,5 e e
898 0’4 —_/
7 0,3

0,6

0,5 0,2 — Q:

F1
Fl1

0,4 0,1
0,3 0
5 15 25 35 5 15 25 35
Pocet epoch Pocet epoch
——GRUcbyc3 LSTMcbyc3 ——GRUcbyc3 LSTMcbyc3
—=GRUcbyc5 =——LSTMcbyc5 —=GRUcbyc5 =——LSTMcbyc5
—=GRUcbyc7 =——LSTMcbyc?7 —=GRUcbyc7 =——LSTMcbyc?7

Obr. 13 Porovnanie uspesnosti modelov znak po znaku na Train a Test korpuse.
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Tato kapitola je venovana porovnaniu uspesnosti vSetkych vytvorenych nastrojov spolu

8.3 Celkové porovnanie

s existujucimi nastrojmi spomenutymi v kapitole 3. NajlepSie vysledky st v kazdej tabul’ke
vyznacené hrubym pismom.

Z néstrojov vytvorenych v rdmci tejto prace st uvedené vzdy po dva modely, prvy
vytvoreny na zaklade dat tokenizovanych slovo po slove oznaceny skratkou w by w a druhy
vytvoreny na zaklade dat tokenizovanych znak po znaku oznaceny skratkou c by c.
Uvedené modely z navrhnutych néstrojov maji nastaveny parameter MAX LOOKOUT
na hodnotu 7, pretoze ten Casto prindsal najlepSie vysledky, ako bolo mozné vidiet
v predchadzajicich podkapitolach. Kompletnd tabulka vysledkov vsetkych 20
otestovanych modelov v r6znych krokoch ucenia je dostupna v prilohe A.

Dalej st uvedené 2 modely z nastroja Apache OpenNLP — model maximalnej
entropie oznaceny skratkou MAXENT a perceptronovy model oznaceny skratkou PERC.
Model Naive Bayes nebolo mozné kvdli chybe v tomto softvéri otestovat’.

Nastroj Stanford NER kvoli nevhodne navrhnutému tokenizéru nie je mozné
priamo porovnat’. Tokenizér tohoto nastroju nie je schopny spracovat’ tokeny obsahujice
medzery, ktoré znacky HTML kodu casto obsahuju.

Nastroj Presnost’ Pokrytie F1

CRF w by w 1 1 1

CRF cbyc 0,992 0,992 0,992
LSTM w by w 0,999 0,933 0,95

LSTM cbyc 0,993 0,983 0,988

GRU w by w 0,996 0,93 0,947
GRUcbyc 0,791 0,988 0,824
OpenNLP MAXENT | 0,964 0,962 0,963
OpenNLP PERC 0,953 0,953 0,953

Tab. 11 Porovnanie metrik dosiahnutych na korpuse Train.

Nastroj Presnost’ Pokrytie F1
CRF w by w 0,214 0,26 0,229
CRF cbyc 0,609 0,509 0,519
LSTM w by w 0,328 0,42 0,362
LSTMcbyc 0,626 0,414 0,475
GRU w by w 0,354 0,411 0,375
GRUcbyc 0,495 0,386 0,407
OpenNLP MAXENT | 0,760 0,050 0,094
OpenNLP PERC 0,440 0,190 0,265

Tab. 12 Porovnanie metrik dosiahnutych na korpuse Test.
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Tab. 11 ukazuje, Ze takmer vSetky ndstroje boli schopné dosiahnut’ GspeSnost’ bliziacu
sa 100% na tlohe rozpoznania entit v spravach podla predloh, na ktorych boli naucené.
Toto vSak moze byt i znakom preucenia, kedy si modely priamo zapamitaji trénovaci
format a nie su schopné generalizovat’. Vysledky z Tab. 12, pontikajicej prehl'ad metrik
dosiahnutych na korpuse Test, v niektorych pripadoch potvrdzujt, v inych vSak vyvracajt
tuto skutocnost’.

Z Tab. 12 je zrejmé, ze vSetky modely st schopné rozpoznat' ist¢é mnozstvo
pomenovanych entit i v spravach, ktorych predlohy im nie su zndme. LepSie vysledky
dosahuju v§eobecne modely, ktoré boli uc¢ené na datach tokenizovanych spdsobom znak
po znaku. Modely CRF sa pravdepodobne naucili pre postupnost’ znakov ¢islic
uprednostiiovat’ znacky ako su ¢islo letu, ¢as odletu a podobne. Toto im bolo z vel'kej ¢asti
ulah¢ené definovanim pomocnych priznakov, vid kapitolu 6.2. Modely neurénovych sieti
sa vSak 1 bez takychto ru¢ne definovanych pomocnych priznakov naucili rozpoznavat’
pomenované entity s porovnatelne dobrou uspeSnostou, napriklad model LSTM c by ¢
s parametrom MAX LOOKOUT nastaveny na hodnotu 7 dosiahol na testovacom korpuse
druhy najlepsi vysledok F1 metriky.

Na zéklade tychto vysledkov je mozné pre d’al$i vyvoj a vyuzitie v praxi odporucit’
modely slovo po slove. V pripade trénovacich dat sice nedosahuju Uplne najlepsie
vysledky zo vSetkych, su vSak stale porovnate'ne dobré. Sila v tychto modeloch vSak
spociva v ich lepSej schopnosti generalizovat’ — dosahuju najlepsie vysledky na testovacich
datach, ¢o im umoziuje rozpoznavat’ entity i v neznamych predlohach. Z modelov slovo
po slove nie je jednoduché vybrat’ najlepsi, pretoze nie je mozné urcit’, aké uspesné budu
po nauceni na viacSom pocte vzdjomne odlisnych sprav.
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V praci boli analyzované existujlce rieSenia v oblasti rozpoznavania pomenovanych entit

9 ZAVER

a vhodnost ich pouzitia v rdmci konkrétnych ciel'ov tejto prace, teda pre rozpoznavanie
pomenovanych entit v emailovych spravach. Pre splnenie tohoto ciel'a bolo nutné, aby
nastroje ponukali moznost naudenia tplne novych modelov. Tieto poziadavky splinali
v Case pisania prace dva zndme nastroje, Apache OpenNLP a Stanford NER popisané
v kapitole 3.

V priebehu pisania prace nebol dostupny korpus emailovych sprav, na ktorych by
bolo mozné algoritmy testovat. Z tohoto dovodu bola databaza emailovych sprav,
poskytnutd firmou Kiwi.com, spracovand a bol z nej za pomoci reguldrnych vyrazov
vytvoreny vyvojovy korpus obsahujuci priblizne 48 tisic sprdv s oznacenymi
pomenovanymi entitami. Tieto spravy boli rozdelené na trénovaci a testovaci korpus,
ako je popisané v kapitole 4.

Pocas rieSenia problému vznikla potreba vyvinat tokenizér prisposobeny
na spracovanie HTML kodu, kedze existujice rieSenia a tokenizéry su prisposobené
na spracovanie prirodzené¢ho textu. Tento tokenizér umoziluje rozdelenie dokumentu
na mensie Casti — tokeny. Ked’ze i ostatné Casti existujucich ndstrojov su prisposobené
na spracovanie prirodzeného textu, boli v rdmci prace kompletne vyvinuté i dva nastroje.
Prvy je implementiciou neurénovej siete a druhy je postaveny na zaklade grafového
modelu CRF. O tychto sposoboch a ich implementécii pojednavaji kapitoly 5, 6 a 7.

Po implementécii a vytvoreni korpusov boli v jednotlivych néstrojoch vytvorené
modely s roznymi hodnotami parametrov, ktoré boli nau¢ené na trénovacom korpuse. Této
Cast prace bola pomerne Casovo ndrocna. Doby ucenia jednotlivych modelov boli
v rozmedzi niekol’kych desiatok minat az niekol’kych dni. Uspesnost’ nauéenych modelov
bola overena i na testovacom korpuse a prehl'ad vysledkov je dostupny v kapitole 8.

Vsetky modely boli schopné sa naucit’ dobre rozpozndvat’ entity v trénovacom
korpuse. Toto bolo ocakdvané vzhl'adom na to, Ze trénovaci korpus obsahuje velké
mnozstvo sprav vytvorenych na zaklade malého poctu roznych predloh. Vyssiu vypovednu
hodnotu o uspesnosti a nasaditel'nosti v praxi ponukaju vysledky na testovacom korpuse.
Z tychto vysledkov je zrejmé, ze modely znak po znaku boli schopné lepSie generalizovat’
a dokadzu rozpoznavat vacSiu Cast pomenovanych entit i v nezndmych predlohéach.
Z modelov znak po znaku porovnatelné vysledky dosiahli modely LSTM, GRU a CREF.
Najlepsie vysledky boli dosiahnuté modelom znak po znaku CRF s hodnotou parametru
MAX LOOKOUT rovny 7. Model bol schopny v spravach podl'a neznamych predloh
schopny dosiahnut’ hodnotu 51,9% F1 metriky, ktord do seba spédja metriky presnost’
a pokrytie.

Pred rieSenim tejto prace nebolo zrejmé, ¢i je vhodné nasadit’ existujiice algoritmy
na rozpoznavanie pomenovanych entit v prirodzenom texte na takyto odliSny format
vstupného textu. Z vysledkov tejto prace vyplyva, Ze tieto algoritmy sa ukazali byt
vhodnou volbou. Dal§im postupom by bolo naudenie modelov na realnych détach,
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tj. datach ponukajacich spravy z vicsieho poctu rozdielnych predloh. Na tychto redlnych
datach by bolo vhodné dalej skiimat vplyv nastavitelnych parametrov a tieto
optimalizovat’.

Vo firme Kiwi.com bude mozné vytvorené nastroje v budlcnosti pouzit
nasledovne. Pred preitanim emailovej spravy obsahujicou dolezité informacie bude
sprava spracovand najlep$im nauenym modelom a prebehne v nej rozpoznanie
pomenovanych entit. Cloveku, ktory ma za ulohu tito spravu preditat, bude teda
predstavena sprava, ktora obsahuje povodny obsah a d’alej rozpoznané pomenované entity,
farebne ¢i inym sposobom oznacené. Toto urychli spracovanie sprav a v konecnom
dosledku moéze viest' az k plne automatizovanému spracovavaniu prijatych emailovych
sprav.
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