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Abstrakt

Tato bakalaiska prace se zabyva zkoumanim transfer learningu jakozto po-
tencialni metody korekce kalibra¢nich modeli na bazi vicevrstvnych per-
ceptronovovych neuronovych siti v ramci spektroskopie laserem indukova-
ného plasmatu v dtsledku zmény ablacnich energii. Byly navrzeny a na-
trénovany MLP kalibra¢ni modely pro ¢tyfi prvky (chrom, nikl, molybden a
mangan) a Sest ruznych ablacnich energii (40, 50, 60, 70, 80 a 90 mJ). Modely
pivodné natrénované na ablacni energii 50 mJ byly poté pouzity k predikci
koncentraci ze spekter méfenych na riznych abla¢nich energiich. Nasledné
rozdily v méteni byly feseny aplikaci transfer learningu. Vysledky naznacuji,
ze transfer learning by mohl slouzit jako validni metoda pro korekci neptes-
nosti vznikajicich v dusledku rozdili v abla¢ni energii, dosahujici srovnatel-
nych vysledk s modely trénovanymi od zakladi za zlomek ¢asu a s vyrazné
nizsi vypocetni narocnosti. Tato studie vsak nedokazala jednoznacné proka-
zat konzistentni zlepseni vykonu neuronovych siti pomoci transfer learningu
v kontextu LIBS. Pravdépodobné prispivajicimi faktory jsou nedostatecna
optimalizace pouzitych neuronovych siti, omezena komplexita experimental-
niho datasetu nebo kombinace obou. Tento vyzkum navazuje na a rozsituje

literaturu a nabizi hlubsi pochopeni moznosti a omezeni transfer learningu v
kontextu LIBS.



Summary

This bachelor thesis investigates transfer learning as a potential method for
correcting calibration models based on multilayer perceptron neural networks
in laser-induced breakdown spectroscopy due to changes in ablation energies.
MLP calibration models for four elements (chromium, nickel, molybdenum
and manganese) and six different ablation energies (40, 50, 60, 70, 80 and 90
mJ) were designed and trained. Models initially trained at an ablation energy
of 50 mJ were then used to predict concentrations from spectra measured at
the different ablation energies. Subsequent differences in the measurements
were resolved by applying transfer learning. The results suggest that transfer
learning could serve as a valid method for correcting inaccuracies due to di-
fferences in ablation energy, achieving comparable results to models trained
from scratch in a fraction of the time and at significantly lower computational
cost. However, this study could not clearly demonstrate consistent improve-
ments in neural network performance using transfer learning in the context
of LIBS. Likely contributing factors are the lack of optimization of the neu-
ral networks used, the limited complexity of the experimental dataset, or a
combination of both. This research builds on and extends the literature and
offers a deeper understanding of the capabilities and limitations of transfer
learning in the context of LIBS.
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Kapitola 1

Uvod

Spektroskopie laserem buzeného plasmatu (Laser-Induced Breakdown Spec-
troscopy - LIBS) se v poslednich letech stala vyznamnou analytickou techni-
kou v oblasti materidlové védy, chemie a environmentélni védy [1]. Je schopnd
rapidni, nedestruktivni, multidimenzionalni analyzy s minimalni nutnosti pri-
pravy vzorki. [2]

Princip LIBS spociva v interakci vysokoenergetického laserového pulsu
se vzorkem. Na povrchu analyzované oblasti dojde k ablaci malého mnoz-
stvi materidlu a jeho rozlozeni na plasma, tedy silné ionizovany a excitovany
plynny stav. Plasma prii své deexcitaci emituje charakteristické zareni. Emi-
tované zareni se zméri spektrometrem a jeho intenzita a tvar se analyzuji za
ucelem urceni chemického slozeni materialu.

LIBS poskytuje hned nékolik vyhod oproti ostatnim béznym metodam
chemické anayzy, jakymi jsou naptiklad Ramanova nebo hmotnstni spek-
troskopie. Umoznuje nedestruktivni analyzu s minimélni nutnosti ptipravy
vzorku [3], generuje multidimenzionalni informace o prostorovém rozlozeni
koncentrace méfenych prvki [1], analyza pomoci LIBS je rychld a mize po-
skytnout vysledky v redlném case, coz otevird dvere aplikacim v Tizeni a
monitoringu procesti. LIBS méa vysokou citlivost a dokaze detekovat stopové
prvky. Pro analyzu pomoci LIBS je potfeba jen malé mnozstvi materidlu
(fady pg) [5], coz je uzitetné pro analyzu malych vzorku a vzacnych mate-
riali. Metoda je vSestrannd, je mozné ji pouzit na sirokou skalu materialt
vCetné kapalin, plynu a organickych materidla [6]. LIBS laboratote jsou malé
a mohou byt navrzeny jako prenosné pro on-site analyzu. Jednou takovouto
laboratoii je vybaven Mars Rover Curiosity [7].

Vyznamnym nedostatkem LIBS je potreba kalibrace kazdé aparatury



zvast pro kazdy typ méreného vorku. Kalibraci pristroje se v tomto kontextu
mysli stanoveni vztahu mezi emisnim spektrem plazmatu a elementarnim
slozenim vzorku. Tento proces obvykle zahrnuje analyzu vzork s predem
znamym elementarnim slozenim a pouziti téchto dat k vytvoreni kalibrac¢ni
kiivky, matice nebo regresni neuronové sité [3].

Hlavnim diivodem potieby kalibrace je pritomnost matri¢nich jevii, coz
jsou jevy vyplyvajici z malych rozdili v nehomogenitach slozeni mérenych
vzorkil, a tedy rozdinych fyzikalnich vlastnostech, jako je naptiklad tepelna
vodivost, tepelnd kapacita a optické vlastnosti. Tyto rozdily mohou vyrazné
ovlivnit formaci plasmatu a prenos energie, a tim i tvar vysledného emisniho
spektra. Matri¢ni jevy také nasobi rozdily mezi méricimi aparaturami. Ty se
totiz lisi ve faktorech s vyraznym vlivem na tvorbu plasmatu, jako je energie
laseru nebo délka trvani impulsu.

Prestoze pro kalibraci LIBS aparatur zpravidla postacuji vicerozmérné
nelinearni regresni modely (PLSR, SVR), vhodnou alternativou se v posledni
dobé ukazuji byt neuronové sité, prevazné diky své schopnosti prizptisobit se
vétsim a komplexnéjsim datasettim. Svédcéi o tom mimo jiné rostouci mnoz-
stvi publikaci, které na toto téma vznika [9]. Jednou ze zajimavych vyhod
neuronovych siti je jejich schopnost adaptovat se na nové, podobné datasety
za pomoci transfer learningu - jevu, kdy si neuronova sit pti tréninku ponecha
naucené vzorce matrice, a pouze se je nauci aplikovat na novou, podobnou
matrici. Tato vlastnost ma potencial vyrazné usettit ¢as v pripadé kalibrace
novych aparatur na vzorcich, pro které jiz existuje kalibra¢ni neuronova sit.
V této praci se proto snazim prozkoumat validitu transfer learningu a zjis-
tit jeho potencialni vyhody jakozto metody rekalibrace mérici aparatury pro
rizné ablacni energie.



Kapitola 2

Teorie

2.1 Spektroskopie laserem buzeného plasmatu

LIBS funguje na principu analyzy charakteristickych spektralnich ¢ar mi-
kroplasmatu vytvorného laserovou ablaci na povrchu zkoumaného materi-
alu. K ablaci je vyuzivano vysoce vykonného pulzniho laseru, zpravidla typu
Nd:YAG, o energii pulzu v rozpéti jednotek az stovek mJ. Laserovy puls
je soustavou Cocek a zrcadel sousttedén na malou oblast povrchu vzorku,
typicky desitky az stovky mikrometri v priméru, ktera je vlivem soustte-
déné energie ablatovana na mikroplasma. Formované plasma projde fazemi
expanze a nasledného collapse. V collapse fazi jsou deexcitujicimi kladnymi
ionty emitovany fotony charakteristickych vinovych délek. Ty jsou sbirany
soustavou cocek a soustfedény do optického vlakna, kterym jsou privedeny
na difrakéni miizku. Rozptylené svétlo tvori spektrum, které je detekovano
snimaci CCD (Charge-Coupled Device) nebo CMOS (Complementary Metal-
Oxide Semiconductor) [10].

2.2 Kalibrace, regresni modely a hodnotici kri-
téria

Regrese je statisticka metoda pouzivand k modelovani vztahu mezi zavislou
proménnou a jednou nebo vice nezavislymi proménnymi. Regresni modely
jsou matematické reprezentace téchto vztahi, umoznujici zavislosti mezi té-
mito proménnymi zkoumat a kvantifikovat. Cilem regresnich modelu je najit
nejlepsi vztah mezi proménnymi tak, aby zavisla proménna mohla byt pred-
povézena na zakladé hodnot nezavislych proménnych.



Predikéni schopnosti regresnich modelt se posuzuji na zakladé hodno-
ticich kritéril. Zpravidla se pouzivaji metriky smérodatna odchylka (Root
Mean Square Error - RMSE) a absolutni odchylka (Mean Absolute Error -
MAE). Jejich matematickd vyjadfeni jsou nésledujici [11]:

RMSE = $ Tll i(yz — ;) (2.1)

i=1

1 R
MAE = 3|y — i (22)
=1

Prestoze obé kritéria reprezentuji rozdil mezi predpovidanymi a skutec-
nymi hodnotami, RMSE silnéji penalizuje odlehlé hodnoty a hrubé chybné
predpovédi regresnitho modelu, a tedy 1épe reflektuje jeho robustnost a vykon
lepsi prehled o jejich vykonu mtzeme ziskat porovnanim obou metrik naptic
jejich predikcemi na stejném datasetu.

Jako primarnim hodnoticim kritériem pro posouzeni presnosti regresnich
kiivek a neuronovych siti v této praci se fidim RMSE. Pro orientaci vsak
také uvadim i MAE.

Jednoprvkova linearni regrese je nejjednodusim druhem regresniho mo-
delu. Ve své zakladni podobé se jedna o fitovani primky jednorozmérnym
datasetem. Rovnice piimky je:

Yy =bo+ bz (2.3)

Kde y je zavisla proménnad, x je nezavisla proménna, by je prusecik s osou y a
by je smérnice piimky (pomér, ve kterém se y méni vzhledem k ). Hodnoty b
a by jsou urceny metodou nejmensich ¢tverct tak, aby minimalizovaly RMSE
mezi predpovézenymi a skutecnymi hodnotami y. Linearni regrese miize byt
zobecnéna na libovolné mnozstvi nezavislych proménnych, v takovém pripadé
se jedné o viceprvkovou (nebo-li multivarietni ¢i multidimenzionalni) regresi
a jeji tvar je:

y = by + brx1 + boxg + b3xs + ... + byxy, (2.4)

Kde z1, xo, ..., x,, jsou nezavislé proménné a by, bs, ..., b, jsou k nim pridruzené
regresni koeficienty. Vyhodami linearni regrese jsou predevsim jednoduchost
vypoctu a nasledné interpretace a grafického zobrazeni vysledki. Z téchto
divodi je linearni regrese také jednou z nejbéznéji pouzivanych statistickych
metod. Silnym nedostatkem linedrni regrese je jeji omezeni na modelovani
linearniho vztahu modelovanou zavislou proménnou a vzajemné nezavislymi



nezavislymi proménnymi. Chceme-li takové vztahy modelovat, musime sah-
nout po komplexnéjsich statistickych modelech, jako jsou naptiklad neuro-
nové site.

V pripadé mého experimentu jsem pouzil jednorozmérnou linedrni regresi.
Jako zavislou proménnou jsem pro kazdy prvek urcil jeho koncentraci a jako
nezavislou proménnou rozdil mezi minimélni a maximalni hodnotou jedné
jeho vyznamné spektralni cary.

2.3 Neuronové sité (ANN)

Neuronova sit je druh algoritmu uceni s ucitelem (supervized learning). Sklada
se z propojenych uzlti nebo neuront, které spoleéné pracuji na zpracovani a
analyze komplexnich dat.

Neuronova sif pracuje tak, ze prijima vstupni hodnoty a postupné je pre-
dava skrze sérii propojenych vrstev neuroni. Kazdy neuron na dané vrstvé
aplikuje na vazenou sumu vstupnich hodnot z predchozi vrstvy matematic-
kou funkci a produkuje vystup, ktery je poté predan dalsi vrstvé. Vystup
posledni vrstvy neuront je potom celkovym vystupem neuronové sité. Mate-
matické funkce pouzivané neurony se nazyvaji aktivacni funkce.

Béhem procesu trénovani neuronové sité jsou vahy vstupnich dat preda-
vanych mezi jednotlivymi neurony upravovany supervizovanymi uéicimi algo-
ritmy, jako je naptiklad SGD (Stochastic Gradient Descent). Tyto algoritmy
funguji tak, Ze nechaji sit délat predikce na trénovacich datech se zndmou
hodnotou predikované veli¢iny. Siti predpovézena hodnota je pak porovnana
se skutecnou hodnotou a vahy mezi kazdymi dvéma neurony jsou upraveny
tak, aby se zmensil jejich rozdil. Jakmile je neuronova sif natrénovana, muze
byt pouzita k predikci neznamych dat. Tento proces se nazyva uceni s ucite-
lem.

Nejjednodussi formou neuronové sité je tzv. perceptron. Perceptron pra-
cuje tak, ze vezme sadu vstupnich hodnot, vynasobi kazdou vstupni hodnotu
odpovidajici vahou a poté tyto vazené vstupy secte. Vysledek této sumace
je priveden k aktivacni funkci, ktera produkuje koneény vystup perceptronu.
V matematické reprezentaci funguje perceptron nasledovné. Méjme vektor
vstupt x = [z, 21, X2, ..., Tn) & vektor vah w = [b, wy, wy, ..., wy]. Necht 2o = 1
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a nechf se vaha b nazyva bias. Vazena suma z se spocita jako:
z=b+wix1 + Wweks + ... + w,Ty, (2.5)

Vysledek perceptronu se poté spocita aplikaci aktivacéni funkce na vazenou
sumu:

y=f(z) (2.6)

Kde f(z) je aktiva¢ni funkce. Pfi tréniknu jsou vahy perceptronu upraveny
na zakladé chyby vystupu. Pii regresnich tlohach se jako chyba zpravidla
pouzivdi RMSE. Pro i-ty bod vstupniho vektoru z;, predikovany vystup y a
skutecny vystup ¢, se nasledné upravi vaha w:

Aw; = at —y)x; (2.7)
Kde « je experimentalné zvolend rychlost uceni (learning rate).

Aktivacéni funkce pouzivand perceptronem pro binarni klasifikaci je ob-
vykle jednoducha prahova funkce, ktera produkuje vystup 1, pokud je suma
vazenych vstupu vétsi nez urcity prah, a vystup 0 v opacném pripadé. V§im-
néme si, ze pokud jako aktiva¢ni funkci pouzijeme primku (jako je tomu
bézné pii regresnich problémech), po dosazeni vazené sumy (2.5) do rovnice
aktivacni funkce (2.6), dostavame stejny vztah jako v pripadé vicerozmérné
linedrni regrese (2.4). Perceptron je tedy stejné jako linearni regrese nedosta-
cujici pro modelovani nelinearnich vztahu. Je vsak zakladem komplexnéjsich
neuronovych siti, které toho jiz schopné jsou. Jednou takovou siti je napri-
klad MLP (multi-layer perceptron).

MLP je typ neuronové sité slozeny z nékolika vrstev plné propojenych
perceptront. To znamend, ze kazdy perceptron v jedné vrstveé posila sviij vy-
stup kazdému perceptronu v nasledujici vrstvé. Vrtstva, kterd prijima vektor
nezpracovanych vstupnich dat, se nazyva vstupni (input layer). Perceptrony
vstupni vrstvy posilaji svij vystup séril skrytych vrstev (hidden layers), na
jejimz konci se nachézi vystupni vrstva (output layer), jejiz vystup je vystu-
pem celé neuronové sité.

Vahy MLP se pti tréninku upravuji algoritmem zpétného siteni chyby
(anglicky backpropagation). Tento algoritmus nejprve diferencidlem vypocita
odchylku 6J-L prislusici kazdému j-tému vstupu x; vystupni vrstvy L, tim tedy
i kazdé aktivaci posledni hluboké vrstvy:

0f = Jp (3 wijwig) - (t = y") (2.8)

7



V tomto vztahu Jy, je aktivacéni funkce vystupni vrstvy a t —y je rozdil mezi
predpovézenou a skutec¢nou hodnotou.

Tento proces muzeme zopakovat pro kazdy neuron [-té hluboké vrstvy
a tim zjistit, jak se na jeho odchylkich podili vysledky aktivaci predchozi
vrstvy [+ 1. Souctem téchto odchylek pres celou vrstvu [+ 1 ziskdame celkovou
chybu kazdého neuronu vrstvy [. Pro j-ty neuron libovolné vrstvy [ a kazdy
z celkem k neuront vrstvy -1 mizeme ziskat jeho chybu 5; vztahem:

8 = J[(Z zwy) - Y (wi; 0 (2.9)

k

Véha mezi j-tym neuronem a i-tou aktivaci y!=!

.~ neuronu z predchozi
vrstvy se poté upravi podle vztahu:

Awﬁj = aéé-yf-_l (2.10)

Nejpouzivanéjsi aktivacni funkei pro neurony skrytych vrstev je ReLU (Recti-
fied Linear Unit). Je definovana nasledujicim zptsobem:

f(z) = max(0, x) (2.11)

Hlavnim divodem za popularitou této funkce je jeji vypocetni nenarocnost
podporend moznosti sparse reprezentace nulovych perceptronti. Jeji dalsi sil-
nou vyhodou je schopnost prinaset do ANN nelinearitu, a pritom nepodléhat
efekttim vanishing a exploding gradientu. Vanishing a exploding gradient
jsou negativni jevy, ke kterym dochazi pti zpétném siteni chyby, kdy prvni
derivace nékterych nelinéarnich aktivac¢nich funkei, jakymi je napriklad sig-
mod nebo hyperbolicky tangens, v pripadé nizkych vstupnich hodnot nabyva
extrémné vysokych ¢isel, zatimco v pripadé vysokych vstupnich hodnot se
blizi nule.

Pocet neuronti vystupni vrstvy a jejich aktivaéni funkce zavisi na na-
ture problému, ktery ma neuronova sit resit. U regresnich problémi se zhora
neohranicenym vystupem se zpravidla vyuziva jeden perceptron s linearni ak-
tivacni funkei, pri nebindrni klasifikaci méa vystupni vrstva tolik perceptronu,
jako je tfid, mezi kterymi neuronova sit rozlisuje. Jejich aktivacni funkce jsou
bézné binarni funkce reprezentujici pravdépodobnost, ze zkoumany vzorek
nalezi dané trideé, jako je napriklad softmax:

esi

ZkK:1 ek

Rovnice bere jako vstup vaZenou sumu vstupl pro j-ty neuron, z;, a po-
¢ita pravdépodobnost j-té tiidy jako funkci exponencidlnich hodnot vsech

o(z) = (2.12)



vystupnich neuronii. To zajisti, Ze soucet vystupnich pravdépodobnosti bude
vzdy 1.

Hlavni vyhodou MLP oproti samotnym perceptronum je jejich schopnost
modelovat slozité nelinearni vztahy mezi vstupnimi a vystupnimi daty. To
umoznuje generalizaci a TeSeni komplexnich problémil s velkym mnozstvim
nezavislych proménnych. Na druhou stranu, silnym nedostatkem MLP je ob-
tiZznost pochopeni, interpretace a vizualizace jimi ucinénych zavérta. MLP
se také ¢asto vyznacuji vysokou dimenzionalitou, zejména v pripadech, kdy
je k dispozici velké mnozstvi vstupnich dat. Vzhledem k exponencidlnimu
nartistu poc¢tu parametrii s rostoucim poc¢tem neuront je ¢asto nutné uplat-
nit techniky, jako je pruning, regularizace nebo redukce dimenzionality, aby
se minimalizoval cas trénovani na prijatelnou dobu. V nékterych pripadech
muze byt také vhodné pouzit jinou architekturu ANN, ktera se dokaze efek-
tivné zpracovavat vicedimenzionalni vstupy. Prikladem takové architektury
je konvolu¢ni neuronova sit (CNN).

V CNN jsou vstupni data privedena skrze sérii konvoluc¢nich vrstev, né-
sledovanych pooling vrstvami a poté pripojena k jedné nebo vice vrstvam
plné propojenych perceptront. Zakladnim prvkem konvoluc¢ni vrstvy je filtr
- perceptron, ktery klouze po celé délce vektoru vstupnich dat (podobné
jako naptiklad funkce pramér pii vypoétu klouzavého priméru), pro kazdy
vstupni bod spocita vazenou sumu oblasti v jeho okoli a dosadi ji do aktivac¢ni
funkce. Vystupni signdl y; filtru sitky m pro néjaky vstupni bod x; mizeme
poté s ohledem na vztahy (2.5) a (2.6) vyjadrit ndsledujicim zpusobem:

yi = J((wx); +b) = J (mi wiTi—j + b) (2.13)

=0

Kde w je vektor vah délky m, b je bias neuronu a J je aktivacni funkce. Po
kazdé konvoluéni vrstve zpravidla nasleduje pooling vrstva. Pooling vrstva je
funkce, ktera bere vstupni hodnoty a vytvari redukovanou mnozinu aplikova-
nim agregace nebo zmenseni (downsampling). Prikladem pooling algoritmu
oblibeného v CNN je max pooling, ktery bere maximélni hodnotu z kazdé
oblasti, kterd ma byt agregovana.

2.4 Preprocessing dat pro ANN

Preprocessing jsou metody zpracovani dat aplikvané na trénovaci a testovaci
data pred jejich podanim neuronové siti. Zpravidla se jedna o metody ¢is-
téni, redukce a transformace. Hlavnim 1icelem preprocessingu byva zlepseni



pouzitelnosti dat pro trénovani, a tim snizeni potrebné trénovaci doby, dimen-
zionality modelu a zlepsSeni jeho predikénich schopnosti. Béznym procesem
transformace dat pouzivanym pri tréninku neuronovych siti je standardizace.
Pri té se vstupni data preskaluji tak, aby byl v kazdém rozméru primér 0 a
standartni odchylka 1, coz zabranuje optimalizacnimu algoritmu uprednost-
novat rozméry prirozené obsahujici vyssi hodnoty, a tim zpravidla vede k
rychlejsi konvergenci. Standardizaci lze vyjadrit nasledujici rovnici:

flay=""F (2.14)

o

kde z jsou vstupni data, p je prumér x, o je standardni odchylka = a f(x)
jsou standardizovana data. Alternativou ke standardizaci je normalizace. To
je technika, kterd preskaluje vstupni data na hodnoty od 0 do 1. To muze
byt uzitecné v pripadech, ve kterych jsou rozdily ve skdle mezi nezavislymi
proménnymi (vstupni data jsou napiiklad vzdalenost a ¢as). Tento pristup
je velice citlivy na odlehlé hodnoty a nedoporucuje se pouzivat jej na data-
setech, kde se vyskytuji. Normaliza¢ni funkce se obvykle vyjadiuje pomoci
nasledujici rovnice:

x — min(z)

fx) =

kde z jsou vstupni data a f(z) jsou normalizovand data.

Cisténi datasetu se provadi za tcelem odstranéni Sumu a pozadi v data-
setu. Mezi nejcastéji pouzivané metody pii spektralni analyze patii rozklad
na vinky, ktery umoznuje rozlozeni signalu na rizné frekvencni slozky a tim
eliminaci Sumu obsazeného v téch nejvyssich vrstvach. Dalsi ¢astou metodou
odstranéni Sumu u spektroskopickych dat je primérovani nékolika spekter
dohromady.

Cilem redukce datasetu je odstranéni zbytecnych nebo vysoce korelova-
nych nezavislych proménnych, coz vede ke snizeni poc¢tu vstupnich hodnot
a tedy exponencialnimu snizeni komplexity a ¢asu trénovani neuronové sité.
Jednou z metod redukce dimenzionality muze byt jiz vySe zminena transfor-
mace na vlnky, pri které mohou byt nezavislé proménné vyznamnych vinek
pouzity jako vstupni data pro neuronovou sit.

(2.15)

max(z) — min(z)

2.5 Optimalizace ANN architektury

Optimalizace architektury ANN neboli tuning zahrnuje hledani optimdlni
kombinace hyperparametri neuronové sité pro dosazeni co nejlepsich pre-
dikénich schopnosti, pripadné dodatecné co nejkratsho ¢asu tréninku ¢i pre-
dikce. Téchto cili tuning dosahuje odstranénim nékterych negativnich jevi
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souvisejicich se spatné nastavenymi hyperparametry. Tuning ANN zahrnuje
opakované trénovani, testovani a ipravu hyperparametrii sité. Provadi se bud
manualné nebo algoritmicky.

2.5.1 Hyperparametry ANN

Hyperparametry jsou nastaveni, ktera definuji architekturu a trénink neuro-
nové sité. Tyto nastaveni jsou obvykle stanovena vyzkumnikem nebo vyvo-
jarem pracujicim na neuronové siti a mohou vyznamné ovlivnit vykon sité.
Nékteré bézné hyperparametry neuronové sité zahrnuji:

1. Pocet vrstev sité. Neuronova sit s mnoha vrstvami se mtize naucit slozi-
sité jsou také nachylné na jevy zvané vanishing a exploading gradient, ty se
daji ale kompletné obejit pouzitim aktivacni funkce ReLU.

2. Pocet neuronti v kazdé vrstvé. Vétsi pocet neurontt mize zvysit schop-
roc¢nost a riziko pretrénovani.

3. Aktivacni funkce. Rtizné aktivacni funkce se mohou 1épe hodit k charak-
terizaci rozdilnych vztahti. V hlubokych vrstvach se ale zpravidla pouzivaji
funkce ReLU (pripadné leaky ReLU), zejména diky svoji vypocetni nenaroc-
nosti a Teseni problémt s jevy vanishing a exploding gradientu.

4. Rychlost uceni. Vyssi rychlost uc¢eni muze vést k rychlejsi konvergenci,
ale miize také zplisobit oscilaci sité kolem optimélniho Teseni a overfitting.

5. Optimalizac¢ni algoritmus. Optimalizac¢ni algoritmy zpravidla vychazeji
z funkce gradientniho sestupu (gradient descent).

6. Pocet epoch. Pocet epoch odkazuje na pocet prichodii celého trénova-
ciho datasetu. Vyssi pocet epoch muze zlepsit schopnost sité naucit se slozité
vzory, ale zaroven muze vést k overfittingu a zvyseni vypocetni naroc¢nosti.
Je dilezité najit spravnou rovnovahu mezi poc¢tem epoch a dosazenim opti-
malniho vykonu sité.

2.5.2 Hodnoceni vykonu ANN

Vykon neuronové sité se posuzuje na zakladé hodnoticich kritérii. K vyhodno-
covani klasifikacnich tloh jsou obvykle pouzivany miry presnosti, senzitivity,
specificnosti a F1 skore, zatimco k vyhodnocovani tloh kalibrace se jako u
ostatnich regresnich tiloh pouzivaji metriky RMSE a MAE, definované v sekci
2.2 [12].

Chceme-li mit realistickou predstavu o vykonu modelu, je nezbytné mérit
jeho hodnotici kritéria na odlisSném datasetu, nez na jakém byl trénovan a
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optimalizovan. Z tohoto divodu je pred optimalizaci béznou praxi vyclenit
ze vstupniho datasetu valida¢ni a testovaci data. Na validac¢nich datech je
model testovan mezi jednotlivymi kroky optimalizace hyperparametrii, na
testovacich datech jsou posuzovany jeho predpokladané predikéni schopnosti
po optimalizaci hyperparametri. [13]

Miize se také stat, ze optimalizujeme hypeparametry neuronové sité prilis
dobte pro specifickou skupinu validacnich dat. Popularni zptisob, jak tomuto
predejit, se nazyva k-nasobné cross-validace. Pti té se trénovaci dataset roz-
déli na k skupin o priblizné stejném poctu vzorku tak, aby kazda skupina co
nejlépe reprezentovala variaci celé matice. Poté je neuronova sif trénovana
na vzorcich z k — 1 skupin a validovana na vzorcich zbylé skupiny. Tento
proces je opakovan pro kazdou skupinu. Robustni neuronova sit by méla nést
konzistentni vysledky napfi¢ skupinami a hodnoticimi kritérii [11].

2.5.3 Jevy zhorsujici vykon ANN

Spatné nastavené hyperparametry neuronové sité se obvykle projevuji diky
specifickym jevam, které zhorsuji vykon sité. Tyto jevy maji charakteristické
projevy, a proto existuji specifickym metody pro jejich detekci a Teseni.

Jednim z castych problému je overfitting. Ten nastava, kdyz se prilis
komplexni a dlouho trénovany model, pripadné model trénovany na nedosta-
teCném mnozstvi dat, zacne prizpusobovat specificitdm a Sumu v trénovacich
datech a zacne se odnaucovat obecné vztahy aplikovatelné na nova, drive
nevidéna data. Overfitting vede ke zdanlivému zlepseni presnosti na tréno-
vacich datech, ale jejimu zhorseni na testovacich datech. Metody adresujici
overfitting se zpavidla zakladaji na zvyseni komplexity [15].

Opaénym jevem k overfittingu je underfitting. K tomu dochéazi, kdyz je
model prilis jednoduchy na to, aby v datech zachytil zakladni struktury. Un-
derfitting se zpravidla projevuje Spatnym vykonem na trénovacich i validac-
nich datech a model pri tréninku ¢asto konverguje k aritmetickému praméru.
Underfitting lze Tesit zvySenim slozitosti modelu, pridanim vice parametra
nebo zvysenim mnozstvi trénovacich dat [15].

Dalsim problémem pri tuningu ANN je pomald konvergence, pii které
neuronova sit pri uceni prilis dlouho konverguje k optimalnimu teSeni. To
muze byt zpisobeno faktory, jako je nevhodna rychlost uceni, Spatna inicia-
lizace parametri modelu nebo neoptimalni optimalizac¢ni algoritmy. Pomala
konvergence miize také vést k zaseknuti optimalizac¢niho procesu na lokalnim
minimu, ¢emuz se dé ale predchazet zvySenim stochasticity modelu [16].
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2.5.4 Metody optimalizace ANN

Existuje nékolik pristupti k optimalizaci architektury neuronové sité. Tra-
di¢nim ptistupem je optimalizce manualni. Pfi té jsou architektem sité po
jednom upravovany jeji hyperparametry tak, aby bylo dosazeno optimalniho
vykonu. Pii tpravé hyperparametri se vyvojar zpravidla ridi grafy vyvoje
ztraty a validacni straty pri trénovani sité, ve kterych hleda projevy nepres-
ného nastaveni. [17]

Alternativou k manualni optimalizaci je optimalizace algoritmicka. Tréno-
vaci algoritmy umoznuji architektovi nastavit konfigurace hyperparamter,
které budou po jedné natrénovany a otestovany. Nejjednodussimi optima-
lizacnimi algoritmy jsou grid search a random search. Grid search testuje
vsechny kombinace hodnot nastavenych hyperparametri, random search tes-
tuje pfedm stanovené mnozstvi ndhodné vybranych kombinaci. [18]

Hyperband je optimalizac¢ni algoritmus vylepsujici random search o me-
tody jako je adaptivni alokace zdroji a early stopping. Algoritmus pracuje
tak, ze v priubéhu nékolika kol, kazdého sestavajiciho z progresivné vyssiho
mnozstvi epoch, vybira z ndhodné vygenerované konfigurace hyperparametri
ty slibné, zatimco ty méné slibné odstranuje [19]. Algoritmus se ukézal jako
velmi silny nastroj na optimalizaci vypocetné naroc¢nych neuronovych siti,
pro méné komplexni sité vsak projevil tendence vytvaret preoptimalizované
modely s nizkou schopnosti generalizovat [20)].

2.6 Transfer learning

Transfer learning je technika, pri které se pti trénovani neuronové sité misto
nového modelu s nulovymi vstupnimi hodnotami pouzije jiz hotovy model
natrénovany a optimalizovany na podobné, souvisejici tloze [21].

Transfer learning je zalozen na idei, ze modely hlubokého uceni, naucené
rozpoznavat urcité rysy ve vstupnich datech, tuto znalost pti pretrénovani ne-
ztrati, nybrz ji nauci aplikovat na novy typ dostatecné podobnych vstupnich
dat [22].

Transfer learning je uzitecny zejména v pripadech, kdy je nedostatek tré-
novacich dat pro konkrétni tlohu nebo kdy mame nedostatecné vypocetni
zdroje k natrénovani modelu od zacatku [23].
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Kapitola 3

Prakticka cast

3.1 Cile experimentu

Cilem mého experimentu bylo prozkoumat vliv, jaky ma zména abla¢ni ener-
gie na kalibra¢ni modely ve formé neuronovych siti, a prozkoumat validitu
transfer learningu jakozto potencidlni metody korekce tohoto vlivu. K ex-
perimentu jsem pouzil dataset 53 kalibrovanych vzorkt, méfenych na Sesti
riznych energiich abla¢niho laseru - 40, 50, 60, 70, 80 a 90 mJ. Nejprve jsem
proto porovnaval vykon a pocet epoch potiebnych ke konvergenci preucené
neuronové sité oproti nahodné inicializovanym neuronovym sitim o stejnych
hyperparametrech vyjma rychlosti uceni, ktera byla optimalizovand na jedno
desetinné misto. V druhé ¢asti experimentu jsem sledoval zavislost vykonu
plné konvergované pretrénované neuronové sité na nékterych jejich hyperpa-
rametrech a parametrech testovani, specificky learning rate, batch size, po¢tu
vzorkil a poc¢tu méteni kazdého vzorku.

3.2 Popis dat

Experiment jsem provadél na neupravené verzi dat poskytnutych v soutézi
LIBS 2022 quantification contest [21]. Dataset obsahuje celkem 53 vzorku
pribuznych slitin kovti. Kazdy vzorek byl méren 200 krat pro kazdou z energii
laseru 40, 50, 60, 70, 80, 90 mJ, coz umoznilo vytvoreni rozsahlého mnozstvi
spekter s riznymi signalnimi trovnémi a Sumem. Métené spektrum zahrnuje
rozsah vinovych délek od 240 az 900 nm. Referen¢ni méreni bylo provedeno na
hmotnostnim spektrometru Q4 Tasman (Bruker, GE) Odborem slévarenstvi
na Ustavu strojirenské technologie FSI VUT. Celkové tento dataset poskytuje
vyznamné vyzvy pro kvantitativni analyzu spektralnich dat a je vhodnym
prostfedim pro testovani a porovnani rtiznych metod a algoritmti.
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3.3 Stanoveni baseline presnosti linearni re-
gresi

Pro ziskani prehledu o kvalité dat mérenych na kazdé ablac¢ni energii jsem
jako prvni krok experimentu sestavil linearni regresni kiivky energii na za-
kladé spektralnich ¢ar Cr IT 375.8 nm, Mo I 715.4 nm, Ni IT 361.9 nm, Mn I
294.9 nm Podle téchto kalibra¢nich krivek jsem detekoval a eliminoval odlehlé
hodnoty, jejichz pritomnost v datasetu by vedla ke zkresleni az iplnému zne-
hodnoceni vysledkit neuronovych siti. Pi uréovani hodnoticich kritérii jsem
rozdélil data na testovaci a trénovaci stejnym zptisobem, jako tomu bylo pri
soutézi.

3.4 Stavba a optimalizace architektury neu-
ronove sité

3.4.1 Preprocessing vstupnich dat

Pti preprocessingu vstupnich dat pro neuronovou sit jsem se rozhodl tidit
zjdnousenou verzi postupu pouzitého vitéznym tymem soutéze LIBS 2022
Quantification Contest [25]. Ze spekter jsem vyfezal oblasti, na kterych by
se podle databazi NIST a Atomtrace mély vyskytovat silné spektralni cary
kazdého prvku ?7. Tyto oblasti jsem dale pouze standardizoval na zédkladé
pruméru a smérodatné odchylky trénovacich dat 2.14, nez jsem je pouzil jako
vstupni data pro MLP.

Vzorky pouzité pri soutézi jako testovaci jsem dale nepouzival v ramci
tréninku a validace. Z mnoziny trénovacich dat jsem manualné vyselektoval
Sest vzorkt jako validac¢ni tak, aby oba datasety mély priblizné stejny rozptyl
a smérodatnou odchylku.

3.4.2 Optimalizace ANN architektury

Optimaliza¢nim algoritmem hyperband jsem vygeneroval 10 modelt optima-
lizovanych pro nejnizsi validacni RMSE.

Na kazdém modelu jsem provedl 6-nasobnou cross-validaci na trénovacich
datech rozrazenych do 6 skupin podle koncentrace kazdého prvku. Modely
bez vyjimky drasticky divergovaly pro jednu az dvé cross-validacni skupiny,
coz je v souladu s nalezy vyzkumniku [20]. Z grafi priubéhu uceni je mozné
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Obrazek 3.1: Izolované spekralni ¢ary jako vstupni data do ANN
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Obréazek 3.2: Graf CV ztraty nejvykonnéjsi architektury generované algorit-
mem hyperband

vyvodit, ze divodem divergence miize byt nachylnost modelt k overtrainingu
pro nékteré specifické subsety. Ke zvyseni konzistence tréninku jsem pridal
dropout vrstvy jakoZzto regularizacni metodu [20]. Vybral jsem model s nej-
konzistentnéjsim vykonem 3.2, zaokrouhlil poéty neuronii v jeho hlubokych
vrstvach a manualné tunoval jeho dropout rate. Testoval jsem kombinace
hodnot 0, 0.1, 0.2, 0.3, 0.5. Pro kazdou kobinaci jsem vyzkousel nékolik hod-
not learning rate z nasledujicich moznosti, dokud jsem nedosahl lokalniho
optima: 1073, 3-1073, 107*, 3-10~*, 10~5. Kazdych nékolik kroki jsem se
na mnoziné mocnin ¢isla 2 od 1 do 16 pokusil najit optimalni batch size.
Nakonec jsem skoncil s nasledujici neuronovou siti:

Tato sit nesla prumérné RMSE pro cross-validacni subsety (odkaz na vy-
sledky) a na testovacich datech (odkaz na vysledky). Model jsem nésledné
natrénoval na vsech testovacich a validac¢nich datech a validoval jej na datech
testovacich.

7 vyvoje valida¢ni ztraty jsem pozoroval, Ze neuronova sif nezkonvergo-
vala po bézné pouzivaném mnozstvi epoch (100), ale az 300 epoch na to.

Protoze experimentuji s transfer learningem, je nezbytné pracovat s tplné
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Tabulka 3.1: Neural Network Architecture

Layer Units/Rate | Parameters
Input 1957 1957
Dense 1 150 293700
Dropout 1 0.5 0

Dense 2 150 22650
Dropout 2 0.5 0
Output 150 151
Learning rate: 0.00003
Batch size: 1

zkonvergovanou siti, jinak nemohu pfi jejim pretrénovani urcit, zda ke kon-
vergenci dochazi v disledku transfer learningu nebo pouze jejitho trénovani.
Z tohoto divodu jsem si dovolil dotrénovat sit dalsich 300 epoch.

Model se stejnou architekturou vrstev a learning ratem optimalizovanym
na jednu platnou cifru jsem natrénoval pro kazdou energii. K optimalizaci
learning ratu jsem pouzil stejny cross-validacni algoritmus. Tyto modely po-
slouzi jako baseline pro srovnani s vykonem pretrénovanych neuronovych siti
v pozdéjsi casti experimentu.

3.5 Transfer learning

Jako zaklad pro pretrénovani jsem vybral neuronové sité trénované na ablac¢ni
energii 50 mJ. Tunoval jsem batch size, learning rate a dropout rate pro mini-
malizaci RMSE chromu na 90 mJ. Batch size jsem testoval na gridu mocnin
2 od 1 do 32, learning rate na logaritmickém gridu od 1072 do 10™° a dro-
pout pro hodnoty 0, 0.3, 0.5 na obou vrstvach soucastné. Uprava learning
ratu neovliviiovala vysledky tréninku do vyznamné miry nezavisle na ostat-
nich hyperparametrech, proto jsem se rozhodl pouzit stejnou hodnotu jako
pri trénovani. Zvyseni batch size a odstranéni dropout vrstev korelovalo pozi-
tivné s vykonem pretrénovanych siti. Experiment jsem zopakoval pro mangan
a abla¢ni energii 40 mJ se srovnatelnymi vysledky. Ke konvergenci zpravidla
dochéazelo béhem sedmé az osmé epochy. Na zakladé téchto méreni jsem zvo-
lil hyperparametry learning rate 3-10~%, batch size 32 a dropout obou vrstev
0. Na téchto hyperparametrech jsem trénoval vSechny modely po dobu 10
epoch a sledoval jejich konvergenci. VSechny modely do tohoto po¢tu epoch
konvergovaly:.
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Kapitola 4

Vysledky a diskuze

4.1 Linearni regrese

Pro mérené prvky jsem sestrojil linearni regresni kiivku na zdkladé rozdilu
maxima a minima nésledujicich spektralnich ¢ar: Cr II 375.8 nm, Mo I 715.4
nm, Ni IT 361.9 nm, Mn I 294.9 nm. Spektralni ¢ary jsem urcil na zakladé
databdze Atomtrace[27]. Pro molybden jsem testoval 5 nejsilnéjsich spektral-
nich ¢ar, zadna nevykazovala vyssi intenzitu, nez je hladina Sumu. Demon-
strativné jsem vybral spektralni ¢aru Mo I 715.4 nm, protoze byla v databazi
uvedena jako nejsilnéjsi. Zde se odkazuji na clanek, kde byla ve stejnych da-
tech metodou analyzy dulezitosti priznaki detekovana jedina spektralni ¢ara
Mo 1T 281.6 nm [28], mé se tento vysledek vSak nepodafilo replikovat.

Na zakladé vysledk linearni regrese Cr pro ablacni energii 80 mJ jsem
vyselektoval data se smérodatnou odchylkou presahujici 3 o jako odlehlé hod-
noty a odstranil je z trénovaciho i testovaciho datasetu. Identifikoval jsem
tak vzorky 270121 5732PV, 200421 PN, 150921 7P, 010721 PN z tréno-
vacich dat a 011220 PN, 270121 5721PN z testovacich dat. Propozici, Ze se
skutecné jedna o odlelé hodnoty, je mozné podporit faktem, ze tyto vzorky
nebyly pritomny v datasetu soutéze LIBS 2022 quantification contest.

Z hodnoticich kritérii pro prvni sadu regresnich kfivek je partné, ze line-
arni regrese bez odstranéni odlehlych hodnot, pripadné bez aplikace jiné me-
tody upravy vzorki, nedostacuje jako kalibra¢ni metoda pro zadny z prvku.
To je indikovano nizkymi az zdpornymi hodnotami R2. Nejhors{ vysledky vy-
kazoval molybden se viemi hodnotami R? zdpornymi. Nejlepsi véledky bylo
mozné sledovat 1 manganu na abla¢ni energii 40 mJ, s R? 0.41.

Po odstranéni vzdalenych hodnot doslo ke zlepSeni vykonu napfii¢ vsemi
prvky, nejvice vSak pro prvky Cr a Ni, u nichz se nyni stala patrnou silna
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linedrni zavislost. Po odstranéni odlehlych hodnot doslo u vSech prvka vyjma
molybdenu ke zméné vztahu mezi vykonem a abla¢ni energii. Trend chromu
a manganu se posunul od negativni korelace k neurcité, zatimco trend niklu
se presunul od neurcité korelace k pozitivni. Nejpravdépodobnéjsim vysvétle-
nim tohoto chovani je pritomnost matri¢nich jevii, které jsou charakteristické
prinosem nelinearity pozitivné korelujici s intenzitou silnych spektralnich car
a negativné s intenzitou slabych spektralnich ¢ar. Odlehlé hodnoty, jakozto
piky s vyrazné vyssi intenzitou, jimi byly ovlivnény do vyssi miry. Tato pti-
rucka popisuje pozitivni korelaci mezi vyskou piku a projevem matri¢niho
jevu [29]. V této praci se diskutuje disproporciondlni vliv matri¢nich jevii na
odlehlé hodnoty [30]. Obé studie tento zavér podporuji.

Matri¢ni jev je viditelny také v regresnich grafech, kde je poloha bodi
o stejné koncentraci, ale rozdilnych ablacnich energiich, rozmazana v roviné
podilu intenzity a energie laseru, prestoze by se podle predpokladané line-
arni zavislosti méla shodovat. Smér relativniho posunuti bodu v zavislosti
na abla¢ni energii a relativni intenzité vii¢i ostatnim vzorktm je v souladu s
tvrzenim o nelinearité zptisobené matri¢nim jevem.

Tabulka 4.1: Vysledky linedrni regrese

(a) Cr (b) Mo
Energie (mJ) | RMSE | MAE | R? Energie (mJ) | RMSE | MAE | R?
40 979 | 9.19 | 0.16 40 139 | 1.16 | -0.31
50 10.23 | 9.69 | 0.03 50 131 | 1.09 | -0.17
60 1051 | 9.99 | -0.02 60 1.27 | 1.06 |-0.10
70 108 | 10.29 | -0.02 70 127 | 1.05 |-0.09
80 1081 | 10.3 | -0.02 80 1.26 | 1.05 |-0.08
(c) Ni (d) Mn
Energie (mJ) | RMSE | MAE | R? Energie (mJ) | RMSE | MAE | R?
40 10.23 | 8.41 | 0.09 40 0.48 0.42 | 0.41
50 9.90 7.95 | 0.14 50 0.59 0.50 | 0.12
60 9.83 7.80 | 0.16 60 0.65 0.55 | -0.10
70 9.93 7.98 | 0.14 70 0.72 0.63 | -0.34
80 10.20 | 8.45 | 0.09 80 0.70 | 0.61 |-0.25
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Obrazek 4.1: Vysledky linedrni regrese
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Obrazek 4.2: Linearni regrese po odstranéni odlehlych hodnot
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Tabulka 4.2: Vysledky linearni regrese po odstranéni odlehlych hodnot

(a) Cr (b) Mo
Energie (mJ) | RMSE | MAE | R? Energie (mJ) | RMSE | MAE | R?
40 5.03 3.48 | 0.81 40 1.14 0.98 | 0.02
50 3.02 2.25 | 0.93 20 1.16 1.01 | -0.01
60 4.00 3.01 | 0.88 60 1.19 1.05 | -0.07
70 2.93 2.29 10.93 70 1.24 1.10 | -0.17
80 441 | 339 |0.85 80 122 | 1.08 |-0.13
(c) Ni (d) Mn
Energie (mJ) | RMSE | MAE | R? Energie (mJ) | RMSE | MAE | R?
40 9.01 6.67 | 0.37 40 0.59 0.17 | 0.17
50 8.21 5.86 | 0.48 50 0.71 0.59 | -0.18
60 6.51 5.09 | 0.67 60 0.68 0.59 | -0.11
70 6.33 4.98 | 0.69 70 0.75 0.63 | -0.33
80 5.02 3.67 | 0.80 80 1.19 0.93 | 0.09

4.2 Stavba a optimalizace ANN

4.2.1 Optimalizace algoritmem hyperband

Provedl jsem optimalizaci hyperparametri neuronové sité metodou hyper-
band. Poc¢ty neuront kazdé vrstvy jsem nechal generovat v rozmezi 5 az 200
s krokem 5. Learning rate jsem nechal generovat v rozmezi 107! aZ 1075 bez
kroku, ale s logaritmickym pravdépodobnostnim rozlozenim. Kazdy model
jsem nechal bézet po dobu maximalné 50 epoch. Vygenerované architektury
jsem néasledné otestoval na celém trénovacim datasetu metodou 6-fold cross
validace. Vysledky méteni jsou uvedeny v Tabulce 4.3. Learning rate je zde za-
okrouhleny na 1 platnou cifru. Arcitekturam se az na vyjimky daftilo vyrazné
hire nez na datasetu, pro ktery byly selektovany. Pricinou byl overfitting a
underfitting architektur na nékterych cross-validac¢nich datasetech, coz vedlo
k velmi slabému celkovému RMSE. Prestoze tento vysledek je v souladu s
¢lankem [20], na Spatném vykonu se pravdépodobné také podilela absence re-
gulariza¢nich prvka [31] a mira komplexity trénovacich dat v poméru k poc¢tu
vzorki. Clanek [13] doporucuje v piipadé komplexni matrice pouzit variantu
leave-one-out cross-validace, kterd je ovsem mnohonésobné vypocetné naroc-
néjsi. Spatny vykon siti nepedstavoval problém, nebot sité stejné musely byt
naualné upraveny a obohaceny o regularizac¢ni prvky. Experiment mi poskyt-
nul dobry zaklad pro dalsi optimalizace a jednoznacné byl ¢asové vyhodné;jsi
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oproti pripadu, ve kterém bych musel od zacatku postupovat manudlné.

Tabulka 4.3: Top 10 architektur generovanych metodou hyperband

Vrstva 1 Vrstva 2 LR Val. Loss CV RMSE CV MAE

185 105 0.0006 0.20 3.11 1.77
80 130 0.0008 0.18 0.74 0.59
160 100 0.001 0.21 1.48 1.14
95 125 0.0009 0.16 20.58 8.75
100 105 0.0007 0.22 0.56 0.46
165 165 0.0009 0.19 1.54 1.07
105 125 0.0006 0.23 5.35 2.95
20 130 0.0008 0.20 1.09 0.97
20 125 0.001 0.18 4.53 2.50
75 60 0.001 0.17 10.87 4.84

4.2.2 Manualni optimaliazce

Na zakladé nejvykonnéjsich modelt vygenerovanych algoritmem hyperband
jsem stanovil pocCet neuroni v obou hlubokych vrstvach jako 150. Dovo-
lil jsem si zvolit vyssi hodnotu, aby model dokézal zachytit vztahy vétsiho
datasetu s komplexnéjsi matrici, nez jaky mél k dispozici algoritmus. Za tce-
lem regularizace modelu jsem pod kazdou hlubokou vrstvu pridal dropout
vrstvu. Z dropout vrstev jsem testoval kombinace hodnot 0, 0.1, 0.2, 0.3, 0.5.
Pro kazdou kobinaci jsem vyzkouSel learning rate v rozmezi 1073, 3 - 1073,
107%, 3-107%, 107°. Experimentoval jsem také s batch size, kde jsem se kaz-
dych 3 az 5 cykld pokusil najit optimalni hodnotu mezi mocninami ¢isla 2
od 1 do 16. Po gridu jsem postupoval po krocich a snazil se dojit k nejlep-
simu lokalnimu feseni. Tim se ukazala byt architektura zobrazena v Tabulce
4.4. Takovéto zvyseni komplexity vsak vedlo k prodlouzeni doby konvergence
validac¢ni ztraty na 100 epoch. Velmi vyraznym faktorem za vykonem sité v
prubéhu trénovani byl batch size 1. Moznym divodem je, Ze zvysend stochas-
ticita zptisobena nizkou batch size pridava tréninku jisty faktor regularizace.
[32]

Pro tuto architekturu jsem néasledné natrénoval pét neuronovych siti pro
kazdy prvek a kazdou energii ablacniho laseru. Vysledky predikce siti na
respektivnich testovacich datech jsou uvedeny v Tabulce 4.5).

V datech lze obecné pozorovat, ze s rostouci energii laseru se snizuji chy-
bové metriky testovanych neuronovych siti. Vyjimkou je chrom (Cr), ktery
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Tabulka 4.4: Architektura findlni manualné optimalizované ANN

Layer Units/Rate | Parameters
Input 1957 1957
Dense 1 150 293700
Dropout 1 0.5 0

Dense 2 150 22650
Dropout 2 0.5 0
Output 150 151
Learning rate: 0.00003
Batch size: 1

vykazuje nartist chybovosti pfi nejvyssi ablacni energii. Fakt, ze se toto cho-
vani vyskytuje opakované, a i u fine-tuned neuronové sité, poukazuje na to, ze
se pravdépodobné nejedna o anomalii pri trénovani. Vychylka je tedy nejspise
disledkem nasyceni spektra nebo jiné slozité vysokoenergetcké interakce.

Pozitivni korelace vykonu s abla¢ni energii je pravdépodobné nasledkem
zvyseni poméru signdlu k sSumu. O tomto zavéru také svédéi fakt, ze nejvyssi
zlepseni predikénich schopnosti neuronovych siti bylo pozorovano u prvki
o nejnissi intenzité silnych spektralnich car. Stejny efekt byl pozorvonan v
nésledujici literatute: [33], [¢]

Nésledné jsem zkoumal vliv zmény ablacni energie na natrénované neu-
ronoveé sité. K tomuto ucelu jsem pouzil modely trénované na abla¢ni energii
50 mJ a kalibroval s nimi spektra namétrend na ostatnich energiich. Vysledky
jsou uvedeny v Tabulce 4.6. Zatimco se vysledky v ramci jednotlivych prvki
iidi velmi jasnym a predvidatelnym trendem, napti¢ prvky tomu tak neni.
Pro Cr a Ni klesd jak nepresnost tak nejistota predikei s rostouci ablac¢ni
energii, u Mo a Mn se tyto metriky zvysuji. Moznym vysvétlenim je zvy-
seni nelinearity spektralnich ¢ar vlivem matriéniho jevu. Tato doménka je
v souladu s nalezy ucinénymi v sekci linearni regrese, kde prvky Mn a Mo
po odstranéni odlehlych hodnot také vykazovaly narist RMSE s rostouci
ablacni energii a prvek Ni vykazoval pokles.

4.3 Transfer learning

Cilem moji prace bylo prozkoumat a adresovat vliv rozdilu v abla¢ni ener-
gii na vykon kalibra¢nich modeltt u mnou vybranych metod. V tomto ramci
jsem zkoumal MLP jako metodu kalibrace a transfer learning jako metodu
adresace rozdilu v energii laseru. Jako zdrojovy dataset pro transfer learning
jsem pouzival spektra namérena na ablacni energii 50 mJ, jako fine tuning
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Tabulka 4.5: Vykon architektury pro rizné prvky a abla¢ni energie

(a) Cr (b) Mo
Energie | RMSE MAE Energie | RMSE MAE
(mJ) (ppm) (ppm) (mJ) (ppm) (ppm)
40 1.86+0.25 | 1.40+0.14 40 0.81£0.10 | 0.5240.04
50 1.21+0.18 | 0.7940.11 50 0.76+0.09 | 0.4440.03
60 1.6440.24 | 1.104+0.13 60 0.71£0.08 | 0.4440.03
70 1.3540.20 | 0.85+0.09 70 0.48+0.06 | 0.3140.03
80 1.16+0.17 | 0.76+0.08 80 0.37+0.05 | 0.2740.02
90 1.5140.22 | 0.9440.10 90 0.37£0.05 | 0.2740.02
(c) Mn (d) Ni
Energie | RMSE MAE Energie | RMSE MAE
(mJ) (ppm) (ppm) (mJ) (ppm) (ppm)
40 0.1740.05 | 0.12+0.03 40 3.64+0.40 | 2.5640.30
50 0.10+0.03 | 0.09£0.02 50 2.8140.35 | 2.01+£0.24
60 0.15+0.04 | 0.11£0.02 60 2.31£0.30 | 1.5940.20
70 0.12+0.04 | 0.11£0.02 70 2.17+0.28 | 1.6540.22
80 0.11+0.03 | 0.09£0.02 80 2.0240.26 | 1.38+0.18
90 0.1440.04 | 0.1140.02 90 1.3840.20 | 1.1040.15

dataset vSechna ostatni spektra. Pro kazdou z 5 siti natrénovanych na ener-
gii 50 mJ jsem proved! fine-tuning jednou pro kazdou dalsi abla¢ni energii.
Learning rate jsem pro kazdou sit pouzil stejny, jako pri jejim uceni, tedy
3 - 10~*. Pfi pouziti batch size 1 dosahovaly sité maxima zpravidla b&hem
jedné epochy a pri validaci vykazovaly vysokou variaci. Pfesnymi hodnotami
pro Cr se zabyvam v druhé c¢asti experimentu. Na zakladé tohoto zjisténi
jsem experimentoval s rozdilnymi batch sizes pro prvky Cr, Mn a ablac¢ni
energie 40 mJ, 80 mJ. Nakonec jsem zvolil batch size 32, jelikoz nesla nej-
lepsi vysledky napri¢ testovanymi prvky a energiemi laseru. U vSech prvki
vyjma Mo dochézelo ke konvergenci velmi konzistentné mezi epochami 7 a
10, déle u nich nedochéazelo k vyznamnému pretrénovani. Pro Mo dochéazelo
ke konvergenci kolem 17. epochy. Neuronové sité chromu, niklu a manganu
jsem proto trénoval celkem 10 epoch, neuronové sité molybdenu 20 epoch.
Vysledky predikei témito neuronovymi sitémi uvadim v Tabulce 4.7.

Hodnotici kritéria jednotlivych méteni jsem vnesl do Grafi 4.3, 4.4. Z
grafli nelze urcit souvisly trend. V pripadé chromu vykazuji lepsi vykon neu-
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Tabulka 4.6: Vykon ANN trénovanych na energii 50 mJ na ostatnich energiich

(a) Cr (b) Mo
Energie | RMSE MAE Energie | RMSE MAE
(mJ) (ppm) (ppm) (mJ) (ppm) (ppm)
40 1.95+0.14 | 1.68+0.12 40 0.8610.06 | 0.5140.04
60 4.06+0.28 | 3.05+0.21 60 0.59+0.04 | 0.41£0.03
70 3.00+0.21 | 2.434+0.17 70 0.61£0.04 | 0.41£0.04
80 2.5840.18 | 2.1740.15 80 0.634+0.04 | 0.4240.03
90 1.95+0.14 | 1.68+0.12 90 0.6440.04 | 0.4240.03
(c) Mn (d) Ni
Energie | RMSE MAE Energie RMSE MAE
(mnJ) (ppm) (ppm) () (ppm) (ppm)
40 0.4940.03 | 0.3340.03 40 3.46+0.24 | 2.2740.16
60 0.30£0.02 | 0.1640.02 60 17.304+1.21 | 8.2040.57
70 0.47+0.03 | 0.2240.02 70 13.904+0.97 | 7.01£0.49
80 0.62+0.04 | 0.2740.03 80 13.86+£0.97 | 7.054+0.49
90 0.73£0.05 | 0.31£0.03 90 7.44+0.52 | 7.05+0.45

ronové sité trénované od zakladu na svych respektivnich energiich. V pri-
padé manganu maji lepsi vysledky fine-tuned neuronové sité. Vysledky niklu
a molybdenu jsou nejednoznacné a zpravidla spadaji do svych vzajemnych
interval spolehlivosti. Fine-tuned neuronové sité maji obecné znacné nizsi
smérodatné odchylky. To mtze byt nasledkem redukce stochasticity z divodu
navyseni batch size nebo dotrénovani.

Kritéria
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Tabulka 4.7: Vykon fine-tuned neuronovych siti

(a) Cr (b) Mo
Energie | RMSE MAE Energie | RMSE MAE
(mJ) (ppm) (ppm) (mJ) (ppm) (ppm)
40 1.7240.03 | 1.40+0.03 40 0.79+0.02 | 0.50£0.01
60 1.6940.03 | 1.18+0.02 60 0.74+0.01 | 0.45£0.01
70 1.6040.03 | 1.1440.02 70 0.49£0.01 | 0.31£0.01
80 1.4840.02 | 1.07£0.02 80 0.36+0.00 | 0.27£0.01
90 1.70£0.03 | 1.36+£0.03 90 0.51+0.01 | 0.38£0.01
(¢) Mn (d) Ni
Energie | RMSE MAE Energie | RMSE MAE
(mJ) (ppm) (ppm) (mJ) (ppm) (ppm)
40 0.11+£0.00 | 0.1040.00 40 3.2740.07 | 2.334+0.05
60 0.11+£0.00 | 0.0940.00 60 3.5540.07 | 3.05+0.06
70 0.11+£0.00 | 0.0940.00 70 1.854+0.04 | 1.42+0.03
80 0.10+0.00 | 0.0840.00 80 1.774+0.03 | 1.35+0.03
90 0.10£0.00 | 0.0940.00 90 1.3040.02 | 1.02+0.02
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Kapitola 5
Zavér

Cilem moji prace bylo prozkoumat a adresovat vliv rozdilu v abla¢ni energii
na vykon kalibra¢nich modeli u mnou vybranych metod. V tomto ramci jsem
zkoumal MLP jako metodu kalibrace a transfer learning jako metodu korekce
rozdilu v abla¢ni energii.

V ramci prace jsem navrhnul architekturu neuronové sité pro kalibraci
spekter 4 rtiznych prvki - chromu, niklu, molybdenu, manganu, a 6 rtiznych
ablacnich energii - 40, 50, 60, 70, 80 a 90 mJ. Pro kazdy prvek a kazdou
abla¢ni energii jsem natrénoval 5 modeli s touto architekturou a nechal je
provadét predikce na dfive nevidénych datech. V ndvaznosti na to jsem pouzil
modely natrénované na ablac¢ni energii 50 mJ k predikci koncentrace prvki
ze spekter mérenych na ostatnich ablacnich energiich. Rozdily v méfeni jsem
se nasledné pokusil kompenzovat aplikaci transfer learningu.

7, experimentu vyplyva, ze trasnfer learning mize byt validni metodou
pro korekci nepresnosti zptsobenych rozdilem ablac¢nich energii. Prokazal
jsem jeho schopnost dosdhnout srovnatelnych vysledkii s modely trénova-
nymi od zakladi, ale za zlomek casu a s vyrazné nizsi vypocetni narocnosti.
V ramci prace se mi vSak nepodarilo prokazat konsistentni zlepSeni vykonu
neuronovych siti puzitim transfer learningu v kontextu LIBS. Na viné je
pravdépodobné nedostatecna optimalizace pouzitych neuronovych siti, ne-
dostatecna komplexita experimentalniho datasetu, pripadné jista kombinace
téchto faktort.

Déle se mi podarilo demonstrovat obtiznou predvidatelnost vlivu zmény
abla¢nich energii na neuronové sité, s jedinecnymi reakcemi kazdého testo-
vaného prvku na zménu abla¢nich energii.
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