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Abstrakt 
Cílem t é t o p r á c e je automatizovat detekci de fek tů př i p růmys lové v ý r o b ě p la s tových karet. 
T y p i c k ý m defektem vzn ik lým př i t akové to v ý r o b ě je kontaminace p r a c h o v ý m i čás t i cemi či 
vlasem. Hlavn ími výzvami , k t e r é v t é t o p rác i řeš ím, je m a l ý p o č e t d o s t u p n ý c h dat (214 
karet), velmi m a l á plocha defek tů v kontextu celé kar ty ( p r ů m ě r n ě 0,0068 % plochy karty) 
a zá roveň velice r o z m a n i t é a komplexn í pozad í , ve k t e r é m defekty h l e d á m . Real izaci úkolu 
jsem dosáh l za použ i t í de t ekčn ího algori tmu M a s k R - C N N a rozš í ření d a t o v é sady p o m o c í 
n a m o d e l o v á n í vzhledu typ ických defek tů a vy tvo řen í syn te t i ckého datasetu o p o č t u 20 000 
ob rázků , na k t e r é m jsem detektor na t r énova l . T a k o v ý m t o z p ů s o b e m jsem dosáh l 0,83 A P 
při I oU rovno 0,1 na tes tovac í čás t i p ů v o d n í d a to v é sady. 

Abstract 
The goal of this work is to br ing automatic defect detection to the manufacturing process 
of plastic cards. A card is considered defective when it is contaminated wi th a dust particle 
or a hair. The main challenges I a m facing to accomplish this task are a very few training 
data samples (214 images), smal l area of target defects i n context of an entire card (average 
defect area is 0.0068 % of the card) and also very complex background the detection task 
is performed on. In order to accomplish the task, I decided to use Mask R - C N N detection 
algori thm combined wi th augmentation techniques such as synthetic dataset generation. I 
trained the model on the synthetic dataset consisting of 20 000 images. This way I was able 
to create a model performing 0.83 A P at 0.1 IoU on the original data test set. 
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Kapitola 1 

Úvod 

A u t o m a t i z o v a n á detekce defek tů ve v ý r o b n í m procesu za použ i t í poč í t ačového v idění a 
s t ro jového učen í se těš í v p r ů m y s l o v ý c h apl ikacích velké pozornosti . J e d n á se o za j ímavý 
způsob jak zredukovat v ý r o b n í nák lady , urychli t a zá roveň zajistit kva l i tu v ý r o b y [39]. 

Za pos ledn í ř a d u let se neu ronové s í tě těš í s t á le větš í pozornosti , což celou oblast posouvá 
velice rychle d o p ř e d u a slibuje ap l ikovate lné řešení i pro p r ů m y s l o v o u oblast. 

V t é t o prác i se z a b ý v á m n á v r h e m algori tmu pro a u t o n o m n í detekci de fek tů př i p rů 
myslové v ý r o b ě p las t ikových karet ve formě o b č a n s k é h o p r ů k a z u nebo p l a t e b n í karty. P ř i 
v ý r o b ě t akové to kar ty občas docház í k její kontaminaci a pod její povrch je za l i sována pra
chová čás t ice nebo vlas. N a konci v ý r o b n í h o procesu je proto a k t u á l n ě p r o v á d ě n a m a n u á l n í 
v izuá ln í kontrola kval i ty l i d ským o p e r á t o r e m . Algor i tmus a u t o m a t i c k é v izuá ln í inspekce by 
mohl značně redukovat n á k l a d y na v ý r o b u a redukovat p o t ř e b u l idského úsilí p ř i t é t o fázi 
procesu. 

P ř i n á v r h u algori tmu však čel ím ř a d ě výzev. P r v n í z nich je velice omezené m n o ž s t v í 
t rénovac ích dat, k t e r é m á m pro tento úkol d o s t u p n é . J e d n á se o 217 karet, ze k t e rých je 
čás t v y u ž i t a pouze na t es tovac í účely. Dalš í výzvou je velikost h l edaných defektů , k t e r á s 
p r ů m ě r n o u plochou 179 p ixe lů tvoř í v kontextu celé karty o velikosti 2040 x 1278 pixelů 
p r ů m ě r n ě 0,0068 % plochy karty. P o z a d í kar ty je nav íc velice r ů z n o r o d é a komplexn í . 

P ro svou p rác i jsem se rozhodl p o u ž í t de t ekčn í algoritmus Mask R - C N N [19] n a t r é n o 
vaný na synteticky generovaných datech, k t e r é co m o ž n á nejpřesněj i n a p o d o b u j í d is t r ibuci 
reá lných vad nacházej íc ích na ka r t i čkách . T í m t o z p ů s o b e m jsem dosáh l d o s t a t e č n é h o m n o ž 
s tv í t rénovac ích dat a dokáza l tak n a t r é n o v a t síť, k t e r á ná s l edně byla schopna generalizovať 
na datech reá lných . 

V pos ledn í čás t i p r á c e jsou výs ledky p o u ž i t é h o postupu vyhodnoceny a d i sku továny 
možnos t i , j a k ý m s m ě r e m by bylo v h o d n é p rác i posunout. 
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Kapitola 2 

Detekce anomálií 

V ú v o d u t é t o p r á c e n a b í d n u obecný n á h l e d do problematiky detekce anomál i í . P o k u s í m 
se definovat, co to a n o m á l i e kontextu různých d a t o v ý c h d o m é n z n a m e n á . V t é t o kapitole 
bude z m í n ě n a ř a d a výzev, k t e r ý m n á v r h á ř i a l g o r i tmů pro detekci anomá l i í v datech čelí. 
Rovněž uvedu ř a d u p ř í s t u p ů k jejich řešení s p ř í k l ady p r a k t i c k ý c h apl ikac í . Zde jsem čerpa l 
p ř edevš ím z informací s h r n u t ý c h v publ ikaci n a p s a n é Varunem Chandolou z roku 2009 [ ]. 

2.1 Definice anomálie 

P r o n á v r h algori tmu pro detekci a n o m á l n í c h dat na d a n é d o m é n ě je žádouc í tuto vlastnost 
definovat. Definice a n o m á l i e však nen í t r iv iá ln í zá lež i tos t í a ně j aká její un ive rzá ln í forma 
prakt icky neexistuje. N a c h á z í se zde však m n o ž s t v í ú h l ů p o h l e d ů , k t e r é ča s to p ř í m o závisí 
na d a n é d o m é n ě p r o b l é m u . 

Úloha detekce anomál i í m ů ž e m e bý t a b s t r a k t n ě def inována jako p r o b l é m h l e d á n í en
tit s vlastnostmi nebo chován ím, k t e r é neodpov ída j í o č e k á v a n é m u vzoru neboli tomu, co 
v d a n é m kontextu považu jeme za n o r m á l n í . T y t o entity pak označu jeme jako a n o m á l n í . 
Takto a l e spoň p r o b l é m definoval Va run Chandola [7]. I n t u i t i v n í c h á p á n í t é t o vlastnosti je 
zobrazeno na o b r á z k u 2.1. 

Anomá l i e j a k o ž t o vlastnost je v p r a k t i c k ý c h apl ikacích typicky spo jována s n ě j a k ý m ty
pem p r o b l é m u nebo závady. N a p ř í k l a d v kontextu b a n k o v n i c t v í a toku b a n k o v n í c h t r a n s a k c í 
m ů ž o u a n o m á l i e o d p o v í d a t p o k u s ů m o k rádež [ ]. P ř i kontrole kval i ty ve v ý r o b ě jsou vý
robky vykazuj íc í a n o m á l n í vlastnosti typicky označeny za zmetky a jsou v t é t o fázi procesu 
vyřazeny. V tomto kontextu se m ů ž e jednat o s t r u k t u r n í vlastnosti v ý r o b k u . 

V p r o s t ř e d í síťové komunikace je věnována pozornost vývoji s y s t é m ů pro a u t o m a t i c k é 
de tekován í zv lá š tn ího chování už iva te lů , k t e r é m ů ž e prozrazovat síťový ú t o k . D . E . Denning 
vy tvoř i l model real-time e x p e r t n í h o s y s t é m u , j enž je schopen detekovat pokus o nežádouc í 
p r o n i k n u t í ú t o č n í k a do s í tě [12]. 
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O b r á z e k 2.1: P ř í k l a d c h á p á n í a n o m á l i e na 2D datech. M n o ž i n a červených dat je v tomto 
p ř í p a d ě považována za a n o m á l n í vůči m n o ž i n ě m o d r ý c h dat. Množ iny se v ý r a z n ě liší svou 
lokací. 

2.2 Povaha vs tupních dat 

Povaha v s t u p n í c h dat je h l a v n í m aspektem ú lohy detekce anomál i í . P r o r ů z n é d o m é n y se 
však m ů ž e v ý r a z n ě lišit. P o k u d se hovoř í o v s t u p n í c h datech, typicky je t í m myš len ně jaký 
objekt, udá lo s t , stav tohoto objektu, bod, vektor nebo pozorován í objektu. O d povahy dat 
se pak odvíj í aplikovatelnost různých technik detekce. T y t o techniky jsou p o p s á n y dá le v 
kapitole 2.4. Va run Chandola [7] navrhuje následuj íc í dě lení podle povahy dat: 

B o d o v é a n o m á l i e popisuj í nejčastě jš í a ne j j ednodušš í p ř í p a d typu dat, kdy jejich jed
not l ivé instance m ů ž e m e vy jádř i t bodem v prostoru. P r o tento bod nás l edně u rču jeme , zda 
se j e d n á o anomali tu . T a k o v ý t o p ř ík l ad je zobrazen na o b r á z k u 2.1, kde t ř í d u červených 
b o d ů označ íme za a n o m á l n í vůči t ř í dě b o d ů m o d r ý c h , p ro tože leží mimo region považovaný 
za n o r m á l n í . Tento region je na o b r á z k u oh ran i čený elipsou kolem m o d r ý c h b o d ů . 

V t é t o t ř í d ě je v h o d n ý m p ř í k l a d e m detekce k r iminá ln í č innos t i z ana lýzy p o h y b ů na 
ú č t u už iva te le . D a t a reprezentujeme hodnotou čás tky, k t e r á byla s t r ž e n a z ú č t u . Pokud 
z a z n a m e n á m e pohyb na ú č t u daleko větš í než je čas té , m ů ž e m e jev označi t za anomal i tu a 
dá le podniknou řešení p o t e n c i o n á l n í h o p r o b l é m u . 

K o n t e x t u á l n í a n o m á l i e je p ř í p a d takový, k t e r ý m ů ž e bý t označen za a n o m á l n í pouze ze 
znalosti celkového kontextu dat. Bez informace o kontextu, tedy znalosti celkové s t ruktury 
dat, by tento p ř í p a d za a n o m á l n í označen nebyl. Povaha kontextu dat je tedy v tomto 
p ř í p a d ě nezbytnou součás t í definice p r o b l é m u . 

Nás l edně n a m ě ř e n á hodnota m ů ž e bý t typicky o z n a č e n a za a n o m á l n í jen v n ě k t e r ý c h 
kontextech. Ve zbylých m ů ž e j í t o zcela p ř i rozené a očekávané chování . 

P ř í k l a d e m tohoto t y p u dat mohou bý t časové řady . Blíže se m ů ž e jednat o z á z n a m y 
teploty v r ů z n ý c h zemích. P o k u d n a p ř í k l a d n a m ě ř í m e teplotu -10°C na Islandu, j e d n á se 
o nepřekvap ivé zj ištění . P o k u d bychom tuto teplotu naměř i l i v le tn ích měsících v M a r o k u , 
bude se jednat o velmi a n o m á l n í zj iš tění . V tomto p ř í p a d ě tedy záleží na kontextu oblasti 
a ročn ího obdob í , kdy m ě ř e n í p r o b í h á . 

K o l e k t i v n í a n o m á l i e je t a k o v ý jev, k t e r ý označ íme za n e s t a n d a r d n í pouze pokud se 
vyskytne v kolekci více t a k o v ý c h t o p o d o b n ý c h j evů . 
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Varun Chandola uvád í jako p ř ík l ad graf E K G , kdy je výsky t hodnot o u r č i t é ú rovn i 
naprosto s t a n d a r d n í . P o k u d se však objeví delší sekvence t ě c h t o j e v ů za sebou, v tomto 
p ř í p a d ě n a z ý v a n á kolekcí, označ íme již jev za anomál i i . 

Va run Chandola detekci anomá l i í rozděli l t a k é na zák l adě znalosti p ř í s lušnos t i dat do 
t ř í d do t ř ech následuj íc ích ka tegor i í . K a ž d á kategorie m á nás l edně svůj specifický p ř í s t u p 
k řešení ú lohy: 

U č e n í bez u č i t e l e ( n e s u p e r v i z o v a n é ) zahrnuje data, o k t e r ý c h n e m á m e ž á d n é dalš í 
informace. N e z n á m e tedy př í s lušnos t dat do t ř íd , čas to ani p o č e t t ě c h t o t ř í d . D o d a t e č n é 
z ískání t akové to informace od l idského experta je č a s to časově velice n á k l a d n é , pokud je 
v ů b e c m o ž n é . Tento p ř í p a d však p a t ř í v kontextu detekce anomá l i í mezi nejčastě jš í . P ro to 
je zá j em o schopnost detekovat a n o m á l n o s t i i v t é t o t ř í dě dat velký. 

U č e n í s u č i t e l e m ( s u p e r v i z o v a n é ) pracuje s daty, jej ichž instance ma j í z n á m o u př ís luš
nost do t ř íd , což z jednodušu je řešení úlohy. T a k o v ý t o p ř í p a d je v reá lných apl ikac ích spíše 
výj imečný. T y p i c k ý m p ř í s t u p e m je pak v y t v o ř e n í p r e d i k t i v n í h o modelu p o m o c í t ě c h t o dat, 
k t e r ý bude v ideá ln ím p ř í p a d ě generalizovat a s p r á v n ě klasifikovat data dosud nev iděná . 

Výzvou, k t e r á tenhle p ř í s t u p m u s í řeši t , je, že t ř í d y a n o m á l n í c h a n o r m á l n í c h dat jsou 
velice nevyvážené . A n o m á l n í c h dat m á m e v p r a k t i c k ý c h apl ikac ích typicky jen zlomek. 

Č á s t e č n ě s u p e r v i z o v a n é u č e n í kombinuje oba p ředchoz í p ř ípady , tedy nesuperv izované 
a superv izované učení . 

2.3 Výzvy při hledání anomálií 

N a a b s t r a k t n í ú rovn i je úkol detekce anomá l i í definován jako h l edán í entit, k t e r é neod
povída j í n o r m á l n í m neboli o č e k á v a n ý m vlastnostem. P r v o t n í m n á v r h e m na řešení detekce 
anomál i í by mohlo bý t vy tyčen í podprostoru, ve k t e r é m se nacháze j í po ložky odpovída j íc í 
n e a n o m á l n í dis t r ibuci . Po ložky mimo tuto dis t r ibuci by byly nás l edně označeny za ano-
má ln í . Uvedený p ř í s t u p je v šak kompl ikován ř a d o u výzev, k t e r é ú loha obsahuje: 

• Určen í p ře sné hranice mezi n o r m á l n í m i a a n o m á l n í m i daty m ů ž e bý t velice ob t í žné . 
Tato hranice ča s to n e m u s í bý t v ů b e c p ře sná . 

• V n ě k t e r ý c h d o m é n á c h se m ů ž e definice n o r m á l n í c h dat v p r ů b ě h u času v ý r a z n ě m ě n i t . 
Data , k t e r á by v jednom časovém o k a m ž i k u byla u r č e n a jako a n o m á l n í , se postupem 
času mohou s t á t naprosto m a j o r i t n í a tedy n o r m á l n í . S y s t é m se t é t o m o ž n o s t i mus í 
u m ě t k o r e k t n ě p ř i způsob i t . 

• P ř e s n á definice a n o m á l n o s t i se mezi j e d n o t l i v ý m i d o m é n a m i dat m ů ž e velice lišit. 
Vyvíjené postupy tedy vě t š inou nen í j e d n o d u c h é reaplikovat mezi r ů z n ý m i d o m é n a m i . 

• P r o úkoly jsou typicky d o s t u p n á pouze n e o z n a č e n á data. Vytvořen í d o s t a t e č n é h o 
m n o ž s t v í označených dat je časově velice ex tenz ivn í p r áce . Č a s t o se tedy volí cesta 
použ i t í dat neoznačených a tomu u z p ů s o b e n é algori tmy založené na učen í bez uči te le . 

• A n o m á l n í data jsou čas to v datasetu velice mino r i t n í . O b ě t ř í d y jsou tak velmi nevy
vážené, což m ů ž e způsobova t p r o b l é m y př i použ i t í metod s t ro jového učení . 
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• M n o ž i n a anomá l i í nen í typicky konečná . V p r ů b ě h u času očekáváme , že se m ů ž o u 
objevovat a n o m á l i e dosud nev iděné . P ř e s t o p o ž a d u j e m e jejich s p r á v n o u identifikaci. 

2.4 Techniky detekce anomálií 

Povaha v s t u p n í c h dat se m ů ž e mezi j e d n o t l i v ý m i d o m é n a m i v ý r a z n ě lišit. Z tohoto d ů v o d u 
existuje š i roká variace metod k realizaci úlohy. J edno t l i vé techniky v y v i n u t é jako řešení 
detekce a n o m á l n í c h j e v ů v datech mohou bý t rozdě leny do ka tegor i í p o p s a n ý c h v následuj íc í 
čás t i . 

K l a s i f i k a č n í metody se typicky sk ládaj í ze dvou fází. V p r v n í fázi je v y t v o ř e n model 
(klasif ikátor) , k t e r ý je ná s l edně apl ikován na dosud n e p o z o r o v a n á datech s n e z n á m o u pří
s lušnos t í do t ř ídy . M o d e l , aby by l úspěšný , mus í u m ě t generalizovat na dosud n e z n á m ý c h 
datech. 

V p r v n í fázi t r énován í jsou k vy tvo řen í modelu n u t n á data se z n á m o u př í s lušnos t í do 
t ř íd . Jejich z ískání je v šak čas to časově n á r o č n é a je n u t n á znalost d o m é n o v é h o experta. 

D r u h ý m p ř e d p o k l a d e m je, že v d a n é m prostoru použ i tých p ř í z n a k ů m u s í bý t m o ž n é 
rozlišit mezi n o r m á l n í m i a a n o m á l n í m i daty, aby bylo v ů b e c m o ž n é klasif ikátor n a t r é n o v a t . 

Typ i cky se v t éh le kategorii používaj í konvoluční neu ronové s í tě [ '] nebo S V M [ ]. 
V úloze klasifikace anomá l i í se použ ívá variace S V M zvané j e d n o t ř í d n í S V M (one-class 
S V M ) [ ]. J e d n o t ř í d n í S V M se učí neostrou hranici t r énovac ího setu tak, že u nově pří
chozích dat dokáže u rč i t , zda do t r énovac ího setu p a t ř í nebo ne. 

Techniky z a l o ž e n é na n e j b l i ž š í c h sousedech. Tento p ř í s t u p vycház í z p ř e d p o k l a d u , 
že p ř í znakové vektory n e a n o m á l n í c h dat jsou v prostoru seskupeny blízko sebe, z a t í m c o 
data o z n a č e n á za a n o m á l n í jsou od sebe r o z m í s t ě n a dá le . P r v n í m p ř e d p o k l a d e m k použ i t í 
t é t o techniky je schopnost v y p o č í t a t vzdá lenos t i mezi d v ě m a daty. T y p i c k ý m p ř í k l a d e m 
metr iky je pak euk l idovská vzdá lenos t . Vo lba metr iky je v šak k r i t i cká pro dobrou výkonnos t 
algoritmu. 

N a u rčen í hodnoty a n o m á l n o s t i t e s tovac ího data se pak m ů ž e m e d íva t ze dvou různých 
úh lů . P r v n í m p ř í s t u p e m je u rčen í hodnoty a n o m á l n o s t i v závislost i na h u s t o t ě okolních sou
sedů. Tato technika je t a k t é ž z n á m á pod pojmem L o c a l Out l ier Factor ( L O F ) p r ezen tována 
M . Breunigem [ ]. 

D r u h ý m p ř í s t u p e m je u rčen í skóre a n o m á l n o s t i d a t o v é instance jako vzdá lenos t k jeho iV nej-
bl ižším s o u s e d ů m v d a n é m datasetu. Tato definice byla fo rmulována S. Byersem v roce 
1998 [6]. 

Techniky z a l o ž e n é na s h l u k o v é a n a l ý z e . J e d n á se o techniku využ ívanou ke sd ružo
vání dat na zák l adě jejich podobnosti [26]. 

P ř e d p o k l a d e m t é t o techniky je, že n o r m á l n í data jsou součás t í ně jakých c lus te rů , za
t í m c o a n o m á l n í data spada j í mimo tyto clustery. P r o b l é m e m tohoto p ř e d p o k l a d u je, že 
data ča s to obsahuj í š u m a algori tmy shlukové ana lýzy nejsou p ř e d e m n a v r h o v á n y k detekci 
anomál i í na datech. P r o tyto algori tmy t a k é čas to nen í n u t n é , aby všechna data náležela 
ně j akému clusteru. P r v o t n í p ř e d p o k l a d m ů ž e bý t t ě m t o f a k t ů m u z p ů s o b e n nás l edovně . In
stance n o r m á l n í c h dat leží blíže c e n t r o i d ů m de tekovaných c lus te rů , a n o m á l n í pak naopak. 
P ř i použ i t í t é t o techniky je tedy v p r v n í m kroku provedena sh luková ana lýza . V da l š ím 
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kroku je pro k a ž d o u novou instanci dat s p o č í t á n a její a n o m á l n o s t jako vzdá lenos t k cent-
r o i d ů m c lus te rů . 

Výs ledkem evoluce t ěch to a l g o r i t m ů je následuj íc í p ř e d p o k l a d : N o r m á l n í data budou 
ležet ve velkých clusterech s hustou koncen t r ac í dat. A n o m á l n í data budou ná leže t k m a l ý m 
a ř í d k ý m c l u s t e r ů m . P ř í s t u p založený na tomto p ř e d p o k l a d u prezentoval v roce 2003 Z . He 
pod n á z v e m F i n d C B L O F [21]. J e d n á se o kombinaci L O F a p ř í s t u p u za loženého na shlukové 
ana lýze . C B L O F skóre je odvozeno od velikosti clusteru, ve k t e r é m se instance nacház í , a 
t a k é od vzdá lenos t i od centroidu clusteru. 

M ů ž e se zdá t , že techniky za ložené na shlukové ana lýze a nejbližších sousedech jsou 
velmi p o d o b n é a volně se prol ínaj í . Existuje však z á s a d n í rozdí l rozlišující tyto techniky. 
P ř í s t u p y za ložené na shlukové ana lýze k o h o d n o c e n í nové instance dat používaj í pouze 
informace o clusteru, k t e r é m u instance náleží . V p ř í s t u p u nejbližších sousedů jsou však 
využ íván i všichni nejbližší sousedé a př í s lušnos t ke c l u s t e r ů m nen í b r á n a v zře te l . 

S t a t i s t i c k é metody poč í t a j í s v y t v o ř e n í m s tochas t i ckého modelu. N á s l e d n ě pak před
p o k l á d á m e , že n o r m á l n í data leží v regionech s velkou p r a v d ě p o d o b n o s t í v ý s k y t u z a t í m c o 
a n o m á l i e naopak. M e z i ty to techniky p a t ř í Gaussovy modely nebo nebo modely založené 
na regresi. T y t o metody ma j í čas t é využ i t í v ana lýze časových ř a d [3]. 

Fakt ické informace v t é t o kapitole jsem čerpa l z p ř e h l e d u existuj ících technik pro detekci 
anomál i í autora A . Pa tcha [44] z roku 2007 a p ř e h l e d u autora V . Chandola [ ] z roku 2009. 
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Kapitola 3 

Techniky založené na neuronových 
sítích 

Neuronové s í tě se v pos ledn ích letech staly state-of-the-art p ř í s t u p e m pro řešení ř a d y ú loh. 
O d roku 2012, kdy se p o d a ř i l o v soutěži ImageNet [ ] a u t o r ů m A . Krizhevsky, Ilya Sut-
skever a Geoffrey E . H in ton zví tězi t za použ i t í konvolučních n e u r o n o v ý c h sí t í [28], z ískává 
tohle paradigma s tá le větš í a větš í pozornost. 

K a p i t o l a bude věnována m ý m p o z n a t k ů m ze studia technik použ i t í n e u r o n o v ý c h sít í . 
T y t o techniky jsou využ ívány v ř a d ě ap l ikac í zabývaj íc í se de tekc í anomál i í a tedy de
fektů př i v izuá ln í kontrole. Pozornost je věnována p ř e d e v š í m a u t o e n k o d é r ů m , Generetative 
Adversar ia l Networks a d e t e k č n í m a l g o r i t m ů m . 

3.1 Autoenkodéry 

A u t o e n k o d é r je spec iá ln í p ř í p a d d o p ř e d n ě neu ronové s í tě t r é n o v a n é tak, aby p rovádě la 
funkci identity. Jej í v ý s t u p je tedy roven vstupu [17] a tedy r o z m ě r v s t u p n í vrs tvy je roven 
velikosti vrs tvy v ý s t u p n í . Síť obsahuje v n i t ř n í s t rukturu, k t e r á se učí zakódova t v s t u p n í data 
tak, aby je na v ý s t u p u byla schopna co m o ž n á nejúspěšněj i opě t rekonstruovat. A u t o e n k o d é r 
m ů ž e bý t popsat jako funkci skládaj íc í se ze dvou čás t í . Funkce e n k o d é r u h = f (x) se 
vs tupem x a funkce d e k o d é r u r = g (h), k t e r á p ř i j ímá vstup h z e n k o d é r u a na v ý s t u p u se 
ho pokouš í zrekonstruovat na r . S c h é m a a u t o e n k o d é r u je na o b r á z k u 3.1. 

Proces učen í lze vy jádř i t jako minimal izac i chybové funkce vy j ád řené následuj íc í rovnicí : 

Myš l enka a u t o e n k o d é r u byla odjakživa součás t í v ý z k u m u zabývaj íc ího se n e u r o n o v ý m i 
s í těmi . Funkce p o u h é h o kopí rování vs tupu na v ý s t u p se m ů ž e z p o č á t k u z d á t jako neza
j ímavá a zby t ečná . Cestou, jak z a u t o e n k o d é r u z íska t za j ímavá data je, že jeho l a t e n t n í 

L(x,g(f(x))). 

O b r á z e k 3.1: Zák l adn í s c h é m a a u t o e n k o d é r u . 
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O b r á z e k 3.2: S c h é m a denoising a u t o e n k o d é r u , kde C{x) = x, tedy n ě j a k ý m z p ů s o b e m 
poškozený vstup. 

čás t i h m á menš í r o z m ě r než je vstup x. T a k o v ý t o a u t o e n k o d é r je nucen n a u č i t se nízko-
d imenz ioná ln í reprezentaci vstupu, ze k t e r é je o p ě t schopen rekonstruovat v ý s t u p co nejvíce 
p o d o b n ý v s t u p n í m d a t ů m . Je tedy nucen u d r ž e t si pouze nejdůleži tě jš í informace o datech. 
T a k o v ý t o a u t o e n k o d é r je ú s p ě š n ě využ íván k redukci dimensionality. N a rozdí l od P C A [1] 
nen í a u t o e n k o d é r omezen pouze na l ineárn í m a p o v á n í . Typ i cky se v praxi využívaj í různé 
variace, k t e r é vedou k lepš ím výs l edkům. 

Denoising a u t o e n k o d é r [62] d o s t á v á j i s t ý m z p ů s o b e m čás t ečně poškozená data x. Síť 
je m u s í rekonstruovat jejich nepoškozenou p ř e d l o h u x. Ilustrace t a k o v é h o t o modelu je na 
o b r á z k u 3.2. Or ig iná ln í zdroj poškozeného o b r á z k u by mělo bý t j e d n o d u c h é odhadnout 
p o u h ý m pohledem, což je insp i rováno l idskou v l a s tnos t í rozeznat i čá s t ečně z a k r y t é objekty 
nebo vzory. Z m í n ě n á ú p r a v a n u t í síť uči t se pouze r o b u s t n í p ř í z n a k y a d íky tomu lépe 
general izovať. Tato m y š l e n k a nás l edně sloužila jako inspirace pro dropout [59]. Tato variaci 
je v y j á d ř e n a chybovou funkcí 

L(x,g(f(x)))- (3-2) 

Ř í d k é a u t o e n k o d é r y (Sparse Autoencoders) [37] př idáva j í k z á k l a d n í m u konceptu 
t a k é k r i t é r i u m ř ídkos t i posilující schopnost a u t o e n k o d é r u uči t se za j ímavou s t rukturu vstup
ních dat. U ř ídkých a u t o e n k o d é r u je tato schopnost zachována dokonce i v p ř í p a d ě , kdy je 
s k r y t á vrstva větš í než vrstva v s t u p n í . 

A k t i v o v a n ý m neuronem n a z ý v á m e neuron s v ý s t u p n í hodnotu bl ízké 1. Naopak pokud 
se hodnota blíží 0, ř í k á m e , že neuron je n e a k t i v n í . V p ř í p a d ě ř ídkých a u t o e n k o d é r u chceme 
u d r ž e t p o č e t ak t ivovaných n e u r o n ů v l a t e n t n í v r s tvě a u t o e n k o d é r u co m o ž n á ne jmenš í . 
D o s á h n e m e toho t í m , že k u r č i t é m u typu vstupu se aktivuje pouze čás t n e u r o n ů ve sk ry t é 
v r s tvě , n ikol iv vě t š ina . Apl ikace t é t o myš lenky vede k lepš ím v n i t ř n í m r e p r e z e n t a c í m dat 
a u t o e n k o d é r e m . 

K o n t r a k t i v n í a u t o e n k o d é r y pub l ikované S. Rifa iem v roce 2011 [ ] p ř i dává speciá ln í 
regu la r izačn í s ložku k chybové funkci. C í lem t é t o s ložky je, aby derivace funkce h = f (x) 
byly co m o ž n á ne jmenš í . To n u t í model uči t se funkci takovou, že se její v ý s t u p příliš 
nezmění , pokud je z m ě n a vstupu t a k t é ž min imá ln í . 

C h y b o v á funkce v y p a d á nás ledovně : 

L(x,g(f(x)))+n(h), (3.3) 

(3.4) 
F 

n(h) = x 
df(x) 

Ox 
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(a) 0% zašumění vstupu. (b) 25% zašumění vstupu. (c) 50% zašumění vstupu 

I 

i 
O b r á z e k 3.3: F i l t r y z í skané t r é n i n k e m a u t o e n k o d é r ů s r ů z n ý m p o m ě r e m z a š u m ě n í vs tupu 
na M N I S T datasetu [29]. O b r á z e k p o c h á z í z [62]. 

kde íž(/i) je d r u h á odmocnina Frobeniovy normy Jacobiho matice pa rc iá ln ích der ivací funkce 
enkodéru . 

3.2 Generative Adversarial Networks 

Koncept Generative Adversar ia l Networks (dá le G A N ) b y l v roce 2014 popu la r i zován I. Go-
odfellowem a da l š ími [ ]. Tuto publ ikaci nás ledova la velká ř a d a p rac í . B y l a tak odstarto
v á n a velká v lna v ý z k u m u z a m ě ř e n é h o t í m t o s m ě r e m , k t e r á pomohla oblast s t ro jového učení 
v ý z n a m n ě posunout blíže ke generování rea l i s t ických dat. 

Podstatnou v ý h o d o u G A N ů je fakt, že nevyžadu j í a n o t o v a n á data, což jenom umocňu je 
jejich popular i tu a jednoduchost použ i t í . 

Zák ladn í architektura G A N u se sk l ádá ze dvou neu ronových sí t í . P r v n í z nich je gene
r á t o r G , j ehož ú l o h a je z N - d i m e n z i o n á l n í h o vektoru z produkovat v ý s t u p co m o ž n á nejvíce 
p o d o b n ý reá lné dis t r ibuci . Druhou součás t í je síť d i s k r i m i n á t o r u . D i s k r i m i n á t o r D dos t ává 
v ý s t u p y z g e n e r á t o r u a r eá lné obrázky, mezi k t e r ý m i se učí rozl išovat . Jeho v ý s t u p e m je 
ska lá rn í hodnota D(x) reprezentu j íc í p r a v d ě p o d o b n o s t , že x p o c h á z í z r eá lné distribuce a 
nen í v ý s t u p e m g e n e r á t o r u . P r o d i s k r i m i n á t o r D se tedy snaž íme zároveň maximalizovat 
D(x) a minimalizovat D(G(z)). C h y b o v á funkce je tedy s ložena ze dvou čás t í 

L(D) = L(Dr) + L(Df), 

L(Df) = log(l-D(G(z®))), 

(Dr) = log(D(x®)), 

1 m 
(£>) = - £ \log{D{x^)) + log{\ - D(G(z®))) 

(3.5) 

(3.6) 

(3.7) 

(3.8) 
í = i 

Z perspektivy g e n e r á t o r u se s n a ž í m e maximalizovat D(G(z)), tedy d i s k r i m i n á t o r obels t í t . 
C h y b o v á funkce g e n e r á t o r u je def inována jako 

1 m 

I(G) = -£M1-D(G(zB))). (3.9) 
í = i 

T y t o dvě sí tě jsou vedeny k v z á j e m n é m u s oupe řen í a zá roveň se k a ž d á u v e d e n ý m pro
cesem v ideá ln ím p ř í p a d ě zlepšuje ve své v l a s tn í úloze. G e n e r á t o r se tak n a u č í generovat 
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Pravé 

•> Pravý/falešný 

O b r á z e k 3.4: Zák l adn í s c h é m a G A N u . Arch i tek tu ra se s k l á d á ze dvou n e u r o n o v ý c h sít í : z ge
n e r á t o r u a d i s k r i m i n á t o r u . G e n e r á t o r je t r é n o v á n z n á h o d n é h o N - d i m e n z i o n á l n í h o vektoru 
vygenerovat data co nejvíce odpovída j íc í r eá lné dis t r ibuci . D i s k r i m i n á t o r s t ř í davě dos t ává 
r eá lná data a data vygene rovaná g e n e r á t o r e m . Jeho ú l o h a je n a u č i t se oba typy dat rozlišit . 

data z r eá lné distribuce na zák l adě v s t u p n í h o N - d i m e n z i o n á l n í h o vektoru. Toto vzá j emné 
učení a u t o ř i definují jako min imax hru o dvou hráč ích 

min max V(D,G) = ^ P d a t a ( x ) [log{D{x))\ + E ^ P z ( z ) [log{\ - D{G{z))\ . (3.10) 

Zmíněné definice byly p ř e v z a t y z publikace od I. Goodfellow [18]. Zák l adn í architektura 
G A N ů je i l u s t rována na o b r á z k u 3.4. V t é t o sekci se nejprve z a m ě ř í m na vývoj architektur 
G A N ů . N á s l e d n ě se z a m ě ř í m na jejich aplikace ovlivňující mou p rác i a rozeberu je deta i lněj i . 

Ačkoliv se architektura G A N těš í ve lkému zá jmu, její t r énován í s sebou nese ř a d u pro
b l émů a výzev. T y t o p r o b l é m y byly ad resovány a dalš í v ý z k u m se je snaži l vyřeš i t . P r o b l é m y 
vyskytu j íc í se př i jejich t r é n i n k u jsou následuj íc í . 

M o d e collapse je stav, kdy g e n e r á t o r produkuje pouze omezený p o č e t vzo rků reá lné 
množiny. V e x t r é m n í m p ř í p a d ě se j e d n á o situaci, kdy g e n e r á t o r opakovaně generuje pouze 
jeden vzorek. K tomuto stavu docház í , když g e n e r á t o r nen í nucen uči t se celou reprezentaci, 
ale opakovaně dokáže ú s p ě š n ě d i s k r i m i n á t o r obe ls t í t pouze p o m o c í j ed iného vzorku. 

M i z e j í c í gradienty jsou t y p i c k ý m p r o b l é m e m př i t r énován í h l u b o k ý c h n e u r o n o v ý c h sít í , 
k t e r ý se tedy bohuže l t ý k á t a k t é ž G A N ů . Zde je situace pos í lena t í m , že gradienty z diskri
m i n á t o r u nejsou p r o p a g o v á n y jen do d i s k r i m i n á t o r u s a m o t n é h o , ale t a k é do g e n e r á t o r u . Je 
proto n u t n é d rže t d i s k r i m i n á t o r a g e n e r á t o r v rovnováze . P o k u d je chyba d i s k r i m i n á t o r u 
příliš velká, g e n e r á t o r n e d o s t á v á d o s t a t e č n o u odezvu. Situace nen í d o b r á ani v p ř í p a d ě , kdy 
je d o m i n a n t n í d i s k r i m i n á t o r . T rén ink G A N ů je proto nes tab i ln í . 

D C G A N [45] (Deep Convolutional G A N s , 2015) je i n t u i t i v n í m p o k r a č o v á n í m ar
chitektury G A N . Jde o myš l enku kombinace G A N a konvoluční neu ronové s í tě [28]. K o n -
voluční neu ronové s í tě dosahovaly skvělých výs ledků v ú lohách , kde se uči ly z a n o t o v a n ý c h 
dat. Touto pub l ikac í ú s p ě š n ě pronik ly i do sféry učen í bez uč i te le a vylepši ly tak možnos t i 
G A N s í tě . A u t o ř i č l ánku t rénoval i D C G A N na více d a t o v ý c h d o m é n á c h a ná s l edně ukáza l i , 
že h l u b o k é konvoluční G A N y lze efekt ivně použ í t pro učen í se vn i t řn í ch r ep rezen tac í od 
ma lých o b j e k t ů až pro celé scény. Tohle a u t o ř i dokáza l i v izual izací sk ry tých konvolučních 
vrstev a jejich filtrů se závěrem, že specifické filtry se nauč i ly generovat u rč i t é objekty. Svou 
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O b r á z e k 3.5: Výs ledky z ískané s architekturou D C G A N [ ] t r é n o v a n o u na datasetu ložnic 
L S U N . O b r á z e k p ř e v z a t z [45]. 

pub l ikac í t a k t é ž rozšířili poznatky o G A N sí t ích a p ř e d e v š í m se podí le l i na zvýšení stabil i ty 
jejich t r é n i n k u . 

Au to ř i nepouži l i vrs tvy s pooling operac í , k t e r é se typicky v konvolučních s í t ích použí 
vají. Mís to nich využil i konvoluční vrs tvu s v ě t š í m stridem. Síť se tak operaci p řevzorkován í 
učí sama a nedocház í zde ke z t r á t ě informace. 

Dá le doporuču j í použ i t í batch normalizace [24] v g e n e r á t o r u i d i s k r i m i n á t o r u . Vstup 
každé vrstvy, k r o m ě v ý s t u p n í vrs tvy g e n e r á t o r u i d i s k r i m i n á t o r u , se tedy normalizoval tak, 
aby mě l s t ř e d v nule a p o ž a d o v a n o u varianci. Ba t ch normalizace pomohla s lepší d i s t r ibuc í 
g r a d i e n t ů hlubokou sí t í a t a k é redukovala p r o b l é m y z p ů s o b e n é nevhodnou inicial izací vah na 
z a č á t k u t r é n i n k u . P ř e d touto z m ě n o u se objevovaly prob lémy, kdy se n a p ř í k l a d g e n e r á t o r 
nezača l uč i t . Dá le n a s t á v a l y situace, kdy se g e n e r á t o r neuči l vhodnou dis t r ibuci dat, ale 
sous t řed i l všechny t r én inkové p ř í k l a d y do jednoho bodu. 

Au to ř i t a k t é ž experimentovali s p o u ž i t í m různých t y p ů ak t ivačn ích funkcí. Nejlepších 
výs ledků dosáh l i př i použ i t í R e L U [ ] ak t ivačn í funkce ve všech v r s tvách g e n e r á t o r u , k r o m ě 
vrs tvy pos lední , kde použi l i Tanh funkci. S t í m t o n a s t a v e n í m se g e n e r á t o r zača l uči t dř íve 
a lépe se dokáza l využ í t všechny b a r e v n é s ložky v s t u p n í t r én inkové distribuce. V p ř í p a d ě 
d i s k r i m i n á t o r u bylo z j iš těno, že ak t ivačn í funkce Leaky R e L U [36] funguje lépe v p ř í p a d ě 
generování v ý s t u p ů o vě t š ím rozlišení. 

J e d n í m z d a t a s e t ů , na k t e r é m b y l pub l ikován experiment, je dataset ložnic L S U N [66]. 
N a tomto datasetu ukáza l i p o z o r u h o d n é generačn í schopnosti G A N u , k t e r ý se nauč i l gene
rovat o b r á z k y ložnic. Výs ledky jsou na o b r á z k u 3.5. Zároveň in te rpo lac í mezi dvou body 
z distribuce z ukáza l i schopnost G A N ů plynule in terpolovať mezi d v ě m a obrázky. Tak též 
bylo u k á z á n o , že pokud mezi d v ě m a l a t e n t n í m i p r o m ě n n ý m i 2:1,2:2 apl ikuj í operaci vek
torové ari tmetiky, výs ledek se t a k é p a t ř i č n ě pro jev í ve v ý s t u p n í c h obrázc ích . A u t o ř i tak 
ukazuj í , že síť se smys lup lně nauč i l a s éman t i cké v izuá ln í koncepty. 

T . Salimans a spol. [55] (2016) přinesl i da lš í ř a d u technik pro lepší výs ledky a stabil
nější t r é n i n k D C G A N . T ě m i jsou n a p ř í k l a d Feature matching, kdy se m ě n í p ř í s t u p v učení 
g e n e r á t o r u G . V tomto p ř í p a d ě se g e n e r á t o r neuč í pouze obe l s t í t d i sk r iminá to r , ale t aké 
vygenerovat ob rázek takový, aby v ý s t u p y vrstev d i s k r i m i n á t o r u byly statisticky co nejvíce 
p o d o b n é jako př i r e á l n é m ob rázku . 

Dalš í technikou pro el iminaci mode collapse je tzv. Minibatch discrimination. V p ř í p a d ě 
mode collapse je podobnost v ý s t u p n í c h o b r á z k ů velice m a l á . A u t o ř i tak doporuču j í sk l áda t 
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O b r á z e k 3.6: Arch i t ek tu ra C G A N . V ý s t u p y modelu jsou p o d m í n ě n y p r o m ě n n o u C . Může 
se jednat n a p ř í k l a d o t ř í d u objektu. 

batch pouze z reá lných neb vygenerovaných o b r á z k ů . N á s l e d n ě je v y p o č í t á n a podobnost 
všech o b r á z k ů v m i n i batchi . Výs l edná hodnota je p ř e d á n a d i s k r i m i n á t o r u , k t e r ý j i vezme 
v potaz př i klasifikaci r eá lnos t i ob rázků . 

Jako d i sk r iminačn í techniku zlepšující kval i tu t r é n i n k u p ředs tav i l i a u t o ř i tzv. One-sided 
label smoothing, kdy reá lné a vygene rované o b r á z k y nejsou označeny ce lými hodnotami 0,0 
a 1,0, ale hodnotami s m í r n o u odchylkou. Tedy n a p ř í k l a d 0,1 a 0,9. T í m t o z p ů s o b e m je tak 
z a b r á n ě n o tomu, aby se model sous t řed i l jen na malou p o d m n o ž i n u p o u ž i t ý c h p ř í znaků . 

Condit ional G A N [ ] (2014) jsou da l š ím dů l ež i t ým mi ln íkem a rozš í řen ím p ů v o d n í 
G A N architektury. A u t o ř i tak učinili p ř i d á n í m da lš ího vstupu do g e n e r á t o r u i d i sk r iminá
toru. T í m t o vs tupem je p r o m ě n n á podmiňu j í c í n a p ř í k l a d př í s lušnos t do t ř í d y zpracovávané 
instance. Výs ledkem je v i deá ln ím p ř í p a d ě model generuj ící své v ý s t u p y na zák l adě t é t o 
p o d m í n k y . Výs l edná architektura je na o b r á z k u 3.6. 

G A N y d o n e d á v n a t r p ě l y n e d o s t a t e č n o u stabi l i tou př i t r é n i n k u s vě t š ím rozl i šením ob
rázku . T . Kar ras a spol. ze spo lečnos t i N V I D I A publikovali v č l ánku Progressive Growing 
of GANs for Improved Quality, Stability, and Variation (2018) [ ] metodologii , j a k ý m způ
sobem je m o ž n é d o s á h n o u t stabil i ty i p ř i t r é n i n k u na datech s rozl išením 1024 2 . Stěžejní 
myš lenkou jejich p ř í s t u p u je př i t r é n i n k u p o s t u p n ě zvě tšova t velikost g e n e r á t o r u a d iskr imi
n á t o r u p ř i d á v á n í m dalš ích větš ích vrstev, k t e r é se učí j emně j š í detaily. Začínal i tak t r énova t 
na obrázc ích s m a l ý m rozl i šením 4 2 a p o s t u p n ě toto rozlišení p ř i d á v á n í m vrstev zvyšovali až 
na 1024 2 . Dosáh l i tak rychlejš ího t r é n i n k u a vyšší s tabil i ty a t í m doposud n e v í d a n é kval i ty 
na datasetu Ce l ebA [31]. 

A k t u á l n í m state-of-the-art p ř í s t u p e m je architektura B i g G A N [ ] (2019), k t e r á dokáže 
generovat velmi real is t ické o b r á z k y v rozlišení 512 2 . P ř í k l a d v ý s t u p ů je na o b r á z k ů 3.7. 

V l i v myš l enky G A N měl od svého p ř e d s t a v e n í velký dopad na techniky zpracován í 
obrazu a s t ro jového učení . Z a t u dobu se objevila d l o u h á ř a d a za j ímavých pub l ikac í . V 
n e d á v n é d o b ě z n a č n o u pozornost z ískala publikace S t a c k G A N [ ] od a u t o r ů H . Zhang 
a spol. Ve svém p ř í s t u p u ukáza l i , j a k ý m z p ů s o b e m je m o ž n é syntetizovat ob rázek pouze 
na zák ladě jeho t e x t o v é h o popisu. Taková to architektura pracuje ve dvou fázích. P r v í fáze 
vygeneruje p r v o t n í ob rázek v p o d o b n ě j e d n o d u c h ý c h t v a r ů a barev o rozlišení 64 2 . V d r u h é 
fázi je tento ob rázek vy lepšen a je vygene rován ob rázek s vyšš ím rozl i šením 256 2 a detaily. 
Jejich výs ledky jsou na o b r á z k u 3.8. 
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O b r á z e k 3.7: U k á z k a o b r á z k ů v rozl išení 512 2 vygenerovaných architekturou B i g G A N [5]. 
P ř e v z a t o z [5]. 

P o z o r u h o d n é výs ledky dosáh l P . Isola a spol. [25] za použ i t í architektury C G A N . Uká
zal i , jak lze n a u č i t síť m a p o v á n í mezi d v ě m a obrázky . Tento p ř í s t u p se uchyt i l pod n á z v e m 
P i x 2 P i x . A u t o ř i p ředvedl i š iroké schopnosti t é t o s í tě na několik p ř ík ladech . Ukáza l i mapo
vání mezi n a p ř í k l a d n á č r t e m a realisticky v y p a d a j í c í m o b r á z k e m , m a p o v á n í mezi d e n n í m a 
n o č n í m ob rázkem, transformaci mezi typem m a p o v é h o podkladu nebo dokonce vy tvo řen í 
scény ze séman t i cké mapy. N a tuto publikace naváza lo P i x 2 P i x H D [ ] s j e š t ě věrohodnějš í 
kval i tou generovaných ob rázků . 

Jednou z ap l ikac í p ř í b u z n é m é prác i je detekce anomál i í na sn ímcích z opt ické kohe ren tn í 
tomografie s í tn ice oka p ř e d s t a v e n é autorem T . Schlegl [56]. V tomto p ř í p a d ě je g e n e r á t o r 
D C G A N u p o u ž i t pro mode lován í n o r m á l n í distribuce. G A N se tedy v ideá ln ím p ř í p a d ě 
nauč í dis tr ibuci o b r á z k ů s í tn ice oka, ve k t e r ý c h se ž á d n á vada nenacház í . V čase inference 
je n u t n é posoudit, zda se ve v s t u p n í m o b r á z k u nacház í n ě j a k á vada nebo ne. K tomuto 
a u t o ř i využil i d is t r ibuci n a u č e n o u g e n e r á t o r e m . M y š l e n k a je taková , že g en e rá to r dokáže 
generovat pouze čás t i o b r á z k u bez vady a tedy defekty v tomto o b r á z k u nebudou n ikdy 
p ř í t omny . Je tedy n u t n é naj í t hodnotu z takovou, že rozdí l G{z) a v s t u p n í h o o b r á z k u je 
min imá ln í . Tento ú k o n a u t o ř i realizovali op t ima l i zac í algori tmem S G D . Vizual izace tohoto 
p ř í s t u p u je na o b r á z k u 3.9. 

G A N y si svoje u p l a t n ě n í naš ly i v pub l ikac ích zabývaj íc í se h l e d á n í m anomá l i í a defek tů 
v p růmys lové v ý r o b ě . T y t o publikace blíže proberu v kapitole 4. 

This bird is This bird has A white bird 
Test b i u e with while wing? lhat are with a black 

description and has a very brown and has crown and 

This bud is The bird has This is a small, This bird is 
white, black, small beak, black bird with white black and 
and brown in with reddish a white breast yellow in color 
color, with a brown crown and white on with a short 

short beak a yellow belly yellow beak brown beak and gray belly the wingbars. black beak 

SLigC-l 

Suge-ll 

O b r á z e k 3.8: U k á z k a o b r á z k ů vygenerovaných architekturou S t a c k G A N 
rázky jsou vygenerovány na zák ladě t e x t o v é h o popisu. P ř e v z a t o z [69]. 

V ý s t u p n í ob-
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O b r á z e k 3.9: V p ř í p a d ě publikace T . Schlegla [ ] b y l G A N využ i t k n a u č e n í se distr i
buce o b r á z k u bez defektu. N á s l e d n ě z t é t o distribuce vygenerovali ob rázek ne jpodobně j š í 
v s t u p n í m u a z jejich rozdí lu detekovali p ř í p a d n é a n o m á l i e . O b r á z e k p ř e v z a t z [56]. 

Dalš í velice za j ímavou ap l ikac í p ř í b u z n o u m é p rác i je použ i t í G A N ů pro augmentaci 
a rozš í ření d a t a s e t ů . A . Shrivastava publ ikoval v roce 2017 techniku, jak využ í t G A N ke 
zvýšení rea l i s t ičnos t i syn te t i ckých dat a rozší t tak t r énovac í sadu [57]. Nauč i l g e n e r á t o r 
modifikovat v s t u p n í ob rázek tak, aby ho nebylo m o ž n é rozlišit od r eá lné t r énovac í sady. 
Vizual izace p ř í s t u p u je na o b r á z k u 3.10. Tato publikace z ískala cenu Best Paper A w a r d na 
C V P R 2017. 
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O b r á z e k 3.10: V p ř í p a d ě publikace T . Schlegla [57] by l G A N naučen í se m a p o v á n í synte
t i ckých o b r á z k ů do distribuce reá lných dat. D o k áza l tak rozšíř i t t r énovac í sadu. O b r á z e k 
p ř e v z a t z [57]. 
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3.3 Detekční algoritmy 

Detekčn í algori tmy se v pos ledn ích letech těši ly společně s n e u r o n o v ý m i s í t ěmi velké po
zornosti, což vedlo k jejich s t r m é m u rozvoji . P r o realizaci m é p r á c e jsem se věnoval t aké 
s tudiu de tekčn ích a lgo r i tmů , k t e r ý m bude tato sekce věnována . 

Nejprve je t ř e b a říci, co to de tekčn í ú l o h a je a co je v ý s t u p e m de t ekčn ího algori tmu. N a 
rozdí l od klasif ikačního úkolu, př i detekci je t ř e b a objekt nejen klasifikovat, ale i lokalizovat. 
V de tekčn í úloze t a k é n a s t á v á možnos t , že se v o b r á z k u nacház í o b j e k t ů více. V ý s t u p e m de
t ekčn ího algori tmu je tedy lokace objektu typicky r e p r e z e n t o v a n á bounding boxem a t ř í d a 
objektu (nebo p r a v d ě p o d o b n o s t i t ř íd ) pro N de t ekovaných ob jek tů . 

P ř e d někol ika lety by l d o m i n a n t n í m ře šen ím k a s k á d o v ý detektor Vio la -Jones [ ] zalo
žený na Haar př íznac ích nebo dalš í metody založené na S I F T [35] nebo H O G [10] př íznac ích . 

S rozvojem technik h l u b o k é h o učen í se zača ly objevovat metody, k t e r é již nepracovaly 
s pečl ivě a r u č n ě v y b í r a n ý m i př íznaky , ale byly schopny se uči t od z a č á t k u až do konce 
tedy i v č e t n ě t ěch to p ř í z n a k ů . Uvedené p ř í s t u p y jsou typicky za loženy na konvolučních 
neu ronových sí t ích ( C N N ) . 

Neurosíťové de t ekčn í algori tmy jsou dě leny na dvě skupiny. P r v n í z nich se snaž í výs ledky 
z ískat již po j e d i n é m d o p ř e d n é m p r ů c h o d u n a t r é n o v a n o u sí t í . T y t o algori tmy jsou tedy 
velice rychlé , avšak za cenu p řesnos t i . T y p i c k ý m i z á s t u p c i jsou algori tmy Y O L O (You Look 
On ly Once) [47, 48, 49], S S D (Single Shot Detector) [33] nebo Ret inaNet [31]. 

Druhou skupinu a l g o r i t m ů reprezentuje m n o ž i n a R - C N N [ ], Fast R - C N N [15], Faster 
R - C N N [ ] a M a s k R - C N N [ ]. T y t o algori tmy zpracovávaj í ob rázek ve více fázích. P r v n í 
fáze spočívá v identifikaci za j ímavých k a n d i d á t n í c h reg ionů. D r u h á fáze pracuje už jen s 
t ě m i t o regiony a docház í k jejich da l š ímu zpracování , f i l trování a up ře sňován í výs ledků . 
J e d n á se o algori tmy přesnějš í , avšak za cenu rychlosti . 

R - C N N (Regions with C N N features) [ 6], p ř e d s t a v e n v roce 2014 R . Girshickem, 
je p r v n í m z a l g o r i t m ů za ložený na dvou fázích. V p r v n í fázi je v y b r á n konečný p o č e t zají
m a v ý c h regionů, ty jsou nás l edně zpracovány. P r v n í fáze je v p ř í p a d ě R - C N N za ložena na 
algori tmu z v a n é m Selective Search [61]. V s t u p n í ob rázek je sh lukovac ím s e g m e n t a č n í m algo
r i tmem rozdělen na konečný p o č e t reg ionů na zák l adě jejich podobnosti . Takto je v y b r á n o 
2000 p o t e n c i o n á l n ě za j ímavých oblas t í , tedy po tenc ioná ln í ch de tekc í . V dalš í fázi jsou tyto 
regiony t r ans fo rmovány do unif ikované velikosti . Z k a ž d é h o t a k o v é h o t o regionu je p o m o c í 
p ř e d t r é n o v a n é neu ronové s í tě v y e x t r a h o v á n p ř í znakový vektor o velikosti 4096 d imenz í . 
P ř í znakové vektory jsou nás l edně klasifikovány p o m o c í S V M [9] pro p ř í t o m n o s t objektu. 
K r o m ě klasifikace zde p r o b í h á regrese pozice bounding boxu, tedy u p ř e s n ě n í jeho p r v o t n í 
pozice d a n é Selective Search algori tmem. Arch i tek tu ra R - C N N je shrnuta o b r á z k e m 3.11. 

P ř í s t u p R - C N N t r p í ř a d o u n e d u h ů , k t e r é byly ad re sovány v navazuj íc ích publ ikac ích . 
Selective Search algoritmus je těžce para le l izova te lný na G P U a nav íc je fixní, nen í m o ž n é 
ho tedy uč i t . R - C N N algoritmus je nav íc velice poma lý . Běh detekce pro jeden ob rázek t r v á 
podle a u t o r ů 47 sekund. H l a v n í m d ů v o d e m je p o č e t 2000 regionů, ze k t e r ý c h v k a ž d é m 
b ě h u m u s í bý t e x t r a h o v á n p ř í znakový vektor. Nav íc pokud se regiony překrýva j í , je tato 
operace provedena dup l i c i tně . P r o b l é m s rychlos t í se t ý k á t a k t é ž t r é n i n k u s í tě . 

Fast R - C N N [15] od s t e jného autora na p r o b l é m y s rychlos t í R - C N N reaguje a navazuje 
podobnou architekturou. T e n t o k r á t je konvoluční neuronovou sí t í v y e x t r a h o v á n a p ř íznaková 
mapa z celého v s t u p n í h o o b r á z k u najednou př i jednom b ě h u . Z p ř íznakové mapy se nás l edně 
p o m o c í R O I pooling operace vyřezává p ř í znakový vektor pro k a ž d ý p o t e n c i o n á l n ě za j ímavý 
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O b r á z e k 3.11: Arch i tek tu ra algori tmu R - C N N . V p r v n í m kroku je p o m o c í a lgori tmu Se
lective Search v y b r á n konečný poče t za j ímavých regionů. Z t ěch to regionů je ná s l edně po
moc í neu ronové s í tě v y e x t r a h o v á n p ř í znakový vektor, k t e r ý je klasifikován pro p ř í t o m n o s t 
objektu u rč i t é t ř ídy . O b r á z e k p ř e v z a t z [16]. 

region. Tato z m ě n a vede k r a z a n t n í ú s p o ř e času d íky redukci dup l i c i tn ích ope rac í p ř i ex
trakci p ř í znakového vektoru z k a ž d é h o jednoho regionu zvlášť. Podle autora se j e d n á o čas 
223ms na jeden obrázek . 

P ř í z n a k o v ý vektor k a ž d é h o regionu je po p r ů c h o d u p lně propojenou vrstvou klasifikován 
operac í softmax. Tak též jsou regresovány hodnoty upřesňuj íc í polohu bounding boxu. Celá 
architektura Fast R - C N N je na o b r á z k u 3.12. 

Zaj ímavé regiony jsou s tá le v y b í r á n y p o m o c í Selective Search. 

Faster R - C N N [ ] reaguje na fakt, že oba předchoz í algori tmy R - C N N a Fast R - C N N 
využívaj í k predikci za j ímavých regionů ne t r énova t e lný Selective Search algoritmus. Faster 
R - C N N př icház í s ú p r a v o u architektury a za j ímavos t regionu h o d n o t í p o m o c í n a t r é n o v a n é 
neu ronové s í tě ( R P N , Region Proposal Network) , a to p ř í m o nad vyextrahovanou př ízna
kovou mapou. R P N je u č e n a pro k a ž d o u lokaci p ř e d p o v í d a t s jakou p r a v d ě p o d o b n o s t í se 
zde nacház í objekt (tzv. objectness score). K r o m ě h l edán í objektu t a k t é ž docház í k regresi 
polohy bounding boxu. J e d n á se 4 hodnoty upřesňuj íc í polohu objektu. 

Docház í tak k jakés i unifikaci architektury a zavedení nás leduj íc ích p o j m ů . P ř í m o nad 
o b r á z k e m pracuje konvoluční extraktor p ř í z n a k ů n a z ý v a n ý backbone. Ten je z a m ě n i t e l n ý 
za r ů z n é architektury. Backbone se v apl ikacích typicky využ ívá již p ř e d t r é n o v a n ý pro lepší 
genera l izační vlastnosti a zkrácen í doby t r é n i n k u . N a d p ř í znakovou mapou pracuje R P N , 

O b r á z e k 3.12: Arch i t ek tu ra algori tmu Fast R - C N N . N a rozdí l od R - C N N je extrakce pří
z n a k ů provedena na z a č á t k u v j e d i n é m b ě h u . P r o k a ž d ý region se z t é t o mapy nás l edně 
pooling ope rac í extrahuje p ř í s lu šná čás t vs tupu. O b r á z e k p ř e v z a t z [15]. 
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O b r á z e k 3.13: Arch i t ek tu ra algori tmu Faster R - C N N př ináš í nový p ř í s t u p v p o d o b ě hle
d a n í za j ímaných regionů p o m o c í neu ronové s í tě (zvané R P N ) p ř í m o nad mapou p ř í znaků . 
O b r á z e k p ř e v z a t z [51]. 

k t e r é predikuje p ř í t o m n o s t objektu a p r v o t n í odhad jeho bounding boxu. V ý s t u p y R P N se 
t r ans fo rmuj í do j e d n o t n é h o tvaru p o m o c í R O I poolingu a jsou p ř e d á n y do neu ronové sí tě 
pro predikci t ř í d y objektu a s í tě pro regresi bounding boxu. T ě m t o d v ě m a v ě t v í m se t aké 
v l i t e r a t u ř e ř íká heads. Arch i tek tu ra Faster R - C N N je n a z n a č e n a na o b r á z k u 3.13. 

M a s k R - C N N [ ] p ř í m o navazuje na Faster R - C N N a p ř i dává několik vylepšení . K 
v ě t v í m pro predikci t ř í d y a bounding boxu p ř idává dalš í vě tev , a to pa ra l e lně pracuj íc í 
vě tev pro predikci b i n á r n í segmentace objektu. K r o m ě detektoru tak M a s k R - C N N získala 
schopnost segmentovat instance. Arch i tek tu ra je na o b r á z k u 3.14. 

Pro v ý p o č e t segmentace však j iž nen í d o s t a t e č n é z ískávat data z mapy p ř í z n a k ů pouze 
R O I pool ing operace. Docház í zde ke z t r á t ě lokal izační informace z d ů v o d u kvan t i začn í 
chyby, což je v p ř í p a d ě tvorby s e g m e n t a č n í mapy velký p r o b l é m . Výs l edná b i n á r n í maska 
nebyla ideá lně z a r o v n a n á na v s t u p n í obrázek . A u t o ř i proto př icházej í s ř e šen ím v p o d o b ě 
R O I A l l i g n p ř í s t u p u pro extrakci regionu z á j m u z p ř í znakové mapy. R O I A l i g n p o č í t á k a ž d o u 
hodnotu bodu p o m o c í b i l ineárn í interpolace nejbližších b o d ů na mř ížce mapy p ř í znaků . 
Au to ř i s t í m t o p ř í s t u p e m repor tu j í dosažen í lepších výs ledků a to i v p ř í p a d ě p ů v o d n í h o 
Faster R - C N N v kombinaci s R O I A l l i g n . 

Au to ř i t a k é zkoušeli experimentovat s n o v ý m i backbone architekturami. S F P N [30] 
architekturou dostali lepších výs ledků než s C 4 př íznaky , tedy lepších výs ledků dosáhl i , 
když použi l i p ř í z n a k y z více ú rovn í . Dá le lepších výs ledků dosáh l i s backbone využívající 
R e s N e X t [65] síť o hloubce 101 vrstev v p o r o v n á n í vůči ResNet [ ] a r c h i t e k t u ř e . 
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O b r á z e k 3.14: Arch i tek tu ra algori tmu Mask R - C N N k p ů v o d n í m u Faster R - C N N p ř idává 
vě tev pro predikci b i n á r n í masky. O b r á z e k p ř e v z a t z [19]. 

Au to ř i Mask R - C N N vyzdvihuj í celkovou flexibi l i tu tohoto řešení . Jako p ř ík l ad ukáza l i 
použ i t í Mask R - C N N i jako detektor dů lež i tých b o d ů na l idském těle, kde dosáh l i t a k t é ž 
d o b r ý c h výs ledků za cenu m i n i m á l n í c h z á s a h ů do implementace sí tě . 

J e d n o s t u p ň o v é detektory (bez extrakce z a j í m a v ý c h r e g i o n ů ) se od p ředchoz ích 
p ř í s t u p ů z n a č n ě liší. Tato skupina de tekčn ích a lg o r i tmů nepracuje s n a v r h o v a n ý m i regiony, 
ale zpracovává ob rázek konvolučně jednom b ě h u do v ý s t u p n í h o tensoru. J e d n o s t u p ň o v é 
algori tmy excelují svou rychlos t í , avšak za cenu p řesnos t i . S p o s t u p n ý m vývo jem se však 
rozdí l v p ře snos t i zmenšu je a algori tmy tohoto typu se s távaj í velice za j ímavé p ř e d e v š í m 
pro aplikace pracuj íc í v r e á l n é m čase. 

Y O L O [ ] (You Only Look Once) od a u t o r ů J . Redmon a spol. reagovali na nedosta
t e č n o u rychlost vícefázových p ř í s t u p ů a v roce 2015 p ředs tav i l i detektor s chopný pracovat 
rychlos t í 45 s n í m k ů za sekundu na G P U . A u t o ř i pojal i úkol detekce o b j e k t ů jako regresní 
p r o b l é m a pred ikuj í konečnou m n o ž i n u bounding b o x ů společně s jejich p r a v d ě p o d o b n o s t í 
pro všechny t ř ídy . To vše se děje v jednom b ě h u sí tě . 

Y O L O algoritmus nejprve v s t u p n í ob rázek rozděl í do S x S regionů. P r o k a ž d ý tento 
region je p red ikováno B bounding boxů , jejich d ů v ě r y h o d n o s t a C p r a v d ě p o d o b n o s t n í c h 
hodnot pro k a ž d o u z t ř í d . V ý s t u p e m s í tě je tedy tensor o velikosti SxSx(B*5 + C). 
Archi tek tura algori tmu je p ř ib l í žena na o b r á z k u 3.15. 

Algor i tmus však n e v y n i k á v s i tuac ích , kdy je na vs tupu mnoho d r o b n ý c h o b j e k t ů v 
j e d n é lokaci , n a p ř í k l a d hejno p t á k ů . 

Y O L O v 2 [48] p ř ináš í ř a d u d r o b n ý c h z m ě n a zmenšu je p ř e s n o s t n í rozdí l mezi Y O L O a R-
C N N př í s tupy . B y l o ident if ikováno, že menš í recall u Y O L O je z p ů s o b e n vě t š ím m n o ž s t v í m 
lokal izačních chyb a jejich pozornost se u b í r a l a s m ě r e m k jejich minimal izaci . 

Au to ř i p ř i d á n í m batch normalizace [24] na všech konvolučních v r s tvách získali více než 
2% zlepšení v m A P . N á s l e d n ě pak mohl i odebrat dropout [59] aniž by začalo d o c h á z e t k 
p řeučen í s í tě . 

Dá le t rénoval i nejprve klasif ikační čás t s í tě na ImageNet datasetu [11] po dobu 10 epoch. 
Nás l edně t rénoval i až zbývající de t ekčn í čás t . T í m t o postupem získali z lepšení t é m ě ř 4% 
m A P . 
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O b r á z e k 3.15: Arch i t ek tu ra algori tmu Y O L O (You Look O n l y Once). Vs tup je nejprve 
rozdělen do S* x S* regionů. P r o k a ž d ý tento region je p red ikováno B bounding b o x ů , jejich 
d ů v ě r y h o d n o s t a C p r a v d ě p o d o b n o s t n í c h hodnot pro k a ž d o u z t ř íd . O b r á z e k p ř e v z a t z [17]. 

V d r u h é verzi by la p o u ž i t a j emně j š í p ř í znaková mapa. Z a t í m c o p ů v o d n í mapa byla 
d o s t a t e č n á pro velké objekty, př i detekci m a l ý c h o b j e k t ů m ě l a p ů v o d n í síť p rob lémy. Pro to 
byly do výs ledné mapy k o n k a t e n o v á n y p ř í z n a k y z více ú rovn í . Síť by tak mě la mí t j emnějš í 
informaci a d o k á z a t lépe detekovat d r o b n é objekty. 

Y O L O v 3 [49] dá l vylepši lo svou p řesnos t a snížilo tak rozdí l mezi algori tmy na báz i 
nab ízených za j ímavých reg ionů. Z m ě n o u ve t ř e t í verzi b y l n a p ř í k l a d h lubš ího extraktoru 
p ř í z n a k ů zvaný Darknet-53 s 53 konvolučn ími vrs tvami. Jsou zde t a k é p r o p o j e n í p řes vícero 
vrstev p o d o b n ě jako v a r c h i t e k t u ř e ResNet . 

S S D [ ] (Single Shot M u l t i B o x Detector) algoritmus nejprve v s t u p n í ob rázek trans
formuje neuronovou sí t í architektury V G G - 1 6 [58]. N á s l e d n ě je ap l ikována ř a d a konvoluč-
ních vrstev redukuj íc ích velikost o b r á z k u . Hlubš í konvoluční vrs tvy tak pokrýva j í větš í 
r ecep t ivn í pole a učí se více a b s t r a k t n í p ř íznaky . P ř í z n a k y z 6 ú rovn í t é t o s í tě jsou nás l edně 
použ i t y na detekci o b j e k t ů o p r o m ě n n é velikosti . Arch i tek tu ra S S D je na o b r á z k u 3.16. 

Ret inaNet . [ ] A u t o r Ret inaNet Tsung-Yi L i n identifikoval p r o b l é m jednofázových de
t e k t o r ů v nevyváženos t i t ř í d dat, na k t e r ý c h se detektor učí . U dvoufázových d e t e k t o r ů 
typu R - C N N se nejprve vyextrahuje p ř í znaková mapa, ze k t e r é jsou v y b r á n y regiony poten
cionálně pa t ř í c í objektu. V t é t o fázi jsou tedy odf i l t rovány oblasti j a s n ě pa t ř í c í pozad í . V 
dalš í fázi jsou apl ikovány heurist iky pro v ý b ě r reg ionů pro t r énován í dalš ích čás t í s í tě . T y t o 
regiony jsou tedy v y b r á n y v h o d n ý m z p ů s o b e m umožňu j í c ím s t ab i ln í a efekt ivní t r én ink . 
D ů l e ž i t ý m parametrem v ý b ě r u je n a p ř í k l a d vyvážení poz i t ivn ích a nega t ivn í ch p ř í k l a d ů 
pro t r é n i n k sí tě , k t e r ý je v p ř í p a d ě dvoufázových d e t e k t o r ů zabezpečen . 

U jednofázových d e t e k t o r ů typu Y O L O a S S D vstupuje do t r é n i n k u mnohem větš í 
m n o ž s t v í k a n d i d á t n í c h lokací , p ř i čemž vě t š ina z nich je j e d n o d u š e klasif ikovatelná jako 
pozad í a pro t r é n i n k nep ř ináš í d o s t a t e č n o u p ř i d a n o u hodnotu. 

Au to ř i Ret inaNet tento fakt řeší ú p r a v o u chybové funkce zvanou Foca l Loss. J e d n á se 
o modifikaci cross entropy funkce váhován ím tak, aby se byla síť více z a m ě ř e n a na těžké 
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O b r á z e k 3.16: Arch i tek tu ra algori tmu S S D (Single Shot M u l t i B o x Detector). Algor i tmus 
nejprve na svůj vstup aplikuje síť typu V G G - 1 6 [58]. N á s l e d n ě je obrázek transformo
ván konvolučními vrs tvami a jsou tak v y t v o ř e n y v íceúrovňové př íznaky . Hlubš í konvoluční 
vrs tvy tak pokrýva j í vě tš í r ecep t ivn í pole a uč í se více a b s t r a k t n í p ř íznaky . K a ž d á tato 
úroveň se nás l edně p ř í m o podí l í na v ý p o č t u výs ledků detekce. O b r á z e k p ř e v z a t z [33]. 

p ř ík l ady a efektivněji se tak učila . L e h k ý m p ř í k l a d ů m je tady d á n a m a l á v á h a a t ě ž k ý m 
naopak větš í . Proces učen í se tak s t ává s tab i lně j š ím a efekt ivnějš ím. 

Ret inaNet p o d o b n ě jako Mask R - C N N z a k l á d á svou architekturu na Feature P y r a m i d 
Network ( F P N ) a ResNet . Pracuje tak na př íznakové m a p ě z různých úrovní . 

Díky Foca l Loss se Ret inaNet přibl íži la svou p ře snos t í mnohem blíže dvoufázovým vari
a n t á m , p ř i čemž si ponechala svou v ý h o d u v p o d o b ě rychlosti . A u t o ř i publikovali výs ledky 
na C O C O test-dev [ ] datasetu, kde Ret inaNet p ř e k o n a l a všechny jedno i dvoufázové ře
šení (v t é d o b ě r ep rezen továno Faster R - C N N ) . Dle oficiálních výs ledků C O C O sou těže bylo 
řešení Ret inaNet p ř e k o n á n o Mask R - C N N . 

(a) ResNet {b) feature pyramid net (c) class subnet (top) (d) box subnet (bottom) 

O b r á z e k 3.17: Arch i tek tu ra algori tmu Ret inaNet využívaj ící F P N [30] jako extraktor pří
znaků . Pracuje tedy s p ř í z n a k y z více ú rovn í . H l a v n í m p ř í n o s e m publikace je však chybová 
funkce. O b r á z e k p ř e v z a t z [31]. 
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Kapitola 4 

Existující přístupy detekce defektů 
při výrobním procesu 

A u t o m a t i z o v a n á detekce defek tů ve v ý r o b n í m procesu za použ i t í poč í t ačového v idění a stro
jového učen í se těší v p r ů m y s l o v ý c h apl ikacích velké pozornosti . J e d n á se o za j ímavý způsob 
jak zefektivnit v ý r o b u a z ískat k o n k u r e n č n í v ý h o d u . Obor a u t o n o m n í v izuá ln í inspekce se 
však p o t ý k á s velkou ř a d o u výzev. S t ruktura povrchu v ý r o b k u je v reá lných p o d m í n k á c h 
velice p roměn l ivá a nekonz i s t en tn í . S t í m souvisí t ě ž k á definovatelnost h l e d a n é h o defektu, 
jehož podoba se ob t í žně predikuje. 

Zároveň je v tomto oboru n á r o č n é z íska t p o t ř e b n á data k vy tvo řen í t a k o v é h o t o algo
r i tmu. Kon t ro lované z ískání d o s t a t e č n é h o p o č t u entit obsahuj íc í vadu je ča s to n e m o ž n é . 
A lgo r i tmy se tak ča s to vydáva j í cestou použ i t í pouze dat bez vad a nás l edné v y t v o ř e n í mo
delu zachycuj íc ího jejich s t rukturu. N á s l e d n ě jsou př íchozí data kon t ro lována vůči tomuto 
modelu a jsou s ledovány odchylky p o t e n c i o n á l n ě znamena j í c í defekt, p o d o b n ě jako pracuj í 
metody pro h l edán í anomál i í . 

V t é t o kapitole se budu věnovat p u b l i k o v a n ý m t e c h n i k á m a v y t v o ř í m tak p řeh l ed aktu
álních řešení . V ř a d ě následuj íc ích p rac í se objevuj í řešení využívaj í r ů z n é variace aplikace 
a u t o e n k o d é r ů , G A N ů a i de tekčn ích a lgo r i tmů . T ě m t o t e c h n i k á m byla věnována p ředchoz í 
kapi tola 3. 

W . Zha i a spol. [( ] p ředs tav i l i metodu za loženou D C G A N modelu. T í m t o modelem vy
tvoři l i v n i t ř n í reprezentaci dat neobsahuj íc í ž á d n é vady. Získali tedy model, k t e r ý p o d o b n ě 
jako v [56], dokáza l generovat data bez vad. V tomto p ř í p a d ě však W . Zhai a spol. dále 
využi l i d i s k r i m i n á t o r D C G A N modelu. D i s k r i m i n á t o r pojali jako j e d n o t ř í d n í klasif ikátor . K 
odha len í a b n o r m á l n í c h dat použi l i p ř í z n a k y z ískané z p rvn ích t ř e c h vrstev d i s k r i m i n á t o r u . 
Jejich myš l enka byla postavena na tom, že odezva d i s k r i m i n á t o r u bude p r a v d ě p o d o b n ě 
velmi ci t l ivá a s i lná v p ř í p a d ě a b n o r m á l n í c h dat. N a zák ladě v ý s t u p ů t ě c h t o vrstev dis
k r i m i n á t o r u n á s l e d n ě získali segmentaci a b n o r m á l n í c h regionů. P ř í s t u p je i lus t rován na 
o b r á z k u 4.1. 

S. M e i a spol. [ ] se t a k t é ž z d ů v o d u nedostatku a n o t o v a n ý c h dat a ne j a sného vzhledu 
h l e d a n é h o defektu vyda l i cestou mode lován í distribuce p o d m n o ž i n y dat, k t e r á neobsahovala 
ž á d n é vady. K tomuto úče lu využi l i konvoluční denoising a u t o e n k o d é r . V s t u p n í data nejprve 
transformovali do tzv. Gaussovy pyramidy o rozlišení různých ú rovn í . A u t o ř i vycházel i z 
p ř e d p o k l a d u , že denoising konvoluční a u t o e n k o d é r dokáže namodelovat dis tr ibuci dat bez 
vady. A u t o e n k o d é r se tedy dokáže n a u č i t jejich reprezentaci a z t é je dokáže d o s t a t e č n ě kva
l i tně rekonstruovat. V p ř í p a d ě , kdy na vs tupu budou data doposud nev iděná , tedy a n o m á l n í 
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O b r á z e k 4.1: W . Zha i a spol. [ ] využil i D C G A N model pro r ep rezen tován í distribuce dat 
bez vady. V čase inference pro detekci anomá l i í použi l i ak t ivačn í mapy z p rvn í ch t ř í vrstev 
d i s k r i m i n á t o r u . O b r á z e k p ř e v z a t z [68]. 

a obsahuj íc í defekt, a u t o e n k o d é r bude m í t p r o b l é m t a k o v á t o data s p r á v n ě rekonstruovat. 
Defekty jsou tedy p red ikovány na zák ladě r ekons t rukčn í chyby a u t o e n k o d é r u . P ř í s t u p je 
př ib l ížen na o b r á z k u 4.2. 

Y . Huang [23] se ve své p rác i vyda l s m ě r e m supe rv izovaného učen í a model t r énova l 
p ř í m o na datech obsahuj íc í defekty. N e d o s t a t e č n é m n o ž s t v í dat se snaži l kompenzovat je
j ich silnou a u g m e n t a c í a rozš í ření datasetu t í m t o z p ů s o b e m . Jeho cí lem bylo predikovat 
s e g m e n t a č n í mapu defek tů p ř ipomína j í c í praskliny. A u t o ř i se vyda l i cestou t r é n i n k u mo
delu predikuj íc í informaci na ú rovn i p ixelů . K tomu využi l i model za ložený na a r c h i t e k t u ř e 
U-Net [53]. 
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G a u s s i a n 
P y r a m i d R e s i d u a l M a p 

O b r á z e k 4.2: S. M e i a spol. [ ] reprezentovali dis t r ibuci dat bez vady pomoci autoenko-
dé ru . P ř í p a d n é a n o m á l i e ná s l edně detekovali na zák ladě r e k o n s t r u k č n í chyby a u t o e n k o d é r u . 
O b r á z e k p ř e v z a t z [40]. 
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O b r á z e k 4.3: M . Ferguson a spol. [ ] řešili detekci defek tů na r en tgenových sn ímcích 
ř a d y kovových ob j ek tů . Jako cestu k řešení p r o b l é m u zvol i l i de t ekčn í algoritmus Mask R-
C N N [ ]. O b r á z e k p ř e v z a t z [14]. 

M . Ferguson a spol. [ ] ve své prác i řeší detekci defek tů na r en tgenových sn ímcích 
kovových v ý r o b k ů (p ř ík lad zpracovávaných dat je na o b r á z k u 4.3). K u v e d e n é m u úkolu se 
postavil i jako k d e t e k č n í m u p r o b l é m u . Použi l i jeden z de tekčn ích a lgo r i tmů , k o n k r é t n ě Mask 
R - C N N . Nedostatek dat v jeho p ř í p a d ě kompenzoval technikou transfer learning, kdy váhy 
extraktoru p ř í z n a k ů (backbonu) nejprve inicial izovali t r é n i n k e m na datasetu ImageNet [11], 
nás l edně Mask R - C N N model t rénoval i na d e t e k č n í m datasetu C O C O [32]. Teprve takto 
p ř e d t r é n o v a n ý model aplikovali a t rénoval i na jejich d o m é n ě dat. A u t o ř i dosáhl i pozoru
h o d n é h o výs ledku 0,950 př i I oU 0,5. V publ ikaci je t a k t é ž ča s to p o u k a z o v á n o na fakt, že 
velikost datasetu m á naprosto m a r g i n á l n í v l i v na v ý k o n n o s t tohoto řešení . 

Au to ř i R . R e n a spol. [ ] se vyda l i cestou vy tvo řen í j e d n o d u c h é konvoluční s í tě , kterou 
t rénoval i na a n o t o v a n ý c h výřezech datasetu. P ro k a ž d ý výřez regressovali p r a v d ě p o d o b 
nos tn í hodnotu, zda se j e d n á o výřez obsahuj íc í defekt. V čase inference takovouto n a t r é n o 
vanou síť konvolučně aplikovali na celý ob rázek a získali tak s éman t i ckou mapu predikuj íc í 
výsky t defektu. 

Ačkoliv p ř í m o ne j edná o detekci defek tů př i v ý r o b n í m procesu, S. Mar ino [38] řeší au
tomatickou v izuá ln í kontrolu kval i ty brambor. V p r v n í fázi by la pro tuto apl ikaci p o u ž i t a 
konvoluční n e u r o n o v á síť a tou brambor klasifikován do někol ika t ř í d reprezentu j íc í stav 
bramboru (normáln í , zelenající , obsahuj íc í če rné skvrny atd.). V d r u h é fázi bylo t ř e b a urč i t 
rozsah poškození r ep rezen tovaný hrubou séman t i ckou mapou. Obraz b y l rozdě len do vý
řezů, na k t e r ý c h by l n a t r é n o v á n a u t o e n k o d é r . M o d e l a u t o e n k o d é r u b y l ná s l edně použ i t pro 
extrakci p ř í z n a k ů a ty byly nás l edně klasifikovány S V M . Takto byla z í skána h r u b á s é m a n 
t ická informace pro k a ž d ý z vý řezů a na zák l adě toho odvozen rozsah poškození bramboru. 
P ř í s t u p je zobrazen na o b r á z k u 4.4. 
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O b r á z e k 4.4: N a o b r á z k u je z n á z o r n ě n a architektura s y s t é m u pro kontrolu kval i ty brambor. 
V p r v n í fázi je k a ž d ý jeden brambor klasifikován neuronovou sí t í do t ř í d odpov ída j í v a d á m . 
V d r u h é fázi je ob rázek bramboru rozdě len do menš ích vý řezů a k a ž d ý tento výřez je 
klasifikován. V d r u h é fázi je tak z í skána přesnějš í informace o rozsahu škody. O b r á z e k 
p ř evza t z [38]. 
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Kapitola 5 

Detekce defektů při výrobním 
procesu plastových karet 

V t é t o kapitole se z a m ě ř í m na prakt ickou apl ikaci z í skaných p o z n a t k ů , a to př i detekci 
defektů př i v ý r o b ě p la s tových karet. J e d n á se o kar ty typu o b č a n s k é h o nebo ř id ičského 
p r ů k a z u , p l a t e b n í kar ty nebo vě rnos tn í karty o b c h o d n í c h ře tězců , tedy plastikovou kar tu 
l ibovolného pot isku o velikosti 85, 60 x 53, 98mm. 

Ve v ý r o b n í m procesu je nejprve na spo lečný p lá t v y t i š t ě n a z á k l a d n í textura kar ty (po
zad í ) . K a ž d á jedna k a r t i č k a je z tohoto výchoz ího p l á t u nás l edně vy řezána . D o ka r t i čky 
jsou pak dá le p ř i d á v á n y r ů z n é varianty b e z p e č n o s t n í c h p r v k ů nebo embosován í . Dalš í mož
nos t í kustomizace je n a p ř í k l a d vypá len í j m é n a b u d o u c í h o majitele nebo p o d o b n é specifické 
informace. P ř í k l a d mnoha variant t a k o v ý c h t o ka r t i ček je na o b r á z k u 5.2. 

P ř i u v e d e n é m procesu se m n o h o k r á t stane, že v ý s t u p n í produkt nesp lňuje p o ž a d a v k y 
na v ý s t u p n í kval i tu . Z á v a d a se m ů ž e projevit v jakékol iv fázi výroby. P ř í k l a d e m m ů ž e bý t 
chybně v y t i š t ě n é pozad í , chyběj ící nebo š p a t n ě lokal izované b e z p e č n o s t n í p rvky nebo kon
taminace ka r t i čky neč i s to tou . P ř í k l a d y defek tů je na o b r á z k u 5.1. Nevyhnutelnou součás t í 
v ý r o b n í h o procesu je tedy finální kontrola kval i ty ka r t i ček . T a je však a k t u á l n ě p r o v á d ě n a 
m a n u á l n ě l i d ským o p e r á t o r e m , což je značně časově n á r o č n é a taky d r a h é . 

Cí lem m é p r á c e je minimalizace l idského úsilí p ř i t é t o kontrole kval i ty a vy tvo řen í algo
r i tmu, k t e r ý tuto č innos t zv l ádne automaticky. V t é t o prác i se z a m ě ř í m na detekci defek tů 
způsobených k o n t a m i n a c í prachovou část ic í nebo vlasem. 

P o ž a d a v k y na p rác i a lgori tmu jsou tedy následuj íc í . Vs tupem bude d ig i tá ln í k a m e r o v ý 
sn ímek ka r t i čky s garantovanou kval i tou sn ímán í . Zabezpečen í sn ímac ího a p a r á t u nen í p řed
m ě t e m t é t o p ráce . 

K a ž d ý kus bude zp racován o k a m ž i t ě p ř í m o po o p u š t ě n í výroby. Doba na p r á c e algo
r i tmu by n e m ě l a p řek roč i t dobu p r á c e l idského o p e r á t o r a . I d e á l n í m cí lem je však zpracovat 
3000 ka r t i ček za minutu , tedy př ib l ižně 800 mil isekund na jednu ka r t i čku , což pro dnešn í 
algori tmy nen í nedosaž i t e lný cíl. 

N a hardware neexis tu j í ž á d n é specifické omezení . Jel ikož bude algoritmus založen na 
použ i t í n e u r o n o v ý c h sít í , p ř e d p o k l á d á se využ i t í G P U . Algor i tmus bude s p u š t ě n loká lně na 
pracoviš t i . 

Výrobce produkuje velké m n o ž s t v í t y p ů , p ř i čemž k a ž d ý z t ě c h t o t y p ů m á rozdí lné po
ž a d a v k y na v ý s t u p n í kontrolu kvality. N a p ř í k l a d vě rnos tn í k a r t i č k a pro supermarket m á 
menš í d ů r a z na ú roveň v ý s t u p n í kval i ty v p o r o v n á n í s o b č a n s k ý m nebo ř id i č ským p r ů k a -
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O b r á z e k 5.1: N a o b r á z k u je u k á z á n a ř a d a p las t ikových kar t i ček , kde k a ž d á obsahuje vadu 
vznik lou př i její v ý r o b ě . J e d n á se v ne jčas tě j š ím p ř í p a d ě o kontaminaci p r a c h o v ý m i čás t i 
cemi nebo vl isovaná v l ákna . Defekty jsou ča s to velice m a l é a nezře te lné . 

zem, kde je tolerance vad naprosto m i n i m á l n í . Algor i tmus by tedy mě l disponovat jakousi 
m ě k k o u rozhodovac í h ran ic í v závis lost i na závažnos t i vady, kterou si už iva te l urč í podle 
svých p o t ř e b . Nejdůlež i tě j š ím v ý s t u p e m pro danou k a r t i č k u je informace, zda se na ní na
chází ně j aká vada. Lokace vady a její p ř í p a d n á segmentace nen í v tomto p ř í p a d ě s těžejní , 
n i cméně by se jednalo o p ř í j emný benefit řešení . 

5.1 Př íprava dat 

D a t a jsem měl k dispozici v p o d o b ě mnoha fyzických p la s tových ka r t i ček někol ika t y p ů , 
jak je u k á z á n o na obrázc ích 5.2 a 5.1. O d k a ž d é h o typu ka r t i čky bylo k dispozici př ib l ižně 
200 kusů . 

P ro svou p rác i jsem si zvol i l k a r t i č k u simulující vzorek o b č a n s k é h o p r ů k a z u , k o n k r é t n ě 
její p ř e d n í stranu (obrázek 5.1). Tento typ jsem zvol i l proto, že jde o nej komplexnějš í 
ka r t i čku , kterou jsem dostal k dispozici . P o z a d í t é t o ka r t i čky je ze všech t y p ů ne jméně 
uni formní , obsahuje velké m n o ž s t v í p r o m ě n l i v ý c h t v a r ů , opakuj íc ích se vzorů , mikro t e x t ů 
a b e z p e č n o s t n í c h p r v k ů . P ř e d p o k l á d á m , že pokud d o k á ž u úkol řeši t na takto složi té ka r t i čce , 
o s t a t n í j e d n o d u š š í ka r t i čky by měly bý t n a v r h n u t ý m p ř í s t u p e m bez ob t íž í z v l á d n u t e l n é . Z 
t é t o t ř í d y m á m k dispozici celkem 217 kusů . 

S k e n o v á n í . V p r v n í m kroku bylo n u t n é p řevéz t fyzické kar ty do d ig i tá ln í podoby jako 
na o b r á z k u 5.2. K tomu poslouži l b ě ž n ý kance l á ř ský skener a karty byly p řevedeny do 
t ř í kaná lového b a r e v n é h o obrazu o rozl išení 2040 x 1278 pixelů. 
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O b r á z e k 5.2: P ř í k l a d různých t y p ů v y r á b ě n ý c h karet a t a k é f o r m á t u v s t u p n í c h dat. Z dů
vodu d o s t a t e č n é h o p o č t u k u s ů a největš í komplexnosti p o z a d í jsem se rozhodl svůj p ř í s t u p 
otestovat ka r t i čce vlevo n a h o ř e . J e d n á se o p ř e d n í stranu ukázkové ka r t i čky o b č a n s k é h o 
p r ů k a z u . 
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R E P U B LIC OF í E R R A IN C O £tl i TA 
I D E N T I T Y C A R D 

O b r á z e k 5.3: Součás t í p ř edzp racován í dat bylo z a r o v n á n í všech ka r t i ček vůči spo l ečnému 
vzoru a nás l edně s p o č í t á n a s t ř e d n í hodnota pro k a ž d ý pixel . O d k a ž d é ka r t i čky byla ná
s ledně s t ř e d n í hodnota o d e č t e n a . T í m t o jsem zvýrazn i l p ř í p a d n é a n o m á l i e . N a levém ob
r á z k u je p ů v o d n í ka r t i čka , na p ravé s t r a n ě je po tom k a r t i č k a s o d e č t e n o u s t ř e d n í hodnotou. 

Z a r o v n á n í . D a l š í m krokem v p ř edzp racován í dat bylo p řeveden í dat do spo lečné norma
lizované polohy. Cí lem bylo z ískat ka r t i čky z a r o v n a n é na sebe, což u s n a d n í dalš í operace 
nad daty jako n a p ř í k l a d s p o č í t á n í p r ů m ě r n é h o obrazu kar t ičky . Z a r o v n a n í bylo dosaženo 
ex t rakc í za j ímavých b o d ů O R B [ ], na l ezen ím homografie vůči zvo lenému cí lovému obrazu 
a ap l ikac í z í skané transformace. 

P o ř í z e n í s t ř e d n í h o obrazu. P r o dalš í u s n a d n ě n í v ý p o č t u a p r á c e s daty jsem v y p o č í t a l 
s t ř edn í hodnotu o b r á z k u pro celý dataset. Tento s t ř e d n í ob rázek jsem použi l pro normalizaci 
celého datasetu. Výs ledná s t ř e d n í hodnota je na o b r á z k u 5.4. 

Dalš í p ř í j e m n o u v l a s t n o s t í v y p o č í t a n é p r ů m ě r n é ka r t i čky je, že obsah defek tů v ní by l 
min imal izován . O d e č t e n í m s t ř e d n í ka r t i čky tedy z í skáme více v id i te lné defekty a anomá l i e , 
jako je u k á z á n o na o b r á z k u 5.3 

Tento fakt m i sub j ek t i vně pomohl př i anotaci dat, kdy jsem nejdř íve dataset anotoval v 
jeho p ů v o d n í m f o r m á t u . N á s l e d n ě jsem mě l k dispozici o b r á z k y s o d e č t e n o u hodnotou, kde 
byly defekty v ý r a z n ě vidi te lnějš í a poda ř i l o se m i výs l ednou anotaci j e š t ě více zkval i tni t . 

Anotace dat je neod luč i t e lnou součás t í p ř í p r a v y dat pro ú lohu tohoto typu. Ano tac i jsem 
vyhotovi l v p o d o b ě b i n á r n í c h masek, a to pro k a ž d o u instanci zvlášť. K a ž d ý defekt m á tedy 
v la s tn í anotaci. 

Ano tac i jsem provedl p o m o c í n á s t r o j e C O C O A n n o t a t o r 1 . J e d n á se o webově za ložená 
aplikace pro anotaci d a t a s e t ů pro lokal izaci a detekci ob j ek tů . A n o t a č n í n á s t r o j jako výchozí 
m o ž n o s t podporuje export do C O C O f o r m á t u a n o t a c í 2 . 

T í m t o z p ů s o b e m jsem anotoval všech 217 o b r á z k ů . Celkově bylo a n o t o v á n o 3964 ins t anc í 
vad, tedy 18, 26 vad na jeden obrázek . P ř í k l a d f o r m á t u anotace a a n o t o v a n ý c h defek tů je 
na o b r á z k u 5.5. 

P r ů m ě r n á plocha j e d n é instance anotace byla 179 pixelů . To je k kontextu celého obrazu 
o rozlišení 2040 x 1278 pouze 0, 0068 % plochy obrazu, což nen í mnoho. 

Anotace obsahuje velké m n o ž s t v í k ra jn ích p ř í p a d ů , kdy jsem si s á m nebyl j istý, zda se 
j e d n á o vadu a nebo ne. P ř i s t u p o v a l jsem k anotaci co m o ž n á nejpř ísněj i . Jako vady jsou 
tedy označené i m i n i m á l n ě v id i te lné instance. 

1 C O C O Annotator. 2019. URL: https://github.com/jsbroks/coco-annotator  
2 C O C O Dataset, Data Formát. URL: http://cocodataset.Org/#format-data 
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R E P U B LIC Of TERRA IH(OGKITft 
I D E N T I T Y C A R D 

O b r á z e k 5.4: Z celého datasetu jsem pro k a ž d ý pixel spoč í t a l s t ř e d n í hodnotu, kterou zob
razuje tento obrázek . 

B i n á r n í masky jsem z d ů v o d u u s p o ř e n í p a m ě t i u k l á d a l jako ř ídké matice, a to pouze 
sou řadn ice pixelů , kde jejich hodnota nebyla nulová. Dalš í p o m o c n é s t ruktury jsem uložil 
jako tabulku do souboru h5. 

R o z d ě l e n í na t r é n o v a c í a t e s t o v a c í m n o ž i n u . A n o t o v a n á data jsem nás l edně rozděli l 
do t rénovac í a tes tovac í p o d m n o ž i n y o p o č t u 165, respektive 46. Dalš ích 6 s o u b o r ů jsem z 
datasetu vyřad i l kvůl i n e d o s t a t e č n é kval i tě nebo da l š ímu poškození ( nap ř ík l ad poškození 
z p ů s o b e n é o z n a č e n í m fixem). 
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O b r á z e k 5.5: F i n á l n í anotace vad k a r t i čky v p o d o b ě b i n á r n í masky. V levém sloupci se 
nacház í výřez zdro jového o b r á z k u s defekty. V p r a v é m sloupci se pak nacház í koresponduj íc í 
výřez s b i n á r n í a n o t a c í . Z a p o v š i m n u t í t a k é s to j í komplexnost p o z a d í a š p a t n á viditelnost 
h l edaných vad. P r ů m ě r n ý p o č e t a n o t o v a n ý c h i n s t anc í vad na jednu k a r t i č k u by l 18, 26. 
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5.2 Návrh řešení 

V p ř í p a d ě h l edán í vad na p las t ikové ka r t i čce se jedna o složitý p r o b l é m . N a ploše ka r t i čky 
o rozlišení 2040 x 1278, h l e d á m e objekty s p r ů m ě r n o u plochou 179 pixelů . P o z a d í ka r t i čky 
je z n a č n ě var iab i ln í a obsahuje velké m n o ž s t v í barev, pe r iod ických struktur a m i k r o t e x t ů . 
H l e d a n é vady t a k t é ž nejsou na p r v n í pohled z ře te lně v id i te lné . P ř í k l a d y vad jsou pro lepší 
p ř e d s t a v u na o b r á z k u 5.5. 

H l e d á m e tedy algoritmus, k t e r ý je schopen detekovat m i n i a t u r n í š p a t n ě v id i te lné vady 
re l a t ivně k velké ploše kar t ičky . Zároveň by pro výs ledné řešení bylo benefitem, kdyby 
v ý s t u p e m algori tmu byla i segmentace a poloha vady. Dalš í výzvou v t é t o úloze je r e l a t ivně 
m a l á velikost d o s t u p n é d a t o v é sady. K dispozici pro t r é n i n k m á m pouze 165 ob rázků . 

P r v n í m p ř í s t u p e m k řešení p r o b l é m u jsem použi l znalosti detekce anomál i í , neboli out-
lierů, a pokusi l jsem se aplikovat klasické p ř í s tupy . Využij jsem t a k é faktu, že m á m všechna 
data na sebe z a r o v n a n á . Z k a ž d é j e d n é ka r t i čky jsem na s t e jném m í s t ě vyřeza l č tverco
vou čás t obrazu. Z t é t o čás t i jsem nás l edně vyextrahoval p ř í znakové vektory. Zkoušel jsem 
n a p ř í k l a d histogramy g r a d i e n t ů H O G [ ] nebo p ř e d t r é n o v a n o u neuronovou síť B V L C Go-
ogleNet 3 [60]. Myš lenkou tohoto p ř í s t u p u je, že pokud je p o z a d í mezi výřezy m i n i m á l n ě 
var iabi ln í , m ě l a by se p ř í t o m n o s t vady d á t mezi p ř í z n a k o v ý m i vektory odhali t . Touto me
todou se m i však n e p o d a ř i l o docí l i t u spoko j ivých výs ledků , proto se j í v t é t o p rác i nebudu 
dá le věnovat . 

M a s k R - C N N . P o zkušenos t i s p r v o t n í m p ř í s t u p e m , jsem se rozhodl změn i t p ř í s t u p k 
h ledán í řešení . V pos ledn ích letech neurosíťové de t ekčn í algori tmy zaznamenaly veliký posun 
v p ř e d . K o n k r é t n ě jsem se rozhodl pro použ i t í rodiny de tekčn ích a lg o r i tmů R - C N N [ ], Fast 
R - C N N [ ], Faster R - C N N [51] a n e d á v n o p ř e d s t a v e n o u iteraci tohoto p ř í s t u p u Mask R-
C N N [19]. 

Dalš í variantou př i v ý b ě r u de t ekčn ího neuros íťového algori tmu byla p o d m n o ž i n a jedno
fázových a l g o r i t m ů typu Y O L O [47, 48, 49], S S D [33], Ret inaNet [31] a dalš í . Tato skupina 
se vyznaču je p ř e d e v š í m rychlos t í v ý p o č t u a je tak ča s to v y u ž í v a n á jako detektor o b j e k t ů ve 
videu. P r o mou apl ikaci by však rychlost Mask R - C N N mě la bý t naprosto d o s t a t e č n á . D a l 
š ím benefitem Mask R - C N N p o t e n c i o n á l n ě vyšší p ře snos t a nav íc v ý s t u p k r o m ě s a m o t n ý c h 
de tekcí obsahuje i s e g m e n t a č n í pixelovou mapu. Navíc p ř í s t u p y typu Y O L O ma j í p r o b l é m y 
s velmi m a l ý m i objekty. V m é m p ř í p a d ě defekty zauj ímaj í n a p r o s t é m i n i m u m plochy celé 
kar t ičky. 

Pro vyřešen í detekce defek tů na p las t ikové ka r t i čce jsem se rozhodl použ í t algoritmus 
Mask R - C N N , k o n k r é t n ě jeho publikovanou implementaci od firmy Mat terpor t [2]. 

P o t e n c i o n á l n í rizika. Zvolení Mask R - C N N j a k o ž t o neuros íťového de t ekčn ího algori tmu 
pro řešení m é h o p r o b l é m u s sebou nese p o t e n c i o n á l n í r iz ika . Největš í obavu m á m z nedo
s t a t e č n ě velké t rénovac í sady, kdy m á m k dispozici jen 165 o b r á z k ů pro t r én ink . 

Riz iko n e d o s t a t e č n ě velké t r énovac í sady by mohlo bý t r edukováno použ i t í již p ř e d t r é 
novanou neuronovou sí t í na j i n é m p r o b l é m u a p o u ž í t t a k z v a n ý transfer learning. P o u ž i t ý 
model m á k dispozici n a t r é n o v a n é váhy na C O C O datasetu [32], ze k t e rých budu vycháze t 
a použi j i je pro inicial izaci modelu. 

3Caffe Models, B V L C GoogleNet. URL: https://github.com/BVLC/caffe/tree/master/models/  
bvlc_googlenet 
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Dalš í obavu m á m n e d o s t a t e č n é velikosti h l edaných o b j e k t ů r e l a t ivně k velikosti ob rázku . 
Nejsem schopen odhadnout, zda na t a k o v é m t o p r o b l é m u bude de t ekčn í algoritmus Mask 
R - C N N schopen fungovat. Zároveň plánuj i p o u ž í t model , k t e r ý b y l p ř e d t r é n o v á n na C O C O 
datasetu, což je dosti odl išný p r o b l é m od m é h o . V m ý c h experimentech proto vyzkouš ím 
jak t r énován í pouze čás t i heads s k o n s t a n t n í m i vahami backbonu (extraktoru p ř í z n a k ů ) , 
tak t r é n i n k celé s í tě vče tně backbonu. 

P o u ž i t é technologie. P r o realizaci a lgori tmu jsem použi l p rog ramovac í jazyk P y t h o n 
společně s knihovnami pro neu ronové s í tě Keras a Tensorflow t a k é s n á s t r o j e m pro v izual i -
zaci logovaných z á z n a m ů o t r é n i n k u Tensorboard. Por tab i l i tu řešení jsem zajist i l v y t v o ř e n í m 
běhového p r o s t ř e d í v Dockeru. P ro p rác i s daty jsem použ íva l p řevážně knihovnu Pandas, 
N u m P y a O p e n C V v p ř í p a d ě ob razových dat. D a t a jsem nás l edně u k l á d a l do f o r m á t u H 5 . 
P ro v y h o d n o c e n í jsem použi l knihovnu Sciki t -Learn. 

5.3 Konfigurace Mask R - C N N 

V t é t o sekci pop í šu , j a k ý m z p ů s o b e m jsem zvol i l konfiguraci modelu Mask R - C N N pro 
dosažení co m o ž n á nej lepších výs ledků . 

R o z l i š e n í v s t u p n í c h dat. Jel ikož jsou všechny m é v s t u p n í data ve s t e j ném rozlišení, nen í 
t ř e b a u nich p rovádě t ž á d n é škálování . Z d ů v o d u zachování co nejvyšš í m o ž n é p řesnos t i jsem 
zvol i l zachovat m a x i m á l n í d o s t u p n é rozlišení . Jednou z p o d m í n e k použ i t é implementace 
bylo uvés t data do č tvercového tvaru. D a t a jsem tedy na jejich delší s t r a n ě doplni l č e rnými 
pixely na finální velikost 2048 x 2048. 

N a s t a v e n í R P N . P r o t r é n i n k R P N jsem použi l anchory o velikostech [16; 32; 64; 96; 128] 
a p o m ě r e c h stran [0,5; 1;2]. Velikost a n c h o r ů vůč i ce lému o b r á z k u je na o b r á z k u 5.6. A n 
chory o t é t o velikosti jsem tvoř i l se s tr idem 1. P r o t r é n i n k R P N je takto v y b r á n o 256 
a n c h o r ů na obrázek . V da l š ím kroku je j ich 200 p o u ž i t o pro t r é n i n k dalš ích s t u p ň ů s í tě . 
T ě m i jsou regressor bounding boxu, klasif ikátor t ř í d y detekce a segmentace masky. D a t a 
pro tyto s t u p n ě jsou zvolena tak, aby p o č e t poz i t ivn ích a n c h o r ů b y l 33%. Po R P N je apl i
kováno non-maximum suppression ( N M S ) pro intersection over union (IoU) větš í než 0,7. 

Dá le jsem použi l learning rate 0,001. Kvůli velikosti v s t u p n í c h o b r á z k ů jsem b y l schopen 
t r é n o v a t s velikostí batche jednoho o b r á z k u na G P U . T rén ink p r o b í h a l na grafických k a r t á c h 
N v i d i a G T X T I T A N X s p a m ě t í 1 2 G B . 

V s t u p n í data. P r o n a č í t á n í dat do s í tě jsem vytvoř i l t ř í d u k tomu u rčenou . Tato t ř í d a 
pro m a x i m á l n í rychlost ud ržu je anotace datasetu a p o m o c n é s t ruktury v o p e r a č n í p a m ě t i 
pro celou dobu b ě h u . P r o k a ž d o u iteraci je n a č t e n ob rázek z datasetu. K tomuto o b r á z k u je 
pro k a ž d o u instanci anotace v y t v o ř e n a b i n á r n í maska s p ř í s lušnou t ř í dou . V ý s t u p e m t ř í d y 
je tedy obrázek , list masek o délce koresponduj íc í s p o č t e m in s t anc í vad a t a k é list t ř í d 
s h o d n é délky. 
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O b r á z e k 5.6: P ř í k l a d velikosti a n c h o r ů vůči ce lému ob rázku . 

5.4 Trénink na reálných datech 

Následuj íc ím krokem bylo s p u š t ě n í s a m o t n é h o t r é n i n k u na t r énovac í m n o ž i n ě reá lných dat. 
C h y b o v á funkce modelu vykazovala na t rénovac ích datech klesající tendenci. N a val idačních 
datech (neobsazených v t r énovac í sadě) v šak j iž od z a č á t k u stoupala, což se s pokraču j í c ím 
t r é n i n k e m jen zhoršovalo . M o d e l se tedy d o k á z a l na t rénovac ích datech uči t a minimalizovat 
chybu, ale n e d o k á z a l n á s l e d n ě general izovať na datech doposud nev iděných . Vykazoval tedy 
z n á m k y p řeučen í (overfittingu). Výsledek t r én inkových chybových funkcí je na grafech na 
o b r á z k u 5.7. 

Po t enc ioná ln í r iziko n e d o s t a t e č n é h o m n o ž s t v í dat se tedy ukáza lo jako r e á l n ý m pro
b l é m e m a model nebyl schopen se d o s t a t e č n ě d o b ř e n a t r é n o v a t . Ř e š e n í m by mohlo bý t 
omezení kapacity modelu a jeho regularizace. N i c m é n ě jsem použi l j iž existuj ící model a 
chci se vyvarovat jeho editaci. 

Dalš í cestou by mohlo bý t p ř í m é řešení p r o b l é m u n e d o s t a t e č n é velikosti d a t o v é sady 
a tedy její rozší ření . K tomuto účelu se používaj í techniky augmentace, kdy jsou v s t u p n í 
data n á h o d n ě t r a n s f o r m o v á n a . M e z i t akové to transformace p a t ř í n a p ř í k l a d ořez na n á h o d n é 
poloze, p ř e v r á c e n í obrazu v ho r i zon tá ln í nebo ve r t iká ln í ose, p ř i d á v á n í m š u m u , rotace a 
mnoho dalších. 

J á jsem zvol i l podobnou cestu, a to augmentaci dat p o m o c í jejich generování a nás l edný 
t r é n i n k modelu na syn t e t i ckém datasetu. 
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O b r á z e k 5.7: O b r á z e k ukazuje t r én inkovou chybovou funkci (a) a va l idační chybovou funkci 
(b) t r é n i n k u na reá lných datech. T rén ink vykazuje z n á m k y p řeučen í , kdy modelu klesá chy
bovost na t rénovac ích datech, ale z t r ác í schopnost generalizace na datech mimo t r én inkovou 
sadu. N a svislé ose je hodnota chybové funkce, na vodorovné je pak čas v h o d i n á c h . 

5.5 Augmentace dat 

V předchoz í kapitole jsem ukáza l , že zvolený model m á p r o b l é m n a t r é n o v a t se na d a n é 
t r én inkové d a t o v é sadě a zároveň general izovať. Z toho d ů v o d u jsem zvol i l da l š ím postup 
p ráce v p o d o b ě augmentace d a t o v é sady, k o n k r é t n ě její rozší ření o syn te t i cké defekty. 

Vycház ím z p ř e d p o k l a d u , že v d o m é n ě m é h o úkolu vzn iká u z a v ř e n á m n o ž i n a defektů . 
M á m t í m na mysl i , že p rachové čás t ice a vláskové čás t ice opakuj íc í se na ka r t i čkách se s 
u rč i tou var iací s t á le opakuj í . P o k u d d o k á ž u tuto dis t r ibuci namodelovat, d o k á ž u n a t r é n o v a t 
i kva l i tn í detektor, k t e r ý snad bude general izovať i na doposud nev iděné tvary defektů . 

N á v r h . K e generování defek tů p ř i s t o u p í m tak, že v y t v o ř í m konečný p o č e t b i n á r n í c h ma
sek co nejvěrněj i napodobu j í c í dis t r ibuci reá lných defektů . P o m o c í t ě ch to masek budu ná
s ledně do p ů v o d n í c h o b r á z k ů syntetizovat defekty. N á s l e d n ě na t ě c h t o syn te t i ckých datech 
na t r énu j i model a budu studovat jeho funkčnost o p ě t na reá lných datech. 

V ý h o d o u takto vygene rovaného datasetu m ů ž e bý t fakt, že za doby jeho generování 
vol ím parametry vy tvo řen í k a ž d é j e d n é vady. T y t o informace si budu u k l á d a t a dá le je mohu 
využ í t ke s tudiu chování a v ý k o n n o s t i modelu. N a p ř í k l a d budu u k l á d a t informaci o velikosti 
defektu a in t enz i t ě b l endován í do p ů v o d n í h o o b r á z k u . Nakonec mohu s l abě v id i te lné vady 
vyfiltrovat a ověřit funkčnost modelu pouze na z ře te lných vadách . T y t o informace m i mohou 
bý t cenné př i rozhodován í o d a l š í m postupu vývoje . 

V p r v n í m kroku jsem tedy vy tvoř i l 90 masek imituj íc ích r eá lné defekty. K vy tvo řen í 
t é t o sady jsem využi l n á s t r o j G I M P 1 . M a s k y jsou v y t v o ř e n y pouze s j e d n í m k a n á l e m . 
P o d m n o ž i n a t ěch to masek je u k á z á n a na o b r á z k u 5.8. 

Nás l edně jsem tyto masky s r ů z n ý m i parametry vk l áda l do p ů v o d n í c h o b r á z k ů . T y t o 
parametry a jejich hodnoty jsou p o p s á n y v tabulce 5.1. K a ž d á jedna augmentace defektu 
byla j e š t ě nav íc p o d m í n ě n a p r a v d ě p o d o b n o s t í a provedena jen v 90 % p ř í p a d ů . T y t o defekty 
jsem v k l á d a l un i fo rmě po celé ploše o b r á z k u . Ce lkem jsem do jednoho o b r á z k u vložil 30 až 
50 j edno t l i vých defektů . 

P o r o v n á n í syn te t i ckých a reá lných defek tů je na o b r á z k u 5.9. S u b j e k t i v n ě se touto me
todou p o d a ř i l o vě rně napodobit vzhled defektů . 

4 G N U Image Manipulation Program, GIMP 2.10.10, URL: https://www.gimp.org/, 1997-2019 
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O b r á z e k 5.8: Trénovací sadu jsem rozšíři l p ř i d á v á n í m u m ě l ý c h defektů . O b r á z e k zobrazuje 
j edno t l ivé masky, ze k t e r ý c h byly defekty v o b r á z k u synte t izovány. P r v n í dva o b r á z k y mo
delují vlasové vady, z a t í m c o dalš í t ř i masky b o d o v é p rachové čás t ice . Celkově jsem vytvoř i l 
90 t a k o v ý c h t o masek. 

Typ augmentace defektu Parametry augmentace (hranice uniformního rozdělení paramet rů) 
Rotace (-180, 180) 
Gaussovo rozostření kernel_size = (3, 7), sigma = (1, 5) 
Gaussův šum mean = 0,0, std = 0,013 
Měřítko (0,4; 1,0) 
Síla blendingu (0,1; 0,4) 
Tř ída defektu 50:50 pro dvě t ř ídy (bodová částice, vlasový defekt) 

Tabulka 5.1: V tabulce je uveden seznam j edno t l i vých t r ans fo rmac í použ i tých př i t v o r b ě 
falešných defektů . K a ž d á tato transformace mě la vol i te lné parametry. T y t o parametry byly 
př i t v o r b ě datasetu n á h o d n ě v y b í r á n y s u n i f o r m n í m rozdělení p r a v d ě p o d o b n o s t i . 

P o t e n c i o n á l n í rizika t é t o metody mohou z p ů s o b e n a n e ú p l n ý m p o k r y t í m distribuce re
álných vad. Jak lze v idě t na o b r á z k u 5.9, touto metodou jsem nebyl schopen imitovat 
defekty využívaj íc í celé R G B spektrum a disponuj íc í j a k ý m s i d u h o v ý m efektem. N a tyto 
reá lné vady se z a m ě ř í m př i v y h o d n o c e n í modelu a jsem zvědavý na jeho funkčnost v t ě c h t o 
p ř ípadech . 

Tvorba d a t a s e t ů . P ř i p ů v o d n í p ř í p r avě dat jsem vy tvoř i l dvě množiny . R e á l n o u t r éno 
vací a r eá lnou tes tovac í množ inu . 

P ř i t v o r b ě syn te t i ckého datasetu jsem na tyhle dvě m n o ž i n y o b r á z k ů naváza l . Výs tu 
pem byly celkově t ř i datasety: reá lný tes tovací , syn te t i cký tes tovac í a syn te t i cký t rénovac í 
dataset. T y t o datasety byly v y t v o ř e n y nás ledovně . 

R e á l n ý t e s t o v a c í dataset je s h o d n ý s datasetem p o p s a n ý m dř íve . Sk ládá se tedy ze 46 
o b r á z k ů obsahuj íc í pouze reá lné vady. 

S y n t e t i c k ý t e s t o v a c í dataset by l v y t v o ř e n na zák ladě r eá lného t es tovac ího datasetu. 
T y t o o b r á z k y byly rozš i řovány o synte t ické vady. Celkový p o č e t o b r á z k ů v tomto 
datasetu je 1000. Dataset nav íc obsahuje meta informace o parametrech vad pro 
p ř í p a d n é dalš í t e s tován í algori tmu. 

S y n t e t i c k ý t r é n o v a c í dataset je za ložen na 165 reá lných obrázc ích . T y t o o b r á z k y byly 
opě t rozš í řeny o syn te t i cké vady, až do celkového p o č t u 20 000 ob rázků . 
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O b r á z e k 5.9: Trénovací sadu jsem rozšíři l p ř i d á v á n í m u m ě l ý c h defektů . V r á m c i rozší ření 
da tové sady jsem se snaži l co m o ž n á nejvěrněj i napodobit reá lné vady. V p r v n í ř a d ě jsou 
u k á z á n y o b r á z k y obsahuj íc í umě le v y t v o ř e n é defekty. D r u h á ř a d a ukazuje p ů v o d n í reá lné 
defekty. V t ř e t í ř a d ě jsou opě t r eá lné defekty. J e d n á se n i c m é n ě o mou p ř e d s t a v e n o u tech
nikou těžce n a p o d o b i t e l n é defekty z d ů v o d u jejich p roměn l ivé barevnosti. Tento nedostatek 
bude ad re sován př i n a s t a v e n í v s t u p n í c h dat modelu. 

5.6 Trénink na syntet ických datech 

Z d ů v o d u v y h n u t í se p ř e u č e n í jsem se vyda l cestou augmentace dat. Pokus i l jsem se namo
delovat dis t r ibuci vad nacházej íc ích se na ka r t i čkách a tyto defekty synteticky v y t v á ř e t a 
v k l á d a t do p ů v o d n í c h o b r á z k ů ka r t i ček . T a k o v ý m t o postupem jsem dosáh l vy tvo řen í data-
setu o velikosti 20 t isíc o b r á z k ů . N a datasetu v tomto kroku provedu t r é n i n k modelu. 

Zároveň na zák ladě n a b y t é znalosti o vzhledu vad navrhnu více variant modelu. Vlas t 
nosti nav ržených m o d e l ů a jejich t r é n i n k pop í šu v t é t o sekci. 

Konfigurace j e d n o t l i v ý c h t r é n i n k ů . N a zák l adě znalosti vzhledu vad jsem navrhl více 
konfigurací modelu Mask R - C N N . 

R G B model je s h o d n ý s dř íve p o p s a n ý m modelem p o u ž i t ý m pro t r é n i n k pouze na reál
ných datech. Vs tupem je t a k t é ž obrázek ka r t i čky s o d e č t e n ý m p r ů m ě r n ý m o b r á z k e m . 

R G B backbone model vycház í z R G B modelu. J e d i n ý m rozd í l em je o d e m č e n í vah bac-
kbonu př i t r é n i n k u s í tě . P ů v o d n í váhy byly t r é n o v á n y na C O C O datasetu. O d tohoto 
r o z h o d n u t í si slibuji , že se p o d a ř í n a t r é n o v a t extraktor p ř í z n a k ů specifičtější pro mou 
d o m é n u dat, k t e r á se od C O C O datasetu liší. 

S t r é n i n k e m větš í čás t i s í tě se zá roveň zvýšily paměťové n á r o k y modelu. T e n t o k r á t 
již p ř i 1 2 G B p a m ě t i nemohu t r é n o v a t na ce lém o b r á z k u . M o ž n ý m řešen ím je snížit 
rozlišení nebo t r énova t na výřezech o b r á z k u . Z d ů v o d u zachování kompat ib i l i ty s 
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o s t a t n í m i modely jsem se rozhodl pro zachování rozl išení a t r é n i n k u na výřezech o 
poloviční velikosti hrany ob rázku , tedy č t v r t i n o v é plochy. 

G R A Y model opě t vycház í z R G B modelu. T e n t o k r á t je vs tupem do sí tě pouze černobí lý 
obrázek . T í m t o p ř í s t u p e m si slibuji r edukován í velikosti distribuce defek tů na ka r t i čce . 
K o n k r é t n ě od tohoto modelu očekávám, že bude lépe generalizovat na defekty složené 
z více b a r e v n ý c h složek, jako je u k á z á n o v pos ledn í ř a d ě na o b r á z k u 5.9. Zároveň 
se ale o b á v á m snížené p řesnos t i s r e d u k o v á n í m v s t u p n í informace. Také p o u ž í v á m 
p ř e d t r é n o v a n ý backbone t r é n o v a n ý na R G B obrázc ích , což t a k é m ů ž e p ř inés t sn íženou 
přesnos t . 

Nás l edně jsem spusti l t r é n i n k y m o d e l ů . K a ž d ý z t r é n i n k ů p r o b í h a l na jednom G P U 
N v i d i a G T X T I T A N X a t rval p ř ib l ižně 6 d n ů a po dobu 600 t is íc i te rac í . P o t é b y l t r é n i n k 
ukončen . Výs ledky t r é n i n k ů v p o d o b ě chybových funkcí jsou na o b r á z k u 5.10. Z p r ů b ě h u 
t ě c h t o funkcí se zdá , že by se p o k r a č o v á n í m t r é n i n k ů byly j e š t ě dá le minimal izovány. Avšak 
na j e š t ě delší dobu už jsem n e m ě l a lokován v ý p o č e t n í stroj. 

Z podoby chybových funkcí lze p ř e d b ě ž n ě usoudit, že model R G B backbone vykazuje 
nejlepší vlastnosti . Nejvíce v id i te lný rozdí l je v chybové funkci p a t ř í c í R P N , což se d á 
očekáva t , jelikož R P N pracuje p ř í m o nad daty z backbone, kterou jsem v tomto p ř í p a d ě 
t r énova l t aké . 
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O b r á z e k 5.10: O b r á z e k ukazuje t r én inkovou (a) a va l idační (b) chybovou funkci t r é n i n k ů 
m o d e l ů R G B (oranžová) , G R A Y (červená) a RGB-backbone ( m o d r á ) . V o d o r o v n á osa uka
zuje dobu t r é n i n k u v h o d i n á c h , svislá pak hodnotu chybové funkce. RGB-backbone model 
v p r ů m ě r u vykazuje nejlepší vlastnosti a to p ř e d e v š í m př i t r é n i n k u R P N . N a obrázc ích (c) 
a (d) se nacház í t r én inkové chybové funkce R P N . Trén inkové chybové funkce čás t i s í tě heads 
se nacház í na obrázc ích (c), (f) a (g). 

5.7 Vyhodnocení 

V ý s t u p e m t r é n i n k u jsou 3 modely. V t é t o sekci v y h o d n o t í m jejich inferenci nad r eá lnou a 
syntetickou tes tovac í sadou. P ř e s n o s t j edno t l i vých m o d e l ů p o r o v n á m . Zároveň v ú v o d u t é t o 
sekce pop í šu p o u ž i t é vyhodnocovac í metriky. N a konci pak budou u v e d e n é p ř ík l ady de tekcí 
a d i s k u t o v á n a p řesnos t a použ i t e lnos t m o d e l ů . 

M e t r i k a v y h o d n o c e n í . V t é t o p rác i budu pro m a x i m á l n í porovnatelnost výs ledků pr i 
m á r n ě nás ledova t met r iku p o u ž i t o u v soutěž ích v kategorii detekce ob j ek tů . T ě m i jsou 
C O C O (Common Objects i n Context) [í ] a s t a r š í Pascal V O C (Visua l Object Classes) [13]. 
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Pro z a č á t e k je t ř e b a definovat ř a d u n e z b y t n ý c h p o j m ů . V ý s t u p e m de t ekčn ího algori tmu 
je lokace objektu v p o d o b ě jeho m i n i m á l n í h o ohran ičen í , což je v n a š e m p ř í p a d ě bounding 
box r o v n o b ě ž n ý s o b ě m a osami ob rázku . K a ž d á detekce pak nese informaci p ř í s lušnos t i ke 
t ř í dě a skóre, k t e r é c h á p e m e jako úroveň spolehlivosti d a n é detekce. 

V ý s t u p y de t ekčn ího algori tmu jsou p o r o v n á n y s ground t ru th ( G T ) m n o ž i n o u . Tato 
m n o ž i n a je t a k t é ž def inována poziční informací v p o d o b ě bounding b o x ů a p ř í s lušnos t í ke 
t ř í d ě . V p ř í p a d ě G T je skóre informace expl ic i tně v ž d y 1,0. 

V p r v n í m kroku je n e z b y t n é pro detekce k a ž d é h o z o b r á z k ů naj í t koresponduj íc í G T 
instance. To provedeme na zák l adě p ř e k r y t í dvou bounding boxů , tedy na zák l adě hodnoty 
IoU (Intersection Over Union) definované jako 

I o U = plocha(bpred f | bgt) _ _ 

plocha(bpred\Jbgty 

kde bpre(i je p red ikovaný bounding box a bgt je bounding box p a t ř í c í G T . IoU tedy 
pro dva bounding boxy ř íká jakou plochu zau j ímá jejich společný p r ů n i k z jejich celkové 
s jednocené plochy. 

Hodnotou IoU je nastavena m i n i m á l n í a k c e p t o v a t e l n á p řesnos t detekce. Detekce je 
s p r á v n á jen tehdy, pokud se G T m á I o U větš í než p o ž a d o v a n á hodnota. V p ř í p a d ě vy
h o d n o c o v á n í m ů ž e doj í t ke č t y ř e m m o ž n ý m s c é n á ř ů m , k t e r é jsou n a z ý v á n y nás ledovně : 

S p r á v n á p o z i t i v n í detekce ( T P , True Positive): J e d n á se o s p r á v n o u detekci, k t e r á 
m á hodnotu IoU s i n s t anc í G T větš í než zvolená hranice. 

F a l e š n á p o z i t i v n í detekce (FP, F a l š e Positive): J e d n á se o detekci, k t e r á je š p a t n á . 
Tedy detekci bez d o s t a t e č n é IoU s ně jakou G T . 

F a l e š n á n e g a t i v n í detekce ( F N , F a l š e Negative): J e d n á se o p ř í p a d , kdy G T instance 
zůs t a l a bez p ř i ř azené detekce. 

S p r á v n á n e g a t i v n í detekce ( T N , True Negative): T N se typicky nepouž ívá . V kon
textu v y h o d n o c o v á n í de tekc í to t i ž existuje velké m n o ž s t v í t ě ch to p ř í p a d ů , kdy nen í 
p ř í t o m n a ani detekce a ani G T . 

Dalš ími dů lež i tými pojmy jsou precision a recall, k t e r é jsou definovány nás ledovně 

TP TP . . 
Precision = —— —— = — — — , (5.2) 

TP + FP Všechny detekce v ' 

TP TP 
Recall = —— —— = — — ——. (5.3) 

TP + FN Všechny G T v ' 

Reca l l tedy u d á v á schopnost modelu detekovat všechny G T entity. Precis ion zase ř íká , kolik 
t ě c h t o de t ekovaných entit bylo sp rávných . 

Vodnou metr ikou pro p o p s á n í p ře snos t i a celkového chování de t ekčn ího algori tmu je pre
cision x recall k ř ivka . J e d n á se o d v o u r o z m ě r n ý graf, kde je pro p roměn l ivou hranici skóre 
vykreslena závislost precision na recall. V ideá ln ím p ř í p a d ě chceme, aby se se zvyšuj íc ím 
recallem zachovávala i vysoká precision. 

Dalš í metr ikou v návaznos t i na precision x recall k ř ivku je definováno tzv. average 
precision ( A P ) . A P je rovno ploše pod precision x recall k ř ivkou, tedy 

AP= [ P(R)dR, (5.4) 
Jo 
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O b r á z e k 5.11: Precis ion x recall k ř ivky pro všechny modely př i I o U 0,1. D le kř ivek dosahuje 
na reá lných datech nej lepších výs ledků G R A Y model. 

kde P je precision a i? je recall. A P bylo zavedeno pro z j ednodušen í p o r o v n á n í jednotl i
vých d e t e k t o r ů . N a m í s t o o b t í ž n é h o p o r o v n á v á n í více křivek, k t e r é se nav íc čas to křižují , se 
modely porovnáva j í jedinou numerickou hodnotou A P . V p r a k t i c k ý c h p ř í p a d e c h se p o č í t á 
s aproximovanou hodnotou A P numericky s p o č í t a n o u přes iV vzorků jako 

Pro účely v y h o d n o c e n í jsem provedl inferenci všech m o d e l ů na r e á l n é m i syn te t i ckém 
t e s tovac ím datasetu. P r o s t a n d a r d n í hodnoty I o U jsem spoč í t a l hodnoty A P a uvedl je v 
tabulce 5.2. N a zák ladě A P metr iky vycház í na reá lných datech nej lépe G R A Y model. 

Dá le jsem pro k a ž d ý model na obou datasetech vyhotovi l precision x recall k ř ivku . T y t o 
kř ivky jsou vizual izovány na o b r á z k u 5.11. P ro k a ž d ý model jsem dá le spoč í t a l bod, kdy je 
precision roven recallu. Výs ledky jsem uvedl v tabulce 5.3. 

Z výs l edků dle o b r á z k u 5.11 je p a t r n é , že na syn te t i cké s adě dosahuje nej lepších výs ledků 
model, u k t e r é h o byly t r é n o v á n y i váhy backbonu. Tento výs ledek koresponduje s grafy 
chybové funkce př i t r é n i n k u z o b r á z k u 5.10. M o d e l však ne jhůře generalizuje na reá lných 
vadách . 

Naopak nej lepších genera l izačních schopnos t í dosáh l model t r é n o v a n ý pouze na datech 
černobí lých, k t e r ý si se zvyšuj íc ím se recallem nejdéle ud ržu je hodnotu precision. S h o d n ý 
výs ledek je t a k t é ž p a t r n ý z tabulky 5.2 uváděj ící A P pro r ů z n é I o U hodnoty. 

Pro černobí lý model jsem nás l edně vy tvoř i l ř a d u statistik a vizual izací a p o d r o b n ě j i jsem 
sledoval jeho chování . Vizua l izova l jsem m n o ž i n u p ř ík l adů , k t e r é model s p r á v n ě detekoval. 
Výs ledkem je matice o b r á z k ů sp r ávných de tekc í 5.13. Dá le jsem vizualizoval p ř ípady , kde 
model chybuje. T ě m i jsou falešně poz i t ivn í detekce ( F P ) 5.15 a nede t ekované objekty 5.14. 

(5.5) 
N 
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T P a F P jsou se řazeny od nejvyšš ího skóre modelu. M o d e l je př i t vo řen í v izual izací nastaven 
tak, aby mě l recall roven precision. Skóre, od k t e r é h o akceptuji detekci, je tedy podle 
tabulky 5.3. I oU je nastaveno na 0,1, p ro tože v p ř í p a d ě t é t o ú lohy nen í p ře snos t detekce 
kr i t ická . 0,1 se tedy jev í jako v h o d n ý bod, kdy n e o d m í t n e m e ř a d u j e š t ě pro prakt ickou 
aplikaci akcep tova te lných de tekc í a zároveň . Nav íc jsou takto m a l é objekty cit l ivé na I o U a 
nep řesnos t o jeden pixel z n a m e n á velkou z m ě n u v h o d n o t ě IoU . Detekce v kontextu celého 
o b r á z k u jsou zobrazeny na o b r á z k u 5.17. 

C h y b n ě n e d e t e k o v a n é ( F N ) na o b r á z k u 5.14 jsou typicky velmi s labě v id i t e lné až 
h ran i čn í p ř ípady , kdy si s á m nejsem jistý, zda se j e d n á j e š t ě o vady. Snaži l jsem se však 
anotovat co m o ž n á nejpř ísněj i a zachytit i m i n i m á l n í defekty. 

C h y b n ě d e t e k o v a n é (FP) na o b r á z k u 5.15 jsou t vo řeny opě t čas to h r a n i č n í m i p ř ípady . 
Dá le jsou zde obrázky, k t e r é ma j í b i n á r n í anotaci na p ř í s lu šném mís t ě , avšak byly ozna
čeny jako c h y b n ě de tekované . J e d n á se o p ř ípady , kdy p ř í s lušná detekce a anotace nemě la 
d o s t a t e č n é I o U a detekce tedy byla o z n a č e n a za n e s p r á v n o u . U d louhých v lasových defek tů 
se zde n a s t á v á situace, kdy by l po své délce de tekován v ícekrá t . Jedna detekce byla tedy 
o z n a č e n a za chybnou. 

S p r á v n ě d e t e k o v a n é ( T P ) instance jsou na o b r á z k u 5.13. Zde se j e d n á o velké z ře te lné 
a j a s n ě v id i te lné defekty. Poz i t ivn í je, že model p r o k á z a l schopnost generalizace a detekoval 
i b a r e v n é a r ů z n ě tva rované vady. 

Diskuze nad v ý s l e d k y m o d e l ů . Podle precision recall kř ivek na o b r á z k u 5.11 maj í 
všechny modely p r o b l é m d o s á h n o u t recallu hodnoty 1. V p ř í p a d ě reá lných dat si tento fakt 
vysvět luj i jejich ob t í žnos t í , kdy i pro m ě bylo př i anotaci velice těžké rozhodnout, zda už 
se j e d n á o vadu nebo p ř i rozenou s t rukturu kar t ičky . Hranice mezi vadnou a bezvadnou 
oblas t í je velice š i roká a nez ře t e lná . Tento fakt po tv rzu j í i vizualizace falešných de tekc í 5.15 
a nede tekovaných i n s t anc í 5.14. 

V p ř í p a d ě t e s tován í na syn te t i ckých datech pozoruji tento jev t a k t é ž . I v tomto testu 
maj í modely p r o b l é m d o s á h n o u t recallu 1.0. Vysvět lení opě t n a c h á z í m v povaze h l edaných 
vad a tedy z p ů s o b u jejich generování . Gene rován í vad je kon t ro lováno pouze ř a d o u parame
t r ů a m ů ž e d o c h á z e t k s i t uac ím, kdy je vada o m a l é ploše gene rována j e š t ě nav íc s velkou 
p r ů s v i t n o s t í a je tedy vygene rována velice nezře te lně . V t ěch to p ř í p a d e c h by jejich detekce 
byla o b t í ž n á i pro l idského o p e r á t o r a . Tuto h y p o t é z u potvrzuje i ob rázek 5.12, na k t e r é m 
je z ř e t e lná korelace mezi i n t e n z i t o u / p r ů h l e d n o s t í vady a d e t e k č n í m skóre modelu. P o d o b n ý 
vz tah lze sledovat s měníc í se plochou vady. 

Dá le jsem se zabýva l h y p o t é z o u , zda m á lokace h l e d a n é vady v l i v na ú spěšnos t je j ího 
nalezení . C í lem bylo zjistit, zda m á model ob t í že hledat vady v oblastech se složitější struk
turou pozad í . Vytvoř i l jsem proto 2d histogramy lokací nede tekovaných o b j e k t ů a falešných 
de tekcí na obrázc ích 5.16b respektive 5.16a. Histogramy tuto h y p o t é z u nepotvrdily. Chy
bovost tedy nejeví jakoukoliv korelaci s polohou na o b r á z k u a tedy s p o z a d í m . 
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(a) Závis los t mezi p lochou syntet icky g e n e r o v a n é (b) Závis los t mezi p r ů h l e d n o s t í syntet icky gene-
vady a recallem. r o v a n é vady a recallem. 

O b r á z e k 5.12: N a o b r á z k u jsou zobrazeny korelace mezi parametry generování a v ý s t u p e m 
detektoru. Parametry, k t e r é nejvíce ovlivňují recall, jsou plocha defektu a jeho p r ů h l e d n o s t . 
V r á m c i tohoto experimentu jsem rozděli l syn te t i cký dataset do 30 p o d m n o ž i n podle plochy 
a ná s l edně podle p r ů h l e d n o s t i . P r o k a ž d o u tuto p o d m n o ž i n u jsem v y p o č í t a l recall. B y l 
použ i t G R A Y model na syn t e t i ckém t e s tovac ím datasetu. Úroveň skóre je nastavena tak, 
aby se precision rovnalo recallu podle hodnoty v tabulce 5.3. 

M o d e l A P i AP3 AP5 AP75 
AP9 

R G B - syn t e t i cká data 0,85 0,72 0,54 0,30 0,28 
R G B - r eá lná data 0,75 0,47 0,21 0,11 0,11 
G R A Y - syn t e t i cká data 0,92 0,84 0,71 0,51 0,49 
G R A Y - r e á l n á data 0,83 0,62 0,44 0,39 0,39 
R G B backbone - syn t e t i cká data 0,87 0,78 0,62 0,33 0,28 
R G B backbone - r e á l n á data 0,70 0,48 0,23 0,11 0,11 

Tabulka 5.2: Tabulka s hodnotami A P pro r ů z n é ú rovně IoU. 

M o d e l Precis ion Recal l Skóre 
R G B , syn t e t i cká data 0,788 0,788 0,5918 
R G B , r eá lná data 0,718 0,718 0,8040 
G R A Y , syn t e t i cká data 0,777 0,777 0,4965 
G R A Y , r e á l n á data 0,752 0,752 0,7589 
R G B backbone, syn t e t i cká data 0,807 0,807 0,8465 
R G B backbone, r e á l n á data 0,669 0,669 0,9299 

Tabulka 5.3: V ý z n a m n é body na precision recall kř ivce, kde precision je roven recallu. 

45 



O b r á z e k 5.13: Vizual izace T P p ř ík l adů , tedy sp r ávných de tekc í . Detekce jsou se řazeny a 
zobrazeny od nejvyšš ího skóre. J e d n á se o G R A Y model na reá lných datech. De t ekčn í hra
nice skóre je nastavena na 0,7589, aby by l recall roven precision. Hodnota IoU př i poř ízení 
vizualizace je 0,1. N a o b r á z k u je 60 vý řezů cen t rovaných na vadu z á j m u společně s kore
sponduj íc í b i n á r n í maskou. 
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O b r á z e k 5.14: Vizual izace F N p ř ík l adů , tedy nede tekovaných ob j ek tů . J e d n á se o G R A Y 
model na reá lných datech. De t ekčn í hranice skóre je nastavena na 0,7589, tedy aby by l 
recall roven precision. Hodnota IoU př i poř ízen í vizualizace je 0,1. N a o b r á z k u je 60 vý řezů 
cen t rovaných na objekt zá jmu spo lečně s koresponduj íc í b i n á r n í maskou vpravo. Ve větš ině 
p ř í p a d ů se j e d n á o velmi nezře te lné . Velké čás t t ě ch to a n o t o v a n ý c h by mohla bý t o z n a č e n a 
za h r a n i č n í př ík lady. N e n í ú p l n ě z ře te lné , zda se j e d n á o vadu či ne. 
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O b r á z e k 5.15: Vizual izace n e s p r á v n ý c h de tekc í se řazených od nejvyšš ího skóre . J e d n á se 
o G R A Y model na reá lných datech. De t ekčn í hranice skóre je nastavena na 0,7589, tedy 
aby by l recall roven precision. Hodnota IoU př i poř ízen í vizualizace je 0,1. N a o b r á z k u je 
60 vý řezů cen t rovaných na vadu z á j m u spo lečně s koresponduj íc í b i n á r n í maskou vpravo. 
V tomto p ř í p a d ě se čas to j e d n á o vady, k t e r é již de t ekovány byly, a všechny dalš í detekce 
jsou označeny za chybné . Dá le jsou zde p ř ípady , kdy je detekce p ř í t o m n a , ale nen í k ní s 
d o s t a t e č n ý m IoU p ř i ř a z e n a p ř í s lu šná G T instance. Detekce je tedy o z n a č e n a za přebývaj íc í 
a tedy n e s p r á v n o u . P o t o m se zde nacház í spousta h ran ičn ích p ř í p a d ů , k t e r é by mohly bý t 
zváženy na anotaci. 
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i U ŕ l J B I K OF T E R R 1 I H t f l t l l M 
I D E N T I T Y C A R D 

(a) H i s tog ram lokac í F P . 

REPUBLIC OF T E R M IN C 6 C11T A 
I D E N T I T Y C A R D 

(b) H i s tog ram lokac í F N . 

O b r á z e k 5.16: N a o b r á z k u jsou 2d histogramy mís t , kde algoritmus chyboval. V r á m c i t é t o 
vizualizace jsem se snaži l odhalit p ř í p a d n o u korelaci p o z a d í ka r t i čky a chybovosti detektoru. 
H y p o t é z a se touhle vizual izaci nepotvrdila, tedy korelace zde nen í p ř í t o m n a . J e d n á se o 
G R A Y model na reá lných datech. De t ekčn í hranice skóre je nastavena na 0,7589, aby by l 
recall roven precision. Hodnota IoU př i poř ízen í vizualizace je 0,1. 

49 



R E P U B L I C OF T E R R A I N C O G N I T A 
I D E N T I T Y C A R D 

£ 3 9 / 0,66 

4 . o o / o . 5 # - 9 1 ' 0 - 7 

^ 8 7 / 0 . 4 3 

Jfc99 / 0.66 

R E P U B L I C O f T E R R A I N C O G N I T A 
I D E N T I T Y C A R D 

| ^ ) 0 / 0 . 8 

^ 8 , 0 . 3 7 

•as/0.33 R E P U B L I C Of T E R R A I N C O G N I T A 
I D E N T I T Y C A R D 

O b r á z e k 5.17: Výs ledné detekce v kontextu o b r á z k u celé kar t ičky. G T instance jsou zobra
zeny zeleně, detekce červeně . N a d k a ž d o u de tekc í se nacház í dvě čísla značící skóre detektoru 
a IoU s p ř í p a d n o u koresponduj íc í G T ins tanc í . 
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5.8 Další postup 

V předchoz í sekci jsem ukáza l , jak p o m o c í vymode lován í h l edaných ob jek tů , jejich n á h o d n é 
augmentace a n á s l e d n é h o v k l á d á n í do p ů v o d n í c h o b r á z k ů řeši t de t ekčn í ú lohu v p r o s t ř e d í 
v izuá ln í kontroly defek tů . Tvorbou t a k o v é h o t o syn te t i ckého datasetu jsem vyřeši l nedosta
t ečné m n o ž s t v í dat. N a v r h n u t ý z p ů s o b tvorby datasetu však disponuje ř a d o u hend ikepů , 
k t e r é budu adresovat v t é t o kapitole a navrhnu m o ž n é směrován í p r á c e k jejich vyřešení . 

P ř i mode lován í defek tů a v y t v á ř e n í jejich syn te t i ckých r ep rezen t ac í jsem vycháze l z 
p ř e d p o k l a d u , že t í m t o ú k o n e m p lně pokryj i jejich r eá lnou dis t r ibuci . P ř i pohledu na pre
cision recall k ř ivky na o b r á z k u 5.11 je však p a t r n é , že modely t e s tované na syn te t i ckém 
datasetu dosahuj í menš í chyby než modely t e s tované na reá lných datech. Z toho vyvozuji , 
že syn t e t i cká data p lně nereprezentovala dis t r ibuci r eá lných vad. 

Da l š ím z h e n d i k e p ů tohoto z p ů s o b u tvorby syn te t i ckého datasetu je o m e z e n á m o ž n o s t 
jeho aplikace na j iných d o m é n á c h dat. V tomto p ř í p a d ě jsem pracoval na úloze, kde bylo 
m o ž n é j edno t l ivé defekty vy tvo ř i t p o m o c í r e l a t i vně zák ladn ích ope rac í v oboru zpracován í 
obrazu. T y t o vědomos t i a zkušenos t i bych však r á d aplikoval i na j i né ú lohy z j iných d o m é n 
dat. Lze však s j is totou říci, že jedna z dalš ích ú loh bude obsahovat mnohem rozman i t ě j š í a 
složitější defekty (nap ř ík l ad praskliny), k t e r é mnou p o u ž i t o u metodou nebude j e d n o d u c h é 
imitovat. 

V n e d á v n ý c h letech získaly velkou pozornost architektury n e u r o n o v ý c h sí t í t ypu G A N . 
T y t o modely se t a k é zaslouži ly pokroku v oblasti augmentace a rozš i řování datasetu, kdy 
se n a p ř í k l a d d o k á z a l y n a u č i t transformaci syn te t i ckých o b r á z k ů tak, aby více o d p o v í d a l y 
reá lné dis tr ibuci [57]. J á t a k t é ž G A N y v n í m á m jako sl ibnou cestu k řešení t ě c h t o p r o b l é m ů . 
Za pomoci G A N u by mohlo bý t m o ž n é lépe reprezentovat r eá lnou dis tr ibuci vad a t akové to 
řešení by mohlo bý t j ednoduše j i ap l ikovate lné n a p ř í č r ů z n ý m i d o m é n a m i dat. 

Experiment s G A N y . V r á m c i n á v r h u pok račován í tohoto projektu jsem provedl ex
periment a pokusi l jsem se dis tr ibuci vad namodelovat p o m o c í architektury G A N . V ex
perimentu jsem se inspiroval p ř í s t u p e m a u t o r ů A . Shrivastava a spol. [ ], k t e ř í aplikovali 
architekturu G A N tak, že synteticky generovaný ob rázek transformovali do podoby reá lných 
vzorků . J á jsem použi l veřejně dostupnou neoficiální implementac i 5 , kterou jsem uzpůsob i l 
pro svá data. 

V r á m c i experimentu jsem postupoval nás l edovně . N a vstup g e n e r á t o r u jsem vložil ob
rázek o velikosti 32 2 , k t e r ý neobsahoval ž á d n ý defekt. Jako č t v r t ý k a n á l tohoto vstupu jsem 
př ida l b i n á r n í masku s a n o t a c í vady, kde bych ve v ý s t u p u g e n e r á t o r u vadu očekával . N a 
vstup d i s k r i m i n á t o r u jsem jako reá lný p ř ík l ad vk l áda l ob rázek obsahuj í vadu a korespon
dující b i n á r n í masku ve č t v r t é m k a n á l u o b r á z k u . Výs l edná architektura je na o b r á z k u 5.18. 
P o d o b n ě jako v p u b l i k o v a n é m p ř í s t u p u , kde a u t o ř i porovnáva l i rozdí ly mezi vstupem a 
v ý s t u p e m g e n e r á t o r u a př í l i šné z m ě n y trestali, i j á jsem v ý s t u p g e n e r á t o r u regularizoval. 
V m é m p ř í p a d ě jsem trestal jakékol iv z m ě n y č t v r t é h o k a n á l u (masky) a ob las t í s nulovou 
hodnotou t é t o masky. G e n e r á t o r u jsem tedy povol i l manipulovat pouze v oblasti zá jmu, 
k t e r á byla v y z n a č e n a b i n á r n í maskou. 

S popsanou e x p e r i m e n t á l n í architekturou jsem však nedosáh l uspokojuj íc ích výs ledků a 
dalš í pokusy s m ě r e m k realizaci t é t o myš lenky budou u s k u t e č n ě n y mimo rozsah t é t o p ráce . 
Výs ledné v ý s t u p y g e n e r á t o r u jsou na o b r á z k u 5.19. 

5 SimGAN. 2019. URL: https://github.com/mjdietzx/SimGAN 
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O b r á z e k 5.18: E x p e r i m e n t á l n í architektura G A N u pro učen í distribuce reá lných defek tů a 
ná s l ednou automatickou augmentaci datasetu. M y š l e n k a tohoto experimentu byla nauč i t 
ge ne rá to r v k l á d a t defekty do m í s t a u r č e n é h o b i n á r n í maskou. 

Dalš í experimenty pro realizaci myš l enky generování vad bych navrhoval směřova t ná
s ledovně. M é s tudium se ub í ra lo s m ě r e m k publ ikaci P i x 2 P i x od P . Isola [25], k t e r ý ukáza l 
způsob , j a k ý m zle využ í t architektura typu C G A N (Condi t ional Generative Adversar ia l 
Network). Algor i tmus n a p ř í k l a d d o k á z a l transformovat m a p o v é poklady do různých do
m é n (letecké snímky, vek torové mapy) nebo renderovat o b r á z k y z j e d n o d u c h ý c h kreseb. 
Navazuj íc í p ř í s t u p y př ines ly j e š t ě kval i tnějš í a fotoreal is t ič tějš í výs ledky [8]. 

Vedle P i x 2 P i x se objevila ř a d a p o d o b n ý c h ap l ikac í na pr inc ipu séman t i cké manipulace 
obrazu p o d m í n ě n é b i n á r n í maskou. Zaujala m ě p r á c e a u t o r ů T . Pa rk a spol. [ ], ve k te ré 
dokáza l i p o u ž i t í m G A N ů syntetizovat ze séman t i cké s e g m e n t a č n í masky fotoreal is t ický ob
raz. A tmos fé ra výs l edného o b r á z k u je v tomto p ř í p a d ě nav íc p a r a m e t r i z o v a t e l n á da l š ím 
v s t u p n í m ob rázkem. 

Dalš í velice za j ímavou apl ikac í je s é m a n t i c k á manipulace obrazu pouze v regionu zá jmu. 
Au to ř i z Google B r a i n S. Hong a spol. [i 2] publikovali způsob , j a k ý m do v s t u p n í h o o b r á z k u 
na zák l adě séman t i cké masky zakomponovat objekt p o ž a d o v a n é t ř ídy . Z á k l a d n í s t ruktura 
algori tmu je p ř ib l í žena na o b r á z k u 5.20. Tato myš l enka by se dala efekt ivně využ í t pro 
generování vad do o b r á z k u a snad tak zkval i tni t výs ledky detektoru. 

Z a p o j e n í d o m é n o v é h o experta j a k o ž t o u č i t e l e . Z vizual izací výs ledků na obráz
cích 5.14 a 5.15 je p a t r n é , že rozhodovac í hranice mezi t í m , zda se j e d n á o defekt nebo ne, 
je velice š i roká a ča s to ne jasná . I pro m ě , j a k o ž t o autora a n o t a c í datasetu, bylo mnohdy 
těžké urč i t , zda se j iž j e d n á o vadu. Vyvíjený algoritmus bude nav íc sloužit uživatel i , k t e r ý 
by t a k t é ž j i s t ě ocenil větš í kontrolu nad jeho výs tupy . Jako expert nad danou d o m é n o u dat 
by tak na rozdí l od vývo já ře mohl rozhodovac í hranici u rč i t mnohem přesněj i . 

P ř í n o s n ý m vy lepšen ím by tedy bylo u m o ž n i t uživate l i zapo jen í se a poskytnout mu 
m o ž n o s t algoritmus kontrolovat. Učen í by tak mohlo p r o b í h a t i t e r a t i v n ě a p o s t u p n ě se 
zlepšovat s m ě r e m k p o t ř e b á m zákazn íka . 

P r o b l é m široké a ne jasné rozhodovac í hranice jsem se pokusi l se z á k a z n í k e m řeši t . Do
hodl i jsme se na d o d á n í tes tovac í sady a n o t o v a n é d o m é n o v ý m expertem, což by mělo zajistit 
d o s t a t e č n o u kval i tu . Anotace však nedosahovaly d o s t a t e č n é kval i ty a konsistence. Algor i t 
mus nakonec na d o d a n é d a t o v é s adě d o k á z a l na j í t p ř ib l ižně d v o j n á s o b n é m n o ž s t v í defektů , 
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O b r á z e k 5.19: Výs ledky p r v n í h o experimentu použ i t í G A N u pro generování defek tů nebyly 
přesvědčivé . N a o b r á z k u jsou v p r v n í ř a d ě vstupy, v d r u h é ř a d ě jsou v ý s t u p y g e n e r á t o r u . 
V t ř e t í m ř á d k u jsou p o u ž i t ě b i n á r n í masky pro k a ž d ý obrázek . Ve v ý s t u p e c h je m o ž n é 
v idě t u r č i t é n á z n a k y s m ě r e m k tvo řen í defektu v u r č e n é m m í s t ě . Avšak t a k é celý obrázek 
je u r č i t ý m z p ů s o b e m modif ikován, což je pro mou apl ikaci nežádouc í . 

než bylo a n o t o v á n o . T y t o defekty byly v izuá lně p r o h l é d n u t y a jednalo se o j a s n é a z ře te lné 
defekty. 

E f e k t i v n ě j š í t r é n i n k . Ačkoliv finální t r é n i n k p r o b í h a l ř ádové po dobu 6 d n ů . Z o b r á z k ů 
p r ů b ě h u chybové funkce 5.10 je p a t r n é , že mě l s tá le m í r n ě klesající tendenci a delší b ě h by 
mohl dá le zlepši t výs ledek. V y b r a n á implementace firmy Mat terpor t nav íc p ř i použ i t í více 
G P U neškálovala a nebyla d o s t a t e č n ě efekt ivní . Delší dobu jsem však nemě l v ý p o č e t n í stroj 
k dispozici . Ř e š e n í m by mohlo bý t použ i t í op t imá lně j š í implementace Mask R - C N N . 

53 



O b r á z e k 5.20: O b r á z e k znázorňu je architekturu sí tě , k t e r á na zák ladě b i n á r n í segmentace 
dokáže s é m a n t i c k y zakomponovat objekt p o ž a d o v a n é t ř í d y do ob rázku . T í m t o s m ě r e m bych 
navrhoval směrova t pok račován í t é t o p r á c e a získal tak pokroči le jš í augmentaci datasetu, 
k t e r á by navíc mohla bý t apl ikovate lnějš í n a p ř í č r ů z n ý m i d o m é n a m i dat. P ř e v z a t o z [22]. 
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Kapitola 6 

Závěr 

Ve své p rác i jsem navrhl a implementoval s y s t é m pro detekci de fek tů vznikaj íc ích př i vý rob 
n í m procesu p las t ikových karet. Realizace t a k o v é h o t o úko lu byla výzvou p ř e d e v š í m kvůl i 
nedostatku t rénovac ích dat, r e l a t ivn í velikosti a vidi telnost i h l edaných defek tů a rozmani
tosti p o z a d í kar t ičky. 

P ro realizaci úkolu jsem nastudoval techniky a řešení použ ívané v oblasti v izuá ln í kon
t roly defek tů př i p r ů m y s l o v ý c h apl ikac ích . Úlohu jsem se n á s l e d n ě rozhodl pojmout jako 
superv izovaný de tekčn í p r o b l é m real izovaný a k t u á l n í m state-of-the-art algori tmem Mask 
R - C N N . P r v n í iterace t r é n i n k u p o u k á z a l a na n e d o s t a t e č n é m n o ž s t v í t rénovac ích dat, kdy 
n a t r é n o v a n ý model n e d o k á z a l general izovať na tes tovac í sadě . Tento p r o b l é m jsem vyřeši l 
n a m o d e l o v á n í m h l edaných defek tů a v y t v o ř e n í m syn te t i ckého t r énovac ího datasetu. M o d e l 
n a t r é n o v a n ý na t a k o v ý c h t o datech nás l edně generalizoval i na p ů v o d n í m datasetu s reál
n ý m i defekty. M o d e l dosáh l 0,752 precision př i 0,752 recallu. Ačkoliv se tato hodnota n e z d á 
bý t vysoká , je podle m é h o n á z o r u o b h a j i t e l n á povahou a ob t í žnos t í dat. P ř i pohledu na v i -
zualizace chybných a chyběj ících de tekc í je p a t r n é , jak ne j a sná a š i roká rozhodovac í hranice 
v tomto úkolu je. N a t ěch to p ř ík ladech je i pro člověka ob t í žné rozhodnout, zda se j eš tě 
j e d n á o defekt či ne. 

Tento p r o b l é m vede k da l š ímu m o ž n é m u směřován í p r á c e a t í m by mohlo bý t zapo jen í 
d o m é n o v é h o experta a kontrolovane směřova t chování a lgori tmu p o m o c í a k t i v n í h o učení . 

Výs ledky p r á c e byly p rezen továny zákazníkovi , k t e r ý b y l poz i t i vně p ř e k v a p e n dosa
ženými výs ledky a m o ž n o s t m i dnešn ích metod zpracován í obrazu a s t ro jového učení . Se 
z á k a z n í k e m byla n a v á z á n a dalš í s p o l u p r á c e s cí lem algoritmus optimalizovat a uvés t s y s t é m 
do reá lné produkce. 
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