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2.5 Porovnáńı využitých model̊u . . . . . . . . . . . . . . . . . . . . . 86
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se tak zapojit do účasti tohoto projektu na kongresu Americké Hematologické
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rozděleńı EFS24 v kategoríıch rizika . . . . . . . . . . . . . . . . . 74

2.6 Nastaveńı pro źıskáńı Naivńı bayesovské struktury . . . . . . . . . 77
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Úvod

Tato práce popisuje využit́ı matematických metod ke stanoveńı prognózy paci-

ent̊u v České republice trṕıćı folikulárńım lymfomem. Ve spolupráci s prof. MUDr.

Vı́tem Procházkou, Ph.D, a Kooperativńı lymfomovou skupinou ČR máme možnost

analyzovat data pacient̊u a aplikovat teorii bayesovských śıt́ı na vytvořeńı pre-

dikčńıho modelu pro pacienty trṕıćı touto nemoćı.

”
Folikulárńı lymfom typicky postihuje lymfatické uzliny. Toto nádorové one-

mocněńı představuje v České republice druhý nejčastěǰśı maligńı lymfom a po-

zornost si zaslouž́ı také pestrost́ı klinických projev̊u a velmi rozd́ılnou prognózou

nemocných.”[1] Zhruba 20 % lid́ı s touto diagnózou dostane progresi, relaps ne-

moci, nebo zemře do 2 let od diagnózy. Proto je potřebné tyto pacienty identifi-

kovat při počátečńı léčbě ke stanoveńı správné terapeutické strategie.

Lékaři v této oblasti využ́ıvaj́ı klasické metody jako je logistická regrese a

také speciálně navržené prognostické indexy, které jsou obĺıbeny d́ıky své jedno-

duchosti. Navrhujeme použit́ı alternativńı metody bayesovských śıt́ı. Bayesovské

śıtě jsou grafickými reprezentacemi znalost́ı s intuitivńı strukturou a parametry.

Patř́ı do skupiny pravděpodobnostńıch grafických model̊u a jsou hojně využ́ıvány

v mnoha odvětv́ı a pro r̊uzné využit́ı[5], jako např́ıklad umělá inteligence[2], roz-

poznáváńı vzorc̊u[3], klasifikace[2] a zpracováńı obrazu[4].

Hlavńı vlastnost́ı bayesovských śıt́ı, d́ıky kterým zaznamenaly zvýšenou popu-

laritu v posledńıch letech jsou, že je jejich matematický základ d̊usledně ověřen,

přirozeně se dokáž́ı vypořádat s nejistotou, kterou modeluj́ı pomoćı sdruženého

pravděpodobnostńıho rozděleńı. A d́ıky jejich grafickému zobrazeńı jsou pocho-

pitelné a využ́ıvaj́ı lokálnost v reprezentaci znalost́ı a během inference. Daľśı
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výhodou je jejich využit́ı pro predikci nebo také pro deskriptivńı modely.[6]

Práce je rozdělena na teoretickou část a praktickou část. V teoretické části je

ćılem:

� Shrnout klasické prognostické metody - Konkrétně model logistické regrese,

který je stručně představen v kapitole 1.2.1. Dále také model PRIMA pro-

gnostický index, což je jednoduchý rozhodovaćı strom, který se využ́ıvá

k identifikaci úrovně rizika pacienta. Tento index je představen v kapitole

1.2.2.

� Představit bayesovské śıtě:

– vytvářeńı śıt́ı - Tato část je rozdělena na 2 části, a to na vytvářeńı

struktury śıtě (kapitola 1.3.3), a stanoveńı parametr̊u śıtě k vybrané

struktuře (kapitola 1.3.4).

– inferenci - Využit́ı bayesovské śıtě k inferenci je předvedeno na ilu-

stračńım př́ıkladě v kapitole 1.3.2.

– predikci - Využit́ı a porovnáńı bayesovské śıtě k predikci vybraných

dat je ukázáno v praktické části této práce.

Praktická část je věnována zpracováńım vybraných dat, které nám byly po-

skytnuty p. Procházkou. Tato data jsou použita ke splněńı ćıl̊u praktické části,

kterými jsou:

� Sestavit model:

– Logistické regrese - Tento model je představen v kapitole 2.2.

– PRIMA-PI - Tento model je ukázán v kapitole 2.3.

– Bayesovské śıtě - Finálńı model, ale i jiné typy śıt́ı jsou představeny v

kapitole 2.4.

� Srovnat modely při predikci EFS24 (Event-free survival at 24 months from

diagnosis) na vybraných datech - Toto srovnáńı lze naj́ıt v kapitole 2.16.
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Motivace

Tato práce je zaměřená na predikci prognózy pacient̊u s folikulárńım lym-

fomem v České republice.
”
Lymfom je obecné označeńı pro nádorové onemocněńı

lymfatického systému. Jako lymfomy se označuj́ı nádory, které pocházej́ı z jed-

noho druhu b́ılých krvinek, nazývaného lymfocyty”. [7] Vı́ce o folikulárńım lym-

fomu se lze doč́ıst v [1]. Tato data byla poskytnuta Českou Kooperaticńı lymfo-

movou skupinou (
”
Jedná se o sdružeńı lékař̊u a daľśıch pracovńık̊u zabývaj́ıćıch

se diagnostikou, léčbou a výzkumem v oblasti maligńıch lymfomů.”[8]) Ćılem

je analyzovat tato data a nalézt vhodné modely k predikci prognózy proměnné

EFS24 (Event-free survival 24), která ř́ıká, zda daný pacient do dvou let (24

měśıc̊u): zemřel, nebo prodělal progresi (š́ı̌reńı, zhoršeńı či r̊ust nádoru), nebo

relaps (opětovný výskyt symptomů nemoci po obdob́ı zlepšeńı). Analyzovaný

datový soubor obsahuje daľśıch 17 proměnných, které jsou v následuj́ıćı tabulce

1 popsány k seznámeńı čtenáře s touto problematikou.
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Tabulka 1: Název a vysvětleńı proměnných vyskytuj́ıćıch se v této práci
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Kapitola 1

Teoretická část

V této kapitole se stručně seznámı́me s klasickými metodami využ́ıvanými

k predikci prognózy pro leukemické pacienty. Přesněji s modelem logistické re-

grese a PRIMA prognostickým indexem. Velká část této kapitoly se bude zabývat

hlavńım tématem této práce, bayesovským śıt́ım, u kterých se seznámı́me hlavně

s jejich konstrukćı z dat a využit́ım pro klasifikaci. Tyto znalosti nám poslouž́ı

k vytvořeńı a porovnáńı model̊u ke stanoveńı prognózy pacient̊u s folikulárńım

lymfomem na poskytnutých datech.

1.1. Klasifikačńı úloha a jej́ı hodnoceńı

Jako prvńı je potřeba se seznámit s typem úlohy, kterým se tato práce zabývá,

a to je klasifikačńı úloha. Tato úloha klasifikuje vybranou proměnnou do určité

z hodnot (kategoríı), kterých může nabývat, na základě předložených hodnot

vysvětluj́ıćıch proměnných, tedy těch ostatńıch. Základńım typem je binárńı kla-

sifikace, kde výsledek je 0 nebo 1, nebo také ANO nebo NE. Takovou to úlohu si

můžeme představit jako otázku, jak podle výšky, váhy a délky vlas̊u dokážeme

posoudit zda popisovaná osoba je muž či žena. S t́ımto typem úlohy se budeme

zabývat. Čerpáno z [9].

Zaj́ımá nás tedy klasifikace dichotomické proměnné. Ostatńı proměnné mo-

hou být kategorické či kvantitativńı. Některé algoritmy stanov́ı př́ımo tř́ıdu kla-

sifikace, např. algoritmus k-nejbližš́ıch soused̊u, a některé modeluj́ı hodnotu mezi
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0 a 1, jako logistická regrese. Při této možnosti se na základě vybraného algo-

ritmu a hodnot vysvětluj́ıćıch proměnných vypoč́ıtá hodnota mezi 0 a 1, která

představuje odhad pravděpodobnosti, že pozorováńı nabývá hodnoty 1. Poté se

stanov́ı práh, podle kterého se vypočtené hodnoty klasifikuj́ı jako 0 nebo 1. Dı́ky

tomu se může sestavit matice záměn, která je zobrazena na obrázku 1.1, kde

vid́ıme kontingenčńı tabulku pro skutečné hodnoty a pro predikované hodnoty. V

tabulce jsou označeny množstv́ı pozorováńı, které odpov́ıdaj́ı výsledk̊um modelu

a skutečnosti. S těmito množstv́ımi se pracuje v následuj́ıćıch měř́ıtkách.

Tabulka 1.1: Matice záměn

V praktické části jsou použita tato porovnávaj́ıćı měř́ıtka:

� Přesnost, accuracy, je celkové množstv́ı správně identifikovaných na cel-

kovém množstv́ı pozorováńı:

Accuracy =
TP + TN

P +N
(1.1)

� Citlivost, senzitivita, také true positive rate (TPR), která vyjadřuje pod́ıl

správně pozitivně identifikovaných na celkovém počtu všech skutečně pozi-

tivńıch:

Sesitivity = TPR = recall =
TP

TP + FN
(1.2)

� Specifičnost, specificity, také true negative rate (TNR), která vyjadřuje

poměr správně negativně identifikovaných na celkovém počtu všech skutečně
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negativńıch:

Specificity = TNR =
TN

FP + TN
(1.3)

� Precision, která vyjadřuje pod́ıl správně pozitivně identifikovaných na cel-

kovém množstv́ı pozitivně označených vybraným modelem:

Precision =
TP

TP + FP
(1.4)

� Mı́ra falešně pozitivńıch výsledk̊u, FPR, která vyjadřuje pod́ıl falešně po-

zitivńıch na celkovém počtu všech skutečně negativńıch:

FPR =
FP

FP + TN
= 1− specificity (1.5)

� F1 skóre

F1 = 2 ∗ precision ∗ recall
precision+ recall

= 2 ∗ precision ∗ sensitivity
precision+ sensitivity

(1.6)

Jak jde z jasného popisu vidět, tak každé z těchto měř́ıtek má r̊uzné výhody

a nevýhody, předevš́ım nám každé z nich poskytuje lehce odlǐsnou informaci o

modelu. Obecně je ćıleno k vysoké přesnosti, ta u některých př́ıpad̊u, kdy nejsou

klasifikované tř́ıdy symetricky rozděleny, může zp̊usobit nesprávné posuzováńı

model̊u. V některých úlohách je d̊uležitěǰśı klasifikace pozitivńıch jedinc̊u, a tak

se pozornost uṕırá sṕı̌se k citlivosti, která je ale negativně korelována se spe-

cifičnost́ı v závislosti na volbě prahové hodnoty. Vždy tedy zálež́ı na povaze úlohy,

a je dobré se d́ıvat na v́ıce měř́ıtek.

Dále je použ́ıván ROC graf (receiver operating characteristics), poměrně běžně

už́ıvaný v lékařském rozhodováńı a jiných doménách datové analýzy a strojového

učeńı. ROC graf je dvoudimenzionálńı graf, kde je hodnota citlivosti vynesena

na osu Y a hodnota mı́ry falešně pozitivńıch výsledk̊u je vynesena na osu X.

U algoritmů, u kterých je výstupem 0 nebo 1 je výstupem pouze jedna matice

záměn, a po vypoč́ıtáńı hodnoty citlivosti a FPR je výstupem jeden bod v pro-

storu ROC grafu. V př́ıpadě algoritmů, u kterých je výstupem hodnota mezi 0
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a 1 jsou vypoč́ıtány zmiňované hodnoty TPR a FPR pro matice záměn pro pra-

hové hodnoty od 0 do 1. Vzniká křivka z bodu [0;0] do bodu [1;1]. Bod [0;0] na

vzniklé křivce představuje klasifikátor, který všechny hodnoty určil jako 0. Bod

[1;1] naopak určil všechny jako 1. Bod [0;1] je nejlepš́ı výsledek, jelikož vyhodnotil

všechny hodnoty správně. Citlivost se v tomto bodě rovná 1, tedy False Negatives

neobsahuje žádné pozorováńı. FPR se rovná 0, takže False positives neobsahuje

žádné pozorováńı. S t́ımto grafem je spojena hodnota AUC, area under the ROC

curve, která vypoč́ıtá plochu pod křivkou. Tato hodnota slouž́ı k porovnáńı kla-

sifikátor̊u. Nejlepš́ı možná hodnota je 1, která jde z bodu [0;0] do [0;1] a poté do

[1;1]. Hodnota 0,5 udává diagonálńı křivku z bodu [0;0] do [1;1], která odpov́ıdá

náhodnému klasifikátoru. Př́ıklad takovéto ROC křivky s vypoč́ıtanou hodnotou

AUC je uvedena na obrázku 1.1. Vı́ce ohledně ROC graf̊u lze nalézt v [9].

Obrázek 1.1: ROC křivka
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1.2. Klasické modely

Velmi využ́ıvanými metodami ke stanoveńı prognózy leukemických pacient̊u

jsou dnes: model logistické regrese a jednodušš́ı model PRIMA prognostický index

(PRIMA-PI). Tyto metody si ve stručnosti představ́ıme.

1.2.1. Logistická regrese

Logistická regrese je celosvětově využ́ıvaná metoda ke klasifikaci v mnoha

oborech. Je to stálá metoda, které dosahuje dobrých výsledk̊u i v porovnáńım s

novými efektivńımi modely. Slouž́ı tak často jako tzv. benchmark, takže se často

využ́ıvá k porovnáńı. Čerpáno z [10].

Šance a poměr šanćı

Pravděpodobnost událost́ı se dá vyjádřit mnoha zp̊usoby, šance události vy-

jadřuje pod́ıl očekávaných četnost́ı, že událost nastane, oproti očekávaným četnos-

tem, že událost nenastane. Tento poměr je využ́ıván ke přeměně lineárńıho re-

gresńıho modelu do modelu logistické regrese. Pokud p je pravděpodobnost události,

tak O je šance této události.

O =
p

1− p
(1.7)

Pokud je O větš́ı než 1, tak je pravděpodobnost p > 0.5, a naopak. Hlavńım

využit́ı šance je při porovnáváńı dvou dichotomických proměnných, což je ilu-

strováno na následuj́ıćım př́ıkladu.

Př́ıklad 1.2.1 Máme dvě proměnné: zdravotńı stav a kuřák. Tyto hodnoty nabývaj́ı

dvou kategoríı, jak je zobrazeno v kontingenčńı tabulce na obrázku 1.2.

V tabulce je vypoč́ıtaná také šance infarktu pro kuřáky, nekuřáky a všechny

pozorováńı. Poměr šanci pro kuřáky a nekuřáky je 3.25
0.48

= 6.77. Takže lze ř́ıci, že

kuřák má 6,77 krát věťśı šanci, že dostane infarkt než nekuřák.
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Tabulka 1.2: Kontingenčńı tabulka pro proměnné zdravotńı stav a kuřák

Stejně jako pravděpodobnost, tak šance je ohraničená nulou. Na druhou stranu

neńı ohraničená zprava.

Model logistické regrese

Logistická regrese je využ́ıvána k modelováńı středńı hodnoty dichotomické

závislé proměnné pomoćı nezávislých náhodných proměnných X1, . . . , Xk. Také

je využ́ıvána ke klasifikaci. Výstup lineárńı regrese může nabývat jakékoliv reálné

hodnoty. Pro klasifikaci je potřebná hodnota mezi 0 a 1. Proto v modelu logis-

tické regrese je pravděpodobnost, která je ohraničená nulou a jedničkou, trans-

formována do šance, č́ımž se odstrańı horńı hranice a transformováńım loga-

ritmem se odstrańı i dolńı hranice. Poté je výsledek modelován lineárńı funkćı

vysvětluj́ıćıch proměnných. Logistický model vypadá následovně:

log
[ pi

1− pi

]
= α + β1xi1 + β2xi2 + · · ·+ βkxik, (1.8)

kde pi je pravděpodobnost, že yi = 1. Hodnoty vysvětlovaných proměnných, tedy

xi mohou být kvantitativńı nebo to mohou být umělé proměnné, které nabývaj́ı

hodnot 0 nebo 1. Z rovnice se dá vyjádřit pi:

pi =
1

1 + exp(−α− β1xi1 − β2xi2 − . . .− βkxik)
. (1.9)

Výsledné č́ıslo bude pro jakékoliv hodnoty βi a xi mezi 0 a 1, což je ćılená vlast-

nost. Parametry modelu jsou vypoč́ıtány metodou maximálńı věrohodnosti, což

znamená nalézt množinu parametr̊u, pro které je pravděpodobnost pozorovaných

dat největš́ı.
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Model logistické regrese je velmi široce popsán v literatuře, proto se j́ım dál

nebudeme zabývat.

1.2.2. PRIMA-PI

PRIMA - prognostic index, popsán v [11], udává jednoduchým zp̊usobem ka-

tegorii rizika pacienta pomoćı dvou proměnných, a to B2m a kostńı dřeně. Model

rozřazuje pacienty do kategorie: ńızké, středńı a vysoké riziko. U těchto kategoríı

je pak stanovena pravděpodobnost výskytu události, která je stanovena podle

kontrolńı skupiny jako jej́ı frekvence.

Model je postaven jako rozhodovaćı strom s kořenem proměnné B2m. Pro

výběr těchto dvou proměnných byla provedena analýza dat, která určila 5 statis-

ticky významných proměnných: pohlav́ı, LDH, kostńı dřeň, hemoglobin a B2m.

Tyto proměnné byly uvažovány do stavby rozhodovaćıho stromu o maximálńı

hloubce 2. Jako optimálńı vyšel právě daný rozhodovaćı strom s B2m a kostńı

dřeńı, který je zobrazen na obrázku 1.2.

Výpočet kategorie rizika prob́ıhá jednoduše tak, že se pod́ıváme na pacientovu

hodnotu B2m a pokud je vyšš́ı než 3, tak pacient spadá do kategorie vysokého

rizika. Pokud je rovna nebo nižš́ı než 3, tak se pod́ıváme na hodnotu kostńı dřeně.

Pokud má pacient postiženou kostńı dřeň tak spadá do středńıho rizika, a pokud

ji nemá postiženou tak spadá do ńızkého rizika. Takže pacienti s hodnotou B2m

vyšš́ı než 3 jsou ve vysokém riziku, pacienti s hodnotou B2m nižš́ı nebo rovna 3 a

postiženou kostńı dřeńı jsou ve středńım riziku a pacienti s hodnotou B2m nižš́ı

nebo rovna 3 a nepostiženou kostńı dřeńı jsou v ńızkém riziku.

Tento index je podle výzkumů korelován s proměnnou EFS24. Výzkum dospěl

k závěru, že PRIMA prognostický index je stejně vypov́ıdaj́ıćı jako do té doby

nejvyuž́ıvaněǰśı index FLIPI a výkonněǰśı než index LDH+B2m. Jako největš́ı

výhoda tohoto indexu je jeho jednoduchost v rutinńı klinické praxi, která plyne

z potřeby znát hodnoty pouze 2 proměnných.
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Obrázek 1.2: Rozhodovaćı strom využ́ıvaný ke stanoveńı PRIMA-PI, [11]
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1.3. Bayesovské śıtě jako pravděpodobnostńı gra-

fický model

Pravděpodobnostńı grafické modely umožňuj́ı zachyceńı nejistoty, která se vy-

skytuje ve většině systémech reálných aplikaćı, které se snaž́ıme pochopit. Práci

s nejistotou se většinou nevyhneme, jelikož většiny stav̊u systému nelze přesně

změřit. Bud’ je opravdový stav nezjistitelný nebo hodnoty mohou být nepřesné

kv̊uli chybě měřeńı. [12]

Tyto modely umožňuj́ı transformovat složitý systém do kompaktněǰśı formy

d́ıky pochopeńı nezávislost́ı a závislost́ı vztah̊u mezi proměnnými v systému. Tato

schopnost dále usnadňuje proces inference. Modely jsou aplikované v r̊uzných

odvětv́ı, jako např́ıklad: diagnóza, expertńı systémy, plánovaćı systémy, data

analýza a kontrola. Modely jsou sestaveny z kvalitativńı a kvantitativńı kom-

ponenty. Kvalitativńı komponenta představuje strukturu grafu, která zobrazuje

unikátńım př́ıstupem podmı́něné nezávislosti mezi proměnnými. Kvantitativńı

komponenta představuje množinu parametr̊u v modelu př́ısluš́ıćı vybrané struktuře

grafu.[13] V této kapitole bylo vycházeno zejména z [12], [14], [15] a [16].

1.3.1. Graf

Graf G = (X ,Ψ) zde představuje reprezentaci struktury dat. Je to soubor

uzl̊u a soubor hran, kde jsou uzly propojeny hranami. Soubor uzl̊u představuje

množinu náhodných veličin vstupuj́ıćı do modelu, X = {X1, ..., Xk}. Náhodné

veličiny jsou veličiny, které vlivem náhodných činitel̊u nabývaj́ı r̊uzných hod-

not. Hrany mohou být orientované nebo neorientované a tvoř́ı soubor dvojic

Ψ, kde dvojice mohou být Xi ← Xj, Xi → Xj nebo Xi − Xj, pro Xi, Xj ∈

X , i < j. Jelikož strukturou bayesovské śıtě je orientovaný acyklický graf, tak

dále budeme předpokládat pouze prvńı dvě možnosti. Směrové šipky reprezen-

tuj́ı př́ımé stochastické závislosti mezi proměnnými. Jestliže nejsou mezi dvěma

proměnnými šipky, tak to znamená, že jsou proměnné bud’ marginálně nezávislé

nebo podmı́něně nezávislé. Pokud Xi ← Xj, tak se Xi označuje jako potomek Xj
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a Xj jako rodič Xi. Stupeň uzlu označuje celkové množstv́ı hran, na kterých se

pod́ıĺı. Stupeň grafu je nejvyšš́ı hodnota stupně uzlu. [12]

Orientovaný acyklický graf (DAG)

Orientovaný acyklický graf je tvořen pouze orientovanými hranami a žádná

cesta netvoř́ı cyklus. Cyklus v grafu G je př́ımá cesta X1, . . . , Xk, kde X1 = Xk.

Graf je acyklický pokud neobsahuje žádné cykly. [12]

1.3.2. Představeńı bayesovských śıt́ı

Bayesovské śıtě (BN) jsou reprezentovány pomoćı DAG. Jelikož spojité proměnné

v našem datovém souboru v praktické části nesplňuj́ı předpoklad normality, tak se

dále budeme věnovat pouze diskrétńım bayesovským śıt́ım. Jak napov́ıdá název,

jsou śıtě založeny na bayesovské statistice, která vycháźı z Bayesova pravidla.

Čerpáno z [12] a [14].

Definice 1.3.1 (Podmı́něná pravděpodobnost [14]) Necht’ (Ω,A, P ) je pravdě-

podobnostńı prostor a A,B ∈ A, P (B) > 0. Podmı́něnou pravděpodobnost jevu

A za podmı́nky B definujeme vztahem

P (A|B) =
P (A ∩B)

P (B)
.

Věta 1.3.1 (o násobeńı pravděpodobnost́ı [14]) Pro libovolný n + 1 jev̊u

A0, . . . , An takových, že P (A0A1 . . . An−1) > 0, plat́ı

P (A0A1 . . . An) = P (A0)P (A1|A0) . . . P (An|A0A1 . . . An−1).

Věta 1.3.2 (o celkové pravděpodobnosti [14]) Je-li P (∪nBn = 1), kde {Bn}

je konečná nebo spočetná posloupnost navzájem se vylučuj́ıćıch jev̊u, je-li P (Bn) >

0 pro všechna n, a je-li A ∈ A, potom

P (A) =
∑
n

P (A|Bn)P (Bn).
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Věta 1.3.3 (Bayesova [14]) Za předpokladu předchoźı věty a za předpokladu

P (A) > 0 plat́ı

P (Bm|A) =
P (A|Bm)P (Bm)∑
nP (A|Bn)P (Bn)

pro vs̆echna m.

V bayesovské statistice označujeme jmenovatele z Bayesova pravidla jako

normalizačńı faktor a P (Bm) jako apriorńı pravděpodobnost, která nám dává

možnost přidat apriorńı znalost do modelu. Využit́ı bayesovských śıt́ı je zob-

razeno na následuj́ıćım ilustračńım př́ıkladu (vlastńı tvorba). Za ńım následuje

využitá teorie.

Př́ıklad 1.3.1 Budeme sledovat pravděpodobnost uklouznut́ı a zp̊usobeńı zlome-

niny uklouznut́ım na základě něč́ı obratnosti a také toho, zda pršelo nebo ne.

Máme 4 náhodné proměnné: Déšt’, Obratnost, Uklouznut́ı a Zlomenina, každá

z těchto proměnných nabývá 2 nebo 3 hodnot: déšt’ - pršelo nebo nepršelo; ob-

ratnost - špatná, pr̊uměrná, dobrá; uklouznut́ı - ano, ne; zlomenina - ano, ne.

Jejich pravděpodobnostńı rozděleńı je zobrazeno pomoćı diskrétńı bayesovské śıtě

na obrázku 1.3. Každá proměnná v bayesovské śıti je definována pomoćı CPT,

tedy tabulek podmı́něného pravděpodobnostńıho rozděleńı (conditional probability

tables), které jsou zobrazeny na obrázku. Na tomto př́ıkladě si předvedeme využit́ı

bayesovské śıtě při výpočtu sdruženého pravděpodobnostńıho rozděleńı a při infe-

renci.

Sdruženého pravděpodobnostńıho rozděleńı:

� Pomoćı věty 1.3.1:

P (D,O,U, Z) = P (D)P (O|D)P (U |D,O)P (Z|D,O,U).

� S využit́ım řetěz. pravidla pro BN (viz. definice 1.3.4) a využit́ım struktury

zadané bayesovské śıtě:

P (D,O,U, Z) = P (D)P (O)P (U |D,O)P (Z|U).
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Obrázek 1.3: Ilustračńı př́ıklad - Bayesovská śıt’ pro zlomeninu

U prvńı možnosti vid́ıme, že by bylo potřeba vypoč́ıtat jednotlivé komponenty

výpočtu, které by byly složitěǰśı než druhá možnost, protože u této možnosti m̊užeme

všechny údaje dostat z dat z CPT dané bayesovské śıtě. Např́ıklad pro pravděpodobnost,

že bude pršet, mám špatnou obratnost, uklouznu a zlomı́m si nohu, je výpočet

následuj́ıćı:

P (d1, o0, u1, z1) = P (u1|o0, d1)P (d1)P (o0)P (z1|u1) = 0.75∗0.3∗0.3∗0.45 = 0.0304

Inference

Vypoč́ıtáńı pravděpodobnosti vybrané proměnné na základě předložených d̊ukaz̊u:

jaká je pravděpodobnost, že uklouznu, pokud bude prše, mám špatnou obratnost a

zlomı́m si nohu.

P (u1|d1, o0, z1) =
P (u1, z1, d1, o0)

P (d1, o0, z1)

Čitatel je vypoč́ıtán výše a jmenovatel se vypočte pomoćı věty 1.3.2 a pomoćı
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struktury śıtě následovně:

P (z1, d1, o0) =
∑

i={0,1}

P (z1|ui)P (ui|d1, o0)P (d1)P (o0) =

= 0.22 ∗ 0.25 ∗ 0.3 ∗ 0.3 + 0.45 ∗ 0.75 ∗ 0.3 ∗ 0.3 = 0.0353

Celkový výpočet je tedy:

P (u1|d1, o0, z1) =
0.0304

0.0353
= 0.86

Pravděpodobnost, že uklouznu, pokud bude pršet, jsem špatně obratná a zlomı́m

si nohu je 86 %. Takže jde vidět, že vliv informace od potomka putuje i k rodiči.

Informace o tom, že si zlomı́m nohu potom ovlivńı pravděpodobnost uklouznut́ı.

Pokud bychom zjǐst’ovali pravděpodobnost, že uklouznu na základě toho, že bude

pršet a já mám špatnou obratnost, tedy P (u1|d1, o0), tak by pravděpodobnost byla

v CPT u uklouznut́ı a rovnala by se 75 %.

Nyńı přidáme hranu z proměnné obratnost do proměnné zlomenina, viz obrázek

1.4, a m̊užeme sledovat, co se stane.

Sdruženého pravděpodobnostńıho rozděleńı: Možnost, že bude pršet,

mám špatnou obratnost, uklouznu a zlomı́m si nohu:

P (d1, o0, u1, z1) = P (z1|u1, o0)P (u1|o0, d1)P (d1)P (o0) = 0.63∗0.75∗0.3∗0.3 = 0.0425

Inference

Jaká je pravděpodobnost, že uklouznu, pokud bude prše, mám špatnou obratnost

a zlomı́m si nohu.

P (u1|d1, o0, z1) =
P (u1, z1, d1, o0)

P (d1, o0, z1)

Čitatel je vypoč́ıtán výše a jmenovatel se vypočte:

P (z1, d1, o0) =
∑

i={0,1}

P (z1|ui, o0)P (ui|d1, o0)P (d1)P (o0) =

= 0.31 ∗ 0.25 ∗ 0.3 ∗ 0.3 + 0.63 ∗ 0.75 ∗ 0.3 ∗ 0.3 = 0.0495
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Obrázek 1.4: Ilustračńı př́ıklad - Bayesovská śıt’ pro zlomeninu 2

Dohromady: P (u1|d1, o0, z1) = 0.0425
0.0495

= 0.859

Pravděpodobnost, že uklouznu, pokud bude pršet, jsem špatně obratná a zlo-

mila jsem si nohu je 85.9 %, což je jen o desetinu procenta méně než v předešlém

př́ıkladě. Výsledky jsou podobné protože celkové pravděpodobnosti jednotlivých

proměnných z̊ustaly podobné. Rozd́ıl je ve výpočtu, který se lehce pozměnil na

základě změny struktury śıtě.

Ćılem bayesovské śıtě je kompaktněǰśı pochopeńı sdruženého rozděleńı za-

daných náhodných proměnných X = {X1, . . . , Xn}. Sdružené rozděleńı dichoto-

mických proměnných by potřebovalo specifikaci 2n− 1 č́ısel, což je velmi náročné

na manipulaci a také nemožné ke specifikaci expertem. Statisticky by byla potřeba

velké množstv́ı dat ke stanoveńı těchto parametr̊u robustně. Tyto problémy jsou

hlavńımi motivacemi bayesovských śıt́ı, které využ́ıvaj́ı nezávislost́ı mezi proměnnými

ke zjednodušeńı zmiňovaného sdruženého pravděpodobnostńıho rozděleńı.
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Definice 1.3.2 (Nezávislost jev̊u [14]) Jevy A,B se nazývaj́ı nezávislé, jestlǐze

P (A,B) = P (A)P (B). V opačném př́ıpadě mluv́ıme o jevech závislých.

Věta 1.3.4 Jsou-li jevy A,B nezávislé, a je-li nav́ıc P (B) > 0, pak P (A|B) =

P (A). [14]

Definice 1.3.3 (Bayesovská śıt’) Bayesovská śıt’ je dvojice B = (G, P ), kde

P se faktorizuje přes G, a kde je P specifikováno jako množina podmı́něných

pravděpodobnostńıch rozděleńıch př́ısluš́ıćım k uzl̊um grafu G. Rozděleńı P se

často označuje PB.

Bayesovské śıtě umožňuj́ı zjednodušené výpočty sdružených rozděleńıch a in-

ference pomoćı tzv. řetězového pravidla pro bayesovské śıtě.

Definice 1.3.4 (Řetězové pravidlo pro bayesovské śıtě) Necht’ G je struk-

tura bayesovské śıtě pro náhodné proměnné X1, . . . , Xn. Řekneme, že pravděpo-

dobnostńı rozděleńı P se faktorizuje podle G, pokud P lze vyjádřit jako součin:

P (X1, . . . , Xn) =
n∏
i=1

P (Xi|PaGXi
),

kde PaGXi je množina rodič̊u uzlu Xi. Tato rovnost se nazývá řetězové pravidlo pro

BN. Individuálńı faktory P (Xi|PaGXi
) jsou nazývány podmı́něné pravděpodobnostńı

rozděleńı (CPD) nebo lokálńı pravděpodobnostńı modely.

CPD je v diskrétńım př́ıpadě vyjádřeno pomoćı tabulek (CPT), které jsou

dány znalost́ı nebo jsou vypočteny z dat. Jejich velikost zálež́ı na počtu kategoríı

proměnné a počtu rodič̊u daného uzlu, č́ıslo parametr̊u potřebných v těchto ta-

bulkách roste exponenciálně s počtem rodič̊u. Např́ıklad, pokud má uzel binárńı

proměnné 4 binárńı rodiče, tak je potřeba specifikovat 24 = 16 parametr̊u, pokud

má 7, tak je potřeba 27 = 128 parametr̊u.

Souvisej́ıćı pojmem s řetězovým pravidlem pro BN je také tzv. Markov blan-

ket, B(Xi), d́ıky které je definováno, že uzel Xi je nezávislý na všech ostatńıch uz-

lech při znalosti jeho B(Xi), což ostatńı uzly dělá nepotřebnými při inferenci. Mar-

kov blanket proměnné Xi je definována jako rodiče, potomci a manželé (ostatńı

rodiče potomk̊u) uzlu Xi.

30



V bayesovských śıt́ı je možné vypoč́ıtat podmı́něné i sdružené rozděleńı velmi

jednoduše a rychle. Grafické znázorněńı pomáhá při představě o tom, jak daný

systém funguje.

Jak bylo řečeno, tak BN jsou tvořeny strukturou grafu a parametry. Obě

komponenty je možné stanovit s expertńı znalost́ı a nebo také odvodit z dat

D, u kterých se předpokládá, že pozorováńı jsou IID z P ∗ (skutečné pravděpo-

dobnostńı rozděleńı). Ćılem je nalézt modelM∗, který přesně vystihuje skutečné

pravděpodobnostńı rozděleńı P ∗, ze kterého byla data vybrána. Bohužel, tento

ćıl je obecně nedosažitelný, kv̊uli výpočetńı náročnosti a hlavně kv̊uli datové

množině, která většinou dává pouze hrubou aproximaci skutečného pravděpo-

dobnostńıho rozděleńı. [12] Proto se v praxi konstruuje model M̃, který nejlépe

aproximuje skutečný modelM∗. Vyhodnoceńı nejlepš́ıho modelu zálež́ı na daném

ćıli, podle kterého se vyb́ırá hodnot́ıćı kritérium.

Ćıle pro vytvářeńı bayesovských śıt́ı

� Odhad pravděpodobnostńıho rozděleńı - Tento ćıl je běžně využ́ıván k

pravděpodobnostńımu odvozováńı (inferenci). Konstruuje se model M̃ tak,

aby P̃ bylo co nejpodobněǰśı P ∗.

� Speciálńı predikčńı zadáńı - Ćılem je, aby model nejlépe odpov́ıdal na

určitý druh pravděpodobnostńıch dotaz̊u, např́ıklad predikci hodnoty určité

proměnné.

� Objevováńı znalost́ı - Ćılem je zde nalézt nové znalosti o P ∗ jako jsou př́ımé

nebo nepř́ımé závislosti. Rozd́ıl od odhadu pravděpodobnostńıho rozděleńı

je v tom, že ćılem je nalézt správný model M∗, ne jen jeho odhad M̃. Při

odhadu pravděpodobnostńıho rozděleńı je pozornost zaměřena na rozd́ıl P ∗

a P̃ . Bohužel, tento ćıl je většinou nedosažitelný kv̊uli neidentifikovatelnosti

(několik struktur může být ve srovnáńı ekvivalentńıch). [12]
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1.3.3. Struktura bayesovské śıtě

Struktura bayesovské śıtě je označována jako kvalitativńı komponenta a je

velmi d̊uležitou součást́ı. Nalezeńı struktury grafu je prvńı ze dvou část́ı vytvořeńı

bayesovské śıtě.

Definice 1.3.5 (Struktura bayesovské śıtě) Struktura bayesovské śıtě G je

orientovaný acyklický graf, jehož uzly reprezentuj́ı náhodné proměnné X1, . . . , Xn.

Necht’ PaGXi
jsou rodiče uzlu Xi v G, a NePotomciXi

znač́ı proměnné, které

nejsou potomky Xi. Potom pro G plat́ı následuj́ıćı sada předpoklad̊u podmı́něné

nezávislosti, nazývané lokálńı nezávislosti IL(G):

Pro každou proměnnou Xi plat́ı: (Xi ⊥ NePotomciXi
|PaGXi

).

Podle obrázku 1.5, kde je vyobrazena rozš́ı̌rená śıt’ z př́ıkladu1.3.1, a definice 1.3.5

je zřejmý následuj́ıćı vztah:

(Autonehoda ⊥ Uklouznuti|Dest).

Obrázek 1.5: Jednoduchá bayesovská śıt’ pro představeńı lokálńıch nezávislost́ı

Nalezeńı struktury bayesovské śıtě z dat

Nalezeńı struktura śıtě představuje pro určité úlohy hlavńı ćıl. Nicméně, tento

problém neńı jednoduchý. Pro účely této práce jsou předpokládaná úplná data,

tedy bez chyběj́ıćıch pozorováńı. Častá je i práce s neúplnými daty v této proble-

matice. Existuj́ı zde dvě základńı metody učeńı struktury, které jsou dále popsány,
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a to učeńı struktury na základě omezeńı vztah̊u a na základě skórovaćıch funkćı.

Daľśı metody jsou bayesovské pr̊uměrováńı modelu, které lze naj́ıt v [12], nebo

hybridńı modely, které kombinuj́ı dva dále rozeb́ırané př́ıstupy. V následuj́ıćı pod-

kapitole bylo vycházeno převážně z [6] a [12].

Pro ilustraci využit́ı metod budeme využ́ıvat údaje z př́ıkladu 1.3.1. Vyge-

nerujeme si data Zlomenina o 10 000 pozorováńı podle rozděleńı dané CPT z

obrázku 1.6. Tato data budeme využ́ıvat k nalezeńı struktury pomoćı r̊uzných

metod.

Obrázek 1.6: Bayesovská śıt’ a CPD tabulky podle kterých provedeme vygene-
rováńı dat

Určeńı struktury śıtě na základě omezeńı vztah̊u

V tomto př́ıstupu je ćılem zachytit ve struktuře śıtě všechny nezávislosti v

doméně. Prob́ıhaj́ı zde tedy testy podmı́něné a nepodmı́něné nezávislosti. Jed-

nou z možnost́ı je χ2 test, který je založen na srovnáváńı pozorovaných četnost́ı
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s očekávanými, které jsou poč́ıtány za předpokladu nulové hypotézy o nezávislosti

těchto proměnných. Při zamı́tnut́ı nulové hypotézy zamı́táme nezávislost proměnných.

Pokud maj́ı testy hladinu významnosti 0,05, tak je předpokládáno, že 1 z 20

zamı́tnut́ı je falešná, proto se u velkého množstv́ı hypotéz snižuje schopnost po-

stavit tu správnou strukturu. Určeńı takovýchto nezávislost́ı je obt́ıžná úloha s

mnohdy nedokonalými výsledky. Komplexita algoritmu na nalezeńı těchto vztah̊u

záviśı i na omezeńı množstv́ı rodič̊u uzl̊u. [12]

Př́ıklad 1.3.2 Využijeme dat Zlomenina k nalezeńı struktury bayesovské śıtě po-

moćı metody omezeńı vztah̊u:

1. Nejdř́ıve otestujeme nezávislosti dvojic proměnných v datové množině po-

moćı χ2 test̊u:

χ2 test:

Máme kontingenčńı tabulku 2 náhodných výběr̊u X a Y, které nabývaj́ı hod-

not 0 nebo 1. M je celkový počet pozorováńı a M[i,j] znač́ı počet pozorováńı,

pro které má X hodnotu i a Y hodnotu j. Testujeme na hladině významnosti

α = 0.05. Tato kontingenčńı tabulka je zobrazena ńı̌ze v tabulce 1.3:

Nulová hypotéza: Proměnné X a Y jsou nezávislé.

y0 y1

x0 M[0,0] M[0,1] M[0,y]
x1 M[1,0] M[1,1] M[1,y]

M[x,0] M[x,1] M

Tabulka 1.3: Kontingenčńı tabulka pro náhodné výběry X a Y

Testová statistika na základě dat D:

TS2
χ2(D) =

r∑
i=0

c∑
j=0

(M [i, j]− M [x,j]∗M [i,y]
M

)2 ∗M
M [x, j] ∗M [i, y]

=

=
(M [0, 0] ·M [1, 1]−M [0, 1] ·M [1, 0])2 ·M

M [0, y] ·M [1, y] ·M [x, 0] ·M [x, 1]
,
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která má za platnosti nulové hypotézy o nezávislosti χ2 rozděleńı s para-

metrem r*c, v tomto př́ıpadě 1. Nulovou hypotézu o nezávislosti X a Y

zamı́tneme na hladině α, pokud plat́ı:

TS2
χ2 > χ2

(r·c)(1− α).

V datové množině máma 4 proměnné: Déšt’, Obratnost, Uklouznut́ı a Zlo-

menina. Pro každou možnou kombinaci provedeme χ2 test nezávislosti.

Déšt’ a Uklouznut́ı:

Testovaćı statistika:

u0 u1

d0 4808 2136 6944
d1 1061 1995 3056

5869 4131 10000

Tabulka 1.4: Kontingenčńı tabulka pro Déšt’ a Uklouznut́ı

TS2
χ2(Zlomenina) =

1∑
i=0

1∑
j=0

(M [i, j]− M [x,j]·M [i,y]
M

)2 ·M
M [x, j] ·M [i, y]

=

=
(4808− 6944·5869

10000
)2 · 10000

6944 · 5869
+ · · · = 1043.06

Dále plat́ı:

TS2
χ2(Zlomenina) > χ2

1(0.95) = 3.84.

A jelikož kritická hodnota je menš́ı než testovaćı statistika, tak nulovou

hypotézu o nezávislosti proměnné Déšt’ a Uklouznut́ı zamı́táme. Což pro

nás bude znamenat hranu mezi těmito proměnnými v śıti.

Déšt’ a Obratnost:

Testovaćı statistika:

TS2
χ2(Zlomenina) =

1∑
i=0

2∑
j=0

(M [i, j]− M [x,j]·M [i,y]
M

)2 ·M
M [x, j] ·M [i, y]

=

=
(2112− 6944·3023

10000
)2 · 10000

6944 · 3023
+ · · · = 0.398
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o0 o1 o2

d0 2112 2750 2082 6944
d1 911 1216 929 3056

3023 3966 3011 10000

Tabulka 1.5: Kontingenčńı tabulka pro Déšt’ a Obratnost

Dále plat́ı:

TS2
χ2(Zlomenina) < χ2

2(0.95) = 5.99.

A jelikož kritická hodnota je věťśı než testovaćı statistika, tak nulovou hy-

potézu o nezávislosti proměnné Déšt’ a Uklouznut́ı nezamı́táme. Což pro nás

bude znamenat, že hrana mezi těmito proměnnými v śıti nebude.

Dále bychom pokračovali s těmito testy, m̊užeme využ́ıt funkce chisq.test()

v Rku. Takhle zjist́ıme, že nulovou hypotézu nezamı́táme pouze v př́ıpadě

dvojice Déšt’ a Obratnost. Nyńı máme představu o naš́ı śıti v podobě śıtě,

která je zobrazena na obrázku 1.7.

Obrázek 1.7: Bayesovská śıt’ po prvńı fázi test̊u nezávislosti proměnných

2. Jako daľśı krok je potřeba otestovat podmı́něné nezávislosti, které jsou uve-

deny v tabulce 1.6.

V tomto př́ıpadě je možné využ́ıt rozš́ıřeného χ2 testu podmı́něné nezávislosti:
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(D ⊥ Z|U) (D ⊥ O|U) (O ⊥ Z|U) (O ⊥ U |D)
(D ⊥ U |Z) (D ⊥ Z|O) (O ⊥ U |Z) (U ⊥ Z|D)
(D ⊥ O|Z) (D ⊥ U |O) (O ⊥ Z|D) (U ⊥ Z|O)

Tabulka 1.6: Tabulka potřebných test̊u podmı́něných nezávislost́ı

Test podmı́něné nezávislosti

Budeme zkoumat nezávislost 2 náhodných výběr̊u X a Y podmı́něnou náhodnému

výběru Z. M[i,j,k] znač́ı množstv́ı pozorováńı, pro které plat́ı, že hodnota X

je i, Y je j a Z je k. P̂ znač́ı empirickou pravděpodobnost z dat. Čerpáno z

[12].

Nulová hypotéza: Proměnná X a Y jsou nezávislá při známé hodnotě Z.

P ∗(X, Y, Z) = P̂ (Z)P̂ (X|Z)P̂ (Y |Z)

Testovaćı statistika na základě dat D:

TS2
χ2(D) =

r∑
i=0

c∑
j=0

s∑
k=0

(M [i, j, k]−M · P̂ (z = k)P̂ (x = i|z = k)P̂ (y = j|z = k))2

M · P̂ (z = k)P̂ (x = i|z = k)P̂ (y = j|z = k)
.

Pomoćı softwaru R jdou tyto testy provést pomoćı funkce ci.test(). Při

využit́ı této funkce zjist́ıme, že nulovou hypotézu nezamı́táme jen pro př́ıpad

(D ⊥ Z|U). To se promı́tne do śıtě tak, že nám zmiźı hrana mezi Deštěm a

Zlomeninou, jak je zobrazeno na obrázku 1.8. Jak jde vidět, tak tato struk-

tura je správná, jelikož v́ıme, jak má tato śıt’ vypadat.

3. Dále je potřeba stanovit směry hran.

(a) Nejdř́ıve stanov́ıme množinu proměnných S(r,s) pro každou dvojici proměnných

r a s. V této množině budou proměnné, které vybranou dvojici dělaj́ı

podmı́něně nezávislou. V tomto př́ıpadě vyšla podmı́něná nezávislost

pouze u dvojice Déšt’ a Zlomenina na základě Uklouznut́ı. Takže S(dest,zlomenina)

obsahuje Uklouznut́ı a ostatńı množiny S(r,s) jsou prázdné.

(b) Nyńı vezmeme všechny dvojice proměnných, které nejsou ve struktuře

sousedy, ale maj́ı společného souseda. V tomto př́ıpadě máme dvo-
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Obrázek 1.8: Bayesovská śıt’ po druhé fázi podmı́něného testováńı nezávislosti
proměnných

jice: Déšt’ a Zlomenina (s Uklouznut́ım), Déšt’ a Obratnost (s Uklouz-

nut́ım). U těchto dvojic zkoumáme, jestli jejich společný soused patř́ı

do jejich množiny S. Pokud ne, tak se vytvoř́ı takzvaná V-struktura.

U dvojice Déšt’ a Obratnost jejich společný soused Uklouznut́ı nepatř́ı

do množiny S(dest,obratnost), jelikož tato množina je prázdná. Takže zde

vznikne zmiňovaná V-struktura: Dest → Uklouznuti ← Obratnost.

V druhém př́ıpadě, u dvojice Déšt’ a Zlomenina, jejich soused Uklouz-

nut́ı patř́ı do množiny S(dest,zlomenina), takže zde nemá vzniknout V-

struktura. A jelikož směr hrany z deště do uklouznut́ı je už daný, tak

směr hrany z uklouznut́ı do zlomeniny vypadá takto: Uklouznuti →

Zlomenina. Jedině tak zaruč́ıme, že zde nevznikne V-struktura.

(c) U zbylých hran zadáme směry tak, aby nevznikl cyklus v grafu. Takže

směr hrany mezi Obratnost́ı a Zlomeninou muśı být následuj́ıćı: Obratnost→

Zlomenina.

Tı́mto jsme zpětně vytvořili danou bayesovskou śıt’, která odpov́ıdá śıti ze které

jsme data vygenerovali. Tento proces se dá provést funkćı pc.stable() v Rku z

baličku bnlearn. Výstup této funkce je śıt’ zobrazena na obrázku 1.9.

Nicméně, muśı být řečeno, že bylo použito 10000 pozorováńı na 4 proměnné, což

38



Obrázek 1.9: Struktura bayesovské śıtě při využit́ı pc.stable funkce pro 10000
pozorováńı

je velmi velké množstv́ı. Při využit́ı náhodně vybraných 100 pozorováńı z datové

množiny Zlomenina je výsledná struktura bayesovské śıtě zobrazena na obrázku

1.10, což jak jde vidět neńı skutečná struktura.

Obrázek 1.10: Struktura bayesovské śıtě při využit́ı pc.stable funkce pro 100 po-
zorováńı

Určeńı struktury na základě skórovaćıch funkćı

Tato forma učeńı struktury má nyńı velkou oblibu a to d́ıky tomu, že jde

o optimalizačńı úlohu. Ćılem určeńı struktury z dat je nalézt DAG G, který

maximalizuje P (G|D), tedy maximalizuje pravděpodobnost vybrané struktury při
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daných datech. Nicméně nalezeńı optimálńı struktury je NP-obt́ıžný a také NP-

úplný problém. [17] Tento problém je náročný také proto, že pokud se rozhodneme

o jedné hraně, tak d́ıky této hraně mezi proměnnými mohou být nějaké určité

hrany z nebo do těchto proměnných znemožněny, jelikož by nebyla zachována

struktura orientovaného acyklického grafu. Tedy vyhledáńı śıtě s maximálńım

skóre je NP-obt́ıžný problém i při stanoveńı maximálńıho počtu 2 rodič̊u, o čemž

hovoř́ı následuj́ıćı věta.

Věta 1.3.5 Následuj́ıćı problém je NP-obt́ı̌zný pro jakékoliv d ≥ 2, d ∈ Z:

Ĝ = argmax
G∈Gd

score(G|D),

kde Gd = {G : ∀i, |PaGXi
≤ d} a score(G|D) je skórovaćı funkce, která ohodnocuje

každého kandidáta DAG G s respektem k datové množině D.

Pro každou možnou strukturu se vypoč́ıtá skóre a hledá se struktura s nejvyšš́ım.

Je tedy zvolena skórovaćı funkce score a optimalizačńı algoritmus, který hledá

śıt’ s nejvyšš́ım skóre. Nejv́ıce využ́ıvanými optimalizačńımi algoritmy jsou Hill-

climbing a Tabu hledáńı, daľśımi jsou genetické algoritmy, simulované ž́ıháńı a

jiné.

� Hill-climbing: je populárńı zejména kv̊uli jeho kompromisu mezi výpočetńı

náročnost́ı a kvalitou výstupńıho modelu. Je to lokálńı hledáńı v prostoru

graf̊u. Kardinalita prostoru hledáńı je super-exponenciálńı, proto je vhodné

při vyšš́ım počtu proměnných tento prostor omezit, nejčastěji počtem rodič̊u

každého uzlu. Algoritmus zač́ıná z inicializačńıho stavu, kterým může být

prázdná, náhodná nebo expertně zadaná struktura. Lokálně postupuje s

konečným počtem krok̊u, kterými mohou být odstraněńı hrany, přidáńı

hrany, změněńı směru hrany. Algoritmus ale vždy vyhodnocuje, zda je daný

krok možný, aby graf zachovával podobu DAG. Vždy je vybrán ten krok,

který zaznamená největš́ı zvýšeńı hodnoty skórovaćı funkce. Algoritmus

konč́ı pokud nemá možnost daľśıho zlepšeńı. Jelikož jde o lokálńı hledáńı,
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tak může lehce skončit u lokálńıho minima. Využ́ıvá se proto mnoho stra-

tegíı, jak se tomu vyhnout, např́ıklad restarty a náhodnost. [6]

� Tabu hledańı: tato metoda funguje stejně jako výše uvedený hill-climbing,

nav́ıc ale uchovává v paměti seznam nedávných h operaćı, které byly uplat-

něny a v daľśıch kroćıch nelze použ́ıt operace, které by je vyrušily. Takže

pokud se algoritmus rozhodne pro vytvořeńı hrany z X → Y , tak v daľśıch

h kroćıch tuto hranu nelze odebrat. Také je rozd́ıl v tom, že se algoritmus

neukonč́ı, když nemá možnost zlepšeńı, ale je stanoven počet krok̊u, po

kterém se algoritmus zastav́ı, pokud nenalezne lepš́ı strukturu. Výsledkem

je potom nejlepš́ı posledńı nalezená struktura.

Důležitým krokem mimo výběru algoritmu je i výběr skórovaćı funkce.

� Věrohodnostńı funkce: Věrohodnostńı funkce měř́ı pravděpodobnost dat

při daném modelu, takže je potřeba naj́ıt model, pro který jsou data nej-

pravděpodobněǰśı, protože funkci věrohodnosti maximalizujeme. Využit́ı

věrohodnostńı funkce si můžeme ukázat na jednoduchém př́ıkladu. Tento

př́ıklad je převzat z [14], strana 101.

Př́ıklad 1.3.3 Necht’ X1, X2, X3, X4 je náhodný výběr z alternativńıho roz-

děleńı s parametrem p, kde p = 0.2 nebo p = 0.8. Budeme odhadovat para-

metr, pokud jsme realizaćı výběru dostali data 1;1;0;1. Pro pravděpodobnost

takovýchto výsledk̊u máme:

Pp(X1 = X2 = 1, X3 = 0, X4 = 1) = p3(1− p).

Tento výsledek pro parametr p = 0.2 je 0.0064 a pro p = 0.8 je 0.1024. Prin-

cipem metody maximálńı věrohodnosti je vźıt nejpravděpodobněǰśı výsledek.

Pro tento př́ıpad tedy parametr p = 0.8.

Věrohodnostńı funkci je možné využ́ıt jak pro odhad struktury, tak pro od-

had parametr̊u modelu, což bude rozvedeno v daľśı části práce. Při hledáńı

struktury grafu G se využije maximálně věrohodný odhad parametr̊u θ̂G,
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který pro kategorická data odpov́ıdá jejich frekvenci v datech. Takové pa-

rametry maximalizuj́ı funkci věrohodnosti při dané struktuře (viz. kapitola

1.3.4).

Věrohodnostńı funkce pro bayesovské śıtě při zadané struktuře grafu G

je zadaná následovně: Předpokládejme, že pozorujeme několik IID vzork̊u

z množiny náhodných proměnných X = {X1, X2, . . . , Xk} z neznámého

rozděleńı P ∗(X ). Známe možné hodnoty náhodných proměnných. Označme

trénovaćı množinu pozorováńı jako D, která obsahuje n pozorováńı z X :

{x1, . . . , xn}, kde xi pro i = 1, . . . , n je vektor hodnot proměnných pro dané

pozorováńı, tedy xi = (xi1, xi2, . . . , xik). Pro věrohodnostńı funkci plat́ı:

L(θ,D) =
n∏
i=1

PG(xi|θ) =
n∏
i=1

k∏
j=1

P (xij|Paxij ,θ) =

=
k∏
j=1

[ n∏
i=1

P (xij|Paxij ,θ)
]
.

(1.10)

Model je dán jako dvojice grafu G a parametr̊u θ̂G. A tedy plat́ı:

max
G,θG

L(〈G,θG〉,D) = max
G

[max
θG

L(〈G,θG〉,D)] = max
G

[L(〈G, θ̂G〉,D)] (1.11)

Tedy k maximalizováńı věrohodnosti dvojice (G, θG) je nezbytné naj́ıt gra-

fovou strukturu G, která má nejvyšš́ı věrohodnost při využit́ı maximálně

věrohodného odhadu parametr̊u. Parametry jsou tedy dané a hledáme struk-

turu, která maximalizuje funkci věrohodnosti. S každou změnou struktury

se nám měńı výpočet, protože struktura výpočtu je závislá na struktuře

śıtě. Jako obvykle se dále pracuje s logaritmickou funkćı věrohodnosti a

skórovaćı funkce metodou maximálńı věrohodnosti vypadá:

scoreL(G|D) = l(θ̂G,D), (1.12)

kde l(θ̂G,D) je logaritmus věrohodnostńı funkce. Tato funkce se dá vyjádřit

také pomoćı vzájemné informace.
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Definice 1.3.6 Pro náhodné veličiny X a Y je vzájemná informace mezi

X a Y definována jako

I(X, Y ) =
∑
x,y

p(x, y)log
p(x, y)

p(x)p(y)
= E log

p(X, Y )

p(X)p(Y )
.[18]

Vzájemnou informaci IP (X;Y ) lze interpretovat jako śılu závislosti mezi

X a Y v pravděpodobnosti. Pod́ıvejme se na výpočet z našeho př́ıkladu

Zlomenina.

Př́ıklad 1.3.4 Budeme se zabývat pouze proměnnou Déšt’ a Obratnost.

Jako prvńı vypoč́ıtáme skóre śıtě, kde jsou tyto proměnné nezávislé. Ta-

kovou to strukturu označ́ıme jako G0. Pak plat́ı pro xi, kde i = 1, . . . , n, že

Paxi = ∅. M[y] označuje dané množstv́ı pozorováńı s hodnotou y a parametr

θ̂ se rovná empirickému rozděleńı pozorovaného v datech, v našem př́ıpadě

frekvenci vybraných dat, např́ıklad θ̂d0 = P̂ (d0) = M [d0]
M

, kde M = n.

scoreL(G0|Zlomenina) =
∏

j={D,O}

[ n∏
i=1

P (xij|Paxij ,θ)
]

=

=
∏

j={D,O}

[ n∏
i=1

P (xij|θ)
]

=
n∏
i=1

P (xiD|θ)
n∏
i=1

P (xiO|θ) =

=
n∑
i=1

logP (xiD|θ) +
n∑
i=1

logP (xiO|θ) =

=
n∑
i=1

(logθ̂D)i +
n∑
i=1

(logθ̂O)i =
∑

s={d0,d1}

M [s]logθ̂s +
∑

t={o0,o1,o2}

M [t]logθ̂t =

= M [d0]logθ̂d0 +M [d1]logθ̂d1 +M [o0]logθ̂o0 +M [o1]logθ̂o1 +M [o2]logθ̂o2

Dané množstv́ı se rovnaj́ı: M [d0] = 6944;M [d1] = 3056;M [o0] = 3023;M [o1] =

3966;M [o2] = 3011, tak po dosazeńı źıskáme:

scoreL(G0|Zlomenina) = 6944 ∗ log(0.6944) + 3056 ∗ log(0.3056)+

+3023 ∗ log(0.3023) + 3966 ∗ log(0.3966) + 3011 ∗ log(0.3011) =

= −17053.87560494
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Nyńı stejným zp̊usobem vypoč́ıtáme skóre pro śıt’, která by měla hranu z

Deště do Obratnosti, tedy Dest → Obratnost. Tuto śıt’ označ́ıme jako G1.

Plat́ı, že PaxiO = xiD a PaxiD = ∅.

scoreL(G1|Zlomenina) =
∏

j=D,O

[ n∏
i=1

P (xij|Paxij ,θ)
]

=
n∏
i=1

P (xiD|θ) =

=
n∏
i=1

P (xiO|xiD,θ) =
n∑
i=1

logP (xiD|θ) +
n∑
i=1

logP (xiO|xiD,θ) =

=
n∑
i=1

log(θ̂O)i +
n∑
i=1

log(θ̂(O|D))i =

=
∑

s={d0,d1}

M [s]logθ̂s +
∑

s={d0,d1}

∑
t={o0,o1,o2}

M [s, t]logθ̂(t|s) =

= M [d0]logθ̂d0 +M [d1]logθ̂d1 +M [d0, o0]logθ̂(o0|d0) +M [d0, o1]logθ̂(o1|d0)+

+M [d0, o2]logθ̂(o2|d0) +M [d1, o0]logθ̂(o0|d1)+

+M [d1, o1]logθ̂(o1|d1) +M [d1, o2]logθ̂(o2|d1)

Pro dosazeńı je nutné znát nav́ıc kontingenčńı tabulku pro Déšt’ a Obratnost:

o0 o1 o2

d0 2112 2750 2082 6944
d1 911 1216 929 3056

3023 3966 3011 10000

Tabulka 1.7: Kontingenčńı tabulka pro Déšt’ a Obratnost

Dále muśıme vypoč́ıtat parametry podmı́něné pravděpodobnosti

θ̂(O|D) = P̂ (O|D) =
P̂ (O,D)

P̂ (O)
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Poté výpočet vypadá následovně:

scoreL(G1|Zlomenina) = 6944 ∗ log(0.6944) + 3056 ∗ log(0.3056)+

+2112 ∗ log(
0.2112

0.6944
) + 2750 ∗ log(

0.2750

0.6944
) + · · ·+ 929 ∗ log(

0.0929

0.3056
) =

= −17053.6765201

Tento výsledek je o 0.1990839 v́ıce než v prvńım př́ıpadě a jelikož hodnotu

věrohodnostńı funkce chceme maximalizovat, tak bychom vybrali śıt’ s hranou

mezi Deštěm a Obratnost́ı, což ale v́ıme, že neńı skutečná struktura. Tato

hodnota 0.1990839 se také rovná hodnotě vzájemné informace vykrácené

celkovým množstv́ım, M ∗ IP̂ (Dest, Obratnost) = 0.1990839. M̊užeme si

ukázat proč.

scoreL(G1|Zlomenina)− scoreL(G0|Zlomenina) =

=
n∑
i=1

log(θ̂O)i +
n∑
i=1

log(θ̂(O|D))i −
[ n∑
i=1

(logθ̂D)i +
n∑
i=1

(logθ̂O)i
]

=

=
∑

s={d0,d1}

∑
t={o0,o1,o2}

M [s, t]logθ̂(t|s) −
∑

t={o0,o1,o2}

M [t]logθ̂t

A jelikož M [x, y] = M ·P̂ (x, y), M [y] = M ·P̂ (y), θ̂(y|x) = P̂ (y|x), θ̂y = P̂ (y),

tak po dosazeńı a upraveńı dostaneme:

scoreL(G1|Zlomenina)− scoreL(G0|Zlomenina) =

= M
∑

s={d0,d1}

∑
t={o0,o1,o2}

P̂ (s, t)log
P̂ (t|s)
P̂ (t)

=

= M
∑

Dest,Obratnost

P̂ (Dest, Obratnost)log
P̂ (Obratnost|Dest)
P̂ (Obratnost)

=

= M ∗ IP̂ (Dest, Obratnost)

Vzájemná informace veličin je nezáporná veličina a IP̂ (Xi;Pa
G
Xi

) = 0, po-

kud PaXi
= ∅. Jelikož se skórovaćı funkce maximalizuje, tak je možno vidět,

že vždy budou preferovány struktury složitěǰśı před jednodušš́ımi, což po-

vede k přeučeńı. To v našem př́ıpadě znamená, že byla struktura s hranou
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mezi Deštěm a Obratnost́ı lepš́ı než struktura bez této hrany, což neodpov́ıdá

skutečné struktuře.

Obecně plat́ı:

scoreL((G|D) = M
n∑
i=1

IP̂ (Xi;Pa
G
Xi

)−M
n∑
i=1

HP̂ (Xi). (1.13)

Lze si všimnout, že druhá suma nezáviśı na struktuře, a proto ji lze igno-

rovat při porovnáváńı dvou struktur ze stejné datové množiny. Takže při

porovnáńı struktur ze stejné datové množiny se budou porovnávat jen je-

jich vzájemné informace. A jelikož je to nezáporná veličina, tak bez zadáńı

omezeńı ke skórovaćı funkci, pak věrohodnostńı funkce najde vždy struk-

turu úplnou.

� Bayesovské skóre a BIC: jsou skórovaćı funkce, které jsou založeny na ba-

yesovském př́ıstupu. V tomto př́ıpadě je nejistota spojená se strukturou a

parametry j́ı př́ıslušnými. Proto se definuje apriorńı rozděleńı P (G), které

dává apriorńı pravděpodobnosti r̊uzným strukturám grafu. A také P (θG|G),

které dává pravděpodobnosti r̊uzným volbám parametr̊u při daném grafu.

Podle Bayesova pravidla pak plat́ı:

P (G|D) =
P (D|G)P (G)

P (D)
, (1.14)

kde je jmenovatel normalizačńı faktor, který při porovnáváńı struktur z̊ustává

stejný, proto je možné ho vynechat při porovnáváńı. Poté je bayesovské

skóre definováno jako:

scoreB(G : D) = log P (D|G) + log P (G). (1.15)

Dı́ky tomuto př́ıstupu mohou být některé struktury preferovaněǰśı před

jinými d́ıky stanoveńı apriorńıho rozděleńı P (G), nicméně, tento člen ve výše

uvedeném výrazu je téměř irelevantńı v porovnáńı s prvńım výrazem, který
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bere v potaz nejistotu s odhadem parametr̊u. Takže s rostoućım počtem

pozorováńı ztráćı sv̊uj vliv. Při využit́ı řetězového pravidla lze rozložit

marginálńı věrohodnost P (D|G) na jednu komponentu pro každé lokálńı

rozděleńı. Pak pro výraz plat́ı:

P (D|G) =

∫
Θ

P (D|θ,G)P (θ|G)dθ =
k∏
i=1

∫
P (Xi|PaXi

,θXi)P (θXi
|PaXi

)dθXi

(1.16)

kde P (D|θ,G) je věrohodnost dat při dané śıti 〈G,θ〉 a P (θ|G) je apriorńı

rozděleńı přes r̊uzné hodnoty parametr̊u pro danou strukturu G.

Tento výraz lze nahradit frekventistickým testem shody jako je BIC (Ba-

yesovské informačńı kritérium), který je často využ́ıván d́ıky jeho jednodu-

chosti. Také plat́ı, že BIC konverguje k log(P (D|G)), pro n→ inf.

scoreBIC(G|D) = l(θ̂,D)− logM

2
Dim[G], (1.17)

kdeDim[G] je dimenze modelu nebo počet nezávislých parametr̊u v modelu.

Jelikož negaćı tohoto výrazu dostaneme počet bit̊u potřebných k zakódováńı

modelu, tak je pak tento výraz známý jako minimálńı deskriptivńı délka

(MDL). Výraz se dá také zapsat jako:

scoreBIC(G|D) = M

n∑
i=1

IP̂ (Xi;PaXi
)−M

n∑
i=1

HP̂ (Xi)−
logM

2
Dim[G].

(1.18)

Při porovnáńı s věrohodnostńı funkćı z předcházej́ıćıho bodu jde vidět, že

tato funkce penalizuje strukturu za komplexnost. Nicméně, vzájemná in-

formace roste lineárně s M a komplexita logaritmicky. Takže, při vysokém

M je kladen d̊uraz na shodu s daty. Asymptoticky BIC preferuje struktury,

které př́ımo odpov́ıdaj́ı závislostem v datech.

Př́ıklad 1.3.5 Nyńı pojd’me vypoč́ıtat BIC skóre struktury Deště a Ob-

ratnosti s a bez směrové šipky z minulého př́ıkladu s využit́ım maximálně

věrohodného odhadu parametr̊u śıtě. V minulém př́ıkladu jsme vypoč́ıtali,
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že lG0(θ, Zlomenina) = −17053.8756 a lG1(θ, Zlomenina) = −17053.6765.

Proto BIC skóre bude:

scoreBIC(G0|Zlomenina) = lG′(θ, Zlomenina)− log(M)

2
Dim[G0] =

= −17053.8756− log(10000)

2
∗ 2 = −17063.086

scoreBIC(G1|Zlomenina) = lG∞(θ, Zlomenina)− log(M)

2
Dim[G1] =

= −17053.6765− log(10000)

2
∗ 3 = −17067.492

Jelikož je skóre vyšš́ı pro strukturu G0, tak by výsledná struktura byla bez

hran, což odpov́ıdá skutečné struktuře.

� Akaikeho informačńı kritérium: daľśı obměnou skórovaćı funkce může být

také známé AIC skóre:

scoreAIC(G|D) = l(θ̂G|D)−Dim[G]. (1.19)

Př́ıklad 1.3.6 Nyńı pojdme vypoč́ıtat AIC skóre struktury Deště a Ob-

ratnosti s a bez směrové šipky z minulého př́ıkladu s využit́ım maximálně

věrohodného odhadu parametr̊u śıtě.

scoreAIC(G0|Zlomenina) = lG′(θ, Zlomenina)−Dim[G0] =

= −17053.8756− 4 = −17055.8756

scoreAIC(G1|Zlomenina) = lG∞(θ, Zlomenina)−Dim[G1] =

= −17053.6765− 8 = −17056.6765

Jelikož je skóre vyšš́ı pro strukturu G0, tak by výsledná struktura byla bez

hran, což odpov́ıdá skutečné struktuře.

Př́ıklad 1.3.7 Pomoćı softwaru R a baĺıčku bnlearn zkuśıme naj́ıt p̊uvodńı struk-

turu śıtě, ze kterého byla vygenerována data Zlomenina pomoćı metody hill-climbing,

tabu hledáńı pro BIC a AIC skórovaćı funkce.
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� Pro všechna pozorováńı (10 000):

bnhcA=hc(zlomeninaD,score="aic")

plot(bnhcA)

bntabuA=tabu(zlomeninaD,score="aic")

bntabuB=tabu(data,score="bic")

Nalezená struktura pomoćı hill-climbing a AIC skórovaćı funkćı odpov́ıdá

p̊uvodńı skutečné struktuře a je uvedena na obrázku 1.11. Stejně jako při

využit́ı tabu hledáńı s AIC i BIC skórovaćı funkćı.

bnhcB=hc(zlomeninaD,score="bic")

Obrázek 1.11: Struktura nalezená pomoćı metod: hill-climbing s BIC, tabu s AIC,
tabu s BIC

plot(bnhcB)

Nalezená struktura pomoćı hill-climbing a BIC skórovaćı funkćı neodpov́ıdá

p̊uvodńı skutečné struktuře a je uvedena na obrázku 1.12.

Obrázek 1.12: Struktura nalezená pomoćı metody hill-climbing a BIC
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� Při využit́ı pouze 100 pozorováńı:

S omezeńım datové množiny na 100 náhodně vybraných pozorováńı ani

jedna metoda nenašla skutečnou strukturu. Pro AIC i BIC se nalezené

struktury rovnaly pro obě optimalizačńı metody. Obě nalezené struktury jsou

uvedeny na obrázku 1.13.

Obrázek 1.13: Nalevo struktura nalezená pro BIC a napravo pro AIC (tabu i
hill-climbing shodné výsledky)

Na tomto př́ıkladu jde vidět, že každé metody mohou mı́t odlǐsné výsledky.

Také m̊užeme sledovat, že při vyšš́ım množstv́ı dat se s věťśı jistotou dozv́ıme

skutečnou strukturu systému. Nicméně, nelze ř́ıci, která metoda je lepš́ı, protože

každá metoda m̊uže být vhodněǰśı na jiné druhy dat.

1.3.4. Odhad parametr̊u bayesovské śıtě

V minulé části bylo vysvětleno, jak se dá zjistit struktura grafu, dále bude

předpokládáno, že je struktura daná a ćıl bude odhadnout parametry této śıtě.

Bayesovská śıt’ je totiž tvořena dvojićı struktury śıtě G s odpov́ıdaj́ıćımi para-

metry θG. Parametry v diskrétńıch typech BN odpov́ıdaj́ı hodnotám v CPD ta-

bulkách. V realitě je odhad parametr̊u častěji prováděn z dat, jelikož i zkušeńı

experti nedokáž́ı udat parametry tak detailně, jak je to potřeba např́ıklad pro

složitěǰśı CPD tabulky. Jsou zde dva hlavńı př́ıstupy a to: odhad založen na me-

todě maximálńı věrohodnosti a bayesovský př́ıstup. Čerpáno z [19], [12] a [14].

Metoda maximálńı věrohodnosti

Metoda maximálńı věrohodnosti je široce využ́ıvaná metoda ve statistice. Tato

metoda vycháźı z frekventistického př́ıstupu. Logaritmická funkce věrohodnosti
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pro odhad parametru θ při daných datech D = {x1, . . . , xn} je:

l(θ,D) = log P (D|θ) = log
n∏
i=1

P (xi|θ) =
n∑
i=1

logP (xi|θ). (1.20)

Věrohodnostńı funkce pro bayesovské śıtě při zadané struktuře grafu G je za-

daná následovně: Předpokládejme, že pozorujeme několik IID vzork̊u z množiny

náhodných proměnných X = {X1, X2, . . . , Xk} z neznámého rozděleńı P ∗(X ).

Známe možné hodnoty náhodných proměnných. Datová množina D obsahuje n

pozorováńı z X : {x1, . . . , xn}, kde xi je vektor hodnot proměnných pro dané po-

zorováńı, tedy xi = (xi1, xi2, . . . , xik), pro i = 1, . . . , n. Necht’ PaGXj
znač́ı rodiče

proměnné Xj ve vybrané struktuře G, Hod(PaGXj
) je množina všech možných

kombinaćı hodnot rodič̊u uzlu Xj, Hod(Xj) označuje množinu možných hodnot

proměnné Xj, M [x0, y4, z1] označuje množstv́ı pozorováńı pro které plat́ı že hod-

nota X = x0, Y = y4, Z = z1, θ̂ označuje empirickou pravděpodobnost. Pak pro

logaritmickou funkci věrohodnosti pro diskrétńı bayesovskou śıt’ plat́ı:

l(θ,D) = log
∏
i

PG(xi|θ) = log
∏
i

∏
j

P (xij|Paxij ,θ) =

= log
∏
j

[∏
i

P (xij|Paxij ,θ)
]

=
k∑
j=1

[ ∑
ui∈Hod(PaGXj

)

∑
sj∈Hod(Xj)

M [sj,uj]logθ̂sj |uj

]
(1.21)

Pro odhad parametru multinomického rozděleńı metodou maximálńı věrohodnosti

podle [19] plat́ı: Necht’ M [q, j, k] je počet pozorováńı v D, pro které plat́ı, že Xi

má hodnotu q, a jeden jeho rodič PaXi
má hodnotu j a druhý hodnotu k. Poté

se odhad θ pomoćı metody maximálńı věrohodnosti rovná:

θ̂qjk =
M [q, j, k]

M [j, k]
. (1.22)

Velkým nedostatkem tohoto př́ıstupu je, že neńı možné odhadnout parametr,

pokud M [j, k] = 0. Takové př́ıpady se s menš́ımi datovými sadami nebo kompli-

kovaněǰśımi strukturami děj́ı v praxi.
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Př́ıklad 1.3.8 Pojd’me se vrátit k př́ıkladu Zlomeniny a vypoč́ıtejme parametry

u uzlu Uklouznut́ı s rodiči Déšt’ a Obratnost. Budeme potřebovat tabulku 1.8 s

četnostmi daných kombinaćı Uklouznut́ı s rodiči: Déšt’ a Obratnost.

d0, o0 d1, o0 d0, o1 d1, o1 d0, o2 d1, o2

u0 1246 229 1902 440 1660 392
u1 866 682 848 776 422 537∑

2112 911 2750 1216 2082 929

Tabulka 1.8: Tabulka četnost́ı pro proměnnou Uklouznut́ı s rodiči Déšt’ a Obrat-
nost

Výpočet všech parametr̊u bude vypadat jako u prvńıho př́ıpadu:

θ̂(d0,o0,u0) =
M [d0, o0, u0]

M [d0, o0]
=

1246

2112
= 0.59

Pro srovnáńı parametr, který byl uveden při generováńı těchto dat byl 0,6. Takže

vid́ıme správnost odhadu tohoto parametru. Zbylé výsledky odhad̊u parametr̊u jsou

uvedeny v tabulce 1.9. To stejné bylo provedeno s využit́ım pouze 100 pozorováńı,

tyto parametry jsou uvedeny v tabulce 1.10. Zde jde vidět, že některé parame-

try odpov́ıdaj́ı skutečnosti, ale některé ne, např́ıklad pro parametr θ̂u0,d1,o0 vyšla

hodnota 0. Takže bychom s jistotou mohli ř́ıct, že takový jev nikdy nenastane,

což neńı dobře. Pro srovnáńı jsou v tabulce 1.11 parametry, které byly využity ke

generováńı dat.

d0, o0 d1, o0 d0, o1 d1, o1 d0, o2 d1, o2

u0 0.59 0.25 0.69 0.36 0.8 0.42
u1 0.41 0.75 0.31 0.64 0.2 0.58

Tabulka 1.9: Tabulka výsledných parametr̊u pomoćı maximálně věrohodného od-
hadu parametru s využit́ım 10 000 pozorováńı

Bayesovská metoda odhadu parametr̊u

Bayesovský př́ıstup dává možnost přidat do odhadu apriorńı rozděleńı, které

může odhadu přidat znalost uživatele. V odhadu maximálńı věrohodnosti se ne-
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d0, o0 d1, o0 d0, o1 d1, o1 d0, o2 d1, o2

u0 0.72 0.00 0.61 0.35 0.84 0.20
u1 0.28 1.00 0.39 0.65 0.16 0.80

Tabulka 1.10: Tabulka výsledných parametr̊u pomoćı maximálně věrohodného
odhadu parametru s využit́ım 100 pozorováńı

d0, o0 d1, o0 d0, o1 d1, o1 d0, o2 d1, o2

u0 0.60 0.25 0.70 0.35 0.8 0.4
u1 0.40 0.75 0.30 0.65 0.2 0.6

Tabulka 1.11: Tabulka skutečných parametr̊u využitých k vygenerováńı dat

dozv́ıme, jestli bylo použito 10 nebo milion pozorováńı, ale při využit́ı baye-

sovského př́ıstupu lze odhad s málo pozorováńımi zpřesnit naši apriorńı znalost́ı.

Asymptoticky se ale budou rovnat. Je předpokládán obecný problém, který obsa-

huje datovou množinu D, která obsahuje M nezávislých pozorováńı z identického

rozděleńı. Datová množina obsahuje k proměnných z neznámého rozděleńı P ∗(X).

Parametry θ jsou považovány za náhodnou proměnnou. Takže je potřeba využ́ıt

pravděpodobnosti k vyjádřeńı počátečńı nejistoty spojené s parametry θ společně

s informacemi z dat a využ́ıt to v Bayesově pravidlu k vyjádřeńı aposteriorńıho

rozděleńı:

P (θ|D) =
P (D|θ)P (θ)

P (D)
. (1.23)

Prvńı výraz v čitateli je věrohodnostńı funkce a druhý výraz je apriorńı

rozděleńı přes všechny možné hodnoty v Θ. Jmenovatel je marginálńı věrohodnost

dat, pro kterou plat́ı:

P (D) =

∫
Θ

P (D|θ)P (θ)dθ. (1.24)

Tento výraz je normalizačńı faktor. Při jeho vynecháńı je aposteriorńı rozděleńı

proporcionálńı k čitateli. Pokud bychom stanovili rovnoměrné apriorńı rozděleńı,

tak by P (θ) byla 1 pro jakýkoliv výběr parametru, č́ımž by se odhad lǐsil od

maximálně věrohodného odhadu jen normalizačńım faktorem. Hlavńı filozofický

rozd́ıl je ale ve využit́ı aposteriorńıho rozděleńı např́ıklad pro predikci nového
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pozorováńı.

P (xn+1|x1, . . . , xn) =

∫
P (xn+1|θ, x1, . . . , xn)·

·P (θ|x1, . . . , xn)dθ =

∫
P (xn+1|θ)P (θ|x1, . . . , xn)dθ

Což by pro např́ıklad pro výpočet hodu minćı s výsledkem 0 nebo 1, znamenalo:

P (xn+1 = 1|x1, . . . , xn) =
1

P (x1, . . . , xn)

∫
θ · θM [1](1− θ)M [0]dθ

Po úpravách by byl výsledek následuj́ıćı:

P (xn+1 = 1|x1, . . . , xn) =
M [1] + 1

M [1] +M [0] + 2

Tento odhad je podobný MLE odhadu, až na 1 vzorek nav́ıc ke každé skupině.

Č́ım je M větš́ı, t́ım má menš́ı śılu, a přibližuje se MLE odhadu. Tomuto odhadu s

rovnoměrným apriorńım rozděleńım se ř́ıká Laplaceova korekce. Dı́ky tomu se dá

předej́ıt problému, který byl zmiňován u MLE odhadu, a to tomu, že jmenovatel

bude 0.

K vyjádřeńı aposteriorńıho rozděleńı pomoćı dostatečné statistiky je potřeba,

aby podoba apriorńıho rozděleńı byla stejná jako podoba věrohodnostńı funkce.

Pro multinomické rozděleńı, kde prostor parametr̊u Θ je zadán jako prostor

všech nezáporných vektor̊u θ = 〈θ1, . . . , θK〉, takových, že
∑

k θk = 1 vypadá

věrohodnostńı funkce následovně:

L(θ,D) =
∏
k

θ
M [k]
k . (1.25)

Odpov́ıdaj́ıćım apriorńım rozděleńı pro takovou funkci věrohodnosti je Dirichle-

tovo rozděleńı, které zobecňuje Beta rozděleńı. Je specifikováno množinou hyper-

parametr̊u α1, . . . , αK , takových, že plat́ı:

θ ∼ Dirichlet(α1, . . . , αK) jestliže P (θ) ∝
∏
k

θαk−1
k .

Při použit́ı Dirichletova apriorńıho rozděleńı je i aposteriorńı rozděleńı Di-

richletové v podobě Dirichlet(α1 +M [1], . . . , αK +M [K]), kde M [k] znač́ı počet
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výskytu hodnoty k. Dirichletovo apriorńı rozděleńı je konjugované k multino-

mickému rozděleńı. Aposteriorńı rozděleńı pro predikci nového pozorováńı pak

bude:

P (xn+1 = k|D) =
M [k] + αk
M + α

.

Bayesovský odhad parametr̊u v BN

Při odhadu parametr̊u v BN je vycházeno z výše uvedeného postupu.

Definice 1.3.7 (Globálńı nezávislost parametr̊u) Necht’ G je struktura ba-

yesovské śıtě s parametry θ = (θX1|PaX1
, . . . ,θXn|PaXn

). Apriorńı rozděleńı P (θ)

splňuje globálńı nezávislost parametr̊u, pokud má formu:

P (θ) =
∏
i

P (θXi|PaXi
).

Při předpokladu globálńı nezávislosti parametr̊u plat́ı:

P (θ|D) =
∏
i

P (θXi|PaXi
|D). (1.26)

A jelikož se dá aposteriorńı rozděleńı rozdělit do součinu lokálńıch výraz̊u, tak

se dá tak zjednodušit výraz pro výpočet pravděpodobnosti predikci n+1 pozo-

rováńı na základě minulých pozorováńı.

P (Xn+1,1, . . . , Xn+1,k|D) =
∏
j

∫
P (Xn+1,j|PaXn+1,j

,θXj |PaXj
)

P (θXj |PaXj
|D)dθXj |PaXj

.

(1.27)

Bayesovský odhad parametr̊u se tedy řeš́ı pomoćı lokálńıch dekompozićı.

Definice 1.3.8 (Lokálńı nezávislost parametr̊u) Necht’ X je proměnná s rodiči

U. Řekneme, že apriorńı rozděleńı P (θX|U) splňuje lokálńı nezávislost parametr̊u,

pokud plat́ı:

P (θX|U) =
∏
u

P (θX|u).
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Pokud jsou podmı́něné pravděpodobnostńı rozděleńı nav́ıc vyjádřena tabulkou

(CPT), tak plat́ı:

P (θ|D) =
∏
j

∏
PaXj

P (θXj |PaXj
|D). (1.28)

Pokud je apriorńı rozděleńı P (θX|u) Dirichletovo s hyperparametry (αx1|u, . . . , αxK |u),

poté je aposteriorńı rozděleńı P (θX|u) také Dirichletovo s hyperparametry (αx1|u+

M [u, x1], . . . , αxK |u + M [u, xK ]). Každý uzel Xj v bayesovské śıti má množinu

multinomických rozděleńı θXj |PaXj
, jedno pro každou možnou kombinaci hodnot

rodič̊u tohoto uzlu. Každé takové rozděleńı bude mı́t svoje Dirichletova apriorńı

rozděleńı zadané vybranými parametry.

αXj |PaXj
= (αx1j |PaXj

, . . . , α
x
Kj
j |PaXj

)

Hyperparametry Dirichletova apriorńıho rozděleńı lze chápat jako imaginárńı

počty pozorováńı, které byly pozorovány v minulosti, které odráž́ı znalost nebo

sṕı̌se názor procesu. Pokud nejsou známy žádné apriorńı znalosti procesu, tak se

voĺı rovnoměrné rozděleńı pro apriorńı rozděleńı, což je v souladu s maximalizaćı

entropie náhodných proměnných. Poté se voĺı α1 = α2 = · · · = αK .[5]

Př́ıklad 1.3.9 Nyńı vypoč́ıtáme parametry u uzlu Uklouznut́ı, čemuž jsme se

věnovali v předchoźım př́ıkladu, ale bayesovským př́ıstupem. Budeme potřebovat

stanovit apriorńı rozděleńı ke každému sloupci CPD tabulky Uklouznut́ı. Tyto

hodnoty budou představovat naši apriorńı znalost tohoto procesu a jsou zobrazeny

v tabulce 1.12.

d0, o0 d1, o0 d0, o1 d1, o1 d0, o2 d1, o2

u0 30 25 45 10 58 40
u1 22 60 18 22 15 85∑

52 85 63 32 73 125

Tabulka 1.12: Tabulka hyperparametr̊u apriorńıho rozděleńı k výpočtu odhadu
parametr̊u u uzlu Uklouznut́ı s rodiči Déšt’ a Obratnost

θ̂(d0,o0,u0) =
αu0|do,oo +M [d0, o0, u0]

M [d0, o0] + αd0,o
=

1246 + 30

2112 + 52
= 0.59

56



Jak jde vidět, tak odhad parametru se po zaokrouhleńı nezměnil a to kv̊uli tomu,

že poč́ıtáme s 10 000 pozorováńı. Tı́m pádem vliv apriorńıho rozděleńı je zanedba-

telný. Ostatńı výsledky odhadu parametr̊u jsou v tabulce 1.13. V závorkách vid́ıme

odhad parametru metodou maximálńı věrohodnosti. Dále se ale pod́ıvejme, co to

udělá s odhady pro pouze 100 pozorováńı. Tyto výsledky jsou uvedeny v tabulce

1.14.

d0, o0 d1, o0 d0, o1 d1, o1 d0, o2 d1, o2

u0 0.59 (0.59) 0.26 (0.25) 0.69 (0.69) 0.36 (0.36) 0.80 (0.80) 0.41 (0.42)
u1 0.41 (0.41) 0.74 (0.75) 0.31 (0.31) 0.64 (0.64) 0.20 (0.20) 0.59 (0.58)

Tabulka 1.13: Tabulka výsledných parametr̊u pomoćı bayesovského odhadu pa-
rametru s využit́ım 10 000 pozorováńı, MLE odhady v závorce

d0, o0 d1, o0 d0, o1 d1, o1 d0, o2 d1, o2

u0 0.62 (0.72) 0.28 (0.00) 0.68 (0.61) 0.33 (0.35) 0.80 (0.84) 0.32 (0.20)
u1 0.38 (0.28) 0.72 (1.00) 0.32 (0.39) 0.67 (0.65) 0.20 (0.16) 0.68 (0.80)

Tabulka 1.14: Tabulka výsledných parametr̊u pomoćı bayesovského odhadu pa-
rametru s využit́ım 100 pozorováńı, MLE odhady v závorce

Z tabulky 1.14 jde vidět, že bayesovský př́ıstup k odhadu parametr̊u je zejména

vhodný na př́ıpady, kdy nemáme dostatečné množstv́ı dat, ale máme vcelku dobrou

apriorńı znalost procesu. Vid́ıme, že odhad parametru pro parametr θ̂u0,d1,o0 se

změnil z 0 na 0,28, což lépe vypov́ıdá o skutečnosti.

1.3.5. Bayesovská śıt’ vytvořená ke klasifikaci

Klasifikaci spoč́ıvá ve vytvořeńı funkce, která přǐrad́ı tř́ıdu vysvětlované proměnné

na základě hodnot vysvětluj́ıćıch proměnných. Tomuto problému se věnuje i stro-

jové učeńı, ve kterém se j́ım zabývaj́ı rozhodovaćı stromy, neuronové śıtě a jiné.

V této části bylo převážně vycházeno z [20] a [12].

Jak bylo zmı́něno, tak se bayesovské śıtě vytvářej́ı k dosažeńı 3 ćıl̊u (viz. ka-

pitola 1.3.2) a jedńım z nich je právě klasifikace, které se věnuje i praktická část

této práce.
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Naivńı bayesovská śıt’ jako klasifikátor

U naivńı bayesovské śıtě je stanovena struktura, která je dána klasifikačńım

uzlem. Tento uzel je poté rodič všech ostatńıch proměnných a žádné daľśı hrany

nejsou povoleny. Takže śıt’ určuje podmı́něné pravděpodobnosti každé vysvětluj́ıćı

proměnné na základě tř́ıdy vysvětlované proměnné. Klasifikace je provedena na

základě Bayesova pravidla, a to tak, že je vypoč́ıtaná pravděpodobnost tř́ıdy T

při daných hodnotách vysvětluj́ıćıch proměnných X1, . . . , Xk, a je predikovaná

tř́ıda s nejvyšš́ı aposteriorńı pravděpodobnost́ı. Tento model je v jednoduchém

provedeńı zobrazen na obrázku 1.14.

Obrázek 1.14: Ilustračńı śıt’ - Naivńı bayesovský klasifikátor

Definice 1.3.9 (Naivńı bayesovská śıt’) Uvažujme strukturu grafu s proměnnými

U = {X1, . . . , Xk, T}, kde X1, . . . , Xk jsou vysvětluj́ıćımi proměnnými a T je

vysvětlovaná proměnná, a kde uzel T tvoř́ı kořen śıtě, tedy PaT = ∅, a každá

vysvětluj́ıćı proměnná má unikátńıho rodiče, konkrétně PaXi
= {T}, pro všechny

1 ≤ i ≤ k. Pro tuto strukturu plat́ı:

P (X1, . . . , Xk, T ) = P (T ) ·
k∏
i=1

P (Xi|T ).

Z tohoto výrazu lze odvodit, že

P (T |X1, . . . , Xk) = α · P (T ) ·
k∏
i=1

P (Xi|T ),

kde α je normalizačńı konstanta.
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U naivńıho bayesovského modelu jsou předpokládány podmı́něné pravděpodobnostńı

nezávislosti všech vysvětluj́ıćıch proměnnýchXi na základě vysvětlované proměnné

T. Konkrétně, X1 a X2 jsou podmı́něně nezávislé při daném T, pokud plat́ı:

P (X1|X2, T ) = P (X1|T ) pro všechny možné hodnoty X1, X2 a T , když P (T ) > 0.

Tento předpoklad je u většiny systémů nerealistický, nicméně, naivńı bayesovský

klasifikátor (NBK) má překvapivě dobré výsledky. Intuitivně lze předpokládat,

že při odlehčeńı těchto omezeńı se mohou výsledky zlepšit, takovýmto model̊um

se budeme věnovat později.

Proč je tedy nutné tvořit klasifikačńı śıtě? Jelikož bayesovské śıtě se většinou

vytvář́ı na základě skórovaćı funkce, která měř́ı chybu naučené śıtě přes všechny

proměnné v modelu. Minimalizaćı této chyby se ale nezaruč́ı minimalizace lokálńı

chyby v predikováńı vysvětlované proměnné. Tento problém by se měl podle [20]

objevovat ve všech zmı́něných skórovaćıch funkćı. V každé z těchto funkćı se

objevuje logaritmická funkce věrohodnosti, pro kterou v př́ıpadě NBK plat́ı:

l(θ̂G,D) =
n∑
i=1

log Pθ̂G(ti|xi1, . . . , xik) +
n∑
i=1

log Pθ̂G(xi1, . . . , xik), (1.29)

kde θ̂G znač́ı vybrané parametry pro danou strukturu G, data D = {x1, . . . , xn},

kde xi je dán jako vektor hodnot (xi1, . . . , xik, ti) proměnných X1, . . . , Xk, T .

Prvńı výraz měř́ı, jak dobře model odhaduje pravděpodobnost klasifikace při

daných hodnotách vysvětluj́ıćıch proměnných. Druhý výraz měř́ı jak dobře śıt’ od-

haduje sdruženou pravděpodobnost vysvětluj́ıćıch proměnných. Jen prvńı výraz

tedy určuje kvalitu klasifikace. Bohužel druhý výraz dominuje, pokud je v mo-

delu mnoho vysvětluj́ıćıch proměnných; jak k roste, pravděpodobnost X1, . . . , Xk

je menš́ı, poněvadž počet možných kombinaćı roste exponenciálně s k. Takže

lze předpokládat, že výraz Pθ̂(xi1, . . . , xik) se bude přibližovat nule, a tak výraz

−log Pθ̂(xi1, . . . , xik) bude r̊ust v́ıce. Ve stejný čas se prvńı výraz v́ıceméně měnit

nebude, a tak větš́ı chyba v klasifikaci nebude reflektována ve skórovaćı funkci.

Takže využit́ı skórovaćıch funkćı k vytvořeńı bayesovské śıtě pro klasifikaci může

zp̊usobit špatné klasifikačńı výsledky. Proto se ke klasifikaci využ́ıvaj́ı śıtě jako

je NBK a jemu podobné, které jsou vytvářeny s omezeńım pro strukturu śıtě k
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zajǐstěńı lepš́ıch klasifikačńıch výsledk̊u.

K potvrzeńı výsledk̊u [20] vytvořili experiment, kde byla srovnávána klasi-

fikačńı přesnost pro NBK a pro neomezené śıtě (śıtě bez omezeńı na vytvářeńı

struktury) se skórovaćı funkćı MDL na 25 r̊uzných datových množinách z UCI re-

positáře. Výsledky ukázaly, že pro 6 model̊u NBK měl signifikantně lepš́ı výsledky

než model vytvořený na základě MDL skóre a pro 6 model̊u byly výsledky signi-

fikantně horš́ı. Při zkoumáńı, u kterých z těchto datových množin byly výsledky

pro MDL skóre horš́ı se ukázalo, že obsahovaly v́ıce než 15 proměnných, a také

výsledná śıt’ měla málo proměnných v Markov blanket vysvětlované proměnné.

Např́ıklad datová množina o 36 proměnných měla v Markov blanket u vysvětlované

proměnné pouze 5 proměnných, a jelikož při známých hodnotách proměnných

v Markov blanket je proměnná nezávislá na ostatńıch proměnných v śıti, tak

klasifikaci určovalo pouze těchto 5 hodnot. Takže model sám provád́ı selekci

proměnných, což může být u některých model̊u prospěšné, ale u komplikovaněǰśıch

problémů to může zp̊usobit velmi zhoršenou klasifikaci. Tento problém se vysky-

tuje i v datech v praktické části této práce.

Řešeńım tohoto problému by bylo omezit logaritmickou funkci věrohodnosti

pouze na prvńı výraz, tedy

lc(θ̂G,D) =
n∑
i=1

log Pθ̂G(ti|xi1, . . . , xik). (1.30)

Pro tento výraz by už ale neplatilo, že odhad parametr̊u je maximalizován při

využit́ı MLE odhad̊u pro danou strukturu, takže by se tato funkce musela ma-

ximalizovat přes prostor všech možných parametr̊u pro každou kandidátńı struk-

turu. Tento problém se pak stává velmi výpočetně náročný, a tak jeho řešeńı

podle [20] z̊ustává otevřenou otázkou.

Rozš́ı̌rená naivńı bayesovská śıt’

Jak bylo zmı́něno, tak předpoklady naivńı bayesovské śıtě o podmı́něné nezá-

vislosti vysvětluj́ıćıch proměnných jsou většinou nerealistické, a proto by od-

lehčeńım těchto předpoklad̊u mohl vzniknout model s lepš́ımi výsledky. Řešeńım
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je tedy tato omezeńı vynechat a naopak vynutit strukturu naivńıho bayese, tedy

vynutit šipky z vysvětlované proměnné do všech vysvětluj́ıćıch proměnných a

pak dále hledat śıt’, která bude maximalizovat skórovaćı funkci. Vynuceńım šipek

z vysvětlované proměnné se zajist́ı, že informace z každé proměnné bude za-

hrnuta do predikce. Tedy všechny proměnné budou obsažené v Markov blan-

ket klasifikačńıho uzlu. Nicméně, tato úloha se stává stejně výpočetně obt́ıžnou

jako hledáńı struktury obecné bayesovské śıtě, takže neńı zaručené, že lze nalézt

globálńı řešeńı.

V takové struktuře hrana mezi Xi a Xj implikuje, že vliv Xi na T záviśı také

na Xj, což je aplikováno na následuj́ıćı př́ıklad, který je převzat z [20], str.140.

Př́ıklad 1.3.10 .

Na obrázku 1.15 je zobrazen speciálńı typ rozš́ıřené naivńı bayesovské śıtě. Vliv

proměnné glukóza na klasifikačńı proměnnou C záviśı na hodnotě inzuĺınu. U

NBK modelu by vlivy proměnných na klasifikačńı uzel byly nezávislé mezi se-

bou. Pokud by hodnota glukózy byla nepravděpodobná (v tomto př́ıpadě by P (g|c)

byla ńızká), tak by byla nepřekvapivá také nepravděpodobná hodnota inzuĺınu, což

je jej́ı korelovaná proměnná (v tomto př́ıpadě by to znamenalo, že P (g|c, i) je

vysoká). V takové situaci by NBK přepenalizovala pravděpodobnost hodnoty kla-

sifikačńıho uzlu s ohledem na 2 nepravděpodobné hodnoty, kdežto rozš́ıřený NBK

by to neudělal.

Obrázek 1.15: TAN model z datového setu ”pima”[20]
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Stromově rozš́ı̌rená naivńı bayesovská śıt’

Kouzlo tohoto modelu spoč́ıvá v tom, že by měl mı́t vylepšené klasifikačńı

výsledky oproti modelu naivńıho bayese, dále by neměl mı́t nerealistické předpo-

klady o nezávislosti proměnných, a jeho sestaveńı pro optimálńı řešeńı by měl

být problém s řešeńım v polynomiálńım čase. Takzvaný tree-augmented naive

bayesian network model, dále jako TAN model, je zadaný tak, že klasifikačńı uzel

nemá žádné rodiče a každá jiná proměnná má za rodiče klasifikačńı uzel a ma-

ximálně jednu jinou proměnnou. Śıt’ uvedená v předchoźım př́ıkladě na obrázku

1.15 má takovou strukturu. Procedura na učeńı takové struktury je založena na

známé metodě podle [21].

Procedura k vytvořeńı TAN modelu je složena z 5 krok̊u:

1. Vypoč́ıtej IP̂D
(Xi;Xj|T ) mezi všemi vysvětluj́ıćımi proměnnými, i 6= j, kde:

IP (X; Y|Z) =
∑
x,y,z

P (x,y, z) log
P (x,y|z)

P (x|z)P (y|z)

je funkce podmı́něné vzájemné informace. Zhruba řečeno je tato funkce

měř́ıtkem, jak moc informace Y poskytuje ohledně X při známé hodnotě

Z.

2. Postav kompletńı neorientovaný graf, kde jsou uzly proměnné z X . Váhy

mezi Xi a Xj odpov́ıdaj́ı hodnotě IP̂D
(Xi;Xj|T ).

3. Postav maximálńı stromovou kostru.

4. Transformuj výsledný neorientovaný strom vybráńım proměnné, která bude

kořenem stromu a nastaveńım směr̊u všech hran z této proměnné.

5. Zkonstruuj TAN model přidáńım klasifikačńıho uzlu T a vynuceńım hran

vedoućıch z uzlu T do všech vysvětluj́ıćıch proměnných Xi. [20]

V tomto př́ıpadě se logaritmická funkce věrohodnosti transformuje do této po-

doby:

l(θ̂TG ,D) = N ·
∑
Xi

IP̂D
(Xi;PaXi

) + konstatni vyraz, (1.31)
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takže maximalizováńı této funkce je rovno maximalizováńı
∑

Xj
IP̂D

(Xj;PaXj
),

což má podle [20] komplexitu O(n2 ·N).
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Kapitola 2

Praktická část

Tato část práce se bude věnovat zpracováńı vybraných dat a vytvořeńı modelu

logistické regrese, PRIMA-PI a bayesovské śıtě ke stanoveńı prognózy pacient̊u s

folikulárńım lymfomem. Naše ćılená proměnná u které budeme provádět predikci

a klasifikaci bude EFS24. Souhrn všech proměnných se kterými pracujeme je

uveden na začátku této práce v tabulce 1. Všechny metody a jejich výsledky

budou porovnány k porozuměńı př́ınos̊u a nedostatk̊u bayesovských śıt́ı.

2.1. Data

Studie zahrnuje 1401 pacient̊u s folikulárńım lymfomem z registru České Lym-

fatické studijńı skupiny, diagnostikovaných mezi 10. 4. 2000 a 28. 12. 2016. Ćılem

je predikovat hodnoty EFS24, která nabývá binárńıch hodnot. Tato proměnná

určuje bud’, zda pacient zemřel, nebo, zda se objevil relaps nebo progrese nemoci

do 2 let od prvńı diagnózy.

2.1.1. Úprava dat

Základńı soubor dat obsahoval 1401 pozorováńı o 40 proměnných. K daľśı

analýze byly použity proměnné stanovené při diagnóze: věk, pohlav́ı, stupeň lym-

fomu, uzlinové lokalizace, kostńı dřeň, postižené extra nodálńı lokalizace, velikost

tumoru, celkové př́ıznaky, klinické stádium, performance dle ECOG, LDH vyšš́ı

než norma, B2m, leukocyty, lymfocyty, hemoglobin, trombocyty, chemoterapie.
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Jelikož u některých těchto proměnných byly záznamy neúplné, nebo neodpov́ıdaly

zadanému formátu, tak se soubor dat musel dále upravit. Úpravy byly provedeny

v softwaru R.

2.1.2. Neúplné záznamy

Následuj́ıćı tabulka uvád́ı proměnné, které měly chyběj́ıćı hodnoty a jejich

počet. Tato pozorováńı byla odstraněna, tedy celé řádky. Proměnná ASCT na-

konec nebyla použita. Alternativou k tomuto postupu by bylo vytvořit novou

kategorii v každé proměnné, to by ale zp̊usobovalo problémy v algoritmech kv̊uli

malému množstv́ı vzork̊u při fragmentaci dat. Tato strategie byla uplatněna

pouze u proměnné Největš́ı tumor, kde byla vytvořena nová proměnná Neńı

známo. Daľśı možnost́ı by byla vhodná imputace dat. Druhá tabulka uvád́ı spo-

jité proměnné, u kterých byly hodnoty nahrazeny jejich mediánem. Medián byl

zvolen, protože proměnné někdy obsahovaly odlehlá pozorováńı a pr̊uměr byl jimi

ovlivněn.

Proměnná Počet odstraněných záznamů
Stupeň lymfomu 1
Uzlinové lokalizace 1
Kostńı dřeň 24
Celkové př́ıznaky 7
Performance dle ECOG 8
LDH vyssi nez norma 9
Chemoterapie 3
ASCT 1

Tabulka 2.1: Počet odstraněných záznamů podle proměnné

2.1.3. Popis dat

Upravená data obsahovala celkem 1348 pacient̊u, kde 545 pozorováńı byli muži

a 803 ženy. Pr̊uměrný věk všech pacient̊u byl 58,3 let. Histogram proměnné věk

je uveden ńıže na obrázku 2.1. U této proměnné byl proveden Shapiro-Wilk̊uv

test normality, který nulovou hypotézu o normalitě zamı́tl.
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Proměnná Počet nahrazených hodnot Medián
B2m 147 2.40
Leukocyty 12 6.61
Lymfocyty 27 1.45
Hemoglobin 3 135.00
Trombocyty 13 329.00

Tabulka 2.2: Počet a hodnota nahrazených hodnot u neúplných záznamů u spo-
jitých proměnných

Obrázek 2.1: Histogram pro proměnnou Věk v době prvńı diagnózy

Proměnná Uzlinové lokalizace nabývala diskrétńıch hodnot od 0 do 11 s

pr̊uměrem 5,4. Postižené extra nodálńı lokalizace nabývaly diskrétńıch hodnot od

0 do 8 s pr̊uměrem 0,94. Postižeńı kostńı dřeně vykazovalo 659 pacient̊u oproti

689 pacient̊u bez postižeńı. Stupeň lymfomu byl nejv́ıce zastoupen FL 1 a FL 2,

což je zobrazeno na obrázku 2.2 spolu s rozděleńım kategorických proměnných:

Největš́ı rozměr tumoru, Klinické stádium, Performance dle ECOG, Kostńı dřeň

a Typ chemoterapie. Celkové př́ıznaky byly zaznamenány u 421 pacient̊u oproti
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927 pacient̊u bez př́ıznak̊u. LDH norma byla překročena u 588 pacient̊u. Nejv́ıce

pacient̊u dostalo typ chemoterapie Chop a to 1039 pacient̊u. Č́ıselné charakte-

ristiky u spojitých proměnných jsou uvedeny v tabulce 2.3. EFS24, která udává

událost progrese, relapse nebo smrti do 24 měśıc̊u, se vyskytla u 253 (19 %)

pacient̊u a u 1095 (81 %) se nevyskytla.

U spojitých proměnných byly vykresleny jejich bodové grafy a vypoč́ıtány

korelace, jak je uvedeno na obrázku 2.3. Jak jde vidět, tak lymfocyty a leukocyty

jsou silně pozitivně provázány. Tyto proměnné nebyly použity spolu v modelu

logistické regrese, protože pak by vznikla multikolinearita. U ostatńıch nebyl de-

tekován žádný významněǰśı vztah.

Č́ıs. char. Věk B2m Leukocyty Lymfoc. Hemoglobin Tromb.
Minimum 26.00 0.17 0.50 0.00 4.59 1.45
D. kvartil 51.00 1.88 5.40 0.99 125.00 169.00
Medián 59.00 2.40 6.61 1.45 135.00 218.00
Pr̊uměr 58.29 59.48 8.75 2.96 134.20 228.23
H. kvartil 66.00 3.30 8.43 2.05 146.00 274.00
Maximum 86.00 6710.00 608.00 196.53 395.00 988.00

Tabulka 2.3: Č́ıselné charakteristiky spojitých proměnných
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ý
ch

69



2.2. Logistický regresńı model

Ćılem této práce je porovnat klasické metody využ́ıvané k predikci prognózy s

bayesovskými śıtěmi. Taková metoda je logistická regrese, která modeluje středńı

hodnotu dichotomické závislé proměnné, která zde odpov́ıdá proměnné EFS24.

Vı́ce k teorii v kapitole 1.2.1. K vytvořeńı model̊u byla data rozdělena na trénovaćı

a testovaćı sety v poměru 3:1, abychom měli představu, jak bude model reagovat

na data, která neviděl.

smp size <- floor(0.75 * nrow(data24))

set.seed(123)

train ind <- sample(seq len(nrow(data24)), size = smp size)

trainingData <- data24[train ind, ]

testData <- data24[-train ind, ]

Z trénovaćıch dat byl vytvořen model logistické regrese. Modely byly vy-

tvořeny v softwaru R funkćı glm. Nejprve byl postaven model se všemi proměnnými,

které byly vysvětleny v tabulce 1. Poté pomoćı funkce step a také pomoćı r̊uzných

pokus̊u založených na p-hodnotě proměnných a v závislosti na hodnotě AUC

(Area under the curve - plocha pod křivkou) byl vybrán model, který měl nejvyšš́ı

hodnotu AUC na testovaćıch datech. Model se všemi proměnnými dosahoval hod-

noty AUC 0,678.

2.2.1. Výsledky modelu logistické regrese

Výsledný model byl využit na predikci EFS24 pro pacienty z testovaćı množiny,

která měla 337 pozorováńı. Vypadal následovně:

glm(formula = EFS24 ~ PerformancedleECOGWHO + Pohlavi +

Kostnidren + LDHvyssineznorma + Hemoglobin + Trombocyty Vek + Chemo

+ B2m, family = "binomial", data = trainingData)
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Tabulka 2.4 popisuje výsledný model a jeho parametry u každé proměnné a

jejich směrodatné chyby v závorce. Podle hvězdiček u parametr̊u proměnných je

zřejmé, že většina proměnných je statisticky významná alespoň na 10% hladině

významnosti.

Dependent variable:

EFS24

PerformancedleECOGWHO1 0.211 (0.193)
PerformancedleECOGWHO2 0.785∗∗∗ (0.300)
PerformancedleECOGWHO3-4 1.086∗∗ (0.488)
Pohlavizena −0.431∗∗ (0.180)
KostnidrenNe −0.546∗∗∗ (0.187)
LDHvyssineznorma1 0.438∗∗ (0.176)
Hemoglobin −0.018∗∗∗ (0.005)
Trombocyty −0.002∗ (0.001)
Vek 0.017∗∗ (0.008)
ChemoCop 0.860∗ (0.485)
ChemoFludarabine 1.558∗∗ (0.629)
ChemoChop 0.346 (0.449)
ChemoIntensive −0.151 (0.704)
B2m 0.0002 (0.0002)
Constant −0.112 (0.968)

Observations 1,011
Log Likelihood −434.078
Akaike Inf. Crit. 898.157

Note: ∗p<0.1; ∗∗p<0.05; ∗∗∗p<0.01

Tabulka 2.4: Souhrn nejlepš́ıho logistického regresńıho modelu: hodnoty v druhém
sloupci odpov́ıdaj́ı hodnotě odhadu parametru pro vybranou proměnnou a hod-
noty v závorce znač́ı směrodatnou chybu

Model dosahoval hodnoty AUC 0,689. Při stanoveńı prahové hodnoty 0,24 jsou

výsledky společně se statistikami uvedeny v tabulce 2.5. Predikované hodnoty

jsou graficky zakresleny na obrázku 2.4. Z obrázku 2.4 jde vidět, že model neńı

dokonalý, ale dosahuje alespoň vcelku dobré specificity, tedy dokáže identifikovat

většinu pozorováńı, u kterých událost nenastala.
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Skutečné
hodnoty

Predikce Statistika
0 1 Senzitivita 0.51

0 222 49 Specificita 0.82
1 32 34 F1 0.46

Tabulka 2.5: Matice záměn pro model logistické regrese při zvoleném prahu 0,24

Obrázek 2.4: Grafické zobrazeńı predikovaných hodnot klasifikace
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2.3. PRIMA-PI

Pro vypoč́ıtáńı PRIMA prognostického indexu na daných datech bylo potřeba

vytvořit novou proměnnou, která na základě hodnoty B2m a kostńı dřeně, určila

kategorii rizika každého pozorováńı. Postup z Rka je zde vypsán:

dataB3$PI2[data24$B2m>3]="High"

dataB3$PI2[data24$B2m<=3 & data24$Kostnidren=="Ano"]="Medium"

dataB3$PI2[data24$B2m<=3 & data24$Kostnidren=="Ne"]="Low"

Poté stačilo vypoč́ıtat kontingenčńı tabulku v procentech pro proměnné Kate-

gorie rizika a EFS24, a tu graficky zobrazit, viz obrázek 2.5. PRIMA-PI rozděluje

data vcelku rovnoměrně do těchto 3 skupin, a to tak, že pod́ıl kategoríı středńı a

vysoké riziko má po aplikováńı PRIMA-PI 30 % z celkového počtu pozorováńı a

ńızké riziko má 40 % z celkového počtu pozorováńı. Jelikož ale proměnná EFS24

neńı symetricky rozdělená, u všech skupin nabývá EFS24 hodnoty 1 pouze pro

méně než 30 % z celkového množstv́ı pozorováńı ve vybrané skupině. Nicméně,

výsledky odpov́ıdaj́ı předpokladu, že pacienti s nejvyšš́ım rizikem budou mı́t

nejvyšš́ı výskyt EFS24.
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Obrázek 2.5: Grafické zobrazeńı výsledk̊u při použit́ı PRIMA-PI: proporcionálńı
rozděleńı EFS24 v kategoríıch rizika
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2.4. Bayesovské śıtě

V této části se dostáváme ke zpracováńı dat k vytvořeńı modelu bayesovské

śıtě. K vytvořeńı takového modelu byl využit software GeNIe, který nyńı představ́ıme.

Software GeNIe

GeNIe (odvozeno od Graphical Network Interface) Modelátor je využ́ıván k

vytvářeńı grafických rozhodovaćıch model̊u. Byl vytvořen Laboratoř́ı rozhodo-

vaćıch systémů na University of Pittsburgh mezi lety 1995 a 2015. Původně byl

vytvořen hlavně ke vzděláváńı a výzkumu, d́ıky jeho obĺıbenosti byl využ́ıván

také státńımi aparáty a komerčńımi uživateli. Dı́ky tomu vznikla firma Bayes-

Fusion, LLC, která prodává licenci k tomuto programu a poskytuje ho zdarma k

využit́ı na vzděláváńı a akademický výzkum.

K vytvořeńı modelu bayesovské śıtě si nejdř́ıve muśıme upravit data do ćılené

formy. A jelikož jsme si ověřili, že žádná ze spojitých proměnných nemá normálńı

rozděleńı, tak jsme zvolili diskrétńı typ bayesovských śıt́ı. Nejdř́ıve jsme si vy-

tvořili kategorické proměnné ze spojitých a diskrétńıch proměnných. Byla použita

funkce dicretize z baĺıčku bnlearn v softwaru R. Vhodným řešeńım pro prak-

tické využit́ı je také rozděleńı do těchto skupin za pomoci experta. My jsme ale

rozdělili proměnné do 4 kategoríı, které jsou zobrazeny v tabulce 2.6 za pomoci

zmiňované funkce. Dále jsme opět pracovali s rozdělenými daty na trénovaćı a

testovaćı datovou množinu.

Proměnná

Intervaly

Věk B2m Leukoc. Lymfoc. Hemoglo. Tromboc.
[26,51] [0.17,1.88] [0.5,5.4] [0,0.99] [4.59,125] [1.45,169]
(51,59] (1.88,2.4] (5.4,6.61] (0.99,1.45] (125,135]] (169,218]
(59,66] (2.4,3.3] (6.61,8.43] (1.45,2.05] (135,146] (218,274]
(66,86] (3.3,6710] (8.43,608] (2.05,197] (146,395] (274,988]

Tabulka 2.6: Kategorizace spojitých proměnných

Nahráli jsme si trénovaćı datovou množinu upravených dat a zkoušeli naj́ıt śıt’

s nejlepš́ımi predikčńımi výsledky. Při využit́ı bayesovských śıt́ı jako klasifikátor̊u
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jsou nejvhodněǰśı tyto typy: naivńı bayesovská śıt’, rozš́ı̌rená naivńı bayesovská

śıt’ a stromově rozš́ı̌rená naivńı bayesovská śıt’ (viz. kapitola 1.3.5).

2.4.1. Naivńı bayesovská śıt’

Naivńı bayesovská struktura śıtě předpokládá nezávislost vysvětluj́ıćıch pro-

měnných, což se zobraźı v tom, že ve struktuře jsou zakázány hrany mezi vysvět-

luj́ıćımi proměnnými. V tomto př́ıkladě tento předpoklad určitě neńı splněný.

Nicméně tyto modely vykazuj́ı i přes tento silný předpoklad dobré výsledky.

Struktura u těchto śıt́ı je dána. Tento model je založen na vynuceńı př́ımých

vztah̊u, tedy hran, z vysvětlované proměnné do vysvětluj́ıćıch proměnných. Po-

kud by hrany vedly opačným směrem, tak by byla výsledkem obrovská CPD

tabulka, která by měla všechny hodnoty bĺızké nule a predikce by byla závislá

pouze na hodnotě těchto parametr̊u, které by nebyly spolehlivé.

Po nahráńı trénovaćı datové množiny do GeNIe jsme využili funkce Learn

New Network, v nastaveńı jsme si zvolili Naive bayes s využit́ım všech proměnných

a označeńı Událost EFS24 jako class variable. Nastaveńı je zobrazeno na obrázku

2.6.

V daľśım kroku je vygenerována struktura bayesovské śıtě podle zmı́něných

předpoklad̊u. Program GeNIe využ́ıvá na nalezeńı parametr̊u bayesovský př́ıstup

a EM algoritmus. Parametry se automaticky nauč́ı z dat při provedeńı zmiňované

funkce. Nicméně tyto parametry se daj́ı znovu naučit zvoleńım jiných dat nebo

jiných apriorńıch rozděleńı pro parametry. Na výběr je bud’ rovnoměrné rozděleńı,

které nepřisuzuje žádnou d̊uležitost dosud nalezeným parametr̊um a také žádnou

specifickou znalost pravděpodobnostńıho rozděleńı parametr̊u. Dále je možnost

vybrat náhodnost, která vybere náhodně vygenerované č́ısla jako začátek algo-

ritmu. Tato možnost se doporučuje hlavně pro data s latentńımi proměnnými.

Třet́ı možnost je ponechat parametry originálńı, tato možnost se využ́ıvá pouze

v př́ıpadě, že jsou přidána nová data.

Na otestováńı výkonnosti modelu se využije funkce Validate v záložce Lear-

ning na testovaćı datovou množinu. Při tomto kroku, a i při učeńı nových para-
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Obrázek 2.6: Nastaveńı pro źıskáńı Naivńı bayesovské struktury

metr̊u, se program zeptá na shodu kategoríı jednotlivých proměnných v śıti a v

datech. Při tomto př́ıkladě je d̊uležité vyměnit kategorii Neńı známo v proměnné

Největš́ı rozměr tumoru, která automaticky nab́ıhá špatně. Tato chyba je zobra-

zena na obrázku 2.7. Struktura naivńı bayesovské śıtě je zobrazena na obrázku

2.8.

Obrázek 2.7: Výměna kategoríı zvolené proměnné

Při využit́ı funkce Validate pro testovou datovou množinu program spoč́ıtá

jednotlivé pravděpodobnosti P (Y = 1|X = E) a P (Y = 0|X = E), tedy

pravděpodobnost, že nastane, resp. nenastane, událost EFS24 na základě uve-

dených d̊ukaz̊u. Z těchto hodnot vykresĺı ROC křivku, která je uvedena na obrázku

2.9. Plocha pod křivkou je 0,673, což je velmi vysoká hodnota, pokud vezmeme v
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Obrázek 2.8: Struktura naivńı bayesovské śıtě

úvahu, že model je jednoduchý s př́ısnými předpoklady. Matice záměn společně

se zvolenými statistikami je zobrazena v tabulce 2.7.

Obrázek 2.9: ROC křivka pro testovaćı datovou množinu u naivńı bayesovské śıtě

2.4.2. Stromově rozš́ı̌rená bayesovská śıt’ (TAN)

Stromově rozš́ı̌rená bayesovská śıt’, tree augmented naive bayes network (TAN),

nepředpokládá nezávislost vysvětluj́ıćıch proměnných. Tyto proměnné bez na-

ivńı bayesovské struktury tvoř́ı strom. Jedna proměnná je tedy kořen a ostatńı
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Skutečné
hodnoty

Predikce Statistika
0 1 Senzitivita 0.47

0 218 53 Specificita 0.80
1 35 31 F1 0.41

Tabulka 2.7: Matice záměr pro model naivńı bayesovské śıtě při zvoleném prahu
0,395

proměnné jsou vázány pravidlem, že mohou mı́t pouze dva rodiče. Algoritmus,

který je založený na vytvořeńı struktury bayesovské śıtě na základě hodnot

podmı́něně vzájemné informace proměnných je vysvětlen v kapitole 1.3.5. Obrázek

2.10 vykresluje jednu z možných TAN struktur na daných datech vytvořených

v programu GeNIe. Tento typ struktury se jednoduše vybere v nab́ıdce učeńı

nových śıt́ı. Je nutné si pamatovat, že při tak komplikovaných strukturách se

vztahy tvoř́ı někdy i opačným směrem, aby byly splněny podmı́nky k vytvořeńı

acyklického směrového grafu. Hrany mezi proměnnými znač́ı stochastické vztahy,

ale ne nutně kauzálńı vztahy. V této struktuře je kořen stromu proměnná Pohlav́ı,

protože má pouze jednoho rodiče, Událost EFS24, a strom se dále z ńı rozvětvuje.

Š́ı̌rka hrany znač́ı śılu statistické závislosti, která nemá vliv na výsledek při pre-

dikci, ale slouž́ı jako daľśı grafická informace ze śıtě.

Obrázek 2.10: Struktura stromově rozš́ı̌rené naivńı bayesovské śıtě
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Výsledky modelu jsou o něco málo horš́ı, kdy plocha pod křivkou nabývá

hodnoty 0,653. Matice záměn a ostatńı statistiky jsou zobrazeny v tabulce 2.8.

Skutečné
hodnoty

Predikce Statistika
0 1 Senzitivita 0.42

0 216 55 Specificita 0.80
1 38 28 F1 0.38

Tabulka 2.8: Matice záměr pro model stromově rozš́ı̌rené naivńı bayesovské śıtě
při zvoleném prahu 0,28

2.4.3. Rozš́ı̌rená naivńı bayesovská śıt’

Naivńı bayesovská śıt’ a TAN bayesovská śıt’ maj́ı omezeńı na nalezeńı vztah̊u

mezi vysvětluj́ıćımi proměnnými hlavně z výpočetńıch d̊uvod̊u. Pokud nejsou

zadány žádné omezeńı na vztahy mezi vysvětluj́ıćımi proměnnými, a jsou vynu-

ceny hrany z vysvětlované proměnné do všech ostatńıch, tak vzniká rozš́ı̌rená

naivńı bayesovská struktura. Tento model může být výpočetně náročněǰśı, ale

může zachytit v́ıce vztah̊u, které se v tomto př́ıkladě mohou vyskytovat.

Vytvořeńı této śıtě v programu GeNIe prob́ıhá následovně. Nejdř́ıve se vynut́ı

a zafixuje struktura naivńı bayesovské śıtě s určených klasifikačńım uzlem a poté

se tato śıt’ ohodnot́ı podle vybrané skórovaćı funkce, MDL, a začne se s optima-

lizačńım algoritmem na nalezeńı lepš́ıho skóre pomoćı operaćı: přidáńı, otočeńı

či odebráńı hrany. Optimalizačńı algoritmus využ́ıvá hill-climbing algoritmus s

náhodnými restarty, které ale obsahuj́ı strukturu śıtě s vynucenou naivńı baye-

sovskou strukturou śıtě, k vyhnut́ı se lokálńımu minimu. Do nastaveńı hledáńı

struktury se zadává maximálńı počet iteraćı po kterých se algoritmus ukonč́ı a

výsledná śıt’ odpov́ıdá śıti s nejlepš́ım skóre. Podrobněji v kapitolách 1.3.3 a 1.3.5.

Na obrázku 2.11 je vidět nastaveńı této śıtě. V nab́ıdce naučit novou śıt’ se vy-

bere možnost rozš́ı̌rené naivńı bayesovské struktury, dále se může vybrat možnost

Výběr proměnných, což ale pak dává vzniku śıti, která je velmi málo propojená

a tak je poté i málo výkonná v predikci. Problém predikce události EFS24 je

velmi komplikovaný proces, které je dán mnoha faktory. Pokud tedy nezahrneme
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všechny dostupné, tak se ztráćı informace. Je možné stanovit maximálńı počet

rodič̊u každého uzlu. Základńı hodnota je 8, aby se předcházelo vyčerpáńı paměti.

Parametr iterace udává počet nových start̊u algoritmu. Č́ım vyšš́ı je množstv́ı ite-

raćı, t́ım se zvětšuje možnost nalezeńı lepš́ı struktury, ale jelikož algoritmus hledá

řešeńı v hyper-exponenciálńım prostoru řešeńı, tak se s vyšš́ım počtem zvyšuje

i čas. Jako obvykle si zde člověk může vybrat mezi kratš́ı dobou trváńı nebo

možnými lepš́ımi výsledky. Dále se dá stanovit č́ıslo na opětovné náhodné gene-

rováńı, apriorńı pravděpodobnosti a také maximálńı čas.

Obrázek 2.11: Nastaveńı pro hledáńı rozš́ı̌rené naivńı bayesovské struktury śıtě

Výsledky mohou být r̊uzné, protože problém je NP-obt́ıžný, jak bylo zmı́něné

v kapitole 1.3.3. Jelikož v rámci algoritmu prob́ıhaj́ı náhodné restarty, tak každý

nový pokus může přinést o trochu jinou śıt’. V našem př́ıpadě jako výsledná śıt’

s nejvyšš́ım skóre při r̊uzných možnostech nastaveńı vyšla śıt’ na obrázku 2.12.

Tato śıt’ měla hodnotu AUC rovnu hodnotě 0,671, což je zobrazeno na obrázku

2.13. Matice záměn pro stanovený práh 0,295 (29,5% pravděpodobnost na výskyt

události EFS24) a př́ıslušné statistiky jsou zobrazeny v tabulce 2.9. Tento druh

śıtě se jev́ı jako nejlepš́ı možné řešeńı pro predikci prognózy leukemických pa-

cient̊u z daných dat pomoćı tohoto druhu śıtě. Nicméně, pro nalezeńı vhodné
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struktury je potřeba stanovit správné apriorńı pravděpodobnosti vztah̊u a také

nechat algoritmus hledat dostatečně dlouho.

Obrázek 2.12: Výsledná struktura pro rozš́ı̌renou naivńı bayesovskou śıt’

Skutečné
hodnoty

Predikce Statistika
0 1 Senzitivita 0.50

0 218 53 Specificita 0.80
1 33 33 F1 0.43

Tabulka 2.9: Matice záměr pro model rozš́ı̌rené naivńı bayesovské śıtě při zvo-
leném prahu 0,295

2.4.4. Ostatńı druhy učeńı struktury z dat

Pro některá data jsou klasické śıtě, ty bez omezeńı nebo vynuceńı hran, lepš́ı

volbou pro pochopeńı systému. Nicméně, jak bylo řečeno v kapitole 1.3.5, tak

tyto śıtě poté nemuśı být vhodné pro klasifikaci. Hlavně z d̊uvodu, že Markov

blanket vybrané proměnné EFS24 je vždy málo početná. Zde uvád́ıme některé

př́ıklady takovýchto śıt́ı, které dané algoritmy nalezly při učeńı struktury z dat.
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Obrázek 2.13: ROC křivka pro výslednou rozš́ı̌renou naivńı bayesovskou śıt’

PC algoritmus

Tento algoritmus je založen na hledáńı vztah̊u podle klasických nezávislostńıch

test̊u. Struktura je zobrazena na obrázku 2.14. Na predikci EFS24 je potřeba

znát hodnoty proměnných: Leukocyty, Lymfocyty, Nevetš́ı rozměr tumoru, B2m

a LDH vyšš́ı než norma. Nejde se proto divit, že AUC je pouhých 0,54, což je

velmi bĺızko k náhodnému klasifikátoru.

Hill-climbing algoritmus bez omezeńı

Dále jsme vyzkoušeli, jak by vypadala śıt’ s využit́ım hill climbing algoritmu

s náhodnými restarty. Jak bylo řečeno, tak každé nové spuštěńı může naj́ıt ji-

nou śıt’ kv̊uli náročnosti problému. Jedna možná śıt’ je uvedena na obrázku 2.15.

Při vyhodnoceńı takové śıtě je sice AUC 0,58, což je vyšš́ı hodnota než v mi-

nulém př́ıpadě, ale všechna pozorováńı jsou klasifikována jako 0, protože klasi-

fikace záviśı jen na parametrech CPD tabulky EFS24, která má pouze jednoho

rodiče a to Performance dle ECOG. Tyto parametry pro stav 1 jsou při každé

možnosti Performance dle ECOG nižš́ı než pro stav 0. Taková śıt’ je nevhodná

pro klasifikace.

83



Obrázek 2.14: Bayesovská śıt’ postavená na základě algoritmu PC
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Obrázek 2.15: Bayesovská śıt’ při využit́ı hill climbing algoritmu bez omezeńı na
strukturu
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2.5. Porovnáńı využitých model̊u

Vybrali jsme finálńı model bayesovské śıtě, který odpov́ıdá rozš́ı̌rené naivńı

bayesovské śıti, a srovnali s modelem logistické regrese a PRIMA-PI. Jelikož

PRIMA-PI rozděluje pozorováńı do 3 skupin rizika a neprovád́ı binárńı klasifikaci,

tak jsme museli využ́ıt k porovnáńı všech metod rozděleńı pacient̊u do tř́ı skupin

i u logistické regrese a bayesovské śıtě.

To bylo provedeno tak, že byly stanoveny hraničńı hodnoty pro každou sku-

pinu rizika pro predikčńı hodnotu tak, aby pod́ıly každé skupiny rizika na cel-

kovém počtu byly stejné jako u PRIMA-PI, což bylo 40 % z celkového počtu

pozorováńı pro ńızké riziko, 30 % z celkového počtu pozorováńı pro středńı a 30

% z celkového počtu pozorováńı pro vysoké riziko. Seřazené predikované hodnoty

jsme rozdělili do skupin tak, že ńızké riziko obsahovalo data do 40. percentilu

predikované hodnoty, středńı riziko obsahovala data od 41. percentilu do 70. per-

centilu predikované hodnoty a vysoké riziko obsahovalo data od 71. percentilu

se zbytkem hodnot. Tabulka 2.10 ukazuje výsledky a ty můžeme vidět graficky

zobrazené na obrázku 2.16.

Lze vidět, že logistická regrese i bayesovská śıt’ maj́ı velmi podobné výsledky.

Obě tyto metody ale maj́ı lepš́ı výsledky než PRIMA-PI, protože zastoupeńı pa-

cient̊u u kterých nastala EFS24 je vyšš́ı u nejrizikověǰśı skupiny a nižš́ı u ńızkého

rizika. Nicméně, tyto metody využ́ıvaj́ı v́ıce proměnných, a tak pracuj́ı s větš́ım

množstv́ım informaćı, proto dosahuj́ı lepš́ıch výsledk̊u. Jak už to bývá, přesnost

a jednoduchost jdou proti sobě.

Riziko
Model

Pod́ıl kategorie
PRIMA-PI Logistická regrese Bayesovská śıt’

Nı́zké 12 % 10 % 11 % 40 %
Středńı 19 % 17 % 16 % 30 %
Vysoké 28 % 36 % 36 % 30 %

Tabulka 2.10: Srovnávaj́ıćı tabulka všech tř́ı metod - Procentuálńı výskyt
EFS24=1 ve vybrané kategorii rizika pro srovnávané modely při zachováńı
stejných pod́ılu skupin na celkovém množstv́ı pacient̊u (posledńı sloupec - pod́ıl
kategorie)
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Obrázek 2.16: Grafické porovnáńı model̊u pomoćı rozděleńı pacient̊u do rizi-
kových skupin - Procentuálńı výskyt EFS24=1 ve vybrané kategorii rizika pro
srovnávané modely při zachováńı stejných pod́ılu skupin na celkovém množstv́ı
pacient̊u

Při porovnáńı logistické regrese a bayesovské śıtě pomoćı ROC křivky je

možné pozorovat podobnou výkonnost, což je zobrazeno na obrázku 2.17. To

se projev́ı také u citlivosti a specifičnosti, při stanoveńı specifičnosti na 80 % má

logistická regrese 51% citlivost a bayesovská śıt’ má 50%. Jaké by tedy měly být

benefity bayesovské śıtě?

Hlavńı přednost́ı bayesovské śıtě by mělo být zobrazeńı vztah̊u, nicméně, pro

rozš́ı̌renou naivńı bayesovskou śıt’ je struktura śıtě zkreslena právě naivńı ba-

yesovskou strukturou, která vynucuje hrany z vysvětlované proměnné. Nicméně

u většiny takto postavených śıt́ı, se kterými jsme pracovali, se ustálily některé

silné vztahy, které maj́ı opodstatněńı i z lékařského hlediska. Např́ıklad: propo-

jeńı Hemoglobinu a pohlav́ı, Leukocyty s Lymfocyty, Věk s Chemoterapíı. Daľśı

velkou výhodou bayesovské śıtě oproti logistické regresi je možnost vyhodno-

ceńı pravděpodobnosti EFS24 bez znalosti všech proměnných. U takto prediko-

vaných hodnot neplat́ı daná ROC křivka, která poč́ıtá se znalost́ı hodnot všech

87



proměnných. K této výhodě se váže i daľśı, která představuje jednoduché ovládáńı

a grafické zpracováńı. Pro vyšetřuj́ıćıho lékaře by stačilo ke každé proměnné klik-

nout na danou kategorii a sledovat, jak se měńı výsledná pravděpodobnost. To

by také mohlo pomoci s rozhodováńım např́ıklad o výběru typu chemoterapie, je-

likož by se srovnával účinek r̊uzných chemoterapíı na výslednou pravděpodobnost

EFS24. Nicméně, t́ım, že model nemá velmi silnou přesnost, by tyto výsledky ne-

musely být vždy spolehlivé.

Žádná jiná metoda se ale neprojevila výrazně lépe, takže použit́ı bayesovské

śıtě se jev́ı jako jedna z nadějných cest. Pro využit́ı v reálném světě by bylo vhodné

model natrénovat a otestovat na větš́ıch datech, d́ıky čemuž by se zpřesnila hod-

nota parametr̊u a reálná výkonnost. Nicméně, pokud bychom chtěli vybrat model

s maximálńı hodnotou AUC na testovaćıch datech, tak by j́ım byl model logistické

regrese.

Obrázek 2.17: Srovnáńı ROC křivek pro model logistické regrese a rozš́ı̌rené naivńı
bayesovské śıtě pro testovaćı data
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2.5.1. Porovnáńı model̊u na konkrétńım pacientovi

Abychom viděli př́ımý dopad model̊u, tak se můžeme pod́ıvat na pacienta,

který podle PRIMA-PI má ńızké riziko EFS24, ale podle BN má vysoké riziko

EFS24. Hodnoty proměnných vstupuj́ıćı do modelu jsou zobrazeny v tabulce 2.11.

Pacient prodělal EFS24 a bayesovská śıt’ mu přidělila pravděpodobnost události

EFS24 rovnu 91 %. Naproti tomu, jeho hodnota B2m byla ńızká a kostńı dřeň

nebyla infikována, proto pacient spadal do ńızké kategorie rizika podle PRIMA-

PI.

Tabulka 2.11: Popis sledovaného pacienta

Dále se můžeme pod́ıvat, jak se výsledek změńı, pokud śıti neposkytneme

hodnoty proměnné B2m a Kostńı dřeň. Výsledek je pravděpodobnost události

EFS24 rovna 92 %. Tento výstup je zobrazen na obrázku 2.18. Tento postup

by nebyl tak jednoduchý při logistické regresi, jelikož tam bychom museli nějaké

89



hodnoty těchto proměnných zadat. Možné řešeńı by byla vhodná imputace hodnot

na základě ostatńıch hodnot proměnných a nebo jednoduché řešeńı imputace

mediánem nebo pr̊uměrem. Při analyzováńı výsledk̊u modelu bayesovské śıtě bez

využit́ı proměnných B2m a Kostńı dřeň můžeme sledovat pokles výkonnosti, ale

tento pokles neńı výrazný. AUC hodnota klesne o 2 procentńı body na hodnotu

0,65 a senzitivita o 3 procentńı body na 0,47 při 80% specificitě.

Obrázek 2.18: Výsledná śıt’ (EN) pro sledovaného pacienta bez poskytnut́ı infor-
mace o hodnotě proměnné B2m a Kostńı dřeň (POD24 odpov́ıdá EFS24)

2.5.2. Ilustrace využit́ı bayesovské śıtě při volbě protokolu

léčby

U jiného pacienta se můžeme pod́ıvat na změnu, která nastane při změně

druhu chemoterapie. Popis parametr̊u pacienta je ukázán v tabulce 2.12. U tohoto

pacienta se můžeme pod́ıvat na rozd́ıl při využit́ı léčby Chop, kterou dostal, a také

jaké by byly výsledky predikce prognózy při léčbě Cop. Tento rozd́ıl na zobrazen

na obrázku 2.19 a 2.20.

Tato aplikace by mohla mı́t pro lékaře velmi dobré praktické využit́ı v reálném

životě, aby jim pomohla jako statistický podklad při výběru typu léčby. Nicméně,
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většina pozorováńı z vybrané datové množiny měla typ léčby Chop, přesněji 1039

z 1348, viz kapitola 2.1.3. To zp̊usobilo, že śıt’ neměla dost dat ze kterých by se

mohla naučit dostatečně přesné parametry, které by dávaly přesné výsledky při

r̊uzných typech léčby. Nicméně, lze na tomto př́ıkladě ilustrovat možné využit́ı

bayesovské śıtě např́ıklad u jiných problémů nebo u situaćı s větš́ım množstv́ım

dat.

Tabulka 2.12: Popis sledovaného pacienta pro rozd́ıl výsledk̊u léčby
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Obrázek 2.19: Bayesovská śıt’ (EN) pro popisovaného pacienta při využit́ı léčby
Chop a jeho výsledek predikce prognózy (POD24 odpov́ıdá EFS24)

Obrázek 2.20: Bayesovská śıt’ (EN) pro popisovaného pacienta při využit́ı léčby
Cop a jeho výsledek predikce prognózy (POD24 odpov́ıdá EFS24)
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Závěr

Ćılem této práce bylo představit teorii bayesovských śıt́ı a aplikovat ji na

vytvořeńı modelu pro predikci prognózy leukemických pacient̊u v ČR na základě

dat poskytnutých Kooperativńı lymfomovou skupinou ČR. Až 20 % pacient̊u s

folikulárńım lymfomem postihuje progrese, relapse nebo smrt do 2 let. Proto bylo

ćılem navrhnout model, který by co nejpřesněji udával pravděpodobnost takovéto

události už při počátečńı léčbě ke stanoveńı správného protokolu léčby.

Práce seznamuje čtenáře se základńı teoríı bayesovských śıt́ı, ale také s te-

oríı, jak využ́ıt bayesovské śıtě při klasifikačńı úloze. Bayesovské śıtě se vytvářej́ı

k doćıleńı 3 základńıch ćıl̊u: odhad pravděpodobnostńıho rozděleńı, stanoveńı

pravděpodobnostńıch vztah̊u nebo ke klasifikace vybrané proměnné. Tyto ćıle

někdy nemusej́ı j́ıt spolu dohromady, což bylo ověřeno u našich dat, kdy některé

struktury śıtě by možná lépe reflektovaly skutečný proces systému, ale nebyly

vhodné pro klasifikaci vybrané proměnné.

Byly proto vyzkoušeny r̊uzné možnosti bayesovských śıt́ı a byl vybrán nej-

vhodněǰśı model ke klasifikaci nových pozorováńı. Modely byly budovány na

trénovaćıch datech a jejich výkonnost byla ověřována na testovaćıch datech.

Výsledný model byl srovnán s ostatńımi modely využ́ıvanými v této oblasti, tedy

logistickou regreśı a PRIMA prognostickým indexem. Logistická regrese a ba-

yesovská śıt’ měly lepš́ı výsledky než PRIMA-PI, což bylo očekáváno, protože

PRIMA-PI využ́ıvá informaci pouze ze dvou proměnných. Při porovnáńı model̊u

při rozděleńı pozorováńı do 3 skupin rizika, měly logistická regrese a bayesovská

śıt’ o 8 procentńıch bod̊u vyšš́ı riziko v nejrizikověǰśı kategorii než PRIMA-PI.

Dále při porovnáńı logistické regrese a bayesovské śıtě pomoćı AUC, citlivosti
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a specifičnosti, měla logistická regrese jen o 1,8 procentńıho bodu lepš́ı AUC

hodnotu a o 1 procentńı bod lepš́ı citlivost při 80% specificitě.

Hlavńı přednost́ı bayesovské śıtě je jej́ı srozumitelná grafická reprezentace

a vyhodnoceńı pravděpodobnosti události bez znalosti všech proměnných. U

takto predikovaných hodnot ale neplat́ı daná ROC křivka, která poč́ıtá se zna-

lost́ı hodnot všech proměnných. Z těchto výhod plyne možnost sledovat změnu

pravděpodobnosti při změně hodnot jednoduchým a srozumitelným zp̊usobem,

např́ıklad u vlivu r̊uzných druh̊u léčby.

Úloha klasifikace EFS24 se jev́ı jako komplikovaný problém, u kterého se i

přes použit́ı r̊uzných model̊u nedosahuje velmi kvalitńı výkonnosti. Je možné, že

tento problém je ovlivněn jinými faktory, které nebyly zkoumány. Přesto využit́ı

bayesovských śıt́ı se jev́ı jako vhodná alternativa, jelikož žádná jiná zkoumaná

metoda se neprojevila výrazně lépe.

Obsah této práce, zejména praktická část, tedy zpracováńı dat do podoby ba-

yesovské śıtě a porovnáńı s logistickou regreśı a PRIMA-PI, byl zadán a později

vybrán k ústńı prezentaci do 62. ročńıku kongresu Americké hematologické aso-

ciace (62nd American Society of Hematology annual meeting), která je s 30.000

účastńıky a v́ıce než 4.000 sděleńımi největš́ı a nejprestižněǰśı hematologickou

událost́ı na světě. Abstrakt byl již publikován v online suplementu časopisu

Blood. Práce také zaujala japonské kolegy natolik, že se rozhodli tuto práci

přeložit do japonštiny pro své publikum. Tento článek je přiložen v Př́ıloze 2.
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Př́ıloha 1

Součást́ı této práce je výsledná rozš́ı̌rená naivńı bayesovská śıt’ v elektronické
formě z programu GeNIe s názvem

”
ANBN.xdsl”. Tento soubor obsahuje struk-

turu śıtě a výsledné parametry a je uložen v př́ılohách této diplomové práce.
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Př́ıloha 2

Daľśı př́ılohou této práce je obsah abstraktu, přeložený do japonštiny, který
byl prezentován na 62. ročńıku kongresu Americké hematologické asociace, obrázek
2.21.
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Obrázek 2.21: Přeložený abstrakt z ASH kongresu japonskými kolegy
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https://doi.org/10.1007/BFb0035616
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