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jsou popsány základńı typy neuronových śıt́ı, některé algoritmy a metody využ́ıvané
při jejich návrhu a trénováńı. Většina z představených metod je pak aplikována na
analýzu sentimentu recenźı produkt̊u z internetového obchodu Amazon.com.
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1.2 Aktivačńı funkce . . . . . . . . . . . . . . . . . . . . . 10
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2.2 Gradientńı sestup . . . . . . . . . . . . . . . . . . . . . 14
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2.3 Algoritmus zpětného š́ı̌reńı . . . . . . . . . . . . . . . . 18
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3.1 Předčasné ukončeńı . . . . . . . . . . . . . . . . . . . . 21
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3.9.1 Mř́ıžkové vyhledáváńı . . . . . . . . . . . . . . . 28
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Úvod

V dnešńı době nar̊ustá množstv́ı vyprodukovaných dat exponenciálně. Za posledńıch
pár let vzniklo v́ıc dat, než za celou dosavadńı historii lidstva. Takovéto velké objemy
dat mohou obsahovat pro firmy celkem užitečné informace, které jim mohou po-
moci s rozvojem a zlepšeńım podpory zákazńık̊u a marketingu. S rostoućım počtem
generovaného textu zač́ıná být obt́ıžné pro firmu procházet všechny komentáře a
hodnoceńı adresované na jejich produkty nebo služby a na základě jejich analýzy je
zlepšovat. Jedńım z řešeńı je pak použ́ıt program, který dokáže automaticky naj́ıt
negativńı recenze, na které se potom firma může zaměřit a zlepšit tak své služby.
Jedńım z možných řešeńı je použit́ı technik z oblasti strojového učeńı, které se hod́ı
na problémy, kde je algoritmizace úloh nemožná nebo př́ılǐs složitá.

Tato bakalářská práce se zabývá umělými neuronovými śıtěmi, které se v současnosti
pro úlohy zpracováńı přirozeného jazyka velmi často použ́ıvaj́ı. Jsou zde popsány
nejpouž́ıvaněǰśı typy neuronových śıt́ı: plně propojené, konvolučńı a rekurentńı neu-
ronové śıtě. Jsou zde představeny nejpouž́ıvaněǰśı algoritmy pro nalezeńı parametr̊u
neuronové śıtě a také vybrané metody použ́ıvané pro vylepšeńı. Dále jsou zde popsá-
ny některé metody vhodné pro převáděńı textu do č́ıselné reprezentace. Následně je
v praktické části této práce provedena analýza sentimentu recenźı r̊uzných produkt̊u
z internetového obchodu Amazon.com. Na této úloze jsou zde vyzkoušeny všechny
představené typy neuronových śıt́ı a většina představených metod.

Ćılem této práce je tedy poskytnout teoretický úvod do problematiky neuronových
śıt́ı a zp̊usobu jejich trénováńı. Dále na analýze sentimentu recenźı porovnat dosažené
výsledky v závislosti na typu, parametrech śıtě a použitých metod.

Pro vytvořeńı obrázk̊u bylo využito baĺıčku TikZ [27] a knihovny Matplotlib [17].
Praktická část je provedena v programovaćım jazyce Python3 s využit́ım služby Go-
ogle Colaboratory [14]. V této službe má uživatel zdarma možnost využ́ıt výkonné
grafické karty, pomoćı kterých je trénováńı neuronových śıt́ı mnohem rychleǰśı. Na-
psané skripty jsou postavené na knihovnách Keras [12] a Tensorflow [1], které posky-
tuj́ı vysokoúrovňové API pro návrh a trénováńı neuronových śıt́ı. Dále byla využita
předevš́ım knihovna NLTK [6] pro zpracováńı přirozeného jazyka, knihovna scikit-
learn [10] pro manipulaci s trénovaćımi množinami a např́ıklad knihovna Gensim
[23] pro manipulaci se slovńımi vektory.
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1 Umělá neuronová śıt’

Obsah této kapitoly vycháźı z literatury [21].

Umělá neuronová śıt’ je výpočetńı model inspirovaný biologickými neuronovými
śıtěmi se schopnost́ı naučit se složité nelineárńı problémy, které je př́ılǐs složité algo-
ritmicky popsat. Neuronové śıtě vynikaj́ı nad ostatńımi metodami strojového učeńı
předevš́ım ve schopnosti rozpoznáváńı a úpravě obrázk̊u, ale i při daľśıch složitých
problémech jako je překlad textu z jednoho jazyka do jiného. Základem umělé neu-
ronové śıtě je umělý neuron.

1.1 Umělý neuron

Do umělého neuronu vstupuj́ı reálná č́ısla x1, x2, ... , xn, která reprezentuj́ı nějakou
informaci z vněǰśıho okoĺı nebo výstupy z jiných neuron̊u. Neuron pak podle těchto
přijatých hodnot vyšle vlastńı signál (vypočte svoji výstupńı hodnotu), který po-
slouž́ı jako vstup do daľśıch neuron̊u nebo bude tvořit výstup (nebo jeho část) neuro-
nové śıtě. Každá ze vstupńıch hodnot má určitý vliv na výstupńı hodnotu neuronu.
Tento vliv je vyjádřen jednotlivými váhami, kterými se vstupńı hodnoty násob́ı.
Součet těchto násobk̊u je neuronem zpracován a na základě jeho velikosti je po-
moćı tzv. aktivačńı funkce vypočtena výstupńı hodnota neuronu. Tato aktivačńı
funkce většinou nabývá hodnoty bĺızké nule, dokud signál nepřekroč́ı určitou mez.
K váženému součtu vstupńıch hodnot se proto ještě přič́ıtá hodnota, která simuluje
velikost této meze. Mluv́ıme o tzv. prahové hodnotě. O váženém součtu vstupńıch
hodnot a prahové hodnoty můžeme přemýšlet jako o celkovém, neuronem přijatém
signálu. Schéma umělého neuronu je znázorněno na obrázku č. 1.

Obrázek 1: Schéma umělého neuronu
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1.2 Aktivačńı funkce

Aktivačńı funkce je d̊uležitým prvkem neuronu, který určuje jeho chováńı. Při učeńı
neuronové śıtě hledáme optimálńı váhy a prahové hodnoty tak, aby neuron či neu-
ronová śıt’ dokázali co nejlépe vyřešit danou úlohu. Aktivačńı funkce z̊ustávaj́ı v
pr̊uběhu učeńı stejné a jejich volba bude záviset na typu úlohy a architektuře neu-
ronové śıtě. Takovéto prvky nebo parametry, které se v pr̊uběhu trénováńı neměńı a
které muśıme zvolit při návrhu śıtě, se nazývaj́ı hyper-parametry. Jedńım z možných
zp̊usob̊u jejich hledáńı se budeme zabývat později.

Mezi klasické aktivačńı funkce patř́ı logistická funkce (sigmoida). Jej́ı předpis je
následuj́ıćı:

σ(x) =
1

1 + e−x
=

ex

1 + ex
, kde x ∈ R. (1.1)

Název tato funkce dostala podle tvaru jej́ı křivky připomı́naj́ıćı tvar ṕısmene S nebo
jeden z tvar̊u malého řeckého ṕısmene sigma ς (druhý tvar tohoto ṕısmene je σ).
Jej́ı graf je znázorněn na obrázku č. 2.

Obrázek 2: Funkce sigmoida

Výstup neuronu s touto aktivačńı funkćı lze vypoč́ıtat podle následuj́ıćıho vztahu:

a = σ

(
n∑

i=1

xiwi + b

)
, (1.2)

kde n ∈ N udává počet vstupńıch hodnot. Výraz uvnitř funkce je vhodné označit
samostatnou proměnnou, nejen kv̊uli tomu, že vyjadřuje jakýsi celkový, neuronem
přijatý signál, ale také nám to zjednoduš́ı zápis v následuj́ıćıch výpočtech.
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Označme tedy:

z =
n∑

i=1

xiwi + b. (1.3)

Mezi daľśı velmi často použ́ıvané aktivačńı funkce patř́ı hyperbolický tangens a recti-
fied linear unit (ReLU). Prozat́ım si ale vystač́ıme s logistickou funkćı.

1.3 Plně propojená neuronová śıt’

Plně propojená neuronová śıt’ se skládá ze tř́ı část́ı: vstupńı vrstvy, skryté vrstvy
a výstupńı vrstvy. Schéma je zobrazeno na obrázku č.3. Vstupńı vrstva je prvńı
vrstvou v śıti. Tato vrstva neńı složená z neuron̊u, ale z jednotlivých vstupńıch hod-
not, které jsou předány nezměněny neuron̊um v prvńı skryté vrstvě. Skryté vrstvy
jsou vrstvy neuron̊u mezi vstupńı a výstupńı vrstvou. Název skryté vrstvy nemá
z hlediska matematiky žádný význam. Tento název pravděpodobně vznikl z toho,
že neuronové śıtě připomı́naj́ı černé skř́ınky, kterým se předhod́ı vstup a dostaneme
výstup. Během tohoto procesu neńı moc jasné, co se uvnitř děje za abstrakci. Výstup
každého neuronu v jedné vrstvě je použit jako vstup pro každý neuron v následuj́ıćı
vrstvě, proto se tato architektura nazývá plně propojená. Posledńı vrstva, výstupńı
vrstva, je opět složena z neuron̊u. Jejich výstup je výstupem celé neuronové śıtě.

a11

a12

·

·

a1n1

·

·

·

·

·

·

·

·

x1

x2

·

·

xn

aL1

aL2

·

·

aLnL

vstupńı vrstva skryté vrstvy výstupńı vrstva

Obrázek 3: Schéma plně propojené neuronové śıt’ě

Zavedeme si označeńı wl
jk pro váhu j-tého neuronu v l-té vrstvě nálež́ıćı pro výstup

k-tého neuronu v předchoźı vrstvě. Prahovou hodnotu j-tého neuronu v l-té vrstvě
budeme značit blj. Dále nl bude značit počet neuron̊u v l-té vrstvě. Výstup j-tého
neuronu v l-té vrstvě označ́ıme alj a vypoč́ıtáme následovně:
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alj = σ

(
nl−1∑
k=1

wl
jka

l−1
k + blj

)
. (1.4)

Označ́ıme si také celkový přijatý signál j-tého neuronu v l-té vrstvě:

zlj =

nl−1∑
k=1

wl
jka

l−1
k + blj. (1.5)
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2 Trénováńı neuronové śıtě

2.1 Chybová funkce

I přes to, že nás primárně zaj́ımá např́ıklad počet správně předpovězených kate-
goríı, neńı moc výhodné snažit se př́ımo tento počet maximalizovat. Malé změny
vah a prahových hodnot nemuśı zp̊usobit žádnou změnu v predikci kategoríı a my
nezjist́ıme, jestli jsme śıt’ zlepšili nebo naopak zhoršili. Pro trénováńı neuronové śıtě
je mnohem lepš́ı použ́ıt spojitě diferencovatelnou funkci, která nám bude měřit veli-
kost chyby předpověd́ı neuronové śıtě. Tam pak poznáme, jestli malá změna zlepšila
hodnotu této funkce nebo ne. Tuto funkci budeme nazývat chybovou funkćı a bu-
deme se snažit minimalizovat jej́ı hodnotu. Při minimalizaci této funkce pak docháźı
ke zvýšeńı počtu správně předpovězených kategoríı [21].

Hodnotu chybové funkce budeme poč́ıtat pro určitou trénovaćı množinu a budeme
se j́ı snažit sńıžit pomoćı nějakého optimalizačńıho algoritmu. Trénovaćı množina se
skládá z dvojic (X1, y1), (X2, y2), . . . , (XN , yN) , kde Xi je vstup a yi je požadovaný
výstup. Jako trénovaćı vstup si můžeme představit např́ıklad text recenze nějakého
produktu převedený do vektoru nebo matice. Požadovaným výstupem může být ka-
tegorie této recenze vyjádřená č́ıslem nebo vektorem. Tvary těchto vstup̊u a výstup̊u
mohou být velmi r̊uzné. Jeden vstup může být složen např́ıklad z několika r̊uzných
vektor̊u a r̊uzných matic. Důležité však je, aby ho dokázala śıt’ správně zpracovat.
Trénovaćı množinu si pak můžeme představit jako př́ıklady recenźı a jejich kategoríı,
na kterých chceme śıt’ natrénovat. Výstup (předpověd’) śıtě pro vstup Xi budeme
značit ai.

Jednou z funkćı, kterou můžeme použ́ıt jako chybovou funkci, je středńı kvadratická
chyba:

C =
1

N

N∑
i=1

‖yi − ai‖2, (2.1)

kde ai záviśı na váhách, prahových hodnotách a vstupu Xi. Středńı kvadratická
chyba je jednou z funkćı, která se použ́ıvá předevš́ım pro regresńı úlohy. Protože
se budeme v praktické části zabývat klasifikačńı úlohou, představ́ıme si potom
vhodněǰśı chybové funkce použ́ıvané pro klasifikačńı problémy. Středńı kvadratická
chyba nám na př́ıkladě pomůže ukázat d̊uvod pro jejich zvoleńı.

Označme si CXi
= ‖yi − ai‖2. Poté dostaneme zápis ve tvaru:

C =
1

N

N∑
i=1

CXi
. (2.2)

Stejným zápisem lze zapsat všechny použité chybové funkce představené v kapitole
č. 3. Toto označeńı je výhodné i proto, že při trénováńı śıtě docháźı k postupnému
výpočtu CXi

pro každou dvojici (Xi, yi) a všechny představené chybové funkce pak
poč́ıtaj́ı jejich aritmetický pr̊uměr. Proč je výhodné poč́ıtat jejich aritmetický pr̊uměr
a ne jenom provést součet, je vysvětleno v následuj́ıćı podkapitole č. 2.2, která se
zabývá minimalizaćı této funkce.
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2.2 Gradientńı sestup

”
Gradientńı sestup je iterativńı optimalizačńı algoritmus použ́ıvaný pro nalezeńı

lokálńıho minima diferencovatelné funkce. Pro nalezeńı minima provád́ı kroky z
aktuálńı pozice v opačném směru gradientu nebo jeho aproximaci. (vlastńı překlad z
anglického jazyka)“[28]

Pro ilustraci principu tohoto algoritmu si představme, že chceme naj́ıt minimum
funkce C(v1, v2) o dvou proměnných, jej́ıž graf může vypadat např́ıklad jako graf na
obrázku č. 4.

Obrázek 4: Ilustrativńı graf funkce o dvou proměnných

Pokud bychom do libovolného bodu této plochy umı́stili kuličku, začala by se kutálet
směrem dol̊u do údoĺı. Gradientńı sestup funguje na podobném principu. Náhodné
umı́stěńı kuličky odpov́ıdá náhodné inicializaci proměnných v1, v2 a vypočteńım
gradientu funkce zjist́ıme směr dol̊u do údoĺı. K těmto proměnným pak budeme
přič́ıtat ∆v1 a ∆v2 tak, abychom se v́ıce přibĺıžili minimu. Tento proces opakujeme,
dokud se nedostaneme do požadovaného minima [21].

Parciálńı derivace funkce C(v1, v2) podle proměnné v1 nám řekne aktuálńı sklon
ve směru osy proměnné v1. Pokud bude kladná, pak hodnota C(v1, v2) vzroste při
zvětšeńı proměnné v1 a klesne při zmenšeńı proměnné v1. Bude-li záporná, pak
hodnota funkce klesne při zvětšeńı proměnné v1 a vzroste při zmenšeńı proměnné
v1. Bude-li tedy mı́t naše ∆v1 opačné znaménko oproti této derivaci, hodnota naš́ı
funkce klesne. Nastav́ıme-li nav́ıc změnu váhy závislou na velikosti této derivace,
bude změna větš́ı při větš́ım sklonu a menš́ı, pokud budeme bĺızko minima.

Změnu proměnné v1 spoč́ıtáme jako:

∆v1 = −µ∂C(v1, v2)

∂v1
, (2.3)

kde konstanta µ > 0 je parametrem, který udává rychlost učeńı a nazývá se mı́rou
učeńı. Proměnné po spočteńı parciálńıch derivaćı uprav́ıme následovně:
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v′1 = v1 + ∆v1 (2.4)

v′2 = v2 + ∆v2. (2.5)

Poté celý proces opakujeme. Pokud nastav́ıme mı́ru učeńı př́ılǐs velkou, tak se může
stát, že vhodné lokálńı minimum po úpravě proměnných

”
přeskoč́ıme“. Nastav́ıme-

li mı́ru učeńı zase př́ılǐs malou, hodnota funkce se bude bĺıžit k lokálńımu minimu
velmi pomalu.

Obrázek 5: Ilustrace vlivu velikosti mı́ry učeńı µ na hodnotu chybové funkce L(w).
Převzato z [15]

Použit́ı gradientńıho sestupu pro nalezeńı vhodných vah a prahových hodnot pro
neuronovou śıt’ je skoro stejné jako v ilustrativńım př́ıkladě. Jediný rozd́ıl je v tom,
že muśıme pro každou dvojici (Xi, yi) z trénovaćı množiny spoč́ıtat CXi

a poté
vypoč́ıtat hodnotu chybové funkce C jako jejich pr̊uměr. Poté provedeme úpravu
vah a prahových hodnot podle následuj́ıćıch rovnic:

w′ ljk = wl
jk − µ

∂C

∂wl
jk

= wl
jk −

µ

N

N∑
i=1

∂CXi

∂wl
jk

(2.6)

b′ lj = blj − µ
∂C

∂blj
= blj −

µ

N

N∑
i=1

∂CXi

∂blj
. (2.7)

Kdybychom při výpočtu nepoč́ıtali pr̊uměr hodnot CXi
, byla by velikost chybové

funkce a velikost gradientu větš́ı s rostoućım počtem dvojic v trénovaćı množině.
Museli bychom tak pro trénovaćı množinu s jiným počtem dvojic zmenšovat naši
vhodně nalezenou mı́ru učeńı µ (toto zmenšeńı by právě odpov́ıdalo vyděleńım µ
č́ıslem N).
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Protože u neuronové śıtě neńı problém přesáhnout i 1 milion parametr̊u, je velmi
obt́ıžné si aspoň trochu představit, jaký graf může chybová funkce mı́t. Velmi krásnou
vizualizaci provedli v práci [16] s názvem Visualizing the Loss Landscape of Neural
Nets a jedna z jejich vizualizaćı grafu chybové funkce je zobrazena na obrázku č. 6.

Obrázek 6: Vizualizace grafu chybové funkce. Převzato z [16]

Gradientńı sestup má několik variant. Tato, kde provád́ıme aktualizaci vah po výpo-
čtu na celé trénovaćı množině, se nazývá dávkový gradientńı sestup.

2.2.1 Stochastický gradientńı sestup

U Stochastického gradientńıho sestupu vybereme v každé iteraci náhodně jednu
dvojici z trénovaćı množiny a pro vstup z této dvojice vypočteme CXi

. Poté prove-
deme úpravu vah. Lǐśı se tak t́ım od dávkového gradientńıho sestupu, který provád́ı
úpravu vah až po výpočtu na celé trénovaćı množině. Po větš́ım množstv́ı úprav na
náhodně vybraných trénovaćıch dvojićıch bychom měli dostat aproximaci gradientu
chybové funkce pro celou trénovaćı množinu.

Při použ́ıváńı tohoto algoritmu pro trénováńı neuronových śıt́ı se jeho náhodnost
většinou mı́rně omezuje. Neuronovou śıt’ totiž většinou nebudeme trénovat tak dlou-
ho, abychom náhodným vyb́ıráńım využili všechny dvojice z trénovaćı množiny. Vy-
tvoř́ıme tedy náhodnou permutaci trénovaćı množiny (X̂1, ŷ1), (X̂2, ŷ2), ... , (X̂N , ŷN)
a postupně pro každou dvojici (X̂i, ŷi) z této permutace provedeme výpočet CX̂i

a
provedeme úpravu vah a prahových hodnot podle následuj́ıćıch rovnic:
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w′ ljk = wl
jk − µ

∂CX̂i

∂wl
jk

(2.8)

b′ lj = blj − µ
∂CX̂i

∂blj
. (2.9)

Jakmile dokonč́ıme úpravy vah pro všechny dvojice z této permutace trénovaćı
množiny, vytvoř́ıme novou permutaci a celý proces opakujeme. Toto jedno zpra-
cováńı všech dvojic z celé trénovaćı množiny budeme nazývat jednou epochou v
trénovaćım procesu śıtě. V př́ıpadě dávkového gradientńıho sestupu docháźı k úpravě
vah pouze jednou za celou epochu. V stochastickém gradentńım sestupu je počet
úprav vah za jednu epochu roven počtu dvojic v trénovaćı množině.

2.2.2 Gradientńı sestup s menš́ımi dávkami

Gradientńı sestup s menš́ımi dávkami je kombinaćı stochastického gradient́ıho se-
stupu a dávkového gradientńıho sestupu. Trénovaćı množina se náhodně rozděĺı na
podmnožiny, kde postupně na každé z nich spoč́ıtáme gradient chybové funkce a ak-
tualizujeme váhy. Nevýhodou dávkového gradientńıho sestupu je pomaleǰśı proces
trénováńı pro početněǰśı trénovaćı množiny, protože provád́ıme málo aktualizaćı po
velkém množstv́ı výpočt̊u. Na druhou stranu má gradient chybové funkce stabilńı
směr. Stochastický gradientńı sestup konverguje rychleji, ale zase u něho docháźı
k velkým výkyv̊um. Gradientńı sestup s menš́ımi dávkami kombinuje výhody obou
a z části odstraňuje jejich nedostatky. Jev́ı se jako rozumnou kombinaćı mezi nimi
a je proto z nich nejpouž́ıvaněǰśı. Do procesu návrhu śıtě nám však přibude jeden
parametr a to velikost těchto podmnožin (dávek).

Trénovaćı dvojice v každé dávce, která bude obsahovat M dvojic, budeme značit
(X̂1, ŷ1), (X̂2, ŷ2), ... , (X̂M , ŷM). Při výpočtu gradientu chybové funkce pro jednu
trénovaćı dávku dojde k přibližné aproximaci gradientu chybové funkce pro celou
trénovaćı množinu.

1

N

N∑
i=1

∂CXi

∂wl
jk

≈ 1

M

M∑
i=1

∂CX̂i

∂wl
jk

(2.10)

Poté uprav́ıme váhy velmi podobně jako při dávkovém gradient́ım sestupu:

w′ ljk = wl
jk −

µ

M

M∑
i=1

∂CX̂i

∂wl
jk

(2.11)

b′ lj = blj −
µ

M

M∑
i=1

∂CX̂i

∂blj
. (2.12)

To samé provedeme pro všechny zbývaj́ıćı podmnožiny. Po dokončeńı znovu náhodně
rozděĺıme trénovaćı množinu na nové podmnožiny a celý proces opakujeme.
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2.3 Algoritmus zpětného š́ı̌reńı

Obsah této podkapitoly vycháźı z literatury [21].

Pomoćı algoritmu zpětného š́ı̌reńı efektivně spoč́ıtáme gradient chybové funkce pro
každou trénovaćı dvojici, aniž bychom prováděli výpočty některých hodnot v́ıcekrát.
Při výpočtu se použ́ıvá poměrně velké množstv́ı index̊u, proměnných a využ́ıvat
řet́ızkového pravidla pro derivace. Pro snadněǰśı orientaci je zde zobrazeno schéma
na obrázku č. 7.

Nejprve odvod́ıme vzorce pro výpočet parciálńı derivace chybové funkce podle jed-
notlivých vah wl

jk a prahových hodnot blj pro jednu trénovaćı dvojici (X̂i, ŷi). Poté
si představ́ıme jednotlivé kroky tohoto algoritmu pro trénováńı neuronové śıtě s
použit́ım gradientńıho sestupu s menš́ımi dávkami.
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Obrázek 7: Ilustrace řet́ızkového pravidla

Váha wl
jk a prahová hodnota blj nejdř́ıve ovlivńı hodnotu chybové funkce přes zlj.

Tento vztah můžeme napsat pomoćı následuj́ıćıch rovnic (2.13) a (2.14):

∂CX̂i

∂wl
jk

=
∂CX̂i

∂zlj

∂zlj
∂wl

jk

=
∂CX̂i

∂zlj
al−1k (2.13)

∂CX̂i

∂blj
=
∂CX̂i

∂zlj

∂zlj
∂blj

=
∂CX̂i

∂zlj
. (2.14)

Nyńı vliv zlj na chybovou funkci vyjádř́ıme pomoćı vlivu alj:

∂CX̂i

∂zlj
=
∂CX̂i

∂alj
σ′(zlj). (2.15)

alj pak ovlivňuje chybovou funkci skrze proměnné zl+1
1 , zl+1

2 , ... , zl+1
nl+1

v následuj́ıćı
vrstvě:
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∂CX̂i

∂alj
=
∂CX̂i

∂zl+1
1

∂zl+1
1

∂alj
+
∂CX̂i

∂zl+1
2

∂zl+1
2

∂alj
+ ... +

∂CX̂i

∂zl+1
nl+1

∂zl+1
nl+1

∂alj
=

=
∂CX̂i

∂zl+1
1

wl+1
1 +

∂CX̂i

∂zl+1
2

wl+1
2 + ... +

∂CX̂i

∂zl+1
nl+1

wl+1
nl+1

=

=

nl+1∑
m=1

∂CX̂i

∂zl+1
m

wl+1
mj .

(2.16)

Po dosazeńı vlivu alj na chybovou funkci do rovnice (2.15) dostaneme vztah, d́ıky
kterému budeme schopni vypoč́ıtat vliv zlj na chybovou funkci pomoćı vliv̊u promě-

nných zl+1
1 , zl+1

2 , ... , zl+1
nl+1

:

∂CX̂i

∂zlj
= σ′(zlj)

nl+1∑
m=1

∂CX̂i

∂zl+1
m

wl+1
mj . (2.17)

Po spoč́ıtáńı vliv̊u zLp ve výstupńı vrstvě na chybovou funkci, budeme moci zpětně
dopoč́ıtat vliv zlj z rovnice (2.17):

∂CX̂i

∂zLp
=
∂CX̂i

∂aLp
σ′(zLp ). (2.18)

Pro výpočet
∂CX̂i

∂aLp
již nebudeme potřebovat řet́ızkové pravidlo a můžeme ho snadno

spoč́ıtat. Nyńı máme potřebné rovnice a můžeme si představit celý algoritmus zpětné-
ho š́ı̌reńı.

Pro každou trénovaćı dvojici z dávky se provede následuj́ıćıch pět krok̊u:

1. Nastaveńı vstupńı vrstvy pro vstup X̂i z trénovaćı dvojice.

2. Postupný výpočet vážených vstup̊u zlj a výstupńıch hodnot alj pro všechna
j ∈ {1, 2, . . . , nl} ve všech vrstvách l ∈ {2, . . . , L}:

zlj =

nl−1∑
k=1

wl
jka

l−1
k + blj (2.19)

alj = σ(zlj). (2.20)

3. Výpočet derivace chybové funkce podle vážených vstup̊u zLp v posledńı vrstvě
pro všechna p ∈ {1, 2, . . . , nL}:

∂CX̂i

∂zLp
=
∂CX̂i

∂aLp
σ′(zLP ). (2.21)

4. Zpětný dopočet derivaćı chybové funkce podle vážených vstup̊u pro všechny
zbývaj́ıćı vrstvy l ∈ {L,L− 1, . . . , 2}:

∂CX̂i

∂zlj
= σ′(zlj)

nl+1∑
m=1

∂CX̂i

∂zl+1
m

wl+1
mj . (2.22)
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5. A jako posledńı se už dopoč́ıtaj́ı derivace všech vah a prahových hodnot v śıti:

∂CX̂i

∂wl
jk

=
∂CX̂i

∂zlj
al−1k (2.23)

∂CX̂i

∂blj
=
∂CX̂i

∂zlj
. (2.24)

Tyto výpočty prob́ıhaj́ı paralelně s využit́ım maticového počtu. Docháźı tak ke
zrychleńı výpočtu. Po vypočteńı těchto hodnot pro aktuálńı dávku se provád́ı ak-
tualizace vah a prahových hodnot podle rovnic (2.11) a (2.12). Celý proces se poté
opakuje pro daľśı dávku.
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3 Vylepšeńı predikce a trénováńı neuronové śıtě

3.1 Předčasné ukončeńı

Počet epoch trénováńı śıtě je d̊uležitým hyper-parametrem, na kterém záviśı výsle-
dná kvalita předpovědi śıtě. Pokud nebudeme śıt’ trénovat dostatečně dlouho, ne-
nauč́ı se podstatné rysy trénovaćı množiny a bude mı́t špatné výsledky jak na
trénovaćı množině, tak na datech, které jsme nepoužily pro trénováńı. Pokud naopak
budeme śıt’ trénovat př́ılǐs dlouho, nauč́ı se i nepodstatné detaily trénovaćı množiny.
Neuronová śıt’ pak bude mı́t výborné výsledky na trénovaćı množině, protože si ji
doslova zapamatuje. Pro nová data už nebudou předpovědi tak moc přesné [7].

Pro určeńı počtu epoch stač́ı, aby se v pr̊uběhu trénováńı sledovala také chyba na da-
tech, které se nepouž́ıvaj́ı pro trénovańı (tzv. validačńı data). Pro zastaveńı trénováńı
je potřeba zvolit veličinu, kterou budeme sledovat, okamžik ukončeńı trénováńı a
z jaké epochy použijeme váhy pro śıt’ (pokud si je budeme nějakým zp̊usobem
ukládat). Jako sledovaná veličina se často voĺı úspěšnost nebo hodnota chybové
funkce pro validačńı data. Jako okamžik ukončeńı trénováńı můžeme zvolit např.
moment, kdy se hodnota sledované veličiny přestala zlepšovat po určitý počet epoch
a váhy pro model můžeme zvolit bud’ z konce trénováńı nebo i z konce epochy, pro
kterou měla sledovaná veličina nejlepš́ı hodnotu [7].

Obrázek 8: Ukázka hodnot chybové funkce a přesnosti na trénovaćıch a validačńıch
datech

Na obrázku č. 8 je zobrazen pr̊uběh trénováńı, kde došlo k výraznému přetrénováńı
śıtě. V tomto př́ıpadě by bylo nejlepš́ı pro śıt’ použ́ıt váhy nejsṕı̌s z 5. epochy.
Dále bychom zde mohli přidat nějaké pravidlo pro zastaveńı trénováńı, abychom
netrénovali model tak dlouho, protože asi 80 epoch bychom mohli vynechat.
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3.2 Problém zpomaleného trénováńı

Obsah této podkapitoly vycháźı z literatury [21].

Při použ́ıváńı sigmoidy jako aktivačńı funkce v posledńı vrstvě a středńı kvadra-
tické chyby jako chybové funkce docháźı k nechtěnému efektu, který zpomaluje
trénováńı při špatné předpovědi. Pro demonstraci tohoto problému použijeme jed-
noduchou neuronovou śıt’, která bude tvořena pouze jedńım neuronem se sigmoidou
jako aktivačńı funkćı. Naše śıt’ bude mı́t jediný úkol, dostane jako vstup č́ıslo jedna
a požadovaný výstup bude nula. Aby byla předpověd’ neuronu na začátku trénováńı
špatná, zvoĺıme jeho váhu w = 2 a prahovou hodnotu b = 1. Jejo výstup pro č́ıslo
jedna bude tedy na začátku roven přibližně 0,95. Při trénováńı tohoto neuronu sle-
dujeme:

1. Hodnotu chybové funkce na konci každé epochy.

2. Predikci neuronu v každé epoše.

3. Absolutńı změnu váhy mezi jednotlivými epochami.

4. Absolutńı změnu prahové hodnoty mezi jednotlivými epochami.

Obrázek 9: Některé hodnoty sledované v pr̊uběhu trénováńı

I při velké chybě na začátku se hodnota chybové funkce snižovala velmi pomalu. Hod-
nota chybové funkce se začala rychleji snižovat zhruba od doby, kdy byla předpověd’

neuronu menš́ı než 0.8. Zaj́ımavé je také to, že v úseku rychleǰśıho trénováńı byly
větš́ı změny váhy a prahové hodnoty mezi jednotlivými epochami. Proč ale byly
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změny váhy a prahové hodnoty mezi epochami na začátku tak malé? Velikost kon-
stanty µ je po celý proces trénováńı stejná. To, že změny byly malé znamená, že v
rovnićıch (3.1) a (3.2) gradientńıho sestupu byly na začátku trénováńı malé hodnoty
∂C
∂w

a ∂C
∂b

.

w′ = w − µ∂C
∂w

(3.1)

b′ = b− µ∂C
∂b

(3.2)

Abychom zjistily proč, budeme je muset spoč́ıtat. Pro naši zjednodušenou śıt’ obsa-
huj́ıćı jeden neuron vypočteme hodnotu chybové funkce takto:

C = (y − a)2 = (y − σ(z))2. (3.3)

Bude tedy platit:

∂C

∂w
= −2(y − a)σ′(z)x (3.4)

∂C

∂b
= −2(y − a)σ′(z). (3.5)

Po dosazeńı počátečńıch parametr̊u w = 2, b = 1 a hodnot x = 1, y = 0 dostaneme:

∂C

∂w
= −2(0− 0, 95)σ′(3) = 1, 9σ′(3) = 1, 9 · 0, 045 = 0, 0855 (3.6)

∂C

∂b
= −2(0− 0, 95)σ′(3) = 1, 9σ′(3) = 1, 9 · 0, 045 = 0, 0855. (3.7)

Po vynásobeńı konstantou −µ = −0.05 dostaneme změnu rovnou č́ıslu −0.0043,
to odpov́ıdá absolutńım změnám pro prvńı epochu na obrázku č. 9. Nyńı je vidět,
že naše trénováńı zpomaluje derivace sigmoidy. Pokud použijeme sigmoidu jako ak-
tivačńı funkci v posledńı vrstvě a použijeme středńı kvadratickou chybu jako chy-
bovou funkci, bude se nám tato malá hodnota promı́tat do úpravy všech vah a
prahových hodnot v neuronové śıti. Tento problém vyřeš́ıme použit́ım vhodněǰśı
chybové funkce s názvem binary cross-entropy.

3.3 Binary cross-entropy

Obsah této podkapitoly vycháźı z literatury [21].

Binary cross-entropy je pro binárńı klasifikaci definovaná takto:

C = − 1

M

M∑
i=1

[yi ln ai + (1− yi) ln(1− ai)], (3.8)

kde M je počet dvojic v dávce, yi ∈ {0; 1} je správná předpověd’ pro vstup Xi v i-té
dvojici a ai ∈ (0; 1) je předpověd’ śıtě pro tento vstup.
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Použijeme-li binary cross-entropy jako chybovou funkci pro př́ıpad z předchoźı pod-
kapitoly 3.2, vypočteme jej́ı hodnotu pro śıt’ z předchoźıho př́ıkladu takto:

C = −[y ln(a) + (1− y) ln(1− a)] = −y ln(σ(z))− (1− y) ln(1− σ(z)). (3.9)

Pro derivaci chybové funkce podle váhy bude platit:

∂C

∂w
= − y

σ(z)
σ′(z)x+

1− y
1− σ(z)

σ′(z)x =
−y(1− σ(z)) + (1− y)σ(z)

σ(z)(1− σ(z))
σ′(z)x. (3.10)

Pro derivaci sigmoidy plat́ı vztah:

σ′(z) = σ(z)(1− σ(z)). (3.11)

Derivace sigmoidy se zkrát́ı a výsledná rovnice bude:

∂C

∂w
= −y(1− σ(z)) + (1− y)σ(z)x = (σ(z)− y)x. (3.12)

Pro dosazeńı hodnot počátečńıch parametr̊u w = 2, b = 1, x = 1 a y = 0 dostaneme:

∂C

∂w
= σ(3) = 0, 95. (3.13)

Derivace chybové funkce podle váhy je větš́ı než při použit́ı středńı kvadratické
chyby. Na obrázku č. 10 vid́ıme, že v pr̊uběhu trénováńı se hodnota chybové funkce
snižuje rychleji a neuron se uč́ı rychleji než předt́ım.

Obrázek 10: Některé hodnoty sledované v pr̊uběhu trénováńı při použit́ı binary cross-
entropy
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3.4 Softmax

Funkce softmax je zobecněńım logistické funkce. Použ́ıvá se u klasifikačńıch úloh
(3 a v́ıce kategoŕı́ı), kde je správná pouze 1 kategorie (tzv. multi-class klasifikace).
Funkce softmax transformuje vstupńı vektor na vektor se stejným počtem prvk̊u
tak, aby jeho prvky byly kladné a jejich součet byl roven jedné. Jednotlivé prvky
ve vektoru pak můžeme brát jako předpovězené pravděpodobnosti pro jednotlivé
kategorie. Softmax funkce transformuje i-tý prvek vstupńıho vektoru takto:

f(xi) =
exi∑n
j=1 e

xj
pro i ∈ {1, 2, ..., n} a (x1, x2, . . . , xn) ∈ Rn. (3.14)

Funkce softmax se použ́ıvá na výstupy neuron̊u v posledńı vrstvě. V klasifikačńı
úloze, ve které lze předpovědět v́ıce na sobě nezávislých kategoríı (tzv. multi-label
klasifikace), neńı vhodné funkci softmax použ́ıt, protože by hodnoty předpovězených
kategoríı byly na sobě závislé a neńı u ńı možné dosahovat pro dvě kategorie větš́ı
hodnoty než 0,5 najednou. U multi-label klasifikace použijeme pro aktivačńı funkci
výstupńı vrstvy sigmoidu.

3.5 Categorical cross-entropy

U funkce softmax docháźı ke zpomaleńı trénováńı stejně jako u sigmoidy. Z toho
d̊uvodu se při použit́ı funkce softmax použ́ıvá jako chybová funkce tzv. categori-
cal cross-entropy (nazývaná také jako log-likelihood), která nám podobně jako bi-
nary cross-entropy vyřeš́ı problém s derivaćı ve výstupńı vrstvě [21]. Jej́ı předpis je
následuj́ıćı:

C = − 1

M

M∑
i=1

n∑
j=1

yij ln(aij), (3.15)

kde n znač́ı počet prvk̊u ve výstupńım vektoru a M počet prvk̊u v dávce.

Funkce softmax a categorical cross-entropy se nehod́ı pro multi-label klasifikaci, ale
použ́ıvaj́ı se pro multi-class klasifikaci. Pokud trénujeme pouze pro jednu správnou
kategorii (multi-class klasifikace), bude ve vektoru ~yi jeden prvek roven jedné (správná
kategorie) a ostatńı budou rovny nule. Označme si tento jediný nenulový prvek
yik = 1 a předpověd’ klasifikátoru pro tuto kategorii aik, kde i ∈ {1, 2, . . . ,M} a
k ∈ {1, 2, . . . , n}. Potom bude pro součet v (3.15) platit:

n∑
j=1

yij ln(aij) = yik ln(aik) = ln(aik). (3.16)

Hodnotu této chybové funkce ovlivňuj́ı pouze předpovědi klasifikátoru pro správnou
kategorii. Pokud uprav́ıme váhy tak, aby se předpověd’ pro tuto kategorii zlepšila, tj.
aby se hodnota aik přibĺıžila jedné, předpovědi pro ostatńı kategorie se automaticky
d́ıky funkci softmax přibĺıž́ı v́ıce k nule a to je přesně to co v multi-class klasifikaci
potřebujeme.

V multi-label klasifikaci při použit́ı sigmoidy by nám, v př́ıpadě požadované předpo-
vědi yij = 0 pro nějakou kategorii, neumožňovala snižovat předpovědi aij, protože
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by hodnota yij ln(aij) v rovnici (3.15) byla rovna nule a nezvětšovala by hodnotu
chybové funkce. V př́ıpadě multi-label klasifikace použijeme upravenou binary cross-
entropy pro v́ıce kategoríı:

C = − 1

M

M∑
i=1

n∑
j=1

[yij ln aij + (1− yij) ln(1− aij)]. (3.17)

Takto upravená binary cross-entropy opět při použit́ı sigmoidy vyřeš́ı problém zpo-
maleného trénováńı, zachová nám nezávislost předpověd́ı pro jednotlivé kategorie a
bude se zvyšovat chyba i při yij = 0.

3.6 RMSprop

RMSprop je algoritmus spadaj́ıćı do algoritmů s adaptivńı mı́rou učeńı, to zna-
mená, že se mı́ra učeńı v pr̊uběhu trénováńı měńı. Mı́ra učeńı je vydělena klouzavým
pr̊uměrem čtverečných gradient̊u. Pokud je tento klouzavý pr̊uměr vysoký, zmenš́ıme
tak vyděleńım mı́ru učeńı a měli bychom tak zabránit přeskočeńı minima. Pokud
je tento pr̊uměr naopak malý, mı́ru učeńı trénováńı nám to zvětš́ı a urychĺı tak
trénováńı [11]. Rovnice tohoto algoritmu jsou následuj́ıćı:

g′ = ρg + (1− ρ)(
∂C

∂w
)2 (3.18)

w′ = w − µ√
g′
∂C

∂w
. (3.19)

Pro tento algoritmus voĺıme mı́ru učeńı µ a parametr ρ, který ovlivňuje klouzavý
pr̊uměr. Parametr ρ má smysl volit z intervalu 〈0, 1).

3.7 ReLU

Rectified linear unit (ReLU) je v současnosti nejv́ıce použ́ıvanou aktivačńı funkćı v
hlubokých neuronových śıt́ıch. Je definovaná předpisem:

f(x) =

{
x pro x ≥ 0

0 pro x < 0.
(3.20)

Funkce ReLU netrṕı mizej́ıćımi gradienty d́ıky své derivaci. Naproti tomu nulová
derivace pro x < 0 zp̊usobuje problém tzv. mrtvých neuron̊u. Může se stát, že pro
některé neurony bude vážený vstup vždy záporný a d́ıky nulové derivaci se váhy
nezměńı. Výstup takového neuronu pak bude vždy roven nule [25].
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Obrázek 11: Funkce ReLU

3.8 Dropout

Dropout je technika, která pomáhá sńıžit přeučeńı neuronové śıtě. Při použit́ı této
techniky se při trénováńı śıtě náhodně vyberou neurony, které se v dané trénovaćı
iteraci vynechaj́ı. Neurony v śıti by se pak d́ıky této technice měly naučit v́ıce
využ́ıvat výstupy ze všech neuron̊u z předchoźı vrstvy a nebýt závislé pouze na
pár neuronech. Nav́ıc d́ıky technice dropout vznikaj́ı při trénováńı r̊uzné zmenšené
modely, které sd́ılej́ı své váhy. Kombinace r̊uzných model̊u pak velmi často zlepšuje
predikce. Po ukončeńı trénováńı se již dropout nepoužije a docháźı tak ke kombinaci
předpověd́ı v́ıce model̊u aniž by se zvětšil počet parametr̊u [26].

Obrázek 12: Ukázka śıtě s technikou dropout a bez. Převzato z [26]
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V nejjednodušš́ım př́ıpadě je každý neuron vynechán s pravděpodobnost́ı p. Po do-
končeńı trénováńı se všechny váhy k tomuto neuronu vynásob́ı touto pravděpodobno-
st́ı. T́ım se zajist́ı, že aktuálńı výstup neuronu při testováńı bude stejný jako očekáva-
ný výstup neuronu v pr̊uběhu trénováńı [26].

Obrázek 13: Výstup neuronu v pr̊uběhu trénováńı a testu. Převzato z [26]

3.9 Optimalizace hyper-parametr̊u

Proces hledáńı optimálńıch hyper-parametr̊u pro model a trénovaćı algoritmus je ob-
vykle časově náročněǰśı proces. Abychom zjistili vhodné hodnoty hyper-parametr̊u
(např́ıklad počet neuron̊u nebo rychlost učeńı), muśıme celý model natrénovat a po-
rovnat ho s modelem s jinak nastavenými hyper-parametry. To může být zvlášt’

u neuronových śıt́ı dost zdlouhavý proces d́ıky výpočetńı náročnosti a velkému
množstv́ı hyper-parametr̊u.

Tradičně nejefektivněǰśım a nejrychleǰśım hledačem hyper-parametr̊u jsou lidé. Lidé
většinou dokáž́ı z malého množstv́ı pokus̊u nastavit hyper-parametry tak, aby model
dosahoval docela dobrých výsledk̊u [4]. Množstv́ı kombinaćı je však většinou (zvlášt’

u neuronových śıt́ı) obrovské a vliv jednoho hyper-parametru na úspěšnost modelu
se může hodně lǐsit v závislosti na kombinaci zbývaj́ıćıch (např́ıklad počet skrytých
vrstev v závislosti na zvolené aktivačńı funkci a rychlosti učeńı) a zálež́ı také na
složitosti úlohy, velikosti a kvalitě trénovaćı množiny.

V současné době jsou poč́ıtače dost výkonné na to, aby se dalo provést v́ıce pokus̊u
a vylepšit tak odhad hyper-parametr̊u. V praxi člověk většinou sám experimentuje
s r̊uznými hyper-parametry a potom stanov́ı rozsah hyper-parametr̊u, ve kterém
pak algoritmus hledá nejlepš́ı kombinaci. Nejjednodušš́ımi hledaćımi algoritmy jsou
mř́ıžkové a náhodné vyhledáváńı.

3.9.1 Mř́ıžkové vyhledáváńı

Mř́ıžkové vyhledáváńı je jedna z jednodušš́ıch metod pro automatické hledáńı hyper-
parametr̊u. Pro každý hyper-parametr se vytvoř́ı konečná množina, která obsahuje
jednotlivé možnosti volby. Potom se postupně vyzkouš́ı všechny možné kombinace
hyper-parametr̊u vytvořené z těchto množin. Nevýhodou mř́ıžkového vyhledáváńı
je, že počet všech možných kombinaćı může být obrovský a hledáńı tak může trvat
velmi dlouho [18].
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Rozestupy mezi hodnotami ve zvolené konečné množině při mř́ıžkovém vyhledáváńı
mohou být také moc velké a optimálńı hodnota se může nacházet někde mezi dvěmi
zvolenými hodnotami [5].

3.9.2 Náhodné vyhledáváńı

U náhodného vyhledáváńı se kombinace hyper-parametr̊u generuj́ı náhodně z určité-
ho rozděleńı. Výhodou náhodného vyhledáváńı je, že si můžeme zvolit počet iteraćı
a po shlédnut́ı výsledk̊u můžeme upravit rozděleńı pro jednotlivé hyper-parametry
[18]. Ukázalo se, že náhodné vyhledáváńı je efektivněǰśı než mř́ıžkové hledáńı [5].

Obrázek 14: Rozd́ıl mezi mř́ıžkovým a náhodným hledáńım. Převzato z [5]

3.9.3 Kř́ıžová validace

Kř́ıžová validace slouž́ı k lepš́ımu posouzeńı kvality modelu. Při použit́ı kř́ıžové
validace rozděĺıme trénovaćı data na určitý počet podmnožin. Jedna podmnožina
slouž́ı jako validačńı a zbylé jako trénovaćı. Model se natrénuje na trénovaćıch
podmnožinách a otestuje na validačńı. Tento proces se opakuje tak dlouho, do-
kud nebude každá podmnožina použita jako validačńı. Dostaneme tak výsledky
pro r̊uzné validačńı množiny a budeme mı́t lepš́ı přehled o úspěšnosti modelu a
jeho hyper-parametrech. Při rozdělováńı je dobré zachovat v podmnožinách poměr
mezi jednotlivými kategoriemi. Existuje několik typ̊u kř́ıžové validace. Tento typ se
nazývá k-fold validace [8].

Kř́ıžová validace se může použ́ıt v kombinaci s automatickým hledáńım hyper-
parametr̊u. Časová náročnost se zvětš́ı, budeme mı́t ale větš́ı jistotu, že nalezené
parametry jsou optimálńı.
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4 Konvolučńı neuronové śıtě

Konvolučńı neuronové śıtě jsou speciálńım typem neuronové śıtě použ́ıvaným přede-
vš́ım pro klasifikaci obrázk̊u. Jejich výhodou oproti plně propojené neuronové śıti je
schopnost detekovat určité rysy na obrázku nezávisle na jejich pozici. Daľśı výhodou
konvolučńı neuronové śıtě je také menš́ı počet parametr̊u než u plně propojené neu-
ronové śıtě [21][24].

4.1 Konvolučńı vrstva

Základńı vrstvou konvolučńı neuronové śıtě je tzv. konvolučńı vrstva. V konvolučńı
vrstvě jsou neurony propojeny pouze s určitou podoblast́ı vstupu do vrstvy. Tuto
podoblast můžeme chápat jako určité

”
okno“ (např. o rozměru 5×5). Rozměr tohoto

”
okna“ je zpravidla stejný pro všechny neurony v konvolučńı vrstvě. Neurony jsou

uspořádány do tzv. př́ıznakových map, kde v jedné př́ıznakové mapě neurony sd́ılej́ı
své váhy a prahovou hodnotu. Dı́ky tomuto sd́ıleńı docháźı v př́ıznakové mapě k
detekci stejného rysu nebo vzoru nezávisle na jeho pozici na obrázku. Tyto váhy
spolu s prahovou hodnotou si můžeme představit jako jakýsi filtr, který se posouvá
po obrázku a detekuje nějakou hranu nebo barvu. Rozměr a počet př́ıznakových
map (tj. počet neuron̊u a jejich uspořádáńı) záviśı na rozměru obrázku(vstupu do
konvolučńı vrstvy), počtu a rozměru filtr̊u a zp̊usobu jejich posouváńı [21].

Obrázek 15: Schéma konvolučńı vrstvy tvoř́ıćı jednu př́ıznakovou mapu. Převzato z
[21]
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Protože jedna př́ıznaková mapa detekuje pouze jeden rys nebo vzor, voĺıme v kon-
volučńı vrstvě v́ıce př́ıznakových map. Na obrázku č. 16 je zobrazeno schéma kon-
volučńı vrstvy se třemi př́ıznakovými mapami.

Obrázek 16: Schéma konvolučńı vrstvy se třemi př́ıznakovými mapami. Převzato z
[21]

4.2 Pooling vrstva

Po konvolučńıch vrstvě se běžně použ́ıvá tzv. pooling vrstva, která slouž́ı k redukci
výstupu předchoźı vrstvy. Výstup předchoźı vrstvy se rozděĺı na určité podoblasti
a každá se zredukuje stejnou metodou na jednu hodnotu. Tato metoda z̊ustává v
pr̊uběhu učeńı stejná. Jednou z možných metod je redukce každé podoblasti na jej́ı
maximálńı hodnotu. Tato metoda se nazývá tzv. maximálńı pooling. Daľśı metodou
je redukce na aritmetický pr̊uměr podoblasti. Tato metoda se nazývá tzv. pr̊uměrný
pooling.

Obrázek 17: Maximálńı pooling a pr̊uměrný pooling. Převzato z [2]
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Pokud pooling vrstvě předcháźı vrstva konvolučńı, rozděĺı se každá př́ıznaková mapa
v konvolučńı vrstvě na podoblasti o předem stanovené velikosti (např. 2 × 2) a z
každé podoblasti je brána maximálńı hodnota nebo jej́ı aritmetický pr̊uměr. Počet
př́ıznakových map z̊ustane zachován a zredukuje se jejich rozměr. T́ım dojde ke
zmenšeńı počtu parametr̊u śıtě a zmenš́ı se výpočetńı náročnost śıtě (v př́ıpadě veli-
kosti regionu 2× 2 dojde ke zmenšeńı počtu prvk̊u o 75 %). Speciálńım př́ıpadem je
tzv. globálńı pooling, který zredukuje celou př́ıznakovou mapu na jedinou hodnotu.
Nejčastěji se použ́ıvá globálńı pr̊uměrný pooling nebo globálńı maximálńı pooling.

4.3 Plně propojená vrstva

Posledńı vrstvy v konvolučńı neuronové śıti bývaj́ı tvořeny plně propojenou vrstvou.
Prvńı plně propojená vrstva je propojena se všemi neurony z předchoźı konvolučńı
nebo pooling vrstvy. Daľśı př́ıpadné plně propojené vrstvy jsou napojeny stejně jako
v plně propojené neuronové śıti. Pro klasifikačńı úlohy slouž́ı posledńı plně propojená
vrstva jako vrstva výstupńı.
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5 Rekurentńı neuronové śıtě

Plně propojené a konvolučńı neuronové śıtě patř́ı mezi tzv. dopředné śıtě. U dopře-
dných neuronových śıt́ı se signál š́ı̌ŕı pouze jedńım směrem a výstup neuron̊u v těchto
śıt́ı záviśı pouze na aktuálńım vstupu do śıtě. Pokud na sebe jednotlivé vstupy do śıtě
navazuj́ı (např. časové řady), přidá se do śıtě jakýsi vnitřńı stav, který je určen na
základě předchoźıch vstup̊u a ovlivňuje výstup śıtě zároveň se vstupem aktuálńım.
Takovéto śıtě se nazývaj́ı rekurentńı [21].

5.1 Jednoduchá rekurentńı vrstva

Obsah této podkapitoly vycháźı z literatury [22].

V jednoduché rekurentńı vrstvě je t́ımto vnitřńım stavem jej́ı předchoźı výstup.
Každý neuron v této vrstvě má váhy zvlášt’ pro tento vnitřńı stav a pro nový vstup.

Obrázek 18: Schéma rekurentńı vrstvy. Převzato a upraveno z [22]

Mějme jednoduchou rekurentńı vrstvu, která obsahuje n neuron̊u. Jej́ım aktuálńım
vstupem je vektor ~x(t) ∈ Rm a jej́ım předchoźım výstupem vector ~h(t−1) ∈ Rn. Váhu
j-tého neuronu ke k-té složce vektoru ~x(t) označme wjk. Váhu j-tého neuronu k

l-té složce předchoźıho výstupu ~h(t−1) označme ujl. Prahovou hodnotu j-tého neu-
ronu označme bj. V rekurentńı vrstvě se zpravidla použ́ıvá jako aktivačńı funkce

hyperbolický tangens. Pro výstup ~h(t) plat́ı:

h
(t)
j = tanh

(
m∑
k=1

wjkx
(t)
k +

n∑
l=1

ujlh
(t−1)
l + bj

)
, (5.1)

kde j ∈ {1, 2, . . . , n}. U výstupu ~h(0) předpokládáme, že skrytý stav je nulový vektor
a výstup se vypoč́ıtá stejně jako u vrstvy v plně propojené neuronové śıti:

h
(0)
j = tanh

(
m∑
k=1

wjkx
(0)
k + bj

)
. (5.2)

5.2 Long short-term memory

Obsah této podkapitoly vycháźı z literatury [19] a [22].

Long short-term memory (LSTM), je speciálńı druh rekurentńı vrstvy, ve které
je buňka rozš́ı̌rená o tzv.

”
brány“. LSTM vrstva si dokáže uchovat dlouhodoběǰśı
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závislosti než jednoduchá rekurentńı vrstva. Dı́ky tomu našly uplatněńı v rozpoznává-
ńı řeči, predikci časových řad a také v klasifikaci textu.

Obrázek 19: Schéma LSTM vrstvy. Převzato a upraveno z [22]

Důležitou součást́ı LSTM buňky je stav ~C(t) ∈ Rn. Tento stav je ovlivňován pouze
lineárńımi operacemi a d́ıky tomu je pro LSTM vrstvu mnohem snadněǰśı uchovat
si informaci po deľśı dobu. LSTM buňka má schopnost zapomenout nebo přidat
informace do stavu ~C(t) skrz brány. Schéma LSTM buňky je zobrazeno na obrázku
č. 20.

Obrázek 20: Detail LSTM buňky. Převzato a upraveno z [22]

Jedna brána je složena z plně propojené vrstvy se sigmoidou jako aktivačńı funkćı
a z operace násobeńı dvou vektor̊u po složkách. Výstupem této vrstvy je vektor,
jehož složky jsou desetinná č́ısla mezi nulou a jedničkou. Jiný vektor procházej́ıćı
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skrz tuto bránu je vynásoben s výstupem této vrstvy po složkách. Je-li j-tá složka
výstupu této vrstvy skoro rovna jedné, pak j-tá složka vektoru procházej́ıćıho skrze
tuto bránu z̊ustane téměř stejná. Je-li j-tá složka výstupu této vrstvy skoro rovna
nule, pak j-tá složka vektoru procházej́ıćıho skrze tuto bránu se téměř vynuluje.
LSTM buňka má celkem tři brány: zapomı́naj́ıćı, vstupńı a výstupńı. Počet neuron̊u
je v každé bráně stejný. Výstup ~h(t) a stav ~C(t) maj́ı právě tolik složek, kolik je
neuron̊u v každé z těchto bran. Hovoř́ıme o tzv. počtu jednotek.

Zapomı́naj́ıćı brána určuje, jak velká část jednotlivých složek z předchoźıho stavu
buňky ~C(t−1) má být zapomenuta. Váhu j-tého neuronu plně propojené vrstvy
v zapomı́naj́ıćı bráně ke k-té složce vektoru ~x(t) označme wf

jk. Váhu k l-té složce

předchoźıho výstupu ~h(t−1) označme ufjl a prahovou hodnotu tohoto neuronu označme

bfj . Výstupem plně propojené vrstvy v této bráně je vektor ~f (t) pro jehož j-tou složku
plat́ı:

f
(t)
j = σ

(
m∑
k=1

wf
jkx

(t)
k +

n∑
l=1

ufjlh
(t−1)
l + bfj

)
. (5.3)

Vstupńı brána určuje, jak velká část jednotlivých složek vektoru C̃(t) se přidá do
stavu ~C(t−1). Výstup vrstvy v této bráně se spoč́ıtá stejně jako v zapomı́naj́ıćı bráně.
Jiné budou pouze váhy, které označ́ıme indexem i. Výstupem vrstvy v této bráně je
vektor ~i(t), pro jehož j-tou složku plat́ı:

i
(t)
j = σ

(
m∑
k=1

wi
jkx

(t)
k +

n∑
l=1

uijlh
(t−1)
l + bij

)
. (5.4)

Vektor C̃(t), který procháźı skrze vstupńı bránu, je výstupem jiné plně propojené
vrstvy, ve které maj́ı neurony jako aktivačńı funkci hyperbolický tangens. Váhy v
této vrstvě označ́ıme indexem C. Pro j-tou složku tohoto vektoru plat́ı:

C̃
(t)
j = tanh

(
m∑
k=1

wC
jkx

(t)
k +

n∑
l=1

uCjlh
(t−1)
l + bCj

)
. (5.5)

Nyńı můžeme vypoč́ıtat nový stav ~C(t), pro který bude platit:

C
(t)
j = f

(t)
j C

(t−1)
j + i

(t)
j C̃

(t)
j . (5.6)

Výstupńı brána rozhoduje o výstupu LSTM buňky ~h(t). Váhy pro tuto bránu
označ́ıme indexem o. Výstupem vrstvy v této bráně je vektor ~o(t), pro jehož j-tou
složku plat́ı:

o
(t)
j = σ

(
m∑
k=1

wo
jkx

(t)
k +

n∑
l=1

uojlh
(t−1)
l + boj

)
. (5.7)

Nyńı lze již spoč́ıtat výstup ~h(t), pro jehož j-tou plat́ı:

h
(t)
j = o

(t)
j tanh(C

(t)
j ). (5.8)
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5.3 Gated recurrent unit

Gated recurrent unit (GRU) využ́ıvá brány podobně jako LSTM. Narozd́ıl od LSTM
obsahuje pouze skrytý stav h(t) a má jenom dvě brány. V GRU je zapomı́naj́ıćı a
vstupńı brána zkombinována do jedné tzv. aktualizačńı brány. GRU se rychleji a
snadněji trénuje než LSTM, protože má méně parametr̊u.

Obrázek 21: Schéma GRU buňky. Převzato a upraveno z [22]

5.4 Obousměrná vrstva

Obousměrná rekurentńı vrstva se skládá např́ıklad z klasické LSTM vrstvy, která
nejprve projede posloupnost od začátku do konce a poté provede to samé, ale
pozpátku. Výstupy obou směr̊u se pak předem zvoleným zp̊usobem slouč́ı do jed-
noho výstupu. Běžně se voĺı prosté spojeńı výstupu (výstupńı vektor je tak dvakrát
deľśı).
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6 Č́ıselná reprezentace textu

6.1 TF-IDF

Pro neuronovou śıt’ potřebujeme metodu na převod textu do č́ıselné reprezentace.
Jednou z nejpouž́ıvaněǰśıch metod je TF-IDF (term frequency-inverse document
frequency), která umožňuje převod libovolně dlouhého textového dokumentu (např́ı-
klad jedné recenze) na vektor s pevně daným počtem složek. Každá složka tohoto
vektoru odpov́ıdá jednomu konkrétńımu slovu. Muśıme tedy nejdř́ıve vybrat slova,
která nás budou v textu zaj́ımat. Typicky se voĺı deset tiśıc nejčastěji se vyskytuj́ıćıch
slov v celé datové sadě nebo jej́ı části určené pro trénováńı. Metoda TF-IDF nám
pomůže určit

”
d̊uležitost“ slova v textovém dokumentu podle jeho výskytu v tomto

dokumentu a celkového výskytu v datové sadě.

Složku vektoru pro textový dokument d z datové sady D označme tfidft,d, kde t ∈
{1, 2, . . . , n}. Č́ıslo t bude reprezentovat index konkrétńıho slova, které daná složka
vektoru reprezentuje. Hodnotu této složky spoč́ıtáme jako součin složek tf(t, d) a
idf(t,D):

tfidft,d = tf(t, d) · idf(t,D). (6.1)

6.1.1 Četnost slova v dokumentu

Složka tf(t, d) nám udává hodnotu, která souviśı s četnost́ı slova s indexem t v
textovém dokumentu d. Četnost nebo frekvence daného slova by totiž měla mı́t
určitý vliv na kategorii dokumentu. Existuje několik variant metody TD-IDF. Jedna
z nich spoč́ıtá tuto složku následovně:

tf(t, d) =
nt,d∑n
i=1 ni,d

, (6.2)

kde nt,d je četnost slova s indexem t v textovém dokumentu d a
∑n

i=1 nti,d je celková
četnost všech uvažovaných slov vyskytuj́ıćıch se v textovém dokumentu d.

6.1.2 Převrácená četnost slova

Složka idf(t,D) nám pomáhá určit užitečnost slova s indexem t. Jedná se o převráce-
nou četnost slova ve všech dokumentech. Některá slova se budou pravděpodobně
vyskytovat téměř v každém dokumentu a nebudou mı́t př́ılǐs velký vliv na kategorii
dokumentu. Jedna z variant jej́ıho výpočtu je následuj́ıćı:

idf(t,D) = log
|D|
Dt

, (6.3)

kde |D| je počet textových dokument̊u v datové sadě a Dt je počet textových doku-
ment̊u ve kterém se vyskytuje slovo s indexem t. Funkce log zde znač́ı logaritmus o
základu deset.
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Pro převod textových dokument̊u (recenźı) do TF-IDF se může použ́ıt tř́ıda Toke-
nizer v pythonovské knihovně Keras. V této tř́ıdě se k transformaci použ́ıvá tato
varianta:

tf(t, d) = 1 + ln(nt,d) (6.4)

idf(t,D) = ln(1 +
|D|

1 +Dt

). (6.5)

6.2 Slovńı vektory

Text může být převeden do č́ıselné reprezentace také tak, že se jednotlivá slova
převedou na konkrétńı vektory.

6.2.1 One-hot encoding

Nejjednodušš́ım zp̊usobem převedeńı slov na vektory je tzv. one-hot encoding. Slova
se převedou na vektory, jejichž počet složek odpov́ıdá zvolenému počtu uvažovaných
slov. Každému slovu odpov́ıdá jedna složka vektoru podobně jako v TF-IDF me-
todě. Slovo se nahrad́ı vektorem, jehož složky jsou nulové, kromě složky odpov́ıdaj́ıćı
danému slovu. Tuto složku polož́ıme rovnu jedné. Tato metoda je však velmi ne-
efektivńı, protože zab́ırá obrovské množstv́ı paměti a nav́ıc jsou slova v mnoha-
rozměrném prostoru uspořádány náhodně bez ohledu na význam. One-hot encoding
se použ́ıvá, pokud bychom na text nepřeváděli slova, ale samotná ṕısmena a znaky.

6.2.2 Vnořeńı slov

Mnohem lepš́ı zp̊usob převedeńı slov na vektory nab́ıźı metody, které se snaž́ı převést
slova do vektor̊u takovým zp̊usobem, aby slova s podobným významem ležela v
mnoharozměrném prostoru bĺızko sebe. Takové metody se označuj́ı názvem vnořeńı
slov. Tyto metody mohou využ́ıt one-hot encoding, aby se naučily reprezentaci slov
v méně rozměrném prostoru. Nalezené vektory maj́ı pevný a menš́ı počet složek
nezávisle na počtu uvažovaných slov.

Př́ıkladem je např́ıklad metoda Word2vec, která se pomoćı plně propojené neuro-
nové śıtě s jednou skrytou vrstvou snaž́ı předpovědět konkrétńı slovo podle slov,
která ho obklopuj́ı (CBOW) a nebo naopak podle konkrétńıho slova předpovědět
ty, která ho v daném textu obklopuj́ı (skip-gram). Jako slovńı vektor pro konkrétńı
slovo se použij́ı váhy jednotlivých neuron̊u k odpov́ıdaj́ıćı složce one-hot vektoru.
Nalezená vektorová reprezentace bude mı́t počet složek stejný, jako je počet neu-
ron̊u v plně propojené skryté vrstvě. Dále se mohou použ́ıt vektorové reprezentace
naučené např́ıklad pomoćı metody GloVe [9].
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7 Analýza sentimentu recenźı

Analýzu sentimentu recenźı provedeme na datové sadě Amazon reviews polarity1,
kterou vytvořil Xiang Zhang pro použit́ı v práci [30] jako jedno z měř́ıtek úspěšnosti
klasifikace textu. Tato datová sada obsahuje texty recenźı r̊uzných produkt̊u z in-
ternetového obchodu Amazon.com spolu s informaćı, zda se jedná o pozitivńı nebo
negativńı recenzi. Za negativńı se považuj́ı recenze s hodnoceńım 1 a 2. Za pozitivńı
se považuj́ı recenze s hodnoceńım 4 a 5. Recenze s hodnoceńım 3 se v datové sadě
nevyskytuj́ı. Z Každé kategorie (pozitivńı nebo negativńı) je v datové sadě 1 800
000 recenźı pro trénovańı a 200 000 recenźı pro vyhodnoceńı modelu. Dohromady
tedy 3 600 000 pro trénováńı a 400 000 pro závěrečné vyhodnoceńı.

Datová sada obsahuje soubory train.csv, test.csv a readme.txt. Soubor train.csv ob-
sahuje výše zmı́něných 3 600 000 recenźı pro trénováńı a soubor test.csv 400 000
recenźı pro závěrečné vyhodnoceńı modelu. V souboru readme.txt je popis datové
sady. Každý řádek soubor̊u train.csv a test.csv obsahuje jednu recenzi a je rozdělen
na tři části. Každá část je ohraničena uvozovkami a oddělena čárkou. V prvńım části
řádku je uvedeno č́ıslo kategorie recenze (1 pro negativńı a 2 pro pozitivńı). Druhá
část obsahuje nadpis recenze a třet́ı text recenze. Př́ıpadné uvozovky v textu recenze
jsou zdvojené. Na obrázku č. 22 je ukázka dvou recenźı na posledńıch dvou řádćıch
souboru train.csv.

Obrázek 22: Ukázka recenźı ze souboru train.csv

7.1 Předzpracováńı textu

Nadpis recenze a text recenze byly spojeny do jednoho textu mezerou. Všechna velká
ṕısmena byla převedena na malá a z textu byly odstraněny následuj́ıćı znaky:

\’!"#$%&()*+,-./:;<=>?@[\\]^_‘{|}~\t\n.

Některé znaky se zapisuj́ı pomoćı speciálńı posloupnosti znak̊u, která zač́ıná tzv.
únikovým znakem. Jako únikový znak se v jazyce Python použ́ıvá zpětné lomı́tko.

1Tato datová sada byla stažena z: https://drive.google.com/drive/folders/0Bz8a_

Dbh9Qhbfll6bVpmNUtUcFdjYmF2SEpmZUZUcVNiMUw1TWN6RDV3a0JHT3kxLVhVR2M
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Např́ıklad dvojice znak̊u \t zastupuje tabulátor a dvojice \\ samotné zpětné lomı́tko.
V textu bylo nahrazeno v́ıce po sobě jdoućıch mezer jednou mezerou. Dále byla od-
straněna všechna č́ısla a slova kratš́ı než 3 ṕısmena. Od č́ısla kategorie byla odečtena
jednička, aby byl požadovaný výstup śıtě roven 0 nebo 1.

Při úpravě textu se často odstraňuj́ı tzv. stop slova (anglicky stop words), která se
v textu často vyskytuj́ı, ale nenesou významnou informaci. Z textu byla odstraněna
anglická stop slova, která se nacházela v seznamu pythonovské knihovny NLTK.
Jedná se konkrétně o následuj́ıćı slova:

i, me, my, myself, we, our, ours, ourselves, you, you’re, you’ve, you’ll, you’d, your,
yours, yourself, yourselves, he, him, his, himself, she, she’s, her, hers, herself, it,
it’s, its, itself, they, them, their, theirs, themselves, what, which, who, whom, this,
that, that’ll, these, those, am, is, are, was, were, be, been, being, have, has, had,
having, do, does, did, doing, a, an, the, and, but, if, or, because, as, until, while, of,
at, by, for, with, about, against, between, into, through, during, before, after, above,
below, to, from, up, down, in, out, on, off, over, under, again, further, then, once,
here, there, when, where, why, how, all, any, both, each, few, more, most, other,
some, such, no, nor, not, only, own, same, so, than, too, very, s, t, can, will, just,
don, don’t, should, should’ve, now, d, ll, m, o, re, ve, y, ain, aren, aren’t, couldn,
couldn’t, didn, didn’t, doesn, doesn’t, hadn, hadn’t, hasn, hasn’t, haven, haven’t, isn,
isn’t, ma, mightn, mightn’t, mustn, mustn’t, needn, needn’t, shan, shan’t, shouldn,
shouldn’t, wasn, wasn’t, weren, weren’t, won, won’t, wouldn, wouldn’t.

Dále byla provedena tzv. lemmatizace slov, která jednotlivá slova nahrad́ı jej́ım
základńım tvarem. Pokud použijeme lemmatizaci např́ıklad na anglické slovo doing,
bude toto slovo nahrazeno slovem do. Dále jsou také slova množného č́ısla nahrazeny
tvarem jednotného č́ısla. Lemmatizace tak pomáhá zajistit, aby měly r̊uzné tvary
jednoho slova pro klasifikátor stejný význam. Lemmatizace slov byla provedena po-
moćı lemmatizátoru knihovny NLTK.

7.2 Návrh śıt́ı a náhodné vyhledáváńı

Pro návrh jednotlivých śıt́ı bylo náhodně vybráno 50 000 recenźı ze souboru train.csv.
Tyto recenze byly vybrány tak, aby byl zachován poměr mezi jednotlivými ka-
tegoriemi celé datové sady (tj. 25 000 pozitivńıch a 25 000 negativńıch recenźı).
Recenze ze souboru test.csv byly použity pro finálńı vyhodnoceńı nejlepš́ıch śıt́ı.
Nejprve byly prováděny experimenty. V těchto experimentech bylo použito 40 000
recenźı pro natrénováńı śıtě a 10 000 pro validaci. Po těchto experimentech byl
stanoven rozsah hodnot jednotlivých hyper-parametr̊u pro náhodné vyhledáváńı.
Náhodné vyhledáváńı bylo zvoleno kv̊uli jednoduché implementaci a kv̊uli velkému
počtu všech možných kombinaćı hyper-parametr̊u. Výsledky náhodného vyhledáváńı
byly pr̊uběžně ukládány a v př́ıpadě nečekaného ukončeńı programu stačilo pro-
gram znovu spustit. U mř́ıžkového vyhledáváńı by se muselo zjǐst’ovat, které kombi-
nace byly prohledány a program upravit tak, aby nedošlo k prohledáváńı úplně od
začátku. Spolu s náhodným vyhledáváńım byla také použita kř́ıžová validace (k-fold)
pro objektivněǰśı posouzeńı jednotlivých kombinaćı. Recenze byly rozděleny do pěti
stejně velkých podmnožin po 10 000 recenźı. Pro každou kombinaci hyper-parametr̊u
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tak bylo natrénováno pět śıt́ı. Každá śıt’ byla trénována na jiné kombinaci skládaj́ıćı
se ze čtyř podmnožin a validována na té zbývaj́ıćı. Poměr mezi kategoriemi byl v
každé podmnožině zachován. Po náhodném vyhledáváńı byly nejúspěšněǰśı kombi-
nace použity pro trénováńı na celé datové sadě. Použit́ı náhodného vyhledáváńı a
kř́ıžové validace bylo hlavńım d̊uvodem, proč byla pro návrh použita pouze část
trénovaćıch recenźı. Na všech 3 600 000 recenźı by použit́ı těchto metod bylo časově
velmi náročné.

7.2.1 Plně propojená neuronová śıt’

Jako vstup do plně propojené neuronové śıtě použijeme text recenze převedený do
TF-IDF vektoru. Śıt’ má několik skrytých vrstev a výstupńı vrstva śıtě obsahuje
jeden neuron se sigmoidou jako aktivačńı funkćı. Výstupem śıtě je desetinné č́ıslo
mezi nulou a jedničkou. Jako ztrátovou funkci zvoĺıme binary cross-entropy. Výstup
śıtě menš́ı než 0,5 bereme jako předpověd’ pro kategorii 0 (negativńı recenze) a
výstup větš́ı než 0,5 jako kategorie 1 (pozitivńı recenze). Je také možné použ́ıt ve
výstupńı vrstvě 2 neurony a na jejich výstup použ́ıt funkci softmax spolu se ztrátovou
funkćı categorical cross-entropy. Výstupem śıtě by tak byl vektor o dvou složkách,
kde jedna z nich by představovala pravděpodobnost pro negativńı recenzi a druhá
pro pozitivńı.

Při experimentech dosahovaly śıtě nejlepš́ıho výsledku na validačńı množině do 80.
epochy. Proto byl pro trénováńı śıt́ı v náhodném vyhledáváńı nastaven počet epoch
na 80. Pokud se nezlepšila nejlepš́ı dosažená úspěšnost śıtě na validačńı množině
v pr̊uběhu 10 epoch, trénováńı se předčasně ukončilo. Bylo také experimentováno
na recenźıch bez odstraněńı stop slov a bez použit́ı lemmatizace. Śıtě dosahovaly
na textu bez provedeńı této úpravy větš́ı úspěšnosti. Nebylo ale jisté, jestli by se
zvoleńım jiných hodnot hyper-parametr̊u nedosáhlo opačného výsledku. Proto bylo
náhodné vyhledáváńı provedeno na obou variantách předzpracováńı textu.

Pro náhodné vyhledáváńı byly použity následuj́ıćı parametry:

• Počet složek TF-IDF vektor̊u: 10 000

• Počet skrytých vrstev: 1–4

• Počet neuron̊u ve skrýtých vrstvách:

- 1. skrytá vrstva: 40–500

- 2. skrytá vrstva: 30–počet neuron̊u v 1. skryté vrstvě

- 3. skrytá vrstva: 20–počet neuron̊u v 2. skryté vrstvě

- 4. skrytá vrstva: 10–počet neuron̊u v 3. skryté vrstvě

• Aktivačńı funkce ve skrytých vrstvách: sigmoida nebo ReLU

• Počet neuron̊u ve výstupńı vsrtvě: 1

• Aktivačńı funkce neuronu ve výstupńı vrstvě: sigmoida

• Dropout: (0; 0, 5)
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• Trénovaćı algoritmus: RMSprop

• Mı́ra učeńı µ: (0, 00001; 0, 001)

• Parametr ρ: (0, 6; 0, 95)

• Velikost Dávky: {10, 20, . . . , 500}

• Chybová funkce: binary cross-entropy

V pr̊uběhu náhodného vyhledáváńı bylo natrénováno celkem 374 śıt́ı na recenźıch,
kde byly odstraněny stop slova a byla použita lemmatizace slov. Na recenźıch,
kde tyto metody použity nebyly, bylo natrénováno celkem 650 śıt́ı. Śıtě trénované
na recenźıch bez odstraněńı stop slov a bez použit́ı lemmatizace dosahovaly větš́ı
úspěšnosti. Nejlepš́ı dosažená úspěšnost na jedné z validačńıch podmnožin byla 89,56
%, zat́ımco śıtě trénované na recenźıch s odstraněnými stop slovy a lemmatizaćı
dosáhly největš́ı úspěšnosti 88,13 %. Pro srovnáńı vlivu některých hyper-parametr̊u
tak budeme uvažovat úspěšnosti śıt́ı trénovaných na textu bez odstraněńı stop slov a
bez použit́ı lemmatizace. Pro každou śıt’ budeme brát pr̊uměr nejlepš́ıch dosažených
úspěšnost́ı na každé z validačńıch podmnožin. Snižováńı mı́ry učeńı vedlo ke sta-
bilněǰśım výsledk̊um a mı́rnému zlepšeńı śıtě. Úspěšnost śıtě v závislosti na mı́̌re
učeńı je zobrazena na obrázku č. 23.

Obrázek 23: Úspěšnost śıtě v závislosti na velikosti mı́ry učeńı

Z obrázku č. 23 se může zdát, že daľśı snižováńı mı́ry učeńı by mohlo vylepšit
úspěšnost śıtě. Pod́ıváme-li se na pr̊uměrný počet epoch potřebných pro dosažeńı
nejlepš́ı úspěšnosti zobrazený na obrázku č. 24 zjist́ıme, že daľśım snižováńım bychom
velmi prodloužili dobu trénováńı.
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Obrázek 24: Pr̊uměrný počet epoch, ve kterých byla dosažena maximálńı úspěšnosti

Mı́rný vliv na úspěšnost śıtě lze pozorovat i pro r̊uzně zvolenou velikost dávky. S
rostoućı velikost́ı dávky byly dosahované úspěšnosti v́ıce rozptýlené a śıtě dosahovaly
o menš́ıch úspěšnost́ı.

Obrázek 25: Úspěšnosti śıt́ı v závislosti na velikosti dávky

Úspěšnost śıt́ı v závislosti na velikosti pravděpodobnosti vynecháńı neuronu je zob-
razena na obrázku č. 26. Se zvyšováńım pravděpodobnosti docházelo ke stabilněǰśım
výsledk̊um a mı́rnému zlepšeńı. Zde by se mohl zvolit větš́ı interval pro pravděpodobnost
vynecháńı neuronu a zjistit, do jaké hodnoty pravděpodobnosti by tento trend po-
kračoval a od jaké hodnoty pravděpodobnosti by se začala dosahovaná úspěšnost
śıtě snižovat.
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Obrázek 26: Závislost úspěšnosti śıtě na pravděpodobnosti vynecháńı neuronu

Plně propojené śıtě s aktivačńı funkćı sigmoidou ve skrytých vrstvách, dosahovaly
celkově lepš́ıch úspěšnost́ı než śıtě, kde byla použita funcke ReLu. Rozd́ıl mezi nimi
však nebyl př́ılǐs výrazný. Jejich porovnáńı je zobrazeno na obrázku č. 27.

Obrázek 27: Porovnáńı dosažených úspěšnost́ı v závislosti na zvolené aktivačńı funkci

Počet skrytých vrstev v plně propojené neuronové śıti neměl žádný vliv na jej́ı
úspěšnost. Pokud bychom zvyšovali počet skrytých vrstev, pravděpodobně by dochá-
zelo k větš́ımu přetrénováńı a menš́ı úspěšnosti śıtě. Toto tvrzeńı však nemuśı být
pravdivé a bylo by potřeba ho ověřit.
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Obrázek 28: Porovnáńı dosažených úspěšnost́ı v závislosti na počtu skrytých vrstev

Nejlepš́ı pr̊uměru bylo dosaženo 89,17 %. Śıt’ s touto kombinaćı jako jediná přesáhla
hranici 89 % na každé z validačńıch podmnožin. Tato śıt’ byla vybrána pro trénováńı
na všech trénovaćıch recenźıch. Kombinace hyper-parametr̊u této śıtě jsou následuj́ıćı:

• Počet složek TF-IDF vektor̊u: 10 000

• Počet skrytých vrstev: 3

• Počet neuron̊u ve skrýtých vrstvách:

- 1. skrytá vrstva: 139

- 2. skrytá vrstva: 119

- 3. skrytá vrstva: 97

• Aktivačńı funkce ve skrytých vrstvách: sigmoida

• Počet neuron̊u ve výstupńı vsrtvě: 1

• Aktivačńı funkce neuronu ve výstupńı vrstvě: sigmoida

• Dropout: 0, 33

• Trénovaćı algoritmus: RMSprop

• Mı́ra učeńı: 0, 00008

• Parametr ρ: 0, 72

• Velikost Dávky: 310
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• Chybová funkce: binary cross-entropy

Pr̊uběh trénováńı této śıtě je zobrazen na obrázku č. 34 nacházej́ıćıho se v př́ıloze
A.

7.2.2 Konvolučńı neuronová śıt’

Konvolučńı neuronové śıtě se také použ́ıvaj́ı ke zpracováńı přirozeného jazyka, přesto-
že nacházej́ı uplatněńı předevš́ım ve zpracováńı obrazu. Slova jsou nejdř́ıve převedena
na vektory. Toto převedeńı neprob́ıhá př́ımo před započet́ım trénováńı. Slova se na-
hrad́ı pouze jednotlivými indexy vektor̊u. Po vstupńı vrstvě následuje tzv. embed-
ding vrstva, která tyto indexy nahrad́ı jednotlivými vektory v pr̊uběhu trénováńı.
Tento zp̊usob má dvě výhody. Je sńıžen nárok na pamět’ a v př́ıpadě potřeby (např.
pokud nemáme k dispozici předtrénované slovńı vektory) nám to umožńı složky
těchto vektor̊u brát jako hledané parametry śıtě a trénovat je spolu s váhami a
prahovými hodnotami. Poté následuje konvolučńı vrstva. Jeden rozměr filtru v kon-
volučńı vrstvě odpov́ıdá počtu složek těchto vektor̊u. Druhý rozměr filtru odpov́ıdá
počtu slov, které bude konvolučńı vrstva najednou zpracovávat. Filtr v konvolučńı
vrsvě se poté posouvá od začátku textu až do konce. Každá př́ıznaková mapa tak
tvoř́ı vektor. Za konvolučńımi vrstvami následuje pooling vrstva. Z každé př́ıznakové
mapy je pak možné vźıt maximálńı hodnotu nebo spoč́ıtat pr̊uměr jeho složek. T́ım
dostaneme pokaždé vektor, jehož počet složek bude odpov́ıdat počtu př́ıznakových
v přecházej́ıćı konvolučńı vrstvě a to nezávisle na délce textu. Poté následuj́ı plně
propojené vrstvy.

Obrázek 29: Př́ıklad architektury konvolučńı neuronové śıtě vhodné pro klasifikaci
textu. Převzato z [20]

I když tato architektura dokáže zpracovat libovolně dlouhé texty, běžně se text zkra-
cuje nebo prodlužuje (tzv. padding) na pevnou délku. Důvod je ten, že v př́ıpadech
libovolně dlouhého vstupu nelze využ́ıt paralelńıho výpočtu, protože by měly matice
r̊uzné rozměry. Trénováńı by v takovémto př́ıpadě bylo pomalé a Keras umožňuje
použ́ıt pouze velikost dávky rovnu jedné, protože vyžaduje, aby měly vstupy v jedné
dávce stejné rozměry.
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Pro převod textu byly použity předtrénované slovńı vektory2 o počtu složek 100 a
300, které byly vytvořeny pomoćı nástroje Wikipedia2Vec[29]. Složky těchto vektor̊u
z̊ustaly v pr̊uběhu trénováńı nezměněny. Pevná délka textu byla zvolena na 250 slov.
Počet epoch byl nastaven na 100. V př́ıpadě nezlepšeńı úspěšnosti śıtě v pr̊uběhu 10
epoch se trénováńı opět předčasně ukončilo. Pro náhodné vyhledáváńı byly použity
následuj́ıćı rozsahy parametr̊u:

• Počet uvažovaných slov: 30 000

• Počet složek slovńıch vektor̊u: 100 nebo 300

• Počet konvolučńıch vrstev: 1–4

• Počet neuron̊u v konvolučńıch vrstvách:

- 1. konvolučńı vrstva: 40–200

- 2. konvolučńı vrstva: 30–počet neuron̊u v 1. konvolučńı vrstvě

- 3. konvolučńı vrstva: 20–počet neuron̊u v 2. konvolučńı vrstvě

- 4. konvolučńı vrstva: 10–počet neuron̊u v 3. konvolučńı vrstvě

• Velikost filtru v konvolučńı vrstvě: 2, 3 nebo 4

• Aktivačńı funkce ve konvolučńıch vrstvách: ReLU

• Pooling vrstva: globálńı pr̊uměrný pooling

• Počet neuron̊u v plně propojené vrstvě: 5–100

• Aktivačńı funkce v plně propojené vrstvě: ReLU

• Počet neuron̊u ve výstupńı vrstvě: 1

• Aktivačńı funkce neuronu ve výstupńı vrstvě: sigmoida

• Dropout: (0; 0, 3)

• Trénovaćı algoritmus: RMSprop

• Mı́ra učeńı: (0, 0001; 0, 005)

• Parametr ρ: (0, 6; 0, 95)

• Velikost Dávky: {10, 20, . . . , 500}

• Chybová funkce: binary cross-entropy

2Tyto slovńı vektory byly staženy z https://wikipedia2vec.github.io/wikipedia2vec/

pretrained/
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Celkem se podařilo natrénovat 508 śıt́ı se slovńımi vektory o počtu složek 300 a
517 śıt́ı se slovńımi vektory o počtu složek 100. Bylo zjǐstěno, že použit́ım slovńıch
vektor̊u s počtem složek 300 je dosahováno lepš́ı úspěšnosti než s vektory o počtu
složek 100. Nejlepš́ı úspěšnosti s vektory o počtu složek 100 bylo dosaženo 90,64 %.
S vektory o počtu složek 300 bylo dosaženo nejlepš́ı úspěšnosti 90,85 %.

Dále měl u konvolučńıch śıt́ı největš́ı vliv na dosahované úspěšnosti rozměr filtru.
Lépe si vedly śıtě s rozměrem filtru 2× 300. Na obrázku č. 30 jsou zobrazeny dosa-
hované úspěšnosti śıti použ́ıvaj́ıćı slovńı vektory o počtu složek 300.

Obrázek 30: Porovnáńı dosažených úspěšnost́ı v závislosti na rozměru filtru

Lepš́ı úspěšnost́ı celkově dosahovaly śıtě s menš́ım počtem konvolučńıch vrstev, jak
je vidět na obrázku č. 31. Nicméně nejlepš́ıch úspěšnost́ı bylo dosaženo se śıt́ı, která
použ́ıvala 3 konvolučńı vrstvy. Lepš́ıch úspěšnost́ı je většinou dosahováno pomoćı
konvolučńıch śıt́ı s vysokým počtem kovolučńıch vrstev. Využ́ıvaj́ı se zde ale ještě
jiné techniky (např. normalizace dávky), které pomáhaj́ı s trénováńım takovýchto
śıt́ı. Pro naši použitou architekturu by však zvýšeńı počtu konvolučńıch vrstev vedlo
pravděpodobně ke sńıžeńı úspěšnosti śıtě.
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Obrázek 31: Porovnáńı dosažených úspěšnost́ı v závislosti na počtu konvolučńıch
vrstev

Pro trénováńı na celé datové sadě byla opět vybrána śıt’ s nejlepš́ı pr̊uměrnou
úspěšnost́ı na validačńıch podmnožinách a to konkrétně 90.55 %. Tato śıt’ dosáhla
také nejlepš́ı úspěšnosti na jedné z validačńıch podmnožin a to 90.85 %. Parametry
této śıtě jsou:

• Počet slovńıch vektor̊u: 30 000

• Počet složek slovńıch vektor̊u: 300

• Počet konvolučńıch vrstev: 3

• Počet neuron̊u v konvolučńıch vrstvách:

- 1. konvolučńı vrstva: 182

- 2. konvolučńı vrstva: 164

- 3. konvolučńı vrstva: 115

• Velikost filtru: 2× 300

• Pooling: globálńı pr̊uměrný pooling

• Počet neuron̊u v předposledńı plně propojené vrstvě: 16

• Aktivačńı funkce: ReLU

• Dropout: 0,28

• Velikost dávky: 240
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• Optimalizačńı algoritmus: RMSprop

• Mı́ra učeńı: 0,0015

• Parametr ρ: 0,88

Pr̊uběh trénováńı tohoto modelu je zobrazen na obrázku č. 35 nacházej́ıćıho se v
př́ıloze A.

7.2.3 Rekurentńı neuronová śıt’

Architektura śıtě použ́ıvaj́ıćı rekurentńı vrstvu byla podobná jako u konvolučńı śıtě.
Konvolučńı vrstvy byly nahrazeny vrstvami rekurentńımi s t́ım, že byly použity
všechny výstupy ~h(t), které sloužily bud’ jako posloupnost vstup̊u do daľśı rekurentńı
vrstvy nebo následoval globálńı pooling. Rekurentńı śıtě již byly trénovány pouze
na slovńıch vektorech o počtu složek 300. Pro náhodné vyhledáváńı byly použity
následuj́ıćı parametry:

• Počet uvažovaných slov: 30 000

• Dimenze slovńıch vektor̊u: 300

• Typ rekurentńı vrstvy: LSTM nebo GRU

• Obousměrná vrstva: ano nebo ne

• Počet rekurentńıch vrstev: 1–2

• Počet jednotek v rekurentńıch vrstvách:

- 1. rekurentńı vrstva: 40–200

- 2. rekurentńı vrstva: 30–počet jednotek v 1. rekurentńı vrstvě

• Pooling: globálńı pr̊uměrný pooling

• Počet neuron̊u v plně propojené vrstvě: 5–100

• Aktivačńı funkce v plně propojené vrstvě: sigmoida nebo ReLU

• Počet neuron̊u ve výstupńı vsrtvě: 1

• Aktivačńı funkce neuronu ve výstupńı vrstvě: sigmoida

• Dropout: (0; 0, 5)

• Trénovaćı algoritmus: RMSprop

• Mı́ra učeńı µ: (0, 0001; 0, 005)

• Parametr %: (0, 6; 0, 95)

• Velikost Dávky: {10, 20, . . . , 500}

• Chybová funkce: binary cross-entropy
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Rekurentńıch śıt́ı bylo natrénováno celkem 169. Tento počet byl nižš́ı oproti plně pro-
pojeným a konvolučńım śıt́ım d́ıky větš́ı časové náročnosti na trénováńı rekurentńı
śıtě. Největš́ı vliv na úspěšnost śıtě měla velikost pravděpodobnosti vynecháńı neu-
ronu. Závislost dosažené úspěšnosti śıtě na velikosti pravděpodobnosti vynecháńı je
zobrazena na obrázku č. 32.

Obrázek 32: Úspěšnosti rekurentńı śıtě v závislosti na pravděpodobnosti vynecháńı
neuronu

Volba typu rekurentńı vrstvy neměla na úspěšnost śıtě nijak zásadńı vliv. Pravdě-
podobně je to dáno t́ım, že typ rekurentńı vrstvy GRU a LSTM funguj́ı na velmi po-
dobném principu. V př́ıpadě použit́ı jednoduché rekurentńı vrstvy by zde pravděpo-
dobně nějaký rozd́ıl byl, protože tato vrstva nevyuž́ıvá brány. Dosahované úspěšnosti
śıt́ı s vrstvami GRU a LSTM jsou zobrazeny na obrázku č. 33. Zde je vidět, že nej-
lepš́ı dosažená úspěšnost obou vrstev je přibližně stejná, celkově ale dosahovali śıtě
s vrstvou GRU mı́rně stabilněǰśıch výsledk̊u.
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Obrázek 33: Porovnáńı dosažených úspěšnost́ı v závislosti na zvoleném typu reku-
rentńı vrstvy

Pro trénováńı na celé datové sadě byla vybrána śıt’ s nejlepš́ı pr̊uměrnou maximálńı
úspěšnost́ı na validačńıch množinách. Tato śıt’ dosáhla pr̊uměrné úspěšnosti 91,36 %
a jej́ı parametry jsou následuj́ıćı:

• Počet slovńıch vektor̊u: 30 000

• Počet rekurentńıch vrstev: 1

• Počet jednotek v rekurentńı vrstvě: 100

• Typ rekurentńı vrstvy: GRU

• Obousměrná vrstva: ano

• Pooling: globálńı pr̊uměrný pooling

• Počet neuron̊u v předposledńı plně propojené vrstvě: 8

• Aktivačńı funkce: sigmoida

• Dropout: 0,48

• Velikost dávky: 290

• Optimalizačńı algoritmus: RMSprop

• Mı́ra učeńı µ: 0,0019

• Parametr %: 0,75

Pr̊uběh trénováńı tohoto modelu je zobrazen na obrázku č. 36 nacházej́ıćıho se v
př́ıloze A.
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7.3 Analýza na celé datové sadě

Pro trénováńı śıtě na celé trénovaćı části datové sady bylo nejprve potřeba změnit
zp̊usob převáděńı textu do TF-IDF vektor̊u. Všech 3 600 000 recenźı převedených do
TF-IDF vektor̊u při použit́ı 16 bitového reálného č́ısla mělo velikost okolo 67 GiB (72
GB). Pokus o natrénováńı śıtě se všemi recenzemi převedenými do TF-IDF vektor̊u
tak skončil chybou celého programu z d̊uvodu nedostatku paměti RAM. Bylo tedy
nutné provádět převod textu do TF-IDF vektor̊u pouze pro aktuálńı trénovaćı dávku
a ne pro všechny recenze najednou.

Pro závěrečné trénováńı śıtě bylo rozděleno všech 3 600 000 recenźı ze souboru
train.csv na trénovaćı množinu o 3 200 000 recenźı a validačńı množinu o 400
000 recenźı. Protože došlo k výraznému nár̊ustu počtu trénovaćıch dat, oproti těm
použitým k náhodnému vyhledáváńı, bylo provedeno pár experiment̊u s r̊uzně na-
stavenou velikost́ı dávek, mı́ry učeńı a parametru ρ. Bylo zjǐstěno, že zvýšeńım hod-
noty parametru ρ na hodnotu větš́ı než 0,9 došlo k poměrně výraznému zlepšeńı. Śıt’

s hyper-parametry nalezenými pomoćı náhodného vyhledáváńı dosáhla úspěšnosti
90,77 %. Po zvýšeńı parametru ρ na hodnotu větš́ı než 0,9 byla tato úspěšnost
překonána již po prvńı epoše a śıt’ dosahovala úspěšnosti okolo 91,7 %. Bylo to velmi
pravděpodobně zp̊usobeno t́ım, že výrazným zvětšeńım počtu recenźı v trénovaćı
množině nedocházelo k tak výraznému přetrénováńı śıtě. Dı́ky tomuto významnému
vlivu velikosti trénovaćı množiny bylo znovu natrénováno několik śıt́ı s použit́ım
kř́ıžové validace, kde byl nastaven parametr ρ ∈ {0, 7; 0, 9; 0, 95; 0, 98; 0, 99} spolu s
kombinaćı velikost́ı dávky 310 a µ = 0, 0007 nebo velikost dávky 1000 a µ = 0, 001.
Ostatńı kombinace hyper-parametr̊u z̊ustaly stejné, protože se předpokládalo, že ne-
budou mı́t tak velký vliv. Bylo by také možné vyzkoušet śıt’ s větš́ım počtem neuron̊u
ve skrytých vrstvách, ale daľśı hledáńı vhodné kombinace hyper-parametr̊u nebylo
provedeno kv̊uli časové náročnosti. Śıtě byl trénovány 10 epoch. Natrénované śıtě
byl pokaždé uloženy, došlo-li ke zlepšeńı úspěšnosti na validačńı množině. Uložené
śıtě se použily pro vyhodnoceńı na recenźıch ze souboru test.csv.

Nejlepš́ıch výsledk̊u bylo dosaženo pomoćı śıtě s ρ = 0, 99, µ = 0, 001 a velikost́ı
dávky 1000. Śıt́ı s touto kombinaćı hyper-parametr̊u bylo dosaženo úspěšnosti v
pr̊uměru 91,89 % na třech validačńıch podmnožinách. Pro finálńı ohodnoceńı byla
použita śıt’ s těmito parametry, která dosáhla největš́ı úspěšnosti na jedné z va-
lidačńıch podmnožin a to konkrétně 91,91 %. Tato natrénovaná śıt’ dosáhla na tes-
tovaćıch recenźı úspěšnosti 91,82 %.

Předpovězené kategorie

Mı́ra učeńı µ 0,0007 0,001
Parametr % 0,72 0,99

Velikost dávky 310 1000

Skutečné
kategorie

Negativńı Pozitivńı Negativńı Pozitivńı
Negativńı 181323 18677 184066 15934
Pozitivńı 18576 181424 16785 183215

Úspěšnost (%) 90,69 % 91,82 %

Tabulka 1: Výsledky dosažené pomoćı plně propojené neuronové śıtě
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Pro konvolučńı a rekurentńı śıtě nebylo potřeba měnit zp̊usob převáděńı textu. Po
zkušenosti s plně propojenou vrstvou byly vyzkoušeny r̊uzné kombinace parametru
ρ s velikost́ı dávky. Počet epoch byl nastaven na 100. Colab omezuje dobu použit́ı
GPU a po uplynut́ı r̊uzně dlouhé doby (která bývá maximálně 12 hodin za den) do-
jde k odpojeńı, proto tyto śıtě nebyly trénovány celých 100 epoch. Śıtě byly pr̊uběžně
ukládány př́ımo na službu Google Disk, pokud došlo ke zlepšeńı úspěšnosti na va-
lidačńı množině. Konvolučńı śıt dosáhla nejlepš́ı úspěšnosti na validačńı množině s
parametrem ρ = 0, 95 a velikost́ı dávky 1000. Na jedné z validačńıch množin śıt’

dosáhla úspěšnosti 94,03 %. Na testovaćıch recenźıch śıt’ dosáhla úspěšnosti 93,96
%.

Předpovězené kategorie

Mı́ra učeńı µ 0,0015 0,0015
Parametr % 0,885 0,95

Velikost dávky 1000 1000

Skutečné
kategorie

Negativńı Pozitivńı Negativńı Pozitivńı
Negativńı 187903 12097 187999 12001
Pozitivńı 12510 187490 12163 187837

Úspěšnost (%) 93,85 % 93,96 %

Tabulka 2: Výsledky dosažené pomoćı konvolučńı neuronové śıtě

U rekurentńıch śıt́ı byl opět nastaven počet epoch trénováńı na 100 a pro ukládáńı
byla zvolena stejná strategie, jako v př́ıpadě trénováńı konvolučńı śıtě. Parametr
ρ neměl vliv na výslednou úspěšnost. Na testovaćı části datové sady dosáhla śıt’ s
p̊uvodńımi a upravenými parametry těměř stejné úspěšnosti. Rozd́ıl však můžeme
spatřit v počtu špatně (či správně) předpovězených negativńıch a pozitivńıch recenźı.

Předpovězené kategorie

Mı́ra učeńı µ 0,0019 0,0019
Parametr % 0,75 0,95

Velikost dávky 1000 1000

Skutečné
kategorie

Negativńı Pozitivńı Negativńı Pozitivńı
Negativńı 189598 10402 187794 12206
Pozitivńı 13309 186691 11537 188463

Úspěšnost (%) 94,07 % 94,06 %

Tabulka 3: Výsledky dosažené pomoćı rekurentńı neuronové śıtě

7.4 Shrnut́ı

Nejlepš́ı úspěšnosti 94,07 % bylo dosaženo pomoćı rekurentńı neuronové śıtě. Za ńı
následovala śıt’ konvolučńı s úspěšnosti pouze o 0,11 % menš́ı. Nejmenš́ı úspěšnosti
bylo dosaženo pomoćı plně propojené śıtě a to 91,82 %. Je pravděpodobné, že by se
úspěšnosti ještě zvýšily, pokud by náhodné vyhledáváńı proběhlo na všech recenźı
z trénovaćı části a ne pouze na 50 000 recenźı. Takovéto vyhledáváńı by však bylo
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časově mnohem náročněǰśı a je možné, že by k lepš́ım výsledk̊um stačilo i pouhé
experimentováńı. Lepš́ı úspěšnosti by se také mohlo dosáhnout vyzkoušeńım jiného
počtu uvažovaných slov jak v metodě TF-IDF, tak i v počtu uvažovaných slovńıch
vektor̊u. Dále by se dalo experimentovat s pevnou délkou textu a vzhledem k veli-
kosti datové sady by stálo za to vyzkoušet trénovańı složek slovńıch vektor̊u pomoćı
embedding vrstvy.

Trénováńı śıt́ı prob́ıhalo převážně v cloudové službe Google Colaboratory, ve které
má uživatel zdarma př́ıstup k výkoným grafickým kartám Nvidia Tesla P100-PCIE-
16GB. Časově nejnáročněǰśı bylo trénováńı rekurentńıch śıt́ı, pro které byla použita
speciálńı implementace CuDNN, která je optimalizovaná pro grafické karty. Tuto
implementaci lze spustit pouze na nich. Časová náročnost trénováńı jedné epochy
je zobrazena v tabulce č. 4.

Plně propojená śıt’ CNN CuDNN GRU
Velikost dávky 290 1000 210 1000 290 1000

40 000 recenźı 3s 3s 4s 4s 12s 9s
3 200 000 recenźı 580s 450s 530s 470s 820s 700s

Tabulka 4: Čas trváńı jedné epochy trénováńı v sekundách

V práci [30], pro kterou byla tato datová sada vytvořena bylo dosaženo lepš́ıho
výsledku 94,5% a to při převáděńı jednotlivých ṕısmen na one-hot vektory. S ang-
lickou abecedou a daľśımi znaky bylo dohromady uvažováno celkem 70 znak̊u. Tuto
śıt’ tak nebylo potřeba omezovat na určitý počet uvažovaných slov. Nicméně stále
docházelo ke zkracováńı textu na pevný počet znak̊u. Při použit́ı augmentace textu,
kde docházelo k nahrazeńı určitého počtu slov synonymy, bylo dosaženo 95,07 %.
Ještě lepš́ıho výsledku 95,7 % bylo dosaženo v práci [13], kde se také převáděla jed-
notlivá ṕısmena v textu na one-hot vektory s t́ım, že se použila konvolučńı śıt’, která
měla dokonce až 29 konvolučńıch vrstev.
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Závěr

V teoretické části této práce byly popsány neuronové śıtě, gradientńı sestup a
jeho varianty, od kterého se pak odv́ıj́ı algoritmy s adaptivńı mı́rou učeńı, jako
je algoritmus RMSprop. Součást́ı popisu byl také výpočetńı algoritmus, který se
použ́ıvá pro výpočet derivaćı v gradientńım sestupu. Následně byly představeny nej-
použ́ıvaněǰśı metody jako je předčasné ukončeńı, dropout a náhodné vyhledáváńı,
které se použ́ıvaj́ı pro dosažeńı lepš́ı úspěšnosti śıtě. Popsány byly také chybové
funkce vhodné pro klasifikačńı úlohy, včetně vysvětleńı d̊uvod̊u pro jejich př́ıpadné
zvoleńı.

V praktické části této práce byly poznatky představené v teoretické části aplikovány
na analýzu sentimentu recenźı na datové sadě Amazon reviews polarity. Návrh śıt́ı
prob́ıhal na 50 000 recenźı z trénovaćı části datové sady. Byla zde navržena plně pro-
pojená, konvolučńı a rekurentńı neuronová śıt’. Nejprve bylo provedeno několik expe-
riment̊u, které stanovily rozsah hyper-parametr̊u použitý v náhodném vyhledáváńı.
Śıtě dosahovaly lepš́ıch úspěšnost́ı, pokud z textu recenze nebyla odstraněna stop
slova nacházej́ıćı se v seznamu knihovny NLTK a nebyla použita lemmatizace slov.
Byl zde dále ukázán vliv některých parametr̊u na úspěšnost śıtě. Nejlepš́ı úspěšnosti
dosahovaly śıtě rekurentńı.

Nalezené hyper-parametry byly použity pro natrénováńı śıtě na celé trénovaćı části
datové sady. Zde se po pár experimentech ukázalo, že výrazným zvětšeńım trénovaćı
množiny bylo potřeba některé hodnoty hyper-parametr̊u upravit. Optimálńı hyper-
parametry se tak měńı s rostoućım počtem trénovaćıch dat. Důvodem je pravděpodo-
bně předevš́ım pokles přetrénováńı śıtě. Tento rozd́ıl byl největš́ı u plně propojené
śıtě. Vhodněǰśı by tedy bylo provést náhodné vyhledáváńı na celé části trénovaćıch
dat i přes pokles počtu prohledaných kombinaćı a zvětšeńı časové náročnosti. Śıtě
byly po úpravě parametr̊u natrénovány na celé trénovaćı části a vyhodnoceny na
testovaćıch recenźı datové sady. Nejlepš́ıho úspěšnosti bylo dosaženo 94,07% a to
rekurentńı śıt́ı použ́ıvaj́ıćı obousměrnou vrstvu GRU.
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http://www.jmlr.org/papers/volume13/bergstra12a/bergstra12a.pdf.

[6] BIRD, Steven, LOPER, Edward a KLEIN, Ewan. NLTK 3.2.5: the Natural
Language Toolkit [software], 24. 9. 2017 [cit. 17. 7. 2020]. Dostupné z:
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http://jmlr.org/papers/volume15/srivastava14a/srivastava14a.pdf.

[27] TANTAU, Till, Graph Drawing in TikZ. In: Proceedings of the 20th Internati-
onal Conference on Graph Drawing [online]. Springer-Verlag, 2013, s. 517–528
[cit 17. 7. 2020]. ISBN: 978-3-642-36762-5. DOI: 10.1007/978-3-642-36763-2 46.

[28] Wikipedia contributors. Gradient descent. In: Wikipedia, The Free Encyclopedia
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Seznam zkratek

API Application programming interface
CBOW Countinuous bag of words
CNN Convolutional neural network
CUDA Compute Unified Device Architecture
CuDNN NVIDIA CUDA Deep Neural Network library
GB Gigabyte
GiB Gibibyte
GloVe Global Vectors for word representation
GRU Gated recurrent unit
JSON JavaScript Object Notation
LSTM Long short-term memory
MB Megabyte
RAM Random access memory
ReLU Rectified linear unit
RMSprop Root mean square propagation
TF-IDF Term frequency-inverse document frequency
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A Pr̊uběh trénováńı

Obrázek 34: Naměřené hodnoty v pr̊uběhu trénováńı plně propojené neuronové śıtě
s nejlepš́ımi výsledky dosaženými v náhodném vyhledáváńı
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Obrázek 35: Naměřené hodnoty v pr̊uběhu trénováńı konvolučńı neuronové śıtě s
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Obrázek 36: Naměřené hodnoty v pr̊uběhu trénováńı rekurentńı neuronové śıtě s
nejlepš́ımi výsledky dosaženými v náhodném vyhledáváńı
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B Zprovozněńı praktické části

Repozitář s praktickou část́ı je nahrán na webové službě GitHub a je volně dostupný
na adrese: https://github.com/Tomiczeq/neuronove_site_a_jejich_aplikace.
Repozitář je možné stáhnout v souboru ZIP nebo naklonovat pomoćı nástroje git.

Zprovozněńı je možné ve službě Google Colaboratory. K využit́ı této služby je nutné
mı́t účet Google. Golaboratory notebook můžeme vytvořit ze služby Google disk
kliknut́ım na tlač́ıtko přidat.

Obrázek 37: Vytvořeńı Colaboratory notebooku
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Po vytvořeńı změńıme běhové prostřed́ı na GPU.

Obrázek 38: Změna běhového prostřed́ı

Obrázek 39: Změna běhového prostřed́ı na GPU

Po změně běhového prostřed́ı spust́ıme v buňce následuj́ıćı př́ıkaz, který naklonuje
repozitář obsahuj́ıćı soubory a zdrojové kódy potřebné pro zprovozněńı praktické
části.

!git clone https://github.com/Tomiczeq/neuronove_site_a_jejich_aplikace.gi

t

Nyńı je nutné změnit pracovńı adresář do tohoto repozitáře. Pracovńı adresář lze
změnit pomoćı následuj́ıćıch př́ıkaz̊u. Tyto př́ıkazy naṕı̌seme do buňky a poté ji
spust́ıme.

import os

os.chdir("/content/neuronove_site_a_jejich_aplikace")
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Datová sada je v repozitáři ve složce data rozdělená na několik část́ı, protože je
ve službě Github nastaven limit pro velikost jednoho souboru na 100MB. Do daľśı
buňky je tedy nutné napsat následuj́ıćı př́ıkaz, který části sjednot́ı do jednoho zkom-
primovaného souboru.

!cat data/amazon_review_polarity_csv.tar.gz.part* > \

data/amazon_review_polarity_csv.tar.gz

Soubor s datovou sadou dekomprimujeme následuj́ıćım př́ıkazem.

!tar -zxvf data/amazon_review_polarity_csv.tar.gz && \

mv amazon_review_polarity_csv/* data/

Následuj́ıćım př́ıkazem nainstalujeme potřebné verze knihoven.

!pip install -r requirements_colab.txt

Nyńı je vše připravené pro spuštěńı skript̊u. Ukážeme sadu př́ıkazu pro spuštěńı
náhodného vyhledáváńı hyper-parametr̊u plně propojené śıtě. Rozsah hyper-parame-
tr̊u je stejný, jako v části 7.2.1. Následuj́ıćı př́ıkaz převede data do formátu JSON.
S t́ımto formátem se poté jednodušeji pracuje.

!python3 preprocessing/format.py --filepath=data/train.csv \

--savepath=data/train.json

Následuj́ıćım př́ıkazem vytvoř́ıme soubor s 50 000 recenźı pro náhodné vyhledáváńı.

!python3 preprocessing/search_split.py --filepath=data/train.json \

--savepath=data/search_train.json --size=50000

Nyńı provedeme předzpracováńı textu popsané v podkapitole 7.1 bez lemmatizace
a odstraněńı stop slov.

!python3 preprocessing/text_preprocessing.py \

--filepath=data/search_train.json \

--savepath=data/search_data.json

Pro př́ıpadné použit́ı lemmatizace a odstraněńı stop slov lze spustit následuj́ıćı
př́ıkazy.

import nltk

nltk.download("stopwords")

nltk.download("punkt")

nltk.download("averaged_perceptron_tagger")

nltk.download("wordnet")

!python3 preprocessing/lemmatize.py \

--filepath=data/search_data.json \

--savepath=data/search_data.json
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Nyńı máme připravené recenze pro náhodné vyhledáváńı. Následuj́ıćı př́ıkaz spust́ı
náhodné vyhledáváńı hyper-parametr̊u pro plně propojenou śıt’. Je zde možné na-
stavit počet iteraćı náhodného vyhledáváńı pomoćı argumentu --iterations. Dále
lze nastavit počet podmnožin v kř́ıžové validaci pomoćı --n splits. Pro vyzkoušeńı
je zde nastavena jedna iterace a dvě podmnožiny. Pro každou kombinaci hyper-
parametr̊u bude vytvořen textový soubor ve formátu JSON s názvem definovaným
v argumentu --name. K tomuto názvu bude za podtrž́ıtkem připojené pořadové č́ıslo
prohledávané kombinace. Toto č́ıslo bude pokaždé jiné, aby nedocházelo k přepsáńı
již vytvořených soubor̊u s pr̊uběhem trénováńı. Aby toto č́ıslováńı správně fungo-
valo, nesmı́ být v argumentu --name obsažené podtrž́ıtko. Všechny soubory bu-
dou vytvořeny v adresáři nacházej́ıćıho se na relativńı cestě definované argumentem
--savedir.

!python3 random_search/random_search_dense.py \

--datapath=data/search_data.json \

--savedir=random_search/results \

--name=dense --iterations=1 --n_splits=2

Soubory se ukládaj́ı pr̊uběžně po každé iteraci. Po prvńı iteraci, spuštěné předchoźım
př́ıkazem, se vytvoř́ı soubor dense 1. Tento soubor bude vidět v levé lǐstě jak je
zobrazeno na obrázku č. 40 a dvojitým poklikem lze stáhnout.

Obrázek 40: Cesta uložeńı souboru s naměřenými hodnotami pr̊uběhu trénováńı

Pro trénováńı na všech recenźı ze souboru test.csv je nutné připravit všechny recenze.
Tyto recenze již byly převedeny do formátu JSON pomoćı následuj́ıćıho př́ıkazu a
neńı třeba ho znovu pouštět.

!python3 preprocessing/format.py --filepath=data/train.csv \

--savepath=data/train.json

Nyńı provedeme předzpracováńı textu všech recenźı pomoćı následuj́ıćıho př́ıkazu.
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!python3 preprocessing/text_preprocessing.py \

--filepath=data/train.json \

--savepath=data/train_data.json

Následuj́ıćım př́ıkazem dojde k připraveńı tokenizér̊u pro převod textu do TF-IDF
vektor̊u.

!python3 preprocessing/pre_tok.py --datapath=data/train.json \

--savepath=data/tokenizer

Recenze pro trénováńı a tokenizéry jsou nyńı připraveny. Následuj́ıćım př́ıkazem je
možné spustit finálńı trénováńı śıt́ı s nejlepš́ımi parametry vypsanými v části 7.2.1.
Dále je zde možné pomoćı argument̊u nastavit mı́ru učeńı, velikost dávky, parametr
ρ a počet epoch trénováńı.

!python3 final_train/final_dense.py --name=dense1000n099 \

--datapath=data/train_data.json \

--results_savedir=final_train/results \

--models_savedir=final_train/saved_models \

--lr=0.001 --batch_size=1000 --rho=0.99 --epochs=1

Pokud bude nastavena jedna epocha, bude tento skript běžet asi jednu hodinu.
Protože od provedeńı náhodného vyhledáváńı byla na službe Colab omezena do-
stupná pamět’ RAM z 25GB na 12,5GB, bylo nutné skript pro finálńı trénováńı
plně propojené śıtě upravit a trénováńı tak trvá déle, než je zobrazeno v tabulce č.
4. Natrénované śıtě budou uloženy v relativńı cestě definované pomoćı argumentu
--models savedir. Pro testováńı natrénovaných model̊u muśıme nejdř́ıve připravit
recenze ze souboru test.csv pomoćı následuj́ıćıch dvou př́ıkaz̊u.

!python3 preprocessing/format.py --filepath=data/test.csv \

--savepath=data/test.json

!python3 preprocessing/text_preprocessing.py \

--filepath=data/test.json \

--savepath=data/test_data.json

Následuj́ıćım př́ıkazem otestujeme jeden z nich na rencenźıch ze souboru test.csv.

!python3 final_eval/final_evaluate_dense.py \

--datapath=data/train_data.json \

--modelpath=final_tran/saved_models/dense1000n0990 \

--tokenizerpath=data/tokenizer0.json

Výsledný výstup testu bude vypadat podobně, jako na obrázku č. 41.
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Obrázek 41: Výsledek testu plně propojené śıtě trénované po jednu epochu

Stručný popis celého repozitáře a př́ıkazy potřebné pro zprovozněńı trénováńı kon-
volučńı a rekurentńı neuronové śıtě jsou popsány v souboru README.md. Repozitář
také obsahuje naměřené hodnoty z náhodného vyhledáváńı a finálńıho trénováńı.
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