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Abstrakt

Nazev prace: Verifikace autorstvi na zaklad€ kvantitativni analyzy
Autor price: Bc. Barbora Sonska

Vedouci prace: Mgr. Vladimir Matlach, Ph.D.

Pocet stran a znaku: 70 (113065)

Pocet priloh: 6

Abstrakt: Problematika ovéfovani a urCovani autorstvi je nahlizena optikou mnoha riznych
védnich obord a zkoumana za pouziti nejriznéjSich pfistupt. V této praci se zaméfime na
oveéfovani autorstvi prostfednictvim kvantitativnich metod. Pro nase ucely jsme vybrali tfi
z nich: textové ukazatele, model Bag-of-Words a nizkofrekvencni lexikum hapax legomenon.
Za pomoci faktorové analyzy vybereme textové ukazatele a jejich vypovédni hodnotu ve
vztahu k otazce autorstvi zkoumanych textd vyhodnotime prostiednictvim logistické regrese.
Déle se zamétime na pouziti modelu Bag-of-Words. Vystupy analyz, které ziskame pouzitim
tohoto modelu, budeme prezentovat prostfednictvim vizualizatni metody vicerozmérného
Skdlovéani. Tretim zkoumanym pfistupem je vyuziti nizkofrekvenéniho lexika hapax
legomenon jako ukazatele autorského stylu. Zde pro vizualizaci vysledkd analyz pouzijeme
nejen metodu vicerozmérného Skalovani, ale pro porovnani informa¢niho pfinosu pouzijeme 1
metodu hierarchického shlukovani. Tato prace si klade za cil ukéazat, které z vybranych
textovych ukazatelll maji statisticky vyznamny pfinos a na piikladech grafickych vizualizaci
modelu Bag-of-Words, a modelu Bag-of-Words aplikovaného na hapax legomenon, srovname

jejich informacni ptinos pro vyhodnoceni autorstvi textu.

Kli¢ova slova: urCovani autorstvi, hapax legomenon, forenzni lingvistika, kvantitativni
lingvistika, model Bag-of-Words, vicerozmérné Skéalovani, hierarchické shlukovani,

tokenizace, indexy



Abstract

Title: Authorship verification based on quantitative analysis
Author: Bc. Barbora Sonska

Supervisor: Mgr. Vladimir Matlach, Ph.D.

Number of pages and characters: 70 (113065)

Number of appendices: 6

Abstract: Authorship verification and attribution are viewed through the lens of many
different scientific disciplines and investigated using a variety of approaches. In this work, we
focus on authorship verification through quantitative methods. We utilize three methods: text
indicators, the Bag-of-Words model, and the low-frequency lexicon hapax legomena. With the
help of factor analysis, we select suitable text indicators and evaluate their statistical
significance and informative value with respect to the authorship of the examined texts
through logistic regression. We then employ the Bag-of-Words model and visualize its results
using the multi-dimensional scaling method. Finally, we use the low-frequency lexicon hapax
legomena as indicators of author writing styles. In addition to the multi-dimensional scaling
method, we visualize its results using the hierarchical clustering method to compare its

advantages.

In this work, we determine which of the selected text indicators are statistically significant.
We compare the advantages of the Bag-of-Words model and its application to the hapax
legomena through graphical visualizations of their results and determine their benefits in the

analysis of text authorship.

Keywords: authorship verification, hapax legomenon, forensic linguistics, quantitative
linguistics, Bag-of-Words model, multidimensional scaling, hierarchical clustering,

tokenization, text indicators
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1 Uvod

Jak napovida jiz samotny ndzeyv, tato diplomova prace je zameéfena na problematiku ovérovani
autorstvi prostfednictvim kvantitativnich metod. Pro naSe ucely jsme zvolili tf1 z téchto
metod, a to textové ukazatele, model Bag-of-Words a nizkofrekvencni lexikum hapax
legomenon. Kazdé z té€chto metod je vénovana samostatna cast, ve které bude kratce
predstaveno jeji teoretické pozadi, poté bude nasledovat jeji praktické uziti v experimentu,
kdy bude aplikovana na specificky vzorek dat, a nasledné vyhodnoceni provedeného
experimentu. Cilem této prace je ovérit na souboru vstupnich datovych podkladu, které byly
zvoleny podle predem stanovenych kritérii, ucinnost téchto tii vybranych kvantitativnich

metod a porovnat jejich ptinos praveé pii ovérovani autorstvi.

V tvodnich kapitolach seznamime ¢tenare s teoretickymi vychodisky nasi prace a zasadime ji
do kontextu pojednavané problematiky. Rovnéz prestavime nastroje, které budeme pouzivat
pfi pifipravé a zpracovani dat, a jejichz prostfednictvim budeme provadét samotné
experimenty (2.3 Pouzity software). Dulezita bude kapitola, ve které se podrobnéji zaméetime
na zpusob vybéru vstupnich dat (2.4 Vybér vstupnich dat) a jejich pfipravé pro praktické

vyuziti v naSich experimentech (2.5 Zpracovani a pfiprava vstupnich dat).

Po teoretickém uvodu bude nasledovat prvni ze tfi prakticky zaméfenych Casti této prace. Za
pouziti faktorové analyzy vybereme konkrétni textové ukazatele, kterymi se budeme dale
zabyvat (3 Textové ukazatele). Prace si klade za cil ovéfit a statisticky vyhodnotit piinos
jednotlivych vybranych textovych ukazateld. Jejich vypoveédni hodnotu ve vztahu k otazce

autorstvi zkoumanych texti vyhodnotime prostrednictvim logistické regrese.

V dalsi ¢asti se zamétime na pouziti modelu Bag-of-Words (4 Model Bag-of-Words). Vystupy
analyz budeme prezentovat prostfednictvim vizualizacni metody vicerozmérného Skalovani.
Na prikladech grafickych vizualizaci vysledka se pokusime ukazat fungovani tohoto modelu a

vyhodnotit jeho informacni ptinos pii rozhodovani o autorstvi analyzovanych textt.

Tretim zkoumanym pfistupem bude vyuziti nizkofrekvencniho lexika hapax legomenon jako
ukazatele autorského stylu, respektive modelu Bag-of-Words aplikovaného na
nizkofrekvencni lexikum hapax legomenon (5 Hapax legomenon jako ukazatel autorského

stylu). Zde pro vizualizaci vysledk analyz pouzijeme nejen metodu vicerozmérného
Skdlovani, ale posléze 1 metodu hierarchického shlukovani. Provedeme porovnani

informacniho ptinosu vyhodnoceni analyz prostfednictvim téchto dvou modeld a budeme se



snazit rozhodnout, ktery z té€chto pfistupt je vhodn€jsi pro nami vybrany zkoumany typ dat,
ktera jsou zvolena zamérné tak, aby z literarné-védniho hlediska vykazovala co nejvyssi miru

zastoupeni spole¢nych rysa.

Po prakticky zaméfenych kapitolach bude nasledovat prostor pro vyhodnoceni vysledkt vsech
provedenych analyz v casti 7 Diskuze. Pokusime se piehledné shrnout poznatky plynouci
z této prace a ponechame otevienou moznost pro piedlozeni navrhii na vylepseni, pfipadné

rozsiteni, provedenych experimentd.

Zda-li byly naplnény cile této prace shrneme v jejim samotném zaveru.

2 O autorstvi

Problematikou ovéfovani a urCovani autorstvi se zabyvalo mnoho odbornikt i laikd,
pouzivaly se nejrizn€jsi metody a postupy, a stale se nikomu nepodafilo pfijit s jednoduchym

a jednozna¢nym feSenim. (Juola 2008; Holmes 1994)

Duvodu je jisté mnoho. Piedevsim autorstvi samotné neni nahlizeno jako exaktné méfitelna
veli¢ina, ale jako mnozina jednotlivych prvkl, nebo jinak feCeno soubor znakti autorského
stylu, které jsou jednotlivé uchopitelné, mizeme je popsat, identifikovat v textu a dale
analyzovat, ale doposud nebyl vytvoren komplexni pristup, ktery by vSechny tyto jednotlivé
kroky spojoval ve funk¢ni metodu, kterda by nam umoziovala provadét kompletni analyzu

vsech téchto prvkl zaroven. (Juola 2008)

S rozvojem vypocetni techniky se postupné rozsifovaly moznosti jejiho vyuziti do vSech
odvétvi védy vcetné lingvistiky a etablovala se nova pomezni disciplina, takzvana komputacni
lingvistika. Toto propojeni matematiky, informatiky a lingvistiky ve spojitosti s dnesni trovni
vyspélosti vypocetni techniky nam umoziuje analyzovat nebyvalé mnozstvi textd a nachazet
nové moznosti jejich zpracovani. (Juola 2008) K tomuto Ucelu jsou vyvijeny nejriznéjsi
softwary, které dokazou analyzovat vice zkoumanych jevi zaroven, kombinovat tyto
zkoumané jevy a usnadiuji nam hledani novych jazykovych jeva, které by se daly oznacit
napiiklad jako autorsky znak, at uz je to zpusob uziti diakritiky nebo napfiklad vyskyt hapax

legomen, kterému se, mimo jiné, budeme vénovat v této praci.



2.1 Forenzni lingvistika

Forenzni lingvistika je jednim z interdisciplinarnich obort aplikované lingvistiky, stojicim na
pomezi jazykovédy, prava a kriminalistiky. Vyuziva vSak poznatky i dalSich védnich obort,
jako naptiklad sociologie nebo psychologie. (Jurka a Faltynek 2017) Jedna se tedy o
komplexni védni obor, jehoz hlavnim ukolem je analyza jazykového materidlu, ke které
pfistupuje zejména ze dvou uhli pohledu. Tim prvnim je srozumitelnost jazykového projevu a
komunikaéni strategie, tim druhym je identifikace autora, od jeho profilovani az po jmenovité
urceni konkrétni osoby. Podle pfedmétu analyzy a uzité metodologie rozliSujeme jednotlivé
podobory forenzni lingvistiky, napf. forenzni fonetiku, forenzni stylistiku, forenzni
diskurzivni analyzu atd. Charakterizovani prostfednictvim jednotné metodologie je vylouceno

vysokou mirou interdisciplinarity tohoto védniho oboru. (Svobodova 1997)

2.2 Kvantitativni lingvistika

Kvantitativni lingvistika je jednou zdisciplin obecné lingvistiky, konkrétné odnozi
matematické lingvistiky. Zkouma a popisuje vlastnosti pfirozeného jazyka prostfednictvim
metod teorie informace, entropie, statistiky a dal§ich matematickych disciplin. Zaklady ceské
kvantitativni lingvistiky polozil Vilém Mathesius ve své praci O potencidlnosti jevii

Jazykovych vydané v Praze roku 1911.

Hlavnim cilem kvantitativni lingvistiky je formulovat obecné jazykové zakony, z nich
vyvozovat hypotézy a ty nasledné empiricky testovat. Mezi nejznaméjsi a nejvice pouzivané
bezesporu patii Zipfovy zékony a Menzerath-Altmanniv zakon. Jak uvadi Cech, Popescu a
Altmann ve své praci Metody kvantitativni analyzy (nejen) basnickych texti (2014), vétSina
zakonu, podle kterych se fidi jazykové chovani, se projevuji spise jako tendence, nikoliv jako
soubor pravidel, jako je tomu naptiklad u fyzikalnich zakont. Proto kvantitativni lingvistika
pouziva jazykové zakony k odhadu pravdépodobnosti vyskytu vybraného jazykového jevu za
uréitych podminek. (Cech, Popescu a Altmann 2014)

Od pocatku 90. let 20. stoleti mizeme sledovat odklon od ryze empirického zaméfeni
kvantitativni lingvistiky smérem k teoretickému. Tuto tendenci miizeme pozorovat naptiklad
u autort publikujicich v Casopisu Journal of Quantitative Linguistics, ktery je oficialnim

torem Mezindarodni asociace pro kvantitativni lingvistiku. (Uhlitova 2017)



2.3 Pouzity software

Nastroj, ktery budeme pouzivat pro zpracovani dat a vizualizaci vysledkl, nese oznaceni
Quantitative Index Text Analyser, tedy QUITA.' Jedna se o analyticky on-line nastroj pro
praci s textem, ktery nam umoziuje provadét rozlicné kvantitativni analyzy na zakladé
pfedem zvolenych parametrii. Prostfednictvim tohoto nastroje dokazeme o textu ziskat
informace, kterymi jsou napriklad entropie, frekvence nebo primérna délka tokenu. Své
vyuziti tento vypocetni software nachazi mimo jiné v kvantitativni lingvistice nebo

biosémiotice (napt. Owsiankova, Faltynek a Kucera 2018).

Dals§im nastrojem, ktery budeme pouzivat, je aplikace pro vyhodnoceni logistické regrese dat,
kterd je dostupna z webovych stranek katedry obecné lingvistiky Univerzity Palackého
v Olomouci.” S pomoci tohoto néstroje je ze vstupnich dat mozné vytvoiit model pro binarni
rozhodovani. Nastroj poskytuje dopliiujici informace o kvalité modelu v podobé »° a

p-hodnot.

2.4 Vybér vstupnich dat

Pro na§ experiment jsme vybrali dvacet beletristickych textd, které byly publikovany pod
jmény dvou riiznych autorti. Prvotnim impulzem pfii formulovani hypotézy byly poznatky a
postiehy samotnych ¢tenaiti nize analyzovanych dél. Diky tomu, Zze velmi frekventovanym
mistem pro diskuze jsou v dnesni dobé internetova fora, na kterych jsou nazory prispévatelt
dohledatelné i mnoho let zpétné, mizeme pozorovat vyvoj, jakym fanouskovska zakladna
téchto autorti v prub&hu Casu prochazela. V piipadé prvniho autora panovaly pochybnosti o
jeho skute¢né identité predevsim z divodu jeho enormni snahy vyhnout se jakémukoliv
kontaktu s fanouSky a obecny odpor k vystupovani na vetejnosti. Totoznost druhého autora
byla rovnéz predmétem mnoha spekulaci. Cetnost vydavanych dél, mimo jiné, viak mezi
Ctenafi vzbudila podezieni, Zze se za pseudonymem, a zjevné vyfabulovanym zivotnim

ptibéhem, neskryva pouze jeden spisovatel, ale dokonce skupina autorti.

Hlavnim spojujicim prvkem obou autort je predevsim forma a zanr. Jejich dilo, tedy povidky
a romany, se fadi do stejného literarniho zanru. Jejich romany na sebe Casto navazuji a tvori
série s ruznym poctem dild. Lze tedy predpokladat, Ze knihy vydavané v téchto sériich

ponesou spolecné rysy a prvky, jako napfiklad jména postav, mistni nazvy, idiolekty postav

1 Dostupné z https:/kolff.upol.cz/quita
2 Dostupné z http://kol-apps.ff.upol.cz/log-reg
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nebo leitmotivy. Dale predpokladame, ze spolecnym rysem textli obou autori bude zanroveé
podminéna stylistika, at’ uz se bude jednat o vulgarismy, sexismy nebo spoleCensky a
politicky nekorektni vyrazy. Dalsi zanrové vazané spoleéné prvky, jejichz vyskyt muzeme
predpokladat, jsou naptiklad archetypy postav. Rovnéz situace a udalosti, kterym jsou postavy
v knihach vystaveny, se daji pfedvidat. Tato tematicka podobnost by méla zapficinit, ze prvky
autorského stylu budou splyvat, respektive budou tézko odliSitelné od prvkd podminénych
obsahem, a diky tomu budeme schopni Iépe ovéfit citlivost metod, se kterymi budeme

pracovat.

Z knih vydanych pod jménem prvniho spisovatele, pro ti€ely nasi prace ho budeme oznacovat
jako Autora A, bylo nahodné vybrano 10 titull, které maji reprezentovat prifez jeho dilem a

spliiuji nize uvedené parametry. Seznam dél uvadime v Tabulce 1.

Z knih vydanych pod jménem druhého spisovatele, pro ucely nasi prace ho budeme oznacovat
jako Autora B, bylo nahodné vybrano taktéz 10 titull, které maji rovnéz reprezentovat prufez

jeho dilem a splfiuji nize uvedené parametry. Seznam dél uvadime v Tabulce 2.

Bibliografické udaje jednotlivych dél nebudou z divodu ochrany osobnich tdaji a dusevniho

vlastnictvi autort v této praci uvedeny.
Pro vybér zkoumanych textd jsme stanovili nasledujici Ctyfi hlavni parametry:

1. Literarni zanr formalni — V naSem pfipadé se jedna o beletristické umélecké texty
psané formou povidky a romanu. Nad ramec tohoto kritéria, ale ku prospéchu naseho
ucelu, je fakt, ze oba autofi vydavaji znacnou ¢ast svych romant v sériich. Vychazime
tudiz z predpokladu, ze se tim zvySuje pravdépodobnost vyskytu spoleénych prvku

v textech jednotlivych sérii.

2. Rozsah textu — Minimalni rozsah jednotlivych textt jsme stanovili na 500 tokend,
maximalni rozsah neni pevné stanoven. Rozsah textu, se kterym budeme pracovat, je
4500 tokenti. To nam umoznilo zaradit do experimentu i povidky, které nejsou soucasti
sbirky, ale byly publikovany samostatné, bez nutnosti sluCovat vice kratkych textt do

jednoho souboru, ¢imz by mohlo dojit k ovlivnéni experimentu.

3. Literarni zanr obsahovy — V piipadé¢ metod, které budeme pouzivat, neni shodny
zanr obsahu analyzovanych textd nutnou podminkou. My ovSem vychazime
z ptredpokladu, ze pokud jsou texty psané ve stejném zanru, opét se tim zvySuje

pravdépodobnost vyskytu shodnych prvkia, vtomto pfipadé napii¢ vSemi texty
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jednotlivého autora. Proto jsme zvolili spisovatele, jejichz dila jsou nejen fazena do
stejného literarniho zanru, ale dokonce je jeden autor povazovan za naslednika

druhého autora.

4. Puvod textu — Podle informaci prezentovanych vefejnosti predpokladame, ze jsou
autofi textu stejného pohlavi, rasy i narodnosti. Oba jsou to bili muzi ze stiedni
spoleCenské tiidy, jsou narozeni ve stejném staté, piiblizné¢ ve stejnou dobu, pisi
stejnym jazykem a jsou piiblizné stejného veéku. Z hlediska literarni védy mizeme oba

autory zaradit do stejné epochy.

Predpokladame, ze ¢im podobnéjsi jsou si jednotlivé texty, tim tézsi je odliSit znaky
autorského stylu od zanrovych a obsahovych prvka. Kritéria pro vybér vstupnich dat
pouzitych v naSem experimentu jsou nastavena tak, aby si texty byly co nejpodobnéjsi s cilem

ovéfit nejen funkcnost, ale 1 citlivost pouzivanych metod.

Nizev dila Série Literarni zanr Rozsah

Text 1 Série A Roman 69084 tokenu
Text 2 Série A Roman 58810 tokenu
Text 3 Série A Roman 66688 tokenu
Text 4 Série B Roman 57089 tokenu
Text 5 Série B Roman 65141 tokenu
Text 6 Série C Povidka 58234 tokeni
Text 7 - Roman 59601 tokenu
Text 8 Série C Povidka 65794 tokeni
Text 9 Série C Povidka 15829 tokeni
Text 10 Série A Roman 62323 tokenu

Tabulka 1: Seznam ndhodné vybranych titulii vydanych pod jménem autora, kterého pro ucely nasi analyzy

budeme oznacovat jako Autora A.
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Nizev dila Série Literarni zinr Rozsah

Text 11 - Povidka 5757 tokenu
Text 12 - Povidka 4673 tokenu
Text 13 - Povidka 11537 tokent
Text 14 - Roman 73829 tokenu
Text 15 Série D Roman 87821 tokenu
Text 16 Série D Roman 70366 tokenu
Text 17 Série E Roman 98008 tokenu
Text 18 Série E Roman 88904 tokenu
Text 19 - Roman 104052 tokenu
Text 20 - Roman 12248 tokenu

Tabulka 2: Seznam ndhodné vybranych titulii vydanych pod jménem autora, kterého pro ucely nasi analyzy

budeme oznacovat jako Autora B.

2.5 Zpracovani a priprava vstupnich dat

Aby byly vysledky co mozna nejpiesnéjsi, a aby se s daty dalo viibec pracovat, bylo potieba
je nejprve upravit. Vstupni datové sady, tedy autorska dila, jsme nejprve museli prevést do
formatu podporovaného nastrojem QUITA. VétSina textd byla ve vychozim formatu ulozena
ve formé& elektronické knihy (EPUB’). Pomoci nastroje pro konverzi formatd jsme dila
pievedli do formatu PDF* a z n&j nasledovné do &isté textové podoby se zfetelem na zménu
kédovani do znakové sady UTF-8 tak, aby bylo mozné s texty dale pracovat v softwaru
QUITA (Kubat, Matlach a Cech 2014). Po provedeni t&chto Gprav jsme tak ziskali k dispozici
texty ve formatu srozumitelném pro nastroje, se kterymi budeme v ramci naseho experimentu

pracovat.

V dal§im kroku jsme texty ocistili. V naSem piipad¢, tedy pii praci s beletristickymi texty,
musime pro dal§i zpracovani vychozi texty upravit tak, aby data nebyla kontaminovana.
Nutné je tudiz odstranéni téch Casti textu, které neni mozné piipsat samotnému autorovi,
respektive které nejsou soucasti samotného obsahu zkoumaného dila. Cilem téchto tprav je
tedy eliminovat zavadéjici Casti textu, které by mohly negativné ovlivnit vysledky naseho
experimentu, a ponechat pouze samotny autorsky text. Pfikladem takovych ¢asti textu je tiraz

nebo predmluva psana vydavatelem.

V ramci priprav jsme také provedli neékolik sad testovacich vypocttu. Prilis dlouhé texty, o

délce 50000 slov a vice, nedokaze software QUITA zpracovat. Tim jsme ovéfili jeho

3 Format souboru je standardizovany dle https://www.iso.org/standard/63567 html
4 Format souboru je standardizovany dle https://www.iso.org/standard/75839.html
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vypocetni limity a mohli podle nich stanovit, jaky maximalni rozsah mohou mit texty, které

budeme dale analyzovat.

3 Textové ukazatele

Vyhodou pocitatového zpracovani textl je beze sporu rychlost zpracovani dat a objem
informaci, se kterymi muzeme pracovat. S technologickym vyvojem se postupné zvétSuje
vypocetni kapacita a snizuje se tak potfebny vypocetni ¢as pro zpracovani informaci. Mizeme
tak provadét mnohé vypocty v realném cCase, popiipadé s vysSsi presnosti a nebo s veétSim
objemem informaci. Ackoliv se neustale rozSifuji moznosti vyuziti technologii pro praci
s daty, stale je na nas, abychom pocitaci definovali, ktera data jsou pro nas zajimava, dualezita

a stoji za dalsi zpracovani.

Zmeéna formatu a vycisténi vstupnich dat vSak nejsou jediné tkony souvisejici s pfipravou
zkoumaného textu k dal§imu zpracovani. Obvykly postup je takovy, ze v prvni fazi souvisly
text rozdélime na zékladni jednotky, které budeme dale zkoumat. Realizace téchto jednotek se
nazyvaji tokeny (Cvrcek 2017a) a mohou reprezentovat predem libovolné definované celky,
jako jsou naptiklad jednotlivé véty nebo slova. Tokeny jsou od sebe obvykle oddélené pomoci
nealfanumerickych znaki. Tento proces se nazyva fokenizace. Pro jeho provedeni pouzivame
specializovany pocitaCovy software, tzv. tokenizér. (Petkevic¢ 2017) Dulezitost procesu
tokenizace spoCiva v tom, Ze praveé timto zpusobem muizeme vypocetnimu softwaru oznacit

celky, které jsou pro nas zajimavé, a budeme se chtit vénovat jejich dalsSimu zkoumani.

V dalsi fazi zpracovani textu si musime urcit rozsah, tedy objem dat, se kterym chceme dale
pracovat. Pokud pracujeme s vice texty, které vzajemné porovnavame, je nutné sjednotit jejich
délku, abychom dosahli objektivnich, nezkreslenych vysledkd, nebot naméfené hodnoty
textovych ukazatel (indext) se odviji mimo jiné pravé od délky textu. Mizeme fict, Ze
indexy jsou na délce textu zavislé. (Cech, Popescu a Altmann 2014) Pro analyzu tudiz
pouzijeme pouze cast puvodniho vzorku presné definovanou pravé pocCtem tokend a
zpusobem jejich vybéru, ktery muze byt bud’ nahodny, nebo zachova pivodni posloupnost

tokend, tak jak se vyskytuji v textu od jeho zacatku.

Kromé¢ toho, Ze jsou hodnoty textovych ukazatelti zavislé na délce textd, jsou Casto vysoce
korelované i vzajemné mezi sebou. (Cech, Popescu a Altmann 2014) To je dalsi skutecnost,
kterou musime brat v potaz, pokud chceme ziskévat informace o zkoumanych textech prave

jejich prostiednictvim.
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Mezi zékladni textové ukazatele, které budeme v praci vyuzivat, patii entropie, mira
popisujici statistickou neusporadanost, detailné popsana v sekci (3.3.1 Entropie), pomér poctu
tokemit a typii (TTR), popsany v sekci (3.3.2 Type to Token Ratio (TTR)), A-index, souvisejici
s frekvenci vyskytu slov a bohatosti pouzité slovni zasoby, detailn€ji popsany v sekci
(3.3.3 Hirschliv index (h-index)), r-index, taktéz souvisejici s bohatosti slovni zasoby,
diskutovany v sekci (3.3.4 Délka kiivky (r-index)) a konecné primérna délka tokenu

(AVGTOKENLEN), popsana v sekci (3.3.5 Primérna délka tokenu).

V nize uvedené Tabulce 3 muzeme vidét piehled dvaceti zkoumanych texti a hodnoty
vybranych textovych ukazatelt, které byly nameéfené pii zachovani ptivodni délky textd. Na
téchto vychozich hodnotach mizeme pro ilustraci vidét zavislostni vztah pravé mezi délkou
textu a naméfenou hodnotou. Dobfe patrné je to naptfiklad u indexu TTR, ktery je jednim
z ukazateld slovniho bohatstvi textu, a o némz budeme podrobnéji mluvit v jedné
z nasledujicich kapitol. Na ptikladu tohoto textového ukazatele vidime pfimou uméru praveé
mezi jeho hodnotou a délkou textu. Obdobnou tendenci potom vidime v rizné mife i u

ostatnich textovych ukazatelt.

TEXT TOKENS | TYPES| TTR| ENTROPIE | H-INDEX | R-INDEX| AVGTOKENLEN
Autor A - Text 1 (série A) 69084 16306| 0,24 11,25 77,00 0,88 4,93
Autor A - Text 2 (série A) 58810 14269 | 0,24 11,11 74,50 0,88 4,88
Autor A - Text 3 (série A) 66688 14653 | 0,22 11,05 82,00 0,87 4,85
Autor A - Text 4 (série B) 57089 13362| 0,23 11,02 73,50 0,88 4,79
Autor A - Text 5 (série B) 65141 13675| 0,21 10,91 81,00 0,86 4,74
Autor A - Text 6 (série C) 58234 13953 | 0,24 11,09 75,00 0,88 4,83
Autor A - Text 7 59601 13879| 0,23 10,98 77,00 0,87 4,78
Autor A - Text 8 (série C) 65794 14601| 0,22 11,03 79,00 0,85 4,81
Autor A - Text 9 (série C) 15829 4886 ( 0,31 10,30 39,50 0,90 4,74
Autor A - Text 10 (série A) 62323 13543| 0,22 10,97 78,00 0,85 4,82
Autor B - Text 11 5757 2905( 0,50 10,36 22,00 0,94 5,28
Autor B - Text 12 4673 2309( 0.49 9,97 21,00 0,94 4,99
Autor B - Text 13 11537 5173 | 0,45 10,86 31,00 0,93 5,14
Autor B - Text 14 73829 18561 | 0,25 11,42 78,00 0,88 4,92
Autor B - Text 15 (série D) 87821 18043 | 0,21 11,13 87,00 0,84 4,87
Autor B - Text 16 (série D) 70366 15173| 0,22 11,00 79,75 0,86 4,83
Autor B - Text 17 (série E) 98008 | 20881 | 0,21 11,29 96,50 0,85 4,78
Autor B - Text 18 (série E) 88904 18891| 0,21 11,16 93,00 0,86 4,75
Autor B - Text 19 104052 21559| 0,21 11,43 100,50 0,86 4,95
Autor B - Text 20 122248 23051| 0,19 11,33 109,33 0,83 4,70

Tabulka 3: Vychozi hodnoty vybranych indexii u dvaceti zkoumanych textii p¥i zachovani jejich piivodniho

rozsahu.
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Abychom méli srovnani a mohli sledovat vyvoj hodnot, provedli jsme méfeni téchto

vybranych indext pii stanoveni jednotné horni hranice poCtu tokend. Tyto hranice jsme

stanovili na 500, 1000, 2000, 3000, 4500 a 5000 tokent. Kazdé takové méfeni jsme potom

provedli za pouziti jak nahodného, tak posloupného vybéru tokenti z ptivodniho textu. Pro

ilustraci uvadime vysledky méfeni, pfi kterych jsme pouzili nejmensi a nejvét§si vzorky

puvodnich textl, tedy vzorky s rozsahem 500 a 5000 tokenu, které jsme vybrali obéma vyse

zminénymi zpusoby.

TEXT TOKENS | TYPES| TTR| ENTROPIE| H-INDEX | R-INDEX| AVGTOKENLEN
Autor A - Text 1 (série A) 500 352| 0.70 8.08 5.00 0.95 4,99
Autor A - Text 2 (série A) 500 358| 0.72 8.13 6.50 0.97 5,05
Autor A - Text 3 (série A) 500 360| 0.72 8.11 6.00 0.96 5.03
Autor A - Text 4 (série B) 500 369| 0.74 8.18 7,00 0.97 5.36
Autor A - Text 5 (série B) 500 331| 0.66 7.84 6.75 0.94 4,63
Autor A - Text 6 (série C) 500 356| 0.71 8.06 6.50 0.96 5,05
Autor A - Text 7 500 354| 0,71 8.13 6.00 0.97 5.02
Autor A - Text 8 (série C) 500 347| 0.69 8.00 8.00 0.96 4.67
Autor A - Text 9 (série C) 500 355 0.71 8.07 7,00 0.96 478
Autor A - Text 10 (série A) 500 348| 0.70 8.02 6.00 0.95 4,94
Autor B - Text 11 500 352| 0.70 8.06 7,00 0.97 5.07
Autor B - Text 12 500 345| 0.69 7.99 6.50 0.95 4.81
Autor B - Text 13 500 376| 0.75 8.20 5.00 0.96 5.12
Autor B - Text 14 500 335 0.67 7.99 5.67 0.95 5.08
Autor B - Text 15 (séric D) 500 347| 0.69 7.97 6.50 0.94 4,92
Autor B - Text 16 (séric D) 500 342| 0.68 7.97 8.00 0.96 4,76
Autor B - Text 17 (séric E) 500 358| 0.72 8.06 575 0.94 5.04
Autor B - Text 18 (séric E) 500 350| 0.70 7.93 6.00 0.94 4,92
Autor B - Text 19 500 353| 0.71 8.10 6.00 0.96 4.82
Autor B - Text 20 500 308| 0.62 7.83 7,00 0.93 4,53

Tabulka 4: Namérené hodnoty vybranych indexii u dvaceti zkoumanych textii pri stanoveni jejich jednomého

rozsahu na 500 po sobé jdoucich tokenii.

TEXT TOKENS | TYPES| TTR| ENTROPIE | H-INDEX | R-INDEX| AVGTOKENLEN
Autor A - Text 1 (série A) 500 360 0,72 8.05 6.00 0.95 475
Autor A - Text 2 (série A) 500 357| 0.71 8.05 7.00 0.97 474
Autor A - Text 3 (série A) 500 370| 0,74 8.10 7.00 0.95 4,91
Autor A - Text 4 (série B) 500 370| 0,74 8.14 7.00 0.97 4,95
Autor A - Text 5 (série B) 500 341| 0,68 7.94 7.00 0.95 4,69
Autor A - Text 6 (série C) 500 361| 0,72 8.08 6.00 0.96 485
Autor A - Text 7 500 356| 0,71 7,98 7.00 0.94 4,56
Autor A - Text 8 (série C) 500 348| 0,70 7.91 7.00 0.94 4,64

15



TEXT TOKENS | TYPES| TTR| ENTROPIE | H-INDEX | R-INDEX| AVGTOKENLEN
Autor A - Text 9 (série C) 500 356| 0,71 8.07 6.67 0.96 4,68
Autor A - Text 10 (série A) 500 362| 072 8.12 6.00 0.95 4,79
Autor B - Text 11 500 381| 0,76 8.25 6.00 0.96 518
Autor B - Text 12 500 370| 0,74 8.09 733 0.97 5.07
Autor B - Text 13 500 389 0,78 8.23 5.00 0.95 5.17
Autor B - Text 14 500 371 0,74 8.13 6.50 0.95 4.83
Autor B - Text 15 (séric D) 500 362| 072 8.03 6.60 0.95 4,84
Autor B - Text 16 (séric D) 500 366| 073 8.12 6.00 0.96 4,95
Autor B - Text 17 (séric E) 500 369 0,74 8.09 7.00 0.95 4.86
Autor B - Text 18 (séric E) 500 348| 0,70 7.96 6.00 0.95 4,70
Autor B - Text 19 500 370| 0,74 8.17 6.50 0.97 4,93
Autor B - Text 20 500 370| 0,74 8.17 6.00 0.96 4,88

Tabulka 5: Namérené hodnoty vybranych indexii u dvaceti zkoumanych textii pri stanoveni jejich jednotmého
rozsahu na 500 nahodné vybranych tokenii.

Jaky vliv ma na vysledky méfeni zpusob vybéru tokent, muzeme odvodit porovnanim
naméfenych hodnot vybranych indext, které uvadime v Tabulce 4 a v Tabulce 5. Obecné lze
fici, ze pifi nahodném vybéru tokenti doslo k nardstu poctu typu. S tim je spojeny narust
hodnot textového ukazatele TTR. Hodnoty entropie se zvySily pouze nepatrné, a to zejména u
textd Autora B. Ke zvysSeni doslo i v pfipadé hodnot h-indexu, zatimco r-index zustal

v podstaté beze zmény. Priméma délka tokenu jako jedina z méfenych hodnot mirn€ poklesla.
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TEXT TOKENS |TYPES |TTR |ENTROPIE |H-INDEX |R-INDEX |AVGTOKENLEN

Autor A - Text 1 (série A) 5000  2414| 048 10,01 22,00 0.94 4,89
Autor A - Text 2 (série A) 5000 2470| 0.49 10,07 22.50 0.94 5.10
Autor A - Text 3 (série A) 5000  2350| 0,47 9,96 22.50 0.94 4,93
Autor A - Text 4 (série B) 5000  2310| 0.46 9,98 23.20 0.95 4,92
Autor A - Text 5 (série B) 5000  2066| 0.41 9.67 23.00 0.93 4,68
Autor A - Text 6 (série C) 5000  2321| 0.46 9,92 2133 0.94 4,90
Autor A - Text 7 5000  2156| 0.43 9.70 22.50 0.93 4,80
Autor A - Text 8 (série C) 5000  2309| 0.46 9.89 20,50 0.93 4,90
Autor A - Text 9 (série C) 5000  2266| 0.45 9.87 22.50 0.94 4.86
Autor A - Text 10 (série A) 5000 2221| 0,44 9.82 22.50 0.92 485
Autor B - Text 11 5000  2626| 0.53 10,27 21,00 0.95 5.28
Autor B - Text 12 4673 2309| 0,49 9,97 21,00 0.94 4,99
Autor B - Text 13 5000  2636| 0.53 10,22 21,00 0.94 5.15
Autor B - Text 14 5000  2338| 0,47 9.93 21,50 0.94 4,91
Autor B - Text 15 (séric D) 5000  2215| 0,44 9.73 21,00 0.93 4,94
Autor B - Text 16 (séric D) 5000  2134| 043 9.73 23.00 0.93 474
Autor B - Text 17 (séric E) 5000  2305| 0.46 10,00 20,00 0.93 5.02
Autor B - Text 18 (séric E) 5000 2398 0.48 9.86 20,50 0.93 4,87
Autor B - Text 19 5000 2277| 0.46 9,94 20,00 0.94 4,96
Autor B - Text 20 5000 2250| 0.45 9.89 22,00 0.92 472

Tabulka 6: Namérené hodnoty vybranych indexii u dvaceti zkoumanych textii pri stanoveni jejich jednomého

rozsahu na 5000 po sobé jdoucich tokenii.

TEXT TOKENS | TYPES| TTR| ENTROPIE | H-INDEX | R-INDEX| AVGTOKENLEN
Autor A - Text 1 (série A) 5000  2495| 0,50 9,99 20,50 0.93 4,90
Autor A - Text 2 (série A) 5000  2454| 0,49 9,97 21,00 0.94 4,93
Autor A - Text 3 (série A) 5000  2332| 047 9,90 22.50 0.93 4.86
Autor A - Text 4 (série B) 5000 2379| 0.48 9,90 2133 0.94 4,80
Autor A - Text 5 (série B) 5000  2315| 0.46 9.88 21,50 0.93 474
Autor A - Text 6 (série C) 5000 2372| 047 9.93 21,50 0.94 4,80
Autor A - Text 7 5000 2372| 047 9.83 22,00 0.93 478
Autor A - Text 8 (série C) 5000  2368| 0,47 9.86 22,00 0.92 475
Autor A - Text 9 (série C) 5000  2205| 0,44 9.72 21.25 0.92 472
Autor A - Text 10 (série A) 5000  2365| 0,47 9,92 21,50 0.93 485
Autor B - Text 11 5000 2614| 0,52 10,27 2033 0.95 5.29
Autor B - Text 12 4673 2309| 0,49 9,97 21,00 0.94 4,99
Autor B - Text 13 5000 2700| 0,54 10,29 20,00 0.94 5.11
Autor B - Text 14 5000  2615| 0,52 10,09 2033 0.95 4,94
Autor B - Text 15 (séric D) 5000  2495| 0,50 9,97 21,50 0.93 4,94
Autor B - Text 16 (séric D) 5000  2442| 0,49 9,94 22,00 0.93 4,87
Autor B - Text 17 (séric E) 5000  2452| 0,49 9.93 21,00 0.93 4,77
Autor B - Text 18 (séric E) 5000  2384| 0,48 9.87 22,67 0.93 4,70
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TEXT TOKENS | TYPES| TTR| ENTROPIE | H-INDEX | R-INDEX| AVGTOKENLEN
Autor B - Text 19 5000 2560( 0,51 10,05 20,67 0,94 4,93
Autor B - Text 20 5000 2527( 0,51 10,05 21,50 0,94 4,78

Tabulka 7: Namérené hodnoty vybranych indexii u dvaceti zkoumanych textii pri stanoveni jejich jednotmého
rozsahu na 5000 ndhodné vybranych tokenii.

Obdobné porovnani namétenych hodnot vidime v Tabulce 6 a v labulce 7. Tentokrat jsme
vsak zvolili horni hranici délky textd, tedy 5000 tokent. Stejné jako v predchozim srovnani, i
zde shledavame, ze pfi nahodném vybéru tokent dochazi k navyseni poctu typl a v zavislosti
na tom i1 ke zvySeni hodnot indexu TTR. Rovnéz hodnoty entropie se v priméru mirné
zvySily. Na rozdil od kratSich vzorkd dat v rozsahu 500 tokent, zde dochazi ke snizeni
hladiny naméfenych hodnot h-indexu, r-index zistava v podstaté beze zmény a primérna

délka tokenu mirn€ poklesa, tak jako v pfedchozim srovnani.

VYBER TOKENS| TYPES| TTR| ENTROPIE| H-INDEX| R-INDEX AVGTOKENLEN
Posloupny 500 349.80| 0.70 8.04 6.41 0.96 4,93
Néhodny 500 363.85| 0.73 8.08 6.48 0.96 4.85
Posloupny 5000| 2318,55| 047 9,92 21.68 0.94 4,92
Néhodny 5000| 2437.75| 049 9,97 21,30 0.93 4.87

Tabulka 8: Priimér naméienych hodnot vybranych indexii u dvaceti zkoumanych ftextii p¥i stanoveni jejich
Jjednomeého rozsahu na 500 a 5000 tokenii.

Na podporu vysSe uvedenych tvrzeni uvadime v Tabulce 8 priméry naméfenych hodnot
vybranych indext, kde mizeme zcela jednoznacné vidét, jak velky je narust, pfipadné pokles,

hodnot ve vztahu k délce zkoumaného vzorku a ke zptisobu vybéru analyzovanych tokent.

Na prikladu téchto méfeni jsme ukazali, jakym zpusobem délka textu ovliviiuje vysledné
hodnoty sledovanych indext. Podrobnéji se tomuto tématu vénuji napiiklad Cech, Popescu a
Altmann (2014). Nejkratsi ze zkoumanych textt, tedy text 12, dosahuje pouze rozsahu 4673
tokend. Proto jsme rozhodli, ze vSechny zkoumané vzorky text v této praci budou mit pevné
stanoveny rozsah 4500 tokent, at’ uz posloupné nebo nahodné vybranych, a to z toho divodu,

aby nebyly negativné ovlivnény vysledky nasich méfeni.
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3.1 Faktorova analyza a vybér textovych ukazatela

Faktorova analyza je vicerozmérna statisticka metoda, kterd nam umoziiuje zachytit korelacni
struktury vztahd mezi pozorovanymi proménnymi prostiednictvim nalezeni spole¢nych
faktori a odhalit tak spolecné vlastnosti pozorovanych proménnych. Tyto spolecné faktory se
v literatufe zpravidla nazyvaji latentni proménné. Tato metoda byla pivodné navrzena
Charlesem Spearmanem v roce 1904 a byla z pocatku pouzivana v oblasti psychologie
(Spearman 1904). Pozd¢ji nasla §iroké vyuziti nejen v humanitnich a pfirodnich védach (napft.

Malinowski 2002), ale také v marketingové analyze.

Faktorovou analyzu vyuzijeme pii vybéru textovych ukazateli se kterymi budeme dale
pracovat. Vypocetni nastroj QUITA podporuje celou fadu textovych ukazateld. Nalezenim
jejich spolecnych faktori muzeme vyloucit navzajem korelované textové ukazatele, tedy
takové, které vyuzivaji obdobnych vlastnosti zkoumanych textd. Na zakladé informaci

ziskanych z nalezené korelacni struktury vybereme vhodné ukazatele pro dalsi praci.
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Obrdzek 1: Faktorovd analyza dvaceti zkoumanych textii, jejichZz délka byla sjednocena na 4500 po sobé
Jjdoucich tokenii. V levé cdsti grafu jsou rozmistény jednotlivé textové ukazatele (pozorované proménné). V pravé
casti grafu jsou rozmistény spolecné faktory (latentni proménné). Prislusnost textovych ukazatelii ke spolecnym
faktorim je vyjddiena carami. Hodnoty nad carami vyjadiuji spoctenou silu korelaci (hladinu vyznamnosti
zavislosti). Cervené cdrkované cary vyjadiuji, Ze vztah mezi pozorovanou proménnou a faktorem je neprimy

(takzvané antikorelovany).

S vyuzitim softwaru QUITA jsme provedli faktorovou analyzu dvaceti zkoumanych textl,
jejichz délku jsme sjednotili na 4500 tokend vybranych v tom poradi, v jakém se vyskytuji
v puvodnim textu od jeho zacCatku. Vizualizaci vysledku uvadime jako Obrdzek 1. V levém
sloupci vidime vycet vSech sledovanych proménnych, tedy vSech textovych ukazatel, jejichz
hodnoty jsme naméfili. V pravém sloupci vidime vysledné spole¢né faktory. Spojnice
pfifazuji jednotlivé latentni proménné ke sledovanym proménnym a tim znédzorfiuji korelacni
strukturu mezi proménnymi. Kazda z téchto spojnic nese Ciselnou hodnotu, ktera reprezentuje

spoCtenou hladinu vyznamnosti obvykle oznaCovanou jako a. Sledované proménné jsou
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sefazeny nejen podle vazby ke konkrétni latentni proménné, ale zaroven sestupné podle

naméfené hodnoty a. Tim je dotvofena korelacni struktura vztaht vSech proménnych.

Na Obrdzku 1 dale vidime, ze k faktoru MR7 nejsou pfifazeny zadné ze sledovanych
proménnych. Nejedna se ale o defekt provedené faktorové analyzy. Tento zdanlivé
nadbyte¢ny faktor ukazuje, ze sledované proménné byly korektné seskupeny k ostatnim
faktorim a jiz neexistuje dalsi (potencialné skryty) faktor v korela¢ni struktufe, ke kterému by

mohly byt jesté pfirazeny.
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Obrdzek 2: Faktorova analyza dvaceti zkoumanych texti, jejichz délka byla sjednocena na 4500 ndhodné

vybranych tokenii. Detailni popis objektii grafit se nachazi u Obrazku 1.

Nasledné jsme provedli faktorovou analyzu stejného korpusu dvaceti textd, jejichz délku jsme
rovnéz sjednotili na 4500 tokenl, stim rozdilem, ze jsme tokeny, které tvoii vzorky

jednotlivych textd, vybrali nahodnym zptsobem. Na Obrdzku 2 vidime vysledek této analyzy.
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Podobné jako u Obrdzku I se zde vyskytuje zdanlivé nadbyteCny faktor MRS, ktery ukazuje,

ze sledované proménné byly korektné pfifazeny k ostatnim faktorim.

Srovnanim vysledku faktorové analyzy na Obrdzku I a na Obrdzku 2, vidime rozdily v poCtu
nalezenych latentnich proménnych. Dale vidime rozdilné pofadi nékterych sledovanych
proménnych, nicméné pii podrobn&j§im prozkoumani dojdeme k zavéru, ze se sledované
proménné shlukuji, ve vztahu k latentnim proménnym, stejnym zpusobem jako v piipadé
posloupného vybéru tokent. To by znamenalo, Zze se korelacni struktura v obou analyzach
vyznamné podoba, ale v piipadé nahodného vybéru tokeni nam staéi k jejimu zachyceni

mensi pocCet spolecnych faktort.

Kdyz se zaméfime na to, které sledované proménné jsou vazany k jednotlivym spole¢nym
faktorim, vidime, Ze se shlukuji podle toho, jaké informace o textu nam piinasi. U prvniho a
druhého spolecného faktoru, oznacenych MR1 a MR2, se shlukuji textové ukazatele slovniho
bohatstvi textu. U tfetiho faktoru (MR3) jsou sdruzené indexy vztahujici se k délce slov
uzitych vtextu. Ctvrty faktor (MR4) zahrnuje pouze jeden textovy ukazatel, kterym je
h-index. V pfipadé posloupného vybéru tokeni se Cast indext sdruzenych pii nahodném
vybéru pod MR2 oddélila a vytvorila samostatnou vazbu na faktor MRS. Stejné tak stoji
v piipad€ posloupného vybéru samostatn€é s vazbou na MR6 jeden zindext, ktery pfi

nahodném vybéru nélezi k indexu MR3.

Na zakladeé provedenych faktorovych analyz jsme vybrali 5 textovych ukazatelt, kterymi jsou
TTR, entropie, h-index, r-index a primérna délka tokenu. Vybér vychazi z korela¢ni struktury
provedenych faktorovych analyz a jednotlivé indexy jsou vybrany tak, aby byly zastoupeny
vSechny spole¢né faktory. Prestoze se napriklad TTR a entropie vazou v obou piipadech ke
stejnému spolecnému faktoru, z povahy téchto indexti a z namérenych hodnot hladiny a jejich
vyznamnosti vime, ze nam poskytnou o zkoumanych textech riizné informace. Proto vybér

dvou indextd vazanych na jeden spole¢ny faktor neni nadbytecny.

Kazdému ztéchto péti vybranych indexti se budeme podrobnéji vénovat v samostatné
podkapitole. Zaméfime se na to, jaké informace o textu nam dany index poskytuje, jakym
zpusobem ho muzeme meéfit, a nebo jestli existuji korelace s dal§imi indexy. Vypocitané
hodnoty téchto vybranych textovych ukazatelt, se kterymi budeme dale pracovat, uvadime

nize v Tabulce 9 pro posloupny vybér tokent a v Tabulce 10 pro nahodny vybér tokent.
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POSLOUPNY VYBER TOKENU

TEXT TOKENS | TYPES | TTR| ENTROPIE | H-INDEX | R-INDEX| AVGTOKENLEN
Autor A - Text 1 (série A) 4500  2201| 0,49 9,91 20.83 0,94 4.87
Autor A - Text 2 (série A) 4500  2250| 0,50 9,98 21.00 0,94 5.09
Autor A - Text 3 (série A) 4500  2189| 0,49 9,93 21.00 0,94 4,96
Autor A - Text 4 (série B) 4500  2116| 0,47 9,90 21.67 0,95 4,90
Autor A - Text 5 (série B) 4500|  1881| 0,42 9.60 22.00 0,94 4,67
Autor A - Text 6 (série C) 4500|  2148| 048 9.87 20,00 0,94 4,94
Autor A - Text 7 4500  1975| 0,44 9,62 22.00 0,93 4,79
Autor A - Text 8 (série C) 4500  2128| 0,47 9.81 19.75 0,93 4.89
Autor A - Text 9 (série C) 4500  2075| 0.46 9,79 21,00 0,94 4.87
Autor A - Text 10 (série A) 4500  2055| 0,46 9,76 20,00 0,92 4.85
Autor B - Text 11 4500  2394| 0,53 10,19 19.50 0,95 5.26
Autor B - Text 12 4500  2254| 0,50 9,95 20,00 0,94 5,01
Autor B - Text 13 4500|  2434| 0,54 10,16 18.60 0,94 5.18
Autor B - Text 14 4500  2132| 047 9,85 19.50 0,94 4,93
Autor B - Text 15 (série D) 4500  2038| 0,45 9,65 20.50 0,93 491
Autor B - Text 16 (série D) 4500  1965| 0,44 9,65 21.50 0,93 4.72
Autor B - Text 17 (série E) 4500  2109| 0,47 9,91 19.00 0,93 5,03
Autor B - Text 18 (série E) 4500  2227| 049 9.81 18.50 0,93 491
Autor B - Text 19 4500  2116| 0,47 9,90 18,00 0,94 5.00
Autor B - Text 20 4500  2061| 0,46 9.81 20.50 0,92 471

Tabulka 9: Hodnoty vybranych indexii u dvaceti zkoumanych textii pri sjednoceni jejich rozsahu na 4500 po

sobé jdoucich tokenii.
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NAHODNY VYBER TOKENU

TEXT TOKENS | TYPES| TTR| ENTROPIE | H-INDEX | R-INDEX| AVGTOKENLEN
Autor A - Text 1 (série A) 4500  2313| 0,51 9,96 20,00 0.94 4,92
Autor A - Text 2 (série A) 4500  2253| 0,50 9,94 21,00 0.94 4,95
Autor A - Text 3 (série A) 4500  2187| 0,49 9.87 21,00 0.93 4,87
Autor A - Text 4 (série B) 4500  2236| 0,50 9.88 2133 0.94 4.83
Autor A - Text 5 (série B) 4500  2125| 047 9.79 19.67 0.94 474
Autor A - Text 6 (série C) 4500  2204| 0,49 9.86 20,67 0.94 4.82
Autor A - Text 7 4500  2253| 0,50 9.91 19.00 0.94 4,91
Autor A - Text 8 (série C) 4500  2246| 0,50 9.88 2133 0.93 485
Autor A - Text 9 (série C) 4500  2076| 0,46 9.73 19.00 0.93 473
Autor A - Text 10 (série A) 4500  2211| 049 9.85 20,00 0.93 4,84
Autor B - Text 11 4500  2413| 0,54 10,19 19.00 0.95 5.29
Autor B - Text 12 4500  2241| 0,50 9,94 20,00 0.94 4,99
Autor B - Text 13 4500  2502| 0,56 10,23 19.00 0.95 5.12
Autor B - Text 14 4500  2383| 0.53 10,01 19.00 0.94 4,91
Autor B - Text 15 (séric D) 4500  2241| 0,50 9.82 21,00 0.93 4,87
Autor B - Text 16 (séric D) 4500  2241| 0,50 9.82 2133 0.94 4.86
Autor B - Text 17 (séric E) 4500  2284| 0,51 9.93 19.00 0.94 4,79
Autor B - Text 18 (séric E) 4500  2181| 048 9.78 21,00 0.93 474
Autor B - Text 19 4500  2317| 0,51 9,95 20,50 0.94 4,94
Autor B - Text 20 4500  2263| 0,50 9.91 2133 0.94 474

Tabulka 10: Hodnoty vybranych indexit u dvaceti zkoumanych textii pri sjednoceni jejich rozsahu na 4500

ndhodné vybranych tokenii.
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3.2 Logisticka regrese

Pocatky vyvoje logistické regrese sahaji az do 19. stoleti, kdy byla pro popis rastu poctu
obyvatel pouzita takzvana logisticka funkce. (Cramer 2002) Metoda logistické regrese se dale
rozvijela az do dnesni podoby a jako jedna z metod matematické statistiky je dnes vyuzivana
v celé fadé odveétvi pii zpracovani dat a v rozhodovacich procesech. Piikladem muze byt
bankovni sektor, ve kterém se logistickd regrese uplatiiuje pfi procesu schvalovani uvéru
k vyhodnoceni schopnosti klienta danou pujcku splacet (Crook, Edelman a Thomas 2007).
V medicin€ se logisticky model pouziva naptiklad k predikci zavaznosti prubéhu onemocnéni
s ohledem na vychozi zdravotni stav pacienta (Dreiseitl a Ohno-Machado 2002). Své vyuziti
nalezl také v marketingu, kde Ize jeho prostfednictvim mimo jiné predvidat prechod
stavajiciho klienta ke konkurenci nebo vybér produktu, ktery klient upfednostni (viz napf.
Constantin  2015). Obecné lze fici, ze model logistické regrese slouzi k odhadu
pravdépodobnosti vyskytu néjakého jevu, ktery je u€inén na zakladé znamych skuteCnosti,
které mohou vyskyt tohoto jevu ovlivnit. Vice o problematice logistické regrese a jejich
aplikacich nalezneme napftiklad v knize Applied Logistic Regression (Hosmer a Lemeshow

2000).
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ExpOddsRatio  Estimate  Std.Error  zvalue  Pr(>[z])
0.00 2175 17.60 -1.24 022
82.92 4.42 3.58 1.24 0.22

[!] Model NENI s dodanym regresorem vyznamné lepii neZ bez né&j (nemd na urfeni odpovddi vyznamny vliv).
Chi-kvadrat = 1.754(1), p-hodnota = ©.185382

MavyZeni o 1 jednotku v 'x' zméni Sanci odpovédi '1' 82.922 krat,

. neboli navyZeni o 1 jednotku v 'x' zvy3i Zanci byt odpovédi '1' o 8192.2 %.
Logisticka regrese dokaze spravné priradit '@' a '1' v 65 ¥ pripadd.

Obrdazek 3: Ukdzka vystupu z aplikace logistické regrese. Dostupna z http://kol-apps.ff.upol.cz/log-reg

Vstupem jsou nezavislé proménné (sloupec X) a zavislé proménné (sloupec Y) nabyvajici hodnot 0 a 1. V nasem
pripadé tyto hodnoty reprezentuji autorstvi, tedy zda-li je autorem dila Autor A ¢i Autor B. Vystupem je graf s
Jjednotlivymi body, nalezenou logistickou krivkou a vypoctenymi parametry. V Sedém ramecku je uvedeno

automatizované vyhodnoceni statistické vyznamnosti (signifikance) vysledného regresniho modelu.

26


http://kol-apps.ff.upol.cz/log-reg

Jak jsme jiz zminili v kapitole 2.3 Pouzity software, logistickou regresi budeme provadét za
pouziti on-line nastroje, jehoz uzivatelské rozhrani a vzorové vystupy jsou pro ilustraci
uvedeny na Obradzku 3. Zpracovavat budeme data uvedend v Tabulce 9 a Tabulce 10. Tato
data budeme vkladat do levého sloupce aplikace logistické regrese, ktery je urCeny pro
nezavislé proménné, takzvané prediktory. Ty mohou nabyvat libovolnych hodnot, v nasem
pfipadé budeme zpracovavat naméfené hodnoty jednotlivych textovych ukazateld. Ve
vizualizaci vysledka budou tyto hodnoty vykresleny na ose X, tedy na horizontalni ose grafu.
Do pravého sloupce aplikace logistické regrese budeme vkladat binarni zdvis/é proménné,
které nabyvaji hodnoty 0 nebo 1. Tyto hodnoty odpovidaji vyskytu (nebo nevyskytu)
sledovaného jevu. V naSem piipadé je tim jevem puvodce textu, tedy Autor A nebo Autor B.
Pridé€leni téchto hodnot je arbitrarni, tudiz nema zadny vliv na vysledky. Jedinym praktickym
disledkem je barevné rozliSeni dat pii jejich vizualizaci, kdy data se zavisle proménnou,
nabyvajici hodnoty 0, jsou vykreslena ¢ernou barvou a data se zavisle proménnou, nabyvajici
hodnoty 1, jsou vykreslena Cervené. Tyto hodnoty nalezneme na ose Y, tedy na vertikalni ose
grafu. S pomoci logistické regrese prolozime datové body spojitou kiivkou, kterou nazyvame
sigmoida. Krome vizualizace vysledku je vystupem aplikace logistické regrese i vyhodnoceni
pouzitého modelu s procentni ucinnosti. Diulezitou sledovanou hodnotou pro nas bude
takzvana p-hodnota, kterd nam ftika, jestli mame dostate¢nou evidenci, abychom mohli
rozhodnout, jestli je vysledek statisticky signifikantni. Abychom mohli vysledny model
vyhodnotit pravé jako statisticky signifikantni, nesmi p-hodnota presahnout 0,01.

3.3 Popis a analyza textovych ukazateli

Pro kazdy zvybranych indexti provedeme logistickou regresi, abychom zjistili, s jakou
pravdépodobnosti dokdzeme na zakladé jejich naméfenych hodnot pfifadit texty
k jednotlivym autorim. Pokud budou vysledné hodnoty sledovanych indext signifikantné
rozdilné, méli bychom byt schopni za pomoci tohoto modelu uréit, ktery z textd nalezi

Autorovi A, a ktery z textl je dilem Autora B.

3.3.1 Entropie

Jednim z vyznamnych textovych ukazatelt, na ktery se v nasi praci zamétime, je entropie.
Protoze se jedna o veli¢inu pfitomnou a dulezitou v celé fadé védnich obord, mizeme se
setkat s jejimi raznymi definicemi. Obecné ale mizeme fici, Ze se jedna o takzvanou ,miru

neurCitosti nebo ,miru neusporadanosti“ systému. Poprvé byl tento pojem zaveden
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v klasické termodynamice roku 1865 Rudolfem Clausiem ve vztahu k nevratnosti
termodynamickych jevii v podobé druhého termodynamického zakona. V teorii informace, u
jejihoz zrodu stal Claude Elwood Shannon, byl pojem entropie poprvé zaveden v kontextu
nadhodnych veli¢in ke kvantifikaci jejich ndhodnosti v €lanku 7The Mathematical Theory of
Communication (Shannon 1948). Z této védni discipliny byl pojem entropie posléze prenesen

do lingvistiky (Holmes 1994).

Entropii statistického souboru, napfiklad daného textu, miizeme spocitat s pouzitim vzorce

N
H=-2, pilog,p,

i=1

kde p, vyjadiuje pravdépodobnost (frekvenci) vyskytu itého prvku souboru a N celkovy pocet
prvkd souboru. (Cover 2012; Cech, Popescu a Altmann 2014). Zaklad logaritmu souvisi s
volbou jednotek mnozstvi informace. V kontextu teorie informace a kvantitativni lingvistiky
se zpravidla pouziva zaklad logaritmu dva (Cech, Popescu a Altmann 2014), mnozstvi
informace pak uvadime v bitech (Shannon 1948). Volba zakladu nicméné nema vliv na

obecnou informacéni hodnotu entropie.

Krome vySe definované informacni entropie existuji dalsi entropické veli¢iny pouzivané nejen
v teorii informace. Jedna se naptiklad o kiizovou entropii, podminénou a sdruzenou entropii
(Cover a Thomas 2012), vzajemnou informaci (Shannon 1948; Fano 1957) a nebo relativni
entropii (Manning a Schuitze 1999), v literatufe také oznaCovanou jako Kullback—Leiblerova

divergence a mimo jiné pouzivanou také v lingvistice pfi urCovani autorstvi (Zhao 2000).

V lingvistice entropie pfirozené vyjadiuje redundanci, potazmo bohatost, pouzitého jazyka,
jelikoz souvisi s frekvenci vyskytu slov a jejich opakovanim. (Dolezel 1963; Kramsky 1959)
Cim vy8§i je vypoétena hodnota entropie, tim méné koncentrovany je slovnik a tim vé&tsi je
bohatstvi textu, nebot jednotlivd slova nesou vys§si mnozstvi informace. Z Gibbsovy
nerovnosti (Brémaud 1988) vyplyva, ze text ve kterém se neopakuji slova nabyva nejvyssi
mozné hodnoty entropie, rovné log N kde N odpovida délce textu. Naopak, niz§i entropie
souvisi s vyS§i redundanci textu, tedy s opakovanim slov. Uvazujme piiklad plné
redundantniho textu, tedy takového textu, ve kterém se stale opakuje jen jedno jediné slovo.

Entropie takového textu je pak nulova, nebot’ log p,=log 1=0.

V obecné roviné lze fici, ze redundance je pfirozenou a potiebnou soucasti jazyka, protoze

chrani sdéleni pied zkreslenim nebo ztratou informace vlivem Sumu. V praxi se muze jednat o
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tiskové chyby, preklepy nebo o poskozeni média, napriklad v disledku znecisténi. V piipadé
dalkové komunikace mohou sdéleni ovlivnit pfenosové chyby. Informacéni redundance tak
snizuje pravdépodobnost, ze prenesena zprava bude pro pfijemce nesrozumitelna.

(Shannon 1948)

Pfi urCovani autorstvi je pro porovnani autorskych dél mozné vyuzit entropie danych textl
(Holmes 1994; Kubat, Matlach, Cech 2014), respektive relativni entropie (Zhao 2006). V této
praci se omezujeme na pouziti zadkladniho konceptu informacni entropie, vySe definované
symbolem H, vypocitané pro jednotlivd autorska dila nastrojem QUITA. Z vypoctenych
hodnot uzitim logistické regrese vytvaiime logisticky regresni model. Pii analyze vysledku se
zamefime na statistickou vyznamnost regresniho modelu. Model budeme povazovat za
statisticky nevyznamny v pfipadé, ze vypoctena p-hodnota presdhne nami stanovenou hranici
0,01. V takovém piipadé nebude mit vysledny model v kontextu této prace pfinos pro urceni

autorstvi.
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Obrdzek 4: Logistickd regrese indexu entropie dvaceti zkoumanych texti, jejichz délka byla sjednocena na 4500

po sobé jdoucich tokenil.

Na Obrazku 4 vidime grafické znazornéni vysledku logistické regrese indexu entropie, jehoz
hodnoty byly naméfeny ve vzorcich zkoumanych textd o jednotné délce 4500 tokenu, které
jsme vybrali v jejich pivodnim poradi od zacatku textu. S pomoci ziskaného modelu mizeme
autory k t€émto zkoumanym textim spravné prifadit pouze v 50 % piipadd. Kvalitu tohoto
modelu mizeme charakterizovat pomoci p-hodnoty 0,29566, coz znamena, ze tento model
neni funkcni a vysledek neni statisticky signifikantni. Index entropie pfi pouziti posloupného

vybéru tokent tudiz neni vhodnou metrikou pro rozliSeni autorstvi nami zkoumanych textt.
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Obrdzek 5: Logistickd regrese indexu entropie dvaceti zkoumanych texti, jejichz délka byla sjednocena na 4500

ndhodné vybranych tokenii.

Obrazek 5 nam poskytuje nahled na grafické znazornéni vysledku logistické regrese
aplikované rovnéz na index entropie. V tomto pfipadé jsme vSak hodnoty indexu méfili na
zakladé nahodného vybéru tokend. Takto ziskany model nam umoziuje spravné pfifadit
autory k textim v 70 % pripadd. Kvalitu tohoto modelu mizeme charakterizovat pomoci
p-hodnoty 0,060587, coz znamena, ze tento model neni funkcni, respektive statisticky
signifikantni, nebot dostateCnou evidenci pro rozhodnuti jsme stanovili na 0,01. Ani pfi
nahodném vybéru tokent neni index entropie vhodnou metrikou pro rozliSeni autorstvi nami

zkoumanych textu.

3.3.2 Type to Token Ratio (TTR)

Jak jiz bylo feceno, token je kazda jedna konkrétni realizace jednotky v daném kontextu.
Jejim na kontextu nezavislym protéjSkem je tzv. fpe. Typy jsou obvykle v zakladnim
slovnikovém tvaru, tzv. lemmata, a jejich vycCet z daného textu tvoii mnozinu vSech tokenu
bez jejich opakovani. Type rovnéz muize nést rizné kvantifikovatelné vlastnosti, jako
naptiklad frekvenci. Proto jsou tyto jednotky pouzivany mimo jiné i pii sestavovani
frekvenc¢nich slovniki, které jsou pii textovych analyzach vyuzivany jiz od konce 19. stoleti.
Ptikladem je Haufigkeitsworterbuch der deutschen Sprache, sestaveny Friedrichem

Wilhelmem Kéadingem, vydany v roce 1897.

Pokud se podivame, v jakém poméru se v textu vyskytuji typy a tokeny, dokazeme urcit miru
lexikalni rozmanitosti zkoumaného textu. Tento ukazatel, tedy #ype to foken ratio, zkracené
TTR, se vypocita tak, ze poCet unikatnich slov (typi) vydélime poctem vSech slov
realizovanych v daném textu (tokenu). Formalni matematicky zapis potom vypada

nasledovné.
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TTR=Y.
N

kde pocet tokenti oznaCujeme pismenem N, pocCet typt potom zastupuje pismeno V, referujici
k anglickému vyrazu pro slovnik, vocabulary. (Cech a Kubat 2017) Vysledné hodnoty se
pohybuji v rozpéti 0 az 1, pfi¢emz pti vysledné hodnoté 1 je kazdé slovo v textu unikatni, text
se tedy vyznaGuje nejvy$§i moznou mirou entropie. Cim vice se hodnota TTR blizi nule, tim
vice se slova opakuji a tim narusta mira redundance textu (Sedlacikova 2012). Tento ukazatel
tedy svym zpusobem dopliiuje entropii (popsanou podrobngji v sekci 3.3.1 Entropie). Na tuto
skuteCnost poukazuje také faktorova analyza provedena v uvodu této kapitoly (3.1 Faktorova
analyza a vybér textovych ukazatell), kde se jak na Obrdzku 1, tak na Obrdzku 2, ukazatele

TTR a entropie sdruzuji u stejného faktoru.

V této sekci se pokusime oveéfit, zda-li je mozné ukazatel TTR vyuzit k pfifazeni (ovéfeni)
autorstvi. Nejprve s pomoci programu QUITA vypocitame hodnoty TTR pro jednotlivé texty
a na zaklade téchto hodnot logistickou regresi vytvotfime rozhodovaci model. Pii analyze se

zaméfime na statistickou vyznamnost modelu se zvolenou hranici vyznamnosti 0,01.
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Obrdzek 6: Logisticka regrese indexu TTR dvaceti zkoumanych textil, jejichZ délka byla sjednocena na 4500 po

sobé jdoucich tokenii.

I v pfipadé indexu TTR jsme nejprve méfili jeho hodnoty na zékladé posloupného vybéru
tokent. Vysledny graf logistické regrese vidime na Obrdzku 6. Ziskany model nam umoziuje
spravné piifadit autory ktextim v 50% piipadd. Kvalitu tohoto modelu mizeme
charakterizovat pomoci p-hodnoty 0,216063, coz znamenda, ze tento model neni funkcni,
respektive statisticky signifikantni. DostateCnou evidenci pro rozhodnuti jsme stanovili na
0,01. Tento index tudiz neni vhodnou metrikou pro rozliSeni autorstvi texti zkoumanych v

této praci.
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Obrdzek 7: Logistickd regrese indexu TTR dvaceti zkoumanych textii, jejichZ délka byla sjednocena na 4500

ndhodné vybranych tokenii.

Pro srovnani jsem opét provedli méfeni hodnot indexu TTR i pii nahodném vybéru tokent.
Vysledny graf vidime na Obrdzku 7. S pomoci takto ziskaného modelu miizeme autory
k textim spravné prifadit v 65 % pripadi. Kvalitu tohoto modelu muzeme charakterizovat
pomoci p-hodnoty 0,009773, coz znamena, Ze tento model je funk¢ni a pfinasi nam statisticky
signifikantni vysledek. Index TTR je tudiz pti nahodném vybéru tokenti vhodnou metrikou

pro rozliSeni autorstvi nami analyzovanych textu.

3.3.3 Hirschiiv index (/-index)

Hirschiv index, zpravidla oznaCovany jako h-index, popiipadé jako h-bod, byl navrzen
Jorge E. Hirschem pro ucely charakterizace publikacni cinnosti védeckych pracovniki
fyzikalnich disciplin (Hirsch 2005). Nasledn¢ se stal jednim z nejCastéji pouzivanych
indikatort ve scientometrii (Quaia a Vernuccio 2022). Sviij vyznam a pouziti nasel také na
poli kvantitativni lingvistiky (Popescu a Altmann 2006). S jeho pomoci muzeme napiiklad
rozdélit takzvany frekvencéni slovnik na autosémantickou a synsémantickou cast,
charakterizovat slovni bohatstvi textu, jeho tématickou koncentraci a nebo kompaktnost textu

(Popescu 2007; Popescu 2009; Cech 2016).

Hodnotu h-indexu mazeme urcit ze slovniku daného textu tak, ze jednotliva slova slovniku
sefadime sestupné podle jejich frekvence (zastoupeni) v textu. Funkce f(r) udava frekvenci
rtého nejCastéjSiho slova. Pofadi r zpravidla oznacujeme terminem rank. Pevny bod této
funkce, tedy takové h, pro které plati f(h)=h, uréuje h-index. Neboli, slovo, jehoz poradi
(rank) se rovna jeho frekvenci, uruje h-index, respektive hodnota h-indexu je rovna potradi

tohoto slova.
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V pripadé, ze takové slovo neexistuje, je mozné vyuzit slozitéjSiho vypoctu, zalozeného na
vyteSeni soustavy dvou rovnic, a vysledek zaokrouhlit na celé ¢islo. Vypocet spociva v

f(ri)rj_f(rj)ri
rj_f(rj)_ri+f(ri)

h=

2

kde pfi vypoCtu pracujeme s ranky r; a r; pro které plati, ze r;<r; ar, je takove nejvetsi cislo,
pro které plati r,<f(r,) a obdobng, r; je takové nejvétsi Cislo, pro které plati r;<f (r J.). Nebot
vysledkem tohoto vypoctu je obecné realné cislo, musime jej pro urceni celoCiselného

h-indexu zaokrouhlit. Tuto tpravu ve vyrazu symbolizuji hranaté zavorky (Popescu 2009).

Jelikoz je h-index spjaty s celou fadou lingvistickych charakteristik zkoumaného textu (viz
vyse), pokusime se ovéfit, zda-li je mozné jej pfimo vyuzit k pfifazeni (ovefeni) autorstvi.
Nejprve s pomoci programu QUITA vypocitame hodnoty h-indexu pro jednotliva dila a z
téchto hodnot pak logistickou regresi vytvofime rozhodovaci model. Pfi analyze vysledného

modelu se opét zamefime na jeho statistickou vyznamnost s hranici vyznamnosti 0,01.
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Obrdzek 8: Logistickd regrese h-indexu dvaceti zkoumanych textii, jejichZ délka byla sjednocena na 4500 po

sobé jdoucich tokenii.

Nejdiive jsme pouzily hodnoty h-indexu zkoumanych textd naméfenych pii posloupném
vybéru tokent. Na Obrdzku 8 vidime grafické vyobrazeni takto ziskaného modelu. Na jeho
zakladé muzeme k textim spravné piifadit autory v 70 % pfipadu. Kvalitu tohoto modelu
muizeme charakterizovat pomoci p-hodnoty 0,003505. Protoze jsme jako hranici vyznamnosti
stanovili hodnotu 0,01, znamena to, ze tento model je funkéni a vysledek je statisticky
signifikantni. H-index pfi pouziti posloupné vybranych tokent je tedy vhodnou metrikou pro

rozliSeni autorstvi nami zkoumanych textt.
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Obrdzek 9: Logistickd regrese h-indexu dvaceti zkoumanych textii, jejichZz délka byla sjednocena na 4500

ndhodné vybranych tokenii.

Pii nahodném vybéru tokeni muzeme s pomoci ziskaného modelu logistické regrese pro
h-index spravné prifadit autory k textim v 50 % pfipadd, viz Obrdzek 9. Kvalitu tohoto
modelu mizeme charakterizovat pomoci p-hodnoty 0,656651, coz znamena, ze tento model
neni funkcni, respektive statisticky signifikantni. Dostate¢nou evidenci pro rozhodnuti jsme
stanovili na 0,01, stejné jako v predeslych pripadech. H-index naméfeny na vzorku nahodné
vybranych tokena proto neni vhodnou metrikou pro rozliSeni autorstvi texti, které zkoumame

v této praci.

3.3.4 Délka krivky (r-index)

Pomérnd délka kiivky, takzvany r-index, Gzce souvisi se slovnim bohatstvim textu
(Cech, Popescu a Altmann 2014). Pro jeji vypocet zpotatku postupujeme podobné jako v
ptipadé h-indexu. Nejprve setiidime slovnik daného textu sestupné podle frekvence vyskytu

jednotlivych slov. Funkce f(r) pak udava frekvenci rtého nejéast&jsiho slova.

Délku kiivky této funkce, zpravidla oznaCovanou symbolem L, muzeme spocitat z délek
tise¢ek (segment(l) mezi jednotlivymi funkénimi hodnotami f(1),f(2),f(3),....f (V) kde V
udava celkovy pocet slov slovniku. Délku jednotlivych segmentd urime s pomoci

Pythagorovy véty

d(r)=V(f(r+1)=f(r)f+1,

kde symbolem d (r) rozumime vzdalenost mezi prvnim a druhym bodem frekvenéni funkce.
Tento vyraz se v literatufe také oznacuje jako Euklidovska vzdalenost. Celkova délka kiivky

pak odpovida souctu délek dil¢ich usecek (Popescu, Macutek a Altmann 2010). Mame tak

\4

e F()FeL

1
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r
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Obdobn¢ urCime délku kiivky koncici h-indexem. Predpokladejme, ze h oznacluje

celocdiselnou hodnotu h-indexu. Potom veli¢ina

udava délku kiivky koncici h-indexem. Pomérnou délku kiivky, tedy hledany r-index,

vypoclitame s pomoci vzorce

R= ﬂ =1— E’

L L
jako pomér vySe vypocitané délky kiivky H za h-indexem vuci celkové délce kiivky.
Hodnota r-indexu se tak pohybuje v intervalu mezi &isly nula a jedna (Kubat, Matlach a Cech

2014; Cech, Popescu a Altmann 2014).

V nasledujicich odstavcich se na zakladé konceptu slovniho bohatstvi, respektive
vypoctenych hodnot r-indexu, pokusime ovéfit, zda-li je mozné jej pfimo vyuzit k pfifazeni
(ovéteni) autorstvi. Nejprve s pomoci programu QUITA vypocitime hodnoty r-indexu pro
jednotliva dila a z téchto hodnot pak logistickou regresi vytvoiime odpovidajici rozhodovaci
model. Pfi analyze vysledného modelu se, podobné jako v predeslych ptipadech, zamétime na

jeho statistickou vyznamnost s hranici vyznamnosti 0,01.
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Obrdzek 10: Logisticka regrese r-indexu dvaceti zkoumanych textii, jejichz délka byla sjednocena na 4500 po

sobé jdoucich tokenii.

Na Obrdzku 10 vidime graf zachycujici vysledek logistické regrese r-indexu naméreného na
posloupné vybraném vzorku tokenti. S pomoci ziskaného modelu miZeme autory k textim
spravné pritadit v 55 % pripadi. Kvalitu tohoto modelu miizeme charakterizovat pomoci
p-hodnoty 0,645286, coz znamena, ze tento model neni funkcni, respektive statisticky
signifikantni. Zvoleny index, tedy r-index pii posloupném vybéru tokenl, neni vhodnou

metrikou pro rozliSeni autorstvi nami zkoumanych textt.
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Obrdzek 11: Logisticka regrese r-indexu dvaceti zkoumanych texti, jejichz délka byla sjednocena na 4500

ndhodné vybranych tokenii.

Obrazek 11 ptinasi vysledny graf logistické regrese r-indexu, tentokrat vSak meétfeného na
nahodném vzorku tokenti. S pomoci takto ziskaného modelu mizeme autory k textim spravné
pifadit v 55 % pripadi. Kvalitu tohoto modelu mtizeme charakterizovat pomoci p-hodnoty
0,393202, to znamena, ze ani tento model neni funkcni, respektive statisticky signifikantni.
Tento zvoleny index tudiz neni vhodnou metrikou pro rozliSeni autorstvi nami zkoumanych

textu.

3.3.5 Prumérna délka tokenu

Primémou délku tokenu (ATL, z anglického Average Token Length), v tabulkach uvedenou

jako AVGTOKENLEN, spocitame pomoci aritmetického primeéru, daného vzorcem
1 N
ATL=— ;
N ; Xl)

kde proménné x; urCuji délky jednotlivych tokent v grafémech a symbol N definuje celkovy

pocet tokent v analyzovaném textu (Kubat, Matlach, Cech 2014).

Délka slov (tokentl) pouzitych v textu se, v zavislosti na jazyce, autorovi a typu literarniho
dila, fidi obecné raznymi pravdépodobnostnimi distribucemi. Nalezenim konkrétnich
parametr a pravdépodobnostnich distribuci ve vztahu k riznym jazykim se detailn€ zabyva
mimo jiné Popescu (Popescu et al. 2013). V pripadé Ceského jazyka je primérna délka slova

estimovana na 5,5 grafému (Kralik 1983).

Tento textovy ukazatel, mimo jiné, souvisi s Menzerath-Altmannovym zakonem, podle
kterého je délka jazykového konstruktu imérna délce jeho konstituentd. Typickym prikladem
je souvislost délky slabik s délkou slov: ¢im vice slabik slovo obsahuje, tim jsou pouzité

slabiky v proméru kratsi (Cech, Popescu a Altmann 2014). Umérnost porovnavanych veli¢in
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se obecné odviji od autorstvi, typu textu, uzitého jazyka, zanru, literarniho stylu 1 samotné
formy autorského dila (Cech, Popescu a Altmann 2014). Napiiklad v ramci Eeského jazyka je
mozné pozorovat zavislost primérné délky slov a frekvenci vyskytu jednotlivych grafému s
ohledem na uzity styl: nezanedbatelné rozdily jsou patrné mezi administrativnim, odbornym a
publicistickym stylem (Kralik 1983). V naSem piipadé pracujeme s autorskymi texty ve
stejném jazyce, zanru i formé. Pro dila jednotlivych autord by tak méla platit obdobna

zavislost v kontextu Menzerath-Altmannova zakona.

S timto predpokladem se pokusime ovéfit, zda-li je mozné vyuzit primérné délky tokenu k
pfifazeni (ovéfeni) autorstvi. Nejprve s pomoci programu QUITA vypocitame prumérné délky
tokent jednotlivych autorskych dél a z téchto hodnot pak logistickou regresi vytvorime
rozhodovaci model. Pfi analyze tohoto modelu se, podobné jako v predeslych piipadech,
zaméfime na jeho statistickou vyznamnost s hranici vyznamnosti 0,01. Pfi jejim prekroceni
nebudeme model povazovat za vypovidajici a tedy piinosny pii rozhodovani o pfifazeni

autorstvi.

1.0

0.2

Y
0.6

| | 1| | 11

@ \ 8

-0.2

4.7 4.8 4.9 5.0 5.1 5.2

Obrdzek 12: Logisticka regrese indexu primérné délky tokenu dvaceti zkoumanych textii, jejichz délka byla

sjednocena na 4500 po sobé jdoucich tokenii.

Za pouziti vzorku po sobé€ jdoucich tokenti jsme naméfili hodnoty indexu zachycujiciho
pramérnou délku tokenu. S pomoci ziskaného modelu, zachyceného za Obrdazku 12, mazeme
autory k textim spravné piifadit v 65 % piipadd. Kvalitu tohoto modelu mizeme
charakterizovat pomoci p-hodnoty 0,185382. To znamend, ze tento model neni funkcni,
respektive statisticky signifikantni, s ohledem na stanovenou hranici vyznamnosti. Index
prumérné délky tokenu meéfeny na posloupné vybranych tokenech neni tudiz vhodnou

metrikou pro rozliSeni autorstvi nami analyzovanych textt.
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Obrdzek 13: Logisticka regrese indexu primérné délky tokenu dvaceti zkoumanych textii, jejichz délka byla

sjednocena na 4500 ndhodné vybranych tokenii.

Posledni graf logistické regrese vidime na Obrdzku 13. Zobrazuje vysledek pro index
prumérné délky tokenu, jehoz hodnoty jsme naméfili pii nahodném vybéru tokent. S pomoci
takto ziskaného modelu muzeme autory k textim spravné prifadit v 60 % pfipadu. Kvalitu
tohoto modelu mizeme charakterizovat pomoci p-hodnoty 0,170296. Tento model tedy neni
funkeni, respektive statisticky signifikantni, nebot’ pfesahuje stanovenou hranici vyznamnosti.
Zvoleny index prumérné délky tokenu pfi nahodném vybéru tokenti proto neni vhodnou

metrikou pro rozliSeni autorstvi texti analyzovanych v této praci.

3.3.6 Vysledky a resumé

V Tabulce 11 a labulce 12 shrnujeme naméfené vysledky vybranych textovych ukazatela pri

pouziti riznych metod vybéru tokend.

Pfi pouziti metody posloupného vybéru tokenti, které jsme vybrali z korpusu dvaceti
zkoumanych textl, jejichz délka byla sjednocena na 4500 tokent (Zabulka 11), jsme pomoci
linearni regrese zjistili, ze pfi pouziti ukazatele h-index jsme schopni ur€it autora textu
s pravdépodobnosti 70 %. Tento vysledek povazujeme za signifikantni, nebot’ vypocitana
p-hodnota je nizsi, nez nami stanovena hrani¢ni hodnota 0,01. Ostatni vybrané textové
ukazatele jsme pii pouziti posloupného vybéru tokent na zaklade jejich vypocitané p-hodnoty

vyhodnotili jako nesignifikantni.

V Tabulce 12 jsme za pouziti metody nahodného vybéru tokend, aplikované na stejny vzorek
vstupnich dat jako v pfipadé posloupného vybéru, zjistili, ze signifikantni vysledek byl
nameéfen pouze v piipadé textového ukazatele TTR, ktery pfi vypocitané p-hodnoté 0,0098

umozni stanovit autorstvi v 65 % piipadu.
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Posloupny vybér tokenu

Textovy ukazatel Procentuilni i¢innost p-hodnota
TTR 50 % 0,216063
Entropie 50 % 0,295660
H-index 70 % 0,003505
R-index 55 % 0,645286
AVGTOKENLEN 65 % 0,185382

Tabulka 11: Srovnani ucinnosti a signifikance vybranych textovych ukazatelii ziskanych linedrni regresi pri
pouZiti metody posloupného vybéru tokenii, aplikované na dvacet zkoumanych texti, jejichZz délka byla
sjednocena na 4500 tokenii. Z vybranych ukazatelii jsme dosahli signifikantniho vysledku pouze pro h-index,

DpFi jehoZ pouZiti jsme schopni rozlisit autorstvi v 70 % pripadii.

Nahodny vybér tokenu

Textovy ukazatel Procentuilni i¢innost p-hodnota
TTR 65 % 0,009773
Entropie 70 % 0,060587
H-index 50 % 0,656651
R-index 55 % 0,393202
AVGTOKENLEN 60 % 0,170296

Tabulka 12: Srovndni ucinnosti a signifikance vybranych textovych ukazatelii ziskanych linedrni regresi pri
pouZiti metody ndhodného vybéru tokenil, aplikované na stejny vzorek vstupnich dat jako v Tabulce 11.
Z vybranych ukazatelii jsme dosdhli signifikantniho vysledku pouze pro TTR, pFi jehoZ pouZiti jsme schopni
rozlisit autorstvi v 65 % pripadii.

4  Model Bag-of-Words

Dalsi metodou ovéfovani autorstvi, na kterou se zaméfime, je takzvany Bag-of-Words model,
zkracené BoW. Je jednim ze zakladnich modelt pocitatového zpracovani textd, ktery nam
umoziuje zcela automaticky, bez naSeho zasahu, urcit podobnost zkoumanych texti na
zakladé uzitych slov. Tento model se ¢asto pouziva pii zpracovani prirozeného jazyka (NLP).
Jeho piednosti je jeho jednoduchost a stim spojenad relativni vypocetni nenarocnost.
Podrobnéji o pouziti modelu Bag-of Words pfi zpracovani dat pojednava napftiklad piispévek

z mezinarodni konference v Irdku (Qader, Ameen a Ahmed 2019).

Pokud se rozhodneme vytézit vlastnosti textu pomoci modelu Bag-of-Words, musime vzit
v potaz, ze tento model nijak nezohledruje pozici slov v textu, jejich vzajemné vztahy v ramci
syntaktickych a sémantickych struktur, ani jejich vzijemnou podobnost, nybrz spociva
v definovani slovniku daného textu. Odtud je odvozen i ndzev modelu. Pfedmétem zajmu je

pouze vyskyt slova v textu, nikoliv jeho umisténi. Dozvidame se tak, jaka slova jsou v textu
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pouzita a s jakou frekvenci jsou tato jednotliva slova zastoupena, tedy pocet jejich opakovani.
Vypocitané hodnoty jsou reprezentovany vektory. Predpokladem potom je, Ze texty jsou (si)
podobné, pokud jsou (si) podobné jejich slovniky. Zkoumame tedy obsahovou podobnost

textd. Zaroven muzeme predpokladat, ze takové texty pracuji s podobnymi tématy.

Aplikaci metody vicerozmérného Skalovani (MDS, popsanou v nasledujici sekci), mizeme

urcit vzajemnou miru podobnosti zkoumanych textd.

4.1 Metoda vicerozmérného Skalovani

Jednim =z nastroju, které muzeme vyuzit k analyze zpracovanych dat je metoda
vicerozmérného Skalovani (MDS, z anglického Multidimensional Scaling). S pomoci této
metody je mozné vizualizovat podobnost mezi jednotlivymi prvky mnoziny ruznych objektt v

obecné vicerozmérném prostoru (Mead 1992).

Jedinym pozadavkem pro jeji uspéSné pouziti je znalost vzdalenosti mezi porovnavanymi
objekty. Musime tedy pracovat s objekty, jejichz vlastnosti jsou bud'to vyjadiené ¢iselné, nebo
je mozné je na Cisla prevést. Nasledné je potiebné urcit, jakym zptsobem ma byt vzdalenost
mezi jednotlivymi objekty vypocitana. Obvykle se pro vypocet vzdalenosti pouziva
Euklidovska vzdalenost (Mead 1992) nebo kosinova nepodobnost (Tan et al. 2019).

Obecné je mozné vyuzit metody vicerozmérného Skalovani pfi identifikaci témat, ktera jsou
spole¢na zkoumanym textim. K tomuto ucelu je mozné vyuzit metody singularniho rozkladu
(SVD, z anglického Singular Value Decomposition) k identifikaci samotnych témat a metody
vicerozmérného Skalovani pro vizualni reprezentaci podobnosti. Pii podrobnéj§i analyze je
dokonce mozné urcit spole¢na témata na urovni uzitého lexika. Patentovana metoda latentni
sémantické analyzy (LSA, z anglického Latent Semantic Analysis), vyuzivana mimo jiné pfi
zpracovani prirozeného jazyka, je ve své podstaté zalozena na modelu Bag-of-Words.

(Kherwa 2017)

Metody vicerozmérného Skalovani vyuzijeme pro analyzu (ne)podobnosti jednotlivych texta.
Pii praci s grafem, ktery je vykresleny za pomoci této metody, vyhodnocujeme vzijemné
rozlozeni objektli. V nasSem pfipadé pouzivame zobrazeni do dvourozmeérného prostoru, tedy
do roviny. Rozmisténi jednotlivych bodu, reprezentujicich porovnavané objekty, na grafu a
jejich vzajemné postaveni, respektive vzdalenost, se odviji od miry jejich vzijemné
podobnosti. Graf tak ve své podstaté tvoii mapu objektd, na které nahlizime shora. Body

nejpodobnéjsich objekti se budou vzajemné prekryvat. Naopak, se vzrastajici nepodobnosti
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se od sebe budou jednotlivé body, které tyto objekty reprezentuji, vzdalovat. Kromé
vzdalenosti mezi jednotlivymi body muzeme dale vyhodnocovat i vzdalenost mezi shluky

bodd, do kterych se objekty mizou seskupovat, a rovnéz jejich vzajemné postaveni.

Velikost nize uvedenych obrazkl znesnadnuje Citelnost popiskd u jednotlivych bodu, ale pro
lepsi srozumitelnost analyz je dostacujici barevna distinkce a dobfe patrné rozlozeni bodd na
poli grafu. Podrobné se 1ze na kazdy z grafi podivat na konci této prace v sekci Piilohy, kde

jsou grafy pfilozeny v dostateCném rozliSeni (Obrdzek 20 a Obrdzek 21).

4.2 Priprava a zpracovani vstupnich dat

Prvnim krokem pfipravy a zpracovani dat je tokenizace textd. Tu provedeme prostiednictvim
vypocetniho softwaru QUITA, kde zvolime pro zpracovani Regex Iokenizer v jeho vychozim
nastaveni. V dalSim kroku texty ofizneme na nami zvoleny jednotny pocet 4500 tokenu
prostfednictvim nastaveni 7okens Reduce. Zaroven mizeme zvolit, jestli maji byt tokeny
vybirany ndhodné nebo v tom poradi, v jakém se vyskytuji v textu od jeho zacatku. Z téchto
vyfiltrovanych vyrazi vytvoii QUITA tabulku slov pro kazdy analyzovany text. Porovnanim
vyskytu slov v tabulkach nasledné ur¢i vzdalenost mezi jednotlivymi texty. To provede na
zakladé vypoctu kosinové nepodobnosti. Vysledky ziskané prostfednictvim modelu Bag-of-
Words potom vykresli do grafu. Pro potfeby dalsi analyzy si zvolime pouziti vicerozmérného
Skalovani. V poslednim kroku rozhodneme miru podobnosti zpracovanych dat na zakladé
pfedem stanovenych objektivnich transparentnich kritérii. Ackoliv je technicky pfili§ narocné
urCit prolozeni pfimky grafem a objektivni kritérium homogenity shlukd, mizeme grafy
prolozit pomyslnym linearnim separatorem a homogenitu shluki vyhodnotit podle predem

stanoveného kritéria. V nasem piipad¢ jsme zvolili kritérium nadpolovicni vétSiny.
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Obrdzek 14: Analyza dvaceti zkoumanych textii o velikosti 4500 po sobé jdoucich tokenii, provedend za pouZiti
modelu Bag-of-Words. Vysledky jsou vyobrazeny prostiednictvim vicerozmérného Skalovani (MDS). Obrazek v
plné velikosti je vioZen jako priloha této prace (Obrazek 20).

Na Obrdzku 14 vidime graficky vystup softwaru QUITA, znazoriujici vysledky analyzy 4500
tokent, které jsme vybrali z dvaceti zkoumanych textd v takovém potadi, vjakém se
vyskytuji v pavodnim textu od jeho zacatku. Tuto analyzu jsme provedli za pouziti modelu
Bag-of-Words. Pro vykresleni vysledkl jsme pouzili metodu vicerozmérného Skalovani
(MDS). Pro snadngjsi orientaci v grafu jsou od sebe texty jednotlivych autord barevné
odligené. Cerné vyobrazené texty byly vydany pod jménem Autora A, Eervené odlisené texty
jsou pripisované Autorovi B. Na prvni pohled vidime, ze nejhustsi koncentrace textd je
v mistech, kde se protinaji horizontalni a vertikalni osa grafu. Ve vét§im poctu jsou zde
zastoupené Cerné vykreslené texty Autora A. Celkem osm z deseti jeho text se nachazi praveé
v tomto stiedovém shluku. Prolinaji se s nékolika cervenymi body, reprezentujicimi texty
Autora B. V nejtésnéjsi blizkosti vidime texty 20, 19 a 14. Vzdalengjsi, ale stale v dosahu
tohoto shluku jsou texty 16 a 18. Ostatni Cervené body vidime rozptylené po celé plose grafu
napravo od stfedového shluku. Nejvzdalenéjsi jsou texty 11 a 13. Mozné vysvétleni, pro¢ se
texty 11 a 13 oddélily tak vyraznym zptsobem od ostatnich textl, nalezneme v Tabulce 2.
Oba texty, se fadi k literarnimu zanru povidka a oba texty maji mnohem mensi rozsah, nez
ostatni texty. Dal§im divodem muZze byt napiiklad podobné téma, o kterém tyto texty
pojednavaji, ale to z vySe uvedeného grafu nelze zjistit. Muzeme tedy fict, ze zhruba dvé

tretiny textl jsou si vzajemné podobné natolik, Ze tvori shluk. Zhruba jedna tfetina textd je od
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ostatnich 1 od sebe navzajem natolik odli$na, ze netvori zadné shluky a jsou rozptylené po

celé plose pole grafu.
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Obrdzek 15: Analyza dvaceti zkoumanych textii o velikosti 4500 ndhodné vybranych tokenii, provedend za
pouziti modelu Bag-of-Words. Vysledky jsou vyobrazeny prostiednictvim vicerozmérného Skalovani (MDS).
Obrdazek v plné velikosti je vioZen jako priloha této prdace (Obrdzek 21).

Podobne¢ jako v predeslém piipad€, na Obrdzku 15 vidime analyzu 4500 tokend, které jsme
vybrali z dvaceti zkoumanych textd. Tentokrat jsme ale pouzili nahodny zptsob vybéru
tokent. Ty jsou vybirany zcelého pivodniho textu. S ohledem na principy tematické
koncentrace textu muzeme ocCekavat, ze vysledky analyzy budou presnéjsi. Texty jednotlivych
autori jsou barevné rozliSené stejnym zpusobem jako v predchozim grafu, tedy Cerné
vyobrazené texty nalezi Autorovi A, Cervené vykreslené texty nalezi Autorovi B. Vétsina textu
obou autort se nachazi v levé Casti grafu a tvori jeden shluk. Pouze texty 11 a 13, které jsou
ptipisované Autorovi B, se od tohoto shluku oddélily a nachazi se na protilehlé stran¢ pole
grafu. KdyZz se zaméfime na to, jak jsou usporadané texty v jiz zmifiovaném shluku, mazeme
vidét, ze vSechny Cerné body jsou v jeho spodni ¢asti, poCinaje textem 10, ktery lezi téméf na
pruseciku os grafu, a rozprostiraji se v relativné vzajemné t€sné blizkosti az po spodni hranici
pole. Cervené body jsou situované v horni &asti shluku. Texty islo 12 a 14 Autora B zasahuji
mezi texty Autora A. Duvody, pro¢ se texty 11 a 13 oddélily od shluku ostatnich textt tak
vyrazné, jsou shodné s divody uvedenymi v pfedchozi analyze. Muze to byt zapfiCinéno
jejich literarnim zanrem, jejich odliSnym rozsahem nebo napfiklad tématem, o kterém

pojednavaji.
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4.3 Vysledky a resumé

Provedli jsme analyzu 4500 tokend, které jsme vybrali dvéma rdznymi zpisoby z dvaceti
zkoumanych textd, jejichz ptvod je pripisovan dvéma riznym autorum, které pro ucely nasi
prace oznacujeme jako Autora A a Autora B. Tokeny jsme zvolili nejprve v tom potadi, v
jakém se vyskytuji v textu od jeho zacatku, a nasledné jsme pouzili nahodny vybér tokent
z celého textu. Obé varianty jsme podrobili analyze provedené prostiednictvim modelu Bag-
of-Words. Vypocet vzdalenosti byl proveden za pouziti kosinové nepodobnosti. Vysledky
téchto analyz jsme vizualizovali za pomoci vicerozmérného Skalovani. Nasledné jsme se

pokusili tyto grafické reprezentace zpracovanych dat interpretovat a popsat.

Z nasich popisu grafu 1ze vyvodit nasledujici zavéry. Texty 11 a 13 se vyraznym zptusobem
odlisuji od ostatnich textt, a to jak v pfipadé posloupného tak nahodného zpusobu vybéru
tokent. Co je pri¢inou nedokazeme na zakladé informaci dostupnych z téchto dvou grafu
presné urcit. V piipadé posloupného vybéru tokeni vnimame body jako vice neusporadané,
v pripadé nahodného vybéru se osmnact z dvaceti textt, tedy nadpolovicni vétSina, seskupilo
do jednoho shluku. Dale muzeme fict, ze vysledky analyzy s nahodnym vybérem tokenu
vykazuji vyssi miru podobnosti mezi jednotlivymi texty, nez vysledky s posloupnym vybérem

tokenu.

Ani jeden z grafii nam vSak neumoznuje rozhodnout, jestli se jedna o texty jedno, dvou nebo
vice autort. To muze byt zapficinéno tim, ze ptivodci zkoumanych textt ve skuteCnosti nejsou
dva razni lidé. V pripadé posloupného vybéru tokent by vysledky mohly naznaCovat vice
raznych autort, vysledky nahodného vybéru mohou naopak budit dojem, Ze vSechny texty
napsala jedna osoba, s vyjimkou textu 11 a 13, které mohly byt napsany bud’ jinou osobou,
nebo téze osobou, ktera se zameérné snazila pozmeénit svij obvykly styl psani. Druhou moznou
pfi¢inou, pro¢ nemuzeme jednozna¢né rozhodnout piavod zkoumanych textl, je
nedostate¢nost aplikované metody. Mohlo dojit k tomu, Ze autory textu jsou dvé rizné osoby,
ale nami pouzita metoda, tedy model Bag-of-Words ve spojeni s metodou vicerozmérného
Skalovani a méfeni vzdalenosti kosinovou nepodobnosti, neni dostateCné silnd na to, aby
rozdily jejich autorského stylu zachytila. Dalsi moznosti je vliv délky ptvodniho textu na
vysledky tohoto experimentu, nebot texty 11 a 13 jsou vyrazné krat§i nez ostatni texty.
Protiargumentem tomuto tvrzeni by mohla byt skuteCnost, ze text 12 je rovnéz vyrazn¢ kratsi
nez ostatni texty, dokonce je nejkrat§im textem z celého korpusu, ale nesdruzuje se s texty 11
a 13. Obdobné je to s hypotézou, ze se texty 11 a 13 oddélily a shlukly k sobé z davodu

nalezitosti ke stejnému literarnimu zanru, nebot jsou to povidky, zatimco ostatni texty
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Autora B jsou romany. Text 12 je ovS§em rovnéz povidka a jak jiz bylo uvedeno, s texty 11 a

13 se neshlukuje.

S Hapax legomenon jako ukazatel autorského stylu

Z pohledu korpusové lingvistiky pojmem hapax legomenon, dale jen hapax nebo hapaxy (pl.),
oznaCujeme jazykové jednotky, jejichz specifickou vlastnosti je, ze se v korpusu textd
vyskytuji pouze a pravé jen jednou. (Hladka, Novotna a Karlikova 2017) Mira zastoupenti
téchto jevlu v textu potom zavisi na jeho délce. V piipad€, ze text bude tvoren poctem slov
v fadu jednotek, potom je vysoka pravdépodobnost, ze se kazdé slovo bude vyskytovat
v tomto textu pouze jednou a tudiz bude kazdé takové slovo hapaxem. Zastoupeni hapaxu
v textu bude tedy 100 %. Srostouci délkou textu sledujeme postupné snizovani miry
zastoupeni téchto jazykovych jednotek. Pii velikosti korpusu okolo 5 miliont slov se hladina
hapaxt dostane ke svému minimu, zhruba 35 %. Pokud korpus dale rozsifujeme, mira
zastoupeni hapaxt za¢ne znovu stoupat, a to az k hladin€ 55 %. Chovani hapaxu v korpusech
vétsich nez 120 miliont slov neni dosud znamo. (Cvrcek 2017) Jak vidime, distribuce hapaxa
v zavislosti na velikosti korpusu je relativné dobfe zdokumentovany a popsany jev, jehoz
hodnoty mizeme predikovat na zakladé Zipfovych zakond. Podrobné se problematice hapax
legomen a jejich vztahu k atribuci autorstvi vénuje napfiklad ¢lanek Hapax legomena jako
indikdtor autorského stylu a formdini znak koheze textu (Faltynek, Matlach a Owsiankova

2020).

V této kapitole vyuzijeme nizkofrekvencniho lexika hapax legomenon pro srovnani
zkoumanych texta (Zabulka 1 a Tabulka 2) a urCeni jejich podobnosti, respektive piislusnosti
k jejich autorim. Podobnost textd budeme analyzovat s pomoci metody hierarchického

shlukovani a také s diive popsanou metodou vicerozmérného Skalovani.

5.1 Hierarchické shlukovani

Dal§im nastrojem pro analyzu dat je metoda hierarchického shlukovani neboli hierarchical
clustering (Hastie, Tribshirani a Friedman 2009). Tato metoda se vyuziva v pfipadé, kdy
zkoumané objekty vykazuji vice meéfitelnych vlastnosti a my hledame podobnosti bud’ mezi
objekty samotnymi, nebo mezi shluky, do kterych se tyto objekty seskupuji. Metoda
hierarchického shlukovani ma nékolik typi a v nasem experimentu budeme vyuzivat typ

aglomerativni. To znamend, ze vysledna hierarchie podobnosti je tradi¢né zobrazena jako
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strom, tzv. dendrogram, a sdruzuje k sobé vzdy dva nejblizsi, tedy nejpodobnéjsi, objekty,
ptipadné dva nejblizsi shluky. Podobnost je vyhodnocovana na zakladé vypocitanych
vzdalenosti. Hierarchické shlukovani slouzi k objektivnimu uréeni nejen naleZitosti objektu
do shlukd, ale zaroven i urCeni vzajemné podobnosti zkoumanych objektd. Pro pouziti
hierarchického shlukovani musime nejprve urcit metodu, podle které budeme posuzovat
vzdalenost mezi shluky, a to specifikaci vybé&ru referenta shluku. Nejcast€ji pouzivané
metriky shlukovani zahrnuji metodu Single, neboli metodu nejbliz§iho souseda, ktera pracuje
stim, ze referenti jsou dva nejbliz§i objekty shluku, metodu Complete, neboli metodu
nejvzdalenéj§iho souseda, ktera naopak povazuje za referenty dva nejvzdalenéjsi objekty
shluku. V metodé Average je referentem shluku primérny objekt. V naSich vypoctech uzita
Wardova metoda (Ward 1963) vychazejici z analyzy rozptylu je velmi ucinnou metodou,

nicméné ma tendenci vytvaret pomérné malé shluky.

Vzdalenosti mezi shluky objektivné uréuji miru podobnosti. Mezi nejcastéji pouzivané
metody vypoctu vzdalenosti patii Euklidovskéd vzdalenost a kosinovd nepodobnost, kterou
budeme vyuzivat pro hierarchické shlukovani. Abychom ptedesli zkresleni vysledkd vlivem
raznych jednotek vzdalenosti, muzeme vyuzit preskalovani, respektive normalizaci, kdy
obvykle vyuzivame prevodu absolutnich hodnot na procenta prostiednictvim metody
min-max nebo z-skore. Sledované vlastnosti je rovnéz mozné ohodnotit, napiiklad 1 a 0 pro

oznaceni vyskytu/absence vlastnosti. Dal§i moznosti je Skalovat miru vyskytu.

5.2 Priprava vstupnich dat

V prvnim kroku provedeme tokenizaci textd, stejné jako v pfipad€ predchozi metody. I dalsi
krok zpracovani bude shodny. Texty ofizneme na nami zvoleny jednotny pocet 4500 tokent
prostfednictvim nastaveni 7okens Reduce. Rovnéz budeme volit, jestli maji byt tokeny
vybirany ndhodné€ nebo v tom potadi, v jakém se vyskytuji v textu od jeho zacatku. Dalsi krok
zpracovani je kliCovy prave pro tuto metodu. Z tokenizovanych textli vybereme pouze vyrazy
oznacované jako hapax legomenon, tedy tokeny které se v celém textu vyskytuji pouze jednou
a tedy maji frekvenci vyskytu jedna. To provedeme rovnéz prostiednictvim vypocetniho
softwaru QUITA. Vsechny tokeny s frekvenci vyskytu vyssi nez jedna odfiltrujeme vhodnou
volbou 7Token Frequency Filter v nastaveni zpracovani dat v programu. Timto zpusobem
ziskame pouze hapaxy. DalSi zpracovani uz je opét shodné s piedchozi metodou, tedy

vykresleni vysledkt do graft prostfednictvim modelu Bag-of-Words.
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5.3 Zpracovani vstupnich dat

Software QUITA nejprve z vybranych hapaxti vytvori tabulky téchto vyraza pro kazdy z
analyzovanych textd. Tyto budeme dale analyzovat vysSe popsanou metodou hierarchického
shlukovani a také s pomoci metody vicerozmérného Skalovani. V obou pfipadech je rozsah
analyzovanych textd omezen na 4500 tokend, které jsou vybrany dvéma zptsoby. Obdobneé
jako v predeslych kapitolach pracujeme s tokeny ziskanymi v posloupném poradi, tedy tak,
jak se vyskytuji v pivodnim textu, a dale s tokeny, které byly z ptvodniho textu vybrany

nahodné.

Pfi analyze texti v obou pfistupech QUITA vypocita podobnosti mezi jednotlivymi texty s
pouzitim kosinové nepodobnosti. Pro potfeby analyzy vyuzivajici hierarchického shlukovani
vyuziva Wardovy metody k organizaci jednotlivych texti do stromovych graft, zvanych
dendrogramy. Pfi jejich Cteni a popisovani budeme postupovat zleva doprava a shora dold. S
metodou vicerozmérného Skalovani, detailnéji diskutovanou v predeslé kapitole, QUITA
vytvori grafy bodi. Na zaklade shlukovani prislusnych boda do skupin, respektive prostoroveé

oddélenych struktur, mizeme urcit miru podobnosti textu.

Podrobnosti o jednotlivych pouzitych textech, tedy jejich zafazeni k literarnimu Zzanru,
prislusnost k neékteré ze sérii a pavodni rozsah, jsou uvedeny v kapitole s nazvem 2.4 Vybér
vstupnich dat. Nize analyzované grafy jsou rovnéz k nahlédnuti ve vétSim rozliSeni v piiloze
této prace (Obrdzek 22-25). Piedpokladame, ze se v grafech budou texty shlukovat podle

jejich nalezitosti k autorovi, podle literarniho zanru a podle pfislusnosti ke knizni sérii.
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Obrdzek 16: Analyza hapax legomen dvaceti zkoumanych textii o velikosti 4500 po sobé jdoucich tokenii,
provedend za pouZiti modelu Bag-of-Words. Vysledky jsou vyobrazeny prostiednictvim vicerozmérného skdlovani

(MDS). Obrazek v plné velikosti je vioZen jako priloha této prdce (Obrazek 22).

Obrazek 16 zachycuje grafické znazornéni vysledkl analyzy hapax legomen, provedenou za
pouziti modelu Bag-of-Words. Na zacatku jsme méli 4500 tokenu, které jsme vybrali
z dvaceti zkoumanych text v takovém poradi, v jakém se vyskytuji v pavodnim textu od jeho
zaCatku. Z téchto vybranych token jsme za pomoci softwaru QUITA vyfiltrovali pouze
tokeny s frekvenci vyskytu 1, tedy hapaxy. Za pouziti modelu Bag-of-Words jsme provedli
vypocet jejich vzdalenosti prostrednictvim kosinové nepodobnosti a vysledky vykreslili
pomoci metody vicerozmérného skalovani. Analyzované texty se shlukuji do dvou pomérné
jasné oddélenych skupin, coz nam pomaha rozlisit vertikalni osa grafu. Texty vydané pod
jménem Autora A, které jsou v grafu rozlisSeny Cernou barvou, se vSechny nachazeji v pravé
Casti pole grafu a vzdalenosti mezi nimi jsou natolik malé, Ze muZeme fict, ze tvofi
homogenni shluk. Kdyz se podivame na Cervené vykreslené texty, které byly vydané pod
jménem Autora B, vidime, Ze jsou relativné rovnomeérné rozprostiené v podstate po celé plose
grafu nalevo od vertikalni stfedové osy grafu. Popis rozlozeni Cervenych bodi by se ziejmé
siln¢€ odvijel od subjektivni interpretace té€chto dat. Mohli bychom oznacit dva shluky, jeden
nachazejici se vlevém hornim rohu grafu, sestavajici ztextG 11 a 12, a druhy shluk
nachazejici se v levé dolni Casti grafu, do kterého bychom zaradili texty 15, 16, 17, 19, 20.
Texty 13, 14 a 18, nachazejici se mezi t€émito dvéma moznymi shluky, bychom mohli oznacit

jako treti shluk, nebo, s ohledem na zjevné vyrazngjsi rozptyl té€chto bodd, bychom je mohli
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oznaCit za solitérni, bez nalezitosti k n¢jakému shluku. V kazdém piipadé nemuzeme o

textech Autora B jednoznacné fict, ze se jedna o jeden homogenni shluk.

9 AulorB- Text 12

9 AulorB-Texi11
Autor B - Text 13
[ e

© Autor B - Text 14

Autor B - Text 19

E o Autor B- Text 17 (série E)
> Autor B - Text 16 (serie D)
> Autor B - Text 15 (série D)
Autor B - Text 20

Autor A - Text & (série C)
E pn e
Autor A - Text 9 (série C)

o Autor A - Text 2 (série A)
© Autor A - Text 7
o Autor A - Text 4 (série B)

Autor A - Text 5 (série B)

0 Autor A - Text 10 (série A)

L sAutorA-Text! (série A)

b——————————9 Autor A- Text3 (série A)
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Obrdzek 17: Analyza hapax legomen dvaceti textii o velikosti 4500 po sobé jdoucich tokenii provedend uZitim
kosinové nepodobnosti. Vysledky jsou vyobrazeny prostrednictvim hierarchického shlukovani Wardovou

metodou. Obrdzek v plné velikosti je vioZen jako pFiloha této prace (Obrazek 23).

Abychom ziskali co nejvice moznych informaci o zkoumanych textech, provedli jsme znovu
analyzu téhoz vzorku tokentt metodou Bag-of-Words. Vyfiltrovali jsme tedy hapaxy ze 4500
tokent posloupné vybranych z dvaceti zkoumanych texti. Pro vypocet vzdalenosti jsme
pouzili kosinovou nepodobnost a vysledky jsme zobrazili prostiednictvim hierarchického
shlukovani Wardovou metodou (Obrdzek 17). Na prvni pohled je patrné, ze se dendrogram
déli na dveé hlavni vétve. Na horni hlavni vétvi grafu se sdruzuji texty nalezici vyhradné
Autorovi B, na spodni hlavni vétvi grafu se nachazi vyhradné texty Autora A. Muzeme tedy
fict, Ze se texty jednotlivych autorti sdruzuji do dvou homogennich shlukt. Pfi podrobnéjsim
prozkoumani vysledkt vidime, ze texty 11 a 12 jsou si blizké a sdruzené na stejné vétvi grafu.
Z ostatnich texti k nim ma nejblize text 13. Pfi pohledu na parametry puvodnich textt
uvedené v Tabulce 2 vidime, ze poradi téchto tfi textd v grafu koresponduje s jejich
vzestupnym poradim hodnot pivodniho rozsahu. Dale je zajimavé, Ze texty 15 a 16 nalezi ke
stejné knizni sérii, pro nase ucely jsme ji oznacili jako sérii D, a v naSem grafu se nachazi na
stejné vetvi grafu. V pripade texti Autora A je nejvyraznéjSim rysem shlukovani texti podle
sérii na stejnych nebo sousednich vétvich dendrogramu. Odchylku vidime pouze v piipadé

textu 2 ze série A, ktery se oddélil od ostatnich textd z této série a pfifadil se na vétev
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sdruzujici texty ze série C. Pokud se podivame na parametry textd, které jsme uvedli
v Tabulce 1, zjistime, ze vSechny ti1 texty ze série C jsou povidky, zatimco text 2 ze série A je
roman. Tim tedy mizeme vyloucit moznost, ze by tyto texty shlukly podle naleZitosti ke
stejnému literarnimu zanru. Pfi porovnani ptivodnich délek textd vidime, ze vSech deset textd
Autora A ma piiblizné stejnou délku, odliSuje se pouze text 9, ktery je vyrazné kratsi. Tudiz
ani puvodni rozsah textl nam nijak nenapovi, proc¢ se text 2 podoba textim ze série C. Stejné
jako vicerozmérné Skalovani, ani hierarchické shlukovani nam nic nenapovi o tom, jakymi
tématy se texty zabyvaji, proto nemuzeme ani v tomto pfipadé vyloucit jejich moZnou

podobnost, ktera by vysvétila fazeni textd v grafu.

o Autor A e Autor B

Autor B - Text 19
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Autor B - Text 18 (série E

0.2
1

Autor B Text 20

Autor B - Text 16 (série D)
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Obrdzek 18: Analyza hapax legomen dvaceti zkoumanych textii o velikosti 4500 nahodné vybranych tokenii,
provedend za pouZiti modelu Bag-of-Words. Vysledky jsou vyobrazeny prostiednictvim vicerozmérného skdlovani

(MDS). Obrazek v plné velikosti je vioZen jako priloha této prdce (Obrazek 24).

Pro srovnani jsme provedli analyzu hapax legomen, vyfiltrovanych ze 4500 tokent, které byly
vybrany nahodnym zptsobem z plivodniho rozsahu dvaceti zkoumanych text(. Proces
zpracovani byl v ostatnich krocich stejny jako u posloupného vybéru. V grafu (Obrdzek 18)
vidime vysledky vykreslené metodou vicerozmérného Skalovani. Na prvni pohled si mizeme
vS§imnout, Ze se zménilo rozlozeni ¢ervenych a ¢ernych bodu zrcadlove ve vztahu k vertikalni
ose grafu. Toto rozdéleni je vSak arbitrarni a o textech ani jejich autorstvi ndm nepiinasi
zadnou novou informaci. Barevné rozliSeni zlstava stejné, Cern¢ oznaCené texty nalezi
Autorovi A, Cervené odliSené texty potom nalezi Autorovi B. VSech deset textl Autora A se

nachazi ve velmi tésné vzajemné blizkosti a jsou situované v levé Casti grafu. Nemisi se mezi
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né zadny z texti Autora B. Muzeme tedy fict, ze texty Autora A tvoti homogenni shluk. Pfi
pohledu na Cervené body nas upouta jejich rozlozeni. V pravé spodni ¢asti pole grafu vidime
maly shluk textd 11, 12 a 13. O textech 11 a 13 a davodech jejich vzajemné soudrznosti a
odlisnosti od ostatnich textl jsme jiz psali v pfedchozi Casti prace v analyzach vysledka
zpracovani dat metodou Bag-of-Words. Pti pohledu na 7abulku 2 vidime, ze text 12 vykazuje
vysokou miru podobnosti s texty 11 a 13 z divodu zafazeni k literarnimu zanru povidka a
vyrazné€ mensim rozsahem, ve srovnani s ostatnimi texty tohoto autora. O tématu textd 11, 12
a 13 nemizeme z naSich vysledkd nic usoudit, proto ani nemizeme vyloucit jejich podobnost.
V pravém hornim kvadrantu vidime zbylych sedm textl Autora B, které se seskupily do dvou

témeéf rovnobéznych linii. Téchto sedm textd bychom mohli povazovat za samostatny shluk.

Autor B - Text19
:Autan—Text15 (série D)
o Autor B - Text 16 (série D)
Autor B - Text 14
Autor B - Text 18 (série E)
Autor B - Text 17 (série E)
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Obrdzek 19: Analyza hapax legomen dvaceti textii o velikosti 4500 nahodné vybranych tokenii provedend uZitim
kosinové nepodobnosti. Vysledky jsou vyobrazeny prostrednictvim hierarchického shlukovani Wardovou

metodou. Obrdzek v plné velikosti je vioZen jako pFiloha této prace (Obrazek 25).

Posledni analyzou této kapitoly i celé prace je analyza hapax legomen, které byly vyfiltrované
ze 4500 tokent nahodné vybranych z pavodniho rozsahu dvaceti zkoumanych textd. Vypocet
vzdalenosti byl proveden za uziti kosinové nepodobnosti, vysledky byly vykresleny do grafu
metodou hierarchického shlukovani (Obrdzek 19). Stejné jako v ptipadé posloupného vybéru
se nam graf déli na dvé zékladni vétve, pfiCemz kazda z nich sdruzuje pouze texty jednoho
z autord. Shodné se nam texty Aufora B objevuji na horni vétvi a texty Autora A na spodni
vétvi grafu. VSechny texty, které nalezi k né€jaké sérii, se shlukuji na stejné nebo sousedni

vétve dendrogramu, tentokrat bez vyjimky. Texty 11, 12 a 13 se opét nachazi v té€sné blizkosti,
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v tomto piipadé seskupené v sestupném poradi podle puvodni délky textu, tedy 13, 11, 12.

Zaujimaji spodni vétev shluku texta Autora B.

5.4 Vysledky a resumé

V této kapitole jsme se zaméfili na nizkofrekvencni lexikum, oznafované jako hapax
legomenon, a jeho vyuziti pti zkoumani autorstvi textl. Provedli jsme Ctyfi analyzy, jejichz
vstupni data byla vybrana z dvaceti riznych textd, které jsou pfipisované dvéma rdznym
autorum. Texty jsme nejdfive za pomoci softwaru QUITA tokenizovali, nasledné jsme vybrali
4500 tokent. V prvnim piipadé jsme volili tokeny v jejich pivodnim potadi od zacatku textu,
v druhém pripadé jsme pouzili ndhodny vybér. Z nich jsme nasledné vyfiltrovali pouze
hapaxy a jejich vzdalenosti jsme méfili pomoci kosinové nepodobnosti. Vysledky jsme
vizualizovali dvéma riznymi zpasoby, a to prostiednictvim modelu vicerozmérného skalovani
a modelu hierarchického shlukovani. Timto zplsobem jsme ziskali Ctyfi grafy, které jsme

podrobili analyze.

Z téchto grafli jsme ziskali mnoho zajimavych informaci. Prvoradé vidime, Ze bez ohledu na
zpusob vybéru tokenl se texty déli do dvou zakladnich vétvi, pfiCemz kazda z nich nese
vyhradné texty jednoho z autort. Tyto vétve se dale déli a vytvaii celou strukturu vztaht
zkoumanych dat. Nejvice napadna je ziejmé tendence texti 11 a 12, potazmo 13, drzet se
vzajemné v t€sné blizkosti, at’ uz ve shluku (Obrdzek 16 a Obrdzek 18) nebo vétvi
dendrogramu (Obrdzek 17 a Obrazek 19). Dalsi vyznamny jev je shlukovani texti podle
nalezitosti ke kniznim sériim, ve kterych byly vydany. Tato skuteCnost je 1épe patrna z grafi
hierarchického shlukovani. V pfipad€ posloupného vybéru tokend se k sob& neshlukly pouze
texty ze série E a oddélil se text 2 ze série A (Obrazek 17). Pii vybéru tokent nahodnym
zpusobem uz k zadnym odlouCenim nedoslo a vSechny texty se shlukly podle nalezitosti

k sériim, ve kterych byly vydany (Obrazek 19).
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6 Vysledky analyz

V prvni ze tii praktickych Casti jsme se zaméfili na pouziti textovych ukazatelt pfi urCovani
autorstvi. V prvnim kroku tohoto experimentu jsme prostiednictvim faktorové analyzy vybrali
pét textovych ukazatelt, u nichz jsme dale zjistovali, s jakou mérou pravdépodobnosti
muizeme pravé na jejich zakladé prifadit autorstvi daného textu. Tuto vlastnost zkoumanych
indext jsme vyhodnocovali za pouziti modelu logistické regrese. Pro porovnani jsme provedli
vybér vstupnich dat (tokent) dvojim zptuisobem, a to posloupné a nahodn€, tudiz mame dvé
sady vysledkl, které jsme uvedli v Tabulce 11 a Tabulce 12. Z nich vyplyva, ze pfi
posloupném vybéru tokent je h-index jedinym textovym ukazatelem, na zakladé kterého
dokazeme rozhodnout o autorstvi nasich zkoumanych textd, a to s urCitosti 70 %. Pfi
nahodném vybéru tokent jsme schopni prifadit autorstvi pouze na zakladé indexu TTR, ktery

nam dava jistotu 65 %, Ze jsme autora pfifadili spravne.

Na vykresleni vysledki analyz modelu Bag-of-Words a hapax legomen jsme aplikovali
metodu vicerozmérného Skalovani. Dostali jsme grafy, které nam umoznily vyvodit obecné
zavéry, avSak bez moznosti podrobnéjsiho zkoumani vztahli mezi jednotlivymi objekty. To
znamena, ze na prvni pohled jsme mohli rozhodnout, které vzorky jsou si blizké na zaklade
toho, ze spolu tvoii shluky. Dale mizeme urcit pocet téchto shlukd, jejich vzajemné postaveni
sebe jednotlivé body v grafu, které tyto vzorky reprezentuji, nebot jejich vzajemné
vzdalenosti se budou se vzrastajici podobnosti zmenSovat, a to az natolik, Ze se muzou
vzajemné prekryvat. Totéz plati i pro jiz zminované shluky. Na zakladé nasich vysledku, které
vidime na Obrdzku 14 a Obrazku 15, muzeme vyhodnotit podobnost jednotlivych
analyzovanych textd mezi sebou, ale nedokazeme rozhodnout, jestli jsou tyto texty dilem

jednoho, dvou nebo vice autord.

Pfi zpracovani analyz hapax legomen jsme pro porovnani vysledk( vytvorili i sérii graft
prostfednictvim metody hierarchického shlukovani. Podle rozlozeni texti na vétvich
dendrogrami muzeme porovnat jejich blizkost, respektive podobnost. Mizeme identifikovat
shluky, do kterych se texty sdruzuji, a jejich vzdalenost, obdobné jako pfi Cteni vysledkt
z grafi vicerozmérného Skalovani. Dendrogramy nam poskytuji predevs§im podrobngjsi
pohled na vztahy mezi jednotlivymi vzorky. Muzeme tak zkoumat, jestli se texty shlukuji
napiiklad podle nalezitosti ke kniznim sériim, ve kterych byly vydany. Tento faktor

podobnosti totiz neni z grafui vicerozmérného skalovani zietelné patrny.
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Na zakladé nami provedenych analyz, ve kterych jsme se zaméfili na nizkofrekvencni
lexikum hapax legomenon jako ukazatel autorského stylu, jsme dosli k zaveéru, ze texty
vydané pod jménem Autora A maji tendenci shlukovat se do vzajemné té€snéjSich blizkosti a
sdruzovat se podle nalezitosti k jednotlivym kniznim sériim. Texty Autora B byly vice
rozptylené na ploSe grafu a sdruzovani texti do sérii, které rovnéz mizeme pozorovat,
nepusobi tak vyznamné ziejmé€ kvuli jejich menSimu pocetnimu zastoupeni ve srovnani s
poctem kniznich sérii Autora A. Co ovSem mizeme sledovat u textd Autora B jako pomérné
vyrazny rys, je tendence fazeni textd podle jejich pavodni délky pii pouziti metody
hierarchického shlukovani. Texty 11, 12 a 13, které jsou vyrazné krat§i, nez ostatni texty
tohoto autora, se shlukuji na téze vétvi dendrogramu, at’ uz jsou analyzované tokeny vybrany
z text v jejich pavodnim poradi nebo nahodné (Obrazek 17 a Obrdzek 19). Rozdil je pouze
vjejich poradi, kdy pfi nahodném vybéru tokeni jsou tyto texty sefazeny sestupné
(Obrazek 19), a pii zachovani ptvodniho sledu tokent jsou v dendrogramu vykresleny na
jeho prvni vétvi ve vzestupném poradi od nejkratSiho po nejdelsi z nich (Obrdzek 17). 1
v grafech vicerozmémného Skalovani vidime, ze se body reprezentujici texty 11, 12 a 13

nachazi ve vzajemné blizkosti, v pfipadé nahodného vybéru tokent tvoii dokonce samostatny
shluk (Obrazek 18).
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7  Diskuze

Po tom, co jsme vidéli prubéh a vysledky jednotlivych analyz, provedenych na zakladé
vybranych kvantitativnich metod pouzivanych pfi urCovani autorstvi, se nabizi cela fada
otazek. Zejména nas zajima, jestli dokdzeme zodpoveédét stézejni otdzku, kterd nas provazi
celou nasi praci, a ktera zni: Dokazeme od sebe rozlisit texty dvou riznych autor pomoci
nekteré z aplikovanych metod? V ndvaznosti na to nas zajima, jestli jsou tyto metody
dostatecné silné samy o sob& nebo jestli je musime kombinovat, abychom dosahli jistych
vysledkii. Rovnéz se mizeme ptat, ktery z testovanych piistupi nam dava nejlepsi, tzn.
statisticky signifikantni, vysledky. A v neposledni fad¢ je potfeba se ptat, ¢im mohou byt
vysledky ovlivnény.

Obecné lze pii hledani odpovédi na otazky tykajici se validity vysledkd kvantitativné
lingvistického experimentu uvazovat nad nékolika problematickymi momenty, ke kterym
mohlo dojit. Prvnim z nich je moznost, ze pouzity vzorek dat neni reprezentativni, tj. bylo
pouzito malé mnozstvi vstupnich dat nebo byly pro dalsi zpracovani vybrany pfili§ kratké
useky textll, coz by mélo za nasledek, ze se zkoumané zakonitosti textt a vyskyty jazykovych
jevu neprojevily v analyzovaném vzorku v plné mife nebo dokonce viibec. Dal§i moznosti je,
ze byla zvolena uplné nevhodna vstupni data, at’ uz ve vztahu k metod¢, ktera na né bude
aplikovana, nebo vzajemné vuci sobé. Prikladem takto nevhodné sestaveného korpusu by
mohlo byt kombinovani textd rizného zanru. Opacny problém muze nastat, pokud mame
adekvatné sestaveny soubor vstupnich dat, ale pro jejich dalsi zpracovani zvolime nevhodné
metody. Pokud mame spravné zvolena jak vstupni data, tak metodu jejich zpracovani, a presto
nedostavame odpovidajici vysledky, mize to mimo jiné znamenat, Ze zvolené metody nejsou

dostateéné silné.

Ve vztahu k nasemu experimentu je v prvni fadé potieba fici, ze vysledky méfeni, kde je
pouzit nahodny vybér tokend, jsou pouze ilustrativni a slouzi k ukazce toho, jakym zptisobem
modely s daty zachazi a jaké tendence muzeme sledovat ve vysledcich, které nam poskytuji.
Pro presnéjsi vysledky by bylo nutné provést vypocty s nahodnym vybérem tokent v né€jakém
statisticky vyznamném poctu opakovani a z té€chto dil¢ich vysledkt nasledné za pouziti

vhodnych statistickych metod vyvodit finalni vysledek.

Primarnim cilem nasi prace bylo ovéfeni funk¢nosti pouzitych metod a vyhodnoceni jejich

ucinnosti ve vztahu ke zkoumanym datim. Dale byl stanoven piedpoklad, ze se texty budou
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shlukovat podle nalezitosti k autorovi, podle kritéria literarniho zanru a podle nalezitosti ke
knizni sérii. Otazkou tedy je, zda dokazeme na zakladé ziskanych vysledki rozhodnout se
statistickou vyznamnosti, jestli se jedna o texty jednoho, dvou nebo vice autori a jestli

muzeme sledovat a pojmenovat tendence, podle kterych se k sobé zkoumané texty shlukuji.

Pfi pohledu na vysledky prvniho experimentu, zkoumajiciho informaéni pfinos vybranych
textovych ukazateld se musime ptat, ¢cim muze byt zpsobeno, ze nam vyS$ly takové vysledky.
Za predpokladu, ze jsme vybrali vhodné indexy, pouzili jsme je na vhodna data a pracovali
jsme s nimi spravnym zpusobem, muzou nase vysledky znamenat, Ze jsou si texty vzajemné
natolik podobné, respektive ze naméfené indexy, s vyjimkou h-indexu pro posloupny vybér
tokent a indexu TTR pro nahodny vybér tokent, vykazuji natolik podobné hodnoty, ze

nedokazeme s urcitosti rozhodnout o autorstvi zkoumanych texta.

Model Bag-of-Words, druhy z testovanych pfistupti k urCovani autorstvi, nebere v potaz
syntaktickou strukturu textu, nevybira tokeny podle slovnich druht, frekvence, poradi ve vété
¢i valence, ani neni kontextové vazany. Pfesto jeho prostiednictvim dokazeme rozhodnout o
tom, které texty jsou si vzajemné podobné. Z vysledki naseho experimentu vSak nedokazeme
jednoznacné€ rozhodnout o poctu autord analyzovanych textd. VIiv na to nemél ani zptsob
vybéru tokent z ptvodnich text. Jak jsme jiz zminili, vysledek pro nahodny vybér tokent je
pouze ilustrativni. Zastava proto otazkou, a otevienou moznosti pro pokracovani v tomto
experimentu, jestli by provedeni adekvatniho poctu opakovani a statistické vyhodnoceni takto

ziskanych dat vedlo ke stejnému zavéru, nebo by piineslo jiny vysledek.

V neposledni fadé nas zajimalo, jestli mize byt uzitecné provést vizualizaci vysledkid modelu
Bag-of-Words aplikovaného na hapax legomenon dvéma raznymi zpusoby, konkrétné
prostfednictvim vicerozmérného Skéalovani a hierarchického shlukovani. Zameéfili jsme se na
to, jestli nam tyto dvoji vysledky pfinesly rozdilné informace o zpracovavanych datech, které
by nam pomohly pfi rozhodovani o pivodu textu. Obecné lze fici, ze z vysledku
vyobrazenych prostfednictvim vicerozmérného Skalovani je 1épe patrné vzajemné postaveni a
vzdalenost jednotlivych textl, zatimco pfinosem hierarchického shlukovani je struktura
vzéajemné podobnosti zkoumanych dat. Proto jsme dosli k zavéru, ze nahlizet na téze vysledky
timto dvojim zptisobem neni nadbytecné, jak se mohlo zpocatku zdat, ale Zze se tyto metody
vzajemné dopliiuji a poskytuji ndm podrobnéjsi nahled na zpracovavana data a umoziuji
jejich komplexnéjs§i analyzu. Stejné jako v predchozim experimentu, 1 zde byly vysledky

analyz provedenych na zakladé nahodného vybéru tokenti pouzity pouze jako ilustrativni.
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Domnivame se viak, e tendence, které sledujeme v t&chto vysledcich, by byly zachovany pii

libovolném poctu opakovani takovych méfeni.
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8 Zavér

V Gvodu této prace jsme zvolili tfi kvantitativni metody, konkrétné textové ukazatele, model
Bag-of-Words a nizkofrekvenc¢ni lexikum hapax legomenon. Tyto metody jsme aplikovali na
sady dat, které jsme vyfiltrovali z dvacet vybranych Cesky psanych beletristickych textt
vydanych pod jmény dvou ruznych autori. Zaméifili jsme se na vyuziti téchto metod z
pohledu problematiky ovéfovani autorstvi a pokusili jsme se porovnat jejich piinos a

statisticky vyhodnotit jejich ucinnost.

Predstavili jsme teoretické pozadi provadénych experimenti. Zadefinovali jsme terminy a
vychodiska, se kterymi se Ctenaf v nasi praci setkava. Rovnéz jsme predstavili nastroje, které
jsme pouzili v nasich experimentech (2.3 Pouzity software). Mizeme konstatovat, ze jsme v
prubéhu provadéni vSech experimenti nenarazili na zadné problémy, které by nam po
technické strance znemoznily jejich provedeni. Dale jsme Ctenafe seznamili s tim, podle
jakého klice jsme zvolili vstupni data (2.4 Vybér vstupnich dat) a jak z nich vybirame vzorky,

které nasledné zpracovavame a analyzujeme (2.5 Zpracovani a priprava vstupnich dat).

V prvni ze tii praktickych ¢asti jsme prostfednictvim faktorové analyzy vybrali pét textovych
ukazateld. Na pfedem definovaném vzorku textt jsme provedli méfeni té€chto indext, k Cemuz
jsme pouzili software QUITA. Naméfené hodnoty jsme zanesli do dvou tabulek (Zabulka 9 a
Tabulka 10), rozdélenych podle zptusobu vybéru tokenti. Nasledné jsme hodnoty kazdého z
téchto textovych ukazateld vlozili do aplikace pro zpracovani logistické regrese. Jejim
vystupem jsou grafické vizualizace a procentudlni vyhodnoceni uspésSnosti tohoto modelu,
uvedené v podkapitolach vénovanych jednotlivym textovym ukazatelim. Sdruzené vysledky
tohoto experimentu jsme shrnuli do Zabulky 11 a Tabulky 12, kterymi uzavirame tuto Cast

prace.

V dalsi sekci jsme struéné predstavili model Bag-of-Words, ktery jsme vybrali jako druhy z
testovanych pfistupi k ovéfovani autorstvi. Spolu s nim jsme v této Casti kratce uvedli i
metodu vicerozmérného skalovani, kterou jsme pouzili pro vizualizaci vysledkd provedeného
experimentu. Vyhodnoceni téchto vysledka je do jisté miry subjektivni, nebot se odviji od
prostorového vnimani a interpretace grafi, nicméné jsme se snazili o urcitou objektivizaci
zavedenim kritéria nadpolovi¢ni vétSiny pii rozhodovani o signifikantnosti naméfenych

vysledka.
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V posledni prakticky zaméfené Casti jsme znovu pracovali s modelem Bag-of-Words, ale
tentokrat jsme ho aplikovali pouze na nizkofrekvencni lexikum hapax legomenon vyskytujici
se v analyzovaném vzorku dat. To, co jsme povazovali za zajimavé, bylo porovnani
informacniho piinosu dvou riznych metod pro vizualizaci vysledka nasich méteni. Vedle jiz
pouzitého vicerozmérného Skalovani jsme aplikovali metodu hierarchického shlukovani a
zaméfili jsme se na to, jestli nam tento model muaze pifinést o zkoumanych datech jiné nebo

nové informace, které by byly uzitecné pii rozhodovani o pavodu analyzovanych textu.

Kazda prakticka cast byla zakonCena shrnutim provedeného experimentu a prezentaci jeho
vysledkid. Pro prehlednost jsme vSak povazovali za vhodné zatadit za posledni experiment

kapitolu, kde jsme prezentovali souhrnné vysledky celé nasi prace.

V kapitole 7 Diskuze jsme posléze vyhodnotili vysledky naSich experimentii. Z pohledu
uréovani autorstvi jsme porovnali mezi sebou informacni piinos jednotlivych aplikovanych
metod, navrhli jsme mozna vylepSeni provedenych experimentt, polozili jsme si otazky, které
vyplyvaji z naSich vysledkii a domnivame se, ze by mohly poslouzit jako namét pro dalsi

vyzkum, respektive rozsifeni a vylepSeni naSich experimentu.

Na zakladé vyse uvedenych zavéri si dovolujeme tvrdit, ze cile prace, které jsme v jejim

uvodu stanovili, byly naplnény.
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9  Ptilohy

V této Casti prace pro prehlednost uvadime nekteré z diskutovanych grafi ve vys$sim rozliSeni.
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Obrdzek 22: Analyza hapax legomen dvaceti zkoumanych textii o velikosti 4500 po sobé jdoucich tokenii,
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provedend za pouZiti modelu Bag-of-Words. Vysledky jsou vyobrazeny prostiednictv

(MDS).
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Vysledky jsou vyobrazeny prostrednictvim hierarchického shlukovani Wardovou

kosinové nepodobnosti.

metodou.
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Iysledky jsou vyobrazeny prostrednictvim hierarchického shlukovdni Wardovou

kosinové nepodobnosti.

metodou.
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