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Abstrakt

Préce se zabyva identifikaci autort anglickych internetovych komentaia. Popisuje aktualni
stav v oboru urcovani autorstvi na socialnich sitich. Vysvétluje fungovani a strukturu vytvo-
feného systému na urcovani autorstvi, ktery funguje na zakladé vybéru nejinformativnéjsich
priznak z pfevazné pismemnnych n-grami a slovnich druhti. Prezentuje vysledky testovani
systému na internetovych sluzbach Quora a Twitter.

Abstract

Thesis deals with authorship attribution of english internet comments. It describes state of
art in authorship attribution on social networks. It decsribes how the new system created
during the work on this thesis functions. System is based on selection of most informative
characteristics mostly from character n-grams and part of speech tags. It presents results
of testing on comments from social networks Quora and Twitter.
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Kapitola 1

Uvod

Urcovani autorstvi se dlouhodobé pouziva ve forenzni lingvistice k odhalovani pachatela
trestnych ¢ind. V pocatcich se jednalo hlavné o rukou psané listiny a dopisy. S rozvojem
pocitact a internetu se otevielo nové pole ptisobnosti. Zacaly se objevovat piipady vydirani,
kybersikany a pripady vytvareni falesnych ac¢t, kde vsude je mozné vyuzit metody z oboru
urc¢ovani autorstvi pro identifikaci pachatele.

Cilem této prace je vytvorit systém na urcovani autorstvi pro textové komentafre na so-
cidlnich sitich. Socialn{ sité predstavuji jednu z nejrychleji se rozvijejicich oblasti internetu.
Prispévky na téchto sluzbach byvaji casto velmi kratké, a to v fadu desitek ¢i stovek znaki,
coz znamend nutnost vyuziti jinych metod nez napiiklad pro knihy nebo ¢lanky.

Nejcastejsi ulohou systému urcovani autorstvi vytvoreného v ramci této préace je stano-
veni, ktera osoba z predem predvybrané skupiny autort napsala analyzovany text, coz muze
napt. poslouzit ptislusnikiim bezpecnostnich slozek béhem vysetrovani trestnych ¢ini. Ve-
likost mnoziny moznych autort se predpoklada nékolik desitek, pripadné stovek autoria. Na
tuto velikost se v pripadé vyssich velikosti musi mnozina podezfelych uzivateli redukovat
jinymi prostfedky (datum zaloZeni Gétu, typ provinéni...).

Text bakalarské prace je rozdélen do sedmi kapitol. Nasledujici kapitola rozebirda vyvoj
ur¢ovani autorstvi, kde je stru¢né shrnuta historie a soucasny stav oboru. Déle je zde po-
psana metoda strojového uceni pouzivand v této praci a nasleduje popis vybranych metod
pro vybér priznaku. Ve treti kapitole je jsou popsany v soucasné dobé pouzivané priznaky
pro urcovani autorstvi. U kazdého typu priznaku jsou uvedeny princip metody, vyhody,
nevyhody a pouziti v jinych studiich o uréovani autorstvi.

Ctvrta kapitola se zabjva systémem pro urcovani autorstvi, ktery byl vytvoren v rdmci
této prace. Je popsana architektura systému a pouzivané typy piiznaka. Déale je vysvétleno
feSeni nékolika problému v této oblasti, jako je prace s nestejné dlouhymi texty a s texty
ruznych typa nebo zavislost nékterych typia priznakt na tématu textu oproti ¢isté zavislosti
na stylu. Nasleduje pata kapitola, kde je systém otestovan na datové sadé. Je zde ukazano,
jak se vyviji presnost v zavislosti na mnozstvi dostupnych texti a poctu kandidatnich
autord. Déle je zde rozebrano, jak jsou jednotlivé typy charakteristik dilezité pro funkénost
systému.

V zavérecné kapitole jsou shrnuty dosazené vysledky a zjisténi prezentované v této praci
a jsou navrzeny dalsi mozné sméry vyzkumu a také vyvoje systému.



Kapitola 2

Vyvoj urcovani autorstvi

Urcovani autorstvi je obor, ktery se zabyva zjistovanim identity autora. Jednim z hlav-
nich podoborit je identifikace autorstvi prirozeného textu. Dale v této praci se urcovanim
autorstvi rozumi urcovani autorstvi textu. Urcovani autorstvi se snazi identifikovat autory,
shlukovat je podle urcitych kritérii nebo verifikovat, zda bylo urcité umélecké dilo vytvoreno
konkrétnim clovékem.

2.1 Historie

Prvotni motivaci pro rozvoj oboru urcovani autorstvi byla snaha zjistit autorstvi literarnich
dél, u kterych byla totoznost autora spornd nebo Uplné neznama. Prvni pokusy zacaly uz
v 19. stoleti, kdy Menhendall pracoval s dily Bacona, Marlowa a Shakespeara (1887) a
Mascol zkoumal autorstvi ¢asti Nového zdkona (1888). V pocatcich zdkladni myslenkou
byla snaha o nalezeni jednoho priznaku, ktery dokéze samostatné charakterizovat autora.
Tedy priznaku, ktery pro texty jednoho autora zlstava priblizné stejny, ale jeho hodnoty
se lisi u textt jinych autort. Yule navrhl v roce 1944 délku vét, ale nakonec se tato metoda
ukazala jako nespolehliva. Byly navrzeny i jiné priznaky jako bohatost slovni zasoby nebo
délka slov. Zadny z téchto pifznakt ale nebyl dostateéné diskriminativni, aby mohl slouzit
jako jednotny invariant a v soucasnosti se tento pristup nepouziva. [17]

V roce 1964 navrhli Mosteller and Wallace novou metodu pro ur¢ovani autorstvi Listi
federalistii, ktera kombinovala nékolik pfiznaki (jednola se o stovky funkénich slov). Kla-
sifikace probihala pomoci Naivniho Bayesova klasifikdtoru. Touto praci se ukazalo, ze na-
vrzenou metodou jde spolehlivé a nezavisle na obsahu urcovat autorstvi. Principem nového
pristupu je reprezentace dokumentt jako bodli v prostoru a nasledné pouziti néjaké metody
na méfeni vzdalenosti pro zatazeni neznamého dokumentu k nejbliz§imu autorovi.

V devadesatych letech nastal rozvoj strojového uceni a to se projevilo i v této oblasti.
Zacaly se ve vétsi mife pouzivat neuronové sité, support vector machines a dalsi podobné
metody. Zde jsou jednotlivé texty reprezentovany ciselnymi vektory a ucici algoritmus se
snazi najit hranice mezi jednolivymi autory. Nasledoval rozvoj metod, které sice generuji
velké mnozstvi priznakt jako n-gramy nebo sekvence slovnich druhti, ale pomoci metod
strojového uceni je mozné z nich vybrat diskriminativni slozky a s nimi dale pracovat [24].



2.2 Urcovani autorstvi v soucasnosti

Postupem casu se také posunula hlavni aplikace uréovani autorstvi. Vétsina literarnich dél
uz byla dikladné prozkoumana a byly udélany zavéry o jejich pravdépodobnych autorech.
Nésledné nejvétsi vyuziti mélo urcovani autorstvi ve forenzni lingvistice, kde se posudky,
zda urcity text psal nebo nepsal podezrely, pouzivaji k odhaleni pachatele. Pivodné toto
délali lidsti odbornici, ale se zdokonalovianim metod urcovani autorstvi v informatice se
stale vice vyuziva moznosti pocitaca.

Pribuznym oborem je potom detekce plagidtorstvi. Nejednd se striktné o urcovani au-
torstvi, ale ma s timto oborem dost rysu spoleé¢nych. Vyznam ma hlavné v akademickém
svete, kde je dulezité zajistit, aby jednotlivé prace byly originalni a védci neopisovali pasaze
z jinych dél bez citace. Obecné se pouzivaji jednodussi a rychlejsi algoritmy nez pro urcéovani
autorstvi, protoze Casto je potfeba aktudlni text porovnat s velkym mnozstvim jinych praci
v realném case. VétsSina algoritmu funguje na hledani podobnych pasazi v jinych pracech a
pocitani miry jejich podobnosti.

V poslednim desetileti nastal velky rozvoj socidlnich siti, hlavné zasluhou Facebooku, a
pocty uzivateli téchto sluzeb se pocitaji ve stovkach milioni. Proto je potieba fesSit nové
problémy, a to zejména spamboty [5], falesné ucty, které je si mozné koupit pro Sifeni néjaké
agendy [8], nebo uzivatele pachajici trestnou ¢innost [11]. Disledkem je potieba urcovani
autorstvi stale mensich a mensich useku textu, které jsou typické pro vyjadfovani u tohto
typu sluzeb. Na jedné z nejpopuldrnéjsich komunikacénich (socidlnich) sluzeb na internetu
Twitteru je maximalni délka prispévku 140 znakd. Dalsimi ¢astymi problémy se kterymi se
musime vyporadat pri klasifikaci textd na intenetu, jsou preklepy, gramatické chyby a casté
pouzivani zkratek.

Do oblasti urc¢ovani autorstvi lze zatadit i profilovani uzivateli. Zde neni cilem zjistit,
kdo dany text napsal, ale jaké jsou vlastnosti autora. Tento obor by se dal rozdélit na dveé
skupiny. Prvnim jsou psychologické atributy, kde se zkoumaji povahové vlastnosti autora.
Naptiklad zde se jedna o Jungovo déleni na introverta/extroverta nebo pétifaktorovy model
osobnosti zndmy pod nézvem Velka pétka (otevienost, svédomitost, extraverze, privétivost,
neuroticismus) [21]. Druhou skupinou jsou dalsi tdaje o ¢lovéku jako napiiklad vék, pohlavi
nebo zemé puvodu [15].

2.3 Strojové uceni

Pred pouzitim metod strojového uceni byl pocet priznakit obvykle v jednotkich nebo de-
sitkdch. V dnesni dobé existuji systémy, které pouzivaji priznaky v fddech desitek tisic [4].
Obvykle se ale pohybuji pocty piiznakt v desitkdch az stovkach. Zvyseni dimenzionality
reprezentace textu ma za nasledek, ze kazdy jednotlivy priznak nemusi mit vysokou dis-
kriminac¢ni silu pro konkrétni text. Metoda strojového uceni sama vybere, které priznaky
se nejlépe hodi pro tento konrétni pifpad a podle nich provede klasifikaci. Cim je pifznak
vice, tim je vyssi pravdépodobnost, Zze v ni budou i priznaky, které se hodi na konkrétni
korpus, na kterém je provadéna klasifikace. Samoziejmé je nutné brat ohledy i na vypo-
¢etni moznosti dnesnich pocitaci. Pti prilis vysokém mnozstvi priznaki se jejich extrakce
a nasledna klasifikace stava prilis narocnou a nepraktickou.



2.3.1 Support vector machines

Support vector machines (ddle SVM) je jednou z nejpouzivanéjsich metod strojového uceni.
Data reprezentuje jako body v n-rozmérném prostoru a snazi se najit nadrovinu v tomto
prostoru, kterda optimalné rozdéluje testovaci data. Nadrovina data optiméalné rozdéluje
v piipadé dvou ttid, pokud body z riznych t¥id lezi v opaénych poloprostorech a nadrovina
je co nejdal od nejblizssich bodi obou poloprostori. [20]

Dulezity je vybét kernelu (¢esky “jadra”, ddle bude pouzivan vyraz “kernel”). Kernel
umoznuje prevést puvodné linearné neseparovatelnou tlohu na tlohu linearné separovatel-
nou prevodem do vyssi dimenze. Vyhodou kernelu je, Ze nemusi pocitat pfesnou pozici bodu
v novém prostoru, a prevod je proto relativné rychly. [20] Zakladni typy kernelt jsou linedrni
a RBF (Gaussovsky). Oba kernely jsou porovnany v kapitole 5.6. PFedpoklada se, ze bude
vhodnéjsi pouzit linearni kernel, protoze pfi vyssim poc¢tu priznaka je pravdépodobné, ze
problém je v onom vysoce dimenzionadlnim prostoru linedrné separovatelny a presnost by
tedy méla byt srovnatelnd s RBF. Linearni kernel je také obecné rychlejsi.

2.4 Vybér priznakia

Jak jiz bylo zminéno metody strojového uceni Casto pracuji s velkym mnozstvim piiznaku.
Konkrétné napiiklad u uréovani autorstvi pouziti n-gramt generuje spoustu priznakt. Po-
dobné u klasifkace obrazovych dat se ¢asto pouziva metoda, kde je kazdy pixel obrazu
reprezentovan jednim nebo vice piiznaky a vysledny vektor je tedy obsahly. Toto ale pri-
nasi i nékolik problémi. Hlavnim problémem je pfeuceni (anglicky overfitting). Jednd se
o stav, kdy se klasifikator ptilis dobfe nauc¢i ucici sadu prikladi a tedy ji zvladne prifazovat
s velmi vysokou presnosti, ale na tikor obecnosti modelu a to ma za néasledek snizenou pres-
nost na testovaci sadé (nevidénych vzorcich dat). Klasifikdtor poté neni schopen zobecnit
ucici priklady na dalsi neznamé vzorky a tedy nefunguje spravné. Preuceni miize nastat,
pokud probiha uceni na trénovaci sadé prilis dlouho nebo pokud neni dostatek dat pro
dostateéné komplexni natrénovani klasifikatoru.

Pravé pri velkém mnozstvi priznaki (tisice, desetitisice..) je vysledny stavovy prostor
obrovsky a proto vétsinou neni k dispozici dostatek prikladii na nauceni klasifikatoru a tedy
dojde k preuceni.

7 duvodu vyse zminénych problémt byly vyvinuty rizné metody pro vybér piiznak,
aby se snizil pocet potfebnych priznakti na tspésné nauceni klasifikatoru. Tyto metody
se déli na filtraéni (filters) a obalovaci (wrappers). Filtra¢ni jsou zalozené na statistickych
metodach a pomoci nich se snazi vybrat ty ptiznaky, které maji nejvétsi vliv na vysledné
zatazeni do tiid. Obalovaci pouzivaji ucici algoritmy pro zjisténi, které priznaky jsou nej-
dulezitéjsi pro spravnou klasifikaci.

V nasledujicim textu budou vysvétleny principy ¢tyf metod vybéru priznaka pouziva-
nych v systému pro urcovani autorstvi, ktery bude predstaven v kapitole 5.1:

e Informacni pfinos (Information gain): Tato metoda méfi zménu entropie, pokud se
sada prikladu S rozdéli podle atributu A. Pocita se podle vzorce 2.1, kde H(S) je
entropie S, T tvori podmnoziny ¢ vzniklé rozdélenim S podle A, p(t) je podil prikladu
v t oproti puvodnimu poc¢tu v S a H(t) je entropie podmnoziny t. [16]

IG(A,S)=H(S) =Y _p(t)H(t) (2.1)

teT



e Giniho nedistota (Gini impurity): Riké, jak ¢asto by byl vybrany text klasifikovin
nespravné, pokud by byl vysledek klasifikace ndhodné vybran na zdkladé rozlozeni
tfid v trénovaci sadé. Podobné jako metoda informacni prinos rozdéluje rozdéluje
priznaky podle atributt. [3]

e Chi-kvadrat (Chi-square): Snazi se eliminovat ptiznaky, které jsou nezévislé na jednot-
livych tiidach. Vzorec pro vypocet je 2.2. Chi-kvadrat méri nezavislost mezi priznakem
t a kategorii c. A je pocet prikladi kde se vyskytuje ¢t a ¢ soucasné. B je pocet pri-
kladu, kde se t vyskytuje bez c. C je pocet prikladi, kde se ¢ vyskytuje bez t. N je
celkovy pocet prikladi. [25]

N % (AD — CB)?
(A+C)Yx(B+ D)* (A + B)*(C+ D)

2 _
V() = (2.2)
e Rekurzivni vybér priznaki (Recursive feature selection): Funguje na principu vybéru
priznak pomoci kiizové validace. Klasifikdtor se nauci se vSemi priznaky. Poté se
odstrani ty s nejmensim prinosem pro klasifikdtor a znovu se provede uceni. Toto se
opakuje, dokud se nedosahne cilového poc¢tu priznakda.



Kapitola 3

Charakteristiky textu

Charakteristika (priznak) textu je hodnota, kterd nese néjakou informaci o daném textu.
Pravé spravna kombinace charakteristik je zadkladem k tspésné klasifikaci texti. V na-
sledujici kapitole budou predstaveny v soucasné dobé nejpouzivanéjsi typy charakteristik.
U kazdé bude popsan princip a poté vyhody a nevyhody, které k ni vztahuji.

3.1 N-gramy

N-gram je sled n po sobé jdoucich prvki z dané posloupnosti. N je kladné celé ¢islo. Pro
n = 2 se pouziva specialni oznaceni bigram a pro n = 3 trigram.

V pocatcich se pouzivaly pro urcovani autorstvi pouze frekvence vyskytu predem danych
slov nebo znakt. Nevyhodou tohoto postupu je, ze nebere v tivahu kontext, ve kterém se
slovo nebo znak nachézi. Na tento problém odpovidaji n-gramy, jejichz vyhodou je, Ze nejen
mohou sledovat frekvence sledovanych fetézci, ale pridavaji i informaci, s jakymi okolnimi
fetézci se slovo nachézi v kombinaci, tedy informaci o kontextu. Dalsi vyhodou n-gramu
je jednoduchost jejich extrakce. Pro vétsinu komplexnich stylistickych ukazatelti, jako jsou
napriklad slovnich druhy, jsou nezbytné specidlni programy. Ty jednak nejsou dostupné pro
vSechny jazyky a také byvaji oproti extrakci n-grami z textu pomalé. Pro extrakci n-gramu
staci nékolik radka kédu a extrakce je rychla.

N-gramy jsou zavislé na obsahu textu a tedy zachycuji nejen autoruv styl psani, ale i
téma, o kterém pise. Dulezitym tkolem pfi pouziti n-grama je minimalizovat vliv tématu ve
vybrané sadé priznakt, protoze téma textu se nijak netyka autorova stylu psani. Priznaky,
které jsou vysledkem vyuziti n-gramu, jsou typické svou fidkosti (vysoké mnozstvi nulovych
hodnot). N-gramy také vice nez jednotlivé frekvence zachycuji redundantni informace, pro-
toze kazdé misto v textu je zaznamendno v nékolika n-gramech. Proto je dilezité pomoci
efektivnich metod vybéru priznaka vybrat pouze ty uzitecné.

3.1.1 Pismenné n-gramy

Pismenné n-gramy nepracuji s celymi slovy, ale s jednotliviymi pismeny v textu. Oproti
slovnim n-gramtm zachycuji hlavné kratka slova (naptiklad stopslova mivaji obvykle krat-
kou délku), gramatické a typografické chyby, preklepy, interpunkci a dalsi specidlni znaky.
7 téchto divodl jsou pismenné n-gramy vyznamnym prostiedkem pro urcovani autorstvi
textll na internetu, které jsou typické pravé kratkou délkou, vétsim mnozstvim chyb oproti
jinym médiim a vétsim pomérem specidlnich znakt k alfanumerickym znakim.



Pisemné n-gramy jsou jednou z nejpouzivangjsich metod pro uréovani autorstvi. Layton
[14] tspésné pouzil metodu SCAP zaloZenou na pismennych n-gamech pro uréovani autor-
stvi prispévki na Twitteru. Giraud [9] aplikoval pismenné n-gramy v kombinaci s dalsimi
charakteristikami pro zjisténi autorstvi ¢lank na internetovych férech. Koppel [17] zjis-
til, Ze pismené n-gramy maji nejvyssi uspésnost na fadé typu textu (blogy, knihy, emaily).
Sapkota [19] se domniva, ze vysokd Uspésnost pismennych n-gramu je zpusobena jejich
schopnosti zachytit stylistické i morfologické znaky textu.

3.1.2 Slovni n-gramy

Slovni n-gramy se pouzivaji pro zachyceni slov a slovnich spojeni, které autor ¢asto pouziva.
Jejich hlavnim problémem je vysoka dimenzionalita vyslednych ptiznakt. Z tohoto divodu
se nepouzivaji obvykle slovni n-gramy pro n > 3. Pro vyssi hodnoty n je priznaki jednak
prilis velké mnozstvi a také jsou jednotlivé priznaky prilis specifické a hrozi tedy, ze nebudou
fungovat na nezndmym textech. Slovni n-gramy maji vyznam predevsim u delsich textu,
jako jsou napriklad knihy, kde je dostatek dat pro vysoké mnozstvi priznaka generovanych
slovnimi n-gramy.

3.2 Stopslova

Stopslova jsou slova, ktera nenesou zadnou vyznamnou sémantickou informaci a maji zpra-
vidla pouze syntakticky vyznam. Typicky se jednd o spojky a predlozky. Stopslova jsou
dilezitd pro konstrukci véty a spojeni obsahovych slov. Také jsou vyznamnym zdrojem pii-
znaku v oblasti urcovani autorstvi. Jejich vyhodou je, ze se vyskytuji v jakémkoliv typu
textu o prakticky libovolné délce nebo tématu. To vyplyva z jejich nezbytnosti pri stavbeé
véty. Pocet riznych druhi stopslov je v porovnani s obsahovymi slovy velmi maly. Pri-
mérny anglicky rodily mluvéi zna vice nez 100 000 slov, ale pouze 400 z nich jsou stopslova.
Tato mala ¢ast slovniku ale tvofi vyznamnou ¢ast kazdé véty [12].

Dalsi vyhodou je, Ze autofi i ¢tenari vénuji jejich pouziti mensi pozornost nez u obsaho-
vych slov [12]. Toto je dulezité v pripadé, kdyz chceme uréit autora, ktery se snazi skyt, ze
je skuteénym autorem textu. Pokud se snazi pachatel sviij styl psani zménit, je u stopslov
vétsi sance, ze zde byl jeho styl psani doté¢en minimalné. Napriklad Schindler v roce 1978 na
tuto skutecnost ukazal jednoduchym eperimentem. Zjistil, ze lidé ¢asto nenajdou vSechny
pismena ,f* v nasledujicim textu:

Finished files are the result of years of scientific study combined with the experience of
many years.

Celkem jich je 6 a divodem netspéchu vétsiny lidi je pravé slovo of, které je jedno
z nejcastéjsich slov v anglickém jazyce, nenese zadny obsahovy vyznam, a proto ho lidé
podvédomeé preskakuji. To je v souladu s dalsimi vyzkumy, kdy se napriklad zjistilo, ze lidé
maji problém nalézt pravopisné chyby ve stopslovech [6]. V neposledni fadé je jejich vyho-
dou pravé jejich nizky obsahovy vyznam. Diky tomu sa daji pouzit pro urcovani autorstvi
nezavisle na tématu, o kterém autor pise.

3.3 Obsahova slova

Obsahova slova jsou definovana tim, Ze maji informacni hodnotu pro obsah textu. Jsou
to podstatna jména, vétsina sloves a pridavnych jmen. Pri jejich pouziti se musi postupo-
vat opatrné pravé kvili jejich zavislosti na tématu textu. Pti prilisné zavislosti na obsahu



je poté systém pro urcovani autorstvi nepouzitelny, pripadné ma vyrazné horsi vysledky
v oblastech odlisnych od té, na které byl systém natrénovan. Samostatné se pro klasifikaci
textl nepouzivaji a uvadim je zde jako doplnéni stopslov. Stale ale maji sviij vyznam, a to
zejména u Uplnych (Cistych) synonym, slov totozného vyznamu, kde mé autor volbu, které
ze slov pouzije a jeho volba zavisi pravé na jeho stylu psani. Napfiklad se jednd o dvojice
pékny a hezky nebo odvazny a statecny.

3.4 Slovni druhy

Slovni druhy jsou dalsi popularnim typem priznaki. Ty podobné jako slovni n-gramy pra-
cuje se slovy, které prevedou na odpovidajici slovni druh. Tyto sekvence pak ukazuji, jaké
typy frazi autor ¢asto pouziva. Pracuji na obecnejsi irovni nez slovni n-gramy. Vyhodou je
podobné jako u stopslov nezavislost na obsahu textu. Slovni druhy byly pouzity s pomérné
vysokou uspésnosti v mnoha studiich jak pro ¢lanky[l], tak pro knihy [26].

Sledovani frekvenci nebo n-gramu slovnich druht ve vété je jednim z nejjednodussich
analyz syntaxe. Extrakce je oproti jinym metodam jako naptiklad tvorba deriva¢niho stromu
véty pomérné rychld a v dnesni dobé existuje fada, nejenom anglickych, parsert, které
extrakci slovnich druht umoznuji.

3.5 Dalsi charakteristiky

V nasledujici kapitole budou popsény charakteristiky, které se pouzivaji pro uré¢ovani au-
torstvi jako podptrné priznaky, ale sami o sobé nestaci pro klasifikaci s dostatecné vysokou
uspésnosti, aby mohly byt pouzivany samostatneé.

3.5.1 Prumérna délka slov a vét

U pramérné délky slov jsou pouzivany dva zakladni pristupy. Prvni spocitd primeérnou
délku slov v textu jako podil poctu znakt a poctu slov. Druhym pristupem je vytvoreni
vektoru V o délce k a do kazdého prvku vektoru V, se uklada relativni ¢etnost slov o poc¢tu
znaku k. Podle J. Grieva [10] je druhy zpuspob lepsi pro uréovani autorstvi. Je to dusledek
faktu, ze prvni metoda zaznamend jen pramérnou délku, zatimco druhy zptsob uklada i
histogram pouziti slov jednotlivych délek. Primérna délka vét je velmi podobnd primeérné
délce slov. Jediny rozdil je, ze délku véty mtzeme mérit bud poctem znakti nebo pocétem
slov. Zde byva Castéjsi pouzit znaky, protoze to dava presnéjsi vysledky oproti slovim, které
mohou mit riznou délku. Také je uzite¢né mérit pocet slov ve véte.

3.5.2 Bohatost slovni zasoby

Tento priznak se snazi o vyjadieni bohatosti slovni zdsoby autora textu. Nejjednodusi zpu-
sob vypoctu je podil poctu unikatnich slov a poctu slov celkem. Tento zptisob ale neni
povazovan za nejlepsi, protoze pocet unikatnich slov vyrazné zavisi na délce textu. Tato
zéavislost ale neni linearni: pri kratkych textech roste pocet unikatnich slov rychleji nez
u delsich text [24]. Bylo navrzeno velké mnozstvi funkei, které pocitaji bohatost slovni
zésoby. Zadna z nich neni uznavana jako nezpochybnitelné nejlepsi. V praci J. Grieva [10]
dosahuje nejlepsich vysledkt vzorec 3.1, kde p, je relativni ¢etnost v-tého nejcastéjsiho
slova.
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Entropy = —100 * va * log p, (3.1)

3.5.3 Interpunkce

Interpunkce ma ve stylometrii velky vyznam, protoze frekvence pouzivani jednotlivych inter-
punkénich znakt ukazuje na rizné rysy stylu autora. Napriklad pokud bude autor s vysokou
frekvenci pouzivat zavorky, tak to muze napovidat, Ze je ¢asto vyuziva na vysvétleni nékte-
rych pojmu misto napriklad vlozené véty. Déle uvozovky jsou ¢asto uzivané na vyjadreni
sarkasmu nebo velkd frekvence ¢arek zase ukazuje na zalibu autora v dlouhych souvétich.
18]

3.5.4 Gramatické a typografické chyby

I jedina chyba, které se autor pravidelné dopousti, mize mit velky vliv na presnost urceni
textu, jelikoz chyby jsou vyznamné idiosynkrazie. Na principu hledani idiosynkrazii pracuji
i lidsti experti pfi snaze urc¢it autora neznamého dila [13]. Vyhodou této skupiny priznaku
je také skutecnost, ze nezavisi na obsahu nebo typu textu. Gramatické chyby také umoznuji
identifikovat osoby, které nepisi ve svém materském jazyce.

Na druhou stranu je u téchto priznaku nejvétsi pravdépodobnost, ze autor se je aktivné
snazi odstranit, a proto chyba, podle které bylo mozné urcit autora pred nékolika lety,
nemusi byt v soucasné dobé viibec relevantni. Také mohou také vznikat nové chyby a proto
je dulezité mit k dispozici aktudlni texty [7]. Také je nutno mit na paméti fakt, ze i kdyz
se autor pravidelné dopousti urc¢itého typu chyby, tak text mize byt natolik kratky, ze se
tato chyba ani neprojevi.

3.5.5 Specializované priznaky

Existuje fada dalsich pomocnych charakteristik, které mohou zptesnit vysledny model.
Casto jsou specifické pro danou aplikaéni doménu — napf. “primérny pocet hashtagfi na
tweet” pro urcovani autorstvi na Twitteru.
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Kapitola 4

Vybér a zpracovani testovacich dat

Dulezitym krokem byl vybér zdroje texti do datové sady. Bylo nutné vybrat sluzby, kde
je mozné identifikovat ¢ty urcitého autora a stdhnout dostateéné mnozstvi texti. DalSim
kritériem bylo, aby typ textii téchto sluzeb nebyl tplné stejny. V nasledujicim textu budou
jednotlivé sluzby predstaveny.

4.1 Quora

Quora je internetova sluzba, kterd slouzi k pokladani a zodpovidani otazek. Byla zaloZena
v roce 2009 dvéma byvalymi pracovniky Facebooku a od té doby zazila prudky vzestup
v popularité. Rozsah témat je sice neomezeny, ale prevazuji otazky na téma IT, internetu
a startupi. Uzivatelé mohou hlasovat pro odpoveédi, o kterych si mysli, Ze jsou nejlepsi.
Prispévky na Quotre maji velmi variabilni délku od jednoslovnych ¢i jednovétnych odpovédi
po celé ¢lanky s vysvétlujicimi obrazky a podporené referencemi na odbornou literaturu.
Vyrazna vétsina uzivateld pouziva spisovny jazyk a vyjadruje se v celych vétach. Oblibené
internetové zkratky jako ,,LOL“ nebo ,OMG® se prakticky vibec nevyskytuji. Zkratky
se pouzivaji vétsinou pouze pro odborné terminy jako napiiklad ,,SVM* (support vector
machines) nebo ,NN“ (neural networks).

4.2 Twitter

Twitter je socidlni sit a mikroblogovaci sluzba, ktery umoznuje uzivatelim posilat a ¢ist
prispévky zaslané jinymi uzivateli, zndmé jako tweety. Tweet je textovy prispévek s ma-
ximalni délkou 140 znaku. Uzivatelé si mohou vybrat jiné uzivatelé, které budou sledovat
(follow) a poté se jejich tweety zobrazuji na osobni strance uzivatele. Twitter je v souc¢asné
dobé velmi dilezity marketingovy nastroj pro radu firem, osobnosti a celebrit. Umoznuje
jednoduchou a primocarou komunikaci s fanousky nebo potencidlnimi zakazniky. Je jasné,
ze na Twiteru se vyskytuji pouze kratké texty a z toho plynou typické charakteristiky textu
na Twitteru:

e velké mnozstvi zkratek, a to i u norméalné nezkracovanych slov kvili ispore mista
v tweetu,

e jelikoz uzivatelé Casto pouzivaji twitter pro vyjadreni své nalady, tak se casto pouzivaji
emotikony,

12



e velmi vysoké procento tweetd obsahuje URL odkaz bud na pokracovani textu nebo
na stranku o které referuje tweet,

e Specialni znaky: Twitter obsahuje 2 znaky, které maji na této sluzbé specificky vy-
znam,

— Hashtag (#téma) se pouziva pro shlukovani nebo vyhledavani tweetti o stejném
tématu,

— Mention (@jméno) se pouziva pro komunikaci mezi uzivateli.

4.3 Stazeni a filtrace

Sbér dat probéhl v tinoru 2016. Autofi byli vybrani ze seznamu nejsledovanéjsich uzivatela
za rok 2013 na Quoie!, protoze u téchto uzivatelfi je pravdépodobnéjsi, ze budou mit vétsi
mnozstvi prispévki na obou sluzbach nez u prumérného uzivatele. Nasledné byli vyfiltro-
vani ti, co neméli ic¢et na Twitteru nebo ho dostateéné nepouzivali. Celkem bylo stazeno
35000 prispévki na Quore a 50000 na Twitteru pro celkem 150 uzivatelt. Kazdy vybrany
uzivatel mél minimalné 100 prispévkl na Quore a 200 na Twitteru. Nasledné byly jednotlivé
texty prispévku predfiltrovany. Byly odstranény opakujici se konstrukce jako datum a cas
prispévku u textu z Quory nebo retweety (prispévky od jinych uzivatelt nez je majitel aétu,
ktery je sdili na své osobni strance) z Twitteru.

"https:/ /quorabot.quora.com/The-most-followed-Top-Writers
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Kapitola 5

Systém pro urcovani autorstvi

V nasledujici kapitole bude vysvétlena architektura a postup prace systému pro urcovani
autorstvi. Rozhodnuti o vybranych metodach a algoritmech budou ilustroviana na experi-
mentech, které porovnaji jejich efektivitu.

5.1 Architektura systému

Na obréazku 5.1 je mozno vidét schéma celého systému véetné nacteni a vyhodnoceni dat.
Nejdrive je z konfigura¢niho souboru nac¢teno nastaveni. Nasledné se nac¢tou data z prislusné
slozky, kde jsou ulozeny texty jednotlivych autort. Vytvori se struktura v paméti, kde jsou
ulozeny vsechny texty, rozdélené podle autora a sluzby, kde byly napsany. Text v kodovani
ASCII je relativné usporny, a proto nebyl problém mit vSechny texty ulozené v paméti.
Ovsem pri prilis velkém mnozstvi textti by mohly nastat problémy a bylo by potfeba systém
upravit, aby texty nacital postupné, napriklad po autorovi. Kazdopadné i pri klasifikaci pro
150 autoru, kde se pouzivaly desetitisice text1, nebyl s nedostatekem paméti zadny problém.

Po nacteni do paméti je potfeba pro kazdé slovo najit jeho odpovidajici slovni druh. Je
to potfeba, jelikoz nékteré kategorie charakteristik slovni druhy vyuzivaji. Prevedena data
jsou ulozené do podobné struktury jako ptuvodni data.

Poté se provede vybér vhodnych charakteristik k extrakci. Podrobnéji bude tento proces
popsan v kapitole 5.3. Vybrané charakteristiky jsou extrahovany z textu, spoji se do jednoho
dokumentu a daji se na vstup SVM Kklasifikatoru. Ten se na datech natrénuje a nasledné
klasifikuje testovaci data. Poté jsou do vystupniho souboru vypsany statistiky a vysledky
pro jednotlivé texty v testovacich datech.

5.2 Pouzité knihovny

V prubéhu tvorby systému jsem se snazil znovu neimplementovat funkce, které uz jsou k dis-
pozici ve verejné dostupnych knihovnach. Extrakce charakteristik je zalozena na knihovné
Scipy, kterd poskytuje podporu pro védécké vypocty v Pythonu a knihovné Scikit-learn
coz je knihovna pro programy vyuzivajici strojové uceni. Knihovna Scipy umoznuje pouziti
Fidkych matic, které jsou optimalizovany pro ukladani fidkych vektord. Diky tomu je pamé-
tova narocnost relativné nizka. Pro prevod textu na jeho reprezentaci ve slovnich druzich
byl pouzit Natural Language Toolkit (NLTK).
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Obrazek 5.1: Postup prace systému

Pro stazeni dat z Quory byl pouzit Selenium webdriver s driverem PhantomJS. Pro
stazeni dat z Twitteru byl vytvoren program postaveny na API Twitteru a knihovné Tweepy,
kterd usnadnuje pouziti zminéné API.

5.3 Systém vybéru charakteristik

Jak uz bylo zminéno v kapitole 2.4, zejména v piipadé vyuzit{ n-gramii neni mozné a ani
efektivni pouzit vSechny priznaky z divodu preuceni a dlouhého béhu systému. Z tohoto
divodu jsem vyvinul dvojvrstvy systém filtrace charakteristik, ktery by mél zajistit, ze se
vysledny algoritmus strojového uceni bude ucit na téch nejinformativnéjsich ptiznacich.
Na obrazku 5.2 je znazornéno schéma algoritmu pro vybér charakteristik. Nejdrive se
vezmou jednotlivé texty od vSech autoru, kteri se maji klasifikovat a z jejich textu se extra-
huji priznaky nalezejici do jednotlivych kategorii. Pouzivané kategorie pro tuto praci budou
podrobnéji popsany v nasledujici kapitole. Schéma je ale obecné a tyto kategorie mohou
predstavovat prakticky libovolnou tfidu charakteristik. Také mohou byt pfidany ¢i ode-
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Obrazek 5.2: Vybér charakterstik

brany dalsi kategorie. Po extrakci nasleduje filtrace, kde se vyberou pouze charakteristiky
s minimélné L vyskyty. Tento krok se provadi, aby se redukoval pocet vstupnich charakte-
ristik do dalsi faze. Filtrace se provadi, protoze velké mnozstvi charakteristik u n-grama ma
pocet vyskyti v jednotkach nebo desitkdch, coz pro vétsi soubory dat ma nizkou vypovidaci
hodnotu. Poté se pro kazdou kategorii vybere M nejprinosnéjsich priznaki. M mé obvykle
pro kazdou kategoii jinou hodnotu a zavisi na tom, kolik priznaka proslo predchozi filtraci.
Vybird se priblizné 10% vstupnich p¥iznakt. Nédsledné se spoji tyto vybrané charakteristiky
dohromady a provede se dalsi vybér, ale tentokrat uz jen jeden a to pro vSechny kategorie
dohromady. Zde by se mély odstranit piipadné zavislé priznaky mezi kategoriemi.

Prvni vybér charakteristik ma za tikol zuzit pocet kandidatnich priznakt, aby potom
druhy vybér netrval piilis dlouhou dobu, jelikoz i pres filtraci nejméné castych charakte-
ristik jich ¢asto zbyde velké mnozstvi, pokud hodnota L neni nastavena vysoko. Pokud je
nastavena vysoko, tak hrozi, ze prijdeme o cenné informace, jelikoz filtrace pouze na za-
kladé pouze poctu vyskytu je velmi hrubad metoda vybéru a jeji hlavni vyhoda je rychlost
a jednoduchost.
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5.4 Kategorie charakteristik

V nésledujici podkapitole budou predstaveny typy charakteristik (kategorie), které byly
pouzity klasifikaci. Systém pochopitelné umoznuje v zavislosti na typu a mnozstvi klasifi-
kovanych text kategorie pridavat, odebirat nebo ménit.

5.4.1 Pismenné n-gramy

Pismenné n-gramy byly pouzity, protoze bylo ve velkém mnozstvi porovnavacich studii
prokézano, ze jsou jednim z nejefektivnéjsim typu charakteristik. [17] [24] [14] Dalsim da-
vodem jejich pouziti byla skutecnost, ze se velmi dobfe hodi pro texty z Twitteru, které
tvori znac¢nou Cast testovanych textid. Umi zachytit Casto pouzivané zkratky, smajliky a
preklepy, které jsou typické pro komunikaci na Twitteru. Hodnota n = 4 bylo vybrana
experimentalné. Alternativné bylo mozné pouzit n = 3, kde byla lehce nizsi ispésnost kla-
sifikace. N-gramy pro n > 4 byly moc specifické, generovaly velmi vysoké mnozstvi n-gramu
s nizkou prumérnou frekvenci vyskytu. Pro n < 3 byly zase prilis obecné. Tento poznatek
je v souladu s dal$imi pracemi. Napiiklad Stamatos [24] zjistil, Ze nejvhodnéjsim typem
n-gramu pro anglické texty jsou tetragramy (4-gramy).

Jak uz bylo zminéno v kapitole 3.1.1, pismenné n-gramy jsou do urcité miry zavislé
na obsahu textu. Pokud by byla tato zavislost prili§ velka, byl byl systém vyuzivajici tyto
charakteristiky nepouzitelny. Proto byl proveden nésledujici experiment, ktery ma za tkol
zjistit, jak velka tato zavislost je a jestli je rozumné pismenné n-gramy pouzit pro urcéovani
autorstvi. Na stejnych textech jsem provedl dva typy testd. Prvni s nezménénymi texty
s normalnimi pismennymi n-gramy. V druhém testu byla odstranéna vSechna obsahova slova
(podstatnd jména, slovesa, pfidavnd jména) a byla nahrazena reprezentaci jejich slovniho
druhu. Rozdil presnosti klasifikace mezi témito dvéma testy by mél ukazat jak vyznamna
je zavislost na obsahovych slovech pro klasifikaci.

Tabulka 5.1: Zavislost pisemnych n-gramil na obsahu textu
Autor je mezi
péti nejlepsimi
S nezménénym textem 60,3% 76%

S odstranéngmi 41,1% 64%
obsahovymi slovy

Presnost klasifikace

Experiment je shrnut v tabulce 5.1. Je vidét, Ze pisemné n-gramy jsou u tohoto typu
textl zavislé na obsahu z méné nez jedné tretiny. Tento rozdil byl posouzen jako dostatec¢né
nizké zavislost, aby bylo mozné pouzit tento typ charakteristik.

5.4.2 Slovni druhy

Samotné frekvence slovnich druht poskytuji jen omezenou informaci, protoze neni jasné
jak se slov ze tvori véty a fraze. Tento nedostatek je mozné odstranit vyuzitim n-gramt
slovnich druhti. Charakteristiky z této kategorie maji za kol zachytit syntaktickou stavbu
véty autora a jednoduché fraze, které autor casto vyuziva.
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5.4.3 Kombinace slovnich druhii a stopslov

Tato kategorie ma za tcel kombinovat vyhody slovnich druht a slovnich n-gramui. Vy-
hodou slovnich druhti je nezavislost na obsahu textu, coz je naopak problém u slovnich
n-gramu, kde urcitd zavislost je. Problémem slovnich druhi je ale prilisnd obecnost, kvuli
které nékdy nejde od sebe odlisit urcité autory. U tohoto typu charakteristiky nechdvam
stopslova v textu a obsahova slova jsou nahrazeny prvnim pismenem z anglického oznaceni
jeho slovniho druhu (takze naptiklad ,pes“ se nahradi ,n“ — noun). Tato metoda zachovava
nezavislost na obsahu, coz je vyhoda n-gramu slovnich druhi, ale umoznuje byt specifictéjsi
na zakladé pouzitych stopslov. TakzZe je mozné rozdélit dva autory, kteri pouzivaji stejnou
frazi v ramci slovnich druhu, ale jeden v ni pouziva jedno stopslovo a druhy jiné.

5.4.4 Ostatni

Tato kategorie neni tak homogeni jako predchozi. Byly do ni zafazeny vSechny ostatni
priznaky, které nejsou dostateé¢né vyznamné, aby byly samostatné popsany. Vzdy je nejdrive
nazev charakteristiky a poté pripadné kratké vysvétleni, co dand charakteristika zachycuje
a pro¢ byla vybrana.

Obecné stylometrické priznaky:
e Frekvence alfanumerickych znaku: podil prostého textu.

e Frekvence nealfanumerickych znakt: podil specidlnich znakia. Napriklad pokud autor
casto pouziva smajliky, tak tato hodnota bude vyssi nez normalné.

e Frekvence Cislic: ze stylometrického hlediska je dulezité hlavné to, jestli autor pouziva.
slovni vyjadfeni ¢islic nebo piimo ¢islici napise. V budoucnu by se dal tento piiznak
vylepsit detekei typu ¢isla (datum, ¢astka..) a v jakém forméatu je autor obvykle piSe.

e Pocet odstavcu: jde o to zjistit, jaky ma autor sklon délit text na odstavce a jestli
déla spise dlouhé odstavce nebo kratkeé.

e Frekvence velkych pismen: jednak se timto priznakem zjisti, jestli autor pouziva celé
véty (velké prvni pismeno) a také pripadné pouziti klavesy CAPS LOCK.

e Primérna délka citaci: pozorovanim bylo zjiSténo, ze ruzni autofi maji sklon délat
ruzné dlouhé citace. Nékteri tam vlozi pouze jedno slovo, nékteri zase spise skupinu
slov.

e Frekvence interpunkcénich znamének: jak uz bylo zminéno v kapitole 3.5.3, inter-
punkéni znaménka jsou provérenda charakteristika, kterd podava dobré vysledky.

Priznaky vét a slov: Nasledujici t7i charakteristiky maji za kol zjistit, jak komplexni a
dlouhé véty a slova autor tvori a pouziva:

e prumérny pocet slov ve véte,
e prumérnd délka véty,

e prumérnd délka slova.
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Stopslova: Sleduje frekvenci 200 nejpouzivanéjsich stopslov v anglickém jazyce. Jsou zde
jako doplnkové priznaky pro kategorii Kombinace slovnich druhii a stopslov. Vétsina z técto
stopslov nebude ve vysledném vektoru, ale pokud autor pouziva néjaké stopslovo vyrazné
castéji nez obvykle, tak to tento priznak nejlépe zachyti, protoze n-gramy by mohli rozpro-
stiit pouziti toho stopslova do mnoha priznaki a tato informace by zmizela nebo by jeji
informac¢ni hodnota klesla.

Priznaky chyb: Nésledujici charakteristiky se zaméruji na chyby (prevazné typografické).
Vétsinu chyb je obtizné zjistit prostym prohlizenim textu a je nutné mit specidlni parser
nebo program na hledani chyb, proto jich je zde vyuzito pouze nékolik, i kdyz chyby jsou
velmi uziteénym piiznakem:

e jak casto déla autor mezeru pred ¢arkou,

e jak casto déla autor mezeru pred teckou,

e skupina tecek o velikosti jiné nez 1 nebo 3,
e nespravné pouziti citace,

e opakované alfanumerické znaky,

e opakované nealfanumerické znaky.

Priznaky pro elektronické texty: Tyto priznaky jsou specifické pro texty na internetu
a napiiklad pro knihy by nemély vyznam. Frekvence hashtagii a mentions jsou urcené pro
Twitter a pro klasifikaci na jinych sluzbiach maji mnohem mensi vyznam, ale na Twitteru
je informace, jak ¢asto pouzivaji tyto fraze, velmi uzite¢na pro urceni autora:

e frekvence textovych smajliki,
e frekvence internetovych zkratek: ze seznamu 50 nejcastéji pouzivanych,

e frekvence hashtagt.

5.5 Délka textu

V datové sadé jsou texty ze dvou riznych sluzeb, které se lis{ tim, jaké ptrispévky na né
uzivatelé pisi. Patrné je to i u délky texta, kde prispévky na Twitteru maji maximalni délku
140 znaka a na Quore Casto byvaji prispévky o délce stovek znaki. Toto je problém pro
strojové uceni, protoze prispévky od stejného autora budou mit vyrazné odlisné hodnoty
na textech z odlisnych sluzeb a vede to k nespravné klasifikaci. ReSenim je poskytnout
algoritmu informaci o délce textu. Byly vyzkouSeny nasledujici metody pro reseni tohoto
problému:

e Frekvence: jedna se o jednu z nejcastéji pouzivanou metod. Kazdy priznak se vydéli
celkovou délkou textu a z poc¢tu vyskytu priznak se stane frekvence. Nevyhodou je,
ze se kazdy priznak jesté musi délit a poté obvykle normalizovat do rozmezi (0, 1),
coz zabere urcité kvantum strojového Casu.

e Spojeni texti: jednotlivé texty se spoji do priblizné stejné velkych celkii a nasledné
se s nimi pracuje jako s jednim. Vyhodou je zvySeni rychlosti. Jednak bude méné
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texti, tedy je potfeba méné vektori priznaku pro jejich klasifikaci, coz vyusti v rych-
lejsi nauceni klasifikatoru a klasifikaci. Nevyhodou je potreba vétsi mnozstvi textu,
abychom méli k dispozici reprezentativni vzorek dat, na kterém je mozné natrénovat
klasifikator.

e Stejnd délka textt: vSechny texty od stejného autora se spoji v jeden dokument a
poté se tento dokument rozdéli na stejné velké ¢asti o urcité délce (tfeba 1000 znakit).
Vyhodou je, Ze vSechny texty budou mit stejnou délku, takze hodnoty priznaka jsou
piimo porovnatelné bez nutnosti déleni délkou textu nebo jinou normalizaci. Nevy-
hodou je, Ze texty jsou rozdéleny na nepfirozenych mistech, tfeba i v pulce véty.

Normalizace délkou textu se ukdzala jako neefektivni. Zbylé dvé metody jsou porovnany na
datové sadé, kde na kazdého autora bylo 100 texti z Quory a 400 z Twitteru, aby se vyrovnal
mnohem vySsi pocet znaki pri textech Quory a obé sluzby méli priblizné srovnatelnou
reprezentaci. Piesnost klasifikace bez zésahu do puvodnich dat je 45%.

Na obrazku 5.3, je vidét jak se zvysSuje ispésnost pri spojovani textt do vétsich celki. Pri
této metodé texty nebyly rozdélovany, takze vSechny zustaly celistvé. Texty byly spojovany,
dokud nebyla dosazena urcitd hranice maximélniho poc¢tu znakid. Hodnoty této hrani¢ni
veli¢iny jsou zobrazeny na ose x. Z grafu je vidét, ze presnost klasifikace se postupné mirné
zvysSuje, ale nejednd se o zadny vyrazny rozdil. Twitter mé vySsi Uspésnost, protoze je
k dispozici vice prispévki.
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60%
50%

t klasifikace

== Quora
40% === TWitter
obé sluzby

presnos

30%
20%
10%

0%
200 400 600 800 1000 1200 1400

maximalni délka textu

Obrazek 5.3: Spojeni textu

Na obrazku 5.4 jsou znazornény vysledky druhé metody. VSechny texty od jednoho au-
tora byly spojeny do jednoho dokumentu a tento dokument byl poté rozdélen na presné
stejné velké casti. Velikost jedné c¢asti je zobrazena na ose x. PTi pouziti této metody se
presnost klasifikace vyrazné zvysSuje a predcila predchozi metodu spojovani texti a to uz
od délky textu rovné 400 znakim. Metoda je také vyrazné lepsi nez presnost pii klasifikaci
ptvodnich, nezménénych textid. Nevadi ani, Zze jeden ptivodni prispévek muze byt rozdélen
na nékolik ¢asti a tieba i v pulce véty nebo slova. Nevyhodou je potfeba mit vétsi mnoz-
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stvi texti, aby bylo mozné jich nékolik spojit a stile mit dostatek prikladt pro nauceni
klasifikatoru.

100%
90%
80%

70%
60%

0,
=0% == Quora
40% === T\Nitter

obé sluzby

t klasifikace

pfesnos

30%
20%
10%

0%
200 400 600 800 1000 1200 1400

délka textu

Obrazek 5.4: Stejné délka textu

Pro pouziti v systému jsem tedy zvolil rozdéleni na stejné velké tseky o délce 1200
znaku. 7 grafu je patrné, ze po této hodnoté se uz presnost vyrazné nezvysuje.

5.6 Strojové uceni

Pro uceni z extrahovanych priznaki a naslednou klasifikaci jsem zvolil SVM, jehoz princip je
popsan v kapitole 2.3. Vyzousel jsem i jiné metody, jako naptiklad neuronové sité, které ale
vykazovaly lehce nizsi presnost klasifikace a vyssi ¢as potfebny pro nauceni, nebo algoritmus
k-NN, ktery mél vyrazné nizsi presnost. Dalsi vihodou SVM je jednoduchost pouziti a fakt,
ze neni nutné dlouho optimilizovat jednotlivé parametry pro dobré vysledky.
C urcuje pomér mezi snahou algoritmu minimalizovat chybu klasifikace a snahou zobecnit
model. Pro linedrni kernel byla zvolena hodnota ¢ = 500, od které se uz presnost dale
nezvysovala. Na zdkladé provedenych testi je mozné konstatovat, ze vysledky presnosti
klasifikace jsou srovnatelné, ale RBF kernel ma mnohem delsi ¢as uceni.

Kandidatni metody vybéru priznaki byly predstaveny v kapitole 2.4. Nejlepsi vysledky
davala metoda informacni prinos. Proto je ve finalni verzi systému pouzivana tato metoda.
Nicméné systém umoznuje pouzit vsechny metody.

5.7 Ovladani a konfigurace

Program nemé GUI a veskerd komunikace s uzivatelem probihd pfes termindl a konfigurac¢ni
soubor. Konfigura¢ni soubor je v hlavni slozce s programem a jmenuje se config. Konfigu-
ra¢ni soubor jsem se oproti argumentim programu v termindlu rozhodl vyuzit z divodu
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vysokého pocCtu moznych parametri, které je mozno nastavit a upravit tak chovani sys-
tému. Piiklad nastaveni je mozno vidét na obrazku 5.5. V prvni sekci jsou obecné parame-
try systému jako pocet autori a podil textl, ktery se pouzije pro testovani. Poté nasleduji
parametry pro jednotlivé kategorie charakteristik.

text_folder = ./data_15600/
text_unknown = . /unknown/
authors = 50
number_of_services = Twitter, Quora
train_test_split = 8.2
texts_to_extract = 400, 100
text_split_method = normal
LEN = 1200, 1200|
feature_count = 1000
k_value = 8.75
selection_method = entropy
top = 5

repeat = 5

# Nasleduji parametry jednotlivych kategorii charakteristik.
pos, n=3, 1=20, m=0.1

nva, n=3, 1=20, m=0.1

char, n=4, 1=20, m=0.1

misc

Obrazek 5.5: Konfigurac¢ni soubor

Pribéh prace programu je potom mozné sledovat na vypisech v termindlu. Nasledné se
vysledky vypisi do vystupnich souboru. Do kazdé slozky s autorem, ktery byl klasifikovan,
se vypise podrobny vypis, jakym zptsobem byl kazdy text v testovaci sadé vyhodnocen.
Poté se jesté vypisi obecné statistiky jako celkova presnost klasifikace, ¢as béhu programu
a dalsi. Podrobnéjsi popis je mozno nalézt v priloze B.1.
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Kapitola 6

Vysledky a testovani

vvvvv

bude popséan experiment, ddle budou v tabulce ¢i grafu zobrazeny vysledky. Nasledovat bude
komentar a vyhodnoceni vysledkt. Vysledkem klasifikace je zebricek kandidatnich autora
s prifazenym procentualnim ohodnocenim jak je pravdépodobné, Ze dany autor je skutec-
nym autorem textu. Soucet vSech ohodnoceni je 100%. Presnost znad¢i pomér testovacich
pripadi kdy byl skuteény autor uréeny spravné (ziskal nejvyssi ohodnoceni z kandidatnich
autori). “Mezi X nejlepsimi”, kde X je ¢islo, znaci jak casto byl skuteény autor vybran
mezi X nejlépe ohodnocenymi autory. Pokrytim se rozumi podil klasifikovanych texti k
celkovému poctu texti. Pokud neni fec¢eno jinak, tak nastaveni systému bylo nasledujici:
50 autort, maximéalné 100 textu z Quory a 400 z Twitteru, spojeni texti na stejnou délku
1200 znaku, 80% dat pouzito pro uceni a zbytek pro testovani.

6.1 Presnost klasifikace

V grafu 6.1 je zobrazena presnost systému pro jednotlivé sluzby a také pro obé soucasné
pri klasifikaci padesati autori.
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Obrazek 6.1: Presnost klasifikace
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Casto se stavd, ze skuteény autor mezi kandidatnimi autory vibec neni. V takovém
pripadé by byl systém nucen k nespravné klasifikaci textu. Také v urcitych pripadech systém
nedokaze s dostate¢nou mirou jistoty rici, ktery autor text napsal. Systémy pro urcovani
autorstvi proto ¢asto maji moznost se rozhodnout text neklasifikovat.

Tuto funkcionalita byla implementovana i v tomto systému. Vystup SVM sestava z vek-
toru procentualnich hodnot, které znaci, jak je pravdépodobné, ze dany text napsal prislusny
autor. Samotna vyse procentudlni hodnoty zavisi hlavné na poc¢tu autoru. Proto jsem se
rozhodl, kritériem (mirou jistoty), Ze vybrany autor je skuteénym autorem analyzovaného
textu, je porovnani nejpravdépodobnéjsich moznosti. Zjisti se to porovnani skore autora
s nejvyssi pravdépodobnosti (znacen A) a druhou nejvyssim pravdépodobnosti (znacen B).
Text se nebude klasifikovat, pokud plati rovnice 6.1.

A xk < B. (6.1)

Parametr k£ muze nabyvat hodnot v intervalu (0,1 > a pti hodnoté k& = 1 budou vSechny
texty klasifikovany. Jako zakladni hodnotu pro systém byla vybrana hodnota k = 0.75, ktera
byla experimentalné zvolena pro dobrou rovnovahu mezi presnosti klasifikace a podilem
klasifikovanych textt. Na grafu 6.2 je zobrazena presnost se zakladni hodnotou k = 0, 75.
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Obrazek 6.2: Presnost klasifikace

6.2 Vybrané charakteristiky

Graf 6.3 zobrazuje, v jakém poméru jsou jednotlivé katogorie charakteristik vybirany do
findlni skupiny priznakt. Nejvétsi podil maji podle ocekavani pismenné n-gramy. Divodem
je hlavné vysoké mnozstvi informaci, které zaznamenavaji. Déle také urcité prispéla urcita
zavislost na tématu textu, kterd zvysuje presnost klasifikace tohoto typu charakteristik
zhruba o tfetinu.

Zbylé kategorie charakteristik plni tlohu spiSe pomocného charakteru, ale obé maji
stale dostatecné velky podil, aby se vyplatilo je zafadit do vybéru. Samotné slovni druhy
maji vyssi podil nez kombinace se stopslovy, coz je pro mé trochu prekvapivé. Ziejmé je
divodem této vyssi tspésnosti slovnich druhii jejich vétsi obecnost a vétsi zaméreni na
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B Pismené n-gramy
M Slovni druhy + stopslova
Slovni druhy

Obrazek 6.3: Podily vybranych charakteristik

syntaktickou stranku textu, jelikoz na lexikalni stranku jsou zaméreny pisemné n-gramy.
Vybrané charakteristiky pro texty z Quory a Twitteru se nijak vyrazné nelisi. Twitter ma
lehce vyssi podil pisemnych n-grami.

6.3 Pomér ucicich a testovacich dat

Systém rozdéli texty kazdého autora na ucici a testovaci sadu. Jednim z parametrii systému
je hodnota, kterd urcuje pomér tohoto rozdéleni. V zakladni verzi jsou data rozdélovana
v poméru 80% na uceni a 20% na klasifikaci. Tyto texty byly rozdéleny do tseku textu
0 1200 znacich. Celkem jich bylo 150 na jednoho autora.
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Obrazek 6.4: Pomér ucicich a testovacich dat

7 grafu je vidét, ze pTesnost urceni se se snizujicim se poctem ucic¢ich textil snizuje
stdle rychleji. U 15 textll na autora je presnost ureni pouze 45%. Tento systém tedy
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neni idedlni pro urcéovani autorstvi na velmi malych souborech dat, kde se pocet textu na
jednoho autora pocita v jednotkach, protoze uz nedokaze toto malé mnozstvi dat dostate¢né
zobecnit a naucit se styl autora. Pripadné by se musely udélat néjaké tpravy nastaveni,
aby byl systém pro malé mnozstvi textu lépe optimalizovan.

6.4 Pocet autoru

Cim vice je moznych autort, mezi kterymi se musi systém rozhodovat, tim je pochopitelné
presnost klasifikace nizsi. Graf 6.5 zobrazuje zavislost mezi presnosti klasifikace a poctem
moznych autorti. Snizovani presnosti na této datové sadé se s pridavanim dalsich autoru
zpomaluje.
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Obrazek 6.5: Presnost klasifikace v zavislosti na poctu autoru

6.5 Srovnani s jinymi pracemi

V této sekci se pokusim srovnat presnost mého systému se systémy v jinych studiich. Toto
je obtizny ukol, protoze kazdy studie si zvolila jinou datovou sadu, pocet autorti, mnozstvi
klasifikovaného textu. Vybral jsem tedy nékolik, které jsou s podminkami mé datové sady
srovnatelné. Srovavat jde pouze urcovani autorstvi tweetl, protoze jsem nenasel zadné prace,
parametru a vysledka praci, které jsem nasel.

Vybral jsem studie, kde se pracovalo se stejnym poctem autort a priblizné stejnym
pocétem tweetl na autora. Neexistuje zadny populdrni korpus pro Twitter (jako existuje pro
knihy nebo novinové ¢lanky), takze prakticky kazda studie pouziva vlastni stazend data.
Srovnani vychazi z predpokladu, ze nahodné stahované tweety v dostateéném mnozstvi jsou
priblizné stejné naroc¢né na klasifikaci, i kdyz kazdy pouziva tweety jiné. Pro pfesnost mého
systému je pouzita presnost pri spojeni vice tweetti dohromady na délku 1200 znakt. Z
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Tabulka 6.1: Srovnani s jinymi pracemi

Autor (zdroj) | Pfesnost | Pocet autort Matx. pocet
tweetu na autora

Muj systém 79% 50 400
Layton [14] 2% 50 200
Silva 23] 61% 50 250
Cavalcante [4] 55% 50 400
Schwartz [22] 60% 50 400
Boutwell [2] 8% 50 190

porovnani je vidét, Ze si systém z hlediska presnosti vede dobie a to i presto, ze potfebuje
400 tweetl na jednoho autora, coz je horni hranice v rdmci porovnavanych systém.

6.6 Skalovatelnost

U kazdého programu je také dulezité, jak rychle dokéaze predat vysledek. U zde prezen-
tovaného systému tento Cas zavisi na poctu texti, které zpracovava, a velikost vektoru
priznaku, kterym je kazdy jednotlivy text reprezentovan. Na grafu 6.6 je zobrazena zavis-
lost poctu text na dobé béhu systému. Pod pojmem “doba béhu systémumi” se rozumi ¢as
od spusténi programu do doby nez jsou vypsany vysledky. Kazdy text je v tomto pripadeé
reprezentovan jako vektor o velikosti 1000. Kazdy text ma konstatni délku 1200 znaki,
tedy graf neni zkreslen riznymi délkami. Jeden text tak odpovidd délce 2/3 normostrany.
Testy byly provadény na pocitaci s procesorem Intel Core i7-2670QM s frekvenci 2,2 GHz
a kapacitou opera¢ni paméti 6 GB.

300
250
200

150

minut

== doba béhu
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0 5000 10000 15000 20000 25000

pocet textd

Obrazek 6.6: Zavislost doby béhu systému na poctu zpracovavanych texti

Zavislost je priblizné kubickd, takze Cas zpracovani roste stale rychleji. To je zptisobeno
hlavné pouzitou SVM metodou, ve které s pribyvajici komplexnosti klasifikacniho problému
roste Cas, ktery potfebuje na zpracovani. Systém by se dal v pripadé potieby zrychlit pou-
zitim méné priznaki, ale vyrazné vyssi pocet textti by bud piineslo vétsi snizeni presnosti
klasifikace nebo prilis dlouhy béh systému.
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Kapitola 7
Zaver

Tato prace se zabyva urcovanim autorstvi prirozeného textu v anglickém jazyce na soci-
alnich sitich. V teoretické ¢asti prace jsou predstaveny nejpouzivanéjsi typy charakteristik
v soucasnosti a pro uplnost nékolik historickych. Déle jsou popsany metody vybéru pii-
znaku pouzivané v systému pro urcovani autorstvi a metoda strojového uc¢eni SVM, coz je
jedna z nejpouzivanéjsich metod pro klasifikaci text.

Byly navrzeny dvé metody spojeni textd vice komentari do jednoho textu za tcelem
zvyseni presnosti klasifikace. Prvni je spojeni jednotlivych texti do urcité maximalni délky.
Druha je spojeni textii jednoho autora na presné stejnou délku ve znacich. Obé metody
do délky jednoho textu 400 znaku, poté uz byla druhd metoda lepsi. Druha metoda je tedy
obecné lepsi, ale vyzaduje vétsi mnozstvi dat.

Cilem prace bylo vytvorit systém pro urcovani autorstvi internetovych komentaru.
Systém funguje na principu vybéru charakteristik pomoci metody “informacni pfinos” a
nasledné klasifikace pomoci SVM. Typy charakteristik jsou prevazné pisemné n-gramy,
stopslova a slovni druhy. Internetové komentafe byly stazeny ze sluzeb Quora a Twitter.
Tyto sluzby byly vybrany kvili rozdilné délce a typu textu, které se na nich vyskytuji.

Presnost klasifikace na Quore a Twitteru zdroven pro 50 autoru je 65% a pokud se sys-
tému povoli nékteré priklady neklasifikovat, tak pii 84% pokryti je presnost 71%. Piesnost
na Twitteru je pri 400 textech na autora 79%, coz je lepsi vysledek neZ ve srovndvanych
studiich v kapitole 6.5. Pro porovnani klasifikace na Quore nebyly nalezeny zadné srovna-
telné prace. Mezi péti nejpravdépodobnéjsimi autory byl pro 50 moznych autori skuteény
pisatel textu pritomen ve vice nez v 90% pripadua.

Systém je tedy mozné pouzit pro identifikaci uzivateli na socialnich sitich. A v piipadé
vhodného nastaveni parametru k systému, aby byla dostateén4 jistota, ze vysledné zarazeni
je spravné, i pro identifikaci osob podezfelych z trestné ¢innosti.

Dalsimi moznostmi vyvoje je pridani dalsich typt charakteristik nebo prevedeni slov na
zakladni tvar pomoci lemmatizéru. Déle by bylo uzitecné stahnout texty z dalSich sluzeb
(Facebook, LinkedIn, Wikipedia) a porovnat, jak se od sebe lisi a jaké pfiznaky je nejlépe
charakterizuji.
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Priloha A

Obsah CD

A.1 Obsah korenové slozky

Na obrazku A.1 je zobrazen obsah CD. Nachazi se zde slozka se systémem pro urcovani
autorstvi program. Obsah slozky program je potom vidét na obriazku A.2 a je podrobnéji
popsan v kapitole A.2. Ve slozce latex source je zdrojovy kéd technické zpravy v IXTEXu.
Vysledné pdf obsahuje technickou zpravu je BP__text.pdf. Soubor poster.pdf obsahuje plakat
vyzadovany zadanim. V souboru license.txt jsou ulozeny licence pouzitych knihoven a od-
kazy na plné znéni téchto licenci. Slozky Quora a Twitter obsahuji zdrojové kédy programt,
které jsem vytvoril pro stazeni komentara z téchto sluzeb.

A.2 Obsah slozky s programem

Na obrazku A.1l je zndzornéna adresirova a souborova struktura systému. Zobrazeny jsou
pouze prvky dulezité pro béh systému. Hlavni modul programu je uloZen v souboru AA__system.py.
Soubor config obsahuje konfiguracni soubor, ktery bude podrobnéji popsidn v nasledujici
sekci B.1.

Nasleduji dvé slozky data__all a unknown, které obsahuji texty urcené pro uceni a kla-
sifikaci. Jejich struktura je identicka, ale el maji jiny. Slozka data__all obsahuje vSsechny
texty, které jsou k dispozici které jsou k dispozici pro analyzu navrzenym programem. Ze
soubortu zde se vybere podle nastaveni programu v konfiguraénim souboru urcity pocet
autord a jejich texty se rozdéli na ucici a testovaci ¢ast. Do slozky unknown patfi neznami
autori, jejihz totoznost chceme zjistit. Odtud nebude zadny text pouzit k uceni systému.
Vsechny texty budou klasifikovany po ukonceni uceni a nasledné budou vypsany vysledky.
Slozka data__test obsahuje ¢ast dat ze slozky data__all (texty pro 10 autori). Slouzi k jedno-
dussimu otestovani funkci systému. Naptiklad obsahuje i vSechny autory ze slozky unknown
a je tak mozné porovnat, jak systém identifikuje neznamé autory.

Nyni bude popsana struktura obsahu dvou zminénych slozek. Kazda obsahuje dva sou-
bory QQ.csv a TT.csv, které obsahuji texty stazené z Quory a Twitteru ve formatu CSV.
Prvni polozka CSV souboru je id v rdmci daného souboru, aby se na prislusny text dalo
jednoduse odkazovat ve vysledcich. Druhd polozka je samotny text komentare stazeny z pri-
slusné sluzby. Poslednim souborem je results.tzt, ktery obsahuje vysledky klasifikace. Do
slozky kazdého autora se ukladaji vysledky klasifikace jeho texti.

34



program

+— data_all

— Autorl

— QQ.csv

+— TT.csv

— results.txt

L-Autor2
— QQ.csv
CD
— TT.csv
. program
+— results.txt
+— latex_source
+— data_test
+— Quora
+— unknown
- Twitter +— unknown_AutorA
+— BP_text.pdf QQ.csv
+— poster.pdf TT.csv
+— license.txt results.txt
«— unknown_AutorB

Obrazek A.1: Obsah CD
QQ.csv

TT.csv
results.txt

+— config

+— output

L—AA_system.py

Obréazek A.2: Slozka s programem
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Priloha B

Manual

V nasledujici kapitole bude popsano ovladani programu vytvoreného v ramci této bakalarské

prace a popsaného v kapitole 5.

B.1 Konfiguracni soubor

Priklad nastaveni konfigura¢niho souboru je mozno vidét na obrazku B.1. Konfigurace je
ulozena v klasickém textovém souboru, kde na kazdém radku je jeden zaznam ve formatu
“parametr=hodnota”, pfipadné “parametr=hodnota, hodnota, hodnota”, pokud je expli-
citné povoleno vice hodnot. Nyni budou jednotlivé parametry podrobné popsany.

Obecné parametry:

text__data: Slozka se vsemi dostupnymi texty, které se maji pouzit na uceni nebo
test systému.

text__unknown: Slozka s texty neznamych autor, jejihz totoznost chceme zjistit.

authors: Pocet autorti, ktefi se maji vybrat ze slozky ulozené v prametru text__data.
Pokud je hodnota parametru 0, tak se vyberou vSechni autori. Povolené hodnoty: cela
Cisla vyssi nez 2.

services: Které sluzby se maji pouzit. Momentalné jsou povolené pouze dvé hodnoty

“Quora”, “Twitter”. Je mozné je zadat i obé zaroven.

train_ test__split: Desetinné ¢islo, které udava podil nactenych texti od kazdého au-
tora, které budou pouzity pro validaci/testovani systému. Povolené hodnoty: desetiné
¢islo v intervalu (0.0, 1.0).

texts__to__extract: Pocet polozek musi byt stejny jako pocet pouzitych sluzeb na za-
kladé parametru services. Kazda polozka znadi kolik texti (prispévku) se ma z kazdé
sluzby nadist.

text__split_ method: Tento parametr udava, jakd metoda se ma pouzit pro zpraco-
vani textl pred jejich predlozenim ucicimu algoritmu. Blizsi vysvétleni je v kapitole
5.5.

— Frekvence: hodnota “normal”,

— Spojemi texta: hodnota “join”,
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— Stejna délka texthi: hodnota “equal”.

e LEN: Pocet polozek musi byt stejny jako pocet pouzitych sluzeb na zakladé parame-
tru services. Jednd se o rozsifujici parametr k parametru text__split_ method. Pro
hodnoty “join” a “equal” udava maximalni délku jednoho textu. Povolené hodnoty:
celd ¢isla vétsi nez 0.

e feature_ count: Parametr nastavuje vysledny pocet vybranych charakteristik textu,
které budou pouzity pro uc¢eni SVM. Povolené hodnoty: cela ¢isla vétsi nez 0.

e k_value: Nastavuje parametr k. Ten udava, jak si systém musi byt jisty vysledkem,
aby priradil nejpravdépodobnéjsiho autora k textu jako skutecného autora. Povolené
hodnoty: desetinné ¢islo v intervalu (0.0,1.0). Pfi hodnoté k& = 1.0 je autor pfifazen
vzdy. Podrobnéjsi vysvétleni je obsazeno v kapitole 6.1.

e top: Ovliviiuje vypis vysledki. Program muze sledovat, jestli se spravny autor vy-
skytuje mezi X nejpravdépodobénjsimi vysledky, kde X se nastavuje pravé pomoci
parametru top. Povolené hodnoty: celé ¢islo, vyssi nez 0 a musi byt nizsi nebo rovno
poctu autoru (parametru authors).

e repeat: Umoznuje spustit systém vicekrat se stejnym nastavenim systému automa-
ticky. Tento parametr urcuje, kolikrat se bude spusténi opakovat. Povolené hodnoty:
celé ¢islo, vyssi nez 0.

e selection__method: Vybér metody pro vybér charakteristik. Jsou k dispozici Ctyti
mozné argumenty:

entropy: Informacni piinos,

gini: Gini impurity,
— chi2: Chi-kvadrat,

— rec__elim: rekurzivni eliminace.

Parametry jednotlivych kategorii: Na kazdém fadku jsou argumenty pro jednu kategorii
charakteristik. Jednotlivé parametry a jejich hodnoty jsou:

e id: Identifikator charakteristiky. Musi byt vzZdy na prvnim misté, proto se pise rovnou
hodnota. Mozné hodnoty (blizsi popis jednotlivych kategorii v kapitole 5.4):
— pos: slovni druhy,
— char: pisemnné n-gramy,
— nva: slovni druhy + stopslova,
— misc: ostatni charakteristiky,

— word: slovni n-gramy.
e n: Pouze pro kategorie zalozené na n-gramech. Udava hodnotu N.

e m: Parametr ovliviiujici filtraci charakteristik. Pfiznaky s méné nez m vyskyty v kor-
pusu budou vytrazeny pred zpracovanim.

e |: Parametr udava, kolik moznych pfiznaka se ma vybrat v prvni fazi vybéru. Schéma
vybéru je na obrazku 5.2.
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text folder = ./data_15600/
text_unknown = . /unknown/
authors = 50

number_of services = Twitter, Quora
train_test_split = 8.2
texts_to_extract = 400, 100
text_split_method = normal
LEN = 1208, 1200
feature_count = 1800
k_value = 8.75
selection_method = entropy
top = 5

repeat = 5

# Masleduji parametry jednotlivych kategorii charakteristik.
pos, n=3, 1=20, m=0.1

nva, n=3, 1=20, m=0.1

char, n=4, 1=20, m=0.1

misc

Obrazek B.1: Konfiguracni soubor

B.2 Instalace knihoven, spusténi a vypis vysledkia

V této kapitole bude popsano, jak nainstalovat vsechny nezbytné knihovny, aby bylo mozné
program spustit a nasledné typické pouziti programu. Navod je urcen pro distribuci Ubuntu
15.04 a Python 2.7.9

Pro spusténi je potfeba nainstalovat nasledujici knihovny:

e Numpy 1.8.2: sudo apt-get install python-numpy

Scipy 0.14.1: sudo apt-get install python-scipy

1

Sklearn 0.17: sudo pip install sklearn

e NLTK 3.1: sudo pip install nltk

Spustit program pro stahnuti dalsich dat pro NLTK ve slozce s programem: python
nltk_download.py

Predpoklada se, ze je instalovanany jazyk Python verze 2.7 a spousti se ptikazem python.
Program spustit piikazem python AA_system.py.

Vysledky jsou vypisovany do soubort results.tzt. V kazdé slozce autora se nachazi jeden
soubor results.txt, kde jsou ulozeny vysledky klasifikace tohoto autora. Jedna se o textovy
soubor, kde jsou jednotlivé polozky oddéleny znakem tabulatoru. Prvni polozkou je seznam
ID hodnot textd v ramci jednoho ze dvou vyse zminénych soubort. Tato polozka Tika,
o jaky text nebo texty jde. Dale nasleduje vysledek klasifikace. Tim je bud nazev slozky
(jméno autora), ve které byl text uloZen nebo fetézec “unknown”, pokud systém nedokazal
v zavislosti na svém nastaveni prifadit s dostate¢nou jistotou nékterého z moznych autort.
Posledni polozkou je ¢iselnd hodnota, kterd rika, jak je si systém jisty timto vysledkem.

nstaldtor Pip je moZno nainstalovat pifkazem sudo apt-get install pip
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Jednd se o podil ohodnoceni (pravdépodobnosti) nejpravdépodobnéjsiho a druhého nej-
pravdépodobnéjsiho autora. Mize nabyvat hodnot mezi 1 a 0. Cim je hodnota blize 0, tim
je si systém vice jisty svym zarazenim.
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