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Abstrakt 
Cieľom tejto p r á c e je n a v r h n ú ť s y s t é m používa júc i sieť typu transformer a usku točn iť s touto 
sieťou experimenty pr i r o z p o z n á v a n í r u č n e p í s aného textu. V r á m c i p r á c e sa použ íva mul t i -
l ingválna d á t o v á sada, v ktorej p revažu jú české texty. P r i e x p e r i m e n t o v a n í sa zisťuje vp lyv 
zák ladných hyperparametrov siete, a k ý m i sú veľkosť siete, typ konvo lučného kodé ra a pou
žitie rôznej tokenizác ie textu. V prác i ďalej v y u ž í v a m t ex tové korpusy českého jazyka , k to ré 
sa použ íva jú pr i t r énovan í dekóde ra . Ďalej v prác i experimentujem s p o u ž i t í m d o d a t o č n e j 
textovej informácie p r i procese dekódovan ia . T á t o in formácia p o c h á d z a z p r e d c h á d z a j ú 
ceho r iadka p řep i sovaného o b r á z k a s textom. Transformer dosahuje na testovacej dá tove j 
sade chybovosť pr i r o z p o z n á v n í znakov 3,41 %, čo je o 0,16 % horš í výkon ako dosahuje 
r e k u r e n t n á n e u r ó n o v á sieť. Pre porovnanie s o s t a t n ý m i transformer modelmi z d o s t u p n ý c h 
článkov, bola sieť n a t r é n o v a n á na dá tove j sade I A M , na ktorej dosiahla chybu v hodnote 
2,48 %, a t ý m prekonala o s t a t n é transformer modely pr i r ozpoznávan í r u č n e p í s aného textu. 

Abstract 
This Master 's thesis aims to design a system using the transformer neural network and 
perform experiments w i th this proposed model i n the task of handwri t ing text recognition. 
In this thesis, a mul t i l ingual dataset w i th predominate Czech texts is used. The experiments 
examine the influence of basic hyperparameters, such as network size, convolutional encoder 
type, and the use of different text tokenizers. In this work, I also use text corpora of the 
Czech language which is used to t ra in the network decoder. Furthermore, I experiment w i th 
the usage of addi t ional textual information during the decoding process. Th is information 
comes from the previous line of the transcribed image. The transformer achieves a character 
recognition error rate of 3.41 % on the test data set which is 0.16 % worse performance 
than the recurrent neural network achieves. To compare this model w i th other transformer-
based models from available articles, the network was trained on the I A M dataset, where it 
achieved an error of 2.48 % and therefore outperformed other models in handwri t ing text 
recognition task. 

Kľúčové slová 
rozpoznávan ie textu, r u č n e p í saný text, neu rónové siete, attention, transformer, t e x t o v ý 
korpus 
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Kapitola 1 

Úvod 

R o z p o z n á v a n i e textu (angl. Optical Character Recognition, O C R ) je proces, k t o r ý umožňu je 
a u t o m a t i c k é rozpoznávan ie t e x t o v ý c h znakov v obraze. R o z p o z n á v a n i e r u č n e p í s aného textu 
(angl. Handwriting Text Recognition, H T R ) sa oproti O C R zameriava k o n k r é t n e na ručne 
p í saný text, k t o r ý býva z pravidla náročnejš ie rozpoznávať oproti b e ž n é m u t l a č e n é m u textu. 
Toto je s p ô s o b e n é zvyča jne n ižšou kval i tou r o z p o z n á v a n é h o obrazu, vyššej variabili te š týlov 
p í s m a medzi pisateľmi, a zá roveň aj variabili te textu toho i s tého pisateľa. 

Pre potreby H T R sa v súčasnos t i použ íva jú p revažne rozl ičné typy neu rónových sietí , 
k to r é dosahu jú v tejto oblasti naj lepšie výsledky. Toto je s p ô s o b e n é hlavne veľkým m n o ž 
stvom d á t v podobe rozsiahlych d á t o v ý c h sád a dostatkom výpoč tove j sily v podobe gra
fických procesorov. Z n e u r ó n o v ý c h siet í dosahu jú naj lepšie výs ledky p revažne r e k u r e n t n ě 
neu rónové siete (angl. Recurrent Neural Network, R N N ) , k t o r é sa typicky použ íva jú pr i roz
p o z n á v a n í sekvenci í . O k r e m š t a n d a r d n ý c h p r í s t u p o v používa júc ich R N N exis tu jú aj modely, 
k to ré sa snaž ia obísť použ i t i e r e k u r e n t n ý c h vrstiev. M e d z i tieto modely je z a r a d o v a n á aj 
a r c h i t e k t ú r a typu transformer. Transformer predstavuje model, k t o r ý v sebe využ íva tzv. 
multi-head attention mechanizmus, k t o r ý kompletne o b c h á d z a použ i t i e r e k u r e n t n ý c h vrs
tiev. V súčasnos t i nie je ú p l n e z n á m e , či dokáže a r c h i t e k t ú r a transformer prekonať reku
r e n t n ě siete v oblasti H T R . 

V tejto p rác i pracujem s ex i s tu júc im s y s t é m o m projektu P E R O 1 , v k torom je imple
m e n t o v a n á a r c h i t e k t ú r a siete transformer. Cieľom tejto p r á c e je overiť, aké výs ledky dokáže 
t á t o sieť priniesť a porovnať j u s n a t r é n o v a n ý m i modelmi projektu P E R O . V prác i sa okrem 
zák ladných hyperparametrov siete overuje použ i t i e rozličnej tokenizác ie textu, k t o r é nie sú 
pr i ú lohách H T R typické . Rovnako sa ďalej overuje t r énovan ie siete spolu s d o d a t o č n ý m i 
t e x t o v ý m i korpusmi. Trénovanie takto kombinuje m e t ó d y t r é n o v a n i a na ob rázkoch a aj 
samostatnom texte. V poslednej čas t i bo l s k ú m a n ý vp lyv dekódovan ia textu s d o d a t o č 
nou textovou informáciou na z a č i a t k u dekódovane j sekvencie. U t a k é h o t o dekódovan ia je 
vs tupom d e k o d é r a d o d a t o č n á t e x t o v á informácia z p redchádza júc i ch riadkov textu. 

T á t o p r á c a je č lenená nasledovne: V kapitole 2 sa popisuje prehľad o neu rónových sie
ťach, k t o r é sa použ íva jú p r i r ozpoznávan í textu. V kapitole 3 je deta i lne jš ie p o p í s a n ý rozbor 
a r c h i t e k t ú r y transformer. V kapitole 4 je p rehľad d á t o v ý c h s ád a zvolené sady použ ívané 
pr i t r énovan í neurónove j siete, k t o r á je p o p í s a n á v čas t i 5. V čas t i 6 sú p o p í s a n é v š e t k y vy
k o n a n é experimenty a z h o d n o t e n é výsledky. V kapitole 7 je zhrnutie celej p r á c e a p o p í s a n é 
p l ány do b u d ú c n a . 

x h t t p s : //pero.f it.vutbr.cz/ 
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Kapitola 2 

Rozpoznávanie textu s použitím 
neurónových sietí 

Úlohou r o z p o z n á v a n i a textu (angl. Optical Character Recognition, O C R ) je automaticky 
získať prepis textovej čas t i z obrazu (obr. 2.1). P r e d s a m o t n ý m r o z p o z n á v a n í m textu sú 
v obraze zvyča jne de t ekované rôzne typy t e x t o v ý c h regiónov a nás l edne sú z nich extra
hované t ex tové riadky. Tieto e x t r a h o v a n é r iadky p r e d s t a v u j ú nás l edne vstupy s y s t é m o v 
pre rozpoznávan ie textu. Ex i s tu júce n á s t r o j e použ ívané pr i automatickom rozpoznávan í 
textu sú n a p r í k l a d ABBY FineReader1, Tesseract2 a Transcribus3. 

V súčasnos t i dosahu jú state-of-the-art výs ledky v oblasti rozpoznávan ie textu reku
r e n t n ě neu rónové siete [4, 35, 41] s Long Short-Term Memory modulom [17]. Sieť od auto
rov Theodore Bluche a spol. [4] dosahuje na dá tove j sade I A M [30] chybu o veľkosti 3.20% 
v n e s p r á v n e r o z p o z n a n ý c h znakoch. O k r e m š t a n d a r d n ý c h r e k u r e n t n ý c h siet í sa použ íva jú 
aj ďalšie a r c h i t e k t ú r y použ íva júce tzv. sequence-to-sequence p r í s t u p y [19, 44, 8, 31] alebo 
a r c h i t e k t ú r y v ý h r a d n e založené na mechanizme attention [18, 28, 48]. 

V prvej čas t i 2.1 tejto kapi toly je s t r u č n e p o p í s a n ý proces segmen tác i e textu, k t o r é h o 
v ý s t u p o m sú de t ekované t ex tové regióny. V ďalšej čas t i sú p o p í s a n é typy n e u r ó n o v ý c h sietí , 
k to r é sa použ íva jú pr i r ozpoznávan í textu. K o n k r é t n e ide o konvolučné neu rónové siete (2.2) 
a r e k u r e n t n ě neu rónové siete (2.3) spolu s rozš í ren ím Long Short-Term Memory (2.3). Ďalej 
je p o p í s a n á chybová funkcia Connectionist temporal classification (2.3), k t o r á sa použ íva 
p ráve pr i r ozpoznávan í sekvenci í . V poslednej čas t i sú p o p í s a n é sequence-to-sequence modely 
(2.4). 

2.1 Segmentácia textu 

V r á m c i s egmen tác i e textu d o c h á d z a k identif ikácií t e x t o v ý c h regiónov, k t o r ý m i sú napr í 
k lad odstavce, nadpisy a riadky. T á t o ident if ikácia t e x t o v ý c h regiónov z obrazu predstavuje 
jeden z kľúčových aspektov r o z p o z n á v a n i a textu, p r e tože naj lepš í výkon pr i rozpoznávan í 
textu dosahu jú p ráve algoritmy, k t o r é m a j ú na svojom vstupe segmen tované r iadky textu 
[15]. 

V ý s t u p o m segmen tác i e býva jú zvyča jne s ú r a d n i c e niekoľkých bodov. Tie to body vy tvá 
ra jú rozl ičné typy reprezentác i í , k t o r é po p repo jen í pomocou spojn íc oh ran iču jú de tekovaný 

1https://pdf. abbyy.com/ 
2https://github.com/tesseract-ocr/tesseract 
3https://transkribus.eu/lite/ 
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A M O V E 10 Sto M r Car t she l l f r o m 

nominat i ing any mone labou r lite Tas 

is t o be m a d e at a m e e t i n g a t t ab r 

Obr . 2.1: U k á ž k a r o z p o z n a n é h o textu n á s t r o j o m Transkribus. Obrazy s textom p o c h á d z a j ú 
z dá tove j sady I A M [30]. N á s t r o j Transkribus n e d o k á z a l získať prepisy riadkov s nulovou 
chybovosťou. 

text. Tie to rep rezen tác ie m ô ž u byť bounding boxy, x-height oblasti alebo rozl ičné polygo
ná lne r ep rezen tác ie . Ďa l šou r ep rezen tác iou môže byť poloha zák ladne j línie, na ktorej leží 
väčš ina znakov vety, tzv. baseline. N a zák l ade t ý c h t o rep rezen tác i í je m o ž n é ex t rahovať časť 
obrazu s textovou časťou a použiť j u p r i r o z p o z n á v a n í [15]. U k á ž k a segmen tác i e riadkov 
pomocou n á s t r o j a Transkribus je na o b r á z k u 2.2. 

Naj lepšie state-of-the-art výs ledky pr i segmentác i í t e x t o v ý c h riadkov dosahuje sieť nazý
v a n á ARU-Net [15] alebo jej modif ikácie [22]. ARU-Net rozširuje koncept siete typu U-Net 
[36], k t o r á sa použ íva pr i sémant icke j segmentác i í , o r ez iduá lne spojenia [16], a zavádza 
použ i t i e tzv. spatial attention mechanizmu. V prvej etape sú v s t u p n ý obraz a jeho zmen
šené verzie t r a n s f o r m o v a n é dvomi jednotkami n a z ý v a n ý m i A-Net a RU-Net. A-Net aplikuje 
na svoje vstupy attention mechanizmus, zatiaľčo RU-Net použ íva dekonvolúc iu . Vďaka via
c e r ý m v r s t v á m , p racu júc ich v rôznych rozl íšeniach, umožňu je ARU-Net klásť dô raz na rôzne 
miesta v obraze. V ý s t u p o m siete sú nás l edne klasifikované pixely obrazu, k t o r é sa v druhej 
etape zh luku jú a v y t v á r a j ú tzv. superpixely. T ie sú nás l edne p o u ž i t é p r i v y t v á r a n í línie 
baseline [15]. 

2.2 Konvolučné neurónové siete 

Konvo lučné neu rónové siete (Convolutional Neural Networks, C N N ) [10] sú neu rónové siete, 
k to ré sa použ íva jú p r e d o v š e t k ý m pr i sp racovan í obrazu. V a r c h i t e k t ú r a c h konvolučných 
sietí sa v y s k y t u j ú dve špecia l izované typy vrstiev, k t o r é sa nazýva jú konvolučné vrs tvy 
{convolutional layers) a tzv. pooling vrstvy. U k á ž k a zák ladne j a r c h i t e k t ú r y konvolučnej 
siete je na o b r á z k u 2.3. 

Konvolučné vrs tvy s lúžia na extrahovanie v izuá lnych p r í znakov loká lnych spo jen í a vy
t v á r a j ú p r íznakové mapy (angl. feature maps). Tie to mapy sa v y t v á r a j ú p o s t u p n ý m apli
kovan ím filtra, k t o r ý n a z ý v a m e konvolučné jadro K (convolution kernel). J edno t l i vé filtre 
konvolučných vrstiev p r e d s t a v u j ú t r énova t e lné parametre, k t o r é sa sieť p o č a s t r énovan í učí. 

Matemat icky m ô ž e m e ap l ikác iu fi l tra popísať operác iou , k t o r á sa n a z ý v a konvolúcia * 
(angl. convolution) (2.1). Niekedy sa t á t o ope rác i a v C N N označuje aj ako korelácia (angl. 
cross-correlation), ale v kontexte C N N však nie je p o t r e b n é tieto operác ie rozlišovať [10]. 
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Sentence Database A01-000 

A M O V E to stop Mr- Gaitskell from nominating any more Labour life Peers is to 
be made at a meeting of Labour M Ps tomorrow. Mr. Michael Foot has put down 
a resolution on the subject and he is to be backed by Mr. Will Griffiths, M P for 
Manchester Exchange. 

Obr. 2.2: U k á ž k a segmen tác i e t e x t o v ý c h riadkov n á s t r o j o m Transkribus. P ô v o d n ý obraz 
p o c h á d z a z dá tove j sady I A M [30]. Svetlomodrou farbou sú označené de t ekované t ex tové 
riadky. S v e t l o m o d r á č i a ra def inovaná iV bie lymi bodmi predstavuje l íniu baseline. 

Konvolúc ia sa pr i dvojrozmernom obraze / p o č í t a ako: 

(I*K)(i,j) = ^2^2 I (m, n) K (i - m, j - n) , ( 2 .1) 
m n 

kde i, j sú osy konvo lučného jadra a m , n sú osy obrazu / . 
Ú lohou pooling vrs tvy je vy tvá rať r ep rezen tác iu , k t o r á je a p r o x i m a č n ě i n v a r i a n t n á voči 

m a l ý m posunom. Typ icky sa to u s k u t o č ň u j e v ý p o č t o m na zák l ade m a x i m á l n e j hodnoty 
(max pooling) alebo priemeru (average pooling). V súvis lost i s obrazom ide o zmenu jeho 
výšky a š í rky [10]. 

R i e š e n i e z a l o ž e n é na k o n v o l u č n ý c h s i e ť a c h Konvo lučnú n e u r ó n o v ú sieť pre rozpoz
návan ie číslic použi l i v roku 1998 Yann LeCun a spol. [26]. Ich neu rónová sieť n a z ý v a n á 
LeNet-5 [26] (obr. 2.3) d o k á z a l a automaticky ex t rahovať v ý z n a m n é č r ty a automaticky 
rozpoznávať r u č n e p í sané číslice z dá tove j sady M N I S T 4 . A r c h i t e k t ú r a ich siete pozos t áva 
z dvoch dvojíc konvolučných a pooling vrstviev, k t o r é sú nas ledované t romi plne prepoje
n ý m i vrs tvami. V súčasnos t i sa s a m o s t a t n é konvolučné siete p r i r ozpoznávan í textu nepou
žívajú, ale použ íva jú sa ako extraktory vizuálnej informácie z obrazu v a r c h i t e k t ú r a c h spolu 
s r e k u r e n t n ý m i n e u r ó n o v ý m i s ieťami alebo v sieťach typu transformer. 

2.3 Rekuren tně neurónové siete 

R e k u r e n t n ě neu rónové siete (Recurrent neural network, R N N ) [10] sú neu rónové siete, k to ré 
sa použ íva jú p r e d o v š e t k ý m pr i sp racovávam dat sekvenčného charakteru tvaru x\,..., xn, 
kde X\ ct Xfi SU k o n k r é t n e hodnoty symbolov sekvencie o dĺžke n. M e d z i d á t a sekvenčného 
charakteru patr ia aj p í sané texty. J e d n o t l i v é znaky a slová m a j ú medzi sebou vo ve t ách 
rozličné jazykové väzby, k t o r é n e d o k á ž u s a m o s t a t n é konvolučné neu rónové siete zachyt iť . 

R N N d o k á ž u uchovávať svoj v n ú t o r n ý stav, n a z ý v a n ý ako s k r y t ý stav (angl. hidden 
state) v podobe s tavového vektora ht (2.2) v čase t, k t o r ý po tom odovzdáva jú ďalej sieťou. 

4 h t t p : //yann.lecun.com/exdb/mnist/ 
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Obr. 2.3: A r c h i t e k t ú r a konvolučnej siete LeNet-5 siete p r e z e n t o v a n á autormi Yann LeCun 
a spol. [26]. Ide o š t a n d a r d n ú konvolučnú n e u r ó n o v ú sieť, k t o r á obsahuje dve konvolučné 
vrs tvy (convolution) a dve pooling vr tsvty (pooling). P o každej konvolučnej vrstve d o c h á d z a 
ku v y t v á r a n í pr íznakovej mapy C a po každej pooling vrstve d o c h á d z a ku zmenšen iu vstupu. 
N a konci siete je plne p r e p o j e n á vrstva. Sieť sa použ i l a p r i klasifikácií ob rázkov číslic. 
O b r á z o k je p r e v z a t ý z [49]. 

Obr . 2.4: U k á ž k a blokov š t a n d a r d n e j rekurentnej siete s a k t i v a č n o u funkciou tanh. V čase t 
je vs tupom modulu symbol xt sekvencie xt-i, xt, xt+i a tzv. s k r y t ý stav (angl. hidden state) 
ht-i- O b r á z o k je p r e v z a t ý z [33]. 

T a k ý m t o s p ô s o b o m si R N N m ô ž u uchovávať in formáciu o p redoš lých čas t i ach sekvencie. 
Hodnota v n ú t o r n é h o stavu v čase t je závis lá na hodnote p r e d c h á d z a j ú c e h o stavu ht-i, 
vstupnom symbole xt a v á h a m i siete 9: 

ht = f(ht-1,xt,e). (2.2) 

P o č i a t o č n ý stav ho býva explicitne špecifikovaný. U k á ž k a blokov rekurentnej vrs tvy a vý
poče t v n ú t o r n é h o stavu je na o b r á z k u 2.4. 

D o p r e d n ý prechod je vo svojej podstate sekvenčný, p r e tože k a ž d ý v ý s t u p xt v časovom 
kroku t m ô ž e byť v y p o č í t a n ý až po z ískaní hodnoty ht-i z p r e d c h á d z a j ú c e h o časového 
kroku. Kvôli tomuto nie je m o ž n é v ý p o č e t rekurentnej vrs tvy zefektívniť pomocou parale-
lizácie. Cena v ý p o č t u je t ý m p á d o m l i neá rna a m á pr i sekvencii o dĺžke n hodnotu O (n). 

Algori tmus, k t o r ý sa použ íva pr i op t imal izác i í v á h rekurentnej siete sa označuje ako back-
propagation through time ( B P T T ) . Ide však o b e ž n ý back-propagation algoritmus, k t o r ý sa 
použi je na rozv inu tý v ý p o č t o v ý graf [10]. 

G 



V praxi vzn ika jú v r á m c i sekvencie aj závislost i na b u d ú c i c h symboloch, a preto by 
sme chceli vytvor iť predikciu, k t o r á závisí na celej sekvenci í . N a p r í k l a d pr i sp racovan í textu 
môže závisieť slovo od niekoľkých dalš ích nas ledujúc ich slov z d ô v o d u j azykových závislost í . 
Pre tieto potreby sa použ íva jú tzv. o b o j s m e r n é r e k u r e n t n ě siete [Bidirectional recurrent 
neural networks), k t o r é p r e d s t a v u j ú spojenie dvoch r e k u r e n t n ý c h siet í . Jedna z t ý c h t o siet í 
spracováva sekvenciu xt-i, xt, xt+i v doprednom smere od xt-i po xt+i, zat iaľčo d r u h á 
spracováva sekvenciu v s p ä t n o m smere od xt+i po xt-\. T ý m t o sa umožňu je pracovať 
s informáciou , k t o r á je z minulost i , a zá roveň aj z b u d ú c n o s t i . V ý s t u p y oboch siet í sú 
v k a ž d o m časovom kroku spo jené do j e d n é h o v ý s t u p n é h o vektora [10]. 

R e k u r e t n é siete býva jú č a s t o k r á t t r é n o v a n é pomocou p r o c e d ú r y nazývane j teacher for-
cing. Ide o p r o c e d ú r u , p r i ktorej sa p o č a s t r énovan i a siete použ íva namiesto v ý s t u p u siete 
xt hodnota yt (očakávaný v ý s t u p , ground truth) ako vstup v na s l edu júcom časovom kroku 
t + 1. Použ i t i e tejto p r o c e d ú r y vypl ívá z maximum-likelihood e s t imác ie [10]. 

P r i t r énovan í R N N vzn iká č a s t o k r á t p r o b l é m , kedy sieť nie je m o ž n é efekt ívne t r éno 
vať m e t ó d o u g r a d i e n t n é h o zostupu. Gradient , k t o r ý je p r o p a g o v a n ý p r i op t imal izác i í siete, 
v ktorej sú v y ž a d o v a n é d l h o d o b é závislost i v sekvencií , m á tendenciu väčš inou zmiznúť 
(angl. vanishing gradient) alebo zriedka explodovať (angl. exploding gradient). T á t o zmena 
gradientu m á za nás ledok na rušen ie priebehu op t ima l i zác ie neurónove j siete [3]. Kvôli t ý m t o 
p r o b l é m o m sa v praxi p r i t r énovan í r e k u r e n t n ý c h siet í použ íva jú špecia l izované jednotky 
Long Short-Term Memory ( L S T M ) [17] a Gated Recurrent Unit ( G R U ) [5], k t o r é č ias točne 
z a m e d z u j ú p r o b l é m o m pr i t r énovan í d l h o d o b ý c h závislost í . 

Long Short-Term Memory 

Long Short-Term Memory ( L S T M ) [17] je jednotka, k t o r á sa použ íva ako súčasť b loku 
rekurentnej neurónove j siete a zamedzuje p r o b l é m u učen ia d l h o d o b ý c h závislost í . Kľúčovými 
komponentami b loku sú tzv. stav bunky Ct (angl. cell state) a s k r y t ý stav ht (angl. hidden 
state). Ďalej obsahuje jednotka L S T M t r i čas t i , k t o r é sa nazýva jú b r á n y a ich ú lohou 
je regulovať tok informácie p rechádza júc i t ý m i t o s tavmi j edno t l i vých buniek. B r á n y sa 
postupne nazýva jú b r á n a zabudnutia f t (angl. forget gate), v s t u p n á b r á n a it (angl. input 
gate) a v ý s t u p n á b r á n a ot (angl. output gate). V š e t k y t r i b r á n y pozos táva jú z logistickej 
sigmoidy a, ktorej v ý s t u p udáva , koľko informácie danou b r á n o u pre teč ie a koľko sa zahod í . 
U k á ž k a jednotky L S T M je na o b r á z k u 2.5. 

Úlohou forget gate (2.3) je regulovať tok informácie s k r y t é h o stavu z p r e d c h á d z a j ú c e h o 
časového k roku ht-i-

kde Wf a b f označu jú váhy a bias a xt označuje vstup bloku. 
Ďalš iu časť jednotky tvor í dvojica input gate (2.4) a vektor nových p o t e n c i o n á l n y c h 

k a n d i d á t o v pre uchovanie Ct (2.5). Input gate pracuje na podobnom pr inc ípe ako forget gate, 
zatiaľčo vektor Ct reprezentuje n o v ú informáciu , k t o r á môže byť p r i d a n á k u ex i s tu júcemu 
stavu bunky C ť-

(2.3) 

(2.4) 

Ct = tanh(Wc[ht-i,xt] + bc) (2.5) 
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Obr. 2.5: U k á ž k a blokov rekurentnej siete s jednotkou Long Short-Term Memory ( L S T M ) 
[17], k t o r á umožňu je p r á c u s d l h o d o b ý m i závis losťami v sekvencii xt-i, xt, xt+i- L S T M blok 
obsahuje t r i v z á j o m n e pôsob iace čas t i , k t o r é sa nazýva jú b rány . V ý z n a m b r á n je p o p í s a n ý 
v textovej čas t i 2.3. O b r á z o k je p r e v z a t ý z [33]. 

kde Wi,Wc,bi,bc označu jú váhy a bias, zat iaľčo tanh je hype rbo l i cký tangens, k t o r ý sa 
použ íva pre t r a n s f o r m á c i u informácie . 

Nový uchovávaný stav bunky C\ (2.6) je ná s l edne cha rak t e r i zovaný hodnotami z pred
chádza júc ich dvoch b r á n f t & H, hodnotou s t a r é h o uchovávaného stavu bunky Ct-i a hod
notou vektora nových p o t e n c i o n á l n y c h k a n d i d á t o v Ct podľa vzťahu: 

Ct = ft * Ct-i + it*Ct. (2.6) 

Nový s k r y t ý stav, resp. v ý s t u p b loku ht (2.8) je ná s l edne v y p o č í t a n ý s ú č i n o m h o d n ô t 
b r á n y output gate (2.7) a t r a n s f o r m o v a n ý m stavom bunky Ct (2.6) pomocou hyperbo l i ckého 
tangensu tanh: 

ot = a(W0[ht-1,xt] + b0) (2.7) 

ht = ot* tanh(Ct) , (2.8) 

kde W0, b o sú váhy a bias [33, 17]. 

Connectionist temporal classification 
B e ž n á r e k u r e n t n á sieť produkuje v k a ž d o m časovom kroku t v ý s t u p n ý vektor xt, k t o r ý m á 
veľkosť abecedy rozpoznávaných symbolov. Z tohoto vektora sa získa odpoveda júc i znak 
a ten sa použi je ako v ý s t u p v časovom kroku t. P r i t r énovan í siete je ná s l edne p o t r e b n é , aby 
odpoveda júc i v ý s t u p siete y bo l rozde lený na segmenty podľa j e d n o t l i v ý c h časových krokov 
y = xi,..., xt, • • •, xn. Také to anotovanie segmentov je však časovo n á r o č n á záležitosť. 

Ďalej tento postup p r i n á š a kompl ikác ie , kedy m ô ž e byť n a p r í k l a d jeden symbol v sek
vencii generovaný vo v iacerých časových krokoch, p r i č o m m u s í m e dokázať odlíšiť dva prí
pady: v prvom p r í p a d e ide o n e s p r á v n e dekódovan ie a dupl ic i ty sa musia ods t rán iť , zat iaľčo 
v druhom p r í p a d e ide o s p r á v n e slovo a dupl ic i ty sa musia ponechať . P r i tomto p rob l éme 
je p o t r e b n é zaviesť d o d a t o č n é kroky ako dokázať oddeliť tieto dva p r ípady . 

Connectionist temporal classification ( C T C ) [11] je o b j e k t í v n a funkcia, k t o r á sa po
užíva pr i r ozpoznávan í sekvenčných d á t a u m o ž ň u j e sieť t rénovať priamo bez rozdelenia 
odpoveda júc ich d á t použ ívaných pr i t r énovan í , na segmenty. C T C využ íva kódovanie , k to ré 
pr i opakujúc ich sa symboloch v ý s t u p n é symboly spoj í do j e d n é h o symbolu. Ďale j zavá
dza špec iá lny symbol n a z ý v a n ý blank, k t o r ý slúži na oddeľovanie s k u t o č n e sa opaku júc ich 
symbolov v o d p o v e d a j ú c o m v ý s t u p e y. 

S 



R o z h o d u j ú c i m krokom C T C je v ý p o č e t podmienenej pravdepodobnosti p(ir\x) vstupnej 
sekvencie x p r i u rčene j ceste TT n ap r i eč v š e t k ý m i pozorovaniami, fo rmálne ako: 

P(*\x) = tlvlt> (2-9) 
*=i 

kde T je d ĺžka sekvencie a 7Tt predstavuje symbol o d p o z o r o v a n ý v časovom kroku t. 
Cesty sú m a p o v a n é na označen ia l G L-T o p e r á t o r o m B, k t o r ý o d s t r a ň u j e opaku júce 

sa označen ia a špec iá lny symbol blank. P r a v d e p o d o b n o s ť označen ia je potom d a n á sumou 
p r a v d e p o d o b n o s t í v še tkých ciest m a p o v a n á o p e r á t o r o m B: 

P(l\x) = P^\x)- (2.10) 
7re£>-1(Z) 

O b j e k t í v n a funkcia O c t c je po tom z á p o r n á p r a v d e p o d o b n o s ť p r i r o d z e n é h o logari tmu 
In s p r á v n e u rčených symbolov v t rénovace j dá tove j sade S, k t o r á sa p o č í t a ako: 

0CTC = _ ln(p(z\x)), ( 2 n ) 

kde (x, z) predstavuje dvojicu vstupnej a cieľovej sekvencie. Podrobne p o p í s a n ý postup je 
vysve t lený v pôvodne j p rác i [11]. 

R i e š e n i a z a l o ž e n é na r e k u r e n t n ý c h s i e ť a c h V roku 2006 predstavil i Alex Graves 
a spol. ob j ek t ívnu funkciu s n á z v o m Connectionist Temporal Classification [12], vďaka 
ktorej umožni l i t r énovan ie r e k u r e n t n ý c h n e u r ó n o v ý c h siet í bez potreby segmentovania d á t 
a d o d a t o č n é h o spracovania. N á s l e d n e predviedli Alex Graves a spol. rozš í rený s y s t é m [13] 
pre rozpoznávan ie r u č n e p í saných slov a podari lo sa i m dos iahnuť nové state-of-the-art vý
sledky a poraziť s y s t é m y založené na sk ry tých Markovových modeloch (angl. Hidden Markov 
Models, H M M ) . V tomto s y s t é m e použi l i o b o j s m e r n ú Long Short-Term Memory sieť [17], 
ktorej vs tupom bolo n i m i definovaných 25 rôznych c h a r a k t e r i s t í k textu z obrazu. Použ i t i e 
L S T M umožn i lo uchovať in formáciu o kontexte na d lhý dosah, čo bolo p ráve o b m e d z e n í m 
klasických R N N . 

Ďa l š ím rozš í ren ím bolo, keď Alex Graves a spol. použi l i mu l t i - d imenz ioná lne L S T M 
siete (angl. Multi Dimensional Long Short-Term Memory, M D L S T M ) [14], k t o r é namiesto 
e x t r a h o v a n ý c h c h a r a k t e r i s t í k dostali na vstup nesp racovaný obraz pixelov. Vďaka tomuto 
sa dokáza l i vyhnúť potrebe m a n u á l n e h o definovania cha rak t e r i s t í k a ich extrakcie z obrazu. 
Hlavnou myš l ienkou M D L S T M je, že jedno r e k u r e n t n ě spojenie, k t o r é je v š t a n d a r d n ý c h 
R N N , nahradzuje viacero r e k u r e n t n ý c h spo jen í podľa p o č t u d imenz i í v d á t a c h . 

Baoguang Shi a spol. predstavili sieť s n á z v o m Convolutional Recurrent Neural Network 
( C R N N ) [41], k t o r á kombinuje h l b o k ú konvolučnú sieť s rekurentnou sieťou, a t ú t o sieť 
použi l i p r i r ozpoznávan í textu v scéne. Ich a r c h i t e k t ú r a siete obsahuje t r i čas t i : C N N , k t o r á 
v tomto p r í p a d e extrahuje v izuá lne charakterist iky zo sekvencie, R N N , k t o r á ná s l edne pre-
dikuje symbol v j edno t l i vých krokoch a pos l ednú časť tvor í tzv. vrstva prepisu (angl. trans-
cription layer), k t o r ú tvor í blok s C T C . Ich sieť d o k á z a l a pracovať v dvoch nastaveniach: 
s p o u ž i t í m s lovníka a bez p o u ž i t i a s lovníka. 

Joan Puigcerver a spol. [35] po tvrd i l i , že L S T M siete d o k á ž u dos iahnuť rovnako d o b r é 
výs ledky ako M D L S T M siete, p r i č o m d o k á ž u bežať vidi teľne rýchlejšie. Podľa nich sú síce 
M D L S T M viac výkonnejš ie , ale pravdepodobne t á t o výkonnosť nie je u r o z p o z n á v a n i a textu 
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lis regardent <eos> 
A A A 

Kodér Dekodér 

They are watching <eos> <bos> lis regardent 

Obr. 2.6: A r c h i t e k t ú r a sequence-to-sequence siete p r e z e n t o v a n á autormi Ilya Sutskever 
a spol. [45]. Sieť č í t a vetu v anglickom j azyku a produkuje jej preklad vo f rancúzš t ine . 
M o d e l p r e s t áva predikovať sekvenciu po vygenerovan í symbola konca sekvencie (eos). Sym
bol (bos) označuje zač ia tok sekvencie. D e k o d é r pr i dekódovan í pracuje s v ý s t u p o m kodé ra , 
a zá roveň v ý s t u p o m d e k o d é r a z času t — 1. 

p o t r e b n á , p r e tože sa p o d o b n é funkcie nauč i l a aj ich L S T M sieť. Ich a r c h i t e k t ú r a bola po
d o b n á ako t á od autorov Baoguang Shi a spol. [41], t . j . obsahuje C N N , L S T M a C T C bloky, 
ale namiesto r o z p o z n á v a n i a textu v scéne je použi l i p r i r ozpoznávan í r iadkov textu. 

Theodore Bluche a spol. [4] použi l i sieť, k t o r á obsahuje dve čas t i , k t o r ý m i sú konvo-
lučný kodér a L S T M d e k o d é r z obojsmernej L S T M siete. Ich konvolučný kodér obsahoval 
tzv. konvolučné b r á n y (angl. convolutional gates), k t o r é bol i kľúčom k ich úspechu . Úlo
hou takejto b r á n y je rozhodnúť podľa hodnoty funkcie na danej pozíci í a p r i jej susedných 
h o d n o t á c h , či je t á t o v las tnosť pr i tejto pozícii v ý z n a m n á alebo nie. P r i t r énovan í sa zame
ral i na mul t i l ingvá lne d á t a a dokáza l i na t r énovať konvolučný kodér , k t o r ý získal generické 
jazykové vlastnosti . 

2.4 Sequence-to-sequence modely 

Š t a n d a r d n á sequence-to-sequence a r c h i t e k t ú r a [45] pozos t áva z dvoch r e k u r e n t n ý c h sietí , 
k to r é sa postupne nazýva jú kodé r (angl. encoder) a d e k o d é r (angl. decoder). Tento typ 
siete umožňu je mapovanie medzi dvoma sekvenciami premenlivej dĺžky. 

Úlohou k o d é r a je spracovať v s t u p n ú sekvenciu premenlivej d ĺžky a vytvor iť jej repre
zen tác iu v podobe vektora fixnej d ĺžky n a z ý v a n é h o context vector c (2.13). D e k o d é r sa 
inicializuje v ý s t u p o m k o d é r a c a postupne symbol po symbole v y t v á r a v ý s t u p n ú sekven
ciu y (2.14). Koniec procesu dekódovan ia zvyča jne nastane v y g en e ro v an ím ukončovac ieho 
symbolu sekvencie (eos). U k á ž k a sequence-to-sequence a r c h i t e k t ú r y je na o b r á z k u 2.6. 

F o r m á l n e m ô ž e m e proces t r ans fo rmác ie vs tupu x za pomoci k o d é r a popísať ako: 

ht = f(xt,ht-i), (2.12) 

c = q(h1,...,hTx), (2.13) 

kde t je časový krok, ht je s k r y t ý stav k o d é r a v časovom kroku t a / , g sú ne l ineá rne funkcie. 
Proces dekódovan ie sekvencie y m ô ž e m e n á s l e d n e zapísať ako p o d m i e n e n ú pravde

podobnosť čas t i sekvencie yi,... ,yt-i generovanej v p r edchádza júc i ch časových krokoch 
1 , . . . , t — 1 a kon t ex tového vektora c: 

T 

V(y) = Y\p(Vt | c, , . . . , yt-i). (2.14) 
ť=l 
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Iis regardent <eos> 

Attention 

* * 

Kodér Dekodér 

They are watching <eos> <bos> lis regardent 

Obr. 2.7: A r c h i t e k t ú r a sequence-to-sequence s mechanizmom attention [2]. Opro t i pôvodne j 
sequence-to-sequence a r c h i t e k t ú r e (2.6) použ íva dekodé r vo fáze dekódovan ia informácie 
p o s k y t n u t é attention modulom. P r e r u š o v a n é č iary znač ia s k r y t é stavy k o d é r a a dekodé ra . 

Dzmitry Bahdanau a spol. v ich p rác i [2] rozšírili p ô v o d n ý koncept sequence-to-sequence 
siete a zavidl i mechanizmus zvaný attention 2.16. Rozš í ren ie sa t ý k a fázy dekódovan ia sek-
vencie, kedy vďaka attention mechanizmu m ô ž e dekodé r prehľadávať čas t i zdrojovej sekven-
cie a zachyt iť r e l evan tné informácie , na k t o r é kladie dô raz . Attention predstavuje skratku 
medzi k o n t e x t o v ý m vektorom a ce lým z d r o j o v ý m vstupom. U k á ž k a modifikovanej architek
t ú r y je na o b r á z k u 2.7. 

F o r m á l n e ide o zmenu rovnice 2.14 na nový tvar: 

P(yt | 2/i, - - .,yt-i,x) = g(yt-i,st,ct), (2.15) 

kde st je s k r y t ý stav d e k o d é r a v čase t, k t o r ý sa p o č í t a ako: 

st = f(st-i,yt-i,ct) • (2.16) 

V novom vzťahu už k o n t e x t o v ý vektor c nezávis í podľa 2.13 na sekvenci í ano tác i í 
hi,... ,hrx, na k t o r é mapuje svoju v s t u p n ú sekvenciu x, ale k a ž d á a n o t á c i a ht obsahuje 
informácie o celej vstupnej sekvenci í so s i lným z a m e r a n í m na čas t i obk lopu júce slovo alebo 
symbol v časovom kroku t. P o t o m je vektor a v y p o č í t a n ý ako vážený súčet ano t ác i í ht-

TX 

Cí = 5>íA', (2-17) 

atj = - , (2.18) 
Lfc=i exP{etk) 

etj = score(st-i,hj) , ( 2-19) 

kde ottj je v á h a a n o t á c i e a etj je tzv. zarovnanie (angl. alignment model), k t o r é h o d n o t í ako 
dobre sa vstupy okolo pozície t zhodu jú . V ich p rác i [2] je toto zarovnanie i m p l e m e n t o v a n é 
pomocou plne prepojenej vrstvy: 

score(st-i,hj) = v^tanh(Wast-i + Uahj), (2.20) 

kde Wa, Ua, va sú váhy a tanh je a k t i v a č n á funkcia. 
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R i e š e n i a z a l o ž e n é na sequence-to-sequence s i e ť a c h Ilya Sutskever a spol. [45] pred
stavil i v roku 2014 sieť, k t o r á d o k á z a l a mapovať v s t u p n ú sekvenciu symbolov na v ý s t u p n ú 
sekvenciu symbolov. A r c h i t e k t ú r a pozos t áva z dvoch čas t í použ íva júc ich L S T M sieť: kodé r 
a dekodé r . K o d é r mapuje v s t u p n ú sekvenciu na vektor fixnej dĺžky, k t o r ý nás l edne dekodé r 
dekóduje do cieľovej sekvencie. P o č a s experimentov pr i strojovom preklade zis t i l i , že ich ar
c h i t e k t ú r a dokáže pracovať aj s d lhými sekvenciami a dokáza l i sieť naučiť r o z u m n é frázové 
a v e t n é reprezen tác ie . 

Dzmitry Bahdanau a spol. v ich p rác i [2] rozšírili koncept sequence-to-sequence s iet í a po
užili mechanizmus zvaný attention. Podľa nich je použ i t i e kon tex tového vektora s pevnou 
dĺžkou p r o b l e m a t i c k é pr i preklade d lhých sekvencií . Mechanizmus attention dokáže nájsť 
r e l evan tné čas t i v sekvenci í na zák l ade kon tex tového vektora a s k r y t é h o stavu dekodé ra . 
Dekodé r sa vďaka tomuto mechanizmu rozhodne, na k t o r é čas t i zdrojovej sekvencie bude 
venovať svoju pozornosť . Ich p r á c a bola podobne ako [45] p o u ž i t á p r i strojovom preklade 
a dosiahla u neho nové state-o f-the-art výsledky. 

Chorowski a spol. v ich prác i o rozpoznávan í reči [7] rozšírili attention mechanizmus 
tak, aby zohľadňoval dô raz z p r edchádza júc i ch krokov dekódovan ia . Rovnako zaviedli tzv. 
attention smoothing, k t o r ý slúži na agregovanie informáci í z v iacerých lokácií v sekvencií . 

V tom istom o b d o b í Minh-Thang Luong a spol. demonš t rova l i vo svojej p rác i [29] po
uži t ie dvoch rozl ičných attention mechanizmov: tzv. global attention mechanizmus, k t o r ý 
zameriava svoju pozornosť na celú sekvenciu a tzv. local attention, k t o r ý zameriava svoj 
dô raz iba na zvolenú časť sekvencie. Ich a n a l ý z a poukazuje, že pr i strojovom preklade dosa
hujú modely za ložené na attention mechanizmoch lepšie výsledky, čo je vidi teľné n a p r í k l a d 
pr i preklade mien alebo m a n i p u l á c i í s d lhými vetami. 

Jorge Sueiras a spol. [44] použi l i a r c h i t e k t ú r u spolu s attention mechanizmom pr i roz
p o z n á v a n í r u č n e p í saných slov. Ich a r c h i t e k t ú r a použ íva p o s u v n é okno, k t o r é postupne 
extrahuje čas t i z obrazu a tie ná s l edne p o s ú v a na vstup C N N a potom kodé r -dekodé r ar
c h i t e k t ú r e . A k o C N N a r c h i t e k t ú r u zvol i l i obdobu LeNet-5 [26] a attention mechanizmus 
použi l i r o v n a k ý ako Chorowski a spol. [7]. 

P o d o b n ú a r c h i t e k t ú r u použi l i aj Ariandam Chowdhury a spol. [8]. N a rozdiel od Jorge 
Sueiras a spol. [44] použi l i ako vstup konvolučnej siete celé o b r á z k y s tex tom a o d s t r á 
n i l i potrebu použ i t i a p o s u v n é h o okna. V r á m c i ich p r á c e použi l i c h y b o v ú funkciu Focal 
Loss [27], k t o r á m á zlepšiť p r o b l é m s p ô s o b e n ý nevyváženosťou n i ek to rých znakov v dátovej 
sade. Pre predikovanie sekvencie sa rozhodli použiť beam search algoritmus. V prác i popi
sujú, že použ i t i e mechanizmu attention poskytuje v ý z n a m n é zvýšenie presnosti v p o r o v n a n í 
so š t a n d a r d n ý m i R N N s C T C sieťami pr i r ozpoznávan í r u č n e p í s aného textu. 

K o n k u r e n č n é výs ledky v r o z p o z n á v a n í r u č n e p í s aného textu dosiahli aj Lei Kang a spol. 
[19] v roku 2018, kedy sa rozhodli použiť o b d o b n ú sequence-to-sequence a r c h i t e k t ú r u ako 
Jorge Sueiras a spol. [44] a Ariandam Chowdhury a spol. [8]. V prác i p r e s k ú m a l i použ i t i e 
tzv. content-based attention mechanizmu [29] and location-based attention mechanizmu [29]. 
V p rác i skúma l i vp lyv techník , k t o r ý m i sú: label smoothing [46], k t o r ý slúži na regular izác iu 
ground-truth rozhodnutia, multi-nomial decoding [6], k t o r ý umožňu je d e k o d é r u p r e s k ú m a ť 
v iaceré a l t e r n a t í v n e cesty pr i dekódovan í a attention-smoothing [7]. Naj lepš ie výs ledky do
siahli p r i použ i t í location-based attention mechanizmu a techniky label smoothing. 

E x p e r i m e n t á l n e porovnanie v použ i t í rôznych attention mechanizmov a poz ičných kó
dovaní [47] usku točn i l i v roku 2019 autori Johannes Michael a spol. [31]. Vo svojej p rác i 
usku točn i l i aj h y b r i d n é t r énovan ie za p o u ž i t i a ob jek t ívne j funkcie kombinujúce j C T C s cross 
entropy. N a p o p u l á r n y c h r u č n e p í saných datasetoch dosiahli výsledky, k t o r ý m i prekonali os
t a t n é sequence-to-sequence modely v oblasti H T R . 
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Kapitola 3 

Neurónová sieť typu transformer 

Transformer bo l p r v ý k r á t p r e d s t a v e n ý autormi Vaswani et. al [47] v publ ikác i í Attention 
Is AH You Need. Ide o a u t o - r e g r e s í v n y 1 model neurónove j siete, k t o r ý vo svojej pôvod
nej a r c h i t e k t ú r e neobsahuje ž i adne r e k u r e n t n ě ani konvolučné vrs tvy a je plne založený 
na mechanizme attention, k t o r ý u m o ž ň u j e modelovanie závis lost í bez ohľadu na veľkosti 
vzd ia lenos t í medzi časťami v sekvencii. Kang a spol. [18] a Christoph Wick a spol. [48] 
použi l i modif ikovanú a r c h i t e k t ú r u tejto siete pre rozpoznávan ie r u č n e p í s aného textu. 

Transformer p r i n á š a oproti r e k u r e n t n ý m s ieťam v ý h o d u v podobe lepšej m o ž n o s t i pa-
ralel izácie. P ô v o d n é r e k u r e n t n ě siete sú o b m e d z e n é v oblasti para le l izác ie v ý p o č t u kvôli 
povahe r e k u r e n t n ý c h vrstiev. Zložitosť v ý p o č t u rekurentnej vrs tvy m á pr i sekvencii o dĺžke 
n a veľkosti dimenzie s k r y t é h o stavu d hodnotu 0{n-d2), p r i č o m sekvenčných je p ráve O (n) 
operáci í . Opro t i tomu v ý p o č e t v s elf-attention vrstve obsahuje celkovo 0(n2 • d) operáci í , 
z k t o r ý c h je sekvenčných p ráve k o n š t a n t n ý p o č e t 0 ( 1 ) [49, 47]. 

Celá a r c h i t e k t ú r a siete (obr. 3.3) pozos t áva z dvoch logických blokov, k t o r é sa nazýva jú 
blok kodé rov (angl. encoder block) a blok dekodé rov (angl. decoder block). J edno t l i vé zložky 
t ý c h t o blokov a mechanizmus attention sú bližšie p o p í s a n é v n a d c h á d z a j ú c i c h čas t iach . 

3.1 Blok kodérov a dekodérov 

Blok k o d é r o v B lok kodé rov je r ep rezen tovaný v podobe iV za sebou p repo j ených identic
kých kodérov . K a ž d ý t a k ý t o kodé r je zložený z dvoch subkomponent, k o n k r é t n e multi-head 
attention vrs tvy (3.2) a feed-forward v rs tvy (3.1). Z a oboma vrstvami sa n a c h á d z a norma
l izačná vrstva použ íva júca tzv. Layer Normalization [1] a p r i oboch v r s tvách sú použ i t é 
r ez iduá lne prepojenia [16]. Obe tieto techniky s lúžia na zefekt ívnenie t r é n i n g u neurónovej 
siete. 

Blok d e k o d é r o v B lok dekodé rov m á p o d o b n ú š t r u k t ú r u ako blok kodérov , t . j . je repre
zen tovaný iV za sebou p r e p o j e n ý m i iden t i ckými d e k o d é r m i , k t o r é sú podobne p repo jené 
ako v p r í p a d e b loku kodérov . Rozdie ly v š t r u k t ú r e d e k o d é r a sú, že obsahuje naviac jednu 
multi-head attention v rs tvu a p r i prvej multi-head attention vrstve sa použ íva maskovanie 
(angl. Masked Multi-Head Attention). V ý s t u p pos l edného k o d é r a sa použ íva ako v s t u p n á 
zložka pre hodnoty K a V (vzťah 3.3) v p o r a d í u druhej multi-head attention vrstvy. Toto 
umožňu je k a ž d é m u dekodé ru , aby sa mohol zamerať na ktorékoľvek pozície vo vstupnej 

1 P r i generovaní symbolu xt sekvencie y = x ť _ „ , . . . , Xt-i,xt,xt+i, • • •, xt+n sa spolieha iba na doposiaľ 
známe vygenerované symboly Xt-n, • • •, xt-i-
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Obr . 3.1: Všeobecný v ý p o č e t attention vrstvy. V ý s t u p attention vr tsvy {Output) sa v y p o č í t a 
ako vážený súče t j edno t l i vých h o d n ô t Vi (Values) a odpoveda júc ich váh . O d p o v e d a j ú c e 
váhy sú v y p o č í t a n é ako softmax(a(Query,Keysi)), kde a je p o u ž i t á skórovacia funkcia. 
P r e v z a t é z [49]. 

sekvencií ako tomu býva u sequence-to-sequence a r c h i t e k t ú r . Maskovanie na d r u h ú stranu 
slúži pre zabezpečen ie au to - r eg res ívnos t i modelu. Toto je z a b e z p e č e n é n a s t a v e n í m vše tkých 
čas t í vstupnej sekvencie na pozíc iách í + l a ž í + n v čase t na hodnotu — oo. 

Feed-forward vrstva Feed-forward vrstva ( F F N ) predstavuje plne p r e p o j e n ú vrs tvu, 
k t o r á u s k u t o č ň u j e dve s a m o s t a t n é l ineá rne t r ans fo rmác ie a obsahuje a k t i v a č n ú funkciu 
R e L U (Rectified linear unit) [32]: 

FFN(x) = ReLU (xW1 + b1)W2 + b2, (3.1) 

kde W\, W2, bi, b2 sú váhy a x je v s t u p n ý vektor. 

3.2 Mechanizmus Attention 

Scaled Dot -Product Attent ion A k o mechanizmus attention (3.2) je v transformeri 
použ i t ý tzv. Scaled Dot-Product Attention. J e d n á sa o attention mechanizmus, k t o r ý ako 
skórovaciu funkciu, resp. zarovnanie, využ íva ska l á rny súč in (angl. dot product) a škálovací 
faktor \fď~k. V ý p o č e t je d a n ý podľa vzťahu: 

Attentions, K, V) = softmax ( v > (3-2) 

kde Q, K, V sú dotaz (angl. Question), kľúč (angl. Key) a hodnota (angl. Value). Attention 
vo svojej podstate predstavuje funkciu, k t o r á na zák lade v s t u p n é h o dotazu Q a m n o ž i n y 
dvojíc (K, V) vy tvo r í v ý s t u p , k t o r ý sa v y p o č í t a ako vážený súče t h o d n ô t V, u k t o r ý c h je pr i 
r a d e n á v á h a def inovaná p o u ž i t o u skórovacou funkciou (angl. score function) a o p e r á t o r o m 
softmax. V ý p o č e t attention vrs tvy je p o p í s a n ý na o b r á z k u 3.1 [47]. 

M u l t i - H e a d attention V praxi je výhodne j š i e klásť dô raz na informácie z rozl ičných 
reprezen tác i í a po lôh v sekvencií . Z tohoto d ô v o d u sa Vaswani a spol. rozhodli vytvor iť nový 
mechanizmus attention, n a z ý v a n ý Multi-Head Attention (3.3) [47]. V tomto mechanizme 
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Obr. 3.2: Porovnanie Scaled dot-product attention v rs tvy (3.2) a Multi-head attention v rs tvy 
(3.3). Mul t i -head attention vrstva pozos t áva z niekoľkých scaled dot-product attention vrs
tiev, k t o r ý c h v ý s t u p bo l k o n k a t e n o v a n ý a po tom t r a n s f o r m o v a n ý l i neá rnou vrstvou. K a ž d á 
scaled dot-product attention vrstva p r i tom pracuje so svojimi v l a s t n ý m i hodnotami Q, K 
a V, k t o r é sú t ak t i e ž t r ans fo rmované v l a s t n ý m i l i neá rnymi vrs tvami ,WY (3.4) 
[47]. 

sa namiesto jednoduchej Scaled Dot-Product Attention vrs tvy s p o č i a t k u aplikuje l i neá rna 
projekcia na dotazy Q, kľúče K a hodnoty V celkovo / i -krát , kde h je p o č e t p o u ž i t ý c h hláv. 
Nás l edne sa na vše tkých l ineá rne p r e m i e t n u t ý c h h o d n o t á c h v y p o č í t a samostatne hodnota 
Scaled Dot-Product Attention (3.4), k t o r á sa konkatenuje do j e d n é h o výs l edného vektora, 
k t o r ý sa eš te l ineá rne premietne (3.3). Celé to je to p o p í s a n é ako: 

MultiHead(Q, K, V) = Concat (head!, ••• , headh) W° , (3.3) 

headi = Attention(QW®, KWt

K, VWY), (3.4) 

kde ,WY a W° sú váhy l ineárnych vrstiev. Porovnanie v ý p o č t o v Scaled Dot-
Product Attention a Multi-Head Attention je na o b r á z k u 3.2. 

Seif-Attention S elf-Attention mechanizmus predstavuje variantu Multi-Head Attention 
vrstvy, p r i ktorej sú v š e t k y hodnoty dotazov Q, kľúčov K a h o d n ô t V (3.3) z rovnakej 
vrstvy, t . j . z v ý s t u p u p redchádza júce j vrstvy. Self-Attention je m o ž n é vidieť v b loku kodé rov 
a rovnako aj v b loku dekodérov , kde tvor í p r v ú vrs tvu a predstavuje tzv. Masked Multi-
Head-Attention v rs tvu (obr. 3.3) [47]. 

3.3 Pozičné kódovanie a embedding 

Embedd ing Embedding E predstavuje n ízko-d imenz ioná lnu r ep rezen t ác iu priestoru dis
k r é t n y c h p r e m e n n ý c h , k t o r á sa z ískava u č e n í m siete. V ý h o d o u tejto r ep rezen tác i e je, že 
symboly sekvencie, k t o r é spolu v kontexte viac súvis ia m a j ú medzi sebou nižšiu vzdiale
nosť. V transformeri sa embedding vrstva použ íva pr i kódovan í v s t u p n ý c h a v ý s t u p n ý c h 
symbolov, p r i čom sa pr i oboch embedding v r s t vách použ íva r o v n a k á zdieľaná mat ica váh 
[47]. 
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P o z i č n é k ó d o v a n i e Transformer neobsahuje ž i adne r e k u r e n t n ě vrstvy, a tak model n e m á 
ž iadne in formácia o p o r a d í j edno t l i vých symbolov v sekvencii. Poz ičné kódovan ie (angl. 
Positional Encoding) (3.5) rieši tento p r o b l é m a informáciu o r e l a t ívnych a a b s o l ú t n y c h 
po lohách sa snaž í p r idať za pomoci t r ans fo rmác i e v s t u p n é h o , resp. aj v ý s t u p n é h o vektora. 
V p ô v o d n o m č l ánku bolo p o u ž i t é fixné poz ičné kódovanie za pomoci sinusoid, k t o r é by mal i 
umožniť lepšie vn ímať r e l a t í vne vzdialenosti v sekvencii: 

kde pos predstavuje polohu v sekvencii, i d imenziu vektora a dmodei d imenziu v s t u p n é h o , 
resp. v ý s t u p n é h o embeddingu. Embedding E je ná s l edne modif ikovaný ako E = E + PE 

R i e š e n i a z a l o ž e n é na s i e ť a c h typu transformer V roku 2017 použi l i p r i strojovom 
preklade Ashish Vaswani a spol. [47] sieť s n á z v o m Transformer. T á t o sieť oproti o s t a t n ý m 
sequence-to-sequence a r c h i t e k t ú r a m nepouž íva ž i adne r e k u r e n t n ě vrs tvy a je kompletne za
ložená na mechanizme attention. K o n r é t n e zaviedli tzv. multi-head attention mechanizmus, 
k t o r ý umožňu je klásť dô raz na sekvencie z v iacerých reprezen tác i í . Ich sieť umožňu je lepšie 
možnos t i para le l izác ie v ý p o č t u a jej varianty dosahu jú state-o f-the-art výs ledky pr i strojo
vom preklade. 

Kang a spol. [18] v roku 2020 rozšíril i p ô v o d n ú a r c h i t e k t ú r u siete transformer a upravi l i 
j u pre potreby rozpoznávan i a r u č n e p í s a n é h o textu. Ich sieť obsahuje konvolučnú n e u r ó n o v ú 
sieť, k t o r á extrahuje v izuá lne p r í z n a k y z obrazu a tie ná s l edne p o s ú v a na vstup transfor
m e r . V ich p rác i sa pokúša l i p red t r énovať sieť na syn te t i ckých d á t a c h , a ná s l edne poukáza l i 
na fakt, že ich sieť dosahuje lepšie výs ledky ako iné sequence-tos-sequence a r ch i t ek tú ry , ak 
m á dostatok t rénovac ích d á t . Ďalej poukáza l i na to, že sa transformer dokáže vďaka atten
tion mechanizmu naučiť jazykovo špecifické kon tex tové informácie a dosiahli state-o f-the-art 
výs ledky na dá tove j sade I A M [30]. 

V rovnakom o b d o b í použi l i Ning Lu a spol. [28] pr i r ozpoznávan í textu v scéne sieť 
s n á z v o m MASTER, k t o r á obdobne použ íva la modif ikovanú transformer a r c h i t e k t ú r u . Po
ukáza l i na to, že ich m e t ó d a umo žn i l a sieti vy tvá rať robus tne j š iu r ep rezen t ác iu pr i pries
torovo deformovaných znakoch. V ich p rác i modifikovali kodé r v sieti transformer. D o p l n i l i 
ho o konvolučnú sieť a použi l i tzv. Multi-aspect GCAttention, čo predstavuje použ i t i e viace
rých attention mechanizmov v jednom bloku kodé ra . Ďalej použi l i efektívnejšie cachovanie 
p a m ä t e pr i dekódovan í sekvencie a urýchli l i inferenciu siete. 

Christoph Wick a spol. [48] v roku 2021 rozšírili p r á c u od autorov Kang a spol. [18] 
a použi l i tzv. o b o j s m e r n é dekódovan ie (angl. Bidirectional Decoding), p o č a s k t o r é h o je de
kódovanie v y k o n a n é v poprednom a rovnako aj s p ä t n o m smere. N á s l e d n e použ íva jú kompo
nentu voter, k t o r á kombinuje obe v ý s t u p y dekódovan í a v y t v á r a jednu výs lednú sekvenciu. 
Rovnako ako v pôvodne j p rác i p o u k a z u j ú na fakt, že pr i rozsiahlej dá tove j sade sa dokáže 
ich sieť v ý r a z n e zlepšiť a dos iahnuť lepšie výs ledky ako C N N / L S T M siete. Transformer 
sa podľa nich dokáže naučiť silný j azykový model, čo presne vysvetľuje, p rečo je p o t r e b n é 
väčšie m n o ž s t v o d á t p r i t r énovan í siete. Ďalej poukáza l i na p o t e n c i o n á l n y p r o b l é m tejto 
a rch i t ek tú ry , k t o r ý m je opakovanie sa r o v n a k ý c h symbolov v dekódovane j sekvencii. 

PE(pos,2i) = sin 

PE(pos,2i+l) = COS' 

(pos / 1 0 0 0 0 2 í / d m o d e i ) 

(pos/100002i/dmodel) 
(3.5) 

(obr. 3.3) [47]. 
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3.4 Modifikácia siete transformer pre rozpoznávanie textu 

P ô v o d n ý Transformer [47] bo l použ i t ý p r i strojovom preklade. Pre rozpoznávan ie textu 
upravi l i Kang et. al [18] t ú t o a r c h i t e k t ú r u p r i d a n í m konvolúčneho k o d é r a pre extrakciu prí
znakovej mapy a adaptovali model, aby d o k á z a l rozpoznávať v s t u p n ý obraz po j edno t l i vých 
znakoch o b s i a h n u t ý c h v ich definovanej rozpoznávane j abecede. U k á ž k a ich modifikovanej 
a r c h i t e k t ú r y je na o b r á z k u 3.4. N á s l e d n e Christoph Wick a spol. [48] ich p r á c u eš te ďalej 
rozšírili a zaviedli o b o j s m e r n é dekódovan ie (angl. Bidirectional Decoding). 

K o d é r v i z u á l n y c h č ŕ t K o d é r v izuá lnych č ŕ t je r ep rezen tovaný v podobe konvolučnej 
siete, k t o r á m á za ú lohu t rans formovať v s t u p n ý t r o j r o z m e r n ý obraz r iadka s textom a vy
tvoriť jeho v ý s t u p n ú r ep rezen t ác iu v podobe pr íznakovej mapy Fc. A k o konvolučnú sieť 
použi l i a r c h i t e k t ú r u Resnet [16]. Tento v ý s t u p je ná s l edne t r ans fo rmovaný za pomoci po
zičného kódovania , k t o r é je p o u ž i t é v p ô v o d n o m č l ánku [47], na vektor Fc. Tento vektor 
je ná s l edne t r ans fo rmovaný o b d o b n ý m blokom kodérov a dekodé rov ako v pôvodne j p rác i 
[47]. V druhej p rác i [48] použ íva jú na v ý s t u p e C N N ešte plne p r e p o j e n ú vrs tvu. P r i kroku 
dekódovan ia je v ý s t u p o m dekódovaný znak, k t o r ý je opakovane použ i t ý p r i nasledovnom 
kroku dekódovan ia spolu s p redoš lými d e k ó d o v a n ý m i znakmi [18]. 

K ó d o v a n i e textu P r i r ozpoznávan í textu je p o t r e b n é okrem definovania rozpoznávane j 
abecedy A definovať aj špec iá lne symboly bez t e x t o v é h o obsahu. T ý m i t o symbolmi sú (S), 
k t o r ý urču je zač ia tok sekvencie, (E), k t o r ý určuje koniec sekvencie a (P ) , k t o r ý sa použ íva 
pre tzv. padding. Padding sa použ íva pre zarovnanie predikovanej sekvencie na vopred 
definovanú m a x i m á l n u d ĺ žku iV znakov [18]. 

Inferencia siete P o č a s inferencii siete nie sú d o s t u p n é prepisy d á t y, k t o r é by odpove
dal i vs tupom x. Prechod sieťou je t ý m p á d o m inicial izovaný za s l an ím symbolu (S) na vstup 
prvej vrs tvy dekodé ra . P r i predikci í znakov sa použ íva tzv. greedy decoding algoritmus [18], 
k t o r ý použi je n a j p r a v d e p o d o b n e j š í p red ikovaný znak ako v ý s t u p n ý znak v k roku t. Ďa l šou 
možnosťou je použiť beam search algoritmus [48], k t o r ý je presnejš í , ale zároveň v ý p o č t o v o 
náročnejš í . Celý proces dekódovan ia ná s l edne prebieha v cykle, d o k ý m sa neob j avý ukončo-
vací symbol (E), p r í p a d n e sa nedosiahne m a x i m á l n a d ĺžka iV znakov predikovanej sekvencie 
[18]. 
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Obr. 3.3: A r c h i t e k t ú r a siete Transformer. M o d e l je au to - reg res ívny a pr i generovaní na
s ledujúceho symbolu s p o t r e b u v á v a doposiaľ vygene rované symboly. P r i prechode sieťou je 
ku vstupu (Inputs) a obdobne k u cieľovému v ý s t u p u / r e á l n e m u v ý s t u p u (Outputs) p r i d a n ý 
embedding (Input/Output Embedding) a poz ičné kódovanie (Positional Encoding). Modi f i 
kovaný vstup nás l edne p r e c h á d z a iV iden t i ckými k o d é r m i v b loku kodé rov a v čas t i b loku 
dekodérov obdobne N i den t i ckými d e k o d é r m i . V ý s t u p pos l edného k o d é r a sa použ íva ako 
v s t u p n á z ložka pre hodnoty K a V (vzťah 3.3) v p o r a d í u druhej multi-head attention v rs tvy 
k a ž d é h o d e k o d é r a v b loku dekodérov . Multi-head attention v rs tvy (Multi-Head Attention) 
a feed-forward vrs tvy (Feed Forward) sú bližšie p o p í s a n é v čas t i ach 3.2 a 3.1. U všet
kých subkomponent v kodé roch a dekodé roch sa použ íva jú r ez iduá lne prepojenia [16] spolu 
s no rma l i zác iou (Add & Norm) [1]. V ý s t u p pos l edného d e k o d é r a p r e c h á d z a cez l ineá rnu 
vrs tvu (Linear) a funkciu softmax (Softmax). N a zák l ade v ý s t u p n ý c h p r a v d e p o d o b n o s t í 
(Output Probabilities) sa urč í k o n k r é t n a sekvencia symbolov (Outputs), k t o r á sa o p ä t o v n e 
použ íva ako vstup p rvého d e k o d é r a v b loku dekodérov . Tento vstup p r e c h á d z a oproti pô 
vodnej multi-head attention vrs tvy tzv. maskovacou multi-head attention vrs tvou (Mas
ked Multi-Head Attention), k t o r á maskuje b u d ú c e symboly p o č a s t r énovan i a a zabezpeču je 
au to- regres ívnosť modelu [49, 47]. O b r á z o k je p r e v z a t ý z [47]. 
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Obr. 3.4: A r c h i t e k t ú r a modifikovanej siete Transformer pre rozpoznávan ie textu. V s t u p n ý 
obraz je t r ans fo rmovaný konvo lučnou sieťou Resnet [16] na p r í znakovú mapu Fc. N a tento 
v ý s t u p je ná s l edne ap l ikované poz ičné kódovan ie ( T E ) . P o t o m je tento nový vektor transfor
m o v a n ý o b d o b n ý m i b lokmi kodérov a dekodé rov ako to je p o p í s a n é na o b r á z k u 3.3. O b r á z o k 
je p r e v z a t ý z [18]. 
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Kapitola 4 

Dátové sady pre rozpoznávanie 
ručne písaného textu 

T á t o kapi tola obsahuje prehľad o d o s t u p n ý c h d á t o v ý c h sadách , k t o r é je m o ž n é použiť 
pr i r o z p o z n á v a n í r u č n e p í s aného textu. V r á m c i kapi toly je v t abuľke 4.1 d o s t u p n é aj 
porovnanie medzi j e d n o t l i v ý m i sadami a k o n k r é t n e vzory z d á t o v ý c h sád sú na o b r á z k u 
4.1. 

D á t o v é sady pre potreby H T R obsahu jú zvyča jne m a p o v a c í súbor , v k torom sú iden
t i f iká tory obrázkov a ná s l edne ich prepisy. O b r á z k y býva jú n á s l e d n e u ložené v bežných 
fo rmá toch a k ý m i sú napr. png a jpg. Č a s t o k r á t nie sú v dá tove j sade d o s t u p n é o b r á z k y 
j edno t l i vých riadkov textu, ale iba o b r á z k y celých s t r á n o k spolu so s ú b o r m i PAGE xml 
[34], v k t o r ý c h sú d o s t u p n é informácie o j edno t l i vých de tekovaných reg iónoch na s t r á n k e . 
R i a d k y musia byť nás l edne z t a k ý c h t o d á t o v ý c h s ád e x t r a h o v a n é . 

V projekte P E R O sa pracuje p ráve s P A G E f o r m á t o m s ú b o r o v a použ íva jú sa d a t a b á z y 
L M D B 1 (Lightning Memory-Mapped Database), k t o r é uchovávajú obrázkové d á t a riadkov, 
p r i čom ako ident i f iká tory sú p o u ž i t é ident i f iká tory dokumentov, regiónov a riadkov. P r á c a 
s takouto d a t a b á z o u urýchľuje n a č í t a n i e d á t a p r i n á š a t ý m aj u rých len ie t r énovan i a siete. 

4.1 Prehľad existujúcich dátových sád 

I A M D á t o v á sada I A M [30] pozos t áva z r u č n e p í saných textov v anglickom j azyku od 657 
rôznych autorov. D á t o v á sada je za ložená z tzv. Lancaster- Oslo /Bergen ( L O B ) korpusu 2 , 
k t o r ý obsahuje cez 1 m i l . slov. Dataset I A M obsahuje 13 353 riadkov textu, k t o r é sa sk lada jú 
celkovo z 115 320 slov. D á t o v ú sadu je m o ž n é využiť pre rozpoznávan ie celých viet, ale aj 
slov. Rovnako je v r á m c i dá tove j sady p o s k y t n u t á aj in formácia o identif ikácií autora d a n é h o 
prepisu. O b r á z k y v dá tove j sade bol i skenované v 256 ú rovn iach šedej farby. D á t o v á sada 
bola p r v ý k r á t p o u ž i t á v roku 1999 na súťaži I C D A R 3 a je s t á le p o p u l á r n a pr i rozpoznávan í 
textu [18, 48]. 

R E A D D a t o v á sada R E A D [38] bola v y t v o r e n á v r á m c i projektu Recognition and Enrich-
ment of Archival Documents4 ( R E A D ) v roku 2016. D a t o v á sada pozos t áva z nemeckých 

x h t t p s : //lmdb.readthedocs.io/en/release/ 
2http://korpus. uib.no/icame/manuals/LOB/INDEX. HTM 
3 h t t p s : //www.icdar.org/ 
4 h t t p s : //cordis.europa.eu/project/id/674943 
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N á z o v s a d y J a z y k P o č e t a u t o r o v R o z s a h 

I A M [30] angl ický 657 13 353 riadkov 

R E A D [38] nemecký n e z n á m y 10 550 riadkov 

Bentham [39] angl ický viac ako 1 21 752 riadkov 

D a t a b á z a C V L [21] angl ický a n emeck ý 311 101 069 slov 

ScribbleLens [9] h o l a n d s k ý 85 28 255 riadkov 

Tabuľka 4.1: P r ehľad d á t o v ý c h sád použ ívaných u H T R . 

zápiskov zo zasadnutia r a d n í c z rokov 1470 až 1805, k t o r é bol i súčasťou kolekcie Ratspro-
tokolle. Celá kolekcia obsahovala pr ib l ižne 30 000 s t r á n o k textu, zat iaľčo R E A D obsahuje 
v y ň a t ý c h 450 s t r á n , k t o r é obsahu jú spolu 10 550 riadkov textu. Dokumenty spôsobu jú 
ťažkost i p r i ana lýze rozloženia s t r ánky , p re tože obsahu jú p o z n á m k y na okraji , v y b l e d n u t é 
p í smo a pod . Tex tové prepisy dá tove j sady sú d o s t u p n é vo fo rmá te P A G E [34]. K e d ž e je po
čet autorov dokumentov neznámy , tak sa t á t o sada použ íva p r e d o v š e t k ý m pr i rozpoznávan í 
riadkov textu. 

B e n t h a m D á t o v á sada Bentham [39] pozos t áva z rukopisov filozofa Jeremy Benthama 
a jeho s e k r e t a r i á t u n a p í s a n ý c h v 18. až 19. s toročí . D á t o v á sada je n a p í s a n á v anglickom 
jazyku a obsahuje celkovo 796 s t r á n , k t o r é tvoria celkovo 21 752 riadkov textu. Z hľadiska 
H T R ide o texty, k t o r é je n á r o č n é rozpoznávať kvôli roz l ičným š k r a b a n c o m , p o z n á m k a m 
a horšej kvalite textu. D a t o v á sada bola v y t v o r e n á v r á m c i projektu t r anScr ip to r ium 5 a ano
tác ie sú d o s t u p n é vo f o r m á t e P A G E [34] súborov . 

D a t a b á z a C V L D á t o v á sada C V L [21] pozos t áva z angl ických a nemeckých prepisov 
7 v y b r a n ý c h l i t e rá rnych diel , k t o r é bol i p r e p í s a n é 311 rôznymi autormi. Celkový p o č e t p ře 
pisovaných slov v r á m c i t ý c h t o diel je 451. D á t o v ú sadu je m o ž n é okrem r o z p o z n á v a n i a textu 
využiť aj na ident i f ikáciu pisateľa. N e v ý h o d o u je, že t ex tové a n o t á c i e sú d o s t u p n é pre pře 
pisované paragrafy v celku alebo potom pre j edno t l ivé slová, zatiaľčo r iadkové a n o t á c i e sú 
p o s t r á d a n é . A n o t á c i e sú d o s t u p n é v o sob i tných xml súboroch . 

S c r i b b l e L e n s D a t o v á sada ScribbleLens [9] obsahuje 1 000 s t r á n h o l a n d s k ý c h textov 
z obdobia 16. až 17. s to roč ia . Dokumenty p r e d s t a v u j ú lodné d e n n í k y sp í sané n á m o r n í k m i 
Východoindickej spo ločnos t i . Z t ý c h t o dokumentov je v šak textovo a n o t o v a n ý c h iba 200 
s t r á n . Dataset bo l sp í saný viac ako 80 autormi a je použi teľný aj p r i r ozpoznávan í pisateľa. 

4.2 Dátová sada P E R O H W R 

Pre t r énovan ie n e u r ó n o v ý c h siet í je v p r í p a d e supervised učen ia č a s t o k r á t n e v y h n u t n é obsta
ranie rozsiahlych d á t o v ý c h sád . Podľa autorov Christoph Wick a spol. [48] je to n e v y h n u t n á 
podmienka, aby d o k á z a l a sieť t ypu transformer p rekonať p r í s t u p y za ložené na rekurent-
ných n e u r ó n o v ý c h sieťach pr i r o z p o z n á v a n í r u č n e p í s aného textu. D á t o v é sady v sekcií 4.1 

5 h t t p s : //cordis.europa.eu/project/id/600707 
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t NVOVÍT l o OVD(o H r . GcLÍh liJiJLL ( V c ™ 

(a) I A M . Prevzaté z [30]. 

(b) R E A D . Prevzaté z [38]. 

I «,«tt- ý f/b •äVtrtttj A^yZ&txr*^ ^ y y ^ a^tá**,e#uf </f/^e/*^ , 

(c) Bentham. Prevzaté z [39]. 

(d) Databáza C V L . Prevzaté z [21]. 

(e) ScribbleLens. Prevzaté z [9]. 

Obr . 4.1: U k á ž k y z d á t o v ý c h sád použ ívaných u H T R . 

obsahu jú iba niekolko desiatok t is ícok riadkov, a preto je v p rác i p o u ž i t á rozsiahlejš ia dá 
tová sada v y t v o r e n á v r á m c i projektu P E R O , k t o r á je v tejto p rác i označovaná ako P E R O 
H W R . P r i zdro jových s ú b o r o c h je t á t o d á t o v á sada o z n a č e n á ako HWR.2021-09-01. 

P E R O H W R predstavuje mul t i l ingvá lnu d á t o v ú sadu. Obsahuje r u č n e p í sané texty 
v českom, nemeckom a anglickom jazyku . Zdroje pre vytvorenie tejto dá tove j sady bol i 
d á t o v á sada Bentham [39], d á t o v á sada Brno H W R 6 , d á t o v á sada R E A D [38], české dopisy 
a české kroniky, vojenské d e n n í k y a kroniky a ďalšie d á t a z í skané z projektu P E R O . U k á ž k a 
n iek to rých vzoriek z dá tove j sady je na o b r á z k u 4.2. 

Verz ia dá tove j sady, k t o r á sa použ íva v tejto p rác i obsahuje celkovo 538 560 u n i k á t n y c h 
riadkov textu. Z tohoto p o č t u je pre t r é n i n g o v ú sadu vyč lenených 533 131 riadkov a 5 429 
riadkov je p o n e c h a n ý c h ako testovacia sada. Kvôli zvýšen iu p o č t u riadkov v českom j azyku 
bol i n i ek to ré r iadky v r á m c i t rén ingovej m n o ž i n y dup l ikované do celkového m n o ž s t v a 1 364 
922 riadkov. Výška o b r á z k a v dá tove j sade je 40 pixelov, zat iaľčo d ĺžka na jd lhš ieho o b r á z k a 
je 1 512 pixelov. 

T e x t o v é korpusy P r i r o z p o z n á v a n í r u č n e p í s aného tex tu sa b e ž n e použ íva d á t o v á sada 
s v ý r e z o m r iadka a jeho o d p o v e d a j ú c o u textovou časťou. V tejto p rác i bola okrem takejto 
t r ad i čne j dá tove j sady p o u ž i t á aj sada s t e x t o v ý m i korpusmi. Použ i t i e t e x t o v ý c h korpusov 
pr i t r é n o v a n í siete je p o p í s a n é v čas t i 5.4. V prác i sa použ íva t e x t o v ý korpus, k t o r ý posky
to l Ing. Karel Beneš. Ide o t e x t o v ý korpus v českom jazyku , k t o r ý obsahuje 109 355 492 
t e x t o v ý c h riadkov, p r i čom na jd lhš í riadok v tomto korpuse dosahuje 46 znakov. P r e d po
už i t ím korpusu z neho bol i o d s t r á n e n é n e z n á m e znaky, k t o r é sa nevyskytovali v znakovej 
sade siete. 

6 h t t p s : //pero.f it.vutbr.cz/handwritten_dataset 
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•7 

(a) Tréningová podmnožina. 

(b) Testovacia podmnožina. 

Obr . 4.2: U k á ž k y z dá tove j sady P E R O H W R (alias HWR.2021-09-01). 
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Kapitola 5 

Návrh a implementácia neurónovej 
siete transformer 

T á t o kapi tola obsahuje z á k l a d n é informácie o n á v r h u siete a n i ek to ré i m p l e m e n t a č n ě detaily. 
V prvej čas t i je p o p í s a n é prostredie pre t r énovan ie n e u r ó n o v ý c h siet í a popis siete. V ďalšej 
čas t i sú p o p í s a n é informácie t ýka júce sa tokenizác ie textu, použ i t i e t e x t o v ý c h korpusov 
pr i t r é n o v a n í a t r énovan ie s p o u ž i t í m d o d a t o č n e j textovej informácie v podobe t e x t o v ý c h 
prefixov. 

5.1 Prostredie pre t rénovanie siete 

A k o p r o g r a m o v a c í jazyk sa v p rác i použ íva Python a jeho kn ižn ica Pytorch1. V prác i sa 
pracuje s p r i v á t n y m r e p o z i t á r o m 2 projektu P E R O , kde sa v samostatnej vetve projektu 
modifikuje exis tu júci kód pre p r á c u s a r c h i t e k t ú r o u transformer. Trénovan ie ná s l edne pre
bieha v p r o s t r e d í M e t a C e n t r a 3 a p r evažne na G P U Tesla T4 16GB. N a t r é n o v a n i e modelu 
t r v á v t ý c h t o podmienkach pr ib l ižne 24 - 32 h o d ín . 

5.2 Popis siete pre rozpoznávanie textu 

V r á m c i p r á c e v y c h á d z a m z ex is tu júceho zdro jového k ó d u projektu P E R O , k t o r ý som upra
v i l do spust i teľnej podoby a pr iprav i l skripty pre t r énovan ie . K ó d som rozšíri l o modif ikácie 
a k ý m i sú použ i t i e odl išnej tokenizácie , možnosť t r é n o v a n i a na t e x t o v ý c h d á t a c h , použ i t i e 
rôznych konvolučných sietí , použ i t i e dá tove j para le l izácie , t r énovan ie s p o u ž i t í m prefixov a 
ďalšie. 

Transformer pozos t áva z konvolučnej neurónove j siete, k t o r á spracuje v s t u p n ý trojroz
m e r n ý obraz obsahujúc i riadok textu. P r í z n a k o v á mapa v y t v o r e n á konvo lučnou sieťou je 
nás l edne sp racovaná a r c h i t e k t ú r o u siete transformer, k t o r ý o d p o v e d á a r c h i t e k t ú r e z p ráce 
autorov Vaswani et. al [47]. M o d e l použ i te j siete so z á k l a d n ý m i s t a v e b n ý m i p rvkami je 
zobrazený na o b r á z k u 5.1. 

Vs tupom siete je obraz pozos táva júc i z troch kaná lov a výškou 40 pixelov. M a x i m á l n a 
š í rka o b r á z k a je 1512 pixelov. P re augumentovanie d á t je p o u ž i t á a u g u m e n t á c i a v y t v o r e n á 
v r á m c i projektu P E R O , k t o r á je o z n a č e n á ako UNIVERSALHWR. T á t o a u g u m e n t á c i a 

x h t t p s : //pytorch.org/ 
2 h t t p s : //github.com/DCGM/pero/tree/transf ormer 
3 h t t p s : //metavo.metacentrum.cz/ 
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Obr. 5.1: M o d e l siete transformer, k t o r ý je p o u ž i t ý v tejto prác i pre rozpoznávan ie ručne 
p í saného textu. V s t u p n ý obraz s t romi k a n á l m i je sp racovaný konvo lučnou sieťou a nás l edne 
sieťou transformer, k t o r á generuje jeho prepis. S t a v e b n é p rvky bloku kodé rov a b loku de
kodérov, ako aj ďalšie detaily sú vysve t l ené v kapitole 3. 

men í jas, kontrast a sýtosť obrazu a ďalej p r i dáva mazanie, gaussovský š u m a ďalšie. U k á ž k a 
a u g u m e n t o v a n é h o obrazu je na o b r á z k u 5.2. 

Trénovanie siete prebieha vo forme učen ia s uči teľom, kde je k u k a ž d é m u o b r á z k u prira
dený jeho odpoveda júc i prepis. Kódovan ie tohoto prepisu je ná s l edne p o p í s a n é v čas t i 5.3 
a zob razené na o b r á z k u 5.3. O k r e m t r énovan i a p o u ž i t í m t a k ý c h t o dvojíc je v tejto p rác i 
e x p e r i m e n t o v a n é aj s t r é n o v a n í m s d o d a t o č n ý m i t e x t o v ý m i korpusmi a ďalej p o u ž i t í m do
da točne j textovej informácie p r i dekódovan í v podobe t e x t o v ý c h prefixov. Tie to m e t ó d y sú 
bližšie p o p í s a n é v čas t i ach 5.4 a 5.5. 

P r i t r énovan í siete sa použ íva o p t i m a l i z á t o r Adam [20] a learning rate o veľkosti 0.1 x 
10~ 3 . N a z a č i a t k u t r é n o v a n i a sa použ íva p o s t u p n é zvyšovanie learning rate do vopred sta
novenej hodnoty, tzv. warm-up. Toto zvyšovanie je u rčené v z ť a h o m ( i í e r / 1 0 0 0 0 ) 3 * 1 0 - 4 , 
kde iter predstavuje a k t u á l n u i t e rác iu p o č a s t r énovan ia . P r i väčš ine experimentov sa pou
žíva hodnota t rénovace j d á v k y batch o velkosti 16. V transformeri sa použ íva regula r izác ia 
dropout [43] o hodnote 30%. 

Transformer P r i i m p l e m e n t á c i í siete transformer je p o u ž i t á tr ieda z knižnice Pytorch4, 
v ktorej je i m p l e m e n t o v a n á z á k l a d n á verzia tejto siete. V tejto p rác i sa doplni la modif ikácia , 

4 h t t p s : //pyt or ch.org/docs/stable/generated/torch.nn. Transformer .html 
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Obr . 5.2: U k á ž k a dá tove j a u g u m e n t á c i e použ i te j p r i experimentoch. V prvom r iadku je 
p ô v o d n ý or ig iná lny obrázok . V druhom r iadku je jeho a u g u m e n t o v a n á verzia, u ktorej je 
vidieť použ i t i e gaussovského š u m u a rozmazania obrazu. 

kedy je m o ž n é u tejto siete použiť odl išné p o č t y blokov v r á m c i e n k o d é r a dekodé r blokov. 
Obdobne je m o ž n é použiť v d e k o d é r y odl i šnú dimenzional i tu ako v kodéry. N a v ý s t u p 
konvolučnej siete je pred vs tupom do k o d é r a apl ikované poz ičné kódovan ie 3.3. P r i vstupe 
d e k o d é r a je na predikcie sekvencie ap l ikovaná embedding vrstva 3.3 a nás l edne obdobne ako 
v p r í p a d e e n k o d é r a poz ičné kódovanie . 

Teacher forcing P r i t r énovan í siete sa použ íva technika n a z ý v a n á teacher forcing, k t o r á 
umožňu je t rénovať transformer časovo efektívnejšie. Technika spoč íva v tom, že pr i gene
rovaní výs lednej predikcie d e k o d é r o m je v časovom kroku t z n á m a hodnota tokenu z kroku 
t—l, k t o r ú už transformer generoval. Namiesto použ i t i a tejto hodnoty z k roku t — l je v šak 
p o u ž i t á s k u t o č n á hodnota tokenu, k t o r á sa z íska z prepisu o b r á z k a (tzv. ground-truth). 
P r i t r énovan í je m o ž n é t ú t o techniku vynechať , čo spôsob í n á r a s t času t r é n o v a n i a siete. 
P r i inferencií siete je ná s l edne t á t o technika v y n e c h a n á a generovanie nas l edu júceho znaku 
je závislé od znakov vygenerovaných výs l ednou sieťou. P r i t r énovan í aj inferencií sa dekodé r 
inicializuje š t a r t o v a c í m tokenom. 

E a r l y stopping P r i t r énovan í siete sa použ íva algoritmus tzv. early stopping, k t o r ý sa 
vyhodnocuje na testovacej chybe a umožňu je p r e d č a s n é zastavenie t r énovan ia , ak sa po ur
čitej dobe špecifikovanej parametrom sieť ďalej nezlepšuje . Trieda i m p l e m e n t u j ú c a tento 
algoritmus zabezpeču je aj ukladanie modelu, k t o r ý dosahuje naj lepšie výs ledky na zvolenej 
testovacej sade. 

Label smoothing P re možnosť d o d a t o č n e j regular izác ie t r é n o v a n i a siete bola p r i d a n á 
tr ieda pre algoritmus label smoothing [47, 46]. Tento algoritmus zamedzuje sieti vy tvá rať 
príliš s ebavedomé rozhodnutia o výs lednej predikci í . Výs ledný chyba loss je p r i použ i t í 
tohoto algori tmu p o č í t a n á podľa vzťahu: 

n 
loss = y ^ [ ( l - e)Hi(p, qe) + eHi(u, qe)} , 

i=i 

kde n je veľkosť d á v k y batch, Hi znač í cross-entrophy, qo je d i s t r i búc ia p red ikovaných pre
pisov, p je d i s t r i búc ia ground-truth a u je u n i f o r m n á d i s t r i búc ia l/n. Hodnota e predstavuje 
volený hyperparameter, k t o r ý je v experimentoch n a s t a v e n ý na hodnotu 10%. P r i hodnote 
0 je label smoothing ignorovaný [46]. 

5.3 Tokenizácia textu 

Tokenizác ia textu je proces, k t o r ý popisuje a k ý m s p ô s o b o m je text rozdelený na na jmenš ie 
symboly, tzv. tokeny. Tokeny s k t o r ý m i pracuje neu rónová sieť m a j ú podobu číselných iden-
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vojenskou. Na jaře r. 1914 podal 

511, 49, 42, 37, 32, 41, 46, 38, 42, 48, 60, 1, 15, 28,1, 37, 28,153, 32, 1, 45, 60, 1,121,129,121,124, 1,43, 42, 31, 28, 39 

49, 42, 37, 32, 41, 46, 38, 42, 48, 60, 1, 15, 28,1, 37, 28,153, 32, 1, 45, 60, 1,121,129,121,124, 1,43, 42, 31, 28, 39, 511 

Obr. 5.3: U k á ž k a kódovan ia textu za pomoci tokenizác ie znakov. P r v ý riadok je vstup siete. 
D r u h ý riadok je prepis r iadka. T re t í riadok predstavuje vstup bloku dekodérov , na k t o r ý je 
eš te použ i t i e maskovanie. Š t v r t ý riadok je očakávaný v ý s t u p siete. Sieť sa m u s í s p r á v n e na
učiť generovať aj ukončovací token, inak pr i inferencií siete dô jde k u cykleniu a generovaniu 
ďalších znakov. Š ta r tovac í aj ukončovací token je r ep rezen tovaný t ý m i s t ý m tokenom. 

t i f ikátorov. Tieto ident i f iká tory m ô ž u byť nás l edne pomocou z n á m e h o mapovania p revedené 
na č i ta teľný text. 

Bežne sa pr i r ozpoznávan í t ex tu použ íva token izác ia znakov. P o č e t tokenov je v tomto 
p r í p a d e zvyča jne rovný p o č t u j ed inečných znakov o b s i a h n u t ý c h v dá tove j sade. Slovník 
tokenov býva d o d a t o č n e rozš í rený o tokeny pre ident if ikáciu z a č i a t k u a konca sekvencie 
a tzv. padding token, k t o r ý slúži na doplnenie sekvencie do urč i te j vopred stanovenej d ĺ ž k y 

V tejto p rác i p o u ž í v a m tokenizác iu znakov. P o č e t použ ívaných tokenov je 511. Tie to 
tokeny r ep rezen tu jú znaky vysky tu júce sa v b e ž n o m , ale aj historickom texte, k t o r é sú po
už ívané v projekte P E R O . Vyšší p o č e t znakov je p o u ž i t ý z dôvodu , aby sa jednoducho mohla 
sieť t rénovať na rozl ičných d á t o v ý c h sadách , k t o r é obsahu jú odl i šné tokeny a nemusela sa 
pr i tom meniť p o s l e d n á l i neá rna vrstva v sieti. D á t o v á sada s ktorou pracujem obsahuje 114 
j ed inečných znakov, t a k ž e zvyšné znaky n e v y s k y t u j ú c e sa v texte sa sieť n e n a u č í sp r ávne 
generovať. 

P r i kódovaní textu je na zač ia tok každej sekvencie p r i d a n ý š t a r tovac í token. Vše tky 
sekvencie m a j ú v d á v k e batch r o v n a k ú d ĺžku , čo je z a r u č e n é p r i d a n í m padding tokenu 
na koniec každe j sekvencie, k t o r á nedosahuje m a x i m á l n u d ĺžku v danej dávke . P r i cieľovej 
sekvencií sa nás l edne očakáva , že sa sieť n a u č í s p r á v n e generovať ukončovanc í token, k t o r ý 
indikuje koniec generovania znakov. V tejto p rác i je š t a r tovac í a ukončovací token rovnaký . 
U k á ž k a kódovan ia je na o b r á z k u 5.3. 

V experimentoch s token izác iou p o u ž í v a m knižn icu sentencepiece5. Sentencepiece [25] 
je jazykovo nezávis lý tokenizér , k t o r ý pracuje na ú rovn i n e s p r a c o v a n é h o textu z k t o r é h o 
za pomoci techniky Byte-Pair Encoding ( B P E ) alebo unigram vy tvor í výs ledný slovník 
s tokenmi. Rovnako podporuje rôzne techniky normal izác ie textu a regu la r izác iu učen ia 
pr i použ i t í tejto tokenizác ie . P r i v y t v á r a n í s lovníka sa vopred špecifikuje jeho výs l edná veľ
kosť vo forme hyperparametru. Vyššie číslo symbolov v s lovníku m ô ž e spôsobiť , že výs ledný 
text bude kódovan í n ižš ím p o č t o m znakov, a to m ô ž e nás l edne aj urýchliť proces inferecie 
siete. O tomto viac v y p o v e d á experiment 6.3. 

5.4 Použi t ie textových korpusov pri t rénovaní siete 

P r i t r énovan í siete bola i m p l e m e n t o v a n á možnosť t rénovať sieť s p o u ž i t í m t e x t o v ý c h kor
pusov. P r i takomto t r énovan í sú v r á m c i jednej d á v k y batch d o s t u p n é o b r á z k y s odpove
da júc imi prepismi a ďalej sú v tejto dávke d o s t u p n é aj s a m o s t a t n é texty, bez ob rázkových 

5 h t t p s : //github.com/google/sentencepiece 
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d á t . V praxi môže b e ž n e n a s t a ť s i tuác ia , kedy nie je v dá tove j sade d o s t u p n é d o s t a t o č n é 
m n o ž s t v o d á t , a v takomto p r í p a d e je m o ž n é povoliť aj p ráve t a k é t o t r énovan ie siete. 

V p rác i je i m p l e m e n t o v a n á s a m o s t a t n á tr ieda pre n a č í t a n i e t e x t o v ý c h korpusov a ich 
p r i d a n í do t rénovace j dávky. P r i t r énovan í sa nás l edne pracuje s dvomi argumentami, k to ré 
špecifikujú veľkosti j edno t l i vých dávok batch. P r v ý batch popisuje p o č e t dvojíc ob rázok 
- prepis (obrázkový batch) a d r u h ý batch popisuje p o č e t t e x t o v ý c h riadkov z t e x t o v é h o 
korpusu ( t ex tový batch). Výs l edná veľkosť min i d á v k y je nás l edne d a n á sumou t ý c h t o dvoch 
typov dávok. 

P o č a s d o p r e d n é h o prechodu sieťou je ob rázkový batch t r a n s f o r m o v a n ý konvo lučným ko-
d é r o m a k o d é r m i siete transformer. V ý s t u p n á v i a c d i m e n z i o n á l n a mat ica v tomto p r í p a d e 
reprezentuje zakódované in formáac ie z o b r á z k a . A b y bolo m o ž n é pr i t r énovan í použiť tex
tový korpus, tak mus í byť tento v i acd imenz ioná lny v ý s t u p rozš í rený o d o d a t o č n ú mat icu, 
k t o r á bude reprezentovať chýba júce o b r á z k y z t e x t o v é h o batchu. K u v iacd imenz ioná lne j 
mat ic i je teda k o n k a t e n o v a n á ďalšia matica, k t o r á charakterizuje t e x t o v ý batch. T á t o ma
t ica m ô ž e byť n á h o d n e inicia l izovaná alebo n a d o b ú d a ť hodnotu konš t an ty . P r i dekódovan í 
sekvencie s p o u ž i t í m teacher forcing je ná s l edne k u ground-truth obrázkového batchu pripo
jený t e x t o v ý batch prepisov tvo rený z riadkov z t e x t o v ý c h korpusov. N á s l e d n e bude dekodé r 
dekódovať prepisy, k t o r é p o c h á d z a j ú z ob rázka , a rovnako aj prepisy z t e x t o v ý c h korpu
sov. P o č a s s p ä t n é h o prechodu sieťou nás l edne t e x t o v ý batch prispieva k u ak tua l i zác i í váh 
v d e k o d é r blokoch, zat iaľčo obrázkový batch prispieva k u ak tua l i zác i í váh v celej sieti. Je 
to spôsobené t ý p , že výs ledný v ý p o č e t gradientu u k o n š t a n t y n a d o b ú d a hodnotu 0. U k á ž k a 
schémy siete s p o u ž i t í m tohoto t r é n o v a n i a je na o b r á z k u 5.4. 

V r á m c i p r á c e sa ako d á t o v á sada t e x t o v ý c h korpusov použ íva dataset p o p í s a n ý v čas t i 
4.2. Kvôli r o z p o z n á v a n i u m o n o l i n g u á l n y c h d á t bo l ná s l edne modif ikovaný aj exis tu júci da
taset P E R O H W R 4.2, z k t o r é h o bola o d s t r á n e n á väčš ina textu v o d l i š n o m jazyku . 

5.5 Trénovanie siete s použi t ím textových prefixov 

P r i t r é n o v a n í s p o u ž i t í m t e x t o v ý c h prefixov je vs tupom dekodé r blokov, okrem samostatnej 
informácie o p red ikovaných tokenoch z minu lých časových krokov, aj d o d a t o č n á informácia 
v podobe ďalšieho textu, k t o r ý je v tejto p rác i označený ako t e x t o v ý prefix. T e x t o v ý prefix 
označuje t e x t o v ý ú d a j , k t o r ý m a u rč i t é spojenie s d e k ó d o v a n o u sekvenciou. Môže ísť o na
väzovanie vety, reg iónu a pod . V experimentoch v čas t i 6.5 sa nás l edne s k ú m a , či m ô ž e mať 
t a k á t o d o d a t o č n á t e x t o v á informácia poz i t í vny v p l y v pr i dekódovan í sekvencie a zvýšiť t ý m 
jej úspešnosť . U k á ž k a tex tu s t e x t o v ý m prefixom je na o b r á z k u 5.5. 

V r á m c i i m p l e m e n t á c i e sa použ íva modif ikovaný dataset P E R O H W R 4.2. Tento upra
vený dataset obsahuje okrem dvojíc ob rázok - prepis, aj d o d a t o č n ú in formáciu v podobe 
t e x t o v é h o prefixu. S ú b o r s m a p o v a n í m obrázkov a prepisov obsahuje ďalej aj in formáciu 
o pozícií , na ktorej zač ína s k u t o č n á sekvencia, k t o r á sa viaže k u d a n é m u o b r á z k u . Tex tový 
ú d a j , k t o r ý p r e d c h á d z a tejto pozíci í predstavuje t e x t o v ý prefix. P r i kódovan í textovej sek
vencie vstupuje do siete š t a r tovac í token, k t o r ý je nas l edovaný t e x t o v ý m prefixom a za n í m 
nasleduje s k u t o č n ý t e x t o v ý ú d a j z ob rázku . P r i generovaní výs lednej sekvencie sa však 
očakáva , že bude sieť generovať iba s k u t o č n ý text, k t o r ý sa n a c h á d z a na o b r á z k u . P r i in -
ferencií siete je ná s l edne m o ž n é použiť dekódovan ie za pomoci d o d a t o č n é h o textu alebo 
s v y n e c h a n í m t a k é h o t o textu. 
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Obr. 5.4: Trénovan ie siete s p o u ž i t í m t e x t o v ý c h korpusov. P r i t r énovan í siete sa použ íva 
dvojica dávok, tzv, ob rázkový batch a t e x t o v ý batch. O b r á z k o v ý batch pozos t áva z dvojíc 
obrázok - prepis. Tex tový batch tvor ia texty bez ob rázkových d á t . P o č a s d o p r e d n é h o pre
chodu sieťou je vs tupom C N N o b r á z o k z obrázkovej dávky. V ý s t u p pos l edného kodér bloku, 
k t o r ý obsahuje kódované informácie z o b r á z k a je n á s l e d n e rozš í rený o mat icu r ep rezen tu júcu 
d á t a z t e x t o v é h o korpusu. Vs tup d e k o d é r a pozos t áva nás l edne z t e x t o v ý c h úda jov oboch dá
vok. P r i procese dekódovan ia prebieha nás l edne okrem dekódovan ia klas ického obrázkového 
batchu aj k u dekódovan iu batchu s t e x t o v ý m i d á t a m i . 

M o d i f i k á c i a datasetu P r i tvorbe datasetu sa spracovával i x m l s ú b o r y vo f o r m á t e P A G E 
[34], k t o r é obsahovali informácie o d o s t u p n ý c h reg iónoch a náväznos t i j edno t l i vých texto
vých riadkov. Zo vše tkých t e x t o v ý c h s ú b o r o v sa extrahovali naväzu júce r iadky a vy tvor i l 
sa dataset, k t o r ý obsahoval postupne naväzu júce r iadky o p o č t e 1 a 2 naväzujúc ich riad
kov. Z dá tove j sady som odfiltroval riadky, k t o r é bol i p r á z d n e a obdobne riadky, k t o r é sa 
algori tmicky dal i odhal iť ako n e s p r á v n e s egmen tované . V ý s l e d n ý m krokom bolo vytvorenie 
Imdb d a t a b á z e a k á sa použ íva v projekte P E R O . P o č a s t r énovan i a siete sa ná s l edne použ íva 
pr i overovaní testovacia d á t o v á sada v podobe datasetu bez prefixov a datasetu s prefixom, 
aby sa odhalilo, či je dekódovan ie s p o u ž i t í m t e x t o v ý c h prefixov úspešnejš ie . 
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Zajímavé je to, že od roty ze 140 lidí za tu dobu nebyl ani jeden vojín 
raněný ani zabitý. Bylo to asi tím, že kryty byly ve skalách a obyčejně 

Zajímavé je to, že od roty ze 140 lidí za tu dobu nebyl ani jeden vojín 
raněný ani zabitý. Bylo to asi tím, že kryty byly ve skalách a obyčejně 

Obr. 5.5: Trénovan ie siete s p o u ž i t í m t e x t o v ý c h prefixov. P r v ý ob rázok je výrez zo s t r ánky , 
z ktorej bol i ná s l edne s egmen tované riadky, k t o r é sa použ íva jú pr i t r énovan í siete. P o d pr
v ý m o b r á z k o m je jeho t e x t o v ý prepis. D r u h ý o b r á z o k reprezentuje k o n k r é t n y výrez , k t o r ý 
je v dá tove j sade. Text pod n í m obsahuje nás l edne okrem s a m o t n é h o prepisu r iadka aj 
jeho prefix, k t o r ý p o c h á d z a z p r e d c h á d z a j ú c e h o r iadku rovnakého regiónu. T e x t o v ý prefix 
je z v ý r a z n e n ý t u č n ý m p í s m o m . 
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Kapitola 6 

Experimenty 

V tejto kapitole sú p o p í s a n é experimenty, k t o r é som u s k u t o č n i l s roz l ičnými a r c h i t e k t ú r a m i 
sietí t ypu transformer pr i r ozpoznávan í r iadkov textu. P re vyhodnocovanie presnosti sa 
v p r í p a d e r o z p o z n á v a n i a textu typicky použ íva jú metr iky Character Error Rate ( C E R ) 
a Word Error Rate ( W E R ) , k t o r é u m o ž ň u j ú porovnávať presnosť prepisu siete nezávisle 
na dĺžke rozpoznávane j sekvencie. 

C E R Character Error Rate predstavuje podiel medzi m i n i m á l n y m p o č t o m operáci í , po
t r e b n ý c h pre z á m e n u zdro jového reťazca za cieľový reťazec a d ĺžkou cieľového reťazca: 

CER={Í + S + d \ (6.1) 
n 

kde n predstavuje p o č e t znakov v reťazci, i , s a d sú postupne p o č e t operác i í vkladania , 
poče t operác i í subs t i t úc i e a p o č e t operác i í mazania znakov. 

W E R Word Error Rate predstavuje podiel medzi m i n i m á l n y m p o č t o m operáci í , potreb
ných pre z á m e n u zdro jových slov za cieľové slová a p o č t o m slov v cieľovom reťazci: 

WER = + S w + d w ) , (6.2) 

p r i čom iw, sw a dw sú rovnaké operác ie ako p r i v ý p o č t e C E R , k t o r é sú v y m e d z e n é na slová 
a nie na znaky. Hodnota W E R býva zvyča jne vyšš ia ako hodnota C E R . V tejto p rác i je 
p o u ž i t á iba metr ika C E R , k t o r á v y p o v e d á o výs lednej presnosti modelu viac ako metr ika 
W E R . 

6.1 Vplyv veľkosti a typu konvolučného kodéra na úspešnosť 
modelu 

V prvom experimente som p o r o v n á v a l vp lyv rozl ičných typov konvolučných kodé rov na vý
s lednú úspešnosť generovania prepisov obrazu. V r á m c i experimentu bol i p o u ž i t é z n á m e 
a r c h i t e k t ú r y konvolučných sietí , k t o r ý m i sú siete ResNet [16] a V G G [42]. O k r e m t ý c h t o 
sietí bo l p o u ž i t ý aj konvolučný kodér , označený ako pero_vgg, z rekurentnej neurónovej 
siete, k t o r á využ íva ob j ek t ívnu funkciu C T C a použ íva sa v projekte P E R O [23]. U k á ž k a 
a r c h i t e k t ú r y pero_vgg je na o b r á z k u 6.1. Konvo lučný kodér m á p o d o b n ú š t r u k t ú r u ako p rvé 
bloky siete V G G . Tvor ia ho 4 konvolučné bloky, p r i č o m k a ž d ý blok tvo r í dvojica konvolúci í 
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K o n v o l u č n ý k o d é r P o č e t parametrov 
T r é n i n g o v á sada 

C E R 

Testovacia sada 

C E R 

resnet34 [16] 21 284 672 6,87 % 6,25 % 
vgg l6 [42] 14 723 136 5,66 % 4,91 % 
v g g l 6 * 14 723 136 4,48 % 4,76 % 
vgg* 5 276 480 4,17 % 4,15 % 
pero_vgg [23] 2 326 912 3,48 % 3,81 % 

Tabulka 6.1: Porovnanie rozl ičných typov a velkost í konvolučných kodérov . Siete resnet34 
a vgg l6 p r e d s t a v u j ú š t a n d a r d n é konvolučné siete. Siete v g g l 6 * a vgg* sú modif ikované ver
zie siete V G G [42], kde v g g l 6 * neobsahuje pos l ednú pooling v r s tvu a sieť vgg* obsahuje 
odl išný p o č e t vrstiev a velkosti konvo lučného jadra . Sieť pero_vgg označu je konvolučný ko
dér použ ívaný u a r c h i t e k t ú r y rekurentnej neurónove j siete s chybovou funkciou C T C , k t o r á 
bola n a t r é n o v a n á ako súčasť projektu P E R O . P o č e t parametrov označuje p o č e t t rénova-
teľných váh u použ i tých konvolučných siet í . Hodnota C E R u t rén ingovej sady je p o č í t a n á 
s p o u ž i t í m techniky teacher forcing na n á h o d n e j vzorke z t rén ingovej sady. 

C C c C 
64 M 128 M 256 M 512 
x2 2 x2 2 x2 

W 2 W 
x2 

Obr. 6.1: U k á ž k y a r c h i t e k t ú r y konvo lučného k o d é r a označeného ako pero_vgg. Tento kodér 
pozos t áva zo 4 blokov, k t o r é tvoria konvolučné vrs tvy (C) o veľkost iach 64, 128, 256, a 512. 
K a ž d ý konvolučný blok je zložený z dvoch konvolučných vrstiev a je nas ledovaný pooling 
vrstvou (M) a no rma l i zác iou s odozvou filtra. Tret ia pooling vrstva n e m e n í ho r i zon tá lne 
rozlíšenie obrazu [23]. 

postupne o p o č t o c h 64, 128, 256, a 512. K a ž d ý konvolučný blok nasleduje no rma l i zác i a a po
oling vrstva, p r i čom iba p rvé dve pooling v rs tvy r e d u k u j ú ho r i zon t á lne rozlíšenie. O k r e m 
s p o m í n a n e j siete V G G , bola p o u ž i t á aj jej modif ikovaná verzia s od l i šným p o č t o m vrstiev 
a veľkosťou konvolučného jadra a verzia, k t o r á m á o d o b r a t ú pos l ednú pooling vrs tvu. 

Vše tky siete bol i o b d o b n ý m s p ô s o b o m t r é n o v a n é na dá tove j sade P E R O H W R (4.2). 
P r i t r énovan í bola p o u ž i t á p o č i a t o č n á learning rate o veľkosti 0,1 x 10~3 a batch o veľkosti 
16. P r i t r énovan í bola v transformeri p o u ž i t á regula r izác ia typu dropout [43] o veľkosti 30% 
a dälej bo l p o u ž i t ý label smoothing [47] o veľkosti 10%. Siete bol i t r é n o v a n é s p o u ž i t í m 
early stopping na testovacej chybe s parametrom patience 10, p r i č o m kontrola zastavenia 
t r énovan i a sa u s k u t o č ň o v a l a v k a ž d o m kroku val idácie na testovacej sade. P r i t r énovan í bol i 
u s iet í resnet34, vgg l6 a v g g l 6 * p o u ž i t é váhy, k t o r é bol i z í skané t r é n o v a n í m na dá tove j sade 
ImageNet [37]. U o s t a t n ý c h siet í bo l i váhy s p o č i a t k u n á h o d n e inicial izované. D o s i a h n u t é 
výs ledky sú zob razené v t abuľke 6.1. 

Z t a b u ľ k y vidieť, že naj lepšie výs ledky dosiahla sieť p o m e n o v a n á ako pero_vgg, ktorej 
chyba na testovacej sade predstavuje 3, 81 %. V p o r o v n a n í s o s t a t n ý m i s ieťami je t á t o sieť 
na jm e nš i a v p o č t e t rénova teľných parametrov. O niečo horš ie výs ledky dosiahla modif ikácia 
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P o u ž i t é v á h y 
T r é n i n g o v á sada Testovacia sada 

P o u ž i t é v á h y 
T r é n i n g o v á sada 

C E R C E R 

n á h o d n é váhy 3,48 % 3,81 % 
p r e d t r é n o v a n é váhy (nezmražené ) 3,82 % 3.52 % 
p r e d t r é n o v a n é váhy (zmrazené) 3,00 % 3,41 % 

Tabuľka 6.2: Použ i t i e p r e d t r é n o v a n ý c h váh v konvo lučnom kodé ry o z n a č e n o m ako 
pero_vgg. Z m r a z e n é váhy z n a m e n a j ú , že v p r v ý c h 10 000 i t e rác iách učen ia n e d o c h á d z a l o 
ku ich ak tua l izác i í . 

siete V G G s n á z v o m vgg*, k t o r á m á podobne ako sieť pero_vgg pomerne n ízky poče t para
metrov. Z výs ledkov vidieť, že pr i použ i t í hlbokej konvolúčnej siete je t r énovan ie náročnejš ie 
a výs l edná sieť nedosiahne tak d o b r é výsledky. Ďalej je t ak t i e ž vidieť, že sieť vgg l6* , k t o r á 
sa od siete vgg l6 líši iba v p o č t e pooling vrstiev dosiahla o niečo lepšie výs ledky ako sieť 
vgg l6 . Vyšší p o č e t pooling vrstiev obsahovala podobne a r c h i t e k t ú r a resnet34. N a zák lade 
tohoto je pre transformer výhodne j š ie , ak je p r í znaková mapa gene rovaná konvo lučnou sie
ťou d o s t a t o č n e r o z m e r n á . P re porovnanie v ý s t u p o m siete pero_vgg je vektor o veľkosti 
256 x 5 x 378, zat iaľčo napr. v ý s t u p n ý vektor siete resnet34 m á rozmer 512 x 2 x 48. 
Nás l edne sú tieto vektory eš te t r ans fo rmované l ineá rnou vrstvou pred vs tupom do kodéra . 

Ďalej som s k ú m a l použ i t i e p r e d t r é n o v a n ý c h váh u konvo lučného k o d é r a pero_vgg, k t o r ý 
bol súčasťou rekurentnej neurónove j siete, k t o r á bola t r é n o v a n á na rovnakej dá tove j sade 
ako moje siete. V tomto experimente som nepouž i l n á h o d n e inicial izované váhy, ale p ráve 
váhy z í skané t r é n o v a n í m na rovnakej dá tove j sade inou sieťou. U p r e d t r é n o v a n ý c h váh som 
použi l variantu so z m r a z e n ý m i v á h a m i po dobu 10 000 i teráci í , p o č a s k t o r ý c h d o c h á d z a l o 
k ak tua l i zác i í váh iba v sieti transformer. Výs ledky sú zob razené v tabulke 6.2. 

Z výs ledkov vidieť, že použ i t i e p r e d t r é n o v a n ý c h váh prinieslo zlepšenie v presnosti o hod
notu 0,4 % na testovacej sade. P r i p o r o v n a n í modelov s p r e d t r é n o v a n ý m i v á h a m i sa osved
čilo t r énovan ie , kedy je v p o č i a t o č n ý c h i t e rác iách z m r a z e n á ak tua l i z ác i a váh v konvolučnej 
sieti. A k si p o r o v n á m e výs ledky s n á h o d n ý m i v á h a m i a p r e d t r é n o v a n ý m i ( n e z m r a ž e n ý m i ) 
v á h a m i , tak na t rénovace j sade dosiahla sieť s n á h o d n ý m i v á h a m i o niečo lepší výs ledok. 
Toto môže byť s p ô s o b e n é t ý m , že pr i t r énovan í sa chyba C E R p o č í t a na n á h o d n e j vzorke 
z t rénovace j sady. U k á ž k y n i ek to rých vygenerovaných prepisov sú na o b r á z k u 6.2. 

R e k u r e n t n á neu rónová sieť s chybovou funkciou C T C a konvo lučným k o d é r o m pero_vgg 
dosiahla na rovnakej dá tove j sade znakovú chybu 3,25 % [23]. Toto je o 0,16 % lepší výs ledok 
ako dosiahla sieť transformer. Napriek tomuto výs ledku je však sieť transformer s c h o p n á 
konkurovať rekurentnej sieti. 

P o u ž i t i e beam search algoritmu V tomto experimente som s k ú m a l možnos t i z lepšenia 
výs lednej presnosti p o u ž i t í m m e t ó d y beam search algori tmu. P r i experimente bol i overené 
presnosti s parametrami beam size o veľkost iach 3 a 5. Opro t i a lgori tmu greedy search, 
k t o r ý sa použ íva aj p r i t r énovan í siete sa očakáva mierne zlepšenie výs ledku , p r e tože je 
p rehľadávaný väčší s t avový priestor. Výs ledky sú zob razené v t abuľke 6.3. 

P r i použ i t í parametru beam size 3 sa zlepšila presnosť dekódovan ia o hodnotu 0.8 %. 
P r i použ i t í vyšš ieho čísla parametru už nebola dalej z a z n a m e n a n á ž i a d n a zvýšená presnosť . 
U k á ž k a n i ek to rých dekódovan í je na o b r á z k u 6.3. H o c i je výs ledný prepis presnejš í , použ i t i e 
tohoto algori tmu je v ý p o č t o v o náročne jš ie ako použ i t i e greedy search algori tmu. 
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ground-truth: JEDNATEL: HORSAK ALOIS 
výstup: Jednatel: Horsák Alois 

ground-truth: HOSPODÁŘSKÝ ŽIVOT V OBCI 
výstup: Hospodářský život v Obci 

ground-truth: Mein wohlehrwurdiger Herr Pfarrer! 
výstup: Mein wohlehrwurdiger Herr Pfarrer! 

ground-truth: Složení okrskové volební komise: 
výstup: Složení okrskové volební komise: 

A-í*XJ/*As /vý£vtsC->V JU-wXjA/ /ityPtasftÁs jpism^y 
ground-truth: složení výběrové komise pro vybrání firmy 

výstup: složení výběrové komise pro vybrání firmy 

Obr. 6.2: U k á ž k y vygenerovaných prepisov z testovacej dá tove j sady. P r i generovaní prepisov 
bola p o u ž i t á sieť o z n a č e n á ako pero_vgg a bo l i p o u ž i t é p r e d t r é n o v a n é (zmrazené) váhy. 
P r v ý riadok textu predstavuje ground-truth, zatiaľčo d r u h ý riadok predstavuje v ý s t u p siete. 
Zauj ímavosťou je, že u p rvých dvoch obrázkov by bola chyba prepisu nulová, ak by bol 
v ý s t u p siete p r evedený na veľké p í s m e n á . T a k ý t o „ n e s p r á v n y " prepis bo l u sieti transformer 
z a z n a m e n a n ý niekoľkokrát . 

6.2 Vplyv veľkosti siete transformer na úspešnosť predikcie 
znakov 

Cieľom tohoto experimentu bolo zistiť ako m ô ž e p o č e t kodé r a d e k o d é r blokov v sieti trans
former spolu s roz l ičnou dimenzionali tou j edno t l i vých blokov ovplyvniť výs lednú presnosť 
siete. P r i experimentoch sa testovali dimenzionali ty o veľkost iach 256 a 512 pr i p o č t e blokov 
4 a 6. Vyššie hodnoty neboli volené, p r e tože s n a r a s t a j ú c i m p o č t o m blokov a dimenzionali tou 
n a r a s t á aj s a m o t n á veľkosť modelu. P r i veľkom modeli ná s l edne d o c h á d z a k u p r o b l é m o m 
uloženia t a k é h o t o modelu na grafickú kar tu a obdobne n a r a s t á v ý r a z n e aj čas t r énovan i a 
takejto siete pr i použ i t í jednej G P U . P r i t r énovan í bol i zachované o b d o b n é parametre ako 
pr i experimente s volbou konvolučného k o d é r a (6.1). Výs ledky experimentu sú zobrazené 
v t abuľke 6.4. 

Naj lepšie výs ledky dosiahol model, k t o r ý obsahoval 6 kodé r a dekodé r blokov a ma l d i -
menzionali tu 512. O niečo horš ie výs ledky dosiahla a r c h i t e k t ú r a , k t o r á obsahovala 6 kodé r 
blokov a 4 d e k o d é r bloky. T á t o a r c h i t e k t ú r a dosiahla o 0,42 % horš ie výsledky. O s t a t n é 
a r c h i t e k t ú r y dosiahli chybovosti na testovacej dá tove j sade vyššie ako 4 %. P r i p o r o v n a n í 
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B e a m size 
Testovacia sada 

B e a m size 
C E R 

1 (greedy search) 3,41 % 
3 3,33 % 
5 3,33 % 

Tabuľka 6.3: Predikc ia sekvencie s p o u ž i t í m beam search a lgori tmu. P r i voľbe hodnoty 
beam size 3 došlo k u miernemu zlepšeniu . P r i hodnote beam size 5 už viac n e d o c h á d z a k u 
zlepšovaniu presnosti u zvolenej dá tove j sady. 

ground-truth: na ležení a vůz byl vytápěn kamný na uhlí. To bylo pro nás přijatelné. Na rozpálená 

výstup (beam 1): na leženi a vůz byl vytápěn začíny na uklí. To bylo pro nás přijatelné. Na rozpálená 

výstup (beam 3): na leženi a vůz byl vytápěn každý na uklí. To bylo pro nás přijatelné. Na rozpálená 

ground-truth: Márna říká Táta z bratrem ti to všechno potrhali. Říkali, že kdoví jestli se vrátíš 

výstup (beam 1): Máma říká Táta _ bratrem ti to všechno potrhali. Říkali, že kdoví jestli se v_rutíš 

výstup (beam 3): Máma říká Táta _ bratrem ti to všechno potrhali. Říkali, že kdoví jestli se vratiš 

Obr. 6.3: U k á ž k a predikcie sekvencie pr i použ i t í a lgori tmu beam search. Beam size o velkosti 
1 predstavuje algoritmus greedy search. U n iek to rých znakov došlo vďaka p rehľadávan iu 
ďalších p r a v d e p o d o b n ý c h znakov k u zlepšeniu výs ledného prepisu. Z o b r á z k u vidieť, že 
u väčšieho p rehľadávan ia došlo k u takmer presnej predikci í slova „vrátiš". P r i predikci í slova 
„ k a m n ý " bolo vygene rované odl i šné slovo „každý" , ale napriek tomu sa zmenš i l a výs l edná 
chyba. 

veľkosti s iet í však nie je zre jmé, či m a l é modely dosiahli horš ie výs ledky mimo dvoch naj
lepších a r c h i t e k t ú r . U a r c h i t e k t ú r s dimenzionali tou 256 to t i ž nie je z a z n a m e n a n ý ž iadny 
n á r a s t chyby s k lesa júc im p o č t o m blokov. A u t o r i Kang a spol. [18] zvol i l i v ich p rác i archi
t e k t ú r u s dimenzionali tou 1024 a m e n š í p o č e t blokov 4. Podľa mojich výs ledkov zvýšenie 
dimenzionali ty prispelo k u zlepšeniu modelu. P r i p o č t e blokov 4 som pr i mojich h o d n o t á c h 
nezaregistroval poz i t í vny p r ínos . Zvyšovan ím p o č t u blokov sa sieti d o d á v a j ú ďalšie attention 
vrs tvy a sieť sa tak pravdepodobne m ô ž e učiť nové pozornosti . 

T r é n o v a n i e na d á t o v e j sade I A M P r i tomto experimente som sa rozhodol porovnať 
na júspešne jš í model z í skaný z tejto p r á c e s o s t a t n ý m i modelmi , k t o r é bol i t r é n o v a n é a tes
tova né na dá tove j sade I A M [30]. N a z a č i a t k u j u n u t n é spomenúť , že oba č lánky [18, 48], 
s k t o r ý m i je model p o r o v n á v a n ý bol i t r é n o v a n é a t e s tované na odl i šných d á t o v ý c h podmno
žinách. P r i t r énovan í siete som použ i l n á h o d n é zamiešan ie d á t a rozdelenie dá tove j sady, 
na ktorej som nás l edne n a t r é n o v a l sieť. Trén ingová d á t o v á sada obsahovala 8 344 riadkov, 
zatiaľčo testovacia d á t o v á sada obsahovala 3 000 riadkov. Výs ledné hodnoty experimentu sú 
nás l edne iba o r i en t ačné a s lúžia na overenie sp r ávnos t i i m p l e m e n t á c i e a postupu t rénova
nia siete. P r i experimente bol i p o u ž i t é t r i modely. P r v ý model predstavuje klasický model 
s konvo lučným k o d é r o m pero_vgg z experimentu 6.1, u k t o r é h o bol i n á h o d n e inicial izované 
p o č i a t o č n é váhy. N á s l e d n e bol i p o u ž i t é dva ďalšie modely, k t o r é použ íva jú aj p r e d t r é n o v a n é 
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Dimenzionalita modelu 
P o č e t k o d é r 

blokov 
P o č e t d e k o d é r 

blokov 
C E R 

256 4 4 4,23 % 
256 4 6 4,13 % 
256 6 4 4,37 % 
256 6 6 4,16 % 

512 4 4 4,24 % 
512 4 6 4,41 % 
512 6 4 3,83 % 
512 6 6 3,41 % 

Tabuľka 6.4: Porovnanie ú spešnos t i modelu pr i rozl ičných d imenz iona l i t á ch a p o č t o m kodér 
a d e k o d é r blokov. Naj lepš ie výs ledky dosiahla na jväčš ia a r c h i t e k t ú r a s dimenzionali tou 512 
a p o č t o m blokov 6 a 6. T á t o a r c h i t e k t ú r a predstavuje z á k l a d n ú transformer a r c h i t e k t ú r u , 
k t o r á vystupuje aj v pôvodne j p rác i o transformeroch [47]. O niečo horš ie výs ledky dosiahla 
a r c h i t e k t ú r a s rovnakou dimenzionali tou, u ktorej bo l volený nižší p o č e t d e k o d é r blokov. 
O s t a t n é a r c h i t e k t ú r y dosiahli po rovna teľné výsledky. 

Transformer model C E R 

model z tejto p ráce 2,48 % 
model z tejto p r á c e ( p r e d t r é n o v a n é C N N ) 2,18 % 

p r e d t r é n o v a n ý model z tejto p r á c e ( p r e d t r é n o v a n á celá sieť) 1,6 % 
Lei Kang a spol. [18] 4,67 % 

Christoph Wick a spol. [48] 5,67 % 

Tabuľka 6.5: Porovnanie úspešnos t i modelov na dá tove j sade I A M [30]. Naj lepšie výs ledky 
dosiahli a r ch i t ek tú ry , k t o r é použ íva jú p r e d t r é n o v a n é váhy. Sieť s n á h o d n e inic ia l izovanými 
v á h a m i dosiahla však po n a t r é n o v a n í o 2,19 % lepšie výs ledky na testovacej dá tove j sade 
ako model od Lei Kang a spol. [18]. 

váhy z konvolučnej siete a aj z celej siete. Výs ledky experimentu sú zob razené v t abuľke 
6.5. 

Podľa výs ledkov bol i p r e k o n a n é o s t a t n é a r ch i t ek tú ry , k t o r é obdobne e x p e r i m e n t u j ú 
s transformer a r c h i t e k t ú r a m i pr i r ozpoznávan í r u č n e p í s aného textu. A k o bolo ale spo
m e n u t é vyššie, ide o odl i šné p o d m n o ž i n y d á t o v ý c h sád . Z á k l a d n ý model dosiahol chybovosť 
2,48 %. P r i d a n í m p r e d t r é n o v a n ý c h váh z konvolučnej siete, p r í p a d n e p r i d a n í m váh z celej 
siete a d o t r é n o v a n í m modelu sa výs ledky eš te viac zlepšili . A u t o r i Christoph Wick a spol. 
[48] po tvrd i l i , že transformery v y ž a d u j ú sofistikovaný v ý b e r hyperparametrov a p r e d t r é n o 
vané váhy pre konvolučný kodér . N a o b r á z k u 6.4 sú zob razené n i ek to r é v ý s t u p y siete, k t o r á 
bola t r é n o v a n á s n á h o d n o u inicial izáciou váh . 

A r c h i t e k t ú r y [18] a [48] sa od n a t r é n o v a n e j a r c h i t e k t ú r y z tejto p r á c e odl išujú p revažne 
vo veľkosti siete transformer, čo sa t ý k a p o č t o m blokov a dimenzionali tou, ale odl išujú sa 
aj veľkosťou použ i t e j konvolučnej siete. Ich modely v ý r a z n e p revyšu jú p o č e t t rénova teľných 
parametrov v p o r o v n a n í so sieťou p o u ž i t o u v tejto p rác i . P r i experimente s konvo lučnou 
sieťou 6.1 bolo rovnako v tejto p rác i p o u k á z a n é , že väčšia sieť dosiahla na testovacej dá-
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a 
/ u 1 

ground-truth: had had_ a thoroughly good time, and it would take them 
vystup: had been a thoroughly good time, and it would take them 

ground-truth: look as though it was only what_ you expected of me, 
vystup: look as though it was only which you esqualed of me, 

ground-truth: MR S E L W Y N LLOYD may speed up his plans 
vystup: Mr Selwyn Lloyd may speed up his plans 

ground-truth: the old Palace. And Barry and Eric. D O N S _ at 

vystup: the old Palace. And Batty and Eric. Dorts at 

Obr. 6.4: U k á ž k a r o z p o z n a n ý c h riadkov z testovacej dá tove j sady datasetu I A M . P r v ý riadok 
je o b r á z o k z testovacej sady, nas ledujúc i r iadok reprezentuje ground-truth. Tre t í riadok je 
v ý s t u p modelu z p r á c e bez p r e d t r é n o v a n ý c h váh . Z v ý s t u p u vidieť, že u n i ek to rých slov 
a k ý m i sú napr. „Mr Selwyn L l o y d " bo l n e s p r á v n e a n o t o v a n ý dataset, ale sieť sa napriek 
tomu nauč i l a vytvor iť s p r á v n y prepis. U slova „ w h a t " ná s l edne sieť vygenerovala slovo 
„which", k t o r é je v izuá lne aj jazykovo blízke. 

tovej sade horš ie výsledky. P o t e n c i o n á l n e p r o b l é m y by mohl i byť u použ i te j dá tove j sady, 
a u g u m e n t á c i í d á t , p r í p a d n e vo veľkostí h o d n ô t r egu la r i začných t echn ík a k ý m i sú dropout 
a label smoothing. 

6.3 Vplyv rozličnej tokenizácie na úspešnosť siete 

V tomto experimente som s k ú m a l vp lyv rozličnej tokenizác ie textu. P r i t r é n o v a n í siete som 
pracoval s kn ižn icou sentencepiece1, k t o r á umožňu je tokenizovať sekvencie. V p ô v o d n ý c h 
experimentoch je sieť t r é n o v a n á so znakovou token izác iou s veľkosťou s lovníka 513. U to
kenizácie sentencepiece som použi l dve verzie algoritmov a to tzv. Byte-Pair Encoding [40] 
( B P E ) a unigram [24]. P r i t r énovan í siete s p o u ž i t ý m algor i tmom unigram bola p o u ž i t á 
regular izác ia v podobe a u g u m e n t á c i e tokenizovanej sekvencie. P r i tejto regular izáci í môže 
byť jedna sekvencia k ó d o v a n á p o s t u p n o s ť o u rôznych tokenov. Výs ledky experimentu sú 
zobrazené v t abuľke 6.6. 

Z výs ledkov vidieť, že ž i adny typ tokenizác ie nedosiahol lepšie výs ledky ako tokenizác ia 
po j edno t l i vých znakoch, pr i ktorej dosiahol model úspešnosť 3,41%. P r i odl išnej tokeni-
zácií dosiahol algoritmus B P E o niečo lepšie výs ledky ako algoritmus unigram, v ý n i m k o u 
p r í p a d u , kedy bo l použ i t ý s lovník o p o č t e 1024 tokenov. P r i tomto p o č t e dosiahol lepšie 
výs ledky algoritmus unigram. Podľa výs ledkov nie je p r i generovaní sekvencie vidieť vý
r azné z lepšovanie alebo zhoršovanie , ak sa použi je s lovník s väčš ím alebo m e n š í m p o č t o m 

x h t t p s : //github.com/google/sentencepiece 
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T o k e n i z á c i a Algoritmus S l o v n í k C E R 

znaky - 513 3,41 % 

sentencepiece [25] unigram 512 4,35 % 
unigram 1024 4,42 % 
unigram 2048 4,5 % 
unigram 4096 4,36 % 

bpe 512 4,46 % 
bpe 1024 4,06 % 
bpe 2048 4,02 % 
bpe 4096 4,21 % 

Tabu lka 6.6: Porovnanie úspešnos t i vzhľadom k u použ i te j tokenizáci í . C E R predstavuje 
chybu na testovacej dá tove j sade. Číse lná informácia v s t ĺpc i s lovník reprezentuje poče t 
použ i tých tokenov pr i danej tokenizáci í . Podľa výs ledkov dosiahne model naj lepšie výs ledky 
(3, 41%) p r i použ i t í tokenizác ie znakov. P r i použ i t í odl išnej tokenizác ie nie je z re jmé, či 
n a r a s t a j ú c i m s lovníkom n a r a s t á aj výs l edná presnosť . 

P o č e t d e k ó d o v a n ý c h tokenov S l o v n í k Č a s (v sec.) 

235 938 znaky 372,9 
126 891 513 243,0 
108 785 1024 213,4 
95 211 2048 198,2 
84 294 4096 187,1 

Tabuľka 6.7: Porovnanie rýchlos t i inferencie tokenizác i í s rozl ičnou veľkosťou s lovníka 
na testovacej sade. V experimente sa p o r o v n á v a l a token izác ia znakov a token izác ia s využi 
t í m B P E . Testovacia sada m á v celkovom p o č t e 236 024 znakov. P r v ý s t ĺpec znač í celkový 
poče t tokenov, k t o r ý sieť p r i danej tokenizác i í vygenerovala. Cas označuje čas dekódovan ia 
testovacej sady so zvo leným s lovníkom. 

tokenov. P r i algoritme B P E však dosiahol model naj lepšie výsledky, ked bo l použ i t ý slovník 
o veľkosti 1024 a 2048 tokenov. 

Ďalej je v t abuľe 6.7 vidieť m e r a n ý čas inferencie siete na testovacej sade. Použ i t i e 
tokenizác ie s väčš ím p o č t o m tokenov m á podľa výs ledkov poz i t í vny vp lyv na urýchlen ie 
rýchlos t i dekódovan ia sekvencie. Vyplýva to z toho, že sekvencie sú pravdepodobne častejšie 
kódované m e n š í m p o č t o m tokenov u rozsiahlejších s lovníkoch. Toto n a s t á v a aj napriek tomu, 
že rozsiahlejšie s lovníky obsahu jú okrem dalš ích čas t í slov aj v še tky znaky, k t o r ý m i by mohla 
sieť kódovať sekvencie. 

6.4 Trénovanie modelu s t ex tovým korpusom 

P r i tomto experimente sa s k ú m a vp lyv t e x t o v ý c h korpusov pr i t r énovan í siete transfor
mer. P r i t r énovan í siete sa použ íva d á v k a , resp. batch, k t o r ý pozos t áva z obrázkovej čas t i , 
tzv. ob rázkový batch (tvoria ho dvojice, v s t u p n ý obraz - odpoveda júc i prepis) a z textovej 
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P o č e t o b r á z k o v P o č e t textov 
v d á v k e v textovej d á v k e 

16 - 2,54 % 

8 16 3,15 % 
12 12 2,66 % 
16 8 2,62 % 
16 16 2,47 % 

Tabuľka 6.8: Porovnanie ú spešnos t i modelov, t r énovaných spo ločne na obrázkových d á t a c h 
a aj t e x t o v ý c h korpusoch, na dá tove j sade vytvorenej z českých textov. Trénovac í batch 
pozos t áva z ob rázkových dvojíc (obrázok - prepis) a viet z českého t e x t o v é h o korpusu. 
P r i n c í p t r énovan i a je p o p í s a n ý v čas t i 5.4. Z výs ledkov vidieť, že pr i rovnakej veľkosti 
obrázkového batchu dosiahla sieť t r é n o v a n á aj spolu s t e x t o v ý m i korpusmi o niečo lepšie 
výs ledky ako sieť t r é n o v a n á iba na obrázkových d á t a c h . P r i n i ž šom p o č t e obrázkov v dávke 
vidieť mierne zväčšovanie chyby. 

čas t i , tzv. t e x t o v ý batch ( tvor í ho text z t e x t o v é h o korpusu). Popis t r énovan i a je p o p í s a n ý aj 
v čas t i 5.4. P r i t r énovan í siete je sieť t r é n o v a n á č ia s točne na obrázkovej dávke a č ias točne 
na textovej dávke pozos táva júce j iba z t e x t o v ý c h d á t . U experimentov sa ako obrázková 
d á v k a použ i l a p o d m n o ž i n a z dá tove j sady P E R O H W R , z ktorej bol i e x t r a h o v a n é české 
riadky. Tex tová d á v k a pozos t áva nás l edne z t e x t o v ý c h riadkov z dá tove j sady obsahujúce j 
cez 109 mi l iónov riadkov textu (4.2). U experimentu bolo volených niekoľko rôznych kom
bináci í veľkostí d á v k y batch a z a s t ú p e n i a jej j edno t l i vých čas t í . Výs ledky experimentu sú 
zobrazené v t abuľke 6.8. 

Z výs ledkov experimentu je vidieť m e n š í p r ínos t r énovan i a siete spolu s d á v k o u tvore
nou z t e x t o v ý c h korpusov. Naj lepš ie výs ledky dosiahla sieť, k t o r á bola t r é n o v a n á s textovou 
dávkou o veľkosti 16. Jej v ý s l e d n á chybovosť predstavuje 2,47 %, čo je avšak iba o 0,07 % 
lepší výs ledok ako dosiahol model t r é n o v a n ý na samostatnej obrázkovej dávke . O niečo hor
šie výs l edky dosiahli siete t r é n o v a n é na textovej dávke o veľkosti 12 a 8. Trochu zau j ímavý 
je výs ledok modelu, u k t o r é h o bola p o u ž i t á nižš ia veľkosť obrázkovej d á v k y o hodnote 8. 
V tomto p r í p a d e dosiahla sieť horš ie výsledky. U tohoto p r í p a d u je p r a v d e p o d o b n é , že tex
tová in formácia sieť p r i učen í zmiat la , a p r á v e to spôsobi lo horš ie výsledky. Z výs ledkov 
nie je ú p l n e i s té , či použ i t i e t e x t o v ý c h korpusov prispieva poz i t í vne k u t r énovan iu , p re tože 
rozdiel medzi modelmi t r é n o v a n ý c h na obrázkovej dávke a kombinác i í s textovou d á v k o u je 
min imálny . 

V t abuľke 6.9 sú nás l edne p o r o v n a n é modely t r é n o v a n é na dá tove j sade P E R O H W R . 
P r v ý model reprezentuje model z í skaný z experimentov 6.1 a 6.2. D r u h ý model je r o v n a k ý 
model, k t o r ý bo l na rozdiel od p rvého modelu t r é n o v a n ý s rovnakou hodnotou d o d a t o č n e j 
textovej dávky. Z výs ledkov vidieť, že nový model , k t o r ý bo l t r é n o v a n ý spolu s t e x t o v ý m i 
korpusmi dosiahol o dosť vidi teľné zníženie presnosti na testovacej dá tove j sade u oboch sád 
v t abuľke . Z a tento fakt m ô ž e č ia s točne m o ž n o viacjazyčnosť dá tove j sady oproti korpusu, 
k t o r ý je celý v českom jazyku . Použ i t i e korpusu však neprinieslo ani zlepšenie presnosti 
na českom datasete. Podľa tohoto je pre transformer pravdepodobne výhodne j š i e používať 
klasické obrázkové d á t a a d o d a t o č n á t e x t o v á in formácia iba komplikuje t r énovac í proces. 

V dälšej čas t i sa s k ú m a l dalej vp lyv t e x t o v é h o korpusu, ak je v dá tove j sade nižší poče t 
d á t použ i tých p r i t r énovan í . Z pôvodne j dá tove j sady českých textov bolo e x t r a h o v a n ý c h 
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P o č e t o b r á z k o v P o č e t textov C E R C E R 
v d á v k e v textovej d á v k e ( P E R O H W R ) ( č e s k ý dataset) 

16 0 3,41 1,90 % 
16 16 3,56 % 2,01 % 

Tabuľka 6.9: Porovnanie úspešnos t i modelu t r é n o v a n é h o na obrázkovej dávke batch a mo
delu t r é n o v a n é h o spo ločne na obrázkových d á t a c h a textovom korpuse, na dá tove j sade 
P E R O H W R . P r i t e s tovan í bola p o u ž i t á aj česká d á t o v á sada. A k o t e x t o v ý korpus bol 
napriek v iac jazyčnos t i dá tove j sady P E R O H W R volený t e x t o v ý korpus českého jazyka . 
Z výs ledkov vidieť, že n a t r é n o v a n ý model dosiahol na dá tove j sade P E R O H W R mierne 
zhoršenie presnosti (0,15 %) , ak bo l p r i t r énovan í použ i t ý aj t e x t o v ý korpus. P r i porov
n a n í výs ledkov na českom datasete dosiahol obdobne lepšie výs ledky klasický transformer 
t r é n o v a n ý na obrázkových d á t a c h . 

T y p korpusu Podiel d á t C E R 

- 20 % 3,16 % 
- 40 % 2,86 % 

český korpus 20 % 3,60 % 
český korpus 40 % 3,23 % 

korpus textov z dá tove j sady 20 % 3,51 % 
korpus textov z dá tove j sady 40 % 3,22 % 

Tabuľka 6.10: Porovnanie ú spešnos t i vzhľadom k u p o č t u d á t a použ i t i u korpusu. Český kor
pus predstavuje d á t o v ú sadu z čas t i 4.2. Korpus textov z dá tove j sady reprezentuje prepisy 
riadkov, k t o r é sa v y s k y t u j ú v celej t rén ingovej m n o ž i n e (nielen v p o d m n o ž i n ě na ktorej bol i 
t r é n o v a n é siete). 

postupne 20 % a 40 % riadkov, k t o r é bol i samostatne p o u ž i t é p r i t r énovan í siete. Nás l edne 
sa s k ú m a vp lyv d o d a t o č n é h o českého korpusu na úspešnosť siet í . A k o korpus som v tomto 
experimente použi l p ô v o d n ý český korpus a rovnako som sa pokús i l použiť aj t ex tové prepisy 
z celej t rén ingovej dá tove j sady, ako dalš í t e x t o v ý korpus. Výs ledky sú zobrazené v tabulke 
6.10. 

Podľa výs ledkov z t a b u ľ k y 6.10 dosiahol naj lepšie výs ledky model, k t o r ý nebol t r éno 
vaný s p o u ž i t í m t e x t o v ý c h korpusov. Ďalej je z výs ledkov vidi teľné, že modely, k t o r é bol i 
t r é n o v a n é na väčšom m n o ž s t v e d á t dosahu jú lepšie presnosti ako modely t r é n o v a n é na po
lovičnej dá tove j sade. P r i p o r o v n a n í modelov t r é n o v a n ý c h s p o u ž i t í m t e x t o v ý c h korpusov 
dosiahli lepšie výs ledky modely, k t o r é použi l i ako t e x t o v ý korpus texty z t rén ingovej dá tovej 
sady. Podľa tohoto je pre sieť u rč i t e výhodne jš ie , ak je p o u ž i t ý korpus jazykovo p o d o b n ý 
textom, k t o r é sa n a c h á d z a j ú na obrázkoch . 

Podľa celkových výs ledkov je však pre transformer n á r o č n é využiť informáciu z texto
vého korpusu. J e d n ý m z p r o b l é m o v môže byť p ráve informácia p r i c h á d z a j ú c a z v ý s t u p u 
kodéra . Transformer by potreboval pravdepodobne lepšiu informáciu , k t o r á by napr. čias
t o č n e bola r e p r e z e n t o v a n á u m e l ý m stavom, k t o r ý by bo l cha rak te r i zovaný textom, k t o r ý sa 
p o k ú š a m e dekódovať . 
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C E R 
P o č e t p o u ž i t ý c h C E R s prefixom 

prefixov (riadkov) bez prefixu v š e t k y prepisy bez p r á z d n y c h 

0 2,97 % -
1 3,97 % 18,95 % 8,15 % 
2 4,25 % 9,27 % 9,05 % 

Tabu lka 6.11: Porovnanie ú spešnos t i siet í vzhľadom k u m n o ž s t v u d o d a t o č n e j textovej in 
formácie v podobe t e x t o v ý c h prefixov pr i dekódovan í sekvencie. Siete bol i s touto d o d a t o č 
nou informáciou aj t r é n o v a n é . P r v ý s t ĺpec označuje koľko riadkov textu bolo u t r énovan i a 
použ i tých . P r i inferencií siete sa ná s l edne testovalo, či dokáže poskytnutie t e x t o v é h o pre
fixu prispieť k u zvýšen iu presnosti dekódovan ia sekvencie. Pos l edný s t ĺpec (bez p r á z d n y c h ) 
označuje testovaciu chybu C E R bez riadkov, k t o r é bol i dekódované ako p r á z d n e . 

6.5 Trénovanie siete a dekódovanie sekvencie s použi tým tex
tového prefixu 

V tomto experimente sa p r i t r é n o v a n í neurónove j siete využ íva d o d a t o č n á t ex tová informá
cia v podobe t e x t o v é h o prefixu. Tex tový prefix predstavuje časť textu, k t o r ý bezprostredne 
p r e d c h á d z a t e x t o v é m u prepisu z o b r á z k a . T ý m t o prefixom a š t a r t o v a c í m tokenom je vo fázy 
dekódovan ia inicial izovaný dekodér . P re účely p o u ž i t i a t a k ý c h t o prefixov bola o b s t a r a n á 
nová d á t o v á sada, k t o r á je p o p í s a n á v čas t i 5.5 s popisom tejto m e t ó d y v čas t i 5.5. 

Výs ledky o b s t a r a n é pr i inferencií siete sú zob razené v tabulke 6.11. V t abuľke je vidieť 
znakovú chybu C E R p o č í t a n ú na dvoch odl i šných tes tovac ích s adách . P r v á sada predsta
vuje d á t o v ú sadu bez p o u ž i t i a t e x t o v ý c h prefixov. U druhej dá tove j sady sú pr i n i ek to rých 
riadkoch d o s t u p n é t ex tové prefixy. O k r e m iného je v t abuľke zob razený dalš í úda j v podobe 
chyby C E R , k t o r á bola p o č í t a n á bez riadkov, k t o r é sieť vygenerovala ako p r á z d n e . U to
hoto p r í p a d u sa j e d n á o chybu, k t o r á bola p o č í t a n á na testovacej sade s prefixmi, p r i čom sa 
chyba n e p o č í t a l a na prepisoch, u k t o r ý c h sieť vygenerovala p r á z d n y prepis. Tento úda j t a m 
je z dôvodu , p r e tože pr i použ i t í prefixov nastala čas to s i tuác ia , kedy si sieť pravdepodobne 
n e d o k á z a l a porad iť s d l h ý m textom a v ý s t u p o m siete bol i sekvencie obsahu júce padding 
token, k t o r ý sa n á s l e d n e po dekódovan í transformoval na p r á z d n y reťazec. 

Podľa výs ledkov je vidieť, že n a r a s t a j ú c i m p o č t o m d o d a t o č n e j informácie pr i dekódovan í 
n a r a s t á aj celková chyba siete pr i dekódovan í klas ického textu bez prefixov. A k sa zameriame 
na text s prefixmi, tak je zau j ímavé , že sieť s m e n š í m p o č t o m d o d a t o č n ý c h riadkov dosiahla 
takmer d v o j n á s o b n e horš í výs ledok pr i dekódovan í . P r i tomto dekódovan í d o c h á d z a l o ča s to 
p ráve k u vyššie s p o m í n a n é m u p rob l ému , kedy sieť vôbec negenerovala ž i adnu zmys lup lnú 
informáciu . A k ale v y n e c h á m e sekvencie, k t o r é bol i generované ako p r á z d n e , tak sa chyba 
u s iet í t r énovaných s j e d n ý m a dvomi t e x t o v ý m i prefixmi viac pr ibl ižuje . 

Ďalej bolo overované sp rávan ie klasickej transformer siete, k t o r á nebola t r é n o v a n á s po
už i t ím prefixov. V t abuľke 6.12 sú zob razené výs ledky z procesu dekódovan ia tejto siete, 
kde bo l i na vstup postupne p r i d a n é t ex tové prefixy. Z výs ledkov vidieť, že sieť sa nepred
stavi teľne zhorš i la a dosiahla chybovosť viac ako 70 %. V tomto p r í p a d e sieť, podobne ako 
siete t r é n o v a n é s prefixmi, generovala p r á z d n e prepisy. Podľa tohoto je pre transformer ná
ročné dokázať aplikovať mechanizmus attention na d lhé sekvencie. Sekvencie dosiahli prí l iš 
veľkú d ĺžku a chyba sa s n a r a s t a j ú c o u dĺžkou zväčšovala . Rovnako z experimentu vyplýva , 
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P o č e t d o d a t o č n ý c h riadkov C E R 

0 
1 
2 

2,97 % 
71,28 % 
93,73% 

Tabuľka 6.12: Úspešnosť dekódovan ia siete z experimentu 6.2 pr i použ i t í t e x t o v ý c h prefixov 
u dekódovan ia . Sieť nebola t r é n o v a n á s t e x t o v ý m i prefixami. 

že použ i t i e takejto informácie sa m u s í sieť s p o č i a t k u naučiť a nie je to m o ž n é aplikovať 
u akéhokoľvek modelu. 

6.6 Zhrnutie výsledkov 

V y k o n a n é experimenty s a r c h i t e k t ú r o u transformer p o u k a z u j ú na to, že a r c h i t e k t ú r a m á 
p o t e n c i o n á l n e využ i t i e p r i r ozpoznávan í r u č n e p í s aného textu. P r i e x p e r i m e n t o v a n í s veľ
kosťou konvolučného k o d é r a a siete transformer bolo z is tené , že menš iu sieť bolo jednoduch
šie na t r énovať ako sieť z vyš š ím p o č t o m t rénova teľných váh . Naj lepšie výs ledky dosiahla 
na jm e nš i a sieť s o z n a č e n í m pero_vgg. T á t o sieť dosiahla chybu na testovacej dá tove j sade 
o hodnote 3,41 %. Obdobne bolo v tejto p rác i overené, že sieť s p r e d t r é n o v a n ý m i v á h a m i 
u konvo lučného k o d é r a dosiahne lepšie výsledky, čo popisu aj Christoph Wick a spol. [48]. 
P r i e x p e r i m e n t o v a n í s veľkosťou siete transformer dosiahla lepšie výs ledky rozmerne j š i a sieť 
s vyššou dimenzionali tou v j edno t l i vých blokoch. 

P r i použ i t í odl išnej tokenizác ie od tokenizác ie znakov bola u siet í z a z n a m e n a n á mierne 
zvýšená chyba. U väčších s lovníkoch však chyba ďalej nenarastala. P r i použ i t í väčších slov
níkov sa sieť s p r á v n e nauč i l a používať tokeny, k t o r é z a s t u p u j ú viacero znakov a t ý m p á d o m 
to prinieslo rýchlejšie dekódovan ie vo fázy inferencie siete. 

Sieť bola n a t r é n o v a n á na dá tove j sade I A M a výs ledky p o u k a z u j ú na vysoký po tenc i á l 
siete transformer. N a o b r á z k u 6.4 je v idi teľná v las tnosť , kedy sa sieť snaž í využívať svoj 
v n ú t o r n ý j azykový model a predikovať nielen znaky, k t o r é vidí na obraze, ale aj jazykovo 
blízke slová, p r í p a d n e slová k t o r é n a d o b ú d a j ú vo slovom spojen í v ý z n a m ( „ h a d been" na
miesto „ h a d had", „which" namiesto „ w h a t " ) . H o c i ide o chybne dekódovan ie slov, tak je 
ich generovanie dosť odôvodni teľné podľa s p o m e n u t ý c h j azykových v l a s tnos t í . Toto rovnako 
popisu jú Christoph Wick a spol. [48]. 

P r i t r énovan í siete s t e x t o v ý m i korpusmi bol i z is tené m i n i m á l n e pr ínosy. P r i použ i t í 
t e x t o v ý c h korpusov nedoš lo k v ý r a z n é m u zhoršen iu výs ledkov. K u z lepšeniu výs ledku došlo 
iba u varianty, kedy bola sieť t r é n o v a n á na českej dá tove j sade s če ským korpusom. Akonáh l e 
bola však sieť t r é n o v a n á na väčšej dá tove j sade, tak dosiahla sieť t r é n o v a n á bez t e x t o v ý c h 
korpusov lepšie výs ledky na v še tkých d á t o v ý c h sadách . 

U t r énovan í siete s d o d a t o č n o u t e x t o v ú in formáciou v podobe prefixu bo l z a z n a m e n a n ý 
p r o b l é m pr i použ i t í t a k ý c h t o prefixov. P r i väčšej dĺžke prefixu chyba siete narastala a t a k á t o 
informácia vo forme prefixu nepriniesla ž i adne zlepšenie siete, ale na d r u h ú stranu priniesla 
v ý r a z n e zhoršenie . A r c h i t e k t ú r a transformer n ed o k áže pracovať s takto d l h ý m i sekvenciami 
a č a s t o k r á t generuje p r á z d n e znaky. J e d n ý m z dôvodov , p rečo sa sieť n e d o k á z a l a t ex tové 
prefixy používať , môže byť aj kval i ta dá tove j sady. U v iacerých t e x t o v ý c h prefixoch nebol 
na p r v ý pohľad vidi teľný súvis dvoch čas t í textu. P r á v e t a k á t o n a d b y t o č n á informácia 
mohla mať za nás ledok, že sa sieť s p r á v n e ne t rénova la . 
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Kapitola 7 

Záver 

Cieľom tejto p ráce bolo pr ipraviť p rehľad o neurónovej sieti t ypu transformer a jej apl ikáci í 
pr i r ozpoznávan í r u č n e p í s aného textu. V tejto p rác i som v y c h á d z a l z exis tujúcej architek
t ú r y siete, k t o r á je i m p l e m e n t o v a n á v projekte P E R O 1 . T ú t o a r c h i t e k t ú r u som ďalej rozšíri l 
a u s k u t o č n i l nad ň o u experimenty. P r i t r énovan í siete som použi l d á t o v ú sadu P E R O H W R 
so z a m e r a n í m na české texty. Na júspešne j š í model dokáza l na testovacej dá tove j sade do
s iahnuť chybovosť 3,41 %, čo predstavuje iba o 0.16 % hor š iu presnosť r o z p o z n á v a n i a ručne 
p í saného p í s m a a k ú dosahuje r e k u r e n t n á neu rónová sieť s chybovou funkciou C T C [23]. 
Vo v ý s t u p o c h siete transformer je vidieť, že za vyšš iu chybu mohlo u n i ek to rých p r í p a d o v 
n e s p r á v n e rozlíšenie veľkých a m a l ý c h p í smen . 

P r i experimentoch som s k ú m a l aj vp lyv rozličnej tokenizác ie textu. Podľa experimentu 
dosahuje naj lepšie výs ledky sieť použ íva júca token izác iu po znakoch. O s t a t n é typy tokeni
zácie dosiahli o niečo horš ie výsledky, ale p r i väčších s lovníkoch sa sieť nauč i l a generovať 
nižší p o č e t tokenov a urýchliť inferenciu siete. P r i ďalšom experimente som s k ú m a l vp lyv 
t e x t o v ý c h korpusov českého jazyka na zlepšenie výs lednej presnosti siete. P r i t r énovan í siete 
obsahovala t r én ingová d á v k a okrem obrázkovej d á v k y aj ďalší t e x t o v ý batch. Tento t e x t o v ý 
batch sa nás l edne použi l p r i t r énovan í dekodé ra . Podľa výs ledkov experimentov však pr i ta
komto t r énovan í nebol vidi teľný ž i adny väčší p r ínos a naj lepšie výs ledky dosiahla sieť, k t o r á 
nebola s t e x t o v ý m i korpusmi t r é n o v a n á . Ďalej bo l v r á m c i p r á c e s k ú m a n ý vp lyv použ i t i a 
t e x t o v ý c h prefixov u inicial izácie d e k o d é r a p o č a s t r énovan i a aj testovania siete. P re tieto 
účely bola p r i p r a v e n á nová d á t o v á sada, k t o r á obsahuje in formáciu o prepise obrazu a aj od
povedajúc i t e x t o v ý prefix. N a vstup d e k o d é r a bola p r i d a n á d o d a t o č n á t ex tová informácia , 
k t o r á p o c h á d z a l a z p r e d c h á d z a j ú c e h o r iadka p řep i sovaného o b r á z k a . A n i pr i tomto experi
mente však podľa výs ledkov nebolo vidi teľné zlepšenie presnosti dekódovan ia . Sieť dosiahla 
horšie výsledky, generovala veľké m n o ž s t v o p r á z d n y c h prepisov a mala p r o b l é m dekódovať 
koniec sekvencie. 

P r í n o s o m tejto p r á c e sú výs ledky experimentov a rozší renie i m p l e m e n t á c i e siete trans
former. Ďalš í vývoj by sa mohol zamerať v použ i t í o b o j s m e r n é h o dekódovan ia sekvencie, 
p r í p a d n e v použ i t í dvoch nezávis lých dekodé rov p r i dekódovan í . Rovnako by sa mohla 
pr i t r énovan í siete použiť so sieťou transformer chybová funkcia C T C . Ďalš ie experimenty 
by mohl i spočívať v t r énovan í väčších s iet í a zakomponovanie ďalších d á t o v ý c h sád a typov 
sietí transformer do experimentov. 

x h t t p s : //pero.f it.vutbr.cz/ 
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Príloha A 

Obsah priloženého D V D 

Obsahom pr i loženého p a m ä ť o v é h o m é d i a je: 

• xvesel79.pdf - text baka lá r ske j p ráce , 

• la tex/ - zdrojové s ú b o r y v Wľ^Sipie vysádzan i e textu diplomovej p ráce , 

• s rc / - modif ikované zdrojové s ú b o r y projektu P E R O , 

• da ta / - d á t o v á sada, 

• checkpoints/ - u ložené váhy modelov, 

• video.mp4 - video p rezen tu júce výs ledky p ráce , 

• README.txt - t e x t o v ý s ú b o r s popisom obsahu p a m ä ť o v é h o m é d i a a spúšťan ia . 
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