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Abstrakt

Cielom tejto prace je navrhniat systém pouzivajuici sief typu transformer a uskutoc¢nif s touto
siefou experimenty pri rozpoznavani ru¢ne pisaného textu. V rdmci prace sa pouziva multi-
lingvalna datova sada, v ktorej prevazuju ¢eské texty. Pri experimentovani sa zistuje vplyv
zékladnych hyperparametrov siete, akymi st velkost siete, typ konvolu¢ného kodéra a pou-
Zitie roznej tokenizacie textu. V praci dalej vyuzivam textové korpusy ¢eského jazyka, ktoré
sa pouzivaju pri trénovani dekédera. Dalej v praci experimentujem s pouzitim dodatoc¢nej
textovej informécie pri procese dekédovania. Tato informacia pochiadza z predchadzaji-
ceho riadka prepisovaného obrazka s textom. Transformer dosahuje na testovacej datovej
sade chybovost pri rozpoznavni znakov 3,41 %, ¢o je o 0,16 % horsi vykon ako dosahuje
rekurentnd neurénova sief. Pre porovnanie s ostatnymi transformer modelmi z dostupnych
¢lankov, bola siet natrénovana na datovej sade IAM, na ktorej dosiahla chybu v hodnote
2,48 %, a tym prekonala ostatné transformer modely pri rozpoznévani ru¢ne pisaného textu.

Abstract

This Master’s thesis aims to design a system using the transformer neural network and
perform experiments with this proposed model in the task of handwriting text recognition.
In this thesis, a multilingual dataset with predominate Czech texts is used. The experiments
examine the influence of basic hyperparameters, such as network size, convolutional encoder
type, and the use of different text tokenizers. In this work, I also use text corpora of the
Czech language which is used to train the network decoder. Furthermore, I experiment with
the usage of additional textual information during the decoding process. This information
comes from the previous line of the transcribed image. The transformer achieves a character
recognition error rate of 3.41 % on the test data set which is 0.16 % worse performance
than the recurrent neural network achieves. To compare this model with other transformer-
based models from available articles, the network was trained on the IAM dataset, where it
achieved an error of 2.48 % and therefore outperformed other models in handwriting text
recognition task.
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rozpoznavanie textu, ru¢ne pisany text, neurdénové siete, attention, transformer, textovy
korpus
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Kapitola 1

Uvod

Rozpoznavanie textu (angl. Optical Character Recognition, OCR) je proces, ktory umoziiuje
automatické rozpoznavanie textovych znakov v obraze. Rozpoznavanie rucne pisaného textu
(angl. Handwriting Text Recognition, HTR) sa oproti OCR zameriava konkrétne na rucne
pisany text, ktory byva z pravidla naroc¢nejsie rozpoznavat oproti beznému tlacenému textu.
Toto je spdsobené zvycajne nizsou kvalitou rozpoznavaného obrazu, vyssej variabilite stylov
pisma medzi pisatelmi, a zaroven aj variabilite textu toho istého pisatela.

Pre potreby HTR sa v sticasnosti pouzivaju prevazne rozlicné typy neurénovych sieti,
ktoré dosahuju v tejto oblasti najlepsie vysledky. Toto je spésobené hlavne velkym mnoz-
stvom dat v podobe rozsiahlych datovych sad a dostatkom vypoctovej sily v podobe gra-
fickych procesorov. Z neurénovych sieti dosahuju najlepsie vysledky prevazne rekurentné
neurénové siete (angl. Recurrent Neural Network, RNN), ktoré sa typicky pouzivaji pri roz-
poznavani sekvencii. Okrem standardnych pristupov pouzivajicich RNN existuju aj modely,
ktoré sa snazia obist pouzitie rekurentnych vrstiev. Medzi tieto modely je zaradovand aj
architekttura typu transformer. Transformer predstavuje model, ktory v sebe vyuziva tzv.
multi-head attention mechanizmus, ktory kompletne obchddza pouzitie rekurentnych vrs-
tiev. V stcasnosti nie je uplne zname, ¢i dokaze architektira transformer prekonaf reku-
rentné siete v oblasti HTR.

V tejto praci pracujem s existujicim systémom projektu PERO', v ktorom je imple-
mentovana architektira siete transformer. Cielom tejto prace je overit, aké vysledky dokaze
tato sief priniest a porovnat ju s natrénovanymi modelmi projektu PERO. V praci sa okrem
zékladnych hyperparametrov siete overuje pouzitie rozlicnej tokenizacie textu, ktoré nie st
pri ilohach HTR typické. Rovnako sa dalej overuje trénovanie siete spolu s dodato¢nymi
textovymi korpusmi. Trénovanie takto kombinuje metédy trénovania na obrazkoch a aj
samostatnom texte. V poslednej ¢asti bol skiimany vplyv dekédovania textu s dodatoc-
nou textovou informaciou na zaciatku dekédovanej sekvencie. U takéhoto dekédovania je
vstupom dekodéra dodatocnd textova informaécia z predchidzajucich riadkov textu.

Tato praca je Clenend nasledovne: V kapitole 2 sa popisuje prehlad o neurénovych sie-
tach, ktoré sa pouzivaju pri rozpoznavani textu. V kapitole 3 je detailnejsie popisany rozbor
architekttury transformer. V kapitole 4 je prehlad datovych sad a zvolené sady pouzivané
pri trénovani neurénovej siete, ktora je popisana v Casti 5. V Casti 6 s popisané vsetky vy-
konané experimenty a zhodnotené vysledky. V kapitole 7 je zhrnutie celej prace a popisané
plany do budtcna.

"https://pero.fit.vutbr.cz/
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Kapitola 2

Rozpoznavanie textu s pouzitim
neuronovych sieti

Ulohou rozpoznévania textu (angl. Optical Character Recognition, OCR) je automaticky
ziskat prepis textovej ¢asti z obrazu (obr. 2.1). Pred samotnym rozpozndvanim textu su
v obraze zvycajne detekované rozne typy textovych regiénov a ndasledne si z nich extra-
hované textové riadky. Tieto extrahované riadky predstavuji nasledne vstupy systémov
pre rozpoznavanie textu. Existujice ndstroje pouzivané pri automatickom rozpoznévani
textu st napriklad ABBY FineReader®, Tesseract® a Transcribus®.

V sucasnosti dosahuju state-of-the-art vysledky v oblasti rozpoznavanie textu reku-
rentné neurénové siete [4, 35, 41] s Long Short-Term Memory modulom [17]. Siet od auto-
rov Théodore Bluche a spol. [4] dosahuje na datovej sade IAM [30] chybu o velkosti 3.20%
v nespravne rozpoznanych znakoch. Okrem standardnych rekurentnych sieti sa pouzivaja
aj dalsie architektiry pouzivajice tzv. sequence-to-sequence pristupy [19, 44, 8, 31] alebo
architektiry vyhradne zalozené na mechanizme attention [18, 28, 48].

V prvej Casti 2.1 tejto kapitoly je strucne popisany proces segmentacie textu, ktorého
vystupom su detekované textové regiény. V dalSej ¢asti si popisané typy neurdénovych sieti,
ktoré sa pouzivaju pri rozpoznavani textu. Konkrétne ide o konvoluéné neurénové siete (2.2)
a rekurentné neurénové siete (2.3) spolu s rozsirenim Long Short- Term Memory (2.3). Dalej
je popisana chybovéa funkcia Connectionist temporal classification (2.3), ktord sa pouziva
prave pri rozpoznavani sekvencii. V poslednej ¢asti st1 popisané sequence-to-sequence modely
(2.4).

2.1 Segmentacia textu

V ramci segmentécie textu dochadza k identifikacii textovych regiéonov, ktorymi si napri-
klad odstavce, nadpisy a riadky. Tato identifikdcia textovych regionov z obrazu predstavuje
jeden z klicovych aspektov rozpoznavania textu, pretoze najlepsi vykon pri rozpoznavani
textu dosahuju prave algoritmy, ktoré maji na svojom vstupe segmentované riadky textu
[15].

Vystupom segmentacie byvaju zvycajne suradnice niekolkych bodov. Tieto body vytva-
raju rozliéné typy reprezentacii, ktoré po prepojeni pomocou spojnic ohrani¢uju detekovany

"https:/ /pdf.abbyy.com/
https:/ /github.com/tesseract-ocr /tesseract
3https://transkribus.eu/lite/
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Obr. 2.1: Ukazka rozpoznaného textu nastrojom Transkribus. Obrazy s textom pochadzaja
z déatovej sady TAM [30]. Néastroj Transkribus nedokézal ziskat prepisy riadkov s nulovou
chybovostou.

text. Tieto reprezentacie moézu byt bounding boxy, z-height oblasti alebo rozlicné polygo-
nalne reprezenticie. Dalsou reprezentdciou moze byt poloha zakladnej linie, na ktorej lezi
vacsina znakov vety, tzv. baseline. Na zdklade tychto reprezentécii je mozné extrahovat cast
obrazu s textovou Castou a pouzit ju pri rozpoznavani [15]. Ukdzka segmentacie riadkov
pomocou nastroja Transkribus je na obrazku 2.2.

Najlepsie state-of-the-art vysledky pri segmentacii textovych riadkov dosahuje siet nazy-
vand ARU-Net [15] alebo jej modifikécie [22]. ARU-Net rozsiruje koncept siete typu U-Net
[36], ktord sa pouziva pri sémantickej segmentacii, o rezidudlne spojenia [16], a zavadza
pouzitie tzv. spatial attention mechanizmu. V prvej etape st vstupny obraz a jeho zmen-
Sené verzie transformované dvomi jednotkami nazyvanymi A-Net a RU-Net. A-Net aplikuje
na svoje vstupy attention mechanizmus, zatialéo RU-Net pouziva dekonvoltuciu. Vdaka via-
cerym vrstvam, pracujucich v réznych rozliseniach, umoznuje A RU-Net klast déraz na rézne
miesta v obraze. Vystupom siete st nasledne klasifikované pixely obrazu, ktoré sa v druhej
etape zhlukuji a vytvaraju tzv. superpixely. Tie st nasledne pouzité pri vytvarani linie
baseline [15].

2.2 Konvoluéné neurdénové siete

Konvoluéné neurénové siete (Convolutional Neural Networks, CNN) [10] st neurénové siete,
ktoré sa pouzivaju predovSetkym pri spracovani obrazu. V architektirach konvoluénych
sieti sa vyskytuju dve Specializované typy vrstiev, ktoré sa nazyvaju konvolu¢né vrstvy
(convolutional layers) a tzv. pooling vrstvy. Ukéazka zdkladnej architektiry konvoluénej
siete je na obrazku 2.3.

Konvoluéné vrstvy sltzia na extrahovanie vizualnych priznakov lokalnych spojeni a vy-
tvaraju priznakové mapy (angl. feature maps). Tieto mapy sa vytvaraji postupnym apli-
kovanim filtra, ktory nazyvame konvolu¢né jadro K (convolution kernel). Jednotlivé filtre
konvolu¢nych vrstiev predstavuju trénovatelné parametre, ktoré sa siet pocas trénovani uéi.

Matematicky moézeme aplikaciu filtra popisat operaciou, ktora sa nazyva konvoliucia *
(angl. convolution) (2.1). Niekedy sa tato operacia v CNN oznacuje aj ako koreldcia (angl.
cross-correlation), ale v kontexte CNN vsak nie je potrebné tieto operacie rozliSovat [10].
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Obr. 2.2: Ukazka segmentécie textovych riadkov nastrojom Transkribus. Povodny obraz
pochddza z détovej sady TAM [30]. Svetlomodrou farbou st oznacené detekované textové
riadky. Svetlomodré ¢iara definovana N bielymi bodmi predstavuje liniu baseline.

Konvolicia sa pri dvojrozmernom obraze I pocita ako:
m n

kde 1, 7 st osy konvoluéného jadra a m,n si osy obrazu I.

Ulohou pooling vrstvy je vytvarat reprezentdciu, ktord je aproximacne invariantng voéi
malym posunom. Typicky sa to uskutocnuje vypoctom na zdklade maximalnej hodnoty
(mazx pooling) alebo priemeru (average pooling). V suvislosti s obrazom ide o zmenu jeho
vysky a sirky [10].

RieSenie zaloZené na konvoluénych sietach Konvolu¢ni neurénovu siet pre rozpoz-
navanie ¢islic pouzili v roku 1998 Yann LeCun a spol. [26]. Ich neurénova siet nazyvana
LeNet-5 [26] (obr. 2.3) dokézala automaticky extrahovat vyznamné ¢rty a automaticky
rozpoznévat rucne pisané &islice z datovej sady MNIST?. Architektira ich siete pozostéva
z dvoch dvojic konvoluénych a pooling vrstviev, ktoré si nasledované tromi plne prepoje-
nymi vrstvami. V sucasnosti sa samostatné konvolucné siete pri rozpoznavani textu nepou-
zivaja, ale pouzivaju sa ako extraktory vizualnej informécie z obrazu v architektirach spolu
s rekurentnymi neurénovymi sieftami alebo v siefach typu transformer.

2.3 Rekurentné neurdénové siete

Rekurentné neurénové siete (Recurrent neural network, RNN) [10] st neur6nové siete, ktoré
sa pouzivaju predovsetkym pri spracovavani dat sekvencného charakteru tvaru z1,...,z,,
kde 21 a z, st konkrétne hodnoty symbolov sekvencie o dizke n. Medzi data sekvencéného
charakteru patria aj pisané texty. Jednotlivé znaky a slovd maji medzi sebou vo vetach
rozliéné jazykové vézby, ktoré nedokazu samostatné konvoluéné neurénové siete zachytit.
RNN dokézu uchovavat svoj vnutorny stav, nazyvany ako skryty stav (angl. hidden
state) v podobe stavového vektora hy (2.2) v Case t, ktory potom odovzdavaju dalej sietou.

“http://yann.lecun.com/exdb/mnist/
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Obr. 2.3: Architektira konvolucnej siete LeNet-5 siete prezentovana autormi Yann LeCun
a spol. [26]. Ide o $tandardni konvoluént neurénovi siet, ktord obsahuje dve konvolucéné
vrstvy (convolution) a dve pooling vrtsvty (pooling). Po kazdej konvoluénej vrstve dochadza
ku vytvarani priznakovej mapy C a po kazdej pooling vrstve dochadza ku zmenseniu vstupu.
Na konci siete je plne prepojend vrstva. Siet sa pouzila pri klasifikdcii obrazkov dislic.
Obrazok je prevzaty z [49].
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Obr. 2.4: Ukéazka blokov standardnej rekurentnej siete s aktivacnou funkciou tanh. V case t
je vstupom modulu symbol z; sekvencie x;_1, x¢, £141 a tzv. skryty stav (angl. hidden state)
hi—1. Obréazok je prevzaty z [33].

Takymto spésobom si RNN mo6zu uchovavat informéciu o predoslych castiach sekvencie.
Hodnota vnutorného stavu v case t je zavisld na hodnote predchadzajiceho stavu h;_q,
vstupnom symbole z; a vihami siete 6:

ht = f(ht_l, T, 9) . (22)

Pociatocny stav hy byva explicitne specifikovany. Ukazka blokov rekurentnej vrstvy a vy-
pocet vnutorného stavu je na obrazku 2.4.

Dopredny prechod je vo svojej podstate sekvenény, pretoze kazdy vystup x; v ¢asovom
kroku t moéze byt vypocitany az po ziskani hodnoty h;—1 z predchidzajiceho casového
kroku. Kvoli tomuto nie je mozné vypocet rekurentnej vrstvy zefektivnit pomocou parale-
lizdcie. Cena vypoétu je tym padom linedrna a méa pri sekvencii o dizke n hodnotu O(n).

Algoritmus, ktory sa pouziva pri optimalizacii vah rekurentnej siete sa oznacuje ako back-
propagation through time (BPTT). Ide vsak o bezny back-propagation algoritmus, ktory sa
pouzije na rozvinuty vypoctovy graf [10].



V praxi vznikaju v ramci sekvencie aj zavislosti na budtcich symboloch, a preto by
sme chceli vytvorit predikciu, ktora zavisi na celej sekvencii. Napriklad pri spracovani textu
moze zavisiet slovo od niekolkych dalsich nasledujicich slov z dévodu jazykovych zavislosti.
Pre tieto potreby sa pouzivaju tzv. obojsmerné rekurentné siete (Bidirectional recurrent
neural networks), ktoré predstavuju spojenie dvoch rekurentnych sieti. Jedna z tychto sieti
spracovava sekvenciu x;_1, 2, £i41 v doprednom smere od xy—1 po Zyy1, zatialco druha
spracovava sekvenciu v spétnom smere od x;y1 po z;—1. Tymto sa umoznuje pracovat
s informéaciou, ktord je z minulosti, a zaroven aj z budicnosti. Vystupy oboch sieti su
v kazdom ¢asovom kroku spojené do jedného vystupného vektora [10].

Rekuretné siete byvaja castokrat trénované pomocou procediry nazyvanej teacher for-
cing. Ide o proceduru, pri ktorej sa pocas trénovania siete pouziva namiesto vystupu siete
x4 hodnota y; (oCakdvany vystup, ground truth) ako vstup v nasledujicom ¢asovom kroku
t 4+ 1. Pouzitie tejto procediry vypliva z maximum-likelihood estiméacie [10].

Pri trénovani RNN vznika Castokrat problém, kedy sief nie je mozné efektivne tréno-
vat metdédou gradientného zostupu. Gradient, ktory je propagovany pri optimalizacii siete,
v ktorej si vyzadované dlhodobé zavislosti v sekvencii, ma tendenciu vac¢sinou zmiznut
(angl. vanishing gradient) alebo zriedka explodovat (angl. exploding gradient). Tato zmena
gradientu ma za nasledok narusenie priebehu optimalizacie neurénovej siete [3]. Kvoli tymto
problémom sa v praxi pri trénovani rekurentnych sieti pouzivaji Specializované jednotky
Long Short-Term Memory (LSTM) [17] a Gated Recurrent Unit (GRU) [5], ktoré ¢iastocéne
zamedzuju problémom pri trénovani dlhodobych zavislosti.

Long Short-Term Memory

Long Short-Term Memory (LSTM) [17] je jednotka, ktord sa pouziva ako sucast bloku
rekurentnej neurénovej siete a zamedzuje problému ucenia dlhodobych zavislosti. KIi¢ovymi
komponentami bloku st tzv. stav bunky C; (angl. cell state) a skryty stav h; (angl. hidden
state). Dalej obsahuje jednotka LSTM tri ¢asti, ktoré sa nazyvaji brany a ich tlohou
je regulovat tok informaécie prechadzajici tymito stavmi jednotlivych buniek. Brany sa
postupne nazyvaji brana zabudnutia f; (angl. forget gate), vstupnd brana i; (angl. input
gate) a vystupna brana o; (angl. output gate). VSetky tri brany pozostévaji z logistickej
sigmoidy o, ktorej vystup udava, kolko informéacie danou branou pretecie a kolko sa zahodi.
Ukéazka jednotky LSTM je na obrazku 2.5.

Ulohou forget gate (2.3) je regulovat tok informécie skrytého stavu z predchédzajtceho
¢asového kroku h;_q:

fi = U(Wf[ht_1, x| + bf) , (2.3)

kde Wy a by oznacuji vahy a bias a x; oznacuje vstup bloku.

Dalsiu cast jednotky tvori dvojica input gate (2.4) a vektor novych potencionalnych
kandidatov pre uchovanie ét (2.5). Input gate pracuje na podobnom principe ako forget gate,
zatial¢o vektor ét reprezentuje novi informéaciu, ktorda moéze byt pridana ku existujicemu
stavu bunky C:

1 = U(Wi[ht_l, :Et] + bi) , (2.4)

C; = tanh(Welhi—1, 2] + bo) (2.5)
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Obr. 2.5: Ukazka blokov rekurentnej siete s jednotkou Long Short-Term Memory (LSTM)
[17], ktord umoznuje pracu s dlhodobymi zévislostami v sekvencii x;_1, x¢, £141. LSTM blok
obsahuje tri vzajomne pdsobiace ¢asti, ktoré sa nazyvaju brany. Vyznam bran je popisany
v textovej Casti 2.3. Obréazok je prevzaty z [33].

kde W;, W¢, b;, bo oznacuju vahy a bias, zatialco tanh je hyperbolicky tangens, ktory sa
pouziva pre transformaciu informaécie.

Novy uchovavany stav bunky C; (2.6) je nésledne charakterizovany hodnotami z pred-
chadzajucich dvoch bran f; a i;, hodnotou starého LE:hovévaného stavu bunky C;_1 a hod-
notou vektora novych potencionalnych kandidatov C; podla vztahu:

Cy= fe % Co_q1 +ig ét . (2.6)

Novy skryty stav, resp. vystup bloku h; (2.8) je nasledne vypocitany sic¢inom hodnot
brany output gate (2.7) a transformovanym stavom bunky Cy (2.6) pomocou hyperbolického
tangensu tanh:

o = U(Wo[ht_l, $t] + bo) (27)

ht = ot x tanh(C}) , (2.8)
kde W,, b, si vahy a bias [33, 17].

Connectionist temporal classification

Bezna rekurentna siet produkuje v kazdom ¢asovom kroku t vystupny vektor x;, ktory ma
velkost abecedy rozpoznavanych symbolov. Z tohoto vektora sa ziska odpovedajici znak
a ten sa pouzije ako vystup v ¢asovom kroku ¢. Pri trénovani siete je nasledne potrebné, aby
odpovedajuci vystup siete y bol rozdeleny na segmenty podla jednotlivych ¢asovych krokov
Y=2x1,...,%¢, ..., Ty Takéto anotovanie segmentov je vsak ¢asovo narocna zalezitost.

Dalej tento postup prindsa komplikacie, kedy méze byt napriklad jeden symbol v sek-
vencii generovany vo viacerych ¢asovych krokoch, pricom musime dokazat odlisit dva pri-
pady: v prvom pripade ide o nespravne dekddovanie a duplicity sa musia odstranit, zatialco
v druhom pripade ide o spravne slovo a duplicity sa musia ponechaf. Pri tomto probléme
je potrebné zaviest dodatocné kroky ako dokazat oddelit tieto dva pripady.

Connectionist temporal classification (CTC) [11] je objektivna funkcia, ktord sa po-
uziva pri rozpoznavani sekvenénych dat a umoznuje siet trénovat priamo bez rozdelenia
odpovedajucich dat pouzivanych pri trénovani, na segmenty. CTC vyuziva kédovanie, ktoré
pri opakujicich sa symboloch vystupné symboly spoji do jedného symbolu. Dalej zava-
dza Specidlny symbol nazyvany blank, ktory slizi na oddelovanie skutoc¢ne sa opakujicich
symbolov v odpovedajicom vystupe y.



Rozhodujicim krokom CTC je vypocet podmienenej pravdepodobnosti p(m|x) vstupnej
sekvencie x pri urcenej ceste m naprie¢ vSetkymi pozorovaniami, formalne ako:

T
p(lz) = [T vk, (2.9)
t=1

kde T je dizka sekvencie a predstavuje symbol odpozorovany v ¢asovom kroku ¢.

Cesty st mapované na oznacenia | € L=T operatorom B, ktory odstraiiuje opakujtice
sa oznacenia a Specialny symbol blank. Pravdepodobnost oznacCenia je potom dana sumou
pravdepodobnosti vSetkych ciest mapovand operatorom B:

)= 3 plrl). (2.10)

reB~1(1)

Objektivna funkcia OTC je potom zaporné pravdepodobnost prirodzeného logaritmu

In spravne uréenych symbolov v trénovacej datovej sade S, ktord sa pocita ako:

0T = — 3" In(p(z|z)), (2.11)
(z,2)eS

kde (z, z) predstavuje dvojicu vstupnej a cielovej sekvencie. Podrobne popisany postup je
vysvetleny v povodnej praci [11].

RieSenia zaloZené na rekurentnych sietach V roku 2006 predstavili Alex Graves
a spol. objektivnu funkciu s ndzvom Connectionist Temporal Classification [12], vdaka
ktorej umoznili trénovanie rekurentnych neurénovych sieti bez potreby segmentovania dat
a dodatocného spracovania. Nésledne predviedli Alex Graves a spol. rozsireny systém [13]
pre rozpoznavanie ruc¢ne pisanych slov a podarilo sa im dosiahnut nové state-of-the-art vy-
sledky a porazit systémy zalozené na skrytych Markovovych modeloch (angl. Hidden Markov
Models, HMM). V tomto systéme pouzili obojsmerni Long Short-Term Memory siet [17],
ktorej vstupom bolo nimi definovanych 25 réznych charakteristik textu z obrazu. Pouzitie
LSTM umoznilo uchovat informéciu o kontexte na dlhy dosah, ¢o bolo prave obmedzenim
klasickych RNN.

Dalsim rozsirenim bolo, ked Alez Graves a spol. pouzili multi-dimenziondlne LSTM
siete (angl. Multi Dimensional Long Short-Term Memory, MDLSTM) [14], ktoré namiesto
extrahovanych charakteristik dostali na vstup nespracovany obraz pixelov. Vdaka tomuto
sa dokazali vyhnuit potrebe manualneho definovania charakteristik a ich extrakcie z obrazu.
Hlavnou myslienkou MDLSTM je, ze jedno rekurentné spojenie, ktoré je v standardnych
RNN, nahradzuje viacero rekurentnych spojeni podla po¢tu dimenzii v datach.

Baoguang Shi a spol. predstavili sief s ndzvom Convolutional Recurrent Neural Network
(CRNN) [41], ktord kombinuje hlbokt konvoluéni siet s rekurentnou sietou, a tuto siet
pouzili pri rozpoznavani textu v scéne. Ich architektira siete obsahuje tri casti: CNN, ktora
v tomto pripade extrahuje vizualne charakteristiky zo sekvencie, RNN, ktora nasledne pre-
dikuje symbol v jednotlivych krokoch a poslednii ¢ast tvori tzv. vrstva prepisu (angl. trans-
cription layer), ktort tvori blok s CTC. Ich siet dokdzala pracovat v dvoch nastaveniach:
s pouzitim slovnika a bez pouzitia slovnika.

Joan Puigcerver a spol. [35] potvrdili, ze LSTM siete dokazu dosiahnut rovnako dobré
vysledky ako MDLSTM siete, pricom dokazu bezat viditelne rychlejsie. Podla nich si sice
MDLSTM viac vykonnejsie, ale pravdepodobne tato vykonnost nie je u rozpoznavania textu
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Obr. 2.6: Architektira sequence-to-sequence siete prezentovand autormi Ilya Sutskever
a spol. [45]. Siet ¢ita vetu v anglickom jazyku a produkuje jej preklad vo francizstine.
Model prestéava predikovat sekvenciu po vygenerovani symbola konca sekvencie (eos). Sym-
bol (bos) oznacuje zaciatok sekvencie. Dekodér pri dekddovani pracuje s vystupom kodéra,
a zaroven vystupom dekodéra z ¢asu t — 1.

potrebnd, pretoze sa podobné funkcie naudila aj ich LSTM sief. Ich architektira bola po-
dobn4 ako t4 od autorov Baoguang Shi a spol. [41], t.j. obsahuje CNN, LSTM a CTC bloky,
ale namiesto rozpoznavania textu v scéne je pouzili pri rozpoznavani riadkov textu.

Théodore Bluche a spol. [4] pouzili siet, ktord obsahuje dve ¢asti, ktorymi si konvo-
luény kodér a LSTM dekodér z obojsmernej LSTM siete. Ich konvoluény kodér obsahoval
tzv. konvoluéné brany (angl. convolutional gates), ktoré boli klic¢om k ich dspechu. Ulo-
hou takejto brany je rozhodniit podla hodnoty funkcie na danej pozicii a pri jej susednych
hodnotach, ¢i je tato vlastnost pri tejto pozicii vyznamna alebo nie. Pri trénovani sa zame-
rali na multilingvalne data a dokazali natrénovat konvolucny kodér, ktory ziskal generické
jazykové vlastnosti.

2.4 Sequence-to-sequence modely

Standardné sequence-to-sequence architektiira [45] pozostédva z dvoch rekurentnych sieti,
ktoré sa postupne nazyvaju kodér (angl. encoder) a dekodér (angl. decoder). Tento typ
siete umoziiuje mapovanie medzi dvoma sekvenciami premenlivej dizky.

Ulohou kodéra je spracovat vstupni sekvenciu premenlivej dizky a vytvorit jej repre-
zenticiu v podobe vektora fixnej dizky nazyvaného context vector ¢ (2.13). Dekodér sa
inicializuje vystupom kodéra ¢ a postupne symbol po symbole vytvara vystupnia sekven-
ciu y (2.14). Koniec procesu dekédovania zvyc¢ajne nastane vygenerovanim ukoncovacieho
symbolu sekvencie (eos). Ukazka sequence-to-sequence architektiry je na obrazku 2.6.

Formalne moézeme proces transformacie vstupu x za pomoci kodéra popisat ako:

hy = f($t7 ht—l) ) (212)

C:q(hla"'ahTz)v (213)

kde t je ¢asovy krok, h; je skryty stav kodéra v ¢asovom kroku ¢ a f, g st nelinedrne funkcie.
Proces dekdédovanie sekvencie y moézeme nasledne zapisat ako podmieneni pravde-

podobnost casti sekvencie y1,...,y;—1 generovanej v predchadzajucich ¢asovych krokoch
1,...,t — 1 a kontextového vektora c:
T
p(y) :Hp(yt | Cayla"'ayt—l)- (214)
t=1
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Obr. 2.7: Architektira sequence-to-sequence s mechanizmom attention [2]. Oproti pévodnej
sequence-to-sequence architektire (2.6) pouziva dekodér vo faze dekdédovania informécie
poskytnuté attention modulom. Prerusované ¢iary znacia skryté stavy kodéra a dekodéra.

Dzmitry Bahdanau a spol. v ich praci [2] rozsirili pévodny koncept sequence-to-sequence
siete a zavidli mechanizmus zvany attention 2.16. Rozsirenie sa tyka fazy dekédovania sek-
vencie, kedy vdaka attention mechanizmu moéze dekodér prehladavat casti zdrojovej sekven-
cie a zachytit relevantné informédcie, na ktoré kladie doraz. Attention predstavuje skratku
medzi kontextovym vektorom a celym zdrojovym vstupom. Ukazka modifikovanej architek-
tary je na obrazku 2.7.

Formaélne ide o zmenu rovnice 2.14 na novy tvar:

pWe |yt -1, %) = g(Ye—1, 8¢, ¢t) (2.15)

kde s; je skryty stav dekodéra v cCase t, ktory sa pocita ako:

St = f(st—layt—la Ct) . (216)

V novom vzfahu uz kontextovy vektor ¢ nezdvisi podla 2.13 na sekvencii anotéacii
hi,...,hr,, na ktoré mapuje svoju vstupnu sekvenciu z, ale kazda anotacia h; obsahuje
informécie o celej vstupnej sekvencii so silnym zameranim na c¢asti obklopujtce slovo alebo
symbol v ¢asovom kroku ¢. Potom je vektor ¢; vypocitany ako vazeny sucet anotacii hy:

Ty
Ct = Zatjhj s (2.17)
j=1
exp(et;)
Qpj = =, (2.18)
iy explew)
ey = score(si—1, hj) , (2.19)

kde ay; je vaha anotacie a ey je tzv. zarovnanie (angl. alignment model), ktoré hodnoti ako
dobre sa vstupy okolo pozicie t zhoduju. V ich préci [2] je toto zarovnanie implementované
pomocou plne prepojenej vrstvy:

score(si—1,hj) = vgtanh(Wast_l + Ushj) , (2.20)

kde W,, U,, v, st vahy a tanh je aktiva¢na funkcia.
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RiesSenia zaloZené na sequence-to-sequence sietach Ilya Sutskever a spol. [45] pred-
stavili v roku 2014 siet, ktora dokazala mapovat vstupna sekvenciu symbolov na vystupni
sekvenciu symbolov. Architektira pozostava z dvoch ¢asti pouzivajacich LSTM sief: kodér
a dekodér. Kodér mapuje vstupnit sekvenciu na vektor fixnej dizky, ktory nasledne dekodér
dekdduje do cielovej sekvencie. Pocas experimentov pri strojovom preklade zistili, ze ich ar-
chitektura dokaze pracovat aj s dlhymi sekvenciami a dokazali sief naucif rozumné frazové
a vetné reprezentacie.

Dzmitry Bahdanau a spol. v ich praci [2] rozsirili koncept sequence-to-sequence sieti a po-
uzili mechanizmus zvany attention. Podla nich je pouzitie kontextového vektora s pevnou
dizkou problematické pri preklade dlhych sekvencif. Mechanizmus attention dokéze ndjst
relevantné casti v sekvencii na zaklade kontextového vektora a skrytého stavu dekodéra.
Dekodér sa vdaka tomuto mechanizmu rozhodne, na ktoré casti zdrojovej sekvencie bude
venovat svoju pozornost. Ich préca bola podobne ako [45] pouzita pri strojovom preklade
a dosiahla u neho nové state-of-the-art vysledky.

Chorowski a spol. v ich praci o rozpozndvani reci [7] rozsirili attention mechanizmus
tak, aby zohladnoval doraz z predchadzajicich krokov dekédovania. Rovnako zaviedli tzv.
attention smoothing, ktory slizi na agregovanie informacii z viacerych lokacii v sekvencii.

V tom istom obdobi Minh-Thang Luong a spol. demonstrovali vo svojej praci [29] po-
uzitie dvoch rozliénych attention mechanizmov: tzv. global attention mechanizmus, ktory
zameriava svoju pozornost na celil sekvenciu a tzv. local attention, ktory zameriava svoj
doraz iba na zvolenu Cast sekvencie. Ich analyza poukazuje, Ze pri strojovom preklade dosa-
huji modely zalozené na attention mechanizmoch lepsie vysledky, ¢o je viditelné napriklad
pri preklade mien alebo manipulécii s dlhymi vetami.

Jorge Sueiras a spol. [44] pouzili architektiiru spolu s attention mechanizmom pri roz-
poznavani ru¢ne pisanych slov. Ich architektira pouziva posuvné okno, ktoré postupne
extrahuje ¢asti z obrazu a tie nasledne posiuva na vstup CNN a potom kodér-dekodér ar-
chitektiire. Ako CNN architektiru zvolili obdobu LeNet-5 [26] a attention mechanizmus
pouzili rovnaky ako Chorowski a spol. [7].

Podobnui architekttiru pouzili aj Ariandam Chowdhury a spol. [8]. Na rozdiel od Jorge
Sueiras a spol. [44] pouzili ako vstup konvolucnej siete celé obrizky s textom a odstréa-
nili potrebu pouzitia posuvného okna. V ramci ich prace pouzili chybovi funkciu Focal
Loss [27], ktord m4 zlepsit problém sposobeny nevyvazenostou niektorych znakov v datovej
sade. Pre predikovanie sekvencie sa rozhodli pouzit beam search algoritmus. V praci popi-
suju, ze pouzitie mechanizmu attention poskytuje vyznamné zvysenie presnosti v porovnani
so standardnymi RNN s CTC sietami pri rozpoznavani ruc¢ne pisaného textu.

Konkurenéné vysledky v rozpoznavani rucne pisaného textu dosiahli aj Lei Kang a spol.
[19] v roku 2018, kedy sa rozhodli pouzit obdobni sequence-to-sequence architektiru ako
Jorge Sueiras a spol. [44] a Ariandam Chowdhury a spol. [8]. V praci preskimali pouzitie
tzv. content-based attention mechanizmu [29] and location-based attention mechanizmu [29].
V préci skimali vplyv technik, ktorymi st: label smoothing [46], ktory sltzi na regularizéciu
ground-truth rozhodnutia, multi-nomial decoding [6], ktory umoznuje dekodéru preskimat
viaceré alternativne cesty pri dekédovani a attention-smoothing [7]. Najlepsie vysledky do-
siahli pri pouziti location-based attention mechanizmu a techniky label smoothing.

Experimentalne porovnanie v pouziti réznych attention mechanizmov a poziénych ké-
dovani [47] uskutoc¢nili v roku 2019 autori Johannes Michael a spol. [31]. Vo svojej praci
uskutocnili aj hybridné trénovanie za pouzitia objektivnej funkcie kombinujicej CTC s cross
entropy. Na popularnych rucne pisanych datasetoch dosiahli vysledky, ktorymi prekonali os-
tatné sequence-to-sequence modely v oblasti HTR.
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Kapitola 3

Neurodnova siet typu transformer

Transformer bol prvykrat predstaveny autormi Vaswani et. al [47] v publikdcii Attention
Is All You Need. Ide o auto-regresivny' model neurénovej siete, ktorj vo svojej povod-
nej architektire neobsahuje ziadne rekurentné ani konvolu¢né vrstvy a je plne zalozeny
na mechanizme attention, ktory umoznuje modelovanie zavislosti bez ohladu na velkosti
vzdialenosti medzi ¢astami v sekvencii. Kang a spol. [18] a Christoph Wick a spol. [48]
pouzili modifikovant architektiru tejto siete pre rozpoznavanie ru¢ne pisaného textu.

Transformer prindsa oproti rekurentnym sieftam vyhodu v podobe lepsej moznosti pa-
ralelizacie. Povodné rekurentné siete si obmedzené v oblasti paralelizacie vypoc¢tu kvoli
povahe rekurentnych vrstiev. Zlozitost vypoctu rekurentnej vrstvy ma pri sekvencii o dizke
n a velkosti dimenzie skrytého stavu d hodnotu O(n-d?), pricom sekvenénych je prave O(n)
operacii. Oproti tomu vypocet v self-attention vrstve obsahuje celkovo O(n? - d) operécii,
z ktorych je sekvenénych prave konstantny pocet O(1) [49, 47].

Cel4 architekttira siete (obr. 3.3) pozostava z dvoch logickych blokov, ktoré sa nazyvaji
blok kodérov (angl. encoder block) a blok dekodérov (angl. decoder block). Jednotlivé zlozky
tychto blokov a mechanizmus attention su blizsie popisané v nadchadzajicich castiach.

3.1 Blok kodérov a dekodérov

Blok kodérov Blok kodérov je reprezentovany v podobe N za sebou prepojenych identic-
kych kodérov. Kazdy takyto kodér je zlozeny z dvoch subkomponent, konkrétne multi-head
attention vrstvy (3.2) a feed-forward vrstvy (3.1). Za oboma vrstvami sa nachidza norma-
lizaénd vrstva pouzivajuca tzv. Layer Normalization [1] a pri oboch vrstvach st pouzité
rezidudlne prepojenia [16]. Obe tieto techniky slizia na zefektivnenie tréningu neurénovej
siete.

Blok dekodérov Blok dekodérov ma podobnu struktdru ako blok kodérov, t.j. je repre-
zentovany N za sebou prepojenymi identickymi dekodérmi, ktoré s podobne prepojené
ako v pripade bloku kodérov. Rozdiely v Struktire dekodéra su, ze obsahuje naviac jednu
multi-head attention vrstvu a pri prvej multi-head attention vrstve sa pouziva maskovanie
(angl. Masked Multi-Head Attention). Vystup posledného kodéra sa pouziva ako vstupnd
zlozka pre hodnoty K a V' (vztah 3.3) v poradi u druhej multi-head attention vrstvy. Toto
umoznuje kazdému dekodéru, aby sa mohol zamerat na ktorékolvek pozicie vo vstupnej

'Pri generovani symbolu z; sekvencie y = @t_n,...,Tt_1,Tt, Tet1,- .., Teen Sa spolieha iba na doposial
zname vygenerované symboly T¢—n, ..., Ti—1.
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Obr. 3.1: VSeobecny vypocet attention vrstvy. Vystup attention vrtsvy (Output) sa vypocita
ako vazeny sucet jednotlivych hodnot V; (Values) a odpovedajicich vah. Odpovedajice
vahy st vypocitané ako softmaz(a(Query, Keys;)), kde a je pouzitd skérovacia funkcia.
Prevzaté z [49].

sekvencii ako tomu byva u sequence-to-sequence architektir. Maskovanie na druht stranu
sluzi pre zabezpecenie auto-regresivnosti modelu. Toto je zabezpecené nastavenim vsetkych
Casti vstupnej sekvencie na poziciach ¢t + 1 az t + n v ¢ase t na hodnotu —oo.

Feed-forward vrstva Feed-forward vrstva (FFN) predstavuje plne prepojend vrstvu,
ktora uskutoc¢nuje dve samostatné linedrne transformécie a obsahuje aktivaént funkciu
ReLU (Rectified linear unit) [32]:

FFN($) = ReLU (:EWl +bl)W2+bg, (3.1)

kde Wy, Wa, by, by st vdhy a x je vstupny vektor.

3.2 Mechanizmus Attention

Scaled Dot-Product Attention Ako mechanizmus attention (3.2) je v transformeri
pouzity tzv. Scaled Dot-Product Attention. Jedna sa o attention mechanizmus, ktory ako
skorovaciu funkciu, resp. zarovnanie, vyuziva skalarny sucin (angl. dot product) a skalovaci
faktor v/di. Vypocet je dany podla vztahu:

A ] K = QKT 3.2

ttention(Q, K, V') = softmax ( Vi > Vv, (3.2)
kde @, K,V st dotaz (angl. Question), kItu¢ (angl. Key) a hodnota (angl. Value). Attention
vo svojej podstate predstavuje funkciu, ktord na zaklade vstupného dotazu () a mnoziny
dvojic (K, V) vytvori vystup, ktory sa vypocita ako vazeny siucet hodnot V', u ktorych je pri-
radend vaha definovand pouzitou skérovacou funkciou (angl. score function) a operdtorom
softmax. Vypocet attention vrstvy je popisany na obrazku 3.1 [47].

Multi-Head attention V praxi je vyhodnejsie klast déraz na informacie z rozliénych
reprezentacii a poloh v sekvencii. Z tohoto dévodu sa Vaswani a spol. rozhodli vytvorit novy
mechanizmus attention, nazyvany Multi-Head Attention (3.3) [47]. V tomto mechanizme
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Obr. 3.2: Porovnanie Scaled dot-product attention vrstvy (3.2) a Multi-head attention vrstvy
(3.3). Multi-head attention vrstva pozostéva z niekolkych scaled dot-product attention vrs-
tiev, ktorych vystup bol konkatenovany a potom transformovany linearnou vrstvou. Kazda
scaled dot-product attention vrstva pritom pracuje so svojimi vlastnymi hodnotami @, K
a V, ktoré st taktiez transformované vlastnymi linedrnymi vrstvami WiQ, WE WY (3.4)
[47].

sa namiesto jednoduchej Scaled Dot-Product Attention vrstvy spociatku aplikuje linedrna
projekcia na dotazy @, kltuc¢e K a hodnoty V celkovo h-krat, kde h je pocet pouzitych hlav.
Naésledne sa na vsetkych linedrne premietnutych hodnotach vypocita samostatne hodnota
Scaled Dot-Product Attention (3.4), ktord sa konkatenuje do jedného vysledného vektora,
ktory sa este linedrne premietne (3.3). Celé to je to popisané ako:

MultiHead(Q, K,V) = Concat (heady, - - - , heady) W9, (3.3)

head; = Attention(QWE, KWK, vw)), (3.4)

kde WZ-Q,WZ-K WY a WO st véhy linedrnych vrstiev. Porovnanie vypoétov Scaled Dot-

7

Product Attention a Multi-Head Attention je na obrazku 3.2.

Self-Attention Self-Attention mechanizmus predstavuje variantu Multi-Head Attention
vrstvy, pri ktorej su vsetky hodnoty dotazov @, kltic¢ov K a hodndt V' (3.3) z rovnakej
vrstvy, t.j. z vystupu predchadzajicej vrstvy. Self-Attention je mozné vidiet v bloku kodérov
a rovnako aj v bloku dekodérov, kde tvori prva vrstvu a predstavuje tzv. Masked Multi-
Head-Attention vrstvu (obr. 3.3) [47].

3.3 Pozicné kédovanie a embedding

Embedding FEmbedding E predstavuje nizko-dimenziondlnu reprezentaciu priestoru dis-
krétnych premennych, ktora sa ziskava ucenim siete. Vyhodou tejto reprezentacie je, Ze
symboly sekvencie, ktoré spolu v kontexte viac stvisia maju medzi sebou nizsiu vzdiale-
nost. V transformeri sa embedding vrstva pouziva pri kédovani vstupnych a vystupnych
symbolov, pricom sa pri oboch embedding vrstvach pouziva rovnaka zdieland matica vah
[47].
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Pozicné kédovanie Transformer neobsahuje ziadne rekurentné vrstvy, a tak model nema
ziadne informécia o poradi jednotlivych symbolov v sekvencii. Pozi¢né kédovanie (angl.
Positional Encoding) (3.5) riesi tento problém a informdciu o relativnych a absolitnych
polohach sa snazi pridat za pomoci transformécie vstupného, resp. aj vystupného vektora.
V pdévodnom ¢lanku bolo pouzité fixné poziéné kédovanie za pomoci sinusoid, ktoré by mali
umoznit lepsie vnimat relativne vzdialenosti v sekvencii:

PE(pos,zi) = sin(pos/l()()o()?i/dmodez)

: (3.5)
P E(pos pit1) = €05(pos /100002 Fmodet )

kde pos predstavuje polohu v sekvencii, ¢ dimenziu vektora a d,,,q¢; dimenziu vstupného,
resp. vystupného embeddingu. Embedding E je néasledne modifikovany ako £ = E + PE
(obr. 3.3) [47].

RieSenia zaloZzené na sietach typu transformer V roku 2017 pouzili pri strojovom
preklade Ashish Vaswani a spol. [47] siet s ndzvom Transformer. Téato siet oproti ostatnym
sequence-to-sequence architektiram nepouziva ziadne rekurentné vrstvy a je kompletne za-
lozené na mechanizme attention. Konrétne zaviedli tzv. multi-head attention mechanizmus,
ktory umoznuje klast doraz na sekvencie z viacerych reprezentacii. Ich sief umoznuje lepsie
moznosti paralelizdacie vypoctu a jej varianty dosahuju state-of-the-art vysledky pri strojo-
vom preklade.

Kang a spol. [18] v roku 2020 rozsirili pévodni architektiiru siete transformer a upravili
ju pre potreby rozpoznavania rucne pisaneho textu. Ich siet obsahuje konvolu¢nii neurénovi
siet, ktora extrahuje vizualne priznaky z obrazu a tie nasledne postva na vstup transfor-
meru. V ich praci sa pokusali predtrénovat siet na syntetickych datach, a nasledne poukazali
na fakt, ze ich siet dosahuje lepSie vysledky ako iné sequence-tos-sequence architektury, ak
mé dostatok trénovacich dat. Dalej poukazali na to, Ze sa transformer dokéze vdaka atten-
tion mechanizmu naucit jazykovo Specifické kontextové informécie a dosiahli state-of-the-art
vysledky na détovej sade TAM [30].

V rovnakom obdobi pouzili Ning Lu a spol. [28] pri rozpoznavani textu v scéne siet
s nazvom MASTER, ktorda obdobne pouzivala modifikovani transformer architektaru. Po-
ukézali na to, ze ich metéda umoznila sieti vytvarat robustnejsiu reprezentaciu pri pries-
torovo deformovanych znakoch. V ich praci modifikovali kodér v sieti transformer. Doplnili
ho o konvoluc¢nu siet a pouzili tzv. Multi-aspect G CAttention, ¢o predstavuje pouzitie viace-
rych attention mechanizmov v jednom bloku kodéra. Dalej pouzili efektivnejsie cachovanie
paméte pri dekddovani sekvencie a urychlili inferenciu siete.

Christoph Wick a spol. [48] v roku 2021 rozsirili prdcu od autorov Kang a spol. [18]
a pouzili tzv. obojsmerné dekédovanie (angl. Bidirectional Decoding), pocas ktorého je de-
kédovanie vykonané v poprednom a rovnako aj spatnom smere. Nasledne pouzivaji kompo-
nentu voter, ktord kombinuje obe vystupy dekédovani a vytvara jednu vyslednu sekvenciu.
Rovnako ako v povodnej praci poukazuji na fakt, ze pri rozsiahlej datovej sade sa dokaze
ich siet vyrazne zlepsit a dosiahnut lepsie vysledky ako CNN/LSTM siete. Transformer
sa podla nich dokéze naucit silny jazykovy model, ¢o presne vysvetluje, preco je potrebné
vicSie mnozstvo dat pri trénovani siete. Dalej poukézali na potencionalny problém tejto
architektury, ktorym je opakovanie sa rovnakych symbolov v dekédovanej sekvencii.

16



3.4 DModifikacia siete transformer pre rozpoznavanie textu

Pévodny Transformer [47] bol pouzity pri strojovom preklade. Pre rozpoznavanie textu
upravili Kang et. al [18] ttito architektiru pridanim konvoluéného kodéra pre extrakciu pri-
znakovej mapy a adaptovali model, aby dokazal rozpoznavat vstupny obraz po jednotlivych
znakoch obsiahnutych v ich definovanej rozpoznavanej abecede. Ukazka ich modifikovane;j
architektiry je na obrdazku 3.4. Nasledne Christoph Wick a spol. [48] ich pracu este dalej
rozsirili a zaviedli obojsmerné dekédovanie (angl. Bidirectional Decoding).

Kodér vizualnych ért Kodér vizudlnych ¢t je reprezentovany v podobe konvoluénej
siete, ktora mé za tlohu transformovat vstupny trojrozmerny obraz riadka s textom a vy-
tvorif jeho vystupnud reprezentaciu v podobe priznakovej mapy F.. Ako konvolu¢nu siet
pouzili architektiru Resnet [16]. Tento vystup je nasledne transformovany za pomoci po-
ziéného kédovania, ktoré je pouzité v povodnom élanku [47], na vektor F.. Tento vektor
je nasledne transformovany obdobnym blokom kodérov a dekodérov ako v povodnej praci
[47]. V druhej praci [48] pouzivaji na vystupe CNN este plne prepojeni vrstvu. Pri kroku
dekdédovania je vystupom dekédovany znak, ktory je opakovane pouzity pri nasledovnom
kroku dekédovania spolu s predoslymi dekédovanymi znakmi [18].

Koédovanie textu Pri rozpoznavani textu je potrebné okrem definovania rozpoznavanej
abecedy A definovat aj Specidlne symboly bez textového obsahu. Tymito symbolmi st (S),
ktory urcuje zaciatok sekvencie, (E), ktory urcuje koniec sekvencie a (P), ktory sa pouziva
pre tzv. padding. Padding sa pouziva pre zarovnanie predikovanej sekvencie na vopred
definovani maximélnu dizku N znakov [18].

Inferencia siete Pocas inferencii siete nie st dostupné prepisy dat y, ktoré by odpove-
dali vstupom z. Prechod sietou je tym padom inicializovany zaslanim symbolu (S) na vstup
prvej vrstvy dekodéra. Pri predikeii znakov sa pouziva tzv. greedy decoding algoritmus [18],
ktory pouzije najpravdepodobnejsi predikovany znak ako vystupny znak v kroku ¢. Dalsou
moznostou je pouzit beam search algoritmus [48], ktory je presnejsi, ale zaroven vypoctovo
narocnejsi. Cely proces dekédovania néasledne prebieha v cykle, dokym sa neobjavy ukonco-
vaci symbol (F), pripadne sa nedosiahne maximélna dizka N znakov predikovanej sekvencie
[18].
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Obr. 3.3: Architektara siete Transformer. Model je auto-regresivny a pri generovani na-
sledujiceho symbolu spotrebuvava doposial vygenerované symboly. Pri prechode sietou je
ku vstupu (Inputs) a obdobne ku cielovému vystupu/redlnemu vystupu (OQutputs) pridany
embedding (Input/Output Embedding) a pozi¢né kédovanie (Positional Encoding). Modifi-
kovany vstup nasledne prechadza N identickymi kodérmi v bloku kodérov a v casti bloku
dekodérov obdobne N identickymi dekodérmi. Vystup posledného kodéra sa pouziva ako
vstupnd zlozka pre hodnoty K a V' (vztah 3.3) v poradi u druhej multi-head attention vrstvy
kazdého dekodéra v bloku dekodérov. Multi-head attention vrstvy (Multi-Head Attention)
a feed-forward vrstvy (Feed Forward) st blizSie popisané v castiach 3.2 a 3.1. U vset-
kych subkomponent v kodéroch a dekodéroch sa pouzivaji rezidudlne prepojenia [16] spolu
s normalizdciou (Add & Norm) [1]. Vystup posledného dekodéra prechddza cez linedrnu
vrstvu (Linear) a funkciu softmax (Softmaz). Na zaklade vystupnych pravdepodobnosti
(Output Probabilities) sa urci konkrétna sekvencia symbolov (OQutputs), ktord sa opatovne
pouziva ako vstup prvého dekodéra v bloku dekodérov. Tento vstup prechadza oproti po-
vodnej multi-head attention vrstvy tzv. maskovacou multi-head attention vrstvou (Mas-
ked Multi-Head Attention), ktord maskuje budice symboly pocas trénovania a zabezpecuje
auto-regresivnost modelu [49, 47]. Obrazok je prevzaty z [47].
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Obr. 3.4: Architektira modifikovanej siete Transformer pre rozpoznédvanie textu. Vstupny
obraz je transformovany konvolu¢nou sietou Resnet [16] na priznakovii mapu Fe. Na tento
vystup je nasledne aplikované pozi¢né kédovanie (TE). Potom je tento novy vektor transfor-
movany obdobnymi blokmi kodérov a dekodérov ako to je popisané na obrazku 3.3. Obrazok
je prevzaty z [18].
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Kapitola 4

Datové sady pre rozpoznavanie
rucne pisaného textu

Téato kapitola obsahuje prehlad o dostupnych datovych sadach, ktoré je mozné pouzit
pri rozpoznavani ru¢ne pisaného textu. V ramci kapitoly je v tabulke 4.1 dostupné aj
porovnanie medzi jednotlivymi sadami a konkrétne vzory z datovych sad si na obrazku
4.1.

Datové sady pre potreby HTR obsahuji zvycajne mapovaci subor, v ktorom su iden-
tifikdtory obrazkov a nésledne ich prepisy. Obrazky byvaji nasledne ulozené v beznych
formatoch akymi st napr. png a jpg. Castokrat nie st v datovej sade dostupné obrazky
jednotlivych riadkov textu, ale iba obrazky celych stranok spolu so subormi PAGE zml
[34], v ktorych st dostupné informécie o jednotlivich detekovanych regiénoch na stranke.
Riadky musia byt nasledne z takychto datovych sad extrahované.

V projekte PERO sa pracuje prave s PAGE formédtom suborov a pouzivaju sa databazy
LMDB! (Lightning Memory-Mapped Database), ktoré uchovavaji obrazkové data riadkov,
pricom ako identifikatory su pouzité identifikdtory dokumentov, regiénov a riadkov. Praca
s takouto databazou urychluje nacitanie diat a prinasa tym aj urychlenie trénovania siete.

4.1 Prehlad existujicich datovych sad

IAM Datova sada IAM [30] pozostava z rucne pisanych textov v anglickom jazyku od 657
roznych autorov. Datova sada je zalozend z tzv.Lancaster-Oslo/Bergen (LOB) korpusu?,
ktory obsahuje cez 1 mil. slov. Dataset IAM obsahuje 13 353 riadkov textu, ktoré sa skladaja
celkovo z 115 320 slov. Datova sadu je mozné vyuzif pre rozpoznavanie celych viet, ale aj
slov. Rovnako je v ramci datovej sady poskytnuta aj informaécia o identifikacii autora daného
prepisu. Obrazky v datovej sade boli skenované v 256 drovniach Sedej farby. Datova sada
bola prvykrat pouzitd v roku 1999 na sttazi ICDAR? a je stale populdrna pri rozpoznavani
textu [18, 48].

READ Datova sada READ [38] bola vytvorend v ramci projektu Recognition and Enrich-
ment of Archival Documents* (READ) v roku 2016. Datova sada pozostéva z nemeckych

"https://1mdb.readthedocs.io/en/release/
*http://korpus.uib.no/icame/manuals/L0OB/INDEX.HTM
Shttps://www.icdar.org/
‘https://cordis.europa.eu/project/id/674943
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Nazov sady Jazyk Pocet autorov Rozsah

IAM [30] anglicky 657 13 353 riadkov
READ ([38] nemecky neznamy 10 550 riadkov
Bentham [39] anglicky viac ako 1 21 752 riadkov
Databaza CVL [21] anglicky a nemecky 311 101 069 slov

ScribbleLens [9] holandsky 85 28 255 riadkov

Tabulka 4.1: Prehlad datovych sad pouzivanych u HTR.

zapiskov zo zasadnutia radnic z rokov 1470 az 1805, ktoré boli sucastou kolekcie Ratspro-
tokolle. Cela kolekcia obsahovala priblizne 30 000 stranok textu, zatialéco READ obsahuje
vynatych 450 stran, ktoré obsahuju spolu 10 550 riadkov textu. Dokumenty spdsobuji
tazkosti pri analyze rozlozenia stranky, pretoze obsahuji poznamky na okraji, vyblednuté
pismo a pod. Textové prepisy datovej sady st dostupné vo formédte PAGE [34]. KedzZe je po-
¢et autorov dokumentov neznamy, tak sa tato sada pouziva predovsetkym pri rozpoznavani
riadkov textu.

Bentham Datovd sada Bentham [39] pozostava z rukopisov filozofa Jeremy Benthama
a jeho sekretariatu napisanych v 18. az 19. storoc¢i. Datova sada je napisana v anglickom
jazyku a obsahuje celkovo 796 stran, ktoré tvoria celkovo 21 752 riadkov textu. Z hladiska
HTR ide o texty, ktoré je naro¢né rozpoznavat kvoli rozlicnym skrabancom, poznamkam
a horsej kvalite textu. Datova sada bola vytvorend v ramci projektu tranScriptorium?®
tacie st dostupné vo formédte PAGE [34] siborov.

a ano-

Databdza CVL Détova sada CVL [21] pozostdva z anglickych a nemeckych prepisov
7 vybranych literarnych diel, ktoré boli prepisané 311 réznymi autormi. Celkovy pocet pre-
pisovanych slov v ramci tychto diel je 451. Datovt sadu je mozné okrem rozpoznavania textu
vyuzit aj na identifikdciu pisatela. Nevyhodou je, zZe textové anotéacie s dostupné pre pre-
pisované paragrafy v celku alebo potom pre jednotlivé slova, zatialco riadkové anotacie st
postradané. Anotacie st dostupné v osobitnych zml suboroch.

ScribbleLens Datova sada ScribbleLens [9] obsahuje 1 000 stran holandskych textov
z obdobia 16. az 17. storoc¢ia. Dokumenty predstavuji lodné denniky spisané namornikmi
Vychodoindickej spolo¢nosti. Z tychto dokumentov je vsak textovo anotovanych iba 200
stran. Dataset bol spisany viac ako 80 autormi a je pouzitelny aj pri rozpoznavani pisatela.

4.2 Datova sada PERO HWR

Pre trénovanie neurénovych sieti je v pripade supervised uc¢enia c¢astokrat nevyhnutné obsta-
ranie rozsiahlych datovych sdd. Podla autorov Christoph Wick a spol. [48] je to nevyhnutna
podmienka, aby dokéazala siet typu transformer prekonat pristupy zalozené na rekurent-
nych neurénovych sietach pri rozpoznavani ruéne pisaného textu. Datové sady v sekcii 4.1

Shttps://cordis.europa.eu/project/id/600707
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Obr. 4.1: Ukazky z datovych sad pouzivanych u HTR.

obsahuju iba niekolko desiatok tisicok riadkov, a preto je v praci pouzitd rozsiahlejsia da-
tova sada vytvorena v ramci projektu PERO, ktora je v tejto praci oznacovana ako PERO
HWR. Pri zdrojovych siiboroch je tato datova sada oznacend ako HWR.2021-09-01.

PERO HWR predstavuje multilingvalnu datovi sadu. Obsahuje rucne pisané texty
v Ceskom, nemeckom a anglickom jazyku. Zdroje pre vytvorenie tejto datovej sady boli
datové sada Bentham [39], ddtova sada Brno HWR®, datova sada READ [38], ¢eské dopisy
a Ceské kroniky, vojenské denniky a kroniky a dalSie data ziskané z projektu PERO. Ukazka
niektorych vzoriek z datovej sady je na obrazku 4.2.

Verzia datovej sady, ktora sa pouziva v tejto praci obsahuje celkovo 538 560 unikatnych
riadkov textu. Z tohoto poctu je pre tréningovi sadu vyc¢lenenych 533 131 riadkov a 5 429
riadkov je ponechanych ako testovacia sada. Kvoli zvySeniu poc¢tu riadkov v ¢eskom jazyku
boli niektoré riadky v ramci tréningovej mnoziny duplikované do celkového mnozstva 1 364
922 riadkov. V¥ska obrazka v datovej sade je 40 pixelov, zatial¢o dizka najdlhsieho obrazka
je 1 512 pixelov.

Textové korpusy Pri rozpoznavani ru¢ne pisaného textu sa bezne pouziva datova sada
s vyrezom riadka a jeho odpovedajicou textovou castou. V tejto praci bola okrem takejto
tradi¢nej datovej sady pouzitd aj sada s textovymi korpusmi. Pouzitie textovych korpusov
pri trénovani siete je popisané v Casti 5.4. V praci sa pouziva textovy korpus, ktory posky-
tol Ing. Karel Benes. Ide o textovy korpus v ¢eskom jazyku, ktory obsahuje 109 355 492
textovych riadkov, pricom najdlhsi riadok v tomto korpuse dosahuje 46 znakov. Pred po-
uzitim korpusu z neho boli odstranené nezname znaky, ktoré sa nevyskytovali v znakovej
sade siete.

Shttps://pero.fit.vutbr.cz/handwritten_dataset
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Obr. 4.2: Ukézky z datovej sady PERO HWR (alias HWR.2021-09-01).



Kapitola 5

Navrh a implementacia neurdénovej
siete transformer

Tato kapitola obsahuje zdkladné informécie o navrhu siete a niektoré implementacné detaily.
V prvej Casti je popisané prostredie pre trénovanie neurénovych sieti a popis siete. V dalsej
Casti s popisané informaécie tykajice sa tokenizacie textu, pouzitie textovych korpusov
pri trénovani a trénovanie s pouzitim dodatocCnej textovej informacie v podobe textovych
prefixov.

5.1 Prostredie pre trénovanie siete

Ako programovaci jazyk sa v praci pouziva Python a jeho kniznica Pytorch!. V praci sa
pracuje s privatnym repozitarom? projektu PERO, kde sa v samostatnej vetve projektu
modifikuje existujici kéd pre pracu s architektirou transformer. Trénovanie nasledne pre-
bieha v prostredi MetaCentra® a prevazne na GPU Tesla T4 16GB. Natrénovanie modelu
trva v tychto podmienkach priblizne 24 — 32 hodin.

5.2 Popis siete pre rozpoznavanie textu

V ramci prace vychiadzam z existujiceho zdrojového kédu projektu PERO, ktory som upra-
vil do spustitelnej podoby a pripravil skripty pre trénovanie. Kéd som rozsiril o modifikacie
akymi si pouzitie odliSnej tokenizacie, moznost trénovania na textovych datach, pouzitie
roznych konvoluénych sieti, pouzitie datovej paralelizacie, trénovanie s pouzitim prefixov a
dalsie.

Transformer pozostava z konvoluénej neurénovej siete, ktora spracuje vstupny trojroz-
merny obraz obsahujuci riadok textu. Priznakovd mapa vytvorend konvolu¢nou sietou je
nasledne spracovand architektirou siete transformer, ktory odpoveda architektire z prace
autorov Vaswani et. al [47]. Model pouzitej siete so zdkladnymi stavebnymi prvkami je
zobrazeny na obrazku 5.1.

Vstupom siete je obraz pozostavajuci z troch kanalov a vyskou 40 pixelov. Maximéalna
Sirka obrazka je 1512 pixelov. Pre augumentovanie dat je pouzitd augumentacia vytvorena
v ramci projektu PERO, ktora je oznacena ako UNIVERSAL HWR. Tato augumentacia

"https://pytorch.org/
“https://github.com/DCGM/pero/tree/transformer
Shttps://metavo.metacentrum.cz/
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Obr. 5.1: Model siete transformer, ktory je pouzity v tejto praci pre rozpoznavanie rucne
pisaného textu. Vstupny obraz s tromi kanalmi je spracovany konvolu¢nou sietou a nasledne
siefou transformer, ktord generuje jeho prepis. Stavebné prvky bloku kodérov a bloku de-
kodérov, ako aj dalSie detaily st vysvetlené v kapitole 3.

menf jas, kontrast a sytost obrazu a dalej priddva mazanie, gaussovsky sum a dalsie. Ukazka
augumentovaného obrazu je na obrazku 5.2.

Trénovanie siete prebieha vo forme ucenia s ucitelom, kde je ku kazdému obrazku prira-
deny jeho odpovedajuci prepis. Kédovanie tohoto prepisu je nasledne popisané v casti 5.3
a zobrazené na obrazku 5.3. Okrem trénovania pouzitim takychto dvojic je v tejto praci
experimentované aj s trénovanim s dodatocnymi textovymi korpusmi a dalej pouzitim do-
datocnej textovej informécie pri dekédovani v podobe textovych prefixov. Tieto metédy sa
blizsie popisané v ¢astiach 5.4 a 5.5.

Pri trénovani siete sa pouziva optimalizator Adam [20] a learning rate o velkosti 0.1 x
1073. Na zaciatku trénovania sa pouziva postupné zvysovanie learning rate do vopred sta-
novenej hodnoty, tzv. warm-up. Toto zvySovanie je uréené vztahom (iter/10000)3 1074,
kde iter predstavuje aktualnu iteraciu pocas trénovania. Pri vic¢sine experimentov sa pou-
ziva hodnota trénovacej davky batch o velkosti 16. V transformeri sa pouziva regularizacia
dropout [43] o hodnote 30%.

Transformer Pri implementécii siete transformer je pouzita trieda z kniznice Pytorch*,
v ktorej je implementovana zakladna verzia tejto siete. V tejto praci sa doplnila modifikacia,

‘https://pytorch.org/docs/stable/generated/torch.nn. Transformer.html
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Obr. 5.2: Ukazka datovej augumentacie pouzitej pri experimentoch. V prvom riadku je
poévodny originalny obrazok. V druhom riadku je jeho augumentovana verzia, u ktorej je
vidiet pouzitie gaussovského Sumu a rozmazania obrazu.

kedy je mozné u tejto siete pouzit odlisné pocty blokov v ramci enkodér a dekodér blokov.
Obdobne je mozné pouzif v dekodéry odlisni dimenzionalitu ako v kodéry. Na vystup
konvolucnej siete je pred vstupom do kodéra aplikované pozi¢né kédovanie 3.3. Pri vstupe
dekodéra je na predikcie sekvencie aplikovana embedding vrstva 3.3 a nasledne obdobne ako
v pripade enkodéra pozi¢né kbédovanie.

Teacher forcing Pri trénovani siete sa pouziva technika nazyvand teacher forcing, ktora
umoznuje trénovat transformer ¢asovo efektivnejsie. Technika spociva v tom, ze pri gene-
rovani vyslednej predikcie dekodérom je v ¢asovom kroku ¢ zndma hodnota tokenu z kroku
t— 1, ktort uz transformer generoval. Namiesto pouzitia tejto hodnoty z kroku ¢ — 1 je vsak
pouzitd skutoénd hodnota tokenu, ktord sa ziska z prepisu obrazka (tzv. ground-truth).
Pri trénovani je mozné tuto techniku vynechaf, ¢o sp6sobi narast Casu trénovania siete.
Pri inferencii siete je nasledne tato technika vynechand a generovanie nasledujiceho znaku
je zavislé od znakov vygenerovanych vyslednou siefou. Pri trénovani aj inferencii sa dekodér
inicializuje startovacim tokenom.

Early stopping Pri trénovani siete sa pouziva algoritmus tzv. early stopping, ktory sa
vyhodnocuje na testovacej chybe a umoznuje pred¢asné zastavenie trénovania, ak sa po ur-
Citej dobe Specifikovanej parametrom sief dalej nezlepsuje. Trieda implementujica tento
algoritmus zabezpecuje aj ukladanie modelu, ktory dosahuje najlepsie vysledky na zvolenej
testovacej sade.

Label smoothing Pre moznost dodato¢nej regularizicie trénovania siete bola pridana
trieda pre algoritmus label smoothing [47, 46]. Tento algoritmus zamedzuje sieti vytvarat
prilis sebavedomé rozhodnutia o vyslednej predikcii. Vysledny chyba loss je pri pouziti
tohoto algoritmu pocitand podla vztahu:

n

loss = Z[(l —e)Hi(p,q9) + eH;(u,qp)],
i=1

kde n je velkost davky batch, H; znaci cross-entrophy, gy je distribucia predikovanych pre-
pisov, p je distribucia ground-truth a u je uniformnd distribtcia 1/n. Hodnota e predstavuje
voleny hyperparameter, ktory je v experimentoch nastaveny na hodnotu 10%. Pri hodnote
0 je label smoothing ignorovany [46].

5.3 Tokenizacia textu

Tokenizacia textu je proces, ktory popisuje akym sposobom je text rozdeleny na najmensie
symboly, tzv. tokeny. Tokeny s ktorymi pracuje neurénova sief maji podobu ¢iselnych iden-
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Obr. 5.3: Ukazka kédovania textu za pomoci tokenizacie znakov. Prvy riadok je vstup siete.
Druhy riadok je prepis riadka. Treti riadok predstavuje vstup bloku dekodérov, na ktory je
este pouzitie maskovanie. Stvrty riadok je o¢akavany vystup siete. Siet sa musi spravne na-
ucit generovat aj ukoncovaci token, inak pri inferencii siete d6jde ku cykleniu a generovaniu
dalsich znakov. Startovaci aj ukon¢ovaci token je reprezentovany tym istym tokenom.

tifikatorov. Tieto identifikatory mo6zu byt nasledne pomocou znameho mapovania prevedené
na Citatelny text.

Bezne sa pri rozpoznavani textu pouziva tokenizacia znakov. Pocet tokenov je v tomto
pripade zvyc¢ajne rovny poctu jedinecnych znakov obsiahnutych v datovej sade. Slovnik
tokenov byva dodatoCne rozsireny o tokeny pre identifikdciu zac¢iatku a konca sekvencie
a tzv. padding token, ktory slizi na doplnenie sekvencie do urcitej vopred stanovenej diiky.

V tejto praci pouzivam tokenizaciu znakov. Pocet pouzivanych tokenov je 511. Tieto
tokeny reprezentuju znaky vyskytujice sa v beznom, ale aj historickom texte, ktoré si po-
uzivané v projekte PERO. Vyssi pocet znakov je pouzity z dévodu, aby sa jednoducho mohla
sief trénovat na rozlicnych datovych sadach, ktoré obsahuju odlisné tokeny a nemusela sa
pritom menif posledné linearna vrstva v sieti. Datova sada s ktorou pracujem obsahuje 114
jedine¢nych znakov, takze zvysné znaky nevyskytujice sa v texte sa sief nenauci spravne
generovaft.

Pri kédovani textu je na zaciatok kazdej sekvencie pridany Startovaci token. Vsetky
sekvencie maji v dévke batch rovnakd dizku, ¢o je zarucené pridanim padding tokenu
na koniec kazdej sekvencie, ktora nedosahuje maximélnu dizku v danej davke. Pri cielovej
sekvencii sa nasledne ocakava, ze sa sief nauc¢i spravne generovat ukoncovanci token, ktory
indikuje koniec generovania znakov. V tejto praci je startovaci a ukoncovaci token rovnaky.
Ukazka kédovania je na obrazku 5.3.

V experimentoch s tokenizaciou pouzivam kniznicu sentencepiece®. Sentencepiece [25]
je jazykovo nezavisly tokenizér, ktory pracuje na urovni nespracovaného textu z ktorého
za pomoci techniky Byte-Pair Encoding (BPE) alebo wunigram vytvori vysledny slovnik
s tokenmi. Rovnako podporuje rézne techniky normalizicie textu a regulariziciu ucenia
pri pouziti tejto tokenizacie. Pri vytvarani slovnika sa vopred Specifikuje jeho vysledna vel-
kost vo forme hyperparametru. Vyssie ¢islo symbolov v slovniku mdze sposobit, ze vysledny
text bude kodovani nizsim poc¢tom znakov, a to mdze nasledne aj urychlit proces inferecie
siete. O tomto viac vypoveda experiment 6.3.

5.4 Pouzitie textovych korpusov pri trénovani siete

Pri trénovani siete bola implementovand moznost trénovat sief s pouzitim textovych kor-
pusov. Pri takomto trénovani si v ramci jednej davky batch dostupné obrazky s odpove-
dajicimi prepismi a dalej si v tejto davke dostupné aj samostatné texty, bez obrazkovych

Shttps://github.com/google/sentencepiece
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dat. V praxi moze bezne nastaf situdcia, kedy nie je v datovej sade dostupné dostatocné
mnozstvo dat, a v takomto pripade je mozné povolif aj prave takéto trénovanie siete.

V praci je implementovand samostatna trieda pre nacitanie textovych korpusov a ich
pridani do trénovacej davky. Pri trénovani sa nasledne pracuje s dvomi argumentami, ktoré
specifikuju velkosti jednotlivych dévok batch. Prvy batch popisuje pocet dvojic obrazok
— prepis (obrazkovy batch) a druhy batch popisuje pocet textovych riadkov z textového
korpusu (textovy batch). Vyslednd velkost mini dédvky je nasledne dand sumou tychto dvoch
typov davok.

Pocas dopredného prechodu sietou je obrazkovy batch transformovany konvolué¢nym ko-
dérom a kodérmi siete transformer. Vystupnd viacdimenziondlna matica v tomto pripade
reprezentuje zakédované informéacie z obrazka. Aby bolo mozné pri trénovani pouzit tex-
tovy korpus, tak musi byt tento viacdimenzionalny vystup rozsireny o dodatoéni maticu,
ktord bude reprezentovat chybajice obrazky z textového batchu. Ku viacdimenzionalnej
matici je teda konkatenovana dalsia matica, ktord charakterizuje textovy batch. Tato ma-
tica mdze byt nahodne inicializovana alebo nadobudat hodnotu konstanty. Pri dekdédovani
sekvencie s pouzitim teacher forcing je nasledne ku ground-truth obrazkového batchu pripo-
jeny textovy batch prepisov tvoreny z riadkov z textovych korpusov. Nasledne bude dekodér
dekédovat prepisy, ktoré pochadzaju z obrazka, a rovnako aj prepisy z textovych korpu-
sov. Pocas spatného prechodu sietou nasledne textovy batch prispieva ku aktualizacii vah
v dekodér blokoch, zatial¢o obrizkovy batch prispieva ku aktualizacii vah v celej sieti. Je
to spOsobené typ, ze vysledny vypocet gradientu u konstanty nadobtida hodnotu 0. Ukazka
schémy siete s pouzitim tohoto trénovania je na obrazku 5.4.

V ramci prace sa ako datova sada textovych korpusov pouziva dataset popisany v ¢asti
4.2. Kvoli rozpoznavaniu monolingualnych dat bol nasledne modifikovany aj existujici da-
taset PERO HWR 4.2, z ktorého bola odstranend vicsina textu v odliSnom jazyku.

5.5 Trénovanie siete s pouzitim textovych prefixov

Pri trénovani s pouzitim textovych prefixov je vstupom dekodér blokov, okrem samostatne;j
informaécie o predikovanych tokenoch z minulych ¢asovych krokov, aj dodatoéna informéacia
v podobe dalSieho textu, ktory je v tejto praci oznaceny ako textovy prefix. Textovy prefix
oznacuje textovy udaj, ktory ma urcité spojenie s dekédovanou sekvenciou. Méze ist o na-
vizovanie vety, regionu a pod. V experimentoch v Casti 6.5 sa nasledne skiima, ¢i mdze mat
takato dodatoc¢na textova informécia pozitivny vplyv pri dekdédovani sekvencie a zvysit tym
jej uspesnost. Ukazka textu s textovym prefixom je na obrazku 5.5.

V ramci implementacie sa pouziva modifikovany dataset PERO HWR, 4.2. Tento upra-
veny dataset obsahuje okrem dvojic obrazok — prepis, aj dodato¢nu informaciu v podobe
textového prefixu. Stbor s mapovanim obrazkov a prepisov obsahuje dalej aj informaciu
o pozicii, na ktorej zac¢ina skuto¢na sekvencia, ktord sa viaze ku danému obrazku. Textovy
udaj, ktory predchadza tejto pozicii predstavuje textovy prefix. Pri kddovani textovej sek-
vencie vstupuje do siete Startovaci token, ktory je nasledovany textovym prefixom a za nim
nasleduje skuto¢ny textovy tidaj z obrazku. Pri generovani vyslednej sekvencie sa vsak
ocCakava, ze bude sief generovat iba skutoény text, ktory sa nachadza na obrazku. Pri in-
ferencii siete je nasledne mozné pouzit dekédovanie za pomoci dodatoéného textu alebo
s vynechanim takéhoto textu.
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Obr. 5.4: Trénovanie siete s pouzitim textovych korpusov. Pri trénovani siete sa pouziva
dvojica davok, tzv, obrazkovy batch a textovy batch. Obrazkovy batch pozostava z dvojic
obrazok — prepis. Textovy batch tvoria texty bez obrazkovych dat. Po¢as dopredného pre-
chodu siefou je vstupom CNN obrazok z obrazkovej davky. Vystup posledného kodér bloku,
ktory obsahuje kédované informaécie z obrazka je nasledne rozsireny o maticu reprezentujicu
data z textového korpusu. Vstup dekodéra pozostéva nasledne z textovych idajov oboch da-
vok. Pri procese dekédovania prebieha nasledne okrem dekédovania klasického obrazkového
batchu aj ku dekdédovaniu batchu s textovymi datami.

Modifikacia datasetu Pritvorbe datasetu sa spracovavali xml stibory vo forméate PAGE
[34], ktoré obsahovali informécie o dostupnych regiénoch a naviznosti jednotlivych texto-
vych riadkov. Zo vSetkych textovych stiborov sa extrahovali navézujice riadky a vytvoril
sa dataset, ktory obsahoval postupne navézujice riadky o poc¢te 1 a 2 navéizujucich riad-
kov. Z datovej sady som odfiltroval riadky, ktoré boli prazdne a obdobne riadky, ktoré sa
algoritmicky dali odhalif ako nespravne segmentované. Vyslednym krokom bolo vytvorenie
Imdb databéaze aké sa pouziva v projekte PERO. Pocas trénovania siete sa nasledne pouziva
pri overovani testovacia datova sada v podobe datasetu bez prefixov a datasetu s prefixom,
aby sa odhalilo, ¢i je dekddovanie s pouzitim textovych prefixov tispesnejsie.
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Obr. 5.5: Trénovanie siete s pouzitim textovych prefixov. Prvy obrazok je vyrez zo stranky,
z ktorej boli nasledne segmentované riadky, ktoré sa pouzivaju pri trénovani siete. Pod pr-
vym obrazkom je jeho textovy prepis. Druhy obrazok reprezentuje konkrétny vyrez, ktory
je v datovej sade. Text pod nim obsahuje nasledne okrem samotného prepisu riadka aj
jeho prefix, ktory pochddza z predchadzajiuceho riadku rovnakého regionu. Textovy prefix
je zvyrazneny tuénym pismom.
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Kapitola 6

Experimenty

V tejto kapitole st popisané experimenty, ktoré som uskutoc¢nil s rozli¢nymi architektirami
siet! typu transformer pri rozpoznavani riadkov textu. Pre vyhodnocovanie presnosti sa
v pripade rozpoznavania textu typicky pouzivaji metriky Character Error Rate (CER)
a Word Error Rate (WER), ktoré umoziniuji porovnévat presnost prepisu siete nezavisle
na dizke rozpoznavanej sekvencie.

CER Character Error Rate predstavuje podiel medzi miniméalnym poctom operacii, po-
trebnych pre zamenu zdrojového retazca za cielovy retazec a dlzkou cielového retazca:
i1+s+d
cpr=1std (6.1)
n
kde n predstavuje pocet znakov v retazci, i, s a d st postupne pocet operacii vkladania,
pocet operacii substiticie a pocet operacii mazania znakov.

WER. Word Error Rate predstavuje podiel medzi minimalnym poctom operacii, potreb-
nych pre zdmenu zdrojovych slov za cielové slova a poctom slov v cielovom retazci:
i S d
WERZ(w+ w+ w)’ (6.2)
T

pri¢om 4., Sy a dy, st rovnaké operacie ako pri vypocte CER, ktoré si vymedzené na slova
a nie na znaky. Hodnota WER byva zvycCajne vyssia ako hodnota CER. V tejto praci je
pouzitéd iba metrika CER, ktord vypoveda o vyslednej presnosti modelu viac ako metrika
WER.

6.1 Vplyv velkosti a typu konvoluéného kodéra na tspesnost
modelu

V prvom experimente som porovnaval vplyv rozlicnych typov konvolu¢nych kodérov na vy-
slednt Uspesnost generovania prepisov obrazu. V ramci experimentu boli pouzité zname
architektiry konvoluénych sieti, ktorymi st siete ResNet [16] a VGG [42]. Okrem tychto
siet{ bol pouzity aj konvoluény kodér, oznaceny ako pero_vgg, z rekurentnej neurénovej
siete, ktord vyuziva objektivnu funkciu CTC a pouziva sa v projekte PERO [23]. Ukazka
architektury pero_ vgg je na obrazku 6.1. Konvoluény kodér mé podobnt struktiru ako prvé
bloky siete VGG. Tvoria ho 4 konvolu¢né bloky, pricom kazdy blok tvori dvojica konvolicii
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. , . Tréningova sada  Testovacia sada
Konvoluény kodér Pocet parametrov g

CER CER
resnet34 [16] 21 284 672 6,87 % 6,25 %
vegl6 [42] 14 723 136 5,66 % 4,91 %
vagl6* 14 723 136 4,48 % 4,76 %
vag* 5 276 480 417 % 4,15 %
pero_ vgg [23] 2 326 912 3,48 % 3,81 %

Tabulka 6.1: Porovnanie rozliénych typov a velkosti konvoluénych kodérov. Siete resnet34
a vggl6 predstavuju Standardné konvolu¢né siete. Siete vggl6* a vgg* si modifikované ver-
zie siete VGG [42], kde vggl6* neobsahuje posledni pooling vrstvu a siet vgg* obsahuje
odlisny pocet vrstiev a velkosti konvolu¢ného jadra. Siet pero_ vgg oznacuje konvoluény ko-
dér pouzivany u architektiry rekurentnej neurénovej siete s chybovou funkciou CTC, ktora
bola natrénovand ako sucast projektu PERO. Pocéet parametrov oznacuje pocet trénova-
telnych vah u pouzitych konvoluénych sieti. Hodnota CER u tréningovej sady je pocitana
s pouzitim techniky teacher forcing na nidhodnej vzorke z tréningovej sady.

© © © C
64 |, M| _J 128 |, M 5 256 |, M| J 512
x2 2 x2 2 x2 2 x2

Obr. 6.1: Ukazky architektiry konvolué¢ného kodéra oznaceného ako pero_ vgg. Tento kodér
pozostava zo 4 blokov, ktoré tvoria konvoluéné vrstvy (C) o velkostiach 64, 128, 256, a 512.
Kazdy konvolucny blok je zloZeny z dvoch konvoluénych vrstiev a je nasledovany pooling
vrstvou (M) a normalizéciou s odozvou filtra. Tretia pooling vrstva nemeni horizontélne
rozliSenie obrazu [23].

postupne o poc¢toch 64, 128, 256, a 512. Kazdy konvoluény blok nasleduje normalizacia a po-
oling vrstva, pricom iba prvé dve pooling vrstvy redukuju horizontédlne rozliSenie. Okrem
spominanej siete VGG, bola pouzitd aj jej modifikovana verzia s odliSnym poctom vrstiev
a velkosfou konvolu¢ného jadra a verzia, ktorda ma odobrati poslednt pooling vrstvu.

Vsetky siete boli obdobnym spésobom trénované na datovej sade PERO HWR (4.2).
Pri trénovani bola pouzitd pociatocna learning rate o velkosti 0,1 x 1073 a batch o velkosti
16. Pri trénovani bola v transformeri pouzitd regularizécia typu dropout [43] o velkosti 30%
a dalej bol pouzity label smoothing [47] o velkosti 10%. Siete boli trénované s pouzitim
early stopping na testovacej chybe s parametrom patience 10, pricom kontrola zastavenia
trénovania sa uskutocnovala v kazdom kroku validacie na testovacej sade. Pri trénovani boli
u siet{ resnet34, vggl6 a vggl6* pouzité vahy, ktoré boli ziskané trénovanim na détovej sade
ImageNet [37]. U ostatnych sieti boli vahy spociatku nahodne inicializované. Dosiahnuté
vysledky st zobrazené v tabulke 6.1.

7 tabulky vidief, Ze najlepSie vysledky dosiahla siet pomenovand ako pero_ vgg, ktorej
chyba na testovacej sade predstavuje 3,81 %. V porovnani s ostatnymi sietami je tato siet
najmensia v pocte trénovatelnych parametrov. O nieco horsie vysledky dosiahla modifikacia
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et s e Tréningova sada Testovacia sada
Pouzité vahy

CER CER
ndhodné vihy 3,48 % 3,81 %
predtrénované vahy (nezmrazené) 3,82 % 3.52 %
predtrénované vahy (zmrazené) 3,00 % 3,41 %

Tabulka 6.2: Pouzitie predtrénovanych vah v konvoluénom kodéry oznacenom ako
pero_vgg. Zmrazené vahy znamenaju, ze v prvych 10 000 iteraciach ucenia nedochadzalo
ku ich aktualizacii.

siete VGG s ndzvom vgg*, ktord mé podobne ako siet pero_ vgg pomerne nizky pocet para-
metrov. Z vysledkov vidiet, ze pri pouziti hlbokej konvolucnej siete je trénovanie naro¢nejsie
a vysledna siet nedosiahne tak dobré vysledky. Dalej je taktiez vidiet, ze siet vggl6*, ktora
sa od siete vggl6 lisi iba v pocte pooling vrstiev dosiahla o nieco lepsie vysledky ako siet
vggl6. Vyssi pocet pooling vrstiev obsahovala podobne architektira resnet34. Na zéklade
tohoto je pre transformer vyhodnejsie, ak je priznakovid mapa generovana konvolucnou sie-
tou dostatoCne rozmerna. Pre porovnanie vystupom siete pero_vgg je vektor o velkosti
256 x 5 x 378, zatial¢o napr. vystupny vektor siete resnet34 ma rozmer 512 x 2 x 48.
Nésledne st tieto vektory este transformované linedrnou vrstvou pred vstupom do kodéra.

Dalej som skiimal pouzitie predtrénovanych vah u konvoluéného kodéra pero_ vgg, ktory
bol sucastou rekurentnej neurénovej siete, ktora bola trénovana na rovnakej datovej sade
ako moje siete. V tomto experimente som nepouzil ndhodne inicializované vahy, ale prave
vahy ziskané trénovanim na rovnakej datovej sade inou sietou. U predtrénovanych vih som
pouzil variantu so zmrazenymi vahami po dobu 10 000 iteracii, pocas ktorych dochadzalo
k aktualizacii vah iba v sieti transformer. Vysledky st zobrazené v tabulke 6.2.

Z vysledkov vidiet, Zze pouzitie predtrénovanych vih prinieslo zlepsenie v presnosti o hod-
notu 0,4 % na testovacej sade. Pri porovnani modelov s predtrénovanymi vdhami sa osved-
¢ilo trénovanie, kedy je v pociato¢nych iteraciach zmrazend aktualizacia vah v konvolucnej
sieti. Ak si porovnadme vysledky s ndhodnymi vAhami a predtrenovanymi (nezmrazenymi)
vahami, tak na trénovacej sade dosiahla siet s ndhodnymi vahami o nieco lepsi vysledok.
Toto moze byt spésobené tym, Ze pri trénovani sa chyba CER pocita na ndhodnej vzorke
z trénovacej sady. Ukazky niektorych vygenerovanych prepisov si na obrazku 6.2.

Rekurentna neurénova siet s chybovou funkciou CTC a konvoluénym kodérom pero_ vgg
dosiahla na rovnakej datovej sade znakovi chybu 3,25 % [23]. Toto je 0 0,16 % lepsi vysledok
ako dosiahla siet transformer. Napriek tomuto vysledku je vsSak siet transformer schopna
konkurovat rekurentnej sieti.

Pouzitie beam search algoritmu V tomto experimente som skiimal moznosti zlepsenia
vyslednej presnosti pouzitim metdédy beam search algoritmu. Pri experimente boli overené
presnosti s parametrami beam size o velkostiach 3 a 5. Oproti algoritmu greedy search,
ktory sa pouziva aj pri trénovani siete sa ocCakava mierne zlepsenie vysledku, pretoze je
prehladavany vacsi stavovy priestor. Vysledky st zobrazené v tabulke 6.3.

Pri pouziti parametru beam size 3 sa zlepsila presnost dekdédovania o hodnotu 0.8 %.
Pri pouziti vyssieho ¢isla parametru uz nebola dalej zaznamenana ziadna zvysena presnost.
Ukéazka niektorych dekédovani je na obrazku 6.3. Hoci je vysledny prepis presnejsi, pouzitie
tohoto algoritmu je vypoc¢tovo narocnejsie ako pouzitie greedy search algoritmu.
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JVEDNRTEL :  HMORSAK Acos

ground-truth: JEDNATEL: HORSAK ALOIS
vystup: Jednatel: Horséak Alois

ground-truth: HOSPODARSKY ZIVOT V OBCI
vystup: Hospodarsky zivot v Obci

Mo it sft sl fo [Borona

ground-truth: Mein wohlehrwurdiger Herr Pfarrer!
vystup: Mein wohlehrwrdiger Herr Pfarrer!

- i : { i
1 . l“ .-‘ fe *

‘Pﬂmw &*E/usz{,m.u A  Couludd, .
ground-truth: Slozeni okrskové volebni komise:

vystup: Slozeni okrskové volebni komise:
A 1912 A sfj}ffiioyf{» imu & pm WW ] #ﬁumm;
ground-truth: sloZzeni vybérové komise pro vybrani firmy

vystup: sloZeni vybérové komise pro vybrani firmy

Obr. 6.2: Ukazky vygenerovanych prepisov z testovacej datovej sady. Pri generovani prepisov
bola pouzita siet oznacend ako pero_wgg a boli pouzité predtrénované (zmrazené) véihy.
Prvy riadok textu predstavuje ground-truth, zatialco druhy riadok predstavuje vystup siete.
Zaujimavostou je, ze u prvych dvoch obrazkov by bola chyba prepisu nulova, ak by bol
vystup siete prevedeny na velké pismena. Takyto ,nespravny“ prepis bol u sieti transformer
zaznamenany niekolkokrat.

6.2 Vplyv velkosti siete transformer na tspesnost predikcie
znakov

Cielom tohoto experimentu bolo zistit ako mé6ze pocet kodér a dekodér blokov v sieti trans-
former spolu s rozli¢nou dimenzionalitou jednotlivych blokov ovplyvnit vysledni presnost
siete. Pri experimentoch sa testovali dimenzionality o velkostiach 256 a 512 pri pocte blokov
4 a 6. Vyssie hodnoty neboli volené, pretoze s narastajicim poc¢tom blokov a dimenzionalitou
narasta aj samotnd velkost modelu. Pri velkom modeli nasledne dochadza ku problémom
ulozenia takéhoto modelu na graficka kartu a obdobne narastd vyrazne aj ¢as trénovania
takejto siete pri pouziti jednej GPU. Pri trénovani boli zachované obdobné parametre ako
pri experimente s volbou konvoluéného kodéra (6.1). Vysledky experimentu st zobrazené
v tabulke 6.4.

Najlepsie vysledky dosiahol model, ktory obsahoval 6 kodér a dekodér blokov a mal di-
menzionalitu 512. O nieco horsie vysledky dosiahla architektira, ktorda obsahovala 6 kodér
blokov a 4 dekodér bloky. Tato architekttra dosiahla o 0,42 % horsie vysledky. Ostatné
architekttry dosiahli chybovosti na testovacej ddtovej sade vyssie ako 4 %. Pri porovnani
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. Testovacia sada
Beam size

CER
1 (greedy search) 3,41 %
3,33 %
5 3,33 %

Tabulka 6.3: Predikcia sekvencie s pouzitim beam search algoritmu. Pri volbe hodnoty
beam size 3 doslo ku miernemu zlepseniu. Pri hodnote beam size 5 uz viac nedochadza ku
zlepSovaniu presnosti u zvolenej datovej sady.

i
(4

) M = - s T

ground-truth: na lezeni a viz byl vytapén kamny na uhli. To bylo pro nas pfijatelné. Na rozpalena
vystup (beam 1): na lezeni a viiz byl vytapén zaciny na ukli. To bylo pro nas pfijatelné. Na rozpalena
vystup (beam 3): na lezeni a viiz byl vytapén kazdy na ukli. To bylo pro nas pfijatelné. Na rozpalena

i a T e -.f o lEm -"r:, W L T o "i-r.-'?':-,'.-_ A At e A A
ground-truth: Mama fika T4ta z bratrem ti to v8echno potrhali. Rikali, ze kdovi jestli se vrati$
vystup (beam 1): Mama fika T4ata _ bratrem ti to viechno potrhali. Rikali, Ze kdovi jestli se v_ruti§

vystup (beam 3): Mama fika Tata _ bratrem ti to viechno potrhali. Rikali, Ze kdovi jestli se vrati§

Obr. 6.3: Ukazka predikcie sekvencie pri pouziti algoritmu beam search. Beam size o velkosti
1 predstavuje algoritmus greedy search. U niektorych znakov doslo vdaka prehladdvaniu
dalsich pravdepodobnych znakov ku zlepSeniu vysledného prepisu. Z obrazku vidiet, ze
u vécsieho prehladavania doslo ku takmer presnej predikcii slova ,vratis“. Pri predikcii slova
,2kamny“ bolo vygenerované odlisné slovo ,kazdy*, ale napriek tomu sa zmensila vysledna
chyba.

velkosti siet{ vSak nie je zrejmé, ¢i malé modely dosiahli horsie vysledky mimo dvoch naj-
lepsich architektir. U architektir s dimenzionalitou 256 totiz nie je zaznamenany ziadny
narast chyby s klesajicim poc¢tom blokov. Autori Kang a spol. [18] zvolili v ich praci archi-
tektiru s dimenzionalitou 1024 a mensi pocet blokov 4. Podla mojich vysledkov zvysenie
dimenzionality prispelo ku zlepseniu modelu. Pri pocte blokov 4 som pri mojich hodnotéach
nezaregistroval pozitivny prinos. Zvysovanim poc¢tu blokov sa sieti dodavajia dalsie attention
vrstvy a siet sa tak pravdepodobne mdze ucit nové pozornosti.

Trénovanie na datovej sade IAM Pri tomto experimente som sa rozhodol porovnat
najuaspesnejsi model ziskany z tejto prace s ostatnymi modelmi, ktoré boli trénované a tes-
tované na détovej sade TAM [30]. Na zaciatku ju nutné spomenit, ze oba ¢lanky [18, 48],
s ktorymi je model porovnavany boli trénované a testované na odlisnych datovych podmno-
zinach. Pri trénovani siete som pouzil ndhodné zamiesanie dat a rozdelenie datovej sady,
na ktorej som nasledne natrénoval sief. Tréningova datova sada obsahovala 8 344 riadkov,
zatialco testovacia datova sada obsahovala 3 000 riadkov. Vysledné hodnoty experimentu si
nasledne iba orientac¢né a slizia na overenie spravnosti implementécie a postupu trénova-
nia siete. Pri experimente boli pouzité tri modely. Prvy model predstavuje klasicky model
s konvoluénym kodérom pero_ vgg z experimentu 6.1, u ktorého boli ndhodne inicializované
pociatoéné vahy. Nasledne boli pouzité dva dalsie modely, ktoré pouzivaji aj predtrénované
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Pocet kodér Pocet dekodér

Dimenzionalita modelu CER
blokov blokov
256 4 4 4,23 %
256 4 6 4,13 %
256 6 4 4,37 %
256 6 6 4,16 %
512 4 4 4,24 %
512 4 6 4,41 %
512 6 4 3,83 %
512 6 6 3,41 %

Tabulka 6.4: Porovnanie tispesnosti modelu pri rozli¢nych dimenzionalitdch a po¢tom kodér
a dekodér blokov. Najlepsie vysledky dosiahla najvécsia architektira s dimenzionalitou 512
a pocCtom blokov 6 a 6. Tato architektira predstavuje zdkladnu transformer architektiru,
ktord vystupuje aj v povodnej praci o transformeroch [47]. O nieco horsie vysledky dosiahla
architekttira s rovnakou dimenzionalitou, u ktorej bol voleny nizsi pocet dekodér blokov.
Ostatné architekttury dosiahli porovnatelné vysledky.

Transformer model CER

model z tejto prace 2,48 %

model z tejto prace (predtrénované CNN) 2,18 %
predtrénovany model z tejto prace (predtrénovana celd siet) 1,6 %
Lei Kang a spol. [18] 4,67 %

Christoph Wick a spol. [48] 5,67 %

Tabulka 6.5: Porovnanie uspesnosti modelov na détovej sade TAM [30]. Najlepsie vysledky
dosiahli architektury, ktoré pouzivajui predtrénované vahy. Siet s ndhodne inicializovanymi
vahami dosiahla vSak po natrénovani o 2,19 % lepsie vysledky na testovacej datovej sade
ako model od Lei Kang a spol. [18].

vahy z konvolucnej siete a aj z celej siete. Vysledky experimentu s zobrazené v tabulke
6.5.

Podla vysledkov boli prekonané ostatné architektury, ktoré obdobne experimentuju
s transformer architektirami pri rozpoznavani ru¢ne pisaného textu. Ako bolo ale spo-
menuté vyssie, ide o odlisné podmnoziny datovych sad. Zakladny model dosiahol chybovost
2,48 %. Pridanim predtrénovanych vah z konvolucnej siete, pripadne pridanim vah z celej
siete a dotrénovanim modelu sa vysledky este viac zlepsili. Autori Christoph Wick a spol.
[48] potvrdili, Ze transformery vyzaduju sofistikovany vyber hyperparametrov a predtréno-
vané vahy pre konvoluény kodér. Na obrazku 6.4 st zobrazené niektoré vystupy siete, ktora
bola trénovana s ndhodnou inicializaciou vah.

Architektury [18] a [48] sa od natrénovanej architektury z tejto prace odliSuju prevazne
vo velkosti siete transformer, ¢o sa tyka poc¢tom blokov a dimenzionalitou, ale odliSuju sa
aj velkostou pouzitej konvolu¢nej siete. Ich modely vyrazne prevysuju pocet trénovatelnych
parametrov v porovnani so siefou pouzitou v tejto praci. Pri experimente s konvolu¢nou
siefou 6.1 bolo rovnako v tejto praci poukdzané, ze vicsia sief dosiahla na testovacej da-
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ground-truth: had had_.a thoroughly good time, and it would take them
vystup: had been a th_roughly good time, and it would take them

g '
Wl Br Thug,

i
|

ground-truth: look as though it was only what_ you expected of me,
vystup: look as though it was only which you esqualed of me,
i
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ground-truth: MR SELWYN LLOYD may speed up his plans
vystup: Mr Selwyn Lloyd may speed up his plans
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ground-truth: the old Palace. And Barry and Eric. DONS__ at
vystup: the old Palace. And Batty and Eric. Dorts at

Obr. 6.4: Ukazka rozpoznanych riadkov z testovacej datovej sady datasetu IAM. Prvy riadok
je obrazok z testovacej sady, nasledujuci riadok reprezentuje ground-truth. Tret{ riadok je
vystup modelu z prace bez predtrénovanych vah. Z vystupu vidiet, Ze u niektorych slov
akymi st napr. ,Mr Selwyn Lloyd“ bol nespravne anotovany dataset, ale sief sa napriek
tomu naucila vytvorit spravny prepis. U slova ,what* nasledne sief vygenerovala slovo
»2which“, ktoré je vizudlne aj jazykovo blizke.

tovej sade horsie vysledky. Potenciondlne problémy by mohli byt u pouzitej datovej sady,
augumentacii dat, pripadne vo velkosti hodnot regularizacnych technik akymi s dropout
a label smoothing.

6.3 Vplyv rozli¢nej tokenizacie na tispesnost siete

V tomto experimente som skiimal vplyv rozliénej tokenizacie textu. Pri trénovani siete som
pracoval s kniznicou sentencepiece!, ktord umoziuje tokenizovat sekvencie. V pdvodnych
experimentoch je siet trénovana so znakovou tokenizaciou s velkostou slovnika 513. U to-
kenizacie sentencepiece som pouzil dve verzie algoritmov a to tzv. Byte-Pair Encoding [40]
(BPE) a unigram [24]. Pri trénovani siete s pouzitym algoritmom unigram bola pouzitd
regularizicia v podobe augumentacie tokenizovanej sekvencie. Pri tejto regularizacii moze
byt jedna sekvencia kédovanad postupnostou réznych tokenov. Vysledky experimentu si
zobrazené v tabulke 6.6.

7 vysledkov vidiet, ze ziadny typ tokenizacie nedosiahol lepsie vysledky ako tokenizacia
po jednotlivych znakoch, pri ktorej dosiahol model tspesnost 3,41%. Pri odlisnej tokeni-
zacil dosiahol algoritmus BPE o nieco lepsie vysledky ako algoritmus unigram, vynimkou
pripadu, kedy bol pouzity slovnik o poc¢te 1024 tokenov. Pri tomto pocte dosiahol lepsie
vysledky algoritmus unigram. Podla vysledkov nie je pri generovani sekvencie vidiet vy-
razné zlepSovanie alebo zhorsovanie, ak sa pouzije slovnik s va¢sim alebo mensim poctom

"https://github.com/google/sentencepiece

37



Tokenizacia ]Algoritmus Slovnik CER

znaky ’ - 513 3,41 %
sentencepiece [25] unigram 512 4,35 %
unigram 1024 4,42 %

unigram 2048 4,5 %

unigram 4096 4,36 %

bpe 512 4,46 %

bpe 1024 4,06 %

bpe 2048 4,02 %

bpe 4096 421 %

Tabulka 6.6: Porovnanie uspesnosti vzhladom ku pouzitej tokenizacii. CER predstavuje
chybu na testovacej datovej sade. Ciselnd informécia v stipci slovnik reprezentuje pocet
pouzitych tokenov pri danej tokenizacii. Podla vysledkov dosiahne model najlepsie vysledky
(3,41%) pri pouziti tokenizicie znakov. Pri pouziti odliSnej tokenizécie nie je zrejmé, ¢i
narastajicim slovnikom narastd aj vysledna presnost.

Pocet dekédovanych tokenov  Slovnik Cas (v sec.)

235 938 znaky 372.,9
126 891 513 243,0
108 785 1024 213,4
95 211 2048 198,2
84 294 4096 187,1

Tabulka 6.7: Porovnanie rychlosti inferencie tokenizacii s rozlicnou velkostou slovnika
na testovacej sade. V experimente sa porovnavala tokenizicia znakov a tokenizacia s vyuzi-
tim BPE. Testovacia sada ma v celkovom poéte 236 024 znakov. Prvy stipec znadi celkovy
pocet tokenov, ktory siet pri danej tokenizacii vygenerovala. Cas oznacuje ¢as dekédovania
testovacej sady so zvolenym slovnikom.

tokenov. Pri algoritme BPE vsak dosiahol model najlepsie vysledky, ked bol pouzity slovnik
o velkosti 1024 a 2048 tokenov.

Dalej je v tabule 6.7 vidiet merany ¢as inferencie siete na testovacej sade. Pouzitie
tokenizacie s vac¢Sim poctom tokenov ma podla vysledkov pozitivny vplyv na urychlenie
rychlosti dekddovania sekvencie. Vyplyva to z toho, Ze sekvencie sti pravdepodobne ¢astejsie
kédované mensim poc¢tom tokenov u rozsiahlejsich slovnikoch. Toto nastava aj napriek tomu,
ze rozsiahlejsie slovniky obsahujt okrem dalsich casti slov aj vSetky znaky, ktorymi by mohla
siet kddovat sekvencie.

6.4 Trénovanie modelu s textovym korpusom

Pri tomto experimente sa skima vplyv textovych korpusov pri trénovani siete transfor-
mer. Pri trénovani siete sa pouziva davka, resp. batch, ktory pozostava z obrazkovej casti,
tzv. obrazkovy batch (tvoria ho dvojice, vstupny obraz — odpovedajuci prepis) a z textovej
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Pocet obrazkov Pocet textov

D, CER
v davke v textovej davke
16 - 2,54 %
8 16 3,15 %
12 12 2,66 %
16 8 2,62 %
16 16 2,47 %

Tabulka 6.8: Porovnanie tispesnosti modelov, trénovanych spolo¢ne na obrazkovych datach
a aj textovych korpusoch, na datovej sade vytvorenej z Ceskych textov. Trénovaci batch
pozostava z obrazkovych dvojic (obrdzok — prepis) a viet z ¢eského textového korpusu.
Princip trénovania je popisany v Casti 5.4. Z vysledkov vidiet, ze pri rovnakej velkosti
obrazkového batchu dosiahla sief trénovana aj spolu s textovymi korpusmi o nieco lepsie
vysledky ako siet trénovana iba na obrazkovych datach. Pri nizSom pocte obrazkov v davke
vidiet mierne zvacSovanie chyby.

Casti, tzv. textovy batch (tvori ho text z textového korpusu). Popis trénovania je popisany aj
v Casti 5.4. Pri trénovani siete je sief trénovana ¢iastocne na obrazkovej davke a ¢iastocne
na textovej davke pozostavajiucej iba z textovych dat. U experimentov sa ako obrazkova
davka pouzila podmnozina z datovej sady PERO HWR, z ktorej boli extrahované ceské
riadky. Textova davka pozostava nasledne z textovych riadkov z datovej sady obsahujuice;j
cez 109 miliénov riadkov textu (4.2). U experimentu bolo volenych niekolko réznych kom-
binacii velkosti davky batch a zastupenia jej jednotlivych ¢asti. Vysledky experimentu sa
zobrazené v tabulke 6.8.

7 vysledkov experimentu je vidief mensi prinos trénovania siete spolu s davkou tvore-
nou z textovych korpusov. Najlepsie vysledky dosiahla siet, ktora bola trénovana s textovou
davkou o velkosti 16. Jej vyslednd chybovost predstavuje 2,47 %, ¢o je avSak iba o 0,07 %
lepsi vysledok ako dosiahol model trénovany na samostatnej obrazkovej davke. O nieco hor-
Sie vysledky dosiahli siete trénované na textovej davke o velkosti 12 a 8. Trochu zaujimavy
je vysledok modelu, u ktorého bola pouzitd nizsia velkost obrizkovej davky o hodnote 8.
V tomto pripade dosiahla siet horsie vysledky. U tohoto pripadu je pravdepodobné, Ze tex-
tova informaéacia sief pri uCeni zmiatla, a prave to spdsobilo horsie vysledky. Z vysledkov
nie je uplne isté, ¢i pouzitie textovych korpusov prispieva pozitivne ku trénovaniu, pretoze
rozdiel medzi modelmi trénovanych na obrazkovej davke a kombinacii s textovou déavkou je
minim&lny.

V tabulke 6.9 st nasledne porovnané modely trénované na datovej sade PERO HWR.
Prvy model reprezentuje model ziskany z experimentov 6.1 a 6.2. Druhy model je rovnaky
model, ktory bol na rozdiel od prvého modelu trénovany s rovnakou hodnotou dodatocne;j
textovej davky. Z vysledkov vidiet, ze novy model, ktory bol trénovany spolu s textovymi
korpusmi dosiahol o dost viditelné znizenie presnosti na testovacej datovej sade u oboch sad
v tabulke. Za tento fakt moze Ciastotne mozno viacjazycnost datovej sady oproti korpusu,
ktory je cely v ¢eskom jazyku. Pouzitie korpusu vSak neprinieslo ani zlepsenie presnosti
na ¢eskom datasete. Podla tohoto je pre transformer pravdepodobne vyhodnejsie pouzivat
klasické obrazkové data a dodatocna textova informaécia iba komplikuje trénovaci proces.

V dalsej casti sa skiimal dalej vplyv textového korpusu, ak je v datovej sade nizsi pocet
dat pouzitych pri trénovani. Z pévodnej datovej sady Ceskych textov bolo extrahovanych
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Pocet obrazkov Pocet textov CER CER

v davke v textovej daivke (PERO HWR) (Cesky dataset)
16 0 3,41 1,90 %
16 16 3,56 % 2,01 %

Tabulka 6.9: Porovnanie uspesnosti modelu trénovaného na obrizkovej davke batch a mo-
delu trénovaného spolo¢ne na obrazkovych datach a textovom korpuse, na datovej sade
PERO HWR. Pri testovani bola pouzita aj ceska datova sada. Ako textovy korpus bol
napriek viacjazy¢nosti datovej sady PERO HWR voleny textovy korpus ¢eského jazyka.
7 vysledkov vidiet, Zze natrénovany model dosiahol na datovej sade PERO HWR mierne
zhorsenie presnosti (0,15 %), ak bol pri trénovani pouzity aj textovy korpus. Pri porov-
nani vysledkov na ¢eskom datasete dosiahol obdobne lepsie vysledky klasicky transformer
trénovany na obrazkovych datach.

Typ korpusu Podiel dat CER

- 20 % 3,16 %

- 40 % 2,86 %

Cesky korpus 20 % 3,60 %

Cesky korpus 40 % 3,23 %

korpus textov z datovej sady 20 % 3,51 %
korpus textov z datovej sady 40 % 3,22 %

Tabulka 6.10: Porovnanie Gspesnosti vzhladom ku poétu dat a pouzitiu korpusu. Cesky kor-
pus predstavuje datovi sadu z ¢asti 4.2. Korpus textov z datovej sady reprezentuje prepisy
riadkov, ktoré sa vyskytuju v celej tréningovej mnozine (nielen v podmnozine na ktorej boli
trénované siete).

postupne 20 % a 40 % riadkov, ktoré boli samostatne pouzité pri trénovani siete. Nésledne
sa skiuma vplyv dodatocného ¢eského korpusu na tspesnost sieti. Ako korpus som v tomto
experimente pouzil pé6vodny ¢esky korpus a rovnako som sa pokusil pouzit aj textové prepisy
z celej tréningovej datovej sady, ako dalsi textovy korpus. Vysledky st zobrazené v tabulke
6.10.

Podla vysledkov z tabulky 6.10 dosiahol najlepsie vysledky model, ktory nebol tréno-
vany s pouzitim textovych korpusov. Dalej je z v¥sledkov viditelné, ze modely, ktoré boli
trénované na vacsom mnozstve dat dosahuju lepsie presnosti ako modely trénované na po-
lovi¢nej datovej sade. Pri porovnani modelov trénovanych s pouzitim textovych korpusov
dosiahli lepsie vysledky modely, ktoré pouzili ako textovy korpus texty z tréningovej datovej
sady. Podla tohoto je pre siet urcite vyhodnejsie, ak je pouzity korpus jazykovo podobny
textom, ktoré sa nachadzaju na obrazkoch.

Podla celkovych vysledkov je vsak pre transformer naroc¢né vyuzit informéciu z texto-
vého korpusu. Jednym z problémov moze byt prave informécia prichddzajica z vystupu
kodéra. Transformer by potreboval pravdepodobne lepsiu informaéciu, ktora by napr. cCias-
tocne bola reprezentovani umelym stavom, ktory by bol charakterizovany textom, ktory sa
pokusame dekdédovat.
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CER
Pocet pouzitych CER s prefixom
prefixov (riadkov) | bez prefixu | vSetky prepisy bez prazdnych

0 2,97 % - -
1 3,97 % 18,95 % 8,15 %
2 4,25 % 9,27 % 9,05 %

Tabulka 6.11: Porovnanie tispesnosti siet{ vzhladom ku mnozstvu dodatocnej textovej in-
formécie v podobe textovych prefixov pri dekédovani sekvencie. Siete boli s touto dodatoc-
nou informéciou aj trénované. Prvy stipec oznac¢uje kolko riadkov textu bolo u trénovania
pouzitych. Pri inferencii siete sa nasledne testovalo, ¢i dokédze poskytnutie textového pre-
fixu prispiet ku zvySeniu presnosti dekédovania sekvencie. Posledny stipec (bez prézdnych)
oznacuje testovaciu chybu CER bez riadkov, ktoré boli dekédované ako prazdne.

6.5 Trénovanie siete a dekdédovanie sekvencie s pouzitym tex-
tového prefixu

V tomto experimente sa pri trénovani neurénovej siete vyuziva dodatocéna textova informa-
cia v podobe textového prefixu. Textovy prefix predstavuje ¢ast textu, ktory bezprostredne
predchadza textovému prepisu z obrazka. Tymto prefixom a Startovacim tokenom je vo fazy
dekdédovania inicializovany dekodér. Pre ucely pouzitia takychto prefixov bola obstarana
nové datova sada, ktora je popisana v Casti 5.5 s popisom tejto metédy v casti 5.5.

Vysledky obstarané pri inferencii siete st zobrazené v tabulke 6.11. V tabulke je vidiet
znakovi chybu CER pocitanti na dvoch odlisnych testovacich sadach. Prva sada predsta-
vuje datova sadu bez pouzitia textovych prefixov. U druhej datovej sady st pri niektorych
riadkoch dostupné textové prefixy. Okrem iného je v tabulke zobrazeny dalsi idaj v podobe
chyby CER, ktora bola pocitand bez riadkov, ktoré siet vygenerovala ako prazdne. U to-
hoto pripadu sa jedna o chybu, ktora bola pocitand na testovacej sade s prefixmi, pricom sa
chyba nepocitala na prepisoch, u ktorych sief vygenerovala prazdny prepis. Tento idaj tam
je z dovodu, pretoze pri pouziti prefixov nastala ¢asto situdcia, kedy si siet pravdepodobne
nedokézala poradif s dlhym textom a vystupom siete boli sekvencie obsahujice padding
token, ktory sa nésledne po dekdédovani transformoval na prazdny retazec.

Podla vysledkov je vidiet, ze narastajicim poc¢tom dodatocénej informacie pri dekédovani
narastd aj celkova chyba siete pri dekédovani klasického textu bez prefixov. Ak sa zameriame
na text s prefixmi, tak je zaujimavé, ze sief s mensim poc¢tom dodatocénych riadkov dosiahla
takmer dvojnasobne horsi vysledok pri dekdédovani. Pri tomto dekdédovani dochadzalo ¢asto
prave ku vyssie spominanému problému, kedy siet vobec negenerovala ziadnu zmysluplna
informéaciu. Ak ale vynechdme sekvencie, ktoré boli generované ako prazdne, tak sa chyba
u sieti trénovanych s jednym a dvomi textovymi prefixmi viac priblizuje.

Dalej bolo overované spravanie klasickej transformer siete, ktora nebola trénované s po-
uzitim prefixov. V tabulke 6.12 st zobrazené vysledky z procesu dekédovania tejto siete,
kde boli na vstup postupne pridané textové prefixy. Z vysledkov vidiet, Ze sief sa nepred-
stavitelne zhorsila a dosiahla chybovost viac ako 70 %. V tomto pripade siet, podobne ako
siete trénované s prefixmi, generovala prazdne prepisy. Podla tohoto je pre transformer na-
rocné dokazat aplikovat mechanizmus attention na dlhé sekvencie. Sekvencie dosiahli prilis
velkt dizku a chyba sa s narastajicou dizkou zviéSovala. Rovnako z experimentu vyplyva,
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Pocet dodato¢nych riadkov CER

0 2,97 %
1 71,28 %
93,73%

Tabulka 6.12: Uspesnost dekédovania siete z experimentu 6.2 pri pouziti textovych prefixov
u dekdédovania. Sief nebola trénovana s textovymi prefixami.

ze pouzitie takejto informéacie sa musi sief spociatku naucif a nie je to mozné aplikovat
u akéhokolvek modelu.

6.6 Zhrnutie vysledkov

Vykonané experimenty s architektirou transformer poukaziju na to, ze architektira ma
potencionalne vyuzitie pri rozpoznavani ruc¢ne pisaného textu. Pri experimentovani s vel-
kostou konvolu¢ného kodéra a siete transformer bolo zistené, zZe mensiu siet bolo jednoduch-
Sie natrénovat ako siet z vyssim poc¢tom trénovatelnych vah. Najlepsie vysledky dosiahla
najmensia siet s ozna¢enim pero_ vgg. Tato sief dosiahla chybu na testovacej datovej sade
o hodnote 3,41 %. Obdobne bolo v tejto praci overené, ze siet s predtrénovanymi vdhami
u konvoluéného kodéra dosiahne lepsie vysledky, ¢o popisa aj Christoph Wick a spol. [48].
Pri experimentovani s velkostou siete transformer dosiahla lepSie vysledky rozmernejsia siet
s vyssou dimenzionalitou v jednotlivych blokoch.

Pri pouziti odlisnej tokenizacie od tokenizacie znakov bola u sieti zaznamenana mierne
zvysend chyba. U vécsich slovnikoch vsak chyba dalej nenarastala. Pri pouziti véicsich slov-
nikov sa siet spravne naucila pouzivat tokeny, ktoré zastupuja viacero znakov a tym padom
to prinieslo rychlejsie dekddovanie vo fazy inferencie siete.

Siet bola natrénovana na datovej sade IAM a vysledky poukazuji na vysoky potencial
siete transformer. Na obrazku 6.4 je viditelnd vlastnost, kedy sa sief snazi vyuzivat svoj
vnutorny jazykovy model a predikovat nielen znaky, ktoré vidi na obraze, ale aj jazykovo
blizke slova, pripadne slova ktoré nadobidaji vo slovom spojeni vyznam (,had been“ na-
miesto ,had had“, ,which“ namiesto ,what“). Hoci ide o chybne dekédovanie slov, tak je
ich generovanie dost odévodnitelné podla spomenutych jazykovych vlastnosti. Toto rovnako
popisuju Christoph Wick a spol. [48].

Pri trénovani siete s textovymi korpusmi boli zistené minimélne prinosy. Pri pouziti
textovych korpusov nedoslo k vyraznému zhorseniu vysledkov. Ku zlepseniu vysledku doslo
iba u varianty, kedy bola sief trénovana na ¢eskej datovej sade s ¢eskym korpusom. Akonéahle
bola vsak sief trénovand na vécsej datovej sade, tak dosiahla sief trénovana bez textovych
korpusov lepSie vysledky na vsetkych datovych sadach.

U trénovani siete s dodato¢nou textovi informéciou v podobe prefixu bol zaznamenany
problém pri pouziti takychto prefixov. Pri viiéSej dizke prefixu chyba siete narastala a takdto
informécia vo forme prefixu nepriniesla ziadne zlepSenie siete, ale na druhu stranu priniesla
vyrazne zhorsenie. Architektira transformer nedokaze pracovat s takto dlhymi sekvenciami
a Castokrat generuje prazdne znaky. Jednym z dovodov, preco sa sief nedokézala textové
prefixy pouzivat, moéze byt aj kvalita datovej sady. U viacerych textovych prefixoch nebol
na prvy pohlad viditelny sivis dvoch casti textu. Prave takato nadbytocna informaécia
mohla mat za nasledok, ze sa sief spravne netrénovala.
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Kapitola 7

Zaver

Cielom tejto prace bolo pripravif prehlad o neurénovej sieti typu transformer a jej aplikacii
pri rozpoznavani ru¢ne pisaného textu. V tejto praci som vychddzal z existujicej architek-
tury siete, ktora je implementovand v projekte PERO!. Ttto architektiru som dalej rozsiril
a uskutoc¢nil nad nou experimenty. Pri trénovani siete som pouzil datovi sadu PERO HWR
so zameranim na ¢eské texty. Najuspesnejsi model dokazal na testovacej datovej sade do-
siahnut chybovost 3,41 %, ¢o predstavuje iba o0 0.16 % horSiu presnost rozpoznivania ruc¢ne
pisaného pisma aki dosahuje rekurentnd neurénova siet s chybovou funkciou CTC [23].
Vo vystupoch siete transformer je vidiet, Ze za vyssiu chybu mohlo u niektorych pripadov
nespravne rozliSsenie velkych a malych pismen.

Pri experimentoch som sktimal aj vplyv rozlicnej tokenizacie textu. Podla experimentu
dosahuje najlepsie vysledky siet pouzivajica tokenizaciu po znakoch. Ostatné typy tokeni-
zacie dosiahli o nieco horsie vysledky, ale pri vicsich slovnikoch sa siet naucila generovat
nizsi pocet tokenov a urychlif inferenciu siete. Pri dalSom experimente som skimal vplyv
textovych korpusov ¢eského jazyka na zlepsSenie vyslednej presnosti siete. Pri trénovani siete
obsahovala tréningova davka okrem obrazkovej davky aj dalsi textovy batch. Tento textovy
batch sa néasledne pouzil pri trénovani dekodéra. Podla vysledkov experimentov vSak pri ta-
komto trénovani nebol viditelny ziadny vacsi prinos a najlepsie vysledky dosiahla siet, ktora
nebola s textovymi korpusmi trénovana. Dalej bol v ramci prace skiimany vplyv pouzitia
textovych prefixov u inicializdcie dekodéra pocas trénovania aj testovania siete. Pre tieto
ucely bola pripravena nova datova sada, ktord obsahuje informaciu o prepise obrazu a aj od-
povedajuci textovy prefix. Na vstup dekodéra bola pridana dodato¢nd textova informécia,
ktord pochadzala z predchadzajiceho riadka prepisovaného obrazka. Ani pri tomto experi-
mente vSak podla vysledkov nebolo viditelné zlepsenie presnosti dekédovania. Siet dosiahla
horsie vysledky, generovala velké mnozstvo prazdnych prepisov a mala problém dekédovat
koniec sekvencie.

Prinosom tejto prace st vysledky experimentov a rozsirenie implementacie siete trans-
former. Dalsf vivoj by sa mohol zamerat v pouziti obojsmerného dekédovania sekvencie,
pripadne v pouziti dvoch nezavislych dekodérov pri dekédovani. Rovnako by sa mohla
pri trénovani siete pouzit so sietou transformer chybovéa funkcia CTC. Dalsie experimenty
by mohli spoc¢ivat v trénovani vacsich sieti a zakomponovanie dalSich datovych sad a typov
siet{ transformer do experimentov.

"https://pero.fit.vutbr.cz/
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Priloha A

Obsah prilozeného DVD

Obsahom prilozeného paméfového média je:

zvesel79.pdf - text bakalarskej prace,

latex/ - zdrojové sibory v WIEXpre vysadzanie textu diplomovej prace,
o src/ - modifikované zdrojové stibory projektu PERO,

o data/ - datova sada,

o checkpoints/ - ulozené vihy modelov,

e video.mp4 - video prezentujice vysledky prace,

e README.txt - textovy stibor s popisom obsahu paméfového média a spustania.
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