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Abstrakt

Cilem této prace je pfibliZzeni principu algoritmu Closure a ovéieni jeho vlastnosti. Tento algoritmus
neni moc zndmy a v problematice dolovani asociacnich pravidel je povazovan za novy. Algoritmus
Closure by mél byt krokem vpied v rychlosti zpracovani dat a ziskavani asociacnich pravidel. Pro
porovnani bude slouzit algoritmus Apriori, ktery je naopak v této problematice jiz dlouho vyuZzivan.

Abstract

The goal of this barchelor’s thesis is to study and implement the Closure algorithm and verification of
its characteristics. The algorithm is less known than other approaches and is relatively new in the field
of data mining. The Closure algorithm could be a step forward to fast data processing in data mining
and knowledge discovery. The thesis also compares the Closure algorithm with the Apriori algorithm.
The Apriori algorithm is well known in the field of data mining.
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1 Uvod

Prace se zabyva problematikou ziskdvani asociacnich pravidel z databazi v oboru informacnich
technologii. Asocia¢ni pravidla ndm jednodusSe feceno fikaji, co s ¢im souvisi a v jakém vztahu se
navzajem dv¢ a vice véci vyskytuji. Naptiklad uz jen pravidelnou navstévou supermarketu a nakupem
zbozi se vytvari asociacni pravidla pro nakupni kosik. Dalsi téma, na které je bakalaiskd prace
zameéiena se nazyva data mining (dolovani dat). Dolovani dat je proces, pro vytvoieni modell dat
z databazi.

Cilem této bakalarské prace je vybrat jeden z novéjSich algoritmil provadéjici automatizovany
proces dolovani dat a tento algoritmus zanalyzovat, naimplementovat, ovéfit jeho ¢innost za pomoci
experimenti nad vzorkem dat a vysledky srovnat se znamym algoritmem Apriori. Pro tuto praci byl
vybran algoritmus s nazvem Closure algorithm. Hlavnim testovanym faktorem jsou doba zpracovani
dat algoritmu a pocet prichodti zdrojovou databdzi. Podminkou ovétovani funkcénosti algoritmi je
dosazeni spravného vysledku.

Nyni nasleduje kratké srhnuti obsahu této prace. Druhou (jelikoz tvod je prvni kapitolou)
kapitolou je problematika dolovani asociacnich pravidel a vysvétleni zakladnich pojmi z tohoto
oboru. Dalsi kapitola se zabyva jednotlivymi kroky celého procesu ziskavani znalosti z databaze.
Jednim z krokl je i proces dolovani dat z databaze a ziskavani asociacnich pravidel. Nasleduje
predstaveni pojmu klasifikace, predikce a shlukovani. Popsani zdroji dat pro dolovani, do kterych
patii relacni databaze, datové sklady a transak¢ni databaze, které se pouziji v aplikaci pro ovéfeni
funk¢nosti algoritmtl. V kapitole asocia¢ni pravidla je popsano jejich vyuziti, pouziti metrik pro tyto
pravidla a jsou uvedeny i typy asociacnich pravidel. Nasleduje kapitola algoritmy a v ni pfedstaveni
tii algoritml pro automatizované provedeni procesu dolovani. Prvnim z nich je metoda FP-stromu,
druhym je algoritmus Apriori a tfetim je algoritmus Closure. Soucasti poslednich dvou algoritmt jsou
i pseudokody, podle kterych se naimplementuje Cinnost téchto algoritmii v ovéfovaci aplikaci.
Implementace je prakticka kapitola jejiz soucasti je koncepéni navrh aplikace a popsani jednotlivych
tfid. Dalsi praktickou kapitolou je ovéteni Cinnosti algoritml a prezentovani vysledkli pomoci grafti
se strunym popisem a poukazanim na disledky riznych vlastnosti algoritmi. V kapitole zavéer se

popisuji ziskané znalosti a hodnoti se celkovy vysledek prace.



2 Problematika dolovani asociac¢nich
pravidel

Dolovani (zisk&vani) asociacnich pravidel je ¢ast celého procesu ziskavani znalosti z databazi. Po
rozdéleni tohoto pojmu na ¢asti lépe pochopime jeho vyznam. Dolovani je jinym slovem ziskavani.
Slovo asociacni (asociace = vztah, vazba), takze vztahy jednotlivych dat. Pravidla jsou opakujici se
vyskyty vazeb. Po sloZeni téchto ¢asti dohromady, ziskame definici, Ze dolovani asociacnich pravidel
je ziskavani modelt dat. Jako datovy zdroj pfi provadéni procesu dolovani se pouzivaji relacni
databaze, datové sklady (vicetiroviiova asociacni pravidla), transakéni databaze (jednouroviova
asociacni pravidla), dal$i zdroje jsou popsany v kap. 2.2 Druhy dat pro dolovani. Cela kapitola 2,

veetné podkapitol byla ¢erpana ze zdroje [1].

2.1 Ziskavani znalosti z databazi

Ziskavani znalosti z databaze je analytickd metodologie, extrakce (,,dolovani®) netrivialnich,
skrytych, potencionaln¢ uzite¢nych modeld dat a vzori z velkého objemu dat. Pro¢ zrovna
netrividlnich, skrytych a potencionaln€ uzitecnych modelt dat? Netrividlni znamend, Ze informaci
nelze ziskat jen pomoci jednoduchého SQL dotazu nad daty, ale musi se pouZzit specificky
sofistikovany postup. To souvisi s dalsi vlastnosti a tou je skrytost. Modely a vzory, které jsou
hledany nejsou na prvni pohled vidét, protoze databaze nebyla navrzena proto, aby tyto informace
ptimo ukladala. Tteti vlastnosti je potencidlni uzite¢nost. Tato vlastnost je zavisla na zisku informaci
pro potiebu rozhodnuti. Setkdvame se s ni v praxi pfi analyze zdkaznika zadajiciho ptijcku v bance,
nebo pii rozhodovani rozmisténi zbozi v hypermarketu, apod.

S aplikaci ziskavani znalosti z databazi je mozno se setkat v bézném zivoté. Hodné rozsifena a ve
velkém poctu pouzivana je analyza ndkupniho koSiku. U ni se napf. zjiStuje jaké zbozi v jakém
obdobi zékaznici nejvice nakupuji. Dalsi oblast s velkym poctem vyuziti jsou finan¢ni analyzy a
fizeni rizik (predikce vyvoje cen v Case, predikce rizika poskytnuti pajcky). Praktické vyuziti se
nachéazi i pfi detekci podvodli a neobvyklého chovani. Za pomoci ziskavani znalosti z textu se
detekuji prichozi emailové zpravy od zajmovych skupin, nebo reklamnich spole¢nosti a oznacuji je
jako spam. Jednou z oblasti, kde se nachdzi obrovské mnozstvi dat vhodnych pro analyzu je rychle

rozvijejici se bioinformatika a analyza biologickych dat.



Ziskavani znalosti z databazi se také velmi Casto vyskytuje pod nazvem Dolovani dat (data
mining). Ve skutecnosti je dolovani dat pouze jednou ze 7 casti celého procesu ziskavani dat z
databazi. Sklada se z n¢kolika kroku:

- Cisténi dat — vyfeseni chybéjicich dat a vyfeSeni nekonzistence.

Integrace dat — provadi se spolecné s CiSténim dat, protoze se zpravidla berou data z vice
zdroju, a tak je potifeba sjednotit je do datovych skladd.
+  Vybér dat — vybereme data, ktera jsou pro nase feSeni uzitecna (relacni databaze — sloupce z
tabulek, datové sklady — dimenze).
« Transformace dat — je potieba transformovat data do ustadlené podoby vhodné pro
dolovani.
- Dolovani dat — hlavni ¢asti procesu ziskavani znalosti z databaze, ve které pomoci vybrané
metody a patfi¢ného algoritmu vyextrahuje vzory ze zdrojovych dat — vytvoii model
dat.

+  Hodnoceni modelii a vzori — snaha o vybér uziteénych vzort dat.
«  Prezentace znalosti — prezentovani vysledku uzivateli (technikami vizualizace) z dolovani

dat.

2.1.1 Klasifikace

Klasifikace je pojem, ktery se vyskytuje u procesu dolovani dat. Je chapana jako proces, kdy se dané
objekty zafazuji dle svych vlastnosti do jistych tfid. Castym piikladem pro klasifikaci a predikei je
poskytnuti ptijcky zakaznikovi. Napt. Prijde-li zakaznik do banky pozadat o piijcku. Banka si nejprve
zjisti od zékaznika informace o jeho zaméstnani a hlavné o vysi mzdy. Vyhleda v zdznamech zda-li
uz nema o zakaznicich s podobnymi vlastnostmi né&jaké informace z diivéj$i doby a nasledné ho

zatadi do odpovidajici tfidy. Pro dané tfidy uz maji banky pfichystany podminky pro zakaznika.

2.1.2 Predikce

Predikce je pojem hodné spojovany s pojmem klasifikace. Predikce je proces, ktery umozni na
zaklad¢ vlastnosti objektu piifadit danému objektu jisté hodnoty. Pfiblizime si tuto definici opét na
prikladu. Do zaméstnani pfijde novy zaméstnanec a zaméstnavatel se snim musi domluvit na mzde¢.
Jelikoz zaméstnanec ma v daném oboru odpracovano mnoho let, tim padem ma hodné zkuSenosti. Pro
zaméstnance je mnohem vice atraktivni, nez absolvent v tomto oboru. Na zakladé¢ téchto vlastnosti

mu zaméstnavatel ur¢i vyssi mzdu nez absolventovi.



2.1.3 Shlukovani

Shlukovani je proces rozdélovani objekti na zakladé podobnosti do tiid. Pravidlem pro rozdélovani
objektl je, ze v jedné tfide si objekty musi byt co nejvice podobné, ale zaroven musi byt pokud
mozno co nejvice odlisné od objektd jinych tiid. Se shlukovou analyzou se setkdvame pii rozdéleni
osob na muze a zeny, nebo objektl v ptirod€ na zivocichy a rostliny, apod. Shlukovani je pouzivané
jako ptedzpracovani pro klasifikacni algoritmy. Ve srovnani s klasifikaci m& shlukovéani vyhodu v
tom, ze se pfedem nemusi znat zddné preddefinované tfidy ani zadné trénovaci mnoziny, ale
nevyhodou je, ze vytvofené shluky nemaji ptedem dany vyznam - ten se jim musi pfifadit, az

nasledné¢ - ale ne vzdy se to podaii.

2.2 Druhy dat pro dolovani

Pro data urend k dolovani neni definovan piesny format v jakém musi byt ulozena. To nam
umoziuje dolovat data z riiznych typti zdrojti dat. Jedind podminka, ktera vSak musi byt dodrzZena je,
aby data byla perzistentni (ulozend v datovych ulozistich) nebo transientni (jedna se o proudy dat).
Nejvice pouzivanym zdrojem dat pro dolovani byvaji rela¢ni databaze. Je to zplisobeno tim, Ze jsou v
dnesni dobé¢ nejrozsifenéj$Sim ulozistém pro data. Dal§im pomérné Castym nositelem dat vhodnym pro
dolovéani je datovy sklad, u kterého se data ukladaji do datovych kostek. Ttetim pouzivanym zdrojem
dat jsou transak¢ni databaze. Mezi dalsi zdroje dat se fadi objektové-relacni databédze, temporalni
databaze, databaze sekvenci, databaze cCasovych tad, prostorové databaze, textové databaze,
multimedialni databaze, heterogenni databaze, zdédéné databaze, jiz zminéné proudy dat a jako

posledni zdroj je web.

2.2.1 Relaéni databaze

Nejrozsitengjsim ulozistém dat je v dneSni dobé relacni databaze. Relacni databaze je kolekce
tabulek, které znazorinuji relace. Relace je dvourozmérna datova struktura tvorena zahlavim a télem.
Zahlavi obsahuje domény a v téle jsou odpovidajici hodnoty k témto doméndm. V relacnich
databazich plati uréitd pravidla. Rika se jim normalni formy. Aby relaéni databaze mohla byt pouzita
jako zdroj dat, musi pfislusna databaze spliiovat podminku prvni normalni formy, to znamena, ze
data v jednotlivych sloupcich musi byt atomicka. Relacni databaze jsou uzptsobeny ke kazdodenni
praci. Mezi zakladni operace, které se provadi nad touto databazi patii vytvareni novych tabulek (entit
realného svéta), jejich upravy, odstraiiovani a prace s daty (vkladani, upravovani, odstraiiovani a
dotazovani na né€). Pomoci SQL dotazovani nad relacni databdzi je mozno snadno ziskat trivialni
informace. Rela¢ni databaze patii do systému OLTP ( On-line transaction processing). Tyto systémy
jsou uréeny pro zakaznika. Zakaznik s nimi pracuje ve formé rtznych aplikaci, kde si ani

neuvédomuje, Ze vlastné provadi dotazovani na zakladé vlozenych kritérii nad databazi.



2.2.2  Datové sklady

Datovy sklad je datové uloziste, u kterého nedochazi k Castym zmeénam udaji. Zmeény dat se zde
provadi vyjimecné. Proto se taky fika, Ze je tvofen z historickych dat, vétS§inou pomoci sumarizaci a
agregaci. Operace, které se provadi nad t€mito ulozisti jsou vytvotfeni datového skladu, naplnéni jej
daty a nasledné se provadi jen analyza. Oproti relacni databazi se pii analyze téchto dat ziskava vyssi
uroven informaci. Prikladem mize byt relacni databéaze, kde se uchovavaji informace o prodeji. Jaka
polozka byla prodana, ve ktery den, hodinu, minutu, kdo ji prodal, apod. Ale v datovém skladu se pak
uchovavaji jen nékteré informace, napi. jaka je prodavanost dané polozky ve vSech prodejnach za
urcité obdobi. Datové sklady jsou ur€eny pro analytiky, protoze jim usnadiiuji praci s analyzou dat. Je
tvofen multidimenzionalnimi datovymi kostkami. Data jsou v nich ulozena ve form¢ dimenzi. Jako
dimenzi mame na mysli naptiklad entitu nebo pohled (ulozeny ve formé¢ tabulky). V databazich se
tyto multidimenzionalni modely ukladaji ve formé schémat. Nejpouzivangj$i schéma je schéma
hvézdy, které je vidét na obrazku ¢.1. Zakladem tohoto schématu je tabulka faktii obsahujici data bez
redundance. Dals$i tabulky uz obsahuji informace o jednotlivych dimenzich. Data jsou v nich uz
redundantni. Na obrazku ¢.2 je mozno vidét dalsi typ schématu pro multidimenzionalni modely a tim
je schéma snéhové vlocky. Pouziva se méné Castéji nez predchozi schéma a to diky tomu, ze je
vyskyt redundance v tabulkach dimenzi. Disledek této snahy je zvySeni poctu tabulek. Mame
datovou kostku o tfech dimenzich, zakaznik, polozka a ¢as. Data jsou archivovana 5 let. Nyni se
analyzuji data podle téchto tii dimenzi a vyvozuji se z toho patficné vysledky. Datové sklady patfi do
systtmu OLAP (On-line analytical processing). Systémy OLAP jsou orientovany na obchod a
pouzivaji se pro analyzu provadénou analytiky. Tyto systémy maji i své operace roll-up a drill-down,
pomoci kterych se z dat ziskavaji informace. Operace roll-up vytvaii abstraktnéj$i pohled na data, z
mest ulozenych v dimenzi tak vytvoii napt. kraje, nebo okresy. Operace drill-down provadi opak,
snazi se ziskat vice detailni informace z dat v rdmci dimenze (z ¢asového obdobi Ctvrtleti piejde na
jednotlivé mesice). Datovy sklad se pouzivd i jako zdroj dat pro dolovéani, coz je hlubsi,
automatizované provadéna analyza, na rozdil od OLAP operaci. Na zavér si ukazme jeSté n€kolik
rozdilh mezi OLTP (kde patii relacni databaze) a OLAP systémy. Velikost téchto systémi je velmi
rozdilna. Zatimco velikosti OLTP se pohybuji od stovek MB do jednotek GB, u OLAP systému se
pohybuje nejcastéji od stovek GB po TB. Dalsi velky rozdil je i v poCtu uzivatelii, ktefi pracuji s
témito systémy. U OLTP se jedna o tisice uzivateld, jsou to OLAP systémy pracuji desitky az stovky

uzivateld.



time
dimension tahle

sales
fact tahle

item
dimension table

time_ key time_key ,.rf"’"f item_key
day itern_key item_name
day_of_the_week | branch_key brand
month : location_key Vpe
quarter supplicr_type
[year e ——l?
branch location
dimension table dimension table
et e,
branch key location key
branch_name street
branch_type city
r— el

province_or_state

country

Obr. 2.1 Schéma hvézdy [1]

time sales item supplier
dimension table fact table dimension table dimension table
rlim:_h::r time_ rillm_kﬂ’ )
day item_key “"/ itém_name
day_of_wezk branch_key brand
month location_key type
quarter dollars_sald supplier_key
year units_so N —
branch location
dimension table dimension table
branch_key location_key . '3%"1"
branch_name street dimension table
branch_type city_key || city_key 1
L ~— T %
city

province_or_state

country

Obr. 2.2 Schéma snéhové vlocky [1]




2.2.3 Transakéni databaze

Je tfetim nejpouzivanéj$im zdrojem dat pro dolovani dat a ziskavani asociacnich pravidel. Data jsou
ulozena ve form¢ dvourozmérnych tabulek, identifikator transakce a ndzev polozky. Pokud se mluvi
o transakcich tak je na mysli obchodni transakce. Pro pfedstavu, jedna transakce miize byt jeden
nakup jednoho zdkaznika v obchod€. Tato data z hlediska normalizacnich pravidel pro rela¢ni
databaze jsou nenormalizovana. NejtypictejSim piikladem pro dolovani dat z transak¢nich databazi je
analyza nakupniho kosiku, ktera je provadéna i v této bakalatské praci. Zakladnim cilem analyzy je
zjistit, jaké zbozi se nejvice prodava s jinym zbozim, a jak Casto k této kombinaci dochdzi. Na
zaklad¢ vysledkt z ptikladu analyzy nakupniho kosiku je mozno provadét akéni nabidky na rizné
zbozi, s tim ze s n&jvetsi pravdépodobnosti si zadkaznik ke zbozi v akcei prikoupi i zbozi neslevnéné,
které nejcastéji nakupuje se zbozim v akéni nabidce. Tato ziskand znalost o vzajemné vazb¢ urcitych
druhti zboZzi se mtze hodit ke strategickému rozmisténi t€chto druhti zbozi po prodejné. Jako ptiklad
si uvedeme zakaznika, ktery velmi ¢asto nakupuje rohliky a pomazanky. Bude tedy vhodné umistit na
zacatek prodejny pecivo a na konec prodejny pomazanky. Tim padem musi zakaznik projit celou
prodejnu a s velkou pravdépodobnosti koupi i to co nemél v planu. A tim mdze byt krok se

strategickym rozmisténim zboZzi povazovan jako Gspesny.

23 Asociacéni pravidla

Asocia¢ni pravidla pfinasi zajimavé asociace a korelace z velkého mnozstvi datovych polozek. Jsou
podporou pii rozhodovani na zaklad¢é analyzy. NejcastéjSim prikladem pro ziskavani asociacnich
pravidel je analyza nakupniho kosiku. Cilem je ziskat souvislosti v nakupech. Jaké zbozi se nejcastéji
vyskytuje v nakupnim koSiku s jinym zbozim? Jaka je pravdépodobnost, Ze pii nakupu jednoho zbozi
si zakaznik koupi i jiné zbozi. Na zakladé téchto poznatktl si obchodnik mlze efektivné rozmistit

zbozi v prodejné, vytvotit reklamu nebo akéni nabidku.

Ziskavani asociacnich pravidel probiha ve dvou krocich:
1. Nalezeni frekventovanych mnozin, tj. mnoZin splitujici podminku minimalni podpory.
2. Generovani silnych asociacnich pravidel z frekventovanych mnozin. Pravidla musi spliovat

podminku minimalni podpory a spolehlivosti.



2.3.1  Metriky zajimavosti pravidla

Podpora procentualné tika, v kolika ptipadech nastala pozadovand kombinace (zdkaznik si koupil

zboZzi A a zaroven zbozi B).

Spolehlivost procentudlné udava, v kolika pfipadech, pokud nastala pouze z Casti pozadovana
kombinace, tak nastala i druha ¢ast kombinace (kolikrat si zdkaznik koupil i zbozi B kdyz si kupoval

zbozi A).

2.3.2  Typy asociacnich pravidel

« Podle typu hodnot v pravidlech:
o jedna se pouze o pritomnost/neptitomnost polozky — boolovska asocia¢ni pravidla
o pokud popisuje asociace mezi kvantitativnimi polozkami — kvantitativni asocia¢ni
pravidla
+ Podle dimenzi obsaZenych v pravidlech:
o boolovska asocia¢ni pravidla jsou jednodimenzionalni
o kvantitativni asocia¢ni pravidla jsou vicedimenzionalni
« Podle urovni abstrakece v pravidlech:
o nékteré metody jsou schopny ziskavat asociacni pravidla nad riznymi urovnémi, fikdme
jim viceurovnova pravidla.
« Podle dalsich rozsii‘eni asocia¢nich pravidel:
o maximalni vzory
o korelacni analyza

o uzaviené mnoziny

2.3.3  Asociacni pravidla zaloZena na omezenich

Jednim z Castych a velmi nepfijemnych problémid pii generovani asocia¢nich pravidel je jejich
mnozstvi. Pfitom z tohoto mnoZstvi pravidel nds zajima jen nékolik malo zajimavych, které nam
pfinasi néco nového. Tento problém mizeme vyfesit nastavenim nasledujicich typti omezeni:

« Datova omezeni (urcuji, ktera data budou pouzita pro dolovani)

«  Omezeni dimenzi/irovni dat (urcuji dimenze dat, které budou pouzity pro dolovani)

«  Omezeni zajimavosti (urCeni prahti pro metriky zajimavosti, napf. podpora a spolehlivost)

«  Omezeni pravidel (urcuje tvar vyslednych pravidel, pomoci metapravidel)
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3 Algoritmy

V podkapitolach se zamétuji na vlastnosti algoritma a jejich postupy pii zpracovani dat. U algoritmt

Apriori a Closure jsem zaradil i pseudokdody z implementace v testovaci aplikaci.

3.1 Apriori

Algoritmus Apriori patii do skupiny boolovskych jednourovitovych algoritmi, u kterych se vyuziva
vlastnosti zda polozka existuje ¢i nikoli. Je zakladnim algoritmem pro generovani asociacnich
pravidel, ze kterého se dale pomoci uritych vylepSeni odvozuji dalsi algoritmy. Jeho velkou
nevyhodou je pocet prichodi celou zdrojovou databazi. Vyuziva ptedchozi znalost o dfive ziskanych
frekventovanych mnozinach, tzn. v kazdé iteraci se ziskané frekventované k-mnoziny pouziji pro
generovani (k+1)-mnozin. Plati pravidlo, Ze po pridani prvku k mnoZiné nesmi vzriist jeji
podpora [1]. Algoritmus Apriori je vhodny pro data, u kterych se vyskytuji asociacni pravidla v
mnozinach o malém poctu prvku. Algoritmus tvoii dva zakladni kroky:

1. Spojovaci — mnoziny, které vyhovi minimalni podpofe, se rozsiti o prvek z pfedchéazejiciho

kroku iterace.
2. Vylucovaci — probéhne vypocet podpory kandidatd, podpory se porovnaji s minimalni

podporou a nefrekventované mnoziny se odstrani.

Ly
(o]
MnoZina | Pof. vyskylh MnoZina | Poi viskyti
Zjisténi viech {11} [ Porovnani podpory {:é} ;?,
kandidéth zDB | (12) 7 kandidét s minimdini | {12
S| 3 6 podporou (2 8
(14) 2 > | (4 2
(153 3 (15} 2
C2 Ca
Generovin MnoZina Mrno#ina | Poé. wyskyti La
Landidati Cy {11, 12} {I1, 13} 4 Mnozina | Pot. wjskyla
zL, (L (11,13} 4 o :
{1,y | Yiwotepolnonr |ep 1 1 Porovnani podpory | (11, 12) s
(12,13} prichodan DB {IEZ 13} 4 podporou {11, 15} 2
{12, 4} > 12,14 2 | (12,13 4
(12,15} (12,15} 2 > (12, 14) 2
{13, 14} (13, 14) 0 {12, 15} 2
{13, 15} {13, 15} 1
(14,15} {14, I5} 0
Generovani £ Wypocet podpory Cs Porovmani podpory
kandidétii C . Kandidatii T kandidétii s minimalni
zl; MMnozina prichodem DB dolitis podporou IinoZina Poc.
(1,12 13) vyskytd ’
— (112 15) — .25 2 > wyskytl
e (11,1215} 2 {11, 12, 13} 2
(11, 12,15} 2

Obr. 3.1 Ukézka postupu algoritmu Apriori [1]
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Pro generovani asocia¢nich pravidel z frekventovanych mnozin se pouziva vztah pro vypocet

spolehlivosti:

s\AUB
conf(A:B)=P(3|A)=M 3.1)
s(4)
Vysledna podoba asocia¢niho pravidla v ptikladu vypada takto:
IHINI2=15;¢=2/4=50% (3.2)

Postup pri generovani asociac¢nich pravidel:
+  Pro kazdou frekventovanou mnozinu 1, vygeneruj vSechny jeji neprazdné podmnoziny.
+  Pro kazdou neprazdnou podmnozinu s, vygeneruj pravidlo s => (1 - s) a podle rovnice
vypocti jeho spolehlivost. Vypoétenou spolehlivost porovnej s minimalni spolehlivosti a

urci, ktera pravidla jsou silna.

3.1.1  Moznosti pro zvySeni efektivity algoritmu Apriori

HaSovaci pristup

Kdyz se prochazi na zacatku zdrojovou databézi a probiha ziskédvani jednoprvkovych mnozin, mtze
algoritmus generovat rovnou vSechny dvouprvkové mnoziny pro kazdou transakci a pfifadit je na
,hromadky* haSovaci tabulky. U kazdé hromadky bude uchovavan pocet mnozin.. Pokud tento pocet
bude nizs§i nez minimalni podpora, tak rovnou se hromadka odstrani. Zamezi se tak pruchodu

zbyteCnymi mnozinami, které stejné k vysledku nevedou.

Redukce transakei
Pokud transakce nedisponuje z&dnou frekventovanou k-mnozinou, je jisté, ze nebude obsahovat

zadnou (k+1)- mnozinu. Tim padem tato transakce mize byt smazana.

Rozdéleni dat
Nejprve se databaze rozdéli na nekolik ¢asti. V kazdé z téchto Casti se zjisti lokalni frekventované
mnoziny a z nich jsou vybrany globalni frekventované mnoziny. Velkou vyhodou tohoto zefektivnéni

je pocet prichodd zdrojovou databazi, ktery je na hodnotg 2.
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Vzorkovani

Pii vzorkovani se pouZzije ndhodné vybrany vzorek dat z databaze a v ném se vyhledaji frekventované
mnoziny. Vzorek mize byt nahrdn do hlavni paméti, ale tim se snizi pfesnost. Tu je mozno zvysit
snizenim pozadované minimalni podpory. Vysledkem je, Ze jsou ziskany i mnoziny, které nejsou
frekventované. Nakonec se musi u ziskanych frekventovanych mnozin znovu provéfit podpora na

celé databazi.

Dynamické pocitani mnoZin
Pocitani kandidati probiha v pribéhu cteni z databidze. U zakladni verze algoritmu Apriori se

provadélo pocitani kandidat pted prichodem databazi.

3.1.2  Pseudokdd algoritmu Apriori

Seznam 1,c;
index = 1;
napln seznam c¢ jednoprvkovymi mnozinami z databéaze;

/*pro jednotlivé prvky seznamu c, za pomoci sgl dotazu nad databazi
zjisti hodnoty jejich podpory*/
c.spoctiPodporul() ;

//cyklus naplni seznam 1 frekventovanymi prvky ze seznamu cC
while (c.getPrvek (i) != null) {
if (c.getPrvek (i) .getPodpora () >= podpora) {
l.pridej (c.getPrvek(i));
}
i++;
}

index++;

//cyklus pro index > 1
while (1 != null) {
c.vymaz () ; //vymaze cely seznam C

//do seznamu ¢ se v1oZi nové mnoZiny o poctu n+l prvka
c = l.rozgeneruj () ;

/*pro jednotlivé prvky seznamu c, za pomoci sgl dotazl nad
databédzi zjisti hodnoty jejich podpory*/
c.spoctiPodporu() ;
l.vymaz();//vymazdni celého obsahu seznamu 1
i=0;

//cyklus pro naplneni seznamu 1 frekventovanymi prvky
while(c.getPrvek (i) !'= null) {
if (c.getPrvek () .getPodpora >= podpora) {
l.pridej (c.getPrvek());
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i++;
}

index++;

}

/*generovani asociacnich pravidel z podseznami ulozZenych v seznamu 1
ve tvaru x - y, kde za x a y musi byt vzdy minim&dlné Jjeden prvek
podseznamu*/

i=0;

while (l.getPrvek (i) != null) {

vytvorim veskeré kombinace prvkl z l.getPrvek(i).getPodseznam;
kombinace = uloz prvni kombinaci prvkl z podseznamu;

//cyklus projde vsSechny kombinace, konc¢i pokud se kombinace==null
while (kombinace != null) {
spoc¢ti hodnotu spolehlivosti levé strany pravidla;
if (spolehlivost pravidla >= minimdlni spolehlivosti) {
vytiskni pravidlo na vystup aplikace;

}

i++;

3.2 Metoda FP-stromu

Metoda FP-stromu, jinak fe¢eno metoda vzristu frekventovanych mnozin, je aktualn€ povazovana za
nejefektivngjsi algoritmus pro dolovéani asociaénich pravidel. Resi n&které problémy vyskytujici se u
algoritmu Apriori. Prvnim z problémt je velké mnozstvi generovanych kandidati, zvlasté u velkych
databazi. Druhym problémem je neustalé prochdzeni zdrojové databdze, coz je nejvétsi Casovou
zatezi pii provadéni algoritmu. Algoritmus je slozen ze tii fazi. Prvni fazi je komprese databaze do
stromov¢ struktury mnozin, zvané FP-strom.[4] Druhou fazi je rozdé¢leni stromu do podminénych FP-
stromtl. Podminéné FP-stromy se vytvaii pro kazdou frekventovanou polozku. Tteti fazi je ziskani
frekventovanych mnozin z téchto stromd. Na obr. 3.2 je mozno vidét tabulku jednoprvkovych
mnozin s jejich podporou ve zdrojové databazi a k ni vytvoteny odpovidajici FP-strom. PreruSované

Sipky znazoriuji souvislost jednotlivych uzli.
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Obr. 3.2 metoda FP-stromu [1]

Na dal$im obr. 3.3 je zndzornéna ukazka podminéného FP-stromu pro frekventovany prvek 13. Pii
pohledu na podminény FP-strom je jasné, ze ziskané frekventované mnoziny jsou (za dvojteckou je

frekventovanost): <I2 I13>: 4, <I2 I1 13 >: 2, <I1 I3>: 2
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O’z

Obr. 3.3 podminény FP-strom polozky I3 [1]

3.3 Closure

Algoritmus Closure (uzaviraci) je jeden z nove¢jsSich algoritmd. Pouziva se u néj odlisSny postup
zpracovani dat nez u algoritmu Apriori a to shora dold. Pravé diky tomuto odlisnému zplsobu
zpracovani ma algoritmus ptedpoklad byt rychlejsi nez algoritmus Apriori [2]. S rychlosti zpracovani
dat a ziskani spravného vysledku souvisi hlavné pocet prichodi zdrojové databaze, ktery je v
idealnim piipadeé témeét polovicni oproti Apriori. Divod je jednoduchy, provedeni prichodu celou
databazi je Casové nejnarocnéjsi instrukce z celého algoritmu. Proto ji potfebujeme co nejvice
redukovat. Kazdy algoritmus ma i své nevyhody, u tohoto algoritmu je patrné uz z jeho konstrukce,
ze pro databaze, u kterych je frekventovanost splnéna pouze v mnozinach o malém poctu prvki bude
dosahovat horsich vysledkii nez algoritmus Apriori. Naopak pokud se pouzije v databazi, kde se

predpoklada splnéni podpory ve viceprvkovych mnozinach, by mél algoritmus byt velkym pifinosem.
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3.3.1 Pseudokod algoritmu Closure

/*oba dva druhy seznamu jsou Jjednosmérné véazané, ale obsahuji jiné
druhy polozek*/

Seznam jednoprvek, fronta;

Podseznam frekvent, nefrekvent;

/*obé ttidy charakterizuji prvky seznamu, ale maji rozdilny pocet
atributd i rozdilné typy atributu*/

Prvek polozka;

Podprvek podpolozka;

napli seznam jednoprvek jednoprvkovymi mnoZinama z databéaze;

/*pro kazdou poloZku seznamu vypocitej Jjeji podporu ze zdrojové
databaze*x/

jednoprvek.spoctiPodporu() ;

polozka = jednoprvek.dejPrvniPrvek();

/*cyklus prochdzi seznamem jednoprvkovych mnozin,a urcuje zdali IJe
prvek frekventovany nebo nefrekventovany.

Cyklus konc¢i svaj béh, pokud zpracuje posledni prvek v seznamu */
while (polozka != null) {

/*pokud je polozka frekventovana, tak se vytvori prisludny
podseznam a do poloZky se vloZzi odkaz na néj*/
if (polozka je frekventovanéa) {

//ptidej polozku do frekventovaného seznamu
frekvent.pridej (polozka.getText ());
vytvotr podseznam k této polozce;
zjisti ve kterych transakcich se tato polozZzka vyskytuje;
vloz vSechny polozky ze vSech téchto transakci do
vytvoreného podseznamu;
}
else/{
//v1ozeni polozky do seznamu nefrekventovanych mnoZin
nefrekvent.pridej (polozka.getText ());
}

//do prvku polozka se vlozi odkaz na nasledujici prvek
polozka = polozka.dejdalsi();
}

//cyklus bezi dokud nejsou zpracovany vSechny polozky Jjednoprvkového
seznamu

polozka = jednoprvek.dejPrvniPrvek();

while (polozka != null) {

if (polozka je frekventovana) {
vytvor fetézec z celého podseznamu této polozky;

if (obsahuje tetézec néjaky prvek z nefrekvent. seznamu) {

odstran tento prvek z tetézce;
vysledny retézec uloz do fronty;
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}

else/{
vytvotr z tetézce,tj. z mnoziny prvkd sgl dotaz;
zjisti podporu celé mnoziny provedenim sgl dotazu nad
databéazi;

}

//kdyZ je mnozZina frekventovana, vloZ ji do seznamu frekvent
if (je dotazovand mnozZina frekventovana) {
frekvent.pridej (mnozina) ;
}
else/{
nefrekvent.pridej (mnozina) ;

//rozgenerovanim se mysli vytvoreni mnozin o n-1 prvcich
rozgeneruj tuto mnozinu do fronty;

}

//cyklus bezi dokud neni seznam s nédzvem fronta prazdny
polozka = fronta.vyjmiPrvni();
while (polozka != null) {

vytvor retezec z podprvku podseznamu polozky;

if (obsahuje retezec nejake prvky z nefrekvent seznamu) {
odstran ty prvky z retezce;

//tetézec se rozdéli na Jjednotlivé prvky a ty se ulozi
Yetézec uloZ do podseznamu u aktudlni polozky;

//pfejdi na daldi krok cyklu
continue;

}

else/{
vytvotr z tohoto fetézce, tj. Z mnoziny prvkd sqgl dotaz;
zjisti pomoci provedeni tohoto dotazu podporu v databazi;

}

//ptéame se na mnozinu prvka, nad kterou byl proveden dotaz
if (je fretézec frekventovany) {

frekvent.pridej (retezec);

}
else/{

/*pokud uzZ pri vkladdéani jsme zjistili, Ze tetézec se uz
vyskytuje v nefrekventovaném seznamu, vyjmeme prvni prvek z
fronty, ulozime jej do proménné polozka a cyklus
spustime nad touto poloZkou*/

nefrekvent.pridej (retezec)

if (retezec uz existuje v nefrekvent) {

polozka = fronta.vyjmiPrvni();
continue;

}

else{
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/*vytvorime z Fetézce nové podrfetézce s n-1 prvky a ty
ulozZzime do fronty*/
Yetézec rozgeneruj do fronty;
}
}
//vyimi prvni poloZzku z fronty a uloZ ji do proménné polozka
polozka = fronta.vyjmiPrvni();
}
polozka = jednoprvek.dejDalsi ();
}

na vystup aplikace vytiskni tetézce o nejvétsim poctu prvka;

//generovani asociac¢nich pravidel z fetézcl o maximdlnim poltu prvkl
while (Yetézec obsahuje maximdlni pocet prvkua) {

/*podminka pravidla je aby v kazdém pravidle byl vlevo a vpravo
vzdy alespon Jjeden prvek*/
vytvorim veskeré kombinace prvkd v tetézci;

kombinace = uloZz prvni kombinaci prvkd z Ffetézce;

//cyklus projde vSechny kombinace, konc¢i pokud je kombinace prazdna
while (kombinace != null) {

if (je leva cCast pravidla uloZend v seznamu frekvent) {
spocti spolehlivost ze znalosti podpory levé Casti pravidla;

/*pokud spolehlivost pravidla neni mens$i jak minimé&lni
spolehlivost, tak se pravidlo vytiskne na vystup aplikace*/
if (spolehlivost pravidla >= minimadlni spolehlivosti) {
vytiskni pravidlo na vystup aplikace;
}
}
else/{
vytvo¥r sqgl dotaz k ziské&ni podpory levé casti pravidla;
proved tento dotaz nad databazi;
spoc¢ti spolehlivost ze znalosti o hodnoté podpory;

if (spolehlivost pravidla >= minimdlni spolehlivosti) {
vytiskni pravidlo na vystup aplikace;
}
}

//pokud uZz Za&dnd kombinace neexistuje tak uloZi hodnotu null
kombinace = uloz dals$i kombinaci prvkl z Ffetézce;

}
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4

Nasleduje prakticka ¢ast a v ni je prvni kapitolou grafickd podoba konceptualniho navrhu aplikace.

4.1

Implementace

Konceptualni navrh aplikace

Aplikace

+aplikace (]
+main{args:Stringl]]}
+CreateConnection(): Connection

Algoritmq

+GetCountTransaction{st:Statement,db:5tringl: iry

y
homepage

+homepage (]
+setTextArealtext:String)
+5pustTest (eviiActionEvent]

Closure

+podpora: int

+Closure(podpora:zint)

+getPodporall: int

+teloClosureist:Statement, st1l:Statement,
db:String, hp:homepage): long

.
Lagl
Apriori
+podpora: int
+ipriori(pod:int, spo:iint)
+getPodporall): int
StopWatch +algapriorl (st:Statement,stl:Statement,index:iny
- db:string,hp:homepagel: long
+start: long | +getSpolehlivost({): int
+Stopwatch(l [
+start ()
+stop(]: Llong
Strukturq Y
Podprvek Podseznam
+text: String +hlava: Podprvek
+pocet: i1nt +prideql . ; I
: pridej(text:Stringl: int
+dolu: Podprvek i 1|+uspPridej(text:String): int
+Podprvek (obsah:String) | 1..M tgetPrvek (index:int]: Podprvek
+getDolul]): Podprvek EE— +obsahuje{text:String): int
+setDoluldolu:Podprvek] +zmazPrvek (text:String]
+setPocetipocet:int] +getIndexlast(j: int
+getText(]: String +vypis(]
+getPocet{]: int ] +Podseznam(hlava:Podprvek)
+obsahujels:stringl: 1ny T
+yypis(]
1
Prvek
+text: String
Seznam +pocet: int
+hlava: Prvek :;:{;E?S;;U;Et
+ST2nSm(hl?;a=ir;ik) eint . +dolu: Podseznam = new Podseznami
+vlozPrvni(text:String,pocet:in . - - —
+pride] (text:String,pocet:int] ::;;S:{g???h-2::;Eg'pOCEt'lnt)
+getPrvek (poradi:int): Prvek +setDalsi(délsi'Prvek)
+popPrvek(]: Prvek +getText(]: String
+getindexLast(]: int +getPocet (11 int
+zmazPrvek (index:1int) g N .
+vypis() +setPocet(pocet:int)
+setSlovo(text:String)
+obsahuje(s:Stringl: int
+vypis (]

Obr. 4.1 Konceptualni navrh testovaci aplikace
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4.2  Popis jednotlivych tiid

4.2.1 Aplikace

Je hlavni tfidou celé aplikace a z jejiho téla se vola tiida homepage, ktera timto spousti formulaf pro

komunikaci s uzivatelem. Dal§im tkolem tfidy Aplikace je navazani spojeni s databazi.

4.2.2 Homepage

Homepage je tiidou tvorici graficky vzhled aplikace. Jedinou akei v této tiide€ je po stisknuti tlacitka
Spustit test provedeni testu vybraného algoritmu nad zadanou databazi s pfisluSnou minimalni
podporou a spolehlivosti. Nakonec se po ukonceni Cinnosti algoritmu vysledek vypise do textové

oblasti.

4.2.3 Apriori

Pii implementaci této tfidy jsem se drzel pseudokddu, ktery je popsan v navrhu tohoto algoritmu. V
prvni verzi aplikace pro bakalatskou praci jsem jednotlivé faze pii zpracovani dat ukladal do databaze
ve forme tabulek. Pro praci s daty a realizaci jednotlivych krokd mi stacilo pouzivat dotazovaci jazyk
SQL. Prace s SQL je pomérné piehledna, ale mé i své nevyhody. Jednou z nich je ¢asova narocnost
realizace jednoho piikazu SQL. Pokud se jedna pouze o desitky operaci s databazi, tak je ¢asova
naro¢nost zanedbatelna, ale kdyz se dostaneme na stovky az tisice takovych operaci, potom se uz
¢asova naro¢nost znatelné projevi.

V dalsi verzi jsem tento algoritmus prepracoval a pro ukladani dat pii provadéni algoritmu
pouzivam interni struktury (dvourozmérné seznamy). Piedstavivost pii praci se strukturami je o néco

Pfi spusSténi algoritmu Apriori se zavola tfida StopWatch a tim se ulozi ¢as, ve kterém se
algoritmus Apriori spustil. Po dokonc¢eni celého algoritmu se zavola metoda stop ulozena v tentyz

tfidé a ta nam vrati celkovou dobu béhu algoritmu.

4.2.4 Closure

Ttida Closure realizuje ¢innost algoritmu Closure. V této tiid€ se vyskytuje metoda teloClosure, kterad
provadi cely algoritmus, ktery je popsan v kapitole 3.3.1 Pseudokod algoritmu Closure. Tak jako tfida
Apriori, tak i tato tfida obsahuje na zacatku volani metody teloClosure spusténi ¢asového intervalu
pomoci tfidy StopWatch. Na konci provadéni metody teloClosure se méfeny Casovy interval zastavi.

Interni data se ukladaji do instanci baliku struktury.
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4.2.5 Seznam

Tiida Seznam je soucésti baliku Struktury a vytvaii ndm jednosmérné vazany linedrni seznam.
Soucasti tfidy jsou i metody, umoznujici praci s timto seznamem. Seznam je tvofen prvky

charakterizovanymi tiidou Prvek.

4.2.6 Prvek

Trida prvek patii taktéz do baliku Struktury a tvoii jednotlivé listy seznamu tiidy Seznam. Obsahuje
atributy text, pocet (coz je frekventovanost daného prvku), dalsi (ukazatel na dal$i prvek), dolu
(ukazatel na podseznam prvku) a velikost (délka podseznamu). Nesmime zapomenout, Ze soucasti

tiidy jsou i metody pro praci s prvkem.

4.277 Podseznam
Tato tfida podobné jako tfida Seznam vytvari jednosmérn¢ vazany linearni seznam. Rozdilem téchto
dvou tfid je, z jakych prvki jsou seznamy vytvoteny. Tfida Podseznam je tvofena prvky vytvotené ze

tfidy Podprvek. Také je soucasti baliku Struktury.

4.2.8 Podprvek

Trida Podprvek tvofi jednotlivé listy seznamu Podseznam. Obsahuje atributy text, pocet (urCuje
frekventovanost podprvku) a dolu (ukazatel na dal$i podprvek v Podseznamu). Tato tiida patii do

baliku Struktury.

4.3 Prace s aplikaci

4.3.1 Pripraveni prostredi pro praci s aplikaci

Nez za¢neme s aplikaci pracovat musime si pfipravit prostiedi pro spravnou funkcnost aplikace. Pro
samotné spusténi aplikace musime mit soubor JDK (java development kit), protoze tato aplikace je
vyvijena v jazyku Java a bez JDK aplikaci nespustime. Dal$i potfebny soubor je balik mysql-
conector-java.jar, slouzici pro propojeni aplikace s databazi. A tfeti podminkou, ktera je nezbytna pro

praci s aplikaci, je lokalni databdzovy server a v ném vytvoiené datové zdroje.
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4.3.2  Snimek vzhledu aplikace
[

Testovaci aplikace Algoritmy yyhér dat

Minimalni podpora v %o SDE U i Apriori ) Databéze ¢. 1

Minimalni spolehlivost v %% SDE oy 1 Closure ) Databaze ¢. 2
(®) Ylastni:

Yysledny cas: 0 sek. ;
Spustit test lvzorekdatd

1,23, 24,25, .18
F2,23, 24,25 118

[ »

L5
Z1,22, 23,24, 25, (18

Fafet prichodd databazi je: 36

Msociadni pravidla:

Tl -=22 A Z3 A Z4 A 25, C=B2%
Td-=zl A T3 A Zd A 2R c=T0%
T3-=71 AT AZ4AZD, C=T0%
w4 o=zl A Zd oA Z3 A28, 0= 100%
Th-=7l A T2 a3 A 74, o= 100%
Tl mZzd-=2Z3AZ4 A 25 C=T0%
El o Z3-22d n 24 A 25, 0= TH%

El A zd-=7d A 23 A5 c=100%
i B LY TP e 73 o 7Aoo — 100%

l

Obr. 4.2 Snimek vzhledu aplikace

4.3.3  Popis aplikace

Ovladani této aplikace je naprosto jednoduché a intuitivni. Pfi prvnim pohledu na aplikaci je nam
jasné, ze musime vybrat algoritmus, ktery budeme spoustét, nastavime minimalni podporu,
spolehlivost a hlavné vybrat zdroj dat pro testovany algoritmus. Zdroj dat si mtizeme zvolit, bud’ ze
dvou ptedem ptipravenych tabulek ulozenych pod nazvy databaze ¢.1 a 2, nebo si sami vytvorime
zdrojovou databdzi ve formé tabulky a nasledn¢ pies volbu vlastni databaze vlozime jeji nazev do
aplikace. Jedinou podminkou vytvofené tabulky je, aby obsahovala sloupce transakce a itemset0.

Po stisknuti tlacitka Spustit test, se nastavi vSechny parametry potiebné pro praci vybraného
algoritmu a patfi¢ny algoritmus se spusti. Jakmile algoritmus dob&hne do konce, zobrazi se celkovy
¢as jeho béhu a v textové oblasti se vypiSe zadana mininalni podpora v poctu prvki, postupné
mezivysledky generovanych mnozin (pouze u algoritmu Apriori), vysledné maximalni mnoziny,
pocet pruchodl databazi a asocia¢ni pravidla vygenerovana z vyslednych maximalnich mnozin.

Pokud algoritmus pracuje piili§ dlouho, tak jej zastavi maximalni ¢asovy interval nastaveny na 5

minut.
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5 Ovérovani funkcnosti algoritmu

V kapitole ovefovani funkcénosti algoritmti bude probihat aplikovani vytvofenych algoritmi na rizné
datové zdroje. Nejprve v podkapitole 5.1 Datové zdroje predstavim datové zdroje, na kterych budu
provadét oveéfovani. Nasledné provedu praktické ovéfeni za pomoci ovéfovaci aplikace a v dalsi
podkapitole budu ze ziskanych vysledkii dat vytvaret grafy. Diky témto grafim budu moci 1épe

popsat ziskané védomosti o algoritmech Apriori a Closure.

5.1 Datové zdroje

Pro ovétovani funk¢nosti algoritmti v aplikaci pouzivam transakéni databdze. Vytvofil jsem si tfi
ruzné tabulky v pozadovaném formatu se sloupci transakce (Ciselné hodnoty) a itemsetO (obsahuje
nazev polozky). VSechny tii jsem ulozil na lokalni databazovy server Mysq]l.

Prvni tabulkou ur€enou pro ovétovani je tabulka s nazvem databaze4. Tato tabulka se v aplikaci
skryva pod nazvem databaze ¢.1. Byla uméle vytvoiena a obsahuje 465 zaznamu se 49 transakcemi.
Frekventovanost polozek v této tabulce se pohybuje v mnozinach o vysokém poctu prvki.

Druhou zdrojovou databazi je tabulka s nazvem databaze3. Databaze3 se v aplikaci vyskytuje
pod polozkou databaze ¢.2. Je nazornym ptikladem transakcéniho zdroje dat pro analyzu nakupniho
kosiku supermarketu. Obsahuje 3459 zaznamu pii 274 transakcich. Tato tabulka bohuzel obsahuje
frekventovanost pouze u jedno nebo dvou prvkovych mnozin. Ale i diky tomuto typu zdroje dat si
muzeme nazorn¢ ukazat vyhody a nevyhody algoritma.

Jako tfeti zdrojovou databazi jsem si zvolil tabulku s nadzvem vzorekdat4, kterd je piiblizné
tietinové velikosti oproti databazi ¢.1. Obsahuje 149 zaznami o 29 transakcich. Pro ovéfovani je tato

databaze stiedni cestou mezi databazi ¢.1 a ¢.2.
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5.2 Provadéni ovérovani

5.2.1 Zjistovani doby béhu algoritmi bez generovani asocia¢nich pravidel

Doby béhu Apriori nad riznymi databazemi

300 [

250 /
200
2, / —>— Db ¢.1 — wsoka dimenze
3 v r e v 7]
§ 150 = Db ¢&.2 — nakupni kosik
© / Db vzorekdat4 — 1/3 welikosti
§ 100 / db &.1

50

\w

50 45 40 35 30 25 20 15 10 5

Minimalni podpora [%]

Obr. 5.1 Graf doby béhu algoritmu Apriori nad jednotlivymi databazemi

Graf 5.1 ndm znazoriuje vysledek testu, ktery byl proveden s algoritmem Apriori (dale uz jen
Apriori). Experiment obsahoval zpracovani databaze pomoci Apriori bez nasledného generovani
asociacnich pravidel (vysledkem byly pouze frekventované mnoziny) z maximalnich
frekventovanych mnozin nad tfemi riznymi datovymi zdroji popsany v kapitole 5.1. Jelikoz Apriori
generuje a zpracovava mnoziny od nejmensich (jednoprvkovych) po nejvétsi, tak se od tohoto
postupu odviji i rizné doby zpracovani, dle typu databaze.

Nejhorsim ptipadem je databaze ¢.1, ktera obsahuje viceprvkové mnoziny (pfiblizné s 10 prvky)
s vysokou frekventovanosti. Od hodnoty minimalni podpory 30% se doba zpracovani nevesla do
pfedem stanoveného limitu 300 sekund, tak proto jsem ji uzZ nezaznamenaval v grafu.
U databaze ¢.2 (ndkupni kosik), u které se mnohokrat nevyskytuji ani dvojice stejnych polozek
v transakcich, Apriori s jejim zpracovanim nema vétsi problémy. Jedinym naznakem zpomaleni je pii
hodnoté minimalni podpory mensi nez 5%. Dlivodem je splnéni minimalni podpory dvouprvkovymi
mnozinami. Toto zpomaleni graf nezachycuje.

Tteti zpracovavana databaze s nazvem vzorekdat4 obsahuje maly pocet zaznamu, takze Apriori s

timto zdrojem nemél zadné Casové zdrzeni.
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Doby béhu Closure nad riznymi databazemi

35
30 /7
25
@ 20 / —— Db ¢.1 — wsoka dimenze
2 / —>¢— Db &.2 — nakupni kosik
< 15 Db zorekdat4 — 1/3 velikosti
3 10 / db &.1
5
0 il | | | | | | | I |

Minimalni podpora [%]

Obr. 5.2 Graf doby b&hu algoritmu Closure nad jednotlivymi databazemi

Algoritmus Closure (dale jen Closure) prochazi databaze od mnozin o maximalnim poctu prvk,
az po mnoziny dvouprvkové (jednoprvkové mnoziny si musi vygenerovat uz na zacatku). S
databazemi €. 1 (je skryty pod pribéhem db vzorekdat4) a vzorekdat4 nemél Closure pii zpracovani
zadny problém. Databazi ¢.2 algoritmus zpracovaval primérné za 7 sekund, nez dosel na minimalni
podporu 10 a méné procent, kde se zacaly vice objevovat frekventované jednoprvkové mnoziny a
nasledné od 5 % dolt i dvouprvkové. Pii této minimalni podpofe si zpracovani databaze pomoci

Closure vyzadalo vice Casu.
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5.2.2  Zjistovani doby béhu algoritmii s generovanim asocia¢nich pravidel

Doby béhu nad databazi vzorekdat4

70 |

60

50
w == Apriori
s 40 L
< Apriori s AP
o 30 —— Closure
Q
8 20 —t— Closure s AP

10

K
0> P P P € i i = ‘

70 60 50 45 40 35 30 25 20 15

Minimalni podpora [%]

Obr. 5.3 Graf doby zpracovani databaze vzorekdat4
Graf 5.3 ukazuje, jak dokéaze generovani asociacnich pravidel razantné snizit (hlavné u algoritmu

Apriori) vykonnost algoritmu v pohledu na dobu zpracovani. Zelené¢ oznaceny pribéh algoritmu

Apriori bez generovani asocia¢nich pravidel je totozny s modrym priub&hem algoritmu Closure.
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5.2.3  Zjistovani po¢tu prichodi zdrojovymi databazemi

Pocty prichodu databazi ¢.1

3000 H/x
2500
/
8, 2000 / —>— Apriori
o3
§ 1500 / —>— Closure
[&]
2
& 1000
3 /4
£ 5005 <

0 T T T T T \ \ \

50 45 40 35 30 25 20 15 10 5

Minimalni podpora [%)]

Obr. 5.4 Graf poctu priichodi databazi ¢.1

V tomto grafu nenajdeme prubehy z provedeného pokusu, kdy se pfi zpracovani databaze generovala
i asociaéni pravidla. Diivodem je, ze algoritmus Apriori nezvladal tuto ¢innost provést pii minimalni
podpote 50% do 5 minut. Algoritmus Closure na tom byl podobné, ale pro n¢ho se stalo hranici 40%.
Proto nebyl divod tyto pritb¢hy vkladat do grafu.

Z téchto dvou prubéhd v grafu 5.4 mizeme fici, Ze vztah mezi dobou zpracovani databaze a
operaci je pruchod zdrojové databaze. Pokud rozdil v poctu prichodti dvou algoritmti databazi je
napt. 2000 a vice pruchodu, tak tato doba se musi nutné projevit ve vysledném case béhu algoritmu.
U algoritmu Apriori jsme se od 30% doli nedockali vysledku po¢tu prachodi, protoze doba b&éhu

algoritmu se nevesla pod hranici 300 s.
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Pocty prichodu databazi ¢€.2
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Obr. 5.5 Graf poctu priichodii databazi ¢.2

V grafu 5.5 vidime, Ze ne vZzdy se musi pocet prichodd databazi pfi generovani asociacnich
pravidel zvysit. V ptipad¢ algoritmu Apriori se pocty priuchodt databazi po vygenerovani asociac¢nich
pravidel nikdy nezvysi, protoze veskeré podmoziny frekventovanych mnozin s nejvys$$im poctem
prvkli budou jiz vygenerovany. U algoritmu Closure se pifi generovéni asociacnich pravidel
setkavame ve vétsin€ pripadl s narustem poctu prichoda zdrojovou databazi. Diivod je jednoduchy,
pokud najde algoritmus frekventovanou mnozinu, tak uz negeneruje jeji podmnoziny. Z toho vychazi,
ze pii generovani asociacnich pravidel ndm tyto podmnoziny budou chybét. Pro¢ teda u tohoto
ptikladu ndm podmnoziny nechybi? Protoze frekventované mnoziny pfi ¢tyfech a méné procentech v
tomto piipadé obsahuji pouze kazda 2 prvky. Veskeré podmnoziny, tj. jednoprvkové mnoziny uz

mame vygenerovany.
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Obr. 5.6 Graf poctu priichodt databazi vzorekdat4

V grafu 5.6 se jiz potvrdil klasicky nartist po¢tu prichodi databazi pii generovani asocia¢nich

pravidel u algoritmu Closure. Pfi zpracovani zdroje dat s generovanim asociacnich pravidel, oproti

zpracovani databaze bez generovani asociacnich pravidel. Dalsi zajimavosti, které si v grafu mizeme

vS§imnout je skiizeni pribéhii algoritmu Apriori s algoritmem Closure bez generovani asociacnich

pravidel. Hlavnim divodem tohoto ktiZeni je nartist po¢tu prichodli u obou algoritmil. Zatimco u

algoritmu Closure roste pocet pruchodli velmi pozvolna, tak u algoritmu Apriori je nartst silné

ovlivnén zvySujicim se poctem vygenerovanych mnozin. Tento znacny rozdil v nardstu poctu

prichodil je vidét i v grafu 5.4. Zde se sice oba priubéhy neprotinaji, ale rozdil v narustu je viditelny.
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6 Zavér

Na zaklad¢ ziskanych vysledkti z ovéteni funkénosti mohu fici, ze algoritmus Closure ma ve vét§ingé
ptipadi lepsi vysledky nez algoritmus Apriori. Najdou se i specifické ptipady zdrojové databdze, pro
kterou je algoritmus Apriori lepsi nez algoritmus Closure, ale téchto je minimum, oproti tém kde
dominuje algoritmus Closure. Velkou vyhodou algoritmu Closure je, ze negeneruje tak velky pocet
mnozin jako Apriori, od toho se odviji i mensi pocet priichodti zdrojovou databazi a v neposledni fadé
i doba béhu algoritmu pro zpracovani zdroje dat. Pfedpoklady pro rychlejsi zpracovani Closure
algoritmu se potvrdily, a proto mohu fici na zaklad¢ provedenych testil, Ze je pro datové zdroje, kde
se nepiedpoklada frekventovanost na mnozinach o velmi malém poctu prvki, lepSim algoritmem nez
Apriori.

Closure algoritmus obsahuje spoustu moznosti pro optimalizaci a tim zvySeni jeho vykonu pii
zpracovani databazi. Jak jsem zjistil pfi ladéni obou algoritmi, tak nejvétSim podilem na vykonu
samotného algoritmu je jeho optimalizace. Algoritmy, bez jakychkoliv optimalizacnich iprav nam
nic netfeknou, budou se chovat podobné, kazdy pro sva vhodna data bude dobry, ale pro mén¢ vhodna
data bude nedostacujici. Vykonny a zaroven pouzitelny algoritmus musi byt pro méné vhodna data
dostacujici (musi je zvladnout zpracovat, i kdyZ za mirn¢ hor$i dobu béhu) a pro vhodna data musi
pracovat bez jakéhokoliv zavahani. V této praci jsem se optimalizaci piili§ nezabyval, provedl jsem
jen nékolik drobnych tprav, abych mohl viibec ovéfit funkénost téchto dvou algoritmli na predem
ptipravenych databazich. Pokud bych se dale vénoval algoritmu Closure, zabyval bych se jeho

optimalizaci vykonu.
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Seznam priloh

Piiloha 1.

Ptiloha 3.

Ukazka ovéfeni funkénosti algoritm Closure
Ptiloha 2. Ukazka ovéteni funkénosti algoritm Apriori

CD.

pisemnou zpravu bp-xmatul18.pdf

zdrojovy tvar pisemné zpravy bp-xmatull8.odt ve formatu OpenDocument

soubor README s popisem instalace

adreséarf aplikace, obsahujici hierarchii zdrojovych textt

soubor mysql-connector-java-5.0.8-bin.jar pro propojeni s databdzovym serverem
adresar jdk1.7.0 11, potfebny pro spusténi aplikace napsané v Jave

adresar zdrojove databaze, obsahujici zdrojové databaze ve formatu *.csv, na kterych
bylo provadéno ovétovani

instala¢ni soubor lokalniho databazového serveru EasyPHP-DevServer-13.1VC11-
setup.exe

adresaf overovaci aplikace obsahuje spustitelny soubor aplikace.exe
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Priloha ¢.1

Vstupy:

Minimalni podpora: 60%
Minimalni spolehlivost: 60%
Algoritmus: Closure

Zdrojova databaze: vzorekdat4

Vystupy:

Provedeni ovéreni funk¢nosti algoritmu Closure

Doba zpracovani: 0 sekund (nejmensi jednotkou jsou sekundy)

Minimalni podpora je: 17 prvku.

Frekventované polozky (za dvojteckou je frekventovanost této mnoziny v poctu prvku):

z1,272,73,74,25 : 18

Pocet prichodt databazi je: 165
Asociacni pravidla:

z1 -> 272 Nz3 ANz4 Az5,¢c=62%
72 ->z1 ANz3 ANz4 Az5,¢c=T75%
z3 ->z1 Nz2 Nz4 Az5,¢=T5%
z4 ->z1 Nz2 ANz3 Az5,¢c=100%
z5 ->z1 Nz2 Nz3 Az4, ¢ =100%
z1 Nz2 -> 73 Nz4 Az5,¢=T5%
z1 AZ3 > 272 ANzd4 Az5,¢=T5%
z1 ANz4 > 72 Nz3 Az5,¢c=100%
z1 Az5 -> 272 ANz3 Az4, c=100%
72 Nz3 ->z1 ANz4 Az5,¢=T5%
72 Nz4 > z1 ANz3 Az5,¢c=100%
72 ANz5 ->z1 Az3 Az4, c=100%
z3 Nz4 > z1 ANz2 Az5,¢c=100%
73 Az5 ->z1 Az2 Az4, c=100%
74 Nz5 ->z1 ANz2 AZ3, ¢c=100%

z1 Nz2 NZ3 -> 74 ANz5,¢=T75%

z1 Nz2 Nz4 -> 73 Az5,c=100%
z1 ANz2 Nz5 > 273 Az4, c=100%
z1 Nz3 ANz4 -> 72 Az5,c=100%
z1 Nz3 ANz5 > 72 Az4, c=100%
z1 Nz4 Az5 -> 72 AZ3,¢c=100%
z2 Nz3 ANz4 > z1 Az5,c=100%
z2 Nz3 ANz5 ->z1 Az4, c=100%
z2 Nz4 ANz5 ->z1 AZ3,¢c=100%
z3 Nz4 Nz5 > z1 Az2,¢c=100%
z1 ANz2 ANz3 ANz4 > z5, ¢ = 100%
z1 ANz2 ANZ3 Az5 -> 74, ¢ =100%
z1 Nz2 ANz4 Nz5 ->Z3, ¢ = 100%
z1 ANz3 ANz4 Az5 -> 72, ¢ =100%
z2 Nz3 ANz4 Nz5 ->z1, ¢ =100%
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Priloha ¢.2

Provedeni ovéreni funkénosti algoritmu Apriori

Vstupy:

Minimalni podpora: 4%
Minimalni spolehlivost: 20%
Algoritmus: Apriori

Zdrojova databdze: Databaze ¢.2

Vystupy:

Doba zpracovani: 9 sekund
Minimalni podpora je: 10 prvku.
Pocet prichodu databazi je: 2152

L1 A Krmivo 9.902: 10

A Caj 0.902:27 A NT MIkTNTIl  2.302: 13
A Caj_lemon 0.502:23 A OkurkaSalat.  2.502:13

A Caj_maracuja  0.902:15 A OL Pudink200  3.802:11
A Caj_ovocnad0  0.902:13 A OL Pudink200  6.902: 19
A ChlebKminVek 6.902:12 A Persil 9001:17

A Cokolada 2.901:34 A Rohlik hlad.  3.002: 11

A Cokolada 5.801:15 A Rohlik hlad. 650212

A Deli_Super 7901:11 A Rohlik hlad.  7.802: 11

A EH JogY4x125 0.902:12 A Testoviny 390211

A Ins.polevka 8902:13 A UN Flora_250 5902 :11
A Ins._polevka 8902:16 A UN_ViennC600 5002:11
A KeCup 6.902:35 A VD RybiPo250  1.902: 16
L2

A Cygj 0.90 2, A Caj_lemon 0.902:10

A Ins.polevka 8.90 2, A Ins._polevka 8902:11
Asociaéni pravidla:

A Caj 0.902 -> A Caj_lemon 0.902,c=37%

A Caj_lemon 0.902 > A Caj 0.902,c=43%

A Ins.polevka 8.90 2 -> A Ins. polevka 8.902,c=284%
A Ins._polevka 8.90 2 -> A Ins.polevka 8.902,c=68%
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