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Abstrakt

Cilem této prace je pribliZzeni principu algoritmu Closure a ovéfeni jeho vlastnosti. Tento algoritmus
neni moc znamy a v problematice dolovani asociacnich pravidel je povazovan za novy. Algoritmus
Closure by m¢l byt krokem vpred v rychlosti zpracovani dat a ziskavani asociacnich pravidel. Pro
porovnani bude slouzit algoritmus Apriori, ktery je naopak v této problematice jiz dlouho vyuzivan.

Abstract

The goal of this barchelor’s thesis is to study and implement the Closure algorithm and verification of
its characteristics. The algorithm is less known than other approaches and is relatively new in the field
of data mining. The Closure algorithm could be a step forward to fast data processing in data mining
and knowledge discovery. The thesis also compares the Closure algorithm with the Apriori algorithm.
The Apriori algorithm is well known in the field of data mining.

Klic¢ova slova

asociacni pravidla, dolovani dat, Apriori, Closure, rela¢ni databaze, transakéni databaze, minimalni
podpora, frekventované vzory

Keywords

association rules, data mining, Apriori, Closure, relational database, transactional database, minimal
support, frequent patterns

Citace

Lukas Matula: Nové algoritmy pro dolovani asociac¢nich pravidel, bakalarska prace, Bmo, FIT VUT
v Bmé¢, 2014



Nové algoritmy pro dolovani asocia¢nich pravidel

r

Prohlaseni

Prohlasuji, Zze jsem tuto bakalarskou praci vypracoval samostatné pod vedenim Ing. Vladimira
Bartika.Uvedl jsem vSechny literarni prameny a publikace, ze kterych jsem Cerpal.

Lukas Matula
13.5.2014

Podékovani

Rad bych podékoval svému vedoucimu bakalarské prace Ing. Vladimiru Bartikovi, Ph.D. za odborné
vedeni, vstficnost, za pomoc a rady pfi zpracovani této prace.

© Lukas Matula, 2014

Tato prdace vznikla jako Skolni dilo na Vysokém uceni technickém v Brné, Fakulté informacnich
technologii. Prdce je chranéna autorskym zdkonem a jeji uZiti bez udéleni oprdavnéni autorem je
nezdkonné, s vyjimkou zdkonem definovanych pripadii.



Obsah

OBSAN. ..o 1
L UVO e 3
2 Problematika dolovani asociaénich pravidel.............ccooiiiiiiiiiiiiii 4
2.1 Ziskavani znalosti zZ databazi...............ccoooiiiiiiiioe e 4

2 1T KIASHIKACE. ... 5
212 PLEAIKCE. ... 5
213 SHIUKOVAN ... ettt 6

2.2 Druhy dat pro doLOVANL. ..........ooiiiiiiiii i 6
2.2.1 Reladni databAze ...........cccoiiiiiiiiie e 6
2.2.2DAtoVE SKIAAY........cooiiiiiiii i 7
2.2.3 Transakeni databAzZe...........ccooviiiiii et 9

2.3 ASOCIACNT PIAVIALA. ........ooviiiiiii i 9
2.3.1 Metriky zajimavosti pravidla..............ccocooiiiiiiii 10
2.3.2 Typy asociaénich pravidel........ ... 10
2.3.3 Asociaéni pravidla zaloZzena na omezenich....................... 10

3 ALGOTILIILY ...t 11
31 APTIOT. ..o 11
3.1.1 Moznosti pro zvyseni efektivity algoritmu APriOTi...........c.ccocooiiiiiiiiii i 12
3.1.2 Pseudokod algoritmu APIIOTL..........iovieiiiiiiieic ittt 13

3.2 Metoda FP-StIOIMIU. ... .ouiiii oottt ettt et 14
3.3 CLOSULC. ..o oottt ettt ettt 15
3.3.1 Pseudokod algoritmu CLOSUTIE...........coviiiiiiiiiiiecic i 16

A TMPLEIMEIITACE ...t h e bt 19
4.1 Konceptualni navrh apliKace. ............oouiiiiiiiiiiiiiiii i 19
4.2 Popis Jednotlivyeh tHd. .........o.ooviiiiiii e 20
A2 1 APIKACE. ......oovioeieie e 20
B2 2 HOMEPAZE. ..ottt ettt 20
B.2.3 APTIOTH ..o 20
B2 4 CLOSULC. ...ttt ettt 20
B.2.5 SEZNAM......c.o oottt ettt 21
B2 PIVEK ... 21
A.2.77 POUSEZIAIM. ..ottt ettt 21
A2 8 POAPTVEK ... 21



4.3 Prace S @PIIKACH. .........oviiiieii et 21

4.3.1 Pfipraveni prostiedi pro praci s aplikaci...............c.oooooii 21
4.3.2 Snimek vzhledu apliKace.............ooiiiiiiiiiiii i 22
4.3.3 POPIS @PIIKACE ... ..t 22

5 Ovéiovani funkEnosti alOTIEMIUL ...........coiitiiiiiiiiiiec e 23
5.1 DALOVE ZATOJC ...ttt 23
5.2 ProvAdSNT OVETOVAIL .......oiiiiiii oottt e e 24
5.2.1 Zjistovani doby b&hu algoritmu bez generovani asociacnich pravidel.................c.ooi 24
5.2.2 Zjistovani doby b&hu algoritmu s generovanim asociacnich pravidel.............................. 26
5.2.3 Zjistovani poctu pruchodu zdrojovymi databdzemi.................ocoooiiiii 27

0 ZLAVET ..ot 30
| IS 1S 1100 v- VOUUUTU RO OO OO OO R SPPIOPUUUPPPPPO 31
SezNAM PHLON. ...t 32
PHLIONA G. 1.t 33
PHLONA €2 et 34



1 Uvod

Prace se zabyva problematikou ziskavani asociacnich pravidel z databazi v oboru informacénich
technologii. Asociaéni pravidla nam jednoduse feceno fikaji, co s ¢im souvisi a v jakém vztahu se
navzajem dv¢ a vice véci vyskytuji. Napriklad uz jen pravidelnou navstévou supermarketu a nakupem
zbozi se vytvari asociaéni pravidla pro nakupni kosik. Dalsi téma, na které¢ je bakalarska prace
zam¢fena se nazyva data mining (dolovani dat). Dolovani dat je proces, pro vytvofeni modelu dat
z databazi.

Cilem této bakalarské prace je vybrat jeden z novéjSich algoritmt provadéjici automatizovany
proces dolovani dat a tento algoritmus zanalyzovat, naimplementovat, ovérit jeho Cinnost za pomoci
experimentti nad vzorkem dat a vysledky srovnat se znamym algoritmem Apriori. Pro tuto praci byl
vybran algoritmus s nazvem Closure algorithm. Hlavnim testovanym faktorem jsou doba zpracovani
dat algoritmu a pocet pruchodu zdrojovou databazi. Podminkou ovéfovani funkcnosti algoritmu je
dosaZeni spravného vysledku.

Nyni nasleduje kratké srhnuti obsahu této prace. Druhou (jelikoZ uvod je prvni kapitolou)
kapitolou je problematika dolovani asociacnich pravidel a vysvétleni zakladnich pojma z tohoto
oboru. Dalsi kapitola se zabyva jednotlivymi kroky celého procesu ziskavani znalosti z databaze.
Jednim z krokd je i proces dolovani dat z databaze a ziskavani asociacnich pravidel. Nasleduje
predstaveni pojmu klasifikace, predikce a shlukovani. Popsani zdroja dat pro dolovani, do kterych
patfi relacni databaze, datové sklady a transakéni databaze, které se pouziji v aplikaci pro ovéfeni
funkénosti algoritmti. V kapitole asociacni pravidla je popsano jejich vyuziti, pouZziti metrik pro tyto
pravidla a jsou uvedeny i typy asociacnich pravidel. Nasleduje kapitola algoritmy a v ni pfedstaveni
tfi algoritmu pro automatizované provedeni procesu dolovani. Prvnim z nich je metoda FP-stromu,
druhym je algoritmus Apriori a tfetim je algoritmus Closure. Soucasti poslednich dvou algoritmi jsou
i pseudokddy, podle kterych se naimplementuje ¢innost téchto algoritmu v ovéfovaci aplikaci.
Implementace je prakticka kapitola jejiz soucasti je koncepéni navrh aplikace a popsani jednotlivych
trid. Dalsi praktickou kapitolou je ovéfeni Cinnosti algoritmu a prezentovani vysledki pomoci grafu
se strunym popisem a poukazanim na dusledky riznych vlastnosti algoritma. V kapitole zavér se

popisuji ziskané znalosti a hodnoti se celkovy vysledek prace.
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2 Problematika dolovani asociac¢nich
pravidel

Dolovani (ziskavani) asociacnich pravidel je cast celého procesu ziskavani znalosti z databazi. Po
rozdéleni tohoto pojmu na casti 1épe pochopime jeho vyznam. Dolovani je jinym slovem ziskavani.
Slovo asociacni (asociace = vztah, vazba), takze vztahy jednotlivych dat. Pravidla jsou opakujici se
vyskyty vazeb. Po sloZeni téchto ¢asti dohromady, ziskame definici, ze dolovani asociacnich pravidel
je ziskavani modelu dat. Jako datovy zdroj pfi provadéni procesu dolovani se pouzivaji relacni
databaze, datové sklady (viceuroviiova asociacni pravidla), transakéni databaze (jednouroviiova
asociacni pravidla), dal§i zdroje jsou popsany v kap. 2.2 Druhy dat pro dolovani. Cela kapitola 2,

v¢etné podkapitol byla ¢erpana ze zdroje [1].

2.1 Ziskavani znalosti z databazi

Ziskavani znalosti z databaze je analytickd metodologie, extrakce (,,dolovani®) netrivialnich,
skrytych, potencionalné uzitecnych modelt dat a vzori z velkého objemu dat. Pro¢ zrovna
netrivialnich, skrytych a potencionalné uzitecnych modeld dat? Netrivialni znamena, Ze informaci
nelze ziskat jen pomoci jednoduchého SQL dotazu nad daty, ale musi se pouzit specificky
sofistikovany postup. To souvisi s dalsi vlastnosti a tou je skrytost. Modely a vzory, které jsou
hledany nejsou na prvni pohled vidét, protoze databaze nebyla navrzena proto, aby tyto informace
primo ukladala. Tteti vlastnosti je potencialni uzitenost. Tato vlastnost je zavisla na zisku informaci
pro potiebu rozhodnuti. Setkavame se s ni v praxi pii analyze zakaznika Zadajiciho pujcku v bance,
nebo pii rozhodovani rozmisténi zbozi v hypermarketu, apod.

S aplikaci ziskavani znalosti z databazi je mozno se setkat v bézném zivote. Hodné roz§ifena a ve
velkém poctu pouzivana je analyza nakupniho kosSiku. U ni se napf. zjistuje jaké zbozi v jakém
obdobi zakaznici nejvice nakupuji. Dalsi oblast s velkym poctem vyuziti jsou finanéni analyzy a
fizeni rizik (predikce vyvoje cen v Case, predikce rizika poskytnuti pujcky). Praktické vyuziti se
nachazi i pfi detekci podvodi a neobvyklého chovani. Za pomoci ziskavani znalosti z textu se
detekuji prichozi emailové zpravy od zajmovych skupin, nebo reklamnich spole¢nosti a oznacuji je
jako spam. Jednou z oblasti, kde se nachazi obrovské mnozstvi dat vhodnych pro analyzu je rychle

rozvijejici se bioinformatika a analyza biologickych dat.



Ziskavani znalosti z databazi se také velmi Casto vyskytuje pod nazvem Dolovani dat (data
mining). Ve skutecnosti je dolovani dat pouze jednou ze 7 casti celého procesu ziskavani dat z
databazi. Sklada se z n¢kolika kroku:

. Cisténi dat - vyfeseni chybéjicich dat a vyfeseni nekonzistence.

« Integrace dat — provadi se spolecné s CiSténim dat, protoze se zpravidla berou data z vice

zdroju, a tak je potieba sjednotit je do datovych skladu.

+  Vybér dat — vybereme data, ktera jsou pro nase feseni uzite¢na (relacni databaze — sloupce z
tabulek, datové sklady — dimenze).

« Transformace dat — je potieba transformovat data do ustalené podoby vhodné pro

dolovani.

+ Dolovani dat — hlavni ¢asti procesu ziskavani znalosti z databaze, ve které¢ pomoci vybrané
metody a patfiéného algoritmu vyextrahuje vzory ze zdrojovych dat — vytvori model
dat.

+ Hodnoceni modelii a vzoru — snaha o vybér uziteénych vzoru dat.

+  Prezentace znalosti — prezentovani vysledku uzivateli (technikami vizualizace) z dolovani

dat.

2.1.1 Klasifikace

Klasifikace je pojem, ktery se vyskytuje u procesu dolovani dat. Je chapana jako proces, kdy se dané
objekty zafazuji dle svych vlastnosti do jistych tfid. Castym piikladem pro klasifikaci a predikei je
poskytnuti pujcky zakaznikovi. Napf. Prijde-li zakaznik do banky pozadat o pujcku. Banka si nejprve
zjisti od zakaznika informace o jeho zaméstnani a hlavné o vysi mzdy. Vyhleda v zdznamech zda-li
uz nema o zakaznicich s podobnymi vlastnostmi néjaké informace z dfivéjsi doby a nasledné ho

zafadi do odpovidajici tfidy. Pro dané tfidy uz maji banky pfichystany podminky pro zakaznika.

2.1.2  Predikce

Predikce je pojem hodné¢ spojovany s pojmem klasifikace. Predikce je proces, ktery umozni na
zaklad¢ vlastnosti objektu pfifadit danému objektu jisté hodnoty. Pfiblizime si tuto definici opét na
prikladu. Do zaméstnani pfijde novy zaméstnanec a zaméstnavatel se snim musi domluvit na mzde¢.
JelikoZ zaméstnanec ma v daném oboru odpracovano mnoho let, tim padem ma hodn¢ zkusenosti. Pro
zaméstnance je mnohem vice atraktivni, nez absolvent v tomto oboru. Na zaklad¢ téchto vlastnosti

mu zaméstnavatel uréi vyssi mzdu nez absolventovi.



2.1.3  Shlukovani

Shlukovani je proces rozdélovani objektt na zakladé podobnosti do tfid. Pravidlem pro rozdélovani
objekta je, Zze v jedné trid¢ si objekty musi byt co nejvice podobné, ale zaroven musi byt pokud
mozno co nejvice odlisné od objekta jinych tfid. Se shlukovou analyzou se setkavame pfi rozd€leni
osob na muze a zeny, nebo objektu v prirod¢ na zivo€ichy a rostliny, apod. Shlukovani je pouzivané
jako predzpracovani pro klasifika¢ni algoritmy. Ve srovnani s klasifikaci ma shlukovani vyhodu v
tom, ze se predem nemusi znat zadné preddefinované tfidy ani zadné trénovaci mnoziny, ale
nevyhodou je, Ze vytvorené shluky nemaji pfedem dany vyznam - ten se jim musi pfifadit, az

nasledn¢ - ale ne vzdy se to podafi.

2.2 Druhy dat pro dolovani

Pro data urcena k dolovani neni definovan pifesny format v jakém musi byt ulozena. To nam
umoziuje dolovat data z riznych typt zdroju dat. Jedina podminka, ktera vSak musi byt dodrzena je,
aby data byla perzistentni (ulozena v datovych tulozistich) nebo transientni (jedna se o proudy dat).
Nejvice pouzivanym zdrojem dat pro dolovani byvaji relacni databaze. Je to zptsobeno tim, Ze jsou v
dnesni dob¢ nejrozsifenéjSim ulozistém pro data. Dal§im pomémé ¢astym nositelem dat vhodnym pro
dolovani je datovy sklad, u kterého se data ukladaji do datovych kostek. Tretim pouzivanym zdrojem
dat jsou transakcni databaze. Mezi dalSi zdroje dat se fadi objektové-relacni databaze, temporalni
databaze, databaze sekvenci, databaze casovych fad, prostorové databaze, textové databaze,
multimedialni databaze, heterogenni databaze, zdédéné databaze, jiz zminéné proudy dat a jako

posledni zdroj je web.

2.2.1 Rela¢ni databaze

Nejrozsifen¢j§im ulozis§tém dat je v dnesSni dobé relacni databaze. Relaéni databaze je kolekce
tabulek, které znazormuji relace. Relace je dvourozmérna datova struktura tvorena zahlavim a télem.
Zahlavi obsahuje domény a v t€le jsou odpovidajici hodnoty k témto doménam. V relacnich
databazich plati ur¢ita pravidla. Rika se jim normalni formy. Aby relaéni databaze mohla byt pouZita
jako zdroj dat, musi pfislusna databaze spliiovat podminku prvni normalni formy, to znamena, Ze
data v jednotlivych sloupcich musi byt atomicka. Relaéni databaze jsou uzpusobeny ke kazdodenni
praci. Mezi zakladni operace, které se provadi nad touto databazi patfi vytvareni novych tabulek (entit
realné¢ho svéta), jejich Gpravy, odstrariovani a prace s daty (vkladani, upravovani, odstranovani a
dotazovani na n¢). Pomoci SQL dotazovani nad rela¢ni databazi je mozno snadno ziskat trivialni
informace. Relacni databaze patfi do systému OLTP ( On-line transaction processing). Tyto systémy
jsou urCeny pro zakaznika. Zakaznik s nimi pracuje ve formé riznych aplikaci, kde si ani

neuvédomuje, Ze vlastné provadi dotazovani na zakladé vlozZenych kritérii nad databazi.



2.2.2 Datové sklady

Datovy sklad je datové uloZisté, u kterého nedochazi k Castym zménam udaji. Zmény dat se zde
provadi vyjimecné. Proto se taky fika, Ze je tvofen z historickych dat, vétSinou pomoci sumarizaci a
agregaci. Operace, které se provadi nad t€mito loZisti jsou vytvoreni datového skladu, naplnéni jej
daty a nasledn¢ se provadi jen analyza. Oproti relacni databazi se pii analyze téchto dat ziskava vyssi
uroven informaci. Prikladem muze byt relacni databaze, kde se uchovavaji informace o prodeji. Jaka
polozka byla prodana, ve ktery den, hodinu, minutu, kdo ji prodal, apod. Ale v datovém skladu se pak
uchovavaji jen n¢které¢ informace, napf. jaka je prodavanost dan¢ polozky ve vSech prodejnach za
urcité obdobi. Datové sklady jsou urceny pro analytiky, protoze jim usnadnuji praci s analyzou dat. Je
tvofen multidimenzionalnimi datovymi kostkami. Data jsou v nich uloZena ve formé dimenzi. Jako
dimenzi mame na mysli napfiklad entitu nebo pohled (uloZeny ve form¢ tabulky). V databazich se
tyto multidimenzionalni modely ukladaji ve form¢ schémat. Nejpouzivangj§i schéma je schéma
hvézdy, kter¢ je vidét na obrazku ¢.1. Zakladem tohoto schématu je tabulka faktti obsahujici data bez
redundance. Dals$i tabulky uz obsahuji informace o jednotlivych dimenzich. Data jsou v nich uz
redundantni. Na obrazku ¢€.2 je mozno vidét dalsi typ schématu pro multidimenzionalni modely a tim
je schéma snéhové vlocky. Pouziva se méné Castéji nez predchozi schéma a to diky tomu, Ze je
vyskyt redundance v tabulkach dimenzi. Dusledek této snahy je zvySeni poctu tabulek. Mame
datovou kostku o tfech dimenzich, zakaznik, polozka a ¢as. Data jsou archivovana 5 let. Nyni se
analyzuji data podle téchto tfi dimenzi a vyvozuji se z toho patfi¢né vysledky. Datové sklady patfi do
systtmu OLAP (On-line analytical processing). Systémy OLAP jsou orientovany na obchod a
pouzivaji se pro analyzu provadénou analytiky. Tyto systémy maji i své operace roll-up a drill-down,
pomoci kterych se z dat ziskavaji informace. Operace roll-up vytvari abstraktnéjsi pohled na data, z
mest ulozenych v dimenzi tak vytvori napf. kraje, nebo okresy. Operace drill-down provadi opak,
snazi se ziskat vice detailni informace z dat v ramci dimenze (z Casového obdobi Ctvrtleti prejde na
jednotlivé meésice). Datovy sklad se pouziva i jako zdroj dat pro dolovani, coz je hlubsi,
automatizovan¢ provadéna analyza, na rozdil od OLAP operaci. Na zavér si ukazme jesté nékolik
rozdila mezi OLTP (kde patii relacni databaze) a OLAP systémy. Velikost téchto systému je velmi
rozdilna. Zatimco velikosti OLTP se pohybuji od stovek MB do jednotek GB, u OLAP systému se
pohybuje nejcastéji od stovek GB po TB. Dalsi velky rozdil je i v poctu uzivateli, ktefi pracuji s
témito systémy. U OLTP se jedna o tisice uzivatell, jsou to OLAP systémy pracuji desitky az stovky

uzivatelu.
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Obr. 2.2 Schéma snéhové vlocky [1]



2.2.3 Transakéni databaze

Je tfetim nejpouzivangj$im zdrojem dat pro dolovani dat a ziskavani asociacnich pravidel. Data jsou
uloZena ve formé dvourozmémych tabulek, identifikator transakce a nazev polozky. Pokud se mluvi
o transakcich tak je na mysli obchodni transakce. Pro predstavu, jedna transakce muze byt jeden
nakup jednoho zakaznika v obchod¢é. Tato data z hlediska normalizacnich pravidel pro relacni
databaze jsou nenormalizovana. NejtypictéjSim piikladem pro dolovani dat z transak¢énich databazi je
analyza nakupniho koS$iku, ktera je provadéna i v této bakalarské praci. Zakladnim cilem analyzy je
zjistit, jaké zbozi se nejvice prodava s jinym zbozim, a jak casto k této kombinaci dochazi. Na
zaklad¢ vysledku z prikladu analyzy nakupniho koSiku je mozno provadét akéni nabidky na rizné
zbozi, s tim Ze s n¢jvetsi pravdépodobnosti si zakaznik ke zbozi v akci prikoupi i zbozi neslevnéné,
které nejcastéji nakupuje se zbozim v akéni nabidce. Tato ziskana znalost o vzajemné vazbé urcitych
druhu zboZi se muze hodit ke strategickému rozmisténi téchto druhti zbozi po prodejné. Jako priklad
si uvedeme zakaznika, ktery velmi ¢asto nakupuje rohliky a pomazanky. Bude tedy vhodné umistit na
zacatek prodejny peivo a na konec prodejny pomazanky. Tim padem musi zakaznik projit celou
prodejnu a s velkou pravdépodobnosti koupi i to co nem¢l v planu. A tim muaze byt krok se

strategickym rozmisténim zboZzi povazovan jako uspésny.

2.3 Asociacni pravidla

Asociacni pravidla pfinasi zajimavé asociace a korelace z velkého mnozstvi datovych polozek. Jsou
podporou pii rozhodovani na zaklad¢ analyzy. NejcastéjSim prikladem pro ziskavani asociacnich
pravidel je analyza nakupniho kosiku. Cilem je ziskat souvislosti v nakupech. Jaké zboZi se nejcastéji
vyskytuje v nakupnim koSiku s jinym zbozim? Jaka je pravdépodobnost, Ze pfi nakupu jednoho zbozi
si zakaznik koupi i jiné zbozi. Na zakladé téchto poznatki si obchodnik muze efektivné rozmistit

zbozi v prodejné, vytvorit reklamu nebo akéni nabidku.

Ziskavani asociacnich pravidel probiha ve dvou krocich:
1. Nalezeni frekventovanych mnozin, tj. mnozin splilujici podminku minimalni podpory.
2. Generovani silnych asociacnich pravidel z frekventovanych mnozin. Pravidla musi spliiovat

podminku minimalni podpory a spolehlivosti.



2.3.1  Metriky zajimavosti pravidla

Podpora procentualné¢ fika, v kolika pfipadech nastala pozadovana kombinace (zakaznik si koupil

zbozi A a zaroven zbozi B).

Spolehlivost procentualn¢ udava, v kolika pfipadech, pokud nastala pouze z ¢asti pozadovana
kombinace, tak nastala i druha ¢ast kombinace (kolikrat si zakaznik koupil 1 zbozi B kdyz si kupoval
zbozi A).

2.3.2  Typy asocia¢nich pravidel

« Podle typu hodnot v pravidlech:
o jedna se pouze o pritomnost/nepritomnost polozky — boolovska asocia¢ni pravidla
o pokud popisuje asociace mezi kvantitativnimi polozkami — kvantitativni asociaéni
pravidla
+ Podle dimenzi obsazenych v pravidlech:
o boolovska asocia¢ni pravidla jsou jednodimenzionalni
o kvantitativni asocia¢ni pravidla jsou vicedimenzionalni
« Podle urovni abstrakce v pravidlech:
o n¢které¢ metody jsou schopny ziskavat asociacni pravidla nad riznymi Grovnémi, fikame
jim viceuroviiova pravidla.
« Podle dalSich rozSifeni asocianich pravidel:
o maximalni vzory
o korelacni analyza

o uzaviené¢ mnoziny

2.3.3  Asociacni pravidla zalozena na omezenich

Jednim z Castych a velmi nepfijemnych problému pfi generovani asociacnich pravidel je jejich
mnozstvi. Pfitom z tohoto mnozZstvi pravidel nas zajima jen nékolik malo zajimavych, které nam
prinasi néco nového. Tento problém muzeme vyfesit nastavenim nasledujicich typt omezeni:

« Datova omezeni (urcuji, ktera data budou pouzita pro dolovani)

«  Omezeni dimenzi/arovni dat (urcuji dimenze dat, které budou pouzity pro dolovani)

«  Omezeni zajimavosti (uréeni prahu pro metriky zajimavosti, napf. podpora a spolehlivost)

+  Omezeni pravidel (urcuje tvar vyslednych pravidel, pomoci metapravidel)

10



3 Algoritmy

V podkapitolach se zaméfuji na vlastnosti algoritma a jejich postupy pfi zpracovani dat. U algoritmu

Apriori a Closure jsem zaradil 1 pseudokody z implementace v testovaci aplikaci.

3.1 Apriori

Algoritmus Apriori patfi do skupiny boolovskych jednouroviiovych algoritmi, u kterych se vyuziva
vlastnosti zda polozka existuje ¢i nikoli. Je zakladnim algoritmem pro generovani asociacnich
pravidel, ze kterého se dale pomoci urcitych vylepSeni odvozuji dalsi algoritmy. Jeho velkou
nevyhodou je pocet prichodu celou zdrojovou databazi. Vyuziva predchozi znalost o dfive ziskanych
frekventovanych mnozinach, tzn. v kazdé iteraci se ziskané frekventované k-mnoziny pouziji pro
generovani (k+1)-mnozin. Plati pravidlo, Ze po pridani prvku k mnoZin€ nesmi vzrist jeji
podpora [1]. Algoritmus Apriori je vhodny pro data, u kterych se vyskytuji asociacni pravidla v
mnozinach o malém poctu prvki. Algoritmus tvofi dva zakladni kroky:

1. Spojovaci — mnoziny, které¢ vyhovi minimalni podpofe, se rozsifi o prvek z predchazejiciho

kroku iterace.
2. Vylu€ovaci — probéhne vypocet podpory kandidati, podpory se porovnaji s minimalni

podporou a nefrekventované mnoziny se odstrani.

L.
Cl 1
MnoZina | Pof. vyskyls MnoZina | Pog wyskytd
Zjidteni vech {11} 6 Porovnani podpory {:é} g
kandiddtiz DB | {12} 7 kandidtl s miniméind {13} :
— | {13 6 podporou {13
{14 2 » | (14} 2
(15} 2 (15) 2
CZ Cg
Chenerovani IinoZina Mno#ina | Poé. vyskytl L,
kandidati c; | (11.13) {11, 12} 4 2 S
e 0 ] e (1113 4 » Wnofina | Pot. vyskyts
(1,143 [ Y¥poCetpodpory | (py° 1gy | Porovnani podpory | (11,12} 4
> (11, 15) kandidata {II’IS} 2 kandidatd s minimalnd | {11, I3} 4
{12: 13) priichodem DB {u’ 1% 3 podporou {11,15) 2
(12, 14} > (12,143 2 | {12,13) 4
(12,15 {12, 15} 2 > {12, 14} 2
{13, 14} (13,14} 0 {12, 15} 2
(13,15} (13,15} 1
{14, 15} {14, 15 0
Generovani £ Wypocet podpory C; Porovnani podpory
kandidatiy Cy - kandidath . o Bog kandidtl s minimalni La
zl; MrnoZina prichodem DB ol podporou MnoZina Foi.
e o (11,12, I3} wyskyt !
| | ULED 2 B viskyti
aEs (11,12, 15} 2 (11,12, 13} 2
{11, 12,15} 2

Obr. 3.1 Ukézka postupu algoritmu Apriori [1]
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Pro generovani asocia¢nich pravidel z frekventovanych mnozin se pouziva vztah pro vypocet

spolehlivosti:

slAUB
conf(A=B)=p(Bl4)=AYB) )
s(4)
Vysledna podoba asocia¢niho pravidla v prikladu vypada takto:
IINI2=15;¢=2/4=50% (3.2)

Postup pfi generovani asocianich pravidel:
«  Pro kazdou frekventovanou mnozinu I, vygeneruj vSechny jeji neprazdné podmnoziny.
+  Pro kazdou neprazdnou podmnozinu s, vygeneruj pravidlo s => (I - s) a podle rovnice
vypocti jeho spolehlivost. Vypoctenou spolehlivost porovnej s minimalni spolehlivosti a

urci, ktera pravidla jsou silna.

3.1.1  Moznosti pro zvySeni efektivity algoritmu Apriori

HaSovaci pristup

Kdyz se prochazi na zacatku zdrojovou databazi a probiha ziskavani jednoprvkovych mnozin, miuze
algoritmus generovat rovnou vSechny dvouprvkové mnoziny pro kazdou transakci a pfifadit je na
,hromadky* hasSovaci tabulky. U kazd¢ hromadky bude uchovavan pocet mnozin.. Pokud tento pocet
bude niz§i nez minimalni podpora, tak rovnou se hromadka odstrani. Zamezi se tak pruchodu

zbyteénymi mnozinami, které stejné k vysledku nevedou.

Redukce transakci
Pokud transakce nedisponuje zadnou frekventovanou k-mnozinou, je jisté, Zze nebude obsahovat

zadnou (k+1)- mnozinu. Tim padem tato transakce miize byt smazana.

Rozdéleni dat
Nejprve se databaze rozdéli na nékolik ¢asti. V kazdé z téchto Casti se zjisti lokalni frekventované
mnoziny a z nich jsou vybrany globalni frekventované mnoziny. Velkou vyhodou tohoto zefektivnéni

je pocet prachodu zdrojovou databazi, ktery je na hodnot¢€ 2.
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Vzorkovani

Pii vzorkovani se pouzije nahodn¢ vybrany vzorek dat z databaze a v ném se vyhledaji frekventované
mnoziny. Vzorek mize byt nahran do hlavni paméti, ale tim se snizi pfesnost. Tu je mozno zvysit
snizenim pozadované minimalni podpory. Vysledkem je, Ze jsou ziskany i mnoziny, které nejsou
frekventované. Nakonec se musi u ziskanych frekventovanych mnozin znovu provéfit podpora na

celé databazi.

Dynamické pocitani mnoZin
Pocitani kandidati probiha v prabéhu cteni z databaze. U zakladni verze algoritmu Apriori se

provadélo pocitani kandidati pred prichodem databazi.

3.1.2  Pseudokod algoritmu Apriori

Seznam 1,c;
index = 1;
napln seznam ¢ jednoprvkovymi mnoZinami z databaze;

/*pro jednotlivé prvky seznamu c, za pomoci sgl dotazt nad databazi
zjisti hodnoty jejich podpory*/
c.spoctiPodporul();

//cyklus naplni seznam 1 frekventovanymi prvky ze seznhamu cC
while(c.getPrvek (i) != null) {
if (c.getPrvek (i) .getPodpora() >= podpora) {
l.pride]j (c.getPrvek(i));
}
i++;
}

index++;

//cyklus pro index > 1
while (1l != null) {
c.vymaz(); //vymazZze cely seznam C

//do seznamu c¢ se vloZi nové mnoziny o poctu n+l prvku
c = l.rozgeneruj () ;

/*pro jednotlivé prvky seznamu c, za pomoci sgl dotazu nad
databdzi zjisti hodnoty jejich podpory*/
c.spoctiPodporul();
l.vymaz();//vymazdni celého obsahu seznamu 1
i=0;

//cyklus pro naplneni seznamu 1 frekventovanymi prvky
while (c.getPrvek (i) != null) {
if (c.getPrvek () .getPodpora >= podpora) {
l.pridej(c.getPrvek());
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/*generovani asociacnich pravidel z podseznamu uloZenych v seznamu 1
ve tvaru x - y, kde za x a y musi byt vidy minimdlné jeden prvek
podseznamu*/

i=0;

while(l.getPrvek (i) != null) {

vytvorim veskeré kombinace prvkl z 1l.getPrvek(i).getPodseznam;
kombinace = uloZ prvni kombinaci prvkl z podseznamu;

//cyklus projde vsechny kombinace, konc¢i pokud se kombinace==null
while (kombinace != null) {
spoc¢ti hodnotu spolehlivosti levé strany pravidla;
if (spolehlivost pravidla >= minimdlni spolehlivosti) {
vytiskni pravidlo na vystup aplikace;

}

i++;

3.2 Metoda FP-stromu

Metoda FP-stromu, jinak fe¢eno metoda vzrastu frekventovanych mnozin, je aktualn€ povazovana za
nejefektivngjsi algoritmus pro dolovani asociaénich pravidel. Resi nékteré problémy vyskytujici se u
algoritmu Apriori. Prvnim z problému je velké mnoZstvi generovanych kandidati, zvlasté u velkych
databazi. Druhym problémem je neustalé prochazeni zdrojové databaze, coz je nejvétSi Casovou
zatézi pii provadéni algoritmu. Algoritmus je sloZen ze tii fazi. Prvni fazi je komprese databaze do
stromové struktury mnozin, zvané FP-strom.[4] Druhou fazi je rozd¢€leni stromu do podminénych FP-
stromi. Podminéné FP-stromy se vytvari pro kazdou frekventovanou polozku. Tteti fazi je ziskani
frekventovanych mnozin z téchto stromu. Na obr. 3.2 je mozno vidét tabulku jednoprvkovych
mnozin s jejich podporou ve zdrojové databazi a k ni vytvoreny odpovidajici FP-strom. Pferu§ované

Sipky znazomuji souvislost jednotlivych uzli.
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Obr. 3.2 metoda FP-stromu [1]

Na dalsim obr. 3.3 je znazoména ukazka podminéného FP-stromu pro frekventovany prvek I3. Pri
pohledu na podminény FP-strom je jasné, Ze ziskané frekventované mnoziny jsou (za dvojteckou je

frekventovanost): <I2 13>: 4, <I2 I1 13 >: 2, <I1 13>: 2.

Odkaz @) Null
IDpol.  Pof wyskytl 5 yzel / \
2 | 4 v (RO Lisie) Lns =0 B2
| 3 i, R l
Oz

Obr. 3.3 podminény FP-strom polozky 13 [1]

3.3 Closure

Algoritmus Closure (uzaviraci) je jeden z nov¢jSich algoritmi. Pouziva se u néj odliSny postup
zpracovani dat nez u algoritmu Apriori a to shora doli. Pravé diky tomuto odlisSnému zpusobu
zpracovani ma algoritmus predpoklad byt rychlejsi nez algoritmus Apriori [2]. S rychlosti zpracovani
dat a ziskani spravného vysledku souvisi hlavn¢ pocet prichodia zdrojové databaze, ktery je v
idealnim pripad¢ témér polovicni oproti Apriori. Duvod je jednoduchy, provedeni prichodu celou
databazi je Casov€ nejnarocnéjsi instrukce z celého algoritmu. Proto ji potfebujeme co nejvice
redukovat. Kazdy algoritmus ma i své nevyhody, u tohoto algoritmu je patrné uz z jeho konstrukce,
ze pro databaze, u kterych je frekventovanost splnéna pouze v mnozinach o malém poctu prvkua bude
dosahovat horSich vysledku nez algoritmus Apriori. Naopak pokud se pouzije v databazi, kde se

predpoklada splnéni podpory ve viceprvkovych mnozinach, by mél algoritmus byt velkym pfinosem.
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3.3.1 Pseudokéd algoritmu Closure

/*oba dva druhy seznamu jsou Jjednosmérné vazané, ale obsahuji jiné
druhy poloZek*/

Seznam Jjednoprvek, fronta;

Podseznam frekvent, nefrekwvent;

/*obé& ttridy charakterizuji prvky seznamu, ale maji rozdilny pocet
atributt i1 rozdilné typy atributu*/

Prvek polozka;

Podprvek podpolozka;

napln seznam jednoprvek jednoprvkovymi mnoZinama z databaze;

/*pro kazZdou poloZzku seznamu vypocitej Jjeji podporu =ze zdrojové
databaze*/

Jjednoprvek.spoctiPodporul() ;

polozka = jednoprvek.dejPrvniPrvek();

/*cyklus prochézi seznamem jednoprvkovych mnoZzin,a urcuje zdali je
prvek frekventovany nebo nefrekventovany.

Cyklus konc¢i svij béh, pokud zpracuje posledni prvek v seznamu */
while(polozka != null) {

/*pokud Je poloZika frekventovand, tak se vytvori prislusny
podseznam a do poloZky se vlozi odkaz na néj*/
if (polozka je frekventovana) {

//ptride] poloZku do frekventovaného seznamu
frekvent.pridej (polozka.getText ());
vytvor podseznam k této poloZce;
zjisti ve kterych transakcich se tato poloZzka wvyskytuje;
vloz vsSechny poloZky ze vsech téchto transakci do
vytvoreného podseznamu;
}
else(
//vloZeni poloZky do seznamu nefrekventovanych mnoZin

nefrekvent.pridej (polozka.getText ());
}

//do prvku poloZka se vloZi odkaz na nasledujici prvek
polozka = polozka.dejdalsi();
}

//cyklus beZzi dokud nejsou zpracovany vsechny poloZky Jjednoprvkového
seznamu

polozka = jednoprvek.dejPrvniPrvek();

while(polozka != null) {

if (polozka je frekventovana) {
vytvor retézec z celého podseznamu této polozky;

if (obsahuje retézec néjaky prvek z nefrekvent. seznamu) {

odstran tento prvek z tetézce;
vysledny retézec uloZ do fronty;
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}

else(
vytvotr z FYetézce,t]. z mnoZiny prvkd sgl dotaz;
zjisti podporu celé mnoZiny provedenim sgl dotazu nad
databazi;

}

//kdyZ je mnoZina frekventovanad, vloZ Jji do seznamu frekvent
if (je dotazovand mnoZina frekventovana) {
frekvent.pridej (mnozina);
}
else(
nefrekvent.pridej (mnozina) ;

//rozgenerovanim se mysli vytvoreni mnoZin o n-1 prvcich
rozgeneru]j tuto mnozinu do fronty;

}
}

//cyklus beZzi dokud neni seznam s nadzvem fronta prazdny
polozka = fronta.vyjmiPrvni ();

while(polozka != null) {
vytvor retezec z podprvku podseznamu polozky;

if (obsahuje retezec nejake prvky z nefrekvent seznamu) {
odstran ty prvky z retezce;

//tetézec se rozdéli na jednotlivé prvky a ty se uloZi
tetézec uloZ do podseznamu u aktualni polozky;

//ptejdi na dalsi krok cyklu
continue;

}

else(
vytvor z tohoto fetézce, tj. Z mnoZiny prvkd sgl dotaz;
zjisti pomoci provedeni tohoto dotazu podporu v databazi;

}

//ptéme se na mnoZzinu prvku, nad kterou byl proveden dotaz
if (je retézec frekventovany) {
frekvent.pridej (retezec);

}

else(

/*pokud uZ pri vkladani jsme zjistili, Ze tetézec se uz
vyskytuje v nefrekventovaném seznamu, vyjmeme prvni prvek z
fronty, uloZime jej do promenné poloZka a cyklus
spustime nad touto poloZkou*/

nefrekvent.pridej (retezec)

if (retezec uz existuje v nefrekvent) {

polozka = fronta.vyjmiPrvni ();
continue;

}

else(
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/*vytvorime z Fetézce nové podretézce s n-1 prvky a ty
ulozime do fronty*/
retézec rozgeneruj do fronty;
}
}
//vyjmi prvni polozku z fronty a uloz ji do proménné poloZzka
polozka = fronta.vyjmiPrvni ();
}
polozka = jednoprvek.dejDalsi();
}

na vystup aplikace vytiskni Fetézce o nejvéts$im poctu prvkl;

//generovani asociacnich pravidel z fetézcl o maximdlnim podltu prvklu
while (fetézec obsahuje maximalni pocet prvkld) {

/*podminka pravidla je aby v kazZdém pravidle byl vlevo a vpravo
vZdy alespon Jjeden prvek*/
vytvorim veskeré kombinace prvkl v tetézci;

kombinace = uloZ prvni kombinaci prvkl z tetézce;

//cyklus projde vsechny kombinace, konc¢i pokud Jje kombinace prazdna
while (kombinace != null) {

if(je leva cast pravidla uloZend v seznamu frekvent) {
spoc¢ti spolehlivost ze znalosti podpory levé &asti pravidla;

/*pokud spolehlivost pravidla neni mens$i jak minimalni
spolehlivost, tak se pravidlo vytiskne na vystup aplikace*/
if (spolehlivost pravidla >= minimdlni spolehlivosti) {
vytiskni pravidlo na vystup aplikace;
}
}
else(
vytvor sqgl dotaz k ziskadni podpory levé casti pravidla;
proved tento dotaz nad databazi;
spoc¢ti spolehlivost ze znalosti o hodnoté podpory;

if (spolehlivost pravidla >= minimdlni spolehlivosti) {
vytiskni pravidlo na vystup aplikace;
}
}

//pokud uZ Zadnad kombinace neexistuje tak uloZi hodnotu null
kombinace = uloZ dal$i kombinaci prvkl z tetézce;

}
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4 Implementace

Nasleduje prakticka ¢ast a v ni je prvni kapitolou graficka podoba konceptualniho navrhu aplikace.

4.1 Konceptualni navrh aplikace

Aplikace
+aplikace(])
+main{args:Stringl[]]}
+CreateConnectioni): Connectien Algoritml
+GetCountTransactionist:Statement,db:Stringl: 1inft

Closure

+podpora: 1int

+Closure(podpora:int)

y +getPodporall): int

h +teloClosure(st:Statement, stl:Statement,
omepage db:String,hp:homepagel: long

+homepage (]
+setTextarealtext:5tring)
+SpustTest{evt: ActlionEvent)

.
Ll
Apriori
+podpora: int
+Apriori(pod:int,spo:int)
+getPodporall: int
StopWatch +AlgApriori{st:Statement,stl:Statement, index:int,
db:String, hp:homepagel): long
+start: long | +getspalehlivost(}: 1int
+Stopwatch(l [
+start (]
+stopid: long
[Struktury
Podprvek Podseznam
+text: String +hlava: Podprvek
+p0ceF: int +pridej{text:Stringl: 1nt
+dolu: Podprvek i 1|+uspPridej (text:5tringl: int
+Podprvek (obsah:string) 1..M +tgetPrvek (index:int): PodprveH
+getDolul): Podprvek SR +obsahuje{text:String): int
+zetDoluldolu:Podprvek] +smazPrvek {text:String)
+setPocet (pocet:int) +getIndexLast(]}: int
+getText(]: String +vypls()
+getPocet{]: int ] +Podseznam({hlava:Podprvek)
+obsahuje(s:String): iny T
+vypis(]
1
Prvek
+text: String
Seznam +pocet: int_
+hlava: Prvek :;:%;??S;;v;Et
+ST2nam(hl?va:Prvek? ) +dolu: Podseznam = new Podseznam(
+vlLozPrvni ltext:5tring, pocet:ant) 1 1..M " g T
+pridej{text:String,pocet:int] ::;;32{2???h.g::;ag,pocet.1nt)
+getPrvek (poradi:int]): Prvek +setDalsi(délsi'Prvek)
+popPrvek (]: Prvek +getText(]: String
+getIndexLastij: int +getPocet(}: int
+smazPrvek (index:int) +setPocet(pécet'int)
+vypis(] +zetSlovoltext:String]
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Obr. 4.1 Konceptualni navrh testovaci aplikace



4.2  Popis jednotlivych tiid

4.2.1 Aplikace

Je hlavni tfidou celé aplikace a z jejiho téla se vola tfida homepage, ktera timto spousti formular pro

komunikaci s uzivatelem. Dal§im ukolem tfidy Aplikace je navazani spojeni s databazi.

4.2.2 Homepage

Homepage je tiidou tvorici graficky vzhled aplikace. Jedinou akci v této tfidé je po stisknuti tlacitka
Spustit test provedeni testu vybraného algoritmu nad zadanou databazi s pfisluSnou minimalni
podporou a spolehlivosti. Nakonec se po ukonceni Cinnosti algoritmu vysledek vypise do textové

oblasti.

4.2.3 Apriori

Pii implementaci této tfidy jsem se drzel pseudokodu, ktery je popsan v navrhu tohoto algoritmu. V
prvni verzi aplikace pro bakalafskou praci jsem jednotlivé faze pfi zpracovani dat ukladal do databaze
ve form¢ tabulek. Pro praci s daty a realizaci jednotlivych kroki mi stacilo pouzivat dotazovaci jazyk
SQL. Prace s SQL je pomérmg¢ prehledna, ale ma i své nevyhody. Jednou z nich je ¢asova naroc¢nost
realizace jednoho prikazu SQL. Pokud se jedna pouze o desitky operaci s databazi, tak je Casova
naroc¢nost zanedbatelna, ale kdyz se dostaneme na stovky az tisice takovych operaci, potom se uz
casova naroc¢nost znateln¢ projevi.

V dalsi verzi jsem tento algoritmus prepracoval a pro ukladani dat pfi provadéni algoritmu
pouzivam interni struktury (dvourozmémé seznamy). Predstavivost pii praci se strukturami je o néco

P1i spusténi algoritmu Apriori se zavola tfida StopWatch a tim se ulozi cas, ve kterém se
algoritmus Apriori spustil. Po dokonceni celého algoritmu se zavola metoda sfop uloZena v tentyz

tfid¢€ a ta nam vrati celkovou dobu béhu algoritmu.

4.2.4 Closure

Trida Closure realizuje ¢innost algoritmu Closure. V této tfid¢ se vyskytuje metoda teloClosure, ktera
provadi cely algoritmus, ktery je popsan v kapitole 3.3.1 Pseudokod algoritmu Closure. Tak jako tfida
Apriori, tak i tato tfida obsahuje na zacatku volani metody feloClosure spusténi casového intervalu
pomoci tfidy StopWatch. Na konci provadéni metody teloClosure se méfeny ¢asovy interval zastavi.

Interni data se ukladaji do instanci baliku struktury.
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4.2.5 Seznam

Trida Seznam je soucasti baliku Struktury a vytvafi nam jednosmémé vazany linearni seznam.
Soucasti tfidy jsou i metody, umoziujici praci s timto seznamem. Seznam je tvofen prvky

charakterizovanymi tfidou Prvek.

4.2.6 Prvek

Trida prvek patii taktéz do baliku Struktury a tvofi jednotlivé listy seznamu tfidy Seznam. Obsahuje
atributy text, pocet (coz je frekventovanost dan¢ho prvku), dalsi (ukazatel na dals§i prvek), dolu
(ukazatel na podseznam prvku) a velikost (délka podseznamu). Nesmime zapomenout, ze soucasti

tridy jsou i metody pro praci s prvkem.

4.2.7 Podseznam
Tato tfida podobn¢ jako tfida Seznam vytvari jednosmémeé vazany linearni seznam. Rozdilem téchto
dvou tfid je, z jakych prvki jsou seznamy vytvoreny. Trida Podseznam je tvofena prvky vytvorené ze

tfidy Podprvek. Takeé je soucasti baliku Struktury.

4.2.8 Podprvek

Trida Podprvek tvofi jednotlivé listy seznamu Podseznam. Obsahuje atributy text, pocet (urcuje
frekventovanost podprvku) a dolu (ukazatel na dalsi podprvek v Podseznamu). Tato tfida patfi do

baliku Struktury.

4.3 Prace s aplikaci

4.3.1 Pripraveni prostredi pro praci s aplikaci

Nez za¢neme s aplikaci pracovat musime si pfipravit prostfedi pro spravnou funkcnost aplikace. Pro
samotné spusténi aplikace musime mit soubor JDK (java development kit), protoZe tato aplikace je
vyvijena v jazyku Java a bez JDK aplikaci nespustime. Dalsi potfebny soubor je balik mysql-
conector-java.jar, slouzici pro propojeni aplikace s databazi. A tfeti podminkou, ktera je nezbytna pro

praci s aplikaci, je lokalni databazovy server a v ném vytvofené datové zdroje.
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4.3.2  Snimek vzhledu aplikace
=0l

Testovaci aplikace Algoritmy Vybér dat

Minimalni podpora v %o 5I]E| U i Apriori ) Databaze ¢. 1

Minimalni spolehlivost v %% SDE oy i) Closure i_! Databaze ¢. 2
® Vlastni:

Yesledny cas: 0 sek. ;
Spustit test lvzorekdatd

Z1,23, 24,25, 118
T2, 3, 74,74 18

[ ¥

LA
7,74 73, 84,75, 18

Paofet prichodd databazi je: 36

dsnciatni pravidla:

Tl-=72 A T3 A T4 A 75 0= hR2%
T2-= 71 A ZI A Z4 A5, C=TE%
Ta-= 1 Az A Zd A ZE 0= T0%
Td-=71 A 22 A Z3 A ZH, c=100%
Eh-=zl A Zd A Z3 A Z4, 0= 100%
Tl wf2-=7d A4 A 25 0=T5%
Tl mZ3-272 A Z4 A 25, C=T0%
Tl o zd -2 72 oa 23 420, 0= 100%

Tl s 75 T3 oA T3 a7 o= AN0%

<

Obr. 4.2 Snimek vzhledu aplikace

4.3.3  Popis aplikace

Ovladani této aplikace je naprosto jednoduché a intuitivni. Pfi prvnim pohledu na aplikaci je nam
jasn¢é, ze musime vybrat algoritmus, ktery budeme spoustét, nastavime minimalni podporu,
spolehlivost a hlavné vybrat zdroj dat pro testovany algoritmus. Zdroj dat si muzeme zvolit, bud’ ze
dvou pfedem pfipravenych tabulek uloZzenych pod nazvy databaze ¢.1 a 2, nebo si sami vytvofime
zdrojovou databazi ve formé tabulky a nasledné pfes volbu vlastni databaze vloZzime jeji nazev do
aplikace. Jedinou podminkou vytvoren¢ tabulky je, aby obsahovala sloupce transakce a itemset0.

Po stisknuti tlacitka Spustit test, se nastavi vSechny parametry potifebné pro praci vybraného
algoritmu a patfic¢ny algoritmus se spusti. Jakmile algoritmus dobéhne do konce, zobrazi se celkovy
cas jeho bchu a v textové oblasti se vypiSe zadana mininalni podpora v poctu prvki, postupné
mezivysledky generovanych mnozin (pouze u algoritmu Apriori), vysledné maximalni mnoziny,
pocet pruchodui databazi a asociacni pravidla vygenerovana z vyslednych maximalnich mnozin.

Pokud algoritmus pracuje prili§ dlouho, tak jej zastavi maximalni ¢asovy interval nastaveny na 5

minut.
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5 Ovérovani funkc¢nosti algoritmu

V kapitole ovérovani funkcnosti algoritmti bude probihat aplikovani vytvorenych algoritmu na rizné
datové zdroje. Nejprve v podkapitole 5.1 Datové zdroje predstavim datové zdroje, na kterych budu
provadét ovéfovani. Nasledné provedu praktické ovefeni za pomoci ovéfovaci aplikace a v dalsi
podkapitole budu ze ziskanych vysledkt dat vytvaret grafy. Diky témto grafim budu moci lépe

popsat ziskan¢ védomosti o algoritmech Apriori a Closure.

5.1 Datové zdroje

Pro ovérovani funkcnosti algoritma v aplikaci pouzivam transakéni databaze. Vytvoril jsem si tfi
rizné tabulky v pozadovaném formatu se sloupci transakce (Ciselné hodnoty) a itemset0 (obsahuje
nazev polozky). VSechny tfi jsem ulozil na lokalni databazovy server Mysql.

Prvni tabulkou uréenou pro ovérovani je tabulka s nazvem databaze4. Tato tabulka se v aplikaci
skryva pod nazvem databaze ¢.1. Byla uméle vytvorena a obsahuje 465 zaznamu se 49 transakcemi.
Frekventovanost poloZzek v této tabulce se pohybuje v mnoZzinach o vysokém poctu prvki.

Druhou zdrojovou databazi je tabulka s nazvem databaze3. Databaze3 se v aplikaci vyskytuje
pod polozkou databaze ¢.2. Je nazomym piikladem transakcéniho zdroje dat pro analyzu nakupniho
kosiku supermarketu. Obsahuje 3459 zaznamu pfi 274 transakcich. Tato tabulka bohuZel obsahuje
frekventovanost pouze u jedno nebo dvou prvkovych mnozin. Ale i diky tomuto typu zdroje dat si
muzeme nazorn¢ ukazat vyhody a nevyhody algoritma.

Jako tfeti zdrojovou databazi jsem si zvolil tabulku s nazvem vzorekdat4, ktera je priblizné
tretinové velikosti oproti databazi ¢.1. Obsahuje 149 zaznamu o 29 transakcich. Pro ovérovani je tato

databaze stfedni cestou mezi databazi ¢.1 a ¢.2.



5.2 Provadéni ovérovani

5.2.1 Zjistovani doby béhu algoritmu bez generovani asociacnich pravidel

Doby béhu Apriori nad riznymi databazemi

300 [

250 /
200
o, / —<— Db &.1 — wsoka dimenze
< 150 —— Db &.2 — nakupni kosik
p / Db \zorekdat4 — 1/3 velikosti
§ 100 / db &.1

0 AT pexd x4 7

50 45 40 35 30 25 20 15 10 5

Minimalni podpora [%]

Obr. 5.1 Graf doby bé&hu algoritmu Apriori nad jednotlivymi databazemi

Graf 5.1 nam znazoriuje vysledek testu, ktery byl proveden s algoritmem Apriori (dale uz jen
Apriori). Experiment obsahoval zpracovani databaze pomoci Apriori bez nasledného generovani
asociacnich pravidel (vysledkem byly pouze frekventované mnoziny) z maximalnich
frekventovanych mnozin nad tfemi riiznymi datovymi zdroji popsany v kapitole 5.1. Jelikoz Apriori
generuje a zpracovava mnoziny od nejmenSich (jednoprvkovych) po nejvétsi, tak se od tohoto
postupu odviji i rizné doby zpracovani, dle typu databaze.

Nejhorsim pripadem je databaze ¢.1, ktera obsahuje viceprvkové mnoziny (pfiblizn¢ s 10 prvky)
s vysokou frekventovanosti. Od hodnoty minimalni podpory 30% se doba zpracovani nevesla do
prfedem stanovencho limitu 300 sekund, tak proto jsem ji uz nezaznamenaval v grafu.
U databaze ¢.2 (nakupni kosik), u které se mnohokrat nevyskytuji ani dvojice stejnych polozek
v transakcich, Apriori s jejim zpracovanim nema vétsi problémy. Jedinym naznakem zpomaleni je pii
hodnoté minimalni podpory mensi nez 5%. Diivodem je splnéni minimalni podpory dvouprvkovymi
mnozinami. Toto zpomaleni graf nezachycuje.

Treti zpracovavana databaze s nazvem vzorekdat4 obsahuje maly pocet zaznamu, takze Apriori s

timto zdrojem nemél zadné Casové zdrZeni.
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Doby béhu Closure nad ruznymi databazemi
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Minimalni podpora [%]

Obr. 5.2 Graf doby béhu algoritmu Closure nad jednotlivymi databazemi

Algoritmus Closure (dale jen Closure) prochazi databaze od mnozin o maximalnim poctu prvki,
az po mnoziny dvouprvkové (jednoprvkové mnoziny si musi vygenerovat uz na zalatku). S
databazemi €. 1 (je skryty pod pribéhem db vzorekdat4) a vzorekdat4 nemél Closure pii zpracovani
zadny problém. Databazi ¢.2 algoritmus zpracovaval pramérné za 7 sekund, nez dosel na minimalni
podporu 10 a méné procent, kde se zacaly vice objevovat frekventované jednoprvkové mnoziny a
nasledné od 5 % dolu i dvouprvkové. Pri této minimalni podpofe si zpracovani databaze pomoci

Closure vyzadalo vice ¢asu.
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5.2.2  Zjistovani doby béhu algoritmu s generovanim asociacnich pravidel

Doby béhu nad databazi vzorekdat4

70 |
60 -
50
@, —>— Apriori
=] 40 L
< Apriori s AP
30 Closure
o)
8 20 —*#— Closure s AP
10
0 M= <
70 60 50 45 40 35 30 25 20 15

Minimalni podpora [%]

Obr. 5.3 Graf doby zpracovani databaze vzorekdat4

Graf 5.3 ukazuje, jak dokaZe generovani asociacnich pravidel razantné snizit (hlavné u algoritmu

Apriori) vykonnost algoritmu v pohledu na dobu zpracovani. Zelen¢ oznaceny prubéh algoritmu

Apriori bez generovani asociacnich pravidel je totozny s modrym pribéhem algoritmu Closure.

26



5.2.3 Zjistovani poc¢tu pruchodu zdrojovymi databazemi

Pocty pruchodl databazi ¢€.1

3000
_ 2500
3
S
8 2000 / —— Apriori
o3
B 1500 —>¢— Closure
: /
2
2 1000
©
S >q
o 500

0 \ \ T \ \ \ \ |

50 45 40 35 30 25 20 15 10 5

Minimalni podpora [%]

Obr. 5.4 Graf poctu pruchodu databazi ¢.1

V tomto grafu nenajdeme prubéhy z provedené¢ho pokusu, kdy se pii zpracovani databaze generovala
1 asociacni pravidla. Divodem je, Ze algoritmus Apriori nezvladal tuto ¢innost provést pii minimalni
podpoie 50% do 5 minut. Algoritmus Closure na tom byl podobng, ale pro ného se stalo hranici 40%.
Proto nebyl divod tyto prubéhy vkladat do grafu.

Z téchto dvou pribchi v grafu 5.4 muzeme fici, ze vztah mezi dobou zpracovani databaze a
operaci je prachod zdrojové databaze. Pokud rozdil v poctu prichoda dvou algoritmu databazi je
napt. 2000 a vice priuchodu, tak tato doba se musi nutné¢ projevit ve vysledném case béhu algoritmu.
U algoritmu Apriori jsme se od 30% dola nedockali vysledku poctu prachodu, protoze doba béhu

algoritmu se nevesla pod hranici 300 s.
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Obr. 5.5 Graf poctu pruchodu databazi ¢.2

V grafu 5.5 vidime, Ze ne vzdy se musi pocet prichodi databazi pfi generovani asociacnich
pravidel zvysit. V pripad¢ algoritmu Apriori se pocty pruchodu databazi po vygenerovani asociacnich
pravidel nikdy nezvysi, protoze veskeré podmoziny frekventovanych mnozin s nejvys§im poctem
prvka budou jiz vygenerovany. U algoritmu Closure se pfi generovani asociacnich pravidel
setkavame ve vEtSing piipadu s narustem poctu prichodu zdrojovou databazi. Duvod je jednoduchy,
pokud najde algoritmus frekventovanou mnozinu, tak uz negeneruje jeji podmnoziny. Z toho vychazi,
Ze pri generovani asociacnich pravidel nam tyto podmnoziny budou chybét. Pro¢ teda u tohoto
prikladu nam podmnoziny nechybi? ProtoZe frekventované mnoziny pfi ctyfech a méné procentech v
tomto pripad¢ obsahuji pouze kazda 2 prvky. Veskeré podmnoziny, tj. jednoprvkové mnoziny uz

mame vygenerovany.
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Obr. 5.6 Graf poCtu prichodu databazi vzorekdat4

V grafu 5.6 se jiz potvrdil klasicky narust poc¢tu prichodu databazi pfi generovani asociacnich

pravidel u algoritmu Closure. Pfi zpracovani zdroje dat s generovanim asociacnich pravidel, oproti

zpracovani databaze bez generovani asociacnich pravidel. Dalsi zajimavosti, které si v grafu muzeme

vS§imnout je skfizeni prab¢ht algoritmu Apriori s algoritmem Closure bez generovani asociacnich

pravidel. Hlavnim divodem tohoto kfiZeni je narust poc¢tu pruchodd u obou algoritmi. Zatimco u

algoritmu Closure roste pocet pruchodi velmi pozvolna, tak u algoritmu Apriori je narust silné

ovlivinén zvySujicim se poctem vygenerovanych mnozin. Tento znacny rozdil v naristu poctu

prachodii je vidéti v grafu 5.4. Zde se sice oba prub&hy neprotinaji, ale rozdil v narustu je viditelny.

29



6 Zavér

Na zakladé ziskanych vysledkil z ovéfeni funkénosti mohu fici, Ze algoritmus Closure ma ve vEtsing
pripadi lepsi vysledky nez algoritmus Apriori. Najdou se i specifické pripady zdrojové databaze, pro
kterou je algoritmus Apriori lepsi nez algoritmus Closure, ale téchto je minimum, oproti t¢m kde
dominuje algoritmus Closure. Velkou vyhodou algoritmu Closure je, Zze negeneruje tak velky pocet
mnozin jako Apriori, od toho se odviji i mensi pocet prichodu zdrojovou databazi a v neposledni rfadé
i doba b¢hu algoritmu pro zpracovani zdroje dat. Pfedpoklady pro rychlejsi zpracovani Closure
algoritmu se potvrdily, a proto mohu fici na zaklad¢ provedenych testi, ze je pro datové zdroje, kde
se nepredpoklada frekventovanost na mnozinach o velmi malém poctu prvkd, lepsim algoritmem nez
Apriori.

Closure algoritmus obsahuje spoustu moznosti pro optimalizaci a tim zvySeni jeho vykonu pfi
zpracovani databazi. Jak jsem zjistil pfi ladéni obou algoritmt, tak nejvétsim podilem na vykonu
samotného algoritmu je jeho optimalizace. Algoritmy, bez jakychkoliv optimaliza¢nich Gprav nam
nic nefeknou, budou se chovat podobné¢, kazdy pro sva vhodna data bude dobry, ale pro mén¢ vhodna
data bude nedostacujici. Vykonny a zaroven pouzitelny algoritmus musi byt pro méné vhodna data
dostacujici (musi je zvladnout zpracovat, i kdyZ za mirmné horsi dobu béhu) a pro vhodna data musi
pracovat bez jakéhokoliv zavahani. V této praci jsem se optimalizaci prili§ nezabyval, provedl jsem
jen né¢kolik drobnych tprav, abych mohl viibec ovéfit funkénost téchto dvou algoritmu na predem
pripravenych databazich. Pokud bych se dale vénoval algoritmu Closure, zabyval bych se jeho

optimalizaci vykonu.
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Priloha 1. Ukazka ovéfeni funkcnosti algoritm Closure
Priloha 2. Ukazka ovéteni funkcnosti algoritm Apriori
Priloha 3. CD.
« pisemnou zpravu bp-xmatul18.pdf
+ zdrojovy tvar pisemné zpravy bp-xmatul18.odt ve formatu OpenDocument
+ soubor README s popisem instalace
 adresar aplikace, obsahujici hierarchii zdrojovych texti
+  soubor mysql-connector-java-5.0.8-bin.jar pro propojeni s databazovym serverem
« adresar jdk1.7.0 11, potfebny pro spusténi aplikace napsané v Javé
+ adresar zdrojove databaze, obsahujici zdrojové databaze ve formatu *.csv, na kterych
bylo provadéno ovérovani
+ instalacni soubor lokalniho databazového serveru EasyPHP-DevServer-13.1VC11-
setup.exe

« adresar overovaci aplikace obsahuje spustitelny soubor aplikace.cxe



Priloha ¢.1

Vstupy:

Minimalni podpora: 60%
Minimalni spolehlivost: 60%
Algoritmus: Closure

Zdrojova databaze: vzorekdat4

Vystupy:

Provedeni ovéreni funkénosti algoritmu Closure

Doba zpracovani: 0 sekund (nejmensi jednotkou jsou sekundy)

Minimalni podpora je: 17 prvku.

Frekventované polozky (za dvojteckou je frekventovanost této mnoziny v poétu prvki):

zl, 22,73, z4,25: 18

Pocet prichodu databazi je: 165
Asociacni pravidla:

zl > 2z2 Nz3 Az4 Az5,¢c=62%
z2 -=>z1 ANz3 Nz4 Nz5.¢c=T75%
z3 ->z1 ANz2 Nzd Az5,¢c=T5%
z4 > z1 ANz2 ANz3 Az5,c=100%
z5 > z1 ANz2 Az3 Azd,c=100%
z1 Nz2 > z3 Nzd Az5,¢c=T5%
z1 Nz3 > z2 Azd Az5,¢c=T5%
zl Azd ->z2 Az3 Az5,¢c=100%
z1 Nz5 > 22 Nz3 Az4, c=100%
z2 Nz3 > z1 Azd Az5,¢c=T5%
z2 ANzd > z1 Az3 Az5,¢c=100%
z2 Nz5 > z1 Az3 Az4, ¢ =100%
z3 Nzd > z1 Nz2 AzS5, c=100%
z3 Nz5 > z1 Az2 Az4, ¢ =100%
z4 ANz5 > z1 Az2 Az3,¢c=100%

zl Nz2 Az3 ->z4 Az5,¢c=T5%

z1 Nz2 ANzd > 23 Az5, c=100%
zl Az2 Az5 ->2z3 Az4, c=100%
zl Az3 Azd ->z2 Az5, ¢c=100%
zl ANz3 Az5 > 22 Az4, c=100%
zl Az4 Az5->2z2 AzZ3,¢c=100%
z2 ANz3 Azd > z1 Az5,¢c=100%
z2 Nz3 Az5 ->z1 Az4, c=100%
z2 Nz4 Az5 ->z1 AZ3, c=100%
z3 ANz4 Az5 ->z1 Az2,¢c=100%
zl Az2 Az3 Azd ->z5, ¢ =100%
z1 ANz2 ANz3 Az5->z4, ¢ =100%
zl Az2 Azd Az5 -> 23, ¢c=100%
zl Az3 Azd Az5-> 22, ¢c=100%
z2 Nz3 Az4 Nz5->z1,¢c=100%
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Priloha ¢.2

Provedeni ovéreni funk¢nosti algoritmu Apriori

Vstupy:

Minimalni podpora: 4%
Minimalni spolehlivost: 20%
Algoritmus: Apriori

Zdrojova databaze: Databaze ¢.2

Vystupy:

Doba zpracovani: 9 sekund
Minimalni podpora je: 10 prvki.
Pocet prichodu databazi je: 2152

L1

A Cayj 0.902:27

A Caj_lemon 0.902:23

A Caj_maracuja 0.902:15
A Caj_ovocna40 0902:13
A ChlebKminVek 6.902:12
A Cokolada 2901:34

A Cokolada 5801:15

A Deli_Super 7901 :11

A EH JogY4x125 0902:12
A Ins.polevka 8902:13

A Ins. polevka 8902:16

A KeCup 6.902:35

L2

A Cayj 0.902, A Caj_lemon

A Ins.polevka 8.90 2, A Ins. polevka

Asociacni pravidla:

A Cayj 0.902 -> A Caj_lemon

A Caj_lemon 0902 ->A Cayj

A Ins.polevka 8.90 2 > A Ins. polevka
A Ins. polevka 8.90 2 -> A Ins.polevka

A Krmivo 9.902:10

A NT MIekTNTI1 2302 :13
A OkurkaSalat. 2.502:13

A OL_Pudink200 3802:11

A OL_Pudink200 6.902:19
A Persil 9.001:17

A Rohlik hlad. 3.002: 11

A Rohlik hlad. 6.502:12

A Rohlik hlad. 7.802:11

A Testoviny 3902:11

A UN Flora 250 5902:11

A UN_ViennC600 5902:11
A VD RybiP0250 1902 :16

0.902:10
8902:11

0.902, ¢ =37%
0.90 2, c = 43%

8.90 2, c=84%
8.902,¢c=68%



