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Vypracovala:
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Úvod

K vyšetřeńı závislosti mezi vysvětluj́ıćı a vysvětlovanou proměnnou se nejčas-

těji použ́ıvaj́ı lineárńı modely, které jsou obĺıbené d́ıky své jednoduché interpretaci

a explicitńım vztah̊um pro odhadované parametry. Ve skutečnosti se ale málokdy

setkáváme s typickou lineárńı závislost́ı a též chyby modelu často nejsou normálně

rozděleny. Proto je lepš́ı v takových př́ıpadech použ́ıt obecněǰśı modely. Úkolem

této práce je tedy popsat metody, které nejsou založeny na linearitě, zejména pak

metodu GAM, neboli zobecněný aditivńı model.

V prvńı kapitole se seznámı́me se splajnovou aproximaćı a splajny samotnými,

které jsou základńımi kameny GAM a jsou tedy potřebné k jejich definováńı.

V daľśı kapitole si připomeneme základy z regresńı analýzy, které by měl znát

každý, který prošel základńım kurzem matematické statistiky. I když se tedy

jedná o pojmy známé, jejich uvedeńı je nezbytné pro ucelenost práce a jej́ı

přehlednost. V této kapitole připomeneme i logistickou regresi, která je zároveň

nejjednodušš́ım př́ıkladem GLM (zobecněného lineárńıho modelu), takže ply-

nule přejdeme k posledńı teoretické kapitole. Ta popisuje nelineárńı regresi, jež

parametricky modeluje nelineárńı závislost mezi vysvětluj́ıćı a vysvětlovanou

proměnou. Kĺıčový je zde popis modelu GAM, u kterého si uvedeme i algorit-

mus pro odhad parametr̊u v tomto modelu.

V závěrečné kapitole je popsána aplikace GAM na konkrétńıch př́ıkladech,

které jsou řešené ve statistickém programu R. V tomto programu jsem zároveň

prováděla všechny výpočty a tvořila i všechny obrázky, které jsou doplněny v mé

práci. Tato část obsahuje tři př́ıklady, prvńı je vlastńı a výsledky daľśıch dvou

jsou převzaté z literatury.
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1 Metody rozšǐruj́ıćı bázi

Při tvorbě této kapitoly jsem čerpala hlavně z [5], [8], [10]. Hlavńı myšlenka

spoč́ıvá v tom, že vstupńı p-rozměrnou proměnou x = (x1, ..., xp)
′ pomoćı trans-

formaćı dále rozšǐrujeme nebo nahrazujeme tak, abychom v novém prostoru mohli

už́ıt standartńı lineárńı regresńı model. Necht’ hm(x) : Rp → R je m-tá transfor-

mace x, kde m = 1, . . . ,M . Lineárńı rozš́ı̌reńı báze v x se modeluje takto:

f(x) =
∑M

m=1 βmhm(x)

Př́ıklady pro rozš́ı̌reńı báze:

• hm(x) = xm m = 1, . . . , p . . . popisuje v́ıcenásobný regresńı model,

• hm(x) = x2j . . . kvadratická transformace,

• hm(x) = ln(xi) . . . nelineárńı transformace,

• hm(x) = I(Lm ≤ xk < Um) . . . indikátorová funkce vede k model̊um s kon-

stantńım př́ıspěvkem pro xk v intervalu [Lm, Um) resp. po částech kon-

stantńım v př́ıpadě, že bude definováno v́ıce se nepřekrývaj́ıćıch oblast́ı.

1.1 Interpolace pomoćı splajn̊u

I když se d́ıky své jednoduchosti a relativně rychlé konstrukci pro popis vztahu

mezi vysvětluj́ıćı a vysvětlovanou proměnnou (resp. proměnnými) nejv́ıce použ́ıvá

lineárńı regrese, někdy je potřeba přesněǰśıho popisu, kterého lze dosáhnout d́ıky

splajn̊um.

Název splajn pocháźı od speciálńıho pružného křiv́ıtka, které se použ́ıvalo při

konstrukci trup̊u lod́ı a později letadel. Je to úzká ohebná tyč, která se závaž́ım

zafixuje v určitých bodech a svou vlastńı pružnost́ı se prohne tak, že vytvoř́ı

křivku takového tvaru, který vyhovuje konstruktér̊um. Jej́ı tvar je možno pak

ještě regulovat pomocnými závaž́ımi.

Kdybychom tedy chtěli splajn popsat jednoduchou matematickou formulaćı,

tak splajn je křivka, která vznikne spojeńım v́ıce na sebe navazuj́ıćıch poly-

nomů. Dı́ky své jednoduchosti jsou tedy polynomy stavebńım kamenem pro tyto
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splajny. Zakladatelem matematické teorie splajn̊u byl rumunsko-americký mate-

matik Isaac Jacob Schoenberg (1903-1990).

Nejdř́ıve poṕı̌seme strukturu splajnových funkćı a pak si přibĺıž́ıme obvyklý

systém použ́ıvaný pro jejich konstrukci, a to B-splajnový systém.

Obrázek 1: Po částech konstantńı polynom (zeleně)

Prvńım krokem k definici splajnu je rozděleńı intervalu, přes který je funkce

aproximována, do k + 1 podinterval̊u, rozdělené hodnotami ξi, i = 1, . . . k, které

se nazývaj́ı uzly. Na obrázku 1 vid́ıme, že dva uzly rozděluj́ı interval do tř́ı pod-

interval̊u. Přes každý interval (−∞, ξ1), [ξ1, ξ2), . . . [ξk−1, ξk), [ξk,∞) je definován

polynom stupně nejvýše M . Po částech konstantńı funkce jsou nejjednodušš́ı

složené polynomy. Složené polynomy stupně M = 1, 2, 3 se postupně nazývaj́ı

složené lineárńı, kvadratické a kubické polynomy. Stupněm polynomu se mysĺı

jeho nejvyšš́ı mocnina a je tedy o jedno menš́ı než řád, č́ımž se mysĺı počet kon-

stant potřebných k jeho definováńı. K určeńı složeného polynomu stupně M s k

uzly ξ1, . . . , ξk potřebujeme (M + 1)(k+ 1) neznámých parametr̊u, protože máme

dohromady k + 1 polynomů a každý má M + 1 koeficient̊u. Např́ıklad tedy na

obrázku 3 jsou 3 polynomy stupně 1, to znamená, že v tomto př́ıpadě máme

3× 2 = 6 neznámých parametr̊u.
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Obrázky 1-5 ukazuj́ı funkci sinus (modře) a k ńı vytvořená simulovaná data.

Na obrázku 1 se na každém podintervalu data aproximuj́ı konstantńı funkćı a je-

jich bázové funkce maj́ı tento tvar:

h1(x) = I(x < ξ1), h2(x) = I(ξ1 ≤ x < ξ2), h3(x) = I(ξ2 ≤ x).

Vid́ıme, že metodou nejmenš́ıch čtverc̊u, kterou si z d̊uvodu následné lepš́ı

návaznosti podrobně poṕı̌seme až v daľśı kapitole, je pro model

f(x) =
∑3

m=1 βmhm(x) výsledkem odhadu parametr̊u aritmetický pr̊uměr

β̂m = ȳm hodnot y v každém podintervalu.

Obrázek 2: Po částech lineárńı nespojitá funkce (zeleně)

Když pokroč́ıme dále k obrázku 2, vid́ıme, že daty je proložena po částech

lineárńı funkce. To stejné je i na obrázku 3, s t́ım rozd́ılem, že je zde nav́ıc

podmı́nka, a to taková, že polynomy muśı být v uzlech spojité. To znamená,

že funkčńı hodnoty těchto polynomů se muśı v bodě jejich spojeńı rovnat. Tato

omezeńı vedou k omezeńım týkaj́ıćım se odhad̊u parametr̊u. Např́ıklad pokud se

u prvńıho uzlu požaduje, aby f(ξ−1 ) = f(ξ+1 ), znamená to, že plat́ı β1 + ξ1β4 =

β2 + ξ1β5. T́ım pádem se snižuje počet parametr̊u o jeden, tedy u dvou uzl̊u,

které tu máme o dva. Pak z p̊uvodńıch šesti volných parametr̊u nám zbývaj́ı
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Obrázek 3: Po částech lineárńı spojitá funkce (zeleně)

pouze čtyři, o kterých uvažujeme jako ostupńıch volnosti.

V praxi požadujeme, aby derivace až do řádu M−1 byly v uzlech také spojité.

To můžeme vidět na kubickém splajnu (třet́ıho stupně) na obrázku 5. Částečné

polynomy, které jsou celkem tři, jsou kvadratické, tedy maj́ı 4 koeficienty, což

dává 3 × 4 = 12 koeficient̊u celkem. Nicméně od nich muśıme ještě odeč́ıst 6,

protože v každém uzlu jsou 3 omezeńı (funkčńı hodnoty, prvńı a druhá derivace

jsou spojité) a máme dva uzly. Takže jsme dostali 12−3×2 = 6 stupň̊u volnosti.

Pravidlo je jednoduché: Celkový počet stupň̊u volnosti se rovná počtu kon-

stant polynomu (řád polynomu) plus počet uzl̊u, tedy M + 1 + k.

Když zde nejsou uzly, splajn se znovu stává jednoduchým polynomem.

Jak si můžeme povšimnout, když porovnáme obrázky 1, 2, 3 a 4, 5, vid́ıme, že

při zvyšováńı stupně se nám zlepšuje aproximace dat. Kdybychom ve skutečnosti

zvýšili stupeň na čtyři nebo v́ıce, tak by to nevedlo k lepš́ım výsledk̊um. Nejen

z tohoto d̊uvodu, ale i d́ıky svým početńım výhodám, jsou také kubické splajny

nejpouž́ıvaněǰśı.

Na obrázćıch 4 a 5 vid́ıme složené kubické polynomy. Na prvńım z nich je

funkce v uzlech nespojitá, pak by následovala funkce, která by byla spojitá, po

ńı funkce se spojitou prvńı derivaćı a funkci která má spojitou i druhou derivaci
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Obrázek 4: Po částech kvadratická nespojitá funkce (zeleně)

vid́ıme na obrázku 5, kde už jde vlastně o kubický splajn. Poznamenejme, že

obĺıbeným typem kubických splajn̊u jsou přirozené splajny, využ́ıvaj́ıćı podmı́nky,

aby byla funkce v krajńıch bodech intervalu lineárńı (tedy nulová druhá derivace).

Toho dosáhneme za cenu čtyř stupň̊u volnosti (dvou na každém konci).

Ještě jednou si tedy shrneme, že splajn stupně M s uzly ξi, i = 1, . . . , k je

složený polynom stupně M a má spojitou derivaci až do stupně M − 1. Bázové

funkce splajn̊u jsou dány rovnicemi:

hj(x) = xj−1, j = 1, . . . ,M + 1,

hM+1+l(x) = (x− ξl)M+ , l = 1, . . . k.

Potom plat́ı: Počet bázových funkćı = počet parametr̊u (=df, tj. stupň̊u vol-

nosti).

U kubických splajn̊u (M = 3) máme tyto následuj́ıćı bázové funkce:

h1(x) = 1, h3(x) = x2, h5(x) = (x− ξ1)3+,

h2(x) = x, h4(x) = x3, h6(x) = (x− ξ2)3+.
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Obrázek 5: Po částech kvadratická spojitá funkce (zeleně)

Předem muśıme mı́t určeny tedy tyto parametry:

• stupeň splajn̊u M ,

• počet uzl̊u,

• pozice uzl̊u: určené uživatelem, mohou být ekvidistantńı či lépe např. na

percentilech x-ových hodnot (pro k = 3 by se jednalo o dolńı kvartil, medián

a horńı kvartil).

1.2 Bázové splajny (B-splajny)

Výše popsané splajnové báze nejsou v praxi tolik numericky už́ıvané, narozd́ıl

od B-splajn̊u, které jsou numericky vhodněǰśı a poskytuj́ı ekvivalentńı formu

znázorněńı báze. Systém B-splajn̊u byl vyvinut americkým matematikem Car-

lem de Boorem (narozen 1937). Za t́ımto účelem urč́ıme systém bázových funkćı

φr(t), r = 1, ..., R, který bude mı́t následuj́ıćı vlastnosti:

• každá bázová funkce φr(t) je sama o sobě splajnovou funkćı definovaná

stupněm M a posloupnost́ı uzl̊u ξi, i = 1, . . . , k;
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• vzhledem k tomu, že násobek splajnové funkce je opět splajnová funkce

a součet a rozd́ıl splajn̊u jsou také splajny, tak každá lineárńı kombinace

těchto bázových funkćı je splajnová funkce;

• každá splajnová funkce definovaná stupněm M s uzly ξi, i = 1, . . . , k může

být vyjádřena jako lineárńı kombinace těchto bázových funkćı.

Obrázek 6 ukazuje třináct B-splajnových funkćı třet́ıho stupně definovaných

dev́ıti rovnoměrně rozloženými uzly, které jsou na obrázku znázorněny svislými

přerušovanými čarami. Všimněme si, že každá ze sedmi bázových funkćı ve středu

je kladná nad čtyřmi přiléhaj́ıćımi podintervaly. Protože kubické splajny maj́ı dvě

spojité derivace, každá bázová funkce umožňuje hladký přechod do oblast́ı,kde

jsou nulové. Tyto středové bázové splajny maj́ı stejný tvar kv̊uli stejnému rozmı́s-

těńı uzl̊u; naopak nerovnoměrné rozmı́stěńı uzl̊u by nám vytvořilo splajny lǐśıćı

se svým tvarem.

Obrázek 6: B-splajnové funkce třet́ıho stupně

Tři levé bázové funkce a jejich tři pravé protěǰsky se lǐśı tvarem, ale jsou

nicméně opět kladné nejvýše nad čtyřmi přiléhaj́ıćımi podintervaly. Je to vlast-
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nost kompaktńıho nosiče, která spoč́ıvá v tom, že B-splajnová funkce řádu M

je kladná nejvýše nad M + 1 sousedńımi podintervaly. Jej́ı význam spoč́ıvá

v efektivńım výpočtu. Protože když máme R B-splajnových funkćı, pak matice

skalárńıho součinu těchto funkćı řádu R, která se za t́ımto účelem využ́ıvá, bude

mı́t pouze M vedleǰśıch úhlopř́ıček umı́stěných nad a pod hlavńı diagonálou, které

obsahuj́ı nenulové hodnoty. To znamená, že pro výpočetńı efektivitu nezálež́ı na

tom, jak velké je R, čehož se v praxi hojně využ́ıvá.

Vid́ıme, že na obrázku 6 jsou tři bázové funkce nalevo a napravo rozd́ılné.

Je to z toho d̊uvodu, že když přecháźıme od okraj̊u do středu, přechody splajn̊u

do nulové oblasti maj́ı vždy spojité druhé derivace, tedy jsou hladké. Na druhou

stranu přechod ze středu do kraj̊u se u tř́ı krajńıch splajn̊u lǐśı. Splajn nejv́ıce

nalevo je nespojitý, daľśı je jen spojitý a třet́ı má spojitou prvńı derivaci. Je to

logické, protože většinou nemáme přehled o tom, co se děje za hranicemi našich

dat (např. včetně výskytu nespojitosti), takže to můžeme jen předpov́ıdat.

Zápis Br(x, ξ) znač́ı hodnotu B-splajnové funkce definované posloupnost́ı uzl̊u

ξ v bodě x. Index r označuje největš́ı uzel v x nebo bezprostředně vlevo od x.

V souladu s t́ımto zápisem je splajnová funkce S(x) s diskrétńımi vnitřńımi uzly

definována jako:

S(x) =
M+1+k∑
r=1

crBr(x, ξ).

Ted’ už si jen stač́ı určit, kam umı́stit uzly ξ. Jak již bylo zmı́něno dř́ıve,

pokud máme rovnoměrně rozložená data, můžeme udržovat rovnost rozestup̊u.

Pokud jsou data nerovnoměrná, je vhodné uzly umı́stit na j-tý datový bod, kde j

je předem stanovené, tedy na kvantilech z rozděleńı x-ových hodnot. Speciálńım

př́ıpadem jsou hladké splajny, u kterých jsou uzly umı́stěné v každé hodnotě

argumentu.
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2 Regresńı analýza

Jak už bylo řečeno v úvodu, regresńı analýza je metoda, která studuje vzájem-

né závislosti mezi jednotlivými proměnnými. Jej́ım daľśım ćılem je predikce hod-

not jedné závislé proměnné, za předpokladu, že již známe hodnoty několika

jiných nezávislých proměnných. V daľśım se zaměř́ıme předevš́ım na prvńı z na-

značených úkol̊u. V této části, pro kterou bylo čerpáno z [1], [6], [7], [12], si tak

poṕı̌seme a definujeme regresńı model, odhad regresńıch koeficient̊u pomoćı me-

tody nejmenš́ıch čtverc̊u a zmı́ńıme též speciálńı logistickou regresi, která nám

poslouž́ı v nadcházej́ıćı kapitole.

Regresńı funkce je definována jako podmı́něná středńı hodnota určité náhodné

veličiny vzhledem k r̊uzným hodnotám nezávisle proměnných, které jsou ty-

picky nenáhodné. V nejjednodušš́ım př́ıpadě (př́ımková regrese) se jedná o jednu

nezávisle proměnnou, která je lineárńı funkćı parametr̊u,

E(Y |x) = β0 + β1x.

Regresńı model můžeme obecně pro dvojice pozorováńı nezávisle a závisle

proměnné (xi, yi) uvažovat ve tvaru

Yi = g(xi,β) + εi, i = 1, 2, ..., n,

kde g(x,β) je nějaká hladká funkce. Náhodné odchylky od ideálńı regresńı závislo-

sti souhrně označujeme εi a bereme je za rušivou složku, šum neboli chybu. Vektor

β = (β0, β1, ..., βp)
′ je vektor regresńıch parametr̊u (koeficient̊u).

Pro popis struktury dat neboli vysvětleńı dat chceme odhadnout neznámé

parametry β, což se v př́ıpadě lineárńı funkce parametr̊u provád́ı pomoćı metody

nejmenš́ıch čtverc̊u. Výsledný odhad znač́ıme následně β̂.

2.1 Lineárńı regresńı modely

Lineárńı zjednodušeńı (tzn. vyjádřeńı regresńı funkce jako lineárńı funkce pa-

rametr̊u) je velmi obĺıbené předevš́ım při větš́ım počtu vysvětluj́ıćıch proměnných.
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V tomto modelu se předpokládá součtový vliv všech činitel̊u a regresńı funkce je

tak v následuj́ıćım tvaru:

E(Y |(x1, x2, ..., xp)) = β0 + β1x1 + β2x2 + ...+ βpxp

nebo

Yi = β0 +

p∑
j=1

xijβj + εi, i = 1, 2, ..., n,

kde β0 je absolutńı člen a β1, ..., βp jsou tzv. d́ılč́ı regresńı koeficienty. Souhrnně

často hovoř́ıme o v́ıcenásobné regresi.

Model regresńı př́ımky

E(Y |x) = β0 + β1x

nebo

Yi = β0 + β1xi + εi, i = 1, 2, ..., n,

maticově Y = Xβ + ε pro

Y =

 Y1
...
Yn

 ,X =

 1 x1
...
1 xn

 ,β =

(
β0
β1

)
, ε =

 ε1
...
εn

 ,

je pak speciálńım př́ıpadem pro jednu vysvětluj́ıćı proměnnou. Přitom εi, i =

1, ..., n je posloupnost nekorelovaných náhodných veličin s nulovou středńı hod-

notou a konečným kladným rozptylem σ2, tj. E(εi) = 0 a var(εi) = σ2 . Za účelem

statistické inference (intervaly spolehlivosti, testováńı hypotéz) pak nav́ıc často

předpokládáme, že veličiny εi maj́ı stejné, a to normálńı rozděleńı.

V tomto modelu lze linearitu chápat z hlediska neznámých koeficient̊u regresńı

funkce. Často se ale využ́ıvaj́ı i regresńı modely, které jsou lineárńı z hlediska všech

parametr̊u, ale nelineárńı z hlediska vysvětluj́ıćıch proměnných. Nejznáměǰśı je

kvadratický regresńı model, který je v př́ıpadě jedné vysvětluj́ıćı proměnné ve

tvaru:

E(Y |x) = β0 + β1x+ β2x
2.

17



2.2 Metoda nejmenš́ıch čtverc̊u

U př́ımkové regrese a analogicky následně i u v́ıcenásobné regrese či obecné re-

gresńı funkce odhady β̂0, β̂1 neznámých parametr̊u β0, β1 urč́ıme metodou nejmen-

š́ıch čtverc̊u, kterou si definujeme.

Definice 2.1. Náhodné veličiny β̂0, β̂1, které pro dané Y1, . . . Yn minimalizuj́ı

výraz

S(β0, β1) =
n∑
i=1

(Yi − β0 − β1xi)2,

nazýváme odhady parametr̊u β0, β1 určené metodou nejmenš́ıch čtverc̊u.

Jinak řečeno, touto metodou požadujeme, aby součet čtverc̊u odchylek pozo-

rovaných hodnot Yi a odhadnutých hodnot β̂0 + β̂1xi byl minimálńı. S využit́ım

diferenciálńıho počtu tedy provedeme parciálńı derivaci tohoto výrazu podle obou

koeficient̊u a výsledky polož́ıme rovny nule, tak dostaneme stacionárńı body.

Vzniklé soustavě rovnic se často ř́ıká normálńı rovnice, které maj́ı v maticovém

zápise tvar

(X′X)β = X′Y.

Ty maj́ı jediné řešeńı

β̂ = (X′X)−1X′Y,

které je současně bodem minima funkce S(β0, β1).

Nevýhoda metody nejmenš́ıch čtverc̊u spoč́ıvá v citlivosti na možná odlehlá

pozorováńı ve vysvětlovaných i vysvětluj́ıćıch proměnných.

Rezidua neboli chyby vyrovnáńı hodnot jsou dány jako rozd́ıl ei = Yi − Ŷi.

Rezidua ei lze považovat za odhady hodnot rušivé složky εi. Veličina

RSS =
n∑
i=1

e2i =
n∑
i=1

(Yi − Ŷi)2

se nazývá reziduálńı součet čtverc̊u. Pro odhady β̂ regresńıch koeficient̊u β plat́ı,

že minimalizuj́ı RSS.
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Pot́ıže při výpočtech a zhoršeńı kvality odhadu (kv̊uli velkému rozptylu od-

had̊u koeficient̊u regresńı funkce) mohou nastat v př́ıpadě, že matice X′X je re-

gulárńı a tedy existuje (X′X)−1, ale je tzv. špatně podmı́něná, tj. je na
”
pokraji“

singularity. To znamená, že sloupce X jsou
”
téměř“ lineárně závislé a mluv́ıme

pak o problému kolinearity. Pro jeho eliminaci nám poslouž́ı hřebenová regrese,

při které se k diagonále matice X′X přičte m-násobek jednotkové matice β̂ =

((X′X) + mI)−1X′Y. S r̊ustem konstanty m klesá kolinearita a rozptyl odhad-

nutých koeficient̊u se bĺıž́ı nule; vhodnou volbou m se zabývá např. [13].

2.3 Logistická regrese

Doposud jsme předpokládali, že jak vysvětlovaná, tak vysvětluj́ıćı veličina

jsou spojité, ale setkáváme se i s proměnnými, které jsou diskrétńı povahy. Nı́že

uvedený model, představuj́ıćı nejjednodušš́ı př́ıpad tzv. zobecněných lineárńıch

model̊u, nám pak bude inspiraćı pro úvahy v následuj́ıćı kapitole.

Uvažujeme tedy alternativńı znak Y na n statistických jednotkách. Nezávislé

veličiny Y1, . . . , Yn s alternativńım rozděleńım s parametry pi, i = 1, . . . , n popi-

suj́ı hodnoty znaku Y . Plat́ı

P(Yi = 0) = 1− pi, P(Yi = 1) = pi, E(Yi) = pi, var(Yi) = pi(1− pi).

Regresńı závislost bude ve tvaru tzv. logistické funkce

pi = E(Yi) =
eβ0+β1xi

1 + eβ0+β1xi
, xi = 0, 1.

Odtud lze vyjádřit

1− pi =
1

1 + eβ0+β1xi
,

d́ıky čemuž můžeme z logistické funkce vytvořit funkci novou, která se nazývá

šance a porovnává pravděpodobnosti realizace Yi v jedničce a nule (nastoupeńı

a nenastoupeńı jevu). Šance má tvar

ω(xi) =
pi

(1− pi)
= eβ0+β1xi =

P(Yi = 1)

P(Yi = 0)
.
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Zlogaritmováńım šance dostáváme opět novou funkci, která se nazývá logit

a v daľśı kapitole, která se bude týkat i zobecněných lineárńıch model̊u, nám tato

funkce bude představovat tzv. spojovaćı funkci. Spojovaćı funkce určuje vztah

mezi vysvětlovanou proměnnou a regresńı funkćı. Logit má tvar

logit(pi) = ln

(
pi

1− pi

)
= β0 + β1xi.

Obecněji pro v́ıce vysvětluj́ıch veličin se dá logit napsat jako

ln

(
p

1− p

)
= β0 + β1x1 + β2x2 + ...+ βpxp,

kde p znač́ı analogicy jako dř́ıve pravděpodobnost, že očekávaný jev nastane

a může být popsán následovně

p =
exp(β0 + β1x1 + β2x2 + ...+ βpxp)

1 + exp(β0 + β1x1 + β2x2 + ...+ βpxp)
.

Poznamenejme, že v kontextu daľśıho textu si p označ́ıme jako µ(x).
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3 Zobecněný aditivńı model - GAM

V této kapitole si poṕı̌seme vyhlazuj́ıćı splajny, které jsou základem pro od-

had parametr̊u u GAM. Dále si poṕı̌seme, jak se od zobecněného lineárńıho mo-

delu dostaneme k zobecněnému aditivńımu modelu a naznač́ıme, jak funguje tzv.

backfitting algoritmus pro odhad parametr̊u v modelu GAM. Pro sepsáńı této

kapitoly jsem čerpala z [3], [5], [9].

3.1 Vyhlazuj́ıćı splajny

Vyhlazuj́ıćı splajny představuj́ı určitý ,,vyhlazovátor“ jako užitečný nástroj,

který nám shrnuje trend závislé proměnné Y jako funkce jedné nebo v́ıce nezávis-

lých proměnných x1, . . . , xp. Dı́ky němu následně budeme schopni lépe analyzovat

vztah mezi Y a vysvětluj́ıćımi proměnnými.

Nejd̊uležitěǰśı vlastnost́ı je jeho neparametrická podoba. Což znamená, že

hladká funkce je také neparametrická, takže nemuśı mı́t pevnou podobu. To nám

umožńı aproximaci se součtem funkćı a ne pouze jednou funkćı, což jak uvid́ıme

dále, bude největš́ı rozd́ıl od GLM.

Kubický vyhlazuj́ıćı splajn je taková funkce, která ze všech funkćı f(x), které

maj́ı spojitou druhou derivaci, minimalizuje ,,penalizovaný“ reziduálńı součet

čtverc̊u pro n-tici pozorováńı hodnot závislé a nezávislé proměnné (xi, yi)

PRSS(f, λ) =
n∑
i=1

{yi − f(xi)}2 + λ

∫
[f ′′(t)]2dt, (1)

kde λ je pevně zvolená konstanta. Prvńı člen nám představuje metodu nejmenš́ıch

čtverc̊u, takže pouze s touto část́ı bychom dostali ,,aproximačńı“ křivku, která

by nebyla v̊ubec hladká. Tento člen nám zaručuje co nejlepš́ı přizp̊usobeńı neboli

těsnost k dat̊um, zat́ımco druhý člen ,,penalizuje“ zakřiveńı funkce. Integrál u to-

hoto členu měř́ı křivost funkce, takže lineárńı funkce by měla hodnotu integrálu

nulovou, zat́ımco nelineárńı funkce by měla nenulovou hodnotu.

Volba vyhlazuj́ıćıho parametru λ, tak představuje kompromis mezi přesnost́ı

aproximace dat a křivost́ı funkce. Máme zde dva krajńı př́ıpady:
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• λ = 0: penalizace se stává ned̊uležitou, takže dostaneme funkci, která

procháźı daty;

• λ =∞ : role penalizovaného výrazu je kĺıčová, takže výsledkem je lineárńı

funkce, neboli př́ımka určená metodou nejmenš́ıch čtverc̊u.

Větš́ı hodnoty λ nám dávaj́ı vyhlazeněǰśı křivku, zat́ımco s menš́ımi hodno-

tami dostáváme křivku křivěǰśı.

Jako řešeńı dostanu přirozený splajn, který můžeme popsat též takto,

f(x) =
R∑
j=1

Nj(x)θj,

kde Nj jsou prvky R-dimenzionálńı množiny bázových funkćı, které reprezentuj́ı

přirozené splajny. Vztah (1) ze začátku kapitoly tedy můžeme maticově napsat

jako

PRSS(θ, λ) = (y −Nθ)
′
(y −Nθ) + λθ

′
ΩNθ

s t́ım, že {N}ij = Nj(xi) a {ΩN}jk =
∫
N”
j (t)N”

k (t)dt. Výsledek źıskáme zo-

becněńım hřebenové regrese

θ̂ = (N
′
N + λΩN)−1N

′
y.

Výsledný vyhlazuj́ıćı splajn pak źıskáme jako

f̂(x) =
R∑
j=1

Nj(x)θ̂j.

3.1.1 Výběr vyhlazuj́ıćıho parametru

Zat́ım jsme si neřekli, jak se voĺı parametr λ ve vyhlazuj́ıćıch splajnech. Zde se

využ́ıvá techniky kř́ıžové validace. Tato kř́ıžová validace je poč́ıtána softwarem,

proto si zde jen přibližně vysvětĺıme, jaký je základńı princip.

Kř́ıžová validace spoč́ıvá v tom, že naše datová množina, kterou máme k dis-

pozici, se rozděĺı na několik podmnožin. Z nich se vybere jedna, která se nazývá
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trénovaćı množinou a zbytek jsou testovaćı množiny. Pomoćı trénovaćı množiny

se ,,natrénuje“ model, potažmo jeho parametry, a pomoćı testovaćı množiny tes-

tujeme přesnost a výkonnost tohoto modelu. Tento proces se několikrát opakuje,

pokaždé s jiným výběrem trénovaćı a testovaćıch množin.

Kř́ıžová validace nám pak ř́ıká, jak dobře bude model s námi odhadnutým

λ, které jsme natrénovali pomoćı dat z trénovaćı množiny, pracovat na datech

z testovaćı množiny.

3.2 Od GLM k GAM

Lineárńı regresńı model uvažovaný z kapitoly 2.1. je vlastně též zobecněným

lineárńı modelem (generalized linear model, GLM), kde předpokládáme, že vysvět-

lovaná proměnná Y má normálńı rozděleńı a identickou spojovaćı funkci. Obecně

GLM zahrnuj́ı i ostatńı typy rozděleńı z exponenciálńı rodiny rozděleńı (expo-

nenciálńı, gama, lineárńı, Poissonovo a daľśı) a zahrnuj́ı spojovaćı funkci, která

se vztahuje k př́ıslušné středńı hodnotě µ.

Jestliže uvažujeme v́ıcenásobnou lineárńı regresi ve tvaru

E(Y |x1, . . . , xp) = α +

p∑
j=1

βjxj,

pak zobecněný aditivńı model nahrazuje součet vysvětluj́ıćıch proměnných∑p
j=1 βjxj součtem nelineárńıch, ale hladkých funkćı

∑p
j=1 fj(xj) a můžeme jej

vyjádřit ve tvaru

E(Y |x1, . . . , xp) = α +

p∑
j=1

fj(xj).

Jako daľśı můžeme uvažovat logistickou regresi ve tvaru

ln
µ(x)

1− µ(x)
= α +

p∑
j=1

βjxj,

kde µ(x) = P(y = 1|x). Zobecněńım, což představuje opět nahrazeńı součtu

vysvětluj́ıćıch proměnných součtem hladkých funkćı, dostaneme takzvaný adi-
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tivńı logistický regresńı model

ln
µ(x)

1− µ(x)
= α +

p∑
j=1

fj(xj).

U zobecněného lineárńıho modelu, respektive u zobecněného aditivńıho mo-

delu nahrazujeme levou stranu r̊uznými spojovaćımi funkcemi a pravá strana

z̊ustává ve tvaru lineárńı kombinace vstupńıch vysvětluj́ıćıch proměnných

(u GLM), respektive nelineárńıch funkćı vstupńıch vysvětluj́ıćıch proměnných

(u GAM).

Obecně u GAM je µ(x) propojena s aditivńı funkćı vysvětluj́ıćıch proměnných

d́ıky spojovaćı funkci g:

g(µ(x)) = α +

p∑
j=1

fj(xj).

Př́ıklady klasických spojovaćıch funkćı jsou:

• g(µ) = µ: u aditivńıch lineárńıch model̊u s normálńı rozděleńım se už́ıvá

identity, jak už jsme zmı́nili v úvodu této kapitoly,

• g(µ) = logit(µ): logitová spojovaćı funkce se už́ıvá u alternativńıho rozděleńı,

• g(µ) = log(µ): log-lineárńıch nebo log-aditivńıch model̊u se už́ıvá u Poisso-

nova rozděleńı.

3.3 Odhad parametr̊u u GAM

Neparametrické funkce, kterými jsme nahrazovali součty vysvětluj́ıćıch proměn-

ných, můžeme odhadnout použit́ım kubického vyhlazuj́ıćıho splajnu, pomoćı itera-

čńı metody zvané backfitting algoritmus.

V následuj́ıćım textu budeme uvažovat aditivńı lineárńı model v tomto tvaru

po naměřeńı hodnot vysvětlované a vysvětluj́ıćıch proměnných,

yi = α +

p∑
j=1

fj(xij) + εi, i = 1, . . . , n,

24



kde chyby měřeńı εi jsou nezávislé na xj a jejich středńı hodnota je nulová. Dále

fj jsou libovolné funkce jedné proměnné. Pak pro pozorováńı, která máme dána

jako uspořádaná dvojice (xi, yi), můžeme využ́ıt ,,penalizovaného“ reziduálńıho

součtu čtverc̊u (PRSS ) v tomto tvaru

PRSS(α, f1, . . . , fp) =
n∑
i=1

{
yi − α−

p∑
j=1

fj(xij)

}2

+

p∑
j=1

λj

∫
f

′′

j (tj)
2dtj.

Integrál
∫
f

′′
j (tj)

2dtj v posledńım členu měř́ı, o kolik je druhá derivace funkce

větš́ı než nula, tedy křivost dané funkce. Stejně, jako tomu bylo u vyhlazuj́ıćıch

splajn̊u, tento integrál má pro lineárńı funkci nulovou hodnotu a nenulovou hod-

notu pro nelineárńı funkci. λj ≥ 0 jsou lad́ıćı parametry a č́ım větš́ı je jejich hod-

nota, t́ım v́ıce se funkce bĺıž́ı k linearitě. Vid́ıme, že aditivńı model s kubickými

vyhlazuj́ıćımi splajny minimalizuje PRSS. Každá funkce fj nám představuje ku-

bický splajn pro danou proměnnou xj s uzly v každé hodnotě xij, i = 1, . . . n.

Jednoznačnost tohoto řešeńı lze dosáhnout zavedeńım daľśıho omezeńı:

n∑
i=1

fj(xij) = 0 ∀j =⇒ α̂ =
1

n

n∑
i=1

yi =: yi

a plnou sloupcovou hodnost́ı matice X = [(xij)].

Iteračńı algoritmus pro odhad modelu GAM:

1. Zahájeńı α̂ = yi, f̂j ≡ 0 ∀i, j

2. Pro cyklus j = 1, 2, . . . , p, . . . 1, 2, . . . , p . . .

• f̂j ← Sj

{[
yi − α̂−

∑
k 6=j f̂k(xij)

]}
, i = 1, . . . , n

• f̂j ← f̂j − 1
n

∑n
i=1 f̂j(xij),

pokračujeme do doby, dokud se odhady funkćı f̂j nestabilizuj́ı. Funkce Sj(x) =∑R
j=1Nj(x)θj označuj́ı kubický vyhlazuj́ıćı splajn, který jsme měli v kapitole 3.1.
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4 Př́ıklady aplikaćı GAM na data v softwaru R

Praktická část je zpracována v softwaru R [11]. Tento software je volně šǐritelný,

takže si ho může dovolit kdokoliv, kdo disponuje poč́ıtačem a nav́ıc je uživatelsky

př́ıvětivý, což jsou jeho nesporné výhody oproti jiným statistickým softwar̊um.

V této části si ukážeme tři praktické př́ıklady, z nichž na prvńım si jed-

noduše ukážeme, jak GAM funguj́ı. Jsou v něm použity data bodyfat převzatá

z knihovny mfp. Daľśı př́ıklad je částěčně převzatý z [3]. Ten bude o něco kom-

plexněǰśı a týká se vědecké úrovně r̊uzných zemı́, kde využijeme tato data [4]

a knihovnu mgcv. V posledńım př́ıkladu budeme pracovat s daty prostate z kniho-

vny ElemStatLearn, která se týkaj́ı rakoviny prostaty.

4.1 Př́ıklad 1: Tělesné proporce muž̊u

Data, která použijeme v tomto př́ıkladu, jsou z knihovny mfp, jak už jsem

zmı́nila a obsahuj́ı odhady procent tělesného tuku a naměřené hodnoty obvod̊u

r̊uzných část́ı těla 252 muž̊u. Nejdř́ıve si otevřeme knihovnu a potom si načteme

data pomoćı těchto př́ıkaz̊u:

>library(mfp)

>data(bodyfat)

Tato data obsahuj́ı několik veličin, ale pro naše účely budeme využ́ıvat pouze

některé z nich, a to konkrétně:

• age – věk v letech,

• height – výška uvedená v palćıch (jeden palec je asi 2,54 centimer̊u),

• weight – hmotnost měřená v librách (jedna libra je asi 0,453 kilogramů),

• brozek – procento tělesného tuku uvedené dle [2].

Před daľśı analýzou odstrańıme odlehlá pozorováńı u veličin height

a weight a vybereme si z p̊uvodńıho datového souboru pouze čtyři potřebné

veličiny. Ted’, když máme definovaný nový datový soubor s názvem nnbodyfat1,
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zadáme funkci pro použit́ı GAM z knihovny mgcv, ale nejdř́ıve vezmeme funkci

pouze jedné vysvětluj́ıćı proměnné, a to height (výška), zat́ımco naš́ı vysvět-

lovanou proměnou zde bude brozek (procento tělesného tuku).

>gam1=gam(brozek~s(height),data=nnbodyfat1)

Funkce s(.), která se použ́ıvá ve specifickém modelu vzorce pro GAM, na-

značuje, že veličina height má být vyrovnána pomoćı vyhlazuj́ıćıho splajnu.

Když si pak zadáme do R pouze gam1, dostaneme základńı informace o této

funkci.

>gam1

Family: gaussian

Link Function: identity

Formula:

brozek~s(height)

Estimate degrees of freedom:

7.01 total = 8.01

GCV score: 6.655017

GCV, neboli skóre zobecněné kř́ıžové validace, můžeme brát jako odhad středńı

hodnoty chyby predikce na základě kř́ıžové validace. Samo o sobě nám toto č́ıslo

moc neř́ıká, ale dá se srovnávat s jinými ukazateli z ostatńıch model̊u, a pak je

vhodněǰśı ten s nižš́ım skóre.

Stupně volnosti pro každou veličinu jsou nalezeny pomoćı zobecněné kř́ıžové

validace, pro tento př́ıklad je použito 7,01 parametr̊u a celkový počet stupň̊u

volnosti v modelu je pak obecně dán jako součet všech stupň̊u volnosti plus 1,
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určený pro regresńı konstantu α. V tomto př́ıkladu 8,01.

Př́ıkaz plot() pro funkce gam v R vytvoř́ı následuj́ıćı graf zobrazený na

obrázku 7, na kterém můžeme vidět čárkovaně vyznačený 95% interval spolehli-

vosti pro obdrženou splajnovou funkci.

>plot(gam1)

Obrázek 7: Regresńı funkce při aplikaci zobeněné aditivńı regrese pouze s jednou
vysvětluj́ıćı proměnnou

Nyńı, když vezmeme v́ıce než jen jednu vysvětluj́ıćı veličinu a vytvoř́ıme no-

vou funkci, kde vysvětlovaná veličina bude brozek a vysvětluj́ıćı veličiny budou

age, weight a height, bude vztah vypadat takto:

>gam2= gam(brozek~s(age)+s(weight)+s(height),data=nnbodyfat1)

>gam2

Family: gaussian

Link Function: identity
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Formula:

brozek~s(age)+s(weight)+s(height)

Estimate degrees of freedom:

2.97 2.36 1 total = 7.33

GCV score: 24.42116

Z těchto informaćı opět můžeme vyč́ıst, jaká je hodnota stupň̊u volnosti

a znovu si můžeme vykreslit grafy (obrázek 8), ale tentokrát dostaneme tři.

>plot(gam2,page=1)

Obrázek 8: Dı́lč́ı regresńı funkce při aplikaci zobecněné aditivńı regrese (normálńı
rozděleńı)

Ve výsledku vid́ıme, že procento tuku nezáviśı na věku, zato roste s váhou

a klesá s výškou.

Nyńı změńıme standardńı nastaveńı R, co se týče pravděpodobnostńıho rozděle-

ńı a namı́sto normálńıho rozděleńı použijeme gama rozděleńı. Abychom to mohli
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provést, muśıme zajistit, že naše data budou kladná, proto odstrańıme jednu nu-

lovou hodnotu.

>telestuk = (nnbodyfat1[nnbodyfat1\$brozek>=0.1,])

Ted’ pomoćı daného př́ıkazu změńıme rozděleńı:

>gam3= gam(brozek~s(age)+s(weight)+s(height),data=telestuk, +

+ family=Gamma)

>gam3

Family: Gamma

Link Function: inverse

Formula:

brozek~s(age)+s(weight)+s(height)

Estimate degrees of freedom:

2.77 3.81 1.00 total = 8.57

GCV score: 0.1072288

Vid́ıme, že změna rozděleńı měla významný vliv na regresńı závislost oproti

situaci s normálńım rozděleńım. Pod́ıvejme se na př́ıslušné grafy (obrázek 9) jed-

notlivých vysvětluj́ıćıch funkćı.

>plot(gam3,page=1)

I z grafu je patrné, že volba rozděleńı pravděpodobnost́ı závislé proměnné má

také významný vliv na tvar d́ılč́ıch regresńıch funkćı.
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Obrázek 9: Dı́lč́ı regresńı funkce při aplikaci zobecněné aditivńı regrese (gama
rozděleńı)

4.2 Př́ıklad 2: Vědecké skóre

Datový soubor v daľśım př́ıkladu se skládá z následuj́ıćıch veličin: pr̊uměrného

vědeckého skóre podle jednotlivých zemı́ z programu pro mezinárodńı hodno-

ceńı student̊u (PISA), spolu s hrubým národńım d̊uchodem na obyvatele (HND),

vzdělávaćım indexem, indexem zdrav́ı a indexem lidského rozvoje z databáze

OSN. Načteme si potřebná data a otevřeme si knihovnu mgcv, která nám posky-

tuje funkce pro práci se zobecněnými aditivńımi modely:

>d = read.csv("http://www.nd.edu/~mclark19/learn/data/ +

+ pisasci2006.csv")

>library(mgcv)

Hlavńı veličiny, které budeme potřebovat, jsou následuj́ıćı:

• Overall – vědecké skóre (pr̊uměrné skóre z výsledk̊u vědeckého testu pro

patnáctileté studenty),
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• Income – veličina vyjadřuj́ıćı bohatstv́ı, která vycháźı z hrubého národńıho

d̊uchodu na obyvatele,

• Edu – představuje vzdělávaćı index, který se měř́ı jako pr̊uměrný počet

let strávených ve škole u dospělých ve věku 25 let a očekávaná délka školńı

docházky u děti v předškolńım věku,

• Health – index zdrav́ı.

Když už zhruba v́ıme, jak s funkćı gam v Rku pracovat, aplikujeme je na

tyto data s t́ım, že jako vysvětlovanou proměnnou zvoĺıme veličinu Overall

a vysvětluj́ıćı proměnné budou představovat tyto veličiny Income, Edu a Health.

Nově ted’ použijeme př́ıkaz summary a zjist́ıme, co můžeme vyč́ıst z obdrženého

výstupu.

>mod_gam1 <- gam(Overall ~ s(Income)+s(Edu)+s(Health),data = d)

>summary(mod_gam1)
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Jako prvńı vid́ıme, že zde máme uvedené rozděleńı pravděpodobnost́ı a spojo-

vaćı funkci, které jsou v tomto př́ıpadě normálńı a identita. Dále si povšimneme,

že výstup je rozdělen na dvě části, z nichž prvńı je parametrická, což zde předsta-

vuje absolutńı člen (Intercept), ale nemuśı tomu tak vždy být. Druhá část se

týká odhadnutých funkćı a zahrnuje veličiny Income, Edu a Health . Zdá se, že

statisticky významný vliv má veličina Income a Edu, zat́ımco Health nemá. Hod-

nota efektivńıch stupň̊u volnosti (edf) u Health se rovná jedné, což nasvědčuje

tomu, že má v podstatě tato proměnná jednoduchý lineárńı účinek. O tom se

přesvědč́ıme i v nadcházej́ıćıch grafech.

Nyńı si vykresĺıme grafy a pod́ıváme se na vizuálńı efekty jednotlivých vliv̊u.

Funkce jsou zobrazeny včetně 95% interval̊u spolehlivosti (obrázek 10).

>plot(mod_gam1, pages=1, residuals=T, pch=19, cex=0.25, +

+ scheme=1, col=’#FF8000’, shade=T, shade.col=’gray90’)

Obrázek 10: Dı́lč́ı regresńı funkce z aditivńı regrese

Jsou tak vidět účinky jednotlivých vliv̊u a speciálně na třet́ım obrázku avi-
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zovaný lineárńı efekt veličiny Health. Účinek Income, jehož vliv na vědcké skóre

nejprve rapidně roste, se z jeho nejvyšš́ıho bodu potom postupně snižuje a Edu

má celkově mı́rný pozitivńı vliv na Overall. Vliv veličiny Health, jak jsem již

zmı́nila, má lineárńı charakter, ale překvapivě mı́rně negativńı.

4.3 Př́ıklad 3: Rakovina prostaty

Posledńı př́ıklad se týká práce s daty, které maj́ı zkoumat vztah mezi úrovńı

prostatického antigenu a několika klinickými měřeńımi u 97 muž̊u, kteř́ı se chystaj́ı

přijmout radikálńı prostatektomii. U tohoto př́ıkladu použijeme jako vysvětlova-

nou proměnnou veličinu lpsa, která představuje zlogaritmovaný prostatický anti-

gen a budu pozorovat vlivy ostatńıch veličin (použijeme celkem šest z př́ıstupných

dat). V roli vysvětlovaných proměnných budou veličiny:

• lcavol – zlogaritmovaný rozsah rakoviny,

• lweight – zlogaritmovaná váha prostaty,

• age – věk muže v letech,

• lbph – zlogaritmovaná velikost nezhoubného zvětšeńı prostaty,

• lcp – zlogaritmovaná kapsulárńı penetrace,

• pgg45 – procento Gleasonova skóre stupně 4 nebo 5 (Gleasonovo skóre

je systém použ́ıvaný k hodnoceńı karcinomu prostaty na základě určitého

nálezu).

Na začátku si opět otevřeme potřebné knihovny, a to mgcv a knihovnu

ElemStatLearn, která obsahuje data prostate.

>library(mgcv)

>library(ElemStatLearn)

>data(prostate)
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Ted’ už můžeme zadat správný tvar př́ıkazu pro aplikaci GAM na data a opět

zjist́ıme základńı informace, pomoćı př́ıkazu summary().

>mod_gam2<- gam(lpsa~s(lcavol)+s(lweight)+s(age)+s(lbph)+s(lcp)+

+ s(pgg45), data=prostate, subset=train)

>summary(mod_gam2)

Ze souhrnu je zřejmé, že statisticky významné jsou pouze dvě veličiny. Prvńı

z nich je lcavol, tedy rozsah rakoviny, jehož vliv na prostatický antigen má

lineárńı charakter, stejně jako u většiny zbývaj́ıćıch veličin, což odpov́ıdá též in-

tuitivńı představě o situaćıch mezi proměnnými. Druhou veličinou je lweight,

neboli váha prostaty, u které je spočtena hodnota 7,491 efektivńıch stupň̊u vol-

nosti.
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Ještě si vykresĺıme grafy pomoćı př́ıkazu:

>plot(mod_gam2, page=1, shade=TRUE, col=’#FF8000’, shade.col= +

+ ’grey’)

Obrázek 11: Dı́lč́ı regresńı funkce z aditivńı regrese

Na obrázku 11 vid́ıme, že grafy odpov́ıdaj́ı naznačenému shrnut́ı a u většiny

z nich má jejich vliv téměř lineárńı charakter, at’ už pozitivńı nebo negativńı. Jen

veličina lweight je charakterizována větš́ı křivost́ı a proměnlivost́ı. Zaj́ımavá je

zde role věku, který naznačuje sṕı̌se slabý negativńı efekt na proměnnou lpsa,

což by si jistě zasloužilo podrobněǰśı odborné pozorováńı.
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Závěr

Ćılem mé bakalářské práce bylo seznámit čtenáře s nelineárńı regreśı, konkrét-

ně se zobecněným aditivńım modelem. Vzhledem k tomu, že touto problemati-

kou se česká literatura zabývá jen okrajově, může tato práce sloužit k širš́ımu

seznámeńı s t́ımto modelem a následně pomoci při jeho daľśım studiu, přestože

jsem se vzhledem k rozsáhlosti problematiky musela dopustit četných zjednodušeńı

při popisu modelu.

Toto téma jsem si vybrala také kv̊uli tomu, že mě zaj́ımalo učivo regresńı

analýzy v kurzu matematické statistiky a tak jsem si chtěla rozš́ı̌rit obzor v této

problematice a j́ıt v́ıce do hloubky. Největš́ım oř́ı̌skem pro mě bylo pochopit danou

teorii, a to nav́ıc z cizojazyčných zdroj̊u. Nicméně to byla výzva a d́ıky pomoci

mých přátel jsem zvládla jak př́ıklady, tak snad i hlubš́ı porozuměńı popisované

problematiky.

Musela jsem se také naučit pracovat v softwaru R, což mě ale už od začátku ba-

vilo. Hodně jsem s programem pracovala a zkoušela jeho r̊uzné funkce a možnosti.

Mysĺım si, že mě to i dost obohatilo a beru jako velké plus, mı́t tyto dovednosti.

K psańı mé práce jsem zvolila typografický systém LaTeX, protože je vhodněǰśı

pro sázeńı praćı s matematickými vzorci než jiné systémy.

Doufám také, že má práce poslouž́ı ostatńım student̊um, jako dobrý zdroj

informaćı o zobecněných aditivńıch modelech a regresńı analýze v̊ubec.
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[4] Data [online], dostupné z: http://www.nd.edu/ mc-
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