
UNIVERZITA PALACKÉHO V OLOMOUCI
P�ÍRODOV�DECKÁ FAKULTA

DIPLOMOVÁ PRÁCE

Markovské rozhodovací procesy a jejich
aplikace v energetice

Katedra matematické analýzy a aplikací matematiky
Vedoucí práce: RNDr. Pavel Ludvík, Ph.D.
Vypracoval(a): bc. Marek �uranský
Studijní program: Aplikovaná matematika
Forma studia: prezen£ní
Rok odevzdání: 2024



BIBLIOGRAFICKÁ IDENTIFIKACE

Autor: bc. Marek �uranský

Název práce: Markovské rozhodovací procesy a jejich aplikace v energetice

Typ práce: Diplomová práce

Pracovi²t¥: Katedra matematické analýzy a aplikací matematiky

Vedoucí práce: RNDr. Pavel Ludvík, Ph.D.

Rok obhajoby práce: 2024

Abstrakt: Cílem práce je zavést pojem markovského rozhodovacího procesu
a aplikovat tento koncept v praxi. V první kapitole za£neme de�nicí t¥chto
proces· a jejich vlastnostmi. Vysv¥tlíme pojem strategie, zam¥°íme se p°ede-
v²ím na optimální strategie. Nakonec si v této kapitole p°ipravíme teoretické
základy nutné k zavedení algoritm· pouºívaných k hledání optimální stra-
tegie. Tyto algoritmy budou pak p°iblíºeny v druhé kapitole, konkrétn¥ se
podíváme na algoritmy Value iteration, Policy iteration a Modi�ed policy
iteration, které také implementujeme v jazyce Python. Ve t°etí kapitole se
pak podíváme na konkrétní problém z oblasti energetiky, p°i jehoº °e²ení
se budeme snaºit o sníºení pam¥´ové náro£nosti na²ich algoritm·. Nakonec
porovnáme výkon jednotlivých algoritm· p°i °e²ení na²eho problému.

Klí£ová slova: markovský rozhodovací proces, value iteration, policy ite-
ration, optimalita, strategie, energetika

Po£et stran: 56

Po£et p°íloh: 1

Jazyk: £eský



BIBLIOGRAPHICAL IDENTIFICATION

Author: bc. Marek �uranský

Title: Markov decision processes and their application in energy industry

Type of thesis: Master's

Department: Department of Mathematical Analysis and Application of
Mathematics

Supervisor: RNDr. Pavel Ludvík, Ph.D.

The year of presentation: 2024

Abstract: The aim of this thesis is to de�ne Markov decission processes
and apply them in the �eld of energy industry. In the �rst chapter we will
introduce this construkt and its propheties. Then we will focus on the concept
of strategy with special focus on the optimal strategy. Last part of the chapter
will be focused on theory needed for understanding of algoritms used to �nd
the optimal strategy. We will intorduce those algoritms in the second chapter,
we will focus on Value iteration, Policy iteration a Modi�ed policy iteration,
and we will implement them in Python. In the third chapter we will solve a
real-life problem from the �eld of energy industry. We will pay close attention
to space complexity of the used algoritms. Lastly we will compare how those
algoritms performed while solving this problem.

Key words: Markov decision proces, Value iteration, Policy iteration, opti-
mality, strategy, energy industry

Number of pages: 56

Number of appendices: 1

Language: Czech



Prohlá²ení

Prohla²uji, ºe jsem bakalá°skou práci zpracoval samostatn¥ pod vedením
pana RNDr. Pavel Ludvík, Ph.D. a v²echny pouºité zdroje jsem uvedl v
seznamu literatury.

V Olomouci dne . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . .

podpis



Obsah

Úvod 7

1 Úvod do MDP 8
1.1 Jednokrokový proces . . . . . . . . . . . . . . . . . . . . . . . 14
1.2 Nekone£né procesy . . . . . . . . . . . . . . . . . . . . . . . . 15
1.3 Kritéria optimality . . . . . . . . . . . . . . . . . . . . . . . . 17
1.4 Vektorová notace . . . . . . . . . . . . . . . . . . . . . . . . . 24
1.5 Rekurze a Bellmanovy rovnice . . . . . . . . . . . . . . . . . . 26

2 Algoritmy °e²ení MDP 36
2.1 Policy iteration . . . . . . . . . . . . . . . . . . . . . . . . . . 36
2.2 Value iteration . . . . . . . . . . . . . . . . . . . . . . . . . . 38
2.3 Modi�ed policy iteration . . . . . . . . . . . . . . . . . . . . . 39

3 Praktická £ást 41
3.1 Popis situace . . . . . . . . . . . . . . . . . . . . . . . . . . . 41
3.2 �e²ení . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 42

3.2.1 Poznámky k implementaci . . . . . . . . . . . . . . . . 45
3.2.2 �e²ení problému . . . . . . . . . . . . . . . . . . . . . 48
3.2.3 Porovnání algoritm· . . . . . . . . . . . . . . . . . . . 49

4 Záv¥r 51



Pod¥kování

Rád bych pod¥koval mým rodi£·m jak za jejich podporu po celou moji
cestu po akademickém prost°edí, tak za to ºe m¥ je²t¥ nevyhodili z domu.
Dále bych cht¥l pod¥kovat doktoru Pavlu Ludvíkovi za jeho pomoc, ochotu
a vst°ícnost. Abych p°ede²el fyzickému násilí d¥kuji i svému bratrovi, i kdyº
nevím za co.



Úvod

V této diplomové práci se zam¥°íme na markovské rozhodovací procesy,

jejichº koncept se datuje do padesátých let dvacátého století a jedná se o

pom¥rn¥ dob°e probádanou oblast matematiky, p°esto se zde najdou dosud

nevy°e²ené problémy. Tyto procesy mají uplatn¥ní v mnoha oblastech od

ekonomie aº po automatizaci nebo robotice. Jmenují se, stejn¥ jako kráter

na m¥síci, po ruském matematikovi Andreji Markovovi (1856 - 1922), který se

zabýval takzvanými Markovovými °et¥zci z nichº se tyto rozhodovací procesy

postupn¥ vyvinuly.

V této práci je nejd°íve zavedeme, dokáºeme si n¥které jejich vlastnosti.

Poté si ukáºeme algoritmy, které mají za cíl takovéto problémy °e²it a imple-

mentujeme je v softwaru. Nakonec se pokusíme aplikovat tyto algoritmy na

problém v oblasti energetiky, konkrétn¥ se zam¥°íme na problém související

s nap¥tím v síti. Je²t¥ o n¥co více neº samotné °e²ení na²eho problému nás

budou zajímat algoritmy, které p°itom pouºijeme.

Problémem, kv·li kterému se na tyto algoritmy chceme podívat je, ºe v

blízké budoucnosti dojde k úpravám zákona. Tyto úpravy zp·sobí, ºe matice

se kterými nyní pracujeme, se stanou jednodu²e °e£eno obrovskými a nara-

zíme z tohoto d·vodu problémi s hardwarem, p°edev²ím s velikostí pracovní

pam¥ti. Bude nás tedy krom¥ rychlosti konvergence algoritmu zajímat i jeho

pam¥´ová náro£nost.

V¥°ím, ºe tyto procesy jsou i v dne²ní dob¥, tém¥° sto let od objevení,

zajímavé, p°edev²ím díky jejich pouºití v robotice a oblasti um¥lé inteligence.

Navíc se p°i jejich studii m·ºe £lov¥k podívat do r·zných kout· matematiky,

coº je pro m¥ také velice zajímavé.
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1. Úvod do MDP

M¥jme proces, který dozoruje n¥jaký kontrolor. Kontrolor m·ºe do pro-

cesu zasáhnout v daných £asech, ty nazveme rozhodovací epochy. Ozna£me

mnoºinu rozhodovacích epoch jako T . Obecn¥ platí T ⊂ R+
0 . Pro pot°eby této

práce budeme p°edpokládat, ºe T je spo£etná mnoºina (ideáln¥ kone£ná).

P°edpokládá se, ºe v kaºdém t ∈ T dojde k rozhodnutí, p°i£emº ned¥lat nic

je také rozhodnutí.

Ozna£me mnoºinu v²ech stav·, v nichº se m·ºe proces nacházet jako S,

mnoºinu v²ech akcí, které m·ºe kontrolor zvolit ve stavu S jako AS, a nakonec

de�nujme mnoºinu v²ech akcí A =
⋃

s∈S AS. I o mnoºinách A a S budeme

p°edpokládat, ºe jsou kone£né, nebo alespo¬ spo£etné.

Bude nás zajímat, jak se bude proces vyvíjí, tedy jak se m¥ní stavy.

P°echody mezi stavy jsou zatíºeny náhodou, pravd¥podobnosti p°echodu z

jednoho stavu do jiného jsou ov²em známy pro kaºdou akci, dvojici stav·

a rozhodovací epochu. Pravd¥podobnost p°echodu ze stavu s ∈ S do stavu

j ∈ S za volby akce a ∈ A v epo²e t ∈ T ozna£me jako podmín¥nou pravd¥-

podobnost pt(j|s, a).

A nakonec se dostáváme k odm¥nám. Pro kaºdý stav s ∈ S, kaºdou akci

a ∈ A a rozhodovací epochu t ∈ T , de�nujeme rt(s, a) jako o£ekávanou od-

m¥nu, kterou rozhodovatel získá pro tuto kombinaci. O£ekávanou odm¥nu

rt(s, a) pak je²t¥ m·ºeme rozepsat. Pro dané j ∈ S ozna£me jako rt(s, a, j)

odm¥nu za to, ºe jsme ve stavu s zvolili akci a a skon£ili ve stavu j. Pak m·-

ºeme psát rt(s, a) =
∑

j∈S rt(s, a, j)pt(j|s, a), coº odpovídá st°ední hodnot¥

diskrétní náhodné veli£iny, která nabývá hodnoty rt(s, a, j) s pravd¥podob-

ností pt(j|s, a).

De�nice 1. Uspo°ádanou p¥tici (T, S,AS, pt(·|s, a), rt(s, a)) prvk· de�nova-
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ných vý²e nazveme markovský rozhodovací proces, dále MDP (Markov Deci-

sion Process).

Poznámka 1. � Pokud platí: ∀t, t′ ∈ T : pt(j|s, a) = pt′(j|s, a) a ∀t, t′ ∈

T : rt(s, a) = rt′(s, a), budeme vynechávat index t. Takovéto procesy

se nazývají homogenní.

� Toto zavedení je posta£ující k praktickému pouºití, (podrobn¥j²í de-

�nici naleznete v apendixu 4). Ov²em není z°ejmé, pro£ by m¥l být

proces markovský, nebo p°esn¥ji, co to v·bec Markovova vlastnost je.

Formální de�nici m·ºete najít zde 2. Neformáln¥ lze °íci, ºe v tako-

vémto procesu nezáleºí na celé historii, ale pouze na posledním stavu,

ve kterém se proces nacházel. V na²í de�nici jsme toho dosáhli tak,

ºe pravd¥podobnosti p°echodu pt(·|s, a) p°ijímá jako argument pouze

poslední stav (a akci).

De�nice 2. M¥jme posloupnost náhodných veli£in {Xn}n∈N0 nabývající hod-

noty z mnoºiny stav· S. Markovovou vlastností této posloupnosti nazveme

rovnost

P (Xn+1 = sj|Xn = si, Xn = si−1, . . . , X0 = s0) = P (Xn+1 = sj|Xn = si)

(1)

pro kaºdé n = 0, 1, . . . a pro v²echny stavy sj, si, si−1, . . . , s0 spl¬ující P (Xn =

si, Xn = si−1, . . . , X0 = s0) > 0.

P°íklad 1 (�tamgastova cesta dom·). �tamgast stojí po zavíra£ce p°ed hos-

podou, m·ºe jít doprava, nebo doleva po chodníku, ten má 5 metr·. Pokud

dojde na pravý okraj, spadne do p°íkopu, coº ohodnotíme jako −100. Nao-

pak na levém okraji se nachází jeho d·m, dojde-li tam dostane odm¥nu +1.
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Pokud dorazí do p°íkopu, nebo dom·, tak tam usne. Na kaºdém metru se

m·ºe rozhodnout, jestli p·jde doprava, nebo doleva, ov²em díky intoxikaci

p·jde vytouºeným sm¥rem jen s pravd¥podobností p = 0.7.

Zapi²me tuto úlohu v jazyku MDP. Nejprve S = {0, 1, 2, 3, 4, 5, 6}, kde

názvy jednotlivých stav· °íkají, jak daleko jsme od domova, stav 0 je do-

mov a stav 6 je p°íkop. Máme 2 akce v kaºdém stavu ∀s ∈ S : As =

{doprava, doleva}. Pravd¥podobnosti p°echodu pak zavedeme nejprve pro

libovolnou akci a ∈ A a stavy j ∈ {0, 6} jako p(i|j, a) = δij, pro zbylé stavy

pak zade�nujeme p(j − 1|j, doprava) = 0.3, p(j + 1|j, doprava) = 0.7, p(j −

1|j, doleva) = 0.7, p(j+1|j, doleva) = 0.3, v²echny ostatní pravd¥podobnosti

poloºíme rovny nule. Jediné nenulové odm¥ny pak budou r(1, a, 0) = 1 a

r(5, a, 6) = −100 a tedy r(1, doleva) = 0.7, r(1, doprava) = 0.3, r(5, doprava) =

−70, r(5, doprava) = −30 ostatní jsou nulové. ⋆

Díky tomu, ºe p°edpokládáme spo£etnost mnoºiny S, m·ºeme pro homo-

genní proces de�novat matici pravd¥podobností p°echodu pro kaºdou akci

a ∈ A jako Pa = (p(i|j, a))i,j∈S. Jedná se stochastickou matici, tedy v²echny

prvky jsou nezáporné a °ádky se s£ítají na jedni£ku. Podobn¥ do matice

zapí²eme i odm¥ny pro kaºdé a ∈ A : Ra = (r(s, a, j))i,j∈S.

Poznámka 2. � Pro nehomogenní proces by p°ibyl je²t¥ index t vyjad°u-

jící epochu. Ov²em v¥t²inou se zabýváme práv¥ homogenními procesy,

proto si dovolím tento index vynechat.

� Velkou výhodou tohoto p°episu do matic je zefektivn¥ní výpo£t· a

jednodu²²í softwarová implementace.

� Tyto matice bývají pro v¥t²í problémy °ídké, je vhodné s nimi tedy

takto pracovat.
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P°íklad 2. Jak by tyto matice vypadaly pro problém v p°íkladu 1?

Za£neme maticí odm¥n, protoºe v tomto p°ípad¥ bude stejná pro ob¥ akce.

Stejn¥ jako ostatní 2 matice bude £tvercová a 7 × 7. Matice bude plná nul

aº na dv¥ výjímky, podmínka r(1, a, 0) = 1 °íká, ºe zde má být jedni£ka v 2.

°ádku v 1. sloupci a za r(5, a, 6) = −100 pak umístím −100 na 6. °ádek do 7

sloupce.

Ra =



0 0 0 0 0 0 0

1 0 0 0 0 0 0

0 0 0 0 0 0 0

0 0 0 0 0 0 0

0 0 0 0 0 0 0

0 0 0 0 0 0 −100

0 0 0 0 0 0 0


Co se tý£e matice pravd¥podobností p°echodu pro akci doprava, první a

poslední °ádek jsou jednoduché, v prvním °ádku je jen jedni£ka v 1. sloupci, v

7. °ádku pak v 7. sloupci. Mezi nimi bude 0 na diagonále, tato pravd¥podob-

nost by odpovídala tomu, ºe ²tamgast z·stane na stejné pozici, pak 0.7 na

horní sekundární diagonále, protoºe tyto pozice odpovídají pohybu doprava,

a 0.3 dolní sekundární diagonále.

Pdoprava =



1 0 0 0 0 0 0

0.3 0 0.7 0 0 0 0

0 0.3 0 0.7 0 0 0

0 0 0.3 0 0.7 0 0

0 0 0 0.3 0 0.7 0

0 0 0 0 0.3 0 0.7

0 0 0 0 0 0 1
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Nakonec pro akci doleva, bude matice podobná, jen se prohodí pozice 0.3

a 0.7

Rdoleva =



1 0 0 0 0 0 0

0.7 0 0.3 0 0 0 0

0 0.7 0 0.3 0 0 0

0 0 0.7 0 0.3 0 0

0 0 0 0.7 0 0.3 0

0 0 0 0 0.7 0 0.3

0 0 0 0 0 0 1


⋆

Otázka zní, jaké akce volitv daných stavech? K tomu slouºí takzvaná

rozhodovací pravidla, dt : S → A, neboli zobrazení, které p°i°adí stavu s v

£ase t akci a. Tato pravidla uvaºujeme v této práci deterministická, pokud

nebude °e£eno jinak, navíc musí pracovat pouze s posledním stavem, aby

se zachovala markvskost. Pokud se jich budeme drºet, m·ºeme napsat od-

m¥ny a pravd¥podobnosti p°echodu jako rt(s, dt(s)), respektive pt(·|s, dt(s)),

a hlavn¥:

rt(s, dt(s)) =
∑
j∈S

rt(j, dt(s))pt(j|s, d(s)) (2)

Tato volba poºadavk· na rozhodovací pravidla je pom¥rn¥ p°ísná. Ozna£me

markovská deterministická pravidla jako MD. Dal²í skupinu takzvaných mar-

kovských nedeterministických pravidel MR. Tato pravidla pak udávají prav-

d¥podobnostní rozd¥lení na mnoºin¥ akcí. Pokud bychom dovolili rozhod-

nutí libovolnou závislost na historii, tedy nebýt obecn¥ markovské, získáme

pro deterministické volby HD, a nedeterministické HR. Ozna£me DK
t , K =
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MD,MR,HR,HD, mnoºiny v²ech rozhodovacích pravidel daného typu v £ase

t .

Nyní, kdyº jiº víme, jak budeme volit akce v jednotlivých £asových oka-

mºicích, se m·ºeme zamyslet, jak je budeme volit dlouhodob¥. Strategií ro-

zumíme posloupnost rozhodovacích pravidel, π = (d1, , d2, . . . , dn−1), n ∈

N, dt ∈ DK
t , K = MD,MR,HR,HD. A mnoºiny v²ech takovýchto strate-

gií pak zna£íme jako ΠK , K = MD,MR,HR,HD.

Významnou skupinu pak tvo°í stacionární strategie, tyto strategie nejsou

závislé na £ase, platí totiº pro kaºdé t ∈ T : dt = d, tedy π = (d, d, . . . ).

Tyto strategie budeme zna£it d+∞. Mnoºinu v²ech stacionárních determinis-

tických, respektive nedeterministických, strategií budeme zna£it ΠSD, respek-

tive ΠSR, Stacionární deterministické strategie se n¥kdy ozna£ují jako ryzí.

Práv¥ takovéto strategie budou hrát zásadní roly pozd¥ji, aº se dostaneme k

MDP s nekone£ným po£tem krok·.

Poznámka 3. Pov²imn¥me si, ºe p°i stacionární strategii nejsou rozhodovací

pravidla funkcí £asu a nejsou tedy závislá na historii, kaºdá stacionární stra-

tegie je tedy markovská.

Poznámka 4. Platí inkluze ΠSD ⊂ ΠSR ⊂ ΠMR ⊂ ΠHR, ΠSD ⊂ ΠMD ⊂ ΠMR ⊂

ΠHR a ΠSD ⊂ ΠMD ⊂ ΠMD ⊂ ΠHR. Z poznámky 3 víme, ºe kaºdá stacionární

strategie je markovská, ΠSR ⊂ ΠMR a ΠSD ⊂ ΠMD. Pokud povolíme závislost

na historii v libovolném tvaru ,HD,HR, a za libovolný tvar zvolím závislost

pouze na posledním stavu, získám markovskost, tedy ΠMR ⊂ ΠHR a ΠMD ⊂

ΠHD. Pokud de�nujeme rozd¥lení pravd¥podobnosti jako P (x) = 1 pro dané

x a nula jinak, získáme deterministickou volbu a tedy ΠHD ⊂ ΠHR, ΠMD ⊂

ΠMR, a ΠSD ⊂ ΠSR.
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1.1. Jednokrokový proces

Nyní jiº men²í ochutnávka toho, co bude na²ím cílem v této práci a to

je volba vhodné strategie. Zatím se podíváme pouze na proces s T = 1, 2,

tedy proces, u kterého prob¥hne jen jeden krok. Navíc budeme p°edpokládat

kone£nost mnoºin A a S.

Celková odm¥na se bude skládat z okamºité odm¥ny r1(s, a) a koncové

odm¥ny v : S → R. Ta v podstat¥ p°i°adí kaºdému stavu, ve kterém skute£n¥

skon£íme, n¥jakou odm¥nu, nap°íklad pozd¥ji to bude o£ekávaná odm¥na

procesu, který zapo£ne v tomto stavu. Protoºe neznáme výsledný stav s

jistotou, budeme i tady uvaºovat st°ední hodnotu v²ech moºných výsledk·.

Ozna£íme-li náhodnou prom¥nnou, která odpovídá koncovému stavu jakoX2,

dostaneme:

r1(s, a) + Ea
s (v(X2))) = r1(s, a) +

∑
j∈S

p1(j|s, a)v(j). (3)

My bychom cht¥li zvolit takovou strategii π = (d1), která zvolí akci a∗ ∈

As, pro kterou bude tato hodnota maximální:

r1(s, a
∗) +

∑
j∈S

p1(j|s, a∗)v(j) = max
a∈As

{r1(s, a) +
∑
j∈S

p1(j|s, a)v(j)}. (4)

Pro zjednodu²ení zavedeme notaci:

a∗ ∈ argmax
a∈As

{r1(s, a) +
∑
j∈S

p1(j|s, a)v(j)}. (5)

Poznámka 5. Zatímcomax{·} vrací £íslo konkrétn¥ hodnotu maxima, argmax{·}

vrací mnoºinu v²ech £ísel maximalizujících výraz v závorce.

Protoºe p°edpokládáme kone£nost mnoºiny A, musí být mnoºina As také
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kone£ná. Maximum tedy existuje, protoºe hledáme maximum p°es prvky

kone£né mnoºiny. Nemusí být ov²em dáno jednozna£n¥.

�e²ení takovýchto problém·, s danou funkcí v(·), bude naprosto st¥ºejní

pro pouºívání algoritm·, které budou uvedeny pozd¥ji v této práci.

1.2. Nekone£né procesy

V této kapitole se za£neme zabývat p°ípadem kdy T = N0. Konkrétn¥ si

p°ipravíme pozici pro samotné algoritmy. Projdeme optimaliza£ní kritéria a

zavedeme pojmy, pot°ebné pro práci s t¥mito procesy.

Nekone£nost na²eho procesu vede, mimi jiné, k problém·m s de�nicí od-

m¥n. Dá se p°edpokládat, ºe se neobejdeme bez pojmu limita, a také to tak

bude. Zatím jsme zavedli odm¥ny, které získáme za jeden krok, ov²em víc by

nás zajímala celková odm¥na za celý proces, tedy jejich sou£et p°es v²echny

epochy. To je ov²em v tomto p°ípad¥ nekone£ná suma. Zpo£átku budeme

chtít její bodovou konvergenci pro kaºdý stav s ∈ S. Pozd¥ji zavedeme i

konvergenci ve vhodné norm¥.

První otázkou bude, jakou odm¥nu m·ºeme o£ekávat od dané strate-

gie. Máme-li strategii π = (d1, d2, . . . ), m·ºeme ná² proces p°epsat jako

{(Xt, rt(Xt, Yt))}t∈N, kde Xt je stav procesu v £ase t, Yt = dt(Xt) je zvo-

lená akce a rt(·, ·) je o£ekávaná odm¥na. Pro markovskou strategii se jedná o

markovský °et¥zec s odm¥nami, který je také vysv¥tlen v apendixu 4).

Nyní jiº zavedeme n¥kolik základních pojm·. Tyto pojmy zavedeme pro

obecn¥j²í skupinu strategií π ∈ ΠHR. Ve v²ech t¥chto de�nicích, tedy de�ni-

cích 3, 4 a 5, bude vystupovat stav s ∈ S, který bude zna£it stav, ve kterém

proces zapo£al:

De�nice 3. O£ekávanou celkovou odm¥nou strategie π ∈ ΠHR de�nujeme
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jako:

vπ(s) = lim
n→+∞

Eπ
s {

n∑
t=1

r(Xt, Yt)} = lim
n→+∞

vπn+1(s) (6)

kde vπn+1(s) je o£ekávaná celková odm¥na téºe strategie za n + 1 krok· s

nulovou koncovou hodnotou:

vπn+1(s) = Eπ
s {

n∑
t=1

r(Xt, Yt)} (7)

M·ºe se samoz°ejm¥ stát, ºe tato posloupnost diverguje k +∞, −∞, nebo

limita dokonce ani nemusí existovat. Pokud je to moºné, nap°íklad pomocí

Lebesgueovy v¥ty, prohazuje se limita a st°ední hodnota:

vπ(s) = Eπ
s {

+∞∑
t=1

r(Xt, Yt)} (8)

Odm¥ny v budoucnosti pro nás £asto nemají tak velkou cenu jako ty

sou£asné, toto chování nám pom·ºe zachytit tzv. diskontovaná odm¥na, kdy

ponecháme hodnotu odm¥ny v prvním kroku, ale ostatní pak zmen²ujume

pomocí mocn¥ní faktoru λ ∈ [0, 1)

De�nice 4. Diskontovanou odm¥nu strategie π ∈ ΠHR s diskontním faktorem

λ ∈ [0, 1) de�nujeme jako:

vπλ(s) = lim
n→+∞

Eπ
s {

n∑
t=1

λt−1r(Xt, Yt)} (9)

I tato suma nám m·ºe divergovat, podívejme se na posta£ující podmínku

její konvergence:
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Lemma 1. Nech´ existuje M ∈ R spl¬ující:

sup
s∈S

sup
a∈A

{|r(s, a)|} ≦ M, (10)

potom limita limn→+∞ Eπ
s {

∑n
t=1 λ

t−1r(Xt, Yt)} je vlastní pro λ ∈ [0, 1).

D·kaz. Platí:

lim
n→+∞

|Eπ
s {

n∑
t=1

λt−1r(Xt, Yt)}| ≦ lim
n→+∞

Eπ
s {

n∑
t=1

λt−1|r(Xt, Yt)|} ≦ (11)

≦ lim
n→+∞

Eπ
s {

n∑
t=1

λt−1M} =
+∞∑
t=1

λt−1M = M
+∞∑
t=1

λt−1 < +∞ (12)

První nerovnost získáme z trojúhelníkové nerovnosti, druhou z p°edpokladu,

pak vyuºijeme toho, ºe st°ední hodnota reálného £ísla je práv¥ toto £íslo a

odstraníme ji. Z výpo£tu plyne také existence limity. ■

Nakonec by nás zajímalo, jak rychle se na²e odm¥na m¥ní:

De�nice 5. Pr·m¥rným ziskem strategie π ∈ ΠHR je

gπ(s) = lim
n→+∞

1

n
Eπ

s {
n∑

t=1

r(Xt, Yt)} = lim
n→+∞

1

n
vπn+1(s). (13)

pokud tato limita neexistuje, zavádí se dvojice pojm· limes inferior pr·m¥r-

ného zisku a limes superior pr·m¥rného zisku:

gπ−(s) = lim inf
n→+∞

1

n
vπn+1(s), respektive gπ+(s) = lim sup

n→+∞

1

n
vπn+1(s). (14)

1.3. Kritéria optimality

Nyní jiº k moºným kritériím, které budeme sledovat p°i volb¥ ideální

strategie.
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Maximalizace o£ekávané celkové odm¥ny

Toto kritérium nejspí²e nikoho nep°ekvapí. Jak napovídá nadpis, budeme

hledat takovou strategii π maximalizující

vπ(s) = lim
n→+∞

vπn+1(s). (15)

Problém tohoto kritéria je práv¥ existence této limity, p°ípadn¥ její ko-

ne£nost. Pokud k takovémuto problému dojde pro jedno nebo více kritérií,

m·ºeme provést n¥jakou restrikci, nebo zvolit jiné kritérium.

Podívejme se, jaké modely ov²em pomocí tohoto kritéria zkoumat m·-

ºeme. De�nujme:

vπ(s)+ = Eπ
s {

+∞∑
t=1

r+(Xt, Yt)} (16)

a

vπ(s)− = Eπ
s {

+∞∑
t=1

r−(Xt, Yt)}, (17)

kde r−(Xt, Yt) = max{−r(s, a), 0} a r+(Xt, Yt) = max{r(s, a), 0}. Jsou

to tedy sumy kladných s£ítanc·, budou tedy existovat. P°idáme-li k tomuto

p°edpoklad, ºe pro kaºdou strategii π je bu¤ vπ(s)+, nebo vπ(s)− kone£ná,

bude limita vπ(s) = limn→+∞ vπn+1(s) existovat, navíc platí:

vπ(s) = lim
n→+∞

vπn+1(s) = vπ(s)+ − vπ(s)−. (18)

Uve¤me zajímavé skupiny takovýchto model·:

� Nezáporné omezené modely : ∀s ∈ S∃a ∈ As : r(s, a) ≧ 0 a vπ(s)+ je

kone£ná pro v²echny p°ípustné strategie.
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� Nekladné modely : Existuje strategie π taková, ºe ∀s ∈ S, a ∈ A :

r(s, a) ≦ 0 a pro v²echny strategie vπ(s) > −∞.

� Konvergentní modely : Pro kaºdý stav a kaºdou strategii vπ(s)+ a vπ(s)−

jsou kone£né.

Problémy modelované nezápornými omezenými modely jsou typicky ta-

kové, ve kterých se snaºíme vyhnout n¥jakému kone£nému stavu. Nap°íklad

hrajeme na výherních automatech, m·ºeme hrát, dokud nám nedojdou pe-

níze, snaºíme se tedy hrát tak, abychom se nedostali do stavu �Uº mi nic

nez·stalo� . Nekladným model·m p°ipadá opa£ná situace, chci se co nejrych-

leji dostat do n¥jaké mnoºiny a tam z·stat.

Pro tyto modely nazveme strategii maximalizující celkovou o£ekávanou

odm¥nu optimální pro celkovou odm¥nu. Takováto strategie π∗ ∈ ΠMD spl-

¬uje:

∀π ∈ ΠMD,∀s ∈ S : vπ
∗
(s) ≧ vπ(s). (19)

Hodnotou daného MDP rozumíme

v∗(s) = sup
π∈ΠMD

vπ(s). (20)

Strategie optimální pro celkovou odm¥nu tedy spl¬uje:

∀s ∈ S : v∗(s) = vπ
∗
(s). (21)

Existence strategie spl¬ující tyto rovnost je pak posta£ující podmínkou

existence strategie optimální pro celkovou odm¥nu.
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Maximalizace diskontované o£ekávané celkové odm¥ny

I význam tohoto kritéria je z°ejmý. Cílem této kapitoli ov²em bude ukázat

jiný pohled na tuto charakteristiku, pro p°ipomenutí:

vπλ(s) = lim
n→+∞

Eπ
s {

n∑
t=1

λt−1r(Xt, Yt)}. (22)

M¥jme náhodný markovský proces s náhodnou délkou ν nezávislou na

volb¥ akcí. De�nujeme o£ekávanou celkovou odm¥nu pro strategii π pro ta-

kovýto proces:

vπν (s) = Eπ
s [Eν{

ν∑
t=1

r(Xt, Yt)}]. (23)

Zvolme nyní vhodn¥ pravd¥podobnostní distribuci ν, konkrétn¥ zvolíme

geometrické rozd¥lení s parametrem λ, Ge(λ):

P (v = n) = λn−1(1− λ). (24)

Lemma 2. Nech´ platí p°edpoklady lemmatu 1 a ν ∼ Ge(λ), pak

vπν (s) = vπλ(s) (25)

D·kaz. Nejd°íve si rozepí²eme st°ední hodnotu Eν jakoEπ
s [Eν{

∑ν
t=1 r(Xt, Yt)}] =

Eπ
s

∑+∞
n=1[{

∑n
t=1 r(Xt, Yt)λ

n−1(1− λ)}].

Z p°edpoklad·, t¥ch z lemmatu 1, je tato suma absolutn¥ konvergentní.

M·ºeme pouºít Fubiniho v¥tu a prohodit sumyEπ
s

∑+∞
t=1 [

∑+∞
n=t r(Xt, Yt)λ

n−1(1−

λ)}].
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Provedeme n¥kolik úprav

(1− λ)
+∞∑
n=t

λn−1 = (1− λ)(
+∞∑
n=1

λn−1 −
t−1∑
n=1

λn−1) (26)

= 1−
t−1∑
n=1

(λn−1 − λn) = 1− 1 + λt−1 = λt−1, (27)

kde jsme pouºili s£ítací vzorec
∑+∞

n=1 λ
n−1 = 1

(1−λ)
a fakt, ºe v²echny ostatní

£leny se ode£etly mezi sebou.

Dosadíme a získáme

vπν (s) = Eπ
s {

n∑
t=1

λt−1r(Xt, Yt)} = vπλ(s).

■

To v podstat¥ odpovídá procesu s absorb£ními stavy. Proces se n¥jak

chová, neº se v £ase t dostane do n¥kterého z t¥chto stav·, a tam uº z·stane.

Takovými stavy byly t°eba domov nebo p°íkop v p°íkladu se ²tamgastem.

Strategii nazveme diskont-optimální pro dané λ ∈ [0, 1), pokud

∀π ∈ ΠMD, s ∈ S : vπ
∗

λ (s) ≧ vπλ(s). (28)

Pro modely s diskontním faktorem hodnotou daného MDP rozumíme

v∗λ(s) = sup
π∈ΠMD

vπλ(s). (29)

Diskont-optimální strategie tedy spl¬uje:

∀s ∈ S : v∗λ(s) = vπ
∗

λ (s), (30)
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Existence strategie spl¬ující tyto rovnosti je op¥t posta£ující podmínkou

existence diskont-optimální strategie.

Pokud bude zjevné, ºe se jedná o diskontovaný MDP, budeme pro jedno-

duchost nazývat tyto strategie jednodu²e optimální.

Ne v²echny algoritmy nám ale dovolí této strategie s jistotou dosáhnout,

zavádí se tedy slab²í pojem ϵ-optimální strategie. To je taková strategie π∗
ϵ

spl¬ující pro kaºdý stav s ∈ S:

v
π∗
ϵ

λ (s) ≧ v∗λ(s)− ϵ. (31)

Dal²í kritéria optimality

Nejd°íve stru£n¥ zformulujeme strategie optimalizující zisk. Pokud exis-

tuje g(s) pro v²echny stavy, pak strategií s optimálním ziskem rozumíme

strategii π∗ takovou, ºe

∀π ∈ ΠMD, s ∈ S : gπ
∗
(s) ≧ gπ(s). (32)

Optimálním ziskem g∗ pak rozumíme

g∗(s) = sup
π∈ΠMD

vπ(s). (33)

Jako v minulých p°ípadech, i tady existují rovnosti, které slouºí i jako

posta£ující podmínka existence:

∀s ∈ S : g∗(s) = gπ
∗
(s). (34)

Pokud by gπ(s) pro n¥které strategie neexistovalo, m·ºeme vyuºít slab²í

podmínky (14) v de�nici 5. Strategii π∗ nazveme pr·m¥rn¥ optimální pokud
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pro kaºdý stav s ∈ S a kaºdou strategii π ∈ ΠMD platí

gπ
∗

− (s) = lim inf
n→+∞

1

n
vπn+1(s) ≧ lim sup

n→+∞

1

n
vπn+1(s) = gπ+(s) (35)

P°ípadn¥ je²t¥ slab²í kritéria gπ
∗

− (s) ≧ gπ−(s) a gπ
∗

+ (s) ≧ gπ+(s). Takovéto

π∗ pak nazveme liminf pr·m¥rn¥ optimální, respektive limsup pr·m¥rn¥ op-

timální.

Asymptotická optimalita

Co kdyº nevíme, kolik vπn je, nebo jestli existuje? P°esto bychom cht¥li

srovnávat strategie mezi sebou? �ekneme, ºe strategie π∗ asymptoticky do-

minuje strategii π, pokud pro kaºdý stav s ∈ S a kaºdou akci a ∈ A platí

lim inf
n→+∞

[vπ
∗

n (s)− vπn(s)] ≧ 0 (36)

Ne v²echny dvojice strategií je ov²em moºno touto statistikou rozli²it.

De�nujeme tedy je²t¥ jedno kritérium, které je o n¥co jemn¥j²í. V tomto

p°ípad¥ °ekneme, ºe π∗ v pr·m¥ru asymptoticky dominuje strategii π, pokud

platí pro kaºdý stav a kaºdou strategii

lim inf
n→+∞

1

n

n∑
t=1

[vπ
∗

t (s)− vπt (s)] ≧ 0. (37)

Pokud i toto selºe, m·ºeme se pokusit pouºít je²t¥:

lim inf
n→+∞

n∑
t=1

[vπ
∗

t (s)− vπt (s)] ≧ 0. (38)
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Citlivá kritéria pro diskontovaný MDP

Pro diskontovaný MDP se pouºívá skupina kritérií zaloºená na limit-

ním chování daných strategií pro λ jdoucí k 1 zleva. Konkrétn¥ pro n =

−1, 0, 1, 2, . . . °ekneme, ºe π∗ je n-diskont-optimální, pokud pro kaºdý stav

s ∈ S a strategii π ∈ ΠMD:

lim inf
λ→1−

(1− λ)−n[vπ
∗

λ (s)− vπλ(s)] ≧ 0. (39)

Pokud je π∗ n-diskont-optimální pro kaºdé n = −1, 0, 1, 2, . . . zna£íme ji

jako ∞-diskont-optimální. A 1-optimální, nebo také blackwell optimální, je

strategie π∗, pokud existuje λ∗(s) taková, ºe

[vπ
∗

λ (s)− vπλ(s)] ≧ 0 (40)

pro v²echny p°ípustné strategie π a pro v²echna λ taková, ºe λ∗(s) ≦ λ < 1.

Ozna£me λ∗ = sups∈S{λ∗(s)}. Pro nekone£nou spo£etnou mnoºinu S

m·ºe dojít k tomu, ºe λ∗ = 1. Pokud λ∗ < 1, nazveme strategii siln¥ blac-

kwellovsky optimální.

Platí, ºe pro n = −1 dostaneme obdobu kritéria optimálního zisku a ºe

blackwellovsky optimální strategije jsou práv¥∞-optimální. Navíc 0-optimalitu

budeme nazývat biased optimalitou. Je zjevné, ºe n-optimalita implikuje m-

optimalitu pro n > m.

1.4. Vektorová notace

V této kapitole si nejd°íve zavedeme prostor, ve kterém se budeme po-

hybovat a pozd¥ji si je²t¥ zopakujeme vektorovou notaci na²eho problému,

která bude dále £asto vyuºívána.
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M¥jme vektorový prostor reálných omezených funkcí na S, který ozna£íme

jako V . Na této mnoºin¥ zavedeme £áste£né upo°ádání po komponentech,

zna£íme ≦. Pro nespo£etnou S bychom museli je²t¥ zavést VM jako prostor

borelovsky m¥°itelných funkcí z V . Pro nejvý²e spo£etné platí V = VM .

Na této mnoºin¥ pak zavedeme supremovou normu ∥v∥ = sups∈S |v(s)|.

Pro matici M ∈ Rn, M = (mij)
n
i,j=1, de�nujeme její normu jako: ∥M∥ =

supi∈{1,2,...n}
∑n

j=1mij. Dále je²t¥ ozna£me e ∈ V jako funkci nabývající hod-

noty jedna v kaºdém stavu z S, tedy ∀s ∈ S : e(s) = 1.

M¥jme libovolné rozhodovací pravidlo d ∈ dMD a libovolné stavy j a s.

Pak de�nujeme rd(s) = r(s, d(s)) a pd(j|s) = p(j|s, d(s)). Tyto hodnoty

poskládáme k sob¥ jako vektor rd = (rd(s)s∈S), a matici Pd = (pd(j|s))j,s∈S.

O£ekávanou odm¥nu za jeden krok pak m·ºeme získat jako rd + λPdv pro

0 ≦ λ ≦ 1. Bylo by dobré, kdybychom takto nemohli opustit prostor V , coº

si nyní dokáºeme:

Lemma 3. Nech´ S je diskrétní mnoºina, pak pro omezené odm¥ny, tedy

takové spl¬ující pro libovolný stav s ∈ S a pro kaºdou p°ípustnou akci a ∈ As

podmínku |r(s, a)| < M < +∞, 0 ≦ λ ≦ 1 a rozhodovací pravidlo d ∈ DMD

platí, ºe pro kaºdé v ∈ V je rd + λPdv je prvkem V .

D·kaz. Pro d·kaz tohoto tvrzení nám v podstat¥ sta£í ukázat omezenost

funkce rd+λPdv, první £len m·ºeme jednodu²e omezit z p°edpoklad· rd(s) <

M , tedy rd ∈ V . Druhý £len pak z ∥P∥ = 1 m·ºeme omezit normou v, která

je kone£ná protoºe v ∈ V , tedy λPdv ∈ V . ■

Matice pravd¥podobností p°echodu pro více neº jeden krok, pokud bychom

se drºeli markovské deterministické strategie π = (d1, . . . ), by pak byla rovna

sou£inu p°íslu²ných matic, tedy pro n krok·: Pd1Pd2 . . . Pdn tento sou£in ozna-

£íme jako P n
π .
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O£ekávanou diskontovanou odm¥nu strategie π tedy m·ºeme zapsat po-

mocí vzorce:

vπλ =
+∞∑
t=1

λt−1P t−1
π rd (41)

1.5. Rekurze a Bellmanovy rovnice

V této kapitole se jiº seznámíme s principy, na základ¥ kterých budou

fungovat samotné algoritmy. V celé kapitole budeme p°edpokládat následujíci

£ty°i podmínky:

� Budeme p°edpokládat stacionaritu odm¥n a pravd¥podobností p°echodu,

� omezenost odm¥n, tedy existuje M > 0 takové, ºe |r(s, a)| ≦ M < +∞

pro v²echna s ∈ S, a ∈ AS,

� vºdy diskontujeme odm¥ny faktorem 0 ≦ λ < 1,

� S je nejvý²e spo£etná mnoºina.

Za£neme tím, ºe si ukáºeme, jak p°epsat o£ekávanou discountovanou od-

m¥nu jako rekurzi. Práv¥ tento tvar se nám bude pozd¥ji hodit p°i hledání

optimálních strategií.

Pro danou strategii π ∈ ΠMR a p°ípustné λ jsme de�novali o£ekávanou

odm¥nu jako

vπλ(s) = Eπ
s {

+∞∑
t=1

λt−1r(Xt, Yt)}. (42)

To nejd°íve p°epí²eme do vektorové notace, ve které poloºíme P0 rovnu
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jednotkové matici, a poté upravíme pomocí (41):

vπλ =
+∞∑
t=1

λt−1P t−1
π rd

= rd1 + λPd1rd2 + λ2Pd1Pd2rd3 + . . .

= rd1 + λPd1(rd2 + λ2Pd2rd3 + . . . )

= rd1 + λPd1v
π′

λ

Pro stacionární strategii d∞ = (d, d, . . . ) se problém zjednodu²í na

vd
∞

λ = rd + λPdv
d∞

λ . (43)

Tyto rovnosti °íkají, ºe o£ekávanou diskontovanou odm¥nu jedné strate-

gie získáme jako okamºitou odm¥nu plus lambda násobek váºeného sou£tu

o£ekávaných diskauntovaných odm¥n, kde váhy jsou pravd¥podobnosti p°e-

chodu. Pro je²t¥ lep²í náhled se podívejme na jeden °ádek této soustavy:

vπλ(s) = rd1(s) +
∑
j∈S

λpd1(j|s)vπ
′

λ (j). (44)

Pro samotné zkoumání MDP zavedeme lineární operátor Ld : V → V

jako

Ldv = rd + λPdv (45)

Rovnici (43) pak m·ºeme napsat ve tvaru:

vd
∞

λ = Ldv
d∞

λ . (46)

Coº vede na d·leºité pozorování, ºe vd
∞

λ je pevným bodem operátoru L,
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coº pozd¥ji vyuºijeme.

Podívejme se je²t¥ na dvojici v¥t, které se nám pozd¥ji budou hodit:

V¥ta 4. Nech´ 0 ≦ λ < 1. Pak pro libovolnou stacionární strategii d∞, d ∈

DMD, je vd
∞

λ jediné °e²ení rovnice

Ldv = rd + λPdv = v (47)

a navíc m·ºeme psát

vd
∞

λ = (I − λPd)
−1rd. (48)

D·kaz. Jednoduchými úpravami získáme z (47):

(I − λPd)v = rd. (49)

Pak pouºitím poznatk· z lineární algebry získáme σ(λPd) ≦ ∥λPd∥ ≦

λ < 1 a tedy existuje inverze k (I − λPd), kterou umíme vyjád°it jako

(I − λPd)
−1 =

∑+∞
t=1 λ

t−1P t−1
d . Vynásobíme rovnici (49) touto inverzí zleva.

Rozepí²eme inverzi jako sumu a nakonec z (41)

v = (I − λPd)
−1rd =

+∞∑
t=1

λt−1P t−1
d rd = vd

∞

λ . (50)

■

V¥ta 5. Nech´ 0 ≦ λ < 1 a u, v ∈ V . Pak pro libovolnou stacionární strategii

d∞ platí:

� pokud platí u ≧ 0, pak (I − λPd)
−1u ≧ 0 a (I − λPd)

−1u ≧ u,

� dále pokud u ≧ v, pak (I − λPd)
−1u ≧ (I − λPd)

−1v, a nakonec
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� je-li u ≧ 0, platí uT (I − λPd)
−1 ≧ 0 a uT (I − λPd)

−1 ≧ uT .

D·kaz. Stejn¥ jako v minulém p°íklad¥ m·ºeme díky tomu, ºe σ(λPd) < 1,

rozvinout (I − λPd)
−1 do °ady a poté vyuºít faktu, ºe v²echny prvky matice

Pd jsou nezáporné, tedy v²echny prvky, které vynecháme, jsou také nezáporné

vektory, poté dostaneme nap°íklad pro první p°ípad:

(I − λPd)
−1u = u+ λPdu+ λ2P 2

d u+ · · · ≧ u ≧ 0. (51)

Zbylá tvrzení dostaneme pouhou substitucí u = u−v, p°ípadn¥ se analogický

postup aplikuje pro násobení zleva uT . ■

Nyní se podívejme na soustavu rovnic optimality:

v(s) = sup
a∈AS

{r(s, a) +
∑
j∈S

λp(j|s, a)v(j)}. (52)

Tyto rovnice budeme nazývat Bellmanovy rovnice.

De�nujme si operátor L : V → V jako:

Lv = sup
d∈DMD

{rd + λPdv}. (53)

Nejd°íve se podívejme na vlastnosti tohoto operátoru v závislosti na

vztahu v a optimální strategie v∗λ:

V¥ta 6. Nech´ v ∈ V , potom platí:

� pokud v ≧ Lv, pak v ≧ v∗λ,

� pokud v ≦ Lv, pak v ≦ v∗λ,

� pokud v = Lv, pak v = v∗λ.
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D·kaz. Za£neme první vlastností, zvolme libovolnou strategii π = (d1, . . . )

pak vπλ =
∑∞

t=1 λ
t−1P t−1

π pdt . Z v ≧ Lv získáme v ≧ rdi + λPdiv pro libovolné

di ∈ π, rozepí²eme tedy:

v ≧ rd1 + λPd1v ≧ rd1 + λPd1rd2 + λ2Pd1Pd2v ≧ . . . (54)

Toto platí pro libovolný po£et kroku n, ode£teme nyní vπλ na obou stranách

nerovnice:

v − vπλ ≧ λnP n
π v −

∞∑
t=n

λtP t
πpdt+1 . (55)

Zvolme ϵ > 0 libovolné. Pak z ∥λnP n
π v∥ ≦ λn∥v∥ a 0 ≦ λ < 1 existuje

dostate£n¥ velké n ∈ N, ºe platí:

−(ϵ/2)e ≦ λnP n
π v ≦ (ϵ/2)e. (56)

Druhý £len pak m·ºeme odhadnout, sta£í zespodu, pomocí p°edpokladu o

omezenosti odm¥n a toho ºe sou£et prvk· na libovolném °ádku P je rovna 1

−λnMe

1− λ
≧

∞∑
t=n

λtP t
πpdt+1 . (57)

Tato nerovnice taky platí aº od ur£itého, obecn¥ jiného, n. Vezmeme tedy

takový index pro který platí oba na²e odhady pak:

v ≧ vπλ − ϵ. (58)

Pokud aplikujeme limitu ϵ → 0 a poté suprémum p°es π ∈ ΠMD, dostaneme

poºadovanou vlastnost.

Pro d·kaz druhé vlastnosti zvolíme op¥t libovolné ϵ > 0, z p°edpokladu
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plyne existence d ∈ DMD spl¬ující: v ≦ rd + λPdv + ϵe. To upravíme na

v ≦ (I −λPd)
−1(rd+ ϵe) = vd

∞

λ +(I −λPd)
−1ϵe pomocí v¥ty 4. Op¥t pomocí

limity ϵ → 0 a aplikací suprema p°es strategie dostaneme druhou vlastnost.

T°etí vlastnost je pak kombinace prvních dvou.

■

První dv¥ vlastnosti nejsou p°íli² zajímavé, spí² slouºí k d·kazu t°etí.

Práv¥ z té t°etí vidíme, ºe námi hledané °e²ení, pokud tedy existuje, je pev-

ným bodem na²eho operátoru.

Znovu jsme tedy narazili na pojem pevný bod, s ním souvisí následující

známá v¥ta v¥ta:

V¥ta 7 (Banachova v¥ta o pevném bod¥). Nech´ U je Banach·v prostor a

operátor T : U → U je kontrakce, tedy ∃λ ∈ [0, 1)∀u, v ∈ V : ∥Tv − Tu∥ ≦

λ∥v − u∥. Pak:

� Existuje práv¥ jedno v∗ ∈ U spl¬ující Tv∗ = v∗ a

� Pro libovolné v0 z U , konverguje posloupnost {vn}+∞
n=0 de�novaná pro

kaºdé p°irozené n, jako vn = Tvn−1 = T nv0 k v∗

D·kaz. Za£neme d·kazem konvergence posloupnosti z druhého bodu v¥ty.

Nech´ m ≧ 1:

∥vn+m − vn∥ ≦
m−1∑
k=0

∥vn+k+1 − vn+k∥ ≦
m−1∑
k=0

∥T n+kv1 − T n+kv0∥

≦
m−1∑
k=0

λn+k∥v1 − v0∥ =
λn(1− λm)

(1− λ)
∥v1 − v0∥

První nerovnost je p°i£tení nuly a trojúhelníkové nerovnosti, pak pouºijeme

de�niceí prvk· posloupnosti a toho ºe T je kontrakce. {vn}+∞
n=0 je tedy cau-

chyovská a tedy v Banachov¥ prostoru i konvergentní, ozna£me limitu v∗ a
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dokaºme ºe se jedná o v∗ ze zn¥ní v¥ty.

0 ≦ ∥Tv∗ − v∗∥ ≦ ∥Tv∗ − vn∥+ ∥vn − v∗∥ = ∥Tv∗ − Tvn−1∥+ ∥vn − v∗∥

≦ λ∥v∗ − vn−1∥+ ∥vn − v∗∥

Protoºe {vn}+∞
n=0 konverguje k v∗ m·ºeme vhodnou volbou n, zmen²it pravou

stranu pod libovoln¥ malou hodnotu a limitn¥ získáme 0 = ∥Tv∗ − v∗∥.

Jednozna£nost je pak vid¥t tém¥° okamºit¥ z d·kazu sporem, necht u, v ∈ V

jsou dva r·zné pevné body V :

∥v − u∥ = ∥Tv − Tu∥ ≦ λ∥v − u∥

Coº je spor, protoºe λ je ost°e men²í neº 1 . ■

Tato v¥ta nám dává velice silný nástroj, pokud by tedy operátor L byl

kontrakce. Podívejme se, ºe tomu tak skute£n¥ je:

V¥ta 8. Nech´ λ ∈ [0, 1), pak L je kontrakce na V .

D·kaz. M¥jme u, v ∈ V , s ∈ S libovolné pevné. Za£n¥me nap°íklad s moº-

ností Lv ≧ Lu a zvolme a∗s ∈ arg supa∈As
{r(s, a) + λ

∑
j∈S p(j|s, a)v(j)}.

M¥jme na pam¥ti, ºe pracujeme v supremovské norm¥. Pak

0 ≦ Lv(s)− Lu(s) ≦ r(s, a∗s) + λ
∑
j∈S

p(j|s, a∗s)v(j)− r(s, a∗s)− λ
∑
j∈S

p(j|s, a∗s)u(j)

=λ
∑
j∈S

p(j|s, a∗s)(v(j)− u(j)) ≦ λ
∑
j∈S

p(j|s, a∗s)∥v − u∥ = λ∥v − u∥.

Pro p°edpoklad Lu(s) ≧ Lv(s) bychom dostali po stejném postupu Lu−

Lv ≦ λ∥v−u∥. Dohromady pak |Lv(s)−Lu(s)| ≦ λ∥v−u∥. Aplikací suprema

p°es s na rovnici dostaneme ∥Lv−Lu∥ ≦ λ∥v−u∥ coº jsme cht¥li dokázat ■
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Nyní jiº nám nic nebrání dokázat tvrzení, které bylo na²ím cílem:

V¥ta 9. Nech´ platí p°edpoklady ze za£átku kapitoly, konkrétn¥ stacionarita

odm¥n a pravd¥podobností p°echod·, omezenost odm¥n, diskontování pomocí

λ ∈ [0, 1) a S je nejvý²e spo£etná mnoºina. Pak existuje práv¥ jedno v∗ ∈ V

spl¬ující Lv∗ = v∗. Navíc v∗ = v∗λ.

D·kaz. D·kaz je nyní jiº jednoduchý, existence a jednozna£nost plyne z v¥ty

7. A rovnost v∗ = v∗λ z v¥ty 6. ■

Optimální o£ekávaná odm¥na tedy existuje a je dána jednozna£n¥. Stra-

tegii která jí nabývá pak m·ºeme identi�kovat pom¥rn¥ jednodu²e s pomocí

následující v¥ty:

V¥ta 10. Strategie π∗ ∈ ΠMD je optimální práv¥ tehdy, kdyº je vπ
∗

λ °e²ení

Bellmanových rovnic.

D·kaz. Pokud by byla π∗ optimální, pak ihned dostáváme vπ
∗

λ = v∗λ. Opa£nou

implikaci dostaneme z v¥ty 9 a toho, ºe vπ
∗

λ jakoºto °e²ení Belmanových rovnic

je pevným bodem L. ■

Stojí za to poznamenat, ºe tato v¥ta nám poskytuje moºnost, jak hledat

optimální strategii. Teoreticky m·ºeme generovat strategie a poté je testo-

vat pomocí této v¥ty. O neprakti£nosti tohoto °e²ení snad nemusím nikoho

p°esv¥d£ovat. Navíc tato strategie jiº jednozna£n¥ dána není.

Tyto výsledky jiº jsou pom¥rn¥ silné, my bychom ov²em po°ád cht¥li víc.

Zajímalo by nás, jestli náhodou mezi v²emi optimálními strategiemi neexis-

tuje alespo¬ jedna stacionární. Pro na²e zkoumání se nejd°íve seznámíme s

následujícím pojmem:
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De�nice 6. Pro dané v ∈ V nazveme rozhodovací pravidlo d∗ ∈ DMD vylep-

²ujícím v, nebo zachovávajícím v, pokud:

d∗ ∈ arg max
d∈DMD

{rd + λPdv},

nebo ekvivalentn¥ po sloºkách:

r(s, d∗(s)) +
∑
j∈S

λp(j|s, d∗(s))v(j) = max
a∈As

{r(s, a) +
∑
j∈S

λp(j|s, a)v(j)}

No a nyní jiº k dvojici v¥t, které nám dovolí zam¥°it se práv¥ na stacio-

nární strategie:

V¥ta 11. Nech´ S je diskrétní mnoºina a supremum L je nabýváno pro kaºdé

v ∈ V . Pak:

� Existuje zachovávající rozhodovací pravidlo d∗ ∈ DMD,

� pro zachovávající rozhodovací pravidlo d∗ je deterministická stacionární

strategie (d∗)∞ optimální a

� v∗λ = supd∈DMD vd
∞

λ .

D·kaz. První bod plyne z toho, ºe suprema se nabývají, m·ºeme místo nich

psát maxima, coº odpovídá de�nici zachovávajícího rozhodovacího pravidla.

Pro druhý bod si musíme vzpomenout na to, ºe z v¥ty6 existuje práv¥

jedno °e²ení Lv = v a to v∗λ.

v∗λ = Lv∗λ = rd∗ + λPd∗v
∗
λ = Lv∗λ = Lv∗λ

tedy

v∗λ = (I − λPd∗)rd∗

34



ze v¥ty 4 pak víme, ºe se musí jednat práv¥ o v
(d∗)∞

λ .

No a t°etí bod platí, protoºe se toto supremum nabývá práv¥ v d∗. ■

V¥ta 12. Pokud existuje zachovávající rozhodovací pravidlo, nebo optimální

strategie, pak existuje optimální strategie která je stacionární.

D·kaz. Pokud existuje zachovávající rozhodovací pravidlo, tak se sta£í odká-

zat na druhý bod p°edchozí v¥ty 11.

Zajímav¥j²í £ást tvrzení pak m·ºeme dokázat tak, ºe zvolíme libovolnou

optimální strategii π ∈ ΠMD, pak existuje d′ ∈ DMD takové, ºe platí:

vπλ = rd′ + λPd′v
π
λ ≦ sup

d∈DMD

{rd + λPdv
π
λ} = Lvπλ = vπλ , (59)

tedy d′ je zachovávající a dostaneme se rovnou na první p°ípad. ■
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2. Algoritmy °e²ení MDP

Nyní se jiº kone£n¥ dostáváme k samotným zp·sob·m °e²ení na²eho pro-

blému. Konkrétn¥ si ukáºeme t°i nejb¥ºn¥j²í algoritmy. V textu si uvedeme

pseudokódy t¥chto algoritm·, jejich plnou implementaci v jazyce Python na-

jde £tená° v p°íloze.

Zajímat nás bude i rychlost konvergence, proto si o ní n¥co p°ipomeneme:

De�nice 7. Nech´ posloupnost {xn} konverguje v norm¥ k bodu x. Existuje-

li p ≧ 1 a konstanta C nezávislá na n, pro n¥º platí:

lim
n→+∞

∥xk+1 − x∥
∥xk − x∥p

= C, (60)

°ekneme, ºe °ád konvergence {xn} je roven p.

Speciáln¥ pak:

� pro p = 1 a C ∈ (0, 1) hovo°íme o lineární konvergenci

� pro p = 1 a C = 0, nebo 1 < p < 2 a C > 0, pak o superlineární

konvergenci

� a nakonec pro p = 2 hovo°íme o kvadratické konvergenci

2.1. Policy iteration

První algoritmus je zaloºen na hledání stacionárního rozd¥lení, poté co

jej najdeme pro dané rozhodovací pravidlo, napo£ítáme jeho funkci odm¥n.

Na£eº hledáme, jestli existuje jiné rozhodovací pravidlo, které by vedlo k

vylep²ní.

Za£n¥me s konvergen£ní v¥tou:

V¥ta 13. Nech´ S a A jsou kone£né mnoºiny, pak
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Algoritmus 1 Policy iteration
Zvol libovolné d0 ∈ D
n = 0
while true do
Spo£ti vn pomocí: (I − λPdn)v

n = rd
Zvol dn+1 ∈ argmaxd∈D{rd + λPdv

n}, pokud je to moºné dn = dn+1

if dn+1 = dn then
return dn

else
n = n+ 1

end if
end while

� Posloupnost {vn} generovaná pomocí algoritmu Policy iteration kon-

verguje v norm¥ k optimu a to monotonn¥.

� Algoritmus najde v kone£ném po£tu krok· optimální strategii.

existuje-li navíc K, 0 < K < +∞, spl¬ující pro kaºdé n ∈ N:

∥Pvn − Pdv∗
λ
∥ ≦ K∥vn − v∗λ∥

kde P jsou matice pravd¥podobností p°echodu pro dané rozhodovací pravidla,

pak platí:

∥vn+1
λ − v∗λ∥

∥vnλ − v∗λ∥2
≦

Kλ

1− λ
(61)

Konvergence algoritmu je tedy kvadratická.

Pokud by platilo limn→+∞ ∥Pvn − Pdv∗
λ
∥ = 0, pak algoritmus konverguje

dokonce superlineárn¥.

Nejv¥t²í problém tohoto algoritmu spo£ívá v °e²ení (I − λPdn)v
n = rd.

I p°es to ºe se jedná o soustavu lineárních rovnic, tato soustava m·ºe být

velká a tudíº její °e²ení náro£né. Zjednodu²en¥ °e£eno algoritmus pot°ebuje
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pom¥rn¥ málo krok·, kaºdý krok je ov²em náro£ný. Tento problém pak °e²í

poslední algoritmus v této kapitole 2.3, díky jehoº existenci se Policy iteration

tém¥° nepouºívá.

Pokud by £tená°e zajímal d·kaz v¥ty 14 nebo více k tomuto algoritmu,

m·ºe nahlédnout do [2, Chapter 6.4.].

2.2. Value iteration

V tomto algoritmu se na problém podívám z hlediska operátoru L, de�-

novaný zde 46. Hlavní my²lenka algoritmu spo£ívá v tom, ºe v kaºdém kroku

aplikujeme tento operátor, dokud nedosáhneme pevného bodu.

Algoritmus 2 Value iteration
Zvol libovolné v0 ∈ V a ϵ > 0
n = 0
while true do
for all s ∈ S do
vn+1(s) = maxa∈AS

{r(s, a) +
∑

j∈S λp(j|s, a)v(j)}
end for
if ∥vn+1 − vn∥ < ϵ(1−λ)

2λ
then

for all s ∈ S do
dϵ(s) ∈ argmaxa∈AS

{r(s, a) +
∑

j∈S λp(j|s, a)vn+1(j)}
end for
return dϵ

else
n = n+ 1

end if
end while

Podívejme se na konvergen£ní v¥tu:

V¥ta 14. Nech´ ϵ > 0, zvolme libovolnou funkci odm¥n v0

� Posloupnost {vn} generovaná pomocí algoritmu Value iteration konver-

guje v norm¥ k optimu.
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� Algoritmus najde v kone£ném po£tu krok· ϵ−optimální strategii.

�

∥vn+1
λ −v∗λ∥
∥vnλ−v∗λ∥

≦ λ. Konvergence algoritmu je tedy lineární.

Konvergen£ní vlastnosti se dají zlep²it pomocí r·zných implementací. Ve-

lice p°irozená, alespo¬ mn¥ to tak p°ijde, je Gaus-Seidelova verze algoritmu.

Hlavní my²lenkou této implementace je aktualizace funkce odm¥n sloºku po

sloºce, a pokud je to moºné pouºíváme hodnoty, které jiº byly aktualizovány

v této iteraci.

Pokud by £tená°e zajímal d·kaz v¥ty 14 nebo více k tomuto algoritmu,

m·ºe nahlédnout do [2, Chapter 6.3.].

2.3. Modi�ed policy iteration

P°edchozí algoritmy m¥li kaºdý své výhody a nevýhody, co kdybychom se

tedy pokusili zkombinovat oba tyto p°ístupy? Zlep²ení spo£ívá v nahrazení

na²í soustavy lineárních rovnic a jejího °e²ení, (I − λPdn)v
n = rd, aplikací

na²eho operátoru L, viz 46.

Takto získáme n¥jakou vylep²enou strategii, kterou pak pouºijeme jako

startovní v následujícím kroku.

M·ºeme nahlédnout, ºe pokud poloºímemn = 0, získáme Policy iteration,

naopak pokud povolím mn jít do nekone£na, dostaneme Value iteration.

Nyní ke konvergen£ní v¥t¥:

V¥ta 15. Nech´ ϵ > 0, zvolme libovolnou funkci odm¥n v0, pak pro libovolnou

posloupnost {mn} platí:

� Posloupnost {vn} generovaná pomocí algoritmu Modi�ed policy ite-

ration konverguje v norm¥ k optimu a to monotonn¥.

� Algoritmus najde v kone£ném po£tu krok· ϵ−optimální strategii.
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Algoritmus 3 Modi�ed policy iteration
Zvol libovolné v0 ∈ V , ϵ > 0 a (neklesající) posloupnost kladných £ísel
{mn}+∞

n=0

n = 0
while true do
Zvol dn+1 ∈ argmaxd∈D{rd + λPdv

n}, dn = dn+1, je-li to moºné dn =
dn+1.
u0
n = maxd∈D{rd + λPdv

n}
if ∥u0

n − vn∥ < ϵ(1−λ)
2λ

then
return dϵ = dn+1

else
for k in range (0,mn) do
uk+1
n = rdn+1 + λPdn+1u

k
n

end for
vn+1 = umn

n

n = n+ 1
end if

end while

�

∥vn+1
λ −v∗λ∥
∥vnλ−v∗λ∥

≦ λmn+1 + ϵ

Konvergence algoritmu je tedy lineární.

Modi�ed policy iteration tedy konverguje rychleji neº p·vodní Policy ite-

ration, p·vodní konverguje kvadraticky zatímco tento lineárn¥, coº z p·vod-

ního algoritmu ud¥lalo pouhý p°íklad pro skripta, který se nepouºívá v praxi.

Logická otázka je pak jak volit mn? Tento problém není je²t¥ zcela vy°e-

²en. Zajímavým výsledkem zkoumání tohoto problému je ov²em to, ºe pokud

dovolíme mn r·st v závisloti na n nade v²echny meze, bude algoritmus teo-

reticky konvergovat superlineárn¥.

Pokud by £tená°e zajímal d·kaz v¥ty 14 nebo více k tomuto algoritmu,

m·ºe nahlédnout do [2, Chapter 6.5.].
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3. Praktická £ást

Kone£n¥ se dostáváme k samotné praktické £ásti této práce. V té se po-

díváme jednak na problém v energetice, na n¥jº by se daly pouºít práv¥

markovské rozhodovací procesy. Podíváme se i na jednotlivé algoritmy °e²ení

a srovnáme jejich vlastnosti na reálných datech.

3.1. Popis situace

Celý ná² problém se to£í okolo takzvaného principu �Vylij, Nalij� . Kon-

krétn¥ji jde o to, abychom v p°enosové soustav¥ udrºovali stabilní nap¥tí.

Aby tomu tak bylo je t°eba, aby objem elekt°iny dodané do sít¥ (�Nalij�),

byl stejný jako objem odebrané (�Vylij�).

Tuto rovnováhu na území �eské republiky hlídá spole£nost pod názvem

�eská elektroenergetická p°enosová soustava, zkrácen¥ �EPS. Aby ji zajistila,

pouºívá systém pokut a odm¥n, jak jiº to tak bývá, pokuty jsou v¥t²í neº

odm¥ny. Spole£nosti musí dop°edu udat kolik energie do sít¥ dodají a kolik

jí ze sít¥ odeberou. Toto je pak pro n¥ n¥jaká ta nulová hladina, kterou kdyº

p°esn¥ naplní tak se nemusí o nic víc starat.

Ne vºdy je toto ov²em moºné. Je t¥ºké s naprostou jistotou dop°edu od-

hadnout kolik energie odebere rodiný d·m v danou hodinu, nebo jestli bude

svítit slunce a slune£ní elektrárna vyrobý p°esn¥ dané mnoºství elekt°iny. V

praxi se tedy tém¥° nikdy nestane, ºe by stav sít¥ byl p°esn¥ takový, jak se

slíbilo.

Ov²em samotný fakt, ºe nedojde k napln¥ní tohoto slibu nevede auto-

maticky k pokut¥. Naopak m·ºe dokonce vést i k odm¥n¥. Nap°íklad pokud

dodá elektrárna více energie do sít¥ b¥hem hodiny, v níº elekt°ina v síti chybí,

dostane odm¥nu. Pokud si nazveme rozdíl mezi dodaným a slíbeným mnoº-
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Výchylka sít¥ \Moje výchylka Dodám víc Dodám mí¬
P°ebytek POKUTA odm¥na
Nedostatek odm¥na POKUTA

Tabulka 1: Schema pokut �EPS

stvím energie spole£ností jako odchylka �rmy, tedy odchylka �rmy = dodaný

objem energie − slíbený objem energie, a totéº ud¥láme pro celou p°enosovou

soustavu, odchylka soustavy = celkový objem dodané energie − o£ekávaný

stav. M·ºeme jednodu²e °íct, ºe pokud má odchylka �rmy a odchylka sít¥

stejné znaménko, pak bude �rma platit pokutu, protoºe její akce vedou k

nerovnováze v síti. Pokud mají tyto odchylky opa£né znaménko, dostane

naopak odm¥nu, protoºe její akce podporují stabilitu sít¥. Tento systém je

moºné nahlédnout v tabluce 3.1. Tyto odchylky byly v dob¥ zaznamenávání

pouºívaných dat m¥°eny co hodinu, ov²em tyto intervaly se mají zkracovat.

Byla vyslovena teorie, ºe odchylky sít¥ spl¬ují Markovovu vlastnost, tato

domn¥nka je v této práci povaºována za pravdivou.

Pokud bychom tedy byli schopni p°edpovídat výchylky sít¥ v následující

hodin¥ a m¥li k tomu baterii, dokazali bychom generovat peníze jen tím, ºe

bychom p°ispívali ke stabilit¥ sít¥ a to je p°esn¥ to, o co se nyní pokusíme.

3.2. �e²ení

Nejd°íve si n¥co °ekneme k moºným akcím. Budou konkrétn¥ dv¥ akce

Nabít a akce Vybít. Na první pohled by n¥kdo mohl hledat akci Ned¥lej nic.

Ta je ov²em nyní schovaná uvnit° jiº uvedených akcí, p°edpokládáme totiº,

ºe baterii bu¤ celou vybijeme nebo nabijeme. Nabíjení nabité baterie tedy

m·ºeme p°ekládat jako �Ned¥lej nic� .

Zpracovávat budeme data za p·l roku, konkrétn¥ od 1.7.2022 do 31.12.2022.

M¥°ení jsou provád¥na co hodinu, dohromady máme tedy celkov¥ 4416 po-
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Obrázek 1: Schéma stavové struktury

zorování.

Pro tuto práci budeme p°edpokládat, ºe se dny mezi sebou p°íli² neli²í

a vytvo°íme °et¥zec pro libovolný celý den. Stavy budou dány pomocí tro-

jice charakteristik, konkrétn¥ po£áte£ní hodiny (do 0 do 23), stavu baterie

(nabito x vybito) a znaménka výchylky v této hodin¥ (+ nebo -). Ozna£íme

hodinaStavbaterievchylka , nap°íklad 12Nabito
− zna£í, ºe ve dvanáct hodin byla bate-

rie nabitá a mezi dvanáctou a jednou byl v síti nedostatek energie. Máme

tedy £ty°i stavy na kaºdou hodinu, dohromady 96 stav·. Stavy jsou se°azeny

následovn¥: 0Nabito
+ , 0Nabito

− , 0V ybito
+ , 0V ybito

− , 1Nabito
+ , . . . . Tato zavedení nám vy-

tvo°í ur£itou strukturu na mnoºin¥ stav·, ne nepodobnou schematu neuro-

nové sít¥. Jednotlivé vrstvy budou tvo°it stavy v p°íslu²né daným hodinám,

a stavy v po sob¥ jdoucích hodinách jsou vzájemn¥ propojené, a pak se musí

také propojit vrstvy p°íslu²né 23. a 0. hodin¥. Schema p°echod· mezi dv¥mi

vrstvami je moºné si prohlédnout na obrázku: 1, kde zelené ²ipky zna£í p°e-

chod mezi stavy za který dostaneme odm¥nu, za £ervené pokutu a ty ostatní

by odpovídaly tomu, ºe jsme nic neud¥lali.

Nyní se podívejme na matice p°echodu jako takové. M·ºeme p°echázet

vºdy jen ze stav· v hodin¥ h do hodiny h+ 1, respektive z 23 do 0. V¥t²ina

pravd¥podobností p°echod· tedy bude nutn¥ rovna nule a nenulové hodnoty
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Obrázek 2: Schema matice pravd¥podobností p°echodu

Obrázek 3: Tvar matice Ph,h+1 pro akci nabít (vlevo), respektive vy-
bít(vpravo)

budou pouze v ur£itých blocích, viz schema 2, kde matice Ph,h+1 ∈ R4x4

obsahují pravd¥podobnosti p°echodu mezi stavy v hodin¥ h a h+ 1.

Dal²í nuly v matici p°echodu vzniknou v závislosti na volb¥ akce, nabíje-

ním nabité baterie ji není moºné vybít. I matice Ph,h+1 tedy budou mít pro

kaºdou akci speci�cký tvar. Pro akci nabít budou nenulové první dva sloupce,

pro akci vybít pak bude nenulový t°etí a £tvrtý, op¥t zde pro rychlej²í po-

chopení obrázek 3.

V de�nici nám zbývá uº jen matice odm¥n pro ob¥ akce. I kdyº teoreticky

pot°ebujeme dv¥, a implementace po£ítá se dv¥ma, my si vysta£íme jen s

jednou. To díky tomu, ºe p°echody mezi stavy, za které bychom pro jednu

akci dostali odm¥nu, nebo pokutu, mají pro druhou akci pravd¥podobnost

p°echodu nula. Celková matice odm¥n bude mít stejnou strukturu jako matice
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Obrázek 4: Schéma matice odm¥n R

pravd¥podobností p°echod·, viz obrázek 2, jen místo matic Ph,h+1 do tohoto

schémátka dosadíme matici odm¥n R. Tvar matice R jsme jiº tro²ku nakousli,

kdyº jsme °e²ili schéma na obrázku 1. Schematicky si ji m·ºeme prohlédnout

na obrázku 4.

3.2.1. Poznámky k implementaci

Z poznatk· v minulé kapitole m·ºeme pro ná² problém dojít k je²t¥ n¥-

kolika záv¥r·m, které by nám mohli pomoct najít lep²í zp·sob °e²ení na²eho

problému.

První pozorování je, ºe matice v na²em problému jsou sice velké, co se

tý£e rozm¥r·, ov²em pom¥rn¥ °ídké. Bylo by tedy vhodné podívat se, jestli

pouºití °ídkých matic nebude ºádoucí.

I kdyby jejich pouºití nevedlo ke zrychlení algoritmu, mohli bychom po-

mocí takovéto implementace umoºnit vyuºití t¥chto algoritm· i v období,
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kdy se budou výchylky m¥°it kaºdých 5 minut, to by bylo 12 ∗ 24 ∗ 4 = 1152

stav·, pokud bychom nic jiného nezm¥nili. Mohli bychom narazit na limitace

hardwaru.

Co to v·bec jsou °ídké matice? Velice jednodu²e se dá °íct, ºe matice je

°ídká, pokud vet²ina jejích prvk· je rovna 0. A na co jsou dobré? V softwaru

je typicky moºné takovéto matice ukládat speci�ckým zp·sobem. Zazname-

nány nejsou celé matice, ale pouze nenulové hodnoty a jejich sou°adnice.

Kaºdý nenulový prvek mij libovolné matice M se dá vyjád°it jako uspo-

°ádaná trojice (i, j,mij). Tyto trojice se pak uspo°ádají podle daného klí£e,

typicky po °ádcích (tzv CSR formát). Ukaºme si na p°íkladu jak matici uloºit

ve formátu CSR:

P°íklad 3. Podívejme se na matici P0,1 z na²eho problému pro akci Nabít:

P0,1 =


0.65 0.35 0 0

0.27 0.73 0 0

0.65 0.35 0 0

0.27 0.73 0 0


tuto matici m·ºeme jako °ídkou napsat jako:

Data = (0.65, 0.35, 0.27, 0.73, 0.65, 0.35, 0.27, 0.73)

Sloupec = (0, 1, 0, 1, 0, 1, 0, 1)

�ádek = (0, 2, 4, 6)

Kde pole Data obsahuje zaznamenané hodnoty a jeho délka odpovídá

po£tu nenulových prvk·. Pole Sloupec má stejnou délku a obsahuje index
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sloupce. Nakonec pole �ádek má vºdy délku rovnou po£tu °ádk· a obsahuje

index prvního prvku v poli Data obsahující prvek z daného °ádku.

⋆

�eho dosáhneme pouºitím tohoto formátu? M¥jme libovolnou maticiM ∈

Rn×n a v ní k nenulových prvk·. �ekn¥me ºe na uloºení jednoho £ísla po-

uºijeme 8 bajt·, to odpovídá pythonovskému �oatu. Na uloºení této matice

ve standardním formátu pouºijeme 8 ∗ n2 bajt·. Pro uloºení stejné matice

jako °ídké jen jako uspo°ádané trojice pot°ebujeme celkem 8 ∗ 3 ∗ k bajt·.

Pro formát CSR pak pot°ebujeme dokonce jen 8 ∗ (2 ∗ k + n). Lehce nahléd-

neme, ºe pokud platí n2 > 2 ∗ k+n, dojde k úspo°e pam¥ti uloºíme-li matici

ve formátu CSR. Pro ná² p°íklad 3 je lep²í tradi£ní implementace, protoºe

16 < 20, ale pokud bychom se podívali na celou matici p°echodu dostaneme

962 = 9216 > 2 ∗ 2 ∗ 96+96 = 480. Takováto implementace by tedy m¥la být

výhodná. Více o °ídkých maticích najdete nap°íklad v [3].

Druhé pozorování je, ºe speci�cká struktura stav· nám nabízí je²t¥ jednu

moºnost jak nemuset pouºívat tak obrovské matice. Podíváme-li se na al-

gortimus Value iteration, z kapitoly 2.2, zjistíme, ºe abychom aktualizovali

hodnoty funkce odm¥na p°íslu²né stav·m v hodin¥ h + 1, matici pravd¥-

podobností p°echod· z hodiny h do hodiny h + 1, odm¥ny p°íslu²ící t¥mto

p°echod·m a hodnoty funkce odm¥n p°íslu²né stav·m hodiny h.

V na²em p°íklad¥ to znamená, ºe nebudeme aktivn¥ pouºívat matice 96×

96 ale 4× 4. Navíc velikost t¥chto matic nebude závislé na frekvenci m¥°ení

výchylek. Samoz°ejm¥ je otázkou, jestli takováto implementace bude lep²í

neº tradi£ní algoritmy s °ídkými maticemi.
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3.2.2. �e²ení problému

Podívejme se nyní, jak se nám povede vy°e²it ná² problém s baterkou.

Na to jsme nejd°íve museli získat z dat pravd¥podobnosti p°echodu. Ty jsou

získané z celého datasetu, nebyly tedy pouºity testovací a trénovací skupiny.

D·vodem bylo, ºe p°echody mezi stavy s kladnou a zápornou výchylkou

jsou v datasetu zastoupeny pom¥rn¥ °ídce, £asto jsou v hodnotách jednotek.

Omezení se na testovací a trénovací data £asto vedlo k naprosté ignoraci

t¥chto p°echod·. I takto n¥které p°echody nikdy nenastaly nap°íklad pokud

byla výchylka mezi 1:00 a 2:00 kladná, tak tomu tak bylo i v následující

hodin¥, ani jednou za p·l roku se nestalo jinak.

Velikost odm¥n a pokut jsem na²káloval jako 1:5. Navíc p°edpokládáme,

ºe na²e baterie není dost velká na to, aby zcela obrátila výchylku. Diskontní

faktor λ jsem poloºil roven 0.9. V inicia£ní strategii platí, ºe pro sudé stavy

a nulu jsem zvolil akci nabít pro liché pak vybít.

Pro takovouto situaci, jsem byli schopni nalézt strategii, která vede ke

kladné o£ekávané odm¥n¥. A která je stejná pro v²echny algoritmy, tedy op-

timální strategie získaná pomocí Policy iteration je stejná jako ϵ− optimální

strategie získané ostatnímy algoritmy.

Vzhledem k tomu ºe tato stategie σ, která nám v pr·m¥ru p°inese tém¥°

0.75*velikost odm¥ny, je odpov¥dí na na²i p·vodní otázku, napi²me si ji.

Pom·ºeme si zna£ením N = nabít, V = vybít a I = �nic ned¥lej� :

σ = (I, V, I, I, I, I, I, I, I, V,N, I, I, V,N, I, I, V,N, I, I, V,N, I,

I, I,N, I, I, V, I, I, I, V, I, I, I, V, I, I, I, I, I, I, I, V, I, I, I, I, N, I, I,

V, I, V, I, V, I, I, I, V,N, I, I, V,N, I, I, V, I, I, I, V, I, I, I, I,N, I, I,

V, I, I, I, V, I, I, I, I, N, I, I, I, N, I, I, I, I, I).

Je²t¥ poznámka k interpretaci: pokud ve stavu s v hodin¥ h p°íslu²í akce

a, znamená to, ºe pokud se ocitneme v tomto stavu s tak b¥hem p°í²tí hodiny
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C� (ms) C� s �M (ms) P� (ms) P� s �M (ms)
Policy iteration 2.7982 14.1817 22.0156 112.8906
Value iteration 3.4431 180.5281 4.7031 179.9844

MPI 4.8172 624.376 37.2812 1908.4063
Value iteration blocks 1.5431 - 1.53125 -

Tabulka 2: Porovnání rychlosti jednotlivých algoritm·

se máme °ídit akcí a. Odpovídá to situaci kdy se podíváme co se stalo minulou

hodinu, tam uvidíme doporu£enou akci a tou se budeme °ídit v této.

3.2.3. Porovnání algoritm·

Nyní se je²t¥ podíváme na jednotlivé algoritmy a porovnáme, jak rychle

jsou schopny nalézt ºádané °e²ení. Respektive se podíváme na jejich imple-

mentace v Pythonu. K tomu pouºijeme dvojici statistik. Konkrétn¥ se podí-

váme na celkový £as (dále C�) pot°ebný k nalezení °e²ení a procesorový £as

(dále P�).

Kaºdý algoritmus byl spu²t¥n tisíckrát a pak byla vzána pr·m¥rná doba

exekuce, abychom zabránili problém·m s vlivem náhodn¥ pu²t¥ných pro-

gram·. Je t°eba si být v¥dom, ºe tyto informace jsou zna£n¥ závislé na kva-

litách hardwaru. �asy jsou pak uvedeny v tabulce 3.2.3.

Pokud se £tená° na první pohled vyd¥sil, stejn¥ jako autor, ºe £as na

procesoru je typicky del²í neº výpo£etní £as, m·ºe se op¥t uklidnit. Moderní

procesory jsou schopné provád¥t na více vláknech ve stejný okamºik, a tím

zrychlit výpo£et jako takový.

Zdá se, ºe co se tý£e rychlosti algoritmu, je implementace pomocí blok·

výhodná. Zdá se také, ºe Value iteration na procesoru tráví pom¥rn¥ málo

£asu, coº odpovídá tomu, ºe operace pot°ebné pro tento algoritmus jsou na

úrovni násobení vektor·. Zajímavý je i fakt, ºe MPI je ze v²ech algoritm·

nejpomalej²í. Pravd¥podobn¥ jsme splnili p°edpoklady superlineární konver-
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gence pro PI.

Samoz°ejm¥ dal²í zajímavost je, jak dlouho jsou zpracovávány algoritmy

s °ídkými maticemi. P°iznám, ºe tyto algoritmy je moºné zrychlit. Problém

spo£ívá v omezeních které plynou ze zp·sobu uloºení matic, konkrétn¥ ve

formát CSR, transponovat takovouto matici je pom¥rn¥ náro£né. Je moºné

zvolit jiné zp·soby uloºení, problém s nimi je, ºe se mi nepoda°ilo najít

verzi, která by zárove¬ zrychlila algoritmus a zárove¬ nezvý²ila pam¥´ovou

náro£nost.

Zopakujeme také poznatky o pam¥´ové náro£nosti, které jsme zapo£aly

v kapitole 3.2.1. Pro uloºení v²ech dat pro klasické algoritmy bez pouºití

°ídkých matic pot°ebujeme dv¥ matice odm¥n a dv¥ matice pravd¥podobností

p°echodu kaºdá o rozm¥rech 96× 96, dohromady 4 ∗ 962 = 36864 hodnot do

na²í pam¥ti. Pro blokovou implementaci pak pot°ebujeme místo kaºdé této

matice dvacet£ty°i matic o rozm¥ru 4× 4, dohromady 7680 hodnot tedy asi

p¥tinu. Pokud bychom ukládali matice 96×96 jako °ídké pot°ebovali bychom

dohromady 4 ∗ 480 = 1920 hodnot. Co se tý£e pam¥´ové náro£nosti m·ºeme

tedy s klidem °íct, ºe °ídké matice jsou s p°ehledem nejzajímav¥j²í.
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4. Záv¥r

Co se nám tedy v této práci povedlo? De�novali a motivovali jsme po-

jem markovských rozhodovacích proces· a dokázali si jejich nejd·leºit¥j²í

vlastnosti. Ukázali jsme si algroritmy ur£ené k °e²ení takovýchto problém· a

implementovali jsme je v jazyce python.

Tyto implementace jsme pouºili k °e²ení problému z reálného sv¥ta, kon-

krétn¥ v oblasti energetiky a ten se nám povedlo vy°e²it. Zam¥°ili jsme se

na zp·soby, které by mohli vést k zefektivn¥ní °e²ení tohoto problému coº

se nám povedlo speci�ckou implementací algoritmu Value iteration, která si

vedla lépe neº jsem o£ekával.

Rychlost algoritm· pro takovýto problém jsme pak empiricky porovnali

pomocí £asu pot°ebného pro výpo£et a procesorového £asu, výsledky je moºné

nahlédnout v tabulce 3.2.3. N¥které výsledky nejsou úpln¥ o£ekávané, p°e-

dev²ím pomalost algoritm· s °ídkými maticeli stejn¥ jako fakt, ºe Policy

iteration je rychlej²í neº její modi�kovaná verze.

Podívali jsme se i na problém vzniku velkých matic, které budou pot°eba

pro °e²ení podobných problém· v budoucnu, a krom¥ jiº zmín¥né speci�cké

implementace jsme se pokusili problém vy°e²it i pouºitím °ídkých matic, kon-

krétn¥ jsme zvolili formát CSR, které nám tento problém dá se °íci vy°e²ily.

P·vodní matice zabíraly v pam¥ti tém¥° dvacetkrát více místa neº ty °ídké.

Nastaly ov²em i n¥které problémy. První spo£ívá ve faktu, ºe i p°esto, ºe

jsem p·vodn¥ myslel, ºe mám dostatek dat, bych nyní up°ednostnil, kdybych

m¥l k dispozici je²t¥ jeden rok navíc, abych jej mohl pouºít jako testovací set.

Stejn¥ tak implementace °ídkých matic vedla ke zpomalení algoritm·, coº by

se ideáln¥ dít nem¥lo, £emuº napomáhá i má volba formátu CSR. Stejn¥ tak

m·ºe být na vin¥ má ipmlementace algoritm·.

Ná² model by ²lo vylep²it, nap°íklad bychom mohli povolit více akcí.
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Bylo by moºné povolit nabíjet a vybíjet baterii jen £áste£n¥. Zavedli bychom

k tomu akce �Nabij o x%� a �Vybij o x%� a navíc bychom se p°i této im-

plementaci neobe²li bez akce �Nic ned¥lej� . Stejn¥ tak by nám p°ibyly stavy.

Místo nabito a vybito bychom uvád¥li informaci o stavu baterie.

Jen pro p°edstavu se je²t¥ zamyslíme, jak velký by tento problém byl.

Povolíme-li zm¥nu stavu baterie o násobky deseti, tedy +0, ±10%, ±20%,

. . . , ±100%, dostaneme 21 akcí, tedy 21 matic p°echodu a stejný po£et matic

odm¥n. Navíc matice budou násobn¥ v¥t²í, kaºdá tato matice bude o rozm¥-

rech 528×528, to jest 22 stav· pro kaºdou hodinu. Pro blokovou implementaci

z kapitoly 3.2.1 bychom pot°ebovali matice 22×22. Matice p°echodu by byly

je²t¥ °id²í, protoºe nadále bychom mohli pomocí jedné akce p°ejít z jednoho

stavu do nejvý²e 2 jiných. Ze stavu 020%− se m·ºeme pomocí akce �Nabij o

20%� dostat jen do stav· 140%+ a 140%− .

Podobn¥ by bylo moºné zakomponovat i dal²í informace, které by mohli

mít vliv na chování sít¥. Dá se o£ekávat, ºe chování energetické sít¥ v zim¥

se bude li²it od jeho chování v lét¥, i kdyby jen vlivem solárních elektráren.

Stejn¥ tak se dá o£ekávat rozdíl mezi víkendy a pracovními dny. Tyto pro-

blémy by m¥li být °e²itelné pomocí stejných algoritm· jen bychom museli

�nafouknout� stavy o dal²í prom¥nné, která by je de�novala.

S tímto ov²em narazíme na n¥co, co povaºuji za omezení tohoto zp·sobu

°e²ení. A to konkrétn¥ náro£nost na mnoºství dat, která budou pot°eba.

Jen to, ºe budeme m¥°it výchylku sít¥ kaºdých p¥t minut nám vytvo°í 1152

stav· za kaºdý den. Navíc si dovolím vyslovit dom¥nku, ºe získat dostatek

relevantních dat nebude lehké, protoºe trh s energetikou poslední dobou pro-

chází zna£nými turbulencemi a´ uº zp·sobenými válkou, nebo opat°eními v

rámci Green dealu.
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Apendix

Zavedení markovských °et¥zc·

V této sekci si ukáºeme jak se dá také dosp¥t k de�nici markovských roz-

hodovacích proces·. Za£neme od nejjednodu²²ího konstruktu a to Markov·v

°et¥zec:

De�nice 8. �ekneme, ºe posloupnost diskrétních náhodných veli£in {Xn}n∈N⊬ ,

které nabývají hodnot z mnoºiny S ⊆ N0, tvo°í Markov·v °et¥zec, jestliºe

platí:

P (Xn+1 = j|Xn = in, Xn−1 = in−1, Xn−2 = in−2, . . . , X0 = i0) = P (Xn+1. = j|Xn = in)

(62)

pro kaºdé n ∈ N⊬ a i0, . . . , in, j ∈ S pro které:

P (Xn = in, Xn−1 = in−1, Xn−2 = in−2, . . . , X0 = i0) > 0. (63)

K Markovovským °et¥zc·m si uvedeme dv¥ d·leºité vlastnosti:

De�nice 9. Ozna£me pro libovolné i, j ∈ S a n ∈ N: p(n)ij pravd¥podobnost,

ºe se za n krok· dostaneme ze stavu i do stavu j. �ekneme, ºe °et¥zec je

nerozloºitelný, pokud pro kaºdou dvojici stav· i, j ∈ S existuje n ∈ N takové,

ºe p
(n)
ij > 0.

De�nice 10. Nech´ {Xn, n ∈ N} je homogenní Markov·v °et¥zec s mnoºinou

stav· S a maticí pravd¥podobností p°echodu P . Nech´ α = {αj, j ∈ S} je

rozd¥lení pravd¥podobností na mnoºin¥ S. Potom α nazveme stacionárním
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rozd¥lením daného rozd¥lení, platí-li:

α = αP (64)

Stacionární rozd¥lení α nám udává pravd¥podobnost, ºe po ustálení pro-

cesu se bude °et¥zec nacházet v daném stavu.

�asto by nás zajímalo, co chování °et¥zce p°inese nám. K tomuto slouºí

takzvané Markovovy °et¥zce s výnosy, kde nám p°ibudou, jak jiº název na-

povídá, odm¥ny.

M¥jme matici R = (rij), kde rij je odm¥na za p°echod ze stavu i do stavu

j. Tuto matici nazveme matice odm¥n. Markovovský °et¥zec spolu s jemu

p°íslu²nou maticí odm¥n nazveme práv¥ Markovov·v °et¥zec s výnosy.

Zatím jsme je analyzovali n¥jaký proces, nad kterým jsme nem¥li ºádnou

kontrolu. Co kdyº m·ºeme ovliv¬ovat chování procesu? To nám dovolí práv¥

markovské rozhodovací procesy, kterými jsme se zabývali a jejichº de�nicí

jsme za£ínali, konkrétn¥ de�nice 1.

Pokud by se £tená° cht¥l dozv¥d¥t o tomto tématu více, m·ºe nahlédnout

nap°íklad do [1].

54



P°ílohy

V p°íloze pojmenované Suransky_DP_Prilohy.zip je moºná najít kódy

slíbené v kapitole 2, stejn¥ jako data pouºitá v praktické £ásti 3.
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