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Anotace

Tato prdce se zameéruje na grafové databdze, které predstavuji pokrocily ndstroj
pro spravu a analyzu husté propojenych dat. Prezentuje vghody prace s grafovymi
daty a jejich aplikace v ruzngch oblastech. Tyto vyhody jsou demonstroviny po-
moci vybrangch implementaci grafovych databdzi. Pro experimentdlni porovndni
vykonnosti téchto implementaci jsou navrieny specifické dotazy.

Synopsis

This thesis focuses on graph databases, which represent an advanced tool for
managing and analyzing densely interconnected data. It presents the advantages
of working with graph data and their applications in various fields. These benefits
are demonstrated through selected implementations of graph databases. Specific
queries are designed for the experimental comparison of the performance of these
implementations.

Klicova slova: grafové databaze; modelovani grafovych dat; prichod grafem;
grafové algoritmy; experimentalni porovnani
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Uvod

Grafové databéze, stejné jako jiné databédze (napiiklad relaéni, dokumentové
a klic-hodnota) predstavuji systém pro uchovavani a zpracovavani dat. Jsou, jak
jiz. ndzev napovida, postaveny na jednom z oboru diskrétni matematiky zvaném
teorie grafti. Diky této strukture vykazuji skvélé vlastnosti pro aplikace, které
ve vétsi mire pracuji se vztahy mezi jednotlivymi entitami. V dnesnim svété je
mnoho problému, které vyzaduji praci s takovymi daty. Toho jsou dikazem data
z webové stranky [1], kterda ukazuji nejvyssi rist popularity grafovych databézi
v poslednim desetileti ve srovnani s ostatnimi databazovymi modely.

Tato prace ma dva cile. Prvnim je predstavit grafové databéaze, jejich silné
a slabé stranky, modelovani grafovych dat a praci s témito daty. Druhym ci-
lem je otestovat vybrané implementace grafovych databazi pomoci navrzenych
experimentu.

Prvni kapitola je ivodem do teorie grafii. Obsahuje zakladni pojmy a definice
pouzivané v textu.

Druha kapitola se vénuje grafovym databazim. Zahrnuje prehled riznych typt
grafovych databazi a jejich vyhod a nevyhod. Dale predstavuje riizné implemen-
tace grafovych databazi dostupnych na trhu a dotazovaci jazyky pouzivané s teé-
mito databazemi. Zvlastni pozornost je vénovana databazim Neo4j, ArangoDB
a OrientDB a dotazovacim jazykium Cypher, AQL a Gremlin.

Treti kapitola popisuje modelovani dat v grafovych databazich. Na konkrét-
nim prikladu ukazuje postup modelovani, ktery je rozdélen do Ctyr fazi, které
jsou podrobné vysvétleny. Je zde upozornéno na nejcastéjsi chyby, které mohou
pri modelovani nastat.

Ctvrta kapitola pojednava o cestovani v grafu. Zabyva se preddefinovanymi
cestami, které jsou znamy a specifikovany v ramci databazového schématu a hle-
danim cest mezi vrcholy. VSechny ¢asti jsou provazeny priklady.

V paté kapitole je nahlédnuto na nékteré algoritmy vyuzivané v grafovych
databazich. Jsou zde naptiklad prehledové predstaveny algoritmy pro hledani
cest v grafu, pro miru centrality a pro detekci komunit.

V Sesté kapitole je predstaven dataset vybrany pro testovani zvolenych im-
plementaci. Néasledné jsou zde ukazany a shrnuty vysledky experimentu, ktery
je soucasti praktické ¢asti prace.



1 Zakladni pojmy z teorie graft

V této ¢asti jsou uvedeny zdkladni definice a pojmy z teorie grafti pouzivané
v textu. Tato kapitola byla napsdna pomoci [2], [3], [4] a [5].

Definice 1 (Graf)

Grafem nazveme usporddanou dvojici G = (V. E), kde V # () oznacuje
mnozinu vrcholi a E oznacuje mnozinu hran. Kazdd hrana e € FE je urcena
dvéma vrcholy z V, které spojuje.

P0OzZNAMKA 2 (VRCHOL)
V teorii grafii se pojem ,vrchol“ nékdy zaménuje s pojmem ,uzel®. V této
praci vsak budeme pouzivat pouze pojem ,vrchol®.

POZNAMKA 3 (NEKONECNE GRAFY)

Grafy mohou mit nekone¢nou mnozinu vrcholt. Tyto grafy se nazyvaji ne-
konecné. Nekonecné grafy vSak obecné nelze uchovavat v pocitaci. V této praci
se omezime na grafy s konec¢nou mnozinou vrcholi.

Grafy se déli na orientované a neorientované. Hrana v neorientovaném grafu
spojujici vrcholy u a v se nazyva neorientovand a je tvorena dvouprvkovou
mnozinou {u,v}. Hrana v orientovaném grafu zacinajici ve vrcholu v a kon-
¢ici ve vrcholu v se nazyva orientovand a je reprezentovana usporadanou dvojici
(u,v). O orientované hrané zacinajici i konéici ve stejném vrcholu mluvime jako
o smycce. Hrany grafu nazveme vicendsobné, pokud existuje vice hran mezi dvéma
vrcholy, jinak je nazyvame jednoduché. Grafu obsahujicimu vicenasobné hrany
fikdme multigraf. Proces, ve kterém v orientovaném grafu zapomeneme orien-
taci hran, odstranime smycky a vicenasobné hrany nahradime jednoduchymi,
nazyvame symetrizace orientovaného grafu.

Grafy se nejcastéji znazornuji pomoci krouzki, které predstavuji vrcholy,
a usecek mezi nimi, které predstavuji hrany. Pro znazornéni orientovanych hran
misto tsecek pouzivame Sipky.

Definice 4 (Podgraf)
Podgrafem grafu G = (V, E) nazyvame graf H = (V' E'), kde V' C V
a B’ C F tak, Ze kazd4 hrana z £’ mé oba vrcholy ve V.

Podgraf H = (V' E') grafu (V, E) nazveme indukovany, pokud E’ obsahuje
vSechny hrany z E, pro které plati, Ze maji oba konce v mnoziné V.

Definice 5 (Ohodnoceni hran)
Necht G = (V, E) je graf. Funkce w : E — R se nazyva ohodnoceni hran
grafu G. Ohodnocengm grafem nazveme trojici G = (V, E, w).
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Hodnotu w(e) pro hranu e € E ohodnoceného grafu G = (V, E, w) nazyvame
vaha nebo ohodnoceni hrany e. Obdobné mizeme definovat ohodnoceni vrcholi
jako funkci g : V — R.

POZNAMKA 6 (OHODNOCENY GRAF)
Ohodnocenym grafem budeme v textu vzdy myslet graf G = (V, E, w), kde
pritazeni w je nezaporné ohodnoceni hran.

Definice 7 (Sousedstvi)

Rekneme, Ze vrcholy uw,v € V v grafu G = (V,E) spolu sousedi, pokud
mezi nimi existuje hrana e € E. Rikdme, Ze vrcholy u,v jsou incidentni s e.
Sousedstvi vrcholu v € V' je mnozina vrcholu N(v), kterd obsahuje vsechny
vrcholy, se kterymi v sousedi. Prvky N(v) nazyvame sousedy vrcholu v.

Definice 8 (Stupen vrcholu)
Stupriem vrcholu u € V' v grafu G = (V, E) se rozumi pocet hran, s kterymi
je w incidentni. Znaéime jej deg(u).

Vrcholy se stupném 0 se v teorii grafti nazyvaji izolované. Vrcholy se stupném
1 se nazyvaji koncové vrcholy nebo [listy. Vrcholy s vysokym stupném nazyvame
superuzly. Presna definice toho, co je povazovano za vysoky stupen, muze zaviset
na kontextu a charakteristikdch daného grafu. V praxi jsou obvykle za superuzly
povazovany vrcholy se stupném v rfadu desitek tisic a vice.

Stupen vrcholu u 1ze v orientovaném grafu dale rozdélit podle hran vchazeji-
cich a vychazejicich na vstupni stupen vrcholu u definovany jako

degin(u) = {{v,u) € E|v eV}
a vystupni stupen vrcholu u definovany jako

degou(u) = [{{u,v) € E|veV}.

Definice 9 (Sled)

Sled v grafu G = (V, E) je kone¢na posloupnost vrcholi a hran grafu G
ve tvaru v, ey, 01, €2, ..., €y, U, tak, Zze hrana e; vede v grafu G z vrcholu v;_
do vrcholu v; pro vSechna i € {1,2,3,...,n}.

Cesta je sled, ve kterém pro kazdé dva vrcholy v; a v; plati: v; # v;, prave
kdyz i # j. V neohodnocenych grafech méa cesta obsahujici n + 1 vrchola délku
n. Délka cesty v ohodnoceném grafu je rovna souc¢tu ohodnoceni hran na cesté.
Pro vrcholy u a v grafu G definujeme vzddlenost vrcholu u a vrcholu v jako
délku cesty z u do v, kterd je ze vSech délek cest z u do v nejmensi. Znacime ji
dist(u,v).

Kruznice je cesta, kde je pocatecéni a koncovy vrchol stejny. U orientovaného
grafu pouzivame pojem cyklus. O grafu G = (V, E) fekneme, Ze je cyklicky, pokud
se v G vyskytuji kruznice nebo cykly. Jinak G nazveme acyklicky.
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Definice 10 (Klika)

Necht G = (V, E) je neorientovany graf. Mnozina vrcholia C' C V' se nazyva
klika, pokud pro kazdé dva ruzné vrcholy u,v € C existuje hrana {u,v} € E.
Klika C' je mazimdlni, pokud neexistuje jina klika C" C V tak, ze C C C".

Definice 11 (Souvisly graf)

Neorientovany graf G = (V| F) nazyvame souvisly, pokud pro kazdé dva
vrcholy u,v € V plati, zZe existuje cesta z u do v. Maximalni souvisly podgraf
grafu nazyvame komponenta grafu.

U orientovaného grafu H = (Vy, Ey) rozlisujeme slabou a silnou souvislost.
Graf H je slabé souvisly, pokud jeho symetrizace je souvisly graf. Graf H je silnée
souvisly, pokud pro kazdé dva vrcholy u,v € Vi plati, Ze existuje cesta z u do v.

Definice 12 (Strom a Les)
Souvisly acyklicky neorientovany graf se nazyva strom. Mnozina navzajem
nepropojenych stromi se nazyva les.

Definice 13 (Kofenovy strom)
Korenovy strom je dvojice T' = (G,r), kde G = (V, E) je strom a r € V.
Vrchol r nazyvame koren.

Opomenme ohodnoceni hran v grafu. Hloubka vrcholu v ve stromé T' = (G, r)
je rovna dist(r,v). Specialné hloubka kotene r je 0. Vyskou korenového stromu
T rozumime nejdelsi vzdalenost z kofene do nékterého z vrcholi v 7. Vrchol
v nazyvame predchidce (rodi¢) vrcholu u, pokud v korenovém stromu 7' je v
sousedem u a zaroven v ma mensi hloubku nez u. Vrchol u se pak nazyva ndslednik
(primy potomek) v. Pokud se vrchol v vyskytuje na cesté z korene do vrcholu u,
nazyvame vrchol v predek u a vrchol u potomek v. Vrcholy majici stejného rodice
oznacCujeme jako sourozence. Listem nazyvame vrchol, ktery v kofenovém stromu
nema zadné nasledniky. Naopak wvnitrni vrchol je nazyvan ten vrchol, ktery neni
listem.
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2 Grafové databaze

Grafova databaze je specializovany typ NoSQL databaze urceny pro ukladani
a dotazovani dat, u kterych jsou dulezité vztahy mezi objekty. Tento systém
rozsituje grafovy model o operace CRUD. CRUD je zkratka pro ¢tyri zakladni
operace — vkladani, ¢teni, editovani a mazani. Diky grafové strukture lze v data-
bazi také provadét specifické operace, jako je prichod grafem. Ty nam umoznuji
efektivné pracovat se vztahy mezi objekty.

Cilem této casti je predstavit zakladni vlastnosti grafovych databézi, jejich
vyhody v porovnani s jinymi typy databdzi a na zavér je nahlédnuto na nékteré
implementace. Pii psani jsem cerpal prevazneé z [6], [7], [8] a [9].

2.1 Nativni ukladani a zpracovani dat

P1i psani této podkapitoly jsem cCerpal téz ze zdroju [10] a [11]. Grafové data-
baze muzeme mezi sebou rozliSovat podle zpracovani a ukladani dat. Grafova
databaze ma nativni grafové uloZiste, pokud umoznuje uchovavani a spravu dat
v grafové podobé. Tento pristup zefektiviuje praci s databazi, nebot tlozisté je
optimalizované primo pro tento typ dat. Nicméné ne vSechny grafové databéze
maji grafové tlozisté. Nékteré z nich tato data serializuji do jinych typt databéazi.
Tento zptsob se predevsim opird o vyspélost a znamost jinych technologii.

Druhou vlastnosti je index-free adjacency. Ta nam tika, ze v tlozisti jsou
s kazdym vrcholem mimo jiné ulozeny piimé odkazy (pointery) na sousedni vr-
choly. Pro pristup k sousediim kazdého vrcholu tedy neni potfeba zadnéa dalsi
datova struktura, nebo globalni index. Obdobné to plati pro hrany. S kazdou hra-
nou mame téz ulozeny ukazatele na koncové vrcholy, které jsou s danou hranou
incidentni. Vysledkem je skvély vykon pfi prochazeni grafem, nebot z aktualniho
vrcholu se lze dostat na sousedni vrchol s konstantni ¢asovou slozitosti. Navic
vykon neni zavisly na velikosti grafu v databazi, nybrz na mnozstvi prochaze-
nych dat. Toto je obrovska vyhoda ve srovnani s relacnimi databazemi, kde je
zpracovani pozadavku zavislé na velikosti spojovanych tabulek. Nevyhodou to-
hoto pristupu je, ze nékteré dotazy mohou byt na vykon nebo pamét mnohem

Grafové databaze oznacujeme jako nativni, pokud implementuji nativni gra-
fové tlozisté a index-free adjacency. Pro praci s velkym mnozstvim husté propo-
jenych dat je tato architektura nezbytna. Ostatni grafové databaze oznacujeme
jekty a ne prilis propojena data, nebot obvykle stavi na technologiich, které jsou
znamé a lety ovérené.

2.2 Datové struktury pro reprezentaci grafu

Volba reprezentace grafu v databazi ma velky vliv na vysledny vykon. Existuje
vice reprezentaci, pricemz kazda ma své vyhody a nevyhody. Bézné jsou grafy
reprezentovany pomoci matice sousednosti a seznamu sousedii.
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2.2.1 Matice sousednosti

Jedné se o ¢tvercovou matici o n Tfadcich a sloupcich, kde n je pocet vrcholt
v grafu. Kazdy radek a sloupec predstavuje pravé jeden vrchol. Kazdy prvek
v matici miize nabyvat dvou hodnot. Pro prvek a! na rfadku reprezentujicim
vrchol u a sloupci reprezentujicim vrchol v plati:

)1 jestlize (u,v) € B

o jinak.

Jestlize je graf neorientovany, pak je matice sousednosti symetricka.

Vyhodou tohoto pristupu je rychlé zjistovani, zda mezi dvéma vrcholy exis-
tuje hrana, pridavani a odebirani hran. Nevyhodou je prochazeni vSech sousedu
vrcholu, nebof musime projit cely fadek matice, tedy n hodnot. Pti pridani vr-
cholu je nutné matici rozsirit. Matice téz neni vhodna pro reprezentaci ,,fidkych®

grafli, nebot ma kvadratickou prostorovou slozitost. Proto na matici sousednosti
byva aplikovana komprese.

2.2.2 Seznam sousedu

Pro kazdy vrchol udrzujeme seznam jeho sousedii. Seznam byva pro rychlé ma-
zani obousmeérny. Pokud v grafu existuje hrana vedouci z vrcholu u do vrcholu
v, pak seznam sousedt patricich vrcholu u obsahuje vrchol v.

Vyhodou je rychly ptistup k sousediim daného vrcholu. To je zadané pri pru-
chodu grafem. Zjisténi, zda jsou dva vrcholy propojeny, ma pak casovou slozitost
v nejhorsim pripadé O(d ez ), kde dpnqe je maximalni stupen vrcholu. Prostorova
slozitost je O(n + m), kde n znaci pocet vrcholi a m pocet hran.

2.3 Grafové modely

P1i psani této podkapitoly jsem ¢erpal téz ze zdroje [12]. Grafové databaze lze
rozdélit podle implementace grafového modelu. Vsechny tyto modely maji spo-
lecné, Ze jejich data maji grafovou strukturu slozenou z vrcholi a hran. Déle
se vsak lis{ riznymi omezenimi a pravidly, kterymi je zdkladni definice grafu
rozsitena.

2.3.1 Labeled property graph

Tento grafovy model byva oznacovan jako orientovany multigraf s atributy a la-
bely. Zkracené jej oznacujeme LPG. Atributim se v terminologii grafovych da-
tabazi rika vlastnosti. Vlastnosti jsou obvykle reprezentované pomoci dvojic klic-
hodnota. Tyto vlastnosti mohou byt prifazeny jak vrcholiim, tak hranam v ja-
kémkoli mnozstvi. Vrcholiim a hranam jsou téz prirazeny labely. Pomoci nich je
lze seskupovat. Jedna se o koncept, ktery je nejvice vyuzivany v grafovych da-
tabazich. V textu se budeme dale zabyvat pouze databazemi implementujicimi
tento model.
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POZNAMKA 14 (PREKLAD)

V praci je pouzito ¢eské slovo ,vlastnosti“ prelozené z anglického slova ,,pro-
perties®, se kterym se bézné uzivatel setkd pri praci s grafovou databézi. Slovo
yabel® je z divodu znélosti zachovano v pivodnim znéni.

2.3.2 Resource Description Framework

Tento model je oznacovan jako RDF. Pouziva specialni strukturu nazyvanou tro-
jice. Tato struktura umoznuje uchovavat véty ve tvaru podmeét-prisudek-predmeét.
Podmét a predmét jsou v grafu reprezentovany dvéma vrcholy a prisudek pred-
stavuje orientovanou hranu mezi nimi. [13] Kazdy LPG model lze prevést na RDF
a naopak. Velkou vyhodou RDF je jeho jednoduchost v porovnani s LPG.

RDF model je vyuzivan v sémantickém webu pro propojeni dat. Dalsim pti-
kladem je vyuziti v aplikacich vyuzivajicich znalostni grafy (anglicky knowledge
graphs). Znalostni graf pro nizozemského informatika Edsgera Djikstru zobra-
zuje obrazek 1. Znamym znalostnim grafem je Google Knowledge Graph. Google
jej vyuziva napriklad ve svém hlasovém ovladani Google Asistenta, nebo data
ziskand z tohoto grafu vizualizuje v tzv. Knowledge Graph panelu.[14]
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Obrézek 1: Znalostni graf

2.3.3 Hypergrafy

Tento model obsahuje specialni hrany zvané hyperhrany, které mohou spojovat
vice vrcholi. Narozdil od klasické orientované hrany, hyperhrana mize mit libo-
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volné mnozstvi pocatecnich a koncovych vrcholi. Hypergrafy mohou byt uzitecné
v aplikacich, které zachazeji s vazbami o kardinalité M:N. Vzdy je vSsak mozné
reprezentovat hypergraf jako LPG. I kdyz s pouzitim vice vztaht a zprostredku-
jicich vrcholi. Priklad hypergrafu je ukédzan na obrazku 2.
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Obrézek 2: Hypergraf

2.4 Systémy OLTP a OLAP

P1i psani této podkapitoly jsem Cerpal téz ze zdroju [15] a [16]. Grafové databaze
dale miizeme rozdélit podle zptisobu pouziti do dvou kategorii:

e OLTP systémy. OLTP je zkratkou za Online Transaction Processing. Jsou
navrzeny pro rychlé a efektivni zpracovani velkého mmnozstvi transakei.
Nejsou vhodné pro analyzu dat. Dotazy vétsinou prochazi pouze pomeérné
maly podgraf. Hodi se pro aplikace, ve kterych jsou data v redlném case
¢tena, pridavana, mazana a modifikovana. Nachazi vyuziti napiiklad v do-
porucovacich a bankovnich systémech, socialnich sitich a pri odhalovani
podvodii.

o OLAP systémy. OLAP je zkratkou za Online Analytical Processing. Jsou
navrzeny pro komplexni analyzu velkého objemu dat. Data se z databéaze
ve vétsiné pripadi ¢tou. Zpracovavaji malé mnozstvi ¢asové a vypocetné
naroc¢nych dotazli. Dotazy casto operuji nad celym grafem. Vyuzivany jsou
naptiklad v analyze znalostnich grafti.
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2.5 Vyhody grafovych databazi

V nativnich grafovych databéazich jsou ulozeny nejen entity, ale i vztahy mezi
entitami. P¥i dotazovani nedochazi k vypoctu téchto vztaht, jak tomu je napfti-
klad u rela¢nich databazi pomoci klauzule JOIN. To zrychluje zpracovani dotaza
pracujicich se vztahy mezi entitami. Mnozstvi uchovavanych dat obecné vykon
nezhorsuje, nebot ¢as pro vyhodnoceni dotazu zavisi pouze na velikosti podgrafu,
kterym prochazime.

Pomoci vrcholti a hran 1ze ¢asto 1épe vystihnout dané problémy, nez naptiklad
pomoci tabulek. Grafova struktura popisuje, jak nad daty v rdmci aplikace pre-
myslime. Lze tak dosdhnout datovych modeli, které jsou srozumitelné i laiktim.
Navic ve spousté pripadi je dotazovani prostiednictvim grafovych dotazovacich
jazykt prehlednéjsi nez dotazy v jinych databazich. To plati predevsim pro do-
tazy pracujici se vztahy mezi entitami.

Vétsina grafovych databazi nevynucuji definovani schématu. Tato vlastnost
databazi se oznacuje schema-less. Struktura dat se mtze meénit v zavislosti na po-
tfebach aplikace. Pridavani novych vlastnosti, vrcholl, hran a label nenarusuje
zakladni forma dat by méla byt znama, abychom mohli s daty pracovat.

Neékteré grafové databaze (hlavné OLAP systémy) nabizi grafové algoritmy,
které lze aplikovat na ulozena data. To rozsifuje moznosti analyzy propojenych
dat, které by jinak byly obtizné realizovatelné.

I ptres komplikované rozdéleni grafovych dat (sharding) mnoho implementaci
grafovych databazi nabizi horizontdlni skdlovdni. To umoznuje rozdélit data mezi
vice vypocetnich stroji. Je spousta technik jak data rozdélit. Napriklad pomoci
hashovani identifikatort, nebo pomoci grafovych vzoru. Ale volba spravné tech-
niky je obtizna. Pro co nejvétsi efektivitu databaze by mél byt cely graf rozdélen
na podgrafy tak, aby mezi jednotlivymi podgafy bylo co nejméné hran, které by
je propojovaly. Tyto podgrafy budou ulozeny na jednotlivych strojich.[17]

2.6 Nevyhody grafovych databazi

Grafové databaze jsou mezi ostatnimi druhy databazi relativné mladé. Naroz-
dil od rela¢nich databazi, kde vétsina z nich alespon z ¢asti implementuji SQL
(zkratka pro Structured Query Language), je vSechny mezi sebou nepropojuje
jeden standardizovany dotazovaci jazyk. Jeho absence skodi jejich popularité,
nebot pro vyvojare znamena, ze pro praci s vice grafovymi databazemi je nucen
pouzivat vice riznych dotazovacich jazykl, misto specializovani se na jeden uni-
verzalni. Navic pri zméné grafové databaze hrozi, ze bude nutné prepsat vsechny
dotazy do jiného dotazovaciho jazyka. Nékolik grafovych databazi proto vyzi-
vaji pro dotazovani specialné upraveny jazyk SQL. Jednou z nich je OrientDB.
Tento problém by se vSak mohl v blizké dobé zlepsit. Podle zdroje [18] se pracuje
na normovaném jazyku GQL, coz je zkratka pro Graph Query Language.
Grafovym databazim délaji problém dotazy, které operuji nad celym grafem.
Jedna se predevsim o filtrovani a agregovani. Pokud se v aplikaci soustredime
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predevsim na takové typy operaci, je lepsi zvolit jiné databazové technologie.
Jelikoz jsou grafové databaze casto schema-less, tak muze dochézet k ne-
konzistenci ukladanych dat. Ne vSechny implementace grafovych databazi totiz
disponuji mechanismy, které by v pripadé potreby nekonzistenci zabranily. Kon-
zistence dat je tedy v nékterych databéazich fesena pouze na aplikacni irovni.

2.7 Implementace grafovych databazi

Existuje spousta implementaci grafovych databazi. Lisi se napriklad nativnosti,
dotazovacim jazykem, Skalovatelnosti a podporou ACID transakci. ACID je zkrat-
kou pro ¢tyri zadané vlastnosti databazovych transakeci: atomicita, konzistence,
izolovanost a trvalost. Jakou z nich vyuzit pro nasi aplikaci je otazka zkoumani
funkcionalit jednotlivych implementaci. Znamymi grafovymi databazemi jsou na-
priklad:

o Amazon Neptune — rychly, spolehlivy, plné fizeny a vysoce zabezpeceny
systém pro husté propojené grafy. Podporuje jak LPG, tak RDF gra-
fovy model. Databéaze byla predstavena v roce 2017 spole¢nosti Amazon.
Vyhodou je podpora znamych dotazovaci jazykt Gremlin, openCypher
a SPARQL.[19]

o TigerGraph — moderni, nativni grafova databaze pro ukladani LPG grafo-
vych modeli. Nabizi vestavéné paralelni vypocty nad grafy.[20]

o AllegroGraph — vykonna multi-model open-source databaze. Data mohou
byt ukladana ve formé RDF grafu, vektorti nebo dokumentt. AllegroGraph
je kompatibilni se standardy W3C/ISO a podporuje dotazy prostfednic-
tvim SPARQL a Prologu.[21] Dle knihy [6] nema nativni grafové zpraco-
vani.

o JanusGraph — jedna se o open-source projekt spole¢nosti The Linux Foun-
dation. Jedna se o odnoz grafové databaze Titan. Je zalozen na Apache Tin-
kerPop, a proto lze klast dotazy prostrednictvim jazyka Gremlin. Kromé
online transakéniho zpracovani (OLTP) podporuje JanusGraph globélni
grafovou analyzu (OLAP) diky integraci Apache Spark.[22]

V ramci prace byly zkoumany tfi implementace grafovych databéazi: Neoj, Ori-
entDB a ArangoDB.

2.7.1 Neodj

P1i psani této podkapitoly jsem cerpal téz ze zdroju [23] a [24]. Databazovy sys-
tém Neodj je nejrozsirenéjsi open-source grafovou databéazi na trhu s nejvétsi uzi-
vatelskou zakladnou. Nabizi vysoky vykon pri praci s grafy. Jeji prvni verze byla
vyvinuta v roce 2002. Vznikla z divodu nespokojenosti jejich zakladatell s vyko-
nem rela¢nich databazi. Implementovana je v Javé. Jednd se o nativni schema-less
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grafovou databazi. Je vyuzivana svétoznamymi spolecnostmi jako jsou Microsoft,
eBay, nebo Linkedin. Klast dotazy muzeme prostrednictvim dotazovaciho jazyka
Cypher, ktery byl navrzen piimo vyvojari Neo4j. Dotazy se nejbéznéji pisi a vy-
hodnocuji v rozhrani nazvaném Neo4j Browser. Vysledky dotazi umozinuje zob-
razit v grafové podobé, tabulce, nebo tieba JSON formatu. Pii lokalnim pouziti
je Neodj Browser dostupny na adrese http://localhost:7474/browser.

Neo4j pouziva pro vrcholy a hrany identifikatory s ndzvem elementld. Dle do-
kumentace vsak neni bezpecné pouzivat tyto identifikatory v jednotlivych trans-
akcich a je doporuceno, pokud je jich potieba, si vytvorit vlastni. Pro rychly
pristup k datim maji zaznamy v databazi fixni délku. V tlozisti jeden vrchol
zabira 15 bytd a jedna hrana 34 bytti. Na disku jsou ukladany ve spojovych se-
znamech. Vlastnosti jsou ukladany oddélené, jsou propojeny s vrcholy a hranami
pomoci pointeru a jsou ¢teny jen v pripadé potieby.

Neodj lze provozovat jako samostatné spravovanou databazi, nebo jako clou-
dovou databazi. Pro prvni piipad existuji dvé varianty — Community Edition
a Enterprise Edition. Community Edition je open source. Enterprise Edition se
dale lis{ mimo jiné lepsim zabezpeceni, zdlohovanim, skalovanim, podporou béhu
vice databazi na jednom stroji a monitorovanim databéze. Pro cloudové nasazeni
nabizi Neo4j plné automatizovany databazovy servis s nazvem Neo4j AuraDB,
spustény v roce 2019. AuraDB je dostupny i v bezplatné verzi, ktera je vsak
omezena na 200 tisic vrcholi a 400 tisic hran.

Neodj ma téz spoustu rozsirujicich knihoven a nastroju, které lze do produktii
doinstalovat (pokud jiz nejsou soucasti). Napiiklad se jednd o nastroj poméha-
jici pri migrovani dat z relacni databaze do Neo4j, nebo o standardni knihovnu
procedur a funkci. V praci je pak ukazana knihovna s uzitecnymi grafovymi
algoritmy:.

2.7.2 OrientDB

P1i psani této podkapitoly jsem ¢erpal téz ze zdroju [25] a [26]. OrientDB je open-
source NoSQL databazovy systém implementovany v Javé. Byl predstaven v roce
2010 (komeréné 2011). Jednd se o pokrocilou multi-model databazi. Podporuje
grafovy, dokumentovy, klic-hodnota a objektovy model. Databaze je schématicky
flexibilni. Umoznuje uchovavat schema-full, schema-less a schema-hybrid data.
Manipulovat s databazi mizeme pomoci programovaciho jazyka Java, specialné
upraveného SQL a dotazovaciho jazyka Gremlin.

Uzivatelé pak mohou interagovat s databazi pomoci Java API, HTTP REST
API, konzolu nebo prostrednictvim grafického uzivatelského rozhrani nazvaného
OrientDB Studio. Pokud databazovy server bézi lokalné, OrientDB Studio 1ze
otevrit ve webovém prohliZzec¢i na adrese http://localhost:2480. V ném
lze mimo jiné spravovat jednotlivé databaze, prava uzivatell, klast SQL dotazy
a zobrazovat vysledky v mnoha formatech.

Nejmensi jednotkou v databézi je zdznam (record). RozliSujeme 4 typy zé-
znami: Documents, Blobs, Vertices a Edges. Tyto zdznamy jsou organizovany
do trid podobné, jako je tomu v objektové orientovaném programovani. Kazdy
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zaznam pak patii pravé do jedné tridy. Ttidy mohou dédit z jinych tiid. Pro
vrcholy je vychozi tiidou Vv, pro hrany pak tfida E. Je silné doporucené vytvatet
vlastni definované tiidy pro vrcholy a hrany dédici pravé z téchto trid. Kazda
trida ma déle pridélené vlastni klastry. Ty predstavuji fyzicky prostor, kam Ori-
entDB uklada zaznamy. Vytvori se automaticky spolu se tiidou. Nazev klastru
je pak odvozen z nazvu tiidy. Pro zlepseni vykonu je vytvoreno tolik klastri,
kolik ma CPU na serveru jader. Kazdému zdznamu v databazi je na zdkladé
jeho pozice v klastru automaticky vygenerovan unikatni identifikator, oznaco-
vany jako RID, coz je zkratka pro Record ID. RID je uchovavan ve forméatu
#<klastrld>:<pozice>.

OrientDB téz umoznuje takzvané lightweight hrany, které zlepsuji vykon a sni-
zuji naroky na tulozisté. Tyto hrany vsak nemohou mit zadné vlastnosti, nebot
jsou v databazi reprezentovany pomoci primych referenci mezi vrcholy.

V praci je vyuzivana bezplatna verze OrientDB Community Edition. Ori-
entDB nabizi i placenou verzi Enterprise Edition, ktera poskytuje vyhody jako
spravu zalohovani, migracni nastroje, monitorovani systému a CRUD operaci
v redlném case a jiné.

2.7.3 ArangoDB

P1i psani této podkapitoly jsem Cerpal téz ze zdroje [27]. ArangoDB je multi-
model open-source databaze. Lze ji pouzit jako plnohodnotné tulozisté doku-
mentt, grafi, parta klic-hodnota, full-text vyhledavaci engine nebo jakoukoli
kombinaci téchto technologii. Prvni verze byla predstavena spole¢nosti Aran-
goDB Inc. v roce 2012. S daty je mozno pracovat prostfednictvim jazyka AQL
(ArangoDB Query Language). Pokud server provozujici ArangoDB bézi lokalné,
je mozné interagovat s databazi skrze webové rozhrani na adrese 127.0.0.1:
8529, nebo prostrednictvim textového rozhrani arangosh. Lze téZz komuniko-
vat prostfednictvim HTTP API, nebo driveru. Ackoli je ArangoDB schema-less,
umoznuje vynutit strukturu dokumentt v rameci kolekci. Toho lze dosahnout po-
moci definovani JSON Schema' formétu. Databdze nabizi téZ placenou verzi,
nabizejici napriklad vyssi vykonnost, zabezpeceni a skalovani grafi.

Data jsou ukladana ve formatu JSON. Nejmensi jednotkou v databazi je do-
kument, ktery predstavuje jeden zaznam dat. Dokumenty jsou ukladany v binarni
podobé zvané VelocyPack. Dokumenty jsou dale organizovany do kolekci, které
mohou obsahovat libovolné mnozstvi dokumentti. Kazdy dokument patii pravé
do jedné kolekce. Kazdy dokument ma dale atributy, které slouzi jako vlastnosti.
Kazdy dokument navic obsahuje minimalné 3 povinné atributy, nazyvané systé-
mové. Jsou odliSeny od ostatnich tak, ze zacinaji podtrzitkem. Maji datovy typ
string a vSechny jsou urcené pouze ke ¢teni.

e _ key — nazyva se dokumentovy klic. Kazdy dokument v ramci kolekce ma
hodnotu tohoto atributu unikatni. Dokumentovy kli¢ lze specifikovat pri

'https://json-schema.org/
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vytvareni dokumentu. Pak jej jiz nelze zménit. Pokud neni specifikovan, je
atributu prirazena hodnota automaticky.

e _id — nazyva se dokumentovy identifikdtor. Kazdy dokument v ramci da-
tabaze ma hodnotu tohoto atributu unikatni. Je uchovavan ve formatu
<ndzev-kolekce> /<klic-dokumentu>.

e _ rev — nazyva se dokumentovd revize. Hodnota atributu je automaticky
obdrzena serverem.

Hrany v databazi jsou uloZeny ve specialnich dokumentech a kolekcich nazvané
hranové. A maji navic dva systémové atributy.

e _ from — hodnota atributu je rovna dokumentovému identifikatoru poca-
tecniho vrcholu.

e _ to —hodnota atributu je rovna dokumentovému identifikatoru koncového
vrcholu.

Databaze nepouziva primo index-free adjacency. Misto toho pouziva tzv. hyb-
ridni index. Jeho vyhoda se dle ArangoDB projevi u vétsich grafu, které celé
nejdou nacist do paméti. Hybridni index kombinuje vyhody spojového seznamu
a hashovaci tabulky, pficemz dosahuje ¢asové slozitosti O(k) v pripadé procha-
zeni grafu, kde k je stupen vrcholu, a O(1) pfi editovani a mazani hran. Oproti
tomu index-free adjacency mé i v ptipadé mazani a editovani v nejhorsim pripadé
casovou slozitost O(k), coz se negativné projevuje prevazné u superuzli. [28]

2.8 Dotazovaci jazyky v grafovych databazich

Pomoci dotazovacich jazyki lze formulovat dotazy, které lze klast na databazi.
Pomoci nich lze definovat grafové vzory. Ty popisuji, jakym zplsobem grafem
prochazime. Na zékladé specifikovanych vzori a mechanismu zvaném pattern
matching nasledné mtizeme dostat odpovédi na dotazy.

Jak jiz bylo zminéno pro grafové databaze zatim neexistuje jeden standardni
jazyk. Lze narazit na jazyky vyvinuté specificky pro konkrétni systém. Prikladem
muze byt jazyk Cypher vyvijeny spolecnosti Neo4j nebo AQL vyuzivany v data-
bazi ArangoDB. Na druhou stranu jsou zde jazyky, jakym je napriiklad Gremlin,
které lze pouzit ve vice systémech zachazejicich s grafy — naptiklad v OrientDB.
Nasledujici seznam obsahuje dalsi znamé dotazovaci jazyky.

e SPARQL — je standardizovany dotazovaci jazyk vyuzivany v grafovych da-
tabéazich implementujicich RDF model. [29]

e PGQL — je jednou z komponent datové databaze spolecnosti Oracle, ktery
je rozsitenim SQL. Podporuje jak LPG, tak RDF grafovy model. Imple-
mentuje vestavéné grafové algoritmy.[30]
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e GSQL — je proceduralni jazyk pouzivany v databazi TigerGraph podobny
SQL. Slibuje vysoky vykon diky vestavénému paralelismu.[31]

e GraphQL — jedna se o dotazovaci jazyk pro API, ktery neni zavisly na kon-
krétni implementaci. Za jeho vyvojem stoji Facebook. Je povazovan za pri-
mého konkurenta REST API.[32]

2.8.1 Cypher

P1i psani této podkapitoly jsem cerpal téz ze zdroju [23] a [24]. Cypher je in-
spirovany znamym jazykem SQL z rela¢nich databéazi. Dikazem miize byt pou-
ziti nékolika stejnojmennych klicovych slov, jako je WHERE, LIMIT, ORDER BY
apod. V obou pripadech se jedna o deklarativni dotazovaci jazyky.

Cypher je unikatni pti definovani grafovych vzort, kde vyuziva kulaté zavorky
pro vrcholy a hranaté pro hrany, ¢imz docili lepsi prehlednosti v dotazu. Zakladni
syntaxe pro pruchod grafem z vrcholu wvrcholl na vrchol wrchol2, pres hranu
HRANA, kterd je spojuje, je ve formatu

(vrcholl )-[:HRANA/-> (vrchol2).

Pro tsporu paméti implementuje vzdy, kdyz je to mozné, liné vyhodnoco-
vani dotazi. Tedy u vétsiny operatorii necekdame na vSechny vysledky aplikace
daného operatoru, ale hned po jejich ziskani na né aplikujeme dalsi nadfrazeny
operator. Vypocet podrazeného operatoru tedy obecné nemusi skoncit drive, nez
na vysledky zac¢neme aplikovat nadrazeny operator. Tim nedochazi k zatézovani
paméti mezivysledky vypoctu. Nicméné ne vsechny dotazy lze takto vyhodnoco-
vat. Pro operace jako je tfidéni nebo agregovani je nutné pouzit striktni vyhod-
nocovdani dotazu. S vysledky pak nadrazeny operator manipuluje az po uplném
skonceni vypoctu.

2.8.2 Gremlin

Pri psani této podkapitoly jsem cerpal téz ze zdroju [33], [34] a [25]. Gremlin je
dotazovaci jazyk pro prochazeni grafi, ktery je soucasti grafového vypocetniho
frameworku Apache TinkerPop?. Gremlin lze pouzit pro vichna grafova tiloZiste,
ktera tento framework podporuji. Je to imperativni jazyk s néjakymi deklarativ-
nimi prvky. Podobné jako Cypher ve vétsiné pripadii vyhodnocuje dotazy linym
zpusobem.

Apache TinkerPop mimo jiné obsahuje také Gremlin Console, coz je textové
REPL (Read-Eval-Print Loop) rozhrani pro préaci s lokdlnimi, ¢i vzdalenymi
grafy. Je zalozend na Groovy konzoli. Groovy je programovaci jazyk, ktery je
oznacovan jako nadmnozina Javy. Co funguje v Javé funguje i v Groovy. V kon-
zoli tedy miizeme pouzivat validni kod napsany v tomto jazyce. Diky tomu lze

2http://tinkerpop.apache.org/
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napriklad ulozit do proménné urc¢ity vrchol a na néj se pak pres danou proménnou
odkazovat. Konzole je Siroce rozsititelna pomoci riiznych plugint.

Pro napojeni konzole na databazi OrientDB budeme potiebovat plugin
tinkerpop.orientdb. Kdyz je tento plugin aktivovany, 1ze v konzoli vytvorit
novou instanci OrientGraph. Ulozime ji do proménné graph. Pri vytvareni je
nutné specifikovat URL pro pripojeni k databazi. Pripojit se muzeme k lokalni
databazi, vzdélené k databazovému serveru nebo k jednorazové databéazi v pa-
méti. Muze byt téz potieba zadat prihlasovaci tidaje. Nez zacneme psat dotazy
pomoci Gremlinu musime jesté vytvorit instanci zdrojového objektu pro procha-
zeni grafu zavolanim metody traversal () na hodnotu v proménné graph. Ta
se uklada ve vétsiné pripadi do proménné g. Cely postup je uveden ve zdrojovém
kédu 1.

//OrientDb database connector
graph = OrientGraph.open(url, user, password);

//establishing a graph traversal source object
g = graph.traversal ();

Zdrojovy kod 1: Pripojeni se k databazi OrientDB v Gremlin Console.

2.8.3 AQL

P1i psani této podkapitoly jsem cerpal téz ze zdroje [27]. Jedna se o pfevazné
deklarativni dotazovaci jazyk pouzivany v databazi ArangoDB. Snazi se byt neza-
visly na klientovi. To znamen4, Ze jazyk a syntaxe neni zavisla na programovacim
jazyku, ktery klient vyuziva. Obdobné jako velka cast grafovych dotazovacich
jazykl je ovlivnény jazykem SQL. Jazyk je jednotny pro vSechny databazové
modely. AQL je ¢isté DML (zkratka pro Data Manipulation Language) jazyk.
Tedy umi ¢ist a manipulovat s daty v kolekcich. Neumi vytvaret a odstranovat
databaze, kolekce a indexy.

Kazdy dotaz v AQL musi bud vracet vysledky pomoci klicového slova
RETURN, nebo provadét operaci, ktera modifikuje data. Je podporovan pouze
jeden dotaz v ramci jednoho dotazovaciho fetézce. Neni mozné provést vypocet
vice oddélenych dotazti pro jedno zavolani. Dotaz je opét vyhodnocovan liné,
pokud se v ném neobjevuji poddotazy, ty jsou ve vyrazech vyhodnocovany pre-
dem. Piikladem je ternarni operator. Dotazy lze klast prostrednictvim webového
rozhrani nebo konzole arangosh. V praci se dotazy kladly pouze prostfednictvim
prvni zminéné moznosti.
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3 Modelovani grafovych dat

Tato kapitola byla napsana s vyuzitim knih [35], [6], [L7]. Déle byly vyuzity tyto
zdroje [9] a [24].

P1i modelovani grafovych dat se snazime navrhnout grafovy model, ktery
bude reprezentovat nas problém. Jednd se o proces, ve kterém rozpoznavame
jednotlivé entity, které v problému vystupuji a vztahy mezi nimi. Problém pak
popisujeme jako graf skladajici se z vrcholti a hran pomoci vlastnosti a labelt.
Podoba vysledného modelu zavisi na potfebach vyvijené aplikace a otazkach,
které maji podobu dotazt, které budou na databazi kladeny.

Dodrzeni zakladnich principt modelovani dat je dulezité pro vyslednou efek-
tivitu. Pro spravné fungovani je proto dobré vénovat grafovému modelovani do-
statecné mnozstvi casu. Kdyz je graf prizptisoben dotazim, dokaze velmi rychle
nalézt potiebnou odpovéd. Naopak Spatné zvoleny model grafu muze ve vysledku
aplikaci ublizit a byt prekazkou. Napriklad tim, ze zpracovani dotazu bude trvat
déle nez u optimalizovaného modelu.

Dalsi dulezitou véci, na kterou je potfeba myslet, je budoucnost vyvijené
aplikace. Model by mél byt pripraveny na mozné zmeény, které po aplikaci budou
jejl koncovi uzivatelé pozadovat.

Je potreba také podotknout, Ze ne vSechna data jsou vhodné pro uchovavani
v grafové podobé. Rozhodnuti, zda pro nase tcely je grafova databaze dobrym
feSenim, je ve spousté pripadii naroc¢né. Existuji rtizné typy databazi a kazda
ma své silné a slabé stranky. Grafové databéaze jsou vyhodné pro aplikace, které
maji vztahy mezi entitami na prvnim misté. Tato vlastnost by méla byt odra-
zovym mustkem pfi rozhodovani, zda pouzit, ¢i nepouzit grafovou databazi. Lze
dohledat spoustu ,navodi“ pomahajicich s touto volbou. Jeden z nich je ukazan
na obrazku 3. Je na ném zobrazen rozhodovaci strom prevzaty z knihy [35].

Pokud se pro pouziti grafové databaze rozhodneme, mtizeme pristoupit k mo-
delovani dat. V této kapitole se na navrh grafového modelu zamérime. Zkusime
si to na prikladu socialni platformy pro nadsSence cestovani. Socialni sité jsou
totiz jednim z pripadi, kdy pouziti grafovych databazi pro ukladani dat dava
smysl. Tato aplikace tedy bude umoznovat cestovateltim se propojit s ostatnimi.
Déle bude zaznamenavat jejich vylety do rtznych destinaci, hodnoceni téchto
cest, cestovatelské aktivity, které destinace nabizi a které se mohou uzivatelim
aplikace libit. Na zakladé pratel a hodnoceni cest do destinaci aplikace dokaze
uzivateli doporucit jiné destinace, které dosud nenavstivil. Nase aplikace se tedy
bude dotykat i dalsiho pripadu uziti grafovych databazi, a to systému pro dopo-
rucovani, které jsou v praxi hojné vyuzivany.

Vysledny model je téz dostupny v elektronické priloze prace, kde jsou pro
jeho vyzkouseni predpripravené dotazy a csv soubory obsahujici data pro nasi
aplikaci. Seznam vsSech csv soubort, rozdéleny na entity a vztahy mezi nimi
a pocet radki jednotlivych soubort lze vycist z tabulky 1.
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Obrazek 3: Rozhodovaci strom pro vhodnost pouziti grafové databaze.
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Tabulka 1: Pouzité soubory v aplikaci pro cestovni nadsence.

Typ | Nazev souboru ‘ Pocet ‘ Informace o souboru |
activities.csv 48 Cestovatelské aktivity, které
mohou destinace nabizet.
. countries.csv 57 Staty, v kterych se vyskytuji
Entity . .y .
jednotlivé destinace.
destinations.csv 203 Destinace, které mohou uziva-
telé navstivit.
journeys.csv 296 Cesty, v ramci kterych uziva-
telé navstévuji destinace.
ratings.csv 640 Hodnoceni jednotlivych cest
uzivateli.
users.csv 300 Uzivatelé socidlni sité Travel
Enthusiast Network.
follows.csv 6091 Uzivatel sleduje uzivatele.
is_within.csv 203 Destinace je ve statu.
led_to.csv 1496 Cesta vedla do destinace.
likes.csv 1460 Uzivatel ma rad cestovni akti-
Vztahy .
vitu.
offers.csv 2028 Destinace nabizi cestovni akti-
vitu.
participated.csv 1643 Uzivatel se zucastnil cesty.
wrote_about.csv | 640 + 640 | Uzivatel napsal recenzi o cesté.

Postup modelovani se da dle [35] rozdélit do ctyr fazi:
1. Definice problému,

2. konceptualni datovy model,

3. logicky datovy model a

4. testovani modelu.

V nasledujicich ¢astech se na jednotlivé faze podivame detailnéji.

3.1 Definice problému

V prvni fazi bychom méli zvazit, co vSechno by méla aplikace umét. Vysledkem
by mél byt jeji, co nejpresnéjsi, slovni popis. Pomoci nam miize odpovédét na par
otazek prevzatych z knihy [35].

3.1.1 Co od aplikace ocekavame?

Aplikace je socialni siti, a proto by méla jednotlivym uzivateliim umoznovat se

propojit s ostanimi uzivateli aplikace. To je umoznéno pomoci relace sledovani.
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Uzivatelim by pak na zdkladé jimi sledovanych uzivateld, oblibenych aktivit
a hodnoceni destinaci mély prichazet tipy na vylet. Aplikace by méla umoz-
nit zazanamenat, ze nékteri uzivatelé podnikli cestu spolecné. Uzivatelé budou
moci v ramci jedné cesty navstivit vice destinaci. Tyto podniknuté cesty mohou
uzivatelé ohodnotit.

3.1.2 Jaké informace budou v databazi uchovavany?

» Potiebné tidaje o uzivatelich — jejich jméno, ptijmeni, unikatni identifikator,
oblibené cestovatelské aktivity.

o Informace o cestach, které uzivatelé podnikli — ndzev cesty, casové tdaje,
jejich recenze.

o Informace o destinacich — lokace, nazev, nabizené cestovatelské aktivity.

V realném scénari by projekt pravdépodobné zahrnoval mnoho dalsich informaci,
ale pro tuto ukazkovou aplikaci to ponechame omezené. Pro zjednoduseni se
vyhneme pfesnym soutradnicovym informacim a vystac¢ime si s informaci v ramci
jakého statu se dana destinace nachazi. Dale uzivateliim aplikace bude dovolovat
psat hodnoceni pouze na dané cesty, nikoli na destinace, které v ramci cesty
podnikli. Uzivatelé mohou hodnotit pomoci prirozenych ¢isel na stupnici od 1
do 5, pricemz ¢islo 5 predstavuje nejvyssi hodnoceni. Uzivatelé cestujici spolu se
budou ucastnit stejné cesty do destinaci.

3.1.3 Jak spolu tyto informace vzajemné souvisi?

Nasledujici seznam ukazuje, jakym zptsobem jsou odpovédi na predchozi otazku
mezi sebou propojeny.

» Uzivatel sleduje jiného uzivatele.

« Uzivatel se zacastnil cesty vedouci do destinace.
o Uzivateli se libi cestovatelska aktivita.

» Uzivatel napsal recenzi o cesté.

» Destinace nabizi cestovatelskou aktivitu.

o Destinace je ve staté.

3.1.4 Na jaké otazky potrebujeme v aplikaci najit odpovéd?

o Jaké vSechny uzivatele sleduji? A koho sleduji oni? Které uzivatele nesle-
duji, ale sleduji je uzivatelé, které sleduji?

o Najdi 3 nejlépe hodnocené destinace, které jsem nenavstivil, nabizejici kon-
krétni cestovni aktivity.

27



o Které destinace navstivil uzivatel X? Kolikrat je navstivil?
o S kterymi uzivateli podnikl cestu uzivatel X7

» Najdi destinace nabizejici nékteré z cestovatelskych aktivit, které se uziva-
teli libi. Serad je na zakladé hodnoceni.

o Pro konkrétni destinaci vrat 3 mésice v roce, ve kterych je nejlépe hodno-
cena.

o Najdi uzivatele, jejichz jméno nebo prijmeni obsahuje fetézec XYZ.

Tyto otazky po vytvoreni modelu prelozime pomoci dotazovaciho jazyka na do-
tazy.

3.2 Konceptualni datovy model

V této fazi vyvineme konceptudlni datovy model, coz je prehledny diagram po-
pisujici typy dat a jejich propojenost v nasi aplikaci. Vyvarujeme se v ném pro
nevyvojare zbytecnym detailim a zameérime se pouze na to, jak data riznych
typu v ramci vyvijené aplikace spolu souvisi. Tento proces vyzaduje identifiko-
vani a seskupeni vsech entit a vztahii, které se v nasi aplikaci vyskytuji. K tomu
nam pomohou odpovédi na otazky z podkapitoly 3.1. Je mozné, zZe model navrh-
neme Spatné a budeme jej muset predélat.

P1i vyvijeni datového modelu vyvojari aplikace ¢asto kresli na tabuli, jak jsou
data v ramci projektu mezi sebou propojena. Proto konceptualni datovy model
je v nékterych zdrojich oznacovan jako whiteboard model.

3.2.1 Entity

Entity vétdinou predstavuji objekty, jakymi jsou napiiklad Uzivatel, Ucet nebo
Meésto, které jsou v databazi ulozeny a propojeny vzajemnymi vztahy. Jednim
z osvédcenych postupti, jak v nasich poznamkach z predchozi faze identifikovat
entity, je divat se po podstatnych jménech. Pokud se budeme tidit timto postu-
pem, tak z véty ., Uzivateli se libi cestovatelska aktivita.© ziskdme dvé entity, a to
Uzivatel a Cestovatelska aktivita.

Je tfeba podotknout, Ze ne vSechna podstatnd jména jsou nutné enetity. Pri-
kladem miuze byt podstatné jméno ,,prijmeni“. P¥ijmeni v nasi aplikaci chapeme
jako soucast uzivatele. Diky ni budeme moci rozlisovat jednotlivé uzivatele. V této
fazi se jedna o nepodstatny detail.

3.2.2 Vztahy

Nyni nasleduje propojeni entit pomoci vztahti. Podobné jako u entit, vztahy zis-
kame zamérenim se predevsim na slovesa vyskytujicich se v popisu problému.
Zde bychom vsak méli byt velmi opatrni. Ve slovese se miize ukryvat podstatné
jméno. Zanedbanim tohoto faktu bychom mohli prijit o dilezitou entitu v nasi
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aplikaci. To by mohlo mit v budoucnosti nasledky pri rozsitrovani funkcionality
aplikace a mohlo by to vést k migrovani databaze. Dobrym prikladem je slo-
veso ,recenzovat®. Pokud bychom pti modelovani zvolili vétu ,,Uzivatel recenzoval
X misto ,,Uzivatel napsal recenzi o X.“, tak bychom mohli v budoucim vyvoji
aplikace narazit na problém, Ze nemame entitu predstavujici recenzi, na kte-
rou bychom se mohli odkazovat. Snadno si jde domyslet komentovani nebo jiny
zpusob reagovani na recenze.

Pokud vahame, zda urcity typ dat ma tvorit entitu nebo relaci v nasem mo-
delu, je obecné doporuceno se rozhodovat podle toho, zda néktery dotaz na da-
tabazi dostane na vstupu informaci ve formé tohoto typu dat. Pokud ano, tato
data bychom méli reprezentovat jako entitu. Napriklad lze takto odvodit, ze Uzi-
vatel musi byt entita, protoze je vstupem (proménnou) v dotazu odpovidajicim
na otazku ,Které destinace navstivil uzivatel X7

3.2.3 Konceptualni datovy model

Po dtkladném rozmysleni jsou entity v nasi aplikaci propojeny vztahy tak, jak
na obrazku 4.

Travel
li > o «——offers
tkes Activity T
foIIows—l Destination

User

Ied_toj is_within

wrote about

\—v Rating | Country

participated—> Journey

Obrézek 4: Konceptualni datovy model pro socidlni sit pro cestovni nadsence.

3.3 Logicky datovy model

V této fazi definujeme zakladni schéma, které bude urcovat podobu nasich dat
v databazi. Vystupem tedy bude schéma ve formé grafu nazyvané logicky datovy
model, které bude mnohem detailnéjsi nez konceptualni datovy model. Bude se
zabyvat detaily, kterymi se zabyvaji vyvojari. Poté jiz mizeme do nasi databéaze
vlozit zkusSebni data a vyzkouset dotazy, které budou odpovidat na nase otazky
nacrtnuté v prvni ¢asti modelovani dat.
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3.3.1 Vrcholové labely

Podstatnou ¢ast prace jiz mame za sebou, nebot muzeme vyuzit konceptudl-
niho datového modelu a prevést nase entity na vrcholové labely. Label vrcholu
u urcuje, do které skupiny vrchol vrchol w patii. Label pak mtizeme pouzivat
v dotazech na databazi a pracovat tak s rtiznymi skupinami vrcholi a dosahnout
tak lepsiho vykonu pri dotazovani. Pro lepsi pochopeni je zde obrazek 5.
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Obrazek 5: Label vrcholu definuje, do které kategorie vrchol spada.

Labely vrcholii by mély byt struéné a vystizné. Musime mit na paméti bu-
douci rozsititelnost aplikace a fakt, ze s databazi mtze pracovat jiny vyvojar. Pri
pritazovani labelu je téz vhodné zvolit co nejvice obecny nazev, aby nam umoznil
snadnou reprezentaci podobnych objektt v budoucnu.

Povoleny pocet labelil pro jeden vrchol se u riznych grafovych databazi lisi.
Jednou z moznosti je kazdému vrcholu priradit pravé jeden label. To je napti-
klad pifstup ArangoDB databéze. Casto se ale také hodi mit labelt vice a pomoci
nich umét vyjadrit dédi¢nost. Vrcholy pak spadaji do vice skupin vrcholt naraz.
Tento pristup podporuje databaze Neodj. Prikladem mtize byt systém pro spravu
zameéstnanci a klientt ve firmé. Kromé vrcholovych labelt Zaméstnanec a Kli-
ent pouzijeme také label Osoba. Nebot zaméstnanec, reprezentovany vrcholem
v databazi, jisté sdili s klientem osobni idaje, jako jsou jméno a datum narozeni,
ale mize mit néjaké dodatecné informace, jako je naptiklad plat, nebo identifi-
kacni ¢islo zaméstnance. Nyni jednoduse muzeme vybrat data tykajici se pouze
klienti, ale zaroven muzeme pozadat databazi o informaci o vSech lidech spravo-
vanych v databazi. Priklad pritazeni vice labeli jednomu vrcholu je znazornén
na obrazku 6.

Castou chybou pii navrhovani labell je nekonzistentni pojmenovéavaci kon-
vence. Proto je dobré si stanovit pojmenovaci konvenci, kterou se budeme ridit.
V nasich prikladech je zvolena konvence doporucena v dokumentaci databaze
Neo4j a tedy pro labely vrcholi budeme pouzivat UpperCamelCase notaci, pro
labely hran SCREAMING SNAKE CASE notaci s pouzitim podtrzitka pro od-
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Client Employee
Person Person

Person

name: Jane Red
dateOfBirth:
09/11/1996
employeeld: 13
department: 8A
salary: 1500

name: Jack Black
dateOfBirth:

01/02/1989

clientld: 366

name: Rue White
dateOfBirth:

22/06/1989

Obrézek 6: Jeden vrchol s vice labely.

déleni slov a pro vlastnosti camelCase notaci. Labely vrcholi a nazvy vlastnosti
budou v jednotném cisle.

3.3.2 Hranové labely

Pti hledani hran vyuzijeme vztahti mezi entitami v pripraveném konceptualnim
datovém modelu. Podobné jako u vrcholovych labeltt musime zvazit labely hran,
jejichz nazvy by opét mély dodrzovat podobné principy. Navic bychom se méli
drzet jedné dobré zasady. Prectenim labelt pocatecniho vrcholu, hrany z néj
vychazejici a cilového vrcholu do néjz hrana vstupuje by nam mélo davat vecelku
smysluplnou vétu. Prikladem by mohla byt véta ,,Uzivatel napsal hodnoceni’,
ktera vznikla spojenim vrcholového labelu UZivatel, hranového labelu NAPSAL
a labelu cilového vrcholu Hodnoceni. Ve vétsiné pripadi maji véty tvar podle
nasledujici posloupnosti vétnych clentt — podmét-prisudek-predmeét. Hrany maji
obecné jeden label, nékdy oznacovany jako typ hrany.

Vytvorené véty nam urcuji i orientaci hran. Opacné orientace hrany by ve vét-
siné pripadu zptsobila, ze prec¢tenim danych labelt bychom dostali nesmyslnou
vétu. Pokud bychom tedy pozadovali opacnou orientaci hran, museli bychom
pristoupit ke zméné labelu hrany. Orientace hrany by méla reflektovat to, jak
prirozenym zpusobem premyslime o datech v nasi doméné. Pri prochazeni grafu
neni orientace hran prekazkou. Dotazovaci jazyky umoznuji pomoci grafovych
vzoru prochazet hrany v obou smérech.

Nyni zbyva jesté urcit jedinecnost hran. Jedinec¢nost lze definovat jako pocet
hran se stejnym labelem mezi dvéma vrcholy. Tyto vrcholy mohou a nemusi mit
stejny label. Jedinecnost hran se déli na dva typy: jednoduchd a vicendsobnd.
Jednoduchd jedinecénost znamend, ze mezi dvéma vrcholy existuje nejvyse jedna
hrana se stejnym labelem. Vicenasobnda povoluje takovych hran vice.

Vsechny hrany v nasi aplikaci, az na jednu vyjimku, budou mit jedinec¢nost
jednoduchou. Nebot naptiklad vztah LIBI SE mezi danym uZivatelem a cesto-
vatelskou aktivitou lze vyjadrit pomoci existence jedné hrany mezi témito dvéma
vrcholy. Vyjimkou je hrana s labelem VEDLA__ DO. Jisté totiz mize existovat
situace, kdy v ramci cesty uzivatel do dané destinace zavita vicekrat a s touto
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moznosti by nas model mél také pocitat. Tedy tato hrana bude mit vicena-
sobnou jedinecnost. Tyto hrany pak od sebe rozliSime pomoci vlastnosti, které
budou urcovat obdobi, kdy se dany uzivatel v dané destinaci nachazel. Hrany
s mnohonasobnou jedinecnosti bychom méli rozliSovat pomoci vlastnosti, aby
byly rozlisitelné.

Zvoleni spravné jedinecnosti hran je klicové pro spravné chovani databaze.
Pokud zvolime jednoduchou jedinec¢nost tam, kde by méla byt vicendsobna, da-
tabaze muze vracet méné dat nez ocekavame. Naopak, vicenasobna jedinec¢nost
hran tam, kde by méla byt jednoducha, miize vést k duplikativnim datim. Kazda
hrana navic zvysuje Cas vypoctu a komplikuje prichod grafem.

U nékterych implementaci grafovych databazi, jako napriklad JanusGraph,
lze tuto jedinecnost vynutit pti definovani schématu. U implementaci bez sché-
matického pristupu, jako je Neo4j, tuto jedineCnost lze osSetfit pouze v ramci
aplikace.

3.3.3 Vlastnosti

Posledni zastavkou pii konstruovani logického modelu jsou vlastnosti. V gra-
fovych databazich mohou mit vlastnosti vrcholy i hrany. Zakladni prvky grafu
mame, ale chybi ndm zpusob jak rozlisit jednotlivé vrcholy (a nékdy i hrany)
se stejnym labelem. K tomu nam slouzi vlastnosti.

Vlastnosti v grafové databazi jsou pary klic-hodnota a popisuji konkrétni atri-
buty hrany nebo vrcholu. Hodnota vlastnosti mtize byt riizného datového typu,
napriklad fetézec, ¢islo, pravdivostni hodnota nebo datovy typ pro uchovani da-
tumu a casu. Nékdy téz mize byt hodnota typu pole nebo seznam. Zde zélezi
na konkrétnich implementacich. Jednou z vlastnosti byva nami definovany uni-
katni identifikdtor kazdého vrcholu, diky kterému pristupujeme ke konkretnim
vrcholiim.

K dokonceni logického modelu nam tedy zbyva najit a spravné priradit po-
trebné vlastnosti konkrétnim vrcholovym a hranovym labelim, rozumné je po-
jmenovat a urcit jejich datovy typ. K jejich nalezeni ndm opét mohou pomoci
otazky z podkapitoly 3.1.

3.3.4 Logicky datovy model

Nase vysledné grafové schéma popisuje obrazek 7. Vrcholové labely jsou uvedeny
v krouzcich. Hranové labely jsou vepsany do sSipek. Vlastnosti vrcholt a hran
jsou zobrazeny v obdélnicich nachazejicich se u vrcholi a na hranach. Za kazdou
vlastnosti je v zavorce uveden datovy typ.

3.4 Testovani modelu

Testovani naseho grafového modelu spociva ve vyzkouseni, zda se chova dle na-
seho ocekavani (databaze vraci ocekavané vysledky) a dotazovani neni moc po-
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activityld(int) destinationld(int) countryCode(str)

activityName(str) . destinationName(str) N countryName(str) s
CoTravel . orFERs——{ PeSUNAt Lo \wiTHIN—»| Country |
\ Activity / \don ) ).
\*];/’/ —~ ~
ratingld(int)
body(str) -
rating(int) LED_TO
HIKES (/ Rating ) startDate(date)
endDate(date)
userld(int) )x\u//'\
firstName(str) WROTE ABOUT J\
lastName(str) [ 7 \A/ ~
’—ﬂ User ———PARTICIPATED—>| lourney |
\_T\ /// \\\ journeyld(int)
FOLLOWS- ——— 7| journeyName(str)

journeyStart(date)
journeyEnd(date)

Obrézek 7: Logicky datovy model pro socialni sit pro cestovni nadsence.

malé ani pro velké mnozstvi dat. K testovani lze vyuzit Siroké skaly nastroju,
které dotazovaci jazyky a databaze nabizeji.

3.4.1 Unit testy

Pri testovani spravnosti dotazi je vhodné pouzit unit testy. Tedy vytvorime si
pro kazdy dotaz malé mnozstvi testovacich dat (naptiklad kolem 10 vrcholu, tak
abychom z néj pouhym okem vycetli spravnou odpovéd), kterymi otestujeme
spravnost odpoveédi z databdze. Piikladem unit testu je zdrojovy kéd 2. Tento
kéd vlozi do databaze data, kterd tvori graf zndzornény na obrazku 8. Nasledné
zkontroluje dotaz hledajici vSechny uzivatele, které maji od uzivatele s vlastnosti
userIdrovnou 1 vzdalenost rovnou 2. Vidime, Ze po spusténi testu databaze by
méla vratit uzivatele s identifikatory 4 a 5. Néasledné po sobé uklidime. Smazeme
testovaci data.

3.4.2 Profile a Explain

Pokud celime pomalému vykonavani nékterych dotazti, mizeme pouzit dva na-
stroje pro diagnostiku problému. Prvni z nich se nazyva explain a slouzi pro
vysvétleni, jak se bude priichod grafem vyvijet na zédkladé naseho dotazu. Pou-
ziva se v situacich, kdy chceme zjistit chovani prichodu grafem, ale nechceme jej
vykonat. Vysledkem je optimalizovany exekuc¢ni plan daného dotazu, ktery by
byl vykonan na datech.
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// Vytvoreni testovacich dat

CREATE (ul:User {userId: 1, firstName: "John", lastName: "Doe"})
CREATE (u2:User {userId: 2, firstName: "Lisa", lastName: "Fog"})
CREATE (u3:User {userId: 3, firstName: "Bob", lastName: "John"})
CREATE (u4:User {userId: 4, firstName: "Jane", lastName: "Doe"})
CREATE (ub:User {userId: 5, firstName: "Paul", lastName: "Bae"})
CREATE (ul)-[:FOLLOWS]->(u2)

CREATE (u2)-[:FOLLOWS]-> (u3)

CREATE (ul)-[:FOLLOWS]->(u3)

CREATE (u2)-[:FOLLOWS]-> (u4)

CREATE (u3)-[:FOLLOWS]->(ub)

// Spudténi testu

MATCH (u:User {userId: 1})-[:FOLLOWS]->(u2)-[:FOLLOWS]-> (u3)

WHERE NOT EXISTS ((u)-I[

RETURN u3;

// Smazani testovacich dat

MATCH (u:Us

er)

WHERE u.
DETACH DELETE u;

:FOLLOWS] —> (u3))

userId IN [1, 2,

AND u3 <> u

3, 4, 5]

Zdrojovy kéd 2: Unit test

/ userld: 2 \

| firstName: Lisa ———FOLLOWS

\ lastName: Fog |

\
\
/ﬁ\\

FOLLOWS

/
/

/ userld: 4

\

( firstName: Jane |

\ lastName: Doe

\

/

/

/
/
/

N

FOLLOWS

\
\

userld: 1

firstName: John

lastName: Doe

/ userld: 3 \
firstName: Bob
\ lastName: John /

\ /
/

SN
FOLLOWS

FOLLOWS
N/ A
\\ /// \\\\

\ / userld: 5

firstName: Paul
/ \ lastName: Bae

/ \
/
\

Obrazek 8: Graf vytvoreny pomoci zdrojového kodu 2.

Druhému tikame profile a podle dodaného dotazu profiluje, co priichod gra-
fem udélal. Profile je hojné pouzivanym nastrojem pro analyzu dotazl, nebot
dotazy jsou ¢asto pomalé pouze pro nékolik vrcholu (napriklad superuzli). Toho
lze vyuzit k porovnani chovani rychlych a pomalych vykonani dotazu. Ziskané

informace pak vyuzijeme k optimalizovani nasich dotazu.
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3.4.3 Indexy

P1i psani této podkapitoly jsem Cerpal téz ze zdroje [36]. Pro efektivni hledani
dat v ramci grafu lze pouzit indexry. Toho lze vyuzit pro vylepseni dotazl, nebot
diky nim muzeme zrychlit prichod grafem, ptistup ke konkrétnim dattim a dalsi
operace pracujici s daty. Stanovenim indexu se v databazi vytvori datova struk-
tura s efektivnim hledanim obsahujici redundantni kopii vybranych dat podle
zadanych kritérii.

Indexy jsou vyhodné pro data, kterd jsou ¢astym tercem hledani. Nejcastéji se
jednd o vlastnosti, které casto vystupuji ve filtrovani dat v dotazu, nebo identifi-
katory vrchola. Déle se vyuzivaji pro vlastnosti, na kterych jsou provadény rtzné
operace s Tetézci. Piikladem je hledéani slov, které zacinaji na urcity podretézec.

Indexy vsak také maji nevyhody. Zvysuji naroky na tlozny prostor a mohou
zpomalovat zapisy do databaze. Mély by tedy byt vytvareny pouze pro vlastnosti,
pro které budou vyhodné.

3.4.4 Denormalizace

Denormalizace je metoda, kterd do databaze pridava redundantni data za ticelem
zrychleni ¢teni dat. Denormalizace v grafovych databazich vétsinou znamend
kopirovani hodnot vlastnosti vrcholl na incidentni hrany. Casto se jednd o ¢asové
informace. Nevyhodou tohoto procesu je nutnd udrzba téchto kopii coz vede
ke zpomaleni zapisi. Denormalizace je tedy vhodna pouze pro aplikace, kde
pocet operaci pro ¢teni z databidze mnohonasobné prevysuje pocet operaci pro
ZApis.

3.5 Ukazky dotazi

V této podkapitole jsou ukazany tii zdrojové koédy 3, 4 a 5 pro dotazy odpovidajici
na nékteré otazky z podkapitoly 3.1. Vysledky dotazu jsou v tabulkach 2, 3
a 4. U dotazi, které vraceji vice nez tii vysledky, jsou uvedeny pouze prvni tii.
Desetinna ¢isla ve vysledcich jsou zaokrouhlena na 3 desetinnd mista.

MATCH (a:TravelActivity)

WHERE a.activityName IN ["Sightseeing", "Water Sports"]
WITH collect (a) AS activities

MATCH (d:Destination)

WHERE ALL(a IN activities WHERE (d)-[:OFFERS]->(a))
AND NOT exists ( (:User {userId: 10})-[]1->(:Journey)-[]1->(d) )
OPTIONAL MATCH (d)<-[:LED_TO]-()<-[:ABOUT]-(r:Rating)

WITH d, coalesce(avg(r.rating), "not rated") as rating
RETURN d.destinationName AS name, rating

ORDER BY rating DESC

LIMIT 3;

Zdrojovy kod 3: Dotaz v Cypheru odpovidajici na zadani ,Najdi 3 nejlépe hod-
nocené destinace, které jsem nenavstivil, nabizejici konkrétni cestovni aktivity.“
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Tabulka 2: Vysledna tabulka pro dotaz ve zdrojovém kédu 3.

‘ name ‘ rating |
Dallas 4,222
Bangkok 4,077
San Antonio | 3,905

FOR u IN User
FILTER CONTAINS (UPPER (u.firstName), UPPER("RoB"))
OR CONTAINS (UPPER(u.lastName), UPPER("RoB"))
SORT u.firstName, u.lastName
RETURN {userId: u._key,
name: CONCAT (u.firstName, " ", u.lastName) }

Zdrojovy kéd 4: Dotaz v AQL odpovidajici na zadani ,Najdi uzivatele, jejichz
jméno nebo prijmeni obsahuje specifikovany retézec.”

Tabulka 3: Vysledna tabulka pro dotaz ve zdrojovém kédu 4.

‘ userld ‘ name ‘
153 Ashley Roberts
146 Kathryn Robbins
71 Marie Robertson

g.V () .has("Destination", "destinationId", 7).inE ("LED_TO").
group () .by (values ("startDate") .map{it.get () .getMonth() + 1}).
unfold() .
project ("month", "rating").

by (keys) .

by (select (values) .unfold() .
outV () .in('ABOUT') .values ('rating') .mean () .fold() .
coalesce (unfold(),constant ('not rated'))).
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order () .
by (__.select ("rating").
map { it.get () instanceof Number 2 0 : 1 }).
by (__.select ("rating"), desc).

limit (3)

Zdrojovy kod 5: Dotaz v Gremlinu odpovidajici na zadani ,,Pro konkrétni desti-
naci vrat 3 mésice v roce, ve kterych je nejlépe hodnocena.”

Tabulka 4: Vysledna tabulka pro dotaz ve zdrojovém kédu 5.

‘month| rating ‘

5 3,25
3 2,625
1 not rated

36



4 Cestovani v grafu

V této kapitole se zamétrime na velkou vyhodu grafovych databdzi — cestovani
v grafu. To mize byt rozdéleno na dva podproblémy: cestovani v grafu, kde
dopredu zname grafovy vzor a cestovani v grafu, kde dopredu grafovy vzor ne-
zname. Ne vzdy totiz plati, Ze cestu mezi dvéma vrcholy znime. Casto mame
pouze pocatecni a cilovy vrchol a chceme napiiklad zjistit, zda je jeden z druhého
dosazitelny.

Pro ukazkové piiklady v podkapitolach 4.3 a 4.4 je pouzity dataset [37] ob-
sahujici informace o belgickych zZelezni¢nich stanicich a jednosmeérnych spojenich
mezi nimi. K nému prislusny logicky datovy model ukazuje obrazek 9. Pivodni
dataset je rozdélen do dvou csv souborii. Jeden uchovava informace o zeleznic-
nich stanicich a druhy spojeni mezi nimi. Informace obsahujici souradnice pro
hrany byly vypustény. Seznam soubort shrnuje tabulka 5.

Tabulka 5: Pouzité soubory pro ukazku hledani cest.

| Typ | Néazev souboru | Poéet ¥fadku | Informace o souboru |
Entity | stations.csv 559 Informace o Zelezni¢nich stani-
cich.
Vztahy | leads_to.csv 1385 Stanice vede do stanice.

stationld(int)

stationName(str)
latitude(float)

longitude(float)

LEADS_TO
A

length(float) ‘

{ . \
\\ Station |
\\\ P /

.. >

Obrazek 9: Logicky grafovy model pro ukazkové priklady v této kapitole.

4.1 Prochazeni grafu

Pro prohledavani grafi od uréitého pocateéniho vrcholu lze pouzit dva znamé
grafové algoritmy vyuzivané pri cestovani v grafu:

1. Prohleddvani do $irky, oznacované jako BFS (z anglického Breadth-First
Search)

2. Prohleddvdni do hloubky, oznacované jako DFS (z anglického Depth-First
Search)

Oba algoritmy maji ¢asovou slozitost O(|E| + V).
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4.1.1 Prohledavani do sirky

Algoritmus BFS zacne v pocateénim vrcholu a nasledné prohleda vSechny své
sousedni vrcholy. Poté projde sousedy sousedti pocatecniho vrcholu, které jesté
nenavstivil a tak postupuje, dokud nenavstivi vsechny dosazitelné vrcholy.

Tento zptisob prochazeni grafu lze znazornit pomoci korenového stromu. Ko-
fenem je pocatecni vrchol. Algoritmus prochazi vrcholy grafu po jednotlivych
urovnich tohoto stromu. Plati, Ze nejkratsi cesta z poc¢ate¢niho vrcholu do vrcholu
v v neohodnoceném grafu ma délku rovnou hloubce v ve stromu, ktery priicho-
dem vznikne. Proto byva vyuzivan pti hledani nejkratsich cest v neohodnoceném
grafu. Lze jej efektivné implementovat pomoci fronty vrcholi. Prichod grafem
do sitky a strom, vznikly prichodem algoritmu jsou znazornény na obrazku 10.
Algoritmus zacinal ve vrcholu B. Poradi, ve kterém jsou vrcholy prochazeny, je
znazornéno ¢isly v obdélnicich u kazdého vrcholu.

Obrézek 10: Prichod algoritmu BFS grafem.

4.1.2 Prohledavani do hloubky

Algoritmus DFS zac¢inad v poc¢atecnim vrcholu. V aktualné navstiveném vrcholu
vzdy prejde do dosud nenavstiveného souseda, pokud takovy soused existuje,
jinak provede backtracking — vraci se zpét po cesté odkud prisel, dokud nenalezne
vrchol jehoz soused nebyl navstiven. Skonci, jakmile jsou vsSechny dosazitelné
vrcholy navstiveny.

Tento zplisob prochazeni grafu lze opét znazornit pomoci kotfenového stromu,
kde koten je pocatecni vrchol. Pozorovani ohledné nejkratsich cest, jaké jsme udé-
lali u BF'S, v tomto stromu obecné neplati. DF'S je vyhodny pro preddefinovanou
cestu, nebof neni tak narocény na pamét. Pii implementci vyuzivame zasobnik.
Priichod grafem do hloubky a strom, vznikly prichodem algoritmu jsou znazor-
nény na obrazku 11. Algoritmus zacinal ve vrcholu B. Poradi, ve kterém jsou
vrcholy prochazeny, je znazornéno ¢isly v obdélnicich u kazdého vrcholu.
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Obréazek 11: Prichod algoritmu DFS grafem.

4.2 Preddefinovana cesta

Casto pfi prichodu grafem predem zndme grafovy vzor urcujici cestu, kterou
musime projit, abychom dosahli pozadovanych vysledkii pro dany dotaz. Pfedem
zname délku cesty a vrcholové a hranové labely, pres které cesta prochazi. Tento
pruchod grafem budeme oznacovat jako preddefinovand cesta. V této podkapitole
se vratime k nasi aplikaci pro cestovatelské nadsence s logickym datovym mo-
delem na obrazku 7. Pri prekladu otazek na dotazy zjistime, ze vsechny grafové
vzory z téchto otazek odvozené predstavuji preddefinovanou cestu.

4.2.1 Ukazka preddefinované cesty

Prikladem muze byt dotaz odpovidajici na otazku , Které destinace navstivil uzi-
vatel s identifikatorem X7 Vidime, ze v dotazu budou jisté figurovat dvé entity:
Uzivatel a Destinace. Pti pohledu na logicky datovy model je ziejmé, zZe abychom
dostali vSechny navstivené destinace pro konkrétniho uzivatele, musime v grafu
projit i pfes vSechny vrcholy s labelem Cesta, které uzivatel podniknul. Tyto
vrcholy spojuji uzivatele s destinacemi, které navstivil. Jedna se tedy o preddefi-
novanou cestu, nebot vime, ze musime provést cesty o délce 2 obsahujici vrcholy
s labely UZivatel, Cesta a Destinace.

Nyni je otazkou, v kterych vrcholech je dobré priichod zacit. Volba pocatec-
nich vrcholi méa casto velky vliv na vysledny c¢as vypoctu. Jednou z moznosti
je zacCit na vrcholech s labelem Destinace. Grafovy vzor by pak urcoval cestu
ze vsech vrcholii s labelem Destinace pres hrany spojujici tyto vrcholy s vrcholy
s labelem Cesta. Nasledné pro vSechny vrcholy s labelem Cesta zkontrolujeme,
zda se jich vrchol s labelem UZivatel, ktery ma shodny identifikator s X, zicast-
nil. Destinace, které by takto nebyly s uzivatelem spojeny, by byly vyfiltrovany.
Vyhovujici destinace by byly vraceny. Ackoliv by tento vypocet vedl ke sprav-
nému vysledku, prochazet pres vsechny destinace a tedy i pres vSechny cesty neni
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nejvhodnéjsi. Vrcholi, které bychom museli zkontrolovat, je zbytecné mnoho. Ob-
dobné nevyhovujici by bylo zac¢inat ve vrcholech s labelem Cesta.

Nejlepsim TeSenim je zacit ve vrcholu predstavujicim konkrétniho uzivatele.
Nésledné projit pres vrcholy s labelem Cesta, kterych se uzivatel zicastnil a do-
stat se tak ke vSem destinacim, které dany uzivatel navstivil. Obecné je doporu-
¢eno zacinat v co nejmensim poctu vrcholti. Vysledny dotaz v Cypheru ukazuje
zdrojovy kod 6. Do odpovédi je zahrnuta téz informace, kolikrat dany uzivatel
destinace navstivil. Vysledky jsou podle toho sefazeny.

WITH 3 AS id

MATCH (u:User {userId:id})-[:PARTICIPATED]-> (:Journey)
—[:LED_TO]->(d:Destination)

RETURN d.destinationName, COUNT (d) AS count

ORDER BY count DESC, d.destinationName ASC;

Zdrojovy kod 6: Ukazka kodu dotazu vyuzivajictho preddefinovanou cestu.

4.3 Hledani cesty v neohodnoceném grafu

Nyni se podivame na hledani cesty v grafu, ktery je neohodnoceny. Tyto cesty lze
hledat i v grafu s ohodnocenymi hranami tak, Ze ohodnoceni hran ignorujeme.
Pocet hran na cesté pak urcuje délku cesty.

Cest mezi dvéma vrcholy muze byt obrovské mnozstvi. Pokud neomezime
pruchod grafem, napriklad pomoci poc¢tu hran na cesté, muze se stat, ze vypocet
bude trvat velmi dlouho, nebo v horsim piipadé bude nekonec¢ny. Druhd moznost
nastane pokud nezajistime, ze v grafu hledame opravdu jen cesty a nikoliv sledy.

Ditvoditi pro hledani cesty mezi dvéma vrcholy miize byt vicero. Jednim z nich
je hledani cesty s nejkratsi délkou. Dalsimi je zjisténi dosazitelnosti a hledani
cesty o fixni délce.

Problém nejkratsi cesty v neohodnoceném grafu lze vyresit pomoci algoritmu
BF'S, nebot systematicky prochazi vsechny vrcholy, které maji vzdalenost od po-
¢atecniho vrcholu rovnou k, kde k € Ny. Zacind pro k = 0 a postupné v kazdém
kroku k zvétsuje o 1. V kazdém kroku pak kontroluje vSechny vrcholy w, které
maji z pocateéniho vrcholu vzéalenost rovnou k. Pokud narazi na cilovy vrchol,
vraci k, které predstavuje délku nejkratsi cesty do daného vrcholu. Algoritmus
si pro kazdy navstiveny vrchol miize pamatovat vrchol, ze kterého do néj pri-
sel. Timto zpusobem muze vratit i konkrétni cestu, kterou se do vrcholu dostal.
Nejkratsich cest mezi dvéma vrcholy miuze byt vice. Pro libovolné m € N mi-
zeme takto postupovat i pro nalezeni az m riznych nejkratsich cest pro dva dané
vstupni vrcholy.

V databazi ArangoDB lze cesty mezi stanicemi obsahujici 1 az 4 hrany najit
pomoci dotazu ve zdrojovém kédu 7. Na tadku 2 vyfiltrujeme ty sledy, které
obsahuji cyklus a specifikujeme strategii prohledavani do sirky. Vysledky jsou
sefazeny podle poctu hran na cesté. Tabulka 6 ukazuje vysledek tohoto dotazu
po zavolani.
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FOR v,e,p IN 1..4 OUTBOUND 'Station/157' LEADS_TO
OPTIONS {uniqueVertices: 'path', order: 'bfs'}
FILTER p.vertices[-1]._id == 'Station/1061"
LET distance = LENGTH (p.edges[*])
LET stations = p.vertices[*].stationName
SORT distance
RETURN {
stations,
distance

Zdrojovy kéd 7: Cesty v neohodnoceném grafu.

Tabulka 6: Vysledna tabulka pro dotaz ve zdrojovém kédu 7.
stations ‘ distance

BILZEN, BOKRIJK, KIEWIT, SCHULEN 3
BILZEN, DIEPENBEEK, HASSELT, SCHULEN 3
BILZEN, BOKRIJK, KIEWIT, HASSELT, SCHULEN 4
BILZEN, DIEPENBEEK, HASSELT, KIEWIT, SCHULEN 4
BILZEN, DIEPENBEEK, HASSELT, ZONHOVEN, SCHULEN 4

4.4 Hledani cesty v ohodnoceném grafu

Délka cesty mezi pocatecnim a koncovym vrcholem v ohodnoceném grafu je ddna
souctem ohodnoceni hran na cesté. Tedy nejmensi pocet hran na cesté nutné
neznamena, ze soucet ohodnoceni hran je mensi nez na jiné cesté obsahujici vice
hran.

Pro hledani nejkratsi cesty v ohodnoceném grafu se nejcastéji vyuziva Dijkst-
ruv algoritmus. Ve zdrojovém kodu 8 z knihy [17] je ukdzana verze Dijkstrova
algoritmu pro hledani cesty mezi dvéma vrcholy napsana v jazyce Gremlin. Do-
taz najde nejkratsi cestu mezi dvéma vrcholy v ohodnoceném grafu a vrati jména
stanic na této cesté, jejich pocet a délku této cesty. Dijkstriv algoritmus je vice
popsan v nasledujici kapitole.

Zde obzvlasté plati, Zze cest mezi dvéma vrcholy mtze byt opravdu mnoho,
hlavné ve velikych grafech. Proto se ¢asto z casovych divodu nejkratsi cesta apro-
ximuje. Napriklad pokud pti prochazeni grafu narazime na superuzel, cestu ptes
néj nepocitame, nebot bychom museli prochazet jeho kazdou vystupni hranu,
coz by bylo vypocetné narocné.
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g.withSack (0.0) .V ().

has ("Station", "stationId", 1048).

repeat (outE ("LEADS_TO") .
sack (sum) .by ("length") .
inv().as("visited").
simplePath () .
group ("minDist") .by () .by(sack () .min()) .
filter (project ("currMinDist", "sackDist").

by (select ("minDist") .select (select ("visited"))).

by (sack()) .
where ("currMinDist", eq("sackDist")))).
until (has ("Station", "stationId", 810)).
order () .by(sack (), asc).
limit (1) .
project ("stations", "stationsCount", "totalLength").
by (path () .
unfold() .
hasLabel ("Station") .
values ("stationName") .
fold()) .
by (path () .count (local) .math (" (_+1)/2")).
by (sack()) .
fold()

Zdrojovy kod 8: Hledani nejkratsi cesty v ohodnoceném grafu.
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5 Algoritmy

Tato kapitola byla napsdna pomoci knih [38] a [35]. Déle byla vyuzita dokumen-
tace knihovny Graph Data Science Library [23] a zdroj [4].

V této kapitole predstavime nékolik uzitecnych algoritmi navrzenych pro
praci s grafy. Tyto algoritmy jsou vhodné pro pouziti pti dotazech na grafovou
databazi a mohou byt aplikovany v riznych situacich. Pouzivaji je predevsim
OLAP systémy. Umoznuji ndm naptiklad efektivné hledat nejkratsi cesty mezi
vrcholy, nachazet vrcholy, které pro nas mohou byt svym zptisobem dulezité,
nebo treba hledat skupiny navzajem propojenych vrcholi v grafu. Tyto algoritmy
a mnohé dalsi obsahuje knihovna s nazvem Graph Data Science Library.
Tuto knihovnu lze dodatecné nainstalovat do databaze Neodj. Zkracené ji budeme
oznacovat GDS.

Pro nejefektivnéjsi beh algoritmu pouziva GDS k reprezentaci dat grafu speci-
alni formét grafu ulozeny docasné v paméti. Jedna se o strukturu vrcholi a hran,
jejichz vlastnosti mohou byt pouze ¢iselné. Kazdy takovy graf je pojmenovan
a diky tomu na néj muzeme odkazovat v algoritmech. Tyto odkazy jsou ulozené
v grafovém katalogu. Graf lze vytvorit vice zptisoby. V praci je pouzity zptisob
vytvoreni grafu pomoci Cypher projekce.

Algoritmy pak mohou bézet ve tfech rezimech:

o Stream — vysledky algoritmu obdrzime jako vysledek dotazu.
o Mutate — vystup algoritmu aktualizuje graf v paméti.

o Write — zapiSe vysledek algoritmu zpét do databaze Neo4j.

5.1 Algoritmy pro hledani cesty v grafu

V praxi je uzitecné v grafu najit rychle optimalni cestu mezi dvéma, ¢i vice
vrcholy. Tento problém potrebuji fesit napriklad nastroje pracujici s grafy repre-
zentujici mapy, které hledaji vhodné trasy mezi body na mapé. Dalsimi priklady
optimalizacni problémt jsou fizeni dodavatelskych fetézci, hledani nejvhodnéj-
stho autobusového spojeni a analyza pocitacové sité. Pro reseni tohoto problému
vznikly rizné algoritmy. Kazdy pracuje odlisné a je vyhodny pro rtizné poddruhy
problémi. Dva z nich si zde predstavime.

5.1.1 Dijkstrav algoritmus

P1i psani této podkapitoly jsem cerpal pfevazné ze zdroje [4]. Dijkstruv algo-
ritmus[39] je jeden z nejznaméjsich algoritmi pro hledani nejkratsi cesty. Lze
jej aplikovat na neohodnocené grafy, nebo grafy s kladnym ohodnocenim hran.
Jedna se o hladovy algoritmus, ktery vychazi z daného vrcholu a hleda nejkratsi
cesty ke vSem ostatnim vrcholim v grafu. Lze jej také omezit, aby iteroval jen
dokud nenajde nejkratsi cestu ke konkrétnimu cilovému vrcholu. Spravné reseni
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je dosdahnuto diky pamatovani si dosud nejkratsich nalezenych cest do jiz navsti-
venych vrcholti. V kazdé iteraci se pak vybere jeden vrchol s nejkratsi nalezenou
cestu ze vSech vrcholt, které jesté nebyly zpracovany. Poté se aktualizuji vSechny
nejkratsi cesty do jeho sousedti, pokud cesta pres tento vybrany vrchol predsta-
vuje zlepseni. Pokud je néjaky vrchol nedosazitelny nebo jesté nebyl navstiveny,
méa hodnotu oo.

Nevyhodou tohoto algoritmu je, Ze pro nalezeni nejkratsi cesty mezi dvéma
zadanymi vrcholy je v nejhorsim pripadé potifeba nalézt vsechny nejkratsi cesty
do ostatnich vrcholli, nez se algoritmus dostane k pozadovanému vysledku. To
nastava v pripadé, kdy je mezi danymi vrcholy nejkratsi cesta nejdelsi ze vsech
nejkratsich cest z pocatecniho vrcholu do ostatnich vrcholt. Dijkstriv algorit-
mus navic nefunguje v grafu, kde se vyskytuji hrany se zapornym ohodnocenim.
V téchto grafech je proto nutné pouzit jiny algoritmus — napiiklad Bellman-
Forduv[40] algoritmus.

5.1.2 Algoritmus A*

Pti psani této podkapitoly jsem cerpal téz ze zdroje [41]. Algoritmus A*[412]
pracuje podobné jako Dijkstruv algoritmus. Avsak casto dosahuje vysledku rych-
leji diky dodatecné informaci, kterou dostane na vstupu. Této informaci se rika
heuristika. Je to funkce h: V — RT odhadujici délku cesty ze vSech vrcholu
do cilového vrcholu. Pro spravny vysledek by heuristika méla byt optimisticka,
tedy odhad vzdalenosti by mél byt nejvyse roven skutecné vzdélenosti. Plati, ze
¢im 1épe odhadneme heuristiku, tim rychleji algoritmus najde feseni. Dijkstrav
algoritmus je specidlnim pripadem A*. Pro néj plati h(v) = 0 pro vsechny vrcholy
v € V. Pro sviij rychly vypocet je napriklad implementovan ve videohrach.

Rozhodnuti do jakého vrcholu bude algoritmus pokracovat je provedeno na za-
kladé funkce f(n) = g(n) + h(n) pro kazdy navstiveny vrchol n. Funkce g(n)
predstavuje soucet ohodnoceni nejkratsi cesty z poc¢atecniho vrcholu pres jiz na-
vstivené vrcholy do n. Funkce h(n) je vstupni heuristika. V kazdé iteraci pak
algoritmus pokracuje vrcholem, pro ktery je hodnota funkce f nejmensi.

V GDS lze A* pouzit napiiklad pro vrcholy reprezentujici néjakou lokaci,
ktera je presné urcena pomoci zemépisné sirky a délky. Geografické souradnice
nam slouzi jako c¢ast heuristické funkce.

5.2 Minimalni kostra grafu

P1i psani této podkapitoly jsem cerpal prevazné z knihy [38]. Dalsim zndmym
grafovym problémem je hledani minimalni kostry v souvislém grafu. Kostru grafu
1ze definovat jako podgraf grafu G, ktery je stromem obsahujicim vsechny vrcholy
pivodniho grafu. My pozadujeme, aby kostra byla minimalni, tedy aby soucet
ohodnoceni hran v nalezené kostte byl ze vSsech moznych koster nejmensi. Vstu-
pem algoritmu hledajictho minimalni kostru grafu je souvisly neorientovany graf
G s ohodnocenymi hranami. Piiklad minimélni kostry grafu je na obrazku 12.
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Obréazek 12: Minimalni kostra grafu.
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GDS knihovna obsahuje Primtv algoritmus. Tento iterativni hladovy algo-
ritmus vyzaduje na vstupu specifikovat pocatecni vrchol s. Postupné je z néj
vytvaren strom T tak, ze v kazdém kroku je k T" pfipojena jedna hrana. Vzdy je
vybrana hrana s nejmensi vahou, ktera vede z vrcholu v T" do vrcholu mimo 7.
Pokud neexistuje hrana, ktera by sla do stromu pridat, vypocet skonéi a vrati T,
kde T je minimalni kostra komponenty vstupniho grafu obsahujici s. Pokud pti
implementaci vyuzivame binarni prioritni frontu dostaneme celkovou slozitost
O(|E]log, [V]).

Tento algoritmus lze vyuzit pro nejlevnéjsi propojeni mést vodnim potrubim,
kde nizsi ohodnoceni hran znamend mensi naklady. Hledani minimalni kostry
se téz vyuziva pri aproximovani slozitych problémi, jako je naptiklad problém
obchodniho cestujiciho.[38§]

5.3 Random walk

P1i psani této podkapitoly jsem Cerpal prevazné ze zdroje [23]. Random walk pro-
vadi ndhodné sledy zadané délky z daného vrcholu. Jedné se o priichod grafem,
kde je vzdy v aktualnim vrcholu ndhodné vybrana hrana, kterou bude algorit-
mus pokracovat. V klasické verzi algoritmu je v kazdém vrcholu pravdépodobnost
vybrani hrany uniformni a nezalezi na predchozich vybérech. GDS nabizi sofisti-
kovanéjsi verzi oznacovanou jako Random walk druhého rdadu. U tohoto algoritmu
se specifikuji dva parametry:

e returnFactor — urcuje snahu algoritmu se vracet zpét do vrcholu, ktery
byl navstiven naposledy. Hodnoty mensi nez 1 pravdépodobnost tohoto
vybéru zvysuji.

e inOutFactor — urcuje snahu algoritmu ztstavat ¢i neztistavat v blizkosti
pocatecéniho vrcholu. Cim vyssi hodnota je zadana, tim bude priichod gra-
fem lokalnéjsi.
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V klasické verzi jsou oba parametry nastaveny na hodnotu 1. Vybéry hran lze
téz ovlivnit ohodnocenim hran.

Random walk se pouziva jako soucast jinych algoritmi, kde je potfeba urcité
mnozstvi ndhodnych, ale navzajem propojenych vrcholi. Muze byt téz vyuzivan
pro simulaci sifeni epidemie. V nasledujici ukazce byl algoritmus pouzit na graf
s logickym datovym modelem z obrazku 9 z predchozi kapitoly. Algoritmus za-
¢inal ve stanici s vlastnosti stationId rovné 9. Tabulka 7 ukazuje vysledky
algoritmu. Pro jedno nastaveni parametru jsou ukazany t¥i ndhodné cesty o délce
sedmi hran. Kazda cesta je reprezentovana ve druhém sloupci posloupnosti iden-
tifikatori stanic stationId, pres které cesta prochazi. Tyto identifikatory jsou
od sebe oddéleny stredniky. V tfetim sloupci je pro kazdou cestu spocitana vzda-
lenost vzdusnou ¢arou z pocatecniho do cilového vrcholu naznacujici, jak lokalni
pruchod algoritmus provedl.

Tabulka 7: Priklady béhu algoritmu random walk.
‘ Parametry | Vrcholy na cesté ‘ Vzdalenost |
9; 132; 187; 541; 814; 142; 732; 644 29596 m
9; 686; 1134; 1270; 326; 1061; 523; 19 | 38943 m
9; 1238; 553; 1174; 368; 648; 916; 1260 | 19693 m

returnFactor = 20;
inOutFactor = 0,2;

returnFactor — 0.92: 9; 132: 9; 132; 9; 132; 686; 132 8181 m
. o) 9; 686; 9; 686; 9; 686; 9; 686 9587 m
inOutFactor = 20; ’ 1 » »

9; 686; 9; 686; 132; 9; 132: 9 0m

5.4 Algoritmy pro miru centrality

P1i psani této podkapitoly jsem Cerpal prevazné ze zdroju [35] a [38]. V ramci
analyzy grafit mohou algoritmy centrality poskytnout vhled do vyznamnosti jed-
notlivych vrcholt v grafu. Tyto algoritmy umoznuji identifikovat vrcholy, které
jsou v kontextu celého grafu vyznamnéjsi nez ostatni. V praxi je mozné vyu-
zit téchto algoritmt napiiklad pfi analyze kritickych sekci v telekomunikaénich
nebo pocitacovych sitich, které slouzi jako hlavni prenosové trasy pro informace.
Dale 1ze centrality vyuzit k identifikaci klicovych osobnosti v ramci organizace
¢i k detekei odlehlych dat, ktera mohou naznacovat nekalé praktiky ¢i podvody.

5.4.1 Degree Centrality

Nejznamnéjsi a nejjednodussi mirou centrality je degree centrality. Tato mira
kazdému vrcholu v grafu pritazuje skére rovné jeho stupni. Stupen vrcholu miize
byt bud vstupni, vystupni, nebo kombinovany. Vrcholy s vyssim stupném lze
vétsimu poctu hran. Piikladem mize byt graf reprezentujici Zelezni¢ni sit. Cim
vice spojeni ma zelezni¢ni stanice, tim spise se jedna o vyznaméjsi stanici.
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5.4.2 Closeness Centrality

Myslenkou closeness centrality je identifikovat nejvlivnéjsi vrchol v grafu na za-
kladé toho, jak rychle je mozné se z néj lze dostat do ostatnich vrcholi. Kon-
krétné je to vrchol, pro ktery je soucet nejkratsich cest do vsech ostatnich vr-
choltl co nejmensi. V pripadé nesouvislého grafu lze vyuzit harmonic centrality,
ktera se umi vyporadat s nedosazitelnymi vrcholy. Skore vrcholu u € V' v grafu
G = (V, E) se pak pocita podle vzorce

1

B ZvGV\{u} diSt(u> U) .

closenessCentrality(u)

5.4.3 Betweenness Centrality

Algoritmus pro vypocet betweenness centrality[43] nejprve spocita nejkratsi cesty
mezi vsemi pary ruznych vrcholi v grafu. Kazdy vrchol poté obdrzi skére, které
hou byt klicové napriklad v grafu, kde vrcholy reprezentuji ktizovatky a hrany
predstavuji cesty mezi nimi. Informace o tom, kterymi kfizovatkami prochézi
nejvice nejkratsich cest, muzeme vyuzit pro odhad lokaci, kde se pravdépodobné
bude pohybovat nejvice lidi. Zakladni vzorec pro pocitani skére vrcholu u € V
v grafu G = (V, E) je

betweennessCentrality(u) = ) ,6&,
vinzwey dist(v,w)
kde d(u) znaé¢i pocet nejkratsich cest, které prochazi vrcholem w.
Algoritmy pro closeness a betweenness centrality mohou byt v pripadé vel-
kych grafi vypocetné dost narocné. Proto se casto pristupuje k jinym, ne zcela
presnym, zato mnohem rychlejsim, algoritmtm.

5.4.4 PageRank

S timto iterativnim algoritmem|44] prisla na trh spolecnost Google. Byl uréen pro
hodnoceni vyznamnosti webovych stranek, kde webové stranky si lze predstavit
jako vrcholy grafu. Hrany mezi nimi reprezentuji odkazy na strankach odkazujici
na jiné stranky. Dtlezitost vrcholu je urcena nejen dulezitosti vrcholu samotného,
ale také dilezitosti vrcholi na tuto stranku odkazujicich. Vysoké skére vrcholu
tedy znamena, zZe je vrchol propojen s vrcholy, které maji téz vysoké skore.

Toto Teseni je zaloZeno na vlastnich vektorech a stochastickych maticich z li-
nearni algebry. Vypocet skére vétsinou vede na nekonecny vypocet a proto se
omezuje pocet iteraci tohoto vypoctu, nebo se udava maximalni mozna odchylka
mezi vysledky iteraci.

5.4.5 Pouziti algoritmii pro miru centrality

Vysledky aplikace zminénych algoritmt pro méreni centrality na graf z obrazku
13 je znézornén v tabulce 8.
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Obréazek 13: Priklad grafu, na kterém jsou provadény algoritmy.

Tabulka 8: Miry centrality.
Vrchol A B C D E F G
Degree Centrality 4 3 4 4 3 2 2
Closeness Centrality 0,75 10,6 | 0,75 | 0,75 | 0,67 | 0,55 | 0,6
Betweeness Centrality || 3,33 | 0 | 1,33 | 1,33 | 2,67 | 1 1,33

5.5 Detekce komunit

P1i psani této podkapitoly jsem cerpal prevazné ze zdroju [38] a [23]. Algoritmy
detekce komunit v grafech se zaméruji na nalezeni skupin vrcholt, tzv. komu-
nit, které jsou mezi sebou silnéji propojeny nez s vrcholy v jinych castech grafu.
Prikladem vyuziti je analyza socialnich siti, kde se hledaji komunity blizkych
pratel, které tvori shluky propojenych vrcholii. Nésledné 1ze z téchto informaci
odhadovat chovani jednotlivet podle ¢lenti jejich komunity. Znalost komunit 1ze
téz vyuzit pro doporucovani produktii uzivatelim s podobnym nakupnim chova-
nim.

Algoritmy pro detekci komunit se déli na deterministické a nedeterministické.
Deterministické vraci pro stejny graf vzdy stejny vysledek, zatimco vysledek u ne-
deterministickych muze byt pro stejny graf pri opakovaném spusténi mirné od-
lisny. Mezi deterministické se fadi pocitani trojihelniki, vypocet shlukavaciho
koeficientu, nebo hledani komponent. Mezi nedeterministické patii naptriklad La-
bel Propagation, nebo Louvain Modularity.

5.5.1 Pocitani trojuhelnika a shlukovaciho koeficientu

Algoritmus pro kazdy vrchol vrati pocet trojuhelniki, kterych je dany vrchol
soucasti. Trojtihelnik je zde definovan jako skupina tii navzajem propojenych
vrcholii. Trojuhelniky nam pomahaji urcit do jaké miry jsou vrcholy v nasem
grafu propojeny. V hustych grafech, lze obvykle nalézt vice trojihelniki. Algo-
ritmus je oblibeny pfi analyze socialnich siti, kde pomahda detekovat komunity,
nebo zkoumani skupin webovych stranek s podobnym namétem.
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Zmalost poctu trojuhelniki lze vyuzit téz pro vypocet shlukovaciho koefici-
entu vrcholu, ktery urcuje pravdépodobnost, s jakou jsou jeho sousedé propojeni.
Pokud je hodnota koeficientu rovna 1, znamend to, ze vrchol se svymi sousedy
tvori kliku v grafu. Shlukovaci koeficient vrcholu u lze vypocitat pomoci vzorce

_ 2% TriangleCount(u) ]
= eglw) + (deglu) —1) W

Pro ukazkovy graf na obrazku 13 pocet trojuhelnikii a shlukovaci koeficient
jednotlivych vrchol zobrazuje tabulka 9. Vidime, ze vrchol A je soucasti tii
trojuhelniki, které jsou tvoreny vrcholy A-B-C, A-B-D a A-C-D. Stupen vrcholu
je 4. Dosazenim do vzorce 1 dostavame shlukovaci koeficient 0.5.

ClusteringCoef ficient(u)

Tabulka 9: Pocet trojuhelnikti a shlukovaci koeficient.
Vrchol A|B|] C D E |F|G
Triangle Count 313 4 4 1 010
Clustering Coefficient || 0,5 | 1 | 0,67 | 0,67 | 0,33 | 0 | O

5.5.2 Hledani komponent

Nalezeni komponent v grafu je uziteéné pro pochopeni nasich dat. Algoritmy pro
tuto ulohu jsou rychlé. Mohou byt vyuzivany v grafech, které se casto aktuali-
zuji pro detekci novych vrcholtt mezi skupinami. Nebo jsou pouzity pro hrubé
nalezeni komunit, které lze dal analyzovat. Existuji algoritmy pro hledani silné
a slabé souvislych komponent. Pro graf na obrazku 13 nam algoritmus pro hle-
dani slabé souvislych komponent vrati, ze vsechny vrcholy grafu jsou soucasti
jedné komponenty.

5.5.3 Algoritmus Louvain

Louvainuv algoritmus[45] je hladovy a iterativni algoritmus, ktery se snazi ma-
ximalizovat modularitu komunit. Mudularita je zptsob, jakym miizeme mérit
kvalitu nalezenych komunit. Porovnava komunity v grafu s ndhodnym grafem,
ktery vznikne odstranénim hran v pivodnim grafu a naslednym pridanim téchto
hran mezi dva ndhodné zvolené nepropojené vrcholy. U nahodného grafu se pred-
poklada rovnomeérné propojeni téchto vrcholt. Modularita nabyva hodnot z inter-
valu (—1,1). Cim je hodnota vyssi, tim jsou vrcholy v komunitdch propojendjsi.
Vypocet modularity je pocitan vzorcem

1 ke,

= 5 [Auv -
2m o3 2m

[6(Cu, C), (2)

kde

e u a v jsou vrcholy,
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m je soucet pres vSechna ohodnoceni hran,

Ay je vaha hrany mezi vrcholy u a v,

k. je soucet pres vsechna ohodnoceni hran incidentnich s x

. 2 d(C,.C,) = {1 ‘?fastliée u i v patii do stejné komunity,
0 jinak.
Podil % ve vzorci 2 odpovida nahodnému grafu majici stejnou distribuci stupni
a tedy vyjadruje ocekavanou sumu ohodnoceni hran mezi dvéma vrcholy.
Na zacatku kazdy vrchol tvori komunitu. V neohodnoceném grafu ma kazda
hrana vahu 1. Algoritmus ma dva kroky:

1. Pro kazdy vrchol (komunitu) v v grafu je vyhodnocovana zména modu-
larity, pokud by se vrchol premistil do jedné ze sousednich komunit. Vy-
hodnocuje se pomoci vzorce 2. Jestlize je hodnota modularity pro vSechny
sousedy zapornd, pak vrchol v ztstane ve vlastni komunité. Jinak je vrchol
v sloucen do komunity, pro kterou je hodnota modularity nejvyssi. Cilem
je najit nejlepsi roztazeni jednotlivych vrcholi do komunit.

2. Kazda nalezena komunita tvori vrchol v novém grafu. Kazdému vrcholu je
vytvorena smycka s vahou rovnou souc¢tu ohodnoceni hran v rameci komu-
nity. Hrana propojujici dva nové vzniklé vrcholy ma vahu, kterd je souctem
ohodnoceni hran mezi komunitami, které tyto vrcholy reprezentuji. Tento
novy graf bude vstupem v dalsi iteraci.

Algoritmus iteruje tak dlouho, dokud dochézi ke zvySovani modularity ve vznik-
lych komunitach. Da se téz omezit, aby iteroval tak dlouho, dokud budou hodnoty
modularity vyssi nez zadana prahova hodnota. Vysledkem je rozirazeni vrchola
do jednotlivych komunit na zakladé vysledného grafu.[46]

Pro ukézkovy graf 13 nam algoritmus z knihovny GDS rozdélil vrcholy do dvou
komunit. Vysledky shrnuje tabulka 10.

Tabulka 10: Algoritmus Louvain.
Vrchol A|/B|C|D|E|F|G
Komunita || 2 |2 |22 6|6 |6
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6 Testovani vybranych implementaci

Pro testovani byl pouzit dataset [47] obsahujici informace o vztazich uzivatelu
ze socialni sité Youtube. Pro testovani byl téz vytvoren csv soubor obsahujici
identifikatory vsech uzivatelt v siti a dalsi soubor s vlastnostmi. Tato data tvori
neorientovany graf. Pri testovani byly pouzity orientované hrany a obecné byly
prochazeny jak vychozi, tak prichozi hrany. Ptislusny logicky datovy model k tes-
tovanému datasetu ukazuje obrazek 14. Seznam soubort shrnuje tabulka 11.

userld(int)

firstName(str) | User | FRIENDS

age(int) /

Obrazek 14: Logicky grafovy model pro testovani.

Tabulka 11: Pouzité soubory pro experimentovani s databazemi.

Typ Nazev souboru Pocet | Informace o sou-
boru

Entity users.csv 1134890 | Identifikatory wuzi-
vatelt.

Vztahy com—youtube.ungraph.tsv | 2987624 | Pratelstvi mezi
uzivateli.

Vlastnosti properties.csv 1134890 | Jméno a vék uziva-
telt.

Primérny stupen vrcholu je 5,265. Median a modus jsou 1. Prvni kvartil je
roven 1 a treti kvartil je roven 3. Nejvétsi stupen ze vsech vrcholi ma vrchol
s identifikdtorem 1072, ktery ma stupenn 28754. Caste¢nou distribuci stupné
vrcholii zobrazuje graf 15. Pro zvyseni prehlednosti bylo na vertikalni ose pouzito
logaritmické méritko o zakladu 10. Horizontalni osa zobrazujici stupné vrchola
byla omezena na interval (0,2000).

Testovani probihalo na notebooku s operacni pameéti o velikosti 16 GB. No-
tebook byl po celou dobu testovani napajen. Konfiguraci databazi jsem ponechal
v puvodnim stavu, nebot tak podavaly nejlepsi vysledky. Pouze jsem upravil ve-
likost Java Heap v Gremlin konzoli na 4 GB. V Gremlin konzoli jsem pracoval
s lokélni databazi pomoci médu plocal, protoze vysledky byly mnohonasobné
lepsi. U testovani vykonu prochézeni grafu a hledani nejkratsi cesty jsem provedl
prvni pokus, abych vidél, jak funguje cache. Nasledné byl kazdy dotaz proveden
desetkrat. Z téchto vysledkt pak byla vypocitana primérna doba dotazu.

Pro snazsi zprovoznéni zvolenych databazovych systému jsem pro kazdou
databazi vytvoril slozku obsahujici soubor Dockerfile, coz umoziuje snadné
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Graf 15: Distribuce stupné vrcholi testovaného datasetu.

spusténi databazového systému v Docker kontejneru. Do téchto kontejneri jsou
zkopirovany vSechny pouzivané datasety a potrebné soubory. Ke kazdé databéazi
jsou téz k dispozici okomentované dotazy. Testy v Dockeru mi podavaly mirné
horsi vysledky nez vysledky prezentované v této praci, které byly provadény
na lokalné stazenych databazovych systémech.

6.1 Vysledky testovani

Prvni jsem testoval vkladani a mazani vrchol a hran v databazich. Data do da-
tabaze Neodj byla vlozena pomoci klauzule LOAD CSV v transakcich. Pro vlozeni
dat do databaze ArangoDB byl pouzit nastroj arangoimport. Pro datab&zi
OrientDB byl pouzit nastroj ETL. Mazani vrcholii a hran probihalo pomoci do-
tazovaciho jazyka dané databdze. V OrientDB jsem mazal vrcholy pouze pomoci
SQL. Vysledky testu zobrazuje graf 16.

Nésledné jsem otestoval vykon databazi pomoci osmi dotazt. Inspiroval jsem
se dotazy pouzivanymi ve zdroji [26]. Prvni ¢tyii dotazy testuji pruchod gra-
fem. Dalsi dva hledaji nejkratsi cestu. Pro posledni dva dotazy jsem do data-
baze pridal pomoci vysSe zminénych importovacich nastroju vlastnosti ze souboru
properties.csv. Slouzily k otestovani filtrovani a agregovani. Na tyto vlast-
nosti nebyl pouzity index. Ten jsem pouzil pouze pro vlastnost userId. VSechny
dotazy jsou shrnuty v tabulce 12. Grafy 17 a 18 ukazuji primérnou dobu trvani
jednotlivych dotazu.
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Graf 16: Priumérné vysledky dotazu vkladani a mazani.

Tabulka 12: Tabulka pouzitych dotazu pri testovani databazi.

‘ Dotaz | Popis dotazu | Vysledek |
Q1 Spocita sousedy vrcholu s userld 1 do hloubky 2. 7176
Q2 Spocita sousedy vrcholu s userld 1 do hloubky 3. 240249
Q3 Spocita sousedy vrcholu s userld 1 do hloubky 4. 814122
Q4 Spocita sousedy vrcholu s userld 1 do hloubky 5. 1051030
Q5 Najde nejkratsi neorientovanou cestu mezi dvéma vr- | 3 hrany
choly s userld 12000 a 1047.
Q6 Hled4 nejkratsi orientovanou cestu z vrcholu s userld | null
12000 do vrcholu s userld 1047, pricemz cesta neexistuje.
Q7 Vrati pocet uzivatel starsich 75 let, jejichz jméno zac¢ina | 13779
na fetézec ,Ma‘.
Q8 Vrati prumérny vek uzivatelti jmenujicich se ,,James”. 56,574 let

6.2 Shrnuti

Néasleduje shrnuti vysledkti vykonostnich testi jednotlivych databazi. To jsem
rozdélil na t¥i podkapitoly, kde se v kazdé vénuji jedné databazi.

6.2.1 OrientDB

Pri vkladdani a mazani byly mnou namétené vysledky i vice nez 14krat horsi nez
u dalsich databazi. Pritom bylo dodrzeno doporuceni z dokumentace — hodnota
WAL nastavena na hodnotu false. Mnou namétrené vysledky databédzi Orien-
tDB a Neo4j viceméné odpovidaji vysledkim experimentu [48].

Pro porovnani vykonu zpracovani dotazti Q1-Q8 jsem dotazy zadaval jak
v jazyce SQL pro OrientDB databazi, tak v jazyce Gremlin. Pro zlepseni vysledkt
jsem také zkusil dotazy Q1-Q6 spustit v databézi pouzivajici lightweight hrany
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Graf 18: Prameérné vysledky dotazi Q7 a Q8.

(dotazy s nimi jsou na grafu 17 oznaceny jako LE). V piipadé jazyka Gremlin
se pak vyhodnoceni dotazi v databazi s lightweight hranami vice nez dvakrat
zrychlilo. Pokud tedy neni potieba uchovavat na hranach vlastnosti, z testovani
plyne, Ze je dobré kvuli vykonu i prostoru v tlozisti pouzit lightweight hrany.

Vyhodnoceni vétsiny dotaz bylo v jazyce Gremlin vyrazné rychlejsi, nez
v pripadé SQL. Dotaz Q5 byl rychlejsi v OrientDB SQL pomoci zabudované
funkce SHORTEST_PATH. Pomoci jazyka Gremlin jsem nedostal odpovéd na do-
taz Q6 ani po Ctyficeti minutach béhu. Vysledku se da dockat, pokud omezime
prichod grafem nastavenim limitu pro délku cesty.

V porovnani s ostatnimi databazemi vsak OrientDB silné zaostavala. Z vy-
sledktl zkoumani [26] jsem ocekaval, ze vyhodnoceni dotazi Q3 a Q4 bude v Ori-
entDB rychlejsi nez v Neo4j. Mnou namérené vysledky vsak byly i vice nez
desetkrat horsi.

Dokumentace OrientDB neni v porovnani s ostatnimi prilis prehledné. Setkal
jsem se s odkazy na prazdné webové stranky a to i v ramci webového rozhrani
OrientDB Studio. Problémy s databazi se mi Tesily hiife nez u ostatnich, nebof
komunita OrientDB na internetu neni tak velka. PTi importovani dat se nékdy
do databéaze nevlozily vSechny vrcholy a hrany, i kdyz soubor uréeny pro import
byl stejny. Podle dokumentace staci v JSON souboru urcéeném pro konfiguraci
importu nastavit hodnotu useLightweightEdges na true pro vlozeni ligh-
tweight hran. Nicméné, i pTi tomto nastaveni se hrany vkladaly jako regulérni.
Pomohlo az nastaveni lightweight hran pres OrientDB Studio.

6.2.2 ArangoDB

V prvnim testu pii vkladani hran byla ArangoDB rychlejsi nez Neod4j. Jinak
se databédze vétsinou pohybovala mezi dalsimi dvémi testovanymi databazemi.
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Jedinym vétsim problémem byl dotaz Q6 na hledani nejkratsi cesty, mezi dvéma
nepropojenymi vrcholy. Ani po ¢tyTficeti minutach se nezastavil, kdyz jsem vyuzil
vestavénou funkci SHORTEST_PATH.

6.2.3 Neo4j

Neo4j byla dle ocekavani ve zpracovani dotazl nejrychlejsi. Pri praci s databazi
jsem nenarazil na zadny problém. Jednim z divodu jisté bylo zaméreni data-
baze pouze na grafy, oproti multimodelovym konkurentim. Vysledky prvnich
pokust pro testovani cache se vyraznéji nelisily od nasledujicich testti v porov-
nani s ostatnimi testovanymi databazemi.
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Zaveér

Cilem prace bylo predstavit grafové databaze. Popsal jsem principy ukladani
a praci s daty ve formé grafu. V praci jsem se vénoval modelovani grafovych
dat a nasledné hlavni prednosti grafovych databazi — cestovani grafem. Predsta-
vil jsem tii kategorie grafovych algoritmt pouzivanych v grafovych databazich.
Konkrétné to byly algoritmy pro hledani cest, miru centrality a detekci komunit.

V praktické casti jsem se vénoval vybranym znamym grafovym databazovym
systémum a ukazkam jejich pouziti. Demonstroval jsem na nich jednotlivé pro-
blémy zminované v textu prace. Nasledné jsem vybral dataset, na kterém byly
vybrané implementace experimentalné porovnany. Nejlepsi vysledky pri testo-
vani podavala databaze Neo4j. Pro jednodussi zprovoznéni jsem pro jednotlivé
databaze vytvoril Dockerfile s potfebnym nastavenim.

Prace by se dala rozsitit o porovnani vice implementaci grafovych databazi.
Toto porovnani by bylo mnohem prinosnéjsi provést za prisnéjsich podminek,
které by zajistilo mnohem vyssi presnost testovani. Také by mohla byt vénovana
vétsi pozornost grafovym databazim implementujici RDF model nebo hypergraf.
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Conclusions

The aim of the thesis was to introduce graph databases. I described the principles
of storing and working with data in the form of a graph. In the thesis, I focused on
graph data modeling and subsequently the main advantages of graph databases
— graph traversal. I introduced three categories of graph algorithms used in
graph databases. Specifically, these were algorithms for path finding, centrality
measure, and community detection.

In the practical part, I focused on selected well-known implementations of
graph databases and examples of their usage. I demonstrated on them the in-
dividual problems mentioned in the text of the thesis. Subsequently, I selected
a dataset on which the selected implementations were experimentally compared.
The best test results were given by database Neo4j. For easier commisioning,
I've created a Dockerfile for each database with the necessary configurations.

The thesis could be expanded by comparing more implementations of graph
databases. This comparison would be much more beneficial if conducted un-
der stricter conditions to ensure much higher testing accuracy. Also, greater
attention could be devoted to graph databases implementing the RDF model or
hypergraph.
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A Obsah elektronickych dat

ArangoDB-docker/
Adresar obsahujici potfebné soubory pro sestaveni kontejneru v Dockeru
pro databazi ArangoDB. Do kontejneru jsou téz zkopirovany datasety zmi-
nované v praci, na kterych lze zkouset dotazy v dotazovacim jazyku AQL
z adresafe /queries.

images/
Adresar obsahujici obrazky, které jsou pouzité v readme . txt.

kidiplom/
Adresar obsahujici text prace ve formatu PDF, vytvoreny s pouzitim zavaz-
ného stylu KI PrF UP v Olomouci pro zavérecné prace a vSechny soubory
potfebné pro vytvoreni PDF dokumentu, véetné zdrojového kodu, obrazki
a dalsich priloh.

Neo4j-docker/
Adresar obsahujici potfebné soubory pro sestaveni kontejneru v Dockeru
pro databézi Neo4j. Do kontejneru jsou téz zkopirovany datasety zminované
v praci, na kterych lze zkouset dotazy v dotazovacim jazyku Cypher z
adresafe /queries.

OrientDB-docker/
Adresar obsahujici potfebné soubory pro sestaveni kontejneru v Dockeru
pro databazi OrientDB. Do kontejneru jsou téz zkopirovany datasety zmi-
nované v praci, na kterych lze zkouset dotazy v dotazovacim jazyku Gremlin
nebo SQL z adresafe /queries.

queries/
Adresar obsahuje podadresare urcené pro vybrané implementace grafovych
databazi. V téchto poadresarich jsou textové soubory s ukazkovymi dotazy.

Measurement .xlsx
Dokument Microsoft Excel obsahujici zaznamenané vysledky méreni.

readme. txt
Textovy soubor slouzici pro zprovoznéni praktické casti préce.
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