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Klasifikace textu konvolu¢ni neuronovou siti

Abstrakt

Cilem prace je navrhnout konvolu¢ni neuronovou sit’ k feSeni ulohy klasifikace textovych
popist rizik ze zdznami databaze Safety Gate Evropské unie, evidujici nebezpecné
nepotravinové produkty, za pouziti nastrojit knihoven TensorFlow a Keras.

Teoreticka Cast prace je vénovana popisu technik analyzy textu, popisu technik normalizace
vstupnich dat, a popisu metrik ohodnoceni kvality modeld analyzy textu.

Teoretickd ¢ast prace se dale vénuje popisu fungovani neuronovych siti, s dirazem na
techniky hlubokého uceni. Pozornost je vénovana predchozim pracim v oblastech
klasifikace a zpracovani textu.

Vlastni prace se skladd z popisu navrzeného modelu, vstupnich dat, postupu jejich
zpracovani a hardwaru pouzitého k uceni modelu. Soucésti vlastni prace je i ohodnoceni
vysledného modelu a popis postupu testovani vykonnosti modelu.

Bylo zjisténo, ze klasifikace textu konvolu¢ni neuronovou siti je mozna a prakticky
proveditelna. A to i za pouziti relativné jednoduchého modelu a minimélnich vypocetnich

prostiedk.

Klicova slova: konvolu¢ni neuronové sité, klasifikace, keras, strojové uceni



Text classification with convolutional neural network

Abstract

The work describes the design of a convolutional neural network capable of classifying
descriptions of risks from the EU Safety Gate database of dangerous non-food products,
using Keras and TensorFlow libraries.

The theoretical section describes common techniques of text mining, along with methods of
text preprocessing, specifically the normalization of text datasets. The section also describes
the principles and function of neural networks, along with metrics evaluating the
performance of neural models. With an additional focus on methods in the area of deep
learning.

Existing work in areas of text mining and classification is discussed.

The practical part describes the design, training, testing, and evaluation of the proposed
model. Characteristics and preprocessing of the dataset are also described.

The work shows that the classification of selected texts by the convolutional neural network

is both possible and practical, even with relatively limited resources and simple model.

Keywords: convolutional neural network, machine learning, keras, classification
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1 Uvod

Béhem posledni dekady prosel obor umélé inteligence obecné, a oblast strojového uceni
zv1ast&, znaénym rozvojem. Rada zavaznych teoretickych problémd, diive branicich aplikaci
znamych technik umélych neuronovych siti na obtizné problémy, byla vyteSena.

Znatelny pad cen vykonného hardware dale umoznil vyuzit jiz dfive znamé i noveé objevené

piistupy v oblastech, kde to dfive nebylo prakticky mozné.

V neposledni fadé napomohly rozvoji oboru investice ze strany velkych podniki z oblasti
internetovych sluzeb, telekomunikaci, prodeje a reklamy, jejichz predmét podnikani
vyzadoval stale rychlejsi zpracovani velkych dat.

Zvlasté tésny vztah mezi reklamou, prodejem produkti a monitorovanim chovani
potencialnich zakaznikti, vedl k nutnosti rozvoje automatické analyzy textu, obrazu, zvuku

a dalsich druhii dat vytvarenych uzivateli danych platforem.

Vyvoj 1 nasazeni nastrojii vyuzivajicich strojového ucenti je tak dnes, v disledku zminénych
sil, snadnéjsi a levnéj$i nez kdy diive. S vyuzitim sluzeb podnikti z oblasti cloud
computingu, napiiklad Google Cloud, AWS nebo Azure, je navic mozné snadno nasazovat

vyvinuta feSeni 1 v nedostatecné vybavenych lokalitach.

Mezi moznymi uzivateli strojového uc¢eni neni mozné zapomenout na vetfejny sektor. Statni
sprava Ceské republiky, i mezinarodni organizace, vyzaduji ke svému fungovani rychlé

zpracovani zna¢ného objemu dat.

Chyby zpracovani dat, jakékoliv ptivodu, maji pfitom velmi zavazné disledky. A to i
v ptipad¢ relativné prostych operaci. Vetejny sektor proto jiz dlouho vyuziva nastroji
strojového uceni pro automatizaci ukont vyzadujicich znacné soustiedéni, minimalni

aktivitu a co nejvyssi rychlost.

Jiz od devadesatych let jsou techniky strojového uceni pouzivany pro Cteni adres a
nasledného tfidéni listovnich zésilek postou USA. (Denker, a dalsi, 1989) PiiCemz
automatické rozezndvani znaki a textu ma v oblasti posty o n¢kolik dekad delsi historii.

(Office of Technology Assessment, 1984)
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Mnoho dal$ich ¢innosti podobného razu je zvlasté vhodné pro aplikaci technik strojového
uceni, napiiklad zadavani udaji do databazi nebo vypliiovani formulait, jejichz pole spolu

navzajem souvisi.

V nékterych ptipadech musi zaméstnanec Gfadu, poptipad¢€ jind osoba vypliujici formulaf,
dvakrat nebo vicekrat zaznamenat stejnou informaci pro potieby pozdéjSiho zpracovani.
Moznost lidské chyby je pfitom nezanedbatelnd, at’ uz béhem samotné ¢innosti, nebo béhem

interpretace vystupu jinou osobou.

Nevhodné zaznamenané a interpretované informace mohou byt dokonce naprosto
nesmyslné, a tak snizuji hodnotu celého dokumentu nebo databaze. Automatizace alespon

nékterych ze zminénych ukont, by nejenom zjednodusila praci lidi, ale i zvysila jeji kvalitu.

1.1 Prekazky rozvoje

SirsSimu nasazeni metod strojového uceni jsou ovSem kladeny nezanedbatelné prekazky, a to

jak pro vetejny, tak i soukromy sektor.

Jedna se nejenom o problémy technického, ale hlavné spoleCenského razu. Vlastnosti
nekterych technik strojového uceni jsou pro laickou vefejnost t¢Zko uchopitelné. Stejné jako

potencialni uzitek z vyvinutych nastroju a jejich moznosti.

Jistym dilem pfispiva ne zcela pozitivni obraz umélé inteligence v produktech zdbavniho
prumyslu a také nepfesné informovani o technologiich v popularné nau¢né sfére.

V poslednich letech navic pozornost vetejnosti upoutala fada incidentd nevhodného pouziti
umélé inteligence, které byly umocnény intenzivnim, a mnohdy nepiili§ spolehlivym

medialnim pokrytim.
Pozornost svétové vefejnosti napiiklad upoutala skupina ndstroji, znamych také jako

DeepFake, umoziujicich kombinovat né¢kolik obrazovych zaznamt do relativné

snesitelného, ale stdle nedokonalého celku. Jednim z nejznamé;jsich aplikaci nasly nastroje

14



DeepFake v oblasti pornografie, nebot’ umoznovaly vkladat charakteristiky, naptiklad tvére,

vetejné ¢innych osob, predevs§im celebrit, do existujicich pornografickych produkei.

Vzniklé kolaze byly sice evidentné neautentické, nicméné verejné minéni, vedené reakcemi
nékterych zainteresovanych osob, donutilo stazeni pivodniho nastroje z fady internetovych

platforem, kde byl publikovan.

Nekteti komentatofi poukazovali na moznost uziti DeepFakes technologie k Sifeni
dezinformaci a propagandy. Fenomén DeepFakes vyvolal i reakce v politické sféte, véetné

legislativnich navrhti. (Mosley, 2019) (House of Representatives, 2019)

Dal§im, nechvaln¢ proslulym piipadem vyuziti umélé inteligence, byl chatbot firmy
Microsoft, nazvany Tay, jenz mél reagovat a napodobovat komunikaci uzivatelll platformy
Twitter. (Sinders, 2016) (Lee, 2016) Navrh Tay ovSem nepocital s monitorovanim

komunikace uzivatelti a redak¢éni upravou odpovédi chatbotem generovanych.

Po kratké dobé zacal chatbot, relativné piesné, napodobovat styl komunikace, kterému byl
vystaven. Generované tweety byly ovSem, stejn¢ jako podstatnd ¢ast zprav uzivateld,

naplnén vyjadfenimi rasistickymi a sexistickymi, s nezanedbatelnym zlomkem vulgarit.

Reakce vetejnosti byla kombinaci pobaveni a odsouzeni. Z nékterych chatbotem odeslanych
zprav se staly zéklady vtipt. (Know Your Meme, 2020) Provoz Tay byl zdhy ukoncen a

vedeni Microsoftu se za udalost vefejn¢ omluvilo.

1.2 Problém vysvétlitelnosti

Na pomezi problémi spolecenskych a technickych, kterym obor um¢lé inteligence celi, se
nachazi otazky kontroly, interpretace a pochopeni vystupt technik strojového uceni, zndmy

také jako problém vysvétlitelné umélé inteligence.!

' Oznacovéno také jako Explainable artificial intelligence
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Otazkou pfitom neni pouhd interpretace vysledkii samotnych a pochopeni principu jejich
ziskani, ale ptedevsim objasnéni, pro¢ systém dosahl urcitého vysledku.
Vysvétleni presného postupu dosazeni vystupt nékterych technik strojového uceni je ptitom

téméi nemozné a v nékterych pripadech miize 1 zhorsit kvalitu feSeni. (Lipton, 2016)

Obtizna vysvétlitelnost feseni poskytnutych technikami strojového uceni vedla jiz ke vzniku
prvnich legislativnich opatieni na celoevropské urovni. Efektivita i odiivodnénost vzniklé
legislativy je ovSem spornd. A to jak z divodi technickych, tak legéalnich. (Edwards &
Veale, 2017)
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2 Cil prace a metodika

2.1 Cil prace

Cilem prace je navrhnout konvolu¢ni neuronovou sit’ k feSeni tillohy klasifikace popisi rizik
ze zaznamu databaze Safety Gate Evropské unie. Databaze eviduje nepotravinové produkty,
prodavané na trzich EU, vykazujici vlastnosti ohrozujici zdravi nebo bezpecnost

spotiebiteld, jejich ptvod, ucel a kratky slovni popis.

2.1.1 Databaze Safety Gate

Databaze Safety Gate, evidujici nebezpecné nepotravinové vyrobky vyskytujici se na
trzich statl EU, je souc¢asti informaéniho systému RAPEX, umoziujiciho rychlé vydani
varovani a vymeénu informaci o nebezpecnych produktech napiic staty EU a EEA.
Pravni zéklady systému pochazeji z roku 2001, spolu s Obecnou Smérnici o Bezpecnosti
produktti Evropského parlamentu a komise EU. (European Parliament, Council of the

European Union, 2001)

HIléseni o rizikovych produktech jsou do systému odesilany podniky, a dale jsou zpracovany
pfislusnymi organy jednotlivych statd unie. Ufady stath maji dale povinnost piedat
zpracovana hlaSeni pro dalSi posouzeni. Nakonec jsou schvalend hlaSeni uvedena do
databaze. Pfesné povinnosti vSech aktérti se liSi v zavislosti na zavaznosti rizika, které
produkt ptisobi, ptivodu produktu a dalSich faktorech. (EUROPEAN COMMISSION, 2019)
Samotné ohodnoceni miry rizika zavisi na fad¢ faktorli, v€etné zranitelnosti spotiebitele a
zavaznosti potencialn¢ zplsobeného zranéni. Nicméné znalny pocet potencidlnich
ohlasovatelii, nékolikanasobné predavani informaci mezi zodpovédnymi organy a slozitost

pozadovaného postupu ohodnoceni a ohlaSeni, zvysuje pravdépodobnost lidské chyby.

Styl popist a kvalita informaci zaznami tedy neni konzistentni. Pokyny pro ohlasovatele,
dostupné na webovém portalu Safety Gate, jsou relativné jednoduché, nicméné postradaji
ptesné definice v oficidlnim dokumentu Evropské Komise. (EUROPEAN COMMISSION,
2018)
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Nezéadouci vlastnosti produktt jsou rozdéleny do kategorii podle negativniho dopadu, ktery
mohou mit na spotfebitele. Kategorie sahaji od velmi obecnych, jako zranéni nebo ohen,
k velmi specifickym, jako je elektromagnetické ruseni.

Evidované produkty mohou mit pfifazeny jednu nebo vice kategorii.

Ale ptesny postup, podle kterého jsou kategorie urceny, neni evidentni ani z pokynd pro

ohlasovatele, ani zrozhodnuti Evropské komise. Definice nékterych kategorii se navic

piekryvaji.

V nékterych piipadech se nejasnost vyznamu projevuje v zdznamech databaze.

Rizika nékterych produktl jsou kategorizovana nekonzistentné, a to i vzhledem k textu
popisu rizika. Napftiklad rizika specifické pyrotechniky mohou byt zafazena do kategorie
zranéni, ale bez uvedeni popalenin a ohn¢, ackoliv jsou v popisu uvedeny. Pfi¢emz samotné
pfifazeni vice kategorii jednomu nebezpe¢nému produktu neni samo o sobé nezadouci, ale
je dokonce nutné ke splnéni ticelu databaze.

Je evidentni, ze stavajici postup neposkytuje vzdy spolehlivé zaznamy a vyzaduje znacné
usili na stran¢ persondlu, zejména piti zaddvani tidajii a udrzovani jejich konzistence naptic

pozadovanymi polozkami

2.1.2 Automaticka Kklasifikace rizik

Cast z ukont, nyni provadénych manualng, je oviem mozné zjednodusit s vyuzitim technik
strojového uceni. Kategorizace rizik, ptisobenych produktem, je pravé takovym ukonem.
Samotny slovni popis rizika umoziuje ¢lovéku snadno pochopit podstatu nalezené zavady,
nicméné kategorie, ze slovniho popisu nutné vychazejici, jsou zasadni pro usnadnéni analyzy
dat obecn¢ a vyhledavani v databazi zvlaste.

Automaticka klasifikace rizik, vyuZzivajici jejich clovékem psany popis jako vstup, by mohla

podstatné ulehcit praci arednikiim a soucasné zlepsit kvalitu databéze.
Vlastnosti databaze vyzaduji, aby navrzend neuronova sit’ byla schopna pfiradit kazdému

produktu ne jednu, ale vice kategorii, odpovidajicich popisu rizika produktem plisobeného.

Vstupem je pfitom pouze clovékem psany, fadoveé desitky slov dlouhy, slovni popis rizika.
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2.2 Metodika

Zékladni analyza dat probéhla v prostfedi Microsoft Excel z baliku Microsoft Office 2016.
Software byl zvolen pfedevsim vzhledem k jednoduchosti zakladnich databazovych operaci,
umoznujici rychlé overeni vlastnosti tabulek a ziskani informacich nutnych k vyvoji modulu

pfedzpracovani dat.

Vyvoj programu k pfedzpracovani dat, verifikaci ptfedpokladi nutnych k pouziti modeli,
tvorbé modeli samotnych a jejich nasledného provozu a zhodnoceni, probihal v prostredi
Visual Studio 2019 Community Edition s pouZitim jazyka Python verze 3.6 (Python
Software Foundation, 2019).

Zékladni knihovny jazyka Python slouzily pfedevSim k praci se souborovym systémem a
vyvoji niz§ich trovni funkci pfedzpracovani dat. Pfedzpracovani dat prob&hlo s pouzitim
knihoven Scipy (SciPy developers, 2019), specificky Pandas (Pandas developers, 2019) a
Numpy (NumPy developers, 2019).

Vyvoj modell samotnych vyuzival platformu TensorFlow (Alphabet Inc., 2019), s funkcemi
anastroji knihovny Keras (Keras Team, 2019) slouzicimi pro praci s vy$§imi stupni abstrakci
modeld a jejich soucasti. Hlavnim diavodem pro volbu nastroji Keras s backendem
TensorFlow byla jednoduchost tvorby, analyzy a spravy vytvafenych modelti. Druhym
vyznamnym divodem byla podrobnost poskytované dokumentace a rozsdhla komunita
uzivateli.

K predbézné analyze kvality navrzenych modeld, ohodnocenych metrikami zalozenymi na
matici zamén, byl pouzit Microsoft Excel. Podrobna analyza vlastnosti navrzenych modeli,
vcetné jejich struktury a kvality vystupu, probehla v programu Tensorboard, doddvaném
spolu s platformou TensorFlow. Program Tensorboard také poslouzil k tvorbé nékterych

vizualizaci navrzenych modeli v pifilohach prace.

Obsazené tabulky a obrazové materialy byly vytvofeny autorem prace, pomoci programu
Excel, Word a Tensorflow. Vizualizace Eggholder funkce byla vytvofena v prostiedi
Octave, programem obsazenym v ptilohach prace. Uvedené rovnice a funkce byly prevzaty

z prislusné literatury.
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Soubory projektu, véetné zdrojového kdédu, formatovanych a neformatovanych vstupnich
dat, parametrti navrzenych modelti a vybranych vystupti programu, byly spravovany
systémem kontroly verzi git. Vzdaleny git server a tlozisté souborii bylo zdarma poskytnuto

jako soucast studentské verze programu Azure DevOps spole¢nosti Microsoft.

3 Uméla inteligence

Predm¢ét analyzy textu zapada do SirSiho oboru zpracovani pfirozené¢ho jazyka, a obecnéji
do oborti zabyvajicich se extrakci informace. Ac¢koliv se jedné o ilohu v mnoha podstatnych
ohledech odliSnou od znaméjSich piiklada statistickych problémi, fidi se stejnymi

zakladnimi pravidly a pouziva do zna¢né miry shodné nézvoslovi.

Analyza textu je také jednim z nejznadméjsich vyuziti umélé inteligence’. Rozvoj oboru
béhem poslednich deseti let byl umoznén, mimo jiné, zvysenou dostupnosti rozsahlych?

mnozin dat strojem zpracovatelného textu.

Druhym vyznamnym faktorem nedavného rozvoje technik umélé inteligence obecné je
potieba velkych podnikt, statli a nadnarodnich organisaci zpracovat a analyzovat velka
mnozstvi dat vytvatenych modernimi komunika¢nim prostiedky obecné* a jejich lidskymi

uzivateli specificky.

3.1 Klasifikace uloh umélé inteligence

Ulohy analyzy textu, nékdy také nazyvaného text mining’, se daji zobecnit na stejné
kategorie, pouzivané pro oznaceni uloh napii¢ oborem strojového uceni. Jedna se o tlohy

klasifikace, regrese a shlukovani.

2 Nazyvané také strojové uéeni, machine learning atd. pouzZiti t&chto pojmil zavisi spiSe na osobnich ndzorech
autorti publikaci nez na vSeobecné uznavaném standardu. Viz Siroce rozsifeny citat ,,Soucasti historie oboru
umeélé inteligence je, Ze kdykoliv n¢kdo pfiSel na to, jak pfimét pocita¢ néco délat — hrat dobfe damu, fesit
jednoduché, ale relativné neformalni tlohy — objevil se sbor kritikii prohlasujicich: to neni pfemysleni!*
(McCorduck, 2004)

3 Rozsahu jednoho a vice gigabytii

4 Moderni sit'ové infrastruktura generuje znaény objem dat i béhem klidového provozu, bez nutnosti lidské
¢innosti

5 Viz obecné oznadeni technik zpracovani a extrakce informaci z velkych objemt dat data mining
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3.1.1 Regresni ulohy

Cilem regresnich tloh je vytvofit model f(X,B) = Y, reprezentujici odhad vztahu hodnot
jedné nebo vice zavislych proménnych Y a hodnot nezavislych proménnych X v podobé
parametra S jejichz hodnotu je tfeba urcit.

Samotny odhad hodnot parametra a struktura modelu zavisi na zvoleném algoritmu. Mezi

nejznaméjsi patii BéZznd metoda nejmensich ¢tverct nebo regrese logisticka.

3.1.2  Klasifika¢ni dlohy

Klasifika¢ni tlohy se obecné zabyvaji ur€enim piislusnosti objektd z mnoziny pozorovani
do jedné nebo vice z n znamych podmnozin, kategorii nebo tfid, vypoctem n hodnot p, €
(0,1) vektoru P, pro danou hodnotu vstupu, kde n je rovno po¢tu moznych kategorii nebo
tfid a p; znaci pravdépodobnost pfislusnosti pozorovani, nebo objektu, reprezentovaneho

hodnotami nezéavislych proménnych do dané tiidy. Vektor pravdépodobnosti ptislusnosti je

dale zpracovan postupem zavislym na zadané tloze.

Klasifika¢ni ulohy déale podrobnéji klasifikujeme podle délky vypocitaného vektoru a poctu
oznaCenych tfid. (Chollet, 2019) Mezi nejobvyklejSi patii zvoleni prvku p, snejvyssi
hodnotou pravdépodobnosti. Vystupem modelu je hodnota indexu k, znacici ptislusnost

vstupu do stejné oznacené kategorie. Existuji ale i ulohy vyzadujici oznaceni vice kategorii.

Pocet oznacenych kategorii

Rozmér vektoru P 1 (0,1)
2 Klasifikace do dvou tfid s jedinym Klasifikace do dvou tfid s vice
oznacenim (Single-label, binary) oznacenimi (Multilabel, binary)
>2 Klasifikace do vice tfid s jedinym Klasifikace do vice tfid s vice

oznacenim (Single-label, multiclass) oznacenimi (Multilabel, multiclass)

Tabulka 1 Rozdéleni klasifikacnich uloh podle poctu tfid a oznaceni

Hlavnim rozdilem oproti regresnim uloham je pravé kvalitativni, kategoricky vystup

modelu, zatimco v ptipad¢ tloh regresnich se jedna o vystup kvantitativni.
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V zavislosti na zvoleném algoritmu mutize byt klasifikacni lloha pfevedena na ekvivalentni
ulohu regresni, a rozdily mezi Glohami skryty za dodate¢nou vrstvou abstrakce. (Vesely,

2012)

3.1.3 Ulohy shlukové analyzy

Cilem tuloh shlukové analyzy je rozklad mnoziny objekti y na vice neprazdnych
disjunktnich podmnozin podle vybranych charakteristik objektii, maximalizovat podobnost

mezi objekty vzniklé podmnoziny a soucasn¢ minimalizovat podobnost s objekty mimo

m
X=UCi
7

Cicx

podmnozinu

Kde y znaci pivodni mnozinu objektl a C; jeden z vytvotenych shluk.

Vzniklé podmnoziny nazyvame shluky. Charakteristiky, narozdil od uloh regresnich a
klasifikacnich, jsou tlohy shlukové analyzy, ptikladem uceni bez ulitele. Metody shlukové
analyzy se obecné déli na hierarchické a nehierarchické.

Hierarchické metody jsou sérii vnofenych rozkladii, zacinajicich rozkladem na
jednoprvkové podmnoziny piivodni mnoZziny y, a konce rozkladem na jednu podmnozinu,
obsahujici vSechny objekty y.

Nehierarchické metody vytvareji systém vzdjemné rtznych disjunktnich podmnozin

ptvodni mnoziny y. (Kelbel & Silhan, 2002)

3.2 Metriky kvality metod umélé inteligence

Raznorodost tloh vedla ke vzniku celého souboru metrik urovani kvality, pfesnosti,
vykonnosti a dalSich vlastnosti metod pouzitych k jejich feSeni. V zavislosti na specificich
jednotlivych uloh, mize byt nutné posoudit kvality aplikované metody mnoha metrikami,
s Casto protichidnymi cili.

Znalost vlastnosti pouzitych metrik je zasadni pro jejich posouzeni. Bohuzel nazvoslovi neni

vzdy jednozna¢né a mtize byt 1 zavadéjici.
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3.2.1 Chybova funkce

Ze viech metrik kvality model@i strojového uceni je chybova funkce® tim nejpfimodatejsim
a zaroven nejnachylnéjSim k misinterpretaci. Chybova funkce je matematickou funkci,
reprezentujici rozdil mezi o¢ekavanou a odhadovanou hodnotou zavislé proménné.

Funkce je zvolend v zavislosti na zadané uloze a zvoleném modelu. MiiZe se jednat o soucet
¢tverci odchylek, manhattanskou vzdalenost, soucet absolutnich hodnot odchylek nebo o

kfizovou entropii.

Volba by méla byt motivovana dvéma hledisky:
1. Véaznost nasledki neptesného odhadu

2. Matematické vlastnosti vybrané funkce

Chybové funkce mohou vykazovat asymetrie, které mohou ovliviiovat vyznamnost

nékterych odchylek na tikor jinych. P¥ikladem muize byt stfedni kvadratick4 chyba’:

1w _
MSE == (¥ - 7)?
i=1

Kde Y; znadi oéekavanou hodnotu zavislé proménné, ¥; odhadovanou hodnotu zavislé
proménné a n pocet pozorovani, pro které byla hodnota zavislé proménné vypocitana.
Nevyhodou stfedni kvadratické chyby je citlivost na odlehld a extrémni pozorovani.
Znalost specifik chybové funkce je zdsadni pro spravnou interpretaci vysledkii modelu.
Nicméné ani vhodné zvolena a interpretovana hodnota chybové funkce, neni sama o sobé
dostate¢na k fadnému posouzeni kvality modelu, fesiciho klasifikacni tlohu a potazmo jeho

dalSimu vyvoji.

3.2.2 Metriky zaloZené na matici zamén

Oproti chybové funkci jsou metriky odvozené z matice zamén® vhodné k ohodnoceni kvality

klasifikatoru. Umoziluji také snadnéjsi posouzeni dasledkti pouziti klasifikatoru v praxi.

¢V anglickém jazyce loss function, v literatuie nékdy ztratova funkce
" Déle oznalend anglickou zkratkou MSE
8 V anglickém jazyce confusion matrix
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Ve své nejjednodussi podobé sestava matice zameén ze Ctyt poli. Jedno pro kazdou situaci,

kterd mtize nastat béhem feseni tlohy bindrni klasifikace.

Skutecna kategorie
Ptedpovidana n=a+b+c+d |+ -
kategorie + a b
- c d

Tabulka 2 Bindrni matice zdmén

Metriky jsou vypocitany kombinaci hodnot v polich. Nejpouzivangjsi vzorce jsou uvedeny

v nasledujici tabulce.

Zakladni metriky odvozené z matice zamén

Presnost (Accuracy) a+d
at+b+c+d
Senzitivita (Sensitivity, Recall) a
a+c
Preciznost (Precision) a
a+b
Specificita (Specificity) d
d+c
F-mira (F-measure) 2xa
2xa+b+c

Tabulka 3 Metriky odvozené z matice zamén

vvvvvv

ROC kiivka, informovanost nebo F-M index’. Stejné tak je mozné, s ur¢itymi omezenimi,

zobecnit nékteré z metrik na ulohy nebindrni klasifikace.

Ve vsech piipadech je ale nutné mit na paméti specifika tlohy. Senzitivita miize byt,
také nasledkd, rozhodnuti klasifikatoru jako proménné pii vypoctu metrik, miiZe interpretaci

vysledka podstatné zjednodusit.

 Fowlkes—Mallows index
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3.3 Klasifikace algoritmi umélé inteligence

Algoritmy strojového uceni se déli podle miry informace o pozadovaném vystupu modelu
na tfi zdkladni kategorie: uéeni s u¢itelem, uéeni bez ucitele a uceni posilovaci.'”
Implementace dané¢ho algoritmu, spolu s typem ulohy a zvolenou formou uzivatelského
rozhrani, nakonec urcuje formu vystupu. Od zminéného vektoru pravdépodobnosti, pies
binarni pravdivostni hodnoty, az ke slovnimu potvrzeni uréené kategorie.

Spravnou funkci algoritmu je nutné zajistit splnénim piedpokladl jeho pouziti a vhodné
pripravenou mnozinou dat. K ovéfeni funkce modelu je tfeba zvolit metriky s ohledem na
ulohu a princip fungovani algoritmu. Nevhodné metriky mohou v lep$im ptipade poskytovat
informace nesmysIné a v hor§im ptipad¢ informace zavad¢jici. Pozornost je tfeba vénovat i
samotné implementaci metrik a API vybranych néstroja.

Vétsina algoritm@i umoziiuje modifikovat celou fadu aspekti!! procesu udeni. Velké
mnozstvi moznych kombinaci ale vynucuje ovéfeni spravné funkce algoritmu jesté pred

zahdjenim hledéni jejich hodnot.

3.3.1 Udceni s u€itelem

Algoritmy spadajici mezi metody uceni s ucitelem vyzaduji data ve forme mnoziny ptikladi,
kde je ke kazdému vektoru vstupnich hodnot ptifazena hodnota o¢ekavaného vystupu.
Ocekéavand hodnota je srovndna se skute¢nym vystupem modelu. Vysledek srovnani je
pouzit v dal§im kroku algoritmu k Gpravé modelu.

Ke srovnani hodnot o¢ekavaného a skutecného vystupu je pouzita chybova funkce zvolena
s ohledem na specifika ulohy. Mezi nejznaméjsi metody uceni s ucitelem patii napiiklad

o 12

linedrni a logistickd regrese, metoda podptirnych vektorti'“ nebo perceptronovy algoritmus.

10V anglickém jazyce supervised learning, unsupervised learning, reinforcement learning. Ugeni bez uditele
je také nazyvano ucenim bez klasifikovanych pfikladd. Posilovaci u¢eni je nékdy nazyvano u¢enim
zpétnovazebnim nebo posilovanym.

' Neboli hyperparametri

12V anglickém jazyce Support Vector Machines
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3.3.2 Uceni bez ucitele

Narozdil od u€eni s ucitelem, nepouzivaji algoritmy uceni bez ucitele informaci o spravném
vystupu k tvorbé modelu. Namisto toho nachazeji v datech nové vzory a struktury, s pomoci
vybranych charakteristik dat samotnych.

Nachézeji hlavni vyuziti v pfedzpracovani dat, snizovani jejich dimenze, extrakci novych
rysti'*a dalsich tiloh4ch, kde neni mozné pfedem odhadnout hodnoty ogekavaného vystupu.
Nevyhodou algoritmil uceni bez ucitele je nutnost interpretovat nalezené struktury a vzory.
Nevhodna interpretace mize znehodnotit vysledky analyzy.

Mezi nejznamé;jsi piiklady uceni bez ucitele patii shlukova analyza, detekce hran a analyza
hlavnich komponent. Samotna analyza hlavnich komponent je jednim ze zakladnich nastroji

snizeni dimenze dat a piedzpracovani vstupu modelu (Novovicova, Pudil, & Somol, 2013)

3.3.3 Uceni posilovaci

Posilovaci uceni je v mnoha ohledech podobné uceni s ucitelem a soucasné nejblizsi obecné
chdpanému vyznamu slova uceni. Metody posilovacitho uceni upravuji chovani
softwarového agenta k maximalizaci ur¢itého druhu ,,odmény*, naptiklad poctu nasbiranych
bodil ve virtualnim prostiedi. (Sutton & Barto, 2018) Vytvofeny model ma tedy neptimy

piistup k informaci o o¢ekavaném vystupu.

Nejznaméjsim vyuzitim posilovaciho uceni je tvorba agenti ke hie slozitych her,
vyzadujicich dlouhodobé¢ planovani a zohlednéni vice faktort prostfedi, naptiklad Go nebo

Starcraft. (Google DeepMind, 2019) (Google DeepMind, 2019)

13 Neboli extrakci piiznaki
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4 Predzpracovani textu

Zasadnim krokem béhem tvorby modelu, nehledé na druh ulohy a zvoleny algoritmus, je
takzvané pfedzpracovéani, v anglictiné preprocessing, tedy zajisténi konzistentniho a
validniho vstupu modelu.

Nevhodné nebo nedostatecné ocisténi vstupu muze mit katastrofalni disledky na kvalitu
vysledného modelu. V nejlepsim piipad¢ utrpi ptesnost ziskanych informaci, v ptipadé
nejhorsim bude model poskytovat informace zdanlivé hodnovérné, ale ve skutecnosti

nepiesné nebo naprosto nesmysiné.

Rada nedavnych, vesmés nechvalné proslulych piipadti nevhodné aplikace strojového uéent,
vychézela pravé z nedostatkli procesu oSetfeni vstupu modelu, respektive jeho trénovaci
mnoziny. (Clune, Lehman, & Misevic, 2018) (Knight, Biased Algorithms Are Everywhere,
and No One Seems to Care, 2017)

Ocisténi vstupu nékdy nazyvame piedzpracovanim nebo normalizaci, v zavislosti na
kontextu a druhu tlohy vyuzivajici vstup. Celé fada postupii pouzivanych pro o€isténi vstupu
je spolecna, ale s jistymi pravami, vétSin€ algoritmti pro vytvareni modell, v¢éetné obecné

znamych jako je naptiklad logisticka regrese nebo BMNC.

Zminény fakt casto umoziiuje vytvorfeni vice modell riiznymi postupy pro vzdjemné ovétreni
a porovnani jejich funkce a efektivity, s vyuzitim stejné mnoziny vstupnich dat.
V své podstaté¢ miizeme cely ukol rozdélit na dvé Casti: odstraiiovani nevhodnych vstupnich

hodnot a zajisténi vlastnosti vstupu zlepsSujicich vykonost modelu.

4.1 Odstranéni nevhodnych vstupnich hodnot

Pro tlohy analyzy textu se k odstrailovani nevhodnych hodnot vyuziva Siroce rozsifenych
softwarovych nastrojl, jejichz pfesné nastaveni a uziti zavisi na specificich dané ulohy.
Jenom pro jazyk Python existuje cela fada modult, vyvinutych pravé k predzpracovani

textu. (Davydova, 2018)
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Hlavni uplatnéni zde nachdzeji takzvané regularni vyrazy, s jejichz pomoci lze efektivné
vyhledat a poptipad¢ nahradit vSechny vyskyty nezadoucich fetézct v textu.

Je nutné upozornit, ze vétSina modernich nastrojl, vyuzivajicich regularni vyrazy, svymi
moznostmi neodpovida definici regularnich jazykt podle teorie formalnich jazykl, a

umoziuji definovat i gramatiky popisujici jazyky bezkontextové.

Reguldrnim vyrazem je dnes v oblasti vyhledavani fetézcli rozumén jakykoliv vzor
umoziujici definovat mnozinu fetézcl, se syntaxi vychazejici z pivodniho standardu
POSIX. V nésledujicim textu budeme termin reguldrni vyraz pouzivat pravé timto

zpiisobem.

Retézec povazujeme za nezadouci, pokud nijak nepfispiva k informaénimu obsahu daného
textu ve vztahu ke specifické tloze. Je proto zvlaste dulezité¢ spravné identifikovat
pozadavky dané Ulohy, nebot’ stejny vstupni text mize v zavislosti na tloze projit fadou
rozdilnych uprav, vedoucich k zna¢né odliSnym vyslednym textim ptedanych k dalSimu

zpracovani.

Piikladem miize byt analyza sentimentu, kdy je cilem odhadnout nézor autora na
pojednavanou latku. Mistni nazvy, vlastni jména obecné a Ciselné udaje nejsou z tohoto
hlediska podstatné, naopak pfidavna jména nabyvaji vrcholné¢ho vyznamu.

Analyza zdrojového kédu programu (napi. k odhaleni ptivodce malware), oproti tomu
vyzaduje co nejlepsi zachovani struktury kédu a nahrazeni specifickych struktur vhodnymi

tokeny.

Vhodnym regularnim vyrazem je mozné v textu vyhledat celou fadu fetézcii, od specifickych
slov, slovnich druhti, az k ur€enym tvarim vét.
Vyhodou regularnich vyrazli a néstroju, které je vyuzivaji, je pfedevsim jejich flexibilita,

relativni jednoduchost a tésny vztah k teoretické informatice a gramatice.

Pouziti regularnich vyrazl k analyze textu je béZznou praxi jiz mnoho desetileti a bylo

uspésné pouzito k feSeni fady obtiznych tloh. (Zananir, 2008) (Kandalgaonkar, 2000)
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Mezi nevyhody pouziti reguldrnich vyrazl patii nutnost naprosto ptesné definice hledaného
fetézce, s ohledem na specifika implementace. Nevhodné napsany vyraz mize, zdanliveé

bezchybné¢, vyhledavat pozadované fetézce a selhavat v fadé meznich ptipadi.

Dalsi podstatnou nevyhodou jsou znacné rozdily v syntaxi a vnitinim fungovani

jednotlivych nastrojt.

Stejny regularni vyraz mize byt interpretovan naprosto odlisné

néstroji POSIX a knihovnou PCRE!'* nebo dokonce stejnym nastrojem s réiznym nastavenim.

[A—Z][a — z][a — z] *
[A—Z][a—2z] +
Fig. 1 Oba vyrazy odpovidaji stejnym retézcum, druhy ale vyZaduje spusténi ndstroje grep v rozsifeném modu

vvvvvv

nesrozumitelnymi, zvlasté pokud jsou generovany specializovanym softwarem. Nasledna
udrzba a zmény vyrazu mohou byt velmi obtizné. (Atwood, Regex use vs. Regex abuse,

2005)

4.2 Padding

Cela fada modelt vyzaduje konzistentni rozsah vstupu. Pro zajisténi shodné délky vSech
textll predkladanych modelu je bézné pouzivana technika zvana padding!®.

Padding vyuziva vhodné vybrany token, jehoz ptidanim je délka textu dorovnana. Stejné tak
je mozné délku textu vhodné omezit, ovS§em oproti paddingu tak neni mozné Cinit bez

peclivého zvazeni charakteristik zpracovaného textu.

Aplikace paddingu nevyhnutelné zvySuje naroky modelu na pamét. Pro prostiedky

modernich po¢ita¢i, se ale vyjma extrémnich piipadi, jedna o zanedbatelny efekt'®.

14 Perl Compatible Regular Expressions

15V piekladu vycpani nebo vycpavka

16 Kompletni text vSech ¢lankt Wikipedie v anglickém jazyce je mozné komprimovat do rozsahu zhruba 16
GB. (Wikipedia org, 2019)
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4.3 Optimalizace mnoZiny dat

Optimalizace mnoziny dat obecné vyzaduje vyrovnani dvou vzajemné¢ protichudnych cilt.
Snahy redukovat dimenzionalitu dat a snahy zachovat, pokud mozno celou informaci,
obsazenou ve zpracovaném textu. Mezi nejéastéji pouzivané nastroje patii stemming!’,

lemmatizace, tokenizace a odstrafiovani stop words.

Velky rozvoj v oblasti zpracovani textu si vynutily internetové vyhledavace, které vyzaduji
co nejpresnéjsi zjiSténi vyznamu textu a jeho srovnani s dotazem uzivatele, za pouZziti

minimalnich zdroji, a v co nejkrat§im mozném case.

43.1 Tokenizace

Nejjednodussi ze zminénych technik, ackoliv vétSinou aplikovanou az poslednich fazich
pfedzpracovani dat, je tokenizace. Tokenizaci rozumime pfifazeni vhodné zvolenych
jednozna¢nych symbolti, tokenti, fetézcim znakli pivodniho textu. Tokeny mohou byt
pouzity v dalSich krocich predzpracovani, naptiklad k fizeni chodu nastroji jako je stemmer
nebo lemmatizér. V nékterych ptipadech mize byt plivodni fetézec tokenem zcela nahrazen,

a vysledny text vyuzit k dalsi analyze.

Vhodnym nastrojem k provedeni tokenizace jsou bezesporu regularni fetézce, které ve svém
tokenizacnim modulu vyuziva Siroce rozsifend sada nastroji NLTK. (NLTK Project, 2019)

Modely se vstupem ve formé tenzorti vyzaduji tokenizaci celé¢ho textu.

Tokenizovany text je dale mozné upravit vhodnou projekci, embeddingem, a pfivést na
vstup. Tvorba a vyuziti embeddingu je v soucasnosti aktivni oblasti vyzkumu na poli umélé

inteligence. (Mikolov, Chen, Corrado, & Dean, 2013)

17 Stem — doslova kmen nebo stonek
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4.3.2 Stop words a jejich odstranovani

Stop word, nebo také stop slova, jsou fetézce znakli s minimem poskytované informace,
jejichz odstranéni z textu nemuze negativné ovlivnit feSeni ulohy. VétSinou se jedna o
nékterd z nejobvyklejSich slov daného jazyka, naptiklad spojky a zdjmena.

Nutné tedy neexistuje zadny univerzalni seznam nebo slovnik stop words, a jejich odstranéni

vyzaduje znalost frekvence vyskytu slov v jazyku textu.

V ptipad¢ korpust, vytvorenych z Ceskych textd, tvoii stopslova nezanedbatelné procento
vSech obsazenych slov. V ptipadé Korpusii Voice of America, Czech Broadcast News,
UWB_SO01 a korpusu LN, tvofi pfedlozky a spojky vétSinu deseti nejcasteji se objevujicich
slov. (Psutka, Miiller, Matousek, & Radova, 2006)

Odstranovani stop words je jednou z nejznaméjsich technik pro optimalizaci vyhleddvani ve
velkych databazich obsahujicich text. Zkraceni délky dotazu snizuje naroky na vypocetni

prostiedky a umoziuje rychlejsi zobrazeni vysledku. (Atwood, Podcast #32, 2008)

Minimalnim pozadavkem na odstraiiovani stop words je jejich slovnik vytvoteny s ohledem
na specifika daného jazyka a textu. Jeden ze slovnikii vytvotfenych pro ¢estinu je piilohou
prace. (ranks.nl, 2019)

Nicméné odstraiiovani stop words je tieba dikladné zvazit. Zvlasté pii analyze textu
omezen¢ho rozsahu se miZe jednat o nadbytecny Ukon s minimdlnim pfinosem ke

kone¢nému vysledku, ktery mize neptipustné zredukovat ptivodni text.
Pfinos odstranéni stop words zéavisi i na druhu ulohy. Mezi stop words je ftada

nejobvyklejsich sloves, jejichz odstranéni z textu mize zcela zménit jeho vyznam nebo ho

naprosto znehodnotit.

31



kde domov mtyj, kde domov

kde domov mj, kde domov

voda huci po lucinach, voda hu¢i lucinach,
bory Sumi po skalinach, bory Sumi skalinach,
v sad¢ skvi se jara kvét, v sad¢ skvi jara kvét,
zemsky réj to na pohled! zemsky réj pohled!

a to je ta krasna zemé, a krasna zem¢,

zem¢ Ceska domov mdj, zem¢e Ceska domov,
zemé Ceskd domov mi;j! zemg Ceskd domov!

Fig. 2 Prvni sloka ceské hymny v minuskulich, pfed a po odstranéni stop words8

4.3.3 Stemming

Stemming spoc¢iva v nalezeni kmene, poptipadé¢ kofenu daného slova, a jeho nésledné
nahrazeni v textu.

Takzvany stemmer mize vyuzivat prostou vyhledavaci tabulku, obsahujici vSechny mozné
formy slov, seznam substitu¢nich pravidel, aplikovanych bez dal$ich tiprav nebo s ohledem
na vybrana kritéria. Neékteré stemmery pouzivaji i techniky strojového uceni, jako neuralni

sit¢. (Mezher & Omar, 2015)

Kazdy stemming algoritmus je ovSem vyvinut specificky pro dany jazyk, a neni mozné jej
bez uprav pouzit pro jazyk jiny. Mezi nejznaméjsi stemming algoritmy patii porteriiv
algoritmus (Porter M. , 2006) vytvoteny pro anglicky jazyk.

Nevyhodou stemmert jsou zna¢né rozdily mezi jednotlivymi implementacemi algoritmd,

Casto plynoucich z neptesnych definic. (Porter M. , 2001)

Odstranéni predpon a ptipon miize podstatné zredukovat pocet unikatnich slov v textu.
Takto upraveny text ma nejenom mensi naroky na pamétova média, ale 1 vlastnosti

prospesné v dalSich krocich pfedzpracovani a nasledného feseni ulohy.

18 K odstranéni slov byl pouzit kratky script v jazyce python, vyuZivajici regularni vyrazy. Cilem nebylo
odstranit vS§echna vyskytujici se stop words, ale demonstrovat, jak jejich nevhodné odstranéni miize
znehodnotit text.

32



Cestina ovSem na zminéné prvky spoléha pro piedani vyznamu vice nez anglictina. Proto se
obdvam, ze stemming se pro piedzpracovani Ceského textu pfili§ nehodi. (Heidenreich,

2018)

434 Lemmatizace

Ze zminénych postupl vyZaduje lemmatizace nejrozsahlejsi ptipravu a potencialné nabizi
nejvetsi prinos. Lemmatizator nahrazuje slova jejich zakladnim tvarem, lemmou. Na rozdil
od stemmingu, tokenizaci nebo odstraniovani stop words, tedy lemmatizace pracuje nejenom
se samotnymi fetézci znak, ale se slovy a jejich vzdjemnymi souvislostmi.

Nalezeni lemmy neni pouze otdzkou substituce znakl, ale znalosti mluvnickych kategorii,
prislusnych k dané¢ formé slova. Je pochopitelné, ze vyvoj spolehlivého lemmatizatoru
vyzaduje lingvistickou odbornost, nezanedbatelné mnozstvi dat a usili.

Lemmatizatory se mohou podstatné odliSovat co do pravidel a slovniku, a to i v rdmci
jednoho jazyka. Zakladni pravidla lemmatizace pro ¢esky jazyk jsou ale relativné prosta.

(Cesky narodni korpus, 2019)

e Podstatna jména do jednotného ¢isla prvniho padu
e Pfidavna jména do jednotného ¢isla, prvniho padu, muzského rodu

e Slovesa do infinitivu

Pivodni slovo Lemma
mostem most
oranzovou oranzovy
slibuji slibovat

Tabulka 4 Priklady slov a jim pfifazenych lemm

Rada lemmatizatori byla vyvinuta i pro Cesky jazyk. Existuji viak podstatné rozdily v jejich
moznostech, licenénich ujednanich a pozadavcich na provoz. (Ustav formalni a aplikované

lingvistiky, 2019)

V soucasnosti je k dispozici fada sad nastrojui ke splnéni takového zadani. Bohuzel, vétSina

neni uréena ke zpracovani éeského textu. (Ustav formalni a aplikované lingvistiky, 2019)
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To neznamenad, Ze je nelze viibec pouZit, naopak vétsina jejich funkcei je aplikovatelna napfic
jazyky, vcetné jazyka Ceského. Jmenovité napiiklad tokenizace a odstranovani fetézct
markup tagt.

Na druhé strané naptiklad stemming nebo lemmatizace se, pfinejmensim bez Uprav a
lingvistické konzultace, pfimo pouzit nedaji. Jedna se totiz o techniky pfili§ zavislé na
specificich daného jazyka.

Pfesto existuje pomérné Siroky vybér nastroji urcenych praveé k zpracovani ¢eského jazyka.
Jejich kvalita ovsem miize byt pochybna a ureni vhodného balikli néstroji mtize byt
pomérné slozité.

Navic, v nékterych ptipadech mohou analyzu textu zkomplikovat, protoze vedou k redukci
jeho rozsahu a potencidlni ztraté informace. Vzhledem k tomuto faktu, by jejich aplikace

vyzadovala konzultaci s odborniky. (Vallantin, 2019)

vvvvvv

nutné, a je mozné pouzit vstupni data bez vétSich zmén. Kratké texty, sestavajici z relativné
malého mnozstvi unikatnich slov, nemusi byt ani Zadouci dale upravovat.

Jakékoliv Gipravy totiZ mohou pfipravit text o vyraznou ¢ast pivodni poskytované informace.
Znovu zde hraje roli potencialné nepiipustnd ztrata informace v textu.

Mezi dalsi bézné€ pouzivané techniky patii prevedeni textu do malych pismen, odstranovani
diakritiky a interpunkce. V ptipad¢ posledniho jmenovaného casto dochéazi k nahrazeni

znaménka tokenem.

4.4 Analyza textu

Metody analyzy textu maji Casto znacn€ odlisSné pozadavky na formu vstupu, uroven
informaci poskytnutych modelu z externich zdroji a vypocetni vykon. Vybér vhodné
metody zavisi pfedevSim na ucelu analyzy a uspokojeni jejich minimalnich pozadavk,

nebot” obtiznost ladéni modelu se zvySuje spolu s jeho slozitosti.

Ulohy analyzy textu jsou ale v mnoha ohledech blizké ostatnim ulohdm oboru umélé

inteligence a aplikuje se na n¢ fada stejnych omezeni a pravidel.
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Neuronova sit, pouzita ke kategorizaci textu, se fidi stejnymi zdkonitostmi jako neuronova
sit’ klasifikujici kvéty kosatct. (Fisher, 1936)
Piivodni data obou modeld se mohou zdat té¢zko srovnatelna, ale transformace, kterymi pied

privedenim na vstup prochazi, je pievadi do shodné formy.

4.4.1 Jazykovy korpus

vvvvvv

korpus je souborem vétsiho mnozstvi samostatnych textd, ve kterém je mozné vyhledavat
specifické jazykové jevy, pti zachovani jejich kontextu. Korpus je tfeba vytvaret s ohledem

na zvolenou ulohu. (Kien M. , 2017)

Texty, ze kterych se korpus sklada, by mély vykazovat vSechny jevy ve vSech kontextech,
kter¢é mohou hrat roli vieSeni dané ulohy. Zaroven je tieba zajistit, ze je frekvence

jazykovych jevl ve vzniklém korpusu reprezentativni pro dany jazyk, obdobi a typ textu.

V neposledni fadé musi korpus obsahovat informace o vlastnostech kazdého obsaZeného
textu, vétSinou ve formé strojem zpracovatelnych metadat vhodného formatu. Prave
metadata, jejich spolehlivost, podrobnost a struktura, jsou kliCovym faktorem pro
ohodnoceni kvality korpusu.

Kvalitni metadata umoziiuji snadné ovétfeni plivodu a zédkladnich charakteristik obsazenych
textd. Soucasné pomahaji zajistit, Ze se texty v korpusu neopakuji a nezpiisobuji predpojatost
korpusu vici uréitym jazykovym jevim nebo témattim. Stejné tak maze korpus obsahovat

informace o obsazenych jazykovych jevech.

Pro Cesky jazyk byla vyvinuta celd fada jazykovych korpusti, rizného zaméfeni a rozsahu.

(Skrabal, 2018)

Projekt Ceského narodniho korpusu, spadajici pod Filozofickou fakultu UK, spravuje celou

fadu korpust ¢eského jazyka. Jednim z nejzndméjsich je korpus SYN.
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SYN je synchronnim korpusem psané¢ho jazyka, vytvofenym piedev§im z publicistickych
textl, kazdoro¢né zvetejiiovany v nové rozsitené podobé. SYN 2018 je zatim posledni verzi
korpusu, obsahuje 4255 miliont slov ve vice neZ $estnicti milionech texti'”.

SYN 2018 je jiz sedmou iteraci korpusu a skldda se ze vSech verzi ptfedchozich, opatfenych
referencemi. (Kten, 2018)

Vzhledem kpivodu velké casti obsazenych textd, je pravé SYN piikladem

nereprezentativniho korpusu.

Korpus tvofeny vhodné vybranymi texty, prizpiisobeny vyhledavani jazykovych jevii a
opatfen nutnymi referencemi, je nutnym zakladem pro tvorbu stemmerti a lemmatizatort.
Kvalita néstrojii zpracovani pfirozeného jazyka je nevyhnutelné zavisla na kvalité korpusu,

pouzitého k jejich tvorbé.

Znalost korpusu, pouzitého béhem vyvoje ndstrojii zvolenych k dal$i analyze textu, je

nutnou podminkou ovéteni jejich kvality, stejné€ jako kvality samotné analyzy.

4.4.2 Zavislostni korpus

Zavislostni korpusy poskytuji, vyjma informaci obsazenych ve vSech korpusech,
syntaktickou, morfologickou a sémantickou anotaci obsazenych textii. Korektni anotace,
automatické nebo manudalni, umoziuji podrobnéjsi analyzu jednotlivych textl a jazykovych
prostfedkti v nich pouzitych.

Mezi zavislostni korpusy ¢eského jazyka patii Prazsky zavislostni korpus?’, dale PDT, nyni
ve své tieti verzi. PDT sestava ztextd vybranych z Ceského narodniho korpusu,
anotovanych ve tfech trovnich: morfologické, analytické a tektogramatické, pficemz vyssi
urovng pokryvaji pouze ¢ast slov anotovanych urovnémi predchozimi.

Morfologicka uroven pokryva anotacemi dva miliony slovnich symbolii, z nich jeden a ptl
milionu slov, odpovidajici 88 tisicim vét, je anotovano na analytické Grovni a osm set tisic
znich, tvoficich &tyficeti deviti vét, i na trovni tektogramatické. (Ustav formalni a

aplikované lingvistiky, 2019)

19 Piesng 16 377 839
20 Prague Dependency Treebank
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4.43 Kategorizace textu

Kategorizace textu patii mezi klasifikacni tillohy a obecné se tidi stejnymi zakonitostmi.
Stejné jako u ostatnich klasifikacnich tuloh, je cilem pfifadit kazdému objektu n hodnot,
reprezentujicich pravdépodobnost jeho ptislusnosti k jedné nebo vice z n kategorii.

Kategorie mohou byt urceny zdrojem piivodnich dat, nebo nalezeny jinou metodou

strojového uceni, naptiklad formou shlukové analyzy.

4.4.4 Shrnuti textu

Automatické shrnuti neboli sumarizace textu, spo¢iva ve vytvofeni textu nového,
zahrnujiciho co nejvétsi podil informace textu ptivodniho.

Shrnuti miize probihat bud’ extrakci nebo abstrakci. Extrakce vyuzivad vyznamné c¢asti
ptivodniho textu, a nasledné jejich kombinaci vytvari text novy. Abstrakce vytvari originalni
text s vyuzitim informaci z textu ptivodniho, umoznuje tak vytvoftit krat$i a efektivng;si

shrnuti.

Jednim z nejznaméjSich aplikaci automatické sumarizace, vychazejici z extrakce, je
softwarovy agent AutoTLDR Bot, aktivni a populdrni ve vybranych okruzich internetové

socialni platformy Reddit.

AutoTLDR Bot vytvafi shrnuti medialnich ¢lankt, odkazovanych ve vybranych komunitach
Reddit.com s pomoci algoritmu SMMRY, a nésledné je vklada jako prispévek do diskuze.
(Bot, 2015)

4.4.5 Extrakce entit

Ulohy extrakce entit spo¢ivaji v nalezeni vybranych subjektii, naptiklad osob, podnikii a
mist v textu, a jejich ndsledném vyznaceni pro dal§i zpracovani. Miize tak tvofit jeden
z kroki procesu anonymizace textu, poptipad¢ slouzit jako zaklad pro hledani vztahi mezi

nalezenymi entitami.
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Jedna se o pomérné rozvinutou techniku. Podle studie vedené Retrieval Group pii NIST?!
jiz v roce 1998 dosahovaly nejlepsi feSeni pfesnosti srovnatelné s clovékem. (Voorhees &

NIST, 2001)

4.4.6 Analyza sentimentu

Cilem analyzy sentimentu je odhadnout subjektivni informace z poskytnutého textu.
V zévislosti na uloze se mize jednat o citové rozpolozeni autora, nazor autora na predmet
popisovany textem nebo jinou informaci, ktera neni v textu explicitné vyjadiena.

Techniky, pouzivané analyzou sentimentu, jsou hojné pouzivany k analyze ohlast a ndzort
na poskytovany vyrobek nebo sluzbu. S vysledky analyzy sentimentu je mozné nasledné
vytvorit individualni nabidku produkti pro individualni zdkazniky nebo urcit uroven

spokojenosti s jednotlivymi aspekty predmétu textu.

2 National Institute of Standards and Technology — spada pod ministerstvo obchodu USA
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5 Umélé neuronové sité

Technologie umélych neuronovych siti, rozvijena jiz od ¢tyficatych let dvacatého stolett,
dostala béhem poslednich deseti let podstatnych zmén, ackoliv jeji zakladni charakteristiky

zustaly nezménény.

Umeélé neuronové sité vychazejici z idealizovaného modelu biologickych neuronovych siti
a na teoretické urovni z konekcionistického paradigmatu, sestdvaji z mnoziny vypocetnich

jednotek, nazyvanych umélé neurony, a jejich propojeni.

Neformalné je mozné umélou neuronovou sit’ pojmout jako soustavu zesilovacu s jistym
poctem vstupt. Pfi¢emz vystup celé sit€ je mozné upravit pomoci soustavy potenciometri,
ménicich napéti na vstupu zesilovacu. Prvni piiklady umélych neuronti, takzvany

perceptronovy model, dokonce byly fyzickymi stroji. (Rosenblatt, 1957)

Vypocetni jednotky, dale umélé neurony, jsou organizovany do grafu, jehoz topologie
zavisi na zvolené aplikaci modelu. Hrany grafu, propojeni umélych neuronti, obvykle

nazyvané vahy, vytvareji z jednotek komplexni systém.

Za vstupni oznacujeme neurony piijimajici signal z vnéjsiho prostiedi. Vstupni neurony
pfijimany signal neupravuji, pouze ho predavaji dal. Umélé neurony, jejichZ vystupem je
odezva celé neuronové sité, oznaCujeme jako vystupni. Ostatni neurony sité, jez jsou

propojené pouze s dal§imi neurony sité, jsou oznaCovany jako skryté.

Umeélé neuronové sité je mozné klasifikovat vzhledem k topologii jejich grafu.
V zévislosti na pfitomnosti cykl v grafu sité, rozliSujeme sité dopiedné a rekurentni.
Umélé neurony dopiedné neuronové sité, spolu s jejich propojenimi, tvoii acyklicky graf.

Graf rekurentnich neurnovych siti je cyklicky.
Diky ptitomnosti cykll v grafu mohou rekurentni neuronové sité, dile RNN, postupné

piijimat hodnoty sekvenc¢nich dat, naptiklad casové fady a zachovavat informace o jiz

ptijatych hodnotach nélezicich dané sekvenci.
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RNN tak nachézeji vyuziti predev§im v ulohéch, jejichz feSeni zahrnuje analyzu ¢asovych

fad, textu a zvukovych zdznam1.

Jednovrstva sit

Vy'/stupni-i

Vicevrstva sit

Fig. 3 Zjednoduseny diagram jednovrstvé a vicevrstvé dopredné sité, vrstvy vicevrstvé sité jsou husté propojené

Podle organizace neuronti v grafu rozliSujeme doptedné sité jednovrstvé a vicevrstvé.
Jednovrstvé sité sestavaji pouze ze vstupnich a vystupnich neurond, piikladem mutize byt
sit’ tvofend jednim perceptronem. (Rosenblatt, 1957) Umélé neuronové sité sestavajici
z jednoho perceptronu ovSem nejsou schopné fesit ulohy, vyzadujici klasifikaci linearné

neseparabilnich mnozin bodt.
Vicevrstvée sit¢ zahrnuji takzvané skryté neurony, organizované do jedné nebo vice vrstev,
analogicky nazyvanych skryté vrstvy. Jednotlivé skryté vrstvy sité jsou indexovany podle

vzdalenosti k vrstvé vstupni.

Vrstvy tvofené neurony, pro které plati, ze vystup kazdého neuronu je propojen se vstupem

kazdého neuronu vrstvy nésledujici, se nazyvaji husté nebo pln¢ propojené.
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Vystupem umélého neuronu je hodnota aktivacni funkce, jejiz argument, takzvany
postsynapticky potencial, je vazenym souctem hodnot vstupii spolu s hodnotou prahu,

podle vztahu:

n

<P(ZW1' *x; +b)

i=0
Kde ¢ znaci aktivacni funkei, x; hodnotu i-tého vstupu neuronu, w; hodnotu ptislusné
vahy a b hodnotu prahu. Alternativni, mirné jednodussi, zapis aktivacni funkce, presouva

hodnotu prahu mezi ostatni vstupy neuronu a piidava omezeni hodnoty x,.

n
<P(Z Wi * X;)
i=0

xO S 1
Upravou hodnot vah, véetné prahu, je mozné ménit hodnotu vystupu neuronu.
Umeélou neurnovou sit’ 0 m neuronech je mozné chapat jako funkci G (X) s poctem
parametr rovnych:
m
N = Z le

j=0

Kde n; znaci poCet vah j-t€ho neuronu sit¢. Proces uceni je mozné pojmout jako proces

s cilem aproximovat neznamou funkci F (X) jiz zminénou funkci G (X), vhodnou tpravou

hodnot N parametrt funkce G (X).

Fig. 4 Diagram umélého neuronu
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Béhem procesu uceni jsou na vstup sité pfivadény vektory z trénovaci mnoziny, a vystup

sit¢ je srovnavan s vystupem ocekavanym.

V zavislosti na zvolené chybové funkci, optimalizaénim algoritmu, aktivac¢nich funkcich
neurond a topologii sité, jsou hodnoty vah upraveny. Proces uceni pokracuje, dokud
vlastnosti modelu, méiené vhodnymi metrikami, nedosahnou ur¢enych hodnot nebo neni

ptekrocen piidéleny cas.

Jiz velmi rané neuronové sit¢ umoznovaly feSit fadu tloh. Nicméné vykazovaly nezaddouci
chovani, které omezovalo jejich praktické aplikace. Jednalo se nejenom o teoretické
ptekazky, ale predevsim o vysoké pozadavky na vypocetni vykon, které ¢inily neuronové

sit€¢ méné dostupnymi oproti fad¢ alternativ. (Minky & Seymour, 1969)

Mezi teoretické problémy, branici Sir§Simu pfijeti neuronovych siti, patiily predevsim
otazky zpétnovazebniho signélu sit¢, gradientu, jeho Sifeni v siti a tendenci béhem procesu
uceni, znamych jako problém mizejiciho a explodujiciho gradientu. (Hochreiter, 1991)
Jejich feseni vyzadovalo novych optimalizacnich algoritm, inicializacnich schémat vah a

aktivaénich funkci.

5.1 Aktivaéni funkce

Charakteristiky aktivacni funkce zaviseji na algoritmu uceni a uloze feSené modelem.

vvvvvv

vyZzadujici aproximaci nelinearnich funkci, nehledé na topologii a dalsi vlastnosti sité.
Z jiz uvedené definice umélé neuronové sité jako funkce G (X) vyplyva, Ze pokud je
aktivacni funkce ¢ vSech vypocetnich jednotek linedrni, je vystup neuronové sité¢ nutné

linearni kombinaci hodnot vstupniho vektoru.

Druhou dtlezitou vlastnosti aktivacni funkce jsou charakteristiky jeji derivace, pfedevsim,

zda je funkce spojité diferencovatelna.
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V soucasnosti patii mezi nejpouzivanéjsi aktivacni funkce ReLU, aproximujici funkci

f(x) = In(1 + e*), znamou jako softplus. (Glorot, Bordes, & Bengio, 2011)

Vzorec

Linearni f(x) =cx
Sigmoid / Logisticka _ 1

fe) = 1+e™*
Tanh X — g X

[0 = e
Binarni krok / Heavisideova funkce _(0,x<0

fo) = {l,x >0
ReLU f(x) = max (0, x)

Tabulka 5 Vzorce vybranych aktivacnich funkci

ReLU sice neni diferencovatelnd pro x = 0, ale pifindsi vyhody z hlediska vypocetni
slozitosti, a pfedev§im pomaha fesit problém mizejiciho gradientu. V ptipadé aktivacnich
funkci, které nejsou diferencovatelné pro kazdé¢ x € R, zavisi hodnota derivace v danych
bodech na volbé vyvojaie dané implementace.

Hodnota derivace aktivacni funkce ReLU pro x = 0 zavisi, v implementaci frameworku
Keras, na argumentech zadanych pii vytvoreni instance pfislusné tfidy. Nicméné zakladni

nastaveni argumenti stavi derivaci pro x = 0 rovnou 0. (Keras Team, 2020)

5.2 Algoritmus u¢eni umélé neuronové sité

Formalné je proces uceni s n vektory trénovaci mnoziny shodny s hledanim minima

chybové funkce:

i=0 Ci(G(Xy), Y1)
n

C =

Kde X; znaci i-ty vektor trénovaci mnoziny a Y; ptislusny, ocekavany vystup.
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Urceni optimalniho nastaveni vSech N parametrii neuronové sité, reprezentované funkci
G(X), je potom shodné s vyfesenim polynomu o N proménnych.
Nalezeni globalniho minima, a tedy 1 optimalniho nastaveni vSech parametrt sité, se tak

stava obtiznou tlohou i pro relativné jednoduchou neuronovou sit’.

Alternativni geometricka interpretace ztotoziuje uceni s hledanim bodu minima, na N

rozmérné plose, definované chybovou funkci.

Pticemz kazdy bod plochy odpovida jednomu moznému nastaveni parametri modelu a
jedné hypotéze z prostoru hypotéz. Nekteré vlastnosti plochy, napiiklad pocet lokalnich
minim, jejich spojitost nebo ohraniceni spojitymi oblastmi extrému, maji na slozitost ulohy

negativni dopad.

Rada funkci, definujici plochy vykazujici nezadouci charakteristiky, je v praxi pouzivana

pro ohodnoceni kvality optimaliza¢nich algoritmu.(Pohl, Jirsik, & Honzik, 2014)

Piikladem funkce definujici povrch, vykazujiciho vlastnosti komplikujici nalezeni
globalniho minima, je Eggholder funkce, z diivodt velkého poctu lokalnich minim a

nepravidelnosti povrchu. (Surjanovic & Bingham, 2020)

X
fx1,x3) = —(x, —47) sin\/|x2 +?1 + 47| — X sin\/lxl — (xy +47)|

S hodnotami x;, podle konvence, omezenymi na x; € (—512,512) proi = 1,2.
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Eggholder Function
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Fig. 5 Graf Eggholder function (Karton na vejce), globdlni minimum oznacené rudym kruhem

Jak je patrné, pozadavky kladené na charakteristiky topologii umélych neurélnich siti a
pouzitych aktivacnich funkci, predevs§im jejich derivaci, nutné vychazeji z pojeti procesu

uceni, jako hledani minima chybové funkce.

V praxi je k nalezeni minima funkce pouzivéana tada iterativnich a heuristickych metod,
které sice negarantuji nalezeni globalniho minima chybové funkce, ale jsou schopné nalézt

pfiblizné feseni zadané ulohy, nebo k feSeni konvergovat v rozumném case.

5.2.1 Gradientni sestup a varianty

Mezi itera¢ni algoritmy hledani lokalniho minima funkce patfi gradientni sestup a

algoritmy z néj odvozené, vyuzivajici k uréeni nové hodnoty parametri gradientu funkce.
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Algoritmy, vychézejici z gradientniho sestupu, je mozné klasifikovat podle poctu prvkd,
trénovaci mnoziny pouzitych k vypoctu gradientu. Algoritmus gradientniho sestup vyuziva
k vypoctu gradientl vSechny prvky mnoziny trénovaci mnoziny:

T=T,CT

Kde T znaci trénovaci mnozinu a mnozinu Ty prvkl zvolenych k vypoctu gradientu.
Algoritmy stochastického gradientniho sestupu, dale SGD, a minidavkového SGD

vyuzivaji pouze vzorek trénovaci mnoziny rizného rozsahu.

Rozsah vzorku trénovaci mnoziny T Algoritmus
|Tg| = |T| Gradientni sestup / Davkovy SGD
1<|Tg| < |T| Minidavkovy SGD
ITs| =1 SGD

Tabulka 6 Klasifikace algoritmi gradientniho sestupu podle rozsahu vzorku trénovaci mnoZiny

Stejné jako klasicky gradientni sestup, vyuziva i SGD gradientu funkce k urceni nové
hodnoty parametru. Oproti algoritmu gradientniho sestupu, nevyzaduje SGD znalost
skutecného gradientu funkce, vypocitaného na celé mnoziné trénovacich dat T, ale pouze

jeho odhad, vypocitany na podmnoziné Ty. (Song, Montanari, & Nguyen, 2018)

Podle |T,| rozlisujeme SGD, a minidavkovy SGD. Je ziejmé, Ze |T,| ovlivituje pocet
operaci nutnych k provedeni jedné iterace algoritmu a soucasné¢ presnost odhadu gradientu.
Volba |T| tak zavisi na |T|, dostupnych vypocetnich prostiedcich a piesnosti odhadu

gradientu vyzadované k nalezeni minima funkce.

Mira zmény parametru je pfitom zavislad na hodnoté parametru krok, nékdy nazyvané¢ho
rychlost uceni. Soucin rychlosti u€eni a gradientu nazyvame aktualizaci vahy.
Nova hodnota parametru k je uréena vztahem:
Wy = Wiy — nVC
AWt—l = - T]VC

We= Wy + AWy
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Kde W, znaci matici parametrii modelu v ¢ase t, n hodnotu kroku, VC gradient chybové
funkce C a AW ,_, aktualizaci hodnot parametrii modelu, urcenou pfislusnym gradientem

v ¢ase t — 1. (Boyd & Vandenberghe, 2004)

Volba hodnoty parametru krok ma zasadni vliv na priibéh u¢eni modelu a jeho kvalitu.
Nevhodné zvolena hodnota mtlize podstatné komplikovat nebo dokonce znemoznit nalezeni

vhodného minima chybové funkce.

Oba extrémy, pfili§ velka a pfili§ mala hodnota, vedou jinému druhu nezédouciho chovéni.
P1ilis velka hodnota mlze zabréanit konvergenci funkce k minimu, zpiisobit, Ze vahy

modelu budou vhodny bod stéale ,,mijet*.

Nevhodné maléd hodnota konvergenci umozni, ale algoritmus nebude schopen opustit
nalezené lokalni minimum. Nedostate¢na uprava parametri ponecha model ve velmi
blizkém okoli ptedchoziho bodu plochy chybové funkce, a v ndsledné iteraci algoritmu

bude gradient funkce znovu smétovat k predchozi poloze.

Je nutné si uvédomit, Ze povrch chybové funkce a jeji gradient, je unikéatni nejenom pro
kazdou tlohu, nebot’ funkce vychazi z topologie neuronové sité a pouzitych aktivacnich
funkci, ale 1 pro kazdou mnozinu trénovacich ptikladi, pouzitych k vypoctu gradientu.
Algoritmy SGD, pracujici s odhadem gradientu zavislém na vzorku ptikladd trénovaci

mnoziny, tedy v kazd¢ iteraci pracuji s jinym tvarem chybové funkce.

K potlaceni nasledkt volby nevhodné hodnoty parametru krok, je vyuzivana fada metod,
pracujicich s hodnotou parametru, ménici se béhem procesu uceni, nebo prizptisobenou

jednotlivym parametram.

5.2.2 Algoritmus zpétného Sireni chyby

K vypoctu gradientu chybové funkce je vyuzivan algoritmus zpétného $ifeni chyby, jehoz

zakladni podoba vychazi z principii metody nejmensich ¢tvercii. Jak napovida nazev,
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algoritmus zavadi §ifeni chyby, zac¢inajici na vystupu sité, kone¢nou hodnotou chybové

funkce do dalsich vrstev.

Ptispévek jednotlivych vah k postsynaptickému potencialu neuronu, a tedy i odezvé celé
neuronové sité¢ a hodnoté chybové funkce, neni stejny. Hodnota aktualizace musi byt

propor¢ni, vzhledem k vlivu vahy, pokud ma hodnota chybové funkce klesat.

(e~

Algoritmus urcuje hodnotu aktualizace vahy w; 1 jako derivaci chybové funkce

vzhledem k Wl.(k_l) podle vztahu:

Gy __0C i ac  an® ap®

Aw = =
owl ™V Lol aw T gl

L

Vychazejiciho z pravidla pro derivaci slozenych funkci. Kde k je indexem pfislusné vrstvy

sit¢, C danou chybovou funkci, hl(k) hodnotou postsynaptického potencidlu a <pl.(k) hodnotu
aktivacni funkce daného neuronu. S vyslednym gradientem chybové funkce pro sit’ o m

vrstvach a n neuronech ve vystupni vrstve:

o [9€ ac ac
ow® " awd VT gw™

0 i

Je evidentni, ze jedna iterace procesu uceni vyzaduje fady derivaci, jejichZ pocet roste
s rozsahem sit¢, co do poctu vrstev 1 neuronti. Optimalizaci vypoctu derivaci je tedy mozné

dosahnout podstatného snizeni narokii na vypocetni prostiedky.

5.2.3 SGD s hybnosti

Optimaliza¢ni algoritmy pracujici s pojmem hybnosti, urcuji aktualizaci hodnoty parametru
nejenom podle souc¢asné hodnoty gradientu, ale i podle hodnoty pfedchazejici aktualizace.

(Robbins & Monro, 1951)

AW,_, = aAW,_, — nVC
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Kde a znaci véhu predchozi aktualizace. Zavedenim hybnosti je mozné omezit tendenci
algoritmu, nachazet lokalni minima a alespon ¢astecn¢ zmirnit nasledky nevhodné volby
parametru 7. Algoritmy vyuzivajici hybnosti vyzaduji znalost pfedchozi hodnoty aktualizace
kazdé vahy, pro pouziti v néasledujici iteraci, a dodatecné operace pii samotném vypoctu jeji

nové hodnoty, coz zvysuje jejich naroky na vypocetni prostiedky.

5.2.4 Adaptivni algoritmy

Ackoliv hybnost dokéze podstatné omezit dasledky nevhodné volby 7, neni je schopna
zcela potlacit. Dalsi nevyhodou algoritmt vyuzivajicich hybnost je, Ze stejné jako ostatni

popsané metody, pouzivaji stejnou hodnotu parametru i pro vSechny parametry modelu.

Adaptivni algoritmy, vychéazejicich z optimaliza¢ni algoritm s hybnosti, upravuji hodnotu

71 béhem celého procesu uceni, a to i pro jednotlivé vahy modelu. (Ruder, 2016)

Zcela tak eliminuji moznost a disledky volby nevhodné hodnoty 7.
Nevyhodou adaptivnich algoritmi je nutnost provedeni dodate¢nych vypoctl k uréeni
hodnoty 71 pro kazdy parametr modelu. Jejich vhodnost tak zavisi na vlastnostech zadané

ulohy a dostupnych vypocetnich prostfedcich.

Algoritmus Adagrad vychazi z ptedpokladu, Ze méné obvyklé pfiznaky mohou byt stejné,
nebo podstatné vice informativni nez piiznaky obvyklé, a ptizptisobuje hodnotu n

vzhledem k vlastnostem dat.

Algoritmus pfifazuje vyssi hodnoty n parametrim souvisejicim s mén¢ obvyklymi
priznaky, a umoznuje tak modelu zohlednit i relativné nepravdépodobné, ale vyznamné

charakteristiky ptikladi trénovaci mnoziny. (Duchi, Hazan, & Singe, 2011)
Adagrad je zvlasté vhodny pro optimalizaci modeld, zahrnujicich ptiznaky, jejichz hodnota

je pro vétSinu pozorovani trénovaci mnoziny nulova, a byl uspésné pouzit k optimalizaci

vektorti embeddingu GloVe. (Pennington, Socher, & Manning, 2014)
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Algoritmus Adagrad urcuje hodnotu 7 pro jednotlivé parametry modelu podle hodnot diive

zaznamenanych gradientti podle vztahu:

Wt S Wt—l - —VC

Kde G; znaci hodnotu akumulétoru gradientt pfislusného parametru modelu v Case t a €
relativné malou hodnotu, branici pfitomnosti jmenovatele rovného nule. Hodnoty G,

ptislusné kazdému parametru, jsou v paméti ulozeny jako prvky diagonalni matice.

Nevyhodou Adagrad je rast hodnoty akumulatoru, a z né¢ho plynouci klesajici hodnota n
béhem uceni modelu. V urcitém cCase t se tak hodnota n bude nevyhnutelné blizit nule, a

proces uceni se zastavi.

Jednim z algoritm, feSicich postupny pokles hodnoty 7, je RMSprop. (Hinton, 2014)
(TensorFlow community, 2020)
Namisto sou¢tu hodnot vSech piedchozich gradientti, RMSprop déli  odmocninou

klouzavého priiméru jejich druhych mocnin zvySenou o €.

W,= W, — — ___vc
E[VC?], + €

E[VC?]; = pE[VC?];—y + (1 — p)VC?

Kde E[VC?]; znaci primér druhych mocnin gradientu piislusného parametru v ¢ase t a p
je parametrem miry Gtlumu, snizujici vliv E[VC?],_; na nové& vypocteny primér.
VétSina implementaci nastavuje p = 0.9, podle piikladu v ptivodnim navrhu algoritmu.

Nicméné je mozné zvolit 1 hodnotu jinou.
Algoritmem do zna¢né miry podobnym RMSProp je, nezévisle vyvinuty, Adadelta. Oproti

RMSProp, Adadelta zcela odstranuje parametr 17, a nahrazuje ho odmocninou priméru

druhych mocnin aktualizaci parametru. (Zeiler, 2012)
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Mezi nejefektivnéjsi adaptivni algoritmy patii Adam, vychazejici z principi algoritmi

RMSProp a Adagrad. (Kingma & Ba, 2015)

Algoritmus Adam interpretuje pramér druhych mocnin gradientu jako odhad rozptylu
ptedchozich hodnot gradientu a soucasné zavadi odhad priméru ptedchozich hodnot
gradientu, podle vztahu:
my = Py *my_q + (1= 1) * VC
Ve =Py * Vi1 + (1= f2) xVC

v0=m0=0

Kde m; znaci odhad priméru a v; odhad rozptylu v ¢ase t, f; miru utlumu predchoziho
pruméru a [, miru Gtlumu predchoziho rozptylu, s doporu¢enymi hodnotami:
B =09
B = 0.999

Inicializace hodnot odhadu priméru a rozptylu hodnotou 0 zkresluje hodnoty obou odhadii
smérem k 0, zvlasté béhem prvnich iteraci algoritmu. K potlaceni zkresleni zavadi autofi
algoritmu korigované hodnoty odhadt. Zavislé na ptisluSnych mirach Gtlumu a poctu

probéhlych iteraci algoritmu:

_ mg
T A g
~ (43
T

Korigované odhady priméru a rozptylu gradientti jsou pouzity k vypoctu aktualizace vah
modelu podle vztahu:

o~

me
\/v7t+e

Kde a odpovida velikosti kroku 1 v jinych optimaliza¢nich algoritmech a pfiblizné

Wt = Wt—l_ a

omezuje délku kroku |AW | < a. Hodnotu @ je mozné pojmout jako nastaveni oblasti

divéry algoritmu.
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Nutnost nastavit délku kroku tak zcela neodpada. Nicméné doporucend hodnota @ = 0.001
je podle autorti algoritmu vhodna pro vétSinu tloh.
Vyjma zékladniho verze algoritmu navrhli autofi ve stejné praci i rozSifenou variantu

Adamax, vyuZzivajici LP normy piedchozich a soucasnych gradientii s p — oo.

5.3 Tensorové pristupy

Rada souc¢asnych nastrojii a knihoven strojového uéeni, mimo jiné TensorFlow, PyTorch a
Theano, vyuziva k reprezentaci modeld, a jejich struktury, konceptu tensora.

Ackoliv jsou tensory, v pojeti knihoven strojového uceni, zaloZeny na vicerozmérnych
maticich, nesoucimi stejné jméno, ne zcela jim odpovidaji, a jejich koncepce do znacné
miry vychazi z principil objektového paradigmatu. Podstatnou vyhodou pojeti tensort jako

objekti je snadna aplikace technik automatické diferenciace. (Neidinger, 2010)

Stejné jako matematicky objekt tenzoru, 1 tenzory frameworka strojového uceni jsou
definované svym tfadem, poctem prvki a tvarem. Tvarem tensoru rozumime n-tici

(ag, -+, ay), kde prvek a; znaci pocet rozméra tensoru podél dané osy.

Vlastnosti tensorll jsou ov§em urceny i datovym typem jejich prvki. V zavislosti na
implementaci, mohou byt prvky tensoru i referencemi objektti jakéhokoliv datového typu.

(The SciPy community, 2020)

Ttidy tensort podporuji dédi¢nost a kompozici, stejné jako dalsi vlastnosti tfid.
Instance tiid tensorti obsahuji, stejn€ jako ostatni objekty, i tensory obsahuji data a metody.
V piipad¢ tensora data sestavaji také z hodnot parametri modelu a rozmér matice.

Metody tensoru umoziuji manipulaci s jeho vlastnostmi a hodnotami prvka.

Z hlediska konstrukce modelt strojového uceni jsou predevsim dilezité tensorové operace

vysilani a zmény tvaru, které umoziiuji praci s vice tensory rozdilnych rozmeéra.
Vyuziti objektového paradigmatu piindsi podstatné vyhody pro navrh a vyvoj modelt.

Tenzory a jejich operace je mozné pouzit jako stavebni bloky modelu, snadno zaménitelné,

znovupouzitelné, upravitelné a optimalizované pro efektivni zpracovani.
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Vypocet odezvy, gradientd i novych hodnot parametri, je mozné provést volanim metod
prislusnych objektl, aniz by bylo tieba psat dalsi fadky kodu. Program nutny

k implementaci jednoduchého modelu je tak podstatné Citelnéjsi a kratsi.

Zavedeni automatické diferenciace umoznuje vypocet novych hodnot parametra
s libovolnou pfesnosti a v ¢ase srovnatelném s rucné programovanymi derivacemi.

(Margossian, 2019)

5.4 Konvolu¢ni neuronové sité

Z principt doptfednych umélych neuronovych siti vychdzeji modely, zahrnujici jednu nebo

vice konvolu¢nich vrstev, které nazyvame konvoluc¢nimi neuronovymi sitémi.

Na rozdil od neuront husté propojenych vrstev, nepiijimaji neurony vrstev konvolu¢nich
vystup vSech neuronti ptedchéazejici vrstvy, ale pouze neuronti nachazejicich se v mensi
oblasti vrstvy pfedchazejici. Konvolucni vrstvy jsou tak schopné detekovat lokalni vzory,

oproti husté propojenym vrstvam, které detekuji vzory globalni.

Neurony konvolucni vrstvy jsou pfitom schopné nalezené vzory detekovat nehled¢ na

polohu v ptivodnim vstupu.

Vhodnym spojenim vice konvolucnich vrstev je mozné vytvorit model detekujici nejenom
lokalni vzory pivodniho vstupu, ale 1 vztahy mezi vzory nalezenymi piedchézejicimi

vrstvami. Konvolu¢ni neuronové sité tak mohou rozpoznavat hierarchie vzort.

Struktura neuronu konvoluéni vrstvy se v mnoha ohledech lisi od struktury neuronu vrstvy
husté zapojené. Zatimco vystup husté zapojeného neuronu je ur¢en hodnotami vah, prahu a
aktivacni funkce, chovani konvolu¢ni neuront je definovano hodnotami vah, prahu a

tvarem oblasti, okna, urcujici neurony prechdzejici vrstvy, jejichz vystup neuron piijima.
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V nékterych ohledech je vhodnéj$im oznacenim konvolu¢niho neuronu filtr nebo
konvolu¢ni jadro. Konvolu¢ni vrstvu potom miiZeme povazovat za tenzor, skladajici se
z jednoho nebo vice konvolucnich jader, poptipad¢ za soubor filtrii, jejichz charakteristiky

podléhaji béhem procesu uceni zmeéngé.

Posledni uvedena definice je zvlasté vhodna pii zpracovani vizualnich dat, nebot’ ¢ini popis

modelu a jeho vyvoj podstatné blizsi ostatnim technikam zpracovani obrazu.

Konvolué¢ni vrstvy modelu jsou tak definovany svym poctem konvolu¢nich jader, velikosti
okna, kroku a pouzitou technikou paddingu. Rozsah konvolu¢ni vrstvy je pfitom

analogicky k poctu filtrQi, a tedy i novych reprezentaci ptivodniho vstupu.

Vyjma vizuélnich, dvourozmérnych dat, je mozné konvoluci aplikovat i na N-rozmérna

data, v¢etné dat jednorozmérnych, tedy sekvenénich, napiiklad textu nebo ¢asovych fad.

Konvolu¢ni neuronové sité, ddle CNN, nachazeji Siroké uplatnéni nejenom v feSeni tloh
pocitacového videni, ale ve vSech tlohéch, kde je mozné vstup pojmout jako mapu
ptiznakd, jejichz vyznam je ovlivnén vzajemnou polohou.

Stejné jako tradi¢ni umé€lé neuronové sité, jsou i sit¢ konvoluéni inspirovany biologickymi

neuronovymi sitémi, jmenovité organizaci vizualni kliry mozkové. (Fukushima, 1980)

Konvoluci rozumime operaci dvou funkei jejiz vysledkem je jina funkce podle vztahu:

(f * 9)() = j F(@gx - @) da

Kde * znaci operaci konvoluce, f(x) vstup modelu a g(x) funkci zvanou konvolu¢ni
jadro. Vysledna funkce je stejné jako operace nazyvana konvoluci. Opakovanou konvoluci
f(x) s riznymi konvolu¢nimi jadry je mozné vytvoftit fadu konvoluci ptiivodni funkce,

spolecné tvoticich mapu vystupnich ptiznak.
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Algoritmy konvolu¢nich neuronovych siti vychéazeji z diskrétni varianty operace,
implementované jako operaci dvou N-rozmérnych tensorti, mapy vstupnich ptiznak,

reprezentované tensorem A tvaru (ay, ..., @), a konvolu¢niho jadra K tvaru (kq, ..., ky).

Kde hodnota prvku a,, tvaru tensoru mapy vstupnich ptiznakt oznacuje jeji hloubku a

prvnich n — 1 prvku tvaru konvolu¢niho jadra znaci rozmér pouzitého okna.

Predpokladejme k,, = a,. Nic nebrani uréeni 1 > k,, > a,, nicméné postup vypoctu prvki

vvvvvv

Mapa vstupnich ptiznaki A je rozdélena na m oblasti, tensort tvaru (ky, ..., k), kde m
zavisi na tvarech obou tensorti A a K, a na pouzité délce kroku, znacené s.
Rozd¢€lovani prvkil ptivodniho tensoru A probiha podél vSech n os, pficemz hodnota s

urcuje navyseni hodnoty indexu, pfinalezejiciho zvolené ose.

Vzniklé tensory jsou déle, spolu s tensorem konvolu¢niho jadra K, rozd€leny na k,, tensorti
rozméru N — 1 a tvaru (ky, ..., k,_1), znacenych K", A7; i € (0, k,,).

Hodnota prvku C; vystupniho tensoru C* odpovida:

kn

C =ZZKi:*A’{r+b
s

r € R(K?)
R(K{) = R(4})

Kde R(K;) je funkci definujici mnozinu indexii oznacujicich prvky daného tensoru, K;'
prvek tensoru K;* oznaCeny indexem r a A; prvek tensoru A; oznaceny indexem 7.

Je evidentni, ze tvar vysledného N-rozmérného tensoru C*, (cy, ..., ¢), neni shodny

s tvarem tensoru A, piesnéji Ze:

* .
¢ <aj i#n
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Rovnost rozméru tensortl v dané ose je mozné zajistit rozsifenim tensoru A o znaky
paddingu. Tvar tensoru C*, (cy, ..., Cp), je tak zavisly nejenom na tvarech mapy vstupnich
ptiznaki a konvolu¢niho jadra, ale i na délce kroku a poctu prvki paddingu.

Pokud je pivodni tensor rozsifen symetricky, konkatenaci tensorti paddingu s ptivodnim
tensorem, je tvar nového tensoru urcen:

i (ai—ksi+zp)+

1

Kde s znaci délku kroku a p pocet prvkl paddingu, o které byl plivodni tensor rozsifen.
Obvyklé pouziti paddingu v oblasti konvolu¢nich neuronovych siti rozsituje tensor A
symetricky, konkatenaci tensorti P; pro jejichZ prvky plati:
(P)r=c=0
r € R(P;)

Kde R(P;) definuje mnozinu indexd vSech prvki tensoru P;.
Je ovS§em mozné zvolit ¢ # 0, poptipadé¢ ur¢it hodnotu prvkl tensorit P; vhodnou funkci.

Stejné tak je mozné zavést padding nesymetricky. (TensorFlow community, 2020)

Konkatenaci tensorti, vytvorenych konvoluci mapy vstupnich piiznakd a konvolu¢nich
jader, je vytvofena N-rozmérna mapa vystupnich ptiznaki, tensor M, tvaru (1, ..., L),
pfi¢emz hodnota [; je urCena:

l; =cf, i+n

l, = Z Cn,

D
i=0

Predpokladejme tensor mapy vstupnich piiznakd, tvaru (5,5, 1), odvozeny z ¢ernobilé
bitmapy rozméru 5 * 5 pixelti, rozsifeny pomoci paddingu na tensor tvaru (6, 6, 1) a tenzor

konvoluéni vrstvy tvaru (3, 3, 2), sestavajici ze dvou jader a hodnotou prahu rovnou 0.
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Mapu vstupnich ptiznak, po aplikaci paddingu, je mozné reprezentovat jako matici 4 o
rozmérech 6 * 6, kde hodnota kazdého prvku odpovidé odstinu Sedi, a tensory jader jako

dvé matice K, a K; rozméra 3 * 3.

0 1] 1] 0 0 0 0
] 0 2m (o 1] 0 0 ] 210 |0 0 0
0 195 |0 1] 0 0 0 195 |0 ] ] 0
0 |20 |221 |20 |0 $ 0 |0 [200 [221 |20 |0 |0
] 200 |0 218 |0 0 0 200 (0 218 |0 0
0 0 w5 (0 0 0 0 ] 205 |0 ] 0
0 0 0 1] 1] 1] 0
Fig. 6 Priklad mapy vstupnich znaki pred a po paddingu

1 0 1] 1 1 1

1 1 1 1 -1

-1 1 1 1] 1 1

Fig. 7 Priklad dvou konvolucnich jader

Aplikaci konvoluc¢nich jader, s hodnotou prahu rovnou 0, ziskame tensor mapy vystupnich

ptiznakt tvaru (5, 5, 2), tvofeny dvéma maticemi rozméru 5 * 5.

-195 405 15 210 0 195 405 | -210 21 0
-5 174 -4 200 -220 5 36 14 -10 0
0 621 418 659 2 195 426 | -228 | -0659 | -220

200 -5 823 234 438 0 426 18 223 2
0 205 405 205 218 200 -5 213 13 218

Fig. 8 Priklad mapy vystupnich znakt
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Analogicky by aplikace konvoluc¢ni vrstvy s velikosti okna 3 * 3 a 32 filtry, bez paddingu a
délkou kroku rovnou 1, vytvofila mapu vystupnich ptiznaki jako tensor tvaru (4, 4, 32),

kde je kazdy vystupni kanal mapou odpovédi jednoho pouzité filtru.

5.4.1 Vrstvy sdruzovani

Vyjma vrstev konvolu¢nich vyuzivaji CNN také vrstvy sdruzovani implementujici
stejnojmennou unarni operaci. Zatimco konvoluéni vrstvy mapu ptiznaki rozsituji, vrstvy
sdruzovéani mapu ptiznakl redukuji. Operace sdruzovani je tak analogicka pfevzorkovani,

respektive kompresi vstupu, zvolenou nelinearni funkci.

Postupna komprese mapy vstupnich piiznakd, spolu s vrstvami konvoluce, umoziiuje
vytvofeni hierarchie prostorovych filtri. Model je tak schopen rozpoznat nejenom

jednotlivé vzory vstupu, ale 1 jejich hierarchie.

Druhou vyhodou pouziti sdruzovani v CNN je redukce poctu parametrii modelu. Sdruzeni

tak nejenom snizuje naroky modelu na vypocetni prostiedky, ale soucasné brani preuceni.

Oproti konvolucim nejsou parametry operace sdruzovani optimalizovany béhem procesu
uceni. SdruZeni je zajiStovano funkci knihovny, zvolenou béhem navrhu modelu, jejiz
charakteristiky se béhem procesu uceni neméni. Mezi nejobvyklejsi funkce, pouzivané

operacemi sdruzovani, patii volba nejvyssi a primérné hodnoty vstupniho tensoru.

DalSim podstatnym rozdilem mezi operacemi konvoluce a sdruzovani je obvykla volba
velikosti kroku vétsi nez 1, popiipade délky kroku zajistujici vybér, nepiekryvajicich se
oblasti mapy piiznakt. Aplikace operace sdruzovani tak redukuje rozsah mapy piiznakt a

pocet parametrd modelu.

Formalné je operaci sdruzovani mozné definovat podobné¢ jako konvoluci.
Vstupni tensor 4 je rozdélen na vice mensich tensorti, tvari a poctu urcenych zvolenou
velikosti okna a kroku, podle stejnych pravidel jako v ptipad¢ konvoluce, pfi¢emz tvar

vystupniho tensoru P* je uréeny vztahem:
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pi = (@ = Pu) _Spwi) +1

Kde p;, pw, @ a; znati rozmér vystupniho tensoru, pouZitého okna a tensoru A podél osy i,

a s zvolenou velikost kroku. Hodnota prvku Ps vysledného tensoru P je urCena aplikaci
zvolené funkce P(x):

Ps = P(4s)

Kde Ag znadi jeden z tensortu vytvorenych rozdélenim vstupniho tensoru A4, a S piislusny
S 5

index prvku vysledného tensoru. Je evidentni, Ze operace sdruzovani je, z hlediska

potitebnych vypocetnich prostiedkil, méné narocné nez konvoluce, ale tidi se fadou

stejnych pravidel.

Pokracujme v ptikladu zapocatém pii popisu konvoluce. Z pivodni mapy vstupnich
priznaka tvaru (5, 5, 1) jsme konvoluci, s pouzitim konvolucnich jader K, a K; ,vytvotili
mapu vystupnich ptiznaki tvaru (5, 5, 2). Operace sdruzovani s délkou kroku rovnou 1 a
velikosti okna 2 * 2 transformuje mapu uvedenou vystupnich pfiznakti na novy tensor

tvaru (4, 4, 2), jehoZ prvky jsou vypocitany zvolenou funkei.

405 405 210 210 36 14 0
621 621 659 659 05 36 14 0
621 823 823 659 416 426 223 223
205 823 823 438 426 426 223 223

Fig. 9 Priklad tensoru vzniklého sdruZovdnim podle maxima
Sdruzeni podle maxima vytvoii matice nejvyssich hodnot ptisluSnych oblasti mapy

vystupnich ptiznakii. Prvky vzniklého tensoru je mozné interpretovat jako nejvyznamnéjsi

priznaky ptislusné oblasti mapy ptiznaki.
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Dusledkem nastaveni délky kroku rovné 1, je prekryvani oken sdruzeni vedouci k méné
radikalni redukci rozméru tensoru a opakovani hodnot fady prvkl vysledného tensoru.

Nékteré prvky mapy vystupnich pifiznakt jsou tedy nadbytecné.

95 148 108 50 -41 -141 -57 -8

198 302 321 163 -48 -151 -221 -222
204 464 534 333 49 -53 -162 -164
100 357 417 274 155 163 117 114

Fig. 10 Priklad tensoru vzniklého sdruZovdanim podle priiméru

Analogicky, operace sdruzovani podle primérné hodnoty, vytvoii tensor shodného tvaru,
tvofeného prvky s hodnotami rovnymi priméru hodnot prvki ptislusné oblasti mapy
ptiznakl. Oproti sdruZeni podle maxima je sdruZeni podle primérné hodnoty ptiznaki

v praxi mén¢ obvyklé. (Chollet, 2019)

5.4.2 Alternativni konvolu¢ni operace

Navzdory Sirokému ptijeti CNN, ziistava fada uloh, k jejichZ feSeni nejsou tradicni
implementace konvolu¢nich operaci, v disledku omezeni kladenych na ¢as nebo dostupné
vypocetni prostfedky, vhodné. Piedevsim se jedna o praktické aplikace CNN v oblastech

robotiky, dopravni automatizace a spotiebni elektroniky.

Ze zakladnich principt konvoluce tak vychazi fada alternativnich postupii, vytvorenych

s cilem snizit vypocetni naro¢nost, popiipadé zlepsit dalsi vlastnosti CNN.

Mezi nejznaméjsi patii separovatelna konvoluce, vytvarejici mapu vystupnich pitiznakt
postupnou aplikaci vice mensSich konvoluc¢nich jader, jejichz soucinem je ptivodni tensor.
Pocet elementarnich operaci nutnych k vykonani souc¢inu konvolu¢ni jadra a oblasti mapy

vstupnich ptiznakt je zavisly na zvolené velikosti okna konvoluce.

Podstatnou nevyhodou zakladni separovatelné konvoluce je pozadavek na separovatelnost

konvolu¢niho jadra, kterou vétSina moznych konvoluc¢nich jader neuspokojuje.
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Model vyuzivajici separovatelnou konvoluci tedy nemlize vyuzit celou $ifi potencidlnich

konvoluc¢nich jader, a je omezen na mensi $kalu konvoluci odvozenych ptiznaki.

Ze separovatelné konvoluce vychazi separovatelnd konvoluce podél hloubky, jez je mozné,
oproti puvodni metodé, aplikovat na jakékoliv konvoluéni jadro.
Konvoluce separovatelna podél hloubky rozd€luje operaci konvoluce na konvoluce podél

hloubky a bodové konvoluce.

Konvoluce podél hloubky rozdéluje mapu vstupnich piiznakt podle osy hloubky na a,,
tensort, na které nasledn¢ aplikuje ptisluSna konvolucni jadra. Nasledna aplikace bodové
konvoluce, definované jako operace konvoluce s rozmérem okna 1, vytvaii linearni

kombinaci vzniklych tensori.

Modely vyuzivajici konvoluci separovatelnou podél hloubky dosahuji vysledkt
srovnatelnych s klasickymi CNN, pii pouziti podstatné¢ mensSiho poctu elementéarnich

operaci a optimalizovanych parametrti. (Howard, a dalsi, 2017)

Dalsim alternativni implementaci konvolu¢nich operaci jsou takzvané zplosténé CNN,
pracujici s fadou postupné aplikovanych, jednorozmérnych konvoluc¢nich jader.

Stejné jako v ptipadé konvoluce separovatelné podél hloubky, i vysledky zplosténych
CNN jsou srovnatelné se standartni implementaci konvolu¢nich operaci. (Jin, Dundar, &

Culurciello, 2014)
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6 Vlastni prace

Vyvoj konvoluéni neuronové sité vyzadoval otestovani fady moznych konfiguraci modelti a
jejich prvki, predevSim parametri vrstev neuronové sit¢ a optimalizacniho algoritmu.
Soucasné bylo tfeba evidovat otestované konfigurace a jejich ohodnoceni. I relativné mala
zména struktury modelu navic mnohdy vyzadovala Upravu formatu vstupnich dat, nebo

ptehodnoceni vhodnosti navazujici prvkda.

Rada konfiguraci se ukazala béhem vyvoje nejenom jako nevhodna, ale jako v pouZitém
frameworku neimplementovatelnd. Celou fadu souvisejicich, relativné jednoduchych tkont
bylo pfitom nutné opakovat pro kazdou testovanou konfiguraci, bez odchyleni od
pfedchoziho postupu. Jejich automatizace se zddla pifinosnou nejenom pro kvalitu

navrzenych modeld, ale i1 pro kvalitu samotné prace.

K zjednoduseni tvorby, analyzy a spravy modeld, spolu s pfislusSnymi mnozinami vstupnich
dat, byl vytvofen program, automatizujici tvorbu modelt i pfedzpracovani dat v fad¢
moznych konfiguraci. Podstatnou vyhodou programu, oproti pfimému pouziti frameworkt
TensorFlow a Keras, bylo zajisténi vytvoieni relativné slozit¢ho a spustitelného, byt ne

nutné praktického modelu, 1 pfi zadani minima argumentt.

Program byl napsan v jazyce Python verze 3.6, jez je upfednostiiovanym jazykem pro vyvoj
programi vyuzivajicich frameworka TensorFlow a Keras.

Proces uceni, zhodnoceni a testovani modelii, probihal na osobnim pocitaci vybaveném
grafickd karta GTX 1070 firmy NVidia, disponujici 8§ GB paméti a 1920 vypocetnimi jadry
CUDA. (NVIDIA Corporation, 2020)

Navrh konvoluéni neuronové sité, spolu s volbou technik ptedzpracovani dat, vychazel ze

zjisténych charakteristik zdznamu databaze Safety Gate. Vhodné pfedzpracovani vstupnich

dat vyzadovalo znalost struktury textu popist rizik a zévad.
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Béhem vyvoje umélé neuronové sité, softwaru zajistujiciho ¢ast predzpracovani vstupnich
dat, analyzu kvality modelu a zpracovani vystupnich statistik, doslo k podstatnym zménam
frameworku Keras i knihovny TensorFlow.

Podstatnou c¢ast programu tak bylo tfeba zmeénit. Dal$i soucésti se navic ukazaly

nepotiebnymi, nebot’ je bylo mozné nahradit importovanymi funkcemi.

6.1 Popis vstupnich dat

Databaze Safety Gate obsahuje v soucasnosti?? 26057 zdznamii o zdvadnych produktech a
jejich charakteristikach. Pti zahdjeni vyvoje programu byl pouzit mensi pocet, v té€ dob¢ jiz
existujicich, zdznami. Uceni, validace a testovani navrzenych modeli jiz probihalo s novéjsi

verzi databaze v uvedeném rozsahu.

Rozhrani portalu umoziiuje selekci zdznami z databdze podle fady kritérii, mimo jiné roku

podani hlaseni, nazvu produktu, znacky, ¢lenské zemé podavajici hlaSeni a zem¢ ptivodu.

6.1.1 Postup exportu zaznami databaze

Prace se zaznamy je podstatné komplikovana omezenimi kladenymi na jejich export, ktery
je mozny pouze postupné, v maximalnim rozsahu deseti tisic zaznamti, a ve znacné

nestandardnim formatu.

Navzdory faktu, Ze je volba exportu oznacena jako ,,Export to Excel®, a odkazuje na soubor
s ptfiponou xls, se nejedné o validni ptiklad formatu Microsoft Excel 97-2003 Worksheet,
ale o zlomek dokumentu formatu HTML, respektive pouze kodu definujiciho strukturu
tabulky a obsah jednotlivych poli, bez deklarace typu dokumentu vyzadované standardem.

(W3C, 2020)

22 Posledni kontrola zdznami provedena 29.1.2020
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<td valign="top">2010</td>
<td valign="top">52</td>
<td valign="top">
Products with serious risks
</td>
<td valign="top"> Consumer</td>
<td valign="top">1984&#x2f;10</td>
<td valign="top">France</td>
<td valign="top">Hobby&#x2f;sports equipment</td>

<td valign="top">Laser sight for air gun&#xa;&#xd;&#xa;&#xd;</td>

Fig. 11 Cdst neupraveného exportu zdznamu Safety Gate

Pted dalSim zpracovanim bylo nutné prevést soubory do formatu Comma Separated

Values, ktery je pro dalsi ukony vhodnéjsi, a nasledné je konkatenovat do jedné tabulky.

6.1.2 Vlastnosti atributi tabulky

Zaznamy nov¢ vzniklé, konkatenované tabulky, sestdvaly z 23 atributli, obsahujicich
informace o produktech, jejich zdvadach, okolnostech a ¢ase jejich nalezu a o opatieni

piijatych ¢lenskymi zemémi EU po objeveni zavady.

VétSina atributl nebyla z hlediska pfedmétu prace, ani analyzy zaznami databaze

podstatnd, a jejich obsah nebyl déle zpracovan.

Atribut ,,Alert number®, tvofeny fetézcem znakli unikatnim pro jednotlivé zaznamy,
odpovidal primarnimu kli¢i tabulky. Format obsahu sloupce ,,Alert number* se béhem
provozu databaze z neznamych divodii zménil. Hodnoty sloupce ovSem zustaly pro diive

vytvofené zdznamy nezménény.

Hodnotou atributti popisu produktu, popisu nalezené zadvady, zdvadou ptisobeného rizika a
dalSich okolnosti pfislusného hlaSeni, byl text v anglickém jazyce. Hodnoty kategorickych
proménnych, vcetné kategorie produktu, pisobené¢ho rizika a ¢lenské zemé ohlasujici

rizikovy produkt, také vyuzivaly anglickou terminologii.
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Z ptvodnich 23 atributii se tfi, ,,Technical defect” a ,,Risk* a ,,Description®, zdaly vhodné
k tvorbé ptiznaki. Jmenované sloupce obsahovaly text popisujici specifické vlastnosti

produktu, zdvady a zavadou plisobeného rizika proménlivé délky.

Ackoliv Cast popist sestavala z Gplnych vét, celd fada zdznamt obsahovala v daném
sloupci pouze oznaceni Sarze nebo jiné vlastnosti rizikového produktu. V nékterych
piipadech dokonce chybél popis tplné€. Dalsi zdznamy obsahovaly v pfisluSnych sloupcich

URL odkazy k dopliiujicim informacim.

VX1100 : the recall concerns PWCs built from 2005 to 2008<a href="/consumers/safety/images/table2.pdf">Click here to
view year, model, model code, Primary ID number range</a>

Fig. 12 Obsah sloupce , Description “zaznamu 0493/08

Oznaceni jednotlivych kategorii produktii, obsazena v atributu ,,Category* nebyla
zastoupena v databazi stejnou mirou. Vice nez ¢tvrtina zdznamu nesla oznaceni ,,Toys®.
Opacnym extrémem bylo oznaceni ,,Explosive atmospheres equipment® které nesl pouze

jediny zdznam databaze.

Podobn4, ackoli ne tak extrémni nevyrovnanost, byla zjiSténa i pro hodnoty atributu ,,Alert
submitted by* oznacujici ¢lenskou zemi ohlasujici nalez nebezpecného produktu.

Z casti bylo mozné jev vysvétlit demografickou situaci Clenskych zemi. Nejvice zaznami,
vice nez tfinact procent, uvadelo jako ohlasujici zemi Némecko, nejlidnatéjsi a

ekonomicky nejvyznamnéjsi stat EU.

Nicméné Mad’arsko, jez se populaci 1 fadou dalSich metrik, fadi mezi mensi Clenské zemé,
oznacovalo jako ohlaSujici zemi pfes deset procent vSech hlaseni. Coz byl zhruba
trojnasobek poctu zdznami produktli ohlasenych z Ceské republiky nebo Svédska, a témét

Ctytikrat vice nez pocet hlaSeni z Italie.

Kontingenéni tabulka déale odhalila zavislost mezi ohlasujici zemi a oznacenim kategorie

produktu, pfi¢emz nékteré kategorie byly pouzivany pouze v hlaSeni jedné ¢lenské zemé.
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Neni pfitom diivod se domnivat, Ze srovnatelné zavislosti neexistovaly i mezi hodnotami

jinych atributd, naptiklad zemi ptivodu a kategorii produktu.

Dalsi analyza nevyrovnanosti oznaceni kategorii produktti, anomalniho poc¢tu zaznami
pochazejici ze specifickych zemi a vztahu mezi ohlasujici zemi a kategorii produktu,
analyza zminénych jevi, ani dalSich vlastnosti zaznamti databaze Safety Gate provedena.

Vytvotena kontingencni tabulka je soucasti ptiloh prace.

Vyjma jiz zminéné nevyrovnanosti a zavislosti mezi hodnotami n¢kterych atributt
obsahovaly zdznamy exportované databaze celou fadu dalSich nezddoucich charakteristik,
jejichz vyskyt bylo tfeba zohlednit. Jednalo se ptfedevsim o velky pocet chybéjicich tdajii
nékterych atributili, pfitomnost HTML znacek uvnitt textu a nespravna oznaceni zemi

puvodu produktii.

wewvr

vyznamu sloupcti ,,Technical defect a ,,Risk* a ,,Description®, jejichz obsah, text

popisujici zavadu a jeji nasledky, se zdal vhodny ke tvorbé ptiznakd.

Popis rizika piisobeného zavadou byl u nékterych zaznamu ptritomen ve sloupci ,,Technical
defect, zatimco dal$i zdznamy neobsahovaly v jednom, nebo vice, ze jmenovanych

sloupcii text zadny.

Pro feSeni ulohy byla déle zdvazna chybéjici pozorovani sloupce ,,Description® ktery
neobsahoval ve vice nez 21 tisicich zdznamech zadny text. Sloupec ,,Description® se tak
stal pro potieby tvorby ptiznakl ne pfili§ vhodnym, nebot’ jeho vyuziti by znamenalo

vyfazeni vétSiny zdznaml pivodni mnoziny dat.

Jednim z moznych feSeni chybéjicich hodnot sloupce bylo zavedeni nového, syntetického
sloupce, vytvotfeného konkatenaci obsahu sloupce ,,.Description‘ a jiného sloupce stejného
datového typu a vyznamu proménné. Zavedeni syntetického sloupce by ovsem vyzadovalo

reinterpretaci vstupnich dat.
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V disledku vyse uvedeného velkého poctu chybéjicich udajii sloupce ,,Description® by
navic vétSina hodnot nové vytvotfeného sloupce byla shodna s hodnotami druhého
rodicovského sloupce. Sloupec ,,Description® se tak zdal, oproti sloupctim ,,Risk type* a

,» Technical defect”, méné vhodny k tvorbé priznakd.

Obsah vétsiny sloupct nebyl, vzhledem k predmétu prace, podstatny. Jednalo se mimo jiné

o zemi puvodu produktu, odkaz URL na ptivodni verzi zdznamu a tyden podani hlaseni.

Nepodstatné sloupce tabulky byly, spolu se sloupcem ,,Description, pred dal§im
zpracovanim dat odstranény. V tabulce byly ponechany pouze sloupce: ,,Alert number*,
»Risk type®, ,,Technical defect* a ,,Risk*, které byly nasledné pfejmenovany. Ostatni
sloupce byly z tabulky odstranény spolu se zdznamy obsahujici chybéjici pozorovani

jednoho nebo vice jmenovanych proménnych.

Pivodni niazev Novy nazev . .
sloupce sloupce Typ dat Popis proménné
Retézec znakil
Alert number alert number Identifikacni / text oznacujicich
zZaznam
Vycet typi rizik
Risk type risk_type Text plsobenych
produktem
Technical defect defect desc Text Popis zavady
Popis rizika
Risk risk desc Text plsoben¢ho

produktem
Tabulka 7 Popis sloupct obsahujicich pro prdci vyznamné tdaje

Sloupec ,,Alert number* byl déle vyuzivan béhem ladéni programu k ovéfeni fungovani
procesu piedzpracovani dat. Nekonzistentni obsah sloupct ,,Risk* a ,, Technical defect*,
spolu s mnoha chybéjicimi hodnotami, negativné ovliviioval kvalitu vstupnich dat a mohl

znacné redukovat jejich rozsah.
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6.2 Predzpracovani vstupnich dat

Pted ptivedenim na vstup umélé neuronové sité je tieba vstupni data upravit do podoby,
ktera umozni jejich zpracovani. V piipad¢ klasifikace textu je nutné vytvotit vhodnou

reprezentaci fetézcl znak jako Cisel.

Navrzena konvolu¢ni neuronova sit’ vyzaduje ptedzpracovani ve tiech krocich: oCisténi,
tokenizaci a embedding. Prvni dva kroky pfedzpracovani byly implementovany metodou
"import_data_text’ a pomocnymi metodami z jednoduché knihovny funkci zpracovani dat,

napsané pro potieby prace.

Zvoleny soubor csv, obsahujici zaznamy databaze Safety Gate, je programem nacten jako
objekt tfidy DataFrame, a zpracovavan jako celek, a to az do rozd¢€leni na trénovaci,

validacni a testovaci mnozinu dat. (Pandas developers, 2020)

Alternativné program umoznuje nacist samostatny soubor testovacich piikladu.
S objekty tfidy DataFrame je mozné manipulovat podobné¢ jako s tabulkami relacnich

databazovych systému a implementuji vSechny operace relacni algebry.

Oproti datovym strukturam zakladni knihovny jazyka Python poskytuje DataFrame fadu
zabudovanych funkci, usnadiiujicich manipulaci se zdznamy a analyzu jejich
charakteristik. Dal$i vyhodou objekti tfidy DataFrame je snadné uloZeni zdznamu tabulky

do soubort rizné¢ho formatu, i jejich ptevedeni do podoby tensort.

Obsah sloupcti, oznacenych uzivatelem k vyuziti pti tvorb¢ piiznaki, je nejprve ocistén od

znakd a jejich fetézcli, nevhodnych k tvorbé ptiznakd.
V zékladnim nastaveni jsou odstranény pouze fetézce odpovidajici znackam jazyka
HTML. Ve striktnim nastaveni jsou odstranény i vSechny zavorky, interpunkce a symboly

matematickych operaci.

Nehled¢ na zvolené nastaveni je text nasledné preveden do minuskuli.
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Program nasledné vytvoii seznam oznaceni ptikladii, v podobé datového slovniku,
vychazejici z fetézct uzivatelem zvoleného sloupce.

V zavislosti na typu klasifika¢ni tllohy program poneché pouze jedno oznaceni kategorie,
nahrazené ptisluSnym indexem z jiz vytvoreného slovniku nebo polem binarnich hodnot,

kde 1 urcuje oznaceni kategorii ptislusné danému zaznamu.

V piipadé, Ze uzivatel oznacil vice sloupcti k tvorbé ptiznakd, je jejich obsah slouc¢en do
jednoho sloupce. Je v principu mozné ponechat vice zvolenych sloupcti a pfipravit
mnozinu dat s vice samostatnymi pfiznaky. Nicméné pro zadanou klasifika¢ni tlohu

nebylo takového postupu tieba.

Zéaznamy s chybéjicim pozorovanim ve zvoleném sloupci jsou nasledné odstranény a

zbyvajici zaznamy jsou nahodné promichany funkci knihovny pandas. (Pandas developers,
2020)

Pro sloupec ptiznakt je vytvoren datovy slovnik, obsahujici vS§echny pfitomné unikétni
fetézce, dale slova, oddélené znakem mezery. Do slovniku je pfidan specidlni fetézec

zastupujici ptipadny padding ptivodniho textu.

"<PAD>"

Fig. 13 Retézec paddingu pouZitého k dorovndni rozsahu prvki mnoZiny dat

Slova jsou ve slovniku oznacena ¢iselnym indexem, jehoz hodnota vychazi z pozice slov
v pivodnich textech, ale neni indikatorem vyznamu slova nebo frekvence, s jakou se

vyskytuje v pivodni mnozing dat.
Program vypocita maximalni délku textu obsazeného ve sloupci ptiznakt a podle volby

uzivatele dorovna délku ostatnich zaznamt paddingem, nebo je zkrati na predem urcenou

délku, odstranénim ptebytecnych slov na konci.
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Zaznamy jsou nasledné tokenizovany nahrazenim jednotlivych slov jejich indexy ve
vytvofeném slovniku, a nasledné pfevedeny na pole €islic s poctem prvkd, rovnych poctu

slov nejdelsiho textu sloupce ptiznaki.

Texty sloupce pfiznaki jsou nasledné tokenizovany. Kazdy zdznam je nahrazen polem
hodnot typu integer, jejichz hodnoty jsou ureny indexem pftislusnych slov v pfedem

vytvoreném slovniku.

Tabulka je nasledné rozdélena na trénovaci, validacni a testovaci mnozinu dat, pokud neni

poskytnuta samostatnd testovaci mnozina. Rozsah vytvotenych podmnozin je urcen jako:

Xl
T|=(d—2) %2
IT| = ( )*d

Xl
Test| = |V| = 2=
|Test| = |V 7

Kde d znaci uzivatelem zvoleny jmenovatel, |T| rozsah mnoziny trénovacich, |V| rozsah

mnoziny validaénich a |Test| rozsah mnoziny testovaci dat.

Ptedchazejici krok, promichdni zaznamii tabulky, zajistoval odlisné slozeni zaznamii
jednotlivych mnozin, pii kazdém nacteni souboru zaznamti databaze Safety Gate.
Nevyhodou zvoleného postupu ovSem byla nemoznost obnoveni procesu uceni, ¢i zahajeni

procesu testovani jiz existujictho modelu béhem pfistiho spusténi programu.

Promichani zdznam, pted rozdélenim na jednotlivé podmnoziny, miize vést ke
,kontaminaci‘ nové testovaci mnoziny dat, zaznamy ptitomnymi v diive pouzitych
mnozinach dat trénovacich, nebo validacnich. Béhem testovani by model mohl obdrzet

ptiklady pouzité jiz béhem procesu uc¢eni. Hodnoty metrik by tak mohly byt zavadéjici.
V ptipadé¢ preruSovaného uceni modelu by bylo vhodnéjsi vytvofit samostatnou mnozinu

testovacich dat, sestavenou z pfedem vybranych prvkl piivodni mnoziny. Dal$i moznou

alternativou by bylo vyuziti k-ndsobné kiizové validace.
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Nicméné, diky relativné kratkym dobam uceni navrzenych modeld, se ptipadna ztrata Casu,

zpisobend prerusenim a naslednym znovuzahdjenim procesu uceni, zdala jako tnosna.

Kompletni vycet hodnot parametri metody “import_data_text’, pouzitych k

predzpracovani dat pro potieby prace, je popsan v ptiloze B.

Po tivodnim ptfedzpracovanim sestdvala mnozina vstupnich dat z 26053 zdznamd,

slozenych z celkem 12225 unikatnich slov, s primérné 50.17 slovy v kazdém zadznamu.

Pocet zaznamii plivodni mnoziny dat 26053
Pocet zdznamt trénovaci mnoziny dat 15633
Pocet zaznami valida¢ni mnoZiny dat 5210
Pocet zaznamil testovaci mnoziny dat 5210
Maximalni délka textu 369
Primérna délka textu 50.17
Pocet unikétnich slov 12225
Pocet kategorii 19

Tabulka 8 Charakteristiky pivodni mnoZiny dat po predzpracovdni

Posledni krok predzpracovani, embedding, je zajiStén prvni vrstvou navrzenych modelt a

je popsan v prislusnych kapitolach.

Je nutné zdlraznit, Ze omezena délka zaznamu databaze, ve spojeni s relativné malym
poctem unikatnich slov, neumoziuje plné¢ vyuzit moznosti CNN k feSeni zadané tlohy a

demonstrovat jeho vyhody oproti alternativnim postuptim.
Zadanou tlohu by mohlo byt mozné vyfesit i za pomoci klasické umélé neuronové sité a
vhodné zvoleného embeddingu. Vlastnosti vysledného modelu by se mohly, do zna¢né

miry, blizit srovnatelné¢ CNN.

Jistou nevyhodou feSeni, nevyuzivajiciho konvolu¢nich vrstev, by mohla byt zvySena

tendence k pfeuceni, zplisobend navysenim relativniho poc¢tu parametrti prvni husté
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zapojené vrstvy vzhledem ke zbytku modelu. Zmény hodnot parametr béhem procesu
uceni, uréené adaptivnim algoritmem v zavislosti na vlivu parametri na hodnotu chybové
funkce by byly ve srovnani s konvolu¢nim modelem vétsi. Nicméné srovnani tradi¢nich

neuronovych siti a CNN piesahuje pfedmét prace.

6.3 Sprava a spousténi modela

Rozhrani mezi navrzenym modelem a uzivatelem zajistovala tiida ‘TextClassifier’,
vytvorena podle navrhového vzoru fasada. (w3sDesign, 2018)

Samotné navrZzené modely byly objekty tfidy Sequential. (Keras Team, 2020)
Hlavnim tcelem tfidy, je zjednoduSeni tvorby a spravy konvolu¢nich neuronovych siti
vhodnych ke klasifikaci tokenizovaného textu, vetné specifikace hyperparametrti a

mnozin dat pouzitych pfi procesu uc¢eni modelu.

Metody ttidy, spravujici inicializaci, uceni a testovani modelli, umozinuji snadno
prizpusobit model uloze a specifikiim mnoziny dat. Rada preddefinovanych pravidel navic

redukuje pocet voleb, nutnych k vytvoteni prvni verze navrhované¢ho modelu.

Vlastnosti modelu a procesu u€eni, dale jen hyperparametry, je mozné nastavit dvojim
zpusobem. Béhem vytvoreni instance tfidy jako parametry konstruktoru nebo specifikaci
parametri ptislusSnych metod. Pfi¢emz nastaveni, zadana jako parametry metod, jsou

pouzita prednostné.
Parametr konstruktoru "build_args” odpovidd hyperparametrim definujicim architekturu
modelu, véetné topologie umélé neuronove sité. Parametr "train_args’ zastupuje

hyperparametry procesu uceni, véetné poctu epoch a velikosti davky.

Oba parametry konstruktoru jsou slovniky, sestavajicich z parti nazvli hyperparametra a

piislusnych hodnot. Nezahrnuté hyperparametry nabyvaji vychozich hodnot.
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train_args = {
"training_data':training_dataset,
'evaluation_data':evaluation_dataset,
'epochs':100,
'steps_per_epoch':20,
'batch_size':32,
'label_dictionary':label_dictionary,
'data_column':'risk_desc’,
'label_column': 'risk_type"',

'shuffle':True

Fig. 14 Priklad slovniku hyperparametr( procesu uc¢eni modelu

Zavedeni jednotnych vychozich nastaveni pro vétSinu hyperparametrti usnadiiuje nasledné
srovnani kvality navrzenych modelti, nebot’ se vlastnosti explicitné nezadané uzivatelem
mezi modely shoduji. Vychozi nastaveni hyperparametra dale umoznuje podstatné zkratit

¢as, nutny k navrzeni nového nebo Uprave stavajiciho modelu.

Metoda "build_model” vytvafi a inicializuje model podle instrukci uzivatele.
Volbou parametrti metody je mozné nastavit 23 aspektl vytvafeného modelu, véetné poctu
a rozsahu husté zapojenych a konvolucnich vrstev, jejich aktivacnich funkei a regularizace,

upravy vstupu modelu i pouzitého optimaliza¢niho algoritmu.

Volanim metody "train_model” je zahajen proces uceni jiz inicializované¢ho modelu.
Stejné jako v piipadé tvorby modelu, i hyperparametry procesu uceni je mozné
specifikovat slovnikem béhem vytvoreni instance tfidy, nebo hodnotami parametrt

ptislusné metody, pficemz hyperparametry nespecifikované nabyvaji vychozich hodnot.

Metoda "train_model” soucasn¢ zajistuje kompatibilitu datového typu objekt,
reprezentujicich trénovaci a validacni mnozinu dat s navrzenym modelem.

Mnoziny dat nevhodného datového typu predava funkci "data_to_tensors’ z jiZ zminéné
knihovny pro zpracovani dat, spolu s ndzvy sloupct ptiznakti, oznaceni a hodnotami

dalSich parametrt.
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Podle zadanych parametrii vytvari funkce "data_to_tensors” nové objekty tfidy Dataset, jez

je mozné ptimo pouzit k u¢eni modelu. (TensorFlow community, 2020)

build_args = {
'layers':[200,100,50],
'convolution_layers':[128,512],
'embedding_dim':5,
'optimizer':keras.optimizers.Adam(),
'model_name':"'alpha‘,
'vocabulary_size':len(word_dictionary)+1,
'kernel_size':10,
'pool_size':5,
'max_pooling':True,
'exclusive_categories': False,
"input_size':max_desc_len,

'categories':len(label_dictionary)

Fig. 15 Priklad slovniku hyperparametri konstrukce modelu "alpha"

V neposledni fad¢ metoda "train_model” spravuje dvojim zplisobem zdznam charakteristik

modelu a jejich vyvoje béhem procesu uceni.

Soubor, popisujici vlastnosti modelu a jejich vyvoj béhem procesu uceni, véetné hodnot
vybranych metrik, parametrii a gradientti, je béhem procesu uceni ulozen do zvolené¢ho

adresare pro vizualizaci a dal$i analyzu v programu Tensorboard.

Zaznamy hodnot metrik, naméfenych béhem uceni a validace modelu, jsou navic obsazeny

v objektu navraceném metodou. (TensorFlow community, 2020)
6.4 Navrzené modely

K teSeni tlohy byly navrZeny Ctyfti, konvolu¢ni, dopiedné, neuronové site, s rozdilnymi

rozméry a pocty vrstev, oznaené prvnimi ¢tyfmi pismeny fecké abecedy.
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Parametry vSech navrzenych modeld byly optimalizovany algoritmem Adam v jeho
zakladnim nastaveni podle implementace frameworkll Keras a TensorFlow. (TensorFlow

community, 2020)

Vyuziti CNN k analyze sekvenc¢nich dat vychazi ze stejnych obecnych principt jako
v pfipadé ostatnich uloh. Text, zastupujici jednorozmérnou mapu vstupnich ptiznak, je
konvolu¢nimi operacemi pfeveden na mapu priznaka vystupnich. Kazdy prvek tensoru

mapy vstupnich ptiznakl pfitom odpovida jednomu slovu ptivodniho textu.

Pocet pouzitych konvoluénich jader, uruje hodnotu posledniho prvku tvaru tensoru mapy
vystupnich ptiznaki. Jednotliva konvoluéni jadra je mozné interpretovat jako pravidla pro

ohodnoceni lokalnich vztaha slov.

Ulohy zpracovani sekvencnich dat, véetné textu, je mozné fesit i s pomoci RNN, jejichz
architektura umoznuje zpracovani sekvence hodnot po jednotlivych prvcich a zohlednéni

jejich potadi pfi vypoctu odezvy site.

Podstatnou nevyhodou RNN je jejich nezanedbatelny pocet parametri, a z n€ho plynouci
pozadavky na vypocetni prosttedky. Pocet parametrti ur€ujicich vlastnosti jedné rekurentni

vrstvy typu GRU je roven:
Ngry,, = 3 * (n* + nm +n)

Kde Nggry,, znaci poet parametri vrstvy, m je rozmér vstupniho vektoru a n pocet
skrytych vypocetnich jednotek, bunék, vrstvy. Vhodnost RNN k feSeni uloh je tak zavisla

nejenom na vlastnostech samotné tlohy, ale i na dostupnosti vypocetnich prostiedki. (Dey

& Fathi, 2017)

Pro vétSinu uloh zpracovani textu dosahuji CNN a RNN srovnatelnych vysledk.
RNN vyuzivajici GRU jednotek ovSem piekonava CNN v piipadé tloh jejichz feSeni
zavisi na analyze rozsahlejSich sémantickych struktur, naptiklad sloZzenych vét

s n¢kolikanasobnym zaporem. (Yin, Kann, Yu, & Schiitze, 2017)
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6.4.1 Obecny popis navrZzenych modeli

Prvni vrstva modelii zajistovala embedding tokenizovaného textu.
Indexy prvki slovniku, tokeny, jsou vrstvou pievedeny do podoby n-rozmérnych vektora,
kde n je rovno rozméru vystupu vrstvy. Rozmér vstupu vrstvy, uréeny piislusSnym

hyperparametrem, musi byt roven nebo vétsi poctu prvka slovniku.

Kazdy prvek mnoziny dat pfivedeny na vstup modelu je nahrazen tensorem shodné délky,
slozenym z vektora pfifazenym kazdému tokenu, pti zachovani vzajemné polohy tokent, a
jim pfifazenych vektori, v obou tensorech. Ostatni hyperparametry vrstvy byly ponechany

v prislusném vychozim nastaveni. (TensorFlow community, 2020)

Hodnoty hyperparametrii rozméru a délky vstupu vrstvy embeddingu, pevné uréené pred

samotnym vytvofenim modelu, kladly podstatnd omezeni na pouziti modelu.

Rozsah vstupu vrstvy, odpovidaji poctu prvki slovniku unikatnich slov ptivodni mnoziny
dat, omezuje pocet vrstvou vytvorenych vektorti. Model je schopen jako vstup piijimat
pouze slova, k jejichz tokeniim existuje ptislusny vektor embeddingu. Ostatni

tokenizovana slova neni schopen vyuzit jako ptiznaky.

Urceni vys$si hodnoty hyperparametru by umoznilo klasifikaci zdznamt obsahujicich dalsi
slova. Nicméné hodnoty prvk, jim ptislusnych vektor embeddingu, by béhem procesu

uceni ziistaly v nezménéné, ndhodné podobé, a jako ptiznaky nepouzitelné.
Hodnota hyperparametru délky vstupu urcovala rozsah tokenizovanych zdznami, které byl
model schopen pfijimat jako vstup, a nasledn¢ klasifikovat. Zaznamy kratSiho nez

pozadovaného rozsahu, je mozné doplnit na pozadovanou délku pomoci tokenti paddingu.

Delsi zaznamy by ovSem bylo tfeba na pozadovanou délku zkratit. Vysledny text by tak

mohl byt nevhodné¢ klasifikovan, v disledku ztraty informace obsazené v odstranéné ¢asti.

Nasledovaly vrstvy jednorozmérné konvoluce, rozsahu a poctu definovaného zadanymi

hyperparametry modelu, kazda s navazujici vrstvou jednorozmérného sdruzovani.
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Vlastnosti vrstev konvoluce a sdruzovani byly ur¢eny vychozimi hodnotami ptislusnych

hyperparametrti definovanymi knihovnami Keras a TensorFlow.

Vrstvy obou typl nevyuzivaly paddingu a pfijimaly vstup ve formatu ,,channels last“, tedy

s kanaly jako poslednim prvkem tvaru tensoru. (TensorFlow community, 2020)

Rozhrani mezi posledni vrstvou sdruzovani a dal§imi vrstvami modelu zajistovala vrstva
Flatten, pfizptisobujici tvar vystupniho tensoru pozadavkim nasledujicich vrstev.

(TensorFlow community, 2020)

Hust¢ zapojené vrstvy, s aktivacni funkci jednotek neuront ReLU, navazovaly pfimo na
vrstvu Flatten. Knihovna Keras i tfida "TextClassifier” umoziuji snadné zavedeni
regularizace hodnot aktivacnich funkci i postsynaptického potencidlu neuroni pro
zamezeni, omezeni nebo preuceni modelu.

Nicméné navrzené modely ani jednu z uvedenych moznosti nevyuzivaly.

Stejné tak bylo mozné zavést ensambling modeld, vloZzenim vrstev implementujicich

dropout mezi vrstvy husté zapojené. Nicmén¢ ani tato moznost nebyla zvolena.

Posledni, vystupni vrstva modelu, sestavala z m neurond, s logistickou aktiva¢ni funkci.

Kde m odpovidalo poctu druht rizik nalezenych ve vstupni mnozing dat.
Zvolena aktiva¢ni funkce vystupni vrstvy umoziovala modelu pfitadit kazdému piikladu

libovolny pocet oznaceni. Vystupem modelu byl vektor rozméru m, kde kazdy prvek

odpovidal pravdépodobnosti oznaceni s pfislusSnym indexem pro dany ptiklad.
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Fig. 16 Vizualizace hlavniho vypocetniho grafu modelu "alpha"

Jako chybova funkce byla zvolena bindrni kiizova entropie, jejiz hodnota pro jednotlivé
prvky vektoru vystupu modelu nezohledituje hodnoty vypocitané pro prvky ostatni.
Binarni kiizova entropie je tak vhodna pro ulohy, kde pravdépodobnost jednoho oznaceni

piikladu neni ovlivnéna pravdépodobnosti oznaceni jinych.

6.4.2 Srovnani hyperparametrii modelu

Jednotlivé navrzené modely se mezi sebou shodovaly ve vétsing ohledt, véetné poctu a
rozsahu konvoluc¢nich vrstev, vrstev sdruzovani a jim ptislusSnym hyperparametrtim.
Navrzené modely se vzajemné odliSovaly pouze poctem husté zapojenych vrstev, jejich

rozméry a rozmérem vystupu vrstvy embeddingu.
Pevnym urc¢enim hodnot vétSiny hyperparametri byla podstatné zjednodusena nasledna

analyza charakteristik modell a jejich srovnani. Pfedevs§im sniZenim poctu moznych

kombinaci hyperparametrd, a tedy 1 po¢tu modeld, které bylo tieba podrobit analyze.
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Navrh mensiho poctu, ve vétsiné hyperparametri shodnych, modelti dale zjednodusil

urceni vlivu hodnot volnych hyperparametrti na vlastnosti modelu.

Navrzené modely zahrnovaly tii nebo sedm, husté zapojenych skrytych vrstev,

sestavajicich z rizného poctu neurontl.

Urceni tii skrytych vrstev, jako minima pro navrzené modely, vychazelo z vyznamné
vlastnosti umélych neuronovych siti, ze model zahrnujici tii husté zapojené vrstvy je
schopen, za predpokladu jejich dostate¢ného rozsahu, aproximovat jakoukoliv funkci, a

tedy fesit jakoukoliv ulohu klasifikace. (Duda O., Hart, & David, 2001)

Parametr Hodnota
Funkce vrstvy sdruzovani Maximalni
Rozmér okna vrstev sdruzovani 5

Rozsah konvoluc¢nich vrstev 128, 512
Rozmér okna konvoluénich vrstev 10
Rozmér vstupu embeddingu 12226
Délka vstupu embeddingu 369
Aktivaéni funkce skrytych neuroni ReLU

Tabulka 9 Hodnoty hyperparametri spolecnych vSem navrzenym modelim

Hust¢ zapojené vrstvy, spolecné s vrstvou embeddingu, zahrnuji vétSinu parametr
modelu, jejichz optimalizace je cilem procesu u¢eni. Rozsah modelu, a tedy i jeho

tendence k preucenti, je tak z veétsi ¢asti uren prave jejich vlastnostmi.

Pro model ,,alpha®, sestavajiciho z tii husté zapojenych a dvou konvoluénich vrstev, spolu
s ptisluSnymi vrstvami sdruzeni a embeddingu a vystupu, je celkovy pocet parametrii obou
konvoluénich vrstev roven 662400. Vlastnosti prvni husté zapojené vrstvy jsou ovsem

urceny hodnotou 1229000 parametri.
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I v ptipadé relativné jednoduchych modelt, jakym je i ,,alpha®, tak naprosta vétSina
parametrii modelu piislusi husté zapojenym vrstvam. Hodnota kazdého parametru navic
podléhd optimalizaci zvolenym algoritmem. Rozsah a pocet husté zapojenych vrstev tak

ma podstatny vliv na ¢as nutny k vykonani jedné epochy procesu uceni.

Model Rozméry husté zapojenych vrstev | Rozmér vystupu embeddingu

Alfa 200, 100, 50 5
Beta | 2000, 500, 400, 300, 200, 100, 50 5
Gama | 200, 100, 50 20

Delta | 2000, 500, 400, 300, 200, 100, 50 20

Tabulka 10 Hodnoty hyperparametru specifickych pro jednotlivé modely

Hyperparametry, ur€ujici rozmeéry vstupu a vystupu vrstvy embeddingu, ovliviiuji pocet
vah modelu dvojim zpisobem. Samotné parametry vrstvy embeddingu odpovidaji prvkim
vektorti, pfifazenych jednotlivym unikatnim tokeniim z mnoziny dat, pocet parametri

vrstvy je tak uréen obéma hodnotami, jako:

|Embg, | * [Emb,,| = Nembw

Kde Ny, znaci pocet vah vrstvy embeddingu, |[Emb;, | rozsah vstupu a [Emb,,,;| rozsah

vystupu vrstvy. Pocet parametrti vrstvy embeddingu modelu ,,alpha“ je tak roven 61130.

Vrstva embeddingu navic vytvairi mapu vstupnich ptiznakl pro prvni vrstvu konvoluéni,
jako tensor tvaru (|[Model;,|, | Emb,,;|), kde |[Model;, | zna¢i rozsah vstupu modelu,

v ptipad¢ navrzenych modell délku, pocet tokentl, tokenizovaného textu.

Vrstvy konvoluci knihovny vytvati konvolu¢ni jadra tvaru (kg, k;) kde k, znaci rozmér
okna konvolu¢ni vrstvy a kq je rovno poslednimu prvku tvaru vystupniho tensoru

ptedchazejici vrstvy.
Pro prvni konvolu¢ni vrstvu navrzenych modeld je tak k; = |Emb,,;|.

Rozmér embeddingu tak ovliviiuje nejenom rozméer mapy vystupnich ptiznak, ale i pocet

parametri navazujici konvolu¢ni vrstvy.
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Dusledkem vlivu vrstvy embeddingu byl rozdilny pocet parametrii mezi modely se
shodnym poctem vrstev. Model ,,delta”, vyuzivajici embeddingu s vystupem rozméru 20,

tak zahrnoval vice parametrti nez model ,,beta* se stejnym poctem vrstev.

Model Pocet parametri
Alpha 1,978,649

Beta 14,421,049
Gama 2,586,419

Delta 15,028,819

Tabulka 11 Pocet parametri navrZenych modeli

Je nutné zduraznit, ze vSechny navrzené modely jsou relativné jednoduché co do poctu
parametra, vrstev 1 dalSich vlastnosti architektury oproti fadé modelt popsanych

v literatufe a pouzivanych v praxi.

6.5 Proces uceni modelu

Proces uceni navrzenych modela probihal po 100 epoch. Pfed zahajenim kazdé epochy

byly ptiklady trénovaci mnoziny ndhodné promichany.

Jednotliva epocha sestavala z padesati krokt, béhem nichz byla na vstup modelu piivedena
davka, vzorek, ptikladi trénovaci mnoziny dat a vypocitana hodnota chybové funkce a
dalSich metrik. Pfi rozsahu davky 64 piikladi, tak kazda epocha vyuzivala 3200 ptikladt z
trénovaci mnoziny dat.

Kazdy krok epochy odpovidal jedné aktualizaci gradientl a parametrti modelu.
Validace probihala na konci kazdé epochy, se shodnym rozsahem dévky a poctem krokt.
Cas potiebny k ohodnoceni vlastnosti modelu na viech 3200 piikladech podstatné

prodluzoval celkovou dobu uceni.

Volbou mensiho poc¢tu krokli validace by bylo mozné dobu u¢eni modelu podstatné zkratit,

ale na ukor pfesnosti vypocitanych metrik.
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Model srovnatelnych, nebo i lepsich kvalit, by ovSem bylo mozné ziskat volbou mensiho

poctu epoch, nebo aplikaci metody predcasného zastaveni uceni.
Pocet epoch byl ovSem zvolen s cilem demonstrovat efekt preuceni na hodnoty metrik,

namétenych béhem validace modelu, a vyhody vyuziti adaptivnich optimalizacnich

algoritmt k jeho potlaceni.
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7 Vysledky a diskuse

Pro jednotlivé navrzené modely byly vytvofeny samostatné slovniky definujici jejich

hyperparametry a spole¢ny slovnik urcujici pocet epoch a dalsi aspekty procesu uceni.

Slovniky byly postupné pouzity jako argumenty konstruktoru k vytvoreni pfisluSnych
instanci tfidy 'TextClassifier’. Naslednym volanim metody "build_model’, s vychozimi

hodnotami argumentd, byly modely inicializovany.

Proces uceni byl zahdjen, bez dalSich zmén instrukci zadanych konstruktoru tfidy, volanim
metody “train_model” pfislusné instance. Chovani modell na testovaci mnozin¢ dat bylo

nakonec ovéfeno metodou “test_model’.

Mezi inicializaci, u¢enim a testovanim modeltl byl vypocetni graf tensort a jim piislusnych
operaci vzdy resetovan, pro odstranéni jiz zbyte¢nych prvki grafu a zmirnéni ndrokid na

pamét’ pocitace.

7.1 Ohodnoceni modela

Béhem procesu uceni byly modely ohodnoceny metrikami piesnosti, preciznosti a

senzitivity, vypocitanymi funkcemi frameworku TensorFlow

Hodnoty vSech zvolenych metrik byly vypocitany béhem kazdé epochy uceni, za pouziti

trénovaci mnoziny dat, a po skonceni epochy s ptiklady mnoziny valida¢ni.

Pro ohodnoceni modelt byly pfedevsim dulezité hodnoty vypocitané na validacni mnoziné
dat, které podavaly piesnéjsi obraz o vlastnostech modelu pfi klasifikaci neznamych

ptikladu.

Hodnoty metrik a dal$i vlastnosti modeld byly dale importovany do prostiedi Tensorboard,
které¢ poslouzilo k tvorbé grafické reprezentace vyvoje metrik béhem procesu uceni a
struktury modelu. Hodnoty valida¢nich metrik modell, exportované jako samostatné

soubory csv, jsou obsazeny Vv ptiloze D.
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Kvalita modelti byla dale ovéfena na testovaci podmnoziné dat, s vyuzitim metody
“test_model’ nalezici tfid€ 'TextClassifier’.

Pro vSechny prvky testovaci mnoziny dat je modelem vypocitan vektor pravdépodobnosti
pfislusnosti k jednotlivym kategoriim. Hodnoty prvka vektoru jsou zaokrouhleny, a

vysledny bindrni vektor je srovnan s vektorem oznaceni.

Prvky testovaci mnoziny, s jednou nebo vice nespravné piifazenymi kategoriemi, jsou
povazovany za chybné oznacené.

Za chybné oznaceny je povazovan i piiklad, jemuz modelem Zadna kategorie pfifazena
nebyla. Pocet chybné oznacenych prvki testovaci mnoziny, spolu s jejim rozsahem, je pouzit

k vypoctu presnosti modelu.

Chybn¢ oznacené prvky testovaci mnoziny jsou nasledné detokenizovany.
Binarni reprezentace oznacCenych a ocekavanych kategorii, spolu se slovnikem kategorii
vytvofenym béhem piedzpracovani dat, je vyuzita k vytvofeni seznami modelem

pfifazenych a o¢ekavanych kategorii rizik.

the product poses a risk of burns because in case it catches fire the flames propagate too quickly the
product does not comply with the relevant european standard en 14878

Predicted: ['Fire', 'Burns'] Expected: ['Burns']

when opening the gate a child may put his her fingers between the moving parts and trap its fingers the
product does not comply with the relevant european standard en 12227

Predicted: ['Burns'] Expected: ['Entrapment']

Final Accuracy 0.8595006347862886

Fig. 17 Priklad termindlového vystupu testovani modelu
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Text vSech chybné oznacenych prvkil testovaci mnoziny, spolu se seznamem oznacenych a
o¢ekavanych kategorii, je vytisknut na obrazovce. Na poslednim fadku vystupu je vypsana

konec¢na ptesnost modelu.

Ne vSechny piipady neshody mezi oznaCenymi a ocekavanymi kategoriemi bylo ovSem
mozné interpretovat jako chybu na strané modelu. Text nékterych zdznamd, jejichz modelem
piifazené oznaceni neodpovidalo oznaceni ocekavanému, byl vyznamové bliz§i oznaCenim
prifazenym modelem. Dal$i neshody v oznaceni byly zplisobeny pouzitim vice, vyznamu

textu odpovidajicich, oznaceni nez jenom jednoho obecnéjsiho.

the conductors in the cable are too thin and the cable can overheat which might cause a fire
in addition if the user touches the cable he or she may suffer burns the product does not
comply with the requirements of the low voltage directive and the relevant european
standard en 60335

Predicted: ['Burns', 'Fire'] Expected: ['Fire']

there is the possibility of the fuel pipe touching the insulation in the engine bay if this occurs
the fuel pipe may become damaged which inisolated cases may cause leaks and in extreme
cases may cause a fire

Predicted: ['Fire'] Expected: ['Injuries']

the product poses a risk to health because the bracelets are made from seeds the internal
contents of which contains the toxin abrin with the outer seed coat pierced the toxin would
be available rendering them extremely toxic if accidentally consumed

Predicted: ['Chemical'] Expected: ['Health risk / other']

Fig. 18 Priklady vhodnych ale neolekdvanych oznaceni

Je tedy otazkou, zda je zminénd interpretace popsané neshody, oznacené jako chyby
zpisobené vlastnostmi modelu, vhodnd. Za ptedpokladu, Ze zdznamy tvofici plivodni
mnozinu dat byly vysledkem lidské prace, a Ze ¢lovék je omylny, je mozné oznacit vyse

popsané¢ piipady za diisledek nevhodné volby oznaceni tvlircem zdznamu.
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VétSina zaznamenanych neshod mezi predpokladanym a modelem pfifazenym oznacenim

byla ovSem evidentné zpiisobena nedostatecnou presnosti modelu, nikoliv lidskou chybou.

7.1.1 Srovnani priubéhu procesu uceni modelu

Béhem procesu uceni se vyvoj hodnot chybové funkce, méfené na validaéni mnozing dat,
do znacné miry shodoval napfi¢ navrzenymi modely. Po poc¢atecnim rychlém poklesu se
hodnoty chybovych funkci, s vyjimkou relativné zanedbatelnych zmén mezi jednotlivymi
kroky, relativné brzy ustalily.

Proces uceni tak bylo mozné prerusit jiz podstatné diive nez po priabéhu zvolenych 100

epoch, s minimalnim vlivem na kvalitu modelu.

V prvnich deseti, a zvlasté prvnich péti, epochach prodélaly hodnoty chybovych funkci
rychly pokles. Po vykondni prvni epochy byly hodnoty chybovych funkci témét shodné, a
pohybovaly od 0.1773 pro model ,,gamma“ k 0.1854 pro model ,,delta‘.

Na konci desaté epochy se mira chyby vSech modelti snizila na polovinu, nebo méng,
hodnoty namétené v eposSe prvni. Rozdil mezi ohodnocenim nejlepsiho a nejhorsiho

modelu se ovS§em podstatné zvétsil.
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Fig. 19 Validacni chyba modeli: alpha-zelend, beta-oranZovd, gamma-tmavé modrd, delta-svétle modra

Zajimavé bylo pfedevSim ohodnoceni modelu ,,beta jehoz hodnota chybové funkce,
0.09155, byla ze vSech modell nejvyssi a béhem prvnich deseti epoch klesala nejpomaleji,

a to 1 vzhledem k jednodussim modeliim ,,alpha* a ,,gamma*.
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V prubéhu epoch 11 az 40 se rozdil v hodnotach chybovych funkci modelu ,,beta* a
modell ostatnich postupné zmensoval, ale 1 nadale pretrvaval. Soucasné se pokles hodnoty

chybové funkce podstatné zpomalil.

Béhem epoch 41 az 70 se valida¢ni chyba modeld, vyjma modelu ,,beta®, ustélila a jiz
nedochazelo k jejimu vyraznému zlepSeni. Validaéni chyba modeli ,,gamma“ a ,,alpha‘
dosahla svého minima po ukonceni 65 epochy, s hodnotou chybové funkce 0.02668 pro

model ,,gamma“ a 0.02988 pro model ,,alpha“.
Nicméné s vyjimkou modelu ,,beta* jiz chyba modelii neprochéazela podstatnymi zménami.

Béhem poslednich tficeti epoch se namétené hodnoty chybovych funkei vSech modeli
ustalily v rozmezi (0.02, 0.05). Rozdil mezi chybou modelu ,,beta* a ostatnich modeld

soucasné témer zmizel.

Po 77 epose dosahl model ,,beta” minima chybové funkce s hodnotou 0.03095. Hodnota
valida¢ni chyby modelu ,,delta* dosdhla minimalni hodnoty, 0.02616, po uplynuti 85

epoch procesu uceni.
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Fig. 20 Trénovaci chyba modeld: alpha-magenta, beta-sedd, gamma-oranZovd, delta-cervend

Zatimco se validac¢ni hodnota chybové funkce navrzenych modela postupné stabilizovala,
hodnota chybové funkce namétené na trénovaci mnozin¢ dat dale klesala az do ukonceni
procesu uceni. Stabilizace valida¢nich chyb, a z hodnoty chybové funkce vychéazejicich
metrik navrzenych modell tedy nebyla diisledkem poduceni, nedostatecné schopnosti

modelu rozpoznat vzory v ptikladech trénovacich dat.
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Vyvoj hodnot metrik oproti tomu naznacuje dosazeni nejvyssi mozné miry generalizace na

pfislusné mnozing valida¢nich dat.

Je nutné zdlraznit Ze minimalni naméfena hodnota chybové funkce neni vhodnym
ohodnocenim kvality modelu, nebot’ zavisi na slozeni davky ptikladii ndhodné vybranych
z validacni mnoziny dat. Rozdilné vlastnosti ptikladu, v ptipad¢€ feSené ulohy se miize

jednat o délku textu, nebo piesnost popisu, vedou k rozdilné obtiznosti jejich klasifikace.

Existuje fada technik, naptiklad zavedeni vazenych ptikladl nebo vybér vyvazeného
vzorku mnoziny, které mohou zohlednit rozmanitost slozeni mnozin dat. Nicméné¢ jejich
vyuziti neni vzdy vhodné a nemtize, vyjma velice jednoduchych tloh, zcela eliminovat

vykyvy hodnot chybové funkce.

Sledovany vyvoj valida¢ni chyby modeld odpovidal ocekdvanému chovani zvoleného

optimaliza¢niho algoritmu Adam.
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Fig. 21 Validacni presnost modelu: alpha-zelend, beta-oranZovd, gamma-tmavé modrd, delta-svétle modra

Charakteristiky vyvoje hodnot validacni pfesnosti modelil se nevyhnutelnég, v podstatné
mife shodovaly s vlastnostmi vyvoje valida¢nich hodnot chybovych funkei.

Validac¢ni pfesnost modelt se béhem prvnich desitek epoch rychle zvySovala, aby se
nasledné ustalila béhem 40 az 70 epochy, v rozmezi (0.988,0.998).

Nejdiive se ustalila validacni pfesnost modelu ,,gamma®. V nasledujicich epochach

dosahly srovnatelné pfesnosti ostatni modely.

Vyjimkou byla validac¢ni piesnost modelu ,,beta“ ktera zlstala znatelné nizsi nez validacni

piesnost ostatnich modelti az do konce procesu uceni.
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Fig. 22 Validacni senzitivita modeld: alpha-zelend, beta-oranZovd, gamma-tmavé modrd, delta-svétle modrd

Vyvoj validacni preciznosti a senzitivity nasledoval srovnatelny vzor rychlého zlepSeni na
zacatku procesu uceni a ndsledného ustdleni v okoli maximalnich dosazenych hodnot.
Stejné jako v ptipadé¢ presnosti a hodnoty chybové funkce, i valida¢ni sensitivita modelu
,beta*“ nedosahovala hodnot naméfenych pro ostatni modely. A hodnoty validacnich

metrik modelu ,,gamma“ se ustalily diive.
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Fig. 23 Validacni preciznost modelu: alpha-zelend, beta-oranZovd, gagmma-tmavé modrd, delta-svétle modrad

Jisté rozdily byly patrné v ptipad¢ validacni preciznosti, jejiz hodnota se ustalila diive nez
hodnoty ostatnich valida¢nich metrik. Preciznost modelu ,,beta” navic béhem prvnich tii
epoch ztstavala nulova, aby na konci epochy ¢tvrté dosahla hodnoty 1, znateln¢ vyssi
hodnoty neZz preciznost modelil ostatnich. V epoSe nasledujici ovSem klesla hodnota
preciznosti modelu ,,beta” na 0.75341.

Nicméné rozdily mezi valida¢ni preciznosti modelu ,,beta a ostatnich modeli byl méné

znatelny nez pro ostatni vypocitané metriky.
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7.1.2  Srovnani modeli po zakonéeni procesu uceni

Vsechny navrzené modely dosahovaly srovnatelnych vysledki na valida¢ni, 1 testovaci,
mnozin¢ dat, nehledé¢ na pocet a rozsah skrytych vrstev a zvolené hodnoty ostatnich
hyperparametrii. Primérna valida¢ni pfesnost modelu ,,alpha“ béhem poslednich deseti
epoch, 0.99156, se témér rovnala primérné validacni ptesnosti modelu ,,delta* za stejné
obdobi, 0.99151, ackoliv byl model ,,alpha‘“ podstatné jednodussi a ¢as vyzadovany jednou

epochou jeho procesu uceni byl podstatné kratsi.

Cas epochy
Model Presnost Precision Recall
(v sekundach)
Alpha 0.991566616 0.93790431 0.922419083 | 1.2097
Beta 0.989860296 0.939806938 0.890519893 | 2.3779
Gamma 0.991994286 0.946539152 0.920879513 | 1.2585
Delta 0.991519827 0.946070564 0.91262688 | 2.4564

Tabulka 12 Srovndni priiméru validacnich metrik navrZenych modelt béhem poslednich deseti epoch

Ptesnost modelll na ptikladech testovaci mnoziny byla podobné vyrovnana, ackoliv pro
vSechny modely byla niz$i nez presnost valida¢ni. NejlepSich vysledki dosahoval model
ndelta®, ktery nevhodné oznacil 591 ptikladl z testovaci mnoziny. Nicméné i1 nejhlre

hodnoceny model, ,,beta, chybné¢ oznacil o pouhych 157 vice ptikladi.

Model Pfesnost na testovaci mnoziné
Alpha 0.87715
Beta 0.85642
Gamma 0.88311
Delta 0.88656

Tabulka 13 Srovndni presnosti modeld na testovaci mnoZiné

Jedinym kritériem, podle kterého bylo mozné rozlisit jednotlivé modely, byl ¢as nutny
k dokonceni jedné epochy, a tedy 1 procesu uceni. Ten byl, v ptipadé rozsahlejSich modelt

,beta® a ,,delta”, téméf dvojnasobny oproti modeliim jednodussim.
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Nejlepsi hodnota testovaci presnosti, rychla stabilizace hodnot validacnich metrik, spolu s
druhym nejkrat$im casem epochy, uréovaly model ,,gamma‘* jako nejvhodnéjsi k feSeni
zadané Ulohy. Nicméné srovnatelnych vysledkii, s méné parametry a nizSimi naroky na
vypocetni prosttedky dosahoval 1 model ,,alpha®. V obou piipadech se jednalo, co do poctu

vrstev a parametrl, o méné rozséhlé z navrzenych modelt.

cvwr

nejrozsahlejsi z navrzenych modelt. Delsi Cas jedné epochy, spolu s pomalej$im ustalenim
hodnot valida¢nich metrik, navic naznaCovaly, Ze ani pfed€asné zastaveni procesu uceni by

nevedlo k vytvoteni podstatné lepsiho modelu.

Srovnani modela tak do zna¢né miry potvrdilo Siroce rozsifenou poucku, Ze rozsah modelu

neni urcujicim faktorem jeho kvality.

Ackoliv se zda ze existuje korelace mezi naméfenym hodnotami testovaci presnosti, poctem
vrstev modelu a rozsahu pouzit¢ho embeddingu, maly pocet modelti, a tedy pozorovani,
neumoziuje provést korelacni analyzu. Nicméné naméfené hodnoty odpovidaji poznatkiim

o vlivu rozméru embeddingu na kvalitu modelt. (Patel & Bhattacharyya, 2017)

7.1.3 Ukazka vystupu modelu

Vystupem navrzenych modelti byl objekt tfidy ndarray sestavajici z prvku tiidy float32,
odpovidajici vektoru pravdépodobnosti jednotlivych oznaceni.

(The SciPy community, 2020)

[0.0, 0.0, 0.0, 1.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0, 0.0]

Fig. 24 Priklad vystupu modelu prifazujici pravdépodobnost 1.0 oznaceni s indexem 3

Vystup modelu je mozné snadno upravit, v zdvislosti na okolnostech uziti modelu a
ptipadnych pozadavcich zakaznika, souc¢inem hodnot vektoru pravdépodobnosti vektorem
vah jednotlivych kategorii. Vahy mohou byt zvoleny s ohledem na zdvaznost rizika,

empiricky zjiSténou pravdépodobnost jeho vzniku, nebo obecnost piislusné kategorie.
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Stejné tak 1 zobrazeni vystupu modelu vychézi ze specifickych okolnosti jeho nasazeni.
Ptikladem muze byt forma vystupu metody 'test_model” kterd podle hodnot vektoru

pravdépodobnosti pfimo urcuje oznaceni texti.

Alternativou mtize byt vyuziti modelu jako zakladu pro DSS, a zobrazovani samotnych
pravdépodobnosti, nebo podle pravdépodobnosti setfazeného seznamu kategorii, jako

doporuceni pro uzivatele systému.

7.2 Nedostatky FeSeni

Podstatnou nevyhodou navrZzenych modell byla jiz zminéna omezeni kladend na délku
klasifikovaného textu a rozsah slovniku. Pfipadné nasazeni modelii v praxi by vyzadovalo

zajisténi odpovidajiciho rozsahu a formatu vstupu modelu.

Nejedna se ovSem o problém netesitelny. Zakladem pro Gpravu vstupu modelu pro pouziti
v praxi, mohou byt nékteré postupy pouzit¢ k pfedzpracovani ptvodni mnoziny dat,

tokenizace a dorovnavani délky textu.

Vstup nevhodné délky je mozné snadno zkratit na pozadovany rozsah. Vyhodami zkraceni
vstupu je kompatibilita se stavajicim modelem, a schopnost nové vytvoieného systému

klasifikovat text libovolné délky.

Alternativni feSeni, nastaveni hyperparametru délky vstupu embeddingu na podstatné vyssi
hodnotu, by vyzadovalo vytvoieni nového, co do poctu parametri rozséhlejSiho, modelu,
s upravenou hodnotou pftislusného hyperparametru. Vysledny model by navic stale nebyl

pouzitelny ke klasifikaci textu libovolné délky.

Text, obsahujici slova bez ptislusSného vektoru embeddingu, je mozné¢ klasifikovat pouze po
odpovidajici Gpravé. Slova, neobsazena ve stavajicim slovniku, je mozné nahradit piedem
uréenym tokenem, podobny tokenu paddingu jiz pouzitého k dorovnani délky textu zdznamu

puvodni mnoziny dat.
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Zavedeni tokenu, reprezentujiciho v§echna neznama slova, by vyzadovalo vytvotfeni nového
modelu s vétsim poctem parametri. Nicméné novy model by byl schopen piijimat jako vstup

tokenizovany text, nehled¢ na ptitomnost neznamych slov.

V principu je mozné ponechat stdvajici model beze zmén a nahradit nezndma slova jiz
zavedenym tokenem, napftiklad jiz uvedenym tokenem paddingu.

Nicméné pouziti stejného tokenu, k zastoupeni dvou nebo vice vyznamem odlisnych slov,
vyusti k pfifazeni jediného, shodného vektoru embeddingu, a znemozni jejich rozliSeni.

Ptesnost, a dalsi charakteristiky vysledného modelu, by tak mohly byt negativné ovlivnény.

Dalsim nedostatkem navrzenych modelt, pfedevsim v pfipadé¢ modelu ,,beta” a ,,gamma*,
byl nadbytecny pocet husté zapojenych vrstev. Rozsifeni poctu husté zapojenych vrstev
nevedlo ke zlepSeni vlastnosti modeld, a v pfipadé modelu ,,beta* dokonce zptisobilo

méfitelné zhorSeni presnosti ve srovnani s neupravenym modelem ,,alpha®.

Zahrnuti nadbyte¢nych vrstev do navrzenych modelii déale podstatné¢ navysilo pocet
parametrti podléhajicich zméndm béhem procesu uceni. V konec¢ném disledku rozsifeni
modelu o dalsi husté zapojené vrstvy vedlo k podstatnému zvySeni vypocetni naro¢nosti
procesu uceni modelu. Cas nutny k vykonani jednoho kroku byl, oproti neupravenym
modelim, téméf zdvojndsoben. NavySeni pocCtu husté zapojenych vrstev jako cesty ke

zlepSeni kvality modelu tedy, pfinejmensim z hlediska efektivity, neni mozné doporucit.

Jistého zlepSeni kvality modelu by ovSem bylo mozné dosahnout zavedenim dodate¢nych
konvolucnich vrstev, popiipadé ipravou vlastnosti vrstev stavajicich.

Mezi nejjednodussi alternativni nastaveni konvolu¢nich vrstev patii zména poctu
konvolu¢nich jader, rozméru okna konvoluce nebo postupu aplikace paddingu pro zachovani

rozméru mapy vystupnich ptiznaki.

Dalsi cestou ke zlepSeni vlastnosti navrzenych modelii miize byt zavedeni regularizace

hodnot postsynaptického potencialu a aktivacnich funkci husté zapojenych vrstev.
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V neposledni fadé je nutné zminit moznost vyuziti jedné nebo vice rekurentnich vrstev, a
vytvoteni modelu kombinujiciho vlastnosti RNN a CNN. Konvolu¢ni vrstvu je mozné

pojmout jako prostiedek k tvorbé ptiznakl pro zpracovani rekurentnimi vrstvami.

Nejednalo by se pfitom o nijak radikdlni zménu stavajiciho postupu. Diky principim
tensorovych operaci je s pouzitim knihovny Keras relativné jednoduché vytvotit model
sestavajici z mnoha raznorodych prvkl, véetné kombinaci konvolu¢nich a rekurentnich

vrstev, poptipad¢ jejich variant.
Modely vyuzivajicich rekurentnich a konvolu¢nich vrstev byly navic jiz uspéSné pouzity

k feSeni tloh zpracovani sekvencnich i dvourozmérnych dat. (Vinyals, Toshev, Bengio, &

Erhan, 2016)
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8 Zavér

Uloha klasifikace textii popist rizik databaze Safety Gate do vice t¥id s vice oznatenimi se
ukdzala jako feSitelnd i relativné jednoduchou konvolu¢ni siti a s vyuzitim omezenych
vypocetnich prostiedk.

Vsechny navrzené modely dosahovaly na zaznamech mnoziny testovacich dat pfesnosti
ptesahujici 0.8. Vzhledem k riiznorodé kvalité zaznamt databaze, a ne zcela piimocarého

postupu pouzivaného tvirci zdznamli béhem volby oznaceni, se uvedena presnost dala

povazovat za pfipustnou.

Maly pocet navrzenych modelli znemozioval provedeni plnohodnotné korela¢ni analyzy
hodnot volnych hyperparametri a namétenych metrik. Nicméné zjisténé vlastnosti modelt

jsou v souhlasu s literaturou.

Vliv poctu a rozsahu husté zapojenych vrstev na piesnost modelu se ukazal jako sporny.
Vysledky rozsahlejSich modelti byly srovnatelné, a v pripadé¢ modelu ,,beta” dokonce
ptekonané, vysledky modeld jednodussich. Jedinym, znatelnym diisledkem vysSiho poctu

vrstev modelu, byl delsi ¢as nutny k dokonceni jedné epochy procesu uceni.

Vhodnost algoritmu Adam, k optimalizaci hodnot parametrit modeli feSicich srovnatelné
klasifika¢ni ulohy, byla potvrzena rychlym poklesem a naslednou stabilitou hodnot chybové
funkce a dalSich metrik béhem procesu uceni. Dalsi vyhodu vyuziti adaptivniho algoritmu

byla jednodussi volba hyperparametrii modeli, pfedevsim rychlosti uceni 7.

Vyvoj valida¢nich metrik modelti béhem procesu uceni vykazoval dilezité vlastnosti.
Nehled¢ na nepfiméfené vysoky pocet epoch nezacaly hodnoty valida¢nich metrik
navrzenych modelii vykazovat znamky pfeuceni. Pfi¢emz ani jeden z navrzenych modelt

nevyuzival regularizace, dropoutu, ani dalSich technik vyuzivanych k jeho potlaceni.
Je mozné, Ze uvedené charakteristiky vyvoje metrik byly diisledkem vlastnosti pouzitého

optimaliza¢niho algoritmu. Nicméné piesné uréeni divodl nepfitomnosti preuceni

presahuje rozsah prace.

95



Druhotnym ptinosem prace bylo objeveni nedostatkil systému Safety Gate.
Zvlaste jeho webového rozhrani, ale 1 postupii zaddvani dat a jejich nasledné spravy, véetné

metody exportu zdznamu databaze a formatu exportovanych dat.

Volba nestandartniho formatu exportu zaznamt, jmenovité¢ zlomku HTML dokumentu, se
da jen tézko vysvétlit jako implementace pozadavkl zadavatele. Moznost, Ze se jednalo o
dasledek zavady, vzniklé béhem vyvoje nebo nasledného provozu systému, se ovSem zda

pomérne nepravdépodobna, vzhledem k relativné dlouhé dobé€ provozu systému Safety Gate.

Dotaz na stavajici neuspokojivy stav systému, se seznamem nejvyznamnéjSich nedostatki,

byl vznesen pomoci oficialniho kontaktniho formuléate Evropské komise.
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10 Prilohy

10.1 Priloha A: Ukazkovy seznam Ceskych ,,stopslov*

SLOVO
a jsou  jsme
které  neni

se ktery  jejich

na jeho  jesté
je vSak ani
ze bude mezi

0 nebo  byla
S uz své
z jen roku
do byl J1Z
1 jak pak

to u prvni
k co roce
ve pii kteti
pro az dalsi

za aby  proti
by ma let
ale kdyz  tim
si nez  muze
po ze  korun
jako  kterd  tekl
podle pfed tom
od byt kde

jsem  také Ci
tak bylo  tedy
pouze

(Centrum zpracovani piirozeného jazyka, 2020)
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10.2 Priloha B: Parametry pouZzité k predzpracovani dat

Parametr Hodnota
training_data_path './data/rapexdata.csv'
testing_data_path None
feature columns ['risk desc']
label column 'risk_type'
categorical labels True
main_feature column None
max_feature len 0

keep composite labels True
strict_sanitization True
tokenize words True
matrix_form True
training_noise_intensity 0.0
merge_input_cols True
drop_columns [
categorical_weights None
to_tensors True

10.3 Priloha C: pocet parametrii jednotlivych vrstev modelu ,,alpha*
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10.4 Priloha D: Vizualizace navrZenych modeld

convld

embedding

1 Model "Alpha"
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2 Model "Beta"
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3 Model "Gamma"
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10.5 Priloha E: Seznam soubori namérenych hodnot valida¢nich metrik

Nazev souboru

Metrika

run-alpha_validation-tag-epoch_accuracy.csv
run-alpha_validation-tag-epoch_loss.csv
run-alpha_validation-tag-epoch _precision.csv
run-alpha_validation-tag-epoch_recall.csv
run-beta_validation-tag-epoch_accuracy.csv
run-beta_validation-tag-epoch_loss.csv
run-beta_validation-tag-epoch_precision.csv
run-beta_validation-tag-epoch_recall.csv
run-gamma_validation-tag-epoch _accuracy.csv
run-gamma_validation-tag-epoch_loss.csv
run-gamma_validation-tag-epoch_precision.csv

Presnost

Hodnota chybové funkce
Preciznost

Senzitivita

Piesnost

Hodnota chybové funkce
Preciznost

Senzitivita

Piesnost

Hodnota chybové funkce
Preciznost

run-gamma_validation-tag-epoch_recall.csv Senzitivita
run-delta_validation-tag-epoch_accuracy.csv Ptesnost

run-delta validation-tag-epoch loss.csv Hodnota chybové funkce
run-delta_validation-tag-epoch_precision.csv Preciznost
run-delta_validation-tag-epoch_recall.csv Senzitivita

10.6 Priloha F: Seznam dodate¢nych soubori priloh

Nazev a cesta souboru Popis

Program pro tvorbu
vizualizace v prostiedi
Octave

Demonstrace konvolu¢ni
operace sdruzovani
Kontingen¢ni tabulka
vytvofena k prizkumové
analyze databaze Safety
Gate

Adresar projektu Visual
Studio 2019 pftislusejici
programu tvorby a spravy
model

Skript v jazyce python
spravujici spusténi a
analyzu navrZenych
model

Zaznamy o vytvorenych
modelech pro dalsi
zpracovani programem
TensorBoard

/code/HypothesisSpace.m

/tables/konvoluceDemo.xIsx

/tables/rapex_analysis.xlsx

/code/IncidentalAccident/

/code/IncidentalAccident/IncidentalAccident/IncidentalAccident.py

/code/IncidentalAccident/IncidentalAccident/models
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10.7 Priloha G: Poznamky a doporuceni pro replikaci vysledki prace

V dutsledku stochastické povahy pouzitého optimalizacniho algoritmu, neni mozné ptesné
replikovat vysledné hodnoty metrik ohodnoceni navrzenych modelti. Za ptedpokladu
zachovani v popsaného nastaveni procesu uceni, je ovSem dosazeni srovnatelného

ohodnoceni témér jisté.

Program je mozn¢ spustit na jakémkoliv pocitaci splitujicim pozadavky knihovny
TensorFlow a s prostfedim zahrnujicim pozadované baliky jazyka Python. Piesny vycet

pozadovanych balikt, véetné jejich verzi je obsazen v souboru requirements.txt.
Pro jednodussi préci s programem a analyzu kodu je vhodné otevtit soubor

Incidental Accident.sln ve vyvojovém prostiedi Visual Studio 2019, nebo kompatibilni

alternativé, a vyuzit funkci IDE k instalaci pozadovanych baliki.
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10.8 Priloha H: Vypis architektury modelu

Layer (type) Output Shape Param #
embedding (Embedding) (None, 369, 5) 61130
convld (ConvlD) (None, 360, 128) 6528
max_poolingld (MaxPooling1 D) (None, 72, 128) 0
convld 1 (ConvlD) (None, 63, 512) 655872
max_poolingld 1 (MaxPoolingl (None, 12, 512) 0
flatten (Flatten) (None, 6144) 0

dense (Dense) (None, 200) 1229000
dense 1 (Dense) (None, 100) 20100
dense 2 (Dense) (None, 50) 5050
dense 3 (Dense) (None, 19) 969

Total params: 1,978,649
Trainable params: 1,978,649
Non-trainable params: 0

1 Model Alpha
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Layer (type) Output Shape Param #

embedding (Embedding) (None, 369, 5) 61130
convld (ConvlD) (None, 360, 128) 6528
max_poolingld (MaxPooling1 D) (None, 72, 128) 0
convld 1 (ConvlD) (None, 63, 512) 655872
max_poolingld 1 (MaxPoolingl (None, 12, 512) 0
flatten (Flatten) (None, 6144) 0

dense (Dense) (None, 2000) 12290000
dense 1 (Dense) (None, 500) 1000500
dense 2 (Dense) (None, 400) 200400
dense 3 (Dense) (None, 300) 120300
dense 4 (Dense) (None, 200) 60200
dense 5 (Dense) (None, 100) 20100
dense 6 (Dense) (None, 50) 5050
dense 7 (Dense) (None, 19) 969

Total params: 14,421,049
Trainable params: 14,421,049
Non-trainable params: 0

2 Model Beta
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Layer (type) Output Shape Param #

embedding (Embedding) (None, 369, 20) 244520
convld (ConvlD) (None, 360, 128) 25728
max_poolingld (MaxPoolingl D) (None, 72, 128) 0
convld 1 (ConvlD) (None, 63, 512) 655872
max_poolingld 1 (MaxPoolingl (None, 12, 512) 0
flatten (Flatten) (None, 6144) 0

dense (Dense) (None, 200) 1229000
dense 1 (Dense) (None, 100) 20100
dense 2 (Dense) (None, 50) 5050

dense 3 (Dense) (None, 19) 969

Total params: 2,181,239
Trainable params: 2,181,239
Non-trainable params: 0

3 Model Gamma
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Layer (type) Output Shape Param #

embedding (Embedding) (None, 369, 20) 244520
convld (ConvlD) (None, 360, 128) 25728
max_poolingld (MaxPooling1 D) (None, 72, 128) 0
convld 1 (ConvlD) (None, 63, 512) 655872
max_poolingld 1 (MaxPoolingl (None, 12, 512) 0
flatten (Flatten) (None, 6144) 0

dense (Dense) (None, 2000) 12290000
dense 1 (Dense) (None, 500) 1000500
dense 2 (Dense) (None, 400) 200400
dense 3 (Dense) (None, 300) 120300
dense 4 (Dense) (None, 200) 60200
dense 5 (Dense) (None, 100) 20100
dense 6 (Dense) (None, 50) 5050
dense 7 (Dense) (None, 19) 969

Total params: 14,623,639
Trainable params: 14,623,639
Non-trainable params: 0

4 Model Delta
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