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Abstrakt

Diplomova prace se zabyva automatickou klasifikaci textovych dokumentu. Jsou zde vysvétleny
zékladni pojmy a problémy dolovani z textu. Prace vysvétluje pojem shlukovani a ukazuje
nékolik zakladnich algoritmu shlukovéni. Je zde ukézéno i nékolik metod klasifikace a po-
drobné rozebriana vybrand metoda matrix regression. Déle byla navrhnuta a implemen-
tovana aplikace pouzivajici ke klasifikace matrix regression. Provedené experimenty byly
zameéreny na normalizaci a prahovéni.

Abstract

The master’s thesis deals with automatic classification of text document. It explains basic
terms and problems of text mining. The thesis explains term clustering and shows some
basic clustering algoritms. The thesis also shows some methods of classification and deals
with matrix regression closely. Application using matrix regression for classification was
designed and developed. Experiments were focused on normalization and thresholding.
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Kapitola 1

Uvod

S rozvojem internetu jsme zahlceni velkym mnozstvim dokumentt, ze kterych je slozité
vybrat si ¢lanek odpovidajici nasemu zajmu. Proto se stdle vice pozornosti vénuje auto-
matické klasifikaci textu. Cilem je, aby ¢lovék nemusel prochazet postupné jeden ¢lanek
za druhym a zjisfovat, jestli je jeho obsah pro néj zajimavy ¢i ne. Automaticks klasifikace
by méla umét roztiidit dokumenty do predem definovanych kategorii. Uzivatel si nasledné
zvoli ur¢itou kategorii a muze ihned prochdzet pro néj zajimavé materialy.

Multi-label klasifikace je klasifikace, pfi které muze byt jeden dokument zafazen do
jedné i vice tiid. Opakem je single-label klasifikace, kde dokument zafadime pouze do jedné
tfidy. Dalsim specidlnim pripadem single-label klasifikace je binarni klasifikace, kde se roz-
hodujeme pouze mezi dvémi tiidami.

Vyhodnoceni multi-label klasifikace je podstatné slozitéjsi iikol nez vyhodnoceni single-
label klasifikace. U single-label klasifikace pouze zjistime, kterd kategorie vraci pro dany
dokument nejlepsi vysledek a tou ho oznac¢ime. Zatimco pii multi-label klasifikaci se snazime
najit vSechny tiidy, do kterych dokument patii, a proto musime byt schopni urcit hranici,
kdy jesté dokument do tiidy patii a kdy uz ne. Idedlni multi-label klasifikdtor by tedy mél
byt schopny najit vSechny kategorie relevantni pro dany dokument. V praxi zatim takovy
klasifikator neexistuje a jeho vytvofeni je velice naroéné, ne-li nemozné.

Tato prace se zabyva multi-label klasifikaci pomoci relativné nové metody matrix re-
gression a navrhuje mozna feSeni vyhodnoceni vysledku tohoto algoritmu.

Kapitola 2 nas uvadi do tématiky dolovani z dat. Vysvétluje zakladni pojmy text mi-
ningu a jejich vyuziti ve vztahu k dolovani. Dozvime se v ni také, jaké informace se snazime
z textu ziskdvat. V kapitole 2 déle rozebereme, co je to kolekce dokumentu a jaké jsou
zakladni rysy dokumentu, které pouzivame pii text miningu. Je zde uvedena také typicka
architektura dolovacich systému. Na konci kapitoly je popsano shlukovéni a nékolik jeho
metod, které se pouzivaji pii dolovani z textu.

Ve treti kapitole se zaméfujeme na reprezentaci dokumentu, kterd je vhodna pro kla-
sifikaci. Uvadime v ni kratky popis reuters kolekci, které budou vyuzity jako vstupni data
pro naSe experimenty. Déle se zde vénujeme piredzpracovani dokumentu pomoci lematizace,
stematizace a extrakce stop slov. V této kapitole se také sezndmime s pojmem vektor ryst,
ktery se pouziva jako zakladni reprezentace dokumentu pii klasifikaci a s ohodnocovanim
jeho prvkia pomoci vah TF-IDF.

Ctvrtd ¢ést této prace pojednavé o klasifikaci a jejim vztahu ke strojovému uéeni. Jsou
v ni popsany vybrané metody klasifikace. Ve ¢tvrté ¢asti je rovnéz rozebrana zvolena metoda
matrix regression, ktera byla v ramci této préace implementovana.

Pata kapitola se vénuje samotné multi-label klasifikaci. Popisuje jeji vztah k single-label



klasifikaci a uvadi rozdily mezi jejich vyhodnocovanim. Je zde popsano prahovani a jedna
jeho aplikace pro vyhodnoceni klasifikace.

Kapitola 6 obsahuje zadani implementovaného programu. Jsou v ni uvedeny zdkladni
pozadavky na aplikaci a je zde popsan format vstupnich dat, které budou zpracovavany.
Diagram piipadu pouziti na konci této ¢asti prehledné zobrazuje funkéni pozadavky na nasi
aplikaci.

Sedma CGdst této prace se vénuje navrhu a popisu implementace nasi aplikace. Popi-
sujeme v ni nami vybranou architekturu MVC a pomoci diagramu tiid ukazujeme, jak
budou jednotlivé vrstvy architektury implementovany na trovni tiid. Jsou zde také okomen-
funkénosti nasi aplikace.

V osmé kapitole rozebirdme detailnéji vahy TF-IDF. Popisujeme data vybrana z reuters
kolekei pro nase experimenty. Nésledné zjistujeme, jakych hodnot mohou véhy nabyvat
a pokousime se o jejich normalizaci ruznymi zpusoby. Pro ziskané hodnoty navrhujeme
vhodné prahy a vy¢islujeme tspésnost a chybovost klasifikace. V poslednim experimentu se
pokousime o prahovani na zakladé nejvyssi vahy v kategorii.

V posledni kapitole se nachdzi zavéreé¢né shrnuti této prace. Jsou zde zhodnoceny
dosazené vysledky a navrhnut dalsi postup, jak je do budoucna vylepsit.



Kapitola 2

Text mining

Text mining cesky dolovani z textu je obor zabyvajici se ziskdvanim informaci z textovych
dokumentu. Pracuje se zde s kolekci dokumenti, ve kterych se snazime najit uzitecné infor-
mace pomoci identifikace a objevovani zajimavych vzori. Text mining ma hodné spole¢nych
rysu s data miningem. Pro text mining se pouziva podobna systémova architektura jako pro
data mining. Je slozena z pfedzpracovani dat, algoritmu pro ziskdani vzoru a nakonec z pre-
zentace, napiiklad v podobé GUI, se kterym pracuje koncovy uzivatel. Hlavni rozdil nastava
ve fazi predzpracovani, kterd u dat vétSinou spociva v ¢isténi a normalizaci, zatimco u textu
musime identifikovat a extrahovat rysy prirozeného jazyka, ¢imz ziskame data s o néco lepsi
explicitni strukturou, avsak tato data stale jesté nevyhovuji vét§iné systému pro dolovani
z dat.

2.1 Prehled znalosti ziskavanych z textu
Nejcastéji se dolovani z textu pouziva pro tyto ucely:

e Sumarizace textu — snaha ziskat abstrakt, ktery by co nejlépe charakterizoval zkou-
many dokument.

e Vyhleddvani dokumentt — cilem je ziskat z dokumentu metadata, podle kterych by
bylo mozné najit podobné dokumenty. Takovymi metadaty jsou napt. nadpis, autor,
klicova slova.

e Kategorizace textu — roztiidéni dokumentu do kategorii na zékladé podobnosti jejich
obsahu. Podrobnéji se tomuto tématu vénuje kapitola 4.

e Identifikace jazyka — zjistujeme, v jakém jazyce je ¢lanek napsan.

e 7Zjisténi autora — pokud je autor textu neznamy, lze ho zjistit na zakladé slovni zasoby,
kterou pouziva.

e Identifikovani klicovych slov — snaha najit slova charakterizujici dokument.

e Vyhledavani strukturovanych dat — ziskani dat urc¢itého formatu napt. telefonni ¢islo,
postovni adresa, internetova adresa atd.

e Nalezeni entit v dokumentu — hleddme ustalena slovni spojeni. Piikladem mohou byt
néazvy firem, Generals Motors, Dr. Pepper.



2.2 Kolekce dokumentu

Teoreticky kolekci dokumenti muzeme rozumét jakékoliv seskupeni textovych dokumentu.
Prakticky se pti dolovani z textu vétsinou zaméiujeme na velké kolekce, ze kterych ziskavame
zajimavé vzory. Kolekce dokumentii mohou byt statické nebo dynamické. Dynamické se
méni v ¢ase pridanim novych dokumentii nebo tdpravou souc¢asnych. Statické kolekce se od
inicializace neméni.

2.3 Dokument

Dalsim zakladnim elementem v text miningu je dokument. Dokument muzeme neformalné
definovat jako jednotku diskrétnich textovych dat v kolekei, ktera obvykle odpovida skuteénému
textovému dokumentu, e-mail, obchodni zprdva, novinovy ¢lanek atd. Jeden dokument
muze ve stejny Cas patiit do nékolika ruznych kolekci. Textovy dokument na prvni po-
hled vypadda jako nestrukturovana data, ale bilé znaky, interpunkce, odstavce, zvyraznéni
a dalsi prvky davaji dokumentu jistou strukturu. Navic velka ¢ast sémantické a syntaktické
struktury je implicitné ukryta v textovém obsahu.

Avsak dokument i pfes svou implicitni strukturu je pro dolovani nepouzitelny a je tieba
ziskat jeho reprezentaci, ze které lze dolovat. Ta muze byt zaloZena napf. na jednotlivych
slovech, slovnich spojeni, vétach. Problémem je, Ze takovato reprezentace déava opravdu
velkou mnozinu rysi, navic nékteré elementy mohou mit vice vyznamua podle kontextu.
Proto se dokument pii predzpracovani prevadi na tzv. reprezentacni model s explicitni
strukturou, coz je mnozina rysii charakterizujici dokument jako celek.

P1i vybéru rysi musime volit kompromis mezi dvéma, cili. Prvnim cilem je ziskat takové
rysy, které co nejvice vystihuji smysl dokumentu. To vétsinou vede k vybrani a extrakci
vice rysu. Druhym cilem je ziskani rysu, které jsou nejvice vypocetné efektivni a praktické
pro objevovani vzoru. Téchto rysu je méné, ale jsou sémanticky vyznamnéjsi. Nejcastéji
pouzivané dokumentové rysy jsou:

e Zmaky — zahrnuji pismena, ¢islice, specidlni znaky a mezery. Jsou zékladem pro stavbu
dalgich rysu, jako jsou slova, termy a koncepty. Jsou to v8ak velice nizkotirovinové rysy
a s jejich pouzitim v text miningu se setkavame ziidka.

e Slova — jsou zakladni trovni sémantiky. Dokument miuize byt reprezentovan vSemi
slovy, kterd obsahuje. To je samoziejmé nepraktické z hlediska rozsahlosti mnoziny
ryst, proto se pouzivaji ruzné optimalizace, které odstranuji vSechna z hlediska text
miningu bezvyznamné slova.

e Termy — jsou slova nebo slovni spojeni vybrand piimo z dokumentu. Reprezentace
zalozend na termech se sklada z podmnoziny termu nalézajicich se v dokumentu. Ke
spravnému nalezeni termu se vétsinou pouzivaji slovniky. Tento druh reprezentace ma
vy$§si sémanticky vyznam nez slovni nebo znakova reprezentace.

e Koncepty — mohou byt sestaveny manudlné nebo pomoci metod predzpracovani.
Jednad se o slova a slovni spojeni, ktera nejsou piimo obsazena v textu, avsak jsou pro
dané téma relevantni.

Na obrazku 2.1 je zobrazen pievod dokumentu na rysy. V tomto pfipadé jsou rysy slova.



Dokumenty Mnoziny slov (tokenti)

Four score and seven . nation — 5
years ago our fathers brought civil - 1
forth on this continent, a new war — 2
nation, conceived in Liberty, Extrakce men — 2
and dedicated to the slov died — 4
proposition that all men are people — 5
created equal. Liberty — 1
Now we are engaged in a God - 1
great civil war, testing
whether that nation, or ... Iia Iy

Obrazek 2.1: Ukazka extrakce slov z dokumentu (pfevzato z [1]).

2.4 Architektura systému pro dolovani z textu
Typicky systém pro dolovani z textu se skladd z nasledujicich ¢asti:

e Piedzpracovani — pripravuje data pro hlavni operace dolovani. Prevadi je z jejich
puvodni podoby do reprezentace vhodné pro metody extrahujici rysy.

e Jadro dolovani — je zdkladem text minigu. Obsahuje algoritmy pro objevovani vzoru,
analyzu trendu a ziskdvani znalosti.

e Prezentace — zpravidla obsahuje GUI, které umoznuje prohlizeni nalezenych vzoru
a kladeni dotazt.

e Zpiesnujici techniky — obsahuji metody filtrujici redundantni informace, provadéjici
¢isténi, fazeni a optimalizaci.

Na obrazku 2.2 je zobrazena typicka architektura systému pro dolovani z textu.

re Minin
Preprocessing Processed oggrations a?u:l o
: Tasks Document Presentation
Categorization, Collection Pattern Discovery
Feature/Term (categorized, Trend Analysis l
Extraction kgyword—labeled, Browsing, ’
Text . 7_‘_"“79'313’“973‘12( 5 Visualization User

Documents

Obrézek 2.2: Ukazka typické architektury systému pro dolovéani z textu (pfevzato z [7]).



2.5 Shlukovani

Jednou ze zékladnich metodik text miningu je shlukovani. Jedné se o uceni bez ucitele, které
rozdéli objekty do skupin nazyvanych shluky. Myslenkou shlukovani je usporadat data do
shluka tak, aby v jednom shluku byla co nejvice si podobna data a zaroven se lisila od
dat v ostatnich shlucich. Se shlukovanim se muzeme setkat u néstroju pro kompresi dat,
segmentaci dat, zpracovani obrazi, rozpoznani vzoru, zpracovani dat a u mnoha dalsich
pripadu, véetné klasifikace textovych dokumentu.

2.5.1 Kyvalita shlukovaciho algoritmu

Jednim z velkych problému shlukovani je uréeni kvality. Optimalni algoritmus vytvori ta-
kové shluky, jejichz objekty si jsou co nejvice podobné a pfitom jsou odlisné od objektu
jinych shluku. Pro zjisténi kvality takového algoritmu potiebujeme pracovat s néjakou hod-
notou, kterda bude reprezentovat miru podobnosti mezi jednotlivymi objekty. Tuto hodnotu
podobnosti je nutné ziskat s ohledem na reprezentaci dokumentu. Nejcastéji pouzivanou
reprezentaci je vektor ryst, a proto jsou vétsinou funkce pro urceni podobnosti zalozeny na
zakladé vzdalenosti vektort.

Metriky podobnosti

Nejpopularnéjsi metrikou je Euklidovska vzdalenost:

D(wi, z5) = sqrty_(wox — z5%)°, (2.1)
K

ktera je specidlnim piipadem Minkowského metriky pro p = 2:

Dy(xi,xj) = (O (win — z8)") /7. (2:2)

k

Pro textové dokumenty se nejcastéji pouziva cosinova podobnost:

Sim(xs, x5) = () * ;) = Z:p;k * Ty (2.3)
k

2.5.2 Algoritmy shlukovani

Existuji razné zpusoby déleni shlukovacich algoritmiu. Jednou z moznosti je déleni na hie-
rarchické a ploché algoritmy. Ploché algoritmy fadi objekty do vzajemné disjunktnich jed-
noduchych shlukti, naproti tomu hierarchické shlukovani produkuje vice vnofenych shluki.
Shlukovani také muze byt hard nebo soft, kde hard znamen4, Zze objekty mohou patfit pouze
do jedné skupiny, zatimco u soft je mozné zaradit jeden objekt do vice shluk.
Optimalizace shlukovani je velmi vypocetné ndroéna, proto se pouzivaji ruzné druhy
aproximacnich algoritmu. Mezi né patii napiiklad agglomerative algoritmus, ktery na zacdtku
umisti kazdy objekt do jednoho shluku a nésledné spojuje shluky, dokud neni splnéna
podminka pro zastaveni. Dalsi moznosti jsou délici algoritmy, které naopak zafadi vSechny
objekty do jednoho shluku a ten pak nasledné déli, dokud neni splnéna podminka ukonceni.
Posledni moZnosti jsou shuffling algoritmy, které iterativné premistuji objekty mezi shluky.



2.5.3 Neékteré algoritmy shlukovani

Zakladnimi algoritmy shlukovani jsou k-means, EM-based pravdépodobnostni shlukovani
a hierarchicky aglomerativni clustering (HAC), kterym se budeme vice vénovat v nasledujicim
textu.

Algoritmus k-means

Metoda k-means déli kolekei vektortu {z1, xo, ..., z,} na mnozinu shluka {C1,C2,...,C,}.
Kazdy shluk je inicializovdn jednim seminkem, jehoZ hodnota je bud pifedem uréena, anebo
nahodné piitfazena. Pak se iterativné vypocitava centroid kazdého shluku podle vzorce:

Mi == ‘Ciyil Z xT.

zeC;

Nésledné se vektory piefadi do shluku s nejblizsim centriodem. Tento postup se iterativné
opakuje, dokud pfinasi zmény ve shlucich. K-means maximalizuje funkci kvality shlukovani
Q:

Q(C1,Cy,...,Cp) =Y _C1 > Sim(z — M;).

zeC;

Po kazdé iteraci ménici zafazeni ve shlucich se hodnota funkce Q zvySuje.

K-means algoritmus je ¢asto pouzivan pro svou jednoduchost a efektivitu. Slozitost jedné
iterace je O(kn) a pocet nutnych iteraci byva obvykle maly. Jeho nevyhodou je citlivost na
kvalité urceni pocatecnich seminek, sum a odlehlé hodnoty. Také jim nelze nalézt shluky
ruznych velikosti a nekonvexniho tvaru.

Na obréazku 2.3 vidime shluky vytvofené algoritmem k-means.
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Obrazek 2.3: Ukazka algoritmu k-means (pfevzato z [3]).

Algoritmus pravdépodobnostniho shlukovani na zakladé maximalizace oéekavani
(EM-base probabilistic clustering algorithm)

Algoritmus pravdépodobnostniho shlukovani na zakladé maximalizace ocekavani predpoklada,
ze objekty pro shlukovani jsou slozeny z k distribuci. Cilem je vypocitat pravdépodobnost
P(Cj|z), 7e dany objekt patif do shluku C. Ugelem maximalizace ocekdvani je uréit para-
metry distribuce ve zkoumanych datech.



Pocdteéni parametry distribuci jsou bud zaddny externé, nebo ndhodné zvoleny. Pak
se vypocitd pravdépodobnost P(C;|z) pro vsechny objekty x a objekty se preznaci podle
vypoc¢tenych pravdépodobnosti. Dalsim krokem je pfeodhadnuti parametru distribuce tak,
aby se maximalizovala vérohodnost oznaceni objekti. Algoritmus konci, kdyz kazdéd dalsi
iterace poskytuje minimalni zmény.

Na obrazu 2.4 vidime shluky uréené algoritmem pravdépodobnostniho shlukovani na
zékladé maximalizace oCekavani.
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Obrazek 2.4: Ukazka algoritmu pravdépodobnostniho shlukovani na zdkladé maximalizace
otekavani (pfevzato z [3]).

Hierarchické aglomerativni shlukovani (HAC)

Hierarchické aglomerativni shlukovani za¢ind tim, ze kazdy objekt reprezentuje jeden shluk.
Algoritmus postupné podle zadanych kritérif spojuje nejpodobnéjsi shluky a skonéi ve chvili,
kdy spoji vsechny objekty do jednoho shluku. Vysledkem je binarni strom, ktery znazornuje
probéhlé spojovani shluki. Slozitost HAC je O(n?s), kde n je pocet objektli a s je slozitost
vypoctu podobnosti.

Riizné verze HAC se od sebe lisi vypoctem podobnosti jednotlivych shlukt. Muze se
jednat o single-link metody, kde se podobnost dvou shluku pocitéd jako maximélni podobnost
mezi dvéma objekty. Vysledkem pak byvaji tenké dlouhé shluky. Opakem single-link je
metoda complete-link, kterd vyjadiuje podobnost jako minimum podobnosti dvojic objektu.
Jejim vysledkem byvaji pevné kompaktni shluky. Complete-link metoda vétsinou dava lepsi
vysledky nez single-link.

Na obrazku 2.5 vidime postup hierarchického shlukovani.

V této kapitole bylo ¢erpano z [10], [3], [I] a [7].
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Obrézek 2.5: Ukazka hierarchického shlukovéni (pievzato z [3]).
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Kapitola 3

Reprezentace dokumentu

Jak jiz bylo Teteno textovy dokument ve své puvodni podobé neni vhodny pro metody
klasifikace. Proto pfi predzpracovani dokument prevedeme na tzv. vektor rysu, ktery je pro
nase ucely podstatné vhodnéjsi. Nejbéznéjsi praxi je pouzit kazdé slovo z predzpracovaného
dokumentu jako rys. Potom vektor rysu ma stejnou dimenzi, rovnajici se poctu ruznych
slov upraveného dokumentu.

3.1 Reuters kolekce

Velmi ¢asto pouzivanym zdrojem dat pro klasifikaci jsou reuters kolekce. Ty byly puvodné
sesbirany a roztiidény spole¢nostmi Carnegie Group, Inc. a Reuters, Ltd. za u¢elem vyvoje
reuters kolekci je ve formatu SGML.

Pomoci tagi SGML jsou u jednotlivych ¢lankt pfidany informace uziteéné pro klasi-
fikaci. V kolekci jsou mimo jiné vyznaceny kategorie podle ruznych t¥idicich kritérii, do
Jeden reuters soubor obsahuje vice ¢lankt. Pii predzpracovani reuters dokumentu je tedy
nutné ziskat z prislusnych tag jeho kategorii, nadpis a samotny obsah ¢lanku a odstranit
veskeré SGML tagy.

N4&s program bude testovan na kolekci Reuters-21578. Ta obsahuje 21 souboru po tisici
dokumentech a jeden soubor s 578 dokuemty. Dohromady tedy mame k dispozici 21 578
clankl. Avsak jisté mnozstvi dokumenti nema pfitfazené kategorie.

Kolekce obsahuje pét mnozin kategorii, kterymi jsou exchanges, orgs, people, place,
topics. Pro nasi klasifikaci budeme pouzivat kategorie z mnoziny topics, ve které jsou doku-
menty roztiidény podle ekonomickych témat. V mnoziné topics je 135 moznych kategorii,
ale pouze 120 z nich méa v kolekci alespon jeden vyskyt. Vice jak 20 vyskytt mé pouze 57
kategorii z topics. Pravé pocet dokumentu v tématu mad velky vliv na kvalité klasifikace.
Méme-li v kategorii vétsi mnozstvi dokumentt, jsme schopni pro ni ziskat lepsi charakte-
ristiku a tim zpfesnit kategorizaci.

Kategorie v mnoziné topics jsou dale roztiidéné do nasledujicich péti témat: commo-
dity, subject, ecnomic indicator, corporate, energy. V tabulce 3.1 lze vidét nékolik zastupcu
kazdého z témat. Zatimco témata subject a corporate nemaji ani pét zastupcu, zbyld tii
témata obsahuji podstatné vice kategorii, nez je zobrazeno v tabulce 3.1.

Informace o reuters kolekcich byly ¢erpany z [8], [12].
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commodity grain cocoa corn rubber
subject foreign exchange shipping interest rates
economic ind. retail sales trade unemployment | money supply
corporate earnings acquisitons
energy crude oil jet and keresone gasoline fuel oil

Tabulka 3.1: Ukézka kategorii v tématech.

3.2 Predzpracovani dokumentu

Pred klasifikaci dokumentt je dulezité provést jejich predzpracovani. Pfedzpracovani upravi
dokument tak, aby v ném zbyla pouze klicova slova, tj. slova, ktera nesou néjakou vyznamovou
informaci pro klasifikaci. Tato slova jsou dale upravena tzv. stematizaci nebo lematizaci,
kterd hledd zakladni tvar slova. Z takto predzpracovaného dokumentu jiz muzeme vytvoiit
vektor rysu, ktery lze pouzit ke klasifikaci, nebo muze byt dale optimalizovan pomoci re-
dukce rysu.

Cilem piedzpracovani je tedy snizit paméfovou naroénost klasifikace a zvysit jeji rychlost
a presnost.

3.2.1 Stematizace a lematizace

Pro snizeni poctu klicovych slov se pouziva stematizace a lematizace. Obé metody maji
stejny cil a tim je najit jeden vhodny zaklad slova, na ktery by se prevadéla vSechna slova
odvozenda od daného kotene.

Stematizace zpravidla spo¢iva v tom, ze ze stemovaného slova odstranujeme predpony
a piipony, které jsou typické pro zkoumany jazyk. Vysledkem této aplikace je tzv. stem. Stem
nemusi byt nutné slovo daného jazyka nebo morfologicky kotfen slova. Typickym problémem
stematizace je tzv. over-stemming, kdy je ze slova odstranéno vice nez pouhé koncovky.
Opaénym extrémem je under-stemming, coz znamena, ze ve stemu zustala ¢ast koncovky.
Pokud nemame na stematizaci néjaké specidlni pozadavky, bohaté nam postaci, kdyz pro
slova se stejnym zdkladem dostaneme stejny stem.

Pri lematizaci se naopak snazime najit platny slovni zaklad, tzv. lemma, coz byva algo-
ritmicky velice slozité. Pro tento 1icel se nejcastéji pouzivaji slovniky, které obsahuji lemma
pro jednotlivé tvary slov.

7 pohledu dolovani dat z textu, vSak vétsinou davame pfednost stematizaci, kterda byva
implementacné jednodussi a postaci nam, kdyz slova stejného vyznamu budou vracet jeden
stem. Nékdy se stematizace vyuziva i pro nalezeni lemma. V takovém piipadé vyuzivame
tabulku, kterd prevadi stem na lemma.

Existuje nékolik druht stematizacnich a lematizacnich algoritmu, které se lisi pfesnosti,
vykonnosti a principem, kterym zaklad slova ziskavaji. Nyni si pfedstavime nékolik vy-
branych algoritmi:

e Lookup algoritmy — jsou algoritmy, které k ziskani zdkladu slova pouzivaji lookup
tabulky. Vyhody jsou jednoduchost a snadné oSetfeni vyjimek v ptripadech, kdy dand
koncovka je soucasti zdkladu slova, ale odstranovanim ptipon by byla eliminovana.
Nevyhodami byv4 velikost tabulek, nebot zde musi byt uvedeny vsechny mozné tvary
slova. Ty se v praxi ziskavaji pfidanim nejcastéjsich pfedpon a piipon k danému
zékladu slova. Pokud nové vzniklé slovo neexistuje, nebude se na néj z textu odkazovat
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a na funkci algoritmu to nebude mit vliv. Dalsim problémem je, ze tabulka by méla
pokryt vSechna slova jazyka, coz je velice ndro¢né iloha.

e Algoritmy odstranujici piipony(anglicky suffix-stripping algorithms) — jedné se o piistup,
pii kterém nepotfebujeme lookup tabulky. V tomto piipadé je algoritmus zalozen
na seznamu pravidel, kterd se maji aplikovat na zpracovavané slovo. Pravidla byvaji
vétsinou nasledujiciho tvaru: obsahuje-li slovo danou pfiponu, odstran ji. Vyhodou to-
hoto pristupu je jeho jednoduchost. Nevyhodou je, neschopnost poradit si s vyjimkami,
kdy je koncovka nebo jeji ¢ast soucasti zakladu slova.

e Stochastické metody — snazi se urcit koten slova na zdkladé pravdépodobnostniho
modelu. Nejdfive se na trénovaci mnoziné zjisti pravidla pro stematizaci a ta jsou
nasledné vyuzivana k nalezeni stemu slov.

e Hybridni metody — v praxi se ¢asto pouziva vice pristupt najednou. Klasickym
piikladem muze byt stematizace pomoci odstranovani koncovek, kterd je rozsifena
o tabulku s vyjimkami. V piipadé, ze se slovo nachazi v tabulce, pouzije se jeho stem
z tabulky. Jinak bude stematizovano eliminaci koncovek.

3.2.2 Eliminace stop slov

Stop slova jsou slova, kterd nenesou zadnou vyznamovou informaci pro klasifikaci. Zpravi-
dla se odstranuji nejcastejsi slova jazyka, kterymi jsou ¢leny, predlozky, spojky a casto se
vyskytujici slovesa napf. byt, mit, chtit, ktera tvoii vétsinu vét, a proto nemaji rozliSovaci
schopnost.

V praxi neexistuje zadny oficidlni seznam stop slov, nebot uréeni stop slov zdlez{ na
uloze, pro kterou text predzpracovavame. Muze se stat, ze potfebujeme nalézt napt. frazi
»The Artist“ a je zcela nevhodné mit ¢len ,,the“ v seznamu stop slov, kam by jinak bezpo-
chyby patiil.

Informace o predzpracovani byly ¢erpany z [13], [1], [15].

3.3 Vektor rysu

Dokument budeme reprezentovat jako vektor dvojic (term, vdha) ndsledovné:

di = (Wij, Wiz, . . ., Wit ), (3.1)

kde w;j(i =1,2,...,N aj=1,2,...,T) je vdha termu j v dokumentu i. T' (N) je celkovy
pocet termu (dokumentt). Termum piifadime vahy podle vzorce 3.5.
Pro podobnost dokumenti budeme pouzivat nédsledujici vzorec:

T
d; * d; Dim1 Wit X Wy

= 4 < ld = T T
H 1,”2 H ]H2 \/Zl:l wiz,l X \/ZlZl w?,l

sim(d;, dj) = cos(d;, dj) (3.2)

3.4 Redukce poctu rysa

Pouzivat vSechna ruzna slova obsazend v dokumentu jako vektor rysu je znacné neefektivni.
U vétsich kolekei se tak muzeme dostat ke stovkdm az tisicim termu. A proto je vhodné
zredukovat pocet termit bud vybérem ryst, nebo jejich extrakei.
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Pii vybéru rysu odstranujeme z mnoziny termu slova, kterd bézné neobsahuji sémantiku
dokumentu a nebyla eliminovana pti predzpracovani.

Pouzivaji se i dalsi metody vybéru rysu. Jednou z nejjednodussich metod je vybér
termu, které jsou v dokumentu nejfrekventovanéjsi. Ukdzalo se, ze pouhych 10% nejfrek-
ventovanéjsich rysu postacuje ke kvalitni klasifikaci.

Druhou metodou je extrakce rysu. Ta provadi transformaci puvodni mnoziny termu do
jiné mnoziny termt, kterd muze byt mensi a lépe charakterizujici dokument, nebot poé&itd
se synonymy, hononymy a viceznacnosti.

3.5 Vahovani

Dalsim krokem je pfifazeni vahy jednotlivym rystum. To Ize jednoduSe provést tak, Ze term,
ktery se vyskytuje v dokumentu, bude mit vahu 1 a 0 bude urcena termum bez vyskytu.
Toto feSeni v8ak neni prilis kvalitni a podstatné lepsi je termum pfifadit vahy na zdkladé
poctu frekvence termu v dokumentu, v kategorii a v celé kolekci.

K tomu se nejcastéji pouzivda TF-IDF schéma. MysSlenkou TF vahovani je, ze ¢im vétsi
je frekvence termu v dokumentu, tim je term relevantnéjsi. U jednoduché TF je vdhou pocet
vyskyti. To v8ak nezahrnuje délku dokumentu, a proto je lepsi pouzit normovanou TF:

0,5 f(t,d)

TF(t,d) =05+ ——"F7—""
(t,d) =0, +Maa:Freq(d)’

(3.3)
kde f je pocet vyskytu termu ¢ v dokumentu d a MaxFreq(d) je frekvence nejcastéji se
vyskytujiciho termu v dokumentu.

Viéha IDF zase vyjadiuje, ze méné frekventované termy jsou vice diskriminativni. Pro
IDF pak plati vzorec:

n
2
kde n je celkovy pocet dokumentu a k je pocet dokumentu, ve kterych se vyskytuje term ¢.
Vysledny vzorec pro vahovani TF-IDF je:

IDF(t) = 1+ log( (3.4)

weight(t,d) = TF(t,d) « IDF(t,d). (3.5)

Informace o reprezentaci dokumentu a vdhovéani byly ¢erpany z [1] a [7].
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Kapitola 4

Klasifikace(kategorizace) textu

Cilem klasifikace textu je roztiidit textové dokumenty do predem danych kategorii. Aplikace
klasifikace se vyuzivaji k t¥idéni internetovych stranek do kategorii, klasifikaci novinovych
¢lankd, k rozpoznani spamu v emailu, tiidéni e-maili atd.

Kategorizace textu je jednou z iloh umélé inteligence, ke které lze pfistoupit dvéma
zédkladnimi zpusoby. Prvnim piistupem je znalostni inzenyrstvi(knowledge engineering), kde
jsou systému uzivatelem zadény znalosti o jednotlivych kategoriich a pravidla pro tiidéni.
Druhou metodou je strojové uceni. Zde systému zadame pouze nékolik jiz roztiidénych do-
kumentu (trénovaci data), ze kterych si systém sdm ziskd informace, jez ndsledné uplatiuje
pii klasifikaci. Lepsich vysledku dosahuje metoda znalostniho inzenyrstvi, kterd je vSak
pracnéjsi nez strojové uceni. Na druhou stranu strojové uceni momentalné proziva znaény
rozvoj a rozdily mezi témito piistupy se pomalu zacinaji stirat.

4.1 Strojové uceni a pristupy k nému

Zakladnim pfistupem, ktery je pouzivan pro automatické sestaveni klasifikatoru textu, je
strojové uceni. To vyuziva znalosti ziskanych z predtfidénych trénovacich dat. Existuji dva
zékladni zpusoby piistupu ke strojovému uceni. Jednim je uceni s ucitelem (supervised
learning), pii kterém v trénovaci fizi vime, zda dokument patii do dané kategorie nebo ne.
Opakem tohoto pifistupu je uceni bez ucitele (unsupervised learning), téz oznacované jako
shlukovani (clustering), které je popsano v kapitole 2.5.

Nyni se budeme vénovat vybranym zakladnim piistuptim ke klasifikaci textu pomoci
strojového uceni s ucitelem.

4.1.1 Bayesovska klasifikace

Beyesovska klasifikace je zalozena na podminéné pravdépodobnosti vyjadiené vztahem:

X|C;)P(Cy)

R (4.1)

kde P(Cj|z) je pravdépodobnost, ze dokument X patii do kategorie C;. P(X) v uvedeném
vzorci je konstantni pro vsechny kategorie a je nutno dopocitat pouze P(C;|X). Pokud
mame dokument reprezentovéan vektorem rysu d = (wi, ws,...,w,) a predpokldddame, ze
jednotlivé soufadnice jsou na sobé nezavislé, mizeme pouzit vztah:

P(X|Cy) = T, P(Xk|Ci) (4.2)
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Vyhodou tohoto piistupu je snadnd implementace a dobré vysledky pro fadu tloh.
Naopak nejvétsi nevyhodou je predpoklad, ze jednotlivé soufadnice jsou na sobé nezavislé.

4.1.2 Rozhodovaci strom a rozhodovaci pravidla

Rozhodovaci strom je stromova struktura, ve které rysy oznacuji vnit¥ni uzly, na hranach
jsou umistény testy vah rysi a listové uzly obsahuji vyslednou kategorii. Pokud se po
stromu pohybujeme od kofene k listu, sepisujeme jednotliva rozhodovaci pravidla umisténd
na hranach prechodu a spojujeme tato pravidla spojkou ,a“, tim ziskdvame rozhodovaci
pravidlo pro vyslednou kategorii. Chceme-li slouc¢it nékolik kategorii do jedné, pouzijeme
spojku ,,nebo*.

Obrazek 4.1 zobrazuje rozhodovaci strom, kde TW1, TW?2, ..., TW9 jsou testy vah rysu,
f1, 2, f3 jsou rysy a C1,C2,...,C6 jsou vysledné kategorie.

Obréazek 4.1: Ukazka rozhodovaciho stromu.

4.1.3 Neuronové sité

Jedna se o pristup, kdy se klasifikace provadi pomoci neuronové sité, coz je nékolik neuronu
spojenych za sebe. Typicky neuron mé nékolik vstupiu, bias, aktivaéni funkci a vystup. Prace
neuronu tedy vypada tak, ze se na néj privedou vstupni hodnoty. Tyto hodnoty se vynasobi,
seCtou a prida se k nim bias. Potom pied vystupem je jesté hodnota transformovana pomoci
aktivacni funkce.

Neuronov4 sit je trénovand metodou back-propagation. Pokud v trénovaci fazi je zjisténa
chyba, tak se tato chyba propaguje zpét pfes neuronovou sit a upravuji se piislusné koefi-
cienty. To se opakuje tak dlouho, dokud nenf sit schopné spravné reagovat na vsechna data
z trénovaci mnoziny.

Na obrazku 4.2 je zobrazena neuronovd sit, kde na vstupech neuronu jsou vahy ryst
W1, W2...W9, vystupem je vysledné kategorie.

4.1.4 Klasifikace zalozena na k-nejbliz§im sousedstvi

Je tradiéni metoda zalozend na tom, ze novy dokument zafadime do ti{dy(tfid), ktera
je nejvice zastoupena v k-nejblizsich sousedech. U tohoto algoritmu v trénovaci fazi data
pouze shromazdujeme jako vektory dokumentii. Pokud pfijde novy dokument, zjistime jeho
podobnost s dokumenty ostatnich tiid podle vzorce 3.2. Potom pomoci prahovaci hodnoty
odfiltrujeme odpovidajici kategorie a témi dokument oznacime.
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Category

Obrazek 4.2: Ukazka neuronové sité.

4.1.5 Support vector machine (SVM)

SVM je relativné nova, rychla a efektivni metoda klasifikace textu. Metoda se snazi oddélit
kladné a zaporné instance tak, aby mezi nimi vznikl co nejvétsi pas. Tento pés je urcitou to-
leranci, ktera nesmi byt pfekrocena, aby dokument nebyl Spatné zafazen. K uréeni oddélujici
nadroviny staci relativné malé mnozstvi trénovacich dat, nazyvanych support vector.

Na obrazku 4.3 vidime znazornéni metody SVM s ukazkou dobrého a $patného pasu.

[ | VElk}”péS = 'R |
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[ o [
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° ¢,
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Obrazek 4.3: Ukdzka SVM (ptevzato z [9]).

Informace o klasifikaci byly ¢erpany z [7],[14],a [9].

4.2 Matrix regression

Matrix regreession je relativné novd metoda kategorizace zalozend na strojovém uceni
s ucitelem. V trénovaci fazi vytvoiime matici termu a kategorii a v testovaci fazi podle
této matice klasifikujeme nové dokumenty. Jadrem metody je matice charakterizujici vztah
mezi termem a kategorii. Algoritmus matrix regression bude implementovan v rdamci této
prace.
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4.2.1 Trénovaci faze

Nejprve ziskame z trénovacich dokumenti mnozinu vSech termi, které se v nich objevuji.
Kazdému dokumentu prifadime jeho vektor termu. Sjednocenim vektora vSech dokumentu
ziskdme mnozinu termu v trénovacich dokumentech. Tuto mnozinu ozna¢ime 7'

T = {t17t27" . 7tT}7

kde t; je term a |T| je pocet vSech termu v tréninkové kolekci.

Poté sestavime sefazenou mnozinu vsech kategorif z trénovaci mnoziny. Sefazend mnozina
vznikne sjednocenim vsech kategorii v predtiidénych dokumentech. Mnozinu kategorii v trénovaci
kolekci oznacime jako C:

C={ci,coy...,cct,

kde ¢; je kategorie a |C] je celkovy pocet kategorii v trénovaci kolekci. V idedlnim piipadé
by |C| bylo stejné velké jako pocet vSech moznych kategorii. Avsak muze dojit k situaci,
kdy v trénovacich dokumentech néktera kategorie nebude zastoupena. Z mnozin T" a C pak
sestavime matici W = (w;j)rxc, ve které fadky odpovidaji termum a sloupce kategoriim.

w11 w12 ... wi1c
w1 w22 ... W2C

W= , oo . (4.3)
wr1 wr2 ... Wrc

Na zacdtku jsou vSechny hodnoty v matici 0, tedy w;; = 0,Vi,j. Potom pro kazdy
dokument z trénovaci sady zjistime kategorie, do kterych je zarazen. Nasledné pro kazdy
term a kategorii identifikujeme piislusné pole w;; v matici, které inkrementujeme o hodnotu
tf —idf, coz je vdha termu.

Vytvofenou matici ulozime na disk a déle ji budeme pouzivat jako model, podle kterého
budeme klasifikovat dalsi dokumenty. Pokud do trénovaci kolekce pfibyde néjaky dokument,
neni nutné cely model prepocitavat, ale staci pouze zkontrolovat nové kategorie a nové termy
v dokumentu a pro né piidat nové sloupce(fadky). Poté jiz jen inkrementujeme dotknuté
¢itace a model je opét aktudlni.

4.2.2 Testovaci faze

V druhé fazi nejprve nacteme model a obé mnoziny vektort T' a C ziskané v trénovaci fazi.
Kazdy novy dokument je spojen s vektorem termu, oznac¢me jej Ty. Vytvofime novy tzv.
filtrovaci vektor F' = (0)1x;. Jeho velikost odpovid4 poétu termu T'. Necht 77 = Ty, N T.
Pro kazdy prvek z T’ nastavime hodnotu odpovidajiciho prvku z F na 1. Ulohou vektoru
F je ziskat fadky trénovaci matice, které odpovidaji termtum z klasifikovaného dokumentu.
Tyto radky jsou navrzeny jako kategorie nového dokumentu. Vysledkem je vektor W' =
FxW W = (ng)lxc) o velikosti |C|, kde prvky odpovidaji vahdm jednotlivych kategorii.
Nedulezité fadky matice W byly vektorem F' nastaveny na nula a dilezité fadky byly
vybrany.

Poslednim krokem je vybrani spravnych kategorii pomoci prahovaci hodnoty. Vysledné
kategorie jsou ty, jejichz vaha je vétsi nez prahovaci hodnota.

Informace o metodé matrix regression byly ¢erpany z [11];
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Kapitola 5

Multi-label klasifikace a prahovani

Pokud se snazime dokument zafadit do vice nez jedné kategorie, pak hovorime o multi-label
klasifikaci. Hlavnim problémem takovéto klasifikace je urceni, ktera kategorie je jesté rele-
vantni pro dany dokument a ktera uz ne. K jejich odliseni se nejcastéji pouziva prahovani.

5.1 Prahovani

Prahovani je funkce, ktera zobrazi mnozinu libovolnych hodnot do mnoziny o urcité ¢etnosti.
Zde si ndzorné ukdzeme nejjednodussi prahovani pro mnozinu o ¢etnosti 2. V tomto piipadé
je zpravidla vysledkem prahovéni prvek z mnoziny s = {0;1}. Matematicky lze jednoduché

prahovani definovat takto:
() = 1,z >T
Py = 0,0 <T ’

kde p je prahovaci funkce, ktera porovna prahovanou hodnotu z s prahem T a pokud je
x vétsi jak T') priradi mu hodnotu 1, jinak 0.

5.2 Multi-label klasifikace

Nejprve je tieba si fici, pro¢ je volba spravného prahu tak dulezitd a problematickd pro
multi-label klasifikaci. U klasické klasifikace, kdy kazdému dokumentu pfifadime pouze
jednu kategorii, neni prahovani viubec potfeba. Jednoduse zjistime, kterd kategorie danému
¢lanku nejvice vyhovuje a tu povazujeme za vysledek.

kategorie, které jsou pro dany dokument relevantni. Proto musime najit takovy prah, ktery
bude oddélovat vhodné kategorie od téch, do kterych dokument nepatii. Bohuzel predem
nevime, kolik t¥id bude odpovidat nasim datim. Kdyby bylo pfedem dano, ze vysledkem
bude z kategorii, vzali bychom pouze z vysledku s nejvys$simi vahami a problém by byl
vyTesen.

Metod pro multi-label klasifikaci je opravdu celd fada. D4 se pro ni pouzit i vétsina
algoritmu popsanych v kapitolach 4, 2.5 a samozfejmé i ndmi vybrand matrix-regression
4.2. Zatimco tyto metody jsou velice dobfe definovany, zhodnoceni jejich vysledkt uz tak
jednoznacéné nebyvd. Samoziejmé bylo napsano mnoho praci, které se zabyvaly uréenim
relevantnosti kategorii k dokumentim u multi-label klasifikace a bylo nalezeno i mnoho
feSeni. Avsak nalezené metodiky jsou znacné individudlni podle pouzitého algoritmu a dat,

20



na které byly aplikovany. Navic metoda matrix regression je relativné nova a tak o jejim pra-
hovani moc informaci nemame. Bude tedy potfeba vhodny prah stanovit experimentalné.
Pro inspiraci si pfedstavime jednu jednoduchou metodu prahovani, tak jak byla navrzena

v [2].

5.2.1 Metoda prahovani pro multi-label klasifikaci zalozena na nejmensich
rozdilech

Metoda byla puvodné navrzena pro reklasifikaci dokumenttu v tématickych slovnicich pfi
shlukové analyze. S drobnymi tpravami by bylo mozné ji pouzit i pro nase tcely.

e Pro kazdy dokument spocitame rozdily mezi maximalni vahou TFIDF T, a k-
tou vahou TDIDF pro vsechny kategorie K a oznacime je dif fyy1(;). Tzn. rozdil vah
TFIDF mezi k-tou kategorii a 11,4, je roven nule, zatimco pro ostatni kategorie je
rozdil vyssi nebo nizsi podle toho, jak se jejich vaha TFIDF blizi T4 .

s v/

cvv s

diffmed-

e Vybereme pouze hodnoty v rozmezi dif f 1) < dif fimed-

e Kategorie odpovidajici vybranym hodnotdm jsou nové pfirazeny dokumenttim. Do-
kumenty, které nemaji zadnou kategorii v daném rozmezi zustavaji pouze v jedné
kategorii s hodnotou 11,4

cv v s

menty, kde T'1,,4, je malé a druhd nejvyssi vaha TFIDF je blizko T'I,,,, ale pordad mal4.
Nevyhodné naopak je v ptipadech, kdy je Tl a druhd nejvyssi hodnota vysoka.

Jinym kritériem je kritérium druhé nejvyssi vahy TFIDF, kdy vybereme jesté kategorie
patiici k druhé nejvyssi vaze. Toto feseni vyhovuje u dokumenti s vysokou hodnotou druhé
nejvyssi vahy a naopak neni vhodné pro dokumenty s nizkymi vahami.

Informace o prahovani a multi-label klasifikaci byly cerpany z [2] a [0].
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Kapitola 6

Zadani aplikace

Aplikace mé byt implementovana v programovacim jazyce java. M4 fungovat pod opera¢nim
systémem Microsoft Windows a Linux a ma by poskytovat intuitivni uzivatelské rozhrani.

Program maé provadét multi-label klasifikaci pomoci metody matrix regression. M4 se-
stavovat kolekci ze zadaného souboru nebo adreséfe. Vytvotrenou kolekci ulozi do specifiko-
vaného adresare v bindarni podobé, pokud je to pozadovano. Program musi nabizet nahled
na kolekci a moznost jeji upravy pomoci pridani novych dokumentu, do jiz existujicich
kategorii, nebo rovnou pridanim celé kategorie.

Program bude pomoci nactené kolekce klasifikovat testované dokumenty. Vysledek zob-
raz{ prostfednictvim grafického uzivatelského rozhrani. Vysledné zobrazeni bude ve tvaru
kategorie a do ni patiici dokumenty. Pro snadnéjsi hledani kategorii pro jednotlivé doku-
menty musi byt program schopny vyfiltrovat kategorie podle ndzvu dokumentu.

6.1 Vstupni data

Vstupni kolekce muze byt zadéna ve formatu reuters a to jako jediny soubor nebo adresar
obsahujici vice reuters souboru.

Dalsim formatem vstupni kolekce je adresar obsahujici adresafe reprezentujici kategorie.
V adresafich kategorie budou umistény textové soubory odpovidajici dané kategorii. Pii
tomto formatu vstupu bude jako jméno kategorie bran ndzev adresafe, jez ji reprezentuje a
jako jméno dokumentu nézev textového souboru.

Poslednim vstupnim formatem mize byt kolekce jiz dffve vytvofend nasim programem
a ulozend v binarni podobé. Nazev kolekce pak bude shodny s ndzvem vstupniho souboru.

Formaty testovanych dokumentu jsou prakticky stejné jako vstupni formaty kolekci.
Jediny rozdil je u dokumentt, které nejsou reuters. Ty budou nacitdny z jednoho adresére
bez vnitini struktury, pfipadné muze jit i o samotny textovy soubor, chceme-li testovat
jediny dokument.

6.2 Pripady pouziti

Pozadavky na cilovy systém piehledné zobrazuje diagram piipadi pouziti 6.1, ktery si nyni
blize popiseme.

e Urzivatel — je jedinou roli v systému, kterd méa prava na vSechny implementované
operace.
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Nacti testované
dokumenty

Nacti testované dokumenty
2 reuters formatu
_ UZivatel Zobraz
vysledky

Zobraz kategorie pro
dokument
Pridej kategorii do
koleki
CIEREE Pridej dokumenty do
kategorie

Obrazek 6.1: Diagram pfipadl pouziti.

ytvor novou kolekei
z adresare

Vytvor novou kolekci z reuters
dokumenti
Prohlizej
kolekel

Vytvor novou kolekci z aresatfe — ze zadaného adresate obsahujictho roztiidéné doku-
menty se vytvori kolekce.

Vytvot novou kolekei z reuters dokumentti — z reuters souboru nebo adreséie s reuters
dokumenty se vytvori kolekce.

Prohlizej kolekci — pfehledné zobrazi aktualné nactenou kolekci, kde bude patrné, jaké
dokumenty kategorie obsahuji.

Uloz kolekci — ulozi kolekci v bindrni podobé do zadaného umisténi.
Nag¢ti kolekci — naéte kolekci v binarni podobé ze zadaného umisténi.
Pridej kategorii do kolekce — prida kategorii daného jména do kolekce.

Pridej dokumenty do kategorie — pridd dokumenty z daného adresdfe nebo souboru
do kategorie.

Nacti testované dokumenty — nacte dokumenty, které maji byt klasifikovany, ze za-
daného adresaie pripadné souboru.

Nacti testované dokumenty z reuters forméatu — nacte dokumenty ze zadaného umisténi
s reuters soubory.

Klasifikuj — roztiidi dokumenty do kategorii podle aktualni kolekce.
Zobraz vysledky — ptfehledné zobrazi, do kterych kategorii byly zarfazeny dokumenty.

Zobraz kategorie pro dokument — podle ndzvu dokumentu zobrazi vSechny kategorie,
do kterych dany ¢lanek patii.
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Kapitola 7

Navrh a implementace

Pii ndvrhu java aplikace s grafickym uzivatelskym rozhranim(dale jen GUI) je dulezité
zvolit si vhodnou architekturu, kterd ndm umozni smysluplné pracovat s daty a reagovat
na podnéty od uzivatele. Snazime se predevsim oddélit data od jejich samotného zobrazeni.
Logika aplikace by tedy méla byt implementovdna pouze na trovni dat nezavisle na jejich
grafické reprezentaci.

Dalsi pro implementaci nezbytnou ¢asti je navrh t¥id. K jeho realizaci vyuzijeme diagram
t¥id, ktery nam zobrazi, jak jednotlivé objekty reprezentuji skute¢nost. Jaka nesou data,
jaké jsou operace nad nimi implementovany a jak mezi sebou jednotlivé tiidy komunikuji.

7.1 Architektura MVC

Nejbéznejsi architekturou pro oddéleni dat od zobrazeni je architektura MVC, ktera se
sklddé ze ti{ vrstev a to modelu, pohledu(view) a kontroléru(controller). Nyni si popiseme
jednotlivé vrstvy:

e View — je vrstva starajici se o vnéjsi prezentaci modelu. Zajistuje komunikaci s uzivatelem
a jim vyvolané udalosti predava kontroléru. Zaroven naslouchd udalostem jdoucim
z modelu a realizuje odpovidajici zmény v GUL

e Controller — je vrsta obsahujici kontroléry, které zajistuji komunikaci mezi GUT a daty.
V klasické MVC architerktuie se kontrolér vyuziva pouze pro ptijem udalosti z po-
hledu a jejich distribuci do ptislusného modelu.

e Model - je vrstva reprezentujici data a operace nad nimi. Reaguje na udalosti pfichazejici
z kontroléru a realizuje prislusné zmény v datech. Pokud je potfeba na zakladé zmény
dat provést néjaké akce v pohledu, posle mu odpovidajici udéalost.

Vrstva kontroléru tak od sebe oddéluje zbylé dvé vrstvy. Obvykle se kontrolér pouziva
k tomu, aby pfijimal udalosti z GUI a podle typu udalosti zavolal piislusnou metodu v mo-
delu. Model néasledné zpracuje data pozadovanym zpusobem a posle pohledu data k zobra-
zeni.

Samoziejmé existuje vice variant MVC architektury. Pro tuto praci byla vybrana modi-
fikovand MVC architektura, tak jak ji prezentuje firma Oracle na svych strankach viz. [5].
V této varianté je kontrolér umistén piimo mezi model a pohled a veskera komunikace mezi
témito vrstvami probiha skrz kontrolér. Z toho plyne, ze jak vSechny pohledy, tak vSechny
modely musi byt u kontroléru registrovany pro pifjem udalosti. Tento model tak zcela zrusil
piimou komunikaci mezi pohledem a modelem.
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Mediator
Controller

Property Component
Update Update
Model J L View
Property User
Change Action
Observer Java Swing

Obrazek 7.1: Diagram modifikované MVC architektury podle firmy Oracle(pfevzato z [5]).

7.2 Diagram trid

Nyni si pomoci diagramu tiid ndzorné popiseme, jak budou jednotlivé vrstvy MVC architek-
tury implementovany. Vrstvy MVC jsou reprezentovany stejnojmennymi baliky. Vsechny
diagramy v této sekci jsou zjednoduseny oproti skuteénosti z duvodu prehlednosti a tispory
mista.

7.2.1 Pohled

Jak je patrné z obrazku 7.2 pohled se skladd z jednoho okna, ve kterém se stiidavé zobra-
zuji dva zdkladni panely. Oba panely implementuji rozhrani PropertyChange, jez obsahuje
pouze jedinou metodu a tou je modelPropertyChange. Pomoci tohoto rozhrani se panely
zaregistruji u kontroléru a metodou modelPropertyChange zjistuji, jak4 udalost ptisla, zda
patii danému panelu ¢ nikoli a volaji metody reagujici na ni.

Wiew

zobrazuje

zobrazuje

[ CreateCollPanel

ClassificationPanel L=
<<Interface>>
PropertyChange

+modelPropertyChange{evt : PropertyChangeEvent) : void

Obréazek 7.2: Zjednoduseny diagram tiid pro pohled.

7.2.2 Kontrolér

Prostiednika mezi vrstvou modelu a pohledu déla vrstva kontroléru. U ndmi vybrané ar-
chitektury musi kontrolér umét prijimat udalosti jak z modelu, tak i z pohledu a dorucit
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je cilové vrstvé. Nas kontrolér se sklada z jedné abstraktni tiidy a dalsi tiidy, kterd ji
implementuje. Grafické znazornéni se nachazi na obrazku 7.3.

AbstractController

Triida AbstractController je obecnd tiida pro implementaci kontroléru. Slouzi k registrovani
modelu a pohledu pro distribuci udalosti. Samoziejmé také umi konkrétni objekty odstranit
z distribuéniho seznamu.

AbstractController se chovd malinko odlisné pro model a pro pohled. V piipadé, ze
pfichozi udélost je uréena nékterému objektu z modelu, hledd AbstractController metodu
odpovidajici dané udélosti mezi zaregistrovanymi modely pomoci metody setModelProperty.
Zatimco udalost patiici pohledu je metodou propertyChange preposlana do vSech registro-
vanych pohledu a v objektu, kterému patii, je teprve voldna odpovidajici metoda.

DefaultController

Tiida DefaultController pouze implementuje funkénost tiidy AbstractController. Jsou v ni
nadefinovany konkrétni udélosti pro model a pohled. Jelikoz k ttidé DefaultController bu-
deme pristupovat pomérné ¢asto z mnoha ruznych objekt, byla navrzena podle ndvrhového
vzoru singletone a odkaz na ni lze ziskat kdekoliv v nasi aplikaci.

Controller
AbstractController R = _
troller < >
-registeredViews : ArrayList<PropertyChange> Ll [ :
-registeredModels - Arraylist<AbstractModel> & "’EVENTJGKMGDE_L - string
+addModel{imodel : AbstractModel) - void ROV s g
+removeModelimodel : AbstractModel) : void +getinstance() : Dﬁfamtcﬂﬂtﬂ'-_’”e" ;
-+addViewlview - PropertyChange) : void +createCollectionifromFile - File) : void
+removeView(view : PropertyChange) : void
+propertyCh : PropertyC } : woid
+setModelProperty(prope rtyName : string, newValue : Object) : void

Obrazek 7.3: ZjednodusSeny diagram tiid pro kontrolér.

7.2.3 Model

Vrstvou reprezentujici data a implementujici logiku aplikace je model. Ten musi umét na-
slouchat na udalosti pfichazejici z vrstvy kontroléru a posilat své udélosti do kontroléru.
Komunikaci s vyssi vrstvou zde implementuje tiida AbstractModel. Diagram modelu je zob-
razen na obrazku 7.4.

MatReg

Nejdulezitéjsi ttidou modelu je tiida MatReg, kterd reprezentuje celou kolekei. Je implemen-
tovana podle navrhového vzoru singletone, takze je dosazitelna z kterékoli ¢asti programu.
Zaroven to ale znamend, ze existuje pouze jedna jeji instance. Nas program tedy vzdy
pracuje pouze s jednou kolekci.

Tiida MatReg je jakymsi ,,mozkem “ aplikace. Z kontroléru piijimé vétsinu udéalosti vy-
tvorenych v GUI a bud je sama vyfizuje, nebo je distribuuje do dalsich objektu. Pokud je
potfeba zménit zobrazeni dat v pohledu, vytvoii MatReg ptislusnou udélost a odesle ji do
kontroléru. Aby mohla komunikovat s kontrolérem, dédi tiidu AbstractModel.
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Pii pohledu na atributy, které MatReg obsahuje, si v prvé fadé vSimnéme proménné
mat, kterd je static a je nezbytna kvuli implementaci ndvrhového vzoru singletone, aby
tfida mohla vracet odkaz sama na sebe. Ttida MatReg je dale odpovédna za vytvareni
objektu kategorii, které nasledné drzi v proménné catList. CatList je zde plnén pomoci me-
tody filllnCatList volané z metody createCollection. Pokud je potieba pfidat kategorii do
kolekce, postard se o to funkce addCategoryToCollection. Kolekce je do pohledu posiland
udalosti vytvofenou v metodé createCollectionTree, kde je pfevedena do objektu typu De-
faultMutable TreeNode pro reprezentaci v objektu jTree v GUI.

Vaha TF-IDF je pocitdna na trovni kolekce, proto se jeji urceni provadi v objektu
typu MatReg, konkrétné funkcemi countldf a countTfldf. Pro vypocet vahy IDF je dulezity
atribut allTerms, ktery obsahuje vSechny termy v kolekci a je nezbytny pro zjisténi v kolika
dokumentech se dany term vyskytl.

O ulozeni a nacteni kolekce se staraji metody saveCollection a readCollection, které
implementuji serializaci a deserializaci objektu matReg.

Category

Tiidou reprezentujici kategorie je tfida Category, ktera udrzuje trénovaci dokumenty patfici
do kategorie v HashMapé docs. Druhou jeji HashMapou je terms, ktera obsahuje vsechny
termy dané kategorie. Terms se vyuziva pii samotné klasifikaci, nebot drzi TF-IDF vahy
vSech termu v kategorii. Tedy slova z klasifikovaného dokumentu ziskdvaji vahy pravé odtud.
HashMapa terms je plnéna funkcemi unionDocs a updateCategoryTerms, které jsou volany
na praveé zpracovany dokument a sjednocuji termy dokumentu s termy kategorie. Tyto
funkce se také staraji o poc¢itani tf vahy termi pro kategorii.

Ve chvili, kdy je nactena celd kolekce, je zavolana funkce countTfIdf ze tiidy MatReg,
ktera dopocita vahy TF-IDF pro vSechny termy v terms. V tuto chvili terms reprezentuje
jeden sloupec matice algoritmu matrix regression.

Posledni zajimavou metodou t¥idy Category je addDocumentToCategory. Jednd se o pretizenou
metodu. Pokud je volana s parametrem TrainingDocument, tak pouze prida nac¢teny doku-
ment do kategorie. V piipadeé, Ze je volana s parametrem ArrayList, je jejim tikolem nacist
dokument piidavany do kategorie. Pokud kategorie neexistuje, pak je vytvorena.

TrainingDocument

Jeden dokument v kolekci je reprezentovan tiidou trainingDocument. Jeji tilohou je udrzovat
HashMapu termu termlList, které se nachézeji v dokumentu. Po nac¢teni celého trénovaciho
¢lanku pomoci funkce parse Terms je metodou countTf spoc¢itana vaha TF v8ech jeho termu.

Term

Nejzékladngjsim prvkem modelu je Term. Tato tfida reprezentuje samotny term a drzi
cetnosti vyskytu termu a jeho vahy. Proménné countInDoc, countInCat obsahuji hodnotu,
kolikrat se term vyskytl v dokumentu ¢i kategorii. Zatimco atribut countInMatreg udava,
v kolika ruznych dokumentech v kolekci se term vyskytl. Dale mé term atributy, které nesou
jeho vahy.

Vsechny termy jsou drzeny v instancich tiidy TrainingDocument a déle uz predavany
pouze odkazem, coz je umoznéno vySe popsanym rozlozenim atributu pro poc¢ty vyskytu
a vahy, kdy kazda tiida pracujici s termem pouzivad proménnou uréenou pro ni. Toto feSeni
by meélo pomoci uspoiit pamét potfebnou pro béh programu.
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TestDirectory

O nacteni a klasifikaci testovanych dokumentu se stard tiida TestDirectory, kterd dédi Abs-
tractModel, aby mohla komunikovat s kontrolérem. TestDirectory ziska testované dokumenty
bud z reuters kolekce pomoci funkce getTestDocumentsFromReuters, nebo z adresafové
struktury metodou findTestDocuments.

O tfidéni dokumentu se stara funkce classify, jejiz vysledek je preveden funkei createRe-
sultTree do seznamu reprezentujiciho vysledek, ktery je poslan udalosti do pohledu. Test-
Directory také implementuje na urovni modelu filtrovani kategorii, které patii zadanému
dokumentu. K tomuto iéelu slouzi funkce searchCategoriesForDocument.

TestDocument

Jednoduchou tiidou spravujici klasifikovany dokument je TestDocument. Ta obsahuje mnozinu
fetézct, ve které jsou umistény nazvy termu, jez se objevily v dokumentu. O nacteni
mnoziny terms se stard funkce parseTerms.

Dalsi dulezitou proménnou tiidy TestDocument je catArray, coz je pole typu double
o velikosti poctu kategorii v kolekci. Do tohoto pole se ukladaji vahy, které ziska testovany
dokument pro danou kategorii. Potadi vah v poli odpovidd potfadi kategorii v seznamu
catList v objektu tiidy MatReg. Kategorie, které jsou pro testovany dokument navrzeny,
ziskdme funkci findCategories, jez prochézi catArray a vybird vSechny kategorie s vahou
vy$§si, nez je zadany préh.

PreprocessReuter

Ptedzpracovani dokumenttu implementuje tiida PreprocessReuter, kterd obsahuje atributy
stopWords a stemmer. Tyto dvé proménné vyuziva funkce advancePreprocess implemen-
tujici odstranovani stop slov a stemming. Dalsi dilezitou funkei je PreprocessSGM, ktera
zpracovava reuters kolekci tak, ze z ni ziskd nadpis ¢lanku, jeho kategorie a jeho obsah
a odstrani z ni SGML tagy.

Stemmer

Tiida Stemmer implementuje stemming pomoci Portrova algoritmu.

ReuterCollection

Tiida implementujici pfechod z reuters formatu do formatu ziskaného z adresafové struk-
tury se jmenuje ReuterCollection. Je navrzena podle navrhového vzoru objektovy adaptér.
Jeji metoda parseTerms nacita termy z reuters dokumentu a funkce addDocumentToMatReg
se stard o pridani trénovactho dokumentu do spravnych kategorii, které nacte ze seznamu
Categories.

AbstractModel

Jak jiz bylo zminéno, ke komunikaci s kontrolérem se pouziva implementace t¥idy Abstract-
Model. Ta implementuje pridavani a odebirani naslouchacu na udalosti(metody addProper-
tyChangeSupport a removePropertyChangeSupport). Déle zprostitedkovava posilani udalosti
pomoci metody firePropertyChange.
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Vybér kontejnera

Dulezitou souc¢dsti navrhu je vybér kontejneru, do kterych umistime zpracovdvana data.
Nase aplikace vyuzivda HashMapy k drzeni velkého mmnozstvi objektu, ve kterych casto
potiebujeme vyhledavat. Pitkladem takovych objekti miazou byt objekty tiidy Term. Vyhodou
HashMapy je pfimy piistup k prvkiam, tedy podstatné rychlejsi vyhleddvani, nez je sek-
venéni prochézeni seznamu. Nevyhodou je vétsf pamétova naroénost tohoto pifstupu. Avsak
pii naéitani termt, kdy potfebujeme pokazdé zjistit, zda uz dany term v kontejneru mame
¢i ne, je piimy piistup HashMapy znaéné rychlejsi a vyhodnéjsi vzhledem k po¢tu opakovani
takového vyhledavani.

Zatimco kontejner ArrayList byl vyuzit napiiklad pro uklddani kategorii v t¥idé Mat-
Reg. V tomto piipadé vime, Ze kategorii nebude velké mnozstvi, takze sekvenéni prichod
nezabere pfili§ mnoho ¢asu a navic pii klasifikovani jsme vyuzili stalého poradi prvki v se-

znamu.

Obrézek 7.4: Zjednoduseny diagram tiid pro model.
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7.3 Testovani

Nedilnou souc¢ésti vyvoje aplikace je testovani. Nas program byl testovan jak v ptibéhu jeho
vytvéareni, tak po jeho dokonceni, kdy bylo cilem ovérit na néjaké malé mnoziné dokumentu,
ze opravdu dokaze rozlisit vahami ¢lanky, které do kategorie patii a které ne.

Béhem implementace byla vzdy ovérena funkénost pravé dokoncené casti programu.
Vybrali jsme vhodn4 testovaci data a pro né zjistili spravny vystup. Potom jsme ovérili, ze
aplikace vraci o¢ekavané vysledky.

Podstatné slozitéjsi bylo ovéreni funkénosti celého algoritmu. Pro zjisténi, ze vypocet vah
v trénovaci kolekci funguje spravné, byla vytvorena miniaturni kolekce o priblizné deseti
termech s ruznym poctem vyskytu ve dvou kategoriich a ¢tyfech dokumentech. TF-IDF
vahy byly ru¢né dopocitdny a nasledné porovnany s vahami vypsanymi aplikaci.

7.3.1 Ovéreni klasifikace

Po jednoduchém testu trénovaci faze bylo potieba ovérit cely algoritmus klasifikace. Pro
tyto ucely byla sestavena mald testovaci kolekce, kterd obsahovala pouze pét ndhodné zvo-
lenych kategorii(grain, crude, acq, money-supply a money-fr). Kazda kategorie obsahovala
pét trénovacich dokumentu.

Po sestaveni trénovaci kolekce byly nahodné vybrany dva dokumenty od kazdé kategorie
zastoupené v nami vytvofené kolekci. Nasledné byly tyto dokumenty programem klasifi-
kovany. P1i tomto testu se jednalo pouze o nalezeni jedné kategorie, do které dokument
patii. Neslo tedy o testovani multi-label klasifikace, které bude predmétem experimentu
viz. kapitola 8.

Tabulka 7.1 ukazuje véhy ¢lanku pro jednotlivé kategorie. Dokumenty byly pojmenovény
podle kategorie, ktera je jim pfirazena v reuters kolekci. Modie jsou vyznaceny vahy kate-
gorif, do kterych by mél dokument patfit. Vysledné vahy jsou v intervalu (0,18;1,76).

Budeme-li vysledek testu hodnotit typickym kritériem single-label klasifikace, které rika,
ze kategorie s nejvyssi vdhou je hledanou kategorii, zjistime, ze 6 dokumentu z 10 bylo
klasifikovéno spravné. Uspésnost klasifikétoru pro single-label klasifikaci by tak byla 60%.

Pokud se do tabulky 7.1 podivame pozornéji, zjistime, ze dokumenty, které byly spravné
zafazeny mély pro svou kategorii zfetelné vyssi vahu nez pro ostatni. Naopak u ¢lanku
pod oznacenim grain2 vidime, ze o jeho Spatné klasifikaci rozhodl rozdil pouhych 0,09
oproti kategorii crude. Podobné maly rozdil je i u Spatné klasifikace dokumentu money-
supply?2, zde se jednd o pouhych 12 setin. Pro tyto dva dokumenty se tedy jedna o rozdily
skutecné minimélni. Hlavni problém lze v tomto ptipadé vidét predevsim v malém mnozstvi
dokumentu v trénovaci kolekci, kterd tak neméla dostatec¢nou kvalitu pro bezpecné rozliseni
v8ech kategorii. Navic tyto problémové dokumenty mély pomérné nizké vahy oproti spravné
zafazenym dokumenttm, coz svédéi o nedostatecném pokryti slov ze Spatné zafazenych
¢lanku v trénovaci kolekei.

Nejvétsi nepfesnosti v naSem testu vSak dosdhly dokumenty spadajici do kategorie
money-fr. To muze byt jisté zpusobeno jiz zminénou nedostateénou velikosti trénovaci ko-
lekce. Dalsim faktorem mohlo byt i to, ze ¢lanek money-fr1 byl v reuters kolekci oznacen
také kategorii gold, tedy nejednalo se o dokument reprezentujici pouze kategorii money-fx.
Navic tato kategorie patii do tématu subject a zkratka money-fr znamend money/foreign
exchange(penize/zahrani¢ni burza), coz u ¢lanku zabyvajicich se obchodem je dosti obecnd
kategorie.

Po predeslém rozboru ziskanych vysledku lze nas klasifikdtor oznacit za funkéni. Po-
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napoméhat i podstatné vyssi vahy ziskané pro testované dokumenty a tak bude mit klasi-
fikace lepsi rozliSovaci schopnost.

grain | crude | acq | money-supply | money-fx
grainl 1,56 0,74 | 1,17 0,44 0,65
grain2 0,76 0,85 | 0,71 0,43 0,44
crudel 0,26 1,23 | 0,72 0,45 0,43
crude2 0,42 1,76 | 0,93 0,65 0,59
acql 0,31 0,72 | 1,10 0,83 0,68
acq?2 0,31 0,77 | 1,21 0,57 0,76
money-fx1 0,44 0,91 | 0,86 0,62 0,68
money-fx2 0,46 1,03 | 0,83 0,82 0,80
money-supplyl | 0,18 0,71 | 0,72 1,15 0,93
money-supply2 | 0,28 0,82 | 0,73 0,70 0,65

Tabulka 7.1: Vysledky ovéfeni funkénosti klasifikace. Modfe oznaceny dokumenty, které
maji byt klasifikovany.

7.4 Ovladani aplikace

Nyni si struéné popiSeme ovladani vytvorené aplikace. Na obrazku 7.5 je zobrazeno GUI
pro vytvareni kolekci. Menu v horni ¢asti aplikace slouzi k pfepinani mezi panelem pro
vytvareni kolekce a panelem pro klasifikaci.

Do textového pole jméno kolekce se zadédva jméno kolekce, pod kterym bude kolekce
ulozena na disk. Vedle tohoto pole najdeme tlac¢itko nacist jinou, které nam umozni nacteni
diive ulozené kolekce z jeji binarni podoby.

Vybér adresafe s kolekci a mista pro ulozeni kolekce se provadi stisknutim tlacitka
Vybrat, které je umisténo za piisluSnym textovym polem. Déle zde vidime zaskrtavaci
policko Reuters, které musime oznacit, pokud zadand kolekce je v reuters formatu.

Po vyplnéni udaju o kolekci muzeme stisknout tlacitko Vytvorit, které nam vytvori
kolekci ze zadaného umisténi. Pokud byla zadana cesta pro ulozeni kolekce, je kolekce
v bindrni podobé automaticky ulozena. Ulozeni kolekce je mozné i pozdéji prostifednictvim
tlacitka Ulozit.

V panelu Ndhled se ndm po vytvoreni nebo naéteni kolekce zobrazi nahled na kolekci
v podobé stromové struktury. Kliknutim na ikonku adresédfe se zobrazi vSechny dokumenty
patfici do dané kategorie. Cislo za ikonkou adreséfe vyjadiuje pocet dokumenti v od-
povidajici kategorii.

Panel Pridat dokument / kategorii slouzi k pridani dokumentu ¢i kategorie do aktudlni
kolekce. Pokud chceme ptidat kategorii, vyplnime piislusné textové pole nazvem kategorie
a klikneme na tlacitko Pridat. Potrebujeme-li pridat novy dokument do kategorie, vybe-
reme kategorii ze seznamu Kategorie pro pridani dokumentu. Nasledné vybereme dokument
pomoci tlacitka Vyber a v pfipadé, ze se jednd o dokument v reuters formatu, zaskrtneme
policko Reuters. Po kliknuti na piislusné tlac¢itko Pridat je dokument pfidan do kategorie
v kolekci.

Obrazek 7.6 zobrazuje panel klasifikace. Za nadpisem Aktudini kolekce vidime jméno
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Piidat kategorii

Obrazek 7.5: Uzivatelské rozhrani pro vytvoteni kolekce.

kolekce, vuéi které bude klasifikace probihat. Testovand data zaddme kliknutim na tlacitko
Vyber. Pokud jsou data ve formétu reuters je opét potieba zatrhnout policko Reuters.
Nasledné uz staci pouze kliknout na tlac¢itko Klasifikuj a bude provedena klasifikace.

V panelu Ndhled se ndm zobrazi adresafova struktura reprezentujici kategorie v dané
kolekci. Po rozkliknuti ikonky adresare vidime dokumenty, patiici do piislusné kategorie.

Panel Kategorie dokumentu slouzi k vyfiltrovani kategorii pro dokument vybrany ze
seznamu. Tlacitkem Hledej spustime prohleddvéani vysledku klasifikace. Nalezené kategorie
pro dany dokument jsou poté zobrazeny v textovém poli Nalezené kategorie.
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money-f(24.335116794547492)
interest(24,143510066683046)

Obrézek 7.6: Uzivatelské rozhrani pro klasifikaci.
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Kapitola 8

Experimenty

Dalsi dulezitou ¢asti této prace jsou experimenty. V nich se budeme predev§im snazit urcit
vhodny prah pro nalezeni relevantnich kategorii. Experimentovani by také mélo ovérit
funkénost metody matrix regression.

8.1 Vahy TF-IDF

Abychom mohli spréavné urcit prah, musime se dukladné sezndmit s vdhami TF a IDF,
které jsme si predstavili v kapitole 3. Potfebujeme nejprve zjistit, jakych hodnot muze
nabyvat vaha TF-IDF pro jeden term a nésledné z toho vyvodit mozné hodnoty TF-IDF
pro kategorie.

Véha TF definovand ve vzorci 3.3, jejiz prubéh je zobrazen dole na obrazku 8.1, je evi-
dentné linedrni funkei, kterd muze nabyvat hodnot z intervalu i = (—o0; 00). Avsak v nasem
pripadé bude jeji obor hodnot znaéné zmensen, jelikoz podil frekvence termu f s frekvenci
termu fi,q, nemuze byt nikdy vétsi nez 1. Dosadime-li do vzorce za zlomek fm% hodnotu
1, ziskame maximalni moznou vahu TF, kterd je taktéz rovna jedné. Minimalni vaha TF
bude vzdy vétsi nez 0,5, jak je patrné ze vzorce a grafu této vahy. Pro TF tedy muzeme
ziskat pouze hodnoty v intervalu i = (0,5;1).

O néco malo slozitéjsi je situace u IDF véhy, jejiz graf vidime na obrézku 8.1 nahote a je
déana rovnici 3.4. Z grafu je patrné, ze oborem hodnot této logaritmické funkce je interval
i = (—00;00). Nés vSak opét nebude zajimat cely defini¢ni obor, ale pouze jeho ¢ast, kde
plati, ze x > 1, jelikoz podil celkového poctu dokumentii n s poctem dokumentu k, ve
kterych se term vyskytuje, je vzdy vétsi nebo roven jedné. Dosadime-li 1 do vzorce 3.4,
vyjde ndm hodnota 1, kterd je minimalni hodnotou, jakou muze vaha IDF nabyvat. Z vyse
uvedeného vyplyvé, ze hodnota IDF je vzdy z intervalu i = (1;00).

Z praktického hlediska vSsak muzeme ocekdvat hodnoty IDF v intervalu i = (1;3),
protoze pocet dokumentt v nasich kolekcich je v fadu stovek. Konec intervalu v hodnoté 3
tedy nebyl vybran ndhodné, ale jedné se o logaritmus z 1000.

Nyni, kdyz vime, jakych hodnot budou vahy TF a IDF nabyvat, lze snadno odvodit,
ze hodnoty TF-IDF by meély byt v intervalu i = (0,5;3) pro kolekce o velikosti stovek
dokument.
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Obrazek 8.1: Grafy vahovych funkci(nahote IDF, dole TF).

8.2 Normalizace vahy TF-IDF pro testovany dokument

Algoritmus matrix regression je zalozen na tom, ze kazdé kategorie si drzi seznam termu v ni
obsaZenych a jejich TF-IDF vahu. V tesovaci fizi vybereme term z dokumentu a zjistujeme,
zda se nachdazi v pravé zkoumané kategorii. Pokud ano, pfi¢teme vahu termu v kategorii
k TF-IDF zkoumaného dokumentu. Takto postupujeme pro vSechny termy dokumentu, az
dostaneme vahu, kterda by méla vypovidat o tom, jak moc je dand kategorie pro dokument
relevantni.

V predchozi sekci jsme zjistili, ze hodnota jednoho termu je v rozmezi 0,5 az pfiblizne
3. Vahu TF-IDF testovaného dokumentu pro danou kategorii ziskdme souc¢tem vah vSech
termu obsazenych jak v dokumentu, tak i v kategorii. Pocet termu kategorie je neménny,
zatimco testované ¢lanky maji riznou délku. Zde samoziejmé vznika problém, kdy doku-
ment, ktery je delsi a obsahuje stejny pocet stejné relevantnich slov pro zkoumanou kategorii
jako kratsi clanek, ziska vzhledem k souctu kladnych vah jeho termt vétsi hodnotu TF-IDF.

Podobny problém budeme muset fesit i na urovni kategorii. Pokud jsou kategorie ruzné
velké, lze ocekavat vyssi vysledné vahy pro obsahlejsi kategorie.

Vzniklé rozpory by méla odstranit vhodna normalizace vadhy TF-IDF pro dokument.
Hledame tedy néjakou hodnotu, kterou bychom TF-IDF vahu dokumentu vydélili a tim
ziskali hodnotu, ktera bude urcovat relevantnost dokumentu ke kategorii bez ohledu na
velikost kategorie a testovaného dokumentu.
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V nasledujicich tiech experimentech se pokusime empiricky zjistit vhodnou normalizaci,
kterd by nam umoznila nastavit prahovaci hodnotu bez ohledu na velikost kategorie. Ve
¢tvrtém experimentu se naopak pokusime uréit prah na zakladé velikosti hodnot TF-IDF
pro kategorii.

8.3 Testovaci data a trénovaci kolekce pro experimenty

Jak bylo uvedeno v 3.1 velice ¢asto se pro klasifikaci textu vyuzivaji reuters kolekce. My jsme
z nich pro nase experimenty vybrali deset testovacich dokumentu. Pfi vybéru byla snaha
nalézt dokumenty ruznych kategorii. Dalsim pozadavkem na data bylo zafazeni kazdého
¢lanku do vice kategorii v trénovaci kolekci, coz umoznuje testovat multi-label klasifikaci.
Poslednim kritériem vybéru bylo, aby dokument mél alesponn nékolik fadku obsahu a tedy
byl pro klasifikaci vhodny.

Néhodné vybranych deset dokumentt spliujicich danéd kritéria obsahuje 18 ruznych
kategorii s ruznou Cetnosti v reuters kolekcich. Pro dokumenty budeme v experimentech
pouzivat oznaceni docl - doc10. Kategorie vybranych ¢lanku lze nalézt v tabulce 8.1.

docl sugar acq

doc2 | money-supply | money-fx dlr

doc3 gnp trade

doc4 grain rice

doch money-fx dIr yen bop gnp
doc6 crude nat-gas

doc7 grain corn rice

doc8 trade crude nat-gas

doc9 grain corn cornglutenfeed | meal-feed
docl10 crude fuel jet

Tabulka 8.1: Zastoupeni kategorii ve vstupnich datech.

Trénovaci kolekce pro experimenty byla vytvorena ze souboru reut2-005.sgm - reut2-
015.sgm. Kolekce obsahuje 10 000 dokumentt z ruznych kategorii. Nékteré dokumenty vsak
nemaji pritazeny zadné kategorie, jiné jich maji naopak vice.

Zajimavou charakteristikou kolekce vzhledem ke kvalité klasifikace je pocet dokumentu
v jednotlivych kategoriich. Od poc¢tu dokumenti v kategorii, na které se zde zaméiime
nejvice, se totiz odviji pfesnost nauceni se charakteristik dané kategorie. Samoziejmé nebu-
deme uvadét pocty pro vSechny kategorie, ale omezime se pouze na ty, které obsahuje nase
testovaci sada dokumentu.

Druhym kritériem, z kterého by mohla byt souzena kvalita nauceni se klasifikatoru pro
jistou kategorii, je pocet riznych termu v ni obsazeny. Na prvni pohled by se mohlo zdat,
ze se jednd o stejnou charakteristiku jako v piipadé poc¢tu dokumentu v kategorii. Ale
vzhledem k tomu, ze kazdy term muze byt v kategorii zastoupen pouze jednou a trénovaci
dokumenty jsou ruzné dlouhé, neplati zde, ze Getnost termu v kategorii je pfimo imérna
poc¢tu dokumentu v kategorii. Jasnym dikazem je nahlédnuti do tabulky 8.2, kterd zobra-
zuje pocty dokumentu a slov pro kategorie z naSich testovacich dokumentt, kde kategorie
crude obsahuje 225 dokumentu a 4337 ruznych termi, zatimco kategorie money-fr ma 378
dokumentu, ale pouze 4300 termu.
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kategorie dokumenty | termy kategorie dokumenty | termy

acq 1176 8598 bop 51 1396

sugar 89 2342 crude 225 4337

money-fx 378 4300 nat-gas 52 1906

mouney-supply 85 1474 corn 136 2860
dlr 101 1951 | cornglutenfeed 0 0

gnp 68 1872 meal-feed 26 1175

trade 272 4143 fuel 10 385
grain 326 4480 jet 4 97

rice 32 1771 yen 35 1345

Tabulka 8.2: Pocty dokumentu a termu v kategoriich, které jsou zastoupeny v testovacich
datech.

7 tabulky 8.2 je patrné, ze naSe testovaci data obsahuji kategorie s vyrazné odlisnymi
pocty dokumentu a termu v trénovaci kolekci, a proto by méla byt vhodnym vzorkem pro
nase experimenty. Navic ndmi vybrand mnozina obsahuje jak nejobsahlejsi kategorii acg,
tak i kategorii s nulovym zastoupenim v trénovaci kolekci. Touto kategorii je cornglutenfeed,
ktera neobsahuje zadny dokument a tudiz ani zadny term, je vSak obsazena v naSich tes-
tovacich datech. Zde muzeme s jistotou fict, Ze tato kategorie nebude nasim klasifikatorem
nikdy rozpoznana, nebot jeji klasifikace nemohla byt nacviéena v trénovaci fazi. Hodnota
vah dané kategorie bude tedy vzdy 0, a proto ji nebudeme zahrnovat do vysledku.

8.4 Experiment 1: Normalizace délkou testovaného doku-
mentu

V naSem prvnim experimentu zjistime vysledné vahy pro data ze sekce 8.3 a pokusime se
pro né najit optimalni prahovaci hodnotu. Normalizace TF-IDF zde bude provedena pouze
délkou testovaného dokumentu. Vliv obsahlosti kategorie nebude nijak korigovan.

V tabulce 8.3 vidime vysledky prvniho experimentu pro nase testovaci data. Jsou zde
zobrazeny pouze kategorie, které jsou v testovacich datech zastoupeny. Modré &islice v ta-
bulce jsou hodnoty vah pro dokumenty, které patii do dané kategorie. Sloupce tabulky byly
sefazeny podle obsdhlosti jednotlivych kategorii. Vlevo jsou nejvétsi kategorie a vpravo
nejmensi.

7 tabulky 8.3 je dobfe patrné, jaky vliv mé na vyslednou vahu testovaného dokumentu
velikost kategorie. V levé c¢asti tabulky jsou vyrazné vys$i hodnoty nez v pravé ¢asti, coz
odpovidé sefazeni od nejobsahlejsi kategorie po nejméné obsdhlou.

7 vyslednych vah je jasné, ze urceni jedné prahovaci hodnoty, ktera by rozlisila vSechny
dokumenty pattici do kategorie, je zcela nemozné. To potvrzuje i graf 8.2, ktery znazornuje
vysledky prvniho experimentu. Modfe jsou zobrazeny vahy dokumentu, které maji byt kla-
sifikovany a cerné vahy dokumentt, které do kategorie nepatii. Z grafu jsme se pokusili
urc¢it prah, ktery by mél nejlepsi pomér tspésnosti klasifikace a chybovosti. Za prahovaci
hodnotu jsme vybrali vdhu 26,56(Cervend rovnobézka s vodorovnou osou). Pro tu jsme
vypocitali uspésnost klasifikace, tedy pomér mezi viemi dokumenty, které mély byt klasifi-
kovany (modré barva na grafu a v tabulce) a dokumenty, které skuteéné byly klasifikovany.
Vysla tspésnost: 22/28 x 100 = 79%. Zde je vSak nutné jesté zohlednit chybovost, coz je
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acq fx grain | trade | crude | corn dlr | sugar | sup
docl | 119,54 | 68,99 | 62,83 | 65,70 | 44,07 | 52,75 | 24,41 | 21,39 | 7,77
doc2 | 98,84 | 93,99 | 67,22 | 62,85 | 50,06 | 58,54 | 26,56 | 15,59 | 19,61
doc3 | 105,29 | 106,13 | 54,20 | 82,57 | 54,30 | 46,14 | 39,64 | 13,59 | 11,36
doc4 | 117,35 | 82,06 | 113,89 | 87,52 | 79,91 | 102,36 | 30,20 | 23,31 | 9,58
doc5 | 121,27 | 117,97 | 96,67 | 95,45 | 64,07 | 88,89 | 40,62 | 19,74 | 15,12
doc6 | 114,89 | 54,38 | 68,54 | 4547 | 74,49 | 57,89 | 12,33 | 14,99 | 11,76
doc7 | 111,82 | 69,92 | 109,18 | 71,04 | 55,23 | 89,86 | 18,39 | 21,14 | 10,42
doc8 | 100,93 | 74,89 | 71,08 | 91,01 | 65,38 | 57,60 | 25,49 | 16,65 | 6,88
doc9 | 104,67 | 70,08 | 100,45 | 74,51 | 52,14 | 94,33 | 25,32 | 19,33 | 7,84
docl0 | 94,61 | 50,03 | 50,80 | 50,64 | 69,23 | 39,95 | 16,62 | 12,52 | 6,32
gnp n-g bop yen rice m-f fuel jet
docl | 1747 | 11,13 | 11,62 | 17,70 | 10,42 2,94 0,55 0,17
doc2 | 28,30 | 25,04 | 22,88 | 20,02 | 13,95 4,34 1,55 0,20
doc3 | 30,57 | 20,59 | 18,80 | 24,78 | 11,49 2,26 2,02 0,20
doc4 | 29,62 | 50,03 | 17,33 | 20,57 | 23,63 6,18 2,74 | 0,47
doc5 | 54,60 | 32,87 | 27,35 | 39,16 | 16,07 5,27 2,45 0,54
doc6 | 21,33 | 39,43 | 15,30 | 13,31 | 13,03 7,98 3,48 0,90
doc7 | 23,90 | 20,03 | 19,35 | 18,66 | 28,65 6,30 2,39 0,67
doc8 | 18,61 | 34,13 | 12,94 | 16,07 | 11,61 3,08 1,61 0,43
doc9 | 18,06 | 20,94 | 10,86 | 15,56 | 15,43 5,23 1,52 0,66
docl10 | 15,88 | 31,75 8,59 13,16 | 8,80 4,46 3,42 0,76

o
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Tabulka 8.3: Tabulka vah pro experiment 1(fx je zkratka pro money-fz, supply zkratka pro
money-supply, cgf oznacuje cornglutenfeed, n-g je nat-gas a m-f je meel-feed).

pomér mezi dokumenty, které byly klasifikovany a podle reuters kolekce nemély byt, a vSsemi
nami klasifikovanymi dokumenty. Chybovost pro prah 26,56 je: 54/76 x 100 = 71%.

Vysledky prvniho experimentu nam tedy neumoznily urcit optimalni prahovaci hodnotu,
ale lze z nich vy¢ist funkénost naSeho klasifikatoru a také odhalit dokumenty, které jsou
pro klasifikaci problémové.

Obtizna se zdéd byt klasifikace dokumentu doc4, ktery mé nejvyssi vahy ze vSech do-
kumentt v kategoriich crude, corn, sugar a nat-gas. V reuters kolekci byl vSak oznacen
pouze kategoriemi grain a rice. Pfi¢inou téchto problému je patrné maly obsah dokumentu,
a proto ho nejsme schopni uspokojivé zaradit.

Podivame-li se pozorné na modfe vyznacené hodnoty v tabulce 8.3, zjistime, zZe velice
casto se jednd o nejvyssi hodnoty ve sloupci nebo alespon jedny z nejvyssich. Cim vyssi
je hodnota v daném sloupci, tim by mél byt dokument relevatnéjsi pro danou kategorii.
N3&s klasifikator ma tedy dobrou rozliSovaci schopnost uvniti kategorie. Z vysSe uvedeného
vyplyva, ze napt. docs je ze vSech dokumentu nejrelevantnéjsi vzhledem ke kategorii money-
fr, nebot m4 nejvyssi hodnotu ve sloupci. Coz ale nutné neznamend, ze dokument do této
kategorie patii.

Nyni se pokusme urcit ispésnost klasifikatoru pri odhalovani nejrelevantnéjsiho doku-
mentu v kategorii. Za spravnou klasifikaci budeme uvazovat situaci, kdy nejvyssi hodnota
v ramci kategorie bude patiit dokumentu, ktery je touto kategorii oznacen v reuters ko-
lekci. Z tabulky 8.3 lze zjistit, ze 8-krat bylo toto kritérium splnéno a 9-krat byl klasifikator
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neuspésny. Jeho tspésnost v rdmci kategorie by tak byla jen 47%. Tato hodnota je vSak
vyrazné ovlivnéna problémovym dokumentem doc4. Pokud bychom vysledky pro doc4 za-
nedbali, zjistili bychom, Ze spravna klasifikace nastala ve 13-ti pfipadech a netspéch byl
zaznamenan pouze 4-Kkrat. Ijspéénost pii opomenuti doc4 by se tak vysplhala na 76%.
Navic ze ¢tyT neuspésnych piipadu nastaly tii u nejmensich kategorii v kolekci, coz muze
byt nasledek nedostatecného natrénovani téchto kategorii z divodu jejich malého rozsahu.

Na zédkladé vysledki prvniho experimentu jsme tedy schopni s drobnou optimalizaci zjis-
tit, ktery dokument je pro kategorii nejrelevatnéjsi se 76% uspésnosti. Mame vsak problém
identifikovat, které kategorie jsou relavantni pro dany dokument. Déle vime, ze dokument
doc4 neni vhodny pro klasifikaci, a tak v dalsich experimentech nemusime brat ohled na
jeho hodnoty.
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Obrazek 8.2: Graf pro experiment 1. Cerné hodnoty vah dokumenti nepatifcich do ka-
tegorie. Modfe hodnoty vah dokumentu patiicich do kategorie. Cervené zobrazen zvoleny
préh.

8.5 Experiment 2: Normalizace délkou dokumentu a poctem
termu v kategorii

Jelikoz prvni experiment ukézal, ze vahy dokumentu pro kategorie bude jesté potieba upra-
vit, aby byly porovnatelné mezi kategoriemi, vyzkousime nyni vahy normovat poc¢tem termu
v kategorii.

Vysledky naseho druhého experimentu jsou zobrazeny v tabulce 8.4. Hodnoty vah v ta-
bulce jsou vyndsobeny 1000-krat. Normalizace po¢tem termu v dokumentu a po¢tem termu
v kategorii ndm tedy dava hodnoty v fddech setin az tisicin. Vzhledem k tomu, ze v pribéhu
vypoctu nebylo pouzito zadné zaokrouhlovani a presnost ¢isel byla stejnd jako presnost typu
double v jazyce Java, nepfinasi takto nizké hodnoty zadné zkresleni z pohledu klasifikace.

Uz na prvni pohled je z tabulky 8.4 patrné, ze tato normalizace nezvyhodnuje vétsi
kategorie pfed mensimi tak, jako tomu bylo v predchozim piipadé. Hodnoty dokumentu,
které by mély byt klasifikovany, jsou vsak veelku ve velkém rozmezi (0,0045;0,03298) v po-
rovnani s intervalem vsech vyslednych hodnot (0,00142;0,03298). To nasvédcuje tomu, ze
i tato normalizace nebude piilis vhodné pro nasledné prahovani.

Uspesnost klasifikdtoru uvnitt kategorie by méla zustat stejna jako v piipadé experi-
mentu 1, jelikoz vSechny vahy v jedné kategorii délime stejnou konstantou.
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Na obrézku 8.3 jsou hodnoty z tabulky 8.4 zobrazeny graficky. Opét jsme se z grafu
pokusili urcit nejvhodnéjsi prah. Jeho hodnotu jsme stanovili na 15,07, pro kterou ndm vysla
uspésnost klasifikace 20/28 x 100 = 71% a chybovost je v tomto piipadé 32/52 % 100 = 62%.
Vyslé hodnoty jsou tedy v dusledku témét shodné s hodnotami z prvniho experimentu, kde
jsme sice dosahli vétsi uspésnosti, ale také vétsi chybovosti.

V tabulce se opét jevi jako problémové tii nejmensi kategorie, jejichz vahy jsou vyrazné
nizsi nez u ostatnich kategorii. Zajimavé jsou také relativné nizké vdhy pro nejobsdhlejsi
kategorii acq, coz by mohlo naznacovat znevyhodiiovani vyrazné vétsich kategorii. To je
patrné dano tim, ze testovaci dokument obsahuje omezené mnozstvi termu, které priradi
dokumentu vahu vzhledem ke kategorii a v kategorii tak zbyde mnoho termu, jejichz véha
neni zapoctena. Avsak vyslednd vdha je délena vSemi termy v kategorii. Dalsi zvlastnosti
jsou nizké hodnoty u kategorii sugar a money-supply. Pfitom tyto kategorie se na prvni
pohled nijak vyrazné nelisi od ostatnich. To by mohlo nasvédcovat jisté nevyzpytatelnosti
tohoto zpusobu normovéani a tedy jeho nevhodnosti pro klasifikaci.

acq fx | grain | trade | crude | corn | dlr | sugar | sup
docl | 13,90 | 16,04 | 14,02 | 15,86 | 10,16 | 18,43 | 12,51 | 9,13 5,27
doc2 | 11,50 | 21,86 | 15,01 | 15,17 | 11,54 | 20,47 | 13,61 | 6,66 | 13,30
doc3 | 12,25 | 24,68 | 12,10 | 19,93 | 12,52 | 16,13 | 20,32 | 5,80 7,71
doc4 | 13,65 | 19,08 | 25,42 | 21,13 | 18,43 | 35,79 | 15,48 | 9,95 6,50
doc5 | 14,10 | 27,43 | 21,568 | 23,04 | 14,77 | 31,08 | 20,82 | 8,43 | 10,26
doc6 | 13,32 | 12,45 | 15,30 | 10,98 | 17,18 | 20,24 | 6,32 6,40 7,98
doc7 | 13,01 | 16,26 | 24,37 | 17,15 | 12,73 | 31,42 | 9,43 9,02 7,07
doc8 | 11,74 | 17,42 | 15,87 | 21,99 | 15,07 | 20,14 | 13,06 | 7,11 4,67
doc9 | 12,17 | 17,23 | 22,42 | 17,98 | 12,02 | 32,98 | 12,98 | 8,25 5,32
docl10 | 11,00 | 11,63 | 11,34 | 12,22 | 15,96 | 13,97 | 8,52 5,35 | 4,29
gnp | n-g bop yen rice m-f | fuel jet
docl | 9,33 | 5,84 | 8,32 | 13,16 | 5,88 2,50 | 1,42 1,72
doc2 | 15,12 | 13,14 | 16,39 | 14,88 | 7,88 3,77 | 4,04 | 2,08
doc3 | 16,33 | 10,81 | 13,46 | 18,42 6,49 1,92 | 5,26 2,11
doc4 | 15,82 | 26,25 | 12,41 | 15,30 | 13,34 | 5,26 | 7,13 | 4,85
doc5 | 29,17 | 17,44 | 19,59 | 29,11 9,07 4,49 | 6,36 5,55
doc6 | 11,40 | 20,69 | 10,96 | 9,89 7,36 6,79 | 9,04 | 9,28
doc7 | 12,77 | 10,51 | 13,86 | 13,88 | 16,18 | 5,36 | 6,21 6,90
doc8 | 994 | 17,91 | 9,27 | 11,95 6,55 2,62 | 4,18 | 4,41
doc9 | 9,65 | 10,99 | 7,78 | 11,57 | 8,71 4,45 | 3,36 6,75
docl0 | 849 | 16,66 | 6,15 9,78 4,97 3,80 | 8,88 7,88

0
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Tabulka 8.4: Tabulka vah(fz je zkratka pro money-fr, supply zkratka pro money-supply, cqgf
oznacuje cornglutenfeed, n-g je nat-gas a m-f je meel-feed). Viechny hodnoty vynasobeny
1000-krat.
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Obrézek 8.3: Graf pro experiment 2. Cerné hodnoty vah dokumentti nepatiicich do ka-
tegorie. Modfe hodnoty vah dokumenti patticich do kategorie. Cervené zobrazen zvoleny
préah.

8.6 Experiment 3: Normalizace délkou dokumentu a poctem
dokumentt v kategorii

Vzhledem k tomu, Ze predchozi dvé normalizace se neukézaly byti vhodnymi pro nasledné
prahovani, vyzkousime nyni vydélit vahu TF-IDF testovaného dokumentu poctem jeho
termi a poctem dokumentt v kategorii.

Vysledky tfetiho experimentu jsou uvedeny v tabulce 8.5 a jsou vynasobeny stem,
z duvodu lepsi citelnosti. Na prvni pohled vidime velky rozptyl v hodnotiach mezi kate-
goriemi, coz svédci o tom, ze ani tento pokus nebyl prilis ispésny v hledani optimalni nor-
malizace. Dokumenty, které mély byt klasifikovany(v tabulce modré hodnoty), maji véhy
v intervalu (0,1017;1,1188), coz je zna¢né ¢ast z intervalu vsech hodnot (0,0418;1,1188),
a proto bude obtizné najit vhodnou prahovaci hodnotu.

Z tabulky 8.5 je patrné, Ze pii tomto zpusobu normalizace se jiz do vyslednych vah
prilis neodrazi velikost kategorie. Snad jedinou vyjimkou je kategorie acq, jejiz vahy jsou
prekvapivé nizké. Nizs§i vahy vidime také u malych kategorii, ale v tomto piipadé bude vina
spiSe na strané jejich malé natrénovanosti nez na strané pouzité normalizace. Zustal zde
vSak problém s velkym rozptylem hodnot mezi kategoriemi.

I tfeti experiment by mél mit stejnou uspéSnost urceni nejrelevatnéjsiho dokumentu
pro kategorii, jako mély pfedchozi pokusy, nebot hodnota po¢tu dokumentii v kategorii je
uvniti kategorie neménna.

Vysledky tfetiho experimentu jsou graficky zndzornény na obrazku 8.4. I zde jsme se
z grafu pokusili ur¢it nejvhodnéjsi prah, kterym se zda byt hodnota 29,06, pro kterou je
uspésnost klasifikace 21/28 % 100 = 75% a chybovost vysla 48/69 x 100 = 70%. Opét jsme
tedy ziskali velice podobné hodnoty jako v pfedchozich piipadech.

d

8.7 Experiment 4: Prahovani podle nejvyssi vahy v kategorii

Prvni tii experimenty byly zaméfeny na nalezeni vhodné normalizace, kterd by dokazala
zna¢né rozdilné vahy kategorii prevést do vah, které by nebyly tolik ovlivnény velikosti kate-
gorie a bylo by je mozné porovnat i mezi kategoriemi. Bohuzel vhodnou normalizaci se nam
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acq fx | grain | trade | crude | corn | dlr | sugar | sup
docl | 10,17 | 18,25 | 19,27 | 24,16 | 19,58 | 38,77 | 24,17 | 24,03 | 9,14
doc2 | 840 | 24,86 | 20,62 | 23,11 | 22,45 | 43,05 | 26,30 | 17,52 | 23,07
doc3 | 8,95 | 28,08 | 16,63 | 30,36 | 24,13 | 33,93 | 39,25 | 15,27 | 13,37
doc4 | 9,98 | 21,71 | 34,94 | 32,18 | 35,52 | 75,26 | 29,90 | 26,20 | 11,27
doc5 | 10,31 | 31,21 | 29,65 | 35,09 | 28,47 | 65,36 | 40,22 | 22,18 | 17,79
doc6 | 9,74 | 14,39 | 21,02 | 16,72 | 33,11 | 42,57 | 12,21 | 16,84 | 13,83
doc7 | 9,51 | 18,50 | 33,49 | 26,12 | 24,54 | 66,07 | 18,21 | 23,75 | 12,26
doc8 | 8,58 | 19,81 | 21,80 | 33,49 | 29,06 | 42,36 | 25,24 | 18,71 | 8,09
doc9 | 8,90 | 19,60 | 30,81 | 27,39 | 23,17 | 69,36 | 25,07 | 21,72 | 9,23
docl0 | 8,05 | 13,23 | 15,58 | 18,62 | 30,77 | 29,37 | 16,46 | 14,07 | 7,44
gnp | n-g bop yen rice m-f | fuel jet
docl | 25,70 | 21,40 | 22,79 | 50,58 | 32,56 | 11,30 | 5,45 | 4,18
doc2 | 41,62 | 48,15 | 44,86 | 57,20 | 43,59 | 17,06 | 15,55 | 5,03
doc3 | 44,96 | 39,61 | 36,86 | 70,79 | 35,92 | 8,68 | 20,25 | 5,11
doc4 | 43,55 | 96,21 | 33,97 | 58,78 | 73,85 | 23,77 | 27,44 | 11,77
doc5 | 80,30 | 63,21 | 53,62 | 111,88 | 50,21 | 20,28 | 24,49 | 13,46
doc6 | 31,37 | 75,82 | 30,00 | 38,02 | 40,71 | 30,70 | 34,80 | 22,51
doc7 | 35,14 | 38,51 | 37,95 | 53,32 | 89,52 | 24,23 | 23,92 | 16,73
doc8 | 27,37 | 65,64 | 25,37 | 45,92 | 36,27 | 11,84 | 16,09 | 10,69
doc9 | 26,56 | 40,27 | 21,30 | 44,46 | 48,21 | 20,11 | 15,23 | 16,38
docl0 | 23,36 | 61,07 | 16,84 | 37,59 | 27,51 | 17,15 | 34,20 | 19,10

o
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Tabulka 8.5: Tabulka vah(fz je zkratka pro money-fr, supply zkratka pro money-supply, cqgf
oznacuje cornglutenfeed, n-g je nat-gas a m-f je meel-feed). Vsechny hodnoty vynasobeny
100-krat.

nepovedlo nalézt, proto se nyni pokusime navrhnout jiny postup pro zafazeni dokumentu
do kategorie.

Jelikoz dokumenty pro jednotlivé kategorie maji zna¢né rozdilné vahy, mohli bychom se
pokusit nalézt vhodnou prahovaci hodnotu na zakladé nejvyssi vahy v kategorii. V experi-
mentu 1 jsme ovérili, ze nejrelevantnéjsi dokumenty pro kategorii v ni maji nejvyssi vahy.
Nasim cilem tak nyni je najit konstantu k, pro kterou plati:

k= w * Wmaz, (8.1)

kde wyq, je maximalni vdha v kategorii a w je nejmensi vaha relevantniho dokumentu.
Tedy pokud dokument dosahne v kategorii vahy vétsi jak w, zafadime ho do dané kategorie.

K urceni konstanty k vyuzijeme vysledky z prvniho experimentu. Z tabulky 8.3 vy-
bereme kategorie, které maji mit zafazeny alesponn dva dokumenty. Najdeme dokument
s maximalni vdhou v kategorii a dokument s nejmensi vdhou, ktery ma byt zafazen do
kategorie a dosadime do vzorce 8.1. Nésledujici seznam ukazuje vypocet a vyslé konstanty
pro vhodné kategorie.

e money-fr: k =93,99/117,97 => k = 0,80
o grain: k = 100,45/113,85 => k = 0,88
e trade: k = 82,57/91,01 => k = 0,91
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Obrazek 8.4: Graf pro experiment 3. Cerné hodnoty vah dokumentt nepatifcich do ka-
tegorie. Modfe hodnoty vah dokumenti patticich do kategorie. Cervené zobrazen zvoleny
préah.

o crude: k= 65,38/74,49 => k = 0,88
o corn: k = 89,86/94,33 => k = 0,95

o dir: k = 26,56/40,62 => k = 0,65

o gup: k= 30,57/54,60 => k = 0,56

e nat-gas: k = 34,13/39,43 => k = 0,87

rice: k = 23,63/28,65 => k = 0,82

Pro zvolené kategorie vysla konstanta k v intervalu (0,56 * W42} Wimae ). Pro nés experiment
zvolime za k median z predchozich hodnot. Tim je hodnota k = 0,87. Nyni vyzkousSime
prahovani pomoci konstanty k£ na nasich vysledcich z experimentu 1.

Tabulka 8.6 zobrazuje, jak moc byla uspésné klasifikace pomoci prahovani konstantou
k = 0,87. Sloupec uspéch znamena, kolik dokumetu bylo spravné oznaceno, ze patii do
dané kategorie. Sloupec neispéch je pocet dokumentu, které mély byt zarazeny do zkou-
mané kategorie, ale nebyly. Sloupec navic ukazuje pocet dokumentt, které byly nespravné
zatazeny do kategorie. Jedna se opét o test, ktery urcoval, zda dany dokument je relevantni
pro danou kategorii, ¢i nikoli.

Narozdil od predchozich pokust se zde snazime urc¢it vSechny dokumenty, které do ka-
tegorie patfi. Vyhodnoceni vysledku je proto mirné odlisné od ptedchozich experimenti.
Ijspéénost klasifikace v rdmci kategorie nyni spocitame tak, ze vezmeme pocet uspésnych
klasifikaci dokumentu do kategorie a vydélime jej po¢tem spravnych klasifikaci podle reuters
kolekce. Dohromady mame 28 spravnych klasifikaci dokumentu do kategorii podle reuters
kolekce(coz jsou modie zvyraznéné hodnoty v tabulce 8.3 bez kategorie cornglutenfeed).
Povedlo se ndm uspésné zaradit 18 dokumentu. Z toho dopocitame, Ze uspésnost nalezeni
vsech dokumentu patiicich do kategorie, je 64%. Musime vSak jesté prihlédnout k poctu
klasifikaci, které zaradily dokument do kategorie, do niz nepatii. Jedna se celkem o 19 klasi-
fikaci. Proto vypocitdame jesté miru chybovosti, coz bude pocet klasifikaci dokumentu, které
klasifikovany byt nemély, vydéleny poctem vsech provedenych klasifikaci. Mira chybovosti
je: 19/28 x 100 = 51%.
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Wynax w uspéch | netspéch | navic
acq 121,27 | 104,00 1 0 7
money-fx 117,97 | 102,63 1 1 1
grain 113,89 | 99,08 3 0 0
trade 91,01 | 79,18 2 0 2
crude 79,91 | 69,52 1 2 1
corn 102,36 | 89,05 2 0 1
dir 40,62 | 35,34 1 1 1
sugar 23,31 | 20,28 1 0 2
money-supply | 19,61 | 17,06 1 0 0
gnp 54,60 | 47,50 1 1 0
nat-gas 50,03 | 43,53 0 2 1
bop 27,35 | 23,79 1 0 0
yen 39,16 | 34,07 1 0 0
rice 28,65 | 24,93 1 1 0
meel-feed 7,98 6,94 0 1 1
fuel 3,48 3,03 1 0 1
jet 0,9 0,78 0 1 1
celkem 18 10 19

Tabulka 8.6: Souhrn vysledku experimentu 4.

Z vysledku vyplyva, ze jsme schopni nalézt vSechny dokumenty patiici do katego-
rie s uspésnosti 64%, ale priblizné polovina klasifikovanych dokumentu bude do kategorii
pfifazena navic.

Nyni se podivame jaké kategorie by dokumenty ziskaly pomoci této prahovaci metody.
V zavorkach jsou uvedeny kategorie, do kterych by ¢lanky mély patiit podle reuters kolekce.

e docl — acq, sugar(acq, sugar)

e doc2 — money-supply(money-supply, money-fzr, dir)

e doc3 — acq, money-fx, trade, dir(gnp, trade)

e doc4 — acq, grain, trade, crude, corn, sugar, nat-gas, rice(grain, rice)

e doch — acq, money-fx, trade, dir, gnp, bop, yen(money-fz, dir, yen, bop, gnp)
e doc6 — acq, crude, meal-feed, fuel, jet(crude, nat-gas)

e doc7— acq, grain, corn, sugar, rice( grain, corn, Tice)

e doc8 — trade(trade, crude, nat-gas)

e doc9 — acq, grain, corn(grain, corn, meel-feed)

e docl0 — fuel(crude, fuel, jet)

V tabulce 8.7 vidime piehledné vysledky klasifikace dokumentii pro prahovaci konstantu
0,87. Sloupec nalezené obsahuje pocet kategorii, které byly dokumentu spravné pfifazeny.
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Dokument | nalezené | nenalezené | navic
docl 2 0 0
doc2 1 2 0
doc3 1 1 3
doc4 2 0 6
doch 5 0 2
doc6 1 1 4
doc7 3 0 2
doc8 1 2 0
doc9 2 1 1

docl0 1 2 0
celkem 19 9 18

Tabulka 8.7: Souhrn vysledku klasifikace dokumenti.

Sloupec nenalezené urcuje, kolik kategorii nebylo pro dokument nalezeno. Sloupec navic
zobrazuje pocet kategorii, které byly dokumentu pfifazeny navic.

Vzdy se povedlo uréit alespon jednu kategorii. V péti piipadech se povedlo urcit i druhou
kategorii dokumentu. Velkym problémem je vS8ak pocet klasifikaci, které jsou navic. Pfi
zvoleném k = 0,87 je tento pocet téméi stejny jako pocet spravnych klasifikaci. To svédéi
o tom, ze byla zvolena prili§ nizkd prahovaci konstanta k.

Nyni se pokusime vy¢islit uspésnost klasifikatoru tak, jak jsme ji pocitali v predchozim
piipadé pro kategorie. Z deseti piipadi jsme v deseti nasli alesponi jednu kategorii. Uspéénost
nalezeni prvni kategorie je tedy 100%. Nejméné dvé kategorie se ndm povedlo nalézt v polo-
viné pripadu, uspésnost nalezeni druhé kategorie je tedy 50%. Tyto tspésnosti jsou opravdu
vysoké, ale je tfeba k nim pfipocist jesté chybovost, kterd je v tomto piipadé rovnéz vy-
soka: 18/37 = 49%, tedy témér kazdd druhd nalezend kategorie je navic. Pro porovnani
s predchozimi experimenty zde jeSté spocCitame uUspésnost pro urceni vSech kategorii, ktera
ve Cctvrtém experimentu je 19/28%100 = 68%. Chybovost je jiz diive spoctenych 49%. Z toho
plyne, Ze se nam touto metodikou uréeni prahu povedlo snizit chybovost pfi zachovani témér
stejné uspésnosti jako v pripadé normalizace.

Metoda je velmi citlivd na extrémni hodnoty. Pokud dostaneme pro néjaky dokument
vahu vyrazné vySsi nez pro zbytek dokumentu v kategorii, nejsme nésledné schopni do
této kategorie klasifikovat jiny dokument. Prikladem jmenovaného problému je dokument
doc4, ktery v nasem testu zna¢né ovlivnil klasifikovani kategorii corn a zejména nat-gas.
Dalsim evidentnim problémem je klasifikace do kategorie acq, kterd predevsim diky své ve-
likosti ziskava pro vétsinu dokumentu vysokou vahu. Opaény problém se vyskytuje u tii
nejmensich kategorii, které nejsou dostateé¢né natrénované a algoritmus je tak spise ”ti-
puje”’nez urcuje. I pres vSechny zminéné problémy jsme touto metodou ziskali nejlepsi
vysledky klasifikace.
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Kapitola 9
Zaveér

V teoretické ¢asti nds prace uvedla do problematiky multi-label klasifikace textovych do-
kumentt. Sezndamili jsme se s reprezentaci textovych dokumentii vhodnou pro text mining.
Rozebrali jsme druhy rystu, kterymi muzeme dokument charakterizovat. Predstavili jsme si
typickou architekturu systému pro dolovéani z dat. Déle zde byly rozebrany dulezité pojmy
shlukovani a jeho zakladni algoritmy.

Ukézali jsme si reprezentaci dokumentu pomoci vektoru rysu. Zabyvali jsme se ziskdvanim
a hodnocenim jednotlivych rysu a redukei poc¢tu vSech rysu. Déle byly rozebrany vybrané
pristupy ke klasifikaci pomoci strojového uceni. Podrobné byla uvedena metoda matrix
regression, kterou jsme zvolili pro implementaci.

V praktické ¢asti prace jsme vytvorili zadani programu, ktery bude klasifikovat textové
dokumenty pomoci algoritmu matrix regression. V navrhu jsme pouzili architekturu MVC.
Jeji vrstvy byly podrobnéji navrzeny pomoci diagramu tiid. Podle navrhu byl nésledné
naimplementovan program, ktery jsme nejprve otestovali na malé kolekci, aby se ovérila
funkénost nami vytvorené klasifikace. Nasledné byla nase aplikace vyuzita ke tfem experi-
mentum, jejichz cilem bylo najit vhodnou normalizaci vyslednych vah, aby bylo mozné urcit
jednu prahovaci hodnotu pro vsechny kategorie, kterd by oddélila relevantni tiidy od tiid,
do kterych dokument nepatii. Vzhledem k tomu, Ze vyzkouSené normalizace nedokazaly
srovnat vahy kategorii tak, aby bylo mozné nalézt prahovaci hodnotu s dobrou uspésnosti,
byl proveden jesté ¢tvrty experiment, ktery se pokusil o prahovéani pomoci nejvyssi vahy
v kategorii.

Experimenty jsme potvrdili funkénost nasi implementace, jelikoz algoritmus ve vétsiné
piipadu piifadil nejvyssi vdhu v kategorii dokumentu, ktery do ni skuteéné patiil. Norma-
lizace a nasledné prahovani se ale ukazalo byti dosti obtizné.
bovosti(71%) byl prvni experiment, ve kterém byla vysledna vdha vydélena pouze poc¢tem
termu v testovaném dokumentu. To znamend, Ze klasifikace v tomto piipadé byla silné
ovlivnéna velikosti kategorie a uspésné klasifikovany byly pouze dokumenty patiici do
obséhlejsich kategorii.

7 normalizaci, které mély odstranit znevyhodnovani malych kategorii, dopadla o néco
mélo lépe ta, kterd byla pouzita v experimentu 2. Zde byly vahy déleny poctem termu
v testovaném dokumentu a poc¢tem termu v kategorii. Uspéénost klasifikace v tomto ptipadé
byla 71% a chybovost vysla 62%. Tato normalizace ukédzala jistou miru nestability, ponévadz
nékterym kategoriim pfifadila hodnoty podstatné nizsi nez jinym a tim prakticky znemoznila
oznaceni dokumentu témito kategoriemi.

Ve tfetim experimentu jsme vahu zkusili normovat po¢tem term v dokumentu a poc¢tem
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dokumentt v kategorii. Tento pokus dopadl nejhie. Uspésnost sice vysla 75% ale s chy-
bovosti 70%. Dalsim problémem byly zna¢né nevyrovnané hodnoty mezi kategoriemi, které
znemoznuji lepsi urcéeni prahovaci hodnoty.

Posledni experiment dosahl nejlepsich vysledki. Jeho cilem nebylo zarovnat vahy kate-
gorii tak, aby mély stejnou vypovidajici hodnotu, ale zjisténi prahovaci konstanty, ktera po
vynasobeni s nejvyssi vahou v kategorii oddéli dokumenty, které do kategorie patii od téch,
co do nf nepatii. Tento postup dosdhl tspésnosti 68% pii chybovosti ,,pouhych* 49%, coz se
jevi jako nejlepsi vysledek ze vSech ¢tyf experimentu. Problémem tohoto uréeni relevatnich
kategorii jsou extrémni nejvyssi hodnoty. Pokud néjaky dokument v kategorii ziska vyrazné
vysSi hodnotu nez ostatni, znemozni tim klasifikaci dalsich dokumentu do této kategorie.
Velkou vyhodou je, ze nemusime hledat vhodnou normalizaci.

Z uvedenych experimentu je patrné, jak slozité je najit spravné vyhodnoceni vysledku
pro multi-label klasifikace. Zde uvadéna dispésnost je hodnotou, v kolika procentech piipadu
jsou odhaleny vSechny kategorie dokumentu. Problémem vsak je, ze s rostouci tspésnosti
roste mira chybovosti, tedy poc¢et dokumentt, které byly do kategorie pfifazeny navic. Zde
ma zasadni vliv volba prahovaci hodnoty. Samoziejmé pokud zvolime nizky prah, ziskame
vysokou uspésnost ale také vysokou chybovost. Naopak kdyz mame vysoky prah, dostavame
nizkou tspésnost i chybovost.

Pri volbé prahu by mél byt zohlednén predevsim ucel aplikace. Pokud potiebujeme
ziskat vSechny dokumenty patiici do kategorie a neni pro nés kritické, ze néktery dokument
v ni bude navic, zvolime vysoky prah. Jsme-li naopak v situaci, kdy potfebujeme roztiidit
velké mnozstvi dokumentii a nenf pro nas limitujici, ze nékteré dokumenty nebudou do své
kategorie zafazeny, ur¢ime nizky prah.

Vysledky experimentu jsou samoziejmé ovlivnény ndmi zvolenou sadou testovacich do-
kumentu. Tedy uvadéné uspésnosti a chybovosti jsou pouze piiblizné. Déle se v nich pro-
jevuje charakter reuters kolekce, ktera neobsahuje uplné idedlni testovacimi data. Nicméné
byla pouzita pro naSe experimenty z duvodu velkého poc¢tu roztiidénych dokumentu.

Predmétem dalsich praci na zakladé nasSich vysledkt by mély byt dalsi pokusy o nale-
zeni vhodné normalizace, kterou nase experimenty neodhalily. Velky prostor pro zlepSeni se
také nachédzi u uréeni prahovaci konstanty pro nejvyssi vahu v kategorii, kde bude potieba
omezit vliv extrémni nejvyssi vahy na klasifikaci. Bylo by také vhodné provést dalsi expe-
rimenty na vétsi mnoziné testovacich dat, nebot nase data byla zna¢né ovlivnéna kratkym
dokumentem docj a tii trénovaci kategorie, mély v kolekci nizké zastoupeni, tudiz nauceni
jejich klasifikace bylo zna¢né omezené.

Zda se, ze samotny algoritmus matrix regression funguje velice dobie o ¢emz svédéi
vysoka tspésnost pti hledani nejrelevantnéjsiho dokumentu uvniti kategorie.
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