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ABSTRAKT

Hlavnym ciefom tejto prace je navrh optimalizacie algoritmu detekujiceho vady v pro-
dukovanom netkanom textile. Algoritmus vyvinula spolo¢nost CAMEA spol. s.r.o. Do-
sledkom zmeny aktualneho kamerového systému za vykonnejsi, bude potreba aktualny
algoritmus optimalizovat a vybrat hardvér s vhodnou architektdrou, na ktorom budu vy-
poCty vykonavané. V praci budu detailnejSie popisané programovacie techniky softvérove;j
architektari CUDA a frameworku OpenCL. Pomocou tychto nastrojov navrhneme imple-
mentaciu paralelného ekvivalentu aktualneho algoritmu, popiSeme rézne optimalizacné
metddy a navrhneme GUI k testovaniu tychto metdd.

KLUCOVE SLOVA
GPGPU, GPU, CPU, CUDA, OpenCL, optimalizacia, paralelizacia, detekcia defektov

ABSTRACT

The main objective of this research is to propose optimization of the defect detection al-
gorithm in the production of nonwoven textile. The algorithm was developed by CAMEA
spol. s.r.o. As a consequence of upgrading the current camera system to a more powerful
one, it will be necessary to optimize the current algorithm and choose the hardware with
the appropriate architecture on which the calculations will be performed. This work will
describe a usefull programming techniques of CUDA software architecture and OpenCL
framework in details. Using these tools, we proposed to implement a parallel equivalent
of the current algorithm, describe various optimization methods, and we designed a GUI
to test these methods.
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UVOD

Prioritnou tlohou tejto prace je optimalizacia algoritmov detekujicich vady v ne-
tkanom textile pocas procesu jeho vyroby. Algoritmy si vyvijané spolo¢nostou
CAMEA, spol. s.r.o., s ktorou bude ¢innost na tejto praci priebezne konzultovana.
Cely systém detekcie vad, vratane potrebného hardvéru, bol implementovany do vy-
roby v spolo¢nosti PEGAS NONWOVENS a.s., ktora vo velkom produkuje netkané
textilie.

Systém pozostava zo Styroch 70kHz riadkovych kamier s rozlisenim 4096pix sni-
majicich povrch ¢erstvo vyprodukovaného netkaného textilu, ktory sa namotava na
valce s rychlostou az 2000 m/min. Pri spominanej snimkovacej frekvencii kamier
sa jedna o pomerne velké toky dat, ktoré su algoritmami spracovavané v redlnom
¢ase. Cielom spolo¢nosti CAMEA je v blizkej budicnosti nahradif aktudlny kame-
rovy systém Styrmi rychlejsimi kamerami ELIIXA+ 16k monochrome s frekvenciou
snimkovania az 200kHz a rozliSenim 11kpix. Kamery budu pravdepodobne pracovat
v rezime s rozliSenim 8192pix, ¢o znamend datovy tok 1,6 GB/sec z jedinej ka-
mery. K realizécii tohto vylepsenia je nutné optimalizovat najfrekventovanejsiu cast
algoritmu, k ¢omu pouzijeme hardvérovii/ softvérovi architekttiru od spolocnosti
NVIDIA Corp. - CUDA (Compute Unified Device Architecture) a framework pre
programovanie heterogénnych zariadeni OpenCL (Open Computing Language).

V tejto diplomovej praci sa budeme najskor venovat detailnejsiemu teoretickému
rozboru tychto dvoch nastrojov, spolu s néazornou ukazkou ich praktického vyuzi-
tia. Budeme sa snazit zhrnit a vysvetlit tie najuzitocnejsie programovacie techniky,
ktoré bude mozné vyuzit aj pri nadvazujicom vyvoji a optimalizacii paralelného al-
goritmu. Je to nevyhnutny krok pokial chceme neskor s istotou stanovit dostatocne
vykonny hardvér (v podobe GPU), ktory ndm umozni vykonat paralelné vypocty
na datach prichadzajtcich v redlnom case z procesu vyroby. Rovnako treba urcit
vhodné optimalizacné metody z hladiska softvéru, ktoré dokazu vyuzit moznosti
GPU na maximum.

V hlavnej casti tejto prace sa poktusime navrhnut paralelny ekvivalent aktudl-
neho algoritmu jak pomocou CUDA tak pomocou OpenCL frameworku. Tieto dva
nastroje navzajom porovname a zhodnotime ich vyuzitelnost vo vyssie popisanom
procese. Celkovym rieSenim problému tejto prace je vSeobecne GPGPU (General-
purpose computing on graphic processing units), ¢o je rozsiahla problematika po-
jednavajice o paralelnom svete pocitacov.

Na zaver vytvorime grafické uzivatelské prostredie pre pracu s oboma néastrojmi
(CUDA, OpenCL), kde bude mozné porovnat dopady réznych druhov optimalizacii

na navrhnuty paralelny algoritmus.
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1 PARALELNE VYPOCTY

1.1 Vzostup paralelizmu

V poslednych rokoch sa znacna cast pocitacového priemyslu sustreduje na paralelné
vypocty. V priebehu 30tich rokov bola jedna z hlavnych metdd zvySovania vypocto-
vého vykonu zalozena na zvysSovani taktu hodin procesoru. Kvoli fundamentalnym
limitadcidm pri vyrobe integrovanych obvodov (vykonové, tepelné obmedzenia, ra-
pidne sa priblizujici limit fyzickej velkosti tranzistorov) boli vyrobcovia v posled-
nych rokoch niteni najst k tejto metdode alternativu. Hladanie dodatoc¢nej vykonnosti
pre osobné pocitace vyvolava velmi dobri otazku: Nebolo by lepsie, miesto zlepSo-
vania vykonu jednotlivijch procesorovich jednotiek, ich vloZit do pocitaca niekolko?
Toto rieSenie zarucilo zvysSovanie vypoctového vykonu bez potreby neustaleho zvy-
Sovania frekvencie procesorovych hodin. [3]. V roku 2005 zacali vedici vyrobcovia
poniikat procesory s dvoma pocitacovymi jadrami. V priebehu nasledujicich rokov
tento vyvoj nasledovalo vydanie troj-, stvor-, Sest- az osem-jadrovych centralnych

procesorovych jednotiek.

1.2 Zakladny princip paralelnych vypoctov

Paralelné vypocty (Parallel Computing) st typom vypoctovej architektury, v ramci
ktorej niekolko procesorov vykonéava alebo spracovava vypocet siibezne. Paralelizova-
nim sme schopni rozlozit komplikovany vypocet na jednoduchsie parcidalne vypocty,
ktoré su spracovavané viacerymi procesorovymi jednotkami v rovnakom case. [4].

Existuje niekolko typov paralelnych vypoctov:

« na urovni bitov - zalozené na zvacovani dizky slova procesoru

« na trovni instrukcii - prekryvanie strojovych instrukcii (pipelining); rozdele-
nie spracovania jednej insStrukcie medzi rozne ¢asti procesoru a tym dosiahnutie
spracovania viacerych instrukcii naraz

e na urovni dat - rovnaké vypocty su prevadzané na rovnakych alebo rozdiel-
nych skupinach dat

e mna drovni tloh - rozlozenie jednej komplexnej tilohy na parcialne tlohy, ktoré

si vykonavané viacerymi procesormi naraz

Paralelné vypocty (Parallel Computing) izko suvisia so sibeznymi vypoc-
tami (Concurrent Computing). Tieto dva pojmy st ¢asto pouzivané sicasne, no
maji odlisny vyznam. Vypocet sa totiz moze diat paralelne bez pouzitia subezného

spracovania (paralelizmus na trovni bitov) a tak isto stibezné spracovanie nemusi
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vyuzivat paralelizmus (multitasking na single-core CPU). Pri siibeznom spracovani,
na rozdiel od paralelného, tlohy vacsinou nie si rozdelené medzi procesory, a ak
ano, tieto ulohy mdézu byt uplne rozdielneho charakteru a vyzaduji medziprocesovi

komunikaciu. [5]

1.3 Rozdiel medzi GPU a CPU

Hlavnym rozdielom medzi vypoctami na GPU a CPU je, ze GPU je vhodné najméa
pre riesenie problémov, ktoré je mozné vyriesit pomocou mnohych paralelnych vy-
poctov. Rovnaky program je uplatnovany na viacero datovych elementov siicasne s
vysokou aritmetickou intenzitou - pomerom medzi poc¢tom aritmetickych operacii a
operacii s paméatou. Tento sposob zarucuje nizsie naroky na riadenie vypoctového
procesu resp. (flow control), a pretoze sa vSetky data spracovavaji rovnakym prog-
ramom s vysokou aritmetickou intenzitou, latencia pristupu do paméte moze byt

prekryta vypoctami.

Reflexni osvétleni s matnici
Vady: diry, Skrabance, hmyz, zeslabena ¢i

/ zesilena mista, nedistoty

....... . ’

1

' . Transmisni osvétleni

: Vady: diry v materialu, gely, Gkapy vlaken,
1

skvrny, zména tloustky materialu

Reflexni osvétleni

Vady: §krabance, negistoty v materialu,
povrchové nerovnosti (bubliny, dalky),
skvrny od provoznich kapalin (napf. oleje).

Méreni Sifky roli
Vady: roz&ifen’ & zizeni mezer mezi
rolemi, detekce vynechavajiciho noze

-

=5k N\
' | L \\\

-
1
1
1
hd hd

Centralni server
Server  zajidtuje  pfedevi&im  Ffizeni
celého méficiho procesu a komunikaci
s jednotlivgmi subsystémy. Dale zde
probihd zpracovani obrazowych dat
a archivace namé&fenych vysledkd.

W e e
Operatorska konzole Napojeni na dal8i systémy Vystupni signalizaéni zafizeni

Podle potfeby je mozné systém vybavit Samoziejmosti je moZnost komunikace Je mozné signalizovat (akusticky, opticky,
nékolika vzdalenymi ovladacimi konzolemi. s dalimisystémyvevyrobé(PLC, enkodér, znackovacim zafizenim) nejen riizné
Lze pridat i tzv. offline stanice, které slouzi databaze, tisk apod.). Pro komunikaci lze provozni stavy systému, ale i vyskyt
pouze k prochazeni uloZzenych zaznami pouzit vétsinu primyslovych rozhrani. vybranych typl vad.

Obr. 1.1: Prehlad a popis systému.[1]
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1.4 Uplatnenie paralelnych vypoctov v tejto praci

Hlavnym cielom tejto prace je spravit vyskum o aktudlnych moznostiach optima-
lizacie algoritmov na spracovavanie velkého objemu dat. Jedna sa predovsetkym o
optimalizaciu pomocou SW/HW architektiry Compute Unified Device Archi-
tecture - CUDA od spolo¢nosti nVIDIA Corp. alebo frameworku Open Com-
puting Language - OpenCL. Nadobudnuté poznatky néasledne implementovat
do algoritmu vyvinutého spolo¢nostou ©2017 CAMEA, spol. s.r.o., ktory riadi
systém (vid obr. 1.1) pre vizualnu detekciu chyb vznikajicich pri vyrobe nekoneé-
nych péasov z roznych materidlov (napr. netkané textilie, félie, papier, valcové plechy
atd.). Systém je schopny detegovat rozne typy chyb, akymi st diery, zalisované cu-
dzie predmety, zmeny Struktiry produkovaného materidlu atd. Scéna je osvetlena
vykonnym riaditelnym LED osvetlenim. Povrch materidlu je snimany vysokorych-
lostnymi riadkovymi kamerami s pokrocilym riadenim objektivu, ktoré disponuju
rozliSenim 4096pix a frekvenciou snimania 70kHz. To odpoveda datovému
toku cca 280MB/s z jednej kamery. Tieto kamery vSak maji byt nahradené ka-
merami s frekvenciou snimania 200kHz @ 16k, z ¢oho pri pouziti v rezime 8192pix
plynie obrovsky datovy tok priblizne rovny 1,6GB/s. Désledkom navrhnutého vylep-
Senia je potreba optimalizovat frekventovani cast algoritmu, ktora detekuje miesta
porusené pocas vyrobného procesu, ¢o bude predmetom tejto prace. K testovacim
ucelom budeme v praci pouzivat 2 PC zostavy.
1. PC zostava (dalej len HWConfig GT755M)

« CPU: Intel(R) Core(TM) i7-4700MQ CPU @ 2.40GHz

« GPU: NVIDIA GeForce GT 755M (Kepler arch.)

« RAM: 8GB

2. PC zostava (dalej len HWConfig GTX1050Ti) - PC zostava poskytnuta spo-
lo¢nostou CAMEA, spol. s.r.o.

« CPU: Intel(R) Core(TM) i5-650 CPU @ 3.20GHz

« GPU: NVIDIA GeForce GTX 1050Ti (Pascal arch.)

« RAM: 4GB
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2 CUDA - COMPUTE UNIFIED DEVICE AR-
CHITECTURE

V Novembri 2006, spoloc¢nost NVIDIA predstavila CUDA®, General-purpose
computing on graphic processing unit - GPGPU programovaci model, ktory
vyuziva paralelny vypoctovy engine v grafickych procesoroch s cielom riesit kom-
plexné tulohy ovela efektivnejsie ako prostrednictvom CPU. CUDA ponuka prog-
ramovacie prostredie, ktoré nam v tejto praci umozni optimalizovat algoritmy na
spracovanie velkych tokov dat v jazyku C. Tento programovaci jazyk bude pouzity

vo vSetkych nasledujicich prikladoch a rieseniach obsiahnutych v tejto praci.

2.1 Vyvojové prostredie

Vsetky priklady CUDA multivlaknovych programov v teoretickej Casti tejto prace
budt pisané v programovacom prostredi Microsoft Visual Studio Community 2015
na platforme Windows 10 Home, ©2017 Microsoft Corporation.

NVIDIA GPU ovladace

Kazdému pouzivatelovi poskytuje spoloc¢nost NVIDIA ovlddace potrebné pre komu-
nikdciu programu s CUDA-kompatibilnou grafickou kartou.! Ak bola vasa CUDA-
kompatibilnd grafickd karta nainstalovana spravne, s velkou pravdepodobnostou
mate potrebny software na komunikéciu uz nainstalovany v systéme. Kazdopéadne,
urcite nebude na skodu uistit sa, ¢i tomu tak naozaj je. Na strankach NVIDIA

Drivers je mozné tento nastroj stiahnut a néasledne nainstalovat.

CUDA vyvojovy toolkit

V tomto stadiu sme schopni Uspesne spustit skompilovani CUDA aplikaciu na nasej
CUDA-kompatibilnej grafickej karte. K tomu, aby sme mohli vyvijat vlastné apli-
kacie je potrebny néastroj volne stiahnutelny na strankach NVIDIA CUDA Toolkit.
Tento nastroj obsahuje kompilator nvce potrebny pre kompilaciu multivlaknovych

programov na grafickej karte.

2.2 Abstrakcie modelu

Model CUDA paralelného programovania je dizajnovany tak, aby predisiel zdlha-

vému procesu ucenia sa jeho uzivatelov. Preto pontika 3 hlavné irovne abstrakcie,

1Zoznam CUDA kompatibilnych kariet: https://developer.nvidia.com/cuda-gpus
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ktoré tvoria minimélnu sadu rozsireni jazyka C:

o skupiny vlakien

o zdielanti paméit

e bariérova synchronizacia
Tieto abstrakcie nitia programatora rozdelit komplexni ilohu na mensie, ¢iastkové
tlohy, ktoré mozu byt rieSené nezavisle a paralelne pomocou tzv. vlaknovych blo-
kov (dalej len blokov). Na kazdej ¢iastkovej tlohe potom kooperativne pracuji

vsetky vldkna z tohto bloku. Kazdy jeden blok je mozné priradif volnému mul-

Multithreaded QUDA Program

v

r
GPU with 25Ms GPU with 45Ms

‘ SMO0 ‘ SM1 l ‘ SMO H SM1 H SM2 ‘ SM3

(ko Wi | ko eski Wz o3
[k eS| ks aks Mok [Hodkr
ks ks

Obr. 2.1: Automatické rozdelenie tloh medzi multiprocesory (SM).[2]

tiprocesoru na GPU, v akomkolvek poradi, sibezne alebo sekvenc¢ne, ¢o umoznuje
vykonavanie CUDA programu na viacerych multiprocesoroch. (2.1). Sicastou GPU
st takzvané (Streaming Multiprocessors - SM). CUDA program je rozdeleny
do vldknovych blokov s uzivatelom definovanym poctom vlakien a tieto bloky sa
vykonavaju nezavisle na sebe. To znamend ze GPU s vac¢sim pocétom SM vykona
program rychlejsie ako GPU s mensim poc¢tom SM.

2.3 Volanie kernelov

V paralelnom programovani, prostrednictvom rozsirenej verzie jazyka C, st funkcie
vykonavané na GPU nazyvané ako kernely.Tento typ funkcii sa vykonavaju para-
lelne N krat pomocou N CUDA vldkien. Na rozdiel od klasickej funkcie adresovanej
CPU, st kernely odlisené deklara¢nym identifikditorom __global_ _. Tento identifi-
kator varuje kompilator, ze funkcia ma byt skompilovana pre zariadenie a nie pre

hostitela. Za zariadenie je v CUDA terminoldgii povazovana grafickd karta (GPU),
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a za hostitela je povazovany procesor (CPU). Syntax volania kernelov v programe
je takmer rovnaky az na Cast <<<...>>>, ktora obsahuje parametre ohladom poctu
blokov a poc¢tu vldkien v jednom bloku. Kazdé vlakno, ktoré spracovava kernel, ma
priradené sSpecifické ID. Uzivatel k tomuto ID pristupuje cez premennti threadIdx,
ktora je sucastou rozsirenia jazyka C.

Vypis 2.1: Priklad definicie a volania kernelu.

__global__ void add(int n, float *x, float x*y)
{

int idx = threadIdx.x;

yl[idx] = x[idx] + yl[idx];

int main ()

{

© 00 N O U =W N =
(.-

[
o

add <<<1, N>>> (n, x, y);

—_ =
[ NI
(-]

2.4 Hierarchia vlakien

Premenna threadIdx je 3-dimenzionalny vektor. Kazdé vldkno moze byt teda identi-
fikované 1-rozmernym, 2-rozmernym alebo 3-rozmernym indexom. Tak isto aj bloky
(obsahujtce N vldkien) mézu mat 1-rozmerny, 2-rozmerny alebo 3-rozmerny index -
blockIdx. Tento sposob indexovania bol zavedeny za icelom jednoduchsieho a pre-
hladnejsieho zaobchadzania s vektormi, maticami alebo 3-rozmernymi objektami.
CUDA ponitika viac vstavanych premennych urcenych k indexacii, k zisteniu vel-
kosti blokov, indexu blokov alebo velkosti mriezky:

e threadIdx - indexovanie vlakien

e blockIdx - indexovanie blokov v mriezke

e blockDim - pocet vldkien v bloku

e gridDim - pocet blokov v mriezke

Index vlakna a ID vlakna st dva rozdielne pojmy pokial pracujeme s 2-rozmernym
alebo 3-rozmernym blokom. V pripade 1-rozmerného bloku sa ID vldkna zhoduje s
jeho indexom. Naopak pri 2-rozmernom bloku, ktory obsahuje napr. NxN vldkien
ma vldkno na pozicii (z,y) index (y.N+x). Analogicky to plati pre 3-rozmerny blok,
kde m4 vldkno na pozicii (z,y, z) index (z.N.N + y.N + x).

Kazdé zariadenie ma limitovany pocet vlakien na jeden blok. Je to z toho do-

vodu, ze vlakna prislusné rovnakému bloku zdielaji pamét jedného jadra procesoru.
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V dnesnej dobe je limit vo vacsine grafickych procesorov 1024 vlakien na jeden blok.
Nastastie, kazdy kernel moze byt spracovavany viacerymi blokmi s rovnakym po-
¢tom vlakien, takze vysledny pocet vlakien podielajicich sa na spracovavani jedného

kernelu je rovny sucinu:
pocet vsetkych vlakien = pocet vlakien v bloku x pocet blokov

Rovnako ako vlakna, tak aj bloky st usporiadané do 1-rozmernej, 2-rozmernej alebo
3-rozmernej mriezky. K indexu bloku v mriezke pristupujeme prostrednictvom
vstavanej premennej blockIdx, k zisteniu velkosti bloku slizi blockDim a k zis-

teniu poctu blokov v mriezke gridDim. Do Specidlnych zatvoriek pouzivanych pri

Obr. 2.2: Organizacia blokov v mriezke.[2]

volani kernelu <<<...>>> piSeme ako prvy parameter pocet blokov a druhy para-
meter pocet vlakien. Tieto parametre mozu mat datovy typ int alebo dim3 co je
vstavany datovy typ v CUDA Toolkit.

V priklade 2.2 je definovany kernel cube, ktory pocita 3. mocninu kazdého ele-
mentu v poli. Na 2. riadku kédu sa vypocita index - idx aktudlneho vldkna a pouzije
sa v hranatych zatvorkach v 3. a 4. riadku. Vlakno s indexom idx ulozi hodnotu
pola d__in do premennej f, vypocita 3. mocninu hodnoty ulozenej v premennej f a
uloz{ vysledok na miesto s indexom idx v poli d__out. Dalej si vSimnime volanie
kernelu na riadku 35. Parametre v Specidlnych zatvorkach hovoria kompileru, ze ker-
nel bude spracovaivany ARRAY__SIZE /1024 blokmi, kde kazdy z nich obsahuje

1024 vlakien. K ostatnym castiam kodu sa vratime neskor.
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Vypis 2.2: Kernel pocitajici 3. mocninu kazdého elementu vo vektore

_global__ void cube(float * d_out, float * d_in){

int idx threadIdx.x + blockIdx.x * blockDim.x;
float f d_in[idx];
d_out[idx] = f * f x f;

int main(int argc, char **x argv){

const int ARRAY_SIZE = 2048;
const int ARRAY_BYTES = ARRAY_SIZE #* sizeof (float);

// genrovanie vstupného pola na CPU (hostitelovi)
float h_in[ARRAY_SIZE];
for (int i = 0; i < ARRAY_SIZE; i++){
h_in[i] = float (5);
}
float h_out [ARRAY_SIZE];

// deklarovanie pointerov na GPU (zariadeni)
float * d_in;

float * d_out;

// alokovanie pamati na GPU
cudaMalloc ((void**)&d_in, ARRAY_BYTES);
cudaMalloc ((void**)&d_out, ARRAY _BYTES);

// transfer vstupného pola do globadlnej pamate GPU
cudaMemcpy (d_in,h_in , ARRAY_BYTES, cudaMemcpyHostToDevice) ;

//definovanie poltu blokov a vldkien, ktorymi bude kernel
//spracovany
dim3 numBlocks (1024);

dim3 numThreads (ARRAY_SIZE / 1024);

// volanie kernelu

cube << <numBlocks, numThreads >> >(d_out, d_in);

// kopirovanie v§ysledku z GPU spat do CPU
cudaMemcpy (h_out ,d_out , ARRAY_BYTES , cudaMemcpyDeviceToHost);

// uvolnenie alokovanej pamati na GPU
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cudaFree(d_in);

cudaFree (d_out);

return O;

Premenné Threads typu dim3 je uvedena na riadku 27. Definuje pocet vldkien
v jednom bloku - v nasom pripade 16x16=256 vlakien/blok. Rovnako premennd
Blocks urcuje vo volani kernelu (riadok 30) pocet blokov, s ktorymi ma byt kernel
spracovavany. Kod kernelu zaroven musi byt napisany tak, aby nezaviselo na poradi
v akom budt bloky pridelené k spracovaniu urcitych casti kernelu. Inymi slovami,
jednotlivé casti kernelu nemusia byt vykonavané sekvencne, ale mézu byt spraco-
vavané akymkolvek blokom v hocijakom c¢ase. Splnenie tejto podmienky umoznuje
nadriadenému planovaciemu systému nezavisle rozdelit bloky medzi viaceré jadra.
Ulohou programétora je teda napisat program tak, aby bolo vytaZenie jadier ¢o

najefektivnejsie.

2.5 Synchronizacné bariéry

Vldkna v jednom bloku mo6zu medzi sebou zdielat (¢itat alebo zapisovat) data pro-
strednictvom zdielanej pamaéte. Pristup do tejto paméti musi byt synchronizovany.
Aj napriek tomu, ze vlakna pracuji na elementarnych tlohach paralelne, nie vsetky
vlakna budi schopné vykonat dantd tlohu v rovnakom case. Ako priklad uvedieme
situdciu, kedy vlakna A a B nacitaju datovy element z globalnej paméti a ulozia ho
do zdielanej paméti. Povedzme, Ze vlakno A chce ¢itat datovy element vlakna B. Tu
moze nastat problém, pretoze vldkno B totiz este nemuselo dokoncit zapis do zdiela-
nej paméte a vlakno A chce uz ¢itat tento element. To moze viest k neocakavanému
spravaniu programu a vznika tzv. - sibeh (angl. race condition).

K zaisteniu korektnej kooperacie vlakien ich musime synchronizovat. CUDA To-
olkit poskytuje uzivatelom synchroniza¢nt bariéru __syncthreads (). Takze vlakna
v ramci jedného bloku mozu pokracovat v akcii iba v pripade, Ze sa vsetky dopraco-
vali k tejto bariére. Stibehu sa vyhneme bariérou __syncthreads () hned po zapise
vlakien do zdielanej paméti a tesne pred c¢itanim vlakien zo zdielanej paméti.

Je doblezité uvedomit si, ze v programe, ktory obsahuje divergentné ¢asti (napr.
podmienky if, switch) mdze volanie __syncthreads() sposobit deadlock - 'neko-
necné’ cakanie na synchronizaciu vlakien. Preto sa odporiuca volanie bariéry v mies-

tach kodu kde nedochadza k divergencii.
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2.6 Hierarchia pamaéti

CUDA vldakna mé6zu pocas behu pristupovat k datam v réznych pamaéatovych ob-
lastiach ako je zndzornené na obrazku (2.5). Pri dizajnovani algoritmu v kerneli je
treba dbat na to, ze kazda pamétova oblast prinasa svoje vyhody, ale aj nevyhody.
Kazda z nich mé napr. ini latenciu pristupu a velkost, takze pri optimalizacii algo-
ritmu musime vacsinou pristipit na kompromis. Jednotlivé oblasti si v tejto kapitole
podrobnejsie popiseme.

e registrova pamét

lokdlna pamét

zdielana pamaét

globdlna pamét

konsStantna pamét

2.6.1 Registrova pamat

Skalarne premenné deklarované v tele kernelu, ktoré neobsahuju ziaden atribuit v
ich deklaracii si standardne ulozené v registrovej pamati. Latencia pristupu je sice
velmi malé, no pocet registrov dostupnych pre jeden blok je limitovany. Polia, ktoré
su deklarované v tele kernelu su ulozené v registrovej paméti iba v pripade, ze su
indexované konstantami (index musi byt determinovany uz pocas kompilacie). Kazdé
vlakno ma prideleni vlastnu registrovi pamét, ktora je dostupna iba pocas existencie

daného vlakna. Citanie a zapisovanie do tejto paméti nemusi byt synchronizované.

2.6.2 Lokalna paméat

Do tejto paméti sa ukladaju:

o Akékolvek premenné, ktoré sa uz nezmestia do registrovej paméti vyclenenej

pre cely kernel.

» Polia, do ktorych sa pristupuje premennymi (nie konstantami).

o Velké struktury, ktoré by zabrali v registrovej paméti vela miesta.

Lokalna pamét ma origindlne rovnako pomaly pristup ako globdlna pamét ( 100x
pomalsia ako registrova). V grafickych kartdch s vypoc¢tovym vykonom vyssim ako
2.0, je vlastne lokalna paméat medzipamétou cached, ¢o znizuje jej latenciu. Rovnako,
ako pri registrovej paméti, tak aj lokalna pamat je pridelenad kazdému vlaknu zvlast
a mé rovnaku Zivotnost ako vldkno. Citanie a zapisovanie do tejto paméiti nemusi

byt synchronizované.
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2.6.3 Globalna paméit

Deklaracie premennych alebo poli, ktoré chceme aby boli ulozené v zdielanej paméti
musi obsahovat atribit __device__. Pristup do tejto paméti je velmi pomaly (100x
pomalsi ako do registrovej). Vyhodou je, Ze tato pamét moze mat kapacitu az 12GB
(zavisi to na type GPU). Na rozdiel od registrovej, lokalnej a zdielanej paméti sa na
manipulaciu pouzivaji funkcie:

o cudaMalloc() - Alokacia paméti na GPU. (vid. 23., 24. riadok 2.2)

« cudaMemcpy () - Citanie/ zapis do globalnej paméti. (vid. 27., 38. riadok 2.2)

o cudaFree() - Uvolnenie alokovanej paméti na GPU. (vid. 41., 42. riadok 2.2)
Globalna paméf je dostupna v prebehu celej aplikacie vsetkymi vlaknami vo vSet-
kych kerneloch. Je treba zobrat na vedomie, ze vlakna z r6znych blokov nie je mozné
synchronizovat pomocou __syncthreads() a teda méze dojst k situdcii, ze viac vla-
kien chce pristupit k rovnakej adrese v pamati. Moznym riesenim je rozdelenie tilohy
do viacerych kernelov a tieto kernely synchronizovat na tirovni CPU. Pointer do glo-
balnej paméte sa Casto predava ako parameter kernelu (vid. 1. riadok 2.3). Nasleduje

priklad kernelu, ktorého funkciou je nasobenie matic s vyuzitim globalnej paméti.

Vypis 2.3: Nasobenie matic s vyuzitim globalnej paméti.

__global__
void MatrixMult_Global( float* C, const float* A,

const float* B, unsigned int rank )

{
unsigned int i = ( blockDim.y * blockIdx.y ) + threadldx.y
unsigned int j = ( blockDim.x * blockIdx.x ) + threadIdx.x;
unsigned int index = ( i * rank ) + j;
float sum = 0.0f;
for ( unsigned int k = 0; k < rank; ++k )
{
sum += A[i * rank + k] * B[k * rank + jl;
}
C[index] = sum;
}

p

Parametre kernelu A, B a C s pointre do globalnej paméti. Na 6. a 8. riadku
sa zistuju suradnice vlakna spracovavajiceho kernel. Do premennej index na 10.

riadku sa zapise poradie prvku v matici (pri riadkovo-dominantnom indexovani). Na
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12. riadku prechddzame cez vSetky elementy riadku i matice A a vSetky elementy
stipcu j matice B. Po ukonéeni cyklu for ziskame skaldrny saéin riadku i a j, a ttto
hodnotu ulozime na prislusné miesto vo vystupnej matici C (obr. 2.3).

= rank-1

rank-1_]

Obr. 2.3: Nésobenie matic s vyuzitim globédlnej paméti. [6]

Po analyze algoritmu 2.3 zistime, Ze k vypoctu i-teho riadku vyslednej matice
C musime k i-temu riadku matice A pristipit prave rank-krat. Analogicky plati,
7e k vipoctu j-teho stipcu vyslednej matice C musime k j-tému stipcu matice B
pristupit prave rank-krat. Povedzme, Ze matica C ma rozmery N x M. V tom
pripade je pocas vypoctu kazdy element matice A vyuzity M-krat a kazdy element
matice B je vyuzity N-krat. Kazdé pouzitie jedného elementu matice A alebo B
je sprevadzané jednym citanim z globalnej pamati, co vedie k nizkej efektivite a

rychlosti programu.
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2.6.4 Zdielana pamat

Deklaracie premennych alebo poli, ktoré chceme, aby boli ulozené v zdielanej paméti,
musia obsahovat atribit __shared__. Pristup do tejto paméti je velmi rychly (100x
rychlejsi ako do globalnej). Nevyhodou je, ze kazdy SM mé limitovany adresovy
priestor tejto pamaéti. Zdielana pamat musi byt deklarovand v ramci kernelu, no jej
zivotnost sa vztahuje k zivotnosti bloku vldkien. Kazdé vlakno z rovnakého bloku ma
pristup do tejto paméti, takze tieto pristupy musia byt synchronizované prikazom
__syncthreads(), aby sa predislo stavu, kedy viac vlakien bude zapisovat/citat z
jednej adresy. K voli jej vysokej rychlosti je velmi efektivne kopirovat data z globalnej
do zdielanej paméti a tym padom zredukovat pocet pristupov kernelu do globalnej
pamati.

Ako priklad uvediem kernel nasobiaci matice A a B s vyuzitim zdielanej paméati
2.4. Algoritmus spociva v rozdeleni matic A a B na submatice (dlazdice) o velkosti
BLOCK__SIZE, ktoré st ulozené v zdielanej paméti (obr. 2.4). Kazda submatica
ma velkost odpovedajtcu velkosti jedného bloku. Prave preto mozeme kazdé jedno
vlakno z bloku pouzif na kopirovanie jedného elementu z matice A do submatice sA
resp. z matice B do submatice sB. Touto technikou sme schopni zredukovat pocet
pristupov do globalnej paméti na rank/BLOCK__SIZE, kde BLOCK__SIZE je

velkost bloku aj submatice a rank je hodnost matice.

Vypis 2.4: Nasobenie matic s vyuzitim zdielanej pamati.

#define BLOCK_SIZE 32

__global__ void MatrixMultKernel_Shared( float* C, floatx* A,
float* B, int rank )

int tx threadIdx.x; int ty

blockIdx.x; int by

threadIdx.y;
blockIdx.y;

int bx

__shared__ float sA[BLOCK_SIZE][BLOCK_SIZE];
__shared__ float sB[BLOCK_SIZE][BLOCK_SIZE];

]
~

int j blockDim.x * bx ) + tx;

]
~

int i blockDim.y * by ) + ty;

int index (i * rank ) + j;

0.0f;

float sum
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for (int phase=0; phase<rank/BLOCK_SIZE; ++phase)
{

sA[ty] [tx] A[i * rank + (phase * BLOCK_SIZE + tx)];
sBlty] [tx] B[(phase * BLOCK_SIZE + ty) * rank + jl;
__syncthreads () ;

for( unsigned int k = 0; k < BLOCK_SIZE; ++k )

{
sum += sA[ty][k] * sB[k][tx];
}
__syncthreads () ;
}
C[index] = sum;

V nasledujicom texte si kernel popiseme:

(riadok 6. - 7.) —> prebieha ukladanie ID vlakien a blokov v oboch rozmeroch
xay.

(riadok 10. - 11.) —> prebicha alokécia zdielanej paméti pre submatice o
velkosti BLOCK__SIZE (velkost jedného bloku vlakien).

(riadok 13. - 14.) —> st nacitané aktudlne indexy stipeu j a riadku i.
(riadok 16.) —> sa pocita aktudlny index elementu vystupnej matice C, do
ktorého sa ma ulozit vysledok skaldrneho sicinu i-teho riadka matice A a
j-teho stipcu matice B.

(riadok 21. - 34.) —> prechddzame cez vSetky submatice matic A a B. V
kazdej iteracii naplnime submatice sA a sB datami z matic A a B ulozenych
v globdlnej pamaéti. VSetky vlakna (v ramci jedného bloku), ktoré kopirovali
data z globalnej paméti do submatic, synchronizujeme funkciou __ syncth-
reads().

(riadok 29.- 32.) —> prechadzame vsetky elementy submatic a pocitame
skaldrny stéin kazdého riadku submatice sA s kazdym stlpcom submatice
sB. Po ukoncéeni tohoto cyklu vSetky vldkna (v rdmci jedného bloku) opat
synchronizujeme.

(riadok 35.) —> ulozime vypocitané skalarne suciny ulozené v premennej

sum na spravny index matice C.
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Obr. 2.4: Nésobenie matic s vyuzitim zdielanej paméti. [6]

2.6.5 Konstantna paméat

Deklaracia premennych alebo poli musi obsahovat atribtt __constant__. Rovnako
ako globdlna pamét je spristupnend vsetkym vldknam zo vsetkych kernelov (ak nie
je explicitne nastavené inac) a zdiela rovnaky pamétovy priestor. Je rychlejsia, lebo
slizi ako medzipamét (cache) a je urCena pre data, ktoré nechceme, aby boli pocas

behu programu menené. To znamend, ze vldkna z nej mozu iba ¢itat.

2.7 Heterogénne programovanie

Heterogénny program vyuziva vypoctovy vykon GPU aj CPU. V pripade, Ze prog-
ramator napise program v ¢istom jazyku C, tento kod moze spustit len na CPU.
Takze vznika otazka, ako napiseme kod, ktory je spustitelny aj na GPU? Na riese-

nie tohto problému slizi model CUDA. Umoznuje programovat oba procesory (GPU
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Obr. 2.5: Hierarchia paméatovych oblasti. [2]

a CPU) iba s jednym programom. CUDA program obsahuje ¢asti pisané ¢istym jazy-
kom C urcené pre spracovanie v CPU (hostitelovi) a ¢asti kédu (vyuzivajice CUDA
rozsirent verziu jazyka C) urcené pre spracovavanie na GPU (zariadeni). CUDA
kompilator nvce jednoducho rozdeli kod medzi GPU a CPU a vygeneruje kod pre
kazdy procesor zvlast. CUDA zaroven predpoklada, zZe:

1. zariadenie je koprocesorom hostitela.
2. hostitel aj zariadenie maju vlastné, oddelené pamaéte, kde ukladaju data (napr.
DRAM)

CPU je nadradené nad GPU, vykonava hlavny program a posiela riadiace instrukcie
do GPU. Je teda zodpovedné za (2.6):

1. transfer dat z paméti CPU do paméti GPU.
2. transfer dat z paméati GPU spéat do paméati CPU.

(a) CUDA Toolkit poskytuje funkciu cudaMemcpy ().
3. alokovanie paméti na GPU.

(a) CUDA Toolkit poskytuje funkciu cudaMalloc().

4. volanie kernelov na GPU, ktoré prevadzaji paralelné vypocty.
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Obr. 2.6: Princip heterogénneho programovania

2.8 Pamaéit s blokovanym strankovanim (page-locked

memory)

V predchadzajuicich prikladoch sme pocitali s alokdciou pamati na GPU pomocou
funkcie cudaMalloc() a jej uvoliiovanim s cudaFree (). Pamét na CPU bola aloko-
vand znamou funkciou malloc() a uvolnena pomocou free (). CUDA Runtime vSak
poniika vlastny mechanizmus alokécie paméti na CPU: cudaHostAlloc(). Rozdiel
medzi malloc() a cudaHostAlloc() je v tom, ze cudaHostAlloc() alokuje pa-
mit s blokovanym strankovanim (angl. page-locked alebo pinned memory). Ak
pozname fyzick adresu nami alokovaného zasobnika, tak GPU moze vyuzit DMA
ku kopirovaniu dat z pamati hostitela alebo do paméti hostitela bez zdsahu CPU.
Inymi slovami, pamét s blokovanym strankovanim (dalej len nestrankovand pamdt)
je umiestnena v RAM, takze zariadenie (GPU) s niou méze manipulovat bez inter-
vencie CPU tzn. asynchronne. Keby sme chceeli kopirovat strankovani pamét, CUDA

driver aj v tomto pripade pouzije DMA, no ku kopirovaniu dat déjde v podstate az
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2-krat (vid obr. 2.7):

1. Zo strankovanej pamiti na CPU do nestrankovanej paméti
2. 7 nestrankovanej paméti prostrednictvom DMA do paméti GPU.

=
o nestrankovana
g pamat
.; cudaHostMalloc() cudaHostMalloc() -
E PCIl Express g
2 cudaalloc() | cudaAlloc() |=
(=1 -
g T p
2 o
c c
i
o cudaAlloc()

CPU GPU

Obr. 2.7: Rozdiel medzi kopirovanim strankovanej (fialova sipka) a nestrankovanej
paméti (Cervend sipka)

Tento pristup zapri¢ini spomalenie kopirovania. Rychlost bude zavisla od toho,
ktord zo zbernic FSB (Front Side Bus) alebo PCle (PCI Express) je pomalsia. V
systémoch s velkud disparitu rychlosti medzi zbernicami méze pouzivanie nestranko-
vanej pamaéti zvysit vykon az dvojnasobne. V dnesnej dobe st rychlosti zbernic PCI
Express a FSB skoro identické, no aj napriek tomu moézeme tymto sposobom docielit
patrné zvysenie vykonu. Ako priklad uvedieme alokaciu paméti na GPU pouzitim
oboch funkcii:

Vypis 2.5: Alokacia nestrankovej paméti na CPU vyuzitim cudaHostAlloc().

int main(){
int size = 128;
int full_size = sizex*x10;

int *host_a, *dev_a;

cudaHostAlloc ((void**)&host_a, full_size * size(xhost_a),

cudaHostAllocDefault);

© 00 N O O = W N
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cudaMalloc ((void**)&dev_a, full_size * sizeof (int));
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cudaMemcpy ( dev_a, host_a, full_size * sizeof (int),

cudaMemcpyHostToDevice);

kernel <<<full_size/16,16,0>>>( dev_a );

cudaMemcpy ( host_a, dev_a, full_size * sizeof (int),

cudaMemcpyDeviceToHost);

cudaFreeHost (host_a);

cudaFree (dev_a);

Pouzivanie funkcie malloc() je skoro totozné s funkciou cudaHostAlloc() az na
jednu vynimku. Posledny argument obsahuje flagy, ktorymi je mozné nastavit alo-
kaciu réznych druhov nestrankovanej paméti. K nastaveniu standardnej nestranko-
vanej pamiti sa pouziva flag cudaHostAllocDefault. Dalsie mozné hodnoty flagov
budt pouZité a vysvetlené v nasledujiicich kapitoldch tejto prace 2. Alokovand pamét
je potrebné vzdy na konci programu uvolnit. Na to slizi obdoba funkcie cudaFree ()
teda - cudaFreeHost (). Na zaver tejto podkapitoly je nutné poznamenat, ze vyuzi-
vanie pamati bez strankovania sa nepouziva vyhradne na zlepsSenie vykonu. Sluzi
skor ako podmienka pre uskutocnenie streamov, ktorym sa budem venovat v na-

sledujicej podkapitole.

2.9 Streams

Pouzivanim CUDA sreamov mézeme citelne zrychlit nasu aplikdciu. CUDA stre-
amy reprezentuji radu GPU operacii, ktoré sa vykonaju v Specifickom poradi. Jedna
sa najmé o operacie typu:

 volanie kernelov

e operacie s pamatou

« manipuldcia s udalostami (eventami)

2Referencény manual je dostupny na strdnke http://docs.nvidia.com/cuda/pdf/CUDA_
Toolkit_Reference_Manual.pdf
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Poradie v akom sa operacie pridaji do streamov urcuje, v akom poradi
budu tieto operacie vykonané. Streamy by sme si teda mohli predstavit ako
tasky na GPU, ktoré sa moézu (aj nemusia) vykondvat sucasne. Je to zavislé od
implementacie. Ako priklad si uvedieme funkciu main z predchidzajicej kapitoly

(2.5) s tym, Ze riadky 12 - 21 nahradime s nasledujtcou castou kodu:

Vypis 2.6: Asynchrénne, obojsmerné kopirovanie paméti medzi GPU a CPU s vy-

uzitim cudaMemcpyAsync().

cudaMemcpyAsync ( dev_a, host_a, full_size * sizeof (int),

cudaMemcpyHostToDevice, streaml);

kernel<<<full_size/16,16,0,stream1>>>( dev_a );

cudaMemcpyAsync ( dev_a, host_a, full_size * sizeof (int),

cudaMemcpyDeviceToHost , streaml);

Na rozdiel od pripadu (2.5), vyuzijeme na kopirovanie paméti funkciu cudaMemcpyAsync ().

Rozdiel medzi cudaMemcpyAsync() a cudaMemcpy () je v tom, ze cudaMemcpy () sa
vykonda rovnako ako Standardnd C funkcia memcpy() - teda synchrénne. Naopak,
cudaMemcpyAsync () je vykondvana asynchrénne, ¢o znamend, ze funkcia po vrateni
hodnoty este nemusi byt dokoncena, ¢i vobec zacata. Volanim cudaMemcpyAsync ()
ulozime poziadavku na kopirovanie dat do tzv. streamu, ¢o je posledny argument vo
funkcii cudaMemcpyAsync (). Programator ma istotu, ze kopirovanie prebehne skor,
ako sa spusti dalsia iloha vlozena do toho istého streamu, napr. volanie kernelu na
riadku 6. Ako si m6zeme vSimnnt, aj volanie kernelu obsahuje v Specidlnych zatvor-
kach dalsi argument. Je to nazov streamu, do ktorého je vlozena poziadavka na vola-

nie tohto kernelu. Planovat asynchrénne kopirovanie pamiti, mdZeme len v

pripade, Ze na CPU bola alokovand nestrdnkovand pamit (page-locked memory) .

V nasledujicej casti kédu si ukazeme ako deklarovatf streamy, tak aby sme ich

mohli pouzivat vo funkcii main() z prikladu (2.5).

Vypis 2.7: Inicializacia streamov.

\\inicializacia stremu.
cudaStream_t streaml;

cudaStreamCreate( &streaml );
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Aby sme sa na konci funkcie main() ubezpedili, ze vSetky vypocty na kerneloch a
kopirovania pamati medzi GPU a CPU st ukonc¢ené, musime stream synchronizovat

a na zaver tento stream odstranit:

Vypis 2.8: Synchronizacia a odstranenie streamu.

cudaStreamSynchronize ( streaml );

cudaStreamDestroy( streaml );

2.10 Pouzivane viacerych CUDA streamov

Tak ako sme uz spomenuli vyssie, efektivne pouzivanie viacerych CUDA streamov
moze viest k vyraznému zlepseniu vykonu aplikacie. Ale ako dosiahneme efektivne
pouzivanie streamov? Na tvod je potrebné si uvedomif dolezity fakt. Poradie v
akom zaradime operacie do streamov (kopirovanie paméti, casovanie, vo-
lanie kernelov...atd), ovplyvni spésob akym CUDA driver naplanuje ich

vykonavanie. Pozrime sa na nasledujtcu cast kédu.

Vypis 2.9: Vyuzivanie viacerych CUDA streamov sticasne

int main(){
int N = 128;
int full_size = N%*10;
int *host_a, *host_b, *host_c;

int *dev_a0O, *dev_b0, *xdev_cO;

int *dev_al, *dev_bl, *xdev_cil;

for (int i=0; i<full_size; i+=Nx*2){

cudaMemcpyAsync( dev_a0O, host_a+i, N * sizeof (int),
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cudaMemcpyHostToDevice , streamO);

cudaMemcpyAsync( dev_al, host_a+i+N, N * sizeof (int),
cudaMemcpyHostToDevice, streaml);

cudaMemcpyAsync( dev_bO, host_b+i, N * sizeof (int),
cudaMemcpyHostToDevice , streamO);

cudaMemcpyAsync( dev_bl, host_b+i+N, N * sizeof (int),
cudaMemcpyHostToDevice, streaml);

kernel <<<N/16,16,0,stream0>>>(dev_a0, dev_b0, dev_c0);

kernel <<<N/16,16,0,streaml1>>>(dev_al, dev_bl, dev_c1l);

cudaMemcpyAsync( host_c+i, dev_cO, N * sizeof(int),
cudaMemcpyDeviceToHost , streamO);

cudaMemcpyAsync( host_c+i+N, dev_cl, N * sizeof (int),
cudaMemcpyDeviceToHost , streaml);

}
}

Instrukcie sme rozdelili medzi streamO a stream1, tak aby napr. zaciatok vykona-
nia kernelu cez streaml nebol zavisly na ukonceni kopirovania *dev_a0O, *dev_DbO,
xdev_c0 do pamati GPU. Tak isto sme tymto rieSenim eliminovali zavislost vykona-
nia kernelu cez stream( na ukonceni kopirovania *dev_al, *dev_bl, *dev_cl do
paméti GPU. Pocas kopirovania dat potrebnych pre kernel cez stream0, moze prebie-
hat spracovavanie kernelu s uz pripravenymi datami cez stream1. Poradie streamov

v Case je znazornené na obrazku 2.8.

2.10.1 Nekopirovana pamait s blokovanym strankovanim (zero-

copy memory)

V predchadzajicich kapitolach sme porovnavali pamét so strankovanim (angl. pa-
gable memory) a s blokovanym strankovanim. Buffer alokovany v nestrankovanej hos-

titelskej paméti bude vzdy pripraveny na DMA prenos do GPU. Funkcia cudaHostAlloc ()
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Stream0: kopirovanie vysledku z Stream1: kernel s datami
adresy (dev_c0) do CPU dev_al adev_bl

Streaml: kopirovanie vysledku z
adresy (dev_c1) do CPU

Obr. 2.8: Vykonavanie streamov v plynicom case z prikladu 2.9.

vlastne eliminuje spolupracu CPU pocas kopirovania paméti do GPU. V priklade
(2.5) sme v tejto funkcii pouzili posledny parameter flag cudaHostAllocDefault,
ktory hovori o standardnom nastaveni paméti s blokovanym strankovanim. AvSak

tejto funkcii mozme predavat aj iné flagy, ktoré pontkaju akisi nadstavbu:

o cudaHostAllocMapped - Zaisti priamy pristup CUDA kernelu do paméti na
CPU alokovanej pomocou cudaHostAlloc(). Tato paméat nevyzaduje kopi-
rovanie medzi CPU a GPU. Hovorime teda o nekopirovanej hostitelskej
paméiti (angl. zero-copy host memory).

e cudaHostAllocWriteCombined - Nezmeni funkcionalitu, ale v niektorych pri-
padoch moze znacne zvysit vypoctovy vykon pre buffre ¢itané iba GPU.

o cudaHostAllocPortable - Alokovana nestrankova paméat bude zdieland medzi

vlaknami CPU. Budeme sa jej venovat v dalsich kapitolach.

Alokéacia nekopirovanej paméati na CPU bude teda vyzerat takto:

Vypis 2.10: Alokacia nekopirovanej paméti na CPU

float *a, *dev_a;

int size = 258;
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cudaHostAlloc ((void**)&a, size * sizeof(float),
cudaHostAllocWriteCombined |
cudaHostAllocMapped);

Tymto sme zaistili, ze buffer a bude dostupny priamo z CUDA kernelu, bez nutnosti
jeho kopirovania pomocou cudaMemcpy () resp. cudaMemcpyAsync (). Tu vznika dalsi
problém. GPU ma totiz iny virtualny paméatovy priestor ako CPU. Takze buffer a
ma ind pristupovi adresu z CPU ako z GPU. Ak teda chceme pristupovat k bufferu a

priamo z GPU, musime ziskat validny pointer na jeho adresu. Ten ziskame volanim:

cudaHostGetDevicePointer ( &dev_a, a, 0 );

cudaThreadSynchronize () ;

Pointer dev_a v skutocnosti ukazuje na nekopirovant paméat v CPU, no vdaka
cudaHostGetDevicePointer () sme dosiahli, Ze kernel tento pointer vnima akoby
ukazoval do pamétového priestoru GPU. Volanim cudaThreadSynchronize () synch-
ronizujeme CPU a GPU. V dobe vykonavania kernelu je obsah bufferu v nekopiro-
vanej pamati nedefinovany, takze pouzitim cudaThreadSynchronize () zaistime, zZe
kernel je ukonceny a nekopirovand pamét, na ktori ukazuje dev_a, mé spravny
obsah.

2.11 Pouzivane viacerych GPU

NVIDIA ponitika uzivatelom moznost pridat viac grafickych kariet do rozdielnych
PCI Express slotov, ktoré st spojené SLI (Scalable Link Interface) mostikmi.
V tejto kapitole si ukazeme, ako paralelizovatelnti tlohu rozlozit medzi viac GPU
prepojenych s SLI technolégiou tak, aby sme dosiahli maximalny vypoctovy vykon.

Ulohou nasledujiceho programu bude vypoéitat skaldrny suéin dvoch vektorov
na 2 grafickych kartach. Kazda graficka karta vypocita skalarny stucin z polovice
vektoru a a z polovice vektoru b. Na zaciatku programu musime najskor zistit kolko
CUDA-kompatibilnych GPU sa nachddza v nasom systéme. Takze hlavny program

aplikdcie bude zacinat nasledujicou castou kodu.
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Vypis 2.11: Pouzivanie viacerych GPU v aplikécii.

#define N = 1024 *x 1024;

//zariadeniu-Specificka datova Struktura
struct DataStruct {
int deviceID; //id GPU

int size; //velkost vektoru

float *a; //vektor a

float *b; //vektor b

float returnValue; //vysledny skalar

};

int main( void ) {

DataStruct data[2];

int GPUcount;

//zistenie po&tu CUDA kompatibilnjch GPU

cudaGetDeviceCount ( &GPUcount );

if (GPUcount < 2) {
printf ("Potrebujeme aspoi,,dve ,CUDA kompatibilné"
",GPU._ Bolo_,nadjdenych: %d,zariadeni\n", GPUcount);

}

//pokralovanie dalej

Dalej alokujeme standardnd pamét na CPU klasickou funkciou malloc().

//pokralovanie main ()

(float*)malloc(sizeof (float) * N);
(float*)malloc(sizeof (float) * N);

float *a

float x*xb

//vyplnenie pamati datami
fill _buffers(a, b);

//inicializia dat pre obe GPU
data [0] .deviceID = 0; datal[l].deviceID = 1;

data[0] .size = N/2; data[1].size = N/2;
data[0].a = a; data[l]l.a = a + N/2;
data[0].b = b; data[1].b = b + N/2;

//pokralovanie dalej

K voli prehladnosti funkciu £i11_buffers () nikde definovat nebudeme. Jednalo by
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sa vSak o jednoduchy for cyklus, ktory plni oba zasobniky naraz ndhodnymi hodno-
tami. V tomto bode programu prichadza doélezita vec. Zasadnou podmienkou pri
pouzivani viacerych grafickych kariet je, Ze kazda z nich musi byt ovla-
dani inym CPU vlaknom. K manazmentu CPU vlakien budi v nasledujicom

kéde pouzité 2 funkcie:

e start_thread()
e end thread()

Prvy parameter funkcie start_thread() bude pointer na funkciu routine (), ktort
chceme volat novo vytvorenym vldknom. Druhym parametrom bude struktira typu
DataStruct obsahujica data pripravené na spracovanie pre 1. GPU. Funkcia start_thread()
teda vytvori nové vlakno, ktoré zavola funkciu routine(), s argumentom typu
DataStruct. Druhym volanim funkcie routine() s argumentom DataStruct sa

z hlavného programu automaticky vytvori druhé vldkno.

CUTThread thread = start_thread( routine, &(datal0]) );

routine( &(datal[1]) );

end_thread ( thread );

free( a );

free( b );

printf ("Skalarny sucet vektorov,je: %d",
data[0].returnValue + datal[l1].returnValue);

return O;

end_thread() zaisti cakanie vlakna hlavného programu na novo vytvorené vlakno.
Teraz sa pozrieme na obsah funkcie routine (). Jediny vstupny argument tejto fun-
kcie je pointer na typ void a taktiez vracia pointer na tento typ. Typ void sa v tomto
pripade vyuziva z dovodu jednoduchého pouzitia v roznych dalsich implementaciach
funkcie start_thread().

void *routine( void *pData ){

DataStruct *data = (DataStruct*)pData;
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cudaSetDevice (data -> devicelID);

//pokralovanie dalej

Obe vlakna vytvorené na CPU volaju funkciu cudaSetDevice (). Kazdé z nich tejto
funkcii preda zariadeniu-Specifické 1D, ¢im zaistime, ze kazdé vlakno bude mani-
pulovat s inou grafickou kartou. Nasleduje deklaracia a alokacia paméti na CPU a
GPU, ¢o vyzaduje volanie zédkladnych funkcii, ktoré sme rozoberali vyssie v tejto

praci. Preto uvedieme len strucny postup v komentaroch.

//pokralovanie routine ()
int size = data->size; //dlzka vektorov
float *a, *b, *partial_c, c; //pamat na CPU

float *dev_a, *dev_b, *dev_partial_c; //pamat na GPU

//naplnenie pamati alokovanej na CPU datami

a

b = data->b;

data->a;

//alokovanie pamati pre ¢iastoény vysledok na CPU

partial_c = (float*)malloc( blocksPerGrid*sizeof (float) );

//alokovanie pamati na GPU pomocou cudaMalloc()...
//kopirovanie pamati do GPU pomocou cudaMemcpy ()...
//volanie kernelu politajtceho vektorovy sidcin...
//kopirovanie pamati spat do CPU...

//spracovanie vysledku...

//uvolnenie pamati na GPU - cudaFree()...
//uvolnenie pamati na CPU - free()...

} //ukonéenie routine ()

2.11.1 Prenosnia pamit s blokovanym strankovanim (por-

table memory)

V kapitole 2.8 sme sa oboznamili s paméfou s blokovanym strankovanim. Zjedno-
dusene, je to vlastne paméft alokovana na CPU, ktora ma stdle miesto vo fyzickej
paméti a nemoze dojst k jej realokacii. Je podstatné uvedomif si posledni doleziti
vec. Nestrankovani pamét sa javi ako nestrankovand iba pre vlakno, ktoré
tato paméit alokovalo. Vsetky ostatné vlakna povazuji tito pamét za stranko-
vanu, ¢o v pripade nespravneho pouzitia mdze v lepsom pripade az dvojnasobne
predizit dobu kopirovania medzi CPU a GPU. V tom horSom pripade, moze dojst k
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snahe kopirovat tito pamat pomocou cudaMemcpyAsync (), ¢o by viedlo k drastickej
smrti programu, pretoze cudaMemcpyAsync () kopiruje iba nestrankovant pamaéft.

Existuje vsak rieSenie, ktorym je prenosna nestrankovana pamait (angl. por-
table pinned memory). Tuto pamét je mozné prenasat medzi CPU vldknami tak, ze
kazdé z vlakien ju bude povazovat za nestrankovant. Toho dosiahneme pouzitim vys-
sie spominaného flagu cudaHostAllocPortable vo funkcii cudaHostAlloc (). Tento
flag mozeme skombinovat s dalsimi, vyssie pouzitymi cudaHostAllocWriteCombined
a cudaHostAllocMapped.

Keby sme tento druh paméti cheeli vyuzit v priklade 2.11, musel by tento prog-
ram prejst tromi zdsadnymi zmenami. Este pred samotnou alokéciou prenosnej ne-
strankovanej pamaéti pre vektory a a b je potrebné nastavit zariadenie, na ktorom
bude program bezat - cudaSetDevice(). Dalej musime oznamit vybranému GPU,
ze budeme manipulovat s nekopirovanou pamétou - cudaSetDeviceFlags(). Az teraz
pouzijeme funkciu cudaHostAlloc () namiesto obycajnej malloc () funkcie k aloka-
cii vektorov a a b. Nasledujici kod je ndhradou za cast kédu alokujiiceho pamét na
CPU v priklade 2.11.

int main( void ){

cudaSetDevice( 0 );

cudaSetDeviceFlags ( cudaDeviceMapHost );

cudaHostAlloc ( (voidx**)&a, Nxsizeof (float),
cudaHostAllocWriteCombined |
cudaHostAllocPortable |
cudaHostAllocMapped );

cudaHostAlloc ( (voidx**)&b, Nxsizeof (float),
cudaHostAllocWriteCombined |
cudaHostAllocPortable |
cudaHostAllocMapped );

Nesmieme zabudntt, ze pamét na CPU bola v tomto pripade alokovana pomocou
cudaHostAlloc (), takze ju musime na konci hlavnej funkcie main () uvolnit volanim
cudaFreeHost ().
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Dalsia zmena by sa prejavila hned na zaciatku funkcie routine (). Nasou snahou
je, aby tento program vyuzival obe grafické karty. V priklade 2.11 sme hned na za-
¢iatku funkcie routine () volali cudaSetDevice(), aby sme zaistili, ze kazdé vlakno
ovlada iné GPU. V tomto modifikovanom priklade sme uz raz cudaSetDevice () mu-
seli volat z hlavného vlakna (pretoze sme alokovali nestrankovant, prenosnt pamét).

Takze teraz musime vo funkcii routine() nastavit aj 2. zariadenie:

void* routine( void *pData ) {
DataStruct *data = (DataStruct*)pData;
if (data->deviceID != 0){
cudaSetDevice ( data->deviceID );

cudaSetDeviceFlags ( cudaDeviceMapHost );

Vektory a a b sme v hlavnom programe umiestnili do nestrankovanej, nekopi-
rovanej, prenosnej paméiti na CPU. To Ze je tato pamét nekopirovana, nam
umozni do nej pristupovat priamo z GPU z ¢oho vyplyva 3. zmena. Namiesto
cudaMemcpy () budeme volat cudaHostGetDevicePointer(), ¢im dostaneme va-

lidny pointer do paméati CPU.

3

cudaHostGetDevicePointer ( &dev_a, a, 0 )
0 );

3

cudaHostGetDevicePointer ( &dev_b, b,
cudaMalloc ( (void*x)&dev_partial_c,

blocksPerGrid*sizeof (float) );

cudaMemcpy ( partial_c, dev_partial_c,
blocksPerGrid*sizeof (float),

cudaMemcpyDeviceToHost );
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2.12 Casovanie

K ¢asovaniu volani CUDA funkcii je prakticky mozné pouzit rovnako bud CPU alebo
GPU casovace. Je tu vsak jedna vec na ktoru treba davat pozor, pri pouzivani CPU
¢asovacov. Je kriticky dolezité zapamatat si, ze CUDA API funkcie su asynchrénne,
¢o znamena, ze vracaju kontrolu spidf do CPU bez ohladu na to ¢i svoju tlohu
dokoncili alebo nie. Na to isté je treba davat pozor aj v pripade volania kernelov, a
asynchrénnych prenosov dat medzi CPU a GPU.

CPU casovace. Aby sme teda zabranili moznym komplikacia a nepresnostiam pri
pouziti CPU casovacov, je dolezité volat funkciu cudaDeviceSynchronize okamzite
po spusteni a ukoncéeni CPU ¢asovania. Tato funkcia zablokuje vlakna na CPU, az

kym vsetky CUDA volania nebudi dokoncené.

GPU casovace. CUDA API sprostredkovava Specidlne funkcie na vytvorenie, od-

stranenie a zaznamenavanie udalosti pomocou ¢asovych zndmok.

cudaEvent_t start, stop;

float time;

cudaEventCreate (&start);

cudaEventCreate (&stop);

cudaEventRecord (start, 0);
kernel<<<grid, threads>>>(out_data, in_data, length);
cudaEventRecord (stop, 0);

cudaEventSynchronize (stop);

cudaEventElapsedTime (&time, start, stop);
cudaEventDestroy (start);

cudaEventDestroy (stop);

Funkcia cudaFventRecord vlozi udalosti start a stop do predvoleného streamu.
Ked zariadenie narazi v streame na tieto udalosti ulozi ich casovi znamku. cuda-
EventElapsed Time po skonceni Casovanie vrati ¢as, ktory ubehol medzi udalostami
start a stop. Vratena hodnota reprezentuje cas v milisekundach s rozlisenim na po-
lovicu mikrosekundy.
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3 OPENCL- OPEN COMPUTING LANGUAGE

OpenCL standard bol predstaveny spolo¢nostou Apple a neskor sa stal sucastou
organizacie Khronos Group. Cielom OpenCL je zjednodusenie pristupu k paralel-
nému programovaniu a poskytnutie zrychlenia paralelného hardvéru pri vykonavani
kédu. Je povazovany za prvy volne dostupny standard pre GPGPU. Poskytuje uni-
formné programovacie prostredie k vytvoreniu efektivneho a univerzalneho kédu pre
viacjadrové procesory ako GPU, CPU alebo DSP. Portabilita OpenCL k6édu medzi
platformami od roznych vyrobcov (napr. AMD, Intel, NVIDIA, T1I....atd), mdze byt
obrovskym prinosom oproti CUDA SW architektire, ktora je urcena len pre HW od
spoloc¢nosti NVIDIA. Portabilita je zaruc¢ena prostrednictvom kompilovania kernelov

na hostitelskom procesore pocas behu programu. [8].

3.1 Tok programu v OpenCL

Kazda OpenCL aplikacia pozostava z hostitelského kédu a kédu zariadenia.
Hostitel (CPU) koordinuje a zoraduje povely na vykonanie kernelov alebo datovych
transferov. Zariadenie vykonava kernel pomocou skupiny jadier casto nazyvanej
ako NDRange. Hostitelsky OpenCL C koéd na hostitelovi prevadza nasledujtce
tkony [8]:

Alokuje a inicializuje hostitelski vyrovnavaciu pamét.
Vyhlada vsetky dostupné platformy a zariadenia

Nastavi platformu

= W

Na zaklade nastavenej platformy vyhlada vsetky dostupné zariadenia a vyberie
jedno, na ktorom budu spracovavané kernely.

Vytvori kontext pre vybrané zariadenie.

Vytvori prikazova radu.

Vytvori vyrovnavacie paméte na zariadeni.

© N o o

Nakopiruje obsah vyrovnavacich pamati z hostitela do vyrovnavacich pamati

na zariadeni.

9. Nastavi argumenty pre kernel.

10. Spusti kernel na zariadeni.

11. Nakopiruje obsah vyrovnavacich paméti zo zariadenia spat do vyrovnavacich
paméti na hostitelovi (tento krok nie je potrebny, ak potrebujeme ponechat
obsah pamaéti na zariadeni za ucelom jej dalsicho spracovavania).

12. Pocka kym sa dokoncia vsetky prikazy v prikazovej rade.

13. Na zaver z paméti uvolni vsetky alokované vyrovnavacie paméte a objekty.
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Dalej v tomto texte sa bude detailnejsie zaoberat jednotlivymi pojmami tykaji-

cich sa toku programu v OpenCL

3.2 Architektira OpenCL

Na rozdiel od NVIDIA®CUDA frameworku, ktory je kompatibilny iba so zariade-
niami od NVIDIe, st kniznice vytvorené v OpenCL multiplatformné a tym padom
poniikaji akceleraciu naprie¢ mnohymi zariadeniami s paralelnou architektirou.
OpenCL preto disponuje nizkoiroviiovou hardvérovou abstrakciou a programova-
cim modelom, ktory zarucuje podporu pre rozne hardvérové architektury.

OpenCL framework je popisany hierarchiou nasledujicich modelov [8]:

o Model platformy

o Model paméti

o Vykonny model

o Programovaci model

3.2.1 Model Platformy

Model platformy pozostava z hostitelskej jednotky (najcastejsie CPU) a viacerych
zariadeni, ktoré s k nej pripojené (CPU, GPU, DSP...atd.) obvykle zbernicami s
vysokou priepustnostou dat. Kazdé OpenCL zariadenie obsahuje niekolko vypoc-
tovych jednotiek (angl. compute unit), ktoré je mozné dalej rozlozit na vykonné
elementy (angl. processing elements) (vid obr. 3.1). Kazdy vykonny element

vykonéava instanciu kernelu konkrétneho pracovného elementu.

Host

Processing
Element

Compute Unit Compute Device

Obr. 3.1: OpenCL model platformy. [8]
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Ako priklad uvedieme OpenCL architektiru GK110 grafickej karty od NVI-
DIA®(vid obr. 3.2). GPU je spojené s hostitelom a disponuje 15 vypoctovymi

jednotkami, kde kazd4a z nich obsahuje 192 vykonnych elementov.
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SR Interconnect Network R
(64 KB Shared Memory / L1 Cache GK110) | (128 KB Shared Memory i L1 Cache GK210)
e Compute Device 48 KB Read-Only Data Cache

Obr. 3.2: Architektira ¢ipu GK110 grafickej karty od NVIDIA®

3.2.2 Vykonny model

Dve hlavne jednotky v tomto modeli st hostitelsky program a kernel. Kernel je
vzdy vykonavany na OpenCL zariadeni, zatial ¢o hostovsky program bezi na hosti-
telovi. Po prikaze hostitela sa kernel odosle do zariadenia, na ktorom sa vytvori N-
dimenzionalny indexovany priestor - NDRange. Na spracovavanie linearneho pola
by sme teda zvazili pouzitie 1-dimenzionalneho priestoru, na spracovanie obrazu 2-
dimenzionalneho a na spracovanie objemu 3-dimenzionalneho priestoru. Kazdému
prvku v tomto priestore je priradend jedna instancia kernelu - pracovny element.
Kernely st podobné klasickym C funkcidm, ktoré vSak mozu byt datovo-paralelné
alebo tlohovo-paralelné. Do prikazovej rady si zadavané v urcitom poradi a ich
vykonavanie moze byt zavislé alebo nezavislé na tomto poradi.

Abstrakcia OpenCL umoznuje zoskupovat pracovné elementy do pracovnych

skupin. Rovnako ako kazdy pracovny element, tak aj pracovna skupina ma
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svoj Specificky index. Jednotlivé pracovné elementy z rovnakej pracovnej sku-
piny sa naraz vykonavaju na zariadeni. Tento systém umoznuje vsetkym pracovnym
elementom z rovnakej pracovnej skupiny pristupovat do zdielanej paméti (vid. 3.2.3)

a ich vzajomnu synchroniziciu [8].

- 32 . < 8 >
1 FEEE =
O3 —i | localid: (4,2)
H lobal id: (28,10
H ELE © ° ( )
N =IJ
~
v : workgroupid: {(3,1)

local size: 8x8=64

dimension: 2
global size: 32x32=1024
num of groups: 16

Obr. 3.3: Priklad NDRange s 32x32 pracovnymi elementami a 4x4 pracovnymi

skupinami. [11]

Na obrazku 3.3 je uvedeny priklad 2-dimenzionalneho NDRange priestoru s po-
¢tom 32x32 pracovnych elementov a 4x4 pracovnych skupin. Kazdy jeden z pracov-
nych elementov méa priradeny Specificky lokalny a globalny index. Modrou farbou
zvyrazneny pracovny element ma lokalny index (4,2) a globalny index (28,10)

Obrazok 3.4 porovnava skalarnu a paralelnt implementaciu vypoc¢tu druhej moc-
niny prvkov v poli. V prvom pripade je potrebné vo for cykle iterovat cez vsetky
prvky pola a vypocitat ich druhd mocninu. V paralelnej implementacii staci zistit
index aktualneho pracovného elementu, ktory vykona svoju instanciu kernelu.

V tejto sekcii sme diskutovali o pracovnom elemente, pracovnej skupine,
lokalnom indexe a globalnom indexe. Kazda z tychto hodnét moze byt deter-

minovana pocas behu kernelu pouzitim OpenCL SDK vstavanych funkcii:

get_global_id(int dim) - globalny index pracovného elementu

get_local_id(int dim) - lokdlny index pracovného elementu

get_num__groups(int dim) - pocet pracovnych skupin v NDRange priestore

get_group__size(int dim) - velkost pracovnej skupiny
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e get_group_id(int dim) - lokédlny index pracovnej skupiny

__kernel void square(__global const float *a, 1 void square(const float *a, int n,
- __global float *result) 2 - float *result)
3 { 3 {
4 int id = get_global_id(9); 4 for (int i = 0;i < n;i++)
: result[id] = a[id] = a[id]; 5 result[i] = a[i] * a[i];
} 5 }

Obr. 3.4: Porovnanie paralelnej (vlavo) a skalarnej (vpravo) implementécie.

3.2.3 Model pamati

V pamétovo koherentnych systémoch je zarucené, ze data ulozené v lokalnej vyrov-
navacej pamati procesoru st konzistentné naprie¢ vsetkymi procesormi. Programator
sa teda v pripade paméfovo koherentného systému nemusi zaoberat rozdelovanim
paméti. OpenCL pamétovy model je rovnako dobre prispdsobeny na pracu s paméa-
tovo koherentnymi systémami. Programator vsak musi poznat sposob rozdelovania
dat do jednotlivych paméatovych regionov na to, aby dosiahol maximalny vykon na
paralelnych, heterogénnych systémoch. OpenCL standard teda definuje 4 pamétové
regiény (vid. obr. 3.5), kde kazdy z nich je pristupny vsetkym pracovnym elementom,

ktoré vykonavaji kernel [8]:

Globalna pamét Je to najviacsia pamat v zariadeni. Pristup do tejto paméti ma
velku latenciu, no mdze byt zarovnany, ¢o zaruci splyvajtce citanie a teda zvysSenie
celkového vykonu. Vsetky pracovné prvky zo vsetkych pracovnych skupin v priestore
NDRange maju pravo citat resp. zapisovat do tejto paméti. Globalna pamét moze
byt zachytdvana rychlymi vyrovnavacimi pamatami. Globalna paméft sa identifikuje

klcovym slovom _ _ global.

Konstantnd paméat Je inicializovand hostitelom, pracovné elementy z nej mozu
iba citat. Je to region globalnej paméati, ktora zostava konstantna pocas behu prog-
ramu. V pripade niektorych zariadeni je tato paméat nacitana do rychlej vyrovnavacej
paméte, ¢o vyrazne zrychli jej ¢itanie. Identifikuje sa klic¢ovym slovom _ cons-
tant.

Lokéalna paméit Z pohladu HW je lokalna pamaét najblizsie k vykonovej jednotke
(on-chip), ¢o zarucuje az 100-ndsobné zrychlenie pristupu oproti globélnej pamaéti.
7 pohladu abstrakcie OpenCL ma kazdy pracovny element z rovnakej pracovnej

skupiny pristup do tejto paméti. To znamend, Ze pracovné elementy z rovnakej

49



pracovnej skupiny mozu zdielat data ulozené v lokalnej pamati. Lokalna paméat sa

identifikuje kltic¢ovym slovom ___ local.

Privatna pamat Kazdy pracovny element ma k dispozicii vlastnd privatnu pa-
maéaf. Tato pamat je v HW mapovana na vykonné elementy, ktoré vykonavajui kernel.
Obvykle ju pouziva OpenCL kompilator k alokacii vsetkych lokalnych premennych v

kernely. Pripadné zmeny v tomto regione su viditelné iba pre dany pracovny element.

Privatna pamat sa identifikuje kltic¢ovym slovom private.
Compute Device
Compute unit 1 Compute unit N
Private Private Private Private
memory 1 memory M memory 1 memory M
| pEx | | PEM | | pE1 | | PEM |
0
y N
Local Local
memory 1 memory N
| Global/Constant Memory Data Cache |
. 7

| Global Memory |

| Constant Memory |

Compute Device Memory

Obr. 3.5: OpenCL pamétovy model. [§]

Vzhladom k pamétovej architektire na obrazku 3.5) je jasné, ze pracovné ele-
menty z rovnakej pracovnej skupiny st v vykonavané vykonovymi elementami v
rovnakej vykonovej jednotke. To znamena, Ze pracovna skupina je vzdy asociovana

s jednou vykonnou hardvérovou jednotkou.

3.3 Priklad OpenCL hostitelského programu

V tejto sekcii ukazeme zakladnt kostru implementacie OpenCL. Krok po kroku prej-
deme vytvorenie OpenCL objektov, ktoré si nevyhnutné pre kooperaciu hostitela

(CPU) so zariadenim (GPU). Popiseme vztah medzi zariadenim, kontextom,
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programom, kernelom, paméitovymi objektami a prikazovymi radami.
Ulohou funkcie getErrorString je sprava chybovych hldseni, ktoré vracaji funkcie
z OpenCL API pri ich nespravnom pouziti.

Hned po zahrnuti OpenCL kniznic (#include CL/cl.h) do aplikécie definujeme
nazvy premennych, ktoré budeme neskor pouzivat. V prvom kroku ziskame infor-
méaciu o dostupnych platformach a zariadeniach v systéme.

11 /*START MAIN FUNCTION*/
12 int main(int argc, char **argvﬂ

13 {

14 cl_uint num_platforms = @, num_devices = @, num_kernels = 1;

15 cl_uint chosen_device, chosen_platform;

16

17 //Loading platform IDs.

18 cl_char platform_info[1024] = { @ };

19 getErrorstring(clGetPlatformIDs(5, &platform, &num_platforms));

20 if (!num_platforms)

21 printf("ERROR: No platforms has been found for chosen platform\n"); exit(1);
22 chosen_platform = wait_for_user_choice(num_platforms);

23 getErrorstring(clGetPlatformInfo(platform[chosen_platform], CL_PLATFORM_NAME,
24 sizeof(platform_info), platform_info, NULL));

Funkcia clGetPlatformIDs na 19. riadku nam vréati na adrese platform|] zoznam
vsetkych dostupnych platforiem v systéme a na adresu num__platforms zapise ich
pocet. Funkcia clGetPlatformInfo na riadku 23 nam vrati informacie o konkrétnej
platforme zo zoznamu platform/]. Podla toho akt informdciu chceme obdrzat, mu-
sime nastavif konkrétny flag v prvom argumente funkcie. V tomto pripade chceme
ziskat nazov platformy ¢omu odpovedd flag CL. PLATFORM__NAME v prvom ar-

gumente funkcie.

26 //Loading device IDs
27 ¢l char device _info[1©24] = { @ };
28 getErrorString(clGetDeviceIDs(platform[chosen_platform], CL_DEVICE_TYPE_GPU,

29 1, &device, &num_devices));
39 if (!num_devices)
31 printf("ERROR: No devices has been found for chosen platform\n"); exit(1);

32 chosen_device = wait_for_user_choice(num_devices);
33 getErrorsString(clGetDeviceInfo(device[chosen_device], CL_DEVICE_NAME,
34 sizeof(device_info), device_info, NULL));

Ked uz mame k dispozicii list vSetkych dostupnych platforiem, mézeme pomo-
cou funkcie clGetDevicelDs na riadku 28 zistit dostupné zariadenia pre konkrétnu
platformu. Vsetky najdené zariadenia sa zapisu na adresu zoznamu device a ich po-
¢et na adresu num__devices. Prvym argumentom nastavujeme typ zariadeni ktoré
chceme hladat (CL._ DEVICE TYPE GPUvs CL_ DEVICE TYPE CPU). Dru-
hym argumentom mozeme nastavit kolko zariadeni daného typu chceme najst. Fun-

kciou clGetDevicelnfo ziskame pozadované informécie o vybranom zariadeni.
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36 //Creating command queue and context for chosen device.

37 cl_context_properties props[3] = { CL_CONTEXT_PLATFORM, @, @ };
38 props[1] = (cl_context_properties)platform[chosen_platform];

39 ctx = clCreateContext(props, num_devices, &device[chosen_device],
40 NULL, NULL, &err);

41 getErrorString(err);

42 queue = clCreateCommandQueue(ctx, device[chosen_device],

43 CL_QUEUE_PROFILING_ENABLE, &err);

44  getErrorString(err);

Uz sme nasli ID zariadenia, s ktorym chceme dalej pracovat. Toto ID moze
byt asociované s nejakym kontextom. OpenCL API pouziva kontext na spravu
prikazovej rady, programovych objektov, kernelovych objektov a rovnako
sa pouziva aj pri transfere paméti medzi hostitelom a vybranym zariadenim.
Kontext moze byt asociovany s viacerymi zariadeniami. Na jeho vytvorenie slizi
funkcia - clCreateContext - voland na riadku 39.

Jej nultym argumentom je zoznam vlastnosti props, ktory je definovany na riad-
koch 37, 38. Nulty element pola props je CL_ CONTEXT PLATFORM a znadi, zZe
chceme vytvorit kontext pre platformu s ID zadanym na prvom mieste v tomto poli.

Prvy argument clCreateContext oznacuje pocet zariadeni v zozname device a
druhym argumentom je samotny zoznam zariadeni - device. Ak vSetko prebehne
uspesne, funkcia vrati hodnotu cl_context.

Na riadku 42 je volana funkcia clCreateCommandQueue, ktora na zaklade Spe-
cifického kontextu vytvori prikazovi radu. Prikazova rada bude dalej slizit k
posielaniu prikazov z hostitela do zariadenia, ktoré je asociované s kontextom. Dru-
hym argumentom je v tomto pripade flag CL,_ QUEUFE_PROFILING _ENABLED,
ktory povoli profilovanie, resp. casovanie transferu dat a vykonavania kernelu po-
mocou udalosti (vid. Udalosti a ich monitorovanie). Ak kontext obsahuje zariadenia
typu GPU aj CPU, je nutné vytvorit pre oba typy individudlnu prikazovia radu.
Funkcia clCreateCommandQueue vrati hodnotu cl__command__queue.

46 //Loading source code from e file.

47 long opencl_file_size;

48 const char *filename = "device.cl";

49 const char *kernel_code = load_program_source(filename, &opencl_file_size);
50 program = clCreateProgramWithSource(ctx, num_kernels,

51 (const char **)&kernel_code, NULL, &err);
52 getErrorString(err);

Sucastou OpenCL programu je kolekcia kernelov. Kernely st pisané v OpenCL
C jazyku a si kompilované pre konkrétne zariadenia az za behu programu. Ako
sme spomenuli vyssie, kernel je oznaceny identifikatorom kernel a je definovany

dvoma roéznymi sposobmi:
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» ako pole konstantnych retazcov v hostitelskom programe

o ako klasicka funkcia v separatnom siibore.

Programovy objekt je vytvoreny funkciou clCreateProgram WithSource. Tento
objekt enkapsuluje zdrojovy program alebo binarny stubor, poslednii ispesne skompi-
lovanu verziu programu, zoznam zariadeni, pre ktoré je program urceny a nastavenia
pre zostavenie programu (angl. building options). V tejto ilustracii poc¢itame s tym,
ze samotny kernel (vid obr. 3.4 vlavo) je ulozeny v separatnom sibore, takze ho
potrebujem nacitat do konstantného retazca, ¢o sa deje na riadku 49 pomocou fun-
kcie load__program__source. Keby sme do programového objektu chceli zahrntt viac
zdrojovych suborov s kernelmi, musime vytvorit pole refazcov, kde kazdy z nich
bude uchovavat obsah jednotlivych zdrojovych stiborov. Ich pocet definujeme v 1.
argumente funkcie clCreate Program WithSource, ktora je volana na riadku 50.

54 //Building program.

55 err = clBuildProgram(program, @, NULL, NULL, NULL, NULL);
56 if (err < @) {

57 getErrorstring(err);

58 size t log_size = @;

59 ///Find size of log and print to std output

60 clGetProgramBuildInfo(program, device[chosen_device],

61 CL_PROGRAM BUILD_LOG, @, NULL, &log size);
62 char *program_log = (char*)malloc(log_size + 1);

63 program_log[log_size] = '\@';

64 clGetProgramBuildInfo(program, device[chosen_device],

65 CL_PROGRAM_BUILD_LOG, log_size + 1, program_log, NULL);
66 printf("Build info:\n%s\n", program_log);

67 free(program_log);

68 exit(1);

69 }

Ked uz mame vytvoreny programovy objekt, je na case prejst k dalsiemu kroku,
¢im je kompilécia a linkovanie programového objektu. Spustitelny program (angl.
executable) je zostaveny prostrednictvom funkcie clBuildProgram na riadku 55. Ci
je tento program zostaveny pre jedno alebo viac zariadeni, je definované uz v samot-
nom programovom objekte cl_program, ktory je do funkcie clBuildProgram predany
pomocou nultého argumentu. Tretim argumentom je mozné predat funkcii clBu-
ildProgram Specialne nastavenia pre kompilator. Jedna sa napriklad o nastavenia
preprocesoru, optimalizacie a vstavanych matematickych operacii.

Pocas kompilacie programového objektu moze dojst k roznym chybam. Tieto
chyby st ukladané do logu, ktory je stucastou programového objektu. Pristup do
logu je mozny prostrednictvom funkcie clGetProgramBuildInfo volanej na riadku
64.

Akonahle mame k dispozicii spustitelny program, mozeme vytvorit objekt ker-
nelu - c¢l_kernel. Kazdy objekt kernelu enkapsuluje samostatny kernel spolu s ar-

gumentami, ktoré st s nim asociované. Funkcia clCreateKernel volana na riadku
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71 //Creating kernel.

72 char kernelname[100];

73 sprintf(kernelname, "kernel%d", @);

74 kernel = clCreateKernel(program, kernelname, &err);
75 getErrorString(err);

74, nam teda vrati objekt cl_kernel, ktory bude neskor priradeny do uz vytvorenej,
prikazovej rady. Este pred tym je vSsak nevyhnutné nastavif argumenty pre objekt
kernelu. Ak kernel na vstupe pozaduje nejaké pamitové objekty (buffer, obraz),

je nutné tieto objekty najskor definovaf.

77 //Creating buffers with data.

78 «cl_ int N = 1@24;

79 size_t d_input_size = N * sizeof(cl_int);

80 size t d_output_size = N * sizeof(cl int);

81 int *h_input = (int*)malloc(d_input_size);

g2 for (int i = @; i < N; i++)

83 h_input[i] = i;

g4 int *h_output = (int*)malloc(d_output_size);

85 memset(h_output, @, d_output_size);

86

87 «c¢l_mem d_input = clCreateBuffer(ctx, CL_MEM_READ_ONLY, d_input_size, NULL, &err);
88 getErrorString(err);

89 ¢l mem d_output = clCreateBuffer(ctx, CL_MEM_READ WRITE, d_output_size, NULL, &err);
2o getErrorString(err);

Na riadkoch 81-85 sme alokovali a inicializovali paméatovy zasobnik umiestneny
v hostitelskej RAM. Kernel vsak k tejto paméati dosah nemé (za podmienok v
ilustrovanom priklade), a preto je nutné alokovat rovnako velky regiéon paméti aj
v zariadeni, kam sa pamét z RAM hostitela nasledne prekopiruje. Paméat na za-
riadeni je alokovana funkciami clCreateBuffer na riadkoch 87 a 89. Je explicitne
definovand kontextom (cl_context), typom pamati (CL_MEM_READ_WRITE |
CL_MEM READ_ONLY | CL_MEM WRITE ONLY) a jej velkostou.

92 //Setting kernel arguments.

93 getErrorString(clSetKernelArg(kernel, @, sizeof(cl _mem), (void*)&d_input));
94 getErrorString(clSetKernelArg(kernel, 1, sizeof(cl mem), (void*)&d_output));

95 getErrorString(clSetKernelArg(kernel, 2, sizeof(int), (void*)&N));

Teraz mézeme pristipit k nastaveniu argumentov kernelu, ¢o vykondme fun-
kciou clSetKernelArg na riadkoch 93-95. Kazdy jeden argument sa nastavuje jednym
volanim tejto funkcie. Parametrami funkcie clSetKernelArg si objekt kernelu, pora-
die nastavovaného argumentu, velkost paméti, ktord je cez argument predavand a
ukazovatel na tito pamaét.

V tomto bode vsetky argumenty kernelu referuju ku konkrétnej pamétovej ob-
lasti. Posledné vec pred samotnym vykonanim kernelu je prekopirovat data ini-

cializované na hostitelovi (CPU) do paméti zariadenia (GPU), ku ktorej ma pristup
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aj samotny kernel. Rovnako ako CUDA, aj OpenCL pontika ekvivalentné spdsoby
transferu paméti medzi hostitelom a zariadeniami, ktoré v principe funguju rov-
nako ako v CUDA (vid. Pamét s blokovanym strankovanim (page-locked memory),

Nekopirovand pamét s blokovanym strankovanim (zero-copy memory)):

« kopirovanie strankovanej pamaiti hostitela do pamati zariadenia
» kopirovanie nestrankovanej pamaiti hostitela do paméti zariadenia
« mapovanie strankovanej pamati hostitela do paméti zariadenia

« mapovanie nestrankovanej pamaiti hostitela do paméti zariadenia

97 const size t local[3] = { 32, @, @ };

98 const size_t global[3] = { 1024, @, © };

99 //Writting data from host to device.

100 getErrorString(clEnqueuelWriteBuffer(queue, d_input, CL_TRUE, @, d_input_size,

101 h_input, @, NULL, NULL));
102 getErrorString(clEnqueueWriteBuffer(queue, d_output, CL_TRUE, @, d_output_size,
103 h_output, @, NULL, NULL));

104 clFinish(queue);

105 //Executing kernel.

16 err = clEnqueueNDRangeKernel(queue, kernel, 1, NULL, global, local, @, NULL, NULL);
187 clFinish(queue);

108 //Writting data from device to host.

109 getErrorString(clEnqueueReadBuffer(queue, d_output, CL_TRUE, @, d_output_size,

110 h_output, @, NULL, NULL));

111 clFinish(queue);

Pre ilustraciu pouzijeme najjednoduchsi sposob, ¢im je kopirovanie strankova-
nej pamati hostitela do zariadenia. O to sa postara funkcia clEngueueWriteBuf-
fer (riadky 100-103), ktord zaradi prikaz na zapis do prikazovej rady. Z toho vy-
plyva, ze vstupné parametre tejto funkcie musia zahinat objekt prikazovej rady -
cl_command_queue. Dalsimi dolezitymi argumentami funkcie clEnqueue WriteBuf-
fer je ukazovatel na pamétovi oblast (buffer) v zariadeni, do ktorého sa bude za-
pisovat, velkost tejto paméti a ukazovatel na pamét v hostitelovi, z ktorej sa data
budt kopirovaf.

Na riadku 106 sa vola funkcia clEnqueueNDRangeKernel, ktora zapise prikaz na
vykonanie kernelu do prikazovej rady. Nultym argumentom je teda objekt prikazo-
vej rady cl_command__queue a prvym argumentom je objekt kernelu, ktory sa ma
vykonat cl_kernel.

Z kapitoly Vykonny model vyplyva, ze kazdy pracovny element spracovava svoju
instanciu kernelu. OpenCL vyuziva zariadenia na paralelné vypocty tak, ze jednot-
livé instancie kernelu su vykonavané na roznych castiach N-dimenzionalneho pries-
toru NDRange. Druhy argument funkcie clEnqueue NDRangeKernel udava pocet di-

menzii priestoru. Stvrty argument udava globalny pocet pracovnych elementov vo
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vsetkych dimenziach a piaty argument udava pocet pracovnych elementov v jednej
pracovnej skupine.

Funkcia clEngueueReadBuffer na riadku 109 méa rovnaké parametre ako clEn-
gueue WriteBuffer. Jedinym rozdielom je, ze v tomto pripade transfer dat prebieha

opacne - z paméti zariadenia (GPU) do paméti hostitela (CPU).

113 for (int 1 = @; i < N; i++)

114 printf("%d\n", h_output[i]);
115

116 //Release CPU memory objects.
117 free(h_output);

118 free(h_input);

119 //Release OpenCL memory objects.
120 clReleaseMemObject(d_output);
121 clReleaseMemObject(d_input);

122 clReleaseProgram(program);

123 clReleaseKernel (kernel);

124 clReleaseCommandQueue(queue);
125 clReleaseContext(ctx);

126 return 9,

127 '}

128 /*END MAIN FUNCTION*/

Na zaver programu prebehne vypisanie elementov vysledného vektoru do konzole
a uvolnenie vsetkych alokovanych objektov ako v pamati hostitela tak aj v paméti
zariadenia [10],[8].

3.4 Udalosti a ich monitorovanie

Udalosti (angl. events) st objekty datového typu cl _event. Tvoria interface me-
dzi hostitelskou aplikdciou a OpenCL implementaciou. Moézeme ich pouzif troma

roznymi spésobmi [8], [8],[9]:

1. Monitorovanie OpenCL operacii a prikazov. Operaciami sa rozumie pre-
dovsetkym transfer dat medzi zariadenim a hostitelom, a vykonanie kernelu v NDRange
priestore. V. OpenCL udalosti $pecifikuji aktualny stav prikazov zaradenych
do prikazovej rady. M6zu oznamovat hostitelovi, ze dany prikaz v prikazovej rade

bol na zariadeni tispesne dokonceny.
2. Synchronizacia prikazov. Dalsou uzitocnou vlastnostou udalosti je moznost

synchronizacie prikazov. Napriklad prikaz na vykonanie kernelu, ktory bol za-

radeny do prikazovej rady, bude ¢akat, kym sa vykonaji vsetky potrebné transfery
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dat z hostitela do zariadenia a az po ich dokonceni sa sam vykonda. V predcha-
dzajicej kapitole sme si mohli v8§imnit prikazy clEnqueue{Read/Write}Buffer alebo
clEnqueueNDRangeKernel.

clEnqueueReadBuffer (x*x, cl_uint num_events_in_wait_list,
const cl_event *event_wait_list,

cl_event *event);

Kazdy z tychto prikazov pred samotnym vykonanim, musi ¢akat na dokonce-
nie num__events in_wait list udalosti v zozname event wait list. Po dokonceni
prikazu clEnqueueReadBuffer by mal posledny z parametrov event obsahovat po-
inter k udalosti cl_event. Udalost moze byt néasledne pouzita k sledovaniu prikazu

clEnqueueReadBuffer, ktory je zaradeny do prikazovej rady.

3. Profilovanie udalosti. Profilovanie je dolezity nastroj na optimalizovanie vy-
konu aplikacii. V OpenCL k tomu slizia cl_event udalosti, ktoré obsahuju informa-
ciu o casovani. Tato informéciu je mozné ziskat funkciou clGetFEventProfilingInfo.
Na to, aby sme obdrzat informaciu o ¢asovani urcitej operacie, musi byt prikazova
rada, do ktorej bola tato operéacia zaclenend, vytvorena s flagom

CL_QUEUE_ PROFILING ENABLE.

clCreateCommandQueue(***, CL_QUEUE_PROFILING_ENABLE, ***)

Ak uz mame vytvorenu prikazovi radu s povolenym profilovanim, tak mézeme po-

uzit funckiu

cl_int clGetEventProfilingInfo(cl_event event,
cl_profiling_info param_name,
size_t param_value_size,
void *param_value,

size_t *param_value_size_ret);

Volbou parametru param_ name ur¢ime, aki ¢asovi znacku chceme ziskat. Mame

na vyber z nasledujicich parametrov:

« CL_PROFILING_COMMAND__START - cas spustenie prikazu

« CL_PROFILING_COMMAND__END - c¢as ukoncenia prikazu

« CL_PROFILING_COMMAND__QUEUED - cas zaradenia prikazu do
prikazovej rady

« CL_PROFILING_COMMAND_SUBMIT - cas pridelenia zariadeniu,

ktorému odpoveda aktualna prikazova rada
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Na adrese param__value dostaneme 64 bitova ¢l ulong hodnotu, ¢o odpoveda jednej

z vybranych ¢asovych zndmok (v nanosekundach).

3.5 Synchronizacné bariéry

OpenCL C specifikuje tzv. synchronizacné bariéry zaistujtice synchronizaciu pra-
covnych elementov z rovnakej pracovnej skupiny. Bariéra zastavi vykonavanie pra-
covného elementu v urcitom bode kernelu a pocka, kym vSetky ostatné pracovné
elementy z rovnakej pracovnej skupiny dosiahnu rovnaky bod v kerneli. Tieto bari-
éry vsak nedokazu synchronizovat pracovné elementy z réznych pracovnych skupin.
Ak by sme chceli synchronizovat pracovné elementy z roznych pracovnych skupin,

musime cakat, kym sa vykonavanie kernelu tiplne dokon¢i. Pozname 2 druhy bariér:

e barrier(CLK__LOCAL_MEM__FENCE); - zarucCuje spravne poradie ope-
racii v lokalnej paméti. Pouziva sa najma pri ¢itani za zapise do lokdlnej pamdti
oznacenej identifikdtorom __ local.

e barrier(CLK__GLOBAL__MEM__FENCE); - Pouziva sa najma pri ¢itani

za zapise do globdlnej pamdti oznacenej identifikatorom _ global.

V zriedkavych pripadoch, ked chceme pouzit obe bariéry naraz, pouzijeme bar-
rier(CLK_LOCAL_MEM _FENCE | CLK_GLOBAL_MEM _FENCE)[9]
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4 CUDA VS OPENCL FRAMEWORK

V tejto kapitole uvedieme pozitiva a negativa oboch softvérovych architektir.

Ko6d OpenCL je prenosny medzi HW od réznych vyrobcov. Kedze kazdy vyrobca
do svojich zariadeni vklada svoju jedineéni hardvérovi architektiru, je délezité, aby
programator pochopil komplikovany koncept zariadenia, pre ktoré aplikaciu vyvija.
To vedie k oznaceniu OpenCL za néarocnejsi nastroj pri GPGPU programovani v
porovnani s CUDA. Dalsou datiou za vysokd portabilitu OpenCL kédu, je strata
optimalizacie pri migracii kodu medzi platformami. Pouzitie OpenCL frameworku
pre GPGPU sa javi ako dobra volba v pripade, ze programator pracuje s aplika-
ciami, ktoré nepodporuju framework CUDA. Napriklad na pracu s multimédiami,
kde je potrebny masivny vypoctovy vykon pre rendering, je urcite lepsou volbou
OpenCL s grafickou kartou od AMD. Karty od NVIDIA tiez podporuji OpenCL

framework, no nie st tak efektivne ako v pripade AMD Kkariet.

Proprietarne pravo na CUDA softvérovi architektiru mé spolocnost NVIDIA,
¢o z nej robi vyvojarsky nastroj aplikovatelny iba na hardvér od NVIDIe. Zjed-
nodusuje niektoré programovacie konstrukcie a mechanizmy, ¢o ju v porovnani s
OpenCL robi jednoduchsim néastrojom pre zaciatoc¢nikov v oblasti GPGPU. Pretoze
CUDA je kompatibilné iba s HW od jediného vyrobcu, optimalizacia kodu pre rozne
platformy by mala byt viac deterministickd. NVIDIA vedie spolahlivii vyvojarsku
komunitu specializovanu prave na CUDA, s ktorou bol aj vyvoj tejto prace ¢iastoéne

konzultovany.

V tejto praci sa snazime pomocou GPGPU optimalizovat cast programu deteku-
juceho defekty na netkanom textile v redlnom priemysle 24/7. Zo zadania teda ply-
nie, ze platforma, na ktorej sa bude optimalizovany program vykonavat, je nemenna
a tym padom nemusi byt zabezpecena prenositelnost koédu medzi platformami od

roznych vyrobcov. Je teda jasné, ze volba CUDA SW architektiry je lepSia volba.
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5 VYBER EXPERIMENTALNEHO HW

Tento krok bol konzultovany vo vyvojarskej komunite spolo¢nosti NVIDIA. Pozia-
davkou bolo, najst vhodny hardvér s paralelnou architektirou (GPU), ktory by bol
schopny cez PCle gen3x16 prijat, spracovat a odoslat vysledok spét do rézie CPU s
rychlostou toku 1,6GB/s. Riadkovad kamera bude mat frekvenciu snimania 200kHz
(vid. 9.1), ¢o znamena, ze do frame grabberu posiela cez sériovy interface CoaXPress
200 000 snimkov s rozlisenim 8192pix. Frame grabber (vid. 9.3) slizi ako zasobnik
dat medzi vypoctovou jednotkou (CPU) a kamerou. Ked st déata z kamery pripra-
vené v zasobniku, CPU poziada o dorucenie jedného obrazu s rozlisenim 8192x1024
pixelov. Ulohou samotného GPU teda bude predspracovany obraz prijat z CPU,
vykonat optimalizovany paralelny vypocet na detekciu defektov a nésledne poslat
spat do CPU.
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Obr. 5.1: Mikroarchitektura Pascal zvolenej grafickej karty NVIDIA GeForce GTX
1050Ti.[17]

Na zaklade tychto poziadavok vsak nie je mozné urcit konkrétnu graficka kartu.
Urcite sa zatial neoplati investovat do high-end Tesla grafickych kariet pre datové
centra v priemysle 24 /7, ktoré st predavané za viac ako 50000K¢. V pociato¢nom
stadiu vyvoja eSte nie sme schopni na 100% tvrdit, Ze optimalizdcia pomocou GPU
bude racionalny krok alebo prave naopak. Preto sme sa rozhodli kipit lacnejsiu,
experimentalnu grafickii kartu NVIDIA GeForce GTX 1050Ti. V pomere ce-
na/kvalita tato karta disponuje nadstandardnymi vykonom vdaka 4GB globalnej
pamati a modernej mikroarchitektire Pascal, ktord si popiSeme nizsie. To bol je-

den z hlavnych dévodov preco sme sa rozhodli pouzit ju na experimentalne cely.
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Architektura modernych grafickych kariet je velmi komplexnd, no napriek tomu sa
pokisime popisat zlozenie jej Casti, ktoré maju urc¢ity suvis s optimalizaciou aktu-
alneho sekvencéného algoritmu.

Hardvér tejto grafickej karty je zlozeny z dvoch GPC (angl. Graphics Processing
Clusters), Siestich SM a styroch 32-bitovych paméatovych ovladacov. Graficky ¢ip je
128-bitovou pamétovou zbernicou (4 x 32-bit) spojeny s grafickou pamétou GDDR5
s kapacitou 4GB.
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Instruction Buffer Instruction Buffer
Warp Scheduler Warp Scheduler

Dispach Unit Ui i " Dispatch Urit
* +
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Core |Core | | Cors Lo Com  LDiET | SFU
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Core. Core WS 5 [
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Texture /L1 Cache

Tex

Instruction Buffer
Wisrp Scheduler

Obr. 5.2: Dispozicia streaming multiprocesoru (SM) grafickej karty NVIDIA Ge-
Force GTX 1050Ti.[12]

Kazdy SM obsahuje PolyMorph Engine, ktory umozinuje vertexovym shaderom
¢itat data z textir, transformovat ich a upravovat perspektivu. Okrem PolyMorph
Enginu je sticastou SM aj 128 CUDA jadier (dohromady 1152 CUDA jadier v GPU),
256kB registrov, 96kB zdielanej paméti, 48kB L1 medzipaméti a 8 textirovych
jednotiek.

Jedna z najdolezitejsich technologii, ktora sa objavuje naprie¢ vsetkymi architek-
tirami od Fermi az po Pascal, je GigaThread ™planovac¢ vlakien. Tento planovac,

rozdeluje vlaknové bloky medzi jednotlivé SM, ¢o sa deje na urovni grafického ¢ipu.
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time

Obr. 5.3: Princip warpového planovaca v SM.[14]

SM je vysoko paralelny multiprocesor, ktory planuje distribuovanie warpov (sku-
pin 32 vldkien) medzi svoje CUDA jadra. Kazdy multiprocesor (SM) obsahuje 4
planovace warpov a 8 IDU (angl. Instruction Dispatch Units), ¢o umoznuje mul-
tiprocesoru vykonavat 4 warpy stcasne. Styri planovade warpov vyberd 4 warpy a
na kazdom z nich prevedi 2 nezdvislé instrukcie v kazdom hodinovom cykle (vid
obr.5.3)[14],[12].
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6 VYBRANE OPTIMALIZACNE POSTUPY

Optimalizacnych stratégii je vo svete paralelného programovania heterogénnych za-
riadeni netirekom. V tejto diplomovej praci urc¢ite nestihne implementovat a popisat
vacsinu z nich. Niektoré z optimalizacnych stratégii vSak maji vyssiu prioritu pred
ostatnymi. Pocas paralelizacie sekvencného algoritmu sa teda budeme snazit vyuzit
metody s najvyssim vplyvom na vykon programu. Tieto metody budi vysvetlené v
nasledujucich sekciach. Este pred tym vSak uvedieme zoznam najbeznejsich optima-

liza¢nych metéd [9].

1. - Minimalizacia prenosu pamiti medzi GPU a CPU + preferovanie
pristupov do globalnej pamati oproti pristupom do pamati hostitela.

2. - Jeden objemny transfer dat je priaznivejsi ako mnohé parcialne transfery.

3. - Splyvajuci pristup do globalnej pamiti GPU.

4. - Pouzitie zdielanej paméati zarucuje az 100x rychlejsi pristup k datam. Treba
sa vyvarovat jej pretazeniu, ¢o by viedlo k uloZeniu casti dat do globalnej
pamati. Sluzi na komunikaciu vldkien z jedného vlaknového bloku.

5. - Vyhybanie sa bankovym konfliktom, ktoré zvysuji pocet sekvenc-
nych instrukcii vykonanych nad warpom.

6. - Pocet paralelne beziacich blokov by mal byt minimalne rovny poc¢tu SM.

7. - Pocet vlakien by mal byt nasobkom velkosti warpu.

8. - Zabranenie divergencie vlakien v rdmci jedného warpu.

9. - Pokial je to mozné, vyhybat sa synchronizacii vlakien.

10. - Low-level optimalizacia na trovni inStrukcii

6.1 Rozvetvovanie a divergencia

Kazda programova instrukcia deliaca vykonavanie kédu do viacerych vetiev moze
vyrazne ovplyvnit vykonnost aplikdcie. Takymito instrukciami su napriklad (switch,
if, do, for, while). V kapitole 5 sme spominali, ze multiprocesory (SM) v modernej-
sich grafickych kartach st schopné vykonavat instrukcie az na 4 warpoch stucasne.
Divergencia a rozvetvovanie bohuzial prindsa zvySovanie poc¢tu instrukcii na jednom
warpe.

Nizsie navrhnuté implementécia kernelu (vid. 7), ktori sme navrhli v tejto praci
sa vSak bez rozvetvenia toku programu nezaobide. Pretoze sposob distribuovania
warpov medzi multiprocesory (SM) je deterministicky, je mozne kazda instrukciu
riadiacu tok programu napisat tak, aby sa minimalizoval pocet divergentnych war-
pov. Znamenalo by to, Zze vSetkych 32 vldkien z jedného warpu, ktoré su aktudlne

priradené multiprocesoru, budi pokracovat v rovnakej vetve programu [7], [9].
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6.2 Bankové konflikty v zdielanej pamaéti

Zdielana pamaéf je rozdelena na rovnako velké paméatové moduly - banky. Jednotlivé
vlakna moézu za urcitych podmienok naraz pristupovat k N adresam, ktoré odpove-
daji N réznym pamétovym bankam. To znamena, Ze rychlost pristupu bude N-krdt
rychlejsia ako sekvencény pristup do jednotlivych bank.

Ak chce niekolko vlakien pristupovat na adresu v rovnakej pamétovej banke,
dochadza k bankovému konfliktu a tento pristup bude serializovany. Hardware
totiz rozdeli konfliktné pristupy na niekolko bezkonfliktovych, ktoré sa vykonaju
sekvencne za sebou. To vedie k znizeniu vykonu.

St tu vsak dve vynimky - broadcast a multicast. Prva z nich nastava v pripade,
ze vSetky vladkna z warpu pristupuji na adresu v rovnakej banke. Hodnota na tejto
adrese bude precitana iba raz a nasledne broadcastovana medzi vsSetky vlakna z
warpu. Multicast je zredukovana verzia broadcastu a nastava prave vtedy, ak iba

niekolko vlakien z jedného warpu pristupuje do rovnakej banky.
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‘ :

BEEIEEREEE
HHE

HHH |
EESEas |
| | i

«— Slova

b)

|
Pamitové banky —== Pamatové banky —s=
E IIlIIIIlIIIIIIl E
w " (%]
l c) l d)
Pamitové banky —a=
E s 7l777;777..777r277;7 HH N BN
> ‘ | |
\11. | - . || - || -
| - | || - | -
‘ E N
| ‘ - ! | - m -
|
| e)

Obr. 6.1: Bankové konflikty.

Zdielana paméat obsahuje 32 bank a adresovy priestor v kazdej z nich je zarov-
nany na 32-bitové slova. Priepustnost zdielanej paméti je 32-bitov na jednu pamé-
tovi banku za jeden hodinovy cyklus. Jeden z najprirodzenejsich sposobov pristupu
vlakien do zdielanej pamati je pomocou indexu threadIdx. Predpokladajme, Ze pra-
cujeme s polom slov (integers) ulozenym v zdielanej paméti. K jednotlivym prvkom

pola budeme pristupovat prostrednictvom nasobkov indexu threadldx.
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Na obrazku 6.1 st zobrazené rozne sposoby pristupov do zdielanej paméti:

(a)

(b)

Vsetky vlakna z jedného warpu pristupuju do jednej banky, takze sa jedné o
broadcast. K tejto situdcii ddjde napriklad po vykonani prikazov arr/threadldz.z*0],
arr[12], arr[blockldz.z*3)].

V tomto pripade, kazdé vlakno z jedného warpu pristupuje k slovu na pozicii
threadldz.xz. Napriklad arr[threadldz.x]. ZabezpeCeny rovnako rychly pristup
ako v pripade (a).

Vldkna z warpu pristupuji k adresam, ktoré si 2-nasobkom ich threadldx.x.
arrfthreadldz.z*2]. Tento pristup vsak bude pomalsi ako predchédzajice, pre-
toze vlakna pristupuju k 2 hodnotam z kazdej druhej banky.

Vldkna z warpu pristupuji k adresam, ktoré si 3-nasobkom ich threadldx.x.
arrfthreadldz.z*3]. Tento pristup bude rovnako rychly ako v pripade (a) a (b).
Nedochadza k bankovym konfliktom.

Vlakna z warpu pristupuji k adresam, ktoré si 12-nasobkom ich threadldx.x.
arrfthreadldz.z*12]. Tento pristup je velmi pomaly, pretoze sa jednd, pretoze

vlakna pristupuji k 4 hodnotam kazdej 4. banky.

Nastastie, v modernejsich grafickych kartach nam HW pomaha skryt latenciu

sposobent bankovymi konfliktmi. Ak na SM bezi vela vlakien naraz, planovac pri-

tomny v SM je schopny v pripade bankového konfliktu prepnit na iny warp.

6.3 Splyvajuci pristup do globalnej pamiati GPU

Jedna z najdolezitejsich veci, na ktoré treba dbat pri optimalizacii kddu urcéeného

pre CUDA GPU architektiru je zarucenie splyvania pristupov do globalnej pa-

miti DRAM. GPU to umoznuje prostrednictvom vlakien z jedného poloviéného

warpu - skupiny 16 sekvenénych vlakien. Tymto sposobom je mozné zredukovat

pocet pamétovych transakcii na minimum. Globalna paméft je usporiadana do seg-

mentov s velkostou zarovnanou na 16 a 32 slov. Na obrazku 6.2 je uvedeny priklad,

kde st znazornené dva 128 bajtové segmenty (odliSené farebne). Dole na obrazku je

tzv. poloviény warp, ktorého vladkna pristupuji k 16 32-bitovym slovam spodnej

casti segmentu.

Aby sme pristup do globédlnej paméti mohli povazovat za splyvajici, musia vldkna

z poloviéného warpu pristupovat k:

8-bitovym slovam 32 bajtového segmentu alebo
16-bitovym slovam 64 bajtového segmentu, alebo

32-bitovym/64-bitovym slovam 128 bajtového segmentu.
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} 64B aligned segment

}1288 aligned segment

HEEEEEEEENEEEEEN

Half warp of threads

Obr. 6.2: Dva 128-bajtové segmenty v globélnej pamati.|9)

Prvy koncept splyvajiceho pristupu je ilustrovany na obrazku 6.3. K-té vlakno
pristupuje ku k-tému slovu v segmente. Ide o pristup do sekvencnej pamiti
zarovnanej so segmentom. Vsetky vldkna sa vSak nemusia podielat na pristupe.
Ak vldkna pristupuji k 16 32-bitovym slovam, vykond sa jedind 64 bajtova SIMD
transakcia, a to aj v pripade, ze by vlakna pristupovali zmiesane k réoznym slovam

tohto segmentu.

| R0 L0 L0 L L L LD LA A S O L L

Obr. 6.3: Pristup do sekvencnej paméti zarovnanej so segmentom. 9]

Druhy koncept ilustruje situaciu, v ktorej vlakna poloviécného warpu sice pristu-
puju do sekvencnej paméti, no tato pamét nie je zarovnana so segmentom. Hovorime
o pristupe s offsetom. Mézu nastat dva pripady. Ak adresovy priestor, do kto-
rého jednotlivé vldkna pristupuji, odpoveda 128 bajtovému segmentu, tak sa vykona
jedind 128-bajtova SIMD instrukcia (vid obr. 6.3). Ak by vlédkna pristupovali k ad-
resam dvoch roznych 128-bajtovych segmentov, ako je uvedené na obr. 6.4, tak by
sa musela vykonat jedna 32-bajtova a jedna 64-bajtova instrukcia.

Ako dokaz drastického zniZenia vykonu v pripade pristupu do pamiti s off-
setom bol prevedeny test na grafickych kartach GTX280 a GTX8800. Vysledky st
znazornené na obrazku 6.5. Z grafu vyplyva, Ze pristup vlakien do globalnej paméti
s offsetom 0 a 16 vyzaduje iba jednu instrukciu. Naopak, offset vacsi ako 0 a mensi
ako 16 sposobi v pripade GPU GTX 8800 az 8-nasobnu degradaciu vykonu.

Dalsim konceptom je pristup do pamiiti s ré6znym krokom. Na obrazku 6.6

vlakna poloviéného warpu pristupuju do paméatového segmentu s krokom 2.
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Obr. 6.4: Pristup do sekvencnej paméati nezarovnanej so segmentom.|9]
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Obr. 6.5: Zavislost priepustnosti na zvolenom offsete.[9)]

HEES T

Obr. 6.6: Pristup do sekvencénej paméti s roznym krokom.[9]

Vldkna budu pristupovat na kazdd druht poziciu v paméatovom segmente. V

tomto pripade sa sice vykona iba jedna 128-bajtova insStrukcia, no na obrazku je
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vidiet, Ze vela adries v segmente ostane nevyuzitych. Naviac, s rastiicou hodnotou
kroku, by sa exponencialne znizoval vykon, pretoze vlakna by z jedného poloviéného

warpu pristupovali do réznych segmentov.[9], [7]

6.4 Optimalizacia datového transferu

Pri optimalizacii sériového kédu prevodom na paralelny kod, je potrebné dbat na
fakt, ze paralelny kéd nebude vykonavany na CPU, ale na urc¢itom zariadeni s para-
lelnou architektirou. V nasom pripade to bude experimentalna graficka karta NVI-
DIA GeForce GTX 1050Ti. Aby sme na obraze s rozlisenim 8192x1024 pixelov,
mohli pomocou paralelného algoritmu detekovat defekty, musime najskor vsetky ob-
razové data skopirovat z paméti CPU do globalnej paméati GPU. Nasim cielom bude
poskytnit tieto data grafickej karte tak, aby sme zachovali maximalnu mozni prie-
pustnost datovych transferov. To mozeme dosiahnuf vyuzivanim paméti s rychlym
pristupom. V tejto kapitole budeme teda diskutovat, rozne sposoby optimalizacie
spominanych datovych transferov.[7],[9]

Priepustnost medzi globalnou paméatou GTX 1050T1i a jej on-chip pamétou (112
GB/sec) je omnoho vyssia ako priepustnost medzi hostitelskou pamatou RAM
a globalnou paméatou GTX 1050Ti (ak pocitame so zbernicou PCI Ezpress z16
Gen?2 tak 8GB/sec). Z toho vyplyva, ze potrebujeme ¢o najviac obmedzit transfery
dat medzi CPU a GPU. Vsetky pomocné premenné by teda mali byt vytvorené/
odstranené uz v paméti zariadenia bez toho, aby sme ich museli kopirovat medzi
paméatami GPU a CPU.

V nasom pripade vsak k takémuto kopirovaniu musi dojst. Kazdy jeden obrazok
textilu je potrebné nakopirovat do paméti zariadenia na to, aby mohol byt podro-
beny paralelnému algoritmu. Priaznivé by urcite bolo kopirovat vsetky tieto data
naraz ako celok, nez vykonavat individudlne pristupy vlakien do paméti s nizkou
priepustnostou.

Ako bolo spomenuté v podkapitole 2.8, spésob ako zrychlit prenos medzi CPU
a GPU je pouzivanim pamdti s blokovanym strankovanim. Pretoze zabezpecenie ¢o
najrychlejsieho transferu dat je v tejto aplikacii kriticky, otestujeme a porovname
rozne druhy, a z vysledkov uréime, ktory z nich by bol najpriaznivejsi.

V navrhnutej optimalizovanej aplikacii budeme okrem iného pracovat aj s pa-
méfovymi zasobnikmi alokovanymi funkciou malloc na CPU. Jednotlivé zasobniky

si dalej zadefinujeme.

« image data - je to ukazovatel na zasobnik s 8192x1024 8-bitovymi hodno-

tami datového typu unsigned char, ktoré reprezentuji jednu snimku textilu.
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o defect_ limits - je to ukazovatel na zasobnik o velkosti 40x1024 hodnét dato-
vého typu (integer). Pocet riadkov tohto zasobniku odpoveda riadkom snimku
(vyske snimku). Napriklad, v pripade detekovanej chyby na suradnici y=123
v zasobniku image_data, sa na riadok 123 v tomto zasobniku ulozi hodnota
suradnice x1 zaciatku chyby a hodnota stradnice x2 konca chyby.

e counter__array - ukazovatel na pole s 1024 hodnotami datového typu integer.
Dizka tohto pola tiez odpovedd vyske snimku. Jednotlivé hodnoty v tomto
poli slizia ako pocitadlo chyb detekovanych na urc¢itych riadkoch v snimku.
Napriklad, ak na stradnici y=123 bola detekovana chyba, tak sa hodnota
na 123. mieste v tomto poli inkrementuje o hodnotu 2 (hodnota x1 a x2).
Vdaka tomuto polu budu vlakna vykonavajice kernel vediet, na aki poziciu

v zasobniku d__defect_limits maji zapisovat stradnice x1 a x2.

Obsah vyssie popisanych zasobnikov sa pri kazdom analyzovanom snimku sko-
piruje do rovnako velkych paméatovych regiénov v globalnej paméti GPU. K tymto
zasobnikom budd mat pristup vsetky vlakna vykonéavajice kernel. Aby sme odlisili
zasobniky na GPU od zasobnikov na CPU, pomenovali sme ich rovnako s tym, ze

sme k ich menam pridali predponu d__ ako device.

« d_image_ data - paméit pre obrazové data (ekvivalent image_ data)

o d_ defect_ limits - paméit pre ukladanie stiradnic zaciatkov a koncov chyb
na jednotlivych riadkoch (ekvivalent defect__ limits)

o d_ counter__ array - pocitadlo zapisanych sturadnic do paméti d_ defect limits.

(ekvivalent counter__array).

Pretoze obe grafické karty z dostupnych systémov HWConfig GT755M a HWCon-
fig GTX1050Tt st od spolocnosti NVIDIA, obe prioritne podporuju softvérovi
architektiru CUDA. To by teoreticky malo znamenat, Ze optimalizdciou pomo-
cou CUDA by sme mohli dosiahnut lepsieho vykonu. Prave preto jednotlivé me-
tody transferu popiSeme na testovacom CUDA programe. Vykonnostny test vSak
prevedieme s oboma nastrojmi (CUDA, OpenCL) na oboch systémoch HWConfig
GT755M a HWConfig GTX1050Ti. V prilozenom CD budi dostupné zdrojové kody

pre testovanie oboch frameworkov.

6.4.1 Kopirovana strankovana pamaét

V tejto sekcii popiseme implementéaciu jedného z najprimitivnejsich sposobov kopi-
rovania pamati medzi hostitelom a zariadenim. V prvom kroku alokujeme na GPU
3 zasobniky d_ image_data, d_ defect_ limits, d_ counter__array. Rovnako

musime na CPU alokovat miesto pre defect_ limits a counter_ array. Zasobnik
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image__data alokovat nemusime, pretoze obrazové data si uz zapisané v RAM na

CPU a ukazovatel na tieto data nazveme input.

defect_limits (int *)malloc(defect_limits_size);
counter_array = (int *)malloc(counter_array_size);

HANDLE_ERROR(cudaMalloc(&d_defect_limits, defect_limits_size));
HANDLE_ERROR(cudaMalloc(&d_counter_array, counter_array_size));
HANDLE_ERROR(cudaMalloc(&d_image_data, size_in));

Tato cast kodu bude staticka a volana iba raz pri inicializacii programu. Tieto za-
sobniky nie je potrebné alokovat vzdy, ked CPU dostane k spracovaniu nova snimku.
Teraz pristipime k casti programu, ktora sa vykona vzdy, ked CPU dostane k spra-
covaniu dal$iu snimku. Pomocou funkcie memset vynulujeme vsetky pomocné za-
sobniky defect_ limits a counter__array a funkciou cudaMemcpy nakopirujeme

ich obsah do alokovanych regiénov v paméti GPU.

HANDLE_ERROR(cudaMemcpy(d_image_data, input,
size_in, cudaMemcpyHostToDevice));
HANDLE_ERROR(cudaMemcpy(d_counter_array, counter_array,
counter_array_size, cudaMemcpyHostToDevice));
HANDLE_ERROR(cudaMemcpy(d_defect_limits, defect_limits,
defect_limits_size, cudaMemcpyHostToDevice));

Teraz zavolame kernel s potrebnymi GPU zasobnikmi medzi jeho parametrami.

cuFindDefects_kernel << < numBlocks, numThreads, localMemSize >> >
(d_image_data, width, height, d_defect_limits,
d_counter_array, limitDown, limitUp);

A na zaver skopirujeme data spat do pamati CPU.

HANDLE_ERROR(cudaMemcpy(defect_limits, d_defect_limits,
defect_limits_size, cudaMemcpyDeviceToHost));

Tento sposob transferu dat by mal byt teoreticky najpomalsi. Jeho rychlost vsak
nezavisi len na hardvérovom vybaveni GPU. Nezanedbatelny vplyv na transfer dat
ma aj CPU, pevny disk, systémové zbernice a rovnako aj operacny systém. Volanim
funkcie cudaMemcpy, CUDA ovlada¢ musi najskor prekopirovat data alokované fun-
kciou malloc zo strankovanej pamaéti (pevny disk) do oblasti paméti s blokovanym
strankovanim (fyzickd pamat RAM). Az potom sa moze zahajit DMA prenos dét
do globéalnej pamati GPU.
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Tab. 6.1: Meranie rychlosti prenosu pre kopirovani strainkovani pamdat. (milise-
kundy)

CPU -> GPU | CUDA | OpenCL

HWConfig GT755M 2,7597 | 2,9189
HWConfig GTX1050Ti | 2,7062 3,1355

6.4.2 Kopirovana pamit s blokovanym strankovanim

Hned po spusteni aplikacie alokujeme funkciou cudaHostMalloc 2 paméatové zasob-
niky defect__limits, counter__array. Na rozdiel od predchadzajticej implemen-
tacie 6.4.1, sme v tomto pripade alokovali paméat na CPU s blokovanym stran-
kovanim. Dalsfm krokom je alokicia 3 pamitovych zasobnikov d_ image data,
d_ defect_ limits, d__counter__array v paméati GPU funkciou cudaMalloc. Tato

alokacia pamétového priestoru sa vykona iba raz v priebehu programu.

HANDLE_ERROR(cudaHostAlloc((void **)&defect_limits, defect_limits_size, ©));
HANDLE_ERROR(cudaHostAlloc((void **)&counter_array, counter_array_size, ©));

HANDLE_ERROR(cudaMalloc(&d_defect_limits, defect_limits_size));
HANDLE_ERROR(cudaMalloc(&d_counter_array, counter_array_size));
HANDLE_ERROR(cudaMalloc(&d_image_data, size_in));

Dalej mézeme pristipit k ¢asti kédu, ktora sa vykona pre kazdd snimku zv1ast.
Rovnako ako v sekcii 6.4.1, aj tu musime v prvom rade funkciou memset vynulovat
zasobniky defect_ limits a counter__array. Input je ukazovatel na obrazové data
ulozené niekde v strankovanej paméti CPU. Funkcia cudaHostRegister zablokuje
strankovanie pre oblast paméti, na ktori ukazuje input. AZ teraz mdzeme volat
funkcie cudaMemcpyAsync, ktoré prekopiruju zasobniky z CPU do GPU.
HANDLE_ERROR(cudaHostRegister(input, size_in, @));
HANDLE_ERROR(cudaMemcpyAsync(d_image_data, input, size_in,

cudaMemcpyHostToDevice, @));
HANDLE_ERROR(cudaMemcpyAsync(d_counter_array, counter_array,
counter_array_size, cudaMemcpyHostToDevice, @));

HANDLE_ERROR(cudaMemcpyAsync(d_defect_limits, defect_limits,
defect_limits_size, cudaMemcpyHostToDevice, ©));

Akondahle st zasobniky skopirované do paméti GPU, mdzeme zavolat zavolat

kernel.
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cuFindDefects_kernel << < numBlocks, numThreads, localMemSize >> >
(d_image_data, width, height, d_defect_limits,
d_counter_array, limitDown, limitUp);

Po spracovani obrazu skopirujeme obsah zasobniku d_ defect_ limits spéat do
paméti CPU - defect__limits. Nesmieme zabudnuf na to, ze zasobnik defect__limits
ma stale zablokované strankovanie, ktoré znovu povolime funkciou cudaHostUnre-

gister.

HANDLE_ERROR(cudaHostUnregister(input));
HANDLE_ERROR(cudaMemcpyAsync(defect_limits, d_defect_limits,
defect_limits_size, cudaMemcpyDeviceToHost, @));

Implementacia zaruc¢i okamzity DMA prenos hned po volani funkcie cudaMemc-
pyAsync, bez potreby kopirovat zasobniky do paméti s blokovanym strankovanim.
Tento sp6sob transferu dat, by mal byt pre optimaliza¢né uceli najvhod-

nejsi.

Tab. 6.2: Meranie rychlosti prenosu pre kopirovanej pamdti s blokovanym stranko-

vanim. (milisekundy)

| CPU->GPU | CUDA | OpenCL

HWConfig GT755M 1,7729 2,7675
HWConfig GTX1050Ti | 2,0122 2,7590

6.4.3 Nekopirovana pamit s blokovanym strankovanim

Rovnako ako v predchadzajticej implementacii 6.4.2 alokujeme funkciou cudaHos-
tMalloc pamét s blokovanym strankovanim pre zasobniky defect_ limits a coun-
ter__array. Je tu vSak jeden rozdiel, a to vo flagu cudaHostAllocMapped. Tymto
flagom oznamuje funkcii cudaHostMalloc, ze chceme alokované zasobniky v paméti
CPU namapovat do adresového priestoru paméati GPU. Funkcia cudaHostGetDevice-
Pointer spravi z premennych d__defect__limits a d__counter__array ukazovatele
na tuto namapovani pamat v GPU. Tato alokacia a mapovanie paméatového pries-

toru sa vykona iba raz v priebehu programu.
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HANDLE_ERROR(cudaHostAlloc((void **)&defect_limits, defect_limits_size,
cudaHostAllocMapped));

HANDLE_ERROR(cudaHostAlloc((void **)&counter_array, counter_array_size,
cudaHostAllocMapped));

HANDLE_ERROR(cudaHostGetDevicePointer(&d_defect_limits, defect_limits, ©));
HANDLE_ERROR(cudaHostGetDevicePointer(&d_counter_array, counter_array, 0));

Funkciou memset vynulujeme zédsobniky defect__limits a counter__array. Rov-
nako aj adresovy priestor s obrazovymi datami, na ktory ukazuje ukazovatel input
musime namapovat do paméati GPU a ziskat ukazovatel na tieto data. Na to sluzi uz
spominana funkcia cudaHostRegister s nastavenym flagom cudaHostRegisterMapped

a k obdrzaniu ukazovatela pouzijeme funkciu cudaHostGetDevice Pointer.

HANDLE_ERROR(cudaHostRegister(input, size_in, cudaHostRegisterMapped));
HANDLE_ERROR(cudaHostGetDevicePointer(&d_image_data, input, @));

Pretoze sa jednd o nekopirovanti pamét, nie je potrebné kopirovat data z

pamati CPU do GPU a mézme priamo zavolat kernel.

cuFindDefects_kernel << < numBlocks, numThreads, localMemSize >> >
(d_image_data, width, height, d_defect_limits,
d_counter_array, limitDown, limitUp);

Po ukonceni kernelu staci pomocou cudaHostUnregister odblokovat strankovanie

pre input.

HANDLE_ERROR(cudaHostUnregister(input));

Zésobnik s vysledkami, na ktory ukazuje defect_ limits mdze CPU dalej spra-
covavat bez potreby kopirovania spat do paméti CPU. Napriek tejto vyhode, je
pouzivanie nekopirovanej paméiti s blokovanym strankovanim v praxi obme-
dzené. Pamét s takymito atribitmi totiz nie je zachytdvana (angl. cached) v rychlych
vyrovnavacich pamétiach GPU, preto by mali vlakna citat a zapisovat z tejto pa-
méti iba raz a ich pristup do nej, by mal byt splyvajici (vid. Splyvajuici pristup do

globalnej paméati GPU). Mapovanie pamaéti je teda vyuzitelné len v pripade ze:

 zariadenie je napriklad integrovana graficka karta, ktora zdiela pamat RAM s
CPU.

o mnaraz nacitame velky objem dat (stovky MB az GB), s ktorymi prevadzame
mnozstvo vypoctov a pocas toho potrebujeme skryt latenciu pristupov do

pamati.
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 hostitel potrebuje pristupovat k datam pocas behu kernelu.

e GPU nema dostatok globalnej paméti na ulozenie dat.

Tab. 6.3: Meranie rychlosti prenosu pre nekopirovanej pamdti s blokovanym strdn-

kovanim. (milisekundy)

| CPU->GPU | CUDA | OpenCL

HWConfig GT755M | 0,3987 | 4,2559
HWConfig GTX1050Ti | 0,7079 | 15,0380

6.5 Zhrnutie

Z nameranych rychlosti roznych metéd transferu paméti medzi GPU a CPU, mo-
Zeme s istotou prehlasit, ze najoptimélnejsi bude prenos kopirovanej paméiti s
blokovanym strankovanim. Relativne dobré vysledky priniesla aj metéda mapo-
vania paméati do pamétového priestoru GPU pouzitim CUDA frameworku. Pouzitie
tejto metdédy by vSak malo za néasledok spomalenie vykonavania kernelu, pretoze
jednotlivé vldkna by museli s vysokou latenciou pristupovat do paméati CPU.

Graficky znazornené vysledky a rozne druhy porovnani jednotlivych pamétovych
transferov su sucastou priloh - PRILOHA A, PRILOHA B.
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7 NAVRH A OPTIMALIZACIA KERNELU

V tejto kapitole detailnejsie rozoberieme struktiru povodnej casti sekvencéného kddu,
ktory bude predmetom optimalizacie. V druhej sekcii popiseme navrh paralelného
algoritmu, resp. kernelu pre paralelni architektiru, ktorého vystupy budu ekviva-

lentné sekvencnej casti pévodného kodu.

7.1 Rozbor a casovanie povodného algoritmu

X = sUradnica x
y = sUradnica y
H = vyska snimku (height)
W = &irka snimku (width)
SN = state_nothing
—> N°+ SP = state_plus
SM = state_minus
Yes val = 8-bitova hodnota aktualneho pixelu
stat = aktualny stav
down = dolny limit
up = horny limit
X1 = zaciatok chyby na riadku

X2 = koniec chyby na riadku
-

X1=x X1=x

lval = input[y*W+x]

Yes Yes

No—b—®
NO

No =é
s=SN
X2=x -
Yes | putMyResult(X1,X2)
No =é
s=SN
X2=x

Yes | pyiMyResult(X1,X2)

Obr. 7.1: Zjednoduseny diagram poévodného algoritmu beziaceho na CPU.

Aktuélny algoritmus detekujuci defekty na 8bpp snimkoch textilu prichddzajua-

cich z frame grabberu je velmi komplexny. Jeho celkova optimalizacia prevodom

75



na algoritmus paralelny, by viedla k dlhodobému vyvoju, na ktorom by sa musel
podielat tim programatorov. Vzhladom ku konstrukcii aktualneho programu, nie je
ani nutné robit celkovit optimalizdciu kédu. Ulohou tejto prace je optimalizovat Cast
kédu, ktord zistuje ¢i snimka vobec nejaké defekty obsahuje. Spolu s predspracova-
nim obrazu to je najfrekventovanejsia ¢ast kodu, ktora sa vykona na kazdej jednej
snimke.

Jedna sa v podstate o stavovy automat v dvoch vnorenych for cykloch (vid obr.
7.1). Jeden cyklus pre iteraciu riadkov a druhy pre iterdciu stipcov obrazu. Auto-
mat ma tri stavy - state_ minus, state_ plus a state_ nothing. Kazda snimka
je spracovavana riadok po riadku. Ak na nejakom riadku narazime na pixel s hod-
notu vyssou ako stanoveny limit_up alebo nizSou ako limit limit__down, zapise
do premennej X1 aktualnu siradnicu x zacéiatku chyby a zmeni aktudlny stav
na state_ plus resp. state_ minus. For cyklus dalej pokracuje az kym nenarazi
na pixel, ktorého hodnota lezi v priemere medzi spodnym limitom (limit_ down)
a vrchnym limitom (limit_ up). To znamend, Ze bol detekovany koniec chyby
na tomto riadku. Do premennej X2 sa znovu zapise aktualna stradnica x a stav
sa zmeni na state__nothing. Akonahle obdrzime obe hodnoty X1 a X2, predaju
sa funkcii PutMyResult. Tato funkcia prijima dvojice X1, X2 a prostrednictvom
zhlukovej analyzy, a histogramov vytvara v paméti pole struktir, ktoré zahinaju
vlastnosti jednotlivych chyb detekovanych v obraze. Na zaklade tychto Struktur je
dalsi algoritmus schopny tieto chyby klasifikovat. Funkcia PutMyResult vsak nie
je predmetom nasho zaujmu, takze Casovanie tohto algoritmu bude prevedené bez
pouzitia tejto funkcie.

V tejto praci sa budeme snazit paralelizovat vyssie popisany stavovy automat tak,
aby po spusteni na paralelnom hardvéri (GPU) vykazoval maximalne mozné zrych-
lenie. Na obrazku 7?7 si zmerané casy spracovania 10 snimkov textilu s rozlisenim
8192x1024 pixelov 8bpp vratane ich celkového priemeru. Na casovanie sme pouzili
obe dostupné PC zostavy - HWConfig GT755M a HWConfig GTX1050Ti. V
porovnani vidime, ze spracovanie na CPU Intel(R) Core(TM) i7-4700MQ CPU@2.40GHz
je az o 12ms rychlejsie ako v pripade Intel(R) Core(TM) i5-450 CPU@3.20GHz.

7.2 Navrh a optimalizacia kernelu pre GPU

Navrhnit a optimalizovat aplikdciu pre GPU, ktora by detekovala defekty na
snimkoch textilu s tym, ze programator si I/O parametre méze zvolit sam, je po-
merne jednoduché zalezitost. CUDA aj OpenCL pontkaju vela réznorodych kniznic

pre image processing, ktoré by sa s lahkostou dali uplatnit pri vyvoji aplikacie tohto
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druhu. V tejto praci to vsak také jednoduché nebolo. Ako sme uz spomenuli, aktu-
alny algoritmus je velmi komplexny a nasou ilohou je optimalizovat ¢ast programu
popisaného diagramom 7.1. Aby nemuselo dbjst k modifikécii celého pévodného sé-
riového kédu, sme sa po konzultacii s firmou dohodli, Ze po spracovani obrazu na
GPU, bude na vystupe dvojrozmerné pole (paméatovy zasobnik) o velkosti 40x1024
prvkov datového typu int. 1024 riadkov tohto zasobniku odpovedd poctu riadkov
spracovavanych snimkov s rozlisenim 8192x1024. Maximalny povoleny pocet chyb
na riadok je aktualne stanoveny na 20, kde kazda z nich je na jednom riadku repre-
zentovand dvojicou x-ovych siradnic X1 a X2. Z toho vyplyva, ze pocet stipcov vo

vystupnom zasobniku musi byt 2 x 20 = 40.
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Obr. 7.2: Pravidlo zapisu suradnic X1 a X2 do vystupného zasobniku.

Napriklad, ak program detekuje chybu v snimke na stradnici y = 123 (riadok
123), tak sa na 123. riadok 0. stipec vo vystupnom zésobniku zapiSe siradnica X1 a
na 123. riadok 1. stipec sa zapiSe siradnica X2. V pripade detekovaia dalsich chy'b na
tom istom riadku sa dvojice x-ovych sturadnic zapisuju sekvencne do nasledujicich
stlpcov v¥stupného zasobniku. Cely proces zapisu vysledkov do v¥stupného bufferu
je ilustrovany na obrazku 7.2.

Pri pisani kernelu pre OpenCL a CUDA méme vyhodu v tom, ze kod OpenCL
kernelu a CUDA kernelu st takmer totozné s malymi odchylkami, na ktoré vzdy
upozornime v nasledujicom texte. Este pred tym, ako zacneme pisat kernel, musime
urcit pocet vladkien v jednom vldknovom bloku a pocet vlaknovych blokov, s kto-
rymi sa CUDA kernel bude volat. Znamena to, urcit spésob rozdelenia celej snimky

8192x1024 medzi vlaknové bloky, ktoré sa budu paralelne spracovavat na jednot-
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livich SM v GPU. Je jasné, ze budeme pracovat s 2-dimenzionalnym priestorom,
takze pri vybere rozmeru vlaknového bloku musime uviest jeho vysku aj sirku.
Z kapitoly 5 vieme, ze zac¢inajic mikroarchitektiirou Kepler, vsetky SM spracova-
vaju vlaknové bloky vykonavanim warpov - skupin 32 vldkien naraz. To znamena, ze
vhodnou volbou je nasobok 32 vlakien v jednom bloku. Zaroven musime dbaf na to,
aby sme neprekrocili architektirou stanoveny limit vlakien na jeden blok. Grafické
karty v oboch dostupnych PC zostavach maju stanoveny limit na 1024 vlakien na
jeden blok. Velkost bloku uréime na 32 z 32 = 1024 vldkien. Dalej definujeme pocet

vlaknovych blokov na sirku a vysku obrazu. Implementécia v pripade CUDA:

dim3 numThreads = { 32, 32 };
dim3 numBlocks = { 8192 / 32, 1024 / 32 };

V OpenCL tieto rozmery zapiseme do pola s troma prvkami, ktoré musime pre-
dat ako parameter funkcii volajicej kernel clEnqueue NDRangeKernel. Do pola local
zaddvame rozmery x,y vlaknového bloku (rovnako ako v CUDA numThreads). Pole

global definuje rozmery celého NDRange priestoru.

const size t local[3] = { 32, 32, @ };
const size t global[3] = { 8192, 1024, 0 };

Vzhladom k navrhu rieSenia, bude kernel pristupovat do 3 paméatovymi za-
sobnikov, s ktorymi sme sa blizsie zoznamili uz v podkapitole 6.4. Jednd sa o
d_image data, d_ defect_ limits a d__counter__array. Pre pripomenutie, su
to ukazovatele na paméatové zasobniky bud v globédlnej paméati GPU, alebo v pa-
maéti CPU, c¢o zavisi od druhu pouzitého transferu dat CPU->GPU. Tieto zasobniky
predame kernelu prostrednictvom vstupnych parametrov. Prototyp CUDA kernelu

vyzera nasledovne:

__global __ void cuFindDefects_kernel(unsigned char *input, //d_image_data
unsigned int width,
unsigned int heigth,
int *output, //d_defect limits
int *counter, //d_counter_array
int 1imDwn,
int limup)

Prototyp OpenCL kernelu sa bude lisit jednym parametrom naviac - shlnput,

ktory predstavuje zdielani paméat definovani externe, mimo kernelu.
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__kernel void oclFindDefects_kernel(___global unsigned char *input, //d_image_data
unsigned int width,
unsigned int heigth,

__global int *output, //d_defect_limits
__global int *counter, //d_counter_array
int limDwn,
int limUp,

__local unsigned char *shInput)

Na zaciatku tela CUDA kernelu zapiseme do registrovej paméti lokalne siirad-
nice vlakna, ktoré kernel aktualne vykonava - thread_z, thread_y. 7 toho vypoci-
tame jeho lokalny index local idz. Dalej, pomocou stradnic aktudlneho bloku v
mriezke a velkosti globalnej mriezky, vypocitame globéalne siradnice vldkna - glo-

bal_z, global_y. 7 globalnych stradnic vypocitame globalny index vlakna - glo-
bal idx.

116 unsigned int thread_x = threadIdx.x;

117 wunsigned int thread_y = threadIdx.y;

118 wunsigned int local_idx = thread_y * blockDim.x + thread_x;
119

120 unsigned int glob_x = (blockIdx.x * blockDim.x) + thread_x;
121 wunsigned int glob_y = (blockIdx.y * blockDim.y) + thread_y;
122 unsigned int global idx = glob_y * width + glob_x;

V OpenCL je vypocet globdlnych stradnic vldkien totozny az na nazvy vstava-
nych OpenCL funkcii, ktoré tieto siradnice vracaji. Tabulka 7.1 porovnava termi-
nolégiou pre indexovanie v CUDA a OpenCL.

Tab. 7.1: Terminol6gia pre indexovanie v CUDA a OpenCL

CUDA OpenCL |
gridDim get__num__groups()
blockDim get__local__size()
blockIdx get__group__id()
threadIdx get__local__id()
blockIdx * blockDim + threadIdx | get_ global_ id()
blockDim * gridDim get__global__size()

V dalsom kroku si v zdielanej paméti definujeme flag defect a zasobnik shInput.
Velkost zdsobnika shinput (v bajtoch) je v pripade CUDA definovana ako treti
parameter v « <»> zatvorkach pri volani kernelu. V OpenCL musi byt tento zasobnik

predany ako parameter do kernelu. Pocet prvkov zdielaného pamatového zasobnika
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shInput koresponduje s poc¢tom vlakien v jednom vldknovom bloku. Tym docielime,
ze kazdé vlakno z jedného bloku skopiruje, na zaklade svojich globalnych stiradnic,
jeden pixel vstupného snimku do zdielanej paméti. Po dokonceni kopirovania je
nutné vlakna zosynchronizovat funkciou _ syncthreads.

Ak nejaké vlakno zisti, ze hodnota pixelu je vacsia ako vrchny limit limUp alebo
mensia ako spodny limit [imDwn, tak nastavi flag defect ulozeny v zdielanej paméti

na hodnotu 1. Opéf vlakna zosynchronizujeme.

124 _ shared__ char defect;

125 extern __shared__ unsigned char shInput[];
126 shInput[local_idx] = input[global_idx];
127 __syncthreads();

128

129 if (shInput[local_idx] > limUp || shInput[local_idx] < limDwn)
130 {

131 defect = 1;

132 }

133 __syncthreads();

Teraz prichadza rad na popis hlavnej casti kernelu, ktora vo vstupnych datach
d__image__data vyhladava dvojice X1, X2 zaciatkov a koncov defektov na jednotli-
vych riadkoch. Nésledne tieto dvojice zapise do vystupného bufferu d_ defect limits
na poziciu urcent polom counter _array.

Nasledujicou podmienkou if povolime vykonavanie hlavnej casti kernelu len
vlaknam z bloku, ktory ma zdielany flag defect nastaveny na 1 a siradnicu thread_z
rovna 0. Na obrazku 7.3 vyhovuji tejto podmienke len vldkna oznacené zelenym

krizikom zo spodnych dvoch blokov zlava.
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Obr. 7.3: Tlustracia principu kernelu na snimku 30x20 pixelov

Kazdé vlakno, ktoré tito podmienku splnilo dostane na starost jeden lokalny

riadok s 32 8-bitovymi hodnotami (32 pixelov) vstupného obrazu d_input_image

(pozn.: na obr. 7.3 ma kazdé vlakno na starosti len 10 pixelov). Tento riadok bude

zacinat na indexe global idx a koncit s indexom global_idz + blockDim.x. Nazvime

index zaciatku spracovavaného riadku ako start _indez a index konca spracovavaného

riadku ako stop index.

135 if
136 {
137

138

139

140

141

142

Hned

((defect == 1) && (thread_x == 9))

unsigned int extend_x = 0;

unsigned int start_index = global_idx;

unsigned int stop_index = start_index + blockDim.Xx;
unsigned int x, x1, x2;

unsigned char value;

int state = state_nothing, last_state = state_nothing;

za podmienkou musi dané vlakno skontrolovat, ¢i pixel snimky na indexe

(start_index - 1) patri do priemeru - hodnota vicsia ako limDwn a zaroven men-
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sia ako limUp. Ak do priemeru nepatri, znamenalo by to, Ze na rovnakom riadku
thread_y z predchadzajiceho vlaknového bloku bol detekovany iba zaciatok
chyby X1. Koniec chyby - X2 - bude teda pravdepodobne lezat na lokalnom riadku
thread__y v aktudlnom vldknovom bloku (prip. az v nasledujicich blokoch). Keby k
tejto situacii doslo, vlakno spusti while cyklus, ktory bude iterovat cez jednotlivé
pixely od indexu (start_indez - 1), az kym narazi na pixel s hodnotou patriacou do
priemeru. Index, na ktorom while cyklus skoncil, sa zapise do indexu start index a
az teraz sa zacne vykonavat nesledujici for cyklus so stavovym automatom. (pozn.:

for cyklus sa ani zacat nemusi, ak je start_index vyssi ako stop inder).

144 if (glob_x > 0)

145 {

146 unsigned int extend_x = start_index - 1;

147 if (input[extend_x] > limUp || input[extend_x] < limDwn)
148 {

149 while (input[extend x] > limUp || input[extend x] < limDwn)
150 {

151 extend_x++;

152 }

153 start_index = extend_x;

154 }

155 }

157 for (x = start_index; x < stop_index; x++)

158 { //...nasleduje koéd stavového automatu

159 value = input[x];

160 if (value < 1imDwn)

161 state = state_minus;

162 else if (value > limUp)

163 state = state_plus;

164 else

165 state = state_nothing;

Vldkno vyuziva for cyklus k iterovaniu cez jednotlivé elementy riadku. Vo
vnutri cyklu je enkapsulovany stavovy automat s troma stavmi - state minus,
state_plus a state_nothing. Ak vlakno narazi na element s hodnotou vysSou ako
limUp alebo nizsou ako limDwn, zapiSe do registrovej premennej X1 sturadnicu x
aktudlneho elementu, ktord sa vypocita ako glob_z + (z - start_index). Podla toho,
aky limit aktualna hodnota prekrocila, sa prejde z povodného stavu state_nothing

do stavu state_ plus resp. state_ minus.
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167 switch (state)

168 {

169 case state_plus:

170 if (last_state == state_nothing)

171 {

172 x1 = glob_x + (x - start_index);

173 }

174 if (x == (stop_index - 1))

175 {

176 unsigned int extend_x = x;

177 while (input[extend_x] > limUp || input[extend_x] < limDwn)
178 {

179 extend_x++;

180 }

181 x2 = glob_x + (extend_x - start_index);

182 output[glob_y * 40 + counter[glob_y]] = x1;

183 output[glob_y * 40 + counter[glob_y] + 1] = x2;
184 atomicAdd(&counter[glob_y], 2);

185 }

186 break;

For cyklus dalej iteruje cez elementy riadku, az kym narazi na hodnotu, ktora
zapada do priemeru. Vtedy sa stav znova nastavi spiaf na state_nothing a do
registrovej premennej X2 sa zapise aktualna stradnica x vypocitand rovnako ako
v predchadzajicom pripade. Moze vsak dojst k situdcii, ze for cyklus uz presiel
cez vsSetky pixely v lokdlnom riadku a stale nenasiel siradnicu X2 (koniec chyby).
V tomto pripade sa na danom vlakne spusti while cyklus, ktory bude iterovat cez
nasledujuce pixely v globalnom riadku snimku, az kym nenarazi na koniec defektu
X2 alebo koniec snimku. Teraz méame k dispozicii dvojicu stradnic X1, X2 ozna-
cujucich zaciatok a koniec chyby na globalnej stradnici glob y. Tieto hodnoty za-
piSeme do vystupného zdsobniku d_defect limits na riadok glob y a stipec dany
hodnotu na pozicii glob_y v poli d_ counter _array. Zjednodusene povedané, hod-
noty X1, X2 zapiSeme do zasobnika d_ defect limits na poziciu (glob_y * 40 +
d__counter_array[glob_y]). Po zépise oboch hodndét musime samozrejme inkremen-

tovat counter d__counter_array/glob_y/ o hodnotu 2.
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205 case state_nothing:

206 if (last_state == state plus || last_state == state minus)
207 {

208 x2 = glob_x + (x - start_index);

209 output[glob_y * 40 + counter[glob_y]] = x1;

210 output[glob_y * 40 + counter[glob_y] + 1] = x2;

211 atomicAdd(&counter[glob_y], 2);

212 }

213 break;

214 }

215 last_state = state;

216 } //koniec for cyklu

Zdielani paméat sme v tivode kernelu pouzili na to, aby sa vsetky vlakna z jedného
vlaknového bloku paralelne podielali na zanalyzovani blokov snimky s rozmermi
32x32 pixelov. Vldkna zistovali, ¢i bloky obsahuju pixel s hodnotou mimo priemer.
Ak nejaky blok takyto pixel obsahuje, vlikna nastavia zdielany flag defect na 1.
Podla tohto flagu kazdé vlakno vie, ¢i sa v danom bloku maji hladat chyby alebo
nie. Sme si vedomi toho ze v tejto implementacii dochddza k znacnej divergencii
vlakien. Uz samotnou podmienkou if v ivode kernelu sme mnohé vldkna z procesu
spracovania vylacili a nechali sme pracovat len vlakna z vlaknového bloku, ktory
ma flag defect nastaveny na hodnotu 1. Divergencia a obmedzenie poctu vlakien st
danou za to, ze na paralelny algoritmus boli uz od pociatku kladené poziadavky,
vyzadujice sekvencény zapis dvojic X1, X2 do vystupného paméatového zasobnika
d__defect_limits. Na obrazku 7.4 mozeme vidiet priklad vysledku detekcie defektov
na snimkoch s rozlisenim 8192x1024 pixelov 8bpp. Vlavo je titvar s rozmermi 35x18

pixelov a vpravo je tutvar s rozmermi 30x19 pixelov.
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Obr. 7.4: Vysledok detekcie defektov na snimku 8192x1024.

HWConfig GT755M HWConfig GTX1050Ti
CUDA OpenCL CPU CUDA OpenCL CPU

Kopirovana pamat so

i X 11,4514 | 12,3060 19,9107 | 8,2959
strankovanim
Kopirovana pamat s 8,3942 12,2545 19,0572 7,9901
blokovanym strankovanim ' ’ 25,6672 ’ ' 38,1160
Nekopirovana pamit s

’ : i 9,4313 | 14,8284 19,2339 | 11,5883

blokovanym strankovanim

Obr. 7.5: Porovnanie vykonu paralelného (na GPU) a sekvenéného (na CPU) algo-

ritmu pre detekciu defektov s vyuzitym roznych pamétovych transferov

Aj napriek tymto obmedzeniam vykazuje navrhnuta implementécia velmi dobré

vysledky (vid. obr.10.1). Paralelizovany algoritmus v podani CUDA SW architektri

vykazuje az 3-ndsobné zrychlenie oproti spracovaniu na CPU Intel(R) Core(TM)
i7-4700M@Q CPU @ 2.40GHz (HWConfig GT755M). Testovanie na systéme HWCon-
fig GTX1050Tt dopadlo v prospech OpenCL. Tu sme dosiahli az 6-nasobného
zrychlenia oproti spracovaniu na CPU Intel(R) Core(TM) i5-650 CPU @ 3.20GHz.
Grafickt reprezentdciu tabulky 10.1 ndjdeme v prilohdch - PRILOHA A, PRILOHA

B.
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8 GUI PRE CUDA A OPENCL FRAMEWORK

V nasledujicom texte tejto kapitoly si popiseme zakladné ovladanie a funkciu Ul ap-
likacie DefectDetection, ktora bola navrhnutéd v prostredi Microsoft Visual Studio
2015 Community. Jedna sa o klasicki CLR. Windows Form aplikaciu s podporou
NET Frameworku. Aplikacia je pisana v jazyku C++. K voli problémom s linkova-
nim CUDA stiborov (s priponou .cu) s CLR aplikdciou sme pre funkcie OpenCL a
CUDA frameworku vytvorili dve separatne DLL kniznice - useOpenCL.dll a use-
CUDA. Al KedZe sa jedna o dynamicky linkované kniznice, musia byt pri spustani
aplikdcie umiestnené v rovnakom adresari, ako samotna aplikdcia DefectDetec-

tion.exe.

ENEFTEEN

x=6735y= 501 x=691y=471 x=4209y=169 | x=545y=898 x= 7309 y= 969 x=3987y=1008 | x=3609y=317 | x=4306y=770 | x=2341y=786
name: image081f name:imagel6tf name:image24tf name:imaged2tf name:imaged0tf name:imagedDtf name:imageS4tf name:image54tf  name:image54.tf

Memory mode Memo Access Limit Up
Orcoec CEE ms EI— e
% MANAGED D HAPRED D ""“' e O Exgerinertal OpenCL 2.1 CPU Oy Platiom _
L S
Search devices | (® GPU () CPU START Clear Defects .
Image name:  Transfer Injms] Kemelfms] Transfer Outims] LT OpenCL Devices
- G GT 755N
mage00 26435 485252 05964 | A |8l GeForce GT755M | ‘EI GeForce GT 755M |

limage01 tif 26557 48933 06892 | v

Obr. 8.1: Funkcie uzivatelského prostredia

Po spusteni aplikacie DefectDetection.exe sa objavi okno so vsetkymi dostup-
nymi funkciami (vid obr. 8.1). Vo vrchnom lavom rohu je k dispozicii File menu.
Pod nim sa nachadza priestor PictureBox, v ktorom sa zobrazi uzivatelom vybrana
snimka. Ttto snimku je mozné vybrat pomocou File->Open. V prilozenom CD bude
dostupny adresar s testovacimi .tif snimkami s rozlisSenim 8192x1024 pixelov, ktoré
pochadzaju priamo z vyrobného procesu netkaného textilu. Pod PictureBoxom sa

nachadza 20 malych poli¢ok zobrazujtcich detekované chyby na spracovanych snim-
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koch. V spodnej tretine okna st uzivatelom volitelné parametre. Predovsetkym ide o
tri CheckBoxListy - Memory mode, Memory Access a Block Size. V kazdom
CheckBoxListe mézeme zvolit iba jednu z moznosti.

1. Memory Mode - pontika moznost vybrat typ paméti, v ktorych budu alo-

kované data transferované medzi CPU a GPU.
« PAGEABLE - strankovana pamat
o« PINNED - pamét s blokovanym strankovanim
« MANAGED - zjednotend pamét (angl. Unified Memory)
2. Memory Access - poniika vyber zo spdsobov transferu dat medzi CPU a
GPU
o« DIRECT - kopirovanie dat medzi GPU a CPU
« MAPPED - mapovanie dat do paméiti GPU
3. Block Size - velkost pracovnych blokov (v OpenCL) resp. vldknovych blokov
(v CUDA)
o 8x8
e 16x16
o 32x32

Uzivatel si dalej mo6ze definovat vrchny a spodny limit citlivosti (Limit Up, Limit
Down) pri vyhladavani defektov na snimku. TextBoxy, do ktorych sa tieto hodnoty
zadavaju, prijimaji len numerické znaky. Aplikdcia si sama kontroluje, ¢i vrchny
limit je vyssi ako spodny. V opacnom pripade, by aplikdcia po stlaceni tlacidla
START upozornila uzivatela, ze zadané hodnoty limit nie st sprave.

Prostrednictvom tzv. RadioButtons si uzivatel moze vybrat, ¢i chee k detekcii
pouzit CPU alebo GPU. Az po zvoleni jednej z moznosti je mozné stlacit tla-
¢idlo Search devices, ktoré vyhladd vsetky dostupné zariadenia. Zariadenia kom-
patibilné s CUDA hardvérovou architektirou sa zobrazia v CheckBoxListe CUDA
Devices. V CheckBoxListe OpenCL Platforms sa po stlaceni tlacidla Search
devices objavia vsetky vyhladané CPU resp. GPU platformy v systéme. V pripade
OpenCL si naviac musime vybrat jednu z pontikanych platforiem, na zaklade ktorej
sa vyhladaju vsetky OpenCL kompatibilné zariadenia. Tieto zariadenia sa zobrazia
v CheckBozListe OpenCLDevices.

Teraz ma uzivatel moznost vybrat jedno z vyhladanych zariadeni. Vzdy je mozné
vybrat len jedno z nich. Bud OpenCL kompatibilné alebo CUDA kompatibilné zaria-
denie. Akonahle jedno zo zariadeni vyberieme, spristupni sa nam vyber parametrov
Memory mode, Memory access a Block size. Moznosti pre Block size su zavislé na
vybranom zariadeni, ktoré chceme pouzit. Po vybrani zariadenia program automa-
ticky zisti maximalny pocet vlakien na jeden vlaknovy blok a pontukne uzivatelovi
vyber z tych najbeznejsich rozmerov.

Tlac¢idlom START spustime detekciu chyb na vybranych snimkoch. Aplikacia
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pontka moznost vybrat viac snimkov k detekcii. V dvadsiatich polickach sa zobra-
zia detekované chyby spolu s informaciou o nazve snimky, na ktorom bola chyba
detekovana a siradnicami zaciatku chyby v danom snimku. V pripade, ze bol defekt
detekovany niekde na okraji snimku, zobrazi sa len ¢ast tejto chyby tak ako je vi-
dief na snimke image40.tif na obrazku 8.1. Tlac¢idlo Clear Defects premaze obsah
vsetkych policok, ktoré aktudlne zobrazuju detekované chyby.

V Tavom dolnom rohu je TextBoz, v ktorom sa po spracovani vybranych snimkov
zobrazia vysledky meraného casu. Pre kazdu snimku sa zobrazi ¢as potrebny pre
jeho kopirovanie do globalnej paméti GPU (Transfer In), ¢as vykonania kernelu

(Kernel) a ¢as na skopirovanie vystupnych dat spat do CPU (Transfer Out).
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9 HARDVER Z PROCESU VYROBY

Potreba optimalizacie algoritmu detekujiceho defekty v textile je dosledkom zmeny
kamerového systému v blizkej budicnosti. V aktualnom stave s nad linkou nasadené
4 kamery Basler 4096 pix @ 70 kHz, ¢o dohromady produkuje tok dat 1.1GB/sec.
Aktudlny algoritmus je spracovavany na 4 jadrovom CPU Intel(R) Core(TM) i7-3820
@3.6GHz s vytazenostou 12%. V budicnosti méa byt aktualne kamerové vybavenie
nahradené 4 kamerami ELIIXA+ 16k @ 200kHz. Ktorej strucnu specifikaciu

uvedieme v nasledujicej sekcii.

9.1 ELIIXA+4 16k monochrome

Tato kamera patri k novej generacii priemyselnych riadkovych kamier od spolo¢nosti
Teledyne e2V. Vdaka multi-line CMOS technologii poskytuje riadkovt frekven-
ciu az 200kHz s rozlisenim 11k pixelov a vysokou redukciou Sumu. V procese bude
kamera s velkou pravdepodobnostou pracovat v rezime 8k, preto sme v tejto praci
pouzivali na experimentovanie snimky s rozlisenim 8192x1024 pixelov. Jednd sa teda
o obrovsky tok dat dosahujici az 1.6GB/sec z jednej kamery. Vysoky pomer signal-
sum kamery umoznuje kvalitné snimky aj pri limitovanej irovni osvetlenia. Kamera
disponuje datovym prenosom az 1.6Gpix/sec sprostredkovanym modernym rozhra-
nim CoaXPress, ¢o umoznuje obrovski priepustnost dat medzi kamerou a frame
grabberom. Pixely maji rozmer 5x5 pm a st usporiadané do 4 aktivnych radov (2
x 2 pary). Kazda z dvojic radov svetlocitlivych snimacov pouziva svoj vlastny ADC
konvertor. Casové oneskorenie expozicie medzi dvoma riadkami umoziuje kombino-
vat dve po sebe vykonané expozicie do jednej, za ticelom zdvojnasobenia svetelnej

citlivosti na jednom riadku. [16]

9.2 Komunikac¢né rozhranie CoaXPress

Pre komunikaciu s riadkovymi kamerami sa pouzivaju tri druhy rozhrani. V systé-
moch, kde nie je latencia az tak kriticka, by bol jasnou volbou gigabitovy ethernet.
V priemysle sa ziada pouzit kamery s vysokymi frekvenciami snimania, ¢o vedie k
obrovskému objemu déat na vystupe (v nasom pripade az 1.6GB/sec na kameru). Tu
je vhodné pouzit bud komunikacné rozhranie Camera Link, alebo najmodernejsiu
technoldégiu vyuzivajicu koaxidlne kable - CoaXPress. [15],[18]

Na rozdiel od Camera Linku, komunikacia CoaXPress vyuziva k prenosu ko-
axialne kable ¢o umoznuje prepojenie s frame grabberom aj na viac ako 100 metrov.

Aktudlna verzia podporuje jednokanalové posielanie dat z kamery rychlostou az
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Obr. 9.1: Kamera ELIIXA+ 16k monochrome (vlavo); Cyton-CXP frame grabber
(vpravo).[16],[15]

6.25Gb/sec  780MB/s. V systéme, o ktorom pojednéva tato praca, vsak bude poza-
dovany prenos cca 1.6GB/s na jednu kameru! Aj k tomuto problému ma CoaXPress
patricné riesenie. Je totiz mozné agregovat 4 kandly a tym dosiahnut prenos az
25Gb/sec.

9.3 Frame grabber Cyton-CXP

Frame grabber Cyton-CXP od spolo¢nosti BitFlow je urceny pre vysokorych-
lostné plosné aj riadkové kamery na zbernici CoaXPress. Obsahuje nastavitelné
casovace, Citace, PWM generatory, enkodery atd. Je schopny generovat navzajom
nezavislé signaly, ¢im mdze ovladat kazdi kameru zvlast. Prostrednictvom DMA je
mozny prijem dat bez vécsieho zatazenia CPU. Vsetky 4 kanaly, ktoré karta pontka
sa daju agregovat co zabezpeci prenos az 25Gb/sec medzi kamerou a frame grabbe-
rom. Tieto karty st urcené pre sloty PCle 8x Gen 2. PCle zbernica je peer-to-peer
¢o znamena, ze frame grabber nezdiela zbernicu so ziadnym inym zariadenim. To
znamena, ze bude komunikovat priamo s PCI chipsetom v paméfovej zbernici a to
vedie k ustalenejsej priepustnosti DMA prenosu bez ohladu na mnozstvo prenasa-
nych dat.[15], [18]
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10 ZAVER

V dnesnom priemysle sa vysokym tempom dostava do popredia opticka kontrola
produkovanych vyrobkov. Uspesnost takejto kontroly sice stdle nie je dokonald, no
v porovnani s vizudlnou kontrolou alebo kontrolou pomocou klasickych priemysel-
nych snimacov a senzorov, je velmi presna, a s doprovodom dostatoc¢ne vykonného
hardvéru, vhodného osvetlenia a scény, aj rychla.

Opticka kontrola bola nasadend aj do realneho procesu vyroby v spoloc¢nosti PE-
GAS NONWOVENS a.s., ktora produkuje netkany textil na nekonecnych pésoch.
Ide o komplexny systém pozostévajuci zo 4 kamier, ktory detekuje defekty (diery,
zatrhy, zalisované necistoty...atd.) na produkovanom textile. Vlastnikom tohto sys-
tému je spolocnost CAMEA spol. s.r.o., pre ktoru tato praca bola vyhotovena.

Rieseny problém spocival v optimalizacii vytazenej casti detekéného algoritmu
pomocou softvérovej a hardvérovej architektiry CUDA, a frameworku OpenCL ur-
¢eného k programovaniu na heterogénnych zariadeniach. Potreba optimalizacie vy-
plyva z navrhu na vymenu aktuélneho kamerového systému za presnejsi a vykonnejsi.
Aktudlny kamerovy systém pozostava zo 4 kamier Basler 4096 pix @ 70 kHz, ktoré
dohromady produkuji tok dat 1.1GB/sec. Ststava so 4 novymi kamerami Eliixa
16kpix @ 200kHz by v rezime 8kpix produkovala na vystupe az 13GB /sec.

Prvym cielom tejto prace bolo detailnejsie zoznamenie s oboma néastrojmi NVI-
DIA a OpenCL. Rovnako délezité ako rozbor programovacieho modelu tychto dvoch
nastrojov bol aj popis a vysvetlenie hardvérovej architektiry paralelnej vypoctove;j
platformy CUDA. Verim, Ze zhrnuté poznatky a ukazky programovacich praktik
bude mozné vyuzit aj v nadvizujicom vyvoji paralelného algoritmu. Po detail-
nom vyskume, zvazeni vstupnych poziadaviek a rozbore trhu s modernymi grafic-
kymi kartami, sme stanovili ako experimentalnu graficki kartu NVIDIA GeForce
GTX1050Ti, ktora sa stala stucastou PC zostavy s oznacenim HWconfig GTX1050Ti.

V nasledujicej casti tejto prace sme popisali, implementovali a otestovali rézne
optimalizacné metddy. Jednalo sa najmé o optimalizaciu transferu dat medzi pa-
métou GPU a CPU, ktory je pri paralelizacii algoritmu kriticky. K testovacim tce-
lom sme vyuzili 2 rézne PC zostavy - HWConfig GT755M a spominanii zostavu
HWeconfig GTX1050Ti (vid detaily 1.4). Vzhladom k dosiahnutym vysledkom (vid
PRILOHA A, PRILOHA B) sme vyhlésili prenos kopirovanej pamdti s blokovangm
strankovanim za najpriaznivejsi pre tuto aplikaciu.

V hlavnej casti sme navrhli a otestovali paralelny ekvivalent aktualneho sekvenc-
ného algoritmu detekujiiceho defekty v textile. Tento navrh je dokladne popisany
a odovodneny v kapitole 7.2. Do zaveru som si dovolil uviest tabulku 10.1 s do-
siahnutymi vysledkami. Tabulka obsahuje vysledky merania rychlosti navrhnutého

kernelu na oboch PC zostavach, pri pouziti roznych metod transferu dat medzi GPU
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a CPU. Na hardvérovej konfiguracii HWConfig GT755M sa nam detekcia chyb po-
darila zrychlif 3-nasobne. Vysledky z testov na konfiguracii HWConfig GTX1050Ti
dokonca poukazuji az na 6-nasobné zrychlenie oproti rychlosti sekvenéného algo-
ritmu na CPU.

HW(Config GT755M HW(Config GTX1050Ti
CUDA OpenCL CPU CUDA OpenCL CPU

Kopirovana pamat so

" ) 11,4514 | 12,3060 19,9107 | 8,2959
strankovanim
Kopirovana pamst s 8,3942 12,2545 19,0572 7,9901
blokovanym strankovanim ! ’ 25,6672 ’ ! 38,1160
Nekopirovana pamit s

. : . 9,4313 | 14,8284 19,2339 | 11,5883

blokovanym strankovanim

Obr. 10.1: Porovnanie vykonu paralelného (na GPU) a sekven¢ného (na CPU) al-

goritmu pre detekciu defektov s vyuzitym roznych pamétovych transferov

Kernel bol od pociatku vyvijany na PC zostave HWConfig GT755M, ¢o znamena,
ze je optimalizovany pre mikroarchitektiru Kepler. To viedlo k nie moc uspokoji-
vym vysledkom pri testoch na HWConfig GTX1050Ti. Rychlost vykonania kernelu
napisaného v CUDA C bolo priblizne 20 ms.

Od paralelného algoritmu sa ocakavalo, ze po spracovani snimky posle spat do
rézie CPU buffer obsahujici siradnice X zaciatkov a koncov chyb na jednotlivych
riadkoch snimky, ktoré by sa hned predali algoritmu pre zhlukovt analyzu. Tato
kladena poziadavka na vystup znacne skomplikovala implementaciu kernelu, pretoze
sme sa museli vysporiadat so serializovanym pristupom do globalnej pamati GPU.
Toto kritérium bolo v praci splnené.

Dalsou podstatnou ¢astou prace bol vivoj GUI na testovanie nastrojov CUDA
a OpenCL. Vystupom z tohto bodu je program DefectDetection.exe, ktory dete-
kuje defekty na snimkach textilu predlozenych uzivatelom. Ide o rozsiahlejsiu CLR
Windows Form aplikaciu s podporou .NET Frameworku.

V nadvéazujicom vyvoji paralelného algoritmu by urcite prinieslo pozitivne vy-
sledky rozdelenie transferov dat a vykonavanie kernelu medzi viaceré CUDA streami
resp. prikazové rady v pripade OpenCL. Tymto sposobom by sa dalo dosiahnut si-
bezného spracovania snimkov a kopirovania dat medzi paméatou CPU a GPU. Exis-

tuje aj dalsia moznost, ktorou by sme mohli skoro tplne eliminovat transfery dat.
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Moderné frame grabbery st schopné posielat data priamo do globalnej paméti GPU,
¢o by v tomto pripade viedlo k dalsiemu zrychleniu paralelného algoritmu.

Na zéver by som spomenul este jednu moznost. Podla [3], jedinou moznostou
ako zrychlit paralelny algoritmus na GPU je pouzitie viacerych GPU. Spolo¢nost
NVIDIA pontika rozhranie SLI, ¢o umozni rozdelenie parcidlnych casti algoritmu
medzi viaceré grafické karty (az 4), kde kazda z nich by bola riadena jednym vlaknom
z CPU.
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ZOZNAM SYMBOLOV, VELICIN A SKRATIEK

HW
SW
FSB

GPGPU
CUDA
IPP
GPU
CPU
GPC
SM

IDU

SLI

DMA
RAM
COI
ROI
ADC

Hardvér

Softvér

R/W Pamat s priamym pristupom - zbernica medzi CPU a
severnym mostikom (northbridge)

General-purpose computing on graphics processing units
Compute Unified Device Architecture

Integrated Performance Primitives

graficky procesor - Graphics Processing Unit

procesorova jednotka - Central Processing Unit

Graphics Processing Clusters

Streaming Multiprocessor

Instruction Dispatch Unit

Scalable Link Interface - umozinuje prepojenie viac GPU na jednej
zékladnej doske

Priamy pristup do pamati - Direct Memory Access

R/W Pamat s priamym pristupom - Random Access Memory
Channel of Interest

Region of Interest

Analog to Digital Column
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A PRILOHA A

A.1 Implementacia na NVIDIA GeForce GT755M
vyuzitim CUDA softvérovej architektary

) . m Kopirovand strankovand pamét
GPU: Transfer dat smerom CPU->GPU )
® Kopirovana pamét s blokovanym strankovanim
(CUDA) . o
B Nekopirovanad pamit s blokovanym strankovanim
3
2,61261
25
2
E
= s 1,353915
S
1
0,5
0,012422
0
1

Obr. A.1: HWConfig GT755M: CUDA: Meranie rychlosti transferu 3 druhov pamaéti
z CPU do GPU.

W Kopirovand strankovand pamat

GPU: Transfer dat smerom GPU->CPU
(CUDA)

® Kopirovana pamit s blokovanym strénkovanim

m Nekopirovana pamat s blokovanym strankovanim
045

0,415018

04

0,386262

035

0,147123
0,1
0,05
0
1

Obr. A.2: HWConfig GT755M: CUDA: Meranie rychlosti transferu 3 druhov paméti
z GPU do CPU.
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® Kopirovana strankovand pamét

GPU: Celkovy transfer GPU<->CPU
(CUDA)

® Kopirovand pamét s blokovanym strénkovanim

M Nekopirovana pamit s blokovanym strankovanim

2,755733

25
2
1,772933
05
0
1

Obr. A.3: HWConfig GT755M: CUDA: Meranie rychlosti oboch transferov paméti
medzi CPU a GPU.

Cas[ms]
-
w

[

0,398684

M Kopirovana strankovana pamat

GPU: Cas vykonania kernelu

m Kopirovana pamét s blokovanym strankovanim

® Nekopirovana pamit s blokovanym strankovanim
10
9,032436
9
8
7,316152 7,23744

Cas[ms]
wm

7
6
4
3
2
1
0
1

Obr. A.4: HWConfig GT755M: CUDA: Meranie rychlosti vykonania kernelu.
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Porovnanie rychlosti vykonania algoritmu detekujiceho vady v
prevedeni na CPU a GPU pouzitim CUDA frameworku
B GeForce GT 755M: Poufitie kopirovanej strankovanej paméati

30

. . . . . 25,66721
B GeForce GT 755M: Pouditie kopirovanej pamiiti s blokovanym

strankovanim

m GeForce GT 755M: Pouiitie nekopirovanej pamiti s blokovanym
strankovanim

20 Intel(R) Core(TM) i7-4700MQ. CPU @ 2,40GHz

25

15

Cas[ms]

11,45139

9,43118

10

8,39432

Obr. A.5: HWConfig GT755M: CUDA: Meranie rychlosti vykonania celého paralel-

ného algoritmu + porovnanie so sekvenénym.

A.2 Implementacia na NVIDIA GeForce GT755M

vyuzitim OpenCL frameworku

. W Kopi 4 strank ] at
GPU: Transfer dat smerom CPU->GPU = “oprovenastran f°""""ﬁ pame
® Kopirovana pamit s blokovanym strankovanim
(OpenCL)
B Nekopirovana pamét s blokovanym strankovanim
45
4,085707
r
35
3 2,773113
2,627497
= 2,5
£
8 2
1,5
1
05
0
1

Obr. A.6: HWConfig GT755M: OpenCL: Meranie rychlosti transferu 3 druhov pa-
méti z CPU do GPU.

100



m Kopirovand strankovand pamét

GPU: Transfer dat smerom GPU->CPU
(OpencCL)

m Kopirovand pamit s blokovanym strankovanim

m Nekopirovana pamét s blokovanym strankovanim

0,170248

0,145787
0,140013

014

012

= 01
£
=

3 0,08

0,06

0,04

0,02

0

1

Obr. A.7: HWConfig GT755M: OpenCL: Meranie rychlosti transferu 3 druhov pa-
maéti z GPU do CPU.

. M Kopirovana strénkovana pamat
GPU: Celkovy transfer GPU<->CPU o R )
M Kopirovana pamét s blokovanym strankovanim
(OpenCL) M Nekopirovana pamét s blokovanym strankovanim
4,5 4,255955
4
3,5
2,9189
3 2,76751
= 2,5
E
@
8 2
1,5
1
0,5
0
1

Obr. A.8: HWConfig GT755M: OpenCL: Meranie rychlosti oboch transferov pamati
medzi CPU a GPU.
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GPU: ffas Vykonania kernelu M Kopirovana strankovana pamat

m Kopirovana pamét s blokovanym strénkovanim
(OpencL) P pa v
m Nekopirovana pamit s blokovanym strankovanim
12
10,751868
10 9,387144 5,487
8
£
= 6
o
O

Obr. A.9: HWConfig GT755M: OpenCL: Meranie rychlosti vykonania kernelu.

Porovnanie rychlosti vykonania algoritmu detekujiceho vady v
prevedeni na CPU a GPU pouzitim OpenCL frameworku

30
B GeForce GT 755M: Poufitie kopirovanej strankovanej paméati
v . . - . 25,66721
m GeForce GT 755M: Poufitie kopirovanej pamiiti s blokovanym
25 strankovanim
m GeForce GT 755M: Poufitie nekopirovanej paméti s blokovanym
strankovanim
20 Intel(R) Core(TM} i7-4700MQ. CPU @ 2,40GHz
z 14,328423
.g. 15
)(S 12,306044 12,25451
10

w

Obr. A.10: HWConfig GT755M: OpenCL: Meranie rychlosti vykonania celého pa-

ralelného algoritmu + porovnanie so sekvencénym.
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B PRILOHA B

B.1 Implementacia na NVIDIA GeForce GTX1050Ti
vyuzitim CUDA softvérovej architektury

. m Kopirovana strankovana pamat
GPU: Transfer dat smerom CPU->GPU )
M Kopirovana pamét s blokovanym strankovanim
(CUDA) o o
m Nekopirovana pamit s blokovanym strankovanim
3,00
2,5626
2,50
2,00
E 1,4262
z 1,50 .
L)
1,00
0,50
0,1251
0,00 |
1

Obr. B.1: HWConfig GTX1050Ti: CUDA: Meranie rychlosti transferu 3 druhov pa-
maéti z CPU do GPU.

. W Kopirovana strankovand pamat
GPU: Transfer dat smerom GPU->CPU L — ]
® Kopirovana pamét s blokovanym strankovanim
(CU DA) m Nekopirovana pamét s blokovanym strankovanim
0,70
0,60 0,5861 0,5768
0,50
— 040
£
B
2 0,30
0,20
0,1435
N -
0,00
1

Obr. B.2: HWConfig GTX1050Ti: CUDA: Meranie rychlosti transferu 3 druhov pa-
maéti z GPU do CPU.
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m Kopirovana stréankovana pamat

GPU: Celkovy transfer GPU<->CPU
(CUDA)

® Kopirovana pamét s blokovanym strankovanim

B Nekopirovana pamét s blokovanym strankovanim

3,00
2,7062

2,50
2,0122
2,00
i
% 1,50
k]
8]
1,00
0,50
0,00
1

Obr. B.3: HWConfig GTX1050Ti: CUDA: Meranie rychlosti oboch transferov pa-
maéti medzi CPU a GPU.

0,70187

m Kopirovana strankovana pamat

GPU: Cas vykonania kernelu
(CUDA)

M Kopirovana pamét s blokovanym strankovanim

m Nekopirovana pamit s blokovanym strankovanim
20,00

18,5320
18,00 17,2046 17,0450

16,00
14,00
12,00
10,00
8,00
6,00
4,00
2,00
0,00
1

Obr. B.4: HWConfig GTX1050Ti: CUDA: Meranie rychlosti vykonania kernelu.

Cas[ms]
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Porovnanie rychlosti vykonania algoritmu detekujiceho vady v
oo prevedeni na CPU a GPU pouizitim CUDA frameworku
40,00 38,1160
35,00
30,00
g - 19,9107 13,0572 19,2339
W5 20,00 ! ’
15,00
10,00
5,00
0,00
B GeForce GTX 1050Ti: PouZitie kopirovanej strankovanej pamati
B GeForce GTX 1050Ti: PouZitie kopirovanej paméti s blokovanym strankovanim
B GeForce GTX 1050Ti: PouZitie nekopirovanej paméti s blokovanym strénkovanim
Intel(R) Core(TM) i5-650 CPU @ 3,20GHz

Obr. B.5: HWConfig GTX1050Ti: CUDA: Meranie rychlosti vykonania celého pa-
ralelného algoritmu + porovnanie so sekvencénym.

B.2 Implementacia na NVIDIA GeForce GTX1050Ti

vyuzitim OpenCL frameworku

- m Kopirovana strankovand paméat
GPU: Transfer d4t smerom CPU->GPU ™" P
® Kopirovana pamét s blokovanym strankovanim
(OpencCL) o o )
m Nekopirovana pamat s blokovanym strankovanim
6,0000
50000 4,2838
4,0000
g 2,9560
g 30000 2,6443
b
2,0000
1,0000
0,0000
1

Obr. B.6: HWConfig GTX1050Ti: OpenCL: Meranie rychlosti transferu 3 druhov
paméti z CPU do GPU.
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m Kopirovand strankovand pamét

GPU: Transfer dat smerom GPU->CPU
(OpencCL)

¥ Kopirovand pamat s blokovanym strankovanim

® Nekopirovana pamét s blokovanym strankovanim
0,2000

0,1795

0,1800

0,1600

0,1542

0,1400

0,1147

0,1200

0,1000

Cas[ms]

0,0800

0,0600

0,0400

0,0200

0,0000

Obr. B.7: HWConfig GTX1050Ti: OpenCL: Meranie rychlosti transferu 3 druhov
paméti z GPU do CPU.

. M Kopirovana strankovana pamat
GPU: Celkovy transfer GPU<->CPU AR, _— )
M Kopirovana pamét s blokovanym stréankovanim
(OpenCL) M Nekopirovana pamét s blokovanym strénkovanim
6,0000
5,038032
5,0000
4,0000
= 3,1355
.5.3_0000 2,7550
L]
b
2,0000
1,0000
0,0000
1

Obr. B.8: HWConfig GTX1050Ti: OpenCL: Meranie rychlosti oboch transferov pa-
méti medzi CPU a GPU.
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GPU: éaS V\/konania kernelu ® Kopirovana strankovana pamat
(OpenCL) m Kopirovana pamét s blokovanym strénkovanim

® Nekopirovana pamit s blokovanym strankovanim
6,503

7,0000

6,0000

5,1603 5,2311

5,0000

4,0000

Cas[ms]

3,0000

2,0000

1,0000

0,0000

Obr. B.9: HWConfig GTX1050Ti: OpenCL: Meranie rychlosti vykonania kernelu.

Porovnanie rychlosti vykonania algoritmu detekujiceho vady v
prevedeni na CPU a GPU poufZitim OpenCL frameworku

45,00
M GeForce GTX 1050Ti: PouZitie kopirovanej strankovanej paméti
4000 o GeForce GTX 1050Ti: Poutitie kopirovanej pamiti s blokovanym 38,1160
strankovanim
3500 mGeForce GTX 1050Ti: PouZitie nekopirovanej paméti s blokovanym
strankovanim

30,00  ® Intel(R) Core(TM} i5-650 CPU @ 3,20GHz
& 25,00
E
]
2O 20,00
15,00
11,5883

10,00 48,2959 7,9501
- - -
0,00

Obr. B.10: HWConfig GTX1050Ti: OpenCL: Meranie rychlosti vykonania celého

paralelného algoritmu + porovnanie so sekvenénym.
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C OBSAH PRILOZENEHO CD

Ako sme spomenuli vyssie, aplikdcia DefectDetection.exe sa pocas behu prog-
ramu linkuje s dvoma DLL stibormi - useCUDA.dIl a useOpenCL.dll. Na CD
su ulozené projekty v Microsoft Visual Studio pre oba DLL stibory. Rovnako tam

najdeme projekt Startup, ktory sluzil na testovanie oboch DLL stiborov.
root
| Filip_Sedlacek-DP.pdf
| opencv
| DefectDetection.exe
| useCUDA.d11
| _useOpenCL.dll
| Testovacie_snimky_textilu
L__<image01 - imageb4>.tif
| DefectDetection (Projekt Microsoft Visual Studio)
DefectDetection.sln
DefectDetection
zdrojové stubory
x64
useCUDA.d11
useCUDA.1ib
useOpenCL.d11
useOpenCL.1ib
| Startup (Projekt Microsoft Visual Studio)
Startup.sln .3 Startup
L__zdrojové stbory
x64
useCUDA.d11
useCUDA.1ib
useOpenCL.d11
useOpenCL.1ib
| useCUDA (Projekt Microsoft Visual Studio)
useCUDA.sln
useCUDA
zdrojové subory
x64
t:useCUDA.dll
useCUDA.1ib

| _useOpenCL (Projekt Microsoft Visual Studio)

useOpenCL.sln
useOpenCL
L__zdrojové stbory
x64

tuseOpenCL .d11
useOpenCL.1ib

108



