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Abstrakt 
Opt ické r o z p o z n á n í z n a k ů ( O C R ) je j iž mnoho let ob las t í zá jmu. Je definováno jako proces 
digitalizace obrazu dokumentu do sekvence z n a k ů . Navzdory dese t i l e t ím in tenz ivn ích vý­
z k u m ů jsou s y s t é m y O C R , k t e r é jsou s rovna t e lné s l i d ským zrakem, s tá le o t e v ř e n o u výzvou. 
V t é t o p rác i je v y t v o ř e n n á v r h t akového s y s t é m u , k t e r ý je schopen detekovat a rozpoznat 
text v grafických už iva te l ských rozhran ích . 

Abstract 
Opt ica l character recognition ( O C R ) has been a topic of interest for many years. It is 
defined as the process of digi t iz ing a document image into a sequence of characters. Despite 
decades of intense research, O C R systems wi th capabilities to that of human s t i l l remains 
an open challenge. In this work there is presented a design and implementat ion of such 
system, which is capable of detecting texts i n graphical user interfaces. 
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Kapitola 1 

Úvod 

Opt ické r o z p o z n á n í z n a k ů (Opt ica l Character Recognit ion dá le jen O C R ) je software k t e r ý 
dokáže převés t na skenovaný t i š t ěný text a fotografie obsahuj íc í text do d ig i ta l izované po­
doby, se kterou m ů ž e bý t m a n i p u l o v á n o p o č í t a č e m . L idský mozek dokáže velmi j e d n o d u š e 
a bez n á m a h y rozpoznat text z o b r á z k u . A lgo r i tmy u k t e rých chceme, aby dospěl i s t e jného 
výs ledku , m u s í bý t však d o s t a t e č n ě flexibilní, aby dokáza ly kva l i tně v n í m a t a zpracovat 
informace z obrazu. Pro to bylo vyna loženo velké úsilí na vy tvo řen í software, k t e r ý se snaží 
transformovat obraz dokumentu do podoby, k t e r á je s r o z u m i t e l n á pro p o č í t a č . O C R je velmi 
rozsáhlý p r o b l é m kvůl i ve lkému m n o ž s t v í j a z y k ů , s ty lů a p í sem, k t e r ý m i m ů ž e m e vyjádř i t 
text. Techniky z různých o b o r ů v ý p o č e t n í techniky se využívaj í pro řešení různých výzev 
tohoto sys t ému . 

V t é t o p rác i je p r ezen tován n á v r h s y s t é m u O C R pro detekci textu v grafických uživatel ­
ských rozh ran ích . S y s t é m využ ívá algori tmy h l u b o k ý c h n e u r o n o v ý c h sít í , k t e r é de tekuj í a 
rozpozna j í text v obraze. V kapitole 2 jsou p ř e d s t a v e n y současné technologie n e u r o n o v ý c h 
sít í . V kapitole 3 jsou uvedeny technologie zp racován í textu, k t e r é zahrnu j í z á k l a d n í pr in­
cip algori tmu r o z p o z n á n í textu a metr iky pro p o r o v n á n í kval i ty výs ledku t ě c h t o a lgo r i tmů . 
Dá le je v kapitole 4 p o p s á n n á s t r o j a jeho rozšíření , k t e r é bylo využ i to pro zho toven í d a tové 
sady u r č e n é k t r énován í m o d e l ů neu ronových sí t í . K a p i t o l a 5 obsahuje n á v r h y n e u r o n o v ý c h 
sít í , k t e r é jsou h l a v n í m algori tmem pro detekci a r o z p o z n á n í textu z obrazu. V kapitole 6 
je popis jeho implementace a t r énován í tohoto algori tmu. Výs ledky a z h o d n o c e n í algori tmu 
se nacház í v kapitole ?? . 
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Kapitola 2 

Neuronové sítě 

2.1 Architektury sítí 

Neuronová síť je v ý p o č e t n í model použ ívaný v u mě lé inteligenci. Vzorem neu ronových sítí 
je biologický model l idského mozku. Neuronové s í tě se používaj í pro ř a d u úkolů, jako jsou 
detekce a rozpoznán í , regrese veličin, aj. S p ř í c h o d e m pr inc ipu h l u b o k é h o učen í nabyly 
neu ronové s í tě na velké p o p u l a r i t ě . Lze p o m o c í nich řeši t s ložité úkoly, jako je r o z p o z n á n í 
o b j e k t ů v obraze a predikce vývoje hodnot sekvence. S t í m t o p ř í s t u p e m je m o ž n o v y t v á ř e t 
modely neu ronových sít í , k t e r é maj í mnoho úrovn í . D íky tomu však nen í s n a d n é urč i t , co síť 
dělá v d a n é v r s tvě a p roč . Pro to se s h l u b o k ý m i s í t ěmi pracuje jako s tzv. černou skříňkou, 
neboť n á s za j ímá n á s pouze, že pro z a d a n ý vstup produkuje p o ž a d o v a n ý v ý s t u p . Jak však 
sít tohoto výs ledku d o s á h n e , n e c h á v á m e na op t ima l i začn ích algoritmech. 

V následuj íc ích p o d k a p i t o l á c h je u k á z á n o , jak pracuje klas ická n e u r o n o v á síť (kap. 
2.1.1). K a p i t o l a (2.1.2) popisuje konvoluční neu ronové s í tě u r č e n é pro efektivnější zpra­
cování vě tš ího objemu dat, j a k ý m i jsou n a p ř í k l a d ob rázku . V kapitole 2.3 jsou u k á z á n y 
ak t ivačn í funkce použ ívané v n e u r o n o v ý c h sít í . 

2 . 1 . 1 K l a s i c k é n e u r o n o v é s í t ě 

Z á k l a d n í m s t a v e b n í m kamenem sof twarových n e u r o n o v ý c h sí t í je neuron (dř íve n a z ý v a n ý 
perceptron). K a ž d ý neuron se s k l á d á ze t ř í h lavn ích čás t í . V s t u p n í čás t využ ívá všechny 
v s t u p n í signály, k t e r é p u t u j í do neuronu. K a ž d ý z t ěch to v s t u p ů je ohodnocen váhou , k t e r á 
slouží k posí lení , nebo p o t l a č e n í hodnoty d a n é h o vstupu. Dalš í čás t í je tě lo neuronu, k te ré 
agreguje všechny hodnoty v s t u p ů , vče tně jejich vah do j ed iné hodnoty. N a tuto hodnotu 
se aplikuje ak t ivačn í funkce neuronu a výs ledek je v ý s t u p e m celého neuronu [6]. V ý p o č e t n í 
model neuronu je m o ž n é v idě t v o b r á z k u 2.1. 
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Vstupy 

Akt ivačn í 
Funkce V ý s t u p 

V 

b + 51WiXi 

V á h y 

O b r á z e k 2.1: V ý p o č e t n í model neuronu. 

2 . 1 . 2 K o n v o l u č n í n e u r o n o v é s í t ě 

Konvolučn í s í tě jsou spec iá ln ím druhem v ícevrs tvých n e u r o n o v ý c h sí t í . Používa j í operace 
konvoluce v loká ln ím okolí pro z ískání v izuá ln ích vzorů p ř í m o z p ixe lů obrazu. Vychází 
z pr inc ipu neocogn i t ronové sí te , k t e r á byla p o p r v é p ř e d s t a v e n a v 80. letech K . Fukushimou. 
Neocognitron využ ívá velké m n o ž s t v í n e u r o n o v ý c h vrstev a obsahuje var iab i ln í p ropo jen í 
mezi b u ň k a m i sousedních vrstev. C í l em t é t o s í tě je identifikace o b j e k t ů podle jejich obecné 
podobnosti . T y p i c k á konvoluční síť je vyobrazena na o b r á z k u 2.2 a je m o ž n é pozorovat, 
že se s k l á d á z mnoha různých vrstev. D a l š í m c h a r a k t e r i s t i c k ý m znakem konvolučních sítí 
je z ískávání v l a s t n o s t í obrazu z recepčn ích polí , sdí lení vah v r á m c i konvoluční vrs tvy a 
p ros to rové vzorkování [6]. 

22-1x221* 3 22-1x221x61 

1 X 1 x 1000 

O b r á z e k 2.2: Ilustrace konvoluční neu ronové s í tě . Zdroj 

2 . 1 . 3 R e k u r e n t n í n e u r o n o v é s í t ě 

R e k u r e n t n í neu ronové s í tě (dále jen R N N ) p o c h á z í ze s te jné doby jako mnoho dalš ích algo­
r i t m ů h l u b o k é h o učení . P o p r v é byly p ř e d s t a v e n y v 80. letech, ale jejich p lného po t enc i á lu 

1Dostupné z https://blog.heuritech.com 
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nebylo d o n e d á v n a m o ž n é využ í t ze jména kvůl i vysoké v ý p o č e t n í n á r o č n o s t i . V ý r a z e m re­
k u r e n t n í neu ronové s í tě označu jeme dvě široké kategorie s podobnou obecnou strukturou. 
Jedna z nich je síť s konečnou odezvou. Tento typ s í tě lze vy jádř i t p o m o c í o r i en tovaného 
acykl ického grafu, k t e r ý je m o ž n é rozbalit , a d íky tomu je celou síť m o ž n é nahradit do-
p ř e d n o u sí t í . R e k u r e n t n í síť s nekonečnou odezvou lze reprezentovat pouze o r i en tovaným 
cykl ickým grafem, k t e r ý nen í m o ž n é redukovat na d o p ř e d n o u sít , p r o t o ž e dojde k zacyklení 

[H]-
R N N využívaj í i n t e rn í paměť , k t e r á j i m umožňu je si zapamatovat informace z posloup­

nosti p ř i j a tých v s t u p ů . D íky tomu d o k á ž o u bý t velmi p ře sné v predikci nás leduj íc ích hod­
not. Z tohoto d ů v o d u jsou preferovanou sí t í p ř i p rác i se sekvenčn ími daty (nap ř ík l ad časová 
posloupnost zvukových dat), p r o t o ž e ze zpracovávaných dat dokáž í p o r o z u m ě t h l u b š í m u 
v ý z n a m u jejich posloupnosti oproti o s t a t n í m a l g o r i t m ů m . 

(a) (b) 

O b r á z e k 2.3: S t ruktura d o p ř e d n ě neu ronové vrs tvy (a) oproti r e k u r e n t n í neu ronové v r s tvě 
(b). 

2.2 Kódování 

V n e u r o n o v ý c h sí t ích je ča s to p o t ř e b a informace zakódova t do reprezentace, k t e r á je pro 
neuronovou síť uži tečnějš í . D íky ní se dokáž í l épe uč i t , p ř í p a d n ě reprezentovat data stylem, 
k t e r ý z j ednoduš í neu ronové sí t i p rác i . Nejpoužívanějš í z r ep rezen tac í jsou dá le p ředs taveny . 

2 . 2 . 1 O n e - h o t k ó d o v á n í 

One-hot 2 kódován í (v ang l ič t ině se t a k é n a z ý v á dummy variable) vy jadřu je p o m o c í hod­
noty 0 nebo 1 absenci nebo p ř í t o m n o s t j i s t é kategorie. Toto kódován í je už i t ečné ze jména 
pro rozdě len í dat do v z á j e m n ě se vylučuj íc ích ka tegor i í ( nap ř ík l ad pes, kočka ) . N a hod­
noty zakódovaných ka tegor i í se m ů ž e m e t a k é d íva t jako na m í r u p r a v d ě p o d o b n o s t i v ý s k y t u 
j edno t l i vých ka tegor i í . Z tohoto d ů v o d u je toto kódován í ho jně použ íváno komuni tou za­
bývající se s t r o j o v ý m učen ím, a to ze jména v oblasti klasifikace ob jek tů , p r o t o ž e umožňu je 
neomezený poče t klasif ikačních t ř íd . P ř í k l a d zakódován í informace do vektoru m í r y prav­
d ě p o d o b n o s t i m ů ž e m e pozorovat v o b r á z k u 2.4. 

2 V české literatuře se také můžeme setkat s názvem kódování 1 z N . 
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0 1 0 0 0 0 1 0 0 0 

1 'w 0 1 0 0 1 0 1 0 0 

2 0 0 1 0 2 0 0 1 0 

3 0 0 0 1 3 0 0 0 1 

O b r á z e k 2.4: U k á z k a one-hot kódován í pro 4 t ř ídy . 

Dekódován í hodnoty z one-hot reprezentace provedeme z í skán ím kategorie s nejvyšší 
m í r o u p r a v d ě p o d o b n o s t i . P ř í k l a d v ý s t u p u z neu ronové s í tě a jeho dekódován í m ů ž e m e po­
zorovat na o b r á z k u 2.5. 

0.7 0.2 0.1 0 

0.3 0.5 0.1 0.1 

0.1 0.1 0.7 0.1 

0.3 0.2 0.1 0.4 

O b r á z e k 2.5: U k á z k a dekódován í one-hot v ý s t u p u pro 4 t ř ídy . 

2 . 2 . 2 T e m p o r á l n í k l a s i f i k a c e 

V angl ič t ině označována Connectionist temporal classification je velmi už i t ečnou operac í 
použ ívanou ze jména v r e k u r e n t n í c h n e u r o n o v ý c h sí t ích [7]. J e d n á se o z p ů s o b , jak nauč i t 
neuronovou síť predikovat p o ž a d o v a n o u sekvenci. P o č e t p red ikovaných k roků m ů ž e bý t 
však větší , než je p o č e t k roků na p o ž a d o v a n é m v ý s t u p u . P ro to se využ ívá tato metoda, 
k t e r á umožňu je d o s á h n o u t p o ž a d o v a n é h o v ý s t u p u p o m o c í mnoha cest. N a v ý s t u p u nás 
však za j ímá pouze p o ž a d o v a n á sekvence s d a n ý m p o č t e m kroků . Obsahuje-li sekvence více 
po sobě jdouc ích časových k r o k ů se stejnou hodnotu, pak se všechny tyto kroky shrnou do 
j ed iného . A b y v š a k bylo m o ž n é zakódova t dvě s te jná po sobě j d o u c í p í s m e n a , p ř i dává C T C 
do s lovníku speciá ln í p r á z d n ý znak n a z ý v a n ý blank. Tento znak n e m á ž á d n o u hodnotu a 
ve v ý s l e d n é m textu je ignorován . Jeho už i t ek však spočívá v tom, že slouží jako oddělovač 
s te jných symbo lů , k t e r é by j inak byly agregovány do j e d i n é h o . Níže jsou uvedeny př ík lady , 
jak je m o ž n é p o m o c í C T C reprezentovat n ě k t e r á slova: 

• "auto" ->• " a a a - u - t t t t t t - o " , " - a - u - t - o - " , nebo "auto" 

• "book" —> "boooooo ok", " - b - o - o - k - " , nebo "bo-ok" . 
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Pr inc ip C T C d e k o d é r u je m o ž n é pozorovat na o b r á z k u 2.6, kde je v y b r á n a cesta pro 11 
p rvků , k t e r á dekóduje sekvenci „hello!". 

h e e e 1 e 1 1 o o ! 

h e 1 1 0 

h e 1 1 0 j 

O b r á z e k 2.6: P r i n c i p C T C dekodéru . 

2.3 Aktivační funkce 

Akt ivačn í funkce je h lavn í s ložkou k a ž d é neu ronové s í tě . Je ap l ikována na agregované hod­
noty v s t u p ů neuronu a slouží jako h lavn í v ý s t u p neuronu, kde jej n a z ý v á m e ak t ivac í neu­
ronu. Tato funkce m ů ž e bý t l ineárn í i ne l ineá rn í ale ča s to je ž á d a n o u v l a s tnos t í i diferencova-
telnost. T a umožňu je na léz t s m ě r r ů s t u t é t o funkce (gradient funkce). Gradient je v ý z n a č n ý 
př i učen í neu ronové sí tě , kdy hodnoty vah upravujeme p rávě po s m ě r u gradientu. A k t i v a c i 
neuronu m ů ž e m e obecně zapsat následuj íc í rovnicí : 

V = f(Y,WiXi + bJ, (2.1) 

kde parametr WÍ reprezentuje v á h u j edno t l i vých v s t u p ů Xi a parametr b (anglicky bias) se 
využ ívá k rozší ření rozhodovac ího rozsahu, k t e r é h o neu ronová síť m ů ž e d o s á h n o u t . Funkce 
/ je ak t ivačn í funkce a y je v ý s t u p neuronu. 

P ro snadně j š í p o č í t á n í s parametrem bias, se čas to rozšiřuje vektor vs tupu o k o n s t a n t n í 
hodnotu 1 (bývá označováno jako xn) , a do vektoru vah je na odpovída j íc í pozici (dle pozice 
ve vstupu) p ř i d á n parametr b. D íky t é t o ú p r a v ě je rovnice v ý s t u p u neuronu z j e d n o d u š e n a 
do podoby využívaj ící operaci ska l á rn ího součinu: 

y = f(w-x), (2.2) 

kde w je vektor vah, x je vektor v s t u p ů neuronu, / je o b e c n á ak t ivačn í funkce a y je v ý s t u p 
neuronu. 

S t a n d a r d n ě , není-l i uvedeno j inak, m á neuron l ineárn í ak t ivačn í funkci identi ta. Tato 
funkce ovšem nijak n e p o m á h á se s loži tos t í p a r a m e t r ů , k t e r é jsou pos í lány n e u r o n o v ý m s í t ím. 
Proto je použ i t í ne l ineárn ích funkcí vhodně jš í . L ineá rn í funkce m á však své využi t í , p ro tože 
nijak neomezuje v ý s t u p . Jej í využ i t í je v ý h o d n é ze jména pro ú lohy regrese. V m o d e r n í c h 
neu ronových s í t ích se ča s to použ ívá jako impl ic i tn í aktivace k a ž d é neu ronové vrstvy, a 
komplexnějš í ak t ivačn í funkce jsou p o t é apl ikovány jako dalš í vrstva v sérii . Rovn ic i a graf 
t é t o funkce je m o ž n é sledovat v o b r á z k u 2.7. 
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f (x) = x (2.3) 
i 

O b r á z e k 2.7: Ak t ivačn í funkce identita 

Pro klasifikační ú lohy jsou o d n e d á v n a využ ívány skokové funkce, sigmoida a hyperbo­
lický tangent. K a ž d á z t ě c h t o funkcí p ř evád í celé v s t u p n í spektrum reá lných hodnot do 
úzkého intervalu hodnot. 

Skoková funkce je čas to spo jována s pojmem perceptron. N a b ý v á pouze dvou hodnot. Je 
v h o d n á pouze pro j e d n o d u c h é úlohy, p r o t o ž e nen í d i ferencovate lná . Z tohoto d ů v o d u nen í 
v h o d n á pro použ i t í ve v ícev r s tvých n e u r o n o v ý c h sí t ích. Rovn ic i a p r ů b ě h m ů ž e m e v idě t v 
o b r á z k u 2.8. 

I l , p o k u d , > 0 

I 0, j inak 

2 

1 

2 

1 

-5 -4 -3 -2 -1 0 

-1 

-2 

1 2 3 4 5 

O b r á z e k 2.8: Skoková ak t ivačn í funkce 

Sigmoidá ln í funkce ( také logis t ická funkce) p řevád í v s t u p n í reá lné hodnoty do intervalu 
(0,1). Tato funkce je m o n o t ó n n í a d i fe rencovate lná proto je m o ž n é j i využ í t ve v ícevrs tvých 
neu ronových sí t ích. Č a s t o se použ ívá pro b i n á r n í klasifikaci, kdy hodnota urču je m í r u prav­
d ě p o d o b n o s t i z k o u m a n é h o kr i t é r ia . Jej í n e v ý h o d o u je, že př i učen í neu ronové s í tě m ů ž e 
nastat t aková situace, př i níž se výs ledek modelu dá le nezlepšuje . D ů v o d e m toho je absence 
z á p o r n ý c h hodnot na v ý s t u p u funkce. N a o b r á z k u 2.9 m ů ž e m e pozorovat rovnici i p r ů b ě h 
funkce f v okolí p o č á t k u s o u ř a d n é soustavy. 

2 

-2 

O b r á z e k 2.9: Ak t ivačn í funkce sigmoida. 

Hype rbo l i cký tangent je p o d o b n ý s igmoidá ln í funkci. N a rozdí l od ní v šak m ů ž e n a b ý v a t 
i z á p o r n ý c h hodnot, což je v ý h o d o u př i učen í s í tě . M á t a k é větš í rozsah hodnot a to hodnoty 
v intervalu (—1,1). Využívá se ze jména pro b i n á r n í klasifikaci a pro predikci více t ř í d n a r á z . 
Níže v o b r á z k u 2.10 je uvedena rovnice i p r ů b ě h t é t o funkce. 
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e 2 x - l 
e2x + 1 

(2.6) -5 -4 -3 -2 -1 1 2 3 4 5 

O b r á z e k 2.10: Ak t ivačn í funkce hype rbo l i cký tangent. 

V současné d o b ě je ne jpoužívanějš í ak t ivačn í funkcí t a k z v a n á Rectified linear unit (dále 
jen R e L U ) , pro kterou neexistuje v h o d n ý český p řek l ad . Tato funkce se stala velmi ob­
l íbenou d íky s v ý m vlastnostem a s n a d n é implementaci prahu s hodnotou 0. Funkce je 
m o n o t ó n n í s te jně jako i její derivace a pro k l a d n é hodnoty nen í nijak omezena. D íky tomu 
se u neu ronových sí t í zvyšuje rychlost učení . V o b r á z k u 2.11 v id íme tuto funkci i její graf. 

pokud x > 0 

j inak 
(2.7) 

5 -4 -3 -2 -1 0 1 2 3 4 5 

O b r á z e k 2.11: Ak t ivačn í funkce R e L U . 

P r o b l é m e m R e L U je však , že všechny z á p o r n é hodnoty jsou m a p o v á n y do nuly. Nulové 
hodnoty jsou v učen í po t lačovány, p ro tože jejich derivace je nulová a d íky tomu nen í u r čen 
směr změny. Toto m á za nás ledek snížení schopnosti neu ronové s í tě se efekt ivně nauč i t 
d a n ý p r o b l é m řeši t . J e d n í m z řešení tohoto p r o b l é m u je funkce Leaky R e L U . Tato funkce 
je t o t o ž n á s R e L U , avšak na rozdí l od n í mapuje všechny z á p o r n é hodnoty p o m o c í l ineárn í 
funkce s velmi m a l ý m sklonem. D í k y tomu nejsou z á p o r n é hodnoty p o t l a č e n y a je m o ž n é 
pro ně urč i t gradient. Tuto funkci i její graf m ů ž e m e v idě t v o b r á z k u 2.12. 

X, 

0.01a;, j inak 

pokud x > 0 
(2-

O b r á z e k 2.12: Ak t ivačn í funkce Leaky R e L U . 

2.4 Vrstvy neuronových sítí 

V t é t o sekci jsou uvedeny vrs tvy n e u r o n o v ý c h sí t í jak jsou použ ívány v m o d e r n í c h neuro­
nových sí t ích. Uvedené vrs tvy jsou p o u ž i t y v r á m c i t é t o p ráce . 

2 . 4 . 1 P l n ě p r o p o j e n á v r s t v a 

P l n ě p r o p o j e n á vrstva, v anglické l i t e r a t u ř e se m ů ž e m e setkat s n á z v e m fully-connected 
nebo t a k é dense layer, je vrstvou, k t e r á se sk l ádá z N n e u r o n ů , k t e r é jsou p lně propojeny s 
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M neurony z předcházej íc í vrstvy. Je m o ž n é tuto vrs tvu definovat následuj íc í rovnicí : 

M 

yj = ^2wijxi> (2-9) 
i=0 

kde y j u d á v á hodnotu j - t é h o v ý s t u p n í h o neuronu (1 < j < N). xi j sou v s t u p n í hodnoty 
neuronu z p ředchoz í vrstvy, Wij je hodnota váhy j - t é h o neuronu pro i - tou v s t u p n í hodnotu. 
Výše u v e d e n á rovnice p o č í t á s hodnotou bias, k t e r ý je čas to ve v s t u p n í m vektoru neuronové 
sí tě označován jako XQ. Tuto vrs tvu je m o ž n é pozorovat na o b r á z k u 2.13. 

V s t u p n í S k r y t á S k r y t á V ý s t u p n í 
vrstva vrstva vrstva vrstva 

O b r á z e k 2.13: M o d e l s í tě s p lně p r o p o j e n ý m i vrstvami. 

2 . 4 . 2 K o n v o l u č n í v r s t v a 

Tato vrstva využ ívá konvoluční filtry, jej ichž parametry jsou pro celou vrs tvu sdí lené. T y t o 
filtry pokrýva j í pouze malou čás t plochy v s t u p n í c h dat, ale využívaj í celou jejich hloubku. 
N a hodnotu z í skanou konvolucí je ap l ikována ak t ivačn í funkce, k t e r á je v ý s t u p e m tohoto 
filtru pro jeden neuron. Konvo lučn í vrstva vyžadu je dva h l avn í parametry, k t e r ý m i jsou 
v s t u p n í h loubka a v ý s t u p n í hloubka. K a ž d á z v ý s t u p n í c h hloubek obsahuje rozdí lně nasta­
vené konvoluční filtry a dohromady p r o d u k u j í v ý s t u p , k t e r ý m á p rávě h loubku uvedenou 
v ý s t u p n í hloubkou. D a l š í m dů l ež i t ým parametrem t é t o vrs tvy je n a s t a v e n í velikosti konvo-
lučního okna (kernel size), k t e r é zpravidla n a b ý v á pouze lichých hodnot. Dá le je parametrem 
pros to rový krok (spatial stride) udávaj íc í p o č e t p r v k ů , o k t e r é je posunuto konvoluční okno. 
A p o s l e d n í m dů l ež i t ým parametrem je padding, k t e r ý umožňu je rozšíř i t okraje vstupu, aby 
se n a p ř í k l a d př i konvoluci zachovala p ů v o d n í velikost vstupu. Existuje mnoho technik jak 
stanovit hodnoty okra jových oblas t í , ale ne jpoužívanějš í je okraje naplnit hodnotou 0, tzv. 
zero padding. Konvo lučn í vrstva je z n á z o r n ě n a na o b r á z k u 2.14, kde m ů ž e m e pozorovat 
v s t u p n í h loubku 3 a v ý s t u p n í h loubku 10. 
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2 . 4 . 3 P o o l i n g v r s t v a 

Slouží pro zmenšen í velikosti dat v s t u p n í vrstvy. Tato vrstva se využ ívá ze jména mezi 
konvolučními vrs tvami. Toto vede ke snížení celkového p o č t u všech p a r a m e t r ů výs l edného 
modelu s í tě . Pool ing se aplikuje po j edno t l i vých v s t u p n í c h h l o u b k á c h . P o d o b n ě jako u 
konvoluce se data p rocház í oknem, k t e r é však na všechny hodnoty obsažené v d a n é m okně 
aplikuje n ě k t e r o u z ag regačn ích funkcí. Nejpoužívanějš í funkcí je max imum, k t e r á z okna 
vybere t u nejvyšší hodnotu. Č a s t o se m ů ž e m e setkat n a p ř í k l a d s v ý r a z e m max-pooling, 
což je pool ing vrstva používaj íc í p r ávě funkci max imum. Ste jně jako u konvoluční vrs tvy 
m á tato vrstva parametry velikost okna a p ro s to rový krok. N a o b r á z k u 2.15 je z n á z o r n ě n 
princip pool ing vrs tvy s funkcí max imum, k t e r ý vstup 4x4 transformuje na 2x2. 

6 8 

3 4 

O b r á z e k 2.15: U k á z k a operace max-pooling. Zdroj 4 

2 . 4 . 4 N o r m a l i z a č n í v r s t v a 

Norma l i začn í vrstva, v angl ické l i t e r a t u ř e u v á d ě n a pod n á z v e m batch normalization layer, 
je vrstva, k t e r á p rovád í korekci v s t u p n í c h dat. D a t a jsou t r a n s f o r m o v á n a do n o r m á l n í h o 
rozložení se s t ř e d n í hodnotou 0 a rozptylem 1. D íky tomu je za j i š těno, že se rozložení 
hodnot dat bude pohybovat v nejbl ižš ím okolí 0. Tato vrstva př i t r énován í p o č í t á stat ist iky 
o s t ř edn ích h o d n o t á c h a rozptylech, k t e r é jsou apl ikovány př i inferenci s í tě . V praxi se tato 
vrstva použ ívá mezi vrs tvami apl ikuj íc ími váhy na vstupy, p ro tože vrs tvy budou zpracováva t 

3 D o s t u p n é z h t tps : / / towardsdatascience .com  
4 D o s t u p n é z h t t p : / / d e e p a i . o r g 
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data se s t e j n ý m roz ložením. K a ž d á v s t u p n í data t é t o vrs tvy jsou z p r a c o v á n a nás leduj íc ími 
rovnicemi: 

i=l 

1 N 

i=l 

Xj- \í 

Vcr2 + 

(2.10) 

(2.11) 

(2.12) 

yi = j X i + P, (2.13) 

kde \i znač í s t ř e d n í hodnotu dat a cr2 jejich rozptyl , Xi jsou vstupy vrstvy, yj jsou v ý s t u p y 
vrs tvy a 7, j3 jsou parametry, k t e r é se tato vrstva učí. 

Použ i t í t é t o vrs tvy snižuje úč inek p r o b l é m u zvaného internal covariance shift. Tento 
p r o b l é m n a s t á v á posunem v s t u p n í distribuce dat př i učen í neu ronové s í tě . V p ř í p a d e hlu­
bokých sí t í je vstup v k a ž d é v r s tvě ovl ivněn v á h a m i t é t o vrstvy. I ty ne jmenš í z m ě n y vah 
sí tě se p r ů c h o d e m sít í zesílí a v k o n e č n é m důs l edku způsob í posuny v s t u p n í c h d i s t r ibuc í 
vn i t řn í ch vrstev s í tě , což m ů ž e vést ke snížení konvergence sí tě . 

2 . 4 . 5 S o f t m a x v r s t v a 

Tato vrstva slouží k transformaci vs tupu vrs tvy do výs ledného rozložení p r a v d ě p o d o b n o s t i . 
Součet všech výs ledných hodnot t é t o vrs tvy n a b ý v á hodnoty 1. Využívá se pro klasifikaci 
mnoha n a v z á j e m vý lučných t ř íd , kdy je p r a v d i v á pouze j e d i n á t ř í d a a to ta s nejvyšší 
hodnotou p r a v d ě p o d o b n o s t i . P o č e t v s t u p ů a v ý s t u p ů t é t o vrs tvy je s h o d n ý a jejich poče t 
je d á n p ředchoz ími vrs tvami. Hodno tu j edno t l i vých v ý s t u p ů je m o ž n é urč i t následuj íc í 
rovnicí : 

pxÓ 
Ví = ^ . (2-14) 

1=1 

kde j je hodnota v rozsahu 1 < i, j < N u rču je index v ý s t u p u , Xi je vstup vrs tvy na indexu 
i a y j je v ý s t u p vrs tvy na indexu j. 

2 . 4 . 6 L o n g S h o r t - T e r m M e m o r y v r s t v a 

Long Short-Term Memory, dá le jenom L S T M , je typ r e k u r e n t n í neu ronové s í tě , k t e r á po­
s t u p n ý m z p r a c o v á n í m sekvence modifikuje in te rn í p a m ě ť . P a m ě ť L S M T díky tomu m ů ž e 
existovat delší dobu. Jej í architektura se sk l ádá ze z ře tězených b u n ě k , kde k a ž d á zpracovává 
jeden bod sekvence. B u ň k u L S T M m ů ž e m e pozorovat na o b r á z k u 2.16, kde v id íme , že se 
sk l ádá z někol ika hradel, k t e r é n a p o m á h a j í t é t o v r s tvě ud ržova t si in t e rn í p a m ě ť . Funkc i 
L S T M b u ň k y m ů ž e m e rozděl i t do t ř í čás t í : 
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C,- 0 >Q - 3 
X X . — i 

• c, 

f, 

tanh 

h,-

a tanh a a 

t \. > t i 
-> h, 

O b r á z e k 2.16: S c h é m a L S T M b u ň k y 

Z a p o m e n u t í . Využívá hradlo forget gate, k t e r é u m o ž ň u j e L S T M b u ň c e se rozhodnout 
j aké vlastnosti ma j í bý t zapomenuty (odtud název tohoto hradla). Hradlo získá hodnoty, 
k t e r é znač í m í r u z a p o m e n u t í p a m ě t i z p ředchoz ího stavu. Vs tupem tohoto hradla jsou data 
z p ředchoz ího stavu a současný zpracovávaný vstup buňky . Toto hradlo využ ívá funkci 
sigmoida, k t e r é v r á t í hodnotu v intervalu (0,1) a je u r č e n a následuj íc í rovnicí : 

ft = o-(WxfXt + Whfht-i + bf), (2.15) 

kde Wxf jsou váhy vstupu, Wh f j sou váhy p ředchoz ího stavu, ht je v ý s t u p L S T M v b o d ě í, 
xt je vstup v b o d ě í, 6/ je bias tohoto hradla, a je funkce sigmoida, f t je v y p o č t e n á hodnota 
hradla v b o d ě t. 

Z a p a m a t o v á n í . Umožňu je L S T M b u ň c e zapamatovat si nové vlastnosti ze současného 
vstupu. Využívá k tomu dvou hradel. Ak t ivačn í h rad lo 5 z íská vektor nových v las tnos t í , 
k t e r é chceme p ř i d a t k s o u č a s n é m u stavu. Zapisovací hradlo (input gate) rozhoduje, k t e ré 
hodnoty budou ak tua l i zovány s jakou m í r o u ( p o d o b n ě jako forget gate výše) . 

at = tanh (Wxa • xt + Wha • h-i + ba), (2.16) 

k = o- (Wxi • xt + Whi • ht-! + bi), (2.17) 

kde Wxa, Wxi jsou váhy ap l ikované na vstup pro ak t ivačn í resp. zapisovací hradlo. Wha-, 
Whi jsou váhy ap l ikované na p ředchoz í stav pro ak t ivačn í resp. zapisovací hradlo, ba a bi 
jsou biasy hradel, xt je vstup v b o d ě t. at je hodnota aktivace v b o d ě t a %t je hodnota 
zapisovacího hradla v b o d ě t. Hodnoty obou hradel jsou posléze zkombinovány a p ř i d á n y 
k n o v é m u stavu. Společně s hodnotou forget gate tvoř í nový stav d a n ý rovnicí : 

Ct = at*it + Ct-i*ft, (2.18) 

kde at je hodnota aktivace v b o d ě í, %t je hodnota zapisovacího hradla v b o d ě í, ft je hodnota 
forget gate v b o d ě t a C% je in t e rn í stav v b o d ě t. Operace * znázorňu je H a m a d a r m ů v 
součin, k t e r ý je ap l ikován na dva vektory. Jeho výs l edkem je vektor, j ehož hodnoty vzn ik ly 
n á s o b e n í m po s ložkách z obou v s t u p n í c h vek to rů . 

5 V literatuře bývá označováno jako gate. 
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V ý s t u p . V ý s t u p L S T M je za ložený na s o u č a s n é m stavu s p o č í t a n é m výše a na h o d n o t ě 
vstupu. Využívá hradlo output gate, k t e r é s te jně jako u forget gate u rč í hodnoty jež maj í 
bý t ve v ý s t u p u zachovány a s jakou m ě r o u . Hodno tu output gate lze s p o č í t a t rovnicí : 

ot = a (Wxo • xt + Who • ht-i + b o) (2.19) 

kde Wxo jsou váhy ap l ikované na současný vstup, Who jsou váhy ap l ikované na p ředchoz í 
stav, bQ je bias tohoto hradla, xt je současný vstup v b o d ě t, ht je in te rn í stav v b o d ě t a ot je 
hodnota hradla v b o d ě t. V y p o č t e n á hodnota a nově v y p o č t e n ý stav (na k t e r ý je apl ikován 
hyperbo l i cký tangent) jsou spojeny dohromady a udáva j í novou v ý s t u p n í hodnotu buňky . 
Tato hodnota je s t a n o v e n á rovnicí : 

kde Ct je a k t u á l n ě v y p o č t e n ý stav buňky , ot je v y p o č t e n á m í r a p r a v d ě p o d o b n o s t í jednotl i­
vých b o d ů v ý s t u p u , operace * je H a m a d a r m ů v součin mezi vektory a ht je v ý s t u p n í hodnota 
d a n é buňky . 

P o s t u p n ě jsou j edno t l ivé hodnoty v s t u p n í sekvence p r o p a g o v á n y L S T M b u ň k a m i . D íky 
tomu z í skáme predikovanou sekvenci, k t e r á se snaž í co nejvíce napodobit vstup na kte­
r é m byla n a u č e n a . P o č á t e č n í stav se zpravidla nastavuje na vektor s a m ý c h nul . L S T M je 
r e k u r e n t n í síť s konečnou odezvou a je n a v r ž e n á tak, aby se gradient mohl šíři t s í t í bez 
velkých z m ě n . Pro to jsou p o t l a č e n y úč inky p r o b l é m ů vanishing i exploding gradient, k t e ré 
m ů ž e m e čas to pozorovat v obecných r e k u r e n t n í c h sí t ích. O b a tyto p r o b l é m y se projevuj í 
ve v ícevrs tvých sí t ích ap l ikac í ak t ivačn ích funkcí, k t e r é v ý s t u p n í hodnotu po t lač í , p ř í p a d n ě 
zesílí. Účinek t ě c h t o p r o b l é m ů je t í m více z n a t e l n ý z č ím více vrstev se síť sk ládá . 

H l a v n í m úče lem učení neu ronové s í tě je n a s t a v e n í hodnot váhových p a r a m e t r ů mezi neurony 
tak, aby síť ná lež i t ě reagovala na vstup. M e z i z á k l a d n í strategie učen í p a t ř í učen í s uč i t e l em 
a učen í bez uči te le . 

Učení s uč i t e l em využ ívá znalosti vs tupu i s p r á v n é h o v ý s t u p u . Nejprve pro vstup síť 
vygeneruje v ý s t u p , k t e r ý p o r o v n á se s p r á v n ý m v ý s t u p e m , a p o t é u p r a v í váhové parametry 
tak, aby bylo dosaženo co nejlepších výs ledků . 

D r u h ý z p ů s o b je učen í bez uči te le . Zde jsou s p r á v n é v ý s t u p y n e z n á m é , a tak se ze 
z a d a n ý c h v s t u p n í c h dat snaž í učen í z ískat společné zákon i tos t i a nastavit váhy tak, aby na 
p o d o b n é vstupy reagovala p o d o b n ý m i výs tupy . 

2 . 5 . 1 A l g o r i t m u s z p ě t n é h o š í ř e n í 

Nebo-l i algoritmus backpropagation je algoritmus učen í neu ronové s í tě s uč i te lem, k t e r ý 
slouží k adaptaci neu ronové s í tě na danou t rénovac í m n o ž i n u . Algor i tmus pracuje ve t ř ech 
krocích. Nejprve z í skáme d o p ř e d n ý m š í řen ím sí t í výs ledky pro d a n ý vstup. V ý s t u p neuro­
nové s í tě p o r o v n á m e s o č e k á v a n ý m v ý s t u p e m a s t a n o v í m e chybu sí tě (angl. loss). Nakonec 
v y p o č t e n o u chybu z p ě t n ě propagujeme sít í a upravujeme váhové parametry j edno t l i vých 
neu ronů . P o č á t e č n í hodnoty váhových p a r a m e t r ů jsou zpravidla stanoveny n á h o d n ě , a po­
s t u p n ý m t r é n o v á n í m se n a s t a v í tak, aby síť byla schopna s p r á v n ě reagovat na z a d a n ý vstup. 
C h y b u s í tě na zák l adě v y p o č t e n ý c h v ý s t u p ů m ů ž e m e v y p o č í t a t rovnicí : 

(2.20) 

2.5 Učení sítí 

15 



kde \ji je v ý s t u p pro tes tovac í data i a U je očekávaný ko rek tn í výs ledek, E je v y p o č t e n á 
hodnota chyby. M e t o d pro v y p o č t e n í chyby je mnoho a k a ž d á z nich se použ ívá k j i n ý m 
úče lům. Me tody p o u ž i t é v t é t o p rác i jsou z m í n ě n y v kapitole 2.5.2. 

M e t o d a k l e s á n í p o d l e g r a d i e n t u 

Gradient descent je ne j j ednodušš í op t ima l i začn í algoritmus k t e r ý slouží k ú p r a v ě váhových 
p a r a m e t r ů n e u r o n o v ý c h sí t í . Pracuje na pr inc ipu i t e r a t i vn í minimalizace loss funkce za 
p o m o c í p rvn í ch der ivací . Funkce se zmenšu je podle ne j s t rmějš ího k lesání (nejvíce z á p o r n é h o 
gradientu), k t e r é v y p o č í t á m e za pomoc í : 

VE 
dE dE dE dE 

dwi dw2 dw3 dwN 
(2.22) 

kde E je v y p o č t e n á chyba, Wi jsou váhové parametry pro i - tý neuron pos ledn í vrstvy. 
O p e r á t o r e m V označu jeme v ý p o č e t gradientu. 

Me toda gradient descent je omezena na h l e d á n í lokálních min im, čímž m ů ž e doj í t k mi ­
nimalizaci chyby, ale algoritmus n e m u s í z ískat nejlepší řešení . Po p r ů c h o d u celé tes tovací 
m n o ž i n y dojde k p ř e n a s t a v e n í váhových p a r a m e t r ů a i t e r a t i v n ě docház í ke snižování chyby, 
kdy se s n a ž í m e d o s á h n o u t nu lového gradientu (VE = 0). Parametry jsou i t e r a t i v n ě upra­
veny nás ledovně : 

Wi+i = WÍ + AWÍ, 

dE (2.23) 
AWÍ -v 

kde Wi znač í váhové hodnoty v kroku i, AWÍ znač í z m ě n u váhových hodnot, IUJ+I jsou 
v y p o č t e n é váhové hodnoty pro dalš í krok algori tmu. Parametr r\ reprezentuje rychlost učení 
(angl. learning rate), k t e r ý definuje velikost kroku j edno t l i vých derivací . 

2 . 5 . 2 C h y b o v á f u n k c e 

C h y b o v á funkce, též označována t a k é jako cenová funkce i loss funkce, matematicky vyja­
dřuje odchylku dvou řešení a je k l íčovým prvkem v učení n e u r o n o v ý c h sí t í . Úče lem chybové 
funkce je stanovit chybu neu ronové s í tě pro z a d a n ý vstup. Tato chyba bude nás l edně pou­
ž i ta op t ima l i začn ími algori tmy pro ú p r a v u váhových p a r a m e t r ů neu ronové sí tě , tak aby se 
chyba minimalizovala . V t é t o p rác i jsou u k á z á n y nejvíce použ ívané chybové funkce, k t e ré 
jsou p o u ž i t y i v t é t o p rác i . [6]. 

(a) L I (b) L2 (c) L I smooth 

O b r á z e k 2.17: Grafy regresních chybových funkcí 
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L I m e t r i k a 

L I metr ika, neboli least absolute deviation (zkr. L A D , či L I loss) je chybová funkce nejčastěj i 
p o u ž í v á n a v ú lohách l ineárn í regrese. Je v y p o č t e n a jako součet všech rozdí lů mezi s p r á v n ý m 
v ý s t u p e m a v ý s t u p e m z í skaným z neu ronové s í tě . Matemat icky tuto funkci lze vy jádř i t 
rovnicí: 

N 

Ll_loss = ^2\yi-ti\, (2.24) 
i=i 

kde t/i je v ý s t u p p red ikovaný neuronovou sí t í a U je očekávaný vzorový v ý s t u p z-tého vý­
s t u p n í h o neuronu. P r ů b ě h t é t o funkce m ů ž e m e pozorovat na o b r á z k u 2.17a. 

Hlavn í v l a s t n o s t í t é t o funkce je robustnost. D íky ní dokáže pracovat s d a t o v ý m i body, 
k t e r é se v ý r a z n ě liší od všech o s t a t n í c h (tzv. outlier data). N e v ý h o d o u t é t o funkce je však 
vysoká nestabilita, p ro tože funkce m ů ž e obsahovat více řešení . T í m docház í k tomu, že se 
gradient m ů ž e v ý r a z n ě změn i t i pro m a l é chybové hodnoty. 

L 2 m e t r i k a 

Funkce se t a k é nazývá least square error (zkr. L S E , či L 2 loss), u k t e r é již název n a p o v í d á , 
že využ ívá druhou mocninu rozdí lu v y p o č t e n é h o a p o ž a d o v a n é h o v ý s t u p u na rozdí l od L I 
funkce. S te jně jako u L I se nejčastěj i použ ívá pro regresn í úlohy. G r a f t é t o funkce je m o ž n é 
v idě t na o b r á z k u 2.17b a rovnicí lze vy jádř i t jako: 

n 

L2_loss = ^2\yi-U\2. (2.25) 
i=l 

kde t/i je v ý s t u p p red ikovaný neuronovou sí t í a U je očekávaný vzorový v ý s t u p z-tého vý­
s t u p n í h o neuronu. 

Tato funkce nen í velmi r o b u s t n í a n ed o k áže si velmi d o b ř e poradit s ve lkým m n o ž s t v í 
outlier dat. D íky tomu velké rozdí ly mezi daty j e š t ě více u m o c n í . O v š e m oprot i L I je tato 
funkce s tab i ln í , p ro tože existuje p rávě jedno řešení . 

S m o o t h L I m e t r i k a 

Smooth L I metrika, neboli Huberova chybová funkce je kombinac í L I a L 2 , k t e r á nen í 
příliš n á c h y l n á na outlier data oproti L2 Sooth loss metrice. Funkce využ ívá pro v ý p o č e t 
ma lých odchylek L 2 metr iku a pro vetš í hodnoty využ ívá L I metr iku, č ímž zamez í výraz­
n é m u zvě tšen í chyby př i v ý p o č t u outlier dat jako u L 2 . Funkc i m ů ž e m e zapsat p o d m í n ě n o u 
rovnicí : 

n +UÍ \ i pokud \a\ < 6, . . Ll_smooth(a) = j J ( | f l | _ ^ . . ^ (2.26) 

kde a je rozdí l v y p o č t e n ý c h a očekávaných dat a 6 je parametr s tanovuj íc í hranici , od k te ré 
je hodnota v y p o č t e n a kvadrat ickou nebo l ineárn í metr ikou. G r a f funkce s parametrem S 
n a s t a v e n ý m na hodnotu 1 lze v idě t v o b r á z k u 2.17. 

C r o s s - E n t r o p y L o s s 

Cross-entropy loss, t a k é n a z ý v a n ý log loss, je použ ívaný pro m ě ř e n í chyby neu ronových sítí 
př i klasif ikačních ú lohách . V ý s t u p t é t o neu ronové s í tě obsahuje hodnoty p r a v d ě p o d o b n o s t í 
v intervalu od 0 do 1. Hodnota chybové funkce se zvyšuje, p r á v ě když se p red ikovaná 
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p r a v d ě p o d o b n o s t vzdaluje od s k u t e č n é h o cíle. Tato chybová funkce je čas to p o u ž í v a n á na 
klasifikaci v ý s t u p ů softmax vrs tvy (viz. 2.4.5). Cross entropy loss lze s p o č í t a t rovnicí : 

N 

H(P, Q) = ~J2 Xp(í) log (Q(i)) (2.27) 
i. 

kde P je m n o ž i n a , k t e r á obsahuje hodnotu indexu i očekávané klasifikační t ř ídy . Operace 
Xp znač í charakteristickou množ inu , jejíž hodnota je 1, pokud se parametr i nacház í v 
m n o ž i n ě P, j inak je j ím výs ledkem je hodnota 0. M n o ž i n a Q obsahuje p red ikované hodnoty 
p r a v d ě p o d o b n o s t í klasif ikačních t ř íd . 
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Kapitola 3 

Technologie zpracování textu 

R o z p o z n á n í t e x t ů dě l íme na dvě kategorie, a to r o z p o z n á n í p s a n é h o textu a r o z p o z n á n í 
t i s k n u t é h o textu. R o z p o z n á n í r u č n ě p s a n é h o tex tu je velmi ob t í žný úkol . D ů v o d e m toho 
jsou odl i šné styly p s a n í i pohyby př i p s a n í s te jných p í smen k a ž d é h o člověka. T y t o algori tmy 
dá le dě l íme na online a offline. Onl ine detektory dokáž í rozpoznat p s a n é texty v r e á l n é m 
čase. Nebývaj í zpravidla příl iš komplexn í , p ro tože zpracovávaj í data ze t e m p o r á l n í c h nebo 
časových dat jako jsou n a p ř í k l a d rychlos t í p san í , p o č t u t a h ů perem atp. Naopak offline 
algori tmy ana lyzuj í text z p řed ložených ob razů . 

R o z p o z n á n í t i s k n u t é h o textu se sk l ádá z kategorie a lg o r i tmů k t e r é n a z ý v á m e Optical 
Character Recognition (zkr. O C R ) . T y t o algori tmy umožňu j í automatizaci mnoha p rocesů 
na k t e r é by by l p o t ř e b a člověk. R o z p o z n á n í textu je ú loha kterou zpravidla rozdě lu jeme 
na dvě zcela odl i šné pod-ú lohy , k t e r é spolu kooperu j í . T y t o ú lohy m ů ž e m e charakterizovat 
jako detekce, k t e r á v z a d a n é m obraze nalezne všechny oblasti v nichž se nacház í text, a 
rozpoznán í , k t e r é oblasti zanalyzuji a p ř ev ed o u text k t e rých se v nich nacház í do d ig i tá ln í 
podoby. Me tody pro detekci i r o z p o z n á n í čas to využívaj í r ů z n é techniky z poč í t ačového 
v idění . V pos ledn í d o b ě se však př ibylo a l g o r i t m ů využívaj ící h l u b o k é neu ronové s í tě . T y t o 
algori tmy oproti k las ickým dosahuj í vyšších rychlos t í r o z p o z n á n í t e x t ů i větš í kval i ty vý­
s ledků. [15, 17, 2] 

R ů z n é použ ívané algori tmy obou ka tegor i í jsou p ř e d s t a v e n y v následuj íc ích podkapi­
to lách . Dá le je stanovena metr ika pro m ě ř e n í kval i ty a l g o r i tmů prováděj íc ích r o z p o z n á n í 
t e x t ů . P o m o c í t é t o metr iky jsou v r á m c i p r á c e vyhodnoceny všechny algoritmy. 

3.1 Metody detekce textu 

V ě t š i n a s t a n d a r d n í c h metod detekce textu pracuje s textem jako se sekvencí znaku. T y t o 
metody nejdř íve naleznou j edno t l ivé znaky v o b r á z k u , k t e r é dá le sh lukuj í do vyšších celku 
jako jsou slova p ř í p a d n ě ř á d k y textu. H lavn ími d v ě m a p ř í s t u p y z á s t u p c i s t a n d a r d n í c h me­
tod jsou p o s u v n é okno (sliding window) a spo jené komponenty (connected-components). 
V pos ledn í d o b ě se však ob rá t i l a pozornost na metody založené na h l u b o k é m učen í [22], 
k t e r é dokáž í z o b r á z k u dokumentu p ř í m o označi t slova. 

3.2 Metody rozpoznání t ex tů 

Cílem r o z p o z n á n í textu je dekódova t sekvenci značek z p rav ide lně o ř í znu tých t e x t o v ý c h ob­
r á z k u s r ů z n o u dé lkou textu. Vě t š ina metod nejprve zachycuje j edno t l ivé znaky a n e k o r e k t n ě 
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klasifikované znaky jsou podle s lovníku pozděj i opraveny. K r o m ě p ř í s t u p u po j edno t l i vých 
znacích exis tuj í p ř í s t u p y z a m ě ř e n é na regiony textu. T y m ů ž e m e rozděl i t na t ř i kategorie: 
klasifikace slov (word classification), metoda dekódován í sekvence na značky (sequence-
to-label) a metoda sekvence na sekvenci (sequence-to-sequence). M e t o d a klasifikace slov 
je metoda, kde jsou v ý s t u p e m t ř í d y reprezentu j íc í slova. Tento p ř i s t u p však nen í velmi 
flexibilní a rozšiř i te lný. Zbylé dvě metody využívaj í r e k u r e n t n í c h neu ronových sít í . 

3.3 Met r iky porovnání 

Algor i tmy r o z p o z n á n í textu se zpravidla sk ládaj í z dvou h lavn ích celků segmentace obrazu 
na regiony s textem a r o z p o z n á n í t ex tu v t ě c h t o regionech (kapitola 3.1). P ro p o r o v n á n í 
kval i ty výs ledku j edno t l i vých de tekčn ích algori tmu je p o t ř e b a změř i t jak na kval i tu seg­
mentace obrazu, tak i kval i tu de t ekovaných textu v t ěch to regionech. K a ž d ý algoritmus 
pracuje j i n ý m z p ů s o b e m a m ů ž e nastat situace kdy je text rozdě len do více ob las t í (pojem 
over-segmentation) anebo naopak několik segmentu textu se spoj í do jednoho celku (pojem 
under-segmentation). Uvedené s e g m e n t a č n í p r o b l é m y mohou nastat jak v ho r i zon tá ln ím , 
tak i ve ve r t i ká ln ím s m ě r u a znesnadňu j í v y h o d n o c e n í výs ledků a lgo r i tmů . N a o b r á z k u 3.1 
m ů ž e m e pozorovat z m í n ě n é p r o b l é m y segmentace. 

Reference ze nes 

1 ) I Trat line TcuL li^c 

ai 

3i 

•I 

T̂ kI line 

Ty.i.L Mi H=I 

Hypothesis zones 

Tc*1 i n c Trat line 

! • • • « 

h:>:l I ••(! 

Test lne 

Tť.i.r Hnu 

r:,:,- : f pr 

HS 

V . 1 

O b r á z e k 3.1: S e g m e n t a č n í p r o b l é m y textu v obraze. Zdroj : [12] 

3 .3 .1 L e v e n š t e j n o v a v z d á l e n o s t 

Levenš te jnova vzdá lenos t ( t aké z n á m a jako ed i t ačn í vzdá lenos t , anglicky levenshtein distance 
či edit distance) je met r ika pro u rčen í podobnosti dvou seznamu. Podobnost m ě ř í m e jako 
vzdá lenos t , s jakou m ů ž e m e upravit seznam tak, aby b y l t o t o ž n ý s p o r o v n á v a n ý m sezna­
mem. Hodnota vzdá lenos t i se sk l ádá ze s o u č t u cen j edno t l i vých operac í . Operacemi jsou 
p ř i d a n í p rvku (insertion), s m a z a n í p r v k u (deletion) a n a h r a z e n í p rvku (substitution). K a ž d á 
z t ě c h t o ope rac í m ů ž e mí t j inou hodnotu ceny za p roveden í . N e j j e d n o d u š š í m a nejčastějš í 
i m p l e m e n t a c í je s t anoven í hodnoty 1 ke v š e m c e n á m . 
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V ý p o č e t Levenš te jnovi vzdá lenos t i m ů ž e m e vy jádř i t nás leduj íc ím vztahem: 

Wo.o) = 0 
Lx,i/(*,0) = Di 

Lx,i/(0, j ) = / j 
(3.1) 

Lx,jy(Í,Í) = m m < 

L S j J / ( i - + Ľ 

Lx,y(i,j - 1) + / 

LX,I /(Í - l , j - 1) + 
5 pokud Xj 7/j 

0 j inak 

kde jsou p o r o v n á v a n é seznamy, i , j jsou indexy v r á m c i t ě ch to seznamu x,y. Konstanty 
/, D, S p ř eds t avu j í ceny ope rac í vložení, o d e b r á n í a z m ě n u p rvku . Celková vzdá lenos t dvou 
seznamu x a y je z í skána v y p o č t e n í m hodnoty L S j J / ( | a ; | , |y | ) . 

3 . 3 . 2 M e t r i k a Z o n e A l t C n t 

J e d n á se o metr iku k o m p l e t n í h o p o r o v n á n í kval i ty a lgori tmu r o z p o z n á n í textu. M e t o d u 
navrhl R . Ka rp in sky [12] a udává , jak vyhodnot i t s y s t é m y O C R i s p r o b l é m y segmentace 
textu, jež jsou uvedeny výše . Algor i tmus ne jdř íve seskupí všechny p red ikované a vzorové 
anotace podle jejich v z á j e m n é h o p ř e k r y v u . V ý p o č e t m ů ž e m e zaměř i t na 3 kategorie, podle 
ú rovně komplexity. 

• M e t r i k a z n a k ů (Character Metr ic ) udává , jak kva l i tně dokáže algoritmus rozpoznat 
text nezávis le na segmentaci obrazu. 

• M e t r i k a slov (Word Metr ic) ř íká , jak kva l i tně je s egmen tován obraz i r o z p o z n á n text 
v t ěch to segmentech. Tato metr ika je p o u ž i t a jako h lavn í z p ů s o b p o r o v n á n í . 

• Ú p l n á metr ika (Strict W o r d Metr ic) slouží k ú p l n é m u p o r o v n á n í segmentace i textu. 
C í m dosahuje lepších výs ledků t í m více jsou p o r o v n á v a n é p rvky ident ické. 

K a ž d á metr ika se p o č í t á p o m o c í leveštejnovi vzdá lenos t i a je v algori tmu p řesně u rčeno , 
jak se zachovat př i r ů z n é s egmen tovaných ob razových datech. 

Pro k a ž d o u z t ě c h t o metrik jsou s m ě r o d a t n é dvě hodnoty. J e d n á se o m í r u ci t l ivost i 
a p ře snos t n a m ě ř e n ý c h hodnot. Ci t l ivost (anglicky recall) je p o m ě r mezi k o r e k t n ě vyhod­
nocenými objekty a ce lkovým p o č t e m vzorových objektu. Hodnota u d á v á p o m ě r p o k r y t í 
všech t e s tovaných vzorových objektu. Z a t í m c o p řesnos t (anglicky precision) je p o m ě r mezi 
p o č t e m všech k o r e k t n ě v y h o d n o c e n ý c h objektu a ce lkovým p o č t e m všech p red ikovaných 
objektu. C í m vyšší p ře snos t t í m m é n ě n e k o r e k t n ě p red ikovaných objektu. 

3.4 Existující řešení 

T e s s e r a c t 

Tesseract 1 je software pro opt ické r o z p o z n á n í znaku s veřejně d o s t u p n ý m k ó d e m . Tesseract 
začal jako d i se r t ačn í projekt v r á m c i H P Labs v Br i s to lu . V letech 1984 až 1994 dále 
pokračova l vývoj v H P . V roce 1995 b y l vy lepšen a dosáh l lepších výs ledku p řesnos t i . 
Pozděj i roku 2005 by l Tesseract firmou H P uvo lněn zdro jový kód do veřejnost i . 

1 D o s t u p n é z h t t p s : / / g i t h u b . c o m / t e s s e r a c t - o c r / 
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Detekčn í algoritmus Tesseractu je s ložen z někol ika čás t í . Nejdř íve se nad v s t u p n í m 
obrazem provede a d a p t i v n í p r a h o v á n í metodou Otsu . A d a p t i v n í p r a h o v á n í je p o t ř e b a pro 
zvýšení kontrastu mezi textem a p o z a d í m . Dá le nastane a n a l ý z a rozložení s t r ánky , k t e r á 
rozděl í ob rázek na oblasti s t e x t o v ý m i a n e t e x t o v ý m i informacemi. P o t o m nás leduje metoda 
pro na lezení ř á d k u obsahuj íc í text. V r á m c i na lezených ř á d k u se u rč í pozice slov dle hori­
zon tá ln ích vzdá lenos t í jejich j edno t l i vých z n a k ů . Slova jsou p o t é rozdě lena na s a m o s t a t n é 
znaky. Klas i f iká tor pak určuje j edno t l ivé znaky a detekuje jejich př ib l ižný geomet r i cký ob­
rys. 

M i c r o s o f t C o m p u t e r V i s i o n 

J e d n á se o komerčn í s lužby firmy Microsoft , k t e r é jsou poskytnuty a p l i k a č n í m w e b o v ý m 
r o z h r a n í m . 2 . Jednou z p o s k y t o v a n ý c h s lužeb je detekce objektu, k t e r é dokáže rozpoznat 
informace nacházej íc í se v o b r á z k u a označ i t je p a t ř i č n ý m i z n a č k a m i současně s p r a v d ě p o ­
d o b n o s t í d a n é značky. Dalš í s lužbou je r o z p o z n á n í textu, k t e r é detekuje a klasifikuje slova 
z o b r á z k u do dig i ta l izované sekvence z n a k ů . 

P r o t o ž e jsou tyto s lužby komerčn í je p o t ř e b a vlastnit úče t u společnos t i Microsoft k t e r ý 
umožňu je p ř í s t u p k t ě m t o s l u ž b á m . Detekci textu je provedena na serverové s t r a n ě zaslá­
n í m dotazu obsahuj íc ím ob rázek pro v y h o d n o c e n í . O d p o v ě ď serveru je ve f o r m á t u json a 
obsahuje de t ekované ř á d k y textu a v r á m c i nich i j edno t l ivá slova náležící d a n é m u ř á d k u . 
Navíc tyto z á z n a m y obsahuj í i s ou řadn i ce kde se v o b r á z k u nacház í text. Doba inference 
s lužby je kvůl i síťové komunikaci se v z d á l e n ý m serverem a odes í lán í n e m a l ý c h dat na něj 
pomale jš í ale pohybuje se př ib l ižně kolem 1 vteř iny. 

Algor i tmus využ i tý pro r o z p o z n á n í textu nen í zveře jněn, ale podle z í skaných výs ledků 
m ů ž e m e usoudit že zahrnuje n ě k t e r o u z t ě c h t o ope rac í na lezen í ř á d k u textu, n a t o č e n í ř á d k ů 
do roviny, rozdělení ř á d k ů na slova a klasifikace slov nebo j e d n o t l i v ý c h z n a k ů slova. 

G o o g l e C l o u d V i s i o n 

Poskytuje několik m o ž n o s t í integrace n a t r é n o v a n ý c h m o d e l ů do p r o g r a m ů . H l a v n í m způ­
sobem, jak takovou s lužbu integrovat je za p o m o c í ap l ikačn í r o z h r a n í C l o u d V i s ion (C loud 
V i s i o n A P I 3 ) . Toto r o z h r a n í poskytuje koncové body a odpověd i pro j edno t l ivé definované 
moduly a p r o b í h á p o m o c í webového protokolu H T T P . C l o u d V i s i o n poskytuje mnoho slu­
žeb mezi k t e r é p a t ř í detekce o b j e k t ů v obrazu, vyh ledáván í obrazu na webu ( t aké na zák lade 
podobnosti o b r á z k u ) a t a k é r o z p o z n á n í textu z obrazu. 

P o d o b n ě jak je tomu u Microsoftu (viz výše) je p o t ř e b a už iva te l ského ú č t u pro využ i t í 
p r o d u k t ů Google. Detekce t e x t ů z obrazu poskytuje výsledek, k t e r ý je ve f o r m á t u json. A l ­
goritmus detekce rozděl í obraz na hierarchii z ano řených o b j e k t ů jejíž nejnižší č lánek je sym­
bol . Symboly jsou sd ruženy do slov, slova do pa rag ra fů atd. Ze s t ruktury v ý s t u p u m ů ž e m e 
usoudit že tato s lužba využ ívá modely n a t r é n o v a n é s t r o j o v ý m u č e n í m . Obraz se p o s t u p n ě 
segmentuje modely různých ú rovn í dokud neskončí na symbolech, k t e r é jsou klasifikovány. 

2 D o s t u p n é na h t t p s : / / a z u r e . m i c r o s o f t . c o m / c s - c z / s e r v i c e s / c o g n i t i v e - s e r v i c e s / c o m p u t e r - v i s i o n / 
3 D o s t u p n é na h t t p s : / / c l o u d . g o o g l e . c o m / v i s i o n / 
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Kapitola 4 

Datová sada 

D a t o v á sada byla v y t v o ř e n a p o m o c í i n t e rn ího n á s t r o j e firmy A R T I N zvaného „ gui-generator' 
N á s t r o j , jak již název vypov ídá , dokáže generovat grafické webové r o z h r a n í v mnoha fra-
meworc ích . W e b o v é s t r á n k y jsou vykres lované p o m o c í webových prohl ížečů a byly opti­
mal izovány ze jména pro prohl ížeč Google C h r o m é 1 . P o m o c í g e n e r á t o r u je m o ž n é vy tvo ř i t 
široké spektrum webových s t r á n e k s r ů z n ý m i b a r e v n ý m i schématy , roz loženími p r v k u a 
m n o ž s t v í m textu. H lavn í úče lem gu i -gene rá to ru je generování t rénovac ích d a t o v ý c h m n o ž i n 
pro r o z p o z n á n í ak t i vn í ch p r v k u grafických už iva te l ských rozh ran í . S k a ž d ý m vygenerova­
n ý m r o z h r a n í m v y t v o ř e n y i anotace pro j edno t l ivé p rvky nacházej íc í se v obrazu. Anotace 
zpravidla obsahuj í informace o t ř í dě d a n é h o p rvku (nap ř ík l ad t l ač í tko , h y p e r t e x t o v ý odkaz, 
slovo atd.) a sou řadn i ce r á m e č k u ohraničuj íc í tento prvek v obrazu. P r o účely t é t o p ráce 
by l tento g e n e r á t o r rozš í řen o nové funkce, k t e r é jsou p o p s á n y deta i lně j i v následuj íc ích 
p o d k a p i t o l á c h . Výsledek p r o d u k o v a n ý v y l e p š e n ý m g e n e r á t o r e m je m o ž n é v idě t na o b r á z k u 
4.1. O b r á z e k je př ib l ížen oprot i p ů v o d n í verzi a obsahuje bounding boxy, k t e r é jsou zná­
zorněny če rveným r á m e č k e m . Toto je u k á z k a dat, k t e r é jsou použ i t y jako učebn í vzor pro 
neu ronové sí tě . 

4.1 Texty 

P ů v o d n í verze g e n e r á t o r u využ íva la pouze m a l é h o vzorku t e x t o v ý c h dat, k t e r ý nemě l příliš 
velkou rozmanitost slov. P ř i jejich použ i t í jako učebn ích vzorů by se síť nenauč i l a je ko rek tně 
general izovať. Pro to by l g e n e r á t o r rozš í řen o schopnost generovat texty s vě t š ím rozsahem 
a vě tš í r o z m a n i t o s t í slov. Nové texty pro g e n e r á t o r byly sestaveny z různých českých textu 
posb í r aných z internetu. Z í skané texty obsahuj í 120466 vet, 167589 slov a v n e k o m p r i m o v a n é 
p o d o b ě zab í ra j í 23 M B diskového prostoru. Dá le bylo p o t ř e b a uzpůsob i t gene rá to r , aby 
dokáza l generovat webové s t r ánky , jež obsahuj í nová t ex tová data. 

P ů v o d n í verze g e n e r á t o r u vy tvá ře l a anotace pouze pro p rvky rozložení dokumentu a 
i n t e r a k t i v n í webové prvky. Toto však nebylo dos tačuj íc í pro v y t v o ř e n í a n o t o v a n ý c h dat 
v h o d n ý c h k r o z p o z n á n í textu. P r o i n t e r a k t i v n í p rvky ( formulářové p rvky a.j.) v šak ne­
bylo m o ž n é p ř í m o p ř i s t o u p i t k jejich h o d n o t á m v r á m c i ob jek tového modelu dokumentu 
(anglicky Document Object M o d e l dá le jen D O M ) . D íky tomu nebylo m o ž n é t akové texty 
anotovat. I n t e r a k t i v n í p rvky proto byly nahrazeny s t a t i c k ý m i ve s t e j ném zobrazovac ím stylu 
a jejich hodnoty byly vloženy jako potomci . N y n í bylo m o ž n é všechny t ex tové informace 
adresovat p o m o c í D O M . Tex tová data byla rozdě lena a v ložena do nes ty lovaných p r v k ů 

1 D o s t u p n é z http://www.google.com 
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odmenovat^Seoro^fii 
Jennerovál Hithitl Ann 

t r e n é ř i m l ; 

tam (snad fcej ̂ /šemi b asketa k\̂  |z re 

|Až| pc) [oiislcémjf'ítezstvíj |Babišova| pnut 

O b r á z e k 4.1: U k á z k a vygenerovaných dat. 

„ span" , s jejíž p o m o c í je m o ž n é urč i t sou řadn ice ob las t í ve k t e r ý c h se nacház í texty jež tyto 
prvky obaluj í . P ř i d a n é anotace jsou pro blok textu, slova textu a j edno t l ivé symboly textu. 
Bílé znaky g e n e r á t o r vynechává a nijak je neanotuje. 

4.2 Styly 

Pro větš í r ů z n o r o d o s t generovaných textu v s n í m k á c h by l p ř i d á n do g e n e r á t o r u n á h o d n ý 
v ý b ě r ze š i rokého seznamu p í sem. D ů v o d e m t é t o z m ě n y bylo o te s tován í rozpoznávac í schop­
nos t í pro r ů z n o r o d é styly textu. P r o k a ž d o u generovanou s t r á n k u jsou n á h o d n é zvoleny 
p í s m a pro nadpisy, t l a č í t k a a všeobecný text. Zároveň př i tom je i n á h o d n ě nastavena veli­
kost tohoto p í sma , vzdá lenos t mezi j e d n o t l i v ý m i znaky a v ý š k a ř á d k u textu. P ro j e š t ě větš í 
diversitu a jsou n á h o d n ě specifikovány at r ibuty jako sklon p í sma , t u č n o s t p í sma , i j iné . 

P ro účely t é t o p r á c e byly v y m ě n ě n y generované texty současných stylu. Avšak texty 
mohl i n a b ý v a t větš ích velikosti (oproti p ů v o d n í m u stavu), byly n ě k t e r é styly z m ě n ě n y tak, 
aby z m ě n ě n ý text neposunul výs ledné rozložení komponent. Také by l pro g e n e r á t o r vytvo­
ření s tyl , k t e r ý obsahuje pouze text. Tento s ty l generuje s t r á n k u v p o d o b ě p ř ipomína j í c í 
i n t e rne tový č lánek a sk l ádá se z h lavn ích čás t í : h lavička č l ánku a tě lo č l ánku . Hlavička 
č l ánku obsahuje h l avn í nadpis a menš í podnadpis, k t e r ý slouží jako s t r u č n ý ú v o d n í text 
č lánku . Tělo č l ánku pak obsahuje paragrafy č l ánku a mohou se v n ě m vyskytovat i ob­
rázky. K a ž d é z výše uvedených polí je n á h o d n ě n a p l n ě n o texty. B a r e v n é rozložení t ě c h t o 
stylu je gene rováno tak, aby pro zvolenou barvu p o z a d í by l text čitelný. 
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4.3 Generování testovací datové sady 

D a t o v á sada je z í skána P r o a u t o m a t i c k é generování d a t o v é sady b y l v y t v o ř e n n á s t r o j , 
jenž automaticky ov ládá webový prohl ížeč . P o m o c í něho je n a č t e n a s t r á n k a vygene rovaná 
g u i - g e n e r á t o r e m a za p o m o c í ap l ikačn ího r o z h r a n í jsou s t a ženy bounding boxy kompo­
nent na zob razené s t r á n c e . O b r á z e k s t r á n k y je z í skán p o m o c í s n í m k u vykres lené webové 
s t r á n k y o v l á d a n ý m w e b o v ý m proh l ížečem. O v l á d á n í webového prohl ížeče je dosaženo po­
moc í knihovny Selenium 2 , j ehož h l a v n í m p o u ž i t í m jsou a u t o m a t i z o v a n é testy webových 
s t r á n e k . St ruktura , f o r m á t u json, vygene rované anotace pro s n í m k y lze pozorovat níže: 

{ 

"filename": "2019_01_07__09_54_36.png", 
"filepath": "/images/2019_01_07__09_54_36.png", 
"image_size": { 

"wiďth": 1920, 
"height": 1080, 
"depth": 3 

}, 
"annotations": [ 
{ 

"box": { 
xmin": 600, 
xmax": 713, 
ymin": 1142, 
ymax": 1158 

} , 

"type": "text_word", 
"text": "implementovanou" 

} , 

v tomto f o r m á t u v id íme h lavn í parametry k t e r é jsou: název (filename), cesta(filepath) a 
r o z m ě r y obrázku( image_size). Tomuto o b r á z k u o d p o v í d á seznam ano tac í , jejíž j edno t l ivé 
po ložky se sk ládaj í z t ypové t ř í d y (type), t ex tové hodnoty a bounding boxu, k t e r ý je defi­
nován d v ě m a k ra jn ími body. 

2 D o s t u p n é z https:/ /www.seleniumhq.org/ 
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Kapitola 5 

Návrh řešení 

Navržený s y s t é m se sk l ádá ze dvou m o d e l ů . Jeden model slouží k detekci a regresi bounding 
b o x ů obsahuj íc ích text, dá le jen model detekce. R o z p o z n á v a c í model je u r č e n ý k r o z p o z n á n í 
textu v p řed ložené oblasti . O b a tyto s y s t é m y spolu kooperu j í a tvoř í s y s t é m O C R , k t e r ý 
dokáže rozpoznat text v jemu p řed loženém obraze. T y t o moduly byly insp i rovány architek­
turou Fast Oriented Text Spot t ing [15], avšak na rozdí l od t é t o architektury, k t e r á využ ívá 
spo lečnou síť jak pro detekci tak i pro r o z p o z n á n í textu, n e m á mnou n a v r ž e n á architektura 
spo lečnou konvoluční síť pro extrakci p ř í znaků . 

Celkovou architekturu s y s t é m u m ů ž e m e pozorovat na o b r á z k u 5.1. V dalš ích podkapi­
to lách jsou n a v r ž e n ý s y s t é m i jeho čás t i p ř e d s t a v e n y deta i lněj i . 

Predikce regionů 

Predikované 
boxy 

Obrázek 

Residualní sít Extrakce regionů Rozpoznání textu 

text 
•h A 

• p Residualní sít Extrakce regionů p Rozpoznání textu PW 

O b r á z e k 5.1: Celková architektura modelu s í tě . 

5.1 Mode l detekce textu 

Detekčn í model se s k l á d á z kombinované rez iduá ln i konvoluční s í tě ResNet50 [8] a s í tě Fea­
ture P y r a m i d Network, k t e r é z obrazu získají ty n e j p o d s t a t n ě j š í p ř íznaky , k t e r é jsou využ i ty 
pro detekci textu. Tento v ý s t u p je využ i t pro regresn í modul , jež pro k a ž d ý p ro s to rový bod 
mapy p ř í z n a k ů rozhoduje zda se v d a n é m b o d ě nacház í text. Společně s t í m jsou u rčeny 
ne l ineárn í t r a n s f o r m a č n í koeficienty, k t e r ý m i t r ans fo rmuj í p e v n ě s t anovený bounding box 
(anchor box) d a n é h o p ros to rového bodu, aby se co nejvíce přiblíži l textu. Tento model fun­
guje jako s a m o s t a t n á jednotka, k t e r á slouží k na lezen í textu v obraze, a je m o ž n é jej dále 
propojit. 

5 .1 .1 E x t r a k c e p ř í z n a k ů 

Tato čás t s louží z í skání mapy všech m o ž n ý c h p ř í z n a k ů ze v s t u p n í h o obrazu, k t e r é mohou 
bý t dá le p o u ž i t y o s t a t n í m i moduly. S t a n d a r d n í m n á v r h e m tohoto modulu bývá použ i t í re-
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z iduá ln í s í tě . R e z i d u á l n i síť je konvoluční síť v ý h r a d n ě u r č e n á k extrakci p ř í z n a k ů z obrazu. 
Použ i t í t é t o s í tě m á za v ý h o d u , že je m o ž n é na léz t n a t r é n o v a n é modely na d a to v é sadě 
ImageNet [3]. J e d n á se o datovou sadu, k t e r á obsahuje mil iony různých o b r á z k u v odl i šných 
ka tegor i ích . P o u ž i t í takto n a t r é n o v a n ý c h vah je v h o d n é , p ro tože výs l edná síť bude rychleji 
konvergovat. Tato prak t ika je v současné d o b ě b ě ž n ě p o u ž í v á n a a n a z ý v á m e j i transfer lear-
ning [17]. Umožňu je se s í t ím uči t nové úkoly snadně j i , p ro tože využívaj í p ředeš lou znalost 
se z p r a c o v á n í m obrazu. 

V r á m c i t é t o p r á c e je rez iduá ln i síť n a v r ž e n a po vzoru ResNet-50 [8]. Síť se sk l ádá 
z t a k z v a n ý c h rez iduá ln ích bloku, k t e r é umožňu j í v s t u p n í m da tum pro j í t skrz síť bez velkých 
změn . D íky tomu se touto sí t í m ů ž e d o b ř e šíři t gradient. V k a ž d é m z t ě c h t o b loku existuje 
p ropo jen í , k t e r é u m o ž n í v s t u p n í m h o d n o t á m přeskoči t konvoluční operace. R e z i d u á l n i bloky 
se t a k é liší v poc tu k a n á l u , k t e r é p roduku j í . V o b r á z k u 5.2 m ů ž e m e pozorovat s chéma 
rez iduá ln ího bloku. 
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O b r á z e k 5.2: R e s i d u á l n í blok site ResNet-50 

Síť Res-Net-50 využ ívá tyto bloky a jsou p o m o c í nich v y t v o ř e n y vrstvy. Jsou celkově 4 
v ý s t u p n í vrs tvy t é t o s í tě , kde k a ž d á z nich m á p ř e d e m s t anovený p o č e t b loků , k t e r é jsou 
p o s k l á d á n y za sebe. P r v n í blok k a ž d é z vrstev využ ívá p r o s t o r o v ý krok 2 a t í m p o s t u p n ě 
snižuje r o z m ě r y vstupu. Ve s t a n d a r d n í verzi je v ý s t u p e m pos ledn í vrstva, k t e r á obsahuje 
velmi vysoký p ro s to rový krok. Tento fakt ovšem nen í příl iš už i t ečný pro detekci textu. Z 
toho d ů v o d u jsou využ i t y v ý s t u p y všech vrstev a dohromady zkombinovány do j ed iného . 

Všechny vrs tvy jsou nejprve s t a n d a r d i z o v á n y na stejnou hloubku dat, aby je bylo m o ž n é 
kombinovat. Vr s tvy jsou dá le p o s t u p n ě zkombinovány s vrstvou nižší ú rovně . A b y je bylo 
m o ž n é zkombinovat je p o t ř e b a vrs tvy nižší vrs tvy zvětš i t p o m o c í b i l ineárn í interpolace. N a 
k a ž d o u z t ěch to vrstev jsou provedeny konvoluční operace, k t e r é nakonec všechny vrs tvy 
normal izu j í na hloubku 128. Všechny tyto vrs tvy jsou p o s k l á d á n y dohromady a jsou zvět­
šeny, aby odpov ída l i velikosti největš í z nich. 
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i m a g e 

O b r á z e k 5.3: Feature pyramid network vycházej íc í z ResNet . Zdroj : 

Výs ledkem tohoto modulu je mapa p ř í z n a k ů obsahuj íc í 512 k a n á l u pro k a ž d ý její prosto­
rový bod . Velikost t é t o mapy je 4x z m e n š e n á oproti velikosti v s t u p n í h o obrazu. Ze z ískané 
mapy p ř í z n a k ů jsou dá le p red ikovány bounding boxy. 

5 .1 .2 P r e d i k c e r e g i o n u 

Tato čás t popisuje z ískání bounding boxu v z a d a n é m obraze. Z í skané boxy slouží jako vý­
stup s y s t é m u a jsou p o u ž i t y pro dalš í zpracování , p o m o c í něhož se predikuje text nacházej íc í 
se p rávě v t ěch to boxech. V následuj íc ích p o d k a p i t o l á c h je p o p s á n o , jak k predikci boxu 
dochází . 

A n c h o r y 

V r á m c i t é t o p r á c e je p o t ř e b a predikovat bounding boxy, k t e r é obsahuj í text. Avšak boun­
ding boxy ma j í r ů z n é rozměry , jejich p o č e t i pozice jsou t a k é p r o m ě n n é . T y t o vlastnosti 
mohou vést ke š p a t n é konvergenci učeného sy s t ému . Pro to byly bounding boxy reprezento­
vány z p ů s o b e m , k t e r ý nen í závislý na r o z m ě r u boxu v d a n é m p r e d i k o v a n é m b o d ě . Ř e š e n í m 
je p ř e d e m stanovit bounding boxy jejichž p o č e t a r o z m ě r y je k o n s t a n t n í pro k a ž d ý pixel 
mapy p ř í z n a k ů . Liší se pouze v posunu pro j edno t l ivé pixely mapy. N a tyto k o n s t a n t n í 
bounding boxy, dá le jen anchory, aplikovat transformace, k t e r é jsou inva r i an tn í vůč i pozici 
predikce. Tento p ř í s t u p je insp i rován dle publikace [21]. 

1 D o s t u p n é z h t tp : / /p resen ta t ions .cocoda tase t .o rg /C0C017-Stuf f -FAIR.pdf 
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K a ž d ý z t ě c h t o b o x ů je specifikován č t y ř m i hodnotami, k t e r é určuj í sou řadn ice anchoru. 
Anchor je definován p o m o c í pozice s t ř e d u , jeho š í řky a výšky. Transformace p r o b í h á p o m o c í 
č ty ř t r an s fo rmačn í ch koeficientů, k t e r é určuj í m í r u posunu s t ř e d u a z m ě n u m ě ř í t k a š í řky a 
výšky. Rovnice pro transformaci anchor boxu jsou uvedeny níže: 

fx = O-x ~T" O-vjdxi (5-1) 

ry = ay + ahdy, (5.2) 

rw = awe w , (5-3) 

rh = a h e d \ (5.4) 

kde č tveř ice s o u ř a d n i c (ax, ay, aw, ah) jsou sou řadn i ce anchor boxu, č tveř ice hodnot (dx, 
dy, dWl dfo) jsou t r a n s f o r m a č n í koeficienty a č tveř ice s o u ř a d n i c ( T x , ry, r w , rh) r eprezen tu j í 
výs ledný t r ans fo rmovaný bounding box. 

Takto definovanou transformaci je m o ž n é snadno uči t , p ro tože hodnoty t r ans fo rmačn í ch 
koeficientů jsou inva r i an tn í vůč i r o z m ě r ů m a pozici bounding boxů , na k t e r é jsou aplikovány. 
T y t o hodnoty t a k é mohou n a b ý v a t jakékol i hodnoty, p r o t o ž e jejich definiční obor nen í 
nijak omezen. Jsou-li hodnoty t r ans fo rmačn í ch s a m é 0 pak je t r a n s f o r m o v a n ý box t o t o ž n ý 
s anchor boxem, k t e r ý transformuje. Grafické znázorněn í , jak transformace modifikuje box 
je m o ž n é v idě t na o b r á z k u 5.4, kde v černé b a r v ě je z n á z o r n ě n anchor box, na k t e r ý je 
ap l ikována transformace, a v červené b a r v ě je m o ž n é pozorovat výs ledek t é t o transformace. 

ah 

dh 

^ax,ay) 

a\idy\ 
- - - - - -

O b r á z e k 5.4: Transformace anchor boxu p o m o c í t r a n s f o r m a č n í c h koeficientů. 

M o d u l p r e d i k c e r e g i o n u 

Tento modu l p rovád í detekci regionu v obraze. Využívá z í skanou mapu p ř í z n a k ů a provede 
nad ní konvoluční vrs tvu, k t e r á slouží pro normalizaci t é t o mapy. Dá le jsou na tuto mapu 
p ř í z n a k ů ap l ikovány dalš í dvě konvoluční vrstvy, k t e r é jsou u r č e n y ke klasifikaci a regresi 
anchor boxů . Klasif ikace určuje p ř í s lušnos t b o x ů k j e d n é ze dvou vý lučných t ř íd , k t e r ý m i 
jsou text a pozad í . Regresn í vrstva pro d a n ý anchor box stanovuje hodnoty t r ans fo rmačn í ch 
koeficientů. S c h é m a modulu je z n á z o r n ě n o na o b r á z k u 5.5 
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Skóre anchorů 

1x1 c o n v / 2 x N 

3x3 conv. / 256 
Posuny anchorů 

1x1 conv. / 4 x N 

O b r á z e k 5.5: Region proposal network. P r o m ě n n á N znač í p o č e t ancho rů . 

Klasif ikační vrstva obsahuje pro k a ž d ý pixel mapy p ř í z n a k ů dvojici hodnot pro k a ž d ý 
anchor. N a tyto hodnoty je ap l ikována vrstva Softmax (více kap. 2.4.5, k t e r á hodnoty pří-
slušící k a ž d é m u a n c h o r ů transformuje na m í r u p r a v d ě p o d o b n o s t i uvedených klasif ikačních 
t ř íd . Anchory s nejvyšší p r a v d ě p o d o b n o s t í p ř í s lušnos t i do t ř í d y textu jsou s y s t é m e m pou­
žity. P r o t r énován í t é t o vrs tvy je p o u ž i t a chybová funkce CrossEntropy loss (viz. kapi tola 
2.5.2) a z n a č í m e j i CQLS-

Regresn í vrstva p o d o b n ě jako klasifikační vrstva predikuje pro k a ž d ý pixel mapy pří­
z n a k ů čtveřici hodnot, k t e r é udáva j í hodnotu t r ans fo rmačn í ch koeficientů pro d a n ý anchor 
(viz výše 5.1.2). Hodnota chybové funkce je s p o č í t á n a p o m o c í Smooth L I Loss (více 2.5.2). 
V y p o č t e n o u chybu pro regresní v rs tvu z n a č í m e £ R E G -

C h y b o v á funkce tohoto modulu je kombinac í výše uvedených chybových funkcí. K a ž d á z 
t ě c h t o funkcí však produkuje j i né hodnoty chyby. P r o lepší učen í je hodnota regresn í chybové 
funkce vážena p o m o c í b a l a n č n í h o parametru 7 . K o m p l e t n í chybovou funkci z n a č í m e rovnicí : 

£ R P N = £ C L S + 7 - £ R E G - (5.5) 

V ý s t u p e m t é t o vrs tvy jsou s ou řadn i ce p red ikovaných bounding b o x ů a m í r a p r a v d ě ­
podobnosti , že p red ikovaný bounding box ohran iču je nacház í text. P r e d i k o v a n é m n o ž s t v í 
b o x ů je však velké proto je p o t ř e b a jejich p o č e t redukovat metodou Non-Maximal Suppres-
sion (zkr. N M S ) . P o m o c í t ě ch to bounding b o x ů je dá le provedena transformace p ů v o d n í h o 
obrazu a r o z p o z n á n í textu v t r ans fo rmovaných oblastech. 

5.2 Transformace mezi modely 

Z modelu r o z p o z n á n í jsou z ískány bounding boxy odpovída j íc í p r e d i k o v a n ý m r eg io nům 
obsahuj íc í text. P ro dalš í zp racován í je p o t ř e b a z p ů v o d n í h o obrazu z ískat výřezy t ě c h t o 
regionů a zmenš i t je do p a t ř i č n é velikosti . Z m e n š e n í velikosti je p o t ř e b a p r o t o ž e dalš í síť 
je nastavena na pevnou v s t u p n í výšku , př i k t e r é se p r ů c h o d e m rez iduá ln i sí t í zredukuje do 
j ed iného bodu. Velikost výs ledné oblasti z í skáme rovnicí : 

, 2/max — l / m i n / r n \ 
ws = hs , (5.6) 

2-max S^min 

kde hodnoty y jsou m a x i m á l n í a m i n i m á l n í ve r t iká ln í sou řadn ice bounding boxu textu, 
hodnoty x jsou analogicky ho r i zon tá ln í sou řadn ice , hs je p e v n ě s t a n o v e n á v ý š k a a ws je 
v y p o č t e n á š í řka . Takto z ískaný pod-obraz p ů v o d n í h o obrazu je vs tupem dalš í čás t i , k t e r á 
v t é t o oblasti r o z p o z n á text. 

P o č e t predikc í de t ekčn ího modelu je velmi velký proto je p o t ř e b a z výs ledků vybrat 
ty nejlepší p ř e d p r o v e d e n í m transformace. T y nejlepší bounding boxy jsou v y b r á n y p o m o c í 
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p o m ě r u p ř e k r y v u a p red ikovaného skóre t ěch to boxů . P ř e k r y v je m o ž n é s p o č í t a t jako p o m ě r 
mezi obsahem oblasti p r ů n i k u a obsahem s loučené oblasti mezi bounding boxy. Tato metoda 
se nazývá Intersect over Union (zkr. IoU) . Je v y u ž i t a metodou N M S a t í m t o je odf i l t rována 
vě t š ina boxů , k t e r é do z a d a n é oblasti n e p a t ř í . 

5.3 Mode l rozpoznání textu 

Rozpoznávac í model dostane na vstupu výřez oblasti z á j m u z obrazu, ve k t e r é se nacház í 
text. N a tyto výřezy je ap l ikována rez iduá ln i síť insp i rovaná V G G - 1 6 , k t e r á však p rovád í 
max-pooling pouze v ob las t í výšky textu. V ý s t u p e m rez iduá ln i s í tě je mapa p ř í znaků , kde 
byla zachována p ů v o d n í š í řka oblasti, avšak výšky byla z r e d u k o v á n a do j e d i n é h o bodu. 
Výsledek lze c h á p a t jako t e m p o r á l n í sekvenci jejíž j edno t l ivé body š í řky rep rezen tu j í body 
p o s t u p n é h o p r ů c h o d u sekvencí . N a tuto sekvenci je ap l ikována r e k u r e n t n í síť L S T M , k t e r á z 
t e m p o r á l n í sekvence získá závislost i mezi body tvoř íc í tu to sekvenci. Nakonec je provedena 
klasifikace nad z a k ó d o v a n ý m i daty z L S T M , k t e r á u rč í j a k ý znak se v b o d ě sekvence nacház í . 
P r o z ískání ko rek tn ích v ý s t u p ů je t ř e b a provés t dekódován í p o m o c í C T C dekodé ru . S c h é m a 
tohoto modulu m ů ž e m e pozorovat na o b r á z k u 5.6. 

Šířky 
regionů 

O 

Extrahované 
regiony 

Preprocess ing 

I 
C N N 

Kódování pomocí 
L S T M 

Pos tp rocess ing Klas i f ikace znaků 

C T C Dekodér 

Predikovaný 
Text 

O b r á z e k 5.6: M o d e l r o z p o z n á n í textu 

5 .3 .1 R e d u k c e v l a s t n o s t í r e g i o n u 

Z předchoz ích k roku jsou z ískány výřezy textu s p r o m ě n n o u š í řkou. Z t e x t o v ý c h regionů 
extrahujeme mapu p ř í z n a k ů . Chceme však zachovat š í řku t e x t o v ý c h regionů, aby nebyly 
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ztraceny informace o znac ích a jejich rozestupech. K ú č e l ů m extrakce p ř í z n a k ů slouží rezi-
duá ln í konvoluční síť insp i rována architekturou V G G - 1 6 . 

Tato rez iduá ln í konvoluční síť se sk l ádá ze t ř í vrstev, k t e r é sdílí stejnou hloubku dat. 
A to k o n k r é t n ě h loubku 64 k a n á l u v p r v n í v r s tvě , 128 ve d r u h é v r s tvě a 256 ve t ř e t í v r s tvě . 
K a ž d á z t ěch to vrstev se sk l ádá ze dvou ope rac í konvoluce s j á d r e m velikosti 3. Za k a ž d o u 
operac í konvoluce nás leduje operace normalizace d á v k y jejíž výs ledek je ak t ivovaný operac í 
R e L U . N a konci k a ž d é z t ě c h t o t ř í vrstev nás leduje operace max-pool . na rozdí l oproti 
sít i V G G - 1 6 , je operace max-pool nastavena na agregaci hodnot pouze ve ve r t iká ln í ose. 
T í m je za ručeno , že výs ledek t é t o rez iduá ln í s í tě zredukuje výšku do j e d i n é h o bodu a š í řka 
vs tupu z ů s t a n e zachovaná . Výsledek t é t o vrs tvy je c h á p á n jako sekvence t e m p o r á l n í c h dat, 
jejíž j edno t l ivé body posloupnosti jsou definovány jako body š í řky v ý s t u p u . Tato data jsou 
dá le z a k ó d o v á n a p o m o c í modulu L S T M . M o d e l t é t o rez iduá ln í konvoluční s í tě je m o ž n é 
pozorovat na o b r á z k u 5.7. 
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O b r á z e k 5.7: M o d e l r ez iduá ln í C N N v r á m c i modulu r o z p o z n á n í textu. 

5 .3 .2 K ó d o v á n í r e k u r e n t n í s í t í 

Vs tupem je t e m p o r á l n í sekvence z í skaná p o m o c í r ez iduá ln í r e k u r e n t n í s í tě . Pod íváme- l i se 
na tuto sekvenci jako na časovou radu, pak je m o ž n é c h á p a t j edno t l ivé body v čase t é t o rady 
jako vývoj spektra, k t e r é dohromady tvoř í obraz d a n é h o slova. Tento p ř í s t u p je použ íván 
n a p ř í k l a d i p ř i r o z p o z n á n í zvuku, avšak r o z p o z n a n í slov z obrazu je daleko složitější, p ro tože 
m ů ž e obsahovat daleko více p r o m ě n n ý c h . M e z i tyto p r o m ě n n é p a t ř í n a p ř í k l a d na s t aven í 
a parametry fontu p o m o c í níž je text v obraze vykreslen, kontrasty barev p o z a d í vůči 
textu atd. Dá le se na z ískané sekvence aplikuje r e k u r e n t n í neu ronová sít , k t e r á m á za úkol 
se n a u č i t sekvenci replikovat. A to z p ů s o b e m že získá ze sekvence širší kontext, j a k ý m 
z p ů s o b e m jsou j edno t l ivé časové kroky na sobe závislé. K t ě m t o ú č e l ů m je v p rác i v y u ž i t a 
o b o u s m ě r n á r e k u r e n t n í síť L S T M , o jejíž pr inc ipu i v ý h o d á c h bylo p s á n o v kapitole 2.4.6. 
O b o u s m ě r n o u L S T M lze c h á p a t jako dvě L S T M sí tě , p ř i čemž p r v n í pracuje p o s t u p n ě od 
z a č á t k u ke konci a d r u h á p ř e s n ě naopak od konce k z a č á t k u . P o u ž i t í o b o u s m ě r n ě L S T M 
n a m í s t o j e d n o s m ě r n é je p ro tože poskytuje více m o ž n o s t í jak odhali t kon tex tové informace, 
k t e r é definují t e m p o r á l n í sekvenci. Výs ledky obou s m ě r ů jsou dohromady seč teny do j ed iné 
sekvence, k t e r á je dá le p o u ž i t a pro klasifikaci v j edno t l ivé časové body. 

5 . 3 .3 K l a s i f i k a c e a d e k ó d o v á n í s e k v e n c e 

Z p ředchoz í čás t i dostaneme zakódované sekvence, kde k a ž d ý bod obsahuje 256 k a n á l u . 
M e z i j e d n o t l i v ý m i body t é t o sekvence m ů ž e m e na léz t ně jaké pravidelnosti , k t e r é definují 
ně jaký k o n k r é t n í text. N a k a ž d ý z t ě c h t o boduje ap l ikována p lně p r o p o j e n á vrstva, k t e r á m á 
v ý s t u p n í poče t e l e m e n t ů roven velikosti m n o ž i n y z n a k ů jež chceme síť n a u č i t . Tato vrstva 
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vrstva slouží ke klasifikaci vý lučných t ř íd , z nichž k a ž d á klasifikuje nejvíce p r a v d ě p o d o b n ý 
znak v d a n é m t e m p o r á l n í m b o d ě sekvence. Toho je dosaženo ap l ikac í vrs tvy Softmax, k t e r á 
p řevád í hodnoty na m í r y p r a v d ě p o d o b n o s t i . Hodno tu d a n é h o t e m p o r á l n í h o bodu sekvence 
m ů ž e m e považova t jako klasifikovanou t ř í d u , k t e r á dosahuje nejvyšší p r a v d ě p o d o b n o s t i . 

Po klasifikaci je výs l edkem sekvence nejvíce p r a v d ě p o d o b n ý c h z n a k ů v j edno t l ivé body 
šířky. Avšak š í řka, kterou je oh ran i čený vykres lený text, zpravidla dosahuje větš í poče t 
b o d ů než je p o č e t z n a k ů ve vyk re s l eném textu. P ro to mus í bý t tento výs ledek dekódován 
na odpovída j íc í p o č e t z n a k ů v textu. K tomu je p o u ž i t a technika z v a n á Connectionist-
Temporal-Classification (dále jen C T C ) . P o m o c í ní je m o ž n é delší sekvenci zredukovat do 
velikosti , kterou v y ž a d u j e m e . Pracuje tak že odfiltruje opakuj íc í se znaky. P ro to je vý­
stup m o ž n é reprezentovat mnoha cestami přes j edno t l ivé body sekvence, k t e r é dohromady 
p r o d u k u j í p o ž a d o v a n ý v ý s t u p . 

Učení t é t o vrs tvy p r o b í h á p o m o c í C T C chybové funkce. Tato chybová funkce zohledňuje 
všechny m o ž n é cesty jak z íska t d a n ý v ý s t u p . V následuj íc í rovnici je v ý p o č e t p r a v d ě p o d o b ­
nosti všech val idních cest vůči p o ž a d o v a n é m u výs ledku: 

kde Y = [yi, 7/2, í)u] je vzorová sekvence, X = [xi, X2, XT] je p r ed ikovaná sekvence. 
M e z i t ě m i t o sekvencemi mus í plat i t vz tah U <C T. Vxy je m n o ž i n a všech val idních cest pro 
z a d a n é Y. Funkce pt je v ý p o č e t p r a v d ě p o d o b n o s t i ko rek tn ího znaku v časovém b o d ě t. A 
s využ i t í t é t o p r a v d ě p o d o b n o s t i je chybová funkce def inována p o d o b n ě jako CrossEntropy-
Loss. Pracuje na pr inc ipu akumulace p r a v d ě p o d o b n o s t í v j edno t l ivé kroky. P r inc ip v ý p o č t u 
t é t o vrs tvy m ů ž e m e pozorovat na o b r á z k u 5.8. N a tomto o b r á z k u je u k á z á n pr incip jak je 
chyba p o č í t á n a pro 3 znaky abecedy a 6 b o d ů sekvence. 

T 
(5.7) 

Aevx,Y t=i 

X1 X2 

o 
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O b r á z e k 5.8: P r inc ip kalkulace chybové funkce C T C . 
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Kapitola 6 

Implementace 

V t é t o kapitole je p o p s á n a implementace v y b r a n ý c h čás t í n a v r ž e n é h o s y s t é m u . Nejprve 
jsou uvedeny p o u ž i t é technologie pro implementaci s y s t é m u v 6.1. Nás ledu je popis algo­
r i tmu učen í a inference využívaj ící modely neu ronové s í tě v kapitole 6.2. V kapitole 6.3 
je p o p s á n z p ů s o b v ý b ě r u dat pro t r énován í bounding b o x ů . K a p i t o l a 6.4 uvád í jak byly 
zvoleny anchory pro datovou sadu. V kapitole 6.5 je uveden algoritmus pro filtrování pre-
dikovaných regionů. Nakonec v kapitole 6.6 je uveden algoritmus C T C , k t e r ý je použ i t pro 
dekódován í v ý s t u p u z modelu r o z p o z n á n í textu. 

6.1 Použi té technologie 

P y t h o n 

P y t h o n je vysokoúrovňový skr ip tovac í jazyk. Poskytuje p r o g r a m o v á n í v různých paradig­
matech jako je ob jek tově o r i en tované p r o g r a m o v á n í , i m p e r a t i v n í p r o g r a m o v á n í , procedu­
rá ln í p r o c e d u r á l n í nebo i funkcionální p r o g r a m o v á n í . Součás t i j azyku P y t h o n je s y s t é m pro 
sp r ávu a instalaci závis lost í pip. V pos ledn ích letech p ř i v ý r a z n é m n á s t u p u s t ro jového učení 
se P y t h o n stal velmi ob l íbený pro jeho jednoduchost a t a k é kvůl i tomu, že jej lze naváza t 
na kompi lované knihovny (nap ř ík l ad v jazyce C) d íky k t e r ý m dosahuje p o d o b n é h o v ý p o ­
če tn ího v ý k o n u a p řeh lednos t i . Da l š ím d ů v o d e m jeho ča s t ého použ i t í je, že p o m o c í něj lze 
snadně j i prototypovat algori tmy n e u r o n o v ý c h s í t í v d o s t u p n ý c h frameworcích. 

P y t o r c h 

K n i h o v n a P y T o r c h 1 je framework pro p rác i s n e u r o n o v ý m i s í t ěmi pro jazyk P y t h o n . Je 
u rčen k n á v r h u a implementaci neu ronových sí t í a jejich n á s l e d n é m u použ i t í . K n i h o v n a 
P y T o r c h je zdarma (dokonce i open-source) a vyví jená t ý m e m zabývaj íc ím se u m ě l o u in­
te l igencí pro Facebook. Tato knihovna poskytuje několik h lavn ích v ý h o d jako je p o č í t á n í 
neu ronových sí t í za p o m o c í tenzoru. P ř i t o m využ ívá grafické p rocesory(GPU) k dosažení 
velké akcelerace. Tenzory jsou m a t e m a t i c k é objekty, k t e r é však v r á m c i p r o g r a m o v á n í m ů ­
žeme c h á p a t jako m u l t i d i m e n z i o n á l n í pole. Velkou v ý h o d o u knihovny P y T o r c h je funkce 
zvaná automatic differentiation. J e d n á se o metodu, k t e r á sleduje veškeré z m ě n y p rovedené 
na tenzorech a je schopna tyto operace invertovat. Tato metoda umožňu je a u t o m a t i c k é 
p o č í t á n í g r a d i e n t ů změn , což je velmi už i t ečné př i t v o r b ě n e u r o n o v ý c h sít í , jelikož tato 

1 D o s t u p n é na adrese h t t p s : / / p y t o r c h . o r g / 
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funkce umožňu je v ý p o č e t diferencí parametru už př i d o p ř e d n é m p r ů c h o d u sí t í . P y T o r c h 
navíc poskytuje mnoho i m p l e m e n t a c í funkcí, vrstev, aj., k t e r é byly z m í n ě n y v kapitole 2. 

6.2 Rozdělení systému 

S y s t é m je rozdě len na t ř i spus t i t e lné soubory, k a ž d ý s j i n ý m úče lem. P r v n í dva z nich jsou 
aplikace u r č e n é pouze k učen í de tekčn í nebo rozpoznávac í s í tě . P r o jejich s p u š t ě n í je vyža­
dován konf igurační soubor, k t e r ý obsahuje parametry definující s í tě . V ý z n a m n é parametry 
konf iguračního souboru jsou p o č e t a r o z m ě r y anchor boxů , cesta k d a to v é s adě u r č e n é h o 
k t r é n o v á n í de t ekčn ího modelu, def inovaná sekvence p ř í p r a v n ý c h t r ans fo rmačn í ch operac í 
jež jsou provedeny pro k a ž d ý prvek d a t o v é sady. D a t o v á sada je n a č í t á n ve f o r m á t u uve­
d e n é m výše v kapitole 4 a je na něj ap l ikována série t r an s fo rmačn í ch operac í . M e z i tyto 
t r a n s f o r m a č n í operace p a t ř í zvě tšení o b r á z k u na m i n i m á l n í rozměr , dop lněn í paddingu, aby 
všechny o b r á z k y měl i jednotnou velikost a bylo je m o ž n é t r é n o v a t současně . Dalš í v ý z n a č n o u 
t r a n s f o r m a c í je p ř evod dat na tenzory, k t e r é jsou k o m p a t i b i l n í s knihovnou P y T o r c h . 

Trénován í s í t í je rozdě leno na epochy, k t e r é jsou u rčeny j e d n í m ce lým p r ů c h o d e m dato­
vou sadou. V k a ž d é epoše je nejprve z a m í c h á n o p o ř a d í p r v k ů d a to v é sady. V r á m c i epochy 
jsou p o s t u p n ě p r o c h á z e n y j edno t l ivé p rvky d a t o v é sady a jsou na ně apl ikovány transfor­
mace. P ř e d zp racován ím k a ž d é h o p rvku d a to v é sady jsou vynu lovány tenzory držící hodnoty 
g r a d i e n t ů modelu, p ro tože se nas t avu j í v d o p ř e d n é m p r ů c h o d u sí t í . Dá le je proveden do-
p ř e d n ý p r ů c h o d modelu, s a k t u á l n í m i v á h a m i , nad j e d n o t l i v ý m i prvky. Ve fázi učen í vrac í 
model hodnoty chybových funkcí pro a k t u á l n í p rvky d a to v é sady. P o m o c í hodnot chybových 
funkcí je proveden z p ě t n ý p r ů c h o d sí t í , k t e r ý zaj is t í aktualizace g r a d i e n t ů podle a k t u á l n í c h 
v s t u p n í c h dat. Gradienty jsou v y p o č í t á n y za p o m o c í modulu autograd. D a l š í m krokem 
je aktualizace vah s í tě , k t e r á je provedena krokem p o m o c í o p t i m a l i z a č n í h o algori tmu. V 
r á m c i p r á c e je použ i t algoritmus Stochastic Gradient Descent. Tento algoritmus využ ívá 
v y p o č t e n é gradienty a hodnotu rychlosti učen í (ang l . learning rate) k aktual izaci vah neu­
ronové s í tě . (více v kapitole 2.5.1). P o dokončen í epochy je model u ložen. P r o aktual izaci 
rychlosti učen í je použ i t p l ánovač zvaný Cosine Anealing. Tento p lánovač m á stanoveny 
hranice m a x i m á l n í rychlosti učen í a m i n i m á l n í rychlosti učení , k t e r é jsou ak tua l i zovány na 
zák ladě funkce kosinus. Z m ě n a rychlosti p r o b í h á s k a ž d ý m prvkem v d a t o v é sadě . 

Celkový proces učen í neu ronové s í tě v id íme v algori tmu 1 jako pseudokód . 

P o s l e d n í m s p u s t i t e l n ý m souborem je s a m o t n á inference s y s t é m u . Tato aplikace opě t 
vyžadu je na vstupu konf igurační soubor. P r o použ i t í t é t o aplikace však m u s í existovat 
n a u č e n ý model . Tato aplikace slouží k predikci bounding b o x ů a r o z p o z n á n í t e x t ů v nich pro 
z a d a n ý v s t u p n í obrázek . Apl ikace n a č t e ob rázek a aplikuje na něj n e z b y t n é t r a n s f o r m a č n í 
operace, k t e r é jsou v y ž a d o v á n y modelem. M e z i ne p a t ř í normalizace velikosti o b r á z k u a 
jeho nás l edné p řeveden í na tenzor. Mode ly detekce i r o z p o z n á n í jsou nastaveny na evaluaci, 
k t e r á za ruč í nejvyšší rychlost zpracován í . Nejprve jsou v s t u p n í data p ř e d á n y d e t e k č n í m u 
modelu, k t e r ý v r á t í všechny p red ikované t ex tové regiony. Z t ě c h t o regionů jsou filtrací 
v y b r á n y ty n e j p r a v d ě p o d o b n ě j š í a na zák ladě nich jsou v y t v o ř e n y výřezy ze zdro jového 
ob rázku . Výřezy jsou p o t é r o z p o z n á n y j edno t l ivě jeden po d r u h é m . Algor i tmus inference je 
m o ž n é v idě t v a lgor i tmu 2 
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A l g o r i t m u s 1: Učení sy s t ému . 

for i = 0; i <MAX_EPOCH; i++ d o 
Z a m í c h á n í indexu datasetu. 
for j = 0; j <NUM_ITEMS_DATASET; j++ d o 

Získání dat pro index j . 
P ř e d z p r a c o v á n í dat p o m o c í definovaných t r ans fo rmac í . 
Vynulování gradientu s í tě . 
Loss <— D o p ř e d n ý p r ů c h o d sít í . 
Z p ě t n ý p r ů c h o d sí t í p o m o c í v y p o č í t a n ý c h lossů. 
K r o k op t ima l i začn ího algori tmu sí tě . 
K r o k p lánovače učen í s í tě . 

V y t i s k n u t í výs ledku učen í epochy. 
Uložení stavu s í tě pro danou epochu. 

A l g o r i t m u s 2: Inference sy s t ému . 

1 N a č t e n í s tavu s í tě na zák ladě konf iguračního souboru. 

2 N a č t e n í o b r á z k u ze z a d a n é cesty 

3 P ř e d p ř í p r a v a dat p o m o c í t r ans fo rmac í . 

4 Skóre, B o x y <— D o p ř e d n ý p r ů c h o d de t ekčn í sí t í 

5 for (S, B) e Skóre x Boxy d o 

i f S < threshold t h e n 

c o n t i n u e 

8 Výřez oblasti ze zdro jového o b r á z k u 

9 Text D o p ř e d n ý p r ů c h o d rozpoznávac í sít í . 

í o V ý s t u p dat do souboru. 

6.3 Př íprava vzorů pro učení detekce 

A b y se síť nauč i l a klasifikovat ty s p r á v n é boxy, jsou v preprocessingu n á h o d n ě vzorkovány 
tzv. pozitívni a negativní anchory. Všechny o s t a t n í jsou v t r énován í vynechány . Vzorky, k t e ré 
mohou bý t považovány za poz i t ivn í , či nega t i vn í anchor box se mus í se v z o r o v ý m bounding 
box z velké čás t i p ř e k r ý v a t . Hodnota p ř e k r y v u je d á n a funkcí Intersect over U n i o n [18] 
(dále jen I O U ) , k t e r á v y p o č í t á p o m ě r mezi plochou sdí lenou mezi boxy a celkovou plochou 
kterou bounding boxy dohromady zabí ra j í . I O U n a b ý v á hodnoty 1 pokud jsou boxy t o t o ž n é 
a 0 pokud bounding boxy nema j í ž á d n o u sdí lenou oblast. Tuto funkci m ů ž e m e pozorovat 
graficky v o b r á z k u 6.1. 
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I O U = 

O b r á z e k 6.1: Funkce I O U z n á z o r n ě n a graficky pro dva boxy. 

Da l š ím k r i t é r i u m v ý b ě r u anchoru, je že ž á d n ý z k a n d i d á t n í c h a n c h o r ů pro t r énován í 
nesmí p ř e sahova t za hranice o b r á z k u . Všechny anchory, k t e r é tuto hranici p řesahu j í nejsou 
při t r énován í zohledněny. Algor i tmus nejdř íve vybere všechny k a n d i d á t y , k t e r é se nej lépe 
překrýva j í s j e d n í m z vzorových bounding boxu, k t e r é chceme uč i t . Dá le jsou n á h o d n ě dovy-
b r á n y ze všech k a n d i d á t u t i , k t e ř í ma j í hodnotu p ř e k r y v u vyšší , než je s t anovený poz i t ivn í 
p r á h (v tomto projektu se j e d n á o hodnotu 85%), aby b y l sp lněný p o č e t poz i t ivn ích zá­
znamu. Všechny v y b r a n é poz i t ivn í z á z n a m y p ředs t avu j í anchory jejichž o h o d n o c e n í chceme 
posí l i t . Zároveň s poz i t i vn ími anchory je t ř e b a urč i t i n ega t i vn í anchory. T y se vybí ra j í 
oproti p o z i t i v n í m b o x ů m p řesně o p a č n ě . Ze všech zbylých k a n d i d á t u se vyberou jen t i , 
k t e ř í ma j í hodnotu p ř e k r y v u nižší než s t anovený nega t i vn í p r á h (v t é t o p rác i se j e d n á o 
50%). N e g a t i v n í anchory p ředs t avu j í boudning boxy, k t e r é př i klasifikaci zhoršeny. Všechny 
o s t a t n í anchory ignorujeme a jejich hodnoty skóre nejsou nijak upraveny. Vzor t r énován í 
klasifikace d íky tomu n a b ý v á t ř ech hodnot. Hodno tu 0 n a b ý v á pokud se j e d n á o nega t i vn í 
anchor, hodnotu 1 pokud je anchor poz i t ivn í a hodnotu -1 pokud je anchor box př i t r é ­
nování ignorován . P o č e t t ě c h t o vzo rků a p o m ě r poz i t ivn ích vůči n e g a t i v n í m a n c h o r ů m je 
na s t av i t e lný v konf iguračn ím souboru. 

Pro všechny takto v y b r a n é poz i t ivn í anchory jsou dá le d o p o č í t á n y i vzory pro regresi 
t r an s fo rmačn í ch koeficientů. Z á p o r n é anchory jsou v opt imal izaci regrese vynechány , ú p r a v a 
jejich p a r a m e t r ů . P r o k a ž d ý z poz i t ivn ích anchoru je v y b r á n a n o t o v a n ý box, k t e r ý m á s 
n í m největš í hodnotu p ř e k r y v u . D íky tomu je z a r u č e n o že se d a n ý anchor bude snaž i t 
co ne jdůk ladně j i napodobit tento a n o t o v a n ý box. P ro to je p o t ř e b a urč i t t r énovac í vzory 
t r ans fo rmačn í ch koeficientů, k t e r é jsou p o t ř e b a k transformaci d a n é h o anchor boxu na 
př idě lený a n o t o v a n ý box. T y t o koeficienty z í skáme p o m o c í nás leduj íc ích rovnic: 

9x Q>x 
x — ) 

Q:W 

(6.1) 

9y ~ ay (6.2) 

, i 9w tw = l n — , (6.3) 

, , 9h 
th = m — , (6.4) 

kde hodnoty (ax, ay, aw, ah) r eprezen tu j í sou řadn i ce anchor boxu, hodnoty (gx, gy, gw, gh) 
reprezen tu j í sou řadn i ce a n o t o v a n é h o boxu, k t e r é h o chceme d o s á h n o u t , a hodnoty (tx, ty, 
tw, th) r eprezen tu j í t r a n s f o r m a č n í koeficienty p o m o c í nichž je m o ž n é anchor box transfor­
movat na vzorový box. Společně s v ý p o č t e m t ě c h t o koeficientů je i nastavena maska pro 
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d a n ý anchor. M a s k a slouží k u rčen í hodnot a n c h o r ů , k t e r é se budou aktualizovat. Hodnota 
masky pro poz i t ivn í vzorky jsou nastaveny na (1 ,1 ,1 ,1) . P ro všechny n e u p r a v o v a n é anchor 
boxy jsou nastaveny hodnoty vzorů t r a n s f o r m a č n í c h parametru i masky na 0. M a s k a je po­
už i ta , p ro tože všechny hodnoty masky n a s t a v e n é na 0 se nebudou nijak pod í l e t na h o d n o t ě 
chybové funkce. Je-l i hodnota masky pro ně jaký anchor n a s t a v e n á na hodnotu 0 pak je i 
hodnota vzorové transformace pro d a n ý anchor n a s t a v e n á p rávě na 0. 

6.4 Anchory 

Tato p r á c e se zabývá z p r a c o v á n í m textu, proto bylo p o t ř e b a zvolit t akové anchor boxy, 
k t e r é vzhledem p ř i p o m í n a j í bounding boxy obsahuj íc í obsahuj í text. Pod íváme- l i se na 
jakýkol i text, m ů ž e m e v idě t , že vě t š ina jeho slov je rozměrově více š i roká, než-li vysoká . 
Proto je i logické, aby v tomto duchu byly zvoleny anchor boxy. Pro to byly anchor boxy 
použ i t y v o p t i m a l i z o v a n é m tvaru pro vygenerovanou datovou sadu. P o m o c í metody k-means 
byly všechny body rozdě leny do někol ika skupin a s t ř e d k a ž d é z t ěch to skupin zvolen jako 
anchor box. Takto zvolené boxy lze pozorovat na grafu 6.2, kde k a ž d ý bod reprezentuje 
š í řku a výšku bounding boxu ohraničuj íc í text, k t e r ý se nacház í v d a to v é sadě . Dá le v id íme 
b a r e v n ě odl i šeny j edno t l ivé v y p o č t e n é skupiny a če rveným kř í žem je označen s t ř e d t é t o 
skupiny. J e d n á se zde o body, jež jsou zvoleny jako anchor boxy sys t ému . 

Rozložení velikostí textů - 16 clusterů 

0 50 100 150 2 0 0 2 5 0 300 350 400 

Šířky t e x t ů 

O b r á z e k 6.2: V y p o č t e n é anchory z d a t o v é sady. 
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6.5 Fil trování predikovaných regionu 

Detekčn í modu l produkuje pro ob rázek s t a n d a r d n í velikosti velké m n o ž s t v í predikc í d a n ý c h 
bounding boxů . Z t ěch to dat je však n u t n é vybrat ty ne jpods t a tně j š í . Nejprve jsou všechny 
p red ikované bounding boxy se řazeny s e s t u p n ě podle jejich o h o d n o c e n í p r a v d ě p o d o b n o s t i 
pro t ř í d u text. Z takto se řazených b o x ů je v y b r á n o p rvn í ch N boxu (konf igurovate lné p o m o c í 
parametrem mim_boxes_pre_nms). Touto metodou jsou z ískány pouze ty nej lépe ohodno­
cené p red ikované bounding boxy. Avšak m ů ž e nastat situace, kdy více predikc í s p a d á do 
s te jné oblasti o b r á z k u a pred ikuj í t o t o ž n ý objekt. Tuto situaci m ů ž e m e pozorovat v o b r á z k u 
6.3, kde jsou zobrazeny p red ikované boxy. Intenzita šedé barvy t ěch to bounding b o x ů zná­
zorňuje hodnotu p r a v d ě p o d o b n o s t i . 

testovací text 

O b r á z e k 6.3: Predikce boxu, k t e r é se překrýva j í v d a n é oblasti . 

P ro odfi l t rování takto p o d o b n ý c h bounding b o x ů je použ i t algoritmus N o n - M a x i m u m 
Suppression (dále jen N M S ) . Algor i tmus projde všechny p red ikované boxy a vybere pro 
d a n é oblasti pouze ty, k t e r é ma j í nejvyšší skóre . P ř e k r y v y boxu jsou p o r o v n á n y p o m o c í 
funkce I O U (viz výše) . Implementaci N M S je m o ž n é v idě t v algori tmu 3. Tento algoritmus 
je n a v r ž e n tak, aby získal indexy bounding boxů , jež se ma j í zachovat. 

A l g o r i t m u s 3: N o n - M a x i m u m Suppression. 
D a t a : 

box - Seznam s o u ř a d n i c boxu, 

score - Seznam o h o d n o c e n í boxu, 

iV - Celková dé lka t ěch to seznamu. 

threshold - P r á h pro hodnotu prekryvu, nad kterou po t l aču j eme . 

R e s u l t : keep - Seznam indexu boxu, k t e r é jsou zachovány. 

1 keep <— p r á z d n ý seznam. 

2 supressed <— seznam velikosti iV n a s t a v e n ý na False 
3 order reverse argsort(score) // Sestupné seřazené indexy score 
4 for i = 0; i < N; i + + d o 
5 

6 

7 

8 

9 

10 

11 

12 

idx <— order[i] 
i f suppressed[idx] is False t h e n 

keep.push(idx) 
for j = i + 1; j < N; j++ d o 

jdx <— order[j] 
i f suppressed[jdx] is False t h e n 

i f IOU(box[idx], box[jdx]) > threshold t h e n 

^ suppressed[jdx] <— True 
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Pr inc ip algori tmu m ů ž e m e pozorovat v izuá lně v o b r á z k u 6.4. V o b r á z k u je p a t r n é , že 
je zachován pouze ten nej lépe o h o d n o c e n ý bounding box (nejvíce in tenz ivn í hodnota šedi) 
a všechny o s t a t n í bounding boxy jsou algori tmem pot lačeny . S p o m o c í tohoto algori tmu 
z a m e z í m e vzn iku d u p l i k á t n í c h b o x ů pro s te jné oblasti . 

N M S 

1 / Testovací text Testovací text 1 

O b r á z e k 6.4: P řekrýva j í c í se predikce boxu, jsou p o m o c í metody N o n - M a x i m u m suppression 
odfil trovány. 

6.6 Rozpoznání a dekódování 

P o u ž i t á r e k u r e n t n í síť L S T M je i m p l e m e n t o v á n a za p o m o c í knihovny P y T o r c h a vyžadu je 
na vs tupu tenzor, k t e r ý obsahuje výřez oblasti odpovída j íc í d a n é m u bounding boxu. P r o 
použ i t í s modulem L S T M je však n u t n é tato data zabalit do struktury, k t e r á lépe reprezen­
tuje t e m p o r á l n í data. Z a b a l e n ý tenzor je p ř e d á n o b o u s m ě r n é v r s tvě L S T M , k t e r á produkuje 
v k a ž d é m s m ě r u 256 k a n á l u v j edno t l ivé časové body. T í m jsou z ískány dvě sekvence. P r v n í 
kóduje v s t u p n í sekvenci od z a č á t k u po konec a d r u h á naopak od konce po začá tek . Výs tu ­
pem je ale opě t z a b a l e n á sekvence. P o rozba len í a aplikace klasifikační vrs tvy je p o t ř e b a 
provést dekódován í v ý s t u p u . Toho je dosaženo C T C d e k o d é r e m , j ehož p s e u d o k ó d m ů ž e m e 
pozorovat v algori tmu 4. 

A l g o r i t m u s 4: Dekódován í C T C sekvence. 
D a t a : 

input_text - Seznam S n e j p r a v d ě p o d o b n ě j š í m i znaky. 

iV - D é l k a tohoto seznamu. 

R e s u l t : decoded_text - Výs ledný seznam znaků . 

1 decoded_text <— p r á z d n ý seznam. 

2 last_char <— blank 
3 for i = 0; i < N; i + + d o 

4 

5 

6 

7 

8 

9 

10 

11 

12 

in_char <— input_text[i] 
i f in_char is blank t h e n 

last_char <— in_char 
c o n t i n u e 

i f last_char is blank t h e n 

decoded_text.push.(in_char) 

else i f in char is n o t last_char t h e n 

|^ decoded_text.push.(in_char) 

last char <— in char 
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Kapitola 7 

Experimenty 

Mode ly sít í , k t e r é byly p ř e d s t a v e n y v p ředchoz ích kap i to lách , by ly t r é n o v á n y na stroji se 
d v ě m a grafickými kar tami N V i d i a G T X - 1 0 8 0 a procesorem Intel Core-i7. Jako učebn í vzor 
byla n á s t r o j e m „gu i -gene ra to r " vygene rovaná d a t o v á sada s o b r á z k y o rozměrech 1200x800. 
Tato d a t o v á sada obsahuje kolem 800 o b r á z k u , k t e r é v p r ů m ě r u obsahuj í 200 t e x t o v ý c h 
a n o t a c í na obrázek . P r o v y h o d n o c e n í byla v y t v o ř e n a menš í d a t o v á sada, k t e r á č í t á př ib l ižně 
50 o b r á z k ů o s te jných rozměrech a p r ů m ě r u t e x t o v ý c h a n o t a c í . O b ě d a t o v é sady jsou pro 
algori tmy O C R velmi složité, p r o t o ž e obsahuj í velké m n o ž s t v í slov a t a k é obsahuj í různé 
kontrasty p o z a d í vůči p í smu . Dis t r ibuc i velikostí bounding b o x ů je m o ž n é v idě t v o b r á z k u 
7.1. 

Rozložení velikostí textů 

0 5D 100 150 200 250 300 350 400 

Šířky textů 

O b r á z e k 7.1: Distr ibuce bounding b o x ů v datasetu. 
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7.1 Mode l detekce 

M o d e l detekce by l t r é n o v á n př i velikosti d á v k y 4 na j e d n é grafice. Dohromady bylo společně 
t r é n o v á n o 8 položek př i využ i t í obou d o s t u p n ý c h grafických karet. P ř i t r énován í s í tě bylo 
použ i t o p lánovače využívaj ící funkci kosinus. Společně s t í m t o p l á n o v a č e m bylo využ i t o 
o p t i m a l i z á t o r u s í tě Stochastic gradient descent w i th restarts. J e d n á se o variantu klasic­
kého S G D , avšak tento op t ima l i začn í algoritmus po dosažen í u r č i t ého p o č t u k roků obnoví 
learning rate na p o č á t e č n í hodnotu. D í k y tomu je m o ž n é na léz t řešení , k t e r é se na lézá 
mimo lokální min imum. P ro m ě ř e n í kval i ty detekce textu jsou využ i ty metr iky p řesnos t i i 
c i t l ivost i . Výs ledky je m o ž n é v idě t v tabulce 7.1. 

Tabulka 7.1: V y h o d n o c e n í detekce a l g o r i t m ů O C R 

O C R Ci t l ivost [ IOU 0.75] P ř e s n o s t [ IOU 0.75] 

Microsoft Azure 91.21% 87.00% 
Google C l o u d V i s i o n 93.36% 86.72%, 
Tato p ráce 87.56%. 54.35%, 

Z výs ledků uvedených výše je v idě t , že síť v y u ž i t á v t é t o p rác i m á ve lmi dobrou schop­
nost rozeznat bounding boxy v textu. To lze odvodit z hodnoty metr iky ci t l ivost i . Čas tě j i 
se v šak s e t k á m e s n á z v e m recall. M e t r i k a recall u d á v á kolik p r v k ů ze t es tovac í m n o ž i n y 
bylo k o r e k t n ě p red ikováno a její nej lepší výs ledek je 100%. Naopak dle metr iky p řesnos t i , 
nebo t a k é precision, v i d íme že algoritmus produkuje velké m n o ž s t v í zby tečných predikcí . 
P ř i bližší ana lýze v ý s t u p ů lze v idě t , že n a d b y t e č n é predikce se nacház í z e jména u k r á t k ý c h 
slov, k t e r é jsou součás t í delš ího souvis lého textu jak m ů ž e m e v idě t na o b r á z k u 7.2. V ob­
r á z k u t a k é v id íme několik slov pro k t e r é nebyl de t ekován bounding box. Také v id íme že 
de tekčn í síť si poradi la s r ů z n ý m i b a r e v n ý m i rozpoložen ími v obraze. 

O b r á z e k 7.2: Detekce mnoha n a d b y t e č n ý c h bounding boxů . 
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V da l š ím o b r á z k u 7.3 je u k á z á n o , že algoritmus je schopen si poradit i s texty, k t e ré 
maj í velmi n ízký kontrast vůči pozad í . Toto je v ý h o d a n a v r ž e n é h o algori tmu vůči po rovná ­
v a n ý m a l g o r i t m ů m . O b a zbylé algori tmy maj í velký p r o b l é m detekovat text je- l i pří l iš m á l o 
k o n t r a s t n í . Jejich nekorektnost př isuzuj i 

| Krajská [neporovnatelný < první bva a dvacet] ^právněnějžj] 

IHORNÍKLJ irinil  

^nostníčř] hezlobfj 

I baličkul Kae-r j 

li Ub leh j z k o m p l i k o v a l a 

l l r e m í z o j I v o r o n i n o v á 

| p i a t l i 1 ^ t y | t ednoznač r^b rQv id í | l f í b l kdA |h^ | — - i | | • : :|| •• ~ | : : : : ~ : ľ ~ l l :: lľ : ITTJ nujicf tfledovoj 
I bohvbflfobotické IPPMnáhl 4 zpomalí t̂ rtTJ: Hiá|uchopit| 5 klen ic Iflb-1 n LI u I>:J 

iTpxHprnvil •• i>r |- : -| :- | teréniloJl • - ne J i ťnrmnvnlvl HNU-IIÍI • 1 : 1 , : lt= -nllUľl 

Iza cáteJ Ib spěš n é h-ollreše Hľls krý vfi k>rávě|k| odpoví': =: 1 W 

3 hp7knn7umiijl [bovah hovýrni 

O b r á z e k 7.3: Detekce t e x t ů s n í z k ý m kontrastem vůči pozad í . 

7.2 Mode l rozpoznání 

M o d e l r o z p o z n á n í by l t r é n o v á n př i velikosti d á v k y 4. S te jně jako př i t r énován í detekce by l 
použ i t p l ánovač využívaj ící funkci kosinus a op t ima l i začn í algoritmus Stochastic gradient 
descent w i th restarts. Výs ledky tohoto modelu, společně s da l š ími ocr algori tmy je m o ž n é 
v idě t v tabulce 7.2. 

Tabulka 7.2: V y h o d n o c e n í r o z p o z n á n í a l g o r i tmů O C R 

M e t r i k a znaku M e t r i k a slov 
O C R Cit l ivost P ř e s n o s t Ci t l ivost P ř e s n o s t 

Microsoft Azure 83.21% 87.00% 79.50% 80.35% 
Google C l o u d V i s i o n 87.36% 86.72%, 85.89% 73.26%, 
Tato p ráce 18.10%. 25.91%, 16.02% 19.74%, 

Tabulka obsahuje dvě kategorie m ě ř e n í a to metr ika z n a k ů a metr ika slov. M e t r i k a 
z n a k ů urču je kval i tu O C R s y s t é m ů ve schopnosti rozeznat ko rek tn í znaky na v celkovém 
textu. M e t r i k a slov navíc k tomu j e š t ě p o r o v n á v á segmentace d a n ý c h a lgo r i tmů , tedy boxy 
mus í m í t ně jaký m i n i m á l n í p ř ek ryv , aby byly zohledněny. V k a ž d é z t ě c h t o ka tegor i í je 
u rčen recall i cit l ivost, k t e r é nesou informace o schopnostech s y s t é m u rozeznat j edno t l ivá 
slova. 
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Avšak výs ledky algori tmu r o z p o z n á n í t é t o p r á c e nejsou příl iš poz i t ivn í . N a v r ž e n ý s y s t é m 
se ne dokáže k o r e k t n ě p ř i způsob i t v š e m t r énovac ím d a t ů m a s p r á v n ě klasifikovat znaky. 
V p rác i jsou součás t í s lovníku i české znaky, k t e r é jsou však jsou velmi p o d o b n é jejich 
v a r i a n t á m bez interpunkce. D íky tomu m á tento model p r o b l é m y n a u č i t se klasifikovat 
z í skanou sekvenci k o r e k t n ě . M o d e l jež detekuje text, nen í pro n ě k t e r á slova 100% a něk t e r é 
znaky jsou ú p l n ě vynechány . 
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Kapitola 8 

Závěr 

V r á m c i p r á c e byly n a s t u d o v á n y metody zpracován í obrazu p o m o c í n e u r o n o v ý c h sítí , p r áce 
se p ř e d e v š í m zaměř i l a na metody h l u b o k é h o učen í a t a k é byly p r o z k o u m á n y metody roz­
p o z n á n í textu z obrazu, k t e r é využívaj í neu ronové s í tě . P ro generování d a t o v é sady byla 
v y u ž i t a aplikace gu i -generá to r , jež byla dá le rozš í řena o širší možnos t i generování různých 
grafických webových r o z h r a n í a pos louži la pro generování d a t o v é sady. V r á m c i p r á c e byla 
v y t v o ř e n a d a t o v á sada obsahuj íc í 1000 o b r á z k ů už iva te l ských r o z h r a n í vče tně jejich ano t ac í . 
Č á s t t ě ch to dat je u r č e n a k validaci výs ledků , zbytek slouží jako t rénovac í d a t o v á sada pro 
učení nav ržených m o d e l ů . V r á m c i řešení by l dá le i m p l e m e n t o v á n program pro vyhodno­
cení kval i ty a lgori tmu O C R na zák ladě zvolené metriky. P o m o c í tohoto programu a výše 
v y t v o ř e n é d a t o v é sady byly j edno t l ivé s lužby ohodnoceny definovanou metr ikou r o z p o z n á n í 
textu a jejich výs ledky dá le p rozkoumány . 

H l a v n í m p ř í n o s e m p r á c e je, že zde byly použ i t y m o d e r n í metody n á v r h u n e u r o n o v ý c h 
sít í . N a v r ž e n á síť by la i m p l e m e n t o v á n a a n a t r é n o v á n a na vygene rované d a t o v é sadě . Tré­
n o v á n í m se poda ř i l o d o s á h n o u t n a d s t a n d a r t n í c h výs ledků pro detekci t e x t ů i na lezení sou­
ř a d n i c obdé ln íků , k t e r é ohran iču j í t ex tové oblasti . Tento model lze použ í t s a m o s t a t n ě a 
m ů ž e bý t velmi už i t ečný pro ř a d u apl ikací , n a p ř í k l a d detekce textu v obraze p o u ž i t á . Dalš í 
čás t , kdy je p rováděno s a m o t n é r o z p o z n á n í textu, by la n a t r é n o v á n a , vyhodnocena a dosáh l a 
př ib l ižně 20% úspěšnos t i r o z p o z n á n í z n a k ů . Tento výs ledek ř íká , že d a t o v á sada obsahuje 
nějaké texty, k t e r é se model r o z p o z n á n í n e d a ř í n a u č i t . P ro r o z p o z n á n í byly využ i ty české 
znaky jako vý lučné klasifikační kategorie. Mnoho klasif ikovaných z n a k ů si je však velmi 
p o d o b n ý c h . Liší se pouze v detailech jako je d iakr i t ika nad z n a m é n k y . Výsledek ř íká , že 
O C R sys t ém, k t e r ý m á na v ý s t u p u všechny znaky kódován í Unicode, nen í příliš reálný. A 
to h l avně kvůl i podobnostem mezi j e d n o t l i v ý m i znaky i jejich i n t e r p u n k č n í m i variantami. 

N á v r h i implementace t ěch to m o d e l ů s í t í byla velmi velká výzva, p ro tože pro d o b r ý n á v r h 
t ě c h t o s í t í je p o t ř e b a velkého m n o ž s t v í zna los t í v oblasti n e u r o n o v ý c h sí t í . Výs ledné mo­
dely kombinuj í dohromady mnoho paradigmat m o d e r n í c h n e u r o n o v ý c h sí t í mezi k t e r é p a t ř í 
h luboké učen í neu ronových sítí , r ez iduá ln i konvoluční s í tě pro extrakci p ř í z n a k ů z obrazu, 
predikce bounding b o x ů z takto z í skaných p ř í z n a k ů i r o z p o z n á n í textu p o m o c í r e k u r e n t n í 
neu ronových sí t í . M o ž n ý m rozš í řen ím t é t o p r á c e je implementace klasif ikačního algori tmu, 
k t e r ý zvlášť klasifikuje znaky a zvlášť jejich interpunkce. Nebo da l š ím rozš í řen ím je použ i t í 
s í tě pro transformaci p ros to rových s o u ř a d n i c a spo jen í obou čas t í do j ed iné souvislé s í tě . 
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Příloha A 

Návod k použití 

Pro projekt lze vy tvo ř i t v i r t uá ln í p r o s t ř e d í python, kde lze na j í t všechny závislost i projektu, 
k t e r é jsou s t a ženy p o m o c í p ř íkazu : pip i n s t a l l -r requierements.txt 
Dalš í m o ž n o s t í pro vy tvo řen í p r o s t ř e d í je použ i t í p o s k y t n u t é h o docker konf iguračního sou­
boru pro jeho n a s t a v e n í pro nvidia-docker. Dá le je m o ž n é spustit program p o m o c í p ř íkazů : 

T r é n o v á n í d e t e k c e 

$ python3 train-localisation.py — c o n f i g /cesta/ke/configu Tento p ř íkaz spus t í 
t r énován í de t ekčn ího modelu na zák l adě informací uvedených v konf iguračn ím souboru. 

T r é n o v á n í r o z p o z n á n í 

$ python3 train-recognition, py — c o n f i g /cesta/ke/conf igu Tento p ř íkaz s p u s t í t r é ­
nování rozpoznávac ího modelu na zák l adě informací uvedených v konf iguračn ím souboru. 

I n f e r e n c e 

$ python3 inference.py — c o n f i g /cesta/ke/configu -o /cesta/do/výstupni/složky 
/cesta/k/obrázku Tento p ř íkaz provede inferenci n a t r é n o v a n é h o modelu nad p o s k y t n u t ý m 
obrázkem. 
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