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Abstrakt

Optické rozpoznani znaka (OCR) je jiz mnoho let oblasti zajmu. Je definovano jako proces
digitalizace obrazu dokumentu do sekvence znaki. Navzdory desetiletim intenzivnich vy-
zkumi jsou systémy OCR, které jsou srovnatelné s lidskym zrakem, stdle otevienou vyzvou.
V této praci je vytvoren navrh takového systému, ktery je schopen detekovat a rozpoznat
text v grafickych uzivatelskych rozhranich.

Abstract

Optical character recognition (OCR) has been a topic of interest for many years. It is
defined as the process of digitizing a document image into a sequence of characters. Despite
decades of intense research, OCR systems with capabilities to that of human still remains
an open challenge. In this work there is presented a design and implementation of such
system, which is capable of detecting texts in graphical user interfaces.
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Kapitola 1

Uvod

Optické rozpoznani znaku (Optical Character Recognition déle jen OCR) je software ktery
dokéaze prevést naskenovany tistény text a fotografie obsahujici text do digitalizované po-
doby, se kterou muze byt manipulovano pocitacem. Lidsky mozek dokédze velmi jednoduse
a bez namahy rozpoznat text z obrazku. Algoritmy u kterych chceme, aby dospéli stejného
vysledku, musi byt vsak dostatecné flexibilni, aby dokézaly kvalitné vnimat a zpracovat
informace z obrazu. Proto bylo vynalozeno velké Gsili na vytvoreni software, ktery se snazi
transformovat obraz dokumentu do podoby, ktera je srozumitelna pro pocitac. OCR je velmi
rozsahly problém kvili velkému mnozstvi jazyku, styli a pisem, kterymi muzeme vyjadrit
text. Techniky z rtiznych obort vypocetni techniky se vyuzivaji pro feseni ruznych vyzev
tohoto systému.

V této praci je prezentovan navrh systému OCR pro detekci textu v grafickych uzivatel-
skych rozhranich. Systém vyuziva algoritmy hlubokych neuronovych siti, které detekuji a
rozpoznaji text v obraze. V kapitole 2 jsou predstaveny soucasné technologie neuronovych
siti. V kapitole 3 jsou uvedeny technologie zpracovani textu, které zahrnuji zakladni prin-
cip algoritmu rozpoznani textu a metriky pro porovnani kvality vysledku téchto algoritmii.
Dale je v kapitole 4 popsan nastroj a jeho rozsiteni, které bylo vyuzito pro zhotoveni datové
sady urcené k trénovani modeld neuronovych siti. Kapitola 5 obsahuje navrhy neuronovych
siti, které jsou hlavnim algoritmem pro detekci a rozpoznani textu z obrazu. V kapitole 6
je popis jeho implementace a trénovani tohoto algoritmu. Vysledky a zhodnoceni algoritmu
se nachazi v kapitole ?77.



Kapitola 2

Neuronové sité

2.1 Architektury siti

Neuronova sit je vypocetni model pouzivany v umélé inteligenci. Vzorem neuronovych siti
je biologicky model lidského mozku. Neuronové sité se pouzivaji pro radu tkoll, jako jsou
detekce a rozpoznani, regrese veliCin, aj. S prichodem principu hlubokého ucéeni nabyly
neuronové sité na velké popularité. Lze pomoci nich Tesit slozité tkoly, jako je rozpoznani
objekti v obraze a predikce vyvoje hodnot sekvence. S timto pfistupem je mozno vytvatet
modely neuronovych siti, které maji mnoho drovni. Diky tomu vSak neni snadné urcit, co sit
déla v dané vrstveé a proc. Proto se s hlubokymi sitémi pracuje jako s tzv. cernou skrinkou,
nebot nas zajima nas pouze, ze pro zadany vstup produkuje pozadovany vystup. Jak vsak
sit tohoto vysledku dosihne, nechdviame na optimalizac¢nich algoritmech.

V nésledujicich podkapitolach je ukézano, jak pracuje klasickd neuronovd sit (kap.
2.1.1). Kapitola (2.1.2) popisuje konvoluéni neuronové sité urcené pro efektivnéjsi zpra-
covani vétsiho objemu dat, jakymi jsou napfiklad obrazku. V kapitole 2.3 jsou ukazany
aktivacni funkce pouzivané v neuronovych siti.

2.1.1 Klasické neuronové sité

Zékladnim stavebnim kamenem softwarovych neuronovych siti je neuron (d¥ive nazyvany
perceptron). Kazdy neuron se sklddéd ze tii hlavnich ¢dsti. Vstupni ¢ast vyuziva vsechny
vstupni signaly, které putuji do neuronu. Kazdy z téchto vstupt je ohodnocen vahou, ktera
slouzi k posileni, nebo potlaceni hodnoty daného vstupu. Dalsi ¢ast{ je télo neuronu, které
agreguje vSechny hodnoty vstupti, véetné jejich vah do jediné hodnoty. Na tuto hodnotu
se aplikuje aktivacéni funkce neuronu a vysledek je vystupem celého neuronu [6]. Vypocetni
model neuronu je mozné vidét v obrazku 2.1.
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Obrazek 2.1: Vypocetni model neuronu.

2.1.2 Konvoluéni neuronové sité

Konvoluéni sité jsou specidlnim druhem vicevrstvych neuronovych siti. Pouzivaji operace
konvoluce v lokdlnim okoli pro ziskani vizualnich vzort pfimo z pixeli obrazu. Vychazi
z principu neocognitronové site, ktera byla poprvé predstavena v 80. letech K. Fukushimou.
Neocognitron vyuziva velké mnozstvi neuronovych vrstev a obsahuje variabilni propojeni
mezi bunikami sousednich vrstev. Cilem této sité je identifikace objekti podle jejich obecné
podobnosti. Typickd konvoluéni sif je vyobrazena na obrazku 2.2 a je mozné pozorovat,
ze se sklada z mnoha raznych vrstev. Dalsim charakteristickym znakem konvolu¢nich siti
je ziskavani vlastnosti obrazu z recepc¢nich poli, sdileni vah v rdamci konvolu¢ni vrstvy a
prostorové vzorkovani [6].
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Obrazek 2.2: Iustrace konvoluéni neuronové sité. Zdroj !

2.1.3 Rekurentni neuronové sité

Rekurentni neuronové sité (dale jen RNN) pochazi ze stejné doby jako mnoho dalsich algo-
ritmi hlubokého uceni. Poprvé byly predstaveny v 80. letech, ale jejich plného potencidlu

"Dostupné z https://blog.heuritech.com
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nebylo donedavna mozné vyuzit zejména kvili vysoké vypocetni naro¢nosti. Vyrazem re-
kurentni neuronové sité oznacujeme dvé Siroké kategorie s podobnou obecnou strukturou.
Jedna z nich je sit s konecnou odezvou. Tento typ sité lze vyjadiit pomoci orientovaného
acyklického grafu, ktery je mozné rozbalit, a diky tomu je celou sit mozné nahradit do-
prednou siti. Rekurentni sif s nekone¢nou odezvou lze reprezentovat pouze orientovanym
cyklickym grafem, ktery neni mozné redukovat na doprednou sit, protoze dojde k zacykleni
[11].

RNN vyuzivaji interni pamét, kterd jim umoznuje si zapamatovat informace z posloup-
nosti prijatych vstupt. Diky tomu dokazou byt velmi presné v predikci nasledujicich hod-
not. Z tohoto diivodu jsou preferovanou siti pri préaci se sekvenénimi daty (naptiklad ¢asova
posloupnost zvukovych dat), protoze ze zpracovavanych dat dokézi porozumét hlubsimu
vyznamu jejich posloupnosti oproti ostatnim algoritmiam.

(a) (b)

Obrézek 2.3: Struktura dopfedné neuronové vrstvy (a) oproti rekurentni neuronové vrstvé

(b).

2.2 Kodovani

V neuronovych sitich je ¢asto potfeba informace zakédovat do reprezentace, kterd je pro
neuronovou sit uzitecnéjsi. Diky ni se dokazi 1épe ucit, pripadné reprezentovat data stylem,
ktery zjednodusi neuronové siti praci. Nejpouzivanéjsi z reprezentaci jsou dale predstaveny.

2.2.1 One-hot ké6dovani

One-hot? kédovani (v angliéting se také nazyva dummy variable) vyjadiuje pomoci hod-
noty 0 nebo 1 absenci nebo pritomnost jisté kategorie. Toto kddovani je uzitetné zejména
pro rozdéleni dat do vzdjemné se vylucujicich kategorii (naptiklad pes, kocka). Na hod-
noty zakédovanych kategorii se mizeme také divat jako na miru pravdépodobnosti vyskytu
jednotlivych kategorii. Z tohoto duvodu je toto kdédovani hojné pouzivano komunitou za-
byvajici se strojovym ucenim, a to zejména v oblasti klasifikace objektil, protoze umoznuje
neomezeny pocet klasifika¢nich t¥id. Piiklad zakdédovani informace do vektoru miry prav-
dépodobnosti muzeme pozorovat v obrazku 2.4.

2V Ceské literatute se také mizeme setkat s ndzvem kédovani 1 z N.



1 > 0 1 0 0
2 > 0 0 1 0
3 > 0 0 0 1

Obrazek 2.4: Ukazka one-hot kédovani pro 4 tridy.

Dekédovani hodnoty z one-hot reprezentace provedeme ziskanim kategorie s nejvyssi
mirou pravdépodobnosti. Priklad vystupu z neuronové sité a jeho dekédovani mizeme po-
zorovat na obrazku 2.5.

070201 | O > 0
0305|0101 > 1
0110107 |01 > 2
0302|0104 > 3

Obrazek 2.5: Ukazka dekédovani one-hot vystupu pro 4 tiidy.

2.2.2 Temporalni klasifikace

V angli¢tiné oznacovana Connectionist temporal classification je velmi uziteCnou operaci
pouzivanou zejména v rekurentnich neuronovych sitich [7]. Jedna se o zpusob, jak naudit
neuronovou sit predikovat pozadovanou sekvenci. Pocet predikovanych krokt miuze byt
vSak vétsi, nez je pocet kroku na pozadovaném vystupu. Proto se vyuziva tato metoda,
kterd umoznuje dosdhnout pozadovaného vystupu pomoci mnoha cest. Na vystupu nés
vsak zajima pouze pozadovana sekvence s danym poc¢tem krokti. Obsahuje-li sekvence vice
po sobé jdoucich ¢asovych kroku se stejnou hodnotu, pak se vSechny tyto kroky shrnou do
jediného. Aby vsak bylo mozné zakédovat dvé stejnd po sobé jdouci pismena, pridava CTC
do slovniku specialni prazdny znak nazyvany blank. Tento znak nemda zadnou hodnotu a
ve vysledném textu je ignorovan. Jeho uzitek vsak spociva v tom, ze slouzi jako oddélovac
stejnych symboli, které by jinak byly agregovany do jediného. NiZe jsou uvedeny priklady,
jak je mozné pomoci CTC reprezentovat néktera slovas:

e "auto" — "---aaa-u-tttttt-o", "-a-u-t-o-", nebo "auto"

e "book" — "boooooo----ok", "-b-o-o0-k-", nebo "bo-ok".



Princip CTC dekodéru je mozné pozorovat na obrazku 2.6, kde je vybrana cesta pro 11
prvki, kterda dekdéduje sekvenci ,,hello!®
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Obrazek 2.6: Princip CTC dekodéru.

2.3 Aktivacéni funkce

Aktivaéni funkce je hlavni slozkou kazdé neuronové sité. Je aplikovana na agregované hod-
noty vstupt neuronu a slouzi jako hlavni vystup neuronu, kde jej nazyvame aktivaci neu-
ronu. Tato funkce mize byt linearni i nelinearni ale casto je zddanou vlastnosti i diferencova-
telnost. Ta umoznuje nalézt smér ristu této funkce (gradient funkce). Gradient je vyznacny
pri uceni neuronové sité, kdy hodnoty vah upravujeme pravé po sméru gradientu. Aktivaci
neuronu mizeme obecné zapsat nasledujici rovnici:

N
y="f (Z wiz; + b) : (2.1)
=1

kde parametr w; reprezentuje vahu jednotlivych vstupt x; a parametr b (anglicky bias) se
vyuziva k rozsiteni rozhodovaciho rozsahu, kterého neuronova sit mize dosdhnout. Funkce
f je aktivacni funkce a y je vystup neuronu.

Pro snadnéjsi poc¢itani s parametrem bias, se ¢asto rozsituje vektor vstupu o konstantni
hodnotu 1 (byva oznacovano jako xg), a do vektoru vah je na odpovidajici pozici (dle pozice
ve vstupu) pridan parametr b. Diky této ipravé je rovnice vystupu neuronu zjednodusena
do podoby vyuzivajici operaci skalarniho soudinu:

y=[f(w-7), (2.2)

kde w je vektor vah, x je vektor vstupu neuronu, f je obecna aktivacni funkce a y je vystup
neuronu.

Standardné, neni-li uvedeno jinak, méa neuron linearni aktivac¢ni funkci identita. Tato
funkce ovSem nijak nepomah4 se slozitosti parametri, které jsou posilany neuronovym sitim.
Proto je pouziti nelinedrnich funkci vhodnéjsi. Linearni funkce mé vSak své vyuziti, protoze
nijak neomezuje vystup. Jeji vyuziti je vihodné zejména pro tlohy regrese. V modernich
neuronovych sitich se ¢asto pouziva jako implicitni aktivace kazdé neuronové vrstvy, a
komplexnéjsi aktivaéni funkce jsou poté aplikovany jako dalsi vrstva v sérii. Rovnici a graf
této funkce je mozné sledovat v obrazku 2.7.



Obrazek 2.7: Aktivacni funkce identita

Pro klasifika¢ni tlohy jsou odnedavna vyuzivany skokové funkce, sigmoida a hyperbo-
licky tangent. Kazda z téchto funkci prevadi celé vstupni spektrum redlnych hodnot do
uzkého intervalu hodnot.

Skokova funkce je ¢asto spojovana s pojmem perceptron. Nabyva pouze dvou hodnot. Je
vhodnd pouze pro jednoduché tlohy, protoze neni diferencovatelnd. Z tohoto diivodu neni
vhodna pro pouziti ve vicevrstvych neuronovych sitich. Rovnici a prubéh mtzeme vidét v
obréazku 2.8.

f(:E)I 1’ pOkud$>O (2‘4) 5 4 -3 2 -1 0 1 2 3 4 5
0, jinak A

Obrazek 2.8: Skokova aktivacni funkce

Sigmoidalni funkce (také logisticka funkce) prevadi vstupni redlné hodnoty do intervalu
(0,1). Tato funkce je monoténni a diferencovatelnd proto je mozné ji vyuzit ve vicevrstvych
neuronovych sitich. Casto se pouziva pro binarni klasifikaci, kdy hodnota uréuje miru prav-
dépodobnosti zkoumaného kritéria. Jeji nevyhodou je, ze pii uceni neuronové sité miize
nastat takova situace, pfi niz se vysledek modelu dale nezlepsuje. Diivodem toho je absence
zapornych hodnot na vystupu funkce. Na obrazku 2.9 mizeme pozorovat rovnici i prubéh
funkce f v okoli poc¢atku souradné soustavy.

1 —
(2‘5) 5 -4 3 2 -1 0 1 2 3 4 5

f(if):m

Obrazek 2.9: Aktiva¢ni funkce sigmoida.

Hyperbolicky tangent je podobny sigmoidalni funkci. Na rozdil od ni vSak mize nabyvat
i zapornych hodnot, coz je vyhodou pri uceni sité. M4 také vétsi rozsah hodnot a to hodnoty
v intervalu (—1,1). Vyuziva se zejména pro binarni klasifikaci a pro predikci vice t¥id naraz.
Nize v obrazku 2.10 je uvedena rovnice i prubéh této funkce.



2
et —1 (2.6) 5 4 3 2 4 T 2 3 4 5

T = _1

Obrazek 2.10: Aktiva¢ni funkce hyperbolicky tangent.

V soucasné dobé je nejpouzivanéjsi aktivacni funkei takzvand Rectified linear unit (déle
jen ReLU), pro kterou neexistuje vhodny ¢esky preklad. Tato funkce se stala velmi ob-
libenou diky svym vlastnostem a snadné implementaci prahu s hodnotou 0. Funkce je
monoténni stejné jako i jeji derivace a pro kladné hodnoty neni nijak omezena. Diky tomu
se u neuronovych siti zvysuje rychlost uceni. V obrazku 2.11 vidime tuto funkci i jeji graf.

4
3

xz, pokud x>0 2
flx) = ) (2.7)
0, jinak 1

-5 -4 -3 -2 10 1 2 3 4 5

Obrazek 2.11: Aktivacni funkce ReLU.

Problémem ReLU je vsak, ze vSechny zaporné hodnoty jsou mapovany do nuly. Nulové
hodnoty jsou v uéeni potlacovany, protoze jejich derivace je nulova a diky tomu neni uréen
smér zmény. Toto mé za nésledek sniZzeni schopnosti neuronové sité se efektivné naucit
dany problém fresit. Jednim z FeSeni tohoto problému je funkce Leaky ReLU. Tato funkce
je totozna s ReLLU, avsak na rozdil od ni mapuje vSsechny zaporné hodnoty pomoci linearni
funkce s velmi malym sklonem. Diky tomu nejsou zaporné hodnoty potlaceny a je mozné
pro né uréit gradient. Tuto funkci i jeji graf mtzeme vidét v obrazku 2.12.

3
2

Fz) = {:r, pokud x > 0 (2.8) 1

0.01z, jinak

Obrazek 2.12: Aktivacni funkce Leaky ReLU.

2.4 Vrstvy neuronovych siti

V této sekci jsou uvedeny vrstvy neuronovych siti jak jsou pouzivany v modernich neuro-
novych sitich. Uvedené vrstvy jsou pouzity v ramci této prace.

2.4.1 Plné propojena vrstva

Plné propojena vrstva, v anglické literatufe se mizeme setkat s nazvem fully-connected
nebo také dense layer, je vrstvou, ktera se skldda z N neuront, které jsou plné propojeny s
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M neurony z predchazejici vrstvy. Je mozné tuto vrstvu definovat nasledujici rovnici:
M
yj = § Wi, (2.9)
i=0

kde y; udava hodnotu j-tého vystupniho neuronu (1 < j < N). z; jsou vstupni hodnoty
neuronu z pfedchozi vrstvy, w;; je hodnota vdhy j-tého neuronu pro i-tou vstupni hodnotu.
Vyse uvedend rovnice poc¢ita s hodnotou bias, ktery je ¢asto ve vstupnim vektoru neuronové
sité oznacovan jako xg. Tuto vrstvu je mozné pozorovat na obrazku 2.13.

Vstupni Skryta Skryta Vystupni
vrstva vrstva vrstva vrstva

O~
O-

Obrazek 2.13: Model sité s plné propojenymi vrstvami.

2.4.2 Konvoluéni vrstva

Tato vrstva vyuziva konvoluéni filtry, jejichz parametry jsou pro celou vrstvu sdilené. Tyto
filtry pokryvaji pouze malou ¢ast plochy vstupnich dat, ale vyuzivaji celou jejich hloubku.
Na hodnotu ziskanou konvoluci je aplikovana aktiva¢ni funkce, kterd je vystupem tohoto
filtru pro jeden neuron. Konvoluc¢ni vrstva vyzaduje dva hlavni parametry, kterymi jsou
vstupni hloubka a vystupni hloubka. Kazda z vystupnich hloubek obsahuje rozdilné nasta-
vené konvoluéni filtry a dohromady produkuji vystup, ktery mé pravé hloubku uvedenou
vystupni hloubkou. Dalsim dtlezitym parametrem této vrstvy je nastaveni velikosti konvo-
lu¢éniho okna (kernel size), které zpravidla nabyva pouze lichych hodnot. Déle je parametrem
prostorovy krok (spatial stride) udévajici pocet prvki, o které je posunuto konvoluéni okno.
A poslednim dulezitym parametrem je padding, ktery umoznuje rozsitit okraje vstupu, aby
se napiiklad pfi konvoluci zachovala ptavodni velikost vstupu. Existuje mnoho technik jak
stanovit hodnoty okrajovych oblasti, ale nejpouzivanéjsi je okraje naplnit hodnotou 0, tzv.
zero padding. Konvoluéni vrstva je znazornéna na obrazku 2.14, kde muzeme pozorovat
vstupni hloubku 3 a vystupni hloubku 10.
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32
I — _O
———
1x1x1
5x5x3
32
3 32x32x1 32
3 10

Obrézek 2.14: Konvoluén{ vrstva aplikovana na 2d data. Zdroj 3

2.4.3 Pooling vrstva

Slouzi pro zmenseni velikosti dat vstupni vrstvy. Tato vrstva se vyuzivad zejména mezi
konvoluénimi vrstvami. Toto vede ke sniZeni celkového poc¢tu vsech parametra vysledného
modelu sité. Pooling se aplikuje po jednotlivych vstupnich hloubkach. Podobné jako u
konvoluce se data prochazi oknem, které vsak na vsechny hodnoty obsazené v daném okné
aplikuje nékterou z agregacnich funkci. Nejpouzivangjsi funkci je maximum, kterd z okna
vybere tu nejvyssi hodnotu. Casto se miizeme setkat napiiklad s vyrazem maz-pooling,
coz je pooling vrstva pouzivajici pravé funkci maximum. Stejné jako u konvolu¢ni vrstvy
ma tato vrstva parametry velikost okna a prostorovy krok. Na obrazku 2.15 je znazornén
princip pooling vrstvy s funkci maximum, ktery vstup 4x4 transformuje na 2x2.

- O O
- o N

a2 O 0O W
w

1
4
3
1
Obrazek 2.15: Ukéazka operace max-pooling. Zdroj 4

2.4.4 Normaliza¢ni vrstva

Normalizaéni vrstva, v anglické literatuie uvadéna pod nazvem batch normalization layer,
je vrstva, kterda provadi korekci vstupnich dat. Data jsou transformovana do normalniho
rozlozeni se stfedni hodnotou 0 a rozptylem 1. Diky tomu je zajisténo, ze se rozlozeni
hodnot dat bude pohybovat v nejblizsim okoli 0. Tato vrstva pri trénovani pocita statistiky
o stfednich hodnotédch a rozptylech, které jsou aplikovany pfi inferenci sité. V praxi se tato
vrstva pouziva mezi vrstvami aplikujicimi vahy na vstupy, protoze vrstvy budou zpracovavat

3Dostupné z https://towardsdatascience.com
“Dostupné z http://deepai.org
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data se stejnym rozlozenim. Kazda vstupni data této vrstvy jsou zpracovana nasledujicimi
rovnicemi:

1 N
= Nle (2.10)
i=1
1 N
o2 = ¥ . (2 — p)?, (2.11)
i=1
. Ti—
G — : 2.12
Y Vo?rte (2.12)
yi =& + 5, (2.13)

kde j znaéi stfedni hodnotu dat a o2 jejich rozptyl, z; jsou vstupy vrstvy, y; jsou vystupy
vrstvy a 7y, 8 jsou parametry, které se tato vrstva uci.

Pouziti této vrstvy snizuje tGcCinek problému zvaného internal covariance shift. Tento
problém nastava posunem vstupni distribuce dat pfi uceni neuronové sité . V pripade hlu-
bokych siti je vstup v kazdé vrstvé ovlivnén vahami této vrstvy. I ty nejmensi zmény vah
sité se prichodem siti zesili a v konec¢ném disledku zptisobi posuny vstupnich distribuci
vnitinich vrstev sité, coz muze vést ke snizeni konvergence sité.

2.4.5 Softmax vrstva

Tato vrstva slouzi k transformaci vstupu vrstvy do vysledného rozlozeni pravdépodobnosti.
Soucet vsech vyslednych hodnot této vrstvy nabyva hodnoty 1. Vyuziva se pro klasifikaci
mnoha navzajem vyluénych trid, kdy je pravdivd pouze jedina tiida a to ta s nejvyssi
hodnotou pravdépodobnosti. Pocet vstupi a vystupt této vrstvy je shodny a jejich pocet
je dan predchozimi vrstvami. Hodnotu jednotlivych vystupi je mozné urcit nasledujici
rovnici: o5

yi = (2.14)

> e

i=1

kde j je hodnota v rozsahu 1 < 4,5 < N urcuje index vystupu, x; je vstup vrstvy na indexu
i a y; je vystup vrstvy na indexu j.

2.4.6 Long Short-Term Memory vrstva

Long Short-Term Memory, ddle jenom LSTM, je typ rekurentni neuronové sité, ktera po-
stupnym zpracovanim sekvence modifikuje interni pamét. Pamét LSMT diky tomu muze
existovat delsi dobu. Jeji architektura se sklada ze zretézenych bunék, kde kazda zpracovava
jeden bod sekvence. Bunku LSTM miizeme pozorovat na obrazku 2.16, kde vidime, ze se
sklada z nékolika hradel, které napomahaji této vrstvé udrzovat si interni pamét. Funkci
LSTM bunky muzeme rozdélit do t¥{ ¢asti:
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Obrazek 2.16: Schéma LSTM bunky

Zapomenuti. Vyuziva hradlo forget gate, které umoznuje LSTM bunce se rozhodnout
jaké vlastnosti maji byt zapomenuty (odtud nézev tohoto hradla). Hradlo ziskd hodnoty,
které zna¢i miru zapomenuti paméti z predchoziho stavu. Vstupem tohoto hradla jsou data
z predchoziho stavu a soucCasny zpracovavany vstup bunky. Toto hradlo vyuziva funkci
sigmoida, které vrati hodnotu v intervalu (0,1) a je uréena nasledujici rovnici:

fir=0Wgys-at+ Why-hi—1+by), (2.15)

kde W,y jsou vahy vstupu, Wp,s jsou vdhy piedchoziho stavu, h; je vystup LSTM v bodé t,
x¢ je vstup v bodé ¢, by je bias tohoto hradla, o je funkce sigmoida, f; je vypoctend hodnota
hradla v bodé t.

Zapamatovani. Umoznuje LSTM burice zapamatovat si nové vlastnosti ze soucasného
vstupu. Vyuziva k tomu dvou hradel. Aktiva¢ni hradlo® ziska vektor novych vlastnosti,
které chceme pridat k soucasnému stavu. Zapisovaci hradlo (input gate) rozhoduje, které
hodnoty budou aktualizovany s jakou mirou (podobné jako forget gate vyse).

a; = tanh Wy - 2 + Whe - hi—1 + ba) , (2.16)

’it =0 (Wm - Ty + Whi . ht_1 + bz) 5 (2.17)

kde Wya, Wy jsou vahy aplikované na vstup pro aktivacéni resp. zapisovaci hradlo. Wp,,
Wh; jsou vahy aplikované na predchozi stav pro aktivacéni resp. zapisovaci hradlo, b, a b;
jsou biasy hradel, x; je vstup v bodé t. a; je hodnota aktivace v bodé t a i; je hodnota
zapisovactho hradla v bodé ¢t. Hodnoty obou hradel jsou posléze zkombinovany a pridany
k novému stavu. Spoleéné s hodnotou forget gate tvori novy stav dany rovnici:

Cir=ap x93 + Cy_q1 % ft, (2.18)

kde a; je hodnota aktivace v bodé t, i; je hodnota zapisovaciho hradla v bodé t, f; je hodnota
forget gate v bodé t a C} je interni stav v bodé t. Operace * znazornuje Hamadarmuv
soucin, ktery je aplikovan na dva vektory. Jeho vysledkem je vektor, jehoz hodnoty vznikly
nasobenim po slozkédch z obou vstupnich vektort.

SV literatufe byva oznadovano jako gate.
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Vystup. Vystup LSTM je zalozeny na soucasném stavu spocitaném vyse a na hodnoté
vstupu. Vyuziva hradlo output gate, které stejné jako u forget gate uréi hodnoty jez maji
byt ve vystupu zachovany a s jakou mérou. Hodnotu output gate lze spocitat rovnici:

o =0 Wao@g + Who - hi_1 +b,), (2.19)

kde W, jsou vahy aplikované na soucasny vstup, Wp, jsou vahy aplikované na predchozi
stav, b, je bias tohoto hradla, x; je soucasny vstup v bodé t, h; je interni stav v bodé t a o je
hodnota hradla v bodé t. Vypoctena hodnota a nové vypocteny stav (na ktery je aplikovan
hyperbolicky tangent) jsou spojeny dohromady a udévaji novou vystupni hodnotu buriky.
Tato hodnota je stanovend rovnici:

hy = tanh (C}) * oy, (2.20)

kde C; je aktualné vypocteny stav bunky, o; je vypoctend mira pravdépodobnosti jednotli-
vych bodi vystupu, operace * je Hamadarmuiv soucin mezi vektory a h; je vystupni hodnota
dané bunky.

Postupné jsou jednotlivé hodnoty vstupni sekvence propagovany LSTM bunkami. Diky
tomu ziskame predikovanou sekvenci, kterda se snazi co nejvice napodobit vstup na kte-
rém byla naucena. Pocatecni stav se zpravidla nastavuje na vektor samych nul. LSTM je
rekurentni sit s konecnou odezvou a je navrzena tak, aby se gradient mohl sitit siti bez
velkych zmén. Proto jsou potlaceny tuc¢inky problému vanishing i exploding gradient, které
miZzeme Casto pozorovat v obecnych rekurentnich sitich. Oba tyto problémy se projevuji
ve vicevrstvych sitich aplikaci aktiva¢nich funkci, které vystupni hodnotu potlac¢i, piipadné
zesili. Uéinek téchto problémi je tim vice znatelny z ¢im vice vrstev se sit sklada.

2.5 Ucdeni siti

Hlavnim tc¢elem uceni neuronové sité je nastaveni hodnot vihovych parametri mezi neurony
tak, aby sif nalezité reagovala na vstup. Mezi zakladni strategie uceni patfi uceni s ucitelem
a uceni bez ucitele.

Uceni s uCitelem vyuziva znalosti vstupu i spravného vystupu. Nejprve pro vstup sit
vygeneruje vystup, ktery porovna se spravnym vystupem, a poté upravi vahové parametry
tak, aby bylo dosazeno co nejlepsich vysledki.

Druhy zpusob je uceni bez ucitele. Zde jsou spravné vystupy neznamé, a tak se ze
zadanych vstupnich dat snazi uceni ziskat spolecné zdkonitosti a nastavit vahy tak, aby na
podobné vstupy reagovala podobnymi vystupy.

2.5.1 Algoritmus zpétného Sireni

Nebo-li algoritmus backpropagation je algoritmus uceni neuronové sité s ucitelem, ktery
slouzi k adaptaci neuronové sité na danou trénovaci mnozinu. Algoritmus pracuje ve tfech
krocich. Nejprve ziskdme doprednym Sirenim siti vysledky pro dany vstup. Vystup neuro-
nové sité porovname s ocekdvanym vystupem a stanovime chybu sité (angl. loss). Nakonec
vypoctenou chybu zpétné propagujeme siti a upravujeme vihové parametry jednotlivych
neurond. Poc¢atecni hodnoty vahovych parametri jsou zpravidla stanoveny nahodné, a po-
stupnym trénovanim se nastavi tak, aby sit byla schopna spravné reagovat na zadany vstup.
Chybu sité na zakladé vypoctenych vystupt muzeme vypocitat rovnici:

1 p
B=5 3 -t (221)
1=
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kde y; je vystup pro testovaci data i a t; je o¢ekavany korektni vysledek, FE je vypoctena
hodnota chyby. Metod pro vypocteni chyby je mnoho a kazda z nich se pouziva k jinym
ucelim. Metody pouzité v této praci jsou zminény v kapitole 2.5.2.

Metoda klesani podle gradientu

Gradient descent je nejjednodussi optimalizacéni algoritmus ktery slouzi k apravé vahovych
parametrti neuronovych siti. Pracuje na principu iterativni minimalizace loss funkce za
pomoci prvnich derivaci. Funkce se zmensuje podle nejstrméjsiho klesani (nejvice zaporného
gradientu), které vypocitame za pomoci:

OFE OFE OF oF
E = 2.22
v <8w1’8w2’8w3’ ’OwN>’ ( )

kde E je vypoctena chyba, w; jsou vahové parametry pro i-ty neuron posledni vrstvy.
Operatorem V oznacujeme vypocet gradientu.

Metoda gradient descent je omezena na hledani lokalnich minim, ¢imz mize dojit k mi-
nimalizaci chyby, ale algoritmus nemusi ziskat nejlepsi feseni. Po prichodu celé testovaci
mnoziny dojde k prenastaveni vahovych parametra a iterativné dochazi ke snizovani chyby,
kdy se snazime dosahnout nulového gradientu (VE = 0). Parametry jsou iterativné upra-
veny nasledovneé:

wir1 = w; + Awy,
OF (2.23)
ow;’
kde w; znaci vdhové hodnoty v kroku ¢, Aw; znac¢i zménu vahovych hodnot, w;4+; jsou
vypoctené vahové hodnoty pro dalsi krok algoritmu. Parametr 7 reprezentuje rychlost uceni
(angl. learning rate), ktery definuje velikost kroku jednotlivych derivaci.

Aw; = —n

2.5.2 Chybova funkce

Chybova funkce, téz oznacCovana také jako cenova funkce i loss funkce, matematicky vyja-
diuje odchylku dvou Feseni a je klicovym prvkem v uéeni neuronovych siti. Uéelem chybové
funkce je stanovit chybu neuronové sité pro zadany vstup. Tato chyba bude nasledné pou-
zita optimaliza¢nimi algoritmy pro ipravu vahovych parametr neuronové sité, tak aby se
chyba minimalizovala. V této préaci jsou ukazany nejvice pouzivané chybové funkce, které
jsou pouzity i v této praci. [6].

(a) L1 (b) L2 (¢) L1 smooth

Obrazek 2.17: Grafy regresnich chybovych funkei
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L1 metrika

L1 metrika, neboli least absolute deviation (zkr. LAD, ¢i L1 loss) je chybova funkce nejcastéji
pouzivana v tlohach linedrni regrese. Je vypoctena jako soucet vsech rozdilti mezi spravnym
vystupem a vystupem ziskanym z neuronové sité. Matematicky tuto funkci lze vyjadrit
rovnici:

N
L1 _loss = Z lyi — til, (2.24)
i=1

kde y; je vystup predikovany neuronovou siti a ¢; je o¢ekdvany vzorovy vystup i-tého vy-
stupniho neuronu. Pribéh této funkce mizeme pozorovat na obrazku 2.17a.

Hlavni vlastnosti této funkce je robustnost. Diky ni dokaze pracovat s datovymi body,
které se vyrazné lisi od vSech ostatnich (tzv. outlier data). Nevyhodou této funkce je vsak
vysokd nestabilita, protoze funkce muze obsahovat vice feseni. Tim dochazi k tomu, zZe se
gradient muze vyrazné zménit i pro malé chybové hodnoty.

L2 metrika

Funkce se také nazyva least square error (zkr. LSE, ¢i L2 loss), u které jiz ndzev napovida,
ze vyuziva druhou mocninu rozdilu vypocéteného a pozadovaného vystupu na rozdil od L1
funkce. Stejné jako u L1 se nejcastéji pouziva pro regresni ulohy. Graf této funkce je mozné
vidét na obrazku 2.17b a rovnici lze vyjadrit jako:

n
L2 loss = Z lyi — ti|2. (2.25)
i=1

kde y; je vystup predikovany neuronovou siti a ¢; je o¢ekdvany vzorovy vystup i-tého vy-
stupniho neuronu.

Tato funkce neni velmi robustni a nedokaze si velmi dobte poradit s velkym mnozstvi
outlier dat. Diky tomu velké rozdily mezi daty jesté vice umocni. Ovsem oproti L1 je tato
funkce stabilni, protoze existuje pravé jedno reseni.

Smooth L1 metrika

Smooth L1 metrika, neboli Huberova chybova funkce je kombinaci L1 a L2, kterd neni
prilis nachylnad na outlier data oproti L2 Sooth loss metrice. Funkce vyuziva pro vypocet
malych odchylek L2 metriku a pro vet$i hodnoty vyuziva L1 metriku, ¢imz zamezi vyraz-
nému zveétSeni chyby pri vypocétu outlier dat jako u L2. Funkci mizeme zapsat podminénou
rovnici:

142 pokud |a| < 4,

L1_smooth(a) = { 2 (2.26)

d(|a| — %5) jinak,

kde a je rozdil vypoctenych a o¢ekavanych dat a d je parametr stanovujici hranici, od které
je hodnota vypoctena kvadratickou nebo linearni metrikou. Graf funkce s parametrem §
nastavenym na hodnotu 1 lze vidét v obrazku 2.17.

Cross-Entropy Loss

Cross-entropy loss, také nazyvany log loss, je pouzivany pro méreni chyby neuronovych siti
pri klasifika¢nich tlohach. Vystup této neuronové sité obsahuje hodnoty pravdépodobnosti
v intervalu od 0 do 1. Hodnota chybové funkce se zvysuje, pravé kdyz se predikovana
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pravdépodobnost vzdaluje od skute¢ného cile. Tato chybova funkce je Casto pouzivand na
klasifikaci vystupu softmax vrstvy (viz. 2.4.5). Cross entropy loss lze spocitat rovnici:

N
H(P,Q)=— Z xp(i)log (Q(i)) (2.27)

kde P je mnozina, kterda obsahuje hodnotu indexu ¢ ocekavané klasifikacni tiidy. Operace
xp znaci charakteristickou mnozinu, jejiz hodnota je 1, pokud se parametr ¢ nachazi v
mnoziné P, jinak jejim vysledkem je hodnota 0. Mnozina @) obsahuje predikované hodnoty
pravdépodobnosti klasifika¢nich tfid.
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Kapitola 3

Technologie zpracovani textu

Rozpoznani textd délime na dvé kategorie, a to rozpoznani psaného textu a rozpoznani
tisknutého textu. Rozpoznani ru¢né psaného textu je velmi obtizny tikol. Divodem toho
jsou odlisné styly psani i pohyby pfi psani stejnych pismen kazdého clovéka. Tyto algoritmy
déle délime na online a offline. Online detektory dokéazi rozpoznat psané texty v realném
case. Nebyvaji zpravidla prilis komplexni, protoze zpracovavaji data ze temporalnich nebo
casovych dat jako jsou napriklad rychlosti psani, poc¢tu tahi perem atp. Naopak offline
algoritmy analyzuji text z predlozenych obrazu.

Rozpoznani tisknutého textu se skladd z kategorie algoritmt které nazyvame Optical
Character Recognition (zkr. OCR). Tyto algoritmy umoznuji automatizaci mnoha procesu
na které by byl potieba ¢lovék. Rozpoznani textu je tloha kterou zpravidla rozdélujeme
na dvé zcela odlisné pod-ilohy, které spolu kooperuji. Tyto tlohy muzeme charakterizovat
jako detekce, kterd v zadaném obraze nalezne vSechny oblasti v nichz se nachazi text, a
rozpoznani, které oblasti zanalyzuji a prevedou text kterych se v nich nachazi do digitalni
podoby. Metody pro detekci i rozpoznani Casto vyuzivaji ruzné techniky z pocitacového
vidéni. V posledni dobé se vSak pribylo algoritmt vyuzivajici hluboké neuronové sité. Tyto
algoritmy oproti klasickym dosahuji vyssich rychlosti rozpoznani textt i vétsi kvality vy-
sledku. [15, 17, 2]

Rizné pouzivané algoritmy obou kategorii jsou predstaveny v néasledujicich podkapi-
tolach. Déle je stanovena metrika pro méreni kvality algoritmti provadéjicich rozpoznani
textl. Pomoci této metriky jsou v ramci prace vyhodnoceny vSechny algoritmy.

3.1 Metody detekce textu

Vétsina standardnich metod detekce textu pracuje s textem jako se sekvenci znaku. Tyto
metody nejdfive naleznou jednotlivé znaky v obrazku, které dale shlukuji do vyssich celku
jako jsou slova pripadné radky textu. Hlavnimi dvéma pristupy zastupci standardnich me-
tod jsou posuvné okno (sliding window) a spojené komponenty (connected-components).
V posledni dobé se vsak obrétila pozornost na metody zaloZzené na hlubokém uceni [22],
které dokazi z obrazku dokumentu primo oznacit slova.

3.2 Metody rozpoznani texti

Cilem rozpoznani textu je dekdédovat sekvenci znacek z pravidelné ofiznutych textovych ob-
razku s riznou délkou textu. VétSina metod nejprve zachycuje jednotlivé znaky a nekorektné
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klasifikované znaky jsou podle slovniku pozdéji opraveny. Kromé pristupu po jednotlivych
znacich existuji pristupy zamérené na regiony textu. Ty muzeme rozdélit na tii kategorie:
klasifikace slov (word classification), metoda dekdédévani sekvence na znacky (sequence-
to-label) a metoda sekvence na sekvenci (sequence-to-sequence). Metoda klasifikace slov
je metoda, kde jsou vystupem tfidy reprezentujici slova. Tento pristup vsSak neni velmi
flexibilni a rozsiritelny. Zbylé dvé metody vyuzivaji rekurentnich neuronovych siti.

3.3 Metriky porovnani

Algoritmy rozpoznani textu se zpravidla skladaji z dvou hlavnich celki segmentace obrazu
na regiony s textem a rozpoznani textu v téchto regionech (kapitola 3.1). Pro porovnéni
kvality vysledku jednotlivych detekénich algoritmu je potfeba zmeérit jak na kvalitu seg-
mentace obrazu, tak i kvalitu detekovanych textu v téchto regionech. Kazdy algoritmus
pracuje jinym zpusobem a muzZe nastat situace kdy je text rozdélen do vice oblasti (pojem
over-segmentation) anebo naopak nékolik segmentu textu se spoji do jednoho celku (pojem
under-segmentation). Uvedené segmentacni problémy mohou nastat jak v horizontélnim,
tak i ve vertikdlnim sméru a znesnadnuji vyhodnoceni vysledkt algoritmti. Na obrazku 3.1
muzeme pozorovat zminéné problémy segmentace.

Reference zones Hypothesis zones =-rnrhp':m
2
1) [ Textline Textline | — | Texifine  Textline HM
2] | Tﬂ,!:-l?tlil'l{t | —:"'l Texx | [ [ ] HS
N Te! fine I*] Texl fine
3 — _ WM
| Taxt line - Text lina

4) 1 Ferrtire f o | ——e——————— WVE

Obrazek 3.1: Segmentacéni problémy textu v obraze. Zdroj: [12]

3.3.1 Levenstejnova vzdalenost

Levenstejnova vzdalenost (také zndma jako editacni vzddlenost, anglicky levenshtein distance
¢l edit distance) je metrika pro uréeni podobnosti dvou seznamu. Podobnost méfime jako
vzdalenost, s jakou miZeme upravit seznam tak, aby byl totozny s porovnavanym sezna-
mem. Hodnota vzdalenosti se sklada ze souctu cen jednotlivych operaci. Operacemi jsou
pridani prvku (insertion), smazani prvku (deletion) a nahrazeni prvku (substitution). Kazda
z téchto operaci mize mit jinou hodnotu ceny za provedeni. Nejjednodussim a nejcastéjsi
implementaci je stanoveni hodnoty 1 ke vSem cendm.
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Vypocet Levenstejnovi vzdalenosti mtizeme vyjadrit nasledujicim vztahem:

LLy(O, 0) =0
LLy(Z’, 0) =Ds
Lm,y(oaj) =1y

S pokud z; # y;
0 jinak

kde x,y jsou porovnavané seznamy, 7,j jsou indexy v ramci téchto seznamu z,y. Konstanty
I, D, S predstavuji ceny operaci vlozeni, odebrani a zménu prvku. Celkova vzdéalenost dvou
seznamu z a y je ziskdna vypoctenim hodnoty L ,(|z], |y]).

3.3.2 Metrika ZoneAltCnt

Jedna se o metriku kompletniho porovnani kvality algoritmu rozpoznani textu. Metodu
navrhl R. Karpinsky [12] a udava, jak vyhodnotit systémy OCR i s problémy segmentace
textu, jez jsou uvedeny vyse. Algoritmus nejdiive seskupi vSechny predikované a vzorové
anotace podle jejich vzdjemného prekryvu. Vypocet muzeme zamérit na 3 kategorie, podle
urovné komplexity.

e Metrika znaku (Character Metric) udava, jak kvalitné dokaze algoritmus rozpoznat
text nezavisle na segmentaci obrazu.

e Metrika slov (Word Metric) tikd, jak kvalitné je segmentovan obraz i rozpoznan text
v téchto segmentech. Tato metrika je pouzita jako hlavni zptisob porovnani.

¢ Uplna metrika (Strict Word Metric) slouzi k tipInému porovnani segmentace i textu.
Cim dosahuje lepsich vysledkf tim vice jsou porovnavané prvky identické.

Kazda metrika se poc¢ita pomoci levestejnovi vzdalenosti a je v algoritmu presné urceno,
jak se zachovat pri ruzné segmentovanych obrazovych datech.

Pro kazdou z téchto metrik jsou smérodatné dvé hodnoty. Jednd se o miru citlivosti
a presnost namérenych hodnot. Citlivost (anglicky recall) je pomér mezi korektné vyhod-
nocenymi objekty a celkovym poctem vzorovych objektu. Hodnota udava pomér pokryti
vSech testovanych vzorovych objektu. Zatimco presnost (anglicky precision) je pomér mezi
poctem vsSech korektné vyhodnocenych objektu a celkovym poctem vsSech predikovanych
objektu. Cim vyssi piesnost tim méné nekorektné predikovanych objektu.

3.4 Existujici reseni
Tesseract

Tesseract! je software pro optické rozpoznani znaku s verejné dostupnym kédem. Tesseract
zacal jako disertacni projekt v rdamci HP Labs v Bristolu. V letech 1984 az 1994 dale
pokracoval vyvoj v HP. V roce 1995 byl vylepSen a dosahl lepSich vysledku presnosti.
Pozdéji roku 2005 byl Tesseract firmou HP uvolnén zdrojovy kod do vefejnosti.

"Dostupné z https://github.com/tesseract-ocr/
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Detekéni algoritmus Tesseractu je slozen z nékolika ¢asti. Nejdiive se nad vstupnim
obrazem provede adaptivni prahovani metodou Otsu. Adaptivni prahovani je potfeba pro
zvyseni kontrastu mezi textem a pozadim. Déale nastane analyza rozlozeni stranky, ktera
rozdéli obrazek na oblasti s textovymi a netextovymi informacemi. Potom nasleduje metoda
pro nalezeni fadku obsahujici text. V ramci nalezenych tadku se urc¢i pozice slov dle hori-
zontalnich vzdélenosti jejich jednotlivych znaki. Slova jsou poté rozdélena na samostatné
znaky. Klasifikdtor pak urcuje jednotlivé znaky a detekuje jejich priblizny geometricky ob-
rys.

Microsoft Computer Vision

Jedna se o komercni sluzby firmy Microsoft, které jsou poskytnuty aplika¢nim webovym
rozhranim. 2. Jednou z poskytovanych sluzeb je detekce objektu, které dokize rozpoznat
informace nachézejici se v obrazku a oznacit je patfi¢nymi znacCkami soucasné s pravdépo-
dobnosti dané znacky. Dalsi sluzbou je rozpoznani textu, které detekuje a klasifikuje slova
z obrazku do digitalizované sekvence znaki.

Protoze jsou tyto sluzby komercni je potfeba vlastnit i¢et u spolec¢nosti Microsoft ktery
umoznuje pristup k témto sluzbam. Detekci textu je provedena na serverové strané zasla-
nim dotazu obsahujicim obrizek pro vyhodnoceni. Odpovéd serveru je ve formatu json a
obsahuje detekované radky textu a v ramci nich i jednotliva slova nalezici danému radku.
Navic tyto zdznamy obsahuji i souradnice kde se v obrazku nachazi text. Doba inference
sluzby je kvili sifové komunikaci se vzdalenym serverem a odesilani nemalych dat na néj
pomalejsi ale pohybuje se priblizné kolem 1 vtefiny.

Algoritmus vyuzity pro rozpoznani textu neni zvefejnén, ale podle ziskanych vysledku
muzeme usoudit ze zahrnuje nékterou z téchto operaci nalezeni radku textu, natoceni radkua
do roviny, rozdéleni fadkl na slova a klasifikace slov nebo jednotlivych znakt slova.

Google Cloud Vision

Poskytuje nékolik moznosti integrace natrénovanych modelti do programi. Hlavnim zpi-
sobem, jak takovou sluzbu integrovat je za pomoci aplikacni rozhrani Cloud Vision(Cloud
Vision API?). Toto rozhrani poskytuje koncové body a odpovédi pro jednotlivé definované
moduly a probihd pomoci webového protokolu HTTP. Cloud Vision poskytuje mnoho slu-
zeb mezi které patii detekce objekti v obrazu, vyhledavani obrazu na webu (také na zdklade
podobnosti obrazku) a také rozpoznédni textu z obrazu.

Podobné jak je tomu u Microsoftu (viz vyse) je potieba uzivatelského tétu pro vyuziti
produkti Google. Detekce textii z obrazu poskytuje vysledek, ktery je ve formatu json. Al-
goritmus detekce rozdéli obraz na hierarchii zanofenych objektil jejiz nejnizsi ¢lanek je sym-
bol. Symboly jsou sdruzeny do slov, slova do paragraft atd. Ze struktury vystupu muzeme
usoudit ze tato sluzba vyuziva modely natrénované strojovym ucenim. Obraz se postupné
segmentuje modely riznych trovni dokud neskoné¢i na symbolech, které jsou klasifikovany.

2Dostupné na https://azure.microsoft.com/cs-cz/services/cognitive-services/computer-vision/
3Dostupné na https://cloud.google.com/vision/
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Kapitola 4

Datova sada

Datova sada byla vytvorena pomoci interniho néstroje firmy ARTIN zvaného ,, gui-generator®.
Nastroj, jak jiz nazev vypovida, dokaze generovat grafické webové rozhrani v mnoha fra-
meworcich. Webové stranky jsou vykreslované pomoci webovych prohlize¢u a byly opti-
malizovany zejména pro prohlize¢ Google Chrome '. Pomoci generatoru je mozné vytvorit
siroké spektrum webovych stranek s riznymi barevnymi schématy, rozlozenimi prvku a
mnozstvim textu. Hlavni Gicelem gui-generatoru je generovani trénovacich datovych mnozin
pro rozpoznani aktivnich prvku grafickych uzivatelskych rozhrani. S kazdym vygenerova-
nym rozhranim vytvofeny i anotace pro jednotlivé prvky nachézejici se v obrazu. Anotace
zpravidla obsahuji informace o t¥{dé daného prvku (napiiklad tlacitko, hypertextovy odkaz,
slovo atd.) a soufadnice rdmecku ohranicujici tento prvek v obrazu. Pro tcely této prace
byl tento generator rozsiten o nové funkce, které jsou popsany detailnéji v nasledujicich
podkapitolach. Vysledek produkovany vylepsenym generatorem je mozné vidét na obrazku
4.1. Obrazek je priblizen oproti puvodni verzi a obsahuje bounding boxy, které jsou zna-
zornény cervenym rameckem. Toto je ukazka dat, které jsou pouzity jako ucebni vzor pro
neuronoveé site.

4.1 Texty

Puvodni verze generatoru vyuzivala pouze malého vzorku textovych dat, ktery nemél prilis
velkou rozmanitost slov. Pfi jejich pouziti jako u¢ebnich vzori by se sit nenaucila je korektné
generalizovat. Proto byl generator rozsifen o schopnost generovat texty s vétSim rozsahem
a vétsi rozmanitosti slov. Nové texty pro generator byly sestaveny z ruznych ¢eskych textu
posbiranych z internetu. Ziskané texty obsahuji 120466 vet, 167589 slov a v nekomprimované
podobé zabiraji 23 MB diskového prostoru. Déle bylo potfeba uzpusobit generator, aby
dokéazal generovat webové stranky, jez obsahuji nova textova data.

Puvodni verze generatoru vytvarela anotace pouze pro prvky rozlozeni dokumentu a
interaktivni webové prvky. Toto vSak nebylo dostacujici pro vytvoreni anotovanych dat
vhodnych k rozpoznéni textu. Pro interaktivni prvky (formuldfové prvky a.j.) vSak ne-
bylo mozné pifimo pristoupit k jejich hodnotdm v ramci objektového modelu dokumentu
(anglicky Document Object Model dale jen DOM). Diky tomu nebylo mozné takové texty
anotovat. Interaktivni prvky proto byly nahrazeny statickymi ve stejném zobrazovacim stylu
a jejich hodnoty byly vloZeny jako potomci. Nyni bylo mozné vSechny textové informace
adresovat pomoci DOM. Textova data byla rozdélena a vlozena do nestylovanych prvka

"Dostupné z http://www.google.com
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Obrazek 4.1: Ukazka vygenerovanych dat.

»Span‘; s jejiz pomoci je mozné urcit souradnice oblasti ve kterych se nachéazi texty jez tyto
prvky obaluji. Pfidané anotace jsou pro blok textu, slova textu a jednotlivé symboly textu.
Bilé znaky generator vynechava a nijak je neanotuje.

4.2 Styly

Pro vétsi riznorodost generovanych textu v snimkéach byl pridan do generatoru nadhodny
vybér ze Sirokého seznamu pisem. Divodem této zmény bylo otestovani rozpoznavaci schop-
nosti pro riznorodé styly textu. Pro kazdou generovanou stranku jsou nahodné zvoleny
pisma pro nadpisy, tla¢itka a vSeobecny text. Zaroven pri tom je i nahodné nastavena veli-
kost tohoto pisma, vzdalenost mezi jednotlivymi znaky a vyska radku textu. Pro jesté vétsi
diversitu a jsou ndhodné specifikovany atributy jako sklon pisma, tuc¢nost pisma, i jiné.

Pro tucely této prace byly vymeénény generované texty soucasnych stylu. AvSak texty
mohli nabyvat vétsich velikosti (oproti puvodnimu stavu), byly nékteré styly zménény tak,
aby zménény text neposunul vysledné rozlozeni komponent. Také byl pro generator vytvo-
feni styl, ktery obsahuje pouze text. Tento styl generuje stranku v podobé pripominajici
internetovy Clanek a sklada se z hlavnich ¢asti: hlavicka ¢lanku a télo ¢lanku. Hlavicka
¢lanku obsahuje hlavni nadpis a mensi podnadpis, ktery slouzi jako stru¢ny tvodni text
¢lanku. Télo ¢lanku pak obsahuje paragrafy ¢lanku a mohou se v ném vyskytovat i ob-
razky. Kazdé z vyse uvedenych poli je ndhodné naplnéno texty. Barevné rozlozeni téchto
stylu je generovano tak, aby pro zvolenou barvu pozadi byl text ¢itelny.
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4.3 Generovani testovaci datové sady

Datova sada je ziskana Pro automatické generovani datové sady byl vytvoren nastroj,
jenz automaticky ovlada webovy prohlize¢. Pomoci ného je nactena stranka vygenerovana
gui-generatorem a za pomoci aplika¢niho rozhrani jsou stazeny bounding boxy kompo-
nent na zobrazené strance. Obrazek stranky je ziskan pomoci snimku vykreslené webové
stranky ovladanym webovym prohlize¢em. Ovladani webového prohlizece je dosazeno po-
moci knihovny Selenium?, jehoz hlavnim pouzitim jsou automatizované testy webovych
stranek. Struktura, formatu json, vygenerované anotace pro snimky lze pozorovat nize

{

"filename": "2019_01_07__09_54_36.png",
"filepath": "/images/2019_01_07__09_54_36.png",
"image_size": {

"width": 1920,

"height": 1080,

"depth": 3
},
"annotations": [

{

"box": {

"xmin": 600,

"xmax": 713,

"ymin": 1142,
"ymax": 1158
1,
"type": "text_word",
"text": "implementovanou"
1,

v tomto formatu vidime hlavni parametry které jsou: nézev(filename), cesta(filepath) a
rozméry obrazku(image_size). Tomuto obrazku odpovida seznam anotaci, jejiz jednotlivé
polozky se skladaji z typové t¥idy (type), textové hodnoty a bounding boxu, ktery je defi-
novan dvéma krajnimi body.

?Dostupné z https://www.seleniumhq.org/
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Kapitola 5
Navrh reseni

Navrzeny systém se sklada ze dvou modelt. Jeden model slouzi k detekci a regresi bounding
boxt obsahujicich text, dale jen model detekce. Rozpoznavaci model je uréeny k rozpoznani
textu v predlozené oblasti. Oba tyto systémy spolu kooperuji a tvori systém OCR, ktery
dokaze rozpoznat text v jemu predlozeném obraze. Tyto moduly byly inspirovany architek-
turou Fast Oriented Text Spotting [15], avSak na rozdil od této architektury, kterd vyuziva
spolec¢nou sit jak pro detekci tak i pro rozpoznani textu, neméa mnou navrzend architektura
spolecnou konvoluéni sit pro extrakci priznaki.

Celkovou architekturu systému muzeme pozorovat na obrazku 5.1. V dalsich podkapi-
toldch jsou navrzeny systém i jeho Casti predstaveny detailnéji.

Predikované

boxy
Predikce regiond >®
Vstupni \ 4 Predikovany
Obrazek text
o——> Residualni sit »  Extrakce regiont » Rozpoznanitextu ———>@

Obrazek 5.1: Celkova architektura modelu sité.

5.1 Model detekce textu

Detekéni model se skladd z kombinované rezidualni konvoluéni sité ResNet50 [8] a sité Fea-
ture Pyramid Network, které z obrazu ziskaji ty nejpodstatnéjsi priznaky, které jsou vyuzity
pro detekci textu. Tento vystup je vyuzit pro regresni modul, jez pro kazdy prostorovy bod
mapy priznaktl rozhoduje zda se v daném bodé nachazi text. Spole¢né s tim jsou urceny
nelinearni transformacni koeficienty, kterymi transformuji pevné stanoveny bounding box
(anchor box) daného prostorového bodu, aby se co nejvice ptiblizil textu. Tento model fun-
guje jako samostatné jednotka, kterd slouzi k nalezeni textu v obraze, a je mozné jej dale
propojit.

5.1.1 Extrakce priznaki

Tato ¢ast slouzi ziskani mapy vSech moznych piiznakt ze vstupniho obrazu, které mohou
byt déle pouzity ostatnimi moduly. Standardnim névrhem tohoto modulu byva pouziti re-
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zidualni sité. Rezidudlni sit je konvoluéni sit vyhradné urcend k extrakci priznakt z obrazu.
Pouziti této sité ma za vyhodu, Ze je mozné nalézt natrénované modely na datové sadeé
ImageNet[3]. Jednd se o datovou sadu, ktera obsahuje miliony riznych obrazku v odlisnych
kategoriich. Pouziti takto natrénovanych vah je vhodné, protoze vysledna sif bude rychleji
konvergovat. Tato praktika je v soucasné dobé bézné pouzivina a nazyvame ji transfer lear-
ning [17]. Umozniuje se sitim ucit nové tkoly snadnéji, protoze vyuzivaji predeslou znalost
se zpracovanim obrazu.

V rdmci této prace je rezidudlni sit navrzena po vzoru ResNet-50 [8]. Sit se skldda
z takzvanych rezidualnich bloku, které umoznuji vstupnim datum projit skrz sit bez velkych
zmén. Diky tomu se touto siti muze dobfe Sifit gradient. V kazdém z téchto bloku existuje
propojeni, které umozni vstupnim hodnotam pieskocit konvoluéni operace. Rezidualni bloky
se také lisi v poctu kandlu, které produkuji. V obrazku 5.2 muzeme pozorovat schéma
rezidualniho bloku.
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Obrazek 5.2: Residudlni blok site ResNet-50

Sit Res-Net-50 vyuziva tyto bloky a jsou pomoci nich vytvoreny vrstvy. Jsou celkové 4
vystupni vrstvy této sité, kde kazda z nich ma predem stanoveny pocet bloki, které jsou
poskladany za sebe. Prvni blok kazdé z vrstev vyuziva prostorovy krok 2 a tim postupné
snizuje rozméry vstupu. Ve standardni verzi je vystupem posledni vrstva, ktera obsahuje
velmi vysoky prostorovy krok. Tento fakt ovsem neni ptilis uziteény pro detekci textu. Z
toho duvodu jsou vyuzity vystupy vsech vrstev a dohromady zkombinovany do jediného.

Vsechny vrstvy jsou nejprve standardizovany na stejnou hloubku dat, aby je bylo mozné
kombinovat. Vrstvy jsou dale postupné zkombinovany s vrstvou nizsi irovné. Aby je bylo
mozné zkombinovat je potieba vrstvy nizsi vrstvy zvétsit pomoci bilinearni interpolace. Na
kazdou z téchto vrstev jsou provedeny konvoluéni operace, které nakonec vSechny vrstvy
normalizuji na hloubku 128. VSechny tyto vrstvy jsou poskldadany dohromady a jsou zvét-
Seny, aby odpovidali velikosti nejvétsi z nich.
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Obrézek 5.3: Feature pyramid network vychézejici z ResNet. Zdroj: !

Vysledkem tohoto modulu je mapa priznakt obsahujici 512 kanalu pro kazdy jeji prosto-
rovy bod. Velikost této mapy je 4x zmensSend oproti velikosti vstupniho obrazu. Ze ziskané
mapy priznakt jsou dale predikovany bounding boxy.

5.1.2 Predikce regionu

Tato ¢ast popisuje ziskani bounding boxu v zadaném obraze. Ziskané boxy slouzi jako vy-
stup systému a jsou pouzity pro dalsi zpracovani, pomoci néhoz se predikuje text nachazejici
se pravé v téchto boxech. V nasledujicich podkapitolach je popsano, jak k predikci boxu
dochazi.

Anchory

V ramci této prace je potreba predikovat bounding boxy, které obsahuji text. Avsak boun-
ding boxy maji rizné rozmeéry, jejich pocet i pozice jsou také proménné. Tyto vlastnosti
mohou vést ke Spatné konvergenci ucéeného systému. Proto byly bounding boxy reprezento-
vany zptsobem, ktery nenf z4visly na rozméru boxu v daném predikovaném bodé. Resenim
je predem stanovit bounding boxy jejichz pocet a rozméry je konstantni pro kazdy pixel
mapy piiznakt. Lisi se pouze v posunu pro jednotlivé pixely mapy. Na tyto konstantni
bounding boxy, déale jen anchory, aplikovat transformace, které jsou invariantni vuci pozici
predikce. Tento pristup je inspirovan dle publikace [21].

'"Dostupné z http://presentations.cocodataset.org/C0C017-Stuf f-FAIR.pdf
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Kazdy z téchto boxu je specifikovan ¢tyfmi hodnotami, které urcuji souradnice anchoru.
Anchor je definovan pomoci pozice stredu, jeho sirky a vysky. Transformace probihd pomoci
¢yt transformacnich koeficientd, které uréuji miru posunu stfedu a zménu méritka Sitky a
vysky. Rovnice pro transformaci anchor boxu jsou uvedeny nize:

Ty = Qg + Qudy, (51)
Ty = ay + apdy, (5.2)
T = Gge®, (5.3)
rh = apen, (5.4)

kde c¢tverice soufadnic (a, ay, @y, ap) jsou soufadnice anchor boxu, ¢tverice hodnot (d,
dy, dy, dp) jsou transformacni koeficienty a ¢tvefice souradnic (ry, ry, 7w, 75) reprezentuji
vysledny transformovany bounding box.

Takto definovanou transformaci je mozné snadno ucit, protoze hodnoty transformacnich
koeficientil jsou invariantni vici rozmérim a pozici bounding boxti, na které jsou aplikovany.
Tyto hodnoty také mohou nabyvat jakékoli hodnoty, protoze jejich defini¢ni obor neni
nijak omezen. Jsou-li hodnoty transformacnich samé 0 pak je transformovany box totozny
s anchor boxem, ktery transformuje. Grafické znazornéni, jak transformace modifikuje box
je mozné vidét na obrazku 5.4, kde v ¢erné barvé je zndzornén anchor box, na ktery je
aplikovana transformace, a v ¢ervené barveé je mozné pozorovat vysledek této transformace.
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Obrazek 5.4: Transformace anchor boxu pomoci transformacnich koeficientt.

Modul predikce regionu

Tento modul provadi detekci regionu v obraze. Vyuziva ziskanou mapu priznaka a provede
nad ni konvoluéni vrstvu, kterd slouzi pro normalizaci této mapy. Dale jsou na tuto mapu
priznakt aplikovany dalsi dvé konvoluéni vrstvy, které jsou urceny ke klasifikaci a regresi
anchor boxt. Klasifikace urcuje prislusnost boxu k jedné ze dvou vyluénych tiid, kterymi
jsou text a pozadi. Regresni vrstva pro dany anchor box stanovuje hodnoty transformacnich
koeficienti. Schéma modulu je zndzornéno na obrazku 5.5
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> 1x1 conv. / 4xN

Obrazek 5.5: Region proposal network. Proménnéd N znadci pocet anchort.

Klasifika¢ni vrstva obsahuje pro kazdy pixel mapy priznakt dvojici hodnot pro kazdy
anchor. Na tyto hodnoty je aplikovdna vrstva Softmax (vice kap. 2.4.5, kterd hodnoty pri-
slusici kazdému anchoru transformuje na miru pravdépodobnosti uvedenych klasifika¢nich
trid. Anchory s nejvyssi pravdépodobnosti prislusnosti do tfidy textu jsou systémem pou-
Zity. Pro trénovani této vrstvy je pouzita chybovd funkce CrossEntropy loss (viz. kapitola
2.5.2) a znac¢ime ji Lcops.

Regresni vrstva podobné jako klasifika¢ni vrstva predikuje pro kazdy pixel mapy pii-
znaku ¢tverici hodnot, které udavaji hodnotu transformacnich koeficientu pro dany anchor
(viz vySe 5.1.2). Hodnota chybové funkce je spocitdna pomoci Smooth L1 Loss (vice 2.5.2).
Vypoctenou chybu pro regresni vrstvu znac¢ime Lrgg.

Chybova funkce tohoto modulu je kombinaci vyse uvedenych chybovych funkci. Kazda z
téchto funkci vSak produkuje jiné hodnoty chyby. Pro lepsi uc¢eni je hodnota regresni chybové
funkce vazena pomoci balan¢niho parametru . Kompletni chybovou funkci zna¢ime rovnici:

Lrpn = Lcrs + YLREG- (5.5)

Vystupem této vrstvy jsou souradnice predikovanych bounding boxt a mira pravdé-
podobnosti, Ze predikovany bounding box ohraniCuje nachazi text. Predikované mnozstvi
boxu je vsak velké proto je potieba jejich pocet redukovat metodou Non-Mazimal Suppres-
sion (zkr. NMS). Pomoci téchto bounding boxt je dale provedena transformace pivodniho
obrazu a rozpoznani textu v transformovanych oblastech.

5.2 Transformace mezi modely

Z modelu rozpoznani jsou ziskdny bounding boxy odpovidajici predikovanym regiontim
obsahujici text. Pro dalsi zpracovani je potfeba z puvodniho obrazu ziskat vyrezy téchto
regionti a zmensit je do patiicné velikosti. Zmenseni velikosti je potieba protoze dalsi sit
je nastavena na pevnou vstupni vysku, pri které se pruchodem rezidudlni siti zredukuje do
jediného bodu. Velikost vysledné oblasti ziskdme rovnici:

Wy = hs Ymax — Ymin ’ (56)
Lmax — Lmin

kde hodnoty y jsou maximélni a minimalni vertikalni soutadnice bounding boxu textu,
hodnoty x jsou analogicky horizontalni souradnice, hs je pevné stanovend vyska a w; je
vypoctena sitka. Takto ziskany pod-obraz ptivodniho obrazu je vstupem dalsi ¢asti, ktera

v této oblasti rozpozna text.
Pocet predikci detekéniho modelu je velmi velky proto je potfeba z vysledka vybrat
ty nejlepsi pred provedenim transformace. Ty nejlepsi bounding boxy jsou vybrany pomoci
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pomeéru prekryvu a predikovaného skére téchto boxi. Prekryv je mozné spocitat jako pomér
mezi obsahem oblasti pruniku a obsahem slou¢ené oblasti mezi bounding boxy. Tato metoda
se nazyva Intersect over Union (zkr. IoU). Je vyuzita metodou NMS a timto je odfiltrovina
vétSina box1, které do zadané oblasti nepatii.

5.3 Model rozpoznani textu

Rozpoznavaci model dostane na vstupu vyrez oblasti zdjmu z obrazu, ve které se nachazi
text. Na tyto vyfezy je aplikovana rezidudlni sif inspirovand VGG-16, ktera vsak provadi
max-pooling pouze v oblasti vysky textu. Vystupem rezidualni sité je mapa priznaku, kde
byla zachovana puvodni sifka oblasti, avSak vysky byla zredukovina do jediného bodu.
Vysledek lze chapat jako temporalni sekvenci jejiz jednotlivé body Sitky reprezentuji body
postupného priuchodu sekvenci. Na tuto sekvenci je aplikovana rekurentni sit LSTM, ktera z
temporalni sekvence ziské zavislosti mezi body tvorici tuto sekvenci. Nakonec je provedena
klasifikace nad zakédovanymi daty z LSTM, ktera urc¢i jaky znak se v bodé sekvence nachézi.
Pro ziskani korektnich vystupt je tfeba provést dekédovani pomoci CTC dekodéru. Schéma
tohoto modulu muZeme pozorovat na obrazku 5.6.

Sirky Extrahované
regiond regiony
T s
> Preprocessing < CNN

v

Kédovani pomoci
LSTM

v

Postprocessing » Klasifikace znaki

v

CTC Dekodér

$

Predikovany
Text

Y

Obrazek 5.6: Model rozpoznani textu
5.3.1 Redukce vlastnosti regionu

7 predchozich kroku jsou ziskdny vytezy textu s proménnou Sitkou. Z textovych regiont
extrahujeme mapu ptiznakti. Chceme vsSak zachovat sitku textovych regionti, aby nebyly
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ztraceny informace o znacich a jejich rozestupech. K tcelim extrakce priznaku slouzi rezi-
dudlni konvoluéni sif inspirovana architekturou VGG-16.

Tato rezidualni konvoluéni sit se sklada ze tii vrstev, které sdili stejnou hloubku dat.
A to konkrétné hloubku 64 kanalu v prvni vrstvé, 128 ve druhé vrstvé a 256 ve tfeti vrstve.
Kazda z téchto vrstev se sklada ze dvou operaci konvoluce s jadrem velikosti 3. Za kazdou
operaci konvoluce nésleduje operace normalizace davky jejiz vysledek je aktivovany operaci
ReLU. Na konci kazdé z téchto tii vrstev nésleduje operace max-pool. na rozdil oproti
siti VGG-16, je operace max-pool nastavena na agregaci hodnot pouze ve vertikalni ose.
Tim je zaruceno, ze vysledek této rezidualni sité zredukuje vysku do jediného bodu a sitka
vstupu zustane zachovand. Vysledek této vrstvy je chapan jako sekvence temporalnich dat,
jejiz jednotlivé body posloupnosti jsou definovany jako body sitky vystupu. Tato data jsou
dale zakédovana pomoci modulu LSTM. Model této rezidualni konvoluéni sité je mozné
pozorovat na obrazku 5.7.
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Obrazek 5.7: Model rezidudlni CNN v ramci modulu rozpoznani textu.

5.3.2 Kodbédovani rekurentni siti

Vstupem je temporalni sekvence ziskana pomoci rezidualni rekurentni sité. Podivame-li se
na tuto sekvenci jako na casovou radu, pak je mozné chapat jednotlivé body v case této rady
jako vyvoj spektra, které dohromady tvori obraz daného slova. Tento pristup je pouzivan
napriklad i pfi rozpoznani zvuku, avSak rozpoznani slov z obrazu je daleko slozitéjsi, protoze
miize obsahovat daleko vice proménnych. Mezi tyto proménné patii napiiklad nastaveni
a parametry fontu pomoci niz je text v obraze vykreslen, kontrasty barev pozadi vuci
textu atd. Déle se na ziskané sekvence aplikuje rekurentni neuronova sit, kterd mé za tkol
se naucit sekvenci replikovat. A to zpusobem ze ziskd ze sekvence Sirsi kontext, jakym
zpusobem jsou jednotlivé ¢asové kroky na sobe zavislé. K témto Gcelim je v praci vyuzita
obousmérna rekurentni sit LSTM, o jejiz principu i vyhodéach bylo psano v kapitole 2.4.6.
Obousmérnou LSTM lze chapat jako dvé LSTM sité, pricemz prvni pracuje postupné od
zac¢atku ke konci a druhd presné naopak od konce k zac¢atku. Pouziti obousmérné LSTM
namisto jednosmeérné je protoze poskytuje vice moznosti jak odhalit kontextové informace,
které definuji temporalni sekvenci. Vysledky obou smért jsou dohromady secteny do jediné
sekvence, kterd je dale pouzita pro klasifikaci v jednotlivé ¢asové body.

5.3.3 Klasifikace a dekddovani sekvence

7 predchozi ¢asti dostaneme zakédované sekvence, kde kazdy bod obsahuje 256 kanalu.
Mezi jednotlivymi body této sekvence muzeme nalézt néjaké pravidelnosti, které definuji
néjaky konkrétni text. Na kazdy z téchto bodu je aplikovana plné propojend vrstva, ktera ma
vystupni pocet elementti roven velikosti mnoziny znakt jez chceme sit naucit. Tato vrstva
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vrstva slouzi ke klasifikaci vyluénych tfid, z nichz kazda klasifikuje nejvice pravdépodobny
znak v daném temporalnim bodé sekvence. Toho je dosazeno aplikaci vrstvy Softmax, ktera
prevadi hodnoty na miry pravdépodobnosti. Hodnotu daného temporalniho bodu sekvence
muzeme povazovat jako klasifikovanou tridu, ktera dosahuje nejvyssi pravdépodobnosti.

Po klasifikaci je vysledkem sekvence nejvice pravdépodobnych znakt v jednotlivé body
sirky. Avsak sitka, kterou je ohraniceny vykresleny text, zpravidla dosahuje vétsi pocet
bodu nez je pocet znaku ve vykresleném textu. Proto musi byt tento vysledek dekédovan
na odpovidajici pocet znaki v textu. K tomu je pouzita technika zvanid Connectionist-
Temporal-Classification (déle jen CTC). Pomoci ni je mozné delsi sekvenci zredukovat do
velikosti, kterou vyzadujeme. Pracuje tak ze odfiltruje opakujici se znaky. Proto je vy-
stup mozné reprezentovat mnoha cestami pres jednotlivé body sekvence, které dohromady
produkuji pozadovany vystup.

Uceni této vrstvy probihd pomoci CTC chybové funkce. Tato chybova funkce zohlednuje
vSechny mozné cesty jak ziskat dany vystup. V nésledujici rovnici je vypocet pravdépodob-
nosti vSech validnich cest vii¢i pozadovanému vysledku:

T
p(Y]X) = Z Hpt (e X)), (5.7)

AGVX’Y t=1

kde Y = [y1,y2,...,yu] je vzorova sekvence, X = [z1,z2, ..., z7] je predikovand sekvence.
Mezi témito sekvencemi musi platit vztah U < T'. Vx y je mnozina vSech validnich cest pro
zadané Y. Funkce p; je vypocet pravdépodobnosti korektniho znaku v ¢asovém bodé t. A
s vyuziti této pravdépodobnosti je chybova funkce definovana podobné jako CrossEntropy-
Loss. Pracuje na principu akumulace pravdépodobnosti v jednotlivé kroky. Princip vypoctu
této vrstvy muzeme pozorovat na obrazku 5.8. Na tomto obrazku je ukazan princip jak je
chyba pocitana pro 3 znaky abecedy a 6 bodu sekvence.
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Obrazek 5.8: Princip kalkulace chybové funkce CTC.
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Kapitola 6

Implementace

V této kapitole je popsina implementace vybranych ¢asti navrzeného systému. Nejprve
jsou uvedeny pouzité technologie pro implementaci systému v 6.1. Nasleduje popis algo-
ritmu uceni a inference vyuzivajici modely neuronové sité v kapitole 6.2. V kapitole 6.3
je popsan zpusob vybéru dat pro trénovani bounding boxu. Kapitola 6.4 uvadi jak byly
zvoleny anchory pro datovou sadu. V kapitole 6.5 je uveden algoritmus pro filtrovani pre-
dikovanych regionti. Nakonec v kapitole 6.6 je uveden algoritmus CTC, ktery je pouzit pro
dekédovani vystupu z modelu rozpoznani textu.

6.1 Pouzité technologie

Python

Python je vysokouroviovy skriptovaci jazyk. Poskytuje programovani v riiznych paradig-
matech jako je objektové orientované programovani, imperativni programovani, procedu-
ralni proceduralni nebo i funkcionalni programovani. Souc¢asti jazyku Python je systém pro
spravu a instalaci zavislosti pip. V poslednich letech pfi vyrazném nastupu strojového uceni
se Python stal velmi oblibeny pro jeho jednoduchost a také kvuli tomu, Ze jej lze navazat
na kompilované knihovny (napiiklad v jazyce C) diky kterym dosahuje podobného vypo-
¢etniho vykonu a prehlednosti. Dalsim divodem jeho ¢astého pouziti je, ze pomoci néj lze
snadnéji prototypovat algoritmy neuronovych siti v dostupnych frameworcich.

Pytorch

Knihovna PyTorch! je framework pro praci s neuronovymi sitémi pro jazyk Python. Je
uréen k navrhu a implementaci neuronovych siti a jejich naslednému pouziti. Knihovna
PyTorch je zdarma (dokonce i open-source) a vyvijend tymem zabyvajicim se umélou in-
teligenci pro Facebook. Tato knihovna poskytuje nékolik hlavnich vyhod jako je pocitani
neuronovych sit{ za pomoci tenzoru. Pritom vyuziva grafické procesory(GPU) k dosazeni
velké akcelerace. Tenzory jsou matematické objekty, které vsak v ramci programovani mu-
zeme chapat jako multidimenzionalni pole. Velkou vyhodou knihovny PyTorch je funkce
zvand automatic differentiation. Jedna se o metodu, ktera sleduje veskeré zmény provedené
na tenzorech a je schopna tyto operace invertovat. Tato metoda umoznuje automatické
pocitani gradientit zmén, coz je velmi uzite¢né pri tvorbé neuronovych siti, jelikoz tato

"Dostupné na adrese https://pytorch.org/
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funkce umoznuje vypocet diferenci parametru uz pii dopredném pruchodu siti. PyTorch
navic poskytuje mnoho implementaci funkci, vrstev, aj., které byly zminény v kapitole 2.

6.2 Rozdéleni systému

Systém je rozdélen na tii spustitelné soubory, kazdy s jinym tc¢elem. Prvni dva z nich jsou
aplikace ur¢ené pouze k uceni detekéni nebo rozpoznavaci sité. Pro jejich spusténi je vyza-
dovan konfigura¢ni soubor, ktery obsahuje parametry definujici sité. Vyznamné parametry
konfiguracniho souboru jsou pocet a rozméry anchor boxi, cesta k datové sadé uréeného
k trénovani detekéniho modelu, definovana sekvence pripravnych transformacnich operaci
jez jsou provedeny pro kazdy prvek datové sady. Datova sada je nacitidn ve formatu uve-
deném vyse v kapitole 4 a je na néj aplikovana série transformacnich operaci. Mezi tyto
transformacni operace patii zvétseni obrazku na minimalni rozmér, doplnéni paddingu, aby
vSechny obrazky méli jednotnou velikost a bylo je mozné trénovat soucasné. Dalsi vyznac¢nou
transformaci je prevod dat na tenzory, které jsou kompatibilni s knihovnou PyTorch.

Trénovani siti je rozdéleno na epochy, které jsou uréeny jednim celym prichodem dato-
vou sadou. V kazdé epoSe je nejprve zamichano poradi prvka datové sady. V ramci epochy
jsou postupné prochazeny jednotlivé prvky datové sady a jsou na né aplikovany transfor-
mace. Pred zpracovanim kazdého prvku datové sady jsou vynulovany tenzory drzici hodnoty
gradient modelu, protoze se nastavuji v dopfedném pruchodu siti. Déale je proveden do-
predny prichod modelu, s aktualnimi vahami, nad jednotlivymi prvky. Ve fazi uc¢eni vraci
model hodnoty chybovych funkci pro aktualni prvky datové sady. Pomoci hodnot chybovych
funkei je proveden zpétny priuchod siti, ktery zajisti aktualizace gradienti podle aktualnich
vstupnich dat. Gradienty jsou vypocitany za pomoci modulu autograd. Dalsim krokem
je aktualizace vah sité, kterad je provedena krokem pomoci optimaliza¢niho algoritmu. V
ramci prace je pouzit algoritmus Stochastic Gradient Descent. Tento algoritmus vyuziva
vypoctené gradienty a hodnotu rychlosti uceni(angl. learning rate) k aktualizaci vah neu-
ronové sité. (vice v kapitole 2.5.1). Po dokonceni epochy je model ulozen. Pro aktualizaci
rychlosti uceni je pouzit planova¢ zvany Cosine Anealing. Tento planova¢ ma stanoveny
hranice maximalni rychlosti uéeni a miniméalni rychlosti uceni, které jsou aktualizoviny na
zakladé funkce kosinus. Zména rychlosti probiha s kazdym prvkem v datové sadé.

Celkovy proces uceni neuronové sité vidime v algoritmu 1 jako pseudokdd.

Poslednim spustitelnym souborem je samotné inference systému. Tato aplikace opét
vyzaduje na vstupu konfigura¢ni soubor. Pro pouziti této aplikace vSak musi existovat
nauceny model. Tato aplikace slouzi k predikci bounding boxti a rozpoznani textt v nich pro
zadany vstupni obrizek. Aplikace nacte obrazek a aplikuje na néj nezbytné transformacni
operace, které jsou vyzadovany modelem. Mezi ne patfi normalizace velikosti obrazku a
jeho nasledné prevedeni na tenzor. Modely detekce i rozpoznani jsou nastaveny na evaluaci,
kterd zaruci nejvyssi rychlost zpracovani. Nejprve jsou vstupni data predany detekénimu
modelu, ktery vrati vSechny predikované textové regiony. Z téchto regionti jsou filtraci
vybrany ty nejpravdépodobnéjsi a na zakladé nich jsou vytvoreny vyfezy ze zdrojového
obrazku. VyTezy jsou poté rozpoznany jednotlivé jeden po druhém. Algoritmus inference je
mozné vidét v algoritmu 2
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Algoritmus 1: Uceni systému.

1 fori=0;¢1<MAX EPOCH; i++ do

2 Zamichani indexu datasetu.

3 for j =0; j <NUM_ITEMS DATASET; j++ do

4 Ziskani dat pro index j.

5 Predzpracovani dat pomoci definovanych transformaci.
6

7

8

9

Vynulovani gradientu sité.

Loss < Dopftedny prichod siti.

Zpétny prichod siti pomoci vypocitanych lossi.
Krok optimalizac¢niho algoritmu sité.

10 Krok planovace uceni sité.

11 Vytisknuti vysledku uceni epochy.
12 Ulozeni stavu sité pro danou epochu.

Algoritmus 2: Inference systému.

1 Nacteni stavu sité na zakladé konfigura¢niho souboru.
2 Nacteni obrazku ze zadané cesty

3 Predpriprava dat pomoci transformaci.

4 Skoére, Boxy + Dopredny prichod detekéni siti

5 for (S,B) € Skdre x Bory do

6 if S < threshold then

7 L continue

8 Vyiez oblasti ze zdrojového obrazku

9 Text < Dopredny pruchod rozpoznavaci siti.

10 Vystup dat do souboru.

6.3 Priprava vzoru pro uceni detekce

Aby se sit naucila klasifikovat ty spravné boxy, jsou v preprocessingu ndhodné vzorkovany
tzv. pozitivni a negativni anchory. VSechny ostatni jsou v trénovani vynechany. Vzorky, které
mohou byt povazovany za pozitivni, ¢i negativni anchor box se musi se vzorovym bounding
box z velké ¢asti prekryvat. Hodnota prekryvu je déna funkei Intersect over Union [18]
(dale jen IOU), kterd vypocitd pomér mezi plochou sdilenou mezi boxy a celkovou plochou
kterou bounding boxy dohromady zabiraji. IOU nabyva hodnoty 1 pokud jsou boxy totozné
a 0 pokud bounding boxy nemaji zddnou sdilenou oblast. Tuto funkci mizeme pozorovat
graficky v obrazku 6.1.
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Obrazek 6.1: Funkce IOU znéazornena graficky pro dva boxy.

Dalsim kritérium vybéru anchoru, je ze zadny z kandidatnich anchort pro trénovani
nesmi presahovat za hranice obrazku. VSechny anchory, které tuto hranici presahuji nejsou
pii trénovani zohlednény. Algoritmus nejdrive vybere vSechny kandidaty, které se nejlépe
prekryvaji s jednim z vzorovych bounding boxu, které chceme ucit. Déle jsou nahodné dovy-
brany ze vSech kandidatu ti, ktefi maji hodnotu piekryvu vyssi, nez je stanoveny pozitivni
prah (v tomto projektu se jednd o hodnotu 85%), aby byl splnény pocet pozitivnich za-
znamu. VSechny vybrané pozitivni zaznamy predstavuji anchory jejichz ohodnoceni chceme
posilit. Zaroven s pozitivnimi anchory je tfeba uré¢it i negativni anchory. Ty se vybiraji
oproti pozitivnim boxtm presné opac¢né. Ze vsech zbylych kandidatu se vyberou jen ti,
ktefi maji hodnotu prekryvu nizsi nez stanoveny negativni prah (v této praci se jednd o
50%). Negativni anchory predstavuji boudning boxy, které pti klasifikaci zhorseny. VSechny
ostatni anchory ignorujeme a jejich hodnoty skére nejsou nijak upraveny. Vzor trénovani
klasifikace diky tomu nabyvé tfech hodnot. Hodnotu 0 nabyva pokud se jedna o negativni
anchor, hodnotu 1 pokud je anchor pozitivni a hodnotu -1 pokud je anchor box pii tré-
novani ignorovan. Pocet téchto vzorkti a pomér pozitivnich vici negativnim anchoram je
nastavitelny v konfigura¢nim souboru.

Pro vsechny takto vybrané pozitivni anchory jsou déle dopocitany i vzory pro regresi
transformacnich koeficientti. Zaporné anchory jsou v optimalizaci regrese vynechany, iprava
jejich parametria. Pro kazdy z pozitivnich anchoru je vybran anotovany box, ktery ma s
nim nejvétsi hodnotu piekryvu. Diky tomu je zaruceno ze se dany anchor bude snazit
co nejdikladnéji napodobit tento anotovany box. Proto je potfeba urcit trénovaci vzory
transformacnich koeficientli, které jsou potreba k transformaci daného anchor boxu na
pridéleny anotovany box. Tyto koeficienty ziskdme pomoci nasledujicich rovnic:

gz — ag

t, = 6.1

=l (6.1)

t, = 9y — ay’ (6.2)

ap

ty = In 22 (6.3)
Aoy

tp, = In g—h, (6'4)
ap

kde hodnoty (as, ay, aw, ap) reprezentuji souradnice anchor boxu, hodnoty (gz, gy, gw, gn)
reprezentuji soufadnice anotovaného boxu, kterého chceme doséhnout, a hodnoty (¢, t,
tw, tn) reprezentuji transformacni koeficienty pomoci nichz je mozné anchor box transfor-
movat na vzorovy box. Spoleéné s vypoctem téchto koeficientil je i nastavena maska pro
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dany anchor. Maska slouzi k ur¢eni hodnot anchori, které se budou aktualizovat. Hodnota
masky pro pozitivni vzorky jsou nastaveny na (1,1, 1,1). Pro vSechny neupravované anchor
boxy jsou nastaveny hodnoty vzoru transformacnich parametru i masky na 0. Maska je po-
uzita, protoze vsechny hodnoty masky nastavené na 0 se nebudou nijak podilet na hodnoté
chybové funkce. Je-li hodnota masky pro néjaky anchor nastavena na hodnotu 0 pak je i
hodnota vzorové transformace pro dany anchor nastavena pravé na 0.

6.4 Anchory

Tato prace se zabyva zpracovanim textu, proto bylo potfeba zvolit takové anchor boxy,
které vzhledem pfipominaji bounding boxy obsahujici obsahuji text. Podivame-li se na
jakykoli text, muzeme vidét, ze vétsina jeho slov je rozmérové vice Siroka, nez-li vysoka.
Proto je i logické, aby v tomto duchu byly zvoleny anchor boxy. Proto byly anchor boxy
pouzity v optimalizovaném tvaru pro vygenerovanou datovou sadu. Pomoci metody k-means
byly vSechny body rozdéleny do nékolika skupin a stied kazdé z téchto skupin zvolen jako
anchor box. Takto zvolené boxy lze pozorovat na grafu 6.2, kde kazdy bod reprezentuje
sifrku a vysku bounding boxu ohranicujici text, ktery se nachazi v datové sadé. Dale vidime
barevné odliseny jednotlivé vypoctené skupiny a cervenym kiizem je oznacen stied této
skupiny. Jednd se zde o body, jez jsou zvoleny jako anchor boxy systému.

Rozlozeni velikosti textl - 16 cluster(

50 A
3 40 T
Jra]
>
4
oy
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< 30
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0 50 100 150 200 250 300 350 400
Sitky textd

Obrazek 6.2: Vypoctené anchory z datové sady.
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6.5 Filtrovani predikovanych regionu

Detekéni modul produkuje pro obrazek standardni velikosti velké mnozstvi predikci danych
bounding boxt. Z téchto dat je vSak nutné vybrat ty nejpodstatnéjsi. Nejprve jsou vSechny
predikované bounding boxy serfazeny sestupné podle jejich ohodnoceni pravdépodobnosti
pro t¥idu text. Z takto sefazenych boxt je vybrano prvnich N boxu (konfigurovatelné pomoci
parametrem num_boxes_pre_nms). Touto metodou jsou ziskdny pouze ty nejlépe ohodno-
cené predikované bounding boxy. Avsak muze nastat situace, kdy vice predikci spada do
stejné oblasti obrazku a predikuji totozny objekt. Tuto situaci mtuzeme pozorovat v obrazku
6.3, kde jsou zobrazeny predikované boxy. Intenzita Sedé barvy téchto bounding boxd zné-
zornuje hodnotu pravdépodobnosti.

Testovaci text

Obrazek 6.3: Predikce boxu, které se prekryvaji v dané oblasti.

Pro odfiltrovani takto podobnych bounding boxi je pouzit algoritmus Non-Maximum
Suppression (déle jen NMS). Algoritmus projde vSechny predikované boxy a vybere pro
dané oblasti pouze ty, které maji nejvyssi skére. Prekryvy boxu jsou porovnany pomoci
funkce IOU (viz vySe). Implementaci NMS je mozné vidét v algoritmu 3. Tento algoritmus
je navrzen tak, aby ziskal indexy bounding box1, jez se maji zachovat.

Algoritmus 3: Non-Maximum Suppression.
Data:

box - Seznam souradnic boxu,

score - Seznam ohodnoceni boxu,

N - Celkova délka techto seznamu.

threshold - Prah pro hodnotu prekryvu, nad kterou potlacujeme.
Result: keep - Seznam indexu boxu, které jsou zachovany.

1 keep < prazdny seznam.

2 supressed < seznam velikosti N nastaveny na False

3 order < reverse argsort(score) // Sestupne serazené indexy score
4 fori=0;i< N;i++ do

5 idx < order]i]

6 if suppressed[idz] is False then

7 keep.push(idz)

8 for j=14+1;,j < N; j++ do

9 jdx < order][j]
10 if suppressed[jdx] is False then
11 if IOU(bozxidx], box[jdx]) > threshold then
12 \; L suppressed|jdz] < True
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Princip algoritmu mtizeme pozorovat vizualné v obrazku 6.4. V obrazku je patrné, ze
je zachovan pouze ten nejlépe ohodnoceny bounding box (nejvice intenzivni hodnota Sedi)
a vSechny ostatni bounding boxy jsou algoritmem potlaceny. S pomoci tohoto algoritmu
zamezime vzniku duplikdtnich boxl pro stejné oblasti.

NMS

Testovaci text |::> Testovaci text

Obrazek 6.4: Prekryvajici se predikce boxu, jsou pomoci metody Non-Maximum suppression
odfiltrovany.

6.6 Rozpoznani a dekédovani

Pouzita rekurentni sit LSTM je implementovana za pomoci knihovny PyTorch a vyzaduje
na vstupu tenzor, ktery obsahuje vyrez oblasti odpovidajici danému bounding boxu. Pro
pouziti s modulem LSTM je vSak nutné tato data zabalit do struktury, ktera 1épe reprezen-
tuje temporalni data. Zabaleny tenzor je pfedan obousmeérné vrstvé LSTM, kterd produkuje
v kazdém sméru 256 kanalu v jednotlivé ¢asové body. Tim jsou ziskany dvé sekvence. Prvni
kéduje vstupni sekvenci od zac¢atku po konec a druhd naopak od konce po zacatek. Vystu-
pem je ale opét zabalena sekvence. Po rozbaleni a aplikace klasifikacni vrstvy je potifeba
provést dekdédovani vystupu. Toho je dosazeno CTC dekodérem, jehoz pseudokdéd muzeme
pozorovat v algoritmu 4.

Algoritmus 4: Dekédovani CTC sekvence.
Data:
input__text - Seznam S nejpravdépodobnéjsimi znaky.

N - Délka tohoto seznamu.
Result: decoded_text - Vysledny seznam znak.

decoded__text «+ prazdny seznam.

last__char < blank

for i =0;7 < N;i++ do

in__char < input__text][i]

if in__char is blank then
last_char <+ in__char

L continue

N O ok W =

if last_char is blank then
9 \_ decoded__text.push(in__char)

@

10 else if in_ char is not last_ char then
11 L decoded__text.push(in__char)

12 last__char <+ in__char
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Kapitola 7

Experimenty

Modely siti, které byly predstaveny v predchozich kapitolach, byly trénovany na stroji se
dvéma grafickymi kartami NVidia GTX-1080 a procesorem Intel Core-i7. Jako ucebni vzor
byla nastrojem ,,gui-generator” vygenerovana datova sada s obrazky o rozmérech 1200x800.
Tato datova sada obsahuje kolem 800 obrazku, které v pruméru obsahuji 200 textovych
anotaci na obrazek. Pro vyhodnoceni byla vytvorena mensi datova sada, ktera ¢ita priblizné
50 obrazku o stejnych rozmérech a pruméru textovych anotaci. Obé datové sady jsou pro
algoritmy OCR velmi slozité, protoze obsahuji velké mnozstvi slov a také obsahuji rizné
kontrasty pozadi vuci pismu. Distribuci velikosti bounding box1 je mozné vidét v obrazku
7.1.

Rozlozeni velikosti textd

8

Vysky textd

S

10 +— T T T T T T T
0 50 100 150 200 250 300 350 400

Sirky textd

Obrazek 7.1: Distribuce bounding boxt v datasetu.
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7.1 Model detekce

Model detekce byl trénovan pri velikosti davky 4 na jedné grafice. Dohromady bylo spole¢né
trénovano 8 polozek pri vyuziti obou dostupnych grafickych karet. Pti trénovani sité bylo
pouzito planovace vyuzivajici funkci kosinus. Spole¢né s timto planovac¢em bylo vyuzito
optimalizatoru sité Stochastic gradient descent with restarts. Jednd se o variantu klasic-
kého SGD, avsak tento optimaliza¢ni algoritmus po dosazeni urc¢itého poc¢tu krokt obnovi
learning rate na pocatecni hodnotu. Diky tomu je mozné nalézt Teseni, které se naléza
mimo lokaln{ minimum. Pro méfeni kvality detekce textu jsou vyuzity metriky pfesnosti i
citlivosti. Vysledky je mozné vidét v tabulce 7.1.

Tabulka 7.1: Vyhodnoceni detekce algoritmt OCR

OCR Citlivost [IOU 0.75] Pfesnost [IOU 0.75]
Microsoft Azure 91.21% 87.00%
Google Cloud Vision 93.36% 86.72%
Tato prace 87.56% 54.35%

7 vysledkt uvedenych vyse je vidét, ze sif vyuzita v této praci ma velmi dobrou schop-
nost rozeznat bounding boxy v textu. To lze odvodit z hodnoty metriky citlivosti. Castéji
se vsak setkdme s nazvem recall. Metrika recall udava kolik prvka ze testovaci mnoziny
bylo korektné predikovdno a jeji nejlepsi vysledek je 100%. Naopak dle metriky pfesnosti,
nebo také precision, vidime ze algoritmus produkuje velké mnozstvi zbytecnych predikei.
Pri blizsi analyze vystupi lze vidét, ze nadbytecné predikce se nachazi zejména u kratkych
slov, které jsou soucasti delsiho souvislého textu jak muzeme vidét na obrazku 7.2. V ob-
razku také vidime nékolik slov pro které nebyl detekovin bounding box. Také vidime ze
detekéni sit si poradila s raznymi barevnymi rozpoloZenimi v obraze.

(& vislechy distributni - odhadnéte svitelské & |ioaseanci © stando rennera
& najemno ~
' Samotni primiem
o NejCastéi v

tfipokojovy Zalozni Newyorské eseji
Sedloriova

Kazdy druhy dotazovany tvrdi, 7e o tuto aplikaci nema
zajem, protoze ji nepotiebuie, tfetina respondentd se pak
boji Uniku osobnich dat.” hodnotil vysledky prizkumu
Dndrej Hak, Feditel produkti & rozvoie obchodu retailového
bankovnictvi Equa bank. Viibec to neni otazka mé popularity.

Obrazek 7.2: Detekce mnoha nadbyte¢nych bounding boxt.
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V dalsim obrazku 7.3 je ukazano, ze algoritmus je schopen si poradit i s texty, které
maji velmi nizky kontrast vici pozadi. Toto je vyhoda navrzeného algoritmu vac¢i porovna-
vanym algoritmim. Oba zbylé algoritmy maji velky problém detekovat text je-li prilis malo
kontrastni. Jejich nekorektnost prisuzuji

[Krajskd [neporovnatelnf < Dvaadvacet/ ~ dpravnengjsi

F.IHH!!-!E‘I! pravidl NI—H!MIM UE“: ledoval ||ﬂm
oy foboticke HIEIIngnd zpomalar] Féluchontkenic{binoulina ]

A A A A A A

[Furopsic komicel flerént i endlliformevoly Lt ne il Btz Hiabal ]

TFezellsirivd T

Obrazek 7.3: Detekce textt s nizkym kontrastem vici pozadi.

7.2 Model rozpoznani

Model rozpoznani byl trénovan pri velikosti davky 4. Stejné jako pfi trénovani detekce byl
pouzit planova¢ vyuzivajici funkci kosinus a optimaliza¢ni algoritmus Stochastic gradient
descent with restarts. Vysledky tohoto modelu, spoleéné s dalsimi ocr algoritmy je mozné
vidét v tabulce 7.2.

Tabulka 7.2: Vyhodnoceni rozpoznani algoritmu OCR

Metrika znaku Metrika slov
OCR Citlivost Presnost Citlivost Presnost
Microsoft Azure 83.21% 87.00% 79.50% 80.35%
Google Cloud Vision 87.36%  86.72%  85.89%  73.26%
Tato prace 18.10%  25.91%  16.02%  19.74%

Tabulka obsahuje dvé kategorie méfeni a to metrika znakt a metrika slov. Metrika
znaku urcuje kvalitu OCR systému ve schopnosti rozeznat korektni znaky na v celkovém
textu. Metrika slov navic k tomu jesté porovnava segmentace danych algoritmt, tedy boxy
musi mit néjaky minimalni prekryv, aby byly zohlednény. V kazdé z téchto kategorii je
urcen recall i citlivost, které nesou informace o schopnostech systému rozeznat jednotliva
slova.
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Avsak vysledky algoritmu rozpoznani této prace nejsou prilis pozitivni. Navrzeny systém
se nedokaze korektné prizptisobit vSem trénovacim datim a spravné klasifikovat znaky.
V praci jsou soucasti slovniku i ¢eské znaky, které jsou vsSak jsou velmi podobné jejich
variantam bez interpunkce. Diky tomu méa tento model problémy naucit se klasifikovat
ziskanou sekvenci korektné. Model jez detekuje text, neni pro nékterd slova 100% a nékteré
znaky jsou uplné vynechany.
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Kapitola 8
Zaver

V ramci prace byly nastudovany metody zpracovani obrazu pomoci neuronovych siti, prace
se predevsim zamérila na metody hlubokého uceni a také byly prozkoumany metody roz-
poznani textu z obrazu, které vyuzivaji neuronové sité. Pro generovani datové sady byla
vyuzita aplikace gui-generator, jez byla déale rozsifena o Sirsi moznosti generovani ruznych
grafickych webovych rozhrani a poslouzila pro generovani datové sady. V rdmci prace byla
vytvorena datova sada obsahujici 1000 obrazka uzivatelskych rozhrani véetné jejich anotaci.
Cast téchto dat je uréena k validaci vysledk, zbytek slouzi jako trénovaci datové sada pro
uceni navrzenych modeld. V ramci feseni byl dédle implementovan program pro vyhodno-
ceni kvality algoritmu OCR na zakladé zvolené metriky. Pomoci tohoto programu a vyse
vytvorené datové sady byly jednotlivé sluzby ohodnoceny definovanou metrikou rozpoznani
textu a jejich vysledky dale prozkoumdény.

Hlavnim p¥inosem prace je, ze zde byly pouzity moderni metody navrhu neuronovych
siti. Navrzena sit byla implementovana a natrénovana na vygenerované datové sadé. Tré-
novanim se podarilo dosahnout nadstandartnich vysledki pro detekci textt i nalezeni sou-
fadnic obdélnikd, které ohranicuji textové oblasti. Tento model lze pouzit samostatné a
muze byt velmi uzitecny pro fadu aplikaci, napriklad detekce textu v obraze pouzita. Dalsi
¢ast, kdy je provadéno samotné rozpoznani textu, byla natrénovana, vyhodnocena a dosdahla
priblizné 20% tuspésnosti rozpoznani znaku. Tento vysledek fikd, ze datova sada obsahuje
néjaké texty, které se model rozpoznani nedati naucit. Pro rozpoznani byly vyuzity ceské
znaky jako vyluéné klasifikacni kategorie. Mnoho klasifikovanych znakt si je vsak velmi
podobnych. Lisi se pouze v detailech jako je diakritika nad znaménky. Vysledek iika, ze
OCR systém, ktery ma na vystupu vSechny znaky kédovani Unicode, neni prilis redlny. A
to hlavné kvili podobnostem mezi jednotlivymi znaky i jejich interpunkénimi variantami.

Névrh i implementace téchto modela siti byla velmi velkd vyzva, protoze pro dobry navrh
téchto siti je potieba velkého mnozstvi znalosti v oblasti neuronovych siti. Vysledné mo-
dely kombinuji dohromady mnoho paradigmat modernich neuronovych siti mezi které patii
hluboké uceni neuronovych siti, rezidudlni konvoluc¢ni sité pro extrakci priznaka z obrazu,
predikce bounding box1 z takto ziskanych priznak i rozpoznani textu pomoci rekurentni
neuronovych siti. Moznym rozsitenim této prace je implementace klasifika¢niho algoritmu,
ktery zvlast klasifikuje znaky a zvlast jejich interpunkce. Nebo dalSim rozsifenim je pouziti
sité pro transformaci prostorovych souradnic a spojeni obou ¢asti do jediné souvislé sité.
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Priloha A

4

Navod k pouziti

Pro projekt Ize vytvorit virtualni prostfedi python, kde lze najit vsechny zavislosti projektu,
které jsou stazeny pomoci piikazu: pip install -r requierements.txt

Dalsi moznosti pro vytvoreni prostredi je pouziti poskytnutého docker konfigura¢niho sou-
boru pro jeho nastaveni pro nvidia-docker. Déle je mozné spustit program pomoci ptikazi:
Trénovani detekce

$ python3 train-localisation.py --config /cesta/ke/configu Tento piikaz spusti
trénovani detekéniho modelu na zdkladé informaci uvedenych v konfiguraénim souboru.
Trénovani rozpoznani

$ python3 train-recognition.py --config /cesta/ke/configu Tento piikaz spusti tré-
novani rozpoznavaciho modelu na zakladé informaci uvedenych v konfigura¢nim souboru.
Inference

$ python3 inference.py --config /cesta/ke/configu -o /cesta/do/vistupni/slozky
/cesta/k/obrazku Tento piikaz provede inferenci natrénovaného modelu nad poskytnutym
obrazkem.
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